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“E imposstvel dqueles que nio entendem a Lingua dos Sinais compreender suas pos-
sibilidades ao surdo, sua influéncia poderosa na felicidade moral e social destes des-
providos da audicao, e seu maravilhoso poder de carregar pensamentos a intelectos
que de outra maneira estariam em escuridao perpétua. Nem podem estes apreciar o
dominio que tem sobre os surdos. Enquanto houver dois surdos na face da Terra e

estes dois se encontrem, haverd o uso dos sinais.”

— Joseph Schuyler Long (The sign language: a manual of signs, 1910)






Resumo

Este trabalho investiga o uso de Maquinas de Vetores de Suporte e
Campos Condicionais Aleatorios Ocultos no problema de reconhe-
cimento de sinais pertencentes a Lingua Brasileira de Sinais (Li-
bras). A partir da aplicagdo dos preceitos basicos da Teoria de
Aprendizado Estatistico de Vapnik, o problema do reconhecimento
de gestos na Libras foi fundamentado como um caso de aprendiza-
do supervisionado definido sobre imagens e sequéncias de imagens,
evitando-se ao maximo o mal condicionamento tipicamente encon-
trado na estimacao de densidades através da utilizagao de modelos
discriminativos. Partindo-se de estudos linguisticos sobre a forma-
¢ao do sinal da Libras, foi criada uma arquitetura de classificacao
baseada em duas camadas operando sobre caracteristicas extraidas
de imagens capturadas através de sensores (cAmeras) de profundi-
dade. Foram adotadas abordagens quantitativas para a compara-
¢ao e analise de resultados através do uso de tabelas de contingén-
cia e testes estatisticos de hipdtese, que se verificam estatistica-
mente significantes favorecendo a escolha de modelos aqui apresen-
tada. Dentre os resultados encontrados, foi encontrado nas Maqui-
nas de Vetores de Suporte organizadas em Grafos Direcionais Aci-
clicos o balango necessario entre eficiéncia e acuracia para a classi-
ficacao de estruturas sublexicais da Libras, enquanto os Campos
Aleatorios Condicionais Ocultos forneceram um aumento nas taxas
de reconhecimento de palavras e sinais da Libras sem que para isto
tivessem de comprometer a capacidade de generalizagao do sistema

aqui apresentado.

Palavras-chave: lingua de sinais, segmentacao de imagens, reconhe-
cimento de padroes, reconhecimento de sequéncias, maquinas de
vetores de suporte, campos condicionais aleatérios.






Abstract

This work investigates the use of Support Vector Machines and
Hidden Conditional Random Fields in the recognition of signs
from the Brazilian Sign Language (Lingua Brasileira de Sinais,
Libras). Employing basic concepts from Vapnik’s Statistical Learn-
ing Theory, the gesture recognition problem is cast as a supervised
learning problem defined over images and image streams, avoiding
the inherent ill-conditioning present in many density estimation
problems through the use of discriminative classification models.
From linguistic studies on the structural formation of the Libras
sign, a two-layer recognition architecture has been created to oper-
ate over features extracted from depth images captured through a
depth sensor. This work utilizes quantitative approaches for per-
formance assessment, performing comparisons through contingency
tables and statistical hypothesis tests; revealing statistically signif-
icant results favoring the aforementioned choice of classification
models. Results have shown how the multiclass SVMs organized in
Directed Acyclic Graphs provided a needed balance between effi-
ciency and accuracy in the classification of the sub-lexical struc-
tures of the Libras, whereas Hidden Conditional Random Fields
boosted the system’s recognition rates without for this sacrificing

its generalization for unobserved instances.

Keywords: Sign languages, image segmentation, human-computer
interaction, pattern recognition, support vector machines, condi-

tional random fields.
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Reconhecimento de gestos da Lingua Brasileira de Sinais através de Maquinas

de Vetores de Suporte e Campos Condicionais Aleatérios Ocultos

Capitulo 1

Introducao

“F era toda a terra de uma mesma lingua e de uma mesma fala.” — Genesis 11:1.

AS FORMAS DE comunica¢ao vao muito além do que pode ser simplesmente
lido, escrito, falado ou ouvido. Mesmo muitas vezes passando despercebidos ao
consciente, os gestos desempenham papel integrante, senao fundamental, na com-
pleta expressao de nossas ideias ao engajarmos um dialogo, conversagao, ou qual-
quer tarefa de comunicacao em que exista o contato visual entre o locutor e o ou-
vinte. No caso do canal de comunicagao auditivo-fonolégico encontrar-se indisponi-
vel ou danificado, os gestos passam a outro patamar: tornam-se a via principal de

comunicacao e expressao da comunidade surda através das Linguas de Sinais.

Estudando apenas gestos articulados junto da fala, pode-se dizer que apenas
cerca de 30 a 35% do significado social de uma conversa ou interagao seja realmente
transmitido através de palavras (BIRDWHISTELL, 1970, p. 158), sendo todo o
restante transmitido através da comunicagao nao-verbal. Mas é quando analisamos
os gestos no contexto das Linguas de Sinais é que se pode compreender a magnitu-
de da importancia que desempenham na vida social dos que nao podem usufruir da
fala ou da audicao. O uso de gestos como elementos visuais nas Linguas de Sinais,
como é exemplo da Lingua Brasileira de Sinais (Libras), possibilita que o deficiente
auditivo tenha uma porta aberta para sua inclusao na sociedade.

Ao contrario do que uma vez se acreditara, as Linguas de Sinais ndo consti-
tuem mimica; tampouco sao apenas linguagens, no sentido de serem diferentes das
Linguas Orais. As Linguas de Sinais, como a Libras, sao exemplos completos de
linguas naturais. Nao nos referimos as linguas portuguesa, inglesa ou francesa ape-
nas como linguagens. Nao seria correto, portanto, nos referir as Linguas de Sinais
como apenas linguagens de sinais, ja que estas nao estao qualificadas nem acima
nem abaixo das outras linguas naturais.

Uma vez que as Linguas de Sinais constituem a principal via de acesso ao

universo da cultura surda (STROBEL, 2008), a busca na elaboragao de um sistema
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computacional capaz de ajudar na interpretacao e, potencialmente, traduzir a Lin-
gua de Sinais é de grande importancia social e tecnolégica. Tendo em vista todos os
potenciais beneficios e contribuigoes oriundas da elaboracao de um destes sistemas,
¢ evidente o quanto o desenvolvimento de um sistema desta categoria possa melho-
rar tanto a vida social do deficiente auditivo, quanto as descobertas encontradas
durante seu desenvolvimento possam contribuir tanto as areas de computagao, teo-

ria linguistica e das neurociéncias.

1.1 Contexto

Este trabalho esta inserido num contexto multidisciplinar abrangendo suba-
reas da Ciéncia da Computacao e da Linguistica. Mesclando a teoria Linguistica do
estudo das linguas gestuais e das demais linguas naturais com o processamento de
imagens e o reconhecimento de padroes, este trabalho tenta reunir varias técnicas e
resultados aplicaveis para possibilitar o desenvolvimento de um sistema reconhece-
dor da Lingua de Sinais.

As linguas baseadas em gestos sao tao ricas e diversas quanto qualquer outra
lingua natural. Ao contrario do popularmente acreditado, as Linguas de Sinais nao
sao universais — na data de elaboragao deste trabalho, o catdlogo de linguagens vi-
vas Ethnologue (LEWIS, 2009) registrava cerca de 130 linguagens de sinais existen-
tes no mundo. Nota-se, no entanto, que este valor deve-se tratar de uma subestima-
tiva, ja que o numero de linguagens registradas no catalogo vem crescendo ao longo
dos anos. Novas linguagens podem surgir espontaneamente, como quando tomamos,
por exemplo, o ocorrido registrado na Nicaragua durante a recente geragao da Lin-
gua Gestual Nicaraguense (SENGHAS e OZYUREK, 2004). Exemplificando tama-
nha diversidade dos sinais gestuais existentes, pode-se caracterizar o sorriso como
um dos Unicos gestos existentes capaz de ser entendido da mesma maneira em to-
dos os locais do mundo (EKMAN;, 1993).

Na Linguistica, vasto estudo tem sido conduzido visando entender, catalo-
gar, modelar e caracterizar a linguagem dos gestos, linguagem esta nao apenas res-
trita as linguas gestuais (FERREIRA-BRITO, 2010; LUCAS, 2001; O'BRIEN,
2005; STOKOE, 2001; LIRA e SOUZA, 2008), mas também aos gestos articulados
com a fala através do estudo da Cinésica (BIRDWHISTELL, 1970; SUTTON-
SPENCE, 1999; VALLI e LUCAS, 2000; KENDON;, 2004). Na Ciéncia da Compu-

tacao, principalmente na area interdisciplinar de Interacao Humano-Computador, o
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uso de gestos se torna particularmente atraente por incorporar expressoes naturais
na interface de interagdo com sistemas computacionais. Exemplos deste uso datam
desde a década de 80 (BOLT, 1980), e veem se popularizando ao longo dos anos,
aparecendo em inimeros trabalhos recentes, como os diversos trabalhos conduzidos
por Feuerstack e colegas (FEUERSTACK, COLNAGO e SOUZA, 2011,
FEUERSTACK, ANJO e PIZZOLATO, 2011; ANJO, PIZZOLATO e
FEUERSTACK, 2012).

No entanto, mesmo o uso dos gestos nao sendo recente na Ciéncia da Com-
putacao — as primeiras interfaces baseadas em gestos datando de tempos em que o
poder computacional dos dispositivos de hoje nao eram sequer encontrados em su-
percomputadores (BOLT, 1980) —, a trilha em busca de modelos computacionais
adequados, estratégias para tornar o problema tratavel e diferentes abordagens para
simplificar ou remover restricoes destes sistemas é valida até hoje, e dificilmente
pode-se considerar o problema de reconhecimento de gestos um problema resolvido

na computagao.

1.2 Motivacao e Objetivos

A motivacao deste trabalho é composta principalmente por duas frentes: a
motivacao de cunho social, na busca de um sistema capaz de aumentar a inclusao
social do surdo, principalmente no Brasil; e a motivagao de cunho cientifico, na in-
vestigagao das diferentes maneiras de interacao, dos modelos computacionais em-
pregados e estudados durante esta jornada, juntamente com seus respectivos desafi-
os. Mais do que isso, pode-se notar que o entendimento da lingua dos gestos tem se
mostrado interessante no auxilio da compreensao das demais linguas naturais
(LUCAS, 2001). A busca por modelos computacionais que possam interpretar a
lingua gestual torna-se uma tarefa bastante interessante por unificar diversas areas
do conhecimento, desde a inteligéncia artificial, a estatistica, e o processamento de
imagens até a linguistica e as neurociéncias. A obtencao destes modelos e resulta-
dos, por sua vez, podem trazer colaboragoes interessantes tanto de cunho social, no
caso da inclusao de deficientes auditivos, quanto a aprimoracao das teorias e de
modelos linguisticos e cognitivos disponiveis.

No Brasil, a Libras é a lingua oficial disponivel aos deficientes auditivos, re-
conhecida desde o ano de 2002 apos a instauracao da lei n° 10.436 de 24 de abril de
2002 e o decreto n° 5626 de 22 de dezembro de 2005 que a define e a regulamenta.
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Sendo a Libras a lingua gestual oficial do pais, objetivamos com este trabalho cola-
borar com a pesquisa em meios de acessibilidade que sejam capazes de aumentar a
inclusdo social dos mais de 9.717.318 (IBGE, 2010) deficientes auditivos brasileiros'.
Neste trabalho, abordaremos alguns dos gestos presentes na Libras e investigaremos
uma possivel abordagem para o problema. Note-se, no entanto, que nao seremos
pretenciosos o bastante a ponto de propor uma solugao tnica e final para o proble-
ma, mas almejaremos trata-lo com o minimo de restricoes possiveis. Desta maneira,
evitaremos o uso de luvas especiais, sejam elas eletronico-sensoriais ou simplesmente
coloridas, e evitaremos o uso de hipoteses severamente restritivas sobre as vestimen-
tas do usuario, como uso de jaquetas ou mangas compridas ou de cores especificas.
Buscaremos, assim, abordar uma caracteristica especifica da Libras sem que as hi-
poteses assumidas potencialmente prejudiquem sua generalizagao para caracteristi-

cas mais completas ou elaboradas.

1.3 Contribuicoes e limitacoes

A principal contribuicao deste trabalho sera a investigacao de maneiras de
representar e detectar sinais da Libras em uma aplicacao de reconhecimento de
imagens cujo ambiente de fundo possa ser arbitrariamente complexo. Mais especifi-

camente, estaremos contribuindo com:

e Um algoritmo de segmentacao capaz de extrair caracteristicas conjuntas da
face e das maos durante a articulacao do sinal na Libras, construindo sobre
o estudo de Anjo (2012);

o A avaliagao da aplicabilidade do uso de Maquinas de Vetores de Suporte ao
problema de reconhecimento de gestos estaticos e um estudo acerca de sua
extensibilidade a um crescente niimero de caracteristicas a medida que avan-
¢amos no reconhecimento de sinais da Libras;

e A avaliagao da aplicabilidade do uso de Campos Aleatérios Condicionais

Ocultos ao problema de reconhecimento de gestos dinamicos;

' Destes, 344.206 declararam-se completamente incapazes de ouvir; 1.798.967 relatam grande dificul-
dade em audigio e 7.574.145 alguma dificuldade. Em comparagdo com o censo anterior (IBGE,
2003), tinhamos 5.735.099 deficientes auditivos — apesar de esta diferenca poder ser parcialmente
explicada devido a diferengas na metodologia de pesquisa entre os diferentes censos.
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Como evidenciam Nicoloso e Silva (2009) mesmo intérpretes humanos en-
frentam muitos desafios na interpretagao simultanea em situagoes em que interrup-
¢oes ao usuario de lingua de sinais para recuperar uma informacao perdida nao sao
viaveis ou possiveis, o que ¢ um indicativo de que a elaboracao completa de um
destes sistemas pode estar fora do alcance de uma dissertacao de mestrado. Assim,
sem maior demora, definiremos as limitagoes deste trabalho. Neste trabalho, assu-

miremos as seguintes hipoteses simplificadoras:

e Uma tnica pessoa estara diante de uma camera em um dado momento;
e O espacgo de articulagao ao redor da pessoa deve conter apenas a pessoa;
e Condigoes de iluminacao no espaco de articulagao serao adequadas;

e O sensor de profundidade estarda em uma posicao fixa, diante do usuério.

E especificamente, nao estaremos supondo:

e Uma vestimenta especifica para auxiliar as etapas de segmentacao,

e Luvas ou quaisquer outros dispositivos que devam ser usados pelo usuario.

Neste trabalho, abordaremos apenas alguns dos gestos da Libras e investiga-
remos uma possivel abordagem para o problema. De maneira nenhuma buscaremos
tratar todos os possiveis gestos e variacoes da lingua, mas gravitaremos acerca de
métodos que tenham pelo menos a possibilidade de se estender e acomodar novos

destes gestos e variagoes.

1.4 Organizacao do trabalho

Neste trabalho, exploraremos formas de deteccao de gestos especificos da Li-
bras envolvendo mais do que o simples alfabeto manual. Seguir-se-a entao um relato
das abordagens e técnicas exploradas na obtencao de tal sistema. Este documento
esta divido em nove capitulos, separados em duas partes.

A primeira parte é composta da fundamentagao teérica, como levantamento
bibliografico e apresentacao dos métodos a serem utilizados. No Capitulo 2, apre-
sentaremos uma revisao bibliografica, contemplando desde a detec¢ao e segmenta-
¢ao do corpo humano em imagens coloridas e de profundidade até o desenvolvimen-
to de interfaces gestuais, reconhecimento de gestos e expressoes faciais. No Capitulo

3, enunciaremos as principais caracteristicas da Lingua Brasileira de Sinais (Libras),
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incluindo investigagoes conduzidas na Ciéncia Linguistica direcionadas a especifica-
¢ao e caracterizacao de sua gramatica. No Capitulo 4, discutiremos as principais
técnicas de processamento de imagens disponiveis para abordar este problema. No
Capitulo 5, apresentaremos como sera possivel lidar com este problema de maneira
automatica a partir de técnicas de reconhecimento de padroes.

A segunda parte deste trabalho contém o desenvolvimento do trabalho em
si, apresentando a abordagem utilizada e os experimentos realizados. A partir do
Capitulo 6 detalhamos a abordagem utilizada para se atacar problemas especificos
da Libras, seguida da metodologia de pesquisa utilizada no Capitulo 7, e os expe-
rimentos conduzidos e seus resultados no Capitulo 8. Por fim, apresentamos as
principais conclusoes deste trabalho no Capitulo 9, fornecendo indicagoes para tra-
balhos futuros, fechando o escopo desta dissertagao.

Este documento contem ainda trés apéndices: um contendo o termo de con-
sentimento livre e esclarecido apresentado aos participantes dos experimentos reali-
zados; outro contendo detalhes dos experimentos realizados no Capitulo 8; e um

terceiro apresentando o ferramental utilizado no desenvolvimento desta pesquisa.
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Capitulo 2

Revisao Bibliografica

“O homem pode tudo quanto sabe.” — Francis Bacon

NA CIENCIA, QUASE TAO IMPORTANTE quanto realizar nossas proprias desco-
bertas, é revisar e retomar as descobertas realizadas pelos que vieram antes de nos.
Apenas assim é possivel conhecer as paisagens ja deslumbradas pelos que se aventu-
raram em explorar este mesmo campo, e assim delimitar as fronteiras e limitagoes
destes trabalhos anteriores, a fim de se contribuir com um proximo passo no conhe-
cimento cientifico. Desta maneira, significante parte deste trabalho se dedicara ago-
ra ao levantamento bibliografico e delineamento geral das fronteiras exploradas na

area do reconhecimento de gestos até entao.

E curioso observar que até presente data poucos trabalhos se dedicaram a
estudar a Libras do ponto de vista da elaboracao de um sistema de reconhecimento
automéatico de gestos. E mais curioso ainda observar que este problema se estende
também a prépria pesquisa em Linguistica: como enunciam Nicoloso e Silva (2009),
as investigagoes em torno da Libras vem ocorrendo apenas timidamente, dificultan-
do a pesquisa na area devido a escassez de publicagoes. A elaboracao de uma gra-
matica, cuja necessidade foi levantada por Ferreira Brito (2010), e sua importancia
na criagao de sistemas de reconhecimento automatico de Linguas de Sinais, confor-
me evidenciada por Starner (1995), também parece ter recebido pouca atengao den-
tre pesquisas anteriores.

Na literatura, gestos tém sido tradicionalmente separados em duas categori-
as: gestos estéticos e gestos dindmicos (MITRA e ACHARYA, 2007). Gestos sao
considerados estdticos quando nao envolvem movimento, mas apenas uma pose ou
configuragao. Gestos dinamicos, em contrapartida, envolvem movimento e trajetoria

especificos. E natural observar que estas duas categorias nao sao mutuamente ex-
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cludentes, e a maioria dos gestos, de fato, envolve ambos componentes estaticos e
dindmicos.

Como constata a pesquisa de Mitra e Acharya (2007), pode-se dizer que ges-
tos em geral sao ambiguos e incompletamente especificados. Muitos gestos diferen-
tes podem ser utilizados para designar uma mesma coisa, como também é possivel
que gestos iguais tenham significados distintos em diferentes culturas. Entrando
momentaneamente no contexto das linguas gestuais, pode-se dizer que, assim como
na fala e na escrita, a execugao de um gesto varia tanto de pessoa para pessoa como
entre diferentes repeti¢oes realizadas por uma mesma pessoa.

Podemos ver que o problema de reconhecimento de gestos ¢ um problema in-
teressante dada sua nao trivialidade e aos muitos aspectos dos diferentes subpro-
blemas encontrados por quem se aventura na area. Sistemas de reconhecimento de
gestos podem ser concebidos de muitas maneiras, e cada abordagem é caraterizada
pelas restri¢goes que impoem ao usuario. Abordagens baseadas no uso de sensores,
por exemplo, como luvas eletronicas ou outros dispositivos de rastreio
(BRAFFORT, 1997; VOGLER e METAXAS, 2001; CHEN, FANG, et al., 2004),
limitam o usuario ao uso destes dispositivos especificos. Da mesma maneira, méto-
dos baseados em visdo computacional podem fazer uso da hipotese de que o usuario
esteja utilizando luvas coloridas ou outros marcadores especificos. Os trabalhos
também podem ser distinguidos quanto ao foco em sinais isolados (GROBEL e
ASSAN, 1997; BRETZNER, LAPTEV e LINDEBERG, 2002; DIAS, MADEO, et
al., 2009; PIZZOLATO, ANJO e PEDROSO, 2010) ou sinais embutidos em se-
quéncias continuas de padroes (YANG, SCLAROFF e LEE, 2009; STARNER,
1995), que é o caso mais geral nas Linguas de Sinais.

Neste trabalho, daremos énfase a abordagens baseadas em visao computaci-
onal. Porém, mesmo estas técnicas podem variar significantemente entre si. Segun-
do Mitra e Acharya (2007), estas diferengas podem ocorrer quanto ao ntimero de
cameras utilizadas, a velocidade e laténcia destas cameras, as restricoes do ambien-
te (como iluminagao), restrigoes do usuério (como o uso de marcadores), a natureza
das caracteristicas utilizadas (como silhuetas, bordas, histogramas), se a informagao
utilizada é 2-D ou 3-D e, finalmente, se a abordagem utilizada incorpora a represen-
tacao do tempo ou nao. Dentro das técnicas citadas, daremos particular énfase a
abordagens que nao imponham restrigoes ao usuario e que possuam minimas restri-
¢oes de ambiente. Como sera necessario tratar gestos dinamicos, adotaremos técni-
cas que envolvam representacao do tempo, em particular técnicas baseadas em mo-

delos ocultos de Markov (STARNER, 1995; STARNER, WEAVER e PENTLAND,
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1998; ELMEZAIN, AL-HAMADI e MICHAELIS, 2009) e campos aleatérios condi-
cionais (YANG, SCLAROFF e LEE, 2009; ELMEZAIN, 2010; YANG e SARKAR,
2006).

2.1 Interfaces Gestuais e o Reconhecimento de Gestos

A motivagao para a criacao de interfaces baseadas em gestos é bastante an-
tiga. Um dos mais famosos experimentos na interpretacao de gestos para interacao
humana-computador é dada pelo trabalho pioneiro de Richard Bolt (1980). Em sua
demonstracao, usuarios manejavam formas simples em um grande painel visual uti-
lizando apenas gestos e a fala, um fato notavel levando-se em consideragao a tecno-
logia disponivel nesta época. No entanto, foram necessarias mais de trés décadas de
pesquisa até que interfaces baseadas em gestos ganhassem tracdo em sua populari-
dade. Durante esta época, inimeros trabalhos abordaram o problema de diferentes
maneiras, com diferentes abordagens e respectivas limita¢oes. Gradualmente, espe-
ra-se que as limitagoes sejam removidas e a construgao de uma via confidvel de co-
municagao e de interpretagao auxiliada por modelo computacional seja finalmente
concebida.

O trabalho pioneiro em (BOLT, 1980) pré-datava a época em que interfaces
graficas (GUIs) eram comuns em dispositivos computacionais. A Media Room cria-
da pelo Architecture Machine Group do Instituto de Tecnologia de Massachusetts
(MIT), do tamanho de um escritério pessoal, contava com uma tela de retroproje-
¢ao ocupando toda a parede frontal, disposta a cerca de 2 metros do usuario. Suas
paredes abrigavam alto-falantes em ambos os lados da tela de projecao, bem como
em ambos os lados e atras da cadeira do usuario operador. Esta sala servia como
base de estudos para a pesquisa na construcao de um Sistema de Gerenciamento de
Dados Espacial (Spatial Data-Management System, SDMS). Os usudrios podiam
interagir com o ambiente virtual através de gestos, apontagao ou referéncias espaci-
ais simples como “cima”, “baixo”, e “d esquerda/direita de”.

Sua sala de interagao utilizava um componente de reconhecimento de fala
conectada criado pela NEC of America, Inc. O reconhecimento de fala conectada
era um problema classico na época, e este sistema, por reconhecer a fala conectada,
nao necessitava de pausas entre as palavras e conseguia reconhecer sentengas de até
cinco palavras faladas. O vocabulario deste sistema podia chegar a um maximo de

120 palavras, ou até cerca de 1000 palavras em modo de reconhecimento discreto.
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Os gestos e apontamentos eram detectados com o auxilio de sensores magnéticos. O
usuario deveria carregar um sensor, conectado por um fio, que poderia ser preso
como anel ou bracelete. Como mencionado anteriormente, seu trabalho precedia a
nocao de area de trabalho comumente encontrada nos computadores pessoais de
hoje, e, como tal, seu trabalho apresentava na época um grande leque de novas pos-
sibilidades.

Em paralelo a pesquisa em interfaces gestuais e multimodais, a pesquisa em
reconhecimento de fala floresceu®? na década de 80. O emprego das técnicas basea-
das em casamento de modelos foi gradualmente substituido por técnicas baseadas
em modelos estatisticos, particularmente os modelos ocultos de Markov (Hidden
Markov Models, HMM), que viriam a se tornar o método preferido para reconheci-
mento de fala (JUANG e RABINER, 2005). No entanto, uma das primeiras, se nao
a primeira publicagao a investigar a aplicabilidade de HMMs no problema de reco-
nhecimento de gestos humanos ocorreu somente em 1992 com o trabalho de Yama-
to, Ohya e Ishii (1992). Seus experimentos se baseavam na classificagao de seis tipos
distintos de movimentos do jogo de ténis, apresentando cerca de 90% de acerto na
rotulagao de seu conjunto de dados. O método empregava a quantizagao vetorial do
espaco de caracteristicas para suprir simbolos discretos aos modelos de Markov, em
contraste a utilizacao de modelos continuos preferidos no campo de reconhecimento
de fala.

Gradativamente, modelos ocultos de Markov foram ganhando maior popula-
ridade na area de reconhecimento de gestos. Em 1995, um dos primeiros trabalhos a
utilizar HMMs no reconhecimento de gestos em Linguas de Sinais foi o trabalho
conduzido por Starner (1995), que abordaremos com mais detalhes na segao 2.2
(dedicada exclusivamente ao tema de reconhecimento de linguas de sinais). Em re-
sumo, Starner utilizou HMMs com densidades de probabilidade continuas modela-
das através de misturas de Gaussianas multidimensionais. No entanto, uma dificul-
dade de seu trabalho devia-se ao fato de seu sistema nao ser capaz de identificar
quando uma sequéncia de movimentos realizada nao era um gesto que deveria ser
reconhecido pelo sistema. Em outras palavras, seu sistema nao incorporava meca-

nismos para rejeicao.

2 Deve-se notar que, apesar dos avancos e a maturidade do campo de pesquisa, a 4rea de reconheci-
mento e processamento de fala ainda hoje se encontra bastante defasada (DAHL, YU, et al., 2012).
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Figura 1. Demonstra¢do do trabalho de (BOLT, 1980), retirado de seu artigo original. Na figura, Ri-
chard Bolt interage com itens exibidos na tela principal da Media Room.
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Figura 2. Representacdo de um classificador baseado em HMDMs como uma mdquina de estados fini-
tos. Cada sequéncia de estados em uma linha denota um modelo HMM especifico para cada gesto mode-
lado.

Figura 3. Exemplifica¢do do modelo de limiar proposto por (LEE e KIM, 1999). O modelo de limiar
€ composto pelos estados de transicdo diagonal de todos os demais modelos de gestos.
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Em 1999, Lee e Kim (1999) publicaram um trabalho no qual utilizavam
HMDMs no reconhecimento de gestos simples para o controle de uma interface visu-
al. Uma de suas maiores contribui¢oes foi introduzir o uso de modelos de limiar
(threshold models) para incorporar a rejeigdo em classificadores baseados em
HMMSs. Desta maneira, em contrapartida ao trabalho de Starner, se torna possivel
detectar quando um sinal articulado nao faz parte dos sinais esperados pelo classifi-
cador. Outra contribuicao fundamental foi a criacdo de uma rede de deteccao de
gestos (Gesture Spotting Network, GSN) para realizar a segmentacao de gestos di-
namicos conhecidos que estejam presentes em meio a um sinal temporal continuo.
Seus resultados indicaram que o uso dos modelos de limiar para realizar a rejei¢ao
alcancava até 93% de acurécia, funcionando em tempo real. Contudo, seu esquema
de segmentacao necessitava que um novo gesto comecasse a ser articulado para que
o gesto anterior fosse detectado. Para circunverter este problema, os autores utiliza-
ram heuristicas baseadas em marcagoes, como a oclusao da mao ou uma parada em
seu movimento.

Diferente de Starner, o trabalho de Lee e Kim considerou observagoes ape-
nas discretas ao invés de continuas, o que em parte pode evitar problemas comu-
mente associados a estimagao de densidades Gaussianas, como o caso de varidveis
constantes e matrizes de covaridncia nao positivo-definidas. Ao invés de estimar
misturas de densidades Gaussianas, Lee e Kim estimaram tabelas de frequéncias
como fungoes massa de probabilidade. Como caracteristicas, os autores considera-
ram um alfabeto discreto de 16 palavras codigo representando possiveis diregoes na
movimentagao da mao. A partir de dois quadros consecutivos t, e t;, os autores
propuseram calcular o angulo de deslocamento 8 formado entre as posigoes (x,y)

da mao nestes dois instantes e o plano horizontal.

Rastreamento de mao Deteccgao da sequéncia
o .‘
g — A\ /] Q
Camera
Projecao 2D Gesto

Figura 4. Sistema de rastreamento de mdo e detecgdo de gestos criado por (LEE e KIM, 1999), ima-
gem adaptada deste mesmo artigo.
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Figura 5. Discretizacio de trajetéria baseada em palavras-cédigo. Angulo entre duas observacdes no
tempo (esq.) discretizagdo dos angulos em palavras-cddigo (dir.).
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Figura 6. Imagem adaptada de (ELMEZAIN, AL-HAMADI e MICHAELIS, 2009), demonstrando a
geracdo e os estdgios de reconhecimento do gesto representando a letra R.

Em um trabalho similar ao conduzido por Lee e Kim, os autores Elmezain,
Al-Hamadi e Michaelis (2009) propuseram um sistema capaz de reconhecer gestos
isolados e continuos expressando ntimeros arabicos frente a uma camera de video
estéreo, em tempo real. No entanto, diferentemente do trabalho de Lee e Kim, sua
abordagem utilizando visao estérea possibilitava o reconhecimento da trajetoria da
mao mesmo em fundos complexos. Os autores também utilizaram uma quantizagao
em 18 simbolos, dois a mais que o trabalho de Lee e Kim, utilizando um espaca-
mento de 20° entre cada simbolo. Neste artigo em particular os autores utilizaram
uma simples verificagao baseada em velocidade estatica para detectar o fim de uma
sequéncia. Seus resultados revelam até 95.7% de acurédcia em 70 sequéncias de video
contendo gestos continuos. Em sua tese de doutorado, Elmezain (2010) também
investigou o uso de Campos Aleatérios Condicionais Ocultos (Hidden Conditional
Random Fields, HCRF) e Campos Aleatorios Latente-Dinamicos (Latent-Dynamical
Conditional Random Fields, LDHCRF) no lugar dos modelos ocultos de Markov
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para efetuar a discriminacao de sequéncias de observagoes de gestos. Nesta disserta-
¢ao, campos aleatorios sao discutidos com mais detalhes na secao 5.4 e 5.5.

Até este ponto, cobrimos algumas abordagens utilizando modelos estatisti-
cos. No entanto, é possivel mostrar que o tratamento de interfaces gestuais a partir
de modelos alternativos também é possivel. Como exemplo, podemos citar aborda-
gens baseadas em Maquinas de Estados Finitos (Finite State Machine, FSM), como
as utilizadas nos trabalhos de Feuerstack, Colnago e Souza (2011), Davis e Shah
(1994), Bobick e Wilson (1997), e Hong, Huang e Turk (2000).

Na abordagem por FSMs, um gesto pode ser modelado como uma sequéncia
ordenada de estados em uma configuracao espago-temporal. No trabalho apresenta-
do em (FEUERSTACK, COLNAGO e SOUZA, 2011), seguindo uma série de estu-
dos em interfaces gestuais inicialmente conduzidas por Feuerstack, os autores pro-
poem uma maneira simples e intuitiva de se especificar interfaces multimodais atra-
vés de diagramas de estado. Para demonstrar a aplicabilidade de sua abordagem, os
autores apresentam dois estudos de caso desenvolvidos. Um dos estudos de caso
apresentados consiste em uma interface natural para controlar a virada de paginas
de uma partitura musical sem que seja necessaria a utilizacao das maos. Este é um
caso atraente do uso da tecnologia de interfaces gestuais, pois resolve um problema
simples, porém ativamente presente na vida de musicos, que consiste em ter de
abandonar as maos do instrumento que se esta tocando para movimentar a pagina
da partitura. No modelo de interacao proposto, a movimentacao da partitura é efe-
tuada a partir do rastreio dos movimentos da face do usuario através das técnicas

apresentadas nas segoes 4.3 e 4.4.
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Figura 7. Controle da pdgina atual de uma partitura através de gestos erecutados com a cabeca. Ima-
gens extraidas de (FEUERSTACK, COLNAGO e SOUZA, 2011).
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2.2 Reconhecimento de Linguas de Sinais

Apés o passo inicial dado por Ishibuchi, Takemura e Kishino (1993) em dire-
¢ao ao reconhecimento de gestos através de modelos estatisticos, um dos primeiros,
sendo o primeiro, trabalho a utilizar HMMs no reconhecimento de Linguas de Sinais
foi o desenvolvido por Starner (1995). Seu trabalho abordava o problema especifico
do reconhecimento da Lingua de Sinais Americana (American Sign Language,
ASL). Utilizando uma tnica cdmera e sem utilizar uma modelagem explicita dos
dedos, seu trabalho apresentava até 99.2% de acuracia. O sucesso de sua abordagem
pode ser parcialmente explicado devido ao uso de um vocabulario restrito e a espe-
cificacdo e uso de uma gramatica. Uma de suas contribuigoes foi justamente trazer
a tona a necessidade da especificacdo de uma gramatica para tornar o reconheci-

mento de frases em Linguas de Sinais tratavel.

Parte da fala Vocabulario
Pronomes I you he we you(pl.) they
Verbos want like lose dontwant

dontlike love pack hit loan
Substantivos Boz car book table paper
pants bicycle bottle can
wristwatch umbrella coat
pencil shoes food magazine
fish mouse pill bowl

Adjetivos red brown black gray yellow

Figura 8. Visdo da cdmera e vocabuldrio da ASL utilizado em (STARNER, 1995).

Figura 9. Extensdo do trabalho de Starner para wma cdmera montada sobre a cabega do usudrio,
imagem extraida de (STARNER, WEAVER e PENTLAND, 1998).
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Em seu trabalho, a extragao de caracteristicas da sequéncia de imagens era
auxiliada com o uso de luvas coloridas, e as caracteristicas extraidas eram baseadas
apenas na forma e movimento (deslocamento no espa¢o) da mao. Apés a extragao
da forma da mao através de segmentacao de cores, o autor propds estimar uma
elipse contendo a forma da mao utilizando-se seus momentos centrais®. Seu vetor de
caracteristicas era entdo composto de 8 elementos: a posi¢ao (x,y), o angulo 8 do
eixo de menor inércia, e excentricidade A da elipse para cada uma das maos. Uma
vez extraidas estas caracteristicas, o autor utilizou uma rede de HMMs de densida-
de continua com nimero de estados fixos, combinados com uma gramatica estatisti-
ca para incorporar contexto durante o treinamento e reconhecimento. No entanto,
uma desvantagem de sua abordagem é que, assim que o reconhecedor inicie o pro-
cessamento da gesticulacao de um usuéario, este usudario poderd apenas conduzir
gestos pertencentes a Lingua de Sinais modelada, ja que seu modelo nao conseguia
distinguir movimentos de maos nao previamente definidos. Seu trabalho foi conti-
nuamente desenvolvido e melhorado nos anos seguintes (STARNER, WEAVER e
PENTLAND, 1998).

Além dos trabalhos para reconhecer a ASL, podemos citar também os traba-
lhos de Bauer e Kraiss (2002) para a Lingua de Sinais Alema (Deutsche Gebdirdens-
prache, DGS), Holden, Lee e Owens (2005) para a Lingua de Sinais Australiana
(Australian Sign Language, Auslan) e Bowden et al. (2004), para a Lingua de Sinais
Britanica (British Sign Language, BSL). A abordagem de Bowden et al. (2004) se
baseia na adoc¢ao de um modelo linguistico para palavras. Podemos dizer que sua
abordagem é estrutural, no sentido que seu estudo tenta decompor o sinal articula-
do em seus visemas, da mesma maneira que uma falada pode ser decomposta em
seus fonemas. Durante o primeiro estagio de segmentacao e extragao de caracteris-
ticas utilizando as formas limiarizadas das maos e suas trajetérias no espaco, os
atributos sao convertidos em sua representagao em visemas. Os visemas formadores
sao categorizados como as posigoes relativas entre as maos, a posi¢ao das maos em
relacdo a pontos especificos do corpo, o movimento relativo das maos e a sua forma.
De fato, veremos no Capitulo 3 dessa dissertacao que varios destes componentes sao

componentes da especificacao do sinal na Libras e em demais Linguas de Sinais.

* Esta é a mesma abordagem utilizada para estimar a regidao da face no algoritmo de rastreio
Camshift, apresentado e discutido com mais detalhes na secao 4.4.
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Figura 10. Diagrama em blocos exemplificando os estagios de classificacdo do trabalho de
(BOWDEN, WINDRIDGE, et al., 2004), adaptado de seu mesmo artigo.

No segundo estagio de sua arquitetura de classificagao, cada sinal é modela-
do como uma cadeia de Markov de primeira ordem em que cada estado desta ca-
deia representa um conjunto particular de vetores de caracteristicas obtidos do pri-
meiro estagio de classificagdo. Para incorporar um modelo mais robusto das carac-
teristicas para seu conjunto de simbolos, os autores utilizam a Analise de Compo-
nente Independente (Independent Component Analysis, ICA) para realizar extragao
de atributos. A transformacao por ICA consegue separar atributos correlacionados
de ruido nao correlacionado, e, em efeito, acaba por reduzir a dimensionalidade do
espaco de atributos. No entanto, na validacao desta abordagem nesta publicagao
em particular, os autores utilizaram um banco de dados contendo sequéncias execu-
tadas por uma unica pessoa. Seu vocabulario se restringia a um léxicon de 49 si-
nais, executados em média 5 vezes diante de uma camera comum. Os autores utili-
zaram apenas um unico sinal de cada palavra para treinamento, reservando todos
outros para teste. Os autores reportam que o uso de ICA aumentou a taxa de clas-
sificacao de 73% para 84%. Seus resultados sao interessantes na medida em que
exemplificam o poder de generalizacao dos atributos selecionados, ja que a partir de
um Unico exemplo de treinamento conseguiram obter resultados similares ao estado

da arte (MITRA e ACHARYA, 2007).
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Figura 11. Diagrama de fluzo para o método proposto em (YANG, SCLAROFF e LEE, 2009). Ima-
gem adaptada deste mesmo artigo.

Assim como Lee e Kim (1999) introduziram o conceito de modelos de limiar
para realizar a identificacao de gestos em sequéncias de padroes continuas, Yang,
Sclaroff e Lee (2009) expandiram a técnica para CRFs. Em seu trabalho, os autores
propuseram um sistema capaz de realizar a distingao entre padroes de sinais e de
nao sinais pertencentes a um vocabulario limitado de palavras da lingua de sinais
estudada. Para este efeito, os autores estenderam a técnica de Lee e Kim para criar
um modelo de rejeicao a partir de um CRF. Em seu sistema, cada estado do CRF
se refere a um rotulo de um sinal em particular da Lingua de Sinais modelada. Os
autores propoem entao incorporar um rotulo adicional representando um nao-sinal,
cujos pesos de ocupacgao e transicao sao entao inicializados de acordo com seu mé-
todo proposto. Assim como no trabalho de Lee e Kim, os autores utilizam este
modelo de limiar para realizar a identificacao de um sinal através de um algoritmo

de detecgao de final de sua articulagdo. Seu método é entdo incorporado como
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componente de um sistema maior utilizado para a detecc¢ao, reconhecimento e fil-
tragem dos sinais detectados, organizado em uma arquitetura de duas camadas.

O trabalho de Pizzolato, Anjo e Pedroso (2010) concentrou-se sobre o pro-
blema de deteccao de gestos estaticos e dinamicos em Libras, e, assim como o tra-
balho anterior, também utilizou uma arquitetura em duas camadas. No entanto,
seus dois estagios de classificacao consistiam em ANNs organizadas de maneira que
simbolos notoriamente distintos do alfabeto manual da Libras pudessem ser detec-
tados mais rapidamente, e simbolos que sabidamente resultariam em maior confu-
sdo aos classificadores pudessem ser refinados e fornecidos a classificadores mais

especializados.

T

Processamento adicional

ANN 1

0000 0000
ANN 2 ..... OOO Anns3

F

Classificagao

Figura 12. Arquitetura em duas camadas para deteccdo de gestos estdticos propostas em
(PIZZOLATO, ANJO e PEDROSO, 2010).
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Cada camada responsavel pelo reconhecimento de poses utilizava classifica-
dores baseados em redes neurais para realizar a identificagao da postura sendo rea-
lizada. Apds a postura ser detectada, sua identificagdo era entao informada a um
algoritmo de deteccao de gestos dinamicos responsdvel por realizar a classificagao
da sequéncia de posturas detectadas e entao lhe atribuir um rétulo correspondente
a esta palavra. Os modelos de classificagao de sequéncias eram, assim como nos
trabalhos de Starner (1995), baseados em HMMs. No entanto, o trabalho destes
autores se dedicava a classificar palavras soletradas da Libras a partir de seu alfabe-
to manual. Os autores criaram seu proprio banco de dados para a Libras, contendo
27 sinais, 19 gestos estéticos (poses) e 8 gestos dindmicos. Um total de 45 pessoas
foram selecionadas para criar o banco de dados. Os autores optaram por utilizar
um algoritmo de segmentacgao baseado em cores, e, para tanto, os participantes uti-
lizaram jaquetas que casassem com a cor do fundo, de forma que apenas a mao fi-
casse aparente na sequéncia de imagens. Nesta dissertagao, o alfabeto manual da
Libras ¢é apresentado e discutido com maiores detalhes na secao 3.5.

Enquanto o trabalho de Pizzolato, Anjo e Pedroso (2010) se dedicou ao es-
tudo de sinais da Libras formados por componentes estaticos, o trabalho de Dias et
al. (2009) se concentrou em estudar especificamente os tipos de movimentos
presentes na lingua. Como sera apresentado na secao 3.2 desta dissertagao, veremos
que o movimento faz parte da estrutura basica dos gestos de Linguas de Sinais
como a Libras. Em seu trabalho, os autores investigaram o uso de mapas auto-
organizaveis (Self-Organizing Maps, SOM) e modelos nebulosos de aprendizado de
quantizacao vetorial (Learning Vector Quantization, INQ) para o reconhecimento
de diferentes tipos de movimentos presentes na Libras. Estes diferentes tipos de
movimentos sao apresentados com mais detalhes na secao 3.2.3. Os autores especifi-
caram o problema do reconhecimento de gestos na Libras representando os movi-
mentos das maos ao decorrer do tempo como curvas bidimensionais em R?. Seu
método de segmentacao é baseado em cor, sendo que para auxiliar a segmentagao,
os usuarios tiveram de utilizar luvas coloridas.

Outro trabalho envolvendo o uso de SOM foi o trabalho conduzido por Car-
neiro, Cortez e Costa (2009), que as empregou como etapa de pré-classificagao dos
momentos invariantes de Hu (HU, 1962) das imagens de gestos. O autor reporta
taxas de reconhecimento superiores as 98% para o reconhecimento dos 26 gestos do

alfabeto manual da Libras.
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2.3 Reconhecimento de Expressoes Faciais

A expressao facial possui um papel importante na expressao de informacao
em linguas gestuais, e na Libras nao é exce¢ao. No entanto, existem severos fatores
complicadores envolvidos em seu reconhecimento. Humanos sao capazes de detec-
tar e identificar faces em uma cena com minimo de esforco, ainda que estas faces
estejam sujeitas a variagoes de luminosidade, variacoes entre géneros, variacoes de-
vido & idade, oclusdo, 6culos, estilos de cabelo ou disfarces (MITRA e ACHARYA,
2007). Abordagens incluem o uso de ANNs, PCA, LDA, SVD, fluxo éptico (optical
flow) e filtros de particulas (particle filters).

Em um exemplo classico na literatura de reconhecimento de faces, Rowley,
Baluja e Kanade (1998) utilizaram uma ANN para examinar pequenas janelas de
20 X 20 pixels a fim de decidirem se estas janelas continham ou nao uma face. Esta
abordagem requeria que a imagem fosse continuamente redimensionada e a janela
deslocada até que toda a imagem tivesse sido analisada. Seu desempenho ainda nao
era compativel com aplicagoes em tempo real. Um grande passo em dire¢ao ao re-
conhecimento de faces em tempo real foi dado a partir da publicacao de Viola e
Jones (2001). Em seu trabalho, os autores propuseram um framework geral de reco-
nhecimento de objetos com particular aplicacao a deteccao de faces capaz de operar
em tempo real em computadores comuns de sua época. O feito foi conseguido atra-
vés de varias inovagoes trazidas pelos autores, como o uso de imagens integrais e
técnicas de boosting. Estas inovagoes e o método como um todo é descrito com mai-
ores detalhes na secao 4.3 dessa dissertagao.

Quanto ao reconhecimento de expressoes faciais, podemos destacar o traba-
lho de Bartlett et al. (2003). Seu trabalho apresenta uma das abordagens de maior
sucesso no reconhecimento de expressoes faciais, baseando-se no uso de caracteristi-
cas extraidas de filtros de Gabor posteriormente classificadas através de SVMs. No
entanto, Whitehill e Omlin (2006) mostraram que, apesar do sucesso desta aborda-
gem, seu custo computacional em termos de memoria e tempo de processamento é
bastante alto. Sua investigacao mostrou que o uso de caracteristicas de Haar em
classificadores treinados através de algoritmos de boosting é capaz de proporcionar
taxas de sucesso similares, porém operando de maneira mais rapida por vdrias or-

dens de magnitude.
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2.4 Segmentacao e representacao de imagens

Para dar suporte a deteccao e reconhecimento de gestos, é imprescindivel
que primeiro exista uma adequada sele¢ao e representacao de atributos. Para tratar
este problema, grande parte da pesquisa em Processamento de Imagens e Sinais
tem se dedicado ao problema particular de deteccao, identificagdo e segmentacao de
humanos em imagens e sequéncias de imagens.

Como enunciam Schwartz et al. (2009), duas abordagens principais tem sido
seguidas nos tultimos anos para se obter a segmentacao e identificacao do corpo
humano em imagens. A primeira delas consiste em uma abordagem gerativa, em
que partes do corpo humano sao detectadas separadamente, e entao combinadas de
acordo com algum modelo a priori. A segunda classe de métodos consiste em em-
pregar a analise estatistica pura a conjuntos de caracteristicas extraidas a partir de
janelas da imagem, e analisar estas caracteristicas como um todo de maneira a de-

tectar se ha o objeto de interesse dentro desta janela ou nao.

Figura 13. Detecgdo de pedestres utilizando PLS, retirada de (SCHWARTZ, KEMBHAVI, et al.,
2009) e reproduzida com permissio do autor.
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Figura 14. Caracteristicas utilizadas para reconhecimento de pedestres em (SCHWARTZ,
KEMBHAVI, et al., 2009), imagem adaptada com permissio do autor.
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Um dos algoritmos mais conhecidos para se realizar a deteccao de objetos é
o algoritmo de Viola e Jones (2001), também conhecido como classificador em cas-
cata de Haar. Este método ¢ um método geral de deteccao de objetos e pode ser
treinado para reconhecer diversos objetos de interesse. Sua abordagem em si per-
tence a segunda classe de métodos referidos por Schwartz e colegas (2009). Porém,
por tratar-se de um método de detecgao geral, pode ser utilizado para detectar par-
tes do corpo em separado para que possam ser mais tarde combinadas em um mo-
delo tinico como os da primeira classe antes mencionada. O método de Viola-Jones
¢é apresentado e discutido em detalhes na secao 4.3 desta dissertacao.

O método de Viola-Jones é um método de detec¢ao baseado no janelamento
de uma cena. Métodos baseados em janelamento podem extrair diversas caracteris-
ticas de uma determinada janela, ou regiao da imagem, e efetuar a classificacao
destas caracteristicas baseadas em qualquer técnica de reconhecimento de padroes.
Como tese de doutorado, Schwartz propos o uso da técnica de Minimos Quadrados
Parciais (Partial Least Squares, PLS) como maneira de circunverter o problema da
alta dimensionalidade do espaco de classificacao tipicamente enfrentado por algo-
ritmos de detec¢ao de imagens baseados em janelas (SCHWARTZ, KEMBHAVI, et
al., 2009). A técnica de PLS é comumente utilizada em quimiometria para buscar
uma representacao adequada de menor dimensionalidade em aplicagoes de espec-
trometria (WOLD, SJOSTROM e ERIKSSON, 2001), e até entdao sua aplicabilida-
de nao havia sido estudada no contexto da visao computacional.

Em seu trabalho, Schwartz explora esta capacidade da andlise de manipular
dados de alta dimensionalidade para aplica-la em janelas contendo 170,820 caracte-
risticas extraidas a partir de descritores baseados em histogramas de gradientes ori-
entados (Histograms of Oriented Gradients, HOG), coocorréncias extraidas de ca-
nais de cores num espaco HSV e frequéncia de cores. Estas caracteristicas visam
explorar mais informagoes, como a homogeneidade de roupas, cores, e texturas, do
que outros métodos propostos em sua area.

O trabalho de Schwartz apresenta resultados tao bons ou melhores do que
outras técnicas do estado-da-arte, como SVMs, porém a um custo computacional
significantemente menor. Seu método mostra ser superior a outros métodos do es-
tado-da-arte em trés conjuntos populares de dados, como o conjunto INRIA de
imagens de pedestres. O uso de HOGs em (DALAL e TRIGGS, 2005) também se
mostrou superior a diversas outras caracteristicas como as baseadas em Wavelets
(MOHAN, PAPAGEORGIOU e POGGIO, 2001).
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Ghobadi e colegas (GHOBADI, LOEPPRICH, et al., 2007) investigaram o
uso de imagens de profundidade para auxiliar na tarefa de segmentacao das maos.
Sua técnica baseia-se na fusao das caracteristicas de profundidade e de intensidade
para aumentar a acuracia da segmentacao em imagens capturadas através de uma
camera de tempo-de-voo?’. Sua técnica de fusdo de caracteristicas baseia-se na mes-
ma técnica utilizada em outras areas como no processamento e analise de imagens
de radares de abertura sintética (Synthetic Aperture Radar, SAR).

Os resultados deste estudo mostraram que imagens geradas apenas a partir
da profundidade ocasionam muitos erros de segmentacao, e que sua abordagem de
fusao das caracteristicas superam muitas destas dificuldades. O fato de que nao é
possivel colocar tamanha expectativa em métodos de classificacao baseando-se ape-
nas em imagens de profundidade também é advertido por Helmer e Lowe (2010) em
seu trabalho sobre reconhecimento de objetos em visao estéreo.

Porém em 2011, Shotton et al., pesquisadores da divisao de pesquisas da Mi-
crosoft, publicaram um artigo sobre a segmentacao e reconhecimento da pose hu-
mana utilizada na plataforma de jogos Kinect. O método descrito é capaz, de ma-
neira eficaz e veloz, de predizer as posigoes 3D de jung¢oes do corpo humano de uma
unica imagem de profundidade, sem que seja necessario utilizar rastreamento. A
detecgao e segmentacao das partes do corpo sao feitas a cada quadro, de maneira
que partes do corpo sejam detectadas numa imagem independente de informacgao
temporal (SHOTTON, FITZGIBBON, et al., 2011).

A abordagem utilizada segue a de reconhecimento de objetos de maneira que
o problema possa ser modelado como um simples problema de classificacao pizel-a-
pizel. Por utilizar um imenso conjunto de dados de treinamento, compreendendo
tanto dados reais quanto sintéticos, seu classificador é capaz de gerar predigoes in-
dependentes de pose, forma do corpo e roupas. O sistema roda a 200 quadros por
segundo e mostra grande acuracia tanto nos conjuntos sintéticos quanto reais. Mais
detalhes sobre o sensor Kinect e mapas de profundidade serao apresentados na se-
¢ao 4.1 desta dissertagdo. Uma prévia de diferentes imagens de profundidade con-
forme apresentadas no artigo original é apresentada na Figura 15.

Um ponto interessante que deve ser levado em consideragao é o fato de que o
sensor Kinect funciona mesmo sem a plataforma de interacao da Microsoft. Como

exemplo, temos o trabalho de Oikonomidis, Kyriazis e Argyros (2011), em que os

" Uma cdmera de tempo-de-voo realiza a medi¢gao de distdncias em uma cena tendo como base o
tempo que um raio de luz que deixa a cAmera consome para chegar a um objeto da cena, refletir, e
atingir a cAmera novamente.
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autores criaram um método para rastreio das articulagoes da mao através da mini-
mizacao da divergéncia entre o que estd sendo observado e um modelo de juncoes
tridimensionais utilizando uma variagao do método de Otimizacao por Nuvem de
Particulas (Particle Swarm Optimization, PSO) em uma GPU. Segundo os autores,
esta técnica é capaz de realizar o reconhecimento e o rastreio das partes da mao
(exemplificado na Figura 16) a uma taxa de até 15Hz, sendo um dos métodos mais

robustos e acurados para este fim baseado em modelos 3D.

)

Figura 15. Exemplo de poses em imagens de profundidade geradas por um sensor Kinect. Adaptado
de (SHOTTON, FITZGIBBON, et al., 2011).

() (d) ©)

Figura 16. Figura adaptada de (OIKONOMIDIS, KYRIAZIS e ARGYROS, 2011) exibindo sua abor-
dagem baseada em modelos. As figuras (a) e (b) exibem as imagens coloridas e de profundidade captu-
radas pelo sensor Kinect, respectivamente. A imagem (c) exibe a segmentagio da mdio, (d) mostra o
modelo de articulagdes utilizado, e (c) a estimagdo deste modelo para a cena apresentada.
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2.5 Resumo do capitulo

Neste capitulo, apresentamos como sistemas de reconhecimento de gestos
tém sido desenvolvidos na literatura, dando énfase especial a modelos baseados em
visao computacional. Aqui, vimos como muitos trabalhos baseiam-se nos mesmos
mecanismos utilizados para a criacao de sistemas de reconhecimento de fala, e como
tal, aproveitam-se dos mesmos modelos estatisticos populares nesta area.

Tal como no reconhecimento de fala, em que palavras faladas sao divididas
em suas unidades elementares — os fonemas — observamos que algumas abordagens
para reconhecimento de Linguas de Sinais também particionam o sinal em suas
unidades basicas — os visemas. Sendo esta caracteristica fundamental para a criagao
de sistemas de reconhecimento de fala, nos préximos capitulos exploraremos a es-
trutura formadora do sinal gestual e buscaremos meios de usar esta estrutura a

nosso favor na elaboragao de métodos para reconhecimento da Libras.
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Capitulo 3

A Lingua Brasileira de Sinais

“A lingua € a chave para o coracdo de um povo. Se perdemos a chave, perdemos o povo.
Se guardamos a chave em lugar sequro, como um tesouro, abriremos as portas para
riquezas incalculdveis, riquezas que jamais poderiam ser imaginadas do outro lado da
porta.” — Eva Engholm, 1965

A LINGUA BRASILEIRA DE SINAIS foi reconhecida como lingua oficial no pais
em 2002 apds a instauragao da lei n° 10.436 de 24 de abril de 2002 e o decreto n°
5626 de 22 de dezembro de 2005 que a regulamenta. Em seu paragrafo tnico, este
decreto define por Lingua Brasileira de Sinais “a forma de comunicagao e expressao,
em que o sistema linguistico de natureza visual-motora, com estrutura gramatical
propria, constitui um sistema linguistico de transmissao de ideias e fatos”
(BRASIL, 2002) originada nas comunidades surdas do pais. Neste capitulo, apre-
sentaremos as principais caracteristicas da Libras, bem como o papel que desempe-

nha na vida do surdo e as dificuldades envolvidas em seu uso e aprendizado.

3.1 Introducao

Estendendo a defini¢ao oficial, podemos dizer que a Lingua Brasileira de Si-
nais apresenta nao apenas estrutura gramatical prépria, mas traz também todo um
arcabouco léxico e semantico préprio. Como as demais Linguas de Sinais, atende
todos os critérios linguisticos de uma lingua genuina, incluindo sua capacidade de
gerar uma quantidade infinita de sentencas®. Como bem observam Quadros e Kar-

nopp, a Lingua Brasileira de Sinais é considerada pela linguistica uma lingua natu-

> Observacgio constatada por Willian Stokoe durante seus estudos da Lingua de Sinais Americana,
conforme contada em (O'BRIEN, 2005, p. 101).
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ral e nao apenas “um problema do surdo ou uma patologia da linguagem”
(QUADROS e KARNOPP, 2004).

No Brasil, o reconhecimento da Libras como lingua oficial também garantiu
ao surdo o direito ao intérprete no que diz respeito a area penal (como em depoi-
mentos e julgamentos de surdos) e no processo de inclusao social na educagao. O
papel do intérprete se torna fundamental na inclusdo social do surdo, e como tal,
tem levado a estudos sobre o estado atual desta profissao (GUARINELLO,
SANTANA, et al., 2008; ROSA, 2003; ROSA, 2008) e das dificuldades que estes
intérpretes encontram (FAMULARO, 1999; NICOLOSO e SILVA, 2009).

Uma das dificuldades imediatas da profissao de intérprete é sua falta de re-
gulamentagao. Em uma pesquisa conduzida por Guarinello et al. (2008) com estu-
dantes universitarios surdos, a maioria dos entrevistados se considerou mais profici-
ente na Lingua de Sinais do que na modalidade oral do portugués. No entanto, co-
mo bem observa estes autores, esta autoavaliacgao da proficiéncia é extremamente
subjetiva. Ao considerar que muitos surdos s tiveram acesso a Libras na adolescén-
cia, os autores observam que nao ha informacgao sobre os interlocutores com quem
aprenderam a Lingua de Sinais. Os autores argumentam que, como ha muitos maus
falantes de Libras no pais, que utilizam sinais de forma gramaticalmente incorreta e
fazendo uso do bimodalismo e da comunicacao total®, seja razoavel concluir que
alunos que tenham aprendido com estes interlocutores também se tornem maus
falantes da lingua de sinais (e que ha uma gama de varidveis com implicagoes dire-
tas no que pode se entender como proficiéncia de uma lingua).

A interpretacao de Libras nao é uma tarefa facil. Como relatam Nicoloso e
Silva (2009), na Libras pode ocorrer o caso de um mesmo sinal, articulado da mes-
ma maneira, pertencer a classes gramaticais diferentes conforme o contexto da fra-
se. Nao apenas isto, mas em seu trabalho as autoras focam no problema da identifi-
cagao do sujeito nas narrativas em Libras. Na Lingua Brasileira de Sinais, é possivel
armazenar o sujeito’ em um local do espaco e retoméa-lo a qualquer momento du-
rante o discurso através do uso da apontacao. E necessdrio ao intérprete, portanto,
extrema atencao e capacidade de memoria para que consiga distinguir entre os pon-

tos do espago que armazenam cada um dos nominais abordados na narrativa. En-

% A comunicagao total defende a utilizagao de todos os recursos linguisticos, como quaisquer resqui-
cios de habilidade de fala, audicdo, leitura facial e linguas gestuais de maneira concomitante na co-
municacao.

" O sujeito aqui ¢ referido tanto em seu sentido gramatical quanto no sentido daquilo de que se fala
ol a que se atribuem qualidades e designagoes durante o discurso.
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quanto que na lingua portuguesa é possivel inferir de quem se fala através de indi-
cagoes subjetivas (certas “pistas”, como enunciam as autoras), na Libras esta ativi-
dade se torna mais dificil. Por fim, vale ressaltar que a Libras é também uma lingua
viva, e como tal, se renova e se modifica a cada dia. Assim como a lingua falada,
possui regionalismos, dialetos e girias. Isto dificulta ainda mais sua interpretacao,
visto que palavras podem ser representadas por diferentes sinais em diferentes regi-

oes do pais.

3.2 Estrutura interna dos sinais

Como toda lingua natural, a Libras possui estrutura gramatical e sintaxe
proprias. A estrutura basica da Libras é constituida de pardmetros primarios e se-
cundarios que se combinam de forma sequencial ou simultanea. Isto significa que
cada gesto pode ser expresso através de uma combinacao destes parametros, assim
como palavras faladas sao compostas de fonemas.

Segundo Ferreira Brito (2010, p. 36-41) os pardmetros priméarios sao a confi-
guragio das maos (CM), os pontos de articulagio (PA), e o movimento (M). Os
parametros secundérios sao: a disposi¢io das maos (DM) orientacio das palmas das
maos (OM), a regidgo de contato (RC) e as expressées faciais ou componentes nao
manuais (NM). Alguns dos parametros mencionados adiante, em especial as confi-
guragoes das maos e as expressoes faciais, podem ser considerados morfemas da
Lingua de Sinais e nao apenas fonemas. Adotando esta parametrizacao do sinal,
seria possivel dizer, em resumo, que o sinal na Libras pode ser representado pela

tupla
S =(CM,PA,M,DM,0OM,RC,NM)

em que CM € A, sendo A o conjunto das 46 possiveis configuragoes das maos;
PA € Q, sendo Q o conjunto de possiveis regioes no espaco de sinalizacao; e
M = (d,u,t) comd €D,u€ U, et €T denotam as caracteristicas do movimento a
ser realizado. Para o componente de movimento, D denota o conjunto das possiveis
diregoes de movimento, U denota o conjunto dos possiveis tipos de movimento, e T
o conjunto de possiveis intensidades destes movimentos. Continuando com a defini-
¢ao dos demais componentes, OM € P, sendo P o conjunto de possiveis direcoes da

palma da mao; RC € C, em que C é o conjunto de possiveis tipos de toque; e
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NM € E, em que E é o conjunto de possiveis expressoes nao manuais. Finalmente,
DM € {dominante,ambas }, designando quais maos devem executar o gesto.

Nas subsegoes seguintes, discursaremos sobre o significado de cada um destes
parametros e apresentaremos sugestoes para a especificacao dos conjuntos A, 2, D,
U, P, C e E acima apresentados. E importante ressaltar, no entanto, que hé diver-
géncias entre autores quanto a completa especificacao destes conjuntos, e o seguinte

servira apenas para ilustrar estas possiveis caracterizacoes do sinal na Libras.

3.2.1 Configuracao das maos (CM)

As possiveis configuragoes das maos sumarizam as possiveis disposi¢oes dos
dedos em um conjunto finito de simbolos. De acordo com Ferreira Brito (2010), sao
46 as configuragoes de maos presentes na Libras®. A figura exibida na pagina se-
guinte, extraida do trabalho ante citado, visa ilustrar cada uma destas possiveis
configuragoes.

As configuragoes de maos desempenham papel fundamental como classifica-
dores na Libras. Classificadores sao morfemas que, anexados a outras palavras, es-
tabelecem marcas de concordancia de género. Como exemplo, podemos citar que a
sinalizagdo do verbo ANDAR referindo-se a uma pessoa é diferente da sinalizagao
do verbo CAIR quando se referindo a um animal. Outra observagao interessante
pode ser feita a respeito das configuragoes de maos: Conforme ilustrado na Figura
17, vérias configuragoes sao também elementos da datilologia da Libras (Figura 25).
Isto é um indicativo que quaisquer esforcos direcionados a deteccao automatica do
alfabeto manual da Libras também se torna automaticamente aplicavel ao reconhe-

cimento de um subconjunto especifico das possiveis configuracoes de maos.

8 Parece haver certa divergéncia entre autores. O diciondrio digital de (LIRA e SOUZA, 2008) cita
73 destas possiveis configuragoes. No entanto, neste trabalho, aderiremos a definigao dada por Fer-
reira-Brito.
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Figura 17. Configurag¢des das mdos presentes na estrutura da Libras, extraido de (FERREIRA-
BRITO, 2010).
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3.2.2 Pontos de articulagao (PA)

Os pontos de articulacao na Libras designam as possiveis regioes do espago
em relagdo ao corpo onde os sinais sao articulados (FERREIRA-BRITO, 2010).
Podemos, por exemplo, ter um sinal articulado junto a testa, ou mesmo um sinal
articulado junto as pernas. Para caracterizar cada uma destas possibilidades, o ges-
to na Libras é também parametrizado em relagdo a estas possiveis regioes. A regiao
do espago imediatamente a frente do interlocutor é denominada espago neutro. A
caracterizacao do espaco disponivel a articulagao dos sinais é apresentada na Figura
18, e a lista dos pontos de articulagao apresentadas por Brito é mostrada na Figura
19.

3.2.3 Movimento (M)

O movimento executado no sinal da Libras denota o deslocamento no espago
efetuado pelas maos durante a sinalizagdo. Como nota Ferreira Brito (2010, p. 74),
na Libras sempre hd pelo menos um eixo fixo durante o movimento, e ha poucas
possibilidades para a posicao deste eixo. Quando as rotagoes em torno deste eixo
sao significativas, estas rotagdes em geral caracterizam meio-circulos ou um quarto
de circulo. Os graus de liberdade para o movimento das maos sao ilustrados na Fi-
gura 22.

Segundo Strobel e Fernandes (1998), o movimento pode ser caracterizado em
termos de sua direcionalidade e seu tipo de movimento. A direcionalidade do mo-
vimento caracteriza a direcao em que as maos se movem durante a execucao do si-
nal. Um movimento unidirecional envolve o movimento de apenas uma das maos na
direcao especificada. Um movimento bidirecional envolve o movimento de uma ou
ambas as maos em dire¢oes diferentes. J4 um movimento multidirecional explora
diversas dire¢oes durante sua execug¢ao. O tipo do movimento caracteriza a forma
de sua execugao. As autoras Strobel e Fernandes enumeram seis tipos de movimen-

tos existentes na Libras, ilustrados na Figura 20.
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Figura 18. O espago de sinaliza¢do. Imagem recriada tendo como base o trabalho de (FERREIRA-

BRITO e LANGEVIN, 199/4).

T testa

R rosto

S parte superior do rosto
| parte inferior do rosto
P orelha

0O olhos

N nariz

B boca

d bochechas

A zona abaixo

B BRACOS

S braco P pescogo
Q queixo 0 ombro

I antebrago B busto

C cotovelo E Estdmago
P pulso C cintura

p PERNA

Figura 19. Pontos de articula¢do da Libras sequndo (FERREIRA-BRITO, 2010).

P palma
C costa da mdo
L1 lado do indicador
L2 lado do dedo minimo
D dedos
Dp ponta dos dedos
Dd nés dos dedos (juncdo entre os dedos e a m3o)
Dj nés dos dedos (primeira junta dos dedos)
D1 dedo minimo
D2 anular
D3 dedo médio
D4 indicador
D5 polegar
V intersticios entre os dedos
V1 intersticio entre o polegar e o indicador
V2 intersticio entre os dedos indicador e médio
V3 intersticio entre os dedos médio e anular
V4 intersticio entre os dedos anular e minimo

EN ESPACO NEUTRO
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Outro aspecto importante do movimento é sua velocidade e intensidade. Pa-
ra caracterizar estes aspectos, Ferreira Brito (2010, p. 228) propoe a defini¢ao de
quatro componentes do movimento dependentes da velocidade de execugao, sendo
eles a tensao, retengao, continuidade e refreamento, cujas caracteristicas sao repre-
sentadas na Figura 21. Para finalizar este tépico, poderiamos dizer que o movimen-
to pode ser caracterizado pela sua direcionalidade d € D, tipo u € U e intensidade

t € T, conforme especificados pelos conjuntos a seguir.

D = { Unidirecional, Bidirecional, Multidirecional }
U = { Retilineo, Helicoidal, Circular, Semicircular, Sinuoso, Angular }

T = { Tenso, Com Retencdo, Continuo, Refreado }

/ {@6\) /VVV Tenso
Retilineo Helicoidal Circular ; Com retencdo
(™) Continuo
m f\fﬂ & Refreado
Semicircular Sinuoso Angular
Figura 20. Tipos de movimentos em Libras Figura 21. Componentes do movimento

dependentes da velocidade.

Figura 22. Liberdade de movimentos da mao. Imagem criada com base nos estudos publicados em
(FERREIRA-BRITO e LANGEVIN, 1994).
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3.2.4 Disposi¢ao das maos (DM)

Na Libras, a disposi¢ao das maos, no sentido de qual mao realiza qual gesto
¢ importante. Como nota Ferreira-Brito (2010), certos gestos devem ser feitos utili-
zando-se a mao dominante, enquanto outros necessitam das duas maos para serem

realizados.

3.2.5 Orientacao da palma das maos (OM)

A orientacao da palma das maos é a dire¢ao a qual a palma das maos esta
voltada durante a realizagdo da articulagao. Segundo Ferreira Brito (2010, p. 41) a
orientacao das palmas das maos pode estar voltada para cima, para baixo, para
esquerda, para direita, para frente ou para o corpo. A autora nota que também é
possivel ocorrer mudangas na orientacao da palma durante a realizagao de um

mesmo gesto.

P = { cima, baixo, corpo, frente, esquerda, direita }
3.2.6 Regiao de contato (RC)

A regiao de contato denota o modo com que a mao que gesticula o sinal en-
tra em contato com o ponto de articulagao, caso este contato ocorra. Segundo Fer-
reira-Brito (2010), exemplos de possiveis tipos de toque podem ser dados por um
toque, um risco ou deslizamento. No entanto, a autora nao especifica todas as pos-
siveis regioes de contato. Nesta dissertagao, consideraremos que o conjunto C seja

finito, porém nao conhecemos sua cardinalidade.

C = {toque, duplo — toque,risco, deslizamento, ... }
3.2.7 Componentes ndo manuais (NM)

Os componentes ndo manuais, como a expressao facial presente durante a
execucao do sinal desempenham papel determinante no significado final de cada

gesto. Como evidenciam Silva et al. (2002), as expressoes faciais em muitos casos
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determinam o significado final do sinal, expressando a diferenca entre uma afirma-
¢ao, uma negacgao, um questionamento ou uma exclamagao: Frases interrogativas
geralmente envolvem um ligeiro movimento da cabeca para cima, enquanto que fra-
ses exclamativas envolvem um movimento para cima e para baixo. Frases negativas,
em contrapartida, envolvem um caracteristico movimento de um lado para o outro,
em comum sinal de negacgao. Assim, as expressoes faciais sao comumente utilizadas
para transformar as sentengas articuladas em perguntas, afirmagoes, pedidos, ou
ordens (FERREIRA-BRITO, 2010).

Além de dar o significado a sentengas, a expressao facial também pode atuar
como advérbio de modo ou intensificador numa frase da Libras. Como exemplifica-
do por Strobel e Fernandes (1998), a mao aberta, com movimento lento e expressao
serena denota calma. O mesmo sinal, porém com movimento brusco e expressao
séria significa pare. Devido a sua alta variabilidade, é dificil dar uma forma especifi-
ca ao conjunto de totais possiveis expressoes corporais na Libras. No entanto, tendo
como base os estudos de Baker-Shenk (1983), Ferreira-Brito (2010) conseguiu iden-
tificar 23 destas expressoes, que utilizaremos para especificar o conjunto E da pa-
rametrizacao adotada conforme apresentado na Figura 23. Por fim, a autora tam-
bém nota que algumas das expressoes podem ser realizadas simultaneamente, como

por exemplo, em uma indagagao negativa (FERREIRA-BRITO, 2010, p. 242).

CABECA

ROSTO Balanco para frente e para tras (sim)

Sobrancelhas franzidas

Balango para os lados (ndo)

Olhos arregalados Inclinacdo para frente

Lance de olhos Inclinacdo para o lado

Sobrancelhas levantadas Inclinagdo para tras

Bochechas infladas

Bochechas contraidas

TRONCO

Labios contraidos e projetados e sobrancelhas franzidas
Para frente

Correr da lingua contra a parte inferior interna da bochecha .
Para tras

Apenas a bochecha direita inflada Balanco alternado de ombros

Contragao do labio superior Balanco simultaneo de ombros

Franzir do nariz

Balango de um dnico ombro

ROSTO E CABECA

Cabeca projetada a frente, olhos levantados, cerrados (Que? Como? Quando? Por que?)

Cabeca projetada para tras, olhos arregalados (Quem?)

Figura 23. Conjunto de expressies faciais identificadas em (FERREIRA-BRITO, 2010, p. 240-241).
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3.3 Gramatica

A estrutura bésica da gramatica da Libras é a forma parametrizada do sinal
apresentada na secao anterior. Além da formacao de suas palavras, a gramatica da
Libras também pode ser estudada do ponto de vista de sua sintaxe e de suas classes
gramaticais. Nesta se¢ao, apresentaremos as principais caracteristicas de sua sintaxe
e outros elementos constituintes de sua gramatica, como classes gramaticais e tipos

de sentengas.

3.3.1 Sintaxe

Quanto a estrutura sintatica de sua gramatica, pode-se dizer que, na Libras,
a ordem dos sinais na construgao de uma frase obedece a regras refletindo a manei-
ra de o surdo organizar suas ideias segundo sua percepcao visual da realidade
(STROBEL e FERNANDES, 1998). Segundo Quadros (2003), sentengas da forma
Sujeito-Verbo-Objeto (SVO) sao muito comuns na Libras e sao sempre gramatical-
mente aceitaveis. Ja as sentengas nas formas Objeto-Sujeito-Verbo (OSV) e Sujeito-
Objeto-Verbo (SOV) sao permitidas quando ha utilizagdo de marcas ndo manuais,
como as apresentadas na secao 3.2.7. As demais formas, segundo a autora, nao exis-
tem na Libras. No entanto, apesar da forma SVO ser sempre gramaticalmente acei-
ta, segundo Ferreira Brito (2010), a forma preferida na Libras seria a ordem tépico-
comentario, ou topicalizagao, em que se coloca em destaque em primeiro lugar na
frase o elemento sobre o qual se quer falar. A topicalizacao é muito frequente na
fala coloquial do portugués oral, mas, na Libras, segundo a autora, quando nao ha

restrigcoes para seu uso, pode ser considerada regra geral.

3.3.2 Classes gramaticais

Assim como no Portugués e nas demais Linguas orais, na Libras também
temos diversas classes gramaticais para as palavras articuladas. No entanto, segun-
do Nicoloso e Silva (2009), temos também a dificuldade de que, na Libras, pode
ocorrer o caso de um mesmo sinal, articulado da mesma maneira, pertencer a clas-
ses gramaticais diferentes conforme o contexto da frase. Nesta se¢ao, apresentare-

mos algumas das classes gramaticais da Libras.
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3.3.2.1 Verbos

Os verbos em libras podem apresentar marca de concordancia ou nao. Ver-
bos que apresentam marcagao de concordancia podem apresentar concordancia nu-
mero-pessoal, em que a orientagdo marca as pessoas do discurso; podem apresentar
concordancia de género, em que a configuragdo da mao marca o género; e podem
apresentar concordancia com a localizagao, em que o ponto de articulagao marca a
localizagao. Verbos que apresentam marcagao de concordancia sao também chama-
dos de verbos direcionais, pois a direcdo do movimento marca o sujeito e o objeto
de acordo com seus pontos inicial e final, respectivamente (STROBEL e
FERNANDES, 1998).

3.3.2.2 Adjetivos

Em Libras, os adjetivos possuem sempre forma neutra, e sao, tipicamente,
expressados no ar. A palavra “redondo”, por exemplo, é expressa como um circulo
desenhado no ar (Figura 24). Estes sao exemplos de gestos iconicos, em que o gesto

consiste na articulagao da agao ou da forma do que se quer representar.

Figura 24. Expressdo da palavra "redondo” em Libras. Adaptado de (LIRA e SOUZA, 2008).
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3.3.2.3 Pronomes

Pronomes em Libras podem se apresentar nas formas singular, dual, trial,
quatrial e plural. Na forma singular, a pessoa do discurso é apontada utilizando a
configuragao de maos em d (indicador estendido). Na forma dual, as pessoas do
discurso sao apontadas utilizando-se a mao em forma de “2”. Na forma trial, as pes-
soas sao apontadas utilizando-se a forma de “3”, e, na quatrial, formato de “4”. Na
forma plural, a sinalizacao pode ocorrer de duas maneiras: o sinal pode tanto ser
composto pelo pronome em singular mais o sinal GRUPO; ou entao o sinal para
plural é feito pela mao dominante em configuracao de d desenhando-se um circulo

no ar.

3.4 Sentencas e frases

Na Libras, conforme mencionado na segao 3.2.7 (Componentes nao manuais)
as expressoes faciais desempenham papel fundamental na especificacao do tipo de
frase que se quer comunicar. Exemplos sao as frases afirmativas, negativas, excla-
mativas e interrogativas, que sao marcadas por sinais especificos gesticulados com a
face. Como levantado em (STROBEL e FERNANDES, 1998), podemos ter frases:

e Afirmativas, em que a expressao facial é neutra;

e Negativas, em que a negagao pode ser feita utilizando-se um sinal de negati-
vo especifico, através de um movimento da cabeca de um lado para o outro
em sinal de negacdo, através do acréscimo do sinal NAO a frase afirmativa,
ou a uma combinagao das maneiras apresentadas;

e Interrogativas, em que a expressao facial apresenta sobrancelhas franzidas e
ha um ligeiro movimento da cabega para cima;

e FExclamativas, em que a expressao facial apresenta sobrancelhas levantadas e

ha um ligeiro movimento da cabega para cima e para baixo.
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3.5 Alfabeto manual

A Libras, como outras Linguas de Sinais, também possui um alfabeto manu-
al, utilizado em situacoes em que seja requerida a soletragao de uma palavra, como
um nome. O alfabeto manual também pode ser utilizado para representar cores
através da sinalizacio da primeira letra da cor a que se quer referir. E possivel no-
tar diversas similaridades entre o alfabeto manual da Libras (Figura 25) e o alfabe-
to manual da ASL (Figura 26). No entanto, alfabetos manuais podem divergir sig-
nificantemente entre si, como é o caso do alfabeto manual da BSL, o que evidencia

ainda mais a nao universalidade das Linguas de Sinais.

Figura 25. O alfabeto manual da Libras. Imagem criada a partir do banco de amostras coletado por
Pedroso para uso em (PIZZOLATO, ANJO e PEDROSO, 2010).
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Figura 26. Topo: o alfabeto manual da Lingua de Sinais Britanica (BSL). Imagem criada utilizando-

se a fonte tipogrdafica disponibilizada pela British Deaf Association. Baizo: alfabeto manual da Lingua

de Sinais Americana (ALS). Imagem criada utilizando-se a fonte tipogrdfica criada por David Rakows-
ki, 1991.
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3.6 Resumo do capitulo

Neste capitulo exploramos as principais caracteristicas da Libras. Aqui, ob-
servamos a existéncia de severas dificuldades em seu reconhecimento, mesmo quan-
do esta tarefa realizada por intérpretes humanos. Vimos como o sinal da Libras po-
de ser decomposto em unidades bésicas, e verificamos que estas unidades formado-
ras estao potencialmente restritas a um conjunto finito de elementos. Em particu-
lar, verificamos que o espago de sinalizacao esta restrito a certas regides ao redor do
interlocutor, e que as configuragbes de maos podem ser resumidas a um alfabeto
relativamente pequeno de possibilidades.

No capitulo seguinte, exploraremos técnicas de visao computacional que po-
tencialmente nos auxiliem a extrair informagoes sobre o que ocorre dentro do espa-
¢o de sinalizagao, explorando maneiras de detectar, segmentar e rastrear objetos em

seu interior, como a configuracao de maos e movimentos do articulador.
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Capitulo 4

Processamento de imagens e visao

computacional

“All photos are accurate. None of them is the truth.” — Richard Avedon

DIRETAMENTE RELACIONADO AO PROBLEMA de reconhecimento de gestos li-
vres, no sentido de serem realizados sem o auxilio de luvas eletronicas e outros dis-
positivos vestiveis, esta o processamento de imagens e a visao computacional. A
visao computacional une os campos de processamento de imagens e de reconheci-
mento de padroes. Apesar de muitos dos modelos oriundos desta tltima area serem
diretamente aplicaveis ao problema de visao computacional, este capitulo se concen-
trara sobre problemas e solugoes especializados em tratar problemas especificos da

visao computacional.

Existem, na area de visdo computacional, certos problemas recorrentes. Al-
guns dos principais problemas tratados pela area sao os problemas de deteccao de
objetos, identificacao de objetos e de rastreio de objetos em sequéncias de imagens.
Neste capitulo detalharemos algumas das técnicas mais conhecidas para detecgao,
rastreio e identificagdo de objetos em imagens. Técnicas envolvendo aprendizado de
maquina e reconhecimento de padroes a partir de aprendizado automético serao
apresentadas e melhor detalhadas no capitulo seguinte, devidamente intitulado Re-

conhecimento de Padroes.

4.1 Representacoes de imagem

A visdo computacional engloba métodos de aquisicao, processamento, analise
e entendimento de imagens. Neste contexto, o processamento de imagens digitais

desempenha importante papel como base de muitos dos métodos envolvidos. A
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escolha de uma representacao adequada de uma imagem pode simplificar bastante
seu processamento, como veremos na se¢ao 4.3. A forma de aquisicio da imagem
também pode implicar mudancas significantes na natureza e quantidade de infor-
magao disponivel em sua representagao (Figura 27). Explorando informagoes alter-
nativas ou complementares, pode-se obter maior sucesso na deteccao de objetos es-
pecificos, como demonstra o uso de mapas de profundidade (Figura 28) para se rea-
lizar segmentacao do corpo humano em tempo real como demonstrado pelo algo-
ritmo de segmentacao da plataforma de jogos Xboxr 360 para analise dos mapas de
profundidade gerados pelo sensor Kinect.

O sensor Kinect é baseado na tecnologia de cameras de profundidade desen-
volvidas pela empresa israelense PrimeSense. Esta tecnologia interpreta informa-
¢oes de cenas 3D a partir de uma projecao continua e estruturada de um padrao em
luz infravermelha (FREEDMAN, SHPUNT, et al., 2007). Este sistema de detecgao
de profundidade pode ser visto como uma variacao da técnica de iluminagao estru-
turada (SALVI, PAGES e BATLLE, 2004). O fato de o sensor Kinect utilizar emis-
sores infravermelhos o torna imune a variagoes da luz ambiente.

A acurdcia do sensor Kinect foi investigada por Khoshelham (2011), que
também apresentou uma descricao detalhada de seu funcionamento. O sensor Ki-
nect consiste em um emissor laser infravermelho, uma camera infravermelha e uma
camera RGB. Seus inventores descrevem o processo de medicao da profundidade
como um processo de triangularizagio (FREEDMAN, SHPUNT, et al., 2007) dos
pontos emitidos. Seu emissor laser emite um unico feixe que é subsequentemente
dividido em miuiltiplos feixes seguindo uma grade de refragao, criando um padrao
luminoso projetado sobre o ambiente (Figura 29). Este padrao é entao capturado
pela camera infravermelha e correlacionado contra um padrao de referéncia
(KHOSHELHAM, 2011).

ssauy 7

Figura 27. Diferentes espagos de cores renderizados sobre formas geométricas. Renderizacdes em
POV-Ray por Michael Horvath, compartilhado sob licenca Creative Commons.
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Figura 28. Saida do sensor Kinect. Esquerda: matriz de pontos projetados pelo emissor IR. Direita:
Mapa de profundidade obtido através da andlise da matriz de pontos projetada.

Figura 29. Padrao de pontos projetado pelo sensor Kinect.

Khoshelham também investigou a acuracia do sensor Kinect quando compa-
rado a um sensor de varredura 3D profissional. Suas conclusoes foram de que a nu-
vem de pontos de um sensor Kinect adequadamente calibrado nao contem grandes
erros sistematicos, e que o erro aleatério das medidas de profundidade incrementa
quadraticamente em relagao ao aumento da distancia do sensor. Este erro alcanca 4
cm quando em profundidade maxima. A densidade dos pontos também decresce de
acordo com o aumento da distancia do sensor. O autor também chega a conclusao
de que a resolugao do sensor Kinect é muito baixa quando mensurada em longa dis-

tancia.
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4.2 Segmentacao de objetos

A segmentagao é o primeiro passo em muitas aplicagoes de visao computaci-
onal. No reconhecimento de gestos, antes que seja possivel aplicar técnicas de reco-
nhecimento de padrées é primeiro necessario distinguir as regioes de interesse do
restante da imagem, como as maos e a face do restante do corpo ou do fundo da

imagem, conforme demonstrado na Figura 30 a seguir.

Imagem de profundidade m) segmentacdo mp propostasde jungdes 3D

Figura 30. Distribui¢do de partes do corpo inferidas pelo método de (SHOTTON, FITZGIBBON, et
al., 2011). Imagem adaptada de seu artigo original para incorporar tradugdes.

O algoritmo de segmentacao e deteccao de objetos utilizado pelo console de
jogos Xbox 360 para interpretar as imagens coletadas pelo seu sensor Kinect foi
apresentado em (SHOTTON, FITZGIBBON, et al., 2011). Seu algoritmo de detec-
¢ao é baseado em florestas de decisao aleatorias. Esta escolha de classificadores po-
de ser implementada de maneira eficiente em GPUs (SHARP, 2008), o que pode
explicar a velocidade e baixo custo computacional desta abordagem. A abordagem
utilizada nao leva em conta os aspectos temporais da sequéncia de imagens, o que
nos leva a concluir que o algoritmo nao efetua rastreamento, mas sim a classificagdao
em tempo real de cada imagem capturada. As caracteristicas utilizadas no processo

de decisao sao extremamente simples, baseadas apenas em informagoes disponiveis
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na imagem de profundidade. Dado um pixel x em uma imagem I, estas caracteristi-

cas sao obtidas utilizando-se a expressao parametrizada

f(1,%) = d; (x + ﬁ) —q, <x + ﬁ) 4.1

em que d;(x) denota a profundidade do pixel x na imagem I e seus pardmetros u e
v representam deslocamentos em relacao a algum outro ponto da imagem. Como
notam Shotton et al., mesmo que estas caracteristicas fornecam apenas um fraco
sinal sobre qual parte do corpo o pixel se refere, o uso combinado da floresta de

classificacao torna possivel a desambiguacao de todas as partes sendo identificadas.

4.3 Deteccao de objetos

Em 2001, Viola e Jones propuseram o primeiro framework de detecgao de
objetos em imagens capaz de operar em tempo real. Descrito em (VIOLA e
JONES, 2001), seu trabalho foi demonstrado e parcialmente motivado pelo proble-
ma de detecgao da face humana. Sua maneira de operagao é baseada na busca exa-
ustiva da imagem utilizando-se uma janela deslizante em diferentes escalas; algo
que a primeira vista parece ser intratavel, mas que possui uma elegante solugao

gragas as contribuigoes introduzidas pelos autores.

Figura 81. Exemplo de detecgio de faces utilizando o método de (VIOLA e JONES, 2001).
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As contribuigoes oriundas do trabalho de Viola-Jones se resumem basica-
mente a trés inovagoes. A primeira foi a representacao da imagem no formato de
Imagem Integral. Note que o conceito de Imagem Integral nao era necessariamente
novo, sendo conhecido sob o nome de Tabela de Areas Somadas (Summed Area Ta-
ble, SAT). No entanto, sua aplicagdo era tradicionalmente relacionada ao mapea-
mento de texturas no campo de computagao grafica (CROW, 1984). Sua utilizagao
como base de representacao das entradas de um classificador possibilitou a compu-
tacao de caracteristicas de maneira extremamente eficiente.

A segunda contribui¢ao do trabalho destes autores foi a modificagao do algo-
ritmo de AdaBoost para gerar classificadores extremamente simples, baseados em
uma Unica caracteristica. Assim, a modificacao do algoritmo AdaBoost de aprendi-
zado possibilita que o método passe a ser visto também como um processo de sele-
¢ao de atributos.

A terceira e igualmente importante contribuicdo dos autores foi a inovagao
em restringir os classificadores numa estrutura em cascata, de forma que regides
nao interessantes da imagem pudessem ser descartadas rapidamente, sem desperdi-
car processamento (Figura 32). Desta maneira, os primeiros classificadores na cas-
cata podem ser vistos como filtros de atengao, possibilitando que a parte mais pe-
sada do processamento se concentre apenas sobre regioes que potencialmente con-
tenham uma face ou outro objeto em questao.

Mesmo utilizando classificadores extremamente simples, baseados em uma
Unica caracteristica cada um, o método é capaz de apresentar desempenho surpre-
endente e pouquissimos casos de falsos positivos. As caracteristicas utilizadas pelos
classificadores sao as chamadas caracteristicas de Haar (Figura 33), que tem sua
origem nas fungoes bases de Haar utilizadas por Papageorgiou, Oren e Poggio
(1998). No entanto, apesar de toda teoria justificando sua origem, estas caracteris-
ticas podem ser explicadas simplesmente como diferengas de intensidade entre dife-
rentes areas da imagem. Em termos gerais, os classificadores buscam apenas regioes
na imagem cuja diferenca de intensidade entre si seja maior do que algum limiar de
ativagao, preferencialmente aprendido de maneira automatica.

Certa intuigao por detras da motivagao pela busca de regioes de diferentes
intensidades pode ser explicada pela Figura 34 a seguir. O classificador de Viola-
Jones percorre a imagem exaustivamente através de uma janela deslizante, conside-
rando multiplas transformacoes de escala desta janela. Como é possivel observar no
caso especifico da deteccao de faces, caracteristicas de dois e trés retangulos podem

prontamente casar com regioes especificas do rosto humano.
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Estagio 1 Estagio 2 Estagio 3 Estagio N
4Sim & Sim @ Sim . ‘ Sim Ajanela
o o o : o contemo
= = 2 L objeto

A janela ndo contém o objeto

Figura 32. Diagrama representativo da cascata de classificadores fracos proposto por (VIOLA e

JONES, 2001).

B ]

Figura 83. Esquerda: diferentes caracteristicas de Haar de dois retdngulos. Direita: diferentes carac-
teristicas de Haar de trés retangulos.

Figura 84. Detector de objetos deslizando sobre a imagem em diferentes escalas. Imagem central e di-
reita mostram potenciais regides de casamento para as caracteristicas de Haar descrevendo o rosto
humano.
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Figura 35. Representacdo em imagem integral, em que cada elemento desta representacdo equivale a
soma de todos os pizels na imagem original desde o canto superior esquerdo até a posicdo do elemento
corrente.
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Uma observacao muito interessante sobre o método vem do ponto de vista
biologico. As caracteristicas retangulares de Haar parecem identificar caracteristicas
similares as identificadas pelas células neuronais de campos receptivos complexos da
area 17 do cértex visual felino (HUBEL e WIESEL, 1962)°.

Outra caracteristica interessante do método de Viola-Jones é o fato de que
cada estagio de classificacao opera apenas marginalmente melhor do que um classi-
ficador aleatério. Cada classificador em seu framework de detecgao é considerado
um classificador fraco. Porém, uma vez combinados através da técnica de Boosting,
estes se tornam um classificador forte capaz de apresentar altas taxas de sucesso em
classificagoes. O classificador final proposto no trabalho original de Viola-Jones
consistia em uma cascata de 32 camadas, incluindo um total de 4.297 caracteristi-
cas. O primeiro estagio da cascata era construido utilizando-se duas caracteristicas,
conseguindo rejeitar corretamente 60% de regioes nao contendo faces e detectar cor-
retamente 100% das regioes contendo faces.

No entanto, considerando que o classificador utiliza uma janela deslizante
para testar cada regiao da imagem, ainda que as caracteristicas sejam baseadas
apenas na simples diferenca de intensidade entre duas regioes da imagem seria ne-
cessario significante esforgo para recalcular estas areas de intensidade para todas as
diferentes posicoes da janela deslizante. Neste ponto voltamos & primeira contribui-
¢ao do trabalho de Viola e Jones, a representacao em imagem integral. Antes de
iniciar o deslize da janela pela imagem, a imagem original é transformada para a
representacao em imagem integral, representada na Figura 35. Uma vez convertida,
a soma dos pixels em uma janela retangular arbitraria pode ser computada facil-
mente utilizando apenas quatro acessos a memoria, um ganho consideravel em
comparacao a recalcular sua area percorrendo todos os pixels desta janela.

A representacao em imagem integral pode ser descrita por

ii(x,y) = ZX: Zy: i(u,v) (4.2)

u=1v=1

2 O cortex visual é constituido de uma variedade de tipos celulares, cada tipo sendo especializado em
analisar diferentes caracteristicas visuais. Células do tipo complexo sdo especializadas em detectar
bordas orientadas em &angulos especificos, como barras horizontais ou verticais. Estas células sao
receptoras diretas das chamadas células simples, que simplesmente reagem a padrées circulares de
luminosidade como as células da retina.
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em que [ é a imagem original e ii representa a imagem integral. Apesar de parecer
bastante custosa, esta computacao pode ser realizada de maneira eficiente em ape-

nas um unico passo sobre a imagem utilizando o par de recorréncias

S(X' Y) = S(X,Y - 1) + i(X, Y)

ii(x,y) =ii(x—1,y) + s(x,y) (43)

ou, simplesmente,

ii(x,y) =i(x,y) + ii(x— 1,y) +ii(x,y — 1) —ii(x— 1,y — 1) (4.4

com a definicao adicional de que s(x,—1) = ii(—1,y) = 0. Utilizando a imagem
integral, qualquer soma retangular na imagem pode ser computada apenas em qua-
tro referéncias & meméria. A soma de um retangulo indo de (x4, y,) até (xp,¥p)

pode ser calculada por

Xpb Yb

D7 DY) = i 6) = iGta1,¥) = i1, Yara) + (a1, o r) 45)

X=Xa Y=Ya

conforme evidenciado na Figura 36.

Desta maneira, cada caracteristica de Haar requer apenas um nimero cons-
tante de acessos a memoria de acordo com sua definicao. Uma caracteristica de dois
retangulos, por exemplo, necessitaria de seis acessos a memoria para ser calculada.
Uma caracteristica de trés retangulos, em contrapartida, necessitaria oito. E inte-
ressante notar que a representacao em imagem integral também é utilizada pelos
algoritmos de detecgao de pontos de interesse SURF (BAY, ESS, et al., 2008;
EVANS, 2009) e FREAK (ALAHI, ORTIZ e VANDERGHEYNST, 2012).

Apés a publicacao de Viola e Jones, Lienhart e Maydt (2002) propuseram
uma extensao do método original, introduzindo novas caracteristicas, como as ca-
racteristicas de Haar inclinadas capazes de indicar a ocorréncia de bordas orienta-
das a 45°, e tornando cada estagio de classificagao uma arvore de decisao ao invés
de um simples n6. Tendo em vista que o método de Viola-Jones é patenteado, esta
leve modificagao, além de tornar o classificador mais poderoso, o retira da cobertu-
ra da patente original, evitando que para seu uso comercial seja necessario adquirir

uma licenca dos detentores da patente.
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Original Integral Original Integral
52 3 4|1 517 10/14/15 52341 5 7/10/14/15
154 2|3 6 13/20/26 30 15 4 2 3 6 13 20 2630
2 2 1/3|4 8 117/25/34/42 2/ 21 3 4 817253442
356 4|5 111253952 65 35/6/45 112539 52|65
4 13 2 6 15304762 81 4 13 2 6 1530476281

_ 5+4+2+ _
5+2+3+1+5+4=20 9143217 34-14-8+5=17

Figura 36. FEsquerda: Fxemplo de cdlculo da representagcao em imagem integral. Direita: Cdlculo de
uma darea retangular utilizando a imagem integral.

Como comentario final nesta secao, é interessante relembrar que, como men-
cionado ao final da segao 2.3, uma das outras abordagens de maior sucesso no reco-
nhecimento de expressoes faciais é baseada no uso de caracteristicas extraidas de
filtros de Gabor e classificadas utilizando-se SVMs (BARTLETT, LITTLEWORT,
et al., 2003). No entanto, Whitehill e Omlin (2006) mostraram que, apesar do su-
cesso desta abordagem, seu custo computacional em termos de memoria e tempo de
processamento é bastante alto. Em contrapartida, sua investigagao mostrou que o
uso de caracteristicas de Haar classificadas por um algoritmo AdaBoost é capaz de
alcancar taxas de sucesso similares, porém operando mais rapidamente por varias

ordens de magnitude.

4.4 Rastreio de objetos por distribuicao de cores

O algoritmo Camshift, apresentado em (BRADSKI, 1998), é um algoritmo
de rastreio baseado em cores. O uso de simples distribui¢goes de cores como atributo
principal o torna um algoritmo bastante rapido e simples de ser implementado. Tes-
tes envolvendo o rastreio de faces revelam que o algoritmo também é robusto e ca-
paz de se recuperar mesmo na presenca de oclusoes. Nesta secao, apresentaremos o
algoritmo Camshift com maiores detalhes.

O nome Camshift vem de Continuously Adaptive Mean Shift, ou desloca-
mento adaptativo e continuo da média. Este algoritmo é uma extensao do algoritmo

de deslocamento da média (Mean Shift) para estimagao da moda em distribuigoes
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de probabilidade!. O algoritmo de deslocamento de média emprega uma aborda-
gem nao paramétrica para alcancar seu objetivo através de uma subida de gradien-
te. O algoritmo é robusto no sentido que valores discrepantes, nao pertencentes a
distribuicao, mas ainda assim presentes no conjunto de dados, nao surtem grandes
efeitos no resultado final do algoritmo.

Como o algoritmo de deslocamento de média opera sobre distribuigoes de
probabilidade, torna-se necessario modelar as cores presentes num quadro da se-
quéncia de imagens como probabilidades. Para isto, sao utilizados histogramas de
cores e a técnica de retroprojecao de histograma. O primeiro histograma de cores é
armazenado durante a fase de inicializacao do algoritmo. Sendo um método pura-
mente de rastreio, o algoritmo deve ser inicializado com uma regiao inicial que deve

ser rastreada na imagem, conforme apresentado na Figura 37.

’ - o
( Inicialize a posicdo e \
tamanho da janela de /
-
~ . _ _busca

Imagem
HSV/HSL

-

Faca uma busca de
histograma dentro da
regido de calculo

Ajuste a regido de
calculo no centro da
janela de busca, mas
com tamanho maior

Obtenha uma distribuicdo
de probabilidade de cores

Use (x,y) para ajustar o
centro da janela de Encontre o centro de massa

busca, e 2+/area para dentro da janela de busca
ajustar seu tamanho

Centre a janela de busca no
centro de massa e encontre
sua drea

Informe
XY Ze Convergéncia
inclinagdo

Figura 37. Algoritmo Camshift, conforme proposto por Bradski em sua publicacio original (1998).

"' A moda de uma distribui¢ao é definida como seu valor com maior probabilidade de ocorréncia. No
caso de distribui¢oes unimodais, como a distribuicao Gaussiana, a média, a mediana e a moda coin-

cidem todas neste mesmo valor de pico.
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Top View Front View

Figura 38. Diferentes espacos de cores. Esquerda: espaco de cores RGB. Direita: espaco de cores
HSL mapeado para uma esfera, com corte de canto. Criada por Michael Horvath e compartilhada sob a
licenca Creative Commons.

Assim que uma regiao de interesse é passada para o algoritmo, este se inicia
computando um histograma de cores para esta regiao. Um histograma de cores na-
da mais é do que um vetor contendo a contagem de cada possivel valor de cores ao
longo de uma imagem. O valor de cor especifico depende do espago de cores em que
a imagem esta sendo representada. Exemplos de diferentes espacos de cores sao os
espacos RGB, HSL e HSV, exibidos na Figura 38.

Em sua publicagao, Bradski considerou apenas o componente Matiz (Hue)
do espaco de cores HSV para montar seu histograma. O uso da matiz é convidativo,
pois neste espago de cores os componentes Matiz, Saturacao e Brilho estao descor-
relacionados, possibilitando que a distribuicao de cores apresente certa independén-
cia & luminosidade ambiente ou a diferentes tons de uma mesma matiz (como é o
caso dos diferentes tons de pele). E interessante notar que ha um problema inerente
ao uso exclusivo do componente matiz no calculo dos histogramas de cores. Para
tons de luminosidade muito altos ou muito baixos, nao ha matiz definida, ja que
qualquer valor de matiz poderia produzir a auséncia ou presenca completa de luz.
Desta maneira, é necessario cortar ou ignorar valores cujos componentes de satura-
¢ao e brilho estejam em certos intervalos.

Uma vez que o histograma tenha sido computado no estagio de inicializacao
do algoritmo, quadros subsequentes tem o valor de seus pixels transformados em
probabilidades através do calculo da razao de histogramas: o histograma do quadro
atual é computado, a razao de cada elemento em relagao ao histograma inicial é
interpretada como uma probabilidade, e o valor de cada pixel no quadro é entao
substituido por sua respectiva probabilidade. A esta operagao da-se o nome de re-
troprojecao de histograma, cujo resultado para uma imagem RGB utilizando-se um

rosto humano como objeto inicial é apresentado na Figura 39.
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Figura 39. Retroprojecdo de histograma em imagem RGB

Assim que a retroprojecao do histograma tenha sido computada e tenhamos
obtido o mapa de probabilidades para a imagem, podemos executar o algoritmo
Camshift para deslocar a estimativa inicial de posi¢cao do objeto para seu novo cen-
tro de massa. O centro de massa é computado através do método iterativo de des-
locamento de média (FUKUNAGA e HOSTETLER, 1975). O método trabalha a
partir da computagao dos primeiros e segundos momentos da imagem, e desloca a
estimativa atual da média até que este deslocamento seja menor do que algum limi-
te pré-definido ou algum nimero méaximo de iteragoes. Este passo pode ser visto
como a estimagao de uma Gaussiana bidimensional sobre o mapa de probabilidades
2-D. E compreensivel esperar que este método funcione adequadamente ao proble-
ma de rastreio de faces dado a inerente regularidade no formato eliptico e, portan-
to, aproximadamente Gaussiano da face humana.

Para a estimacao do centroide desta distribuicao 2-D, o deslocamento de
média utiliza os primeiros momentos da imagem. O momento zero, o primeiro mo-
mento para a coordenada x, e o primeiro momento para a coordenada y do mapa

de probabilidades I(x,y) sao definidos respectivamente como

Moo = ZZI(X,Y) My = ZZI(X:}’)X Moy = ZZI(X'Y)Y (4.6)
<y X ¥ Xy
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em que I(x,y) se limita a valores dentro da janela de busca atual. O novo centroide
a ser utilizado como localizagao do centro da janela de busca do algoritmo sera en-

tao dado por

c = x_zz Ye = x_(;:- (4.7)

Apoés estes valores serem encontrados, a janela se desloca para estas novas
posigoes. O fator limitante do algoritmo de deslocamento de média que o inviabiliza
para distribui¢oes dinamicas, ou seja, em movimento, como objetos em movimento
em uma cena, ¢ o fato de que o algoritmo nao atualiza o tamanho de sua janela de
busca, apenas sua posicao. O algoritmo Camshift resolve este problema utilizando o
momento zero obtido durante a avaliagao do deslocamento de média para guiar a
atualizagao do tamanho da nova janela. O momento zero pode ser interpretado co-
mo a area do objeto identificada na regiao da janela. Assim, o raio ou a altura e
largura da janela podem ser estimados em fungao da area e de outras restrigoes,

como alguma razao de propor¢ao pré-definida.

Figura 40. Exemplificacdo aprorimada da Gaussiana bidimensional estimada
sobre um objeto de rastreio; no caso, uma face humana.
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Através dos segundos momentos da imagem, é possivel obter uma estimativa
da inclinagao da elipse contendo a distribuicao de probabilidade do objeto. Os se-
gundos momentos da imagem sao definidos para a regiao atual da janela do mapa

de intensidades I(x,y) como:

M, = Z Z I(x,y)x* Segundo momento para coordenada x
Xy

(4.8)

My, = z Z I(x,y)y*> Segundo momento para coordenaday
Xy

Assumindo que o objeto possua uma forma eliptica, é razoavel supor que sua
distribuicao de probabilidade bidimensional no mapa de probabilidades possa as-
sumir uma forma Gaussiana. Deste ponto de vista, podemos obter a forma desta
distribuicao a partir de sua matriz de covaridncia. A matriz de covariancia para

esta distribuicao sera dada por

a b/2>
= 4.9
2= (2 e @9)
em que
_ MZO 2 _ Mll _ M02 2
a= Myg X~ b = My, X Y. €= My Ve (4.10)

O comprimento e a largura do maior eixo principal podem entao ser compu-
tados a partir dos autovalores de X. Para o caso bidimensional, o comprimento [ e a

largura w podem ser definidos por

| = \/(a+c)+ b2 + (a — c)?
B 2

(4.11)

\/(a+c)— b2 + (a—c)?
2
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e a inclinacao desta elipse pode ser facilmente encontrada considerando o angulo de

orientagao do auto vetor associado com o maior autovalor, dado por

1 2b
0= —arctan( ) (4.12)
2 a—c

Assim, podemos verificar que é possivel empregar o algoritmo Camshift para
rastrear quatro graus de liberdade em uma sequéncia de imagens. Quando aplicado
a faces, estes graus podem ser definidos como a posi¢ao x,y da cabeca do usuario
na cena, sua proximidade a camera z, estimada a partir da area da imagem de pro-

babilidade, e a inclinagao de seu rosto 8, ilustrados na Figura 41 a seguir.

y

X

Figura 41. Graus de liberdade rastreados pelo algoritmo Camshift

Finalizando esta se¢ao, podemos notar que o uso de um algoritmo baseado
em cores é motivado por sua simplicidade computacional. A formulacao simples do
algoritmo Camshift evita o uso de métodos de rastreio mais elaborados como filtros
de Kalman ou modelos preditivos. A habilidade do Camshift em ignorar valores dis-
crepantes o permite ser razoavel para aplicagoes de rastreio de face, a um custo
computacional baixo, o que permite deixar maior processamento para outras tare-
fas. Na préxima secao, veremos uma possibilidade de combinar rastreadores basea-
dos em casamento de modelos para expandir o nimero de graus de liberdade possi-

veis de serem rastreados em uma imagem.
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4.5 Rastreio de objetos por casamento de modelos

A deteccao de objetos por casamento de modelos (ou templates) é um dos
métodos mais comuns e extremamente simples de se encontrar um objeto similar
em uma imagem. Na abordagem de casamento de modelos, o objeto a ser identifi-
cado na imagem é separado e denominado modelo ou template. A seguir, conduz-se
uma busca exaustiva (Figura 42) na imagem de maneira a encontrar uma sub-
regiao da imagem em que a distancia entre o conteido desta sub-regiao e o modelo
seja minima. A busca pelo modelo é facilmente paralelizavel tendo em vista que

cada pixel é analisado separadamente.

Modelo

Figura 42. Casamento de modelo (template) por busca exaustiva.
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Tipicamente, possiveis escolhas para esta distancia incluem a soma de dife-
rencas quadraticas (Sum of Squared Differences, SSD), a soma de diferengas absolu-
tas (Sum of Absolute Differences, SAD) ou ainda a soma de diferencas transforma-
das absolutas (Sum of Absolute Transformed Differences, SATD). Estas distancias

podem ser calculadas pelas formulas

dsso(u,v) = D) (H(6y) = tx = u,y = v))?
y

X

dsap(w,v) = ZZI(f(X, y) —tx—uy—v))| (4.13)
Xy

dsarp(u,v) = sz « (f(xy) —t(x —u,y —v)) « HT|
Xy

em que f denota a imagem a ser percorrida e t denota o modelo utilizado. No caso
SATD, H denota uma matriz de transformacao, sendo a matriz de Hadamard a op-
¢ao mais comum. Quanto menor o valor de cada uma das métricas, mais similares
sao a regiao atual e o modelo.

Podemos ver que a SSD é simplesmente a distancia Euclidiana quadratica
entre a sub-regiao da imagem e o modelo. Também podemos notar que a mais sim-
ples de todas as distancias é a SAD, que pode ser vista como o simples calculo da
norma-L1 da imagem de diferengas. Devido a sua simplicidade, a métrica SAD é
extremamente rapida de ser computada. Além do mais, certos processadores possu-
em instrugoes especificas para se calcular este tipo de métrica, como a instrucao
PSADBW (Packed Sum of Absolute Differences) pertencente ao conjunto de instru-
goes Intel (INTEL CORPORATION, 2003) e AMD (ADVANCED MICRO
DEVICES, INC., 2000).

Outra maneira de se formular o problema é considerar uma medida de corre-

lagao cruzada. Expandindo a distancia SSD, obtemos a expressao

X

dsso(u,v) = D" (F(y) = t(x = w,y = V))?
y

= D) ) -2 -uy - +Ex—uy-v)  G19
y

X
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na qual pode-se observar que o termo Y, Y, t*(x —u,y —u) é sempre constante.
Assumindo que Y., Y, f 2(x,y) também seja constante, ¢ possivel obter a expressao

da medida de correlagao cruzada para casamento de modelos

c(u,v) = Z Z fxytx —uy —v) (4.15)
y

X

em que c(u,v) agora representa uma medida de similaridade, ao invés de uma dis-
tancia como as demais medidas. Existem, no entanto, muitas desvantagens em se
utilizar a correlagao cruzada como apresentada acima para o casamento de mode-
los. Uma destas dificuldades se origina da hipotese de que a energia das regides da
imagem Y., 1y, f2(x, y) seja constante, o que nao ¢ necessariamente sempre verdade.
Esta e outras dificuldades, como as levantadas por Lewis (1995) levaram a especifi-

cagao da correlagao cruzada normalizada

Zx Zy(f(X, Y) - ?u,v) (t(X —uy-—- V) - 0
\/Zx Zy(f(X, Y) - Fu,V)2 Zx Zy(t(x —wy-— V) - 32

y(u,v) =

(4.16)

em que t é a média do modelo e f,,, ¢ a media da regiao sob o modelo. O uso da
correlagao cruzada é particularmente atraente, pois sua formulagao pode ser vista
como uma convolugdao no dominio do espago entre a imagem f e o modelo reverso

t'(x,y) = t(—x,—y) como

f+tH(uv) = ﬂ f*(x, ' (x — u,y — v) dxdy, (4.17)

o que torna a correlagao cruzada passivel de ser realizada de maneira eficiente no
dominio da frequéncia através da propriedade da multiplicacdo no dominio da fre-

quéncia/convolugao no dominio do espago, sumarizada nas equagoes

Fif«t} = F{f} - F{t}
fxt= FHF{} - F{t}}.

(4.18)

No entanto, apesar desta propriedade ser bem conhecida, a forma normali-

zada da correlacao cruzada, que é preferida nas aplicagoes de casamento de modelo
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nao tem uma expressao simples no dominio da frequéncia. O trabalho de Lewis
(1995) se dedicou a mostrar como a correlagao cruzada nao normalizada pode ser
normalizada de maneira eficiente utilizando a representagao em Imagem Integral
(apresentada na segao 4.3) sobre a janela de busca!l. A transformacao ao dominio
da frequéncia pode ser computada de maneira eficiente utilizando-se o algoritmo da
Transformada Rapida de Fourier (Fast Fourier Transform, FFT), originalmente
apresentado em (COOLEY e TUKEY, 1965) e posteriormente continuamente po-
pularizado e melhorado nas décadas seguintes (HASSANIEH, INDYK, et al., 2012).

Dada & caracteristica do casamento de modelo ter uma distancia (ou uma
medida de similaridade) de facil acesso tras inspiragao para a elaboragao de um
rastreador baseado em casamentos sucessivos de template. Um método dinamico de
rastreamento baseado casamento de modelos pode ser visto como um algoritmo de
casamento de modelos que seja capaz de atualizar o modelo ou a regiao de interesse
da busca de acordo com informagoes de quadros anteriores. A utilizacao de métodos
como a SAD possibilita que seja identificado, juntamente com o modelo, o valor de
similaridade entre o modelo original e a melhor regiao identificada na imagem. Esta
possibilidade da margem para a criacao de um algoritmo com reinicializagao auto-
matica que seja capaz de retomar o processamento sempre que a imagem de ras-
treio for perdida. Um algoritmo desta natureza pode ser uma alternativa a métodos
baseados na distribuicao de cores como o Camshift, que teriam problemas rastrean-
do um objeto de cor muito similar a seu fundo. Esta abordagem é extremamente
simples por evitar o uso de mecanismos custosos como filtros de Kalman, modelos
3D ou outras abordagens probabilisticas.

Algoritmos de rastreio baseados em casamento de modelos nao sao aplicaveis
a qualquer problema, pois o casamento tende a ser muito custoso. No entanto, se a
busca puder ser limitada apenas a uma area relativamente pequena, o que é caso
quando consideramos a janela obtida pelo rastreamento anterior, seu tempo de
computagao torna-se aplicavel a tempo real. A maior dificuldade nesta abordagem
ocorre quando ha uma mudanga muito brusca na janela de busca, o que faz com
que o rastreador se perca. Neste ponto, ressalta-se a importancia da deteccao da
perda do objeto de rastreio, para que o algoritmo de detec¢ao assuma o controle e

reencontre a regiao de interesse para o rastreador.

"' Tal técnica foi utilizada por J. P. Lewis, enquanto trabalhava para a Industrial Light & Magic, na
producdo de Forrest Gump (1994).
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Imagem em
escala de cinza

Inicializacdo do template
e janela de busca

Busca e casamento
de template dentro
da janela

confianca Detec¢ao de
> limiar objeto

Informe Atualizacdo da
X, Y janela de busca

Figura 438. Fluxograma descrevendo o rastreamento de objetos através do casamento de templates.

Algoritmos de rastreio baseados em casamento de modelos aplicaveis a tem-
po real foram propostos em trabalhos como a publicagao de Jurie e Dhome (2002).
Em seu trabalho, os autores propoem um algoritmo de rastreio baseado em casa-
mento de modelos capaz de rastrear alvos em tempo real, devotando especial aten-
¢ao a oclusoes e variagoes de iluminagao. Apresentam um algoritmo para tratar
oclusoes e variancias de iluminagao em rastreadores baseados na SSD. Sua aborda-
gem consiste em representar o modelo como uma piramide de submodelos, rastre-
ando independentemente cada padrao. Esta estimativa se torna robusta por ser ba-
seada em movimentos locais ao invés de apenas intensidades, o que leva a uma su-
pressao de possiveis ambiguidades. Como afirmam os autores, esta abordagem em
submodelos provém um balanco entre robustez e acuracia, em que submodelos me-
nores proveem uma trajetoria inacurada, porém robusta, e os maiores proveem uma

trajetoria nao robusta, porém acurada.
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4.6 Resumo do capitulo

Este capitulo apresentou e descreveu técnicas de processamento de imagens e
visao computacional que podem ser utilizadas para localizar e rastrear humanos e
objetos em imagens de video. Aqui, vimos como as técnicas de deteccao de objetos
baseadas em caracteristicas de Haar sao capazes de realizar a deteccao de faces em
quadros estaticos, enquanto técnicas de rastreio como o Camshift sdo capazes de
acompanhar o conteido da janela de deteccao através dos diferentes quadros de
uma sequencia de imagens.

Em conjunto, observamos como diferentes sensores e representagoes de ima-
gens podem ser utilizados para extrair informagoes diferentes de uma cena. O uso
de uma camera de profundidade nos permite estimar mapas bidimensionais conten-
do uma estimativa da distancia entre a camera e o objeto em cada pixel da ima-
gem.

Destas duas técnicas, vimos como podemos elaborar um mecanismo de seg-
mentacao dos membros superiores do corpo humano combinando informagcao dispo-
nivel em imagens coloridas (a localizagao da face) e de profundidade (a localiza¢ao
de objetos e regioes que se localizem a frente a face).

No préximo capitulo, veremos sera possivel interpretar o que estd sendo
segmentado por este algoritmo, de maneira a obtermos, por exemplo, uma estimati-
va do que o esta sendo articulado no espaco de sinalizacao em termos das unidades

béasicas do sinal identificadas no Capitulo 3.
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Capitulo 5

Reconhecimento de padroes

“Fssentially, all models are wrong, but some are useful.” — George E. P. Box, 1987

O RECONHECIMENTO DE padroes desempenha papel significante na area de
visdo computacional. Aliado ao processamento de imagens, as técnicas de reconhe-
cimento de padroes (e, por conseguinte, a inteligéncia artificial e o aprendizado de
maquina) sao as principais responsaveis por decodificar as imagens registradas por
sensores em simbolos ou sequéncias de simbolos que possam ser interpretados por
uma maquina. Uma vez transformados em simbolos, a maquina pode entao tomar
decisoes adequadas como responder um respectivo comando ao usuario. Neste capi-
tulo, apresentaremos técnicas gerais de aprendizado de maquina e reconhecimento
de padroes que encontraram aplicagoes imediatas na visao computacional e serao de

suma importancia na execugao desta pesquisa.

5.1 Redes Neurais Artificiais

Desde sua origem, muito da pesquisa e aplicagoes das redes neurais tem sido
motivada por forte inspiragao biolégica. No comeco da década de 40, McCullogh e
Pitts (1943) publicaram um trabalho descrevendo seu modelo simplificado de neu-
ronio criado com circuitos eletronicos, ilustrado na Figura 44. Baseado neste mode-
lo de neurdnio artificial, Rosenblatt (1958), neurobi6logo na universidade de Cor-
nell, desenvolveu o algoritmo Perceptron enquanto pesquisava o sistema neurovisual
em moscas. Nos anos seguintes, Werbos (1974) desenvolveu melhorias ao modelo
Perceptron estendendo-o ao modelo de algoritmo hoje conhecido como retropropa-
gacao de erro - que curiosamente nao se popularizou até ser redescoberto em 1986
por MacClelland e Rumelhart (1986).
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Neste curto resumo sobre a origem da area, pode-se notar o quanto muitos
dos pesquisadores que a inauguraram estavam mais interessados nas caracteristicas
e implicagoes bioldgicas e psicolégicas do aprendizado do que em sua caracterizacao
e formulacao matematica, o que acabou resultando em uma fraca analise e susten-
tacao tedrica. Por anos, redes neurais foram vistas como modelos caiza-preta em
que o aprendizado ocorria por razoes pouco compreendidas. Apenas recentemente
as redes neurais comecaram a ser estudadas de um ponto de vista mais formal, con-
tando com completos tratamentos matematicos e estatisticos. Explorando este novo
ponto de vista, tornou-se clara e imediata a possibilidade de aplicacgao de um enor-
me ferramental oriundo da teoria de otimizagao matematica e do aprendizado esta-

tistico ao invés de técnicas inspiradas na biologia.

Figura 44. Representagdo de um neurdnio artificial com uma funcdo de ativagdo nao linear. Note que
o modelo Perceptron é um caso especial quando g(z) = sgn(z).

A falta desta formagao tedrica mais solida talvez tenha sido a causa do
grande recesso em pesquisa na area ocorrida a partir da década de 70. No final da
década de 60, Minsky e Papert (1969) publicaram um dos resultados de sua andlise
tedrica do algoritmo Perceptron, provando que a aplicabilidade do modelo de tnico
neuronio se restringia apenas a problemas linearmente separaveis. No entanto, as-
sumiu-se erroneamente que este resultado também se aplicava a redes neurais de
multiplas camadas, o que acabou atrasando a pesquisa na area por muitos anos.
Apenas muito mais tarde, Cybenko (1989) provou que redes neurais com fungoes de
ativagao sigmoidal eram aproximadores universais, e finalmente Hornik (1991) veri-
ficou que nao era a escolha da funcao de ativagao em si que garantia este resultado,
mas sim a disposi¢cao em camadas em que suas unidades neuronais eram dispostas.
Este resultado ficou conhecido sobre o nome de Teorema da Aprozimagdo Universal

e resgatou muito do interesse em pesquisa na area.
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Figura 45. Modelo de rede neural feed-forward para n entradas e m saidas com duas camadas escon-
didas, sendo uma camada intermediaria e uma de saida.

Em termos gerais, uma rede neural pode ser vista como uma combinacao de
unidades simples conectadas entre si numa hierarquia de camadas (Figura 45). Es-
tas unidades simples visam modelar o funcionamento de um neurénio biolégico co-
mo o modelo de McCullogh e Pitts. A arquitetura mais comum utilizada para dis-
por as camadas em redes neurais é a arquitetura feed-forward, sendo que redes ado-
tando esta arquitetura também sao conhecidas como Perceptrons multicamadas. No
entanto, o uso do nome Perceptron é na verdade improprio, ja que o modelo Per-
ceptron emprega uma fungao nao linear e nao continua (BISHOP, 2007, p. 226),
diferente do modelo de redes neurais baseadas em fungoes sigmoidais que apresen-
tam fungoes nao lineares, mas continuas. De fato, o modelo utilizando fungoes de
ativacao sigmoidais pode ser visto como, na verdade, uma rede de regressoes logis-
ticas. Apesar do modelo de rede de tnica camada intermediaria ter sido provado ser
um aproximador universal, redes com duas ou mais camadas intermedidrias muitas
vezes se mostraram mais eficientes (com menos unidades ocultas para o aprendiza-
do de um problema) do que redes de tinica camada (HASSOUN, 1995).

Apesar da fundamentagao bioldgica e de sua caracteristica paralela e multi-
camada, uma rede neural pode ser simplesmente vista como uma fungao f: R™ - Y.
O conjunto Y denota o conjunto de possiveis saidas da rede neural, em que cada
elemento y € Y tem a forma y = (y4, ..., ¥m). Por sua vez, cada um dos elementos
y; €y do vetor de saidas esta restrito a um intervalo em particular [a; b]. Este
intervalo dos elementos de saida é em geral definido pela func¢ao de ativacao esco-
lhida para os neuronios de saida da rede. No caso da fungao sigmoidal, este interva-
lo é o intervalo [0; 1]; para o caso da fungao sigmoidal bipolar este intervalo é
[—1; +1].

Esta visao da rede neural como uma simples fun¢ao d4 margem a aplicacao

de métodos bem conhecidos de otimizacao de fungoes para realizar seu aprendizado.
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Do ponto de vista do aprendizado, pode-se dizer que a fungao f é pertencente a
uma classe de fungoes F com alguma forma especifica ditada pela escolha da arqui-
tetura e fungoes de ativacao da rede. Além de sua arquitetura, estas fun¢oes tam-
bém sao parametrizadas de acordo com possiveis vetores de peso 8 € RV, em que w
é nimero total de pardmetros na rede, contando pesos e valores de viés (biases).

Podemos representar esta parametrizacao como

f(x; ) =y 6D

ou mesmo fp(x) =y.

O aprendizado entao consiste em achar o melhor vetor de pesos 8 tal que,
quando o vetor de entradas x seja fornecido a rede, suas correspondentes saidas y
sejam as mais proximas possiveis de algum valor esperado y. Num contexto mate-
matico, este problema pode ser moldado como um problema em que se busca o
maximo ou minimo de algum critério de otimizacao, como o minimo erro quadrati-
co, a area maxima sob uma curva ROC, ou a méaxima margem de separagao entre
os dados (no caso de um problema estrito de classificagao).

Muitos dos algoritmos mais populares para o aprendizado de redes neurais
sao baseados na minimizagao do gradiente de erro. Exemplos comuns desta classe
de algoritmos sao dados pelo algoritmo de Gradiente Descendente Estocastico (Sto-
chastic Gradient Descent, SGD) e as muitas variagoes do método de Gauss-Newton.
E possivel, no entanto, aplicar as mais diversas técnicas para se obter o vetor 6
mais adequado; um dos mais interessantes exemplos é a aplicacao de algoritmos
genéticos (MONTANA e DAVIS, 1989) por combinar duas abordagens biologicas
num mesmo problema.

No entanto, deixando-se de lado a motivagao biologica e focando mais em
objetividade cientifica na resolu¢do de um problema em particular, a escolha de um
método de aprendizado adequado para redes neurais é de importancia crucial. O
problema de aprendizado em redes neurais é frequentemente um problema mal con-
dicionado (SAARINEN, BRAMLEY e CYBENKO, 1993). Na presenca de mal
condicionamento, métodos de primeira ordem como os métodos de gradiente des-
cendente podem se tornar severamente lentos. Em outros casos, a escolha de um
tamanho de passo muito largo pode levar a divergéncia, e um passo muito pequeno
a um treinamento muito vagaroso. E possivel notar que o melhor tamanho de passo
nos métodos de primeira ordem é especifico para cada peso da rede. Nas segoes se-

guintes, apresentaremos alguns métodos para se evitar estes problemas.
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5.1.1 O algoritmo de Levenberg-Marquardt

Uma das melhores maneiras de se obter uma rapida convergéncia no apren-
dizado é utilizar qualquer informacgao de segunda ordem que esteja disponivel para
guiar a minimizagao do gradiente. Um exemplo classico de algoritmo de segunda
ordem é o método de Newton. Quando o método de Newton converge, converge
quadraticamente. No entanto, deve-se notar que computar a matriz Hessiana H de
derivadas parciais de segunda ordem requerida pelo algoritmo é extremamente cus-
toso e muitas vezes proibitivo, tanto em termos de tempo quanto em termos de
memoria.

Quando o problema de otimizagao puder ser expresso como um problema de
minimos quadrados, que é o caso quando utilizamos o critério de minimo erro qua-
dratico como func¢ao de custo durante o aprendizado de redes neurais, entao se tor-
na possivel utilizar o método de Gauss-Newton para caminhar no gradiente sem
que seja necessaria a computacao de H. No entanto, novamente devemos observar
que o método de Newton nem sempre é convergente, podendo divergir caso a solu-
¢ao inicial esteja muito longe de um minimo local.

O algoritmo de Levenberg-Marquardt (Levenberg Marquardt Algorithm,
LMA) descrito em (MARQUARDT, 1963) e discutido em (HAGAN e MENHAJ,
1994) é uma alternativa popular ao método de Gauss-Newton. O LMA é capaz de
prover um balang¢o entre o método de Newton e a descida de gradiente, sendo con-
sequentemente mais robusto. Assim como o método de Gauss-Newton, o algoritmo
utiliza uma aproximagao para a matriz H utilizando-se apenas informacao disponi-
vel na matriz Jacobiana J de derivadas parciais de primeira ordem. Cada iteracao

realizada pelo LMA consiste em resolver a equagao

J7T+ s =J"e (5.2)

em queJ é a matriz Jacobiana para o sistema, A é o fator de amortecimento de Le-
venberg, & é o vetor de ajuste dos pesos (que desejamos encontrar) e e é o vetor de
erros quadraticos contendo os erros de aproximacao para cada vetor de entradas
utilizado no treinamento da rede. A matriz Jacobiana é a matriz de todas derivadas
de primeira ordem de uma fungao vetorial. Considerando um conjunto de n dados
de treinamento D = {x;, y;}} e um vetor de parametros @ = (64, ..., 0,,), a matriz

Jacobiana é a matriz n X w definida por

103



104

Capitulo 5

Reconhecimento de padrées

of(x1; 0) 9f(x1; )
8, oo,
] = : : (5.3)
of(Xy; 0) of(xy; )
8, oo,

No caso geral de otimizagao de fungoes sem uma forma conhecida, ou em
que o vetor gradiente em relagao a uma amostra x; seja desconhecido ou dificil de
ser calculado de maneira direta, a Jacobiana pode ser aproximada utilizando-se mé-
todos de diferencas finitas. No entanto, para o caso de redes neurais, o vetor gradi-
ente e consequentemente a matriz Jacobiana J pode ser calculada de maneira efici-
ente utilizando-se a regra da cadeia através do algoritmo de retropropagacao.

Na equagao (5.2) o ajuste dos pesos 8 denota o quanto é necessario modifi-
car o vetor de parametros 0 para obter uma possivel melhor solugao, enquanto que
a matriz JTJ consiste em uma aproximacio local para a matriz Hessiana H, de ma-
neira que H = JTJ. No entanto, nesta aproximacio local supde que f seja linear em
0, o que, especialmente no caso de redes neurais, nem sempre é verdade. Para cir-
cunverter esta dificuldade, o algoritmo confia nesta suposicao apenas quando esta
aproximacao linear é razoavel: o fator de amortecimento A controla o quanto esta
aproximagao deve ser utilizada em cada iteragao, guiando o processo de otimizagao.
Se o erro a cada iteragao estd se reduzindo rapidamente, uma diminuigao do valor
de A traz o algoritmo mais perto do método de Gauss-Newton; ja se uma iteracao
prové uma reducao insuficiente no erro, A pode ser incrementado para trazer o algo-
ritmo mais perto da dire¢ado do gradiente descendente.

Adicionalmente, o uso do método de Levenberg-Marquardt possibilita a facil
realizacao de técnicas de regularizagdo como a regularizagao Bayesiana'?. Para cir-
cunverter o problema de interpolar dados ruidosos, MacKay (1992) propos um fra-
mework bayesiano que pode ser aplicado diretamente ao problema de aprendizado
de redes neurais. Seu framework também pode ser utilizado para se estimar o nu-
mero efetivo de parametros utilizados pelo modelo — neste caso, o nimero de pesos
da rede realmente requeridos para se resolver determinado problema. A regulariza-
¢ao bayesiana expande a fungao objetivo para buscar nao somente pelo menor erro,
mas pelo menor erro utilizando pesos minimos. Funciona através da introdugao de

dois hiperpardmetros bayesianos, a e 8, dizendo qual dire¢ao (erro minimo ou pesos

12 A regularizacao é uma das formas mais comuns de se obter controle da capacidade. A importancia
de se impor controle da capacidade a um modelo é defendida na teoria de aprendizado estatistico de
Vapnik, apresentada com mais detalhes na se¢do 5.2.2.
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minimos) o processo de aprendizado precisa buscar. Quando aplicados a algoritmos
iterativos como o LMA, estes hiperparametros sao atualizados ao final de cada ite-
racao. No entanto, de acordo com Poland (2001), a escolha mais popular de atuali-
zagao falha em produzir iteragdes robustas caso existam apenas poucos dados de
treinamento disponiveis.

Em sua forma direta, apesar de utilizar apenas uma aproximagao para a ma-
triz H, o custo de memoéria do método de Levenberg-Marquardt ainda pode ser pro-
ibitivo. Esta aproximacgao ocupara espaco em memoria proporcional ao quadrado do
nimero w de parametros na rede, e a inversao desta matriz, cujo computo pode ser
necessario multiplas vezes a cada iteragao, também requerera alta quantidade de
processamento. Algumas técnicas podem ser utilizadas para otimizar o uso da me-
moéria, como o uso da decomposicao de Cholesky para evitar a inversao da matriz
H; e o computo gradual da matriz H através de miltiplas Jacobianas menores. O
calculo de elementos especificos da matriz inversa, como seu trago, também pode
ser computado de maneira eficiente e sem utilizar memoria adicional explorando
certas caracteristicas da decomposicado de Cholesky, como demonstrado em
(BJORCK, 1996, p. 119-120).

5.1.2 O algoritmo de Retropropagacao Resiliente

A maior vantagem do algoritmo de Levenberg-Marquardt é também seu
ponto fraco. Por aproximar a informacao de segunda ordem através da construcao
de uma aproximacao para a matriz Hessiana H, o método requer quantidade de
memoria suficiente para conter esta matriz. No entanto, como citado na se¢ao ante-
rior, a matriz H é uma matriz w X w, escalando em meméria como O(w?) em rela-
¢ao ao numero w de parametros da rede, e cuja computacao acaba requerendo alta
quantidade de memoria e processamento. Caso a rede neural apresente um alto
numero de parametros, sua computagao e armazenamento podem tornar-se intrata-
veis e 0 método deixa de ser uma alternativa viavel.

Para circunverter este problema e ainda assim apresentar convergéncia acele-
rada, Riedmiller (1994) desenvolveu o algoritmo de Retropropagacao Resiliente ([Re-
silient Backpropagation, Rprop), posteriormente modificado por Igel e Hisken
(2000). O algoritmo de aprendizado Rprop é um dos métodos de aprendizado mais
rapidos restritos a informacao de apenas primeira ordem. O principio basico de sua

operagao ¢ eliminar a influéncia potencialmente negativa da magnitude do gradien-
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te durante o passo de otimizagao. Diferentemente de métodos como o algoritmo de
Gradiente Descendente, em que o passo é sempre proporcional ao vetor gradiente,

no Rprop apenas a diregao do gradiente ¢ mantida, e o passo atualizado de acordo

com
9E®
®
(_Al , Sea—ei >0
Awiy ® oE® (5.4)
Ai , Sea—ei <0
0, caso restante
oE (O . . .
em que —= denota o gradiente acumulado sobre todos os padroes de aprendizado
i

durante a iteracao t. Os valores de atualizagao Ag) representam um fator de apren-

dizado adaptativo relacionado com cada peso 6; da rede, que é modificado de acor-

do com a férmula

(t-1) ®
((+ D 0E 0E
AT, — — >0
[ A %0, "o
® _ (t-1) ®
Ay = 0E OE (5.5)
) “x A, — s <0
L %0, "o
t Agt'l), caso restante

emque 0 < n- <1< nt.

Aqui, as atualizagoes sao controladas por fatores de incremento de decre-
mento Nt e 7, respectivamente. Para evitar que as atualizacoes aumentem ou di-
minuam excessivamente, impoem-se o limite de que os valores de Agt) estejam entre
Apax © Amin- A principal vantagem do algoritmo de Rprop é apresentar taxas de
convergéncia rapidas sem utilizar informagoes de segunda ordem, evitando assim
utilizar altas quantidades de memdria. O método escala como O(w) em relacao ao
nimero w de pesos e vieses da rede. A seguir apresentamos o algoritmo de Rprop
em pseudocddigo similar ao apresentado em (RIEDMILLER, 1994).



Reconhecimento de gestos da Lingua Brasileira de Sinais através de Maquinas

de Vetores de Suporte e Campos Condicionais Aleatérios Ocultos

Algoritmo. Retropropagacao Resiliente

Inicializagio
(t-1
Ai(t)<—0, % <0 1i..,w
Repita
g ®

Calcule o vetor gradiente —-
ij

Para todos os pesos e vieses 0; da rede, faga:
(-1 5® ~
Sea_ei T > (0 entdo:
ALY « min (A8« ¥, Apay )
®
« —sign (:—SE )* Ai(t)
ei(t+1) - ei(t) N Si(t)
o(ttD)  5p(®
— e —
6; 6;
~ (-1 He® ~
Sendo, se %0, “56; < 0 entdo:
Ai(t) < max (Ai(t_l) * T]_,Amin)
oE (t=1)
26;

®
81(t) — _Sign (:—GE )* Al(t)

gD  g® 4 50
D_E(H'l) O_E(t)
26; < 39,

®
81

Senao,

até (convergéncia)

Figura 46. O algoritmo de Retropropagacio Resiliente (RIEDMILLER, 199/4).
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5.2 Maquinas de Vetores de Suporte

Apesar de sua maior robustez, os métodos de aprendizado apresentados na
secao anterior apresentam severas desvantagens, em parte devido ao fato da funcao
objetivo a ser otimizada no aprendizado de ANNs apresentar multiplos minimos
locais. De maneira geral, muitos dos algoritmos para aprendizado de ANNs sequer
apresentam garantias de convergéncia, e em pratica requerem miltiplas reinicializa-
goes aleatérias dos pesos sindpticos para garantir que um bom aprendizado (um
minimo local préximo do global) seja atingido. Mesmo assim, nao hé como garantir
que este minimo local seja o melhor possivel, e como bem elucida (VAPNIK, 1998,
p. 714), muitos pesquisadores consideram as aplicagoes de redes neurais em proble-
mas da vida real como sendo “mais arte do que ciéncia”.

Em contraste com as ANNs, as Maquinas de Vetores de Suporte (Support
Vector Machines, SVM) apresentam muitas caracteristicas étimas, tanto em termos
de decisao quanto de aprendizado (VAPNIK, 1998). Seu aprendizado é convexo, o
que significa que apresentam um minimo local coincidindo com o minimo global.
Sao esparsas, no sentido que conseguem ajustar seu nimero de parametros automa-
ticamente. Fornecem certa intuicao na analise de seus resultados, ja que selecionam
alguns exemplos do conjunto de treinamento para tragar sua superficie de decisdao
(CRISTIANINI e SHAWE-TAYLOR, 2000). No entanto, uma dificuldade é que
todo o conjunto de dados de treinamento deve estar disponivel antes de o aprendi-
zado comegar. Técnicas para o aprendizado online existem, porém nao sao usuais
ou apresentam dificuldades por si s6. Outra desvantagem esta em sua generalizacao
para problemas de multiplas classes, visto que toda sua formulacao tem origem em
problemas binarios de classificagao.

Apesar destas dificuldades, as SVMs tem se mostrado muito robustas em
muitas aplicagoes, como mno reconhecimento &ptico de caracteres (LECUN,
JACKEL, et al., 1995; LIU, NAKASHIMA, et al., 2003), categorizagao de textos
(JOACHIMS, 1998), deteccao de faces (OSUNA, FREUND e GIROSIT, 1997) e
expressoes faciais em video (MICHEL e EL KALIOUBY, 2003). E possivel explicar
este sucesso empirico considerando que a SVM ¢é capaz de aproximar assintotica-
mente a classificacao 6tima de Bayes de uma maneira muito eficiente, sem que seja
necessario estimar a funcao de probabilidade condicional do problema de decisao,
conforme argumentado e demonstrado em (LIN, 2002) e (LIN, LEE e WAHBA,
2002).



Reconhecimento de gestos da Lingua Brasileira de Sinais através de Maquinas | 109

de Vetores de Suporte e Campos Condicionais Aleatérios Ocultos

Para compreender melhor as principais caracteristicas e demais ideias que
sustentam a fundamentacao teérica por tras das SVMs, podemos apresentar uma
segunda visao do algoritmo Perceptron mencionado anteriormente neste capitulo, o

que faremos a seguir.

5.2.1 Do Perceptron as Maquinas Vetores de Suporte

O algoritmo Perceptron (ROSENBLATT, 1958) foi um dos primeiros algo-
ritmos de treinamento neural, apresentando severas limitacoes. No entanto, sua
simplicidade serve de base para se explorar conceitos muito tteis. No algoritmo
Perceptron, o ajuste dos pesos iniciais funciona através da adicao ou subtracao de
valores proporcionais aos exemplos de treinamento classificados erroneamente, de
forma a se identificar um hiperplano (MINSKY, 1961) no espago de entradas sepa-

rando os exemplos de treinamento. Sua fungao de decisao tem a forma

h(x) = sgn(®-x + b) (5.6)

em que sgn(-) denota a fungao sinal, com a defini¢ao adicional de que sgn(0) = 1.
A Figura 47 exibe o algoritmo Perceptron em sua forma original, mostrando como

0s pesos sao ajustados sempre que ha um erro na classificagdo de uma amostra.

Algoritmo. Perceptron em sua forma primal
Dado um conjunto de £ dados linearmente separaveis S e
uma taxa de aprendizado n € R*

0o« 0,by <0,
k «0

R « max]ix;]|
Repita

Parai = laté?
Se yi(0 - Xj) + bg < 0 entdo
Ore1 <« Ok + Myix
brs1 < by + Ny R?
kek+1
Fim-se
Fim-para
Até que nenhum erro seja cometido dentro do lago para
Retorne ( 0 , by) em que k é o nimero de erros cometidos duran-
te o aprendizado.

Figura 47. O algoritmo Perceptron em sua forma primal, traduzido
e adaptado de (CRISTIANINI e SHAWE-TAYLOR, 2000).
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Pode-se notar que, assumindo que o vetor inicial de pesos seja o vetor zero,
pode-se concluir que a hipétese final para os pesos 0 serda dada por uma combina-
¢ao linear dos € pontos de treinamento x; e associados rétulos y; € {—1,1}. E facil
verificar essa afirmativa observando que o vetor de pesos sera sempre ajustado por
um valor proporcional a uma amostra especifica pertencente ao conjunto de dados a
cada iteragao. Se combinarmos todas estas atualizagbes em um tnico passo, cada
amostra estarda associada a um escalar a; que determina o peso desta amostra no

decorrer de todas as atualizagoes. Assim, pode-se expressar o vetor de pesos final
na forma (CRISTIANINI e SHAWE-TAYLOR, 2000)

1
0= Z o Vi X; (5.7)
i=1

Como o sinal do valor proporcional de ajuste sera dado pelo rétulo y;, os va-
lores a; deverao ser valores positivos proporcionais ao ntimero de vezes que uma
classificacao errada de x; causou o reajuste do vetor de pesos. Uma vez que o con-
junto de treinamento S seja fixado, é possivel visualizar & como a representacao

dual da hipotese em um espaco de coordenadas diferente.

Algoritmo. Perceptron em sua forma dual
Dado um conjunto de £ dados linearmente separaveis S
a< 0,b<0,
R « max]ix]|
Repita
Parai = laté?
Se Vi ((Zle Q5 Y; X]) : Xi) + bk < 0 entdo
a <« o +1
bi «— bi + Vi RZ
Fim-se
Fim-para
Até que nenhum erro seja cometido dentro do lago para
Retorne (a, b) em que a pode ser utilizado para formar 0.

Figura 48. O algoritmo Perceptron em sua forma duel, traduzido
e adaptado de (CRISTIANINI e SHAWE-TAYLOR, 2000).
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Substituindo-se a férmula anterior na fungdo de decisdao, pode-se chegar a

sua forma dual, dada por

h(x) = sgn(@-x + b) = sgn ((Z{’ o ¥; xi> SX + b)

5.8
= sgn (Zi ay; (X ox) + b). >8)

A forma dual é um dos conceitos chaves para se compreender a formulagao
das SVMs. Esta reformulacao também possibilita expressar a decisao utilizando-se
apenas produtos internos, o que é requisito basico para aplicagao do truque do ker-
nel. Note que a compreensao de que o algoritmo Perceptron empregava a simples
busca de um hiperplano deu margens para que se empregassem técnicas muito su-

periores ao primeiro algoritmo sugerido por Rosenblatt (1958).
5.2.2 O framework de aprendizado de Vapnik

Métodos e algoritmos tradicionais do aprendizado de maquina e reconheci-
mento de padroes, em particular os métodos gerativos, sao geralmente baseados na
estimagao de parametros de alguma distribui¢aio de probabilidade (como, por
exemplo, pelo critério de mdzima verossimilhanga). A popularidade da abordagem
paramétrica para estimacao de densidades deve-se muito a Fisher, que simplificou o
problema de se estimar uma densidade ao problema de se estimar poucos parame-
tros de fungoes de densidade (FISHER, 1922). Parafraseando Vapnik, esta simplifi-
cagao mostrou-se muito util em sua época, em que recursos computacionais se re-
sumiam a lapis e papel, e simplicidade de calculos era necessaria.

No entanto, com o advento da era da computacao e da necessidade de se re-
solver problemas de dimensionalidade muito maiores, encontrou-se um problema ao
aplicar os métodos de Fisher em problemas de alta-dimensionalidade. Descobriu-se
que, utilizando-se apenas o framework paramétrico de Fisher, era impossivel circun-
verter o “mal da dimensionalidade” (VAPNIK, 1998, p. 683). Uma das mais impor-
tantes conquistas da teoria de Vapnik fora a descoberta de que a habilidade de ge-
neralizacao da maquina de aprendizado depende na capacidade do conjunto de fun-
¢oes implementadas pela maquina, que é diferente de seu nimero de parametros

livres. Isto permitiu que se superasse a barreira imposta pela maldicao da dimensi-
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onalidade, como foi conhecido o problema de se trabalhar com métodos classicos
(ou paramétricos) em altas dimensoes.

Um dos conceitos basicos de sua teoria é a dimensao de Vapnik—
Chervonenkis (dimensao VC) para medida de capacidade de um modelo ou classe
de fungoes, exemplificado na Figura 49. Este conceito pode ser visto como uma ge-
neralizagao do conceito de capacidade primeiro introduzido por Cover (1965), sendo
uma caracterizagao combinatoria da diversidade de fungoes que podem ser aprendi-
das por uma maquina de aprendizado. A dimensao de Vapnik-Chervonenkis de uma
classe de fung¢oes F definidas sobre um espaco de instancias X é o tamanho do mai-
or subconjunto de X partido por F. Um conjunto de amostras S é dito ser partido
por uma classe de func¢oes F se e somente se, para cada possivel rotulagao das
amostras em S existe alguma funcdo em F que perfeitamente classifique estas
amostras (VAPNIK, 1998, p. 147). Um exemplo do calculo da dimensao VC para

hiperplanos em R? ¢ exibido na Figura 49 e sua legenda.

|

___________________________

(a) (b)

Figura 49. Exemplificacdo da dimensio VC para o classe de fungdes de separacdo dada por hiperpla-
nos (separadores lineares). Figura (a) mostra que um conjunto de quatro pontos nao pode ser partido
por hiperplanos em um espaco R? (indicados pelo retangulo tracejado). Em contrapartida, figura (b)

mostra que um subconjunto de trés pontos pode de fato ser partido por hiperplanos. A dimensdo VC de

z

hiperplanos em R? é, portanto, igual a 3. Em geral, a dimensdo VC de hiperplanos em R é d+1.
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Uma observacao fundamental realizada por Vapnik (1998, p. 33) é que, se a
dimensao de VC de um conjunto de fungoes é infinita, entao a situacao de nao fal-
seabilidade descrita por Karl Popper (1959) impede™ que qualquer generalizagao se
torne possivel. Desta maneira, modelos de menor dimensao VC seriam sempre pre-
feriveis. Para obter um controle sobre a dimensao VC de um modelo, sua teoria faz
uso extensivo do controle da capacidade, sem que este controle da capacidade de-
penda da dimensionalidade dos dados.

Utilizando esta nova teoria, pode-se mostrar que maquinas com um elevado
nimero de parametros também podem apresentar elevado grau de generalizacao, o
que seria contra intuitivo seguindo-se a navalha de Occam original. A capacidade de
generalizagao depende apenas da capacidade, e nao do ntimero de parametros livres
do modelo. Em virtude desta caracteristica, Vapnik propos a modificacao da nava-

lha de Occam original

A explicacao mais simples ¢ a melhor.
para

A explicagio dada pela mdquina com menor capacidade (dimensio VC) € a

melhor.

Baseado neste objetivo, Vapnik definiu um principio de induc¢ao a ser conhecido
como Minimiza¢ao do Risco Estrutural (Structural Risk Minimization, SRM). O

Principio Primordial da SRM diz que,

Se ha apenas um conjunto de informacdo restrito para a resolucdo de al-
gum problema, deve-se resolver o problema direto e nunca resolver um
problema mais geral como um passo intermedidrio. E possivel que a in-
formacgao disponivel seja suficiente para uma solucao direta, mas nao para
resolver um problema intermedidrio mais geral (VAPNIK, 1998, p. 12).

Conforme prossegue Vapnik em sua argumentacao, pode-se notar que este
principio vai diretamente contra a abordagem da estatistica paramétrica convencio-
nal. Para estimarmos uma densidade condicional, por exemplo, poderiamos primei-
ro estimar duas densidades, p(x,y) e p(y), e entdo computar sua razao

p(x,y)/p(y) = p(ylx). No entanto, pode-se notar (VAPNIK, 1998) que a estima-

3 Note que Popper também tentou definir sua prépria dimensdo para medida de poder de um mode-
lo. No entanto, existem divergéncias nas duas abordagens que talvez possam ser explicadas por en-
ganos na tentativa de Popper em definir matematicamente os conceitos filoséficos que apresentava
(CORFIELD, VAPNIK, et al., 2005).

113



114

Capitulo 5

Reconhecimento de padrées

¢ao de densidades é um problema geral que pode ser utilizado para a resolucao dos
mais variados problemas (é, por exemplo, o primeiro passo a ser executado na esti-
magao por maxima verossimilhanga). Desta forma, conhecer uma densidade possibi-
lita resolver uma grande quantidade de problemas, muito além do que estamos re-
almente interessados, que é apenas o problema de classificagdo. Complicando ainda
mais esta situac¢ao, a estimacao de densidades é um problema dificil e mal condicio-
nado que requer um alto niimero de observagoes para ser resolvido adequadamente.
Neste caso, de acordo com a SRM, nota-se que a estimacao de densidades como
passo intermediario a classificacao é algo que deve ser evitado.

Um dos frutos mais produtivos da teoria de Vapnik é representado pela clas-
se de algoritmos de aprendizados dada pelas Maquinas de Vetores de Suporte. Apli-
cando todos os principios da Teoria de Aprendizado Estatistico, as SVMs foram um
dos primeiros métodos classificadores nao suscetiveis ao mal da dimensionalidade;
a0 mesmo tempo em que incorporam mecanismos para o controle da capacidade

através do controle da margem de separagao dos dados.

5.2.3 Classificadores de maxima margem

Assim como no caso do algoritmo Perceptron, maquinas de decisao linear
tentam encontrar um hiperplano que divida o espago de entradas em duas regides.
Pontos residindo em cada regiao caracterizariam dados de classes diferentes. A

equacao de um hiperplano é dada por
fx)=0 -x+b=0 (5.9)

e a decisdo em favor de uma determinada classe é dada de acordo com

h(x) = sgn(f(x)) =sgn(@-x + b) (5.10)

com a defini¢ao adicional de que sgn(0) = 1. Sob essas circunstancias, podemos ver
que esta é exatamente a formulagdo do modelo Perceptron. No entanto, Vapnik
considerou encontrar nao apenas um hiperplano que divida os dados, mas o hiper-
plano que divida os dados tal que a margem de separacao deste hiperplano seja

méaxima. A margem (distancia do hiperplano aos pontos) é dada por 1/]|0]|? e po-
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7 .

Figura 50. Classificadores de maxima margem. Na imagem da direita, pontos cujos multiplicadores
de Lagrange sio iguais a zero podem ser descartados da formulacao final do classificador, e os pontos
restantes podem ser determinados vetores de suporte.

de ser obtida considerando-se a distancia entre os hiperplanos separadores de cada
classe, ilustrados na Figura 50.

Assim, para maximizar a margem separadora, pode-se minimizar ||@]|?. No
entanto, problemas reais sao dificilmente linearmente separaveis. Isto leva a intro-
ducao de variaveis de folga &; relacionadas com cada instancia de treinamento a fim
de se permitir erros nas restrigoes da margem. O problema entao pode ser formula-

do como um problema de minimizacao restrita da forma

in 02+ C N
wg%z” II* + E &
=t (5.11)

yvi(@ -x;+b) =1-§
& =0

sujeito a {
em que a constante C é um termo de regularizacao que impoe um peso a minimiza-
¢ao dos erros no conjunto de treinamento em relacao a minimizacao da complexi-
dade do modelo. O termo C pode ser visto como o controle da capacidade da ma-
quina de aprendizado. Introduzindo-se multiplicadores de Lagrange a;, derivando
em relagao a @, & e b, e impondo estacionaridade, pode-se obter o problema dual

de otimizacao

n n

1
max z o — Ez a;a;yiy; (Xi - Xj)

i=1 ij

0< y<CVi=1,.,n (5.12)

n

sujeito a
) Z a;y; =0

i=1
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Assim, obtém-se um problema de maximizacao convexo, expresso apenas a
partir dos dados, incorporando controle da capacidade a partir da definicao de C.
Resolvendo este problema de maximizacao, os pontos x; para os quais a; > 0 pas-
sam a serem denominados vetores de suporte e serdao os unicos a fazer parte do
classificador final. Pontos com a; = 0 poderao ser descartados, tornando o classifi-
cador final esparso. Assim, o classificador final em sua forma dual tem a forma es-

parsa

h(x) = sgn z ayiXj-x+b (5.13)
Xj esv

em que SV denota o conjunto dos vetores de suporte identificados durante a otimi-
zagao. Note que nesta discussao foi omitido o caso do termo independente b. Para
obté-lo, é necessario fazer uso das condigoes complementares de Karush-Kuhn-

Tucker, cuja derivagao de maneira muito mais completa é apresentada em
(CRISTIANINI e SHAWE-TAYLOR, 2000).

5.2.4 Aplicacao do truque do kernel

Em um de seus trabalhos, Cover (1965) notou que a probabilidade de se en-
contrar uma dicotomia linearmente separavel aumenta com a dimensionalidade do

espaco, o que pode ser notado considerando-se as equagoes

C(m, n) ZZ“ (m‘l) Sn+l
Pmn)=———={omz,._\ i ) ™m~71

2m
1, m<n+1
(5.14)
n m-1
C(m,n) = 221:0( ; ), m>n+1
2m m<n+1

Pode-se observar que, se n —» oo, entao P = 1. Logo, fixando-se o niimero de
pontos, quanto maior a dimensao, maior a probabilidade de se encontrar uma dico-
tomia linearmente separavel. Assim, é natural consideramos uma transformagao nao

linear @ (-): R™ —» F tal que, quando aplicada aos vetores de entradas x; € R", os
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projete a um espago de atributos de alta dimensionalidade F. Assim, o classificador

apresentado na se¢ao anterior pode tomar a forma

h(x) = sgn Z o Y; ((p(xi ) @(x)) + b . (5.15)

Xj esv

Desta maneira, é possivel notar que a funcao de decisao pode ser expressa
utilizando-se apenas produtos internos. E interessante notar que nao hé necessidade
de se calcular a transformagao ¢ de maneira explicita. Todas as operagoes envol-
vendo produtos internos no espago de alta dimensionalidade gerado por ¢ podem

ser computados utilizando uma fungao kernel (MERCER, 1909) na forma

k(x,z) = (¢(x), ¢(2)) (5.16)

em que esta funcao kernel representa um produto interno no espaco de atributos F.
Além do mais, como o mapeamento @(x) nao precisa mais ser computado, o espaco
de atributos F pode ter dimensionalidade arbitrariamente alta, e inclusive ser infi-
nito-dimensional (como no caso de um kernel Gaussiano). A Tabela 1 sumariza al-
gumas escolhas comuns de fungoes kernel, com possiveis parametrizagoes e as res-

pectivas descrigoes destes parametros.

Tabela 1. Exemplos de fungdes kernel

Funcgao Nome Parametros
k(x,z) = x-z Linear
k(xz) = (x -2+ ) Polinomial Grau polinomial d,

Constante de homogeneidade ¢

A 2
k(x,z) = exp {_2_2 % — 2”2} Gaussiano Pardmetro de largura o
(o

E facil verificar que, para a fungao kernel linear, pode-se retomar a forma
original do classificador linear para um espago Euclidiano. Muitas outras escolhas

de fungoes kernel sdo apresentadas em (SOUZA, 2010), e uma descri¢ao detalhada
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de variedades e categorias de fungoes kernel estd disponivel em (GENTON, 2002).
Sumarizando as operagoes realizadas anteriormente, pode-se, portanto, apresentar o

classificador final na forma

h(x) = sgn Z o Yj k(zi,x) + b | (5.17)
Zj esv

Uma sintese dos passos envolvidos para se aplicar o truque do kernel é apresentada

na Figura 51 a seguir.

£

¢
, ), ) +b
ay(z, %) +b Z“E.“”(Z’) P > ak(z,x) +b
; I\_',_J ‘ i=1 ‘ = l\_,’_i
Produto interno aplicado
a um mapeamento .

£

Produto interno Funcao kernel

Figura 51. Diagrama em blocos exemplificando a aplicagdo do truque de kernel considerando-se € ve-
tores de suporte zi.

5.2.5 Aprendizado e estimacao de parametros

Como apresentado na secao anterior, o problema de aprendizado em SVMs
se resume a resolu¢ao de um problema de otimizacao quadratica cuja fungao objeti-
vo a ser minimizada é também uma funcao convexa. Pode-se notar, portanto, que é
possivel utilizar qualquer otimizador quadratico para realizar o aprendizado das
SVMs. Mas esta nao é a abordagem mais eficiente possivel. Métodos especificos
para o treinamento de SVMs sao capazes de explorar caracteristicas particulares do
problema de otimizacao apresentado e assim obterem solugoes com menor esforgo
computacional. Dentre estes métodos esta o método da Otimizagao Sequencial Mi-
nima (Sequential Minimal Optimization, SMO), introduzido por Platt (1999) e pos-
teriormente aprimorado por Keerthi, Shevade, et al. (2001). A abordagem adotada
por Platt reduz o problema de otimizagao quadratica em uma bateria de pequenos
problemas menores; de fato, os problemas tratados sao minimos por envolverem
apenas dois multiplicadores de Lagrange a cada vez. Apesar de ter fornecido heuris-
ticas a respeito da selecao dos multiplicadores a serem otimizados a cada iteracao

do algoritmo, Keerthi e colegas identificaram ineficiéncias em seu algoritmo origi-
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nal. Para contornar estas ineficiéncias, estes ultimos autores propuseram novas es-
tratégias para a selecao dos pares a serem otimizados, como a sele¢cao do par cuja
violagao das condigoes de otimalidade seja maxima a cada iteracao.

Outro ponto de discussao surge acerca dos parametros C e da escolha da
funcao kernel k. Em suma, podemos dizer que nao ha uma regra facil para a obten-
¢ao destes parametros, e em geral o uso de validacao cruzada (Cross-Validation,
CV) juntamente de uma busca em grade (Grid-Search, GS) é recomendado para
auxiliar sua escolha. Uma estratégia interessante para a obtencao de C foi proposta
em (HASTIE, ROSSET, et al., 2004). Em sua abordagem, estes autores derivaram
um método para o calculo do desempenho de todos os possiveis valores de € em um
unico passo, reduzindo grandemente o esfor¢o computacional que seria desperdigado
em uma custosa busca em grade. Apesar de nao fornecer uma escolha 6tima, uma
possivel abordagem para encontrar valores razoaveis para a constante C pode ser
obtida a partir de n amostras {x;} através da heuristica C* = n/Y[' k(x;, x;). Para o
caso da escolha de parametros para uma fungao kernel Gaussiana, os autores Capu-
to, Sim, et al. (2002) propuseram uma heuristica para a escolha do pardmetro o2

baseada no intervalo interquartil das estatisticas de norma dos dados de amostra.

5.2.6 O caso de miltiplas classes

Uma das maiores desvantagens do uso de SVMs estd em sua aplicabilidade
para problemas de multiplas classes. Por serem inerentemente binarias, diversas
abordagens e modificacoes a formulagao original das SVMs foram propostas de ma-
neira a tornd-las apliciaveis nestas situagoes (VAPNIK, 1998; CRAMMER e
SINGER, 2002). Parte desta dificuldade pode ser explicada devido ao fato da for-
mulagao original das SVMs nao fornecer uma interpretacao probabilistica de suas
saidas, mas sim apenas a distancia do ponto classificado até sua margem de separa-
¢ao. Apods a estabilizagdo de sua formulagao original, diversas outras abordagens
surgiram; tais como o aprendizado de SVMs baseados em medidas de desempenho
multivaloradas (JOACHIMS, 2005), probabilidades (PLATT, 1999; LIN, LIN e
WENG, 2007; WU, LIN e WENG, 2003), e em particular, abordagens para sua
generalizagao a problemas de multiplas classes (PLATT, CRISTTANINI e SHAWE-
TAYLOR, 2000; FRANC e HLAVAC, 2002).
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./0;4}0
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Figura 52. Abordagens de separacio em miltiplas classes através do emprego de classificadores bind-

rios. A mistura das cores identifica a qual classificador bindrio pertence cada superficie de decisdo. Da

esquerda para direita: Abordagem um-contra-todos, abordagem par-a-par, abordagem por fungdes dis-
criminantes.

Nesta secao, sera possivel notar que muito da teoria aplicada a generalizacao
das SVMs a problemas de multiplas classes nos remete a pesquisa de base inicial
em reconhecimento de padroes, como os experimentos de Duda e Machanik (1963)
e outras abordagens para tratamento de multiplas classes como as citadas no estado
da arte do final da década de 60 (NAGY, 1968). Pode-se até mesmo notar que mui-
tas das técnicas tém sido redescobertas continuamente ao longo dos anos em diver-
sas areas do conhecimento, como por exemplo, no uso de fungoes discriminantes ou
codigos de saida corretores de erros (Error-Correcting Output Codes, ECOC)
(DIETTERICH e BAKIRI, 1995; FELTY e JURS, 1973).

Uma abordagem comum para o tratamento de multiplas classes com SVMs,
primeiro proposta por Vapnik (1995), é a abordagem wum-contra-todos (one-against-
all), representada, entre outras, na Figura 52. Nesta abordagem, um problema de
decisao entre ¢ classes é dividido em ¢ subproblemas binarios de decisao. Os dados
sao particionados de maneira que cada subproblema k apresente o rotulo da classe
positiva (+1) para os dados pertencentes a classe wy e rétulos de classe negativa (-
1) para todos os demais dados pertencentes as demais classes w;.,. Um classifica-
dor binario hy (x) é treinado para cada um destes subproblemas.

No entanto, existem certas dificuldades ao se adotar estas abordagens. Em
primeiro lugar, torna-se necessario o aprendizado de c classificadores no mesmo
conjunto X de dados de treinamento, implicando em um aumento linear do tempo
de processamento durante o aprendizado e decisdo. Ha ainda o problema ja citado
das SVMs nao produzirem saidas probabilisticas, mas apenas informarem a distan-
cia do ponto até a margem de separacio. E dificil visualizar que a tomada do maior
valor fi,(x) seja um bom indicador da classe caso a distribui¢ao das classes nao seja

balanceada. Como argumentam Lee, Lin e Wahba (2004), mesmo que cada SVM
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apresente a decisao 6tima na discriminagao de cada classe em particular do restante
das classes, a selecao do valor maximo nao implicaria que esta decisao continue
sendo a decisao 6tima para o problema original de separacao em c¢ classes.

Outra abordagem possivel para o problema é a decomposicao do problema
original de ¢ classes em c(c — 1)/2 subproblemas menores. Esta abordagem é co-
mumente conhecida como a estratégia um-contra-um (one-against-one) para pro-
blemas de multiplas classes, e é representada pela figura central apresentada na Fi-
gura 52. Nesta abordagem, o problema original é decomposto em todos os possiveis
problemas de classificagao par-a-par. No entanto, explorando-se a simetria da ma-
triz de decisao de todos os possiveis pares, podemos descartar decisoes redundantes
e desnecessarias e considerar apenas c(c — 1)/2 problemas de decisao binaria, con-
forme ilustrado na Figura 53.

Em comparacao a abordagem um-contra-todos, em que é necessario aprender
apenas ¢ maquinas de decisao, nesta abordagem é necessario aprender c(c —1)/2
classificadores, o que a primeira vista parece tornar o método mais custoso e, por-
tanto, menos atrativo. Mas o ponto crucial desta abordagem reside no fato destes
c(c —1)/2 problemas serem significantemente menores do que os ¢ problemas da
abordagem um-contra-todos inicial. Como cada subproblema incorpora apenas da-
dos de duas classes a cada vez, seu custo de aprendizado é reduzido. No entanto,
como notado por Friedman (1996), sua variancia aumenta devido a redugao do
nimero de amostras, ocasionando overfitting com maior facilidade. Esta dificuldade

pode todavia ser contornada através de uma selecao criteriosa da capacidade de

(dimensao VC) de cada classificador.

m |i .‘.li
CxA CxB CxC CxB

Figura 58. Decomposi¢do de um problema original de trés classes em todas suas possiveis combina-
¢oes. Dada & simetria da decisdo, apenas 3(3-1)/2 = 3 problemas precisam ser considerados.
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Na abordagem wum-contra-um, existem diversas maneiras de se combinar es-
tes classificadores de maneira a se extrair uma unica decisdo. Uma das maneiras
mais comuns é a regra de votacao (FRIEDMAN, 1996). Na decisdo por votagao,
todos os modelos sao questionados de forma paralela, e a decisao de cada maquina
a favor é utilizada para incrementar um painel de votagdao. A selecado com maior
numero de votos é entao selecionada como melhor representante do rotulo verdadei-
ro da amostra apresentada. No entanto, ainda assim na etapa de decisao temos um
numero potencialmente alto de subproblemas a considerar, o que pode tornar o mé-
todo pouco competitivo em comparacao a métodos de tempo de interrogagao cons-
tante como redes neurais, em que a complexidade da etapa de decisao depende da
arquitetura escolhida para a rede.

Como bem observam Platt, Cristianini e Shawe-Taylor (2000), a complexi-
dade do classificador um-contra-um pode crescer de maneira superlinear em relagao
ao tamanho de classes ¢ e pode se tornar vagaroso durante a etapa de decisao de
grandes problemas. De maneira a circunverter este problema, estes autores propuse-
ram uma nova abordagem de classificagdo que é capaz de escalar linearmente ao
tamanho de classes ¢ explorando caracteristicas de classificadores de maxima mar-
gem. Sua abordagem é baseada em Grafos Aciclicos Direcionados de Decisao (Deci-
sion Acyclic Directional Graph, DDAG). A classificacao por DDAGs emprega uma
estratégia de eliminagao, em contraste com a estratégia de votagao utilizada por
Friedman. Na estratégia por eliminacao, a cada problema de decisao, uma das clas-
ses é eliminada do processo de classificagao. Esta abordagem é facilmente justifica-
da, como exibido na Figura 54, quando cada problema de decisao é resolvido atra-
vés de um classificador por hiperplanos. Deve-se notar que este é justamente o caso
corrente quando empregamos classificadores de maxima margem como as SVMs.

Utilizando-se uma estrutura em grafo — como exibido na Figura 55 — para
dispor cada um dos (¢ — 1)/2 classificadores da formulacao um-contra-um, pode-se
obter um classificador para multiplas classes em que seja possivel obter a decisao
final de uma classe em no maximo ¢ — 1 passos. B interessante notar que DDAGs
generalizam o conceito de Arvores de Decisao (Decision Tree, DT), pois DDAGs
permitem a presenca de ciclos nao direcionados. Desta maneira, é possivel juntar o
treinamento menos custoso da formulacao um-contra-um ao mesmo tempo em que é
possivel explorar um reduzido tempo de computacao durante a avaliagao do mode-
lo. Esta formulagao é de particular interesse em aplicacdes que necessitem um rapi-

do tempo de classificagao, como em aplicagoes de tempo real.
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Pontos deste lado da margem ndo podem
ser da classe azul, logo ela ndo precisa mais
ser considerada nas subsequentes decisdes

Pontos deste lado da margem ndo podem ser
da classe verde, logo ela ndo precisa mais ser
considerada nas subsequentes decisGes

Figura 54. Decisdo guiada por eliminacdo, imagem recriada o partir do trabalho original em
(PLATT, CRISTIANINI e SHAWE-TAYLOR, 2000).

D C B A

Figura 55. Decisdao por grafos aciclicos direcionados, recriada o partir do trabalho original em
(PLATT, CRISTIANINI e SHAWE-TAYLOR, 2000).
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5.3 Modelos Ocultos de Markov

Modelos de Markov modelam sequéncias de observagoes ao decorrer do tem-
po. Um processo no tempo demonstra propriedade de Markov se a densidade de
probabilidade condicional do evento corrente, dado todos os eventos passados e pre-
sentes, depender somente no i-ésimo evento mais recente (BISHOP, 2007, p. 607).
Assumir a hipotese de que um evento no tempo depende apenas em um nimero
limitado de eventos anteriores leva a uma estrutura matematica eficiente para ex-
pressar informagoes espago-temporais. Esta estrutura permitiu, por exemplo, a des-
coberta de algoritmos bastante eficientes para estimacao e avaliacao destas probabi-
lidades na forma dos algoritmos de Baum-Welch e de Viterbi (BAUM, PETRIE, et
al., 1970; VITERBI, 1967).

Os modelos ocultos de Markov sao modelos duplamente estocasticos, no sen-
tido em que modelam a probabilidade conjunta de duas variaveis aleatorias: a dis-
tribuicao das observacoes x = (xq,X5,**,X7) e a sua relacdo com o tempo na forma
da sequéncia de estados ocultos y = (yq,¥,, -, Y1), em que cada estado oculto y; é

pertencente a um conjunto finito de estados § como em

T
pey) = | [p@lyes) pCxlyo) - (5.18)

Tal modelo assume que a sequéncia de estados y seja oculta e, portanto, nao
observavel durante sua estimacao. Isto significa que, para calcularmos a probabili-
dade p(x) de uma sequéncia de observacoes x é preciso, de alguma maneira, con-
tornar o fato de que desconhecemos y. Uma possivel saida para contornar este pro-
blema ¢ marginalizar y de maneira a se obter a probabilidade da sequéncia x consi-

derando todas as sequéncias de estados possiveis.

T
P = > pxy) = ) | [pGilyes) pexilyd (5.19)
y

y t=1

A primeira vista, a consideragao de todas as sequéncias de estados ocultos
possiveis parece ser um problema intratavel. No entanto, o calculo desta probabili-

dade pode ser feito de forma elegante e em tempo linear ao tamanho 7 de x utili-
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zando-se os algoritmos de Forward ou Backward, apresentados com bastante deta-
lhes em (RABINER e JUANG, 1993) e (BISHOP, 2007).

Como mostra a equagao (5.19), modelos ocultos de Markov operam utilizan-
do distribui¢oes de probabilidade para modelar a probabilidade de emissao de uma
observagao. No caso discreto, estas distribuigoes de probabilidade podem ser descri-
tas como distribuigoes discretas de um conjunto finito de simbolos A. Esta descri-

¢ao pode ser representada pela quintupla
A= (n,mA, B, ), (5.20)

em que

e n é o numero de estados para o modelo;

e m é o numero de simbolos para observacoes distintas em cada estado;

e A ¢ a distribuicao de probabilidades de transi¢ao entre estados, dada na
forma de uma matriz n X n com 4 = {al- j}, em que cada a;; representa a
probabilidade de transi¢ao do estado i para o estado j, com i,j < n;

e B ¢ a distribuicao de probabilidades de emissao de cada simbolo do alfabeto;
no caso discreto, é dada na forma de uma matriz n X m com B = {b]-(o) }7
em que cada vetor b; contém a tabela de frequéncias modelando a emissao
de cada simbolo o € A para o estado j, com j < n;

e 1 ¢ o vetor de probabilidades para o estado inicial, com T = {m; }, i < n.

Na parametrizagao apresentada acima, n indica a cardinalidade do conjunto
de estados ocultos § e 0 mesmo pode ser dito de m a respeito do alfabeto finito A.
Entretanto, omitindo-se o nimero de estados n e o tamanho do alfabeto m, pode-
mos expressar o conjunto de parametros de um HMM em uma forma compacta que
pode servir para designar tanto modelos discretos como continuos dependendo ape-

nas na definicao de B, como simplesmente
A= (A B, ). (5.21)

No caso continuo, bj pode assumir qualquer distribuicao de probabilidade,
tal como uma Gaussiana ou mesmo uma mistura de Gaussianas de qualquer dimen-
sao d. Neste caso, cada observacao x; de uma sequéncia x é assumida real e multi-

valorada tal que x; € R%.
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No entanto, uma desvantagem significativa dos modelos continuos utilizando
misturas de densidades é a aprendizagem de seus parametros, que se torna compu-
tacionalmente intensiva. Outra desvantagem é que o nimero de componentes de
cada mistura deve ser determinado antes do aprendizado. Para reduzir o esfor¢o
computacional, podem-se utilizar hipdteses simplificadoras como a hipotese de in-
dependéncia entre o vetor de observagoes, o que nos leva a uma abordagem similar
a do classificador de Naive Bayes para modelar distribui¢oes multidimensionais,
porém passivel de resultar em classificadores com menor poder de expressio. E im-
portante mencionar que todos os parametros de um HMM devem obrigatoriamente

formar probabilidades, o que complica ainda mais seu aprendizado.

5.3.1 Problemas canénicos

Existem trés problemas canoénicos associados aos modelos ocultos de
Markov. A solucao de cada um destes problemas revela a real utilidade e poder des-

tes modelos. Estes problemas sao:

e Avaliacdo: Dado um modelo 1, e uma sequéncia de observagoes x =
(x1,X5,+,%7), em que T é o tamanho desta sequéncia de observagoes, com-
putar a probabilidade p(x; 1) de ocorréncia desta sequéncia.

e Decodificagcao: Dado um modelo 4 e uma sequéncia de observagoes
x = (xq,X5,,X7p), encontrar a sequéncia de estados y = (y1,¥2, ", Y1),
y € S com maior chance de ter gerado x.

e Estimacgdo: Dada uma sequéncia de observagoes x = (X1, X5, *, Xr), ou um
conjunto destas sequéncias X = { x; }, estimar os pardmetros que melhor

aproximam um modelo A para estas sequéncias.

No problema de avaliagao, computar esta probabilidade requer a soma de
todas as possiveis sequéncias de estados no modelo. No entanto, esta soma pode ser
realizada de maneira bastante eficiente através do algoritmo Forward. Este algorit-
mo é um exemplo classico do uso de programacao dinamica, aplicavel para qualquer
modelo grafico em forma de cadeia, e é também uma forma especializada do algo-

ritmo de soma-produto para modelos graficos gerais.
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Figura 56. Diferentes topologias para um HMM. Esquerda: topologia ergédiga. Direita: topologia so-
mente-a-frente (ou esquerdo-direita)

No problema de decodificacao, encontrar a sequéncia requerida envolve en-
contrar um maximo dentre todas as possiveis sequéncias de estados. No entanto,
novamente, este problema pode ser resolvido de maneira eficiente empregando-se o
algoritmo de Viterbi, novamente um exemplo de programagao dinamica. O algorit-
mo de Viterbi também é generalizavel para varios tipos de modelos graficos, se tor-
nando conhecido como algoritmo de mdzima-soma (ou mdzimo-produto).

Ja o problema de estimagao de parametros pode ser visto como um proble-
ma de aprendizado em que desejamos obter a estimativa de maxima verossimilhan-
¢a para um modelo dado um conjunto de dados. Uma maneira de se obter esta es-
timativa consiste em empregar uma versao especializada do algoritmo de Expecta-
gao-Maximizagao (Ezpectation-Mazimization, EM) denominada algoritmo de Baum-
Welch. No caso de aprendizado online, existe ainda a possibilidade de se utilizar o
algoritmo de Baldi-Chauvin (BALDI e CHAUVIN, 1994) e outras variantes do al-
goritmo de Baum-Welch.

5.3.2 Uso em classificadores

Modelos ocultos de Markov modelam sequéncias de observagoes no tempo e
sao capazes de devolver a probabilidade de que os parametros especificos do modelo
tenham gerado uma determinada sequéncia de observagoes. Em outras palavras,
podemos dizer que cada modelo A1 é capaz de devolver uma probabilidade p(x|1)
para uma determinada sequéncia de observacoes x. Esta observacao leva intuitiva-
mente a formulagao de um classificador de sequéncias gerativo, isto é, um classifi-
cador que incorpora um modelo de p(x) para derivar uma probabilidade condicio-

nal a ser usada em um problema de classificacao.
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Figura 57. Representagdo da combinacdo de modelos de Markov através de uma representacdo em
maquina de estados finitos

Avalie a probabilidade da
sequéncia - para todo modelo

HMM,

A =(my, Ay, By)
(Treinado apenas em

sequéncias da classe w,)

HMM,

A= (nzr A, Bz)
(Treinado apenas em

sequéncias da classe w,)

Selecione o modelo
p.= p(x|A,) Anax COM Maior

verossimilhanga p;
HMM,
A; = (m3, A;, Bj)

Decisdo

(Treinado apenas em

Y = Whax
sequéncias da classe w;)

Figura 58. Representagdo em blocos da decisao de mdrima verossimilhanga (ML) baseada em mialti-
plos modelos de Markov, um para cada classe de sequéncias desejada.
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Criando-se um modelo A; para cada classe de sequéncias w;e , com i < c,
podemos treinar cada um destes modelos para reconhecer cada uma das c classes
possiveis. Tratando cada modelo A; como um modelo de uma densidade condicio-
nada a classe w;, podemos formar a probabilidade condicional p(w;|x) para cada
possivel rétulo de classificacio. E possivel, entdo, utilizar um critério de maxima
verossimilhanca para obter a melhor estimativa y para a classe de uma nova se-
quéncia x, conforme ilustrado na Figura 58.

No entanto, também podemos ir adiante e considerar alguma probabilidade

a priori p(w;) para cada classe w;. Aplicando a regra de Bayes, obtemos

p(w;)p(x|w;)
P(wi|x) = —F———
(wi]x) STICT)

(5.22)
o que nos permite criar um modelo gerativo capaz de realizar discriminacao utili-
zando-se o conhecimento a priori sobre a distribuicao das classes p(w;) e um mode-
lo oculto de Markov para cada uma das classes w;. A decisao MAP pode entao ser

computada através da maximizacao de argumento

§ = argmax P(w;|x) (5.23)

u)jEQ.

em que P(wj|x) é a probabilidade a posteriori de cada classe w;,  denota o con-
junto de possiveis classes w e J é a estimativa (predi¢ao) da classe verdadeira obti-
da pelo modelo. A classificacao de sequéncias através de multiplos modelos de
Markov tem a vantagem na qual a inclusdo de uma nova classe de sequéncias nao
requerera um novo treinamento de todos os modelos formando o classificador, mas

sim apenas do novo modelo 4., sendo adicionado.

5.4 Campos Aleatoérios Condicionais

Modelos ocultos de Markov tentam modelar a distribuicao conjunta p(x,y)
das observagoes x e a sua relacao com o tempo na forma da sequéncia de estados
ocultos y. Estes modelos podem ser combinados de maneira a formarem um classi-
ficador utilizando-se algum critério de decisao como o critério MAP ou ML. Porém
conforme apresentado na secao 5.2, a estimacao de densidades é um problema tipi-

camente mal condicionado e em pratica muito dificil de resolver quando considera-
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mos um ntmero finito de amostras. E possivel verificar que, para a simples tarefa
de classificacao, a estimagao de p(x) nao se faz necessaria, e seguindo o Principio
Primordial da SRM, se ha apenas um conjunto de informacao restrito para a reso-
lucao de algum problema, deve-se tentar resolver o problema diretamente e nunca
resolver um problema mais geral como um passo intermediario. Veremos nesta se-
¢ao como os Campos Aleatérios Condicionais (Conditional Random Fields, CRF),
originalmente criados por Lafferty, McCallum e Pereira (2001) objetivam resolver o
problema de modelar diretamente a probabilidade condicional p(x|y), que é sufici-
ente para se resolver o problema de classificagao. Pode-se notar que ha um crescen-
te interesse na literatura por aplicacao de CRFs, como os trabalhos conduzidos por
Taskar, Abbeel e Koller (2002), Peng, Feng e McCallum (2004) e Peng e McCallum
(2004), incluindo também as aplicagoes em visao computacional por Quattoni, Col-
lins e Darrell (2005).

Apesar de existirem discordancias quanto a aplicabilidade e desempenho de
modelos gerativos contra modelos discriminativos (NG e JORDAN, 2001; XUE e
TITTERINGTON, 2008), pode-se destacar que a mudanga de paradigma de mode-
los gerativos para discriminativos no contexto do reconhecimento de fala desempe-
nhou papel fundamental no avango desta area, como bem evidenciam Juang e Ra-
biner (2005). Segundo estes autores!, esta mudanga foi motivada pelo reconheci-
mento do fato de que as distribuicoes de probabilidade que regem os sinais actusti-
cos da fala nao poderiam ser modeladas de maneira acurada, tornando a teoria de
decisdo de Bayes “inaplicavel sob estas circunstancias” (JUANG e RABINER, 2005,
p. 16).

Nesta se¢ao, sera interessante primeiro inserir os modelos ocultos de Markov
no contexto de modelos graficos e apresentar as diferencas de modelos gerativos e
discriminativos em termos de modelos gréaficos direcionados e nao direcionados. Se-
guindo a definigdo em (BISHOP, 2007, p. 360), modelos graficos sdo modelos que
tentam representar a interdependéncia entre variaveis aleatérias a partir de uma
representacao em grafos. Estes grafos podem ser direcionados ou nao direcionados,
sendo que a direcao de cada aresta representa alguma forma de causalidade entre as
variaveis. O objetivo geral de um modelo grafico, ainda segundo Bishop, é capturar
esta maneira com a qual a probabilidade conjunta destas variaveis aleatorias pode

ser decomposta em um produto de fatores que dependem somente de subconjunto

4 L. R. Rabiner foi um dos pioneiros na criacio e uso dos modelos ocultos de Markov, sendo o pri-
meiro a publicar o algoritmo de scaling para computacao do método de Forward-Backward em seu
altamente citado “tutorial on hidden Markov models” (RABINER, 1990).



Reconhecimento de gestos da Lingua Brasileira de Sinais através de Maquinas

de Vetores de Suporte e Campos Condicionais Aleatérios Ocultos

Figura 59. Esquerda: modelo grifico do classificador Naive Bayes como um modelo grdfico direcio-
nado. Direita: modelo grdfico para o classificador Naive Bayes como um modelo grifico ndo direciona-
do, também denominado modelo de Regressdo Logistica.

destas variaveis. Desta maneira, torna-se possivel obter uma compreensao simplifi-
cada da interacao entre as varidveis sem ser necessario considerar o grafo completo,
como é o caso da cobertura de Markov para grafos direcionados aciclicos.

Como citado anteriormente, modelos graficos podem ser direcionados ou nao
direcionados. Modelos graficos direcionados, quando aciclicos, sao também denota-
dos Redes Bayesianas (Bayesian Networks), cujo exemplo mais famoso é sem duvi-
da o classificador de Naive Bayes. Ja modelos graficos nao direcionados sao também
conhecidos como Campos Aleatérios Markovianos (Markov Random Fields, MRF),
conforme apresentados em (KINDERMANN e SNELL, 1980). Um dos modelos nao
direcionados mais conhecidos é o modelo de regressao logistica, muito popular em
aplicacoes de estatistica.

Utilizando-se a terminologia de (NG e JORDAN, 2001), pode-se notar que o
modelo de regressao logistica e o modelo de Naive Bayes formam um par gerativo-
discriminativo, no sentido que ambos classificadores consideram o mesmo espago de
hipoteses, e todo Naive Bayes pode ser convertido em uma Regressao Logistica com
a mesma superficie de separacdo e vice-versa. A tunica diferenca entre estes dois
classificadores se da na abordagem gerativa de um e discriminativa do outro
(SUTTON e MCCALLUM, 2007). Os modelos de Naive Bayes e de Regressao Lo-
gistica sao ilustrados na Figura 59.

Assim como o modelo de Naive Bayes, os modelos ocultos de Markov tam-
bém sao considerados modelos gerativos e também exemplos de modelos graficos
direcionados. Seu par gerativo-discriminativo é formado em conjunto com CRFSs de

cadeia linear, conforme ilustrado na Figura 60 e discutido no decorrer desta secao.
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Figura 60. Diagrama das relagdes entre Naive Bayes, regressio logistica, HMMs, CRF's de cadeia li-
near, modelos gerativos direcionais e CRFs. Imagem recriada e adaptada o partir do trabalho original
de (SUTTON e MCCALLUM, 2007).

Para compreender a formulacao de CRFs, podemos primeiro adotar uma de-
finicao de MRFs baseada na defini¢ao apresentada’® em (SUTTON e MCCALLUM,
2007).

Seja V um conjunto de variaveis aleatorias, formado por dois subconjuntos
distintos, X e Y, de maneira tal que V = X UY. As variaveis aleatorias contidas no
conjunto X serao consideradas variaveis de entrada, independentes, assumidas ob-
servaveis. As varidveis aleatorias contidas em Y serao consideradas variaveis de sai-
da, assumidas dependentes das variaveis X, no sentido que seja possivel extrair al-
guma relagao h: X - Y.

Consideraremos que toda variavel aleatéria v € V possa assumir valores de
um conjunto V,,, que tanto pode ser continuo como discreto, e que uma atribuicao
em particular para X serda denotada por x. Isto significa que, para cada i-ésimo
elemento x; de uma atribuicao x, haverd um conjunto associado e distinto V; de
possiveis valores a que este elemento esta restrito. O produto cartesiano de todos os

conjuntos V,, sera denotado V, de maneira que V =[], V,,.

% Ao longo destas se¢oes, a maioria das defini¢bes serd baseada no compreensivo material publicado

por (SUTTON e MCCALLUM, 2007).
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Consideraremos também que uma atribui¢ao x pertencente a um subconjun-
to € c X sera denotada por x., e que estas mesmas defini¢goes se apliquem as vari-
aveis em Y. Dada uma cole¢ao de subconjuntos € € V, torna-se entao possivel de-
finir modelos graificos nao direcionados como o conjunto de todas as distribui¢oes

passiveis de serem escritas na forma

1
pxy) =7 H Ye(Xe Ye)- (5.24)

para qualquer escolha de fatores F = {¥.}. Neste modelo, F denota o conjunto de
funcoes potenciais, ou fatores, tal que ¥,: V- R*. Serd assumido que as funcoes

potenciais ¥, tenham a forma

We(xe, YO) = exp {Z Bcifox (Xe yc)] (5.25)
k

em que B¢ € R é um vetor de parAmetros e {fz,} um conjunto de funcoes caracte-
risticas f:V — R associadas ao subconjunto €. O conjunto de fungdes de caracte-
ristica também pode ser denotado como um vetor de estatisticas suficientes defini-
das sobre x. e y.. A constante Z presente na equagao (5.24) pode ser vista um fa-
tor de normalizacao cujo objetivo é garantir que a distribuicao esteja corretamente

normalizada no intervalo unitario, sendo definida por

2= [wetxe o). (5.26)
Sl

Nota-se que, no caso geral, a constante de normalizacao Z é muito dificil e até
mesmo impraticavel de ser calculada.

Esta definigao para modelos graficos nao direcionados pode ser vista como
uma generalizagao simples da definicago comum de MRFs em que nao é assumido
nenhum particionamento das variaveis aleatérias V em variaveis dependentes Y e
independentes X. No entanto, esta distingado serve de base para que se considere
uma versao discriminativa de MRFs em que seja possivel modelar diretamente a
relagao h: X = Y. Ao invés de modelarmos a probabilidade conjunta p(x,y), pode-
se modelar diretamente a probabilidade condicional p(y|x) através da marginaliza-

¢ao de y, o que acaba resultando em um relaxamento da hipdotese de Markov para

133



134

Capitulo 5

Reconhecimento de padrées

que Y possa ser apenas condicionalmente Markov dado X. A definicao a seguir foi
adaptada de (LAFFERTY, MCCALLUM e PEREIRA, 2001) e prové uma defini-

¢ao mais concisa das ideias apresentadas.

Definicao. Seja G = (V,E) um grafo tal que Y = (Y,,), v €V, de maneira
que 'Y seja indexado pelos vértices de G. Entao (X,Y) é um campo aleatorio
condicional no caso em que, quando condicionado em X, as varidveis aleato-
rias Y, obedecam a propriedade de Markov a respeito do grafo:
p(Y,IX, Y, w #v)=p¥,|X,Y,, w~v), em quew ~ v significa quew e
v sao vizinhos em G.

A partir desta definicao, pode-se observar que um CRF especifica nao um,
mas sim uma familia de MRFs, cada um dos quais associados a uma observacao
x € X. Considerando a equagao (5.24) e marginalizando em relagdo a y, pode-se

obter a formulacao de CRFs na forma

pxy) _ Me¥e&e ye)
Zyl p(X, y,) Zyr Hc LpC (Xc' YC),

p(ylx) = (5.27)
e finalmente, tomando-se Z(x) = Y, [I. ¥:(X¢, ¥c), pode-se apresentar uma formu-

lagao para CRFs em sua forma mais comum dada por

1
p(ylx) = @n‘l’c(xc, yo)- (5.28)

Uma definicao ainda mais geral para a modelagem de CRFs também é apre-
sentada em (SUTTON e MCCALLUM, 2007). Nesta nova definigao, os fatores de G
sao particionados em € = {Cy, Cy, ..., Cp }, em que cada C, constitui um clique mol-
de (clique template) cujos parametros das fungoes potenciais estao amarrados. Cada
um destes cliques molde C,, especifica um conjunto de fatores contendo um conjun-
to de estatisticas suficientes {fpk(xp, yp) } e parametros @, € RKP)  de maneira

que o modelo geral de um CRF possa entao ser escrito na forma

1
p(ylx) = @ 1_[ 1_[ Y. (Xe Ve ep) (5.29)

Cp€ C WceCy
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em que a funcao de particao Z(x) é dada por

Z(x) = Z H H Ye(Xe Ye; 0p) (5.30)

Y CpECWceCy
e cada fator é parametrizado como

K(p)
l'pc(xc' Yo ep) = €exp Z epkfpk (Xm YC) (531)
k=1

De maneira andloga ao problema de decodificacao associado aos HMMs, o
modelo descrito por um CRF é capaz de atribuir um rétulo y; a cada observagao
x; € x. De fato, podemos observar que a distribuicdo condicional originada pela
marginalizacao de todas possiveis sequéncias de estados em um HMM prescreve
justamente a especificacdo de um CRF. Pode-se demonstrar este fato a partir da
escolha especifica de um conjunto de fungoes caracteristicas. Seguindo a demonstra-
¢ao de (SUTTON e MCCALLUM, 2007), o primeiro passo é reescrever (5.18) utili-
zando um conjunto de fungoes indicadoras 1gy—y, em que lg—y,) retorna o valor 1

quando x = x" e 0 no caso contrario, conforme demonstrado a seguir.

T T N M

N
1
p(x,y) = - exp z Z Nl lyea=p + Z z z Hoi Liyi=i) Lxe=o) (5:32)
ij t i o

t

Escolhendo-se parametros @ = {4, u}, tal que 4;; =logA;; e uy; = log By,
em que A e B sao as matrizes de transicao e de emissao discutidas na se¢ao 5.3,
pode-se notar que é possivel expressar qualquer HMM utilizando esta formulacao.
Pode-se agora escolher {fi} tal que exista uma funcao caracteristica f;;(y,y’,x) =
1¢y=iy1y=j; para cada transicao de estados (i,j) e uma fungdao caracteristica
fio,¥',x) = 1,231(x=0) para cada par estado-simbolo de observacao (i,0) de

maneira que o HMM possa finalmente ser expresso na forma

K

1
pxy) = ZeXp[ Ak (e, yt_l.xt)} (5.33)

k=1
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que reflete precisamente a notagdo de um MRF apresentada em (5.24) e (5.25), po-
dendo-se notar que (5.33) define exatamente a mesma familia de distribuigoes que

(5.18). Note que se marginalizarmos y para fora da distribui¢ao conjunta, obtemos

p(x,y) _ eXP{Z¥=1 M (Vo Y1 Xt)}
Zyl pxy") Zyl EXP{ZEﬂ Mk (Ve Ye-1) X0}

pxly) = (5-34)

que por sua vez é justamente a formulacao de um CRF de cadeia linear, formando
um par discriminativo-gerativo com os modelos ocultos de Markov apresentados na

secao 5.3, como evidenciado em sua forma final

K
1
p(xly) = ) exp {Z M (Vo Ye-1s Xt)]- (5.35)
=1

Finalmente, podemos notar que, para modelos de cadeia linear, a constante
de normalizacao Z(x), que considera todas as possiveis sequéncias de estados ocul-
tos y, pode ser computada de maneira eficiente utilizando-se os mesmos algoritmos
de Forward e Backward usados por HMMs. Para modelos baseados em arvores, es-
tas quantidades podem ser computadas através do algoritmo de Propagacao de
Crencga (Belief Propagation) (PEARL, 1982). No caso de estruturas mais gerais, é
necessario lancar mao de técnicas de aproximagao como a Propagacao de Crenca
Ciclica (Loopy Belief Propagation) (MURPHY, WEISS e JORDAN, 1999).

5.4.1 Aprendizado

Na tltima sec¢ao levantamos o fato de que modelos gerativos podem ser con-
vertidos em modelos discriminativos quando estes formam um par gerativo-
discriminativo. Desta maneira, podemos sempre converter um HMM ja treinado em
um CRF de cadeia linear. No entanto, nem sempre podemos converter CRFs de
cadeia linear em HMMs, pois seus parametros nem sempre formam as probabilida-
des requeridas pelos modelos gerativos. Pode-se dizer que HMMs especificam ape-
nas alguns dos modelos passiveis de serem especificados por CRFs, o que seria espe-
rado, por exemplo, ao notar-se que CRFs podem apresentar covariancias negativas
no caso de vetores de caracteristica contendo momentos de segunda ordem, ou

mesmo matrizes de covariancia nao positivo-definidas no caso de vetores de caracte-
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risticas multidimensionais. De qualquer modo, vemos que é possivel inicializar um
CRF de cadeia linear utilizando-se um HMM, e nesta se¢ao veremos como proceder
para realizar seu treinamento como um problema de otimizacao irrestrita.

Para realizar o treinamento de HMMSs sao necessarias técnicas que respeitem
a estrutura probabilistica de seus parametros, de maneira que a distribui¢ao con-
junta modelada por estes modelos continue valida. No caso de CRFs, podemos ma-
ximizar diretamente uma fungdo objetivo, o que nos permite utilizar qualquer téc-
nica de otimizacao numérica para realizar seu treinamento. Nesta se¢ao, assumire-
mos que os CRFs possuam uma estrutura em cadeia linear, novamente seguindo
muito do trabalho de Sutton e McCallum (2007).

Supondo um problema de aprendizado supervisionado, consideraremos um

conjunto 7.7.d de N instancias de treinamento na forma

D={xDyd}1<i<N (5.36)

em que cada x® seja um vetor de observagoes x® = (xf),xgi), ...,xg)) e cada y(i)

seja o vetor de rotulos y(i) = (xfi),xgi), ...,xg)), com cada estado yt(i) de y(i) asso-
ciado a sua respectiva observacao xt(i) de x®. Como CRFs modelam probabilida-
des condicionais, uma escolha adequada de funcao objetivo pode ser dada pela ma-

ximizagao da verossimilhanca condicional dos dados, expressa por
N
£(0) = ) logp(ylx) (5:37)
i=1

Para o caso de cadeia linear, £(8) pode ser expressa por

N T K N
£00) = Z Z Z b 7O,y x Dy — Z log Z(x®) (5.38)
i i=1

Para incorporar controle da capacidade, podemos adicionar um termo de regulari-
~ . 2 . . ~ .
zagao parametrizado de acordo com g, o que permite uma interpretagao Bayesiana
como a definicao de uma distribuicao a priori sobre seus parametros, levando a ex-

pressao
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2(8) = EN: zT: ZK: e 70,y @, xP) — Z log Z(x®) — Z (5.39)

Derivando €(8)a respeito de todos os pardmetros A € 8, obtemos o vetor

> a{’) 1< k<K, em que cada derivada parcial LI

gradiente g = (ﬁ on " aAg Ay

dada por

N

T
- = Z Z Aich (Yt(l)'Yt(l)vth))
67\]( 4 £

i=

(5.40)
N T
DD kG xOIpey k) -2

No caso de arvores ou estruturas graficas mais gerais, a funcao de verossimilhanca

condicional é expressa por

K(p)

(®=> > prk « e ¥ —logZ(x) (5:41)

Cp€E C WceCy k

e as derivadas parciais formando seu vetor gradiente sao dadas por

a}\pk Z k(Xc' Yo) — Z Z fpk(xc» y’c) p(ylc|x)' (5.42)

WceCp WeeCp y',

Em ambos os casos, a funcao objetivo definida por €(0) é concava, e, como tal, re-
sulta em um problema de otimizacao convexo em que qualquer 6timo local é tam-

bém um 6timo global.

5.5 Campos Aleatoérios Condicionais Ocultos

Na segao anterior detalhamos os aspectos e o funcionamento de CRFs e vi-
mos como HMMs e CRFs de cadeia linear formam um par gerativo-discriminativo.

Nesta segao, veremos que Campos Aleatérios Condicionais Ocultos (Hidden Condi-
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tional Random Fields, HCRFs), ou simplesmente CRFs com variaveis latentes, for-
necem uma contrapartida discriminativa aos classificadores baseados em HMMs.

Como apresentado na secao 5.3.2, classificadores baseados em modelos de
Markov associam a uma determinada sequéncia de observagoes x uma classe
w; € Q através da probabilidade condicional p(w;|x) estimada seguindo um critério
MAP ou ML a partir da aplicagao da regra de Bayes utilizando ¢ modelos gerativos
A, 1 <i < c. Como é possivel notar, temos novamente um caso em que a estima-
¢ao de um modelo mais geral ocorre como um passo intermediario na tentativa de
resolugao de um problema especifico — a classificacao.

Para o problema de associar um roétulo de classe w; a uma determinada se-
quéncia de observacoes x podemos, ao invés de aprender ¢ modelos gerativos distin-
tos para obter p(w|x) através da regra de Bayes, aprender um tnico modelo dis-
criminativo para obter p(w|x) de maneira direta, como mostra a Figura 61. Para
tanto, podemos considerar a probabilidade condicional modelada apresentada em
(5.30) como ponto de partida, e entao acrescentar os rétulos de classe w que que-
remos predizer.

A equagao (5.30), por conveniéncia, é reproduzida a seguir:

1
p(ylx) =70 l_[ l_[ Ye(Xe Ye; 0p) . (5.43)

Cp€ € WeeC

Expandindo esta equagao para adicionar os rotulos de classe w, obtemos

1
p(y, wlx) = 705 1_[ H Ye(Xe Yo 0 0p) (5.44)

CpE C WeeC

s

K \‘
W)
Ye2 /yt_l\ Yi
| Yi2 ; Ye1 ; Ye

Figura 61. Comparacido entre modelos grificos de HMMs, CRFs e HCRFs, respectivamente. Pode-se
notar que HMMs sdo modelos gerativos enquanto CRFs e HCRF's sdo modelos discriminativos. Em
HCRFs, os rétulos y; de cada observagio sdo tratados como varidveis latentes (ndo observdveis).
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em que Z(x) é atualizada para considerar todos os possiveis rétulos , como

7(x) = ZZ H H We(Xe Yo 0c; ;) (5.45)

o y CpeCWeCy
e cada fator ¥, também é estendido de maneira tal que possa ser escrito na forma

K(p)

llJc(xcv Yo Wg; ep) = exp Z Apkfpk (Xm Yo (*)c) . (546)
k=1

A suposicao de que os rétulos de sequéncia y nao sejam mais observaveis
durante o treinamento, tal como nos modelos ocultos de Markov, requer a margina-
lizagao sobre todas as possiveis sequéncias de estados ocultos y dando origem a

funcao de verossimilhanga marginal p(w|x) denotada por

p(@l0) = ) pF o). (5.47)

y

A primeira vista, esta soma pode parecer intratavel de ser calculada, ja que
envolve uma somatdéria sobre todas as possiveis sequéncias de estados ocultos y. A
chave para se calcular esta soma de maneira eficiente é primeiro calcular uma dis-
tribuicao sobre os possiveis estados ocultos y que o modelo podera assumir para

uma dada sequéncia x de rétulo w

(¥Ix, @) HCpe I H‘PCECp Ye(Xe) Yo O ep)
p(ylx, w) = - )
Zy’ HCpe I H‘PCECp Y.(Xe Yo O ep)

(5.48)

Continuando, pode-se escolher Z(w, x) tal que

Z(w,x) = Z H H Ye(Xer Yoo wc; 8p) (5.49)

y' CpeCWcEC)

o que permite obter a expressao
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1
p(le, (1)) = Z((D,X) 1_[ 1_[ ll”c(xc' Yo Oc; ep) : (550)
CpEC WcEC)

Agora, a partir de (5.45) e (5.46), pode-se obter

p(w|x) = Z (Tlx) l_[ l_[ Y (Xe Yoo 0 ep)>

y CpE C WceCy

:ﬁz 1_[ 1_[ e (Xe Yo we; 0p) (>51)

Y Cp€CWeeCy

e, finalmente, a partir de (5.48) e (5.50) pode-se mostrar que

1 Z(w,X)
p(w[x) =mz l_[ l_[ Pe(Xe Ve 00c; 8) = Z(E)x;( (5.52)

Y CpEC WceCy

Nesta expressao, pode-se notar que a constante de normalizacao Z(w, x) po-
de ser computada pelo mesmo algoritmo de inferéncia utilizado para computar a
fungao particao Z(x) dos CRFs originais (SUTTON e MCCALLUM, 2007) como os

apresentados na se¢ao 5.4.

5.5.1 Aprendizado

Assim como no caso de CRFs, o aprendizado em HCRFs se resume a resol-
ver um problema de otimizagao irrestrita, que pode ser resolvido utilizando-se qual-
quer método de otimizagao disponivel. No entanto, o preco que pagamos pela maior
flexibilidade proporcionada pelos estados ocultos é a presenca de minimos locais
neste problema de otimizacao. Isto quer dizer que o problema de otimizagao envol-
vido no aprendizado de HCRFs nao é mais convexo e, portanto, apresenta o mesmo
problema de miltiplos minimos locais tal como no aprendizado de redes neurais
apresentado na secao 5.1. Apesar desta desvantagem, podemos empregar o mesmo
algoritmo de Retropropagacao Resiliente, originalmente proposto para o aprendiza-
do de redes neurais, para efetuar seu aprendizado; que como mostram Mahajan,

Gunawardana e Acero (2006) se revelou um dos melhores algoritmos para este fim.
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Supondo um problema de aprendizado supervisionado, novamente considera-

remos um conjunto 7.i.d de N instancias de treinamento na forma

D={x®od},1<i<N (5.53)
em que cada x ® seja um vetor de observacoes x® = (xf), xg), ,x;i)) e cada w ®
seja o rétulo de classe associado com o vetor de observacoes x®. Uma escolha ade-
quada para a funcao objetivo a ser otimizada pode ser dada pela fungao de veros-

similhan¢a marginal dada por

Z(w®, x®
£0) = Zlogp(w<‘>|x<”) Zlog (Z(x@) )

= z log Z(w®,x®) — Z log Z(x®) .
i=1 i=1

(5.54)

Novamente, podemos incorporar controle da capacidade através da adicao de um

termo de regularizagao na forma

£(0) = ZlogZ(w(‘) x®) - ZlogZ(x(‘)) 2202 (5.55)

Derivando-se £(@) a respeito de todos os pardmetros A € 0, obtemos o ve-

a¢ . . at
tor gradiente g = (5 g m), 1 < k <K, em que cada derivada parcial o5 €

dada por

a¢
== > D PO, filwe xe Yl -
Mok

YceCy yé

(5.56)
Z P(}’c, wclxc)fpk(wc' c yc) - _];

¥celp ye wg

que pode ser interpretado como a probabilidade de se seguir através de um caminho
Y vezes o numero de ocorréncias da caracteristica fj, durante o caminho. A dife-
renga entre as duas probabilidades marginais pode igualmente ser interpretada co-

mo a probabilidade do modelo atual versus a probabilidade de um modelo total-
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mente observado. E possivel mostrar que estas sdo as mesmas probabilidades utili-
zadas na estimagao pelo critério de Maxima Informagao Mutua (Mazimum Mutual
Information, MMI) de HMMs no caso de HCRFs utilizando cadeias lineares
(GUNAWARDANA, MAHAJAN; et al., 2005).

Outro detalhe igualmente interessante ocorre ao notar que, utilizando a re-
presentacao em cliques maximais, pode-se replicar exatamente a estrutura dos clas-
sificadores baseados em HMMSs. A diferenga reside apenas no fato dos parametros
de um HCRF nao estarem restritos a formar probabilidades, como ilustrado na Fi-
gura 62. Pode-se observar, assim, que o conjunto de solu¢oes possiveis de serem ob-
tidas por um classificador baseado em HMM se restringe a apenas um subconjunto

do conjunto de solugoes possiveis de serem expressas por um HCREF.

Figura 62. Representagdo do espaco de pardmetros para classificadores baseados em HMDMs e
HCRFs. Pode-se notar que todo classificador baseado em HMMs é também um HCRF, porém nem todo
HCRF pode ser transformado em um classificador baseado em HMMs.
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5.6 Resumo do capitulo

Neste capitulo, conhecemos varias das principais técnicas de aprendizado de
maquina e reconhecimento de padroes potencialmente aplicaveis ao problema de
reconhecimento de gestos. Apds a deteccao e segmentacgao dos membros superiores
do articulador da Libras realizada pelos métodos de visao computacional do capitu-
lo anterior, poderemos aplicar os classificadores aqui apresentados para reconhecer
tanto observagoes de gestos estaticos, na forma de configuragcoes de maos em qua-
dros isolados; quanto sequéncias destas observacoes.

No caso de quadros isolados, poderemos utilizar ANNs e SVMs; no caso de
sequéncias destas observagoes, poderemos utilizar modelos classificadores de se-
quéncias como HMMs e HCRFs. No entanto, vimos neste capitulo diversas argu-
mentagoes sustentando uma escolha criteriosa e bem fundamentada dos métodos
mais adequados para este fim. Nos capitulos seguintes, destinados ao detalhamento
da execucao desta pesquisa em si, veremos de maneira concreta como cada um des-
tes modelos se comporta quando confrontados com um problema real e cuja impor-
tancia social destacamos muitas vezes ao decorrer deste trabalho: o reconhecimento

dos sinais da Libras.



Parte 11

Desenvolvimento
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Capitulo 6

Abordagem proposta

“Science may be described as the art of systematic over-simplification — the art of
discerning what we may with advantage omit.” — Sir Karl Popper, 1992

NESTE CAPITULO, APRESENTAREMOS a abordagem utilizada para combinar as
ideias apresentadas nos capitulos anteriores na construcao de um sistema para re-

conhecimento da Lingua Brasileira de Sinais.

Como apresentado no Capitulo 1, vimos que o intérprete desempenha papel
fundamental na divulgacao da Libras e no trabalho de inclusao do surdo na socie-
dade brasileira. A ideia de se construir uma ferramenta capaz de interpretar a Li-
bras pode prover a independéncia necessaria ao surdo para, expressando suas ideias
em lingua de sinais, ganhar o poder de atingir nao apenas a comunidade surda, mas
também a comunidade ouvinte. A criagao de tal ferramenta pode significar a derru-
bada de varias barreiras para a inclusao social do surdo. Ainda que o trabalho aqui
apresentado nao se torne uma solugao concreta ou definitiva neste sentido, o autor
deste trabalho julga que o caminho trilhado até aqui servira de inspiracao e que as
solugoes para cada problema intermediario aqui encontradas sirvam de alimento
para futuros desenvolvimentos e esforgos direcionados para este fim, complemen-
tando a literatura apresentada no Capitulo 2.

Vimos no Capitulo 3 que o problema de reconhecimento de um simples sinal
em Libras depende da combinagao simultanea de diversas caracteristicas e que a
sua interpretagao final é altamente sensivel ao contexto em que um sinal se insere
devido a ambiguidade da lingua. No Capitulo 4, vimos métodos e técnicas de pro-
cessamento de imagens passiveis de serem aplicados na extragao de caracteristicas
do sinal da Libras, e no Capitulo 5 vimos como as Maquinas de Vetores de Suporte
(SVM) e os Campos Condicionais Aleatérios (CRF/HCRF) fornecem meios e técni-

cas para classificar e interpretar estes sinais.
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6.1 Dividir-para-conquistar

A abordagem para o reconhecimento de palavras da Libras adotada nesta
pesquisa ¢ claramente inspirada nos avangos oriundos do campo de reconhecimento
de fala, cuja comunidade pesquisadora tém se beneficiado de uma literatura sempre
crescente durante as tultimas décadas. Da mesma maneira que métodos de reconhe-
cimento de fala frequentemente constroem modelos de linguagem sobre classificado-
res de fonemas, também aqui construiremos modelos baseados nas unidades basicas
da Libras. Teremos aqui, portanto, duas camadas de reconhecimento; uma para

extracao de informacao acerca destas unidades, e outra para contextualizacao e fi-

nal classificagdo do sinal sendo articulado.

1

Classificador de Sequéncias

Classificadorde

Configuracao de Maos

N

n

Z

Rastreamento
Rastreamento da face
das m3os

Figura 63. Arquitetura em duas camadas utilizadas no experimento envolvendo
imagens de profundidade e palavras naturais da Libras.

Nesta abordagem, as duas camadas diferem no uso ou nao da informacao
temporal durante a execugao de um sinal. O papel da primeira camada é atuar co-
mo uma extratora de caracteristicas para cada quadro capturado pelos sensores de
luminosidade e profundidade, gerando uma representacao simplificada da informa-
¢ao contida em um tnico quadro. No contexto de reconhecimento de gestos da Li-
bras, a primeira camada sera responsavel por extrair informagoes acerca da configu-

racao de maos, da face e da posigao relativa das maos em relagao a face do usuario.
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Se a primeira camada de processamento é responsavel pela extracao de in-
formacoes em quadros individuais, a segunda camada de processamento é responsa-
vel pela extracao de informagoes de sequéncias destes quadros. Ou seja, esta cama-
da devera avaliar o contexto temporal em que os quadros estao inseridos, e a partir
das informagoes coletadas pela primeira camada, gerar um roétulo de classe para
cada palavra sendo articulada. Para a criacao desta camada utilizaremos HMMs e
HCRFs, realizando testes analisando as vantagens e desvantagens na utilizagao de

cada um destes modelos para compor a segunda camada deste sistema.

6.2 Segmentacao e extracao de caracteristicas

Para a extracao de atributos a partir das sequéncias de imagens durante a
classificacao de gestos em imagens de profundidade, utilizamos a combinacao dos
métodos de Viola-Jones e Camshift, apresentados no Capitulo 4. Uma vez que a
posigao da face tenha sido estimada a partir da imagem colorida, podemos aprovei-
tar a disponibilidade do mapa de profundidade do sensor Kinect para criar um al-
goritmo de segmentagao adaptativo baseado no mapeamento da estimativa da face

na imagem de profundidade.

Deteccio de rostos em
escala de cinza através de
Cascata de Classificadores

Rastreamento de rosto em Obter o valor médio da
imagem colorida através Ll 3 d profundidade na janela
de Camshift definida pelo rosto

Detecgdo de nariz em janela
definida sobre o rosto através
de Cascata de Classificadores

Limiarizagdo

Selecionar maiores
Rastreio do nariz através objetos
de casamento dindmico de

modelos

Figura 64. Esquematizag¢do do algoritmo de segmentacdo proposto neste trabalho,
motivado e inspirado pelo trabalho de (ANJO, 2012).
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Tal algoritmo de segmentacao, representado na Figura 64, é capaz de extrair
estimativas simples das formas e posi¢oes das maos, bem como estimativas da posi-
¢ao e orientacao da face (Figura 65). E possivel notar que, uma vez que este algo-
ritmo se baseia na localizacao da face, a oclusao torna-se um problema significativo
em seu funcionamento. Este problema, porém, pode ser tratado ou amenizado utili-
zando-se um filtro dindmico linear como um filtro de Kalman ou outras estratégias
simples para detec¢ao de mudangas bruscas na estimativa de profundidade da face,
uma vez que, durante a articulagao do sinal na Libras é pouco provavel que o arti-
culador esteja em movimento no eixo z representado na Figura 65. Este algoritmo
se fundamenta nas ideias centrais defendidas por (ANJO, 2012).

Para a extracao de caracteristicas a partir das formas de maos coletadas, re-
duziremos as formas de maos para um espaco de 32 X 32, formando um vetor de
caracteristicas de 1024 posigoes, como exibido na Figura 66. O sucesso desta abor-
dagem para extracao de caracteristicas serd dependente principalmente na habili-
dade deste sistema em rapidamente detectar um erro de rastreamento e recuperar-
se deste erro. Esta técnica se torna passivel de funcionar mesmo ao se deparar com
ambientes ruidosos cujos fundos nao sejam controlados. Como veremos em breve, a
elasticidade e a capacidade da segunda camada de processamento tolerar quadros
erroneamente classificados serda fundamental para que esta abordagem funcione

adequadamente.

R B\

Figura 65. O espago de sinaliza¢do segmentado utilizando o algoritmo apresentado.
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Nos testes realizados, estaremos expressamente abdicando de caracteristicas
mais elaboradas de maneira a manter o reconhecimento por parte dos classificado-
res 0 mais direto possivel; desta maneira, objetivaremos medir nao apenas a capaci-
dade de cada classificador em confrontar problemas com o minimo de informacao a
priori, como também sua capacidade em lidar com problemas de alta dimensionali-
dade sem a necessidade de etapas especiais de pré-processamento ou redugao de

dimensionalidade.

32x32=1024

32 32

Figura 66. FExtracdo do vetor de caracteristicas a partir de um unico quadro
para alimentacdo da primeira camada de processamento.
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Capitulo 7

Metodologia de pesquisa

“Art and science have their meeting point in method.” — Fdward Robert Bulwer-Lytto

NESTE CAPITULO, APRESENTAREMOS a metodologia adotada para conduzir
experimentos, testar hipoteses e extrair conclusoes dos resultados obtidos durante
esta pesquisa. Evidenciaremos como resultados obtidos a partir de diferentes méto-
dos podem ser comparados de maneira objetiva através do uso de técnicas estatisti-

cas e apresentaremos o delineamento geral do trabalho conduzido.

A fim de se evitar surpresas e tornar a execugao desta pesquisa mais geren-
ciavel, buscou-se primeiro validar a abordagem aqui proposta em um problema de
menor complexidade, a ser apresentado na proxima segao. Detalharemos também
como foi feita a aquisicdo dos dados de amostra utilizados nos experimentos reali-
zados. Para a analise e comparagao de resultados, adotamos medidas estatisticas
quantitativas, que possibilitam a execucao de testes de hipétese de forma a suportar

os achados deste trabalho.

7.1 Validacao da abordagem proposta

Sendo o problema de reconhecimento de palavras em Libras bastante com-
plexo, antes de saltar diretamente na dire¢ao deste problema foi realizada a valida-
¢ao inicial da abordagem aqui proposta em um ambiente simplificado, cujos resul-
tados foram publicados em (SOUZA, ANJO e PIZZOLATO, 2012). Este experi-
mento focou no reconhecimento de palavras soletradas através do alfabeto manual
em imagens capturadas em escala de cinza em um ambiente severamente controla-
do. No entanto, este experimento se mostrou de grande valia para certificar que
todos componentes do sistema aqui proposto estivessem funcionando adequadamen-

te; e também para fornecer a experiéncia necessaria para a selegao de modelos.
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7.2 Obtencao das amostras

Para possibilitar a criagao e o aprendizado dos modelos de classificagdo nesta
pesquisa, foi adquirido e organizado um banco de dados de sinais da Libras conten-
do poses, representadas na forma de imagens estaticas; e palavras naturais do voca-
bulario surdo, representadas na forma de sequéncias de imagens. Foram coletadas
amostras de 21 participantes distintos, de ambos os sexos, que se voluntariaram
para participar nesta pesquisa. Todos voluntarios afirmaram ter lido e estarem de
acordo com o termo de consentimento livre e esclarecido, documento este que lista
todas as implicacoes decorrentes de sua participacao. Os termos especificos assina-
dos pelos participantes podem ser visualizados no Apéndice A.

A coleta de dados foi realizada através de um software criado especificamen-
te para esta pesquisa, utilizando-se um sensor Kinect para registrar ambas as ima-
gens coloridas e de profundidade. Durante sua participagao, os voluntarios perma-
neceram sentados, distantes cerca de 1 metro em frente ao sensor. O software utili-
zado empregava o algoritmo discutido no Capitulo 6, processando ao maximo de

quadros por segundo suportado pelo sensor Kinect para imagens 640x480.

Figura 67. Diferentes variagées de uma mesma
configuracdo de mdaos coletadas durante o erperimento.
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O processo de aquisicao de dados ocorreu em duas etapas. Na primeira eta-
pa, os participantes foram solicitados a realizar cada uma das 46 poses fundamen-
tais da Libras, propositalmente variando a localizacao espacial e a orientacao de sua
mao dominante durante a gravagao, ao passo em que mantinham sua configuragao
sempre fixa, conforme pode ser observado na Figura 67. Desta etapa, foi amostrado
um total de 300 quadros para cada uma das possiveis 46 configuragoes de maos,
destinados para o treinamento dos classificadores, fornecendo um total de 13.800
amostras de treinamento. Outro conjunto independente e mutualmente exclusivo foi
separado para servir de conjunto de validacao nesta fase intermediaria de constru-
¢ao de nosso sistema.

Na segunda etapa da aquisicao de amostras, solicitamos aos participantes
que realizassem a articulacao de 13 palavras do vocabulario natural da Libras. Es-
tas palavras foram repetidas multiplas vezes por cada participante, de maneira a
acomodar pequenas variagoes entre as diferentes sinalizagoes. Isto nos forneceu 939
sequéncias de quadros e um total de 139.154 quadros para compor o banco de da-
dos de gestos dinamicos. Estas sequéncias foram divididas em 10 conjuntos mutu-

almente exclusivos em antecipagao ao uso da validagao cruzada em 10 partes.

Figura 68. Execucdo da palavra Armdrio, coletada durante o experimento.
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As palavras exploradas neste trabalho sao exibidas na Tabela 2. Estas pala-
vras foram escolhidas de acordo com as dificuldades que cada uma delas impoe ao
sistema de reconhecimento: Armdrio envolve a oclusao da face, Desculpa envolve
um movimento de inclinagao com a cabega. Fu, Sapato, Gostar e Comprar envol-
vem o toque em diferentes partes do corpo. Desculpa e Idade sdo articuladas com a
mesma configuracao de maos, mas diferem em localizacao espacial e na presenca do
movimento de inclinagdo com a cabega; Armdrio e Carro sao articuladas dando

igual importancia a ambas as maos, sem que haja uma mao dominante.

Tabela 2. Palavras selecionadas para compor o banco de gestos dindmicos

Armario Idade
Sapato Carro
Desculpa Comprar

Eu Gostar
Dia Nome

Tchau Querer
Oi

Esta escolha de palavras permitiu a verificacao do algoritmo e da abordagem
proposta sobre variadas dificuldades; porém deve-se notar que a falta de um banco
de dados padronizado e apropriado para a conducao de testes comparativos entre

diferentes trabalhos académicos ainda é uma lacuna a ser preenchida na literatura.

7.3 Analise de desempenho

Para avaliar o desempenho dos classificadores apresentados neste estudo, se-
rao utilizadas medidas que permitam a comparacao estatistica dos dados. Um estu-
do comparativo de diversas medidas de desempenho aplicaveis para a analise quali-
tativa de resultados em classificagdo supervisionada é apresentado em (FERRI,

HERNANDEZ-ORALLO e MODROIU, 2009). Neste trabalho, utilizaremos testes

estatisticos para comparagao de tabelas de contingéncia.
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Considerando um problema de classificagdo entre k classes distintas, uma

tabela de contingéncia (PEARSON, 1904), ou matriz de confusdo, pode ser descrita

Cij - Cik
C= ( P ) (7.1)
Ck,j P Ck,k

em que cada elemento ¢;; denota o ntimero de elementos da classe i classificados

por uma matriz k X k na forma

como sendo da classe j. Notoriamente, os elementos da diagonal denotam o ntimero
de classificagoes corretas, sendo que uma matriz estritamente diagonal denota uma
classificacao perfeita.

Uma vez obtida a matriz de contingéncia para o classificador em relagao a
verdade, pode-se derivar inimeras medidas quantitativas para analise de desempe-
nho, como o coeficiente Kappa (k) de Cohen (1960) e o coeficiente Tau (t) de Ken-
dall (1938). Outras medidas incluem o coeficiente de contingéncia C de Pearson, a
medida de associagdo T de Tschuprow (1939), a medida de associagdo V de Cramer
(1946), o coeficiente Pi () de Scott (1955), a versao ajustada por Sakoda do coefi-
ciente C, o coeficiente Alfa (a) de Krippendorff (1980) e os indices de concordancia

geral e de concordancia atribuivel ao acaso.

7.3.1 Coeficiente Kappa de Cohen

O coeficiente Kappa, primeiro proposto em (COHEN, 1960) para o caso de
concordancia entre dois avaliadores, ¢ um método bastante razoavel para avaliagao
de classificadores, tendo sido usado, por exemplo, para verificar a acuracia de classi-
ficadores pontuais em sensoriamento remoto em (CONGALTON, 1991) e imagens
multiespectrais (LEVADA, 2010). Uma medida relacionada, porém distinta, é o
coeficiente Kappa de Fleiss (1971), que é na realidade uma generalizagao do coefici-
ente 1 de Scott para o caso de multiplos avaliadores.

Considerando-se a avaliagao de n amostras, o coeficiente Kappa é dado por

~ _ Po~—Pc
R=——— 7.2
1—-p, (7:2)
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em que p;; ¢ a razao de proporgao das observagoes colocadas na célula ¢;; da ma-
triz de confusao, ¢ dada por p;; = ¢;j/n, po e p. denotam a proporgiao de concor-
dancia observada e a propor¢ao de concordancia esperada ao acaso, respectivamen-

te. Seus valores podem ser calculados como

k k
po = Z Pii,  Pc= Z Pi+P+i (7.3)
i=1 i=1

em que p;. e p.j denotam a probabilidade marginal dos elementos ao longo da linha

i e a soma dos elementos ao longo da coluna j, respectivamente

k k
Pi+ = Z Pij » P+j = Zpi]' . (7.4)
i=1 j=1

O valor de Kappa é restrito ao intervalo [—1; +1], em que um valor igual a 1
denota uma perfeita concordancia entre os avaliadores e um valor igual a —1 deno-
ta uma perfeita discordancia. Um valor igual a 0 significa que a concordancia entre
os dois avaliadores pode ser explicada somente pelo acaso, e valores negativos signi-
ficam que a concordancia entre os dois avaliadores foi menor do que poderia ser
simplesmente atribuida ao acaso. Para a computagao do valor de Kappa diretamen-

te a partir da matriz de confusao pode-se utilizar a férmula apresentada em
(CONGALTON, 1991), dada por

Kk k
N s 1 Cii — M1 Cis Cai

ﬁ =
2 k
n? — 3 CisCyj

(7.5)

Para determinar se o valor de Kappa é significantemente diferente de zero,
ou seja, que o nivel de concordancia entre os dois avaliadores é significantemente
diferente do que seria atribuivel somente ao acaso, pode-se assumir que K seja apro-

ximadamente normal e computar a estatistica z, dada por

3

ok (7.6)

Zog =



Reconhecimento de gestos da Lingua Brasileira de Sinais através de Maquinas de Vetores

de Suporte e Campos Condicionais Aleatérios Ocultos

No caso de muitas amostras, é possivel calcular a variancia do indice Kappa
através da formula apresentada em (FLEISS, COHEN e EVERITT, 1969):

P + P2 — X1 PisP+i(Pis + P+i)

Varo(®) = n(1 - pc)?

(7.7)

Comparando-se esta estatistica contra uma distribuicao normal padrao, é
possivel rejeitar a hipotese de que o nivel de concordancia seja melhor do que ape-
nas atribuivel a chance se zy for suficientemente grande considerando-se um teste
de tnica cauda (FLEISS, LEVIN e PAIK, 2003, p. 605). No entanto, esta estimati-
va nao é a mais adequada em todos os contextos, como por exemplo, nos estudos
da confianga de sistemas de avaliagao (BANERJEE, CAPOZZOLI, et al., 1999), ja
que pode ser utilizada apenas para considerar a hipétese de que o valor estimado K
seja diferente do que seria esperado de uma classificacao devida somente ao acaso.
Para comparar o valor estimado K contra algum valor k diferente de zero, deve-se

utilizar a estimativa da varidncia proposta por Fleiss, Cohen e Everitt (1969)

Vary = ATB=C 78
ar(R) = ——— .
n(l - pc)2
em que
1 k
AN\ 2
A= HZ pii(1— (pip)(1 —R),
i=1
(7.9)
k
B= (1-®)? Z pij(pi+p?, C= (kR—p.(1— f{))z
i#]
O teste entao pode ser considerado utilizando-se a estatistica
|k — x|
z= . (7.10)

v \751'0 ®)

Novamente, comparando-se esta estatistica contra uma distribuicdo normal
padrao pode-se rejeitar a hipétese de que o valor estimado K seja diferente do valor
K caso a estatistica z seja significantemente grande. Uma observacao importante

que deve ser feita a respeito do uso de Kappa é que seu valor, quando reportado

159



160

Capitulo 7
Metodologia de pesquisa

sozinho, ndo é suficiente para caracterizar uma boa medida de desempenho, pois
nao ha uma maneira concreta de se interpretd-lo fora do contexto de um teste esta-
tistico. Uma tabela para a interpretacao dos possiveis valores de Kappa foi proposta
em (LANDIS e KOCH, 1977). Apesar dos autores advertirem a arbitrariedade dos
valores sugeridos, e a validade desta interpretacao ser discutivel, estes valores aca-
baram se tornando padrao ao decorrer da literatura (BANERJEE, CAPOZZOLI, et
al., 1999; EUGENIO, 2000).
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Capitulo 8

Experimentos e resultados

“In science the credit goes to the man who convinces the world, not
to the man to whom the idea first occurs.” — Sir Francis Darwin

NESTE CAPITULO, EXPLORAREMOS os experimentos realizados neste trabalho,
de maneira a prover uma verificacao pratica dos conceitos apresentados até aqui,
bem como sustentar a subsequente apresentacao e validagao das conclusoes resul-

tantes desta pesquisa.

No Capitulo 7, apresentamos como os experimentos desta pesquisa foram di-
vididos em duas fases. A primeira fase visou avaliar a viabilidade da abordagem
proposta e da metodologia em uma versao simplificada do problema de reconheci-
mento de gestos da Libras. A segunda fase constituiu a execugao dos experimentos
propriamente necessarios a concretizacao desta pesquisa. A seguir, nas proximas

duas segoes, apresentaremos ambos os experimentos, respectivamente.

8.1 Soletracao simplificada em escala de cinza

Nesta secao, apresentamos o primeiro experimento conduzido para validar a
abordagem apresentada neste documento. A partir do banco de dados de palavras
soletradas em Libras coletado por Pedroso para uso em sua investigacao
(PIZZOLATO, ANJO e PEDROSO, 2010), realizamos uma versao preliminar da
pesquisa proposta. Diferente do trabalho de Pizzolato e colegas, esta investigacao
avaliou o uso de SVMs e HCRFs em comparacao aos métodos baseados em ANN e
HMMs. Este experimento também serviu para sanar quaisquer impossibilidades
técnicas ou empecilhos que poderiam surgir no decorrer do desenvolvimento da
pesquisa. Além do mais, ao notar-se que os sinais da datilologia sdo também mem-

bros integrantes do conjunto de todas as possiveis configuragoes de maos da Libras,
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esta investigagao pode-se revelar 1til acerca da aplicabilidade dos modelos SVM na
classificagao dos gestos estaticos.

Este experimento se baseou na mesma decomposicao em camadas discutida
no Capitulo 6. Utilizamos uma primeira camada contendo classificadores capazes de
operar em quadros individuais de uma sequencia de imagens, e uma segunda cama-
da capaz de tomar as classifica¢oes oriundas da primeira camada como simbolos de
um alfabeto discreto e entao produzir novas classificacoes indicando a palavra sendo

articulada, conforme apresentado na Figura 69.

Pato

BEEAARAEEEQER

NAOFEPIICOrE

Figura 69. Exemplo de classifica¢do da palavra soletrada 'Pato’ no primeiro erperimento realizado.

8.1.1 Camada de reconhecimento de gestos estaticos

Os gestos contidos no banco de dados de Pedroso foram pré-processados uti-
lizando-se um filtro da mediana, de maneira a se obter reducao de ruido; um filtro
de limiariaza¢ao de Otsu (1979), para a posterior extracao do maior objeto da ima-
gem; e finalmente o redimensionamento da amostra, de forma que todas as amos-
tras das maos tivessem um tamanho uniforme contido em uma janela de 32 X 32
pixels. Ao invés do realizado no trabalho de Pizzolato e colegas, as amostras foram
mantidas em escala de cinza, e ndo em forma de silhueta, de maneira a manter a
maior quantidade de informagao possivel nas imagens. A seguir, foram criados e
avaliados classificadores baseados em ANN e SVM para rotulagem de quadros e

classificadores baseados em HMMs e HCRFs para rotulagem das sequéncias.
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Foram separadas 300 amostras de cada uma das 27 classes, escolhidas de
maneira aleatoria, resultando em um total de 8100 amostras. Note que, anterior ao
processamento, uma fase de selecao de amostras foi realizada de maneira a remover
transigoes espurias entre os gestos, bem como erros de segmentacao e de borramen-
to. Realizamos testes considerando SVMs com fungoes kernel polinomial e Gaussia-
na. Para o parametro C, utilizou-se inicialmente o valor sugerido pela heuristica
citada na secao 5.2.5.

O tempo de avaliagao pode se tornar uma desvantagem significante quando
comparamos SVMs contra outros métodos de classificagao. Em sua formulagao pa-
drao, nao existem limitantes superiores no ntiimero de vetores de suporte (Support
Vectors, SVs) requeridos para resolugdo de um problema. Como o niimero de SVs
muitas vezes cresce linearmente com o niimero de amostras no conjunto de treina-
mento, isto rapidamente se torna problematico. Assim, conduzimos experimentos
visando medir o impacto deste problema e checar a validade do modelo de decisao
por DDAGs em superar esta limitagao.

Este experimento considerou trés escolhas de fungoes kernel: fungoes Gaussi-
anas, Quadraticas, e Lineares. Para o kernel Gaussiano, uma busca em grade gros-
sa-para-fina foi realizada no espacgo de hiperparametros para se terminar um melhor
parametro o2. Para cada maquina treinada, avaliamos o conjunto de validacdao duas
vezes: uma vez utilizando a estratégia de votacao um-contra-um, e posteriormente
utilizando a decisao por DDAGs. Anotamos o desempenho de todos classificadores,
medidos em termos do coeficiente Kappa (k) de Cohen, o nimero total de vetores
de suporte necessarios para a estratégia de votagao e o numero médio de avaliagoes
de vetores de suporte encontrados pelo caminho de votagao do DDAG. Como as
maquinas lineares podem ser escritas em forma compacta, para maquinas lineares
consideramos o nimero de avaliagoes de maquinas ao invés do niimero de vetores de
suporte. Todas SVMs foram ensinadas utilizando-se o algoritmo de Otimizagao Mi-
nima Sequencial (Sequential Minimal Optimization, SMO) de Platt (1998). Pontos
iniciais para o kernel Gaussiano foram identificados com o auxilio do valor heuristi-
co para g sugerido em (CAPUTO, SIM, et al., 2002), baseado no intervalo inter-
quartil das estatisticas de norma d o conjunto de treinamento.

Para comparagao, avaliamos também o uso de ANNs treinadas através do
algoritmo de Retropropagacao Resiliente. No entanto, se o tempo de avaliagao é
uma preocupacgao para as SVMs, o comportamento de treinamento é talvez uma
das maiores preocupagoes para a criacao de ANNs. Como seus algoritmos de

aprendizado muitas vezes tém de lidar com multiplos minimos locais, o uso de heu-
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risticas e outros mecanismos de controle se tornam praticamente mandatorios para
garantir um bom aprendizado. O objetivo deste experimento também foi mensurar
o impacto de heuristicas de inicializacao, especificamente o método de Nguyen-
Widrow (1990), em problemas de alta dimensionalidade. Redes neurais feed-forward
de tnica camada intermediaria foram criadas variando-se o nimero de neurdnios na
camada oculta, numa tentativa de aplicar o controle da capacidade. Todas as redes
foram treinadas até a convergéncia de seu erro minimo quadrado.

Iniciando com a maquina de vetor de suporte com kernel Gaussiano, encon-
tramos um comportamento similar ao descrito em (VALENTINI e DIETTERICH,
2004). Mais especificamente, encontramos que o valor de C nao exerceu tanta influ-
encia no desempenho do classificador quanto uma escolha apropriada para o?.
Tanto a estatistica k e o niimero médio de vetores de suporte (SVs) para cada clas-

sificador resultante foi encontrado ser mais dependente em 02 do que em C.
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Figura 70. Cortes da busca em grade para C fixo no experimento em escala de cinza
utilizando uma mdquina de vetor de suporte com kernel Gaussiano.

A Figura 70 (acima) mostra um corte da busca em grade para C = 1 e vari-

~ 2 . /. 7’ . ’ . .
agoes de <, juntamente com o nimero médio de vetores de suporte nas maquinas.
Pode-se ressaltar que a escolha heuristica para o2 como proposta por Caputo, Sim,
et al. (2002) nao apenas resultou em um bom desempenho no geral, mas também
resultou no menor nimero de SVs, levando a solugdes mais esparsas. Ainda que nao
tenha levado ao melhor k possivel, a heuristica proveu um bom balango entre acu-

racia e eficiéncia para os classificadores testados.
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As superficies de hiperparametros tanto em termos de k quanto de esparsi-
dade sao exibidas na Figura 71. Destes graficos pode-se notar uma relagao quase
direta entre o nimero de vetores de suporte e o desempenho de generalizacao; mais
especificamente, ha uma aparente correlagao inversa entre o nimero de SVs e k. De
certa maneira, este comportamento pode parecer intuitivo, ja que um maior nimero
de SVs pode potencialmente levar a um aumento no overfitting e, portanto, a de-

gradacao de desempenho.
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Figura 71. Plotagem das superficies de desempenho (Kappa) e esparsidade (numero médio de vetores
de suporte) para mdquinas com kernel Gaussiano no erperimento em escala de cinza.

Neste problema especifico, o valor de C mostrou pouca ou nenhuma influen-
cia no numero de SVs, exceto para altos valores de 2. Neste limite, um aumento
em C parece contrabalancear um aumento em 62, levando novamente a um plato
de esparsidade centrado na linha heuristica (H = 391,52). Os graficos nao mostram
valores para C maiores que 108 pois estes valores resultaram na divergéncia do
algoritmo de aprendizado. Isto é compreensivel, ja que para altos valores de C a
SVM de margem suave se aproxima da decisao de margem rigida, reduzindo sua

habilidade de lidar com erros de classificagdo no conjunto de treinamento.
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Apoés os testes com as fungoes kernel Gaussianas, o proximo passo foi medir
as funcoes kernel Lineares e Quadraticas. Nota-se que o problema explorado neste
experimento possui um alto nimero de dimensoes de entrada, o que de certa forma
torna esperado, portanto, que estes kernels produzissem bons resultados. Esta sus-
peita foi confirmada, como exibido na Figura 72. E, ainda que nao exibido, nao
houve diferencas significativas entre o uso das versoes homogéneas e nao-

homogéneas destas fungoes.
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Figura 72. Desempenho das mdquinas de vetores de suporte para funcgdes kernel Lineares (acima) e
Quadrdticas (abaizo) no experimento em escala de cinza.

Os gréficos da Figura 72 também proveem uma comparagao de eficiéncia en-
tre as fungoes kernel Lineares e Quadraticas em termos do niimero de chamadas a
fungao kernel e a avaliagao de cada maquina. Como maquinas lineares podem ser
escritas em forma compacta, seu tempo de avaliacao é independente de seu numero
de vetores de suporte, mas sim no nimero de maquinas na abordagem para multi-
plas classes. As comparagoes de desempenho e esparsidade para as melhores ma-

quinas encontradas sao exibidas na Tabela 3.
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Tabela 8. Melhores mdquinas de vetores de suporte encontradas no exrperimento com escala de cinza.

B Estratégia de Validagao Numero de Vetores de Suporte
Fungdo kernel Decis
ecisao Kappa + (0.95 C.1.) Total Meédio’
DDAG 0,9268 + 0,006 1.527,34
Linear 27.602
1-vs-1 0,9300 + 0,006 5.483,00
DDAG 0,9536 £ 0,005 1.912,67
Quadratica 37.341
1-vs-1 0,9542 + 0,004 5.638,00
DDAG 0,9586 + 0,004 2.518,67
Gaussiana 52.220
1-vs-1 0,9583 + 0,004 6.188,00

1 Média de avaliagbes tnicas por vetor de suporte ao classificar o conjunto de instancias de validacao.

A Tabela 3 mostra uma reducao expressiva no numero médio de avaliagoes
de SVs realmente necessarias durante a computacao da decisao por DDAG e pela
estratégia de votagao, em comparagao com o numero total de SVs em cada maquina
multiclasse. Como a abordagem por votagao necessita da avaliagao de c(c —1)/2 =
351 maquinas a cada decisao, seu numero médio de SVs é sempre igual o numero
total de vetores tnicos encontrados durante o treinamento. O DDAG, por outro
lado, precisa de um numero muito menor, ainda que muito variavel, para alcangar
uma decisao, dependendo somente na avaliagao de (¢ — 1) = 26 maquinas.

Concluindo-se os testes com SVMs, partimos para os resultados envolvendo
ANNs. As redes encontradas se mostraram aptas a fornecer taxas de desempenho
similares as SVMs. No entanto, esta habilidade veio anexada a um alto custo com-
putacional para seu treinamento, especialmente ao considerar os custos em realizar
multiplas reinicializagoes aleatorias para se alcangar um bom minimo local. Os me-
lhores valores para k foram encontrados entre 300 a 500 neurdnios na camada in-
termediara, no mesmo intervalo encontrado em (PIZZOLATO, ANJO e
PEDROSO, 2010). No entanto, podemos ver como o melhor desempenho alcangado
por uma ANN (k = 0,9248) foi bastante similar a uma SVM linear (k = 0,9268).

Tabela 4. Desempenho das redes neurais feed-forward na classificacdo de quadros
utilizando o Retropropagacdo Resiliente no experimento com escala de cinza.

. T Validagdo Neurdnios na
Algoritmo Inicializagao
camada oculta
Kappa % (0.95 C.1.)
RProp Uniforme 0,9112 + 0,006 500

RProp Nguyen-Widrow 0,9248 +0,006 400
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Dos resultados encontrados, pode-se notar que mesmo que a inicializacao de
Nguyen-Widrow (1990) nao tenha afetado em demasia o desempenho final de redes
pequenas, o mesmo nao pode ser dito de redes com um maior niimero de neuronios.
Redes com 700 neurdnios ou mais nao conseguiram aprender certas classes, apresen-
tando uma taxa de classificagdo de zero para varias das classes do problema. Redes

treinadas utilizando-se a inicializacao de Nguyen-Widrow apresentaram resultados
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Figura 73. Grdfico comparativo do desempenho das redes neurais com e sem o uso de
heuristicas de inicializacdo no experimento com escala de cinza.

O uso da inicializagao de Nguyen-Widrow se mostrou extremamente util pa-
ra se alcangar um bom minimo local em redes com um grande ntiimero de neuronios
intermediarios. Sem esta inicializagao, as redes muitas vezes convergiam rapidamen-
te para um minimo local ruim apds apenas um pequeno niimero de iteragoes (com-
putacionalmente intensivas).

O uso da técnica de inicializagao também mostrou prevenir a tao comum
degradagao associada com redes com um ntmero de neurénios maior do que o ne-
cessario (Figura 73). E, ainda que nao mostrado, pode-se ressaltar o fato da heuris-
tica ter auxiliado redes menores alcancar convergéncia bastante rapidamente, com
um nimero bastante diminuto de iteragoes.

Ademais, podemos ressaltar que a melhor SVM encontrada (Kgypy =
0,9586, var(Ksyy) = 5,098 X 107%) mostrou melhores resultados que a melhor
ANN (Ranyy = 0,9248, var(Kayy) = 9,02 x 107¢). Calculando a estatistica

| l/%SVM - ﬁANN I

VVar,(Rsym) + Vary(Rann)

(8.1)
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obtemos o valor de 8,995, ao passo que um teste de significancia dos indices Kappa
revela que a diferencga entre os dois valores é significante a um nivel de significancia
de 0,05. Assim, seria pouco provavel que esta diferenca de resultados pudesse ser
atribuida somente ao acaso.

Caso a escolha do melhor classificador fosse baseada apenas em seu valor es-
timado de k, esta escolha claramente resultaria na selecio de uma maquina SVM
Gaussiana ou Polinomial. No entanto, estas escolhas nao seriam muito praticas de
um ponto de vista computacional devido ao alto numero de SVs que deveriam ser
mantidos e computados sempre que uma nova decisao precisasse ser feita. A decisao
por DDAGs, em contrapartida, proporciona uma melhora consideravel no tempo de
processamento, mas ainda assim requer um ntmero alto e possivelmente altamente
variavel de SVs avaliados a cada decisao. Em aplicagbes em que um tempo constan-
te de avaliagao seja desejavel, esta caracteristica pode tornar a escolha de DDAGs
pouco atrativa.

O uso de ANNs ao invés das SVMs listadas no paragrafo acima traz muitas
vantagens. Entre elas, podemos enunciar que as ANNs desempenham bem esta ta-
refa com um nimero moderado de neuronios ocultos, as tornando aptas para pro-
cessamento em tempo hébil (PIZZOLATO, ANJO e PEDROSO, 2010). No entan-
to, de uma perspectiva de aprendizado, existem muitas desvantagens nesta escolha.
A correta inicializacado dos pesos de uma ANN parece ser critica para se alcancar
um bom minimo local. Ainda mais, os elevados tempos de treinamento podem difi-
cultar ou mesmo impossibilitar tanto o ajuste correto dos hiperparametros de
aprendizado bem como o uso de técnicas de estimacao de desempenho mais elabo-
radas, como a validagao cruzada em k-partes e o bootstraping.

Considerando todas as opgoes avaliadas, a escolha de melhor compromisso se
apresenta na forma de um DDAG composto por SVMs lineares. Este modelo conse-
gue prover tempos de avaliagao comparaveis as ANNs e, ao mesmo tempo, oferecer
a facilidade um algoritmo de aprendizado convexo. Além do mais, DDAGs baseados
em SVMs lineares possuem um tempo de avaliacao constante ja que sua avaliagao
nao depende do numero de vetores de suporte em cada maquina. Como um DDAG-
SVM linear reduz o esfor¢o de se computar 351 maquinas para apenas 26 decisoes
de tempo constante, pode-se obter um classificador altamente eficiente, ainda que
moderadamente eficaz, a ser utilizado como a primeira camada do sistema de reco-

nhecimento de gestos envisionado.
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8.1.2 Camada de reconhecimento de gestos dindmicos

Apés a realizagao dos testes para a escolha de modelos SVM e ANNs ade-
quados, os melhores modelos encontrados foram utilizados para realizar a rotulagao
de todo o banco de palavras contido no conjunto de dados. Este banco contem um
vocabulario de 15 palavras diferentes articuladas utilizando-se o alfabeto manual da
Libras, cobrindo 19 de um total de 27 letras possiveis. As palavras coletadas e or-

ganizadas por Pedroso sao exibidas na Tabela 5.

Tabela 5. Palavras coletadas por Pedroso, 2010.

Arara Cisne Cobra Foca Gato
Jaguatirica Leopardo Macaco Pato Perereca
Peru Rato Sapo Tatu Urso

Exemplos do resultado da rotulagao das amostras pertencentes a cada se-
quéncia de quadros podem ser vistos na Figura 74. Como se pode observar, a classi-
ficagado obtida apresenta diversos erros. Este comportamento, apesar de a primeira
vista parecer prejudicial a proxima etapa de classificacao, poderda ser facilmente
contornado utilizando-se a hipdtese de Markov. As amostras incorretamente rotula-
das poderao ser ignoradas, ja que os HMMs, e, consequentemente, os HCRFs, sao
capazes de apresentar certa elasticidade temporal, bem como robustez no caso de

rotulagens incorretas em meio a sequéncia de observagoes.
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Figura 74. Rotulacdes dos quadros de diferentes sequéncias de imagens correspondentes
a articulagdo das palavras Pato, Arara e Macaco em alfabeto manual.



Reconhecimento de gestos da Lingua Brasileira de Sinais através de Maquinas de Vetores

de Suporte e Campos Condicionais Aleatérios Ocultos

Na Figura 74, também podemos observar que, na presenca de erro de classi-
ficacao de amostras individuais, esta classificagao incorreta tende a estar préxima
de letras equivalentes ou bastante similares, o que permitird que estes erros sejam
contornados através do contexto da sequéncia.

Uma vez que o banco tenha sido inteiramente rotulado, foram criados mode-
los baseados em HMM e HCRFs. O modelo de classificaggo HMM foi criado utili-
zando-se o critério MAP a partir do método de Bayes empirico. O aprendizado de
cada modelo de Markov para cada classe de sequéncias foi realizado utilizando-se o
algoritmo de Baum-Welch. Estes modelos serviram de base para inicializar os
HCREFs a partir da escolha de fung¢oes caracteristicas equivalentes a de um classifi-
cador baseado em HMM. Para o treinamento dos HCRFs, utilizamos o mesmo algo-
ritmo Rprop utilizado para Redes Neurais apresentado na se¢ao 5.1.2. O trabalho
de Mahajan, Gunawardana e Acero (2006) mostra que o emprego do Rprop é com-
petitivo com o uso do Gradiente Descendente Estocastico, sendo porém preferivel
dada a sua maior robustez a escolha de parametros de aprendizado. Em todas as
instancias, o desempenho destes classificadores foi testado utilizando-se a técnica de
validagao cruzada em 10 partes. Os resultados sao apresentados na Tabela 6 a se-

guir.

Tabela 6. Resultados para classificacdo de palavras utilizando-se HMMs e HCRFs mensurados atra-
vés de validagcdo cruzada em 10 partes, no experimento com escala de cinza.

Treinamento Validag¢do
Rotulagdo Classificacao Kappa Variancia Kappa Variancia
SVM HMM 0,94686 1,112E-04 0,81922 2,960E-03
SVM HCRF 0,98368 3,539E-05 0,83317 2,787E-03
ANN HMM 0,94818 1,085E-04 0,80352 3,126E-03
ANN HCRF 0,99030 2,115E-05 0,82358 2,830E-03

O valor de Kappa final foi calculado a partir da média dos valores Kappa pa-
ra cada rodada de validagao. De maneira similar, a variancia apresentada junto aos
valores de Kappa foi estimada através do célculo da varidncia agrupada (pooled var-
iance) para cada rodada. Pode-se observar que o melhor resultado obtido foi encon-
trado utilizando-se a rotulagem por SVMs e HCRFs (SVM+HCRF). No entanto,

cabe investigar aqui se este resultado poderia ser atribuido somente ao acaso.
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Para averiguar a hipdtese de que o resultado apresentado pelo modelo
SVM+HCRF é realmente diferente dos valores encontrados pelos demais modelos
foram novamente realizados testes de significancia para os valores Kappa. Os testes
revelam que, para o conjunto de validagao, a diferenga entre os resultados dos mo-
delos SVM+HCRF e SVM+HMM nao ¢é significante a um nivel de significancia
para p < 0.05. Entretanto, ha uma significativa diferenca entre os valores para o
conjunto de treinamento. Estes resultados motivam a interpretagao de que os mode-
los baseados em HCRF sao capazes de apresentar taxas de classificagao significan-
temente maiores para um conjunto de dados e ainda apresentar niveis de generali-
zagao equivalentes ou marginalmente melhores do que os modelos baseados em
HMMs. Em outras palavras, os modelos discriminativos mostraram-se capazes de
absorver maior conhecimento sobre os dados apresentados sem que isso causasse

overfitting.

8.1.3 Conclusao deste experimento

Neste experimento, detalhamos nossas descobertas iniciais no uso de SVMs e
HCRFs em comparagao a ANNs e HMMs na tarefa de reconhecimento de palavras
soletradas em Libras, alcangando resultados estatisticamente significativos. Apesar
da significAncia estatistica e melhor acuracia dos modelos baseados em SVM, este
experimento também revelou que a escolha apropriada do classificador de sequén-
cias para compor a segunda camada de processamento incumbia em um impacto
muito maior do que qualquer escolha particular de classificador de quadros. Fara
cada escolha possivel, a utilizacao de HCRFs ao invés de HMMs resultou em uma
maior capacidade para a retengao de informacao de treinamento, ao mesmo tempo

em que manteve a habilidade de generalizagao de nosso sistema intacta.
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8.2 Palavras naturais em imagens de profundidade

Neta secao, apresentamos o experimento conduzido utilizando-se o banco de
dados apresentado na se¢ao 7.2, reunindo todos os aspectos desta pesquisa confor-
me apresentado no Capitulo 6. Como proposto, utilizamos a arquitetura em duas
camadas, composta por classificadores de gestos estaticos e classificadores de gestos
dindmicos.

A primeira camada deste sistema destinou-se a reconhecer gestos estaticos
do conjunto de configuragoes de maos identificados por Ferreira Brito (2010), apre-
sentada na secao 3.2.1 desta dissertagao, utilizando maquinas de vetores de suporte
(SVMs) e redes neurais (ANNs). J4 a segunda camada foi criada visando coletar as
classificagoes originadas da primeira camada, anexar informacoes espaciais e de tra-
jetéria e entao produzir uma classificagao final da palavra sendo gesticulada, utili-
zando modelos ocultos de Markov (HMMs) e campos aleatérios condicionais ocultos
(HCRFs).

Considerando o trabalho de Ferreira-Brito, para a elaboracao deste sistema

consideramos o vetor de caracteristicas

X = (he, Ry, hry' hg, fo)
h; € N, 1<h. <46
hy,hy € R —-1< hy,h, <1
hevfe ER T < he:f@ =m

(8.2)

em que h, denota a configuracao de mao detectada pelo classificador de quadros
individuais; hy, e hyy, sao as posigoes relativas da mao quando comparadas ao cen-
tro da face do usuario; e hg e fy sdo as orientagdes angulares das maos e da face,
respectivamente. Todas as posi¢oes relativas sao normalizadas para o intervalo uni-
tario, e toda informagao angular sera considerada em radianos.

Para maior clareza, nos referiremos ao conjunto das 46 configuragoes de
maos possiveis utilizando-se o simbolo H. Para manter consisténcia com as secoes
subsequentes, o vetor de caracteristicas serd referido como x;, e cada elemento indi-

vidual na posigao i deste vetor sera denotado xy;.
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8.2.1 Camada de reconhecimento de gestos estaticos

Continuando o fluxo de processamento, apos as maos terem sido localizadas,
um banco de SVMs dispostas em um DDAG de maxima margem é utilizado para
classificar a imagem das maos em uma das 46 possiveis configuragoes de maos de
H . Para tanto, os experimentos iniciais mostrados em (SOUZA, ANJO e
PIZZOLATO, 2012) se mostraram particularmente uteis para aprender os modelos
de aprendizado desta camada adequadamente, especialmente devido as heuristicas
para selecao de hiperparametros exploradas anteriormente.

Os classificadores estaticos mostraram alguns resultados interessantes. A
Tabela 7 mostra resultados selecionados das diversas configuracoes de SVMs testa-
das e exibe o nimero médio de avaliagdes de vetores de suporte (SV) como uma
medida de esparsidade e eficiéncia. A Figura 75 exibe os valores de Kappa obtidos

para diferentes escolhas da constante de complexidade C em uma maquina linear.

Tabela 7. Resultados para as mdquinas classificadoras de configuragcdo de mdos.

B Estratégia de Validagao Numero de Vetores de Suporte
Funcdo kernel Decish
ecisao Kappa + (0.95 C.1.) Total Meédio
DDAG 0,2390 £ 0,0074 45
Linear 1035
1-vs-1 0,2404 £ 0,0074 1.035
DDAG 0,4737 + 0,0085 8.069
Quadratica 339509
1-vs-1 0,4790 £ 0,0085 339.509
DDAG 0,3401 £ 0,0042 8.707
Gaussiana 375372
1-vs-1 0,3417 £ 0,0042 375.372

1 Média de avaliagbes tinicas por vetor de suporte ao classificar o conjunto de instancias de validacdo. No caso
linear, este valor indica o nimero total de maquinas obtidas no problema de classificacdo em multiplas classes.

A Figura 76 exibe o desempenho das ANNs em fun¢ao do niimero de neuro-
nios contidos em suas respectivas camadas ocultas. O melhor resultado reportado
por uma ANN ocorreu utilizando-se 1000 neurénios na camada oculta com
Rany = 0,301e var(Kyyy) = 4,05 X 1073, superior a melhor SVM linear, porém a
um maior custo de processamento para seu aprendizado. E interessante notar que
apoés este pico de desempenho, redes com maiores nimeros de neurdnios iniciaram a

apresentacao de overfitting.
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Figura 75. Resultados para as SVMs com funcdo kernel linear em fun¢do do valor da
constante de complexidade C no experimento com imagens de profundidade.
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Figura 76. Resultados para as redes neurais classificadoras de configuragdes
de mdos no experimento com imagens de profundidade.

Considerando isoladamente apenas a acuracia dos classificadores criados,
uma DDAG-SVM quadratica seria a clara escolha para compor a primeira camada
de classificacao. Esta maquina apresentou resultados estatisticamente significantes e
maiores que quaisquer outros modelos considerados neste experimento. No entanto,
o custo computacional em se utilizar uma méaquina quadratica ou mesmo Gaussiana
pode ser demasiado grande, conforme evidenciado na Figura 77.

O uso de uma ANN neste caso também parece bastante convidativo. Por ter
um tempo de avaliagdo constante, nao requerem o mesmo custo computacional po-
tencialmente variavel das DDAG-SVMs quadraticas ou Gaussianas. Sua criagao, em
contrapartida, é bastante dispendiosa; pode requerer tempo e cuidados extras para
seu aprendizado, principalmente considerando as multiplas inicializagoes aleatorias

para se alcancar um bom minimo local.
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Figura 77. Grdfico de eficdacia vs. eficiéncia para SVMs baseado nos valores de Kappa e numero
medio de avaliagdes de Vetores de Suporte no conjunto de dados avaliado.

Em contraste, o uso de uma DDAG-SVM novamente é capaz de unir ambas
as qualidades de tempo de execucao e de criagao. Comparadas a maquinas quadra-
ticas ou Gaussianas, o custo de se computar uma DDAG-SVM linear é bastante
reduzido. Como um DDAG reduz o esfor¢o computacional de computar 1035 deci-
soes para apenas 45 decisoes de tempo constante, novamente como no experimento
com imagens em escala de cinza, a escolha de um DDAG linear proporciona um
classificador bastante eficiente, porém relativamente fraco para o sistema de reco-
nhecimento de gestos. Veremos na proxima secao que este desempenho reduzido
nao sera problema devido a natureza probabilistica dos modelos utilizados na se-

gunda camada de processamento.

8.2.2 Camada de reconhecimento de gestos dinamicos

O papel da segunda camada de processamento se inicia na obtencao da saida
discreta da primeira camada, na combinacao de informagoes espaciais, de trajetoria
e da face do usudrio e na criagado dos vetores de caracteristicas exibidos na equacao
(8.2). Considerando cada vetor de caracteristicas como uma observagao individual
X; pertencente a uma sequéncia de observagoes X, o objetivo esta camada de pro-
cessamento é entao estimar o rétulo de palavra w mais provavelmente associado

com um dado x.
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Para criar e aprender os modelos de gestos desta camada, consideramos fun-
¢oes de caracteristica de ambas as naturezas discretas e continuas. Inicializamos
nossos modelos HCRF com probabilidades extraidas de HMMs correspondentes,
criados para operar sobre distribuigoes conjuntos mistas, de variaveis tanto discre-
tas como continuas. Esta formulacao de independéncia pode ser vista como a apli-
cacao da hipotese de Bayes sobre nossos vetores de caracteristicas.

Assim, as distribui¢cbes de emissao para as sequéncias de observagoes podem

entao ser expressas na forma

5
p(x,) = l_lpi(xti) (8.3)
i=1

em que p; ¢ uma distribuicao discreta e p, 5 sao supostas aproximadamente nor-
mais, com parametros média e variancia desconhecidos. Nota-se que pode haver
certa preocupacao quanto a validade destas suposigoes, ja que distribui¢oes Nor-
mais estariam sendo assumidas para varidveis de natureza circular (ou seja, cujos
valores estao restritos ao intervalo [—m; 4+7]). No entanto, deve-se levar em conside-
ragao que a importancia desta imprecisao pode ser diminuida uma vez que conside-
ramos que tanto a face quanto as maos do usuario tém sua liberdade de movimento
restringida pelos pontos de jun¢ao do corpo humano, e, principalmente no caso da
face, os valores destas variaveis nao podem denotar uma volta completa.

A escolha de distribuigoes normais também facilita a expressao de nossos

modelos. As caracteristicas de um HCRF de cadeia linear podem ser denotadas

aEI;abel)(w:}’t: Ye-1, X)) = Lyown Vo' €0

T .
5" @Yeyernx) = lyeply, -y VEJES,

ViEeS,
E
i,(o,;n) (@Y0Ye1.%) = Lyenliaog=0 Vo EH
g EN
vies (8.4)
0 1 E
fi‘(d 2 (0, Y6, Ye-1, %) = 1y,-5 X;, € ]]aé
ViesS
M
L',(d Y (0, Y, Ye-1,%) = 1{yt=i}(xtd) X, € Haé

(M2) _ 2
fia (0, Y6, Ye-1, %) = 1{yt=i}(xtd) X, €ER
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em que () é o conjunto de todos possiveis rotulos de palavras em nosso problema de
classificacao, e S, é o nimero de estados assumido para sequéncias da classe w. As
caracteristicas de rétulo £***” acionam quando uma sequencia pertence a classe w'.
Caracteristicas de transicao £ acionam sempre que hé uma transi¢ao do estado i
para o estado j. Caracteristicas de emissao £&7” disparam quando um simbolo dis-
creto 0 ocorre na posicao d do vetor de observagoes enquanto o sistema estd no
estado i. Caracteristicas de ocupacio £9°° acionam sempre que o estado i é alcan-
cado, enquanto que as caracteristicas de primeiro segundo memento, £4 e £G4
realizam a soma e a soma dos quadrados das caracteristicas de observacao na posi-
¢ao d quando o estado atual éi.

Utilizando este conjunto de fungoes de caracteristica, um classificador base-
ado em HMMs criado sobre cada rétulo de classe w com probabilidades a priori

a,, matrizes de transicao 4, e densidade de emissoes B, pode ser visto como um

HCRF com seus respectivos componentes dados por

AlLabe) — oo g, Vo' €N
AT = logA; Vi,j €S
ij = 84i,j L] €95y
VieSs,
AEM = logBy(0) Yo € H
" X, EN
1 W\ VieEs (85
(0cc) _Z 2 Hid @
Aia = > (log 2mo” + Ui,d2> X, ER
2D _ Hiag ViEeS,
M gy4? Xy €ER
A(MZ) _ 1 Vi €S,
id - = 20 42 Xy ER

em que f; g € 0; 4% se referem a media e a varidncia para a densidade de emissao do
estado i para o elemento do vetor de observagoes na posicao d caso este elemento
tenha uma assumida distribuicaio Normal; e, no caso deste elemento ser discreto,
B;(0) denota a funcao massa de probabilidade do estado i para o simbolo corres-
pondente a uma configuragao de mao o € H.

A Tabela 8 mostra os resultados obtidos para os modelos reconhecedores de
sequéncias. A melhor combinacao de modelos foi alcancada através da combinagao
dos modelos SVM e HCREF para compor a primeira se segunda camada de proces-

samento, respectivamente.
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Tabela 8. Resultados de classificagdo para os modelos de classificagdo de sequéncias (palavras).

Treinamento Validagdo
Rotulagdo Classificagao
Kappa + (0.95 C.1.) Kappa + (0.95 C.1.)
SVM HMM 0,8971 +0,0179 0,8071 £ 0,0222
(quadratica) HCRF 0,9218 + 0,0156 0,8441 + 0,0204
SVM HMM 0,8886 £ 0,0186 0,7967 £ 0,0227
(linear) HCRF 0,9263 +0,0153 0,8198 +0,0217
HMM 0,8610 £ 0,0205 0,7473 £0,0771
ANN
HCRF 0,9330+£0,0148 0,7727 £0,0743
Nenhum HMM 0,6411 +0,0287 0,5308 + 0,0898
(somente
trajetoria) HCRF 0,6638 + 00,0283 0,5524 + 0,0897

Como podemos observar, houve uma significativa melhora nas taxas de re-
conhecimento ao utilizarmos SVMs e HCRFs. Em comparacao ao uso de ANNs, a
utilizacao de uma SVM com funcao kernel quadratica resultou em uma reducao da
taxa de erro em mais de 20% no caso de HMMs, e mais de 30% para HCRFs. No
caso de uma SVM linear esta melhora foi mais discreta, de aproximadamente 19%
para HMMs e 20% para HCRFs. Estas informagoes nos dao indicios de que o uso
de SVM quadraticas na primeira camada de processamento leva a um melhor apro-
veitamento dos modelos graficos discriminativos presentes na segunda camada.

Para confirmar esta hipétese, podemos verificar se esta diferenga se mostra
estatisticamente significante segundo um teste de Kappa. No caso das SVMs qua-

draticas, temos que

|Rimm — Rucrel 10,8071 — 0,8441]|
7Z= =
JVar,Rumm) + Varo(Rycre)  +/0,013512 + 0,012402

= 2,01473 (8.6)

o que nos da um valor p = 0,04393, estatisticamente significante a um nivel de

significancia @ = 0,05. No entanto, para as SVMs lineares temos

_ [Remm — Rescrr| _ 10,7967 —0,8197
JVar,Rymm) + Varo(Rycre)  +/0,013792 + 0,013162

Z

= 1,20818 (8.7)

e para as ANNs temos
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|Rumm — Rucrel |0,74932 — 0,7746|
Z= —
\/Varo (Rumm) + Varg(Rucrr) \/0,014—912 + 0,014357

= 1,22513 (8.8)

o que nao nos da indicios suficientes para suportar a hipotese de que esta diferenca
seja significativa nestes dois casos (p > 0,2).

Desta analise, podemos concluir que a primeira etapa de processamento é
crucial no melhor aproveitamento dos modelos da segunda camada. Quando ali-
mentados com informagoes adequadas fornecidas através de uma SVM quadratica,
os modelos discriminativos baseados em HCRFs apresentaram até 19% de ganho
quando comparados a seus primos gerativos baseados em HMMs, diferenga esta
estatisticamente significante conforme apresentado na equagao (8.6).

No entanto, aqui também apresentaremos uma visao alternativa sobre o que
ocorre quando o classificador da primeira camada nao é o melhor possivel, como no
caso de uma SVM com funcao kernel linear ou uma ANN. Nestes casos, podemos
observar que, apesar da diferenca de acuracia nao ser estatisticamente significante
para os conjuntos de validacao, o mesmo nao pode ser dito sobre os conjuntos de
treinamento. Como no experimento com imagens em escala de cinza apresentado na
secao 8.1, os modelos baseados em HCRFs nao apresentaram overfitting — foi possi-
vel obter um ganho de desempenho estatisticamente significante (p < 0.01) sobre
as amostras de treinamento sem ocasionar uma perda de generalidade sobre instan-
cias nao observadas. Os modelos discriminativos se mostraram aptos a reter maior
conhecimento sem perda de generalidade quando comparados a HMMs.

Finalmente, quando comparamos todas as variagoes de classificadores possi-
veis a modelos que nao utilizaram informagoes sobre as configuragoes de maos, isto
é, a modelos que nao utilizaram a primeira camada de processamento, podemos
notar que os resultados sao estatisticamente significantes para ambos os conjuntos
de treinamento e teste por uma ampla margem.

Como indicado anteriormente, os relativamente baixos valores para k repor-
tados na Tabela 7 nao foram empecilho para o desempenho geral do sistema. De
fato, como em mecanismos de boosting, em que a combinacao de classificadores fra-
cos é capaz de gerar um classificador forte, aqui a segunda camada de processamen-
to é capaz de detectar os padroes produzidos pela primeira camada, consolidando-
os em informacao notoriamente util para a classificacdo de novos gestos. Assim e,
portanto, a primeira camada de processamento efetivamente atua como um estagio

de extragao de caracteristicas supervisionado, guiado pela informacao linguistica do
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trabalho de Ferreira-Brito. Interessantemente, o acréscimo na capacidade de absor-
¢ao de conhecimento relatada no paragrafo anterior também sé foi observavel na

presenca da primeira camada de processamento.

8.2.3 Conclusao deste experimento

Este experimento apresentou e consolidou a abordagem executada nesta dis-
sertacao para o reconhecimento de palavras em Libras. Através da combinagao de
SVMs dispostas em DDAGs aliadas a HCRFs, mostramos como o uso de modelos
discriminativos, em contra partida a gerativos, auxiliou na melhora de desempenho
do sistema apresentado sem que isso ocasionasse um provavel overfitting. Mostra-
mos como o uso de informagao linguistica auxiliou no projeto de tal sistema; e co-
mo a escolha de caracteristicas simples, baseadas em um vetor de caracteristicas
misto com componentes discretos e continuos se mostrou adequado nesta tarefa.
Obtivemos resultados estatisticamente significantes favorecendo a escolha de mode-
los aqui defendida, e apresentamos uma visao alternativa caso preferissemos favore-
cer a velocidade de reconhecimento ao invés de sua acuracia, como através do uso
de SVMs com fungoes kernel lineares.

Aqui, pode-se notar que a primeira camada de processamento do sistema
criado atua como um passo orientado e supervisionado de extragao de caracteristi-
cas, ao invés de um estagio de processamento em si. O uso de uma camada de reco-
nhecimento de configuragao de maos, baseada em DDAGs, se mostrou extremamen-
te benéfica quando comparada a modelos que utilizaram somente informagoes espa-
ciais e de trajetoria, alcangando resultados estatisticamente significantes em compa-

racao a modelos que nao utilizaram esta técnica.
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7

“The best thing about the future is that it comes only one day at a time.’
— Abraham Lincoln

NESTE TRABALHO, apresentamos, desenvolvemos e conduzimos experimentos
no problema de reconhecimento de gestos da Libras utilizando Maquinas de Vetores
de Suporte e Campos Condicionais Aleatérios Ocultos. Na fundamentacao deste
trabalho, detalhamos o funcionamento destes modelos e a razao de sua utilizacao,
bem como apresentamos as principais caracteristicas da Libras e delimitamos o es-
pacgo de problemas enfrentados em sua caracterizacdo. Em seu desenvolvimento,
apresentamos e detalhamos nossa abordagem baseada em duas camadas de proces-
samento para verificar a eficacia e eficiéncia destes modelos nos problemas enfren-
tados.

Nos experimentos realizados, identificamos que o desempenho de SVMs com
fungoes kernel Gaussianas possui certa independéncia da escolha de hiperparametro
C, estando seu desempenho melhor relacionado a uma escolha apropriada da cons-
tante 02. Também ressaltamos a importancia de uma inicializacdo cautelosa dos
pesos sinapticos nas ANNs através do uso de heuristicas de inicializacao; bem como
a dificuldade muitas vezes encontrada durante a tarefa de se encontrar um bom
minimo local para se cessar o treinamento. Encontramos nas SVMs lineares dispos-
tas em DDAGs um bom compromisso entre eficacia e eficiéncia, tanto durante trei-
namento quanto execugao.

Identificamos também que o desempenho desta primeira camada pode ser
crucial em aumentar a capacidade de generalizacao do sistema de classificagdo como
um todo. No entanto, também identificamos que, mesmo que este desempenho nao
seja 6timo — como é o caso quando preferimos as rapidas maquinas lineares — nao
ha perda de generalidade na segunda etapa de processamento. Os HCRFs revela-

ram-se extremamente eficientes na retengao de conhecimento sem a deterioragao do
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aprendizado devido ao owverfitting, quando comparados ao uso de HMMs. Finalmen-
te, também determinamos o impacto da primeira camada de processamento testan-
do sua influéncia em testes com ou nao sua presenca, revelando resultados estatisti-
camente significativos favorecendo a divisao do sistema — em diferentes camadas de
classificacao — utilizada neste trabalho.

Chegamos também a percepcao de que a primeira camada de processamento
serviu como uma etapa de extracao de caracteristicas supervisionada; que, guiada
com as informagoes Linguisticas identificadas por Ferreira-Brito (2010), foi capaz de
surtir resultados mensuraveis nas medidas de classificacao finais de nosso sistema
sem que para isto necessitasse exercer um resultado perfeito durante sua propria
etapa de classificagao intermediéria.

Finalmente, devemos ressaltar que, em cada experimento realizado, encon-
tramos pontos de partida para trabalhos futuros: estes se resumem, basicamente, ao
teste de técnicas por hora nao discutidas neste trabalho, como os Campos Aleato-
rios Latente-Dinamicos, Maquinas de Vetores de Suporte Estruturais, e, talvez um
dos mais interessantes a serem explorados, os modelos de Aprendizagem Profunda
(Deep Learning, DL), cuja popularidade tem aumentado de maneira significativa e
consistente nos tltimos anos. Os resultados destes tltimos tém se mostrado bastan-
te promissores em areas como o reconhecimento de voz e a tradugao de voz simul-
tanea em tempo real; o que nos leva a crer que estas técnicas também possam pro-
duzir resultados interessantissimos quando aplicados ao problema de reconhecimen-
to das Linguas de Sinais.

Assim, aqui no final deste trabalho, indicamos a trabalhos futuros que te-
nham esta dissertagao como ponto de partida que explorem as técnicas disponiveis

nessa nova area tao promissora.
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Apéndice A

Consentimento Livre e Esclarecido

O texto a seguir reproduz o termo de consentimento livre e esclarecido, assi-

nado por todos os participantes do experimento realizado durante esta pesquisa.



Termo de Consentimento Livre e Esclarecido

Vocé esta sendo convidado para participar da pesquisa Reconhecimento de Gestos da Lingua
Brasileira de Sinais Através de Maquinas de Vetores de Suporte e Campos Condicionais Aleatdrios Ocul-
tos. Este experimento visa coletar sequéncias de imagens de pessoas articulando sinais da Lingua Brasi-
leira de Sinais (LIBRAS) utilizando-se uma camera e um sensor de profundidade. Vocé foi selecionado
como voluntario e sua participagdo ndo é obrigatoria.

O objetivo deste experimento é montar um banco de dados para treinamento e teste de modelos
de inteligéncia artificial e aprendizado de maquina para o reconhecimento automatico de linguas de
sinais. Sua participagdo nesta pesquisa consistird em articular alguns sinais selecionados da lingua de
sinais em frente a uma camera e a um sensor de profundidade. Ao assinar este termo, vocé afirma que
esta plenamente de acordo com as afirmagdes abaixo:

Entendo que os beneficios que receberei deste experimento se limitam ao aprendizado do materi-
al apresentado. Eu compreendo que sou livre para realizar perguntas a qualquer momento, solicitar que
qualquer informacgdo relacionada a minha pessoa ndo seja incluida no experimento, ou comunicar minha
desisténcia de participag¢do. Eu entendo que participo livremente com o Unico intuito de contribuir para a
criagdo de modelos computacionais para a interpretacdo de Linguas de Sinais. Este experimento ndo
envolverd riscos aos participantes.

Estou ciente de que toda informagdo coletada neste experimento serd confidencial, e meu nome
ou quaisquer outros meios de identificagGo néo serdo divulgados. Da mesma forma, me comprometo a
manter sigilo das técnicas e documentos apresentados que fazem parte do experimento. A qualquer
momento durante o experimento sei que serd possivel desistir de minha participagdo e retirar este con-
sentimento. Esta recusa ndo trard nenhum prejuizo em sua relacdo ao pesquisador ou com a instituigdo.
Sei que apds a coleta de dados, uma etapa de pré-processamento eliminard quaisquer imagens identifi-
cdveis do usudrio, eliminando quaisquer informagdes sobre o rosto do participante registrado nas ima-
gens, restando-se apenas informagdes sobre sua localizagdo e orientagdo espacial.

Esta pesquisa podera ser acompanhada entrando-se em contato com um dos pesquisadores res-
ponsaveis, listados a seguir:

César Roberto de Souza (+55 19 9235-1622 / cesar.souza@dc.ufscar.br)
Prof. Dr. Ednaldo Brigante Pizzolato (ednaldo@dc.ufscar.br)

Programa de Pés-Graduagdo em Ciéncia da Computagéo — PPG-CC/DC/UFSCar
Rod. Washington Luis, Km 235; Caixa Postal 676; 13565-905 Sdo Carlos-SP

N3do havera despesas decorrentes da participacdo nesta pesquisa. Vocé receberd uma coépia
deste termo onde consta o telefone e o endereco do pesquisador principal, podendo tirar suas duvidas
sobre o projeto e sua participagdo, agora ou a qualquer momento. Este estudo é patrocinado pelo Con-
selho Nacional de Pesquisa e Desenvolvimento (CNPq).

Ao preencher e assinar este formuldrio, eu afirmo ter plena ciéncia e consentimento com os
termos acima expostos.

Nome (em letra de forma): Curso/Ano:

Assinatura:

Data: / /
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Apéndice B

Resultados expandidos para os experimen-

tos realizados

Este apéndice lista diferentes matrizes de confusao e demais resultados obti-

dos nos experimentos apresentados no Capitulo 8.

B.1 Soletracao simplificada em imagens de intensidade

Nesta se¢ao, apresentaremos resultados expandidos para o primeiro experi-
mento realizado durante esta pesquisa. Na pagina a seguir, a Tabela 9 apresenta a
matriz de confusao para a melhor SVM encontrada na tarefa de classificacao de
gestos estaticos no primeiro experimento realizado nesta pesquisa. A Tabela 10
apresenta a matriz de confusao para a melhor ANN encontrada neste mesmo con-
texto.

A Tabela 11 apresenta a porcentagem de vetores de suporte alocados para
resolucao de cada um dos subproblemas de decisao binarios neste mesmo experi-
mento. A Tabela 12 exibe o nimero de vetores de suporte limitados no fator de
complexidade C da maquina de decisao, o que nos fornece uma estimativa da difi-
culdade de separacao entre cada um dos gestos estaticos pertencentes ao alfabeto
manual. Dos resultados, podemos observar como as maiores dificuldades residem
sob a desambiguagao entre os pares (F, T), (C, C), (N, M), (K, V) e similares.
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Apéndice B
Resultados expandidos para os experimentos realizados

74 0,70%

0,00%
0,30%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,70%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%

0,00%

0,00%
0,00%
0,30%
0,00%
0,00%
0,00%
0,00%
0,00%
0,70%
0,30%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
1,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%

Tabela 9. Matriz de confusiao para a melhor SVM encontrada no

B C D E F G

0,00% 0,00% 0,00% 0,00% 0,00%

EERAEA 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00%

0,00%

0,00% g 0,00% 0,00% 0,70%

0,00% 0,00% 0,00% ELNEA 0,00%

0,00%

0,30% 0,00% 1,30% 0,00% EEWAZA 0,00%

0,00% 0,00% 0,00% 0,00% 0,30% EEFEN

0,00% 0,00% 0,00% 0,00% 0,30% 0,30%

0,00% 0,00% 0,30% 0,00% 0,00% 0,00%

0,00% 0,00% 0,30% 0,70% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,30%

0,00% 0,00% 0,00% 0,00% 0,00% 3,00%

0,00% 0,00% 0,00% 0,30% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,70% 0,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,30% 0,00% 0,00% 2,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 4,00% 0,00%

0,30% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

1,00% 0,00% 0,30% 0,00% 0,30% 0,70%

0,00% 5,00% 0,00% 1,30% 0,00% 0,00%

Tabela 10. Matriz

B c D E F G

0,70% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,70% 0,30% 0,00%

0,00% [L¥EFY 0,00% 0,00% 0,30% 0,00%

0,00%

0,30% EPEFA 0,00% 1,00% 0,70%

0,00% 0,00% 0,30%

0,00% 0,00%

0,30% 0,30% 1,30% 0,00% [ENIGA 0,70%

0,00% 0,00% 0,70% 0,00% 0,30% EEXIGZ

0,30% 0,00% 0,70% 0,30% 1,00% 1,30%

0,00% 0,00% 0,30% 0,00% 0,00% 0,00%

0,00% 0,00% 0,30% 1,00% 0,00% 0,00%

1,00% 0,00% 0,30% 0,00% 0,00% 1,00%

0,00% 0,00% 1,00% 0,00% 0,00% 1,70%

0,30% 0,00% 0,00% 0,30% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,30%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 1,30% 0,30% 0,00% 0,30% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,70% 0,00% 0,00% 1,30% 0,00% 0,00%

0,00% 0,00% 0,30% 0,30% 7,00% 0,30%

0,70% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,00% 0,00%

0,00% 0,00% 0,70% 0,00% 0,00% 0,00%

0,00% 0,00% 0,70% 0,30% 0,00% 0,00%

0,00% 0,00% 0,00% 0,00% 0,30% 0,00%

1,00% 0,30% 2,30% 0,00% 0,30% 1,00%

0,00% 6,30% 0,00% 2,00% 0,30% 0,00%

H
0,00%
0,00%
0,00%
0,00%
0,00%
1,70%
0,30%

92,00%
0,00% EEEZ 0,00%

0,00%
2,30%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
1,00%
0,00%
0,00%
0,30%
0,30%
0,30%
0,00%
0,00%
1,30%
0,00%

H
0,00%
0,00%
0,30%
0,30%
0,00%
0,00%
0,30%

88,00%

0,00%
0,30%
1,70%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
1,30%
0,00%
0,00%
2,70%
0,00%
0,00%
0,00%
0,00%
1,30%
0,00%

| J
0,00% 0,00%
0,00% 0,30%
0,00% 0,00%
1,00% 0,30%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%

0,00% 0,00%

0,00% 0,00%
0,00% 0,00%
0,00% 0,30%
0,00% 0,00%
0,00% 0,70%
0,00% 0,00%
0,00% 1,30%
0,00% 0,00%
0,00% 0,30%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,30%
0,30% 1,70%
0,00% 1,70%
0,00% 0,00%

1 J
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
2,00% 1,00%
0,00% 0,00%
0,30% 0,70%
0,30% 0,00%
0,00% 0,00%
0,30%
1,30%
0,30% 0,30%
0,00% 0,00%
0,00% 0,70%
0,00% 0,00%
0,00% 0,30%
0,00% 0,00%
0,00% 1,70%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,30%
0,00% 0,30%
0,00% 0,70%
0,00% 0,30%
0,00% 3,30%
0,00% 0,30%

3,00% ERNO

89,30%

78,70%
83,30%

K L
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,30%
0,00% 0,00%
0,00% 0,30%
0,30% 2,00%
1,00% 0,70%
0,00% 0,00%
0,00% 0,00%

0,00% EZRE
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,30%
0,00% 0,00%
0,00% 0,00%
0,70% 0,00%
3,30% 0,00%
0,30% 0,00%
0,00% 0,00%
0,00% 0,00%
1,00% 0,00%
0,00% 0,00%

K L
0,00% 0,00%
0,70% 0,00%
0,00% 0,00%
0,70% 0,30%
0,00% 0,00%
0,00% 0,30%
0,30% 1,30%
0,70% 0,30%
0,00% 0,00%
0,00% 0,00%

0,30%
0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,30%
0,00% 0,00%
0,00% 0,30%
0,00% 0,00%
0,00% 0,00%
0,30% 0,00%
3,00% 0,30%
1,00% 0,00%
0,00% 0,00%
0,00% 0,00%
2,00% 0,00%
0,00% 0,00%

%

97,30%

M
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
1,70%
0,00%

0,00%

96,00%
3,00%
0,00%
0,00%
0,70%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%
1,30%
0,30%

M
0,30%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
3,00%
1,00%

0,00%

4,00%
0,30%
0,00%
0,30%
0,00%
0,30%
0,00%
0,00%
0,00%
0,30%
2,00%
0,30%
1,30%
0,00%

%

N
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
1,00%

4 0,00%

0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%

N
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%
0,00%
4,00%

0,00%
0,00%
1,30%
0,00%
0,70%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%

o
0,00%
0,00%
0,30%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%

98,70%

0,00%
0,00%
0,00%
0,30%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
1,00%

)
0,00%
0,00%
0,70%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%
0,00%
0,00%
0,00%

0,00%
0,00%
0,00%
1,00%
0,00%
0,00%
0,00%
0,30%
0,00%
0,00%
0,30%
0,30%

98,30%

P
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%
1,00%
0,00%
0,00%
0,00%
0,00%
0,00%

98,00%

0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,70%
0,00%
2,70%
0,00%

P
0,30%
0,00%
0,00%
0,70%
0,00%
1,00%
0,00%
0,00%
0,00%
1,00%
0,70%
0,00%
0,00%
0,00%
0,00%
96,70%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
1,00%
0,00%
2,00%
0,00%

(RN 97,70%

Q
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%
0,00%
0,70%
0,00%
0,00%

0,00%

0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%

Q
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
1,30%
0,00%
0,00%
1,00%
1,30%
0,00%

0,00%

0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,70%
0,00%
0,70%
0,30%

R
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
1,70%
1,70%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%

96,30%

0,00%
0,00%
2,00%
0,00%
0,00%
0,00%
0,00%
1,00%
0,00%

de confusao para a melhor ANN encontrada no

R
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
3,00%
1,00%
0,30%
0,00%
0,30%
0,00%
0,00%
0,30%
0,00%
0,00%
0,00%

experimento com soletracdo.

S T

0,00% 0,00%
0,00% 0,30%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 2,30%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
2,30% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%

7 0,00%
0,00% 0,00%
0,00% 0,00%
0,30% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%

0,00% 0,00%

0,00% RO

V)
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
2,70%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%

0,00%

95,30%

1,00%
0,00%
0,00%
0,00%
0,00%
0,00%

" w X

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 3,00%

2,30% 0,70% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,30%

0,00% 0,00% 0,70%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,00% 0,00% 0,30%

0,00% 0,00% 0,00%

0,00% 0,00% 0,00%

0,70%

0,00%

0,00% 0,00%

0,00% 0,00% EERIGZ

0,00% 0,00% 0,00%

0,00% 0,00% 1,00%

0,00% 0,00% 0,00%

Y
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%

0,00%

98,00%

0,00%
0,00%

z ¢

0,00% 0,00%
0,30% 0,30%
0,00% | 9,00%
0,00% 0,30%
0,00% 1,30%
0,00% 0,30%
0,00% 0,00%
1,00% 0,00%
0,30% 0,00%
4,70% 0,00%
1,00% 0,00%
0,00% 0,00%
1,70% 0,00%
0,70% 0,00%
0,00% 0,00%
1,30% 0,00%
0,30% 0,00%
2,00% 0,00%
0,00% 0,00%
1,00% 0,00%
1,30% 0,00%
0,70% 0,00%
0,70% 0,00%
3,00% 0,00%

0,00% 0,00%

87,00%

0,00%
0,30%

experimento com soletragdo.

S T
2,30% 0,00%
0,00% 0,30%
0,00% 0,00%
0,00% 0,00%
0,00% 0,30%
0,00% 4,30%
0,00% 0,00%
0,00% 0,70%
0,00% 0,00%
0,00% 0,00%
1,70% 0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,00%
0,70% 0,00%
0,30% 0,00%
0,00% 0,00%

71 0,00% 0,00%

0,00%
0,00%
3,70%
0,00%
0,30%
0,00%
0,00%
1,30%
0,00%

94,70%

0,00%
0,00%
0,00% 0,00%
0,00% 0,00%
0,00% 0,30%
0,00% 0,00%
0,00% 0,00%
0,00% 0,70%

0,00% 0,00%

91,00%

u
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
3,70%
0,00%
0,00%
1,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%

0,00%

0,70%
0,70%
0,00%
0,00%
0,30%
0,00%

91,70%

\ w X

0,00% 0,00% 0,30%
0,00% 0,00% 0,30%
0,00% 0,00% 0,00%
0,00% 0,00% 0,00%
0,00% 0,00% 1,00%
0,00% 0,30% 0,30%
0,00% 0,00% 0,00%
1,00% 0,00% 0,00%
0,00% 0,00% 0,00%
0,30% 0,00% 2,70%
3,70% 1,30% 0,30%
0,00% 0,00% 0,00%
0,00% 0,00% 0,30%
0,00% 0,00% 0,00%
0,00% 0,00% 0,30%
0,00% 0,00% 0,30%
0,00% 0,00% 0,30%
0,30% 0,00% 0,00%
0,00% 0,00% 0,30%
0,00%

0,00% 1,00%

0,30% 0,00% 0,00%
EZXGA 1,00% 0,00%
1,00% EL%A 0,00%
0,00% 0,00% Erez
0,30% 0,00% 0,00%
0,30% 0,70% 2,70%

0,00% 0,00% 0,30%

Y
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,30%
1,70%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,00%
0,70%

0,00%

1,30%
0,00%

98,30%

z

¢
0,00%

0,00%
0,00% 0,30%
0,00% 4,30%
0,00% 0,30%
0,00% 0,30%
0,00% 0,30%
0,30% 0,00%
1,00% 0,00%
0,00% 0,00%
7,00% 0,00%
0,70% 0,70%
0,00% 0,00%
0,70% 0,00%
0,30% 0,00%
0,00% 0,00%
0,30% 0,00%
1,00% 0,00%
1,30% 0,30%
0,00% 0,00%
0,00% 0,00%
0,70% 0,00%
0,70% 0,00%
0,00% 0,00%
2,00% 0,00%
0,30% 0,00%
0,00%

0,00% [XzA
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Tabela 11. Numero de vetores de suporte necessdrios por subproblema de decisdo para melhor SVM.

A B C D E F G H I J K L M N o} P Q R S T u 1 w X Y 4 C
27,80% 25,20% 31,50% 33,80% 30,70% 30,30% 31,80% 28,20% 43,30% 31,70% 22,00% 31,00% 26,80% 29,80% 32,80% 27,00% 25,30% 44,30% 32,30% 26,50% 30,30% 37,50% 37,80% 28,80% 40,70% 31,70%

25,20% 34,30% 37,20% 38,00% 37,70% 47,30% 34,20% 40,80% 38,20% 24,00% 30,80% 26,50% 26,50% 33,00% 26,30% 34,70% 28,20% 38,00% 33,00% 31,20% 41,80% 39,50% 25,30% 47,00% 30,80%
38,20% 32,30% 38,70% 33,20% 34,80% 29,50% 37,50% 31,70% 28,70% 25,50% 24,20% 45,50% 39,20% 25,70% 28,70% 27,80% 38,80% 25,30% 28,70% 33,20% 37,80% 27,20% 41,50% 54,50%
31,50% 34,30% 38,20% 36,80% 53,20% 56,80% 59,00% 43,70% 53,20% 50,50% 39,00% 31,80% 29,70% 35,70% 44,50% 31,70% 44,30% 32,80% 55,50% 38,30% 42,20% 46,20% 47,30% 38,70% 60,00% 41,50%
33,80% 37,20% 32,30% 36,80% 41,00% 37,30% 41,30% 35,30% 43,80% 38,30% 27,20% 37,00% 30,80% 32,50% 34,50% 29,00% 32,30% 40,70% 40,30% 31,00% 32,00% 39,80% 43,70% 26,70% 45,80% 46,00%
30,70% 38,00% 38,70% 53,20% 41,00% 49,50% 57,30% 43,50% 53,70% 44,00% 39,50% 34,00% 31,30% 37,00% 43,80% 33,30% 37,70% 30,80%-34,80% 41,30% 49,30% 47,20% 40,70% 54,70% 47,30%
30,30% 37,70% 33,20% 56,80% 37,30% 49,50% 66,00% 41,70% 51,70% 52,00% 42,80% 32,00% 29,30% 35,50% 41,20% 31,50% 50,00% 29,70% 50,00% 43,30% 44,70% 50,50% 46,00% 36,70% 59,50% 40,70%

31,80% 47,30% 34,80% 59,00% 41,30% 57,30% 66,00% 41,20% 60,80% 62,30% 38,70% 35,30% 34,30% 37,70% 44,20% 34,80% 62,50% 33,00% 58,00% 62,50% 50,00% 59,70% 53,80% 41,50% 69,80% 43,50%

28,20% 34,20% 29,50% 43,70% 35,30% 43,50% 41,70% 41,20% 47,30% 39,80% 27,20% 27,20% 27,20% 27,50% 34,70% 27,20% 34,30% 29,50% 39,50% 30,50% 33,70% 39,20% 39,70% 31,70% 46,70% 31,20%

43,30% 40,80% 37,50% 53,20% 43,80% 53,70% 51,70% 60,80% 47,30% 56,50% 35,80% 51,80% 50,20% 41,80% 52,80% 49,30% 45,20% 38,80% 55,30% 42,30% 54,00% 60,30% 72,30% 52,70% -44,50%
31,70% 38,20% 31,70% 50,50% 38,30% 44,00% 52,00% 62,30% 39,80% 56,50% 34,20% 33,20% 34,00% 36,70% 39,80% 31,30% 49,00% 32,30% 48,20% 43,70% 65,50% 61,80% 50,20% 38,00% 59,80% 36,00%
22,00% 24,00% 28,70% 39,00% 27,20% 39,50% 42,80% 38,70% 27,20% 35,80% 34,20% 23,80% 22,30% 27,20% 33,50% 23,70% 31,00% 23,50% 39,30% 25,70% 31,20% 34,30% 35,30% 27,80% 40,00% 30,70%
31,00% 30,80% 25,50% 31,80% 37,00% 34,00% 32,00% 35,30% 27,20% 51,80% 33,20% 23,80% 61,70% 28,50% 37,20% 42,50% 28,50% 30,70% 33,30% 27,00% 31,80% 37,50% 52,50% 28,80% 51,00% 30,80%
26,80% 26,50% 24,20% 29,70% 30,80% 31,30% 29,30% 34,30% 27,20% 50,20% 34,00% 22,30% 61,70% 27,70% 33,50% 46,50% 29,50% 26,80% 33,00% 27,00% 30,30% 35,70% 51,70% 29,50% 49,00% 28,20%
29,80% 26,50% 45,50% 35,70% 32,50% 37,00% 35,50% 37,70% 27,50% 41,80% 36,70% 27,20% 28,50% 27,70% 40,30% 25,30% 29,80% 32,00% 38,20% 28,30% 32,00% 38,50% 41,80% 30,20% 43,50% 42,80%
32,80% 33,00% 39,20% 44,50% 34,50% 43,80% 41,20% 44,20% 34,70% 52,80% 39,80% 33,50% 37,20% 33,50% 40,30% 32,30% 36,30% 31,80% 45,00% 33,80% 37,30% 45,20% 56,00% 34,30% 63,80% 40,30%
27,00% 26,30% 25,70% 31,70% 29,00% 33,30% 31,50% 34,80% 27,20% 49,30% 31,30% 23,70% 42,50% 46,50% 25,30% 32,30% 28,70% 25,20% 32,00% 28,00% 31,00% 33,30% 51,80% 29,50% 46,80% 27,00%
25,30% 34,70% 28,70% 44,30% 32,30% 37,70% 50,00% 62,50% 34,30% 45,20% 49,00% 31,00% 28,50% 29,50% 29,80% 36,30% 28,70% 27,80% 43,50% 60,80% 39,50% 43,00% 45,00% 32,00% 58,80% 32,50%
44,30% 28,20% 27,80% 32,80% 40,70% 30,80% 29,70% 33,00% 29,50% 38,80% 32,30% 23,50% 30,70% 26,80% 32,00% 31,80% 25,20% 27,80% 30,30% 27,00% 29,30% 36,80% 37,30% 26,20% 37,80% 32,70%
32,30% 38,00% 38,80% 55,50% 40,30%-50,00% 58,00% 39,50% 55,30% 48,20% 39,30% 33,30% 33,00% 38,20% 45,00% 32,00% 43,50% 30,30% 36,30% 43,20% 50,20% 49,50% 43,00% 61,30% 44,70%
26,50% 33,00% 25,30% 38,30% 31,00% 34,80% 43,30% 62,50% 30,50% 42,30% 43,70% 25,70% 27,00% 27,00% 28,30% 33,80% 28,00% 60,80% 27,00% 36,30% 39,00% 43,70% 43,00% 30,70% 52,30% 28,80%
30,30% 31,20% 28,70% 42,20% 32,00% 41,30% 44,70% 50,00% 33,70% 54,00% 65,50% 31,20% 31,80% 30,30% 32,00% 37,30% 31,00% 39,50% 29,30% 43,20% 39,00% 56,70% 46,80% 36,70% 56,30% 33,80%
37,50% 41,80% 33,20% 46,20% 39,80% 49,30% 50,50% 59,70% 39,20% 60,30% 61,80% 34,30% 37,50% 35,70% 38,50% 45,20% 33,30% 43,00% 36,80% 50,20% 43,70% 56,70% 56,80% 44,30% 62,00% 40,70%
37,80% 39,50% 37,80% 47,30% 43,70% 47,20% 46,00% 53,80% 39,70% 72,30% 50,20% 35,30% 52,50% 51,70% 41,80% 56,00% 51,80% 45,00% 37,30% 49,50% 43,00% 46,80% 56,80%
28,80% 25,30% 27,20% 38,70% 26,70% 40,70% 36,70% 41,50% 31,70% 52,70% 38,00% 27,80% 28,80% 29,50% 30,20% 34,30% 29,50% 32,00% 26,20% 43,00% 30,70% 36,70% 44,30% 44,70%
40,70% 47,00% 41,50% 60,00% 45,80% 54,70% 59,50% 69,80% 46,70%-59,80% 40,00% 51,00% 49,00% 43,50% 63,80% 46,80% 58,80% 37,80% 61,30% 52,30% 56,30% 62,00%

31,70% 30,80% 54,50% 41,50% 46,00% 47,30% 40,70% 43,50% 31,20% 44,50% 36,00% 30,70% 30,80% 28,20% 42,80% 40,30% 27,00% 32,50% 32,70% 44,70% 28,80% 33,80% 40,70% 40,80% 29,30% 45,50%

Tabela 12. Numero de vetores de suporte limitados no fator de complexidade C para a melhor SVM.

A B C D E F G H | J K

L M N o P Q R S T u \" w X Y z (o
0,30% 0,30% 1,00% |0,20% 0,20% 0,70% 0,70% 0,80% 0,50% 0,30%

0,20% 0,20% 2,80% 0,20%-0,50% 0,20% 0,70% 0,70% 0,50%

0,30% 0,80%-1,20% 0,70% 0,70% 0,80% 0,50% |0,20% 1,00% 0,80%

0,30% 0,30% 1,20% - 0,20% 0,50% 0,30% - 0,50% -

2,80% 1,30% 0,70% 0,50% 0,70% 4,00% 0,30%

0,20% 0,50% - 1,20% 2,50%

0,70% 030% 0,70% 120% 1,80%

0,20%
0,30%

050% 1,30% 150% 1,00% 1,20% 0,70% 1,50% 0,50% 0,30% 0,30%

0,50% 0,50% 0,80% 2,20% 0,50% 0,70% 0,30% 0,70% 0,50% 0,30% 0,20%

0,30% 0,50% 0,50% 3,30% 2,80% 1,50% 2,00% 1,80% 1,30% 0,20% 0,20%

0,20%- 0,30% 0,70% 0,20%- 0,20% 0,50% 1,00%  0,20%

1,30% 1,50% 1,20% 0,80% 0,50% 0,30% 0,20% 0,220% 0,30% 0,30% 0,20% 0,50%

0,80% 1,70% 3,20% 2,30% 0,20% - 0,50% - 2,70%

1,50% 4,30% 120% 0,70% 0,30% 0,30% 0,50% 0,20% 5,80%

0,20% - 0,20%

480% 2,70% 1,00% 1,20% 2,80% 050% 0,70% 0,70% 1,20% 1,20% 1,80% 5,30% 2,00% 11,80% 1,20%

1,00% 1,30% 0,80%

0,20% 1,50% 2,20% 1,70% 0,50%
0,20% 1,00% 0,50% 3,30%  0,20%
0,70% 1,20% 0,70% 2,80% - 1,50%

0,70% 0,70% 0,30% 1,50% 0,30% 1,20% 0,80%

0,50%

1,30% 1,20%

1,70% 1,00% 0,30% 0,80% 4,20% 0,50%

2,70% 1,30% 870% 2,00% 1,70% 0,70% 1,00% 2,80% 0,70%

1,00% 3,00% 0,30% 0,50% 0,80% 0,20% 0,30% 1,00% 0,30% 0,80% 1,30% 0,50%

0,80% 1,50% 0,70% 2,00% 0,70% 080% 1,70% 1,50% 3,00% 1,00%

0,50% 0,50% 0,50% 1,80%  0,20% 0,50% 3,20% 4,30%

-0,30% 0,30% 1,30%-0,30% 2,30% 1,20%

0,30% 0,30% 0,20% 0,20% 0,20% 0,20% 0,20% 0,70% 0,20% 4,80%

0,50% | 0,20% 0,30% - 2,70%

1,00% 0,30% 0,30% 0,20% 1,00% 0,30%

0,70% 0,50% 1,80% 050% 0,80%

]

0,30% 0,30%

2,70% 4,30% 0,30% 050% 3,220% 0,50%

0,30% - 0,30% 0,30% 0,20%

1,00% 350% 0,30% 4,00% 0,80%

0,20% 2,70% - 2,00% 0,30%

030% 050% 030% 030% 2,70%

0,70% 0,20% 0,50%

0,70% 3,70% ' 0,20%

0,30%

0,20%

9,50%
0,30%

4,80% 0,20%

2,30% 0,20%

0,20% 1,00% 0,70% 0,20% 0,30% 0,50% 0,50%

0,20% - 0,20%

050% 2,70% 5,80%
0,20%

1,20% 0,50% ' 0,20% 0,80% 0,50%

2,80% - 3,70% 4,80%

0,50% 1,80% 0,50%  0,20% 0,20%

0,70% 0,50% - 0,30%

0,80% 0,70% 0,80% 1,00% 0,30%

1,00% | 0,20% 0,30% 0,50% 0,50% 2,80% 0,80%

0,20% 0,30%

0,20% 0,20% 2,00% 0,20% 2,20% 0,30%

0,20% 0,80% 0,30%

2,80% - 0,30%

0,20% 1,20% 1,20% 2,00%

0,70% - 1,30%

0,70% ' 0,20% 0,80%

4,80% 0,50% 030% 020% 0,550% 3,50% 0,70%

0,20% - 0,20% 0,20% - 0,50% 1,00%

0,50% [0,20% 1,20% 0,30% 1,00% 1,20% 0,80%

1,30% 1,30% 0,20% - 2,00% -

0,20% 0,50% 1,80% 0,30%
0,30%

0,50% 0,30%

1,20% 1,30%

0,80%

1,70% 870% 020% 1,20% 2,70% 4,80% 0,20% 0,50%

0,50% - 0,20% 1,30%

0,30% 0,30% 0,20% 030% 020% 1,20% 1,30% 2,30%

1,30% 2,00% 0,30% 1,20% 9,80%
0,50% 0,80% 050% 0,70% 0,20% 0,70% 1,00% 1,70% 100% 180% 4,30% 0,30%

0,20%

1,00% | 0,20% 0,70% 1,70% 0,50%

0,20% 0,50% 0,30% 0,50% 0,50% 0,30% 0,30% 0,70% 0,30% 5,30% 0,30% - 3,50% 2,70% 0,50% 0,50% 2,00% 0,20% 0,20% 0,30% 0,20% 0,20%
0,70% ' 0,20% - 0,70% - 0,70% 0,80% 1,00% 0,80% 2,00% 0,50% 0,30% 0,30% - 0,30% 0,50% | 0,20% 0,50% - 1,00% - 0,50% 0,70%
0,70% 1,00% 050% 4,00% 120% 1,20% 4,20% 2,80% 130% 11,80% 3,20% 0,30% 4,00% 2,00% 0,30% 280% 220% 3,550% 0,50% 1,20% 2,00% 180% 1,70% 5,70%
0,50% 0,80% - 0,30% 2,50% 1,80% 0,50% 0,70% 0,50% 1,20% 0,50% 0,20% 0,80% 030% 2,70% 0,80% 0,30% 0,70% 1,00% 0,80% - 0,30% 0,50% 0,50%

0,80% 5,70% 0,50%

0,80%
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B.2 Palavras naturais em imagens de profundidade

Nas paginas seguintes, apresentaremos resultados expandidos para o segundo
experimento realizado nesta pesquisa. A Tabela 15 exibe diferentes estatisticas de
desempenho para as diversas combinagoes de modelos utilizadas nesta pesquisa.

Dentre as estatisticas apresentadas, reportamos o nimero maximo e minimo
de acertos na matriz de confusao para uma dada combinagao de classificadores; a
estatistica k de Cohen, o erro padrao e a variancia para esta estatistica; o erro pa-
drao e a variancia desta estatistica sob a hipdtese nula; o coeficiente T de Kendall, o
coeficiente ¢ de Pearson. Na segunda secao desta mesma tabela apresentamos a
estatistica x?, o coeficiente T de Tschuprow; o coeficiente C de Pearson, os coefici-
entes V de Sakoda e Cramer; e finalmente os indices de concordancia geral (acura-
cia), concordancia geométrica e concordancia atribuida ao acaso.

Nas demais paginas, apresentamos as matrizes de confusao finais para o sis-
tema de reconhecimento de gestos avaliado sob as 13 palavras naturais consideradas
nesta pesquisa, disponiveis na Tabela 16, para maquinas quadraticas; na Tabela 17
para maquinas lineares; e Tabela 18 para modelos que consideraram apenas a traje-

toria dos movimentos para efetuar a classificagao.
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Tabela 13. Matriz de confusdo para SVMs com funcdo kernel quadrdtica para classificagdo das confi-

de mdos no experimento com imagens de profundidade.
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Tabela 14. Matriz de confusdo para melhor ANNs para classificagdo das configuracdes de maos no

experimento com imagens de profundidade.
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Tabela 15. Estatisticas de desempenho para diferentes combinacdes de modelos de classificacdo no

experimento com palavras naturais em imagens de profundidade.

~ e Maximo Minimo
Rotulagdo Classificagdo de Acertos  de Acertos Cohen k SE(k) Var(k) SE(k) Ho Var(k) Ho Kendall t Pearson ¢
SVM
- HMM 86 41 0,807 1,35E-02 1,83E-04 9,47E-03 8,97E-05 0,81 2,823
Quadratica
SVM
L. HCRF 84 45 0,844 1,24E-02 1,54E-04 9,47E-03 8,97E-05 0,846 2,934
Quadratica
SVM
Linear HMM 84 36 0,797 1,38E-02 1,90E-04 9,47E-03 8,97E-05 0,8 2,806
SVM
Linear HCRF 85 39 0,82 1,32E-02 1,73E-04 9,49E-03 9,00E-05 0,822 2,865
ANN HMM 85 35 0,749 1,49E-02 2,22E-04 9,48E-03 8,99E-05 0,754 2,662
ANN HCRF 83 36 0,775 1,44E-02 2,06E-04 9,50E-03 9,02E-05 0,779 2,728
Nenhum HMM 86 19 0,533 1,74E-02 3,04E-04 9,47E-03 8,97E-05 0,55 2,074
Nenhum HCRF 85 31 0,554 1,74E-02 3,03E-04 9,48E-03 8,99E-05 0,569 2,114
= e 2 - Concordancia  Concordancia
Rotulagdo Classificagao X Tschuprow T Pearson C Sakoda V CramerV  Concordancia L
Geométrica ao acaso
SVM
- HMM 7485,838 0,016 0,943 0,981 0,815 0,822 58,392 0,078
Quadratica
SVM
L HCRF 8082,566 0,016 0,947 0,985 0,847 0,856 60,986 0,078
Quadratica
SVM
Linear HMM 7395,4 0,016 0,942 0,98 0,81 0,813 57,574 0,078
SVM
Linear HCRF 7708,32 0,016 0,944 0,983 0,827 0,834 59,211 0,078
ANN HMM 6653,34 0,015 0,936 0,974 0,768 0,769 54,188 0,078
ANN HCRF 6988,485 0,016 0,939 0,977 0,788 0,792 55,994 0,078
Nenhum HMM 4037,461 0,014 0,901 0,938 0,599 0,57 38,363 0,078
Nenhum HCRF 4197,171 0,014 0,904 0,941 0,61 0,589 40,829 0,078
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Tabela 16. Matriz de confusdo para mdquinas quadrdticas combinadas com HMMs e HCRFs para
reconhecimento de palavras naturais da Libras em imagens de profundidade.

HMM - SVM Quadratica

Armario Carro Comprar Desculpa Dia Eu Gostar Idade Nome Oi Querer Sapato Tchau Total
Armario 0 0 0 0 0 1 1 0 0 75
Carro 0 0 0 0 0 0 0 68
Comprar 0 6 0 3 5 4 0 88
Desculpa 0 0 0 0 0 0 0 0 86
Dia 0 0 0 0 1 0 2 61
Eu 1 0 1 1 1 0 69
Gostar 0 0 0 4 0 1 65
Idade 0 1 2 0 1 72
Nome 5 0 0 4 0 71
Oi 3 1 5 0 1 0 80
Querer 1 3 1 0 0 0 64
Sapato 2 1 2 0 0 0 0 81
Tchau 0 0 0 0 4 6 59
Total 87 74 78 87 64 72 62 63 69 76 74 81 52 939

HCRF - SVM Quadratica

Armario Carro Comprar Desculpa Dia Eu Gostar Idade Nome Oi Querer Sapato Tchau Total
Armario 0 0 0 1 0 0 1 1 0 0 75
Carro 0 3 0 0 0 0 1 0 0 68
Comprar 0 1 0 1 6 3 0 2 1 88
Desculpa 0 0 0 1 0 0 0 0 0 86
Dia 0 0 0 0 1 0 0 1 0 3 61
Eu 0 1 0 1 4 0 1 3 1 0 69
Gostar 0 0 0 0 7 1 2 2 4 65
Idade 0 0 0 1 3 0 2 72
Nome 0 1 0 0 0 5 0 71
Oi 0 4 0 1 4 2 0 1 80
Querer 1 2 1 0 0 5 2 0 3 64
Sapato 1 0 1 0 0 0 2 6 0 81
Tchau 0 0 0 0 5 0 1 0 59
Total 82 66 81 84 64 78 60 72 72 76 58 80 66 939
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Tabela 17. Matriz de confusdo para mdquinas lineares combinadas com HMMs e HCRF's para
reconhecimento de palavras naturais da Libras em imagens de profundidade.

HMM - SVM Linear

Armdrio Carro Comprar Desculpa Dia Eu Gostar Idade Nome Oi Querer Sapato Tchau Total
Armario 0 0 0 0 0 0 0 1 1 0 75
Carro 0 0 0 0 1 0 0 68
Comprar 0 1 3 3 1 0 88
Desculpa 0 0 0 0 0 86
Dia 0 0 0 0 2 0 61
Eu 0 0 0 1 9 1 0 69
Gostar 2 2 0 0 0 4 65
Idade 0 0 1 2 0 2 0 1 72
Nome 3 0 4 0 0 1 1 5 0 71
Oi 1 0 3 0 0 1 2 0 80
Querer 2 3 0 0 0 2 0 0 64
Sapato 2 0 3 0 0 1 2 0 81
Tchau 0 1 0 0 1 3 3 0 59
Total 93 64 82 86 60 75 58 64 70 75 81 75 56 939

HCRF - SVM Linear

Armdrio Carro Comprar Desculpa Dia Eu Gostar Idade Nome Oi Querer Sapato Tchau Total
Armério 0 0 0 0 0 0 0 2 2 0 75
Carro 0 0 0 0 0 0 1 1 0 0 68
Comprar 1 0 1 1 0 4 2 1 1 0 88
Desculpa 1 0 0 0 0 0 1 0 86
Dia 0 0 0 0 0 0 1 0 61
Eu 0 0 1 0 0 0 0 1 0 69
Gostar 3 3 3 0 1 2 4 65
Idade 0 0 0 0 0 2 0 72
Nome 1 0 5 0 0 4 0 71
Oi 4 0 2 0 0 0 80
Querer 1 4 2 0 1 0 64
Sapato 3 0 2 0 0 0 81
Tchau 0 0 0 0 8 1 2 59
Total 88 72 90 84 61 71 61 59 69 85 62 82 55 939
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Tabela 18. Matriz de confusdo para HMMs e HCRFs sem incorporar informagdes linguisticas para
reconhecimento de palavras naturais da Libras em imagens de profundidade.

HMM - Somente Trajetdria

Armdrio Carro Comprar Desculpa Dia Eu Gostar Idade Nome Oi Querer Sapato Tchau Total
Armario 0 0 1 0 1 1 0 0 75
Carro 0 0 1 2 1 0 2 0 68
Comprar 0 0 1 12 4 0 88
Desculpa 0 0 0 0 0 86
Dia 0 0 4 4 61
Eu 6 0 1 2 69
Gostar 2 1 0 0 12 1 65
Idade 0 0 7 2 4 3 2 72
Nome 1 2 6 0 0 1 2 71
Oi 3 1 9 1 1 0 1 80
Querer 0 3 1 0 1 5 0 64
Sapato 7 3 1 1 0 1 0 81
Tchau 0 0 0 8 - 1 59
Total 91 72 83 94 71 46 57 74 86 70 81 71 43 939

HCRF - Somente Trajetdria

Armdrio Carro Comprar Desculpa Dia Eu Gostar Idade Nome Oi Querer Sapato Tchau Total
Armério 1 0 0 0 2 0 1 0 1 1 0 75
Carro 1 3 0 2 1 4 0 68
Comprar 0 0 2 2 8 3 0 88
Desculpa 0 0 0 0 0 0 0 0 86
Dia 2 0 0 0 2 0 0 10 61
Eu 1 0 5 0 2 8 7 4 0 69
Gostar 2 2 0 0 0 6 5 1 65
Idade 0 1 3 0 2 1 5 - 3 72
Nome 0 2 4 0 0 1 0 0 0 1 71
Oi 3 2 3 0 0 3 2 0 4 2 80
Querer 0 2 4 0 0 6 0 4 1 64
Sapato 6 8 4 0 0 5 0 - 0 81
Tchau 0 0 0 0 10 1 4 0 59
Total 81 71 79 85 55 69 55 71 83 82 69 80 59 939
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Apéndice C

Um framework para suporte da aplicacao

“Construimos muros demais e pontes de menos.” — Sir Isaac Newton

FRAMEWORKS DE SOFTWARE sao Tteis nao apenas para reusar o codigo prin-
cipal de uma aplicacao, mas para descrever os desenhos abstratos dos componentes
de uma biblioteca (JOHNSON e FOOTE, 1988) e como eles se relacionam entre si.
Nada mais justo para se organizar o conhecimento adquirido ao decorrer desta dis-
sertagao do que implantar o modelo mental das técnicas, dos componentes e do
framework tedrico associado ao reconhecimento de padroes e visdo computacional

em um framework de software descrito ao decorrer desta secao.

O framework de software aqui apresentado chama-se Accord. NET. Este fra-
mework é organizado como um framework de componentes, ou framelets (PREE e
KOSKIMIES, 1999), de maneira que cada método possua sua propria colegao de
pontos quentes (hot spots) e frios (cold spots). Dentro de cada framelet, um método
que pode ser executado de diversas formas possui cada uma de suas implementa-
¢oes disponiveis através do emprego do padrao de projeto estratégia; como, por
exemplo, as diferentes formas de se treinar um HCRF. Note que esta abordagem
nao é nova, sendo que a aplicagao dos padroes estratégia e método template também
sao amplamente utilizados no Apache Commons Math (THE APACHE
SOFTWARE FOUNDATION, 2012).

De fato, os principios seguidos para o desenvolvimento deste framework fo-
ram os mesmos adotados pela Apache Commons: énfase em componentes pequenos
e facilmente integraveis, evitando dependéncias e configuragoes complexas; a adocao
do padrao estratégia para miltiplas implementagoes de uma mesma técnica ou mé-
todo; e a adogao apenas de um pequeno numero limitado dependéncias. O emprego
do padrao estratégia no framework proposto também foi bastante inspirado pela
abordagem adotada pelo framework de software AForge. NET (KIRILLOV, 2012).
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No entanto, o que distingue este framework dos demais é a concentragao
destes diversos métodos de aprendizado de maquina e visao computacional sob uma
unica embalagem consistente e de facil acesso. A disponibilidade, por exemplo, de
framelets basicos para especificagao de distribui¢gdes de probabilidade e fungoes ker-
nel possibilita que novos métodos e técnicas sejam implementados com facilidade. O
emprego de técnicas como o padrao de projeto lambda (SANDU e DEUGO, 1999)
possibilita tornar métodos disponiveis aplicaveis a novas estruturas de dados ou
novas implementacoes sem que seja necessario assumir que estas implementacoes
cumpram alguma determinada interface.

O framework foi construido tendo como base o framework AForge.NET, o
que possibilita combinar de maneira facil técnicas de processamento de imagens
disponiveis deste framework com os métodos de aprendizado de maquina disponi-
veis no framework proposto; mais além, ainda foi possivel compartilhar codigo entre
os dois projetos de maneira que implementagoes originalmente pertencentes ao fra-

mework proposto foram integradas no framework original de Kirillov.

C.1 Casos de uso

Pode-se notar que nenhum esforgo empregado na elaboragao deste fra-
mework foi em vao, tendo em vista as diversas aplicagoes ja produzidas a partir de
seu uso. Como exemplo das diversas possibilidades de utilizacao deste framework,
podemos destacar os trabalhos de Hassani (2011), que o utilizou para investigar a
aceitacao de idosos ao uso do sensor Kinect na interacao entre humanos e robos, o
trabalho de Alosefer e Rana (2011) que o utilizou para construir algoritmos de pre-
dicao de ataques via sites maliciosos através de analise comportamental de dados de
Honeypot's, a investigagao de Wright et al. (2011) acerca de interfaces gestuais 3D e
Zavalnijs (2011) que o utilizou no contexto de elaboragdo de um tutor virtual para
estudantes de musica habituados a aprender por reproducgao auditiva.

Trabalhos mais recentes incluem a aplicagao desenvolvida por Brown et al.
(2012) que permite a um especialista encontrar uma fungao de distancia apropriada
para determinado problema através de uma inspecao visual interativa. Em seu tra-
balho, os autores utilizaram o framework para realizar a transformagao de PCA do

conjunto de dados sendo analisado. Outra aplicacao interessante é a de Soetens

16 Honeypot é uma terminologia utilizada para descrever armadilhas destinadas a detectar, defender

ou contra-atacar tentativas de invasao em sistemas de informacao.
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(2012), que utilizou as capacidades de processamento matricial e de regressao logis-
tica para realizar sua investigacao acerca das restrigcoes espaciais na realizacao de
gestos envolvendo multiplos dedos em superficies sensiveis a toque. Sua pesquisa
possibilita, por exemplo, que a interagao de uma aplicagao se adeque as dimensoes
da mao do usuario.

O trabalho de Bursztein et al. (2011) realizou a avaliagao da suscetibilidade
de sistemas CAPTCHA baseados em caracteres distorcidos a ataques automatiza-
dos. Seu sistema de quebra de CAPTCHAS é baseado nos frameworks AForge. NET
e Accord.NET, fazendo uso dos filtros de imagens e a implementagao das técnicas
de aprendizado de maquina disponivel nestes frameworks. J& o trabalho de Lide-
gaard (2012) utilizou diversos frameworks, entre eles os dois anteriormente citados,
na construcao de um dispositivo para rastreio da direcao do olhar em um ambiente
3D montéavel sobre a cabeca do usuério.

O uso do framework também tem se mostrado particularmente atraente para
trabalhos finais de graduacao, em que estudantes talvez disponham de um curto
prazo de tempo para entrar em contato e estudar algum método especifico para a
aplicacdo em seu problema de investigagao. Alguns destes projetos incluem o siste-
ma de intera¢ao 3D de Lourengo (2010) utilizando o controle WiiMote para a plata-
forma de jogos Nintendo Wii, o trabalho de Mendelssohn (2010) envolvendo o reco-
nhecimento de gestos em um quadro-branco digital e o trabalho de Brummitt
(2011) para arbitrar jogos de Scrabble. Em um curso de mestrado de curta duragao,
Williams (2012) utilizou as técnicas de LDA, regressao logistica e o classificador de
Naive Bayes disponiveis no framework para encontrar a sabedoria residente em
multidoes, filtrando o conselho de um extenso niimero de pessoas para se encontrar
informacgoes pertinentes.

Finalmente, podemos destacar alguns produtos construidos sobre o fra-
mework. O software Harperia desenvolvido por Viadimir Plokhov emprega os fra-
meworks AForge. NET e Accord.NET para reconhecimento de audio e voz em tem-
po real. O software Point-and-Call desenvolvido por Antti Savolainen, disponivel
para Windows Phone, é capaz de realizar chamadas apenas apontando a camera do
dispositivo para um ntmero de telefone em uma superficie qualquer. A aplicagao
utiliza SVMs criadas utilizando-se o framework para detectar e reconhecer os digi-
tos na imagem capturada pela camera, oferendo o nimero encontrado para ser dis-

cado logo em seguida.
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C.2 Codigo livre

O framework apresentado encontra-se disponivel sob a licenca de software li-
vre LGPL, o que possibilita seu uso com minimas restri¢oes. Sendo software livre,
seu codigo esta disponivel na pagina do projeto!”, bem como o codigo de todas as
aplicagoes que demonstram seu uso nas mais variadas tarefas em computacao cien-

tifica.

NET

Framework

" http: / /accord.googlecode.com



