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RESUMO

A segmentação dos hipocampos utilizando imagens de ressonância magnética é um pro-

cedimento importante no auxílio ao diagnóstico precoce e monitoramento da doença de

Alzheimer. Essa tarefa, quando realizada manualmente, consome muito tempo e está su-

jeita a variabilidade entre especialistas. Embora vários métodos automáticos tenham sido

propostos para a realização desta tarefa, os que utilizam atlas anatômicos em conjunto com

modelos deformáveis ou abordagens multi-atlas são os que apresentam os melhores resul-

tados. Entretanto, estes tipos de métodos são altamente sensíveis ao posicionamento inicial

dos modelos. Neste estudo, propomos um novo método para o posicionamento inicial dos

modelos deformáveis em imagens de Ressonância Magnética usando pontos salientes 3D

automaticamente detectados pela técnica 3D-SIFT e ponderados de acordo com a sua lo-

calização espacial. O detector de pontos foi ajustado para o posicionamento de malhas do

hipocampo em imagens de MR de cérebro e a avaliação do posicionamento das malhas foi

realizada usando as métricas Dice Similarity Coefficiente, Jaccard Similarity Coefficient,

Hausdorff Distance e Hausdorff Average Distance. Os resultados apontam uma melhora de

aproximadamente 11% em relação ao uso exclusivo de transformação afim, aproximada-

mente 30% em relação ao 3D-SIFT sem modificações e aproximadamente 7% em relação

ao posicionamento sem uso de ponderação.

Palavras-chave: imagens de ressonância magnética, pontos salientes, SIFT, modelos geométricos de-

formáveis, segmentação dos hipocampos



ABSTRACT

The segmentation of the hippocampus in Magnetic Resonance images is an important proce-

dure in the Alzheimer’s disease early diagnostic aid. The neuroradiologist frequently needs,

in addition to the atrophy analysis, to know the volume of the hippocampus for an accurate

diagnosis or even perform the monitoring of some treatment. However, the segmentation of

the hippocampus performed manually by a specialist is time-consuming and subject to the

inter- and intra-operator variability of the measures, for this reason, methods for automatic

segmentation has been an object of study for the scientific community. Among the seve-

ral proposed methods, those using anatomical atlases and deformable models present better

results. These two types of techniques easily embedding the format of the models in the

segmentation process, but are highly dependent on the initial positioning of the models. In

this work we used 3D salient points, detected in MR images using the 3D Scale-Invariant

Feature Transform (3D-SIFT), for the positioning of deformable geometric models, repre-

sentative of the hippocampus. The results indicate an 11% improvement over the exclusive

use of affine transformation, 30% over 3D-SIFT without any modifications and 7% over

non-weighted positioning.

Keywords: magnetic resonance images, salient points, SIFT, geometric deformable models, hippocam-

pus segmentation
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Capítulo 1
INTRODUÇÃO

Este capítulo apresenta a contextualização do tema, a descrição do principal problema a

ser resolvido, a motivação e a organização da pesquisa.

1.1 Contextualização e Motivação

O imageamento por ressonância magnética (Magnetic Resonance Imaging - MRI) permite

a obtenção de um alto grau de detalhamento entre tecidos e por isso se tornou um grande aliado

dos neurorradiologistas para o diagnóstico precoce de algumas doenças e síndromes do Sistema

Nervoso Central (Central Nervous System - CNS). A análise desse tipo de imagem permite,

muitas vezes, a observação de alterações anatômicas específicas antes que haja o surgimento

dos sintomas de determinadas doenças neurodegenerativas (LEEMPUT et al., 2009), como a

doença de Alzheimer (Alzheimer’s Disease - AD) e, com menos precisão, o comprometimento

cognitivo moderado (Mild Cognitive Impairment - MCI), que costuma ser um quadro preditivo

para AD.

Afetando aproximadamente 10% da população mundial acima de 60 anos, a AD é a do-

ença neurodegenerativa mais frequente associada à idade. No Brasil, o crescimento médio da

mortalidade devido à AD como causa básica é de 11.7% em homens e 13.2% em mulheres

(TEIXEIRA et al., 2015). A evolução natural dessa doença manifesta deficiências cognitivas

que podem levar a quadros de incapacitação extrema (SERENIKI; VITAL, 2008). Até o mo-

mento não existe cura para a AD, porém é possível atrasar a progressão dos sintomas com o

diagnóstico precoce associado a um tratamento adequado, gerando uma melhora na qualidade

de vida do paciente (WIMO et al., 2014).

As imagens de Ressonância Magnética (Magnetic Resonance - MR) ponderadas em T1
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permitem boa visualização dos hipocampos, cuja atrofia tem sido usado como biomarcador

preditivo da AD (CONVIT et al., 1997). O volume e o formato dos hipocampos são comumente

utilizados para monitorar a progressão da AD e servem para auxiliar na prescrição de drogas que

visam o retardo da evolução da doença. Além disso, a assimetria entre os hipocampos direito e

esquerdo tem sido observada para uso no acompanhamento e nos diagnósticos de outras doenças

neurodegenerativas (DILL; FRANCO; PINHO, 2015).

O processo manual usado para a medição do volume dos hipocampos em imagens de MR

é realizado por um especialista, seguindo protocolos preestabelecidos (WATSON et al., 1992;

FRISONI et al., 2015). No entanto, o excessivo tempo gasto pelo especialista e o alto custo para

a realização desta tarefa são fatores limitantes para a execução frequente desse processo que,

de acordo com Carmichael et al. (2005), demora de 30 minutos a 2 horas para cada hipocampo

em uma imagem de MR. Isso é um fator limitante quando consideramos estudos clínicos (cli-

nical trials) que requerem a medição de tal estrutura numa grande quantidade de imagens. Em

decorrência disso, a investigação de métodos automáticos com esse propósito passou a ser de

grande interesse. Embora existam métodos que realizam a segmentação de tecidos e estrutu-

ras cerebrais de uma maneira global, cada estrutura possui características de contraste e forma

singulares, fazendo com que haja necessidade de refinamentos posteriores (LEEMPUT et al.,

2009).

O principal desafio encontrado para a segmentação dos hipocampos em imagens de MR é

o baixo contraste existente dessas estruturas em relação as suas estruturas vizinhas, como os

núcleos caudados e o tálamo (FISCHL et al., 2002). Além disso, limitações decorrentes da

aquisição das imagens, como os efeitos de volume parcial (HOFFMAN; HUANG; PHELPS,

1979) e o fenômeno bias field, dificultam o processo de segmentação automática. Informa-

ções referencias e de restrições espaciais e geométricas, comumente utilizadas na segmentação

manual dos hipocampos, podem ser incorporadas aos algoritmos de segmentação e, assim, aju-

dar a superar as limitações mencionadas. A Figura 1.1 apresenta as malhas geométricas dos

hipocampos (esquerdo e direito) e as vistas de uma imagem de MR em que as malhas foram

sobrepostas. Como pode ser observado na Figura 1.1 (a), o hipocampo possui um formato

cilíndrico, alongado e levemente curvado.

Uma maneira altamente indicada de agregar tais informações em métodos automáticos é a

utilização de atlas (CARMICHAEL et al., 2005; CABEZAS et al., 2011; KWAK et al., 2013).

Os atlas podem ser utilizados em conjunto com outras técnicas como, modelos deformáveis

(HU et al., 2011; ZARPALAS et al., 2013), onde servem como fonte de informação a priori

para melhorar o posicionamento inicial e, eventualmente, restringir o movimento dos modelos.
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Figura 1.1: Hipocampos direito e esquerdo; (a) modelo geométrico (malhas) representativo dos hi-
pocampos, (b)-(d) vistas axial, coronal e frontal de imagens de MR com a sobreposição das malhas
nos respectivos hipocampos. Tais malhas estão disponíveis em (HALLE et al., 2017).

Duas abordagens tem se destacado para a segmentação dos hipocampos em imagens de MR.

A primeira baseia-se na criação e uso de múltiplos atlas, explorando a fusão de rótulos ou a

agregação de informações clínicas (HAN; FISCHL, 2007; LIJN et al., 2008; SABUNCU et al.,

2010; LÖTJÖNEN et al., 2011; COUPÉ et al., 2011; WANG et al., 2013; HAO et al., 2014;

PIPITONE et al., 2014). A segunda usa a combinação de atlas simples e modelos deformáveis

(DILL; FRANCO; PINHO, 2015).

O corregistro possui um papel fundamental no sucesso da segmentação pelos métodos que

usam atlas e, portanto, uma melhora nos algoritmos de corregistro levaria a uma melhora direta

na precisão desse tipo de técnica. O corregistro é um procedimento pelo qual uma imagem

móvel é alinhada a uma imagem de referência, de modo que haja correspondência entre de-
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terminadas estruturas (ANGENENT; PICHON; TANNENBAUM, 2006). Esse alinhamento é

realizado por meio de uma transformação geométrica que, pela alta variação anatômica inter

paciente do cérebro, deve ser preferencialmente deformável (CARMICHAEL et al., 2005).

Um meio para estimar essa transformação é utilizando keypoints1 (KYBIC; UNSER, 2003;

LOWE, 2004; HUANG; PARAGIOS; METAXAS, 2006; FOROUGHI; ABOLMAESUMI;

HASHTRUDI-ZAAD, 2006b; CHEUNG; HAMARNEH, 2007; FERRARI et al., 2011). Em-

bora a detecção e a correspondência automáticas de keypoints não sejam tarefas triviais (FO-

ROUGHI; ABOLMAESUMI; HASHTRUDI-ZAAD, 2006a), o uso de keypoints é interessante

por estes poderem coincidir com microrregiões do cérebro relativamente estáveis entre pacien-

tes e menos suscetíveis a deformações causadas por doenças neurodegenerativas. Tais microrre-

giões são utilizadas por especialistas para a segmentação manual dos hipocampos em imagens

de MR muito degradadas ou com pouca informação de contraste, sendo estabelecidas ao longo

de mais de 25 anos de pesquisa médica e descritas em protocolos médicos (WATSON et al.,

1992; FRISONI et al., 2015).

Neste trabalho propomos a utilização do detector de pontos salientes tridimensionais - Scale

Invariant Feature Transform (SIFT) (RISTER; HOROWITZ; RUBIN, 2017) - para a detecção

automática de pontos salientes em imagens de MR do cérebro, os quais servirão para a deter-

minação de transformações geométricas deformáveis que irão posicionar as malhas (modelos)

deformáveis dos hipocampos, integrantes de um atlas do cérebro, em imagens clínicas. Cada

par de pontos salientes casados será ponderado de acordo com a sua localização espacial em

relação ao centroide das malhas na imagem de referência. Com essa ponderação, que dá maior

peso a pontos localizados mais próximos da estrutura de interesse a ser segmentada, transforma-

ções geométricas (afins ou deformáveis) mais adequadas podem ser estimadas para diferentes

estruturas da imagem, sem a necessidade de encontrar pontos salientes específicos para um

refinamento local.

1.2 Objetivo geral

Este trabalho teve como principal objetivo o desenvolvimento de uma técnica automática para

realizar a segmentação dos hipocampos, em imagens de MR do cérebro, usando pontos sa-

lientes 3D automaticamente detectados e ponderados. Para isso foram investigadas as técni-

cas SIFT (RISTER; HOROWITZ; RUBIN, 2017) e Phase Congruency (PC) (VILLA-PINTO;

1O termo keypoint, ou ponto saliente, refere-se a um ponto da imagem que se destaca localmente por apresentar
alguma característica distintiva, como alto grau de curvatura, sendo muitas vezes um ponto óbvio para a visão
humana. Definição completa na Seção 2.3.3.
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FERRARI, 2016), a fim de encontrar pontos salientes para guiar o posicionamento dos modelos

deformáveis, maximizando, assim, o sucesso da adaptação dos modelos e da segmentação dos

hipocampos.

1.2.1 Objetivos específicos

Para tornar possível o cumprimento do objetivo geral foram definidos os seguintes objetivos

específicos:

• Ajustar o SIFT para detecção de pontos salientes 3D com grau mínimo de curvatura, com

auxílio de estruturas sintéticas,

• Organizar e preprocessar um conjunto de imagens de MR, aplicando redução de ruído,

correção da heterogeneidade dos níveis de cinza, padronização de histograma e corregis-

tro afim,

• Extrair o encéfalo como região de interesse (region of interest - ROI),

• Aplicar a técnica 3D-SIFT (RISTER; HOROWITZ; RUBIN, 2017) para a extração de

pontos salientes 3D dentro das regiões de interesse em imagens de MR (T1-w),

• Aplicar a técnica 3D-PC (VILLA-PINTO; FERRARI, 2016) para a extração de pontos

salientes 3D dentro das regiões de interesse em imagens de MR (T1-w),

• Casar pontos salientes detectados na imagem de referência do atlas (T1-w), definido na

Seção 4.2.4, e na imagem clínica (T1-w),

• Rejeitar outliers de casamento,

• Atribuir peso aos pares de pontos salientes casados,

• Encontrar uma transformação deformável a partir dos pares de pontos salientes casados e

ponderados e aplicá-la aos vértices da malha 3D,

• Aplicar uma deformação estrutural nos modelos geométricos, guiada por funcionais de

energia.

1.3 Organização da dissertação

O presente trabalho é composto por seis capítulos, incluindo este primeiro que expõe o con-

texto, a motivação e a organização do trabalho. No segundo capítulo são realizadas descrições
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da doença de Alzheimer, da técnica de Ressonância Magnética e de alguns conceitos usados

em segmentação de imagens médicas, os quais são fundamentais para o entendimento deste

trabalho. No terceiro capítulo é apresentada uma revisão bibliográfica dos principais trabalhos

científicos relacionados a esta pesquisa. O quarto capítulo detalha os dados e os processos utili-

zados para o desenvolvimento deste trabalho. No quinto capítulo são apresentados e discutidos

os resultados obtidos com a metodologia proposta. Por fim, no sexto capítulo, são expostas as

conclusões gerais e as contribuições científicas deste trabalho.



Capítulo 2
INFORMAÇÕES COMPLEMENTARES

Este capítulo apresenta algumas informações fundamentais para o entendimento deste pro-

jeto, como detalhes sobre a doença de Alzheimer, aspectos físicos da aquisição das imagens

de MR e conceituação de ponto saliente.

2.1 Doença de Alzheimer

As síndromes demenciais constituem um grande problema de saúde pública no Brasil (APRAHA-

MIAN; MARTINELLI; YASSUDA, 2009) e no mundo (ALZHEIMER’S-ASSOCIATION et

al., 2017). A prevalência da demência aumenta com o envelhecimento e varia de 1,5% entre

60 e 64 anos até cerca de 40% na faixa etária dos 90 anos (NITRINI et al., 2009). A AD é a

principal causa de demência, sendo irreversível e responsável por aproximadamente 60% dos

casos (PETERSEN, 2006).

A AD é um transtorno neurodegenerativo progressivo que resulta em comprometimento das

atividades de vida diária, como alterações comportamentais e neuropsiquiátricas (MORAES;

MARINO; SANTOS, 2010). Sintomatologicamente, a doença inicia-se com a perda progres-

siva da memória recente e, em seguida, evolui para alterações de memória e cognição, como

deficiência de linguagem. Isso acarreta distúrbios comportamentais, como agressividade, de-

pressão e alucinações (SERENIKI; VITAL, 2008). Anatomicamente ocorre a perda sináptica

maciça e a morte neuronal nas regiões cerebrais responsáveis por funções cognitivas, como os

hipocampos. Pacientes portadores da doença de Alzheimer possuem características histopa-

tológicas peculiares no parênquima cerebral, que incluem depósitos fibrilares amiloidais nas

paredes dos vasos sanguíneos, placas senis, e acúmulo de filamentos anormais da proteína tau e

a consequente formação de novelos neurofibrilares (SELKOE, 2001).
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O tratamento da AD tem por objetivo aliviar os sintomas e retardar a progressão da doença

(LIMA, 2008), sendo o diagnóstico precoce de grande interesse para a melhora da qualidade

de vida do paciente. Existe uma condição que pode, ou não, evoluir para a AD que é chamada

de MCI. A MCI é uma condição em que o paciente tem problemas de cognição de menor

intensidade, não sendo graves o suficiente para um diagnóstico definitivo de demência mas

sendo piores do que o esperado para uma pessoa saudável da mesma idade.

Embora os testes neuropsicológicos de triagem sejam necessários para reconhecer e moni-

torar esses pacientes, ainda não existe um marcador cognitivo perfeitamente preciso da AD em

estágio inicial. Além disso, os desempenhos em tais testes dependem não apenas da idade e da

educação, mas também do humor e da atenção no momento do teste (CHETELAT; BARON,

2003). Da mesma forma, embora a concentração de proteína tau pareça ter importância no di-

agnóstico de AD, a sua medição passa por procedimentos invasivos e, portanto, seu valor para

prever a AD tem recebido pouca atenção até o momento (BOSS, 2000). Além disso, estudos

mostram que a degeneração cerebral ocorre muito cedo no decorrer da doença, mesmo antes

dos primeiros sinais clínicos, e predomina nos hipocampos (CHETELAT; BARON, 2003). Por-

tanto, o uso de neuroimagens, em combinação com avaliações neuropsicológicas, são elementos

importantes a serem considerados no diagnóstico precoce da AD.

2.2 Ressonância Magnética

2.2.1 Formação da Imagem

A ressonância magnética é uma técnica de imageamento frequentemente utilizada em radiologia

para a aquisição de representações da anatomia humana na forma de uma imagem em escala

de níveis de cinza. A formação dessa imagem é dada interação de campos magnéticos com

os prótons de hidrogênio das moléculas de água contidas em tecidos do corpo humano, os

quais são expostos aos respectivos campos. Embora a MR seja um exame de maior custo se

comparado à tomografia computadorizada (Computed Tomography - CT) e ambas permitam

a obtenção de imagens 3D, diferente da CT, a MR não utiliza radiação ionizante, que têm a

capacidade de retirar elétrons dos átomos, alterando, portanto, as estruturas moleculares do

corpo, o que pode ocasionar o surgimento de tumores. Bloch (1946) e Purcell, Torrey e Pound

(1946) descreveram pioneiramente o fenômeno da ressonância magnética nuclear, porém em

uma época que não haviam equipamentos que comportassem a geração de imagens médicas, os

quais foram desenvolvidos só depois de muito tempo.

A interação entre um campo magnético externo e um núcleo que possua spin é a base do
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fenômeno da MR. O momento angular do spin é uma das várias características intrínsecas de

um átomo e o seu valor depende da composição atômica específica. Com exceção do argônio

e do cério, cada elemento da tabela periódica tem pelo menos um isótopo natural possuidor de

spin (STARK; BRADLEY; JR, 1999).

O núcleo de hidrogênio consiste num único próton, possui um spin e é o isótopo mais abun-

dante nos tecidos do corpo humano. Além disso, este núcleo é sensível ao campo magnético

devido a sua susceptibilidade magnética (MAZZOLA, 2009). O corpo humano é composto por

tecidos que contêm basicamente água e lípidos, os quais contêm uma grande quantidade de

hidrogênio (GIL; GERALDES, 1987), fazendo, portanto, deste elemento, a melhor escolha em

imagiologia médica por MR.

Um núcleo possuidor de spin pode ser entendido como um vetor que possui rotação sobre

si mesmo e cujo tamanho corresponde ao seu momento magnético. Quando não há campo

magnético, os spins se orientam aleatoriamente e, dessa forma, a magnetização resultante é

praticamente nula.

A aquisição de uma imagem por um equipamento de MR se dá em diversas etapas. Pri-

meiramente o paciente é exposto a um campo magnético estático, B0, que alinha os spins pa-

ralelamente ou antiparalelamente a este campo. O eixo no qual o campo magnético é aplicado

é denominado de eixo longitudinal, e o eixo perpendicular é denominado de eixo transversal.

Dentro deste campo os spins passam a mover-se em precessão em relação ao eixo longitudinal,

como visto na Figura 2.1. Uma bobina mede a corrente elétrica causada pela variação do campo

magnético. Tal variação ocorre pela aplicação de um segundo campo magnético, concomitante-

mente e perpendicular à B0, de curta duração e em fase com a frequência de precessão dos spins

do material. Esse campo é denominado de pulso de radiofrequência (Radio Frequency - RF)

e provoca uma reorientação dos prótons de hidrogênio, desviando-os do campo inicial em um

determinado ângulo (90◦ ou 180◦). Esse desvio faz com que o movimento de precessão mude

no mesmo ângulo, provocando variação no campo magnético e gerando corrente na bobina de

leitura durante o realinhamento do movimento de precessão ao campo magnético inicial.

Esse processo permite realizar dois tipos de leitura na bobina, que são relacionados aos

tempos de relaxamento, T1 e T2. O tempo de retorno da magnetização ao eixo longitudinal

após um pulso de RF, considerando como máximo o ponto em que o retorno atingir 63% do

valor inicial, é denominado T1. O tempo de decaimento da magnetização do eixo transversal

após um pulso de RF, considerando como máximo o ponto em que o retorno atingir 37% do seu

valor inicial, é denominado T2. Ressalta-se que, no retorno, o sinal gerado por T1 aumenta ao

longo do tempo e o sinal gerado por T2 decai ao longo do tempo. Tomando-se o descrito acima
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Figura 2.1: Representação do movimento de precessão de um núcleo de hidrogênio; B0 representa
a direção do campo magnético que induz o movimento após o término do pulso de radiofrequência
(PUDDEPHAT, 1999).

e ressaltando-se que cada tecido possui diferentes tempos de relaxamento, os diferentes sinais

gerados podem e são usados para a formação de uma imagem.

As equações que descrevem a magnitude do campo magnético gerado por T1 e T2 são dadas

por:

µz(t) = µ0(1− e−t/T 1) (2.1)

e

µxy(t) = µ0(e
−t/T 2) . (2.2)

Outro aspecto interessante da ressonância magnética é que quando aplicados dois pulsos con-

secutivos separados por um intervalo de tempo, aparecerá no fim de duas vezes o intervalo, um

eco do primeiro pulso em conjunto com a leitura de sinal do primeiro pulso, ambos são coleta-

dos para formação da imagem. Nesse caso utiliza-se a ideia de famílias de sequências de pulsos,

sendo a spin echo uma das famílias mais comuns. A spin echo é caracterizada pela aplicação de

um pulso de RF de 90 graus seguido por um pulso de RF de 180 graus. As relações existentes

entre os tempos de eco e de pulso de RF são utilizadas para formação da imagem em escala de

cinza. O sinal produzido pela bobina pode ser visto na Figura 2.2.

Figura 2.2: Sinal de indução livre, indicado como SIL na imagem, produzido após aplicação de um
pulso de RF de 90◦ (VILLA-PINTO, 2016).

Para determinar a localização espacial dos sinais gerados, o campo magnético é variado

com uma frequência conhecida, permitindo encontrar a localização espacial de cada voxel.

Essa variação modifica a frequência de precessão do material a cada posição do tecido. A fase
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dos spins acaba sendo alterada também, mas proporcionalmente ao tempo de exposição e a

amplitude do gradiente. Dadas as informações de fase e frequência, o sinal é mapeado para

o chamado espaço K, cuja decodificação, via transformada inversa de Fourier, permite gerar

uma imagem de MR. Uma descrição detalhada deste processo é apresentada por Bracewell e

Bracewell (1986) e Gallagher, Nemeth e Hacein-Bey (2008).

As imagens médicas tridimensionais obtidas por ressonância magnética possuem algumas

peculiaridades, dentre as quais podemos citar: modalidades de ponderação, resolução, sistemas

de coordenadas, efeito de volumes parciais, não uniformidades das intensidades de campo e

ruído.

As ponderações das imagens de MR tem correlação direta com a intensidade do sinal ge-

rado; a ponderação T1, por exemplo, resulta numa distribuição dos níveis de cinza que é propor-

cional ao valor da constante de tempo T1 de cada tecido, propiciando um melhor delineamento

das estruturas formadas pelos tecidos. As imagens ponderadas por T2 trazem maior detalha-

mento das variações existentes num mesmo tecido, e os seus valores das intensidades de cinza

são correlacionados à constante T2 de cada tecido. Existem ainda as ponderações proton den-

sity (PD) e Fluid Attenuation Inversion Recovery (FLAIR). Neste trabalho serão usadas apenas

imagens ponderadas em T1, visto que o principal objetivo do trabalho é a detecção de pontos

salientes e seu uso para o posicionamento de malhas geométricas.

2.2.2 Sistemas de coordenadas em imagens de MR

No processamento de imagens médicas são utilizados três sistemas de coordenadas: coorde-

nadas de mundo, coordenadas anatômicas e coordenadas da imagem. O sistema de coordenadas

de mundo é tridimensional e é usado como referência para o posicionamento de um modelo em

relação ao mundo real. O sistema de coordenadas anatômicas é dividido em três planos: axial,

coronal e sagital, sendo que o primeiro separa o paciente da cabeça aos pés, o segundo separa

do peito às costas e o terceiro do lado esquerdo ao direito. O sistema de coordenadas da imagem

depende da maneira como o equipamento de MR realiza a aquisição da imagem, ou seja, onde

os campos são colocados para gerar as fatias e o movimento de precessão.
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2.2.3 Efeitos Indesejáveis de Aquisição

2.2.3.1 Efeito de Volume Parcial (Partial Volume Effect - PVE)

A resolução espacial de uma imagem de MR está diretamente relacionada ao seu tempo

de aquisição e as dimensões do voxel, que depende do quanto os gradientes de campo foram

variados nas etapas de fatiamento e codificação de frequência. Em contrapartida, quanto maior

a variação do gradiente, menor a relação sinal ruído, limitando a aquisição não somente por

tempo de aquisição. Um problema que costuma ocorrer na aquisição das imagens de MR é a

representação de dois ou mais tecidos em um mesmo voxel, como na Figura 2.3. Esse fenômeno

é denominado de efeito de volume parcial (HOFFMAN; HUANG; PHELPS, 1979) e costuma

ser um empecilho para os algoritmos de segmentação baseados em classificação voxel a voxel.

Figura 2.3: Exemplo ilustrativo do efeito de volume parcial. (a) Imagem de um conjunto de pixels,
(b) imagem representativa do efeito de volume parcial em (a), ocorrido devido a baixa resolução
espacial (CHEN; CHEN; TAGARE, 2011).

2.2.3.2 Não uniformidade das intensidades de campo (bias field)

A heterogeneidade de intensidade, ou simplesmente bias field, é um efeito indesejável pro-

duzido por equipamentos de MR (principalmente os mais antigos) e que degradam as imagens.

O bias field é um sinal de baixa frequência, de variação suave e multiplicativo, causado por al-

guns fatores, como modificações das linhas de campo magnético devido a presença do paciente

no equipamento de MR e assimetria das bobinas de RF. Tal efeito pode ser melhor visualizado

analisando-se uma região única de tecido na imagem, como é o caso da Figura 2.4, em que o

efeito de bias field pode ser observado. Algoritmos de processamento de imagens, como al-

goritmos de segmentação, análise de textura ou classificação, que usam valores de cinza das

imagens, são demasiadamente afetados e, em geral, produzem resultados insatisfatórios.
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(a) Fatia de uma imagem de MR

sem correção do bias field

(b) Fatia de uma imagem de MR

com correção do bias field

(c) Bias field removido

Figura 2.4: Fatias de uma imagem de MR com e sem correção do bias field, corrigido com o uso
do algoritmo N4-ITK (TUSTISON et al., 2010).

2.2.3.3 Ruído Riciano

A aquisição dos dados de RM ocorre no chamado espaço-k, que corresponde a uma co-

dificação de frequência dos dados espaciais. Do ponto de vista da análise de ruído, o com-

portamento de um sistema de uma bobina e de um receptor múltiplo é muito semelhante. Os

diferentes pontos adquiridos no espaço-k são considerados amostras independentes do sinal RF

recebido por cada bobina. A origem primária da flutuação aleatória é o chamado ruído térmico

(AJA-FERNÁNDEZ, 2016), cuja variação depende dos seguintes parâmetros:

σ
2

térmico ∝ 4kBT Re f f Bw, (2.3)

em que kB é a constante de Boltzmann, T é a temperatura absoluta do resistor, Re f f é a resistên-

cia efetiva da bobina carregada pelo objeto a ser escaneado e BW é a largura de banda do ruído

de voltagem do sistema de detecção.

Sob o pressuposto de que o ruído afeta igualmente todas as freqüências do sinal, isto é,

todas as amostras no espaço-k, então ele será independente do sinal e da fonte e, neste caso, o

ruído pode ser modelado como um processo (aleatório estacionário) complexo aditivo Gaussi-

ano branco (Additive White Gaussian Noise - AWGN) de média zero e variância igual a σKl .

O domínio complexo da imagem é obtido após o cálculo da transformada inversa de Fourier



2.2 Ressonância Magnética 33

(inverse Direct Fourier transform - iDFT), que é um operador ortogonal e linear, do sinal Sl(k),

no espaço-k, obtido para cada fatia e em cada bobina. Sob a suposição de que os dados são

amostrados em uma rede cartesiana sem a aplicação de interpolação, filtragem ou apodização

do sinal, então o ruído no domínio complexo da imagem será novamente um processo aleatório

estacionário de AWGN para cada bobina de recepção, dado por:

Sl(x) = Al(x)+Nl(x;0,σ2
l), l = 1 . . .L, (2.4)

em que Nl(x;0,σ2
l) = Nlre(x;0,σ ²l)+ j ·Nlim(x;0,σ ²l), Al é o sinal complexo livre de ruído e L

corresponde ao número de bobinas do sistema de aquisição.

Para a aquisição de bobina única, o modelo complexo da Equação 2.4 pode ser simplificado

para:

S(x) = A(x)+N(x;0,σ ²),

em que N(x;0,σ2)=Nre(x;0,σ ²)+ j ·Nim(x;0,σ ²) é um ruído do tipo AWGN e A(x)=Are(x)+

j · Are(x) é o sinal complexo livre de ruído. A magnitude M(x) do sinal é o envelope com

distribuíção riciana, definido por:

M(x) = |S(x)|=
√

(Are(x)+Nre(x;0,σ ²)) ²+(Aim(x)+Nim(x;0,σ ²)) ². (2.5)

A função densidade de probabilidade (probability density function - PDF) da distribuição

Riciana é definida por:

pM(M|A,σ) =
M
σ ²

exp
(
−M²+A²

2σ ²

)
I0

(
AM
σ ²

)
u(M) , (2.6)

em que I0(·) é a função de Bessel de primeira espécie (BOWMAN, 1958), u(M) é a função

degrau unitário e A(x) = |Are(x)+ j ·Aim(x)| =
√

Are2(x)+Aim²(x). Na região de background

da imagem, aonde a relação sinal-ruído (signal to noise ratio - SNR) é zero devido a ausência de

densidade de próton da água no ar, a PDF Riciana simplifica-se para uma distribuição Rayleigh

com PDF dada por:

pM(M|σ) =
M
σ ²

exp
(
− M²

2σ ²

)
u(M) . (2.7)

Quando o SNR é alto, isto é, os valores do sinal A(x) são grandes em relação a σ , então,

a distribuição é usualmente assumida como sendo Gaussiana. Um exemplo desse tipo de ruído

pode ser observado na Figura 2.5.
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Figura 2.5: Exemplo de uma fatia de uma imagem de MR antes e depois da redução do ruído
(COUPÉ et al., 2008).

2.3 Segmentação de imagens médicas

O processo pelo qual uma imagem é dividida em várias regiões, sem sobreposição e homo-

gêneas em relação à alguma característica, como intensidade de cor ou textura, é chamado de

segmentação (HARALICK; SHAPIRO, 1985). Em visão computacional o processo de segmen-

tação de uma imagem busca encontrar e demarcar, da maneira mais fidedigna possível, objetos

previamente definidos (JAIN; KASTURI; SCHUNCK, 1995).

A segmentação de imagens é uma das tarefas mais difíceis no processamento de imagens

e, portanto, é necessário cuidado para que a técnica de segmentação não seja acidental, ou seja,

que funcione somente para um caso. Algoritmos para a segmentação de imagens, em geral,

se baseiam em similaridade ou descontinuidade das intensidades na imagem (GONZALEZ;

EDDINS; WOODS, 2009).

Usando informações de similaridade, os algoritmos procuram particionar a imagem em

regiões que possuam alguma característica similar, como textura ou valores de intensidade. No

caso do uso de informações de descontinuidade, os algoritmos buscam por mudanças abruptas

na intensidade da imagem, as quais, comumente, representam bordas da imagem.

Para melhor contextualizar o leitor em relação à pesquisa desenvolvida, a seguir, serão des-

critos brevemente os dois tipos de métodos mais utilizados para a segmentação dos hipocampos

em imagens de MR: os métodos baseados em atlas e os métodos que usam modelos deformá-

veis. Além disso, uma conceituação de ponto saliente é colocada ao final do capítulo.
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2.3.1 Métodos baseados em Atlas

Cabezas et al. (2011) definiu atlas como a combinação de uma imagem de referência (tem-

plate) e seus segmentos rotulados. Também definiu como segmentação baseada em atlas o pro-

cesso de propagação dos rótulos contidos no atlas, através de um corregistro entre o template e

uma imagem destino. O corregistro de imagens, partindo do princípio que duas imagens estão

em um mesmo sistema de coordenadas espaciais, é um procedimento pelo qual uma imagem

alvo é alinhada a uma imagem modelo, de modo que haja correspondência espacial entre deter-

minadas estruturas (ANGENENT; PICHON; TANNENBAUM, 2006). Esse alinhamento é feito

por meio de uma transformação geométrica que, pela alta variação anatômica inter paciente do

cérebro, deve ser preferencialmente deformável (CARMICHAEL et al., 2005).

A maior vantagem dos métodos de segmentação por atlas é que as informações do atlas

podem ser transferidas para a imagem clínica. Em contrapartida, a maior dificuldade dessa

técnica é o alinhamento de imagens de indivíduos com alta variabilidade anatômica, como os

que possuem lesões ou tumores (HAMMERS et al., 2003; BALAFAR et al., 2010).

Cabezas et al. (2011) definiu dois tipos de atlas: atlas topológico e atlas probabilístico. O

atlas topológico, também conhecido como atlas determinístico, é composto por uma imagem

rotulada, selecionada de um conjunto de imagens, e considerada como um bom referencial. O

atlas probabilístico é construído usando um conjunto de imagens rotuladas, que são corregistra-

das e, a partir do conjunto de rótulos, um mapa probabilístico é estimado usando a frequência

de ocorrência e da posição dos voxels rotulados dos tecidos.

2.3.1.1 Segmentação usando Atlas Simples

Também conhecida como propagação de rótulos (label propagation) (ZHU; GHAHRA-

MANI, 2002), este tipo de segmentação utiliza corregistros entre a imagem clínica e o atlas

topológico. Com um primeiro corregistro é possível obter uma boa estimativa da posição da

estrutura na imagem clínica, em seguida, a aplicação de um corregistro deformável contorna

a variabilidade anatômica que existe entre pacientes. A aplicação mais indicada para este tipo

de atlas é o posicionamento de modelos deformáveis (CABEZAS et al., 2011). Neste trabalho

denominaremos este tipo de técnica como atlas simples.

2.3.1.2 Segmentação usando Multi-Atlas

A segmentação usando multi-atlas é considerada uma extensão da propagação de rótulos,

com maior precisão na presença de variabilidade anatômica se comparado a segmentação uti-



2.3 Segmentação de imagens médicas 36

lizando atlas simples. Existem duas maneiras de se utilizar multi-atlas. Uma delas é avaliar e

comparar as meta informações contidas no atlas com as informadas junto com a imagem clínica,

como a idade do paciente, para a seleção de um atlas simples a ser utilizado na segmentação.

Outra forma, mais comum, é a seleção de um atlas simples usando estratégicamente informa-

ções contidas na imagem. Logo, um multi-atlas pode ser entendido como um atlas simples onde

a imagem de referência representa o espaço para onde um conjunto de rótulos foi corregistrado

e a segmentação é feita usando uma estratégia de seleção do melhor rótulo. (CABEZAS et al.,

2011).

2.3.1.3 Segmentação usando Atlas Probabilístico

Um atlas probabilístico é um tipo de multi-atlas em que se constrói um mapa de proba-

bilidades dos voxels a partir das informações da imagem, como intensidade e localização das

estruturas. A partir do corregistro entre a imagem clínica e a imagem de referência do atlas

probabilístico, é possível aplicar um classificador de voxels para segmentar a imagem clínica

baseando-se no grau de certeza estimado da população que compõe o atlas probabilístico e que

refletem um perfil de variabilidade anatômica (CABEZAS et al., 2011).

2.3.2 Segmentação usando Modelos Deformáveis

Modelos deformáveis são curvas ou superfícies definidas dentro do domínio de uma ima-

gem e que fornecem um modelo abstrato de um objeto gerado através de um ajuste baseado

gradiente e textura da imagem. Os modelos deformáveis são representados através de curvas

elásticas (2D) ou superfícies deformáveis (3D) e podem mover-se a partir de forças externas,

que buscam o ajuste da estrutura em função da imagem e resistir ao movimento a partir de

forças internas, que mantém o modelo conciso (SAHA; BHOWMIK, 2016).

Também pode ser visto como um modelo, geralmente representado por uma curva paramé-

trica, superfície paramétrica, malha ou nuvem de pontos, que se ajusta iterativamente à imagem

de entrada de acordo com funcionais de energia que controlam sua deformação e induzem o

modelo a se moldar às bordas do objeto que se deseja segmentar (HEIMANN; MEINZER,

2009), sendo a definição desses funcionais e a ponderação dada a cada funcional, dependente

da aplicação.

Um dos principais atrativos dessa técnica é poder adaptar a estrutura a cada caso, além

de trazer em si a topologia e a anatomia da estrutura que se deseja segmentar, podendo ser

aplicada mesmo em situações nas quais o contraste da anatomia em estudo é relativamente
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baixo (PEKAR; MCNUTT; KAUS, 2004).

É uma técnica muito utilizada em segmentações semiautomáticas, sendo, nestes casos, o

posicionamento inicial realizado por um especialista. Na segmentação automática o posicio-

namento inicial do modelo é um grande desafio, especialmente em regiões que possuem um

grande número de estruturas próximas, as quais dificultam a convergência desses modelos (BO-

GOVIC; PRINCE; BAZIN, 2013).

2.3.3 Pontos Salientes

No sentido computacional, pontos salientes são características que notavelmente se sobres-

saem em relação a sua vizinhança imediata, sendo normalmente associada a uma mudança em

propriedades da imagem como cor, textura ou curvatura de bordas (TUYTELAARS; MIKO-

LAJCZYK, 2008). Neste sentido, são conhecidos, também, como keypoints. Os principais

critérios que definem um bom detector de pontos salientes (2D ou 3D) são:

1. Repetibilidade: imagens de um mesmo objeto ou cena, adquiridas sob diferentes condi-

ções de visualização, devem ter uma alta porcentagem de pontos detectados em ambas

imagens numa mesma região comum. Esta propriedade, talvez a mais importante, pode

ser alcançada se a robustez e a invariância forem garantidas. A robustez indica a capaci-

dade da técnica de lidar com deformações pequenas, como ruído branco. A invariância

indica a capacidade da técnica de lidar com transformações matemáticas realizadas na

imagem, como uma rotação.

2. Informatividade: um ponto saliente necessita ser distintivo na região em que se encon-

tra, em relação a sua vizinhança, apresentando variação relativamente alta em relação a

alguma propriedade da imagem.

3. Acurácia: a localização de um ponto saliente deve ser a mais precisa possível.

4. Eficiência: critério sujeito ao tipo de aplicação, coloca que um detector deve poder ser

utilizado em tempo hábil.

No sentido médico, marcadores anatômicos também são pontos salientes cujas caraterísticas

anatômicas são robustas à variabilidade inter e intra paciente, geralmente tendo uma forte rela-

ção com o órgão em questão.

Gao et al. (2017) demonstraram a importância das curvaturas tridimensionais em imagens

de cérebro buscando conjugar tais conceitos usando pontos demarcados por neurorradiologis-

tas. Também apontam diversas deficiências existentes em detectores de pontos salientes, como
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a dificuldade de estimar transformações deformáveis na presença de outliers e casamentos in-

corretos, algo apontado também no trabalho de Rister, Horowitz e Rubin (2017).

Neste trabalho, usamos como referência de pontos salientes tridimensionais os pontos en-

contrados em estruturas tip-like definidas no trabalho de Wörz e Rohr (2006).



Capítulo 3
REVISÃO DO ESTADO DA ARTE

Este capítulo apresenta uma síntese dos principais trabalhos para a segmentação dos hi-

pocampos em imagens de MR publicados na literatura científica. Ao final, uma revisão da

técnica 3D-SIFT com aplicação em imagens de MR é apresentada.

3.1 Segmentação dos hipocampos

O hipocampo é uma das primeiras estruturas a sofrer alterações nas condições AD e MCI.

Tal fato tem sido usado para o auxílio ao diagnóstico ou na elucidação de como ocorre o de-

senvolvimento da AD (BOBINSKI et al., 1996). Outras doenças que ocasionam alterações

nos hipocampos podem também se valer desta segmentação, como é o caso da esquizofrenia

(CSERNANSKY et al., 1998). Atualmente, a ressonância magnética é a melhor técnica para a

análise de deformações teciduais pois propicia boa discrepância de tecidos e permite quantificar

o volume e a forma das estruturas de forma não invasiva (FRISONI, 2001).

Embora existam diversas técnicas de segmentação semi-automática dos hipocampos (GHA-

NEI; SOLTANIAN-ZADEH; WINDHAM, 1998; HOGAN et al., 2000; SHEN et al., 2002;

ALEJO et al., 2003; CHUPIN et al., 2007; TANG et al., 2012), esta revisão da literatura apre-

senta resumidamente apenas as contribuições que visam a segmentação automática dos hipo-

campos. É importante salientar que a revisão limitou-se a trabalhos que fossem passíveis de

comparação. Neste caso, todos trabalhos citados utilizaram a técnica Dice Similarity Coeffici-

ent, Seção 4.3.1, para comparativo da precisão dos resultados.

Devido ao grande número e diversidade de trabalhos, esta revisão foi organizada em 2 temas

principais: métodos com modelos deformáveis e métodos com atlas.
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3.1.1 Métodos com Modelos Deformáveis

Duchesne, Pruessner e Collins (2002) propuseram a utilização da técnica Active Appea-

rance Model (AAM) (COOTES; EDWARDS; TAYLOR, 1998) para a segmentação de estru-

turas do cérebro, incluindo os hipocampos, em imagens de MR. A estratégia empregada para

a segmentação usa a AAM para a obtenção de um campo de deformação tridimensional que

adapta as características do modelo de referência à cada imagem clínica. As forças internas são

baseadas nas componentes principais que regem a distribuição da estrutura e as forças externas

são baseadas em informações dos níveis de cinza da imagem. Este método foi testado e treinado

usando um conjunto de 80 indivíduos saudáveis. Em três testes realizados usando 70 imagens

para o treinamento e 10 imagens para teste, os autores relataram um DSC médio de 0,68, sendo

o menor valor 0,57 e o maior valor 0,75.

Patenaude et al. (2011) usaram inferência Bayesiana para ajustar as forças internas e ex-

ternas do método AAM e, assim, segmentar os hipocampos. Este método foi testado com

validação cruzada (Leave-one-out) em um conjunto de imagens de MR ponderadas em T1 de

336 indivíduos, divididos em saudáveis, com esquizofrenia e com AD, obtendo um DSC médio

de 0,81 com desvio padrão de 0,03.

Hu et al. (2011) utilizaram imagens de MR ponderadas em T1, T2 e PD e um modelo

AAM em que cada uma das ponderações teve uma contribuição no cálculo das forças externas

que regem o modelo. Em seus experimentos, os autores demonstraram que a utilização das

três ponderações conjuntas produz melhores resultados do que a utilização de cada ponderação

isoladamente. Este método foi testado usando validação cruzada (4-fold) com imagens de 80

indivíduos saudáveis obtendo um DSC médio de 0,87 com desvio padrão de 0,02.

Zarpalas et al. (2013) propuseram a incorporação da técnica Adaptive Gradient Distribution

on the Boundary Map (AGDB) (ZARPALAS et al., 2012) em um modelo Active Countour

Model (ACM) (KASS; WITKIN; TERZOPOULOS, 1988). A AGDB redefine constantemente

o grau de contribuição das informações da imagem para a minimização da energia a medida

que o contorno ativo se molda à estrutura. O método proposto foi testado utilizando validação

cruzada (Leave-one-out) em imagens de MR ponderadas em T1 de 18 indivíduos saudáveis,

obtendo um DSC médio de 0,84.
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3.1.2 Métodos com Atlas

3.1.2.1 Atlas Simples

Carmichael et al. (2005) fizeram uma avaliação de diferentes tipos de corregistros entre um

atlas e imagens de RM ponderadas em T1 de 54 indivíduos, saudáveis, com MCI e com AD.

Neste trabalho os autores testaram técnicas de corregistro afim, corregistro semi-deformável e

corregistro totalmente deformável, com os métodos Automated Image Registration (AIR) (WO-

ODS et al., 1998), Statistical Parameter Mapping (SPM) (FRISTON et al., 1995), FLIRT (JEN-

KINSON et al., 2002) e métodos de corregistro propostos por Chen (1999). Ao final do trabalho,

os autores mostraram que corregistros totalmente deformáveis produzem melhores resultados

em segmentações automáticas. Além disso, eles fizeram uma análise das variáveis que interfe-

rem no desempenho da segmentação automática, como a presença de doenças neurodegenera-

tivas, a escolha da imagem de referência e o protocolo de segmentação manual utilizado. Os

autores sugerem o uso de atlas aliado a corregistros totalmente deformáveis para segmentação

dos hipocampos em imagens de MR. Comparada com a segmentação manual em 54 indivíduos,

esta técnica obteve um DSC médio de 0,71.

Barnes et al. (2007) usaram um atlas com rótulos dos hipocampos em conjunto com dois

corregistros afins para propagação dos rótulos. O primeiro corregistro realiza o alinhamento

entre a imagem de referência do atlas e a imagem do paciente. O segundo corregistro realiza

o alinhamento entre as regiões de interesse (regiões hipocampais) obtidas da imagem de re-

ferência do atlas e da imagem do paciente. As regiões de interesse foram delimitadas usando

modelos contidos no atlas. Usando imagens de MR ponderadas em T1 de um conjunto de 55 in-

divíduos (19 normais e 36 com alta probabilidade de AD) e validação cruzada (holdout), sendo

uma imagem usada como referência e as demais para teste, os autores relataram um DSC médio

de 0,83.

Kwak et al. (2013) propuseram um corregistro entre a imagem de referência do atlas e a

imagem clínica, usando análise de grafos, com o algoritmo de corte de grafos proposto por

Greig, Porteous e Seheult (1989), seguido de uma operação morfológica de abertura. O atlas

fornece informação a priori da região hipocampal para um grafo e, em seguida, o método

faz uma estimativa da probabilidade de ocorrência de volumes parciais nos voxels; por fim a

técnica aplica uma operação morfológica de abertura para reduzir falsos positivos resultantes

do processamento de corte dos grafos. Como imagem de referência os autores usaram uma

imagem rotulada de MR poderada em T1. Para a validação do método, os autores utilizaram 27

imagens rotuladas de MR ponderadas em T1. Como resultado, os autores relataram um DSC
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médio de 0,81 e desvio padrão de 0,04.

3.1.2.2 Multi-Atlas

Heckemann et al. (2006) buscaram melhorar a precisão da propagação de rótulos usando, a

partir de um conjunto de máscaras dos hipocampos, uma estratégia de fusão de rótulos e um pro-

cesso de decisão baseado em votação. Usando validação cruzada (Leave-one-out) com imagens

de MR ponderadas em T1 de 30 indivíduos saudáveis, contendo os hipocampos manualmente

segmentados, foi obtido um DSC médio de 0,84 com desvio padrão de 0,01.

Barnes et al. (2008) incorporaram ao método de segmentação de hipocampos com atlas

simples proposto por Barnes et al. (2007) uma estratégia multi-atlas. Tal estratégia seleciona o

melhor rótulo de uma biblioteca de modelos dos hipocampos a partir de informações da ima-

gem. Usando imagens de MR ponderadas em T1 de um conjunto de 55 indivíduos (19 normais

e 36 com alta probabilidade de AD) e validação cruzada (holdout), sendo uma imagem usada

como referência e as demais para teste, os autores relataram um DSC médio de 0,86 com desvio

padrão de 0,05.

Sabuncu et al. (2010) investigaram uma série de algoritmos para a fusão de rótulos aplicados

à segmentação dos hipocampos em imagens de RM ponderadas em T1. A partir de um conjunto

de imagens de MR ponderatas em T1 de 39 indivíduos (28 com AD e 11 com alta probabilidade

de AD), sendo 9 para ajuste de parâmetros e 30 para construção do multi atlas, obtiveram, com

validação cruzada (Leave-one-out), um DSC médio 0,87 e desvio padrão menor que 0,01.

Chen, Chen e Tagare (2011) propuseram o posicionamento de um multi-atlas a partir da

aplicação de corregistros em regiões de interesse (regiões hipocampais). O multi-atlas foi cons-

truído após a avaliação de três técnicas de fusão de rótulos, uma baseada em votação (HECKE-

MANN et al., 2006), uma baseada em estimação probabilística (WARFIELD; ZOU; WELLS,

2004) e uma baseada estimação probabilística condicionada à região (ASMAN; LANDMAN,

2011), tendo esta última produzido os melhores resultados. Usando validação cruzada (Leave-

one-out) com imagensde MR ponderadas em T1, rotuladas, de 33 indivíduos com idade média

de 2 anos, dos quais 26 eram saudáveis, foi obtido um DSC médio de 0,87 e desvio padrão de

0,04.

Coupé et al. (2011) propuseram o uso do estimador da técnica Non Local Means (NLM

) (BUADES; COLL; MOREL, 2005) para realizar uma fusão de rótulos a partir de pequenos

volumes cúbicos das imagens. Neste trabalho foram utilizadas imagens de MR ponderadas em

T1 de 80 indivíduos jovens e saudáveis. Com validação cruzada (holdout), sendo 30 imagens
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usadas para treinamento e 50 imagens usadas para teste, obtiveram um DSC médio 0,87 e

desvio padrão médio de 0,04.

Wang et al. (2013) observaram que as técnicas comumente usadas para fusão de rótulos

embutiam um viés relativamente alto. Para contornar isso propuseram a técnica Joint Label

Fusion (JLF) para fusão de rótulos. Essa técnica busca minimizar o viés gerado pela prevalência

de determinados padrões no treinamento das imagens. Nesse trabalho foram usadas imagens

de MR ponderadas em T1 e T2 de 139 indivíduos, sendo 82 com MCI e os demais saudáveis.

Usando validação cruzada (Holdout), sendo 20 imagens para teste e demais para treino, os

autores obtiveram um DSC médio de 0,89 e desvio padrão de 0,03.

Hao et al. (2014) propuseram a técnica Local Label Learning (LLL) para a segmentação

de hipocampos com multi-atlas. No lugar de um modelo tradicional de ponderação de rótu-

los, utilizaram um método de aprendizado de máquina para construir classificadores de voxel

baseando-se na aparência da imagem e informações de textura. O classificador utiliza blocos

cúbicos para treinamento e aplica um classificador Support Vector Machine (SVM) em conjunto

com uma estratégia de seleção de amostras de treinamento baseada nos vizinhos mais próximos.

Usando validação cruzada (Leave-one-out) com imagens de MR ponderadas em T1 e T2 de 30

indivíduos (10 saudáveis, 10 com MCI e 10 com AD) obtiveram um DSC médio de 0,89 e

desvio padrão de 0,03.

Pipitone et al. (2014) apresentaram a técnica Multiple Automatically Generated Templates

(MAGeT) com o intuito de diminuir o número de imagens necessárias para a criação de um

multi-atlas, com fusão de rótulos, satisfatório. O principal experimento realizado nesse traba-

lho usou validação cruzada (Leave-one-out) com imagens de MR ponderadas em T1 de 246

indivíduos (com AD, com MCI e saudáveis) obtendo um DSC médio de 0,87.

3.1.2.3 Atlas Probabilístico

Fischl et al. (2002) apresentaram uma técnica de atribuição automática de rótulos neuroa-

natômicos a cada voxel em imagens de MR. Esta técnica faz uso de informações probabilísticas

estimadas automaticamente a partir de um conjunto de treinamento rotulado, buscando atribuir

aos voxels um dos 37 rótulos possíveis, representantes de tecidos ou estruturas (incluindo os

hipocampos). Nesse trabalho a classificação é tratada como um problema de corregistro onde é

buscada uma transformação que maximize a probabilidade conjunta. Foram usadas imagensde

MR ponderadas em T1, rotuladas, de 12 indivíduos para a construção do atlas. Para teste foi

utilizado um conjunto de imagens de MR ponderadas em T1 de 134 indivíduos (saudáveis e

com AD) em que os autores relataram um DSC médio de 0,80.
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Han e Fischl (2007) incorporaram ao atlas de Fischl et al. (2002) um procedimento para

ajuste automatico do modelo de intensidade de um atlas a partir de novas imagens. Este proce-

dimento de renormalização do atlas aplica um corregistro não linear nas imagens que compõem

o atlas e adiciona uma correspondência de histogramas para atualizar as densidades de classe

condicional para cada estrutura. A correção das intensidades é realizada separadamente para

cada rótulo e o corregistro é baseado nas estruturas anatômicas. Para construção do atlas foram

usadas imagens de MR ponderadas em T1 de 40 indivíduos saudáveis. Para teste foram usadas

imagens de MR ponderadas em T1 de um conjunto de 27 indivíduos saudáveis, obtendo um

DSC médio de 0,83.

Lijn et al. (2008) apresentaram um método para a segmentação dos hipocampos, com uso

de atlas probabilístico, baseado em minimização de um funcional de energia computado a partir

das intensidades de imagens de MR ponderadas em T1. A energia de intensidade é aprendida

de forma estatística e regulada por um termo espacial e um termo de regularidade. As infor-

mações de regulação são indicadas a partir do atlas probabilístico, para o qual as as imagens

de treinamento foram corregistradas e onde os rótulos vão sendo ajustados com o funcional de

energia. Por fim, a energia resultante é minimizada globalmente usando cortes de grafos. Em

um conjunto de imagens de MR ponderadas em T1 de 20 indivíduos saudáveis, usando valida-

ção cruzada (Leave-one-out), os autores obtiveram um DSC médio de 0,86 e desvio padrão de

0,03.

Lötjönen et al. (2010) propuseram o uso de um atlas probabilístico para segmentação de es-

truturas cerebrais em conjunto com novo método de corregistro baseado na correlação espacial

dos tecidos, com auxílio da técnica Expectation Maximisation (EM). Esse corregistro é apresen-

tado como um problema de minimização de uma função custo composta pela dissimilaridade

das imagens e a rigidez da transformação. O atlas foi construído com imagens rotuladas de MR

ponderadas em T1 de 30 indivíduos. Para teste foram usadas imagens de MR ponderadas em

T1 de 60 indivíduos (20 saudáveis, 20 com MCI e 20 com AD), obtendo um DSC médio de

0,81 e desvio padrão de 0,02.

Lötjönen et al. (2011) estenderam o trabalho de Lötjönen et al. (2010) adicionando uma

correção ao efeito de volumes parciais proposta por Tohka, Zijdenbos e Evans (2004), com

o intuito de melhorar a precisão da segmentação dos hipocampos. Neste trabalho foi usada

a técnica EM com 5 classes de tecidos: três classes de tecidos reais (matéria branca, matéria

cinzenta e líquido encéfalo raquidiano) e duas classes combinadas (hipocampo - matéria branca

e hipocampo - liquido encéfalo raquidiano). O volume dos hipocampos foi estimado a partir da

soma ponderada das classes correspondentes aos hipocampos. Para a construção do atlas foram



3.1 Segmentação dos hipocampos 45

utilizadas imagens de MR ponderadas em T1 de 30 indivíduos (10 saudáveis, 10 com MCI e 10

com AD) e para a validação da técnica foram utilizadas 310 imagens de MR ponderadas em T1

(com indivíduos saudáveis, com MCI e com AD), onde os autores relataram um DSC médio de

0,87 e desvio padrão de 0,03.

3.1.3 Considerações sobre técnicas de segmentação de hipocampos em
imagens de MR

Autor Método DSC Volumes Validação cruzada

Duchesne, Pruessner e Collins (2002) AAM 0,68±ND 80 8-fold
Fischl et al. (2002) Atlas Probabilístico 0,80±ND 134 -

Carmichael et al. (2005) Atlas Simples 0,71±ND 54 -
Heckemann et al. (2006) Multi Atlas 0,84±0,01 30 LOO

Barnes et al. (2007) Atlas Simples 0,83±ND 55 Holdout
Han e Fischl (2007) Atlas Probabilístico 0,83±ND 27 -
Barnes et al. (2008) Multi Atlas 0,86±0,05 55 Holdout

Lijn et al. (2008) Atlas Probabilístico 0,86±0,03 20 LOO
Lötjönen et al. (2010) Atlas Probabilístico 0,85±0,02 60 -
Sabuncu et al. (2010) Multi Atlas 0,87±0,01 30 LOO
Lötjönen et al. (2011) Atlas Probabilístico 0,87±0,03 310 -

Hu et al. (2011) AAM 0,87±ND 80 4-fold
Chen, Chen e Tagare (2011) Multi Atlas 0,87±0,04 33 LOO

Coupé et al. (2011) Multi Atlas 0,87±0,04 80 Holdout
Patenaude et al. (2011) AAM 0,81±0,03 336 LOO

Wang et al. (2013) Multi Atlas 0,89±0,03 139 Holdout
Kwak et al. (2013) Atlas Simples 0,81±0,04 27 -

Zarpalas et al. (2013) ACM 0,84±ND 18 LOO
Hao et al. (2014) Multi Atlas 0,89±0,03 30 LOO

Pipitone et al. (2014) Multi Atlas 0,87±ND 246 LOO

Tabela 3.1: Tabela comparativa de trabalhos correlatos. LOO = Leave-one-out. ND = Não Dispo-
nível.

A Tabela 3.1 organiza em ordem cronológica os trabalhos que envolvem segmentação de hi-

pocampos, mostrando o tipo de técnica, o desempenho da técnica em relação ao DSC, o número

de imagens utilizado e a indicação do tipo de validação cruzada, caso tenha sido utilizada.

De acordo com Lötjönen et al. (2011), embora muitas técnicas tenham sido propostas para

a segmentação automática dos hipocampos em imagens de MR, fatores como a complexidade

das técnicas, a exigência de uma calibração precisa dos parâmetros para convergência de mo-

delos e o cuidado na escolha das imagens para construção de atlas, por exemplo, continuam

sendo problemas em aberto. Além dos problemas citados, a comparação e validação dos traba-
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lhos publicados são também aspectos que podem interferir significativamente nos resultados do

processamento, dos quais podem ser citados:

• Bases de dados: os trabalhos costumam usar bases de dados distintas, alguns com bases

de dados próprias e inacessíveis.

• Forma de aquisição: existem aquisições realizadas por diferentes scanners de MR e com

diferentes protocolos de aquisição; muitos trabalhos são validados com imagens adquiri-

das de apenas um modelo de scanner e um protocolo de aquisição.

• Diferenças entre populações analisadas: o desempenho dos algoritmos de segmentação

são dependentes de inúmeros fatores, tais como variabilidade anatômica, gênero, idade e

a presença de doenças neurodegenerativas.

• Protocolo de segmentação manual: existe uma diversidade de protocolos médicos em-

pregados para a segmentação manual dos hipocampos. O uso de diferentes protocolos

contribui para a variabilidade entre os especialistas e os rótulos de referência nem sempre

seguem as mesmas regras quando segmentados manualmente.

É possível observar um aumento significativo no número de trabalhos sobre segmentação auto-

mática dos hipocampos no início dos anos 2010, acredita-se que isso se deve a disponibilização

de bases de dados rotuladas, possibilitando a comunidade científica a desenvolver diferentes al-

goritmos e metodologias para a segmentação dos hipocampos, um problema que era, até então,

restrito a institutos de pesquisa em neuroimagem.

Ainda assim falta um consenso a respeito dos problemas citados. Com o intuito de auxiliar

nessa padronização, algumas iniciativas foram propostas:

• Alzheimer’s Disease Neuroimage Initiative: projeto criado por um grupo de instituições

de pesquisa com o intuito de promover o estudo da AD disponibilizando uma base de

dados de biomarcadores padronizada, Seção 4.2.2.

• European Alzheimer’s Disease Consortium: projeto criado com o intuito estabelecer um

protocolo harmonizado para segmentação manual do hipocampo em imagens clínicas de

MR, possibilitando maior verossimilhança na comparação das técnicas de segmentação,

Seção 4.2.3.

O uso de atlas é altamente indicado para agregar informações a priori que auxiliam a segmen-

tação de estruturas cerebrais (CARMICHAEL et al., 2005), sendo amplamente utilizado nos
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trabalhos citados. O corregistro possui um papel fundamental nos métodos que usam atlas e

uma melhora nos algoritmos de corregistro levaria a uma melhora imediata da precisão desse

tipo de técnica.

A partir dos trabalhos analisados pode-se observar que duas abordagens se destacam: uma

é a que utiliza atlas anatômicos em conjunto com modelos deformáveis e a outra é a que faz uso

de multi-atlas. Atualmente, essas abordagens são consideradas o estado da arte das técnicas de

segmentação dos hipocampos (DILL; FRANCO; PINHO, 2015).

3.2 Aplicações do 3D-SIFT em imagens de MR

O SIFT (LOWE, 1999) foi desenvolvido para detectar keypoints e descrevê-los a partir de

sua vizinhança. Uma vantagem dessa técnica é o fato dela ser invariante à escala, à translação

e à rotação. Esse algoritmo detecta pontos a partir de uma pirâmide construída via aplicação

recorrente do filtro diferença de gaussianas (Difference-of-Gaussians - DoG) (LINDEBERG,

1993) na imagem original. Uma etapa de pós-processamento é usada para descartar pontos com

baixo contraste em relação a sua vizinhança, resultando em keypoints mais evidentes e estáveis.

Por fim, um descritor é calculado para cada ponto, com base nas informações de sua vizinhança.

O filtro DoG produz alta resposta em regiões de bordas da imagem e, por conseguinte,

detecta pontos “pobremente” localizados, como pontos ao longo de uma reta, além de ser alta-

mente sensível a presença de ruído na imagem (DAS, 2015). Uma versão melhorada do SIFT

(LOWE, 2004) inclui uma segunda etapa de pós-processamento que busca eliminar a resposta

do filtro à bordas retilíneas, o que é feito a partir da análise de curvaturas de bordas da imagem.

A análise de curvaturas envolve o processamento de matrizes Hessianas. Como consequência,

tal processo aumentou a robustez e a popularidade do SIFT.

Inúmeras implementações do SIFT foram propostas a partir disso, incluindo versões ex-

pandidas para n-dimensões (CHEUNG; HAMARNEH, 2007; SCOVANNER; ALI; SHAH,

2007; ALLAIRE et al., 2008; KLASER; MARSZAŁEK; SCHMID, 2008; NI et al., 2008;

SUN; CHEN; HAUPTMANN, 2009; FLITTON; BRECKON; BOUALLAGU, 2010; TOEWS;

WELLS, 2012; PAGANELLI et al., 2013; RISTER; HOROWITZ; RUBIN, 2017), as quais se-

rão resumidamente apresentadas. Nesta seção o termo “SIFT” foi usado para quaisquer versões

do algoritmo, incluindo as n-dimensionais.

Cheung e Hamarneh (2007) apresentaram a primeira versão tridimensional (e quadrimen-

sional) do SIFT. Nesse trabalho, imagens sintéticas 3D de cérebro humano e imagens tomográ-

ficas 4D de coração canino foram usadas para demonstrar o potencial da técnica em diferentes
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dimensões. A avaliação foi realizada com base na estabilidade dos casamentos de pontos em

imagens com diferentes escalas e rotações. Nessa versão, os recursos do SIFT (LOWE, 1999)

foram apenas expandidos e não há descarte de pontos com base na curvatura. Além disso, essa

versão do SIFT não é totalmente invariante à rotação e a expansão do descritor para 3D, rea-

lizada apenas normalizando o histograma de orientações, produz viés devido à forma como é

calculada a quantização do histograma de orientações (RISTER et al., 2015).

Scovanner, Ali e Shah (2007) introduziram um novo descritor 3D para o SIFT (LOWE,

1999). Nesse trabalho os keypoints são detectados a partir de máximos locais da resposta de

filtros de Gabor (em escala fixa) e o descritor proposto inclui informações de dois ângulos

(Azimute e elevação). O método foi avaliado usando 92 vídeos de pessoas executando 10

diferentes ações (action recognition). Em uma análise comparativa com 4 diferentes descritores,

os autores demonstraram que a solução proposta era a melhor representação 3D para keypoints.

Allaire et al. (2008) apresentaram uma versão do 3D-SIFT totalmente invariante à rota-

ção da imagem. A invariância, neste caso, é obtida pela adição de um segundo histograma

de gradientes que permite corrigir o ângulo de inclinação da direção preferencial dada pelo

primeiro histograma de orientações. Além disso, incluíram um passo de pós-processamento

para descarte de keypoints com base na curvatura, por meio da expansão da matriz Hessiana

apresentada no trabalho de Lowe (2004) para 3D. Os autores demonstraram que a inclusão do

segundo histograma de orientações, usado para a correção do ângulo de inclinação, gera um

alto custo computacional, especialmente no cálculo do descritor. O método foi avaliado compa-

rando a estabilidade dos casamentos na presença e ausência da correção do ângulo de inclinação

para atribuição de rotação. O método foi usado para corregistrar, a partir dos pontos casados,

imagens de tomografia, imagens de tomografia Cone Beam e imagens de MR.

Klaser, Marszałek e Schmid (2008) apresentaram uma melhoria ao descritor proposto por

Scovanner, Ali e Shah (2007). Após observarem que a representação polar gerava um problema

de quantização, introduziram uma correção usando poliedros regulares e distribuindo homoge-

neamente suas faces no histograma de orientações. Utilizando três bases de dados de vídeos

contendo humanos praticando determinadas ações (action recognition), os autores compararam

quatro diferentes descritores e demonstraram uma melhora na performance geral da metodolo-

gia usando o descritor proposto.

Ni et al. (2008) modificaram a etapa de pós-processamento para descarte de pontos com

base na informação de curvatura das bordas detectadas na imagem. Após o cômputo da matriz

Hessiana, os autores utilizaram uma relação entre o maior autovalor e o menor autovalor da

matriz, ao invés de usarem o traço da matriz como Allaire et al. (2008). Os pontos casados
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foram usados para estimar transformações afim e corregistrar imagens de ultrassom adquiridas

de um mesmo paciente em diferentes ângulos. O trabalho foi avaliado a partir da análise de

estabilidade de casamentos de pontos após a aplicação de rotações nas imagens.

Sun, Chen e Hauptmann (2009) compararam quatro descritores, dois descritores locais (2D-

SIFT e 3D-SIFT) e dois descritores globais baseados em momentos de Zernike (PROKOP; RE-

EVES, 1992). Para isso, os autores usaram duas bases de dados de vídeos contendo humanos

praticando determinadas ações (action recogniticion). Além dos descritores isolados, também

foram testadas combinações de descritores. Os autores relataram bons resultados para o descri-

tor proposto por Klaser, Marszałek e Schmid (2008).

Flitton, Breckon e Bouallagu (2010) demonstraram que é possível utilizar o 3D-SIFT para

identificar objetos de metal em imagens de tomografia computadorizada de baixa resolução.

Para demonstrar a eficiência da técnica, os autores utilizaram imagens de 21 mochilas contendo

revólveres, 27 mochilas contendo pistolas e 25 mochilas livres de objetos metálicos. Os pontos

casados foram utilizados para estimar transformações afim e posicionar modelos de objetos às

imagens e afim de identificá-los. Embora tenham usado uma correção do ângulo de elevação

para o cálculo da orientação, os autores propuseram um descritor semelhante ao descritor de

Cheung e Hamarneh (2007), que produz viés.

Toews e Wells (2012) demonstraram que é possível superar métodos populares como o

FLIRT (JENKINSON et al., 2002) estimando transformações deformáveis com pontos salien-

tes. Para isso usaram 100 imagens de MR e 20 imagens de tomografia computadorizada do

cérebro de indivíduos saudáveis. A versão do SIFT usada nesse trabalho usa um terceiro ân-

gulo (ângulo tilt) para o correção do histograma de orientações, que é estimado com base nos

outros dois ângulos de base (Azimute e elevação). Embora tenham corrigido as intensidades do

histograma de orientações, os autores utilizaram um descritor que não incorpora tal ângulo e,

portanto, não garante invariância total à rotação.

Paganelli et al. (2013) propuseram o uso do 3D-SIFT (ALLAIRE et al., 2008) como uma

ferramenta de avaliação de transformações deformáveis e de tomadas de decisão em protocolos

de radioterapia. As propriedades de invariância à rotação e preservação de forma do 3D-SIFT

foram avaliadas utilizando imagens de phantoms. A análise da técnica como ferramenta de

avaliação de transformações foi feita com imagens de tomografia computadorizada de 19 indi-

víduos portadores de algum tipo de câncer (pescoço e cabeça) por meio de um comparativo com

técnicas convencionais, demonstrando precisão aceitável. Cabe mencionar que nesse trabalho

foi utilizado o descritor de Cheung e Hamarneh (2007), que produz viés.

Rister et al. (2015) apresentaram um método para corregistro afim de imagens médicas
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tridimensionais baseado em keypoints 3D detectados pelo SIFT. Neste trabalho, eles propuseram

o uso de um descritor 3D semelhante ao proposto por Klaser, Marszałek e Schmid (2008) e o uso

de um Structure Tensor (ST) para atribuir orientação aos histogramas de gradiente, provando

matematicamente a invariância à rotação da técnica. Adicionalmente, os autores realizaram

mudanças sutis no SIFT, como a escolha da vizinhança a ser analisada, limiar dinâmico para

descarte de pontos com baixo contraste e um processo para descarte de pontos instáveis com

base no comparativo entre duas direções preferenciais do gradiente, uma dada pelos autovetores

do ST e outra dada pelas derivadas direcionais.

No trabalho de Rister, Horowitz e Rubin (2017) os keypoints são detectados usando o SIFT

com as modificações propostas por Rister et al. (2015). Porém, os autores propuseram o uso de

um descritor não baseado em informação de gradiente, o Geometric Moment Invariants (GMI).

Os pontos salientes detectados foram utilizados para estimar uma transformação afim que foi

aplicada às imagens de tomografia computadorizada do abdômen e às imagens de MR do cé-

rebro de pacientes com lesões de esclerose múltipla. Além disso, Rister, Horowitz e Rubin

(2017) demonstraram que o GMI possui maior custo computacional e não é totalmente invari-

ante à rotação, como o descritor do SIFT. Embora o autor tenha relatado bons resultados utili-

zando transformações afim, o mesmo argumenta que o excessivo número de outliers prejudica

a estimação de transformações deformáveis.

É importante observar que, a simples expansão do SIFT não garante invariância à rotação

(RISTER; HOROWITZ; RUBIN, 2017) e que apenas alguns trabalhos tridimensionais, como

o de Allaire et al. (2008), que possui um alto custo computacional, e o proposto por Rister,

Horowitz e Rubin (2017) tiveram o devido cuidado nessa questão.

Neste trabalho foi usada a versão de Rister, Horowitz e Rubin (2017) do SIFT, a qual foi

adaptada com a inclusão de um passo de pós-processamento para descarte de falsos positivos,

considerando a definição de ponto saliente da Seção 2.3.3.



Capítulo 4
METODOLOGIA

Este capítulo apresenta as características das bases de imagens utilizadas para a realização

dos experimentos e a fundamentação teórica das técnicas empregadas e desenvolvidas nesta

pesquisa.

4.1 Visão Geral

Este trabalho propõe uma técnica para a segmentação automática dos hipocampos em ima-

gens de ressonância magnética usando malhas deformáveis posicionadas com o auxílio de pon-

tos salientes 3D automaticamente detectados. O fluxograma apresentado na Figura 4.1 apre-

senta a sequência de etapas utilizadas no trabalho. Além dos passos executados no fluxograma,

duas técnicas de otimização foram utilizadas para ajustar os parâmetros que mais influenciam

nos resultados da segmentação.

Esta sequência de passos é executada para cada imagem de entrada e, excluindo a etapa

de pré-processamento, leva aproximadamente 4 minutos para segmentar uma imagem contendo

dois hipocampos, utilizando uma máquina com um processador Intel i7 920 (2.67GHz), 8GB

de memória RAM (DDR3 1333MHz) e um HD Seagate ST3100333AS (SATA 3GB/s e 32MB

cache). Cabe salientar que os códigos não foram otimizados.

Nas etapas de detecção e casamento de pontos, dois conjuntos de técnicas distintas foram

aplicadas separadamente. Estas e todas as demais técnicas usadas neste trabalho estão descritas

detalhadamente ao longo deste capítulo.
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Figura 4.1: Fluxograma da metodologia.

4.2 Bases de dados

4.2.1 Estruturas sintéticas

Uma base de dados contendo 1152 estruturas 3D sinteticamente geradas foi construída uti-

lizando o modelo paramétrico descrito no trabalho de Wörz e Rohr (2006). A base é composta

864 estruturas tip-like (formato de cume), 216 estruturas saddle-like (formato de sela) e 72 es-

truturas sphere-like (formato esférico). Os modelos paramétricos são baseados em uma função

de erro gaussiano que constrói uma estrutura semelhante a metade de um elipsoide. As imagens

geradas possuem resolução isotrópica 1mm e tamanho 33×33×33 voxels.

Adicionalmente, um cubo com tamanho 33× 33× 33 voxels e valor 1 de intensidade foi

construído em uma imagem sintética de tamanho 128× 128× 128, sendo que os voxels com

valor 0 representam a intensidade do fundo.

Neste trabalho, as estruturas tip-like representam pequenas estruturas 3D de alta curvatura,

as quais foram submetidas a diferentes condições de degradação da imagem e de variância

anatômica. Tais estruturas são similares a estruturas encontradas em imagens de MR do cérebro,

como a parte frontal do corpo caloso e alguns segmentos de ventrículos (WÖRZ; ROHR, 2006).

Para a geração das estruturas foram utilizadas variações de intensidade, afinamento, do-
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Tip-like Saddle-like Sphere-like

Parâmetros Intervalo Incremento Intervalo Incremento Intervalo Incremento

Intensidade [0,25;1] 0,.25 [0,25;1] 0,25 [0,25;1] 0,25

Ruído gaussiano [0%;3%] 1,5% [0%;3%] 1,5% [0%;3%] 1,5%

Bias Field (z) [0%;40%] 20% [0%;40%] 20% [0%;40%] 20%

Afinamento (x,y) [0;0,5] 0,5 - - - -

Dobramento [0;0,04] 0,04 0,12 - - -

Translação (x,y,z) [0;2] 2 [0;2] 2 [0;2] 2

Rotação (x,y,z) [0◦;90◦] 45◦ [0◦;90◦] 45◦ 0 -

Total 864 216 72

Tabela 4.1: Tabela indicando os parâmetros utilizados na geração das estruturas sintéticas junta-
mente com as suas respectivas variações.

bramento angular e posicional, além da intodução de ruído gaussiano e bias field. A faixa de

valores dos diversos parâmetros usados na geração das estruturas é apresentada na Tabela 4.1.

Essa base foi especialmente construída para avaliar a detecção de pontos com a técnica 3D-

SIFT (RISTER; HOROWITZ; RUBIN, 2017). A detecção de pontos utilizando congruência de

fase foi avaliada de forma semelhante no trabalho de Villa-Pinto e Ferrari (2016).

4.2.2 Base de dados da ADNI

A base de dados da Alzheimer’s Disease Neuroimaging Initiative (ADNI)1 é uma das bases

mais utilizadas em trabalhos de segmentação de estruturas cerebrais. A ADNI faz parte de

um projeto criado em 2003 pelas instituições de pesquisa National Institude of Aging, Institute

of Biomedical Imaging and Bioengineering e Food and Drug Administration of America, com

o intuito de promover o estudo da AD através da disponibilização de dados padronizados de

biomarcadores. As imagens contidas nessa base de dados foram adquiridas usando diferentes

equipamentos de MR e possuem variadas especificações. A base ainda pode ser subdividida em

três partes: ADNI-1, ADNI-GO e ADNI-2.

1http://adni.loni.usc.edu/
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Normal MCI LMCI AD

Homens 22 18 9 21
Mulheres 22 11 8 24

Tabela 4.2: Base de dados EADC-ADNI estraficada por gênero e presença de doença neurodegene-
rativa. LMCI = Comprometimento Cognitivo Moderado Tardio (Late Mild Cognitive Impairment).

4.2.3 Base de dados da EADC-ADNI

O projeto European Alzheimer’s Disease Consortium (EADC)2 iniciou-se em 2012 e procu-

rou estabelecer um protocolo harmonizado (FRISONI et al., 2015) para a segmentação manual

do hipocampo em imagens clínicas de MR, possibilitando uma comparação mais fidedigna entre

as técnicas de segmentação. Neste projeto são disponibilizadas 270 máscaras binárias adqui-

ridas da segmentação dos hipocampos de 135 imagens T1-w de MR da base de dados ADNI,

usando o protocolo harmonizado. Esta base de dados contém pacientes entre 60 e 90 anos e

pode ser estratificada por gênero e condição de saúde de cada indivíduo, como pode ser visto

na Tabela 4.2.

4.2.4 Base de dados do NAC

O Neuroimage Analisys Center (NAC)3 é um centro de pesquisa afiliado a Universidade

de Harvard, Estados Unidos. Eles disponibilizam um atlas topológico (HALLE et al., 2017)

de um paciente saudável. Este atlas dispõe estruturas cerebrais marcadas manualmente por

especialistas em uma imagem de MR ponderada em T1, com resolução 1×1×1mm³ e tamanho

256×256×256. Para cada estrutura demarcada foi extraída uma máscara binária e construída

uma malha triangular a partir dela. Esse atlas fornece, além de uma imagem de referência T1-w,

149 malhas de várias estruturas cerebrais, incluindo os hipocampos.

4.3 Medidas de avaliação

4.3.1 Coeficiente de similaridade de Dice

Uma das medidas de discrepância mais utilizada nos trabalhos que envolvem segmentação

dos hipocampos é o coeficiente de similaridade de Dice (Dice Similarity Coefficient - DSC)

2http://www.hippocampal-protocol.net
3http://www.spl.harvard.edu/publications/item/view/2037
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(CABEZAS et al., 2011). Embora tenha surgido na área biológica, como uma métrica de asso-

ciação entre duas espécies (DICE, 1945), o DSC passou a ser muito utilizado como uma métrica

de sobreposição entre duas máscaras binárias, cujo valor varia entre 0% e 100%, e é definida

como:

DSC(A,B) = 2
|A∩B|
|A|+ |B|

, (4.1)

em que A é a região segmentada que se quer avaliar e B é a região de referência. A intersecção

fornece os voxels comuns às duas regiões enquanto que a soma fornece o total das regiões

juntas. Uma observação a respeito do coeficiente é que ele é sensível ao deslocamento espacial,

mesmo que a forma seja igual (FISCHL et al., 2002).

4.3.2 Coeficiente de similaridade de Jaccard

O coeficiente de similaridade de Jaccard (JACCARD, 1901) é análogo ao DSC e também

costuma ser utilizado como métrica de sobreposição entre duas máscaras binárias. Os valores

desse coeficiente variam entre 0% e 100% e o mesmo é definido como:

JC(A,B) =
|A∩B|
|A|∪ |B|

, (4.2)

em que A é a região segmentada que se quer avaliar e B é a região de referência.

4.3.3 Distância de Hausdorff

Dadas duas regiões, A e B, a distância de Hausdorff é a maior das menores distâncias que

separam os pontos de A de qualquer ponto de B. Formalmente, a distância de Hausdorff entre

A e B é o valor que maximiza a função:

h(A,B) = max
a∈A
{min

b∈B
{d(a,b)}} , (4.3)

em que a e b são pontos pertencentes a cada região e d(a,b) a distância Euclidiana entre esses

pontos. A distância de Hausdorff acentua a presença de outliers, facilitando a avaliação de

discrepâncias nos formatos das regiões (HUTTENLOCHER; KLANDERMAN; RUCKLIDGE,

1993).

Na literatura, é bastante comum o uso da distância média de Hausdorff (DUBUISSON;

JAIN, 1994), que de maneira similar à Equação 4.3, é definida por:
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havg(A,B) =
1
|A| ∑a∈A

{min
b∈B
{d(a,b)}}. (4.4)

4.4 Pré-processamento

As etapas de pré-processamento incluem a redução do ruído das imagens usando a técnica

Non-Local Means (BUADES; COLL; MOREL, 2005), a correção do bias field usando o algo-

ritmo N4-ITK4 (TUSTISON et al., 2010), a padronização das intensidades usando a técnica de

Nyul, Udupa e Zhang (2000), o corregistro afim usando a ferramenta Nifty-Reg5 (OURSELIN;

STEFANESCU; PENNEC, 2002), a extração do encéfalo usando a técnica de Iglesias et al.

(2011) e, por fim, a transformação das máscaras binárias em malhas tridimensionais usando

uma função da biblioteca ITK6. As técnicas são brevemente descritas a seguir.

Alguns tecidos, como o ósseo, atrapalham a detecção de pontos salientes em estruturas ce-

rebrais com pouca discrepância, como o hipocampo. Com o intuito de maximizar o número de

pontos detectados próximos a essas estruturas, regiões de interesse (Region of Interest - ROI)

foram utilizadas. Inicialmente foram definidas como ROI duas caixas retangulares com tama-

nho 50× 64× 50, posicionadas a partir dos centroides das máscaras binárias dos hipocampos

esquerdo e direito. Isso resultou em um número insuficiente de pontos detectados e casados,

nos levando a decisão de utilizar como ROI todo o encéfalo e não somente as duas caixas r

etangulares.

4.4.1 Non Local Means

Filtros de vizinhança são filtros que modificam o valor de intensidade de um voxel com

base em informações dos voxels vizinhos. O uso de informações locais em conjunto com in-

formações globais de similaridade é usada por alguns algoritmos de redução de ruído, como

os algoritmos propostos por Yaroslavsky (1985), Smith e Brady (1997), Tomasi e Manduchi

(1998) e Buades, Coll e Morel (2005). Dos algoritmos citados, o algoritmo NLM, proposto por

Buades, Coll e Morel (2005), é um dos que apresenta os melhores resultados para a redução de

ruído de imagens médicas.

O NLM modifica a intensidade de cada voxel multiplicando a sua intensidade por um fator

de ponderação, que é calculado pelo somatório das variações de similaridade entre o voxel a

4https://itk.org/Doxygen/html/classitk_1_1N4BiasFieldCorrectionImageFilter.html
5http://cmictig.cs.ucl.ac.uk/wiki/index.php/NiftyReg
6https://itk.org/Doxygen/html/classitk_1_1BinaryMask3DMeshSource.html
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ser ponderado e todos os demais voxels da imagem. Em geral, a similaridade entre dois vo-

xels é calculada pela distância Euclidiana entre dois vetores construídos usando as intensidades

presentes nas vizinhanças (blocos ou patches) dos respectivos voxels. O NLM busca manter a

relação de similaridade entre os blocos da imagem (informação global) ao mesmo tempo que

modifica os valores de cada voxel com informações locais, por isso essa suavização é dita como

não local. Buades, Coll e Morel (2005) mostraram, a partir de análises qualitativas e quanti-

tativas do NLM, que seu algoritmo produz resultados superiores quando comparado a outros

métodos de suavização já conhecidos na literatura, como o filtro gaussiano (LINDENBAUM;

FISCHER; BRUCKSTEIN, 1994) e filtro de difusão anisotrópica (FERRARI, 2013).

Cabe salientar que o NLM foi idealizado para reduzir ruído Gaussiano e que o ruído pre-

sente em imagens de MR é do tipo Riciano. Porém, em imagens em que o SNR é alto, essa

distribuição se aproxima de uma distribuição Gaussiana.

Na imagem de MR contida na Figura 4.2 é possível observar o efeito da redução de ruído

usando a técnica NLM com os parâmetros originais. Também é possível observar que as bordas

das imagens, em geral, são bastante preservadas.

(a) Vista sagital antes da aplicação do NLM. (b) Vista sagital depois da aplicação do NLM.

Figura 4.2: Demonstração da redução do ruído. Observa-se pouca ou nenhuma atenuação das
bordas.

4.4.2 N4-ITK

Como mencionado no capítulo 2, as imagens de MR sofrem de um efeito chamado bias

field, que altera a intensidade dos voxels. Sled, Zijdenbos e Evans (1998) propuseram um

algoritmo de normalização não-paramétrica referido por N3 (Non-parametric Non-uniform in-

tensity Normalization), o qual é amplamente utilizado para correção deste efeito em imagens
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3D de MR. No modelo proposto,

I(x) = I0(x) ·BF(x)+n(x), (4.5)

a imagem I0 é corrompida por uma função multiplicativa BF e ruído aditivo n. Assumindo que

o ruído n é eliminado no estágio anterior e lembrando que a função logarítmica é uma função

monotonicamente crescente, ou seja, a sua aplicação a uma dada função não altera os pontos de

máximo e mínimo desta função, então, a Equação 4.5 pode ser reescrita como:

v(x) = u(x)+ f (x), (4.6)

em que v(x) = log[I(x)], u(x) = log[I0(x)] e f (x) = log[BF(x)] e x é um ponto tridimensional.

Assumindo que u, v e f , na Equação 4.6, são variáveis aleatórias independentes com fun-

ções densidade de probabilidade U , V e F , respectivamente, então a seguinte propriedade esta-

tística é verdadeira:

V (v) =U(v)∗F(v) =
ˆ

U(v− f )F( f )d f , (4.7)

onde ∗ denota a operação de convolução (DEVROYE, 1986). Ou seja, a Equação 4.7 indica que

a função F(v) causa uma espécie de borramento em U(v), resultando em V (v) menos a imagem

observada.

Esse borramento diminui os componentes de alta frequência de U , os quais precisam ser

restaurados para a correção do bias field. Visto que F é desconhecido, não é óbvio quais são as

frequências que precisam ser restauradas. Portanto, o algoritmo N3 busca por uma função de in-

versão que maximize o conteúdo de frequência de U , revertendo, assim, o efeito de borramento

(bias field) de F .

Existe uma versão melhorada do N3 (SLED; ZIJDENBOS; EVANS, 1998), no qual é acres-

centada uma abordagem multi resolução e um aproximador B-spline mais rápido e mais robusto.

Esse método, chamado de N4-ITK, foi proposto por Tustison et al. (2010) e está disponível na

biblioteca ITK7.

4.4.3 Padronização de histogramas

Uma das principais dificuldades na análise de imagens de MR é que as intensidades não têm

um significado fixo, nem mesmo usando um mesmo protocolo, para a mesma região do corpo,

obtida no mesmo equipamento de MR, para um mesmo paciente (NYUL; UDUPA; ZHANG,

2000). O algoritmo proposto por Nyul, Udupa e Zhang (2000) mapeia, proporcionalmente, as

7https://itk.org/
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intensidades de uma dada imagem de MR para as intensidades de uma imagem padrão prees-

tabelecida. O algoritmo realiza uma transformação não linear entre o histograma da imagem

analisada e o histograma de uma imagem usada como referência. A transformação dos níveis

de cinza da imagem é obtida do mapeamento entre os picos dos histogramas das duas imagens,

o que permite modificar a forma do histograma da imagem analisada para que fique parecida

com a forma do histograma da imagem de referência. A implementação desse algoritmo está

disponível na biblioteca ITK7.

4.4.4 Corregistro afim

O corregistro afim consiste em uma transformação geométrica que realiza operações de

translação, rotação, escala e cisalhamento com o intuito de aproximar duas representações de

um mesmo objeto demarcado. O algoritmo proposto por Ourselin, Stefanescu e Pennec (2002)

realiza tal transformação usando um casamento de blocos (block matching) e a aproximação

por Least Trimmed Squares (RUPPERT; CARROLL, 1980). A imagem é dividida em blocos

que fornecem um conjunto de pontos correspondentes entre as imagens, em seguida, estima-se

uma transformação que maximiza as correspondências locais. Esses dois passos se repetem até

que seja encontrada uma convergência. O algoritmo é composto por três parâmetros, que são:

o tamanho do bloco e da vizinhança e o espaçamento entre blocos consecutivos. Ao longo do

processo, o autor da técnica utiliza uma abordagem multi escala em que todos os parâmetros

são inicializados com valores altos, encontrando transformações grosseiras. Em seguida os

valores dos parâmetros vão sendo reduzidos iterativamente, permitindo um melhor refinamento

do alinhamento das imagens.

Modat et al. (2014) demonstrou a existência de um viés direcional no algoritmo proposto

por Ourselin, Stefanescu e Pennec (2002) e propuseram uma solução para o problema que

consiste em usar a correlação cruzada normalizada como métrica de similaridade de pequenos

blocos de tamanho fixo e usar um ajuste conjunto das transformações direta e inversa entre as

imagens, eliminando a necessidade de discretizar as imagens para um espaço médio comum.

Quando as imagens possuem resolução diferente este espaço comum produz viés em direção a

uma das imagens. Mais detalhes podem ser encontrados na referência (MODAT et al., 2014).

A implementação desse algoritmo está disponível no software NiftyReg8.

8http://cmictig.cs.ucl.ac.uk/wiki/index.php/NiftyReg



4.5 Processamento 60

4.4.5 Extração do encéfalo

A presença da caixa craniana e outras estruturas secundárias nas imagens de MR do cére-

bro atrapalham a detecção de características em regiões de baixo contraste, como a região dos

hipocampos. Para solucionar tal problema, neste trabalho foi utilizado o método RObust Brain

Extraction (ROBEX) (IGLESIAS et al., 2011) que extrai automaticamente a massa encefálica

em imagens de MR. Esse método combina um modelo discriminante baseado no classifica-

dor voxel-based Random Forest (LI et al., 2006) e um modelo generativo que estima e aplica

transformações afim e deformável para ajustar uma malha de referência do encéfalo à imagem

(FANG; BOAS, 2009).

O algoritmo utilizado no trabalho pode ser encontrado no repositório colaborativo de pes-

quisa NITRC9.

4.5 Processamento

Ao longo deste subcapítulo as seguintes etapas serão detalhadas:

• Extração, descrição e casamento de pontos utilizando SIFT,

• Extração, descrição e casamento de pontos utilizando congruência de fase com shape

context,

• Rejeição de outliers do casamento de pontos,

• Atribuição de ponderações aos pontos casados,

• Estimação da transformação deformável a partir dos pontos casados,

• Ajuste da malha tridimensional com informações da imagem,

• Ajuste dos parâmetros da metodologia.

4.5.1 Pontos salientes usando 3D-SIFT

A Figura 4.3 ilustra o fluxograma das etapas realizadas pelo 3D-SIFT para a detecção e

descrição de pontos salientes. Neste trabalho foi utilizada uma versão modificada do 3D-SIFT

(RISTER et al., 2015; RISTER; HOROWITZ; RUBIN, 2017), adaptada para encontrar os pon-

tos salientes definidos na Seção 2.3.3.
9http://www.nitrc.org/projects/robex/
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Figura 4.3: Fluxograma da detecção de pontos do SIFT.

4.5.1.1 Pirâmide DoG

Para realizar a extração de características e, ao mesmo tempo, obter invariância à rotação e

eficiência computacional, o primeiro estágio do SIFT consiste na criação de uma representação

espaço escala usando filtros DoG. É importante salientar que para obter invariância à escala,

em análise espacial, é obrigatória a utilização de um kernel Gaussiano (KOENDERINK, 1984;

BABAUD et al., 1986).

A técnica DoG é semelhante a aplicação de uma derivada de segunda ordem e sua res-

posta se aproxima à resposta do filtro Laplaciano da Gaussiana (Laplacian of Gaussian - LoG)

normalizado em escala σ2∆2G (LINDEBERG, 1994), com a vantagem de detectar cantos e

bordas a um custo computacional mais baixo. O filtro LoG, quando normalizado com σ2, pro-

duz invariância à escala e encontra características mais estáveis se comparado a outros tipos

de filtros, como o filtro gradiente, o filtro Hessiano e o filtro de detecção de cantos de Harris

(MIKOLAJCZYK, 2002).

Para a criação da representação espaço escala, são realizados sucessivos borramentos na

imagem, simulando uma representação do seu conteúdo em diferentes escalas. Essas escalas

devem estar separadas por um fator constante k para que haja a mesma invariância à escala

obtida pela normalização σ2 do filtro LoG (LOWE, 2004).

O SIFT, além de aplicar sucessivos borramentos, aos quais vamos nos referir como scales,

também realiza redimensionamentos sucessivos da imagem, os quais vamos nos referir como

octaves, dividindo o tamanho da imagem pela metade a cada redimensionamento. Em cada

octave são aplicados os mesmos borramentos, ou seja, cada octave do espaço escala é dividido

em s intervalos, e o valor de k é assumido como k = 2
1
s .

A ideia de utilizar octaves é simular a distância da câmera em relação a cena e a ideia dos

scales é simular o foco da câmera. Cada nível de scale é calculado por kσ , em que k representa

o nível de escala e σ é o desvio padrão da função Gaussiana. A geração de uma representação

espaço escala L, a partir de uma imagem I, é dada por:

L(x,y,kσ) = G(x,y,kσ)∗ I(x,y) , (4.8)
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em que ∗ representa a operação de convolução e G é uma função Gaussiana bidimensional. A

DoG é, então, calculada como:

D(x,y,k j+0
σ) =

[
G(x,y,k j+1

σ)−G(x,y,k j+0
σ)
]
∗ I(x,y) (4.9)

em que j representa o nível de escala e k é um fator multiplicativo constante, e se equivale à

diferença entre dois espaço escalas:

D(x,y,k j+0
σ) = L(x,y,k j+1

σ)−L(x,y,k j+0
σ) . (4.10)

Ao aplicar um filtro Gaussiano, as informações espaciais de alta frequência são perdidas.

Porém, os filtros do tipo DoG permitem preservar informações espaciais que se encontram

entre o intervalo de frequência de dois borramentos. Em outras palavras, o filtro DoG é um

filtro passa banda que descarta as frequências espaciais que não são comuns aos sucessivos

borramentos (WINNEMÖLLER; KYPRIANIDIS; OLSEN, 2012).

Em seguida, as imagens borradas e redimensionadas são empilhadas em ordem crescente

de scale e octave, formando uma pirâmide. Nela, os filtros DoG são aplicados entre os níveis,

gerando um conjunto de imagens como resposta.

Nas versões tridimensionais, os princípios de scale e octave são os mesmos, porém, com

equações tridimensionais. A expansão das Fórmulas 4.9 e 4.10 é dada, respectivamente, por:

D(x,y,z,k j
σ) =

[
G(x,y,z,k j+1

σ)−G(x,y,z,k j
σ)
]
∗ I(x,y,z) , (4.11)

D(x,y,z,k j
σ) = L(x,y,z,k j+1

σ)−L(x,y,z,k j
σ) , (4.12)

em que j representa o nível de scale, k é um fator multiplicativo constante e G é uma função

Gaussiana tridimensional.

Após a aplicação da DoG, as imagens resultantes são empilhadas em ordem crescente de

scale e octave, formando uma pirâmide, como ilustra a Figura 4.4.
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Figura 4.4: Ilustrativo do funcionamento da DoG (Difference of Gaussians) em 3D (NI et al., 2011).
Cada tamanho de bloco contém as escalas (scales) em um nível da pirâmide (octave). Em cada nível
da pirâmide a convolução da imagem inicial com uma função Gaussiana é realizada repetidamente,
gerando um fator multiplicativo do borramento k, em que σ representa o borramento inicial. Em
seguida as imagens subjacentes (à esquerda) são subtraídas para produzir as imagens da DoG (à
direita). Isso é repetido em cada nível da pirâmide, que contém uma imagem redimensionada com
metade da resolução.

Para ilustrar o processo de criação da pirâmide de espaço escala, podemos imaginar a con-

volução de uma imagem de entrada com uma função Gaussiana de desvio padrão σ =
√

2,

resultando na imagem A, representativa de um scale. Então, o próximo scale é construído a

partir da convolução da imagem A com uma função Gaussiana de desvio padrão σ =
√

2, que

resulta em uma imagem B. A imagem B, em relação a imagem de entrada, terá uma suavização

equivalente ao desvio padrão σ = 2. A imagem resultante do filtro DoG é obtida subtraindo a

imagem A da imagem B.

Para gerar um octave, a imagem B é redimensionada utilizando interpolação bilinear com

1,5 de espaçamento de pixel em cada direção. Embora seja lógico utilizar
√

2 na interpolação,

se usa 1,5 porque isso significa uma combinação linear constante de quatro pixels (na versão

2D) adjacentes, evitando artefatos e aliasing (LOWE, 1999). Em seguida, o processo de filtra-

gem DoG é aplicado no octave gerado.

Por fim, se o primeiro nível da pirâmide possui o mesmo tamanho da imagem original,

então as altas frequências serão ignoradas (devido ao borramento). Portanto, a imagem original

é expandida utilizando uma interpolação bilinear com fator 2, suavizada e redimensionada para

seu tamanho original. Este processo para montar o primeiro nível da pirâmide faz com que,

ao final da etapa de detecção, sejam encontrados mais pontos se comparado com a sua não
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utilização. Por exemplo, em uma imagem de 512× 512 pixels, aplicando a expansão inicial

são encontrados aproximadamente mil pontos, enquanto que sem a expansão inicial, apenas

25% desse número de pontos é encontrado (LOWE, 1999). Lowe (2004) também afirma que se

consegue maior repetibilidade quando utilizamos três scales por octave.

4.5.1.2 Descarte de pontos com base no contraste

No SIFT (LOWE, 2004), um processo de limiarização é realizado para descarte de pontos

com intensidade menor que um valor pré-determinado. Em seguida, os pontos de mínimo e

máximo são determinados comparando cada pixel da imagem resultante, em um mesmo scale,

com seus oito vizinhos mais próximos; caso o pixel seja um máximo ou mínimo local, o teste é

refeito em outro nível da pirâmide. Isso se repete até o último nível, em que, caso se mantenha

como um ponto de máximo ou mínimo, o pixel é anotado como tal e o processamento segue

para os demais pixels da imagem. Na Figura 4.5 é possível observar a 1-vizinhança em três

dimensões.

Figura 4.5: Representação da vizinhança, em uma DoG tridimensional, em cinza claro; voxel
central analisado como extremo local em cinza escuro, adaptado de (NI et al., 2011). Na imagem é
possível verificar a discrepância do ponto em apenas na escala k.

É importante observar que, tanto neste trabalho quanto no trabalho de Rister, Horowitz e

Rubin (2017) os vizinhos diagonais não são utilizados. Além disso, a limiarização é feita de

forma relativa, segundo a Equação:

|D(X̂)|< α max
X̂ ,σ
|D(X̂)| , (4.13)

em que α é um parâmetro que é ajustado para um valor no intervalo [0,1] e D(X̂) é um ponto

no espaço escala. Esta equação permite a adaptação do limiar de acordo com o contraste da

imagem, e não com valores absolutos.
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4.5.1.3 Invariância à rotação e descarte de pontos com base na medida de curvatura

Para obter invariância à rotação, cada ponto saliente e sua vizinhança são rotacionados até

a sua orientação principal estar alinhada com a direção dada pelo pico do histograma de orien-

tações dos gradientes (LOWE, 1999). Em três ou mais dimensões esse reposicionamento não é

tão simples e uma alternativa aplicável envolve a análise dos autovetores de um ST (RISTER;

HOROWITZ; RUBIN, 2017), que pode ser descrita por:

ST (x) =
ˆ

ω(x)∇I(x)(∇I(x))T dx , (4.14)

em que ∇I(x) é o gradiente da imagem I no ponto x e ω(x) é uma janela gaussiana centrada

no ponto x. Uma vantagem dessa análise é que ela não necessita da aplicação da transformada

de Fourier e é menos sensível à presença de ruído se comparada com o gradiente por derivadas

parciais (BIGUN, 1987; KNUTSSON, 1989; RISTER; HOROWITZ; RUBIN, 2017).

A decomposição em autovalores e autovetores da matriz ST permite uma descrição precisa

das informações locais. Cada autovetor tem um autovalor associado que subentende uma cer-

teza às direções preferenciais e permite determinar as orientações predominantes das bordas e

a isotropia da vizinhança de um ponto (REZAKHANIHA et al., 2012). Esse método tem sido

recentemente usado na validação das técnicas diffusion MRI (CHENEVERT et al., 2000) com

imagens de cérebro de macacos (KHAN et al., 2015) e Diffusion Tensor Image (LEBIHAN et

al., 2001) com imagens de cérebro de ratos (BUDDE; FRANK, 2012).

A geometria local de um ponto (TSCHUMPERLE; DERICHE, 2002) pode ser analisada

como uma função dos autovalores do ST, permitindo distinguir arestas de cantos e descartar

pontos cujos autovalores estejam próximos de zero, condição que produz instabilidades numé-

ricas (NI et al., 2008; FERRARI et al., 2011; VILLA-PINTO, 2016; RISTER; HOROWITZ;

RUBIN, 2017; POLONI; FERRARI, 2018). Como é possível distinguir arestas de cantos, a re-

lação entre os três autovalores permite, também, descartar estruturas que não não são desejáveis

(ALLAIRE et al., 2008), como bordas retilíneas.

Considerando os autovalores de ST ordenados de forma crescente, (λ1 ≤ λ2 ≤ λ3), e dada

uma superfície separando duas regiões uniformes, então os autovalores devem representar duas

direções de intensidade constante, sem variação, e uma direção com alta variação, representando

a borda: λ3� λ2 ≈ λ1. Dada uma linha discrepante de seu entorno, então, os autovalores do ST

devem representar uma direção de intensidade constante, representando a linha, e duas direções

com alta variação, representando as bordas da linha: λ3 ≈ λ2� λ1. Se tivermos uma esfera, ou

algo próximo disso, os autovalores do ST devem representar variação em todas as direções de
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forma semelhante: λ3 ≈ λ2 ≈ λ1.

Para representar as informações de gradiente, o SIFT (LOWE, 1999) utiliza um vetor cuja

magnitude reflete a mudança máxima nos valores de intensidade e a orientação do vetor corres-

ponde à direção da mudança de intensidade (vetor gradiente). No caso de estruturas isotrópicas,

como esferas, essa representação é problemática pois não há direção preferencial de gradiente.

Tal problema ocorre também quando uma estrutura é isotrópica em duas de três dimensões.

Para ilustrar isso, imagine um ponto saliente localizado na ponta de um estrutura tip-like em

uma escala de menos detalhes (suavizada). Neste caso, as bordas laterais são iguais e opostas,

gerando um valor de magnitude de gradiente próximo de zero nesta direção. Quando a relação

dos autovalores do ST é usada, esse tipo de instabilidade é minimizado.

Dados os autovalores e a informação da direção predominante, não há informação do sen-

tido, pois a matriz de decomposição:

K = QΛQT , (4.15)

não consegue trazer essa informação. Para resolver isso, Rister, Horowitz e Rubin (2017) co-

locou que a mudança de sentido ao longo de cada coluna qi da matriz decomposta pode ser

associada ao sinal da derivada direcional do gradiente:

d =

ˆ
w(x)∇I(x)dx , (4.16)

si = sgn(qT
i d) , (4.17)

e, assim, a ambiguidade de sentido é resolvida pela requisição de valores positivos para as

derivadas direcionais de cada autovalor. Dado que as colunas da matriz indicam a orientação R

por ri = siqi, caso o determinante de R seja negativo o sinal dos valores das colunas de R são

trocados.

Após encontrar a orientação, Rister, Horowitz e Rubin (2017) utilizaram uma rejeição de

pontos não estáveis, propondo o seguinte cálculo de angulação entre os autovalores e a derivada

direcional do gradiente da janela:

cos(θi) =
qT

i d
‖qi‖‖d‖

. (4.18)

Os autores colocam que, caso esses dois vetores sejam aproximadamente perpendiculares, en-

tão, a derivada direcional é instável. Neste caso, é possível aplicar uma limiarização para rejeitar

pontos:

mini|cos(θi)|< β . (4.19)
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Além disso, dado os autovalores ordenados de forma crescente, (λ1 ≤ λ2 ≤ λ3), Rister, Ho-

rowitz e Rubin (2017) analisaram a estabilidade dos autovalores via relação entre os mesmos e

um processo de limiarização, com valor fixo de 0,9, dado por:

maxi|
λi

λi+1
|< γ . (4.20)

No entanto, em testes utilizando uma imagem sintética de um cubo, Seção 5.1.1.1, observou-

se a ocorrência de instabilidades devido aos valores de gradiente dos cantos do cubo serem

iguais ou muito próximos de zero, causando resultados inconclusivos. Essa instabilidade ocorre

devido ao uso da derivada direcional, Equação 4.18, que é instável nos casos de existência de

isotropia em, pelo menos, duas de três dimensões.

É importante notar que as estruturas tip-like contidas no cérebro são aproximadamente iso-

trópicas em duas das três dimensões. Por essas razões optou-se por eliminar o uso do ângulo

comparativo entre as direções preferenciais do ST e do gradiente, Equação 4.19, usado por Ris-

ter, Horowitz e Rubin (2017) como um redutor de falsos positivos. Em substituição, utilizou-se

uma nova relação entre os autovalores para avaliar a geometria local do ponto.

Dados os autovalores ordenados de maneira crescente, λ1 ≤ λ2 ≤ λ3, dois limiares foram

definidos de maneira que os pontos salientes localizados em estruturas do tipo tip-like, frequen-

temente presentes no cérebro e definidas por (WÖRZ; ROHR, 2006), pudessem ser detectados

corretamente. A função de limiarização que utiliza a relação entre os autovalores é definida por:

T1 ≤
λi

λi+1
≤ T2 , (4.21)

sendo T1 o limiar inferior usado para garantir existência de variância, em todas as 3 direções,

mesmo que mínima. E sendo T2 o limiar superior que pode ser usado como um filtro aniso-

trópico para descarte de cantos com curvaturas isotrópicas; como deixamos de usar a derivada

direcional no cálculo, não há necessidade do limiar superior ser ajustado para 0,9 como no tra-

balho de Rister, Horowitz e Rubin (2017). Nesse trabalho foram utilizados valores fixos para

tais limiares: T1 = 0,1 e T2 = 1,0. Essa relação entre os autovalores do ST varia no inter-

valo ]0,1], onde valores próximos de zero indicam uma reta em alguma das três dimensões ou

sugerem instabilidade numérica.

4.5.1.4 Descrição de pontos salientes 3D do SIFT

O descritor proposto por Lowe (1999) corresponde a um histograma de direções dos gra-

dientes locais ao redor de um ponto de interesse. Para obter invariância à escala do descritor,
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um mesmo tamanho de vizinhança é utilizado para todos os pontos. Para obter a invariância

rotacional do descritor, uma orientação dominante nesta vizinhança é determinada a partir das

orientações dos vetores de gradiente da vizinhança e usada para orientar uma grade sobre a qual

o histograma, dependente da posição, é calculado em relação a essa orientação dominante.

Após o cômputo das magnitudes e das orientações, a descrição de cada ponto é realizada a

partir de uma vizinhança contida em um círculo, definido por Lowe (1999) e com um raio de

oito pixels ao redor da localização do ponto saliente.

Uma suavização Gaussiana com metade do desvio padrão da escala em que o ponto foi

detectado, centrada no ponto saliente e limitada pela vizinhança, é aplicada. O propósito dessa

suavização é dar menos ênfase aos descritores mais distantes do ponto saliente. Tal processo é

ilustrado pelo círculo azul na Figura 4.6.

A vizinhança contida no círculo é dividida em sub-regiões de tamanho 4× 4 e, então, um

novo histograma de orientações com 8 bins é computado a partir dos vetores gradiente dos

pixels contidos na sub-região. Nesse caso, os 8 bins representam 8 orientações distintas e são

usados como parte do descritor.

O descritor do SIFT (LOWE, 1999) é formado por um vetor contendo todos os valores

dos histogramas de orientações, correspondentes aos comprimentos das setas na Figura 4.6,

que neste caso, é uma versão reduzida do SIFT proposto por Lowe (2004). Nesta figura, é

apresentado um exemplo com 4 histogramas de 8 orientações cada.

Figura 4.6: Exemplo de um descritor do SIFT 2D (LOWE, 2004). (a) Gradientes locais de uma re-
gião 8×8 centrada em um ponto de interesse, (b) 4 sub-regiões com 8 orientações cada, calculadas
a partir dos gradientes locais e utilizadas no descritor.

O descritor n-dimensional de Cheung e Hamarneh (2007), análogo ao de Lowe (1999),

utiliza um hipercubo de 16n voxels em torno de cada ponto saliente, sendo que o hipercubo é

dividido em 4n sub-regiões e cada sub-região possui 8n−1 bins. Com isso, gera-se um descritor

de tamanho 25n−3 que, no caso de 3 dimensões, possui 4096 dimensões.

Baseando-se na afirmação de Scovanner, Ali e Shah (2007) de que o descritor original do
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SIFT (LOWE, 1999) para qualquer dimensão maior que 2 é enviesado10, Rister et al. (2015)

utilizou uma nova montagem do descritor SIFT baseado no trabalho de Klaser, Marszałek e

Schmid (2008).

Um histograma de orientações de gradiente pode ser visto como a aproximação de um po-

lígono a um círculo, no caso n-dimensional, um poliedro. Neste descritor, Rister et al. (2015)

utilizaram poliedros regulares, conhecidos como sólidos platônicos, para corrigir os histogra-

mas de orientações, evitando assim que algumas faces possuam maior área (representando mais

angulações). O problema é ilustrado na Figura 4.7, em que é possível observar faces desiguais

para distribuição dos bins.

Figura 4.7: Correção utilizando sólido platônico (RISTER et al., 2015). (a) cálculo dos histogra-
mas no espaço esférico, (b) correção proposta utilizando um icosaedro, em que a face amarela é
intersectada pelo vetor gradiente (preto).

A construção do descritor é semelhante à construção do descritor do SIFT (CHEUNG;

HAMARNEH, 2007) com histogramas de sub-regiões cúbicas de tamanho 4× 4× 4 com 12

bins cada, trazendo 768 dimensões em cada sub-região.

As orientações de cada sub-região são corrigidas utilizando os sólidos platônicos através

de uma interpolação da orientação com os 3 vértices de uma face do sólido, como na Figura

4.8, corrigindo os valores nos bins do histograma de orientações na mesma proporção do desvio

realizado. O valor adicionado ao bin é calculado considerando a face de um icosaedro, vi, como:

f (vi) = wwinwsλi‖∇I‖ , (4.22)

em que wwin é o peso gaussiano da janela, ws é a ponderação gerada pelo sólido platônico, λi é

a coordenada baricêntrica do gradiente ∇I da sub-região.

10Coordenadas bidimensionais produzem n ângulos. Coordenadas n-esféricas produzem n−1 ângulos (RISTER
et al., 2015).
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Figura 4.8: Ilustração da interpolação da intersecção do vetor gradiente local com a face do sólido
platônico; em que λi representa a ponderação de cada vértice com relação a coordenada baricên-
trica λ ; com os vértices, Vi da respectiva face (RISTER et al., 2015).

Por fim, a matriz de rotação tridimensional do vetor orientação resultante é gerada:

R =


cosαcosγ− sinαcosβ sinγ sinαcosγ + cosαcosβ sinγ sinβ sinγ

−cosαsinγ− sinαcosβcosγ −sinαsinγ + cosαcosβcosγ sinβcosγ

sinβ sinγ −cosαsinβ cosβ

 , (4.23)

em que α,β e γ representam as angulações entre o vetor gradiente resultante e os eixos.

O ponto saliente do SIFT é, finalmente, representado por:

PSIFT = 〈P,S,R,F〉 , (4.24)

em que P é a localização do ponto na imagem, S indica a escala, R indica a matriz orientação e

F é um descritor formado pela vizinhança local.

4.5.1.5 Casamento de pontos salientes

A técnica sugerida por Lowe (2004) para o casamento de pontos salientes é a Best-Bin-

First (BBF) (BEIS; LOWE, 1997). Este é um algoritmo eficiente para encontrar o vizinho mais

próximo em uma grande quantidade de pontos que utilizam descritores com alta dimensão. Os

descritores tridimensionais do 3D-SIFT (RISTER et al., 2015) possuem descritores com 768

dimensões. O BBF encontra os melhores candidatos para casamento de pontos baseando-se

na distância Euclidiana dos descritores. Embora de alto custo computacional, a forma mais

efetiva de encontrar esses candidatos é através de uma busca exaustiva. Beis e Lowe (1997) em

seu trabalho incorpora uma k-d Tree (FRIEDMAN; BENTLEY; FINKEL, 1977) para melhorar o

desempenho dessa busca.
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O primeiro passo é montar a árvore (k-d Tree):

• Uma dimensão N1 é ordenada e o ponto do meio é selecionado e colocado como raiz da

árvore.

• Os pontos menores são usados para montar a subárvore esquerda, então uma dimensão

N2 é ordenada e o ponto do meio é colocado como raiz da subárvore.

• Os pontos maiores são usados para montar a subárvore direita, então uma dimensão N2 é

ordenada e o ponto do meio é colocado como raiz da subárvore.

• Isso ocorre, alternando as dimensões, até que todos os pontos estejam na árvore.

O segundo passo é fazer a busca pelo vizinho mais próximo, a partir da raiz da k-d Tree:

• Compara o ponto desejado com a raiz da árvore, se for menor parte para a subárvore

esquerda, senão parte para a subárvore direita.

• Passa a raiz da subárvore como raiz da busca, realiza o mesmo procedimento.

• Ocorre iterativamente até que encontre o valor mais próximo.

Como nem todo ponto tem uma correspondência, Beis e Lowe (1997) inseriram um número

máximo de consultas. Se o vizinho mais próximo não consegue ser encontrado após o número

máximo consultas, então o ponto é considerado sem casamento. Os autores demonstraram atra-

vés de experimentos que um máximo de 150 a 400 consultas é suficiente em aproximadamente

90% dos casos para encontrar o vizinho mais próximo.

Porém, somente a distância Euclidiana do descritor e um processo de limiarização não são

suficientes para avaliar um casamento, uma vez que alguns componentes do descritor são mais

discriminativos que outros (LOWE, 2004).

De acordo com Lowe (2004), com a utilização do segundo vizinho mais próximo é possível

estimar a densidade de falsos positivos do descritor. Em seu trabalho, um casamento é realizado

somente se existir uma discrepância significativa entre o vizinho mais próximo e o segundo mais

próximo. Com uma limiarização entre o primeiro e segundo vizinhos mais próximos, o autor

conseguiu eliminar 90% dos falsos positivos. Em seguida, a avaliação do casamento é feita em

duas direções, sendo assim, um ponto f 1 “casa” com um ponto f 2 somente se f 2 “casa” com

f 1.
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Dados dois conjuntos de descritores pertencentes às respectivas imagens e uma métrica de

comparação de descritores (distância Euclidiana), é possível associar um conjunto ordenado

para cada item do primeiro conjunto com os melhores casamentos do segundo conjunto. Uma

relação entre o primeiro e segundo melhores casamentos é usada para descartar pontos. Tal

relação indica que caso os dois melhores casamentos tenham distância entre descritores muito

próxima, então tal casamento é instável; isso pode ser melhor entendido com a Equação:

d(xA,B) =
d(x,v1B)

d(x,v2B)
, (4.25)

em que xA é um descritor pertencente a imagem A, v1B é o descritor pertencente à imagem B

mais próximo de xA e v2B é o descritor pertencente à B segundo mais próximo de xA.

As versões 3D do SIFT também utilizam os primeiro e segundo vizinhos mais próximos

para encontrar um casamento, porém não especificam a utilização da k-d Tree ou do BBF.

Apesar disso, o descritor do SIFT pode ser representado por um vetor unidimensional de ca-

racterísticas e é possível aplicar a técnica BBF sem grandes modificações, uma vez que é uma

técnica n-dimensional.

4.5.2 Pontos salientes usando congruência de fase

Um modelo baseado na idea de congruência de fase, ou Phase Congruency (PC), para

detecção de características em sinais foi desenvolvido por (MORRONE et al., 1986). A van-

tagem dessa técnica, aplicada a imagens, é ser robusta a variações suaves na intensidade da

imagem, como o bias field, além de ser flexível em relação a definição do número de escalas e

orientações. Essa técnica, diferentemente do SIFT, trabalha com características no domínio da

frequência. A ampliação desse modelo para imagens 2D foi realizada por (KOVESI, 2000) e

para imagens 3D por (FERRARI et al., 2011).

4.5.2.1 Congruência de fase

Utilizando a série de Fourier, Morrone et al. (1986) postularam que pontos de um sinal 1D

em que os componentes da série estão todos em fase são pontos singulares. A Equação 4.26

modela o cálculo da PC para uma dimensão.

PC(x) = maxφ(x)∈[0,2π]
∑n Ancos(φn(x)− φ̄(x))

∑n An
, (4.26)

em que n representa o n-ésimo componente de Fourier, An representa a amplitude do compo-

nente, φ(x) representa a fase local na posição x e φ̄(x) é a média de amplitude das fases locais
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na posição x, o comportamento dessa função pode ser analisado nas Figuras 4.9a e 4.9b.

(a) Gráfico da PC em formato quadrangular. (b) Gráfico da PC em formato triangular.

Figura 4.9: A linha contínua representa a PC, as linhas tracejadas representam as componentes de
Fourier (KOVESI, 1999).

Venkatesh e Owens (1990) demonstraram uma forma menos dispendiosa de realizar o cál-

culo da PC utilizando um modelo de energia local, Equação 4.27.

E(x) = 2
√

F2(x)+H2(x) , (4.27)

em que E(x) é a energia local de um sinal unidimensional I(x), F(x) é o sinal I(x) sem a

componente DC (média do sinal, sigla derivada da corrente contínua, ou Direct Current) e

H(x) é a transformada de Hilbert de F(x). Os componentes F(x) e H(x) podem ser calcula-

dos por aproximação aplicando convolução do sinal com um par de filtros em quadratura, em

que F(x) ≈ ∑n en(x), E(x) ≈ ∑n on(x) e ∑n An(x) ≈ ∑n
√

en(x)2 +on(x)2. Em outras palavras,

Venkatesh e Owens (1990) demonstraram que que a energia local é aproximadamente igual

à congruência de fase escalonada pela soma das amplitudes de Fourier, isso pode ser melhor

entendido na Figura 4.10.

A formulação implica que quando o ângulo de fase é próximo da média de todos os ângulos

de fase, a energia local é maximizada rapidamente, porém os ângulos que estão bastante defa-

sados não minimizam a energia com a mesma contundência, o que dificulta a localização em

sinais suavizados. Em decorrência disso, uma nova medida de PC foi proposta por (KOVESI,

1999), em que o trecho cos(φn(x)− φ̄(x) da Equação 4.26 foi substituído por ∆Φn(x)−T , em

que o novo cálculo de energia local pode ser visto na Equação 4.28 e o T é um limiar que

controla o nível de ruído do mapa de energia do sinal.

∆Φn(x) = cos(φ(x)− φ̄n(x))−|sin(φ(x)− φ̄n(x))| . (4.28)
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I

Figura 4.10: Diagrama demonstrando a energia local, E(x), como a soma das amplitudes de Fou-
rier, An(x), multiplicadas pelo cosseno do desvio entre os ângulos de fase, φn(x) e a média dos
ângulos de todas as fases, φ̄n(x). Adaptado de (KOVESI, 1999).

Kovesi (2000) estendeu o modelo 1D para 2D e analogamente (FERRARI et al., 2011)

ampliaram o modelo em 2D para 3D. O cálculo tridimensional da PC pode ser visto na Equação

4.29.

PC(x) =
∑Θ ∑nWΘ(x)max(0,AΘn(x)∆ΦΘn(x)−T )

∑Θ ∑n AΘn(x)+ ε
, (4.29)

em que x é uma localização espacial tridimensional no domínio da imagem, Θ = (φ ,θ) é o

conjunto de orientações em que φ é o um ângulo azimute e θ é um ângulo de elevação, ε é uma

constante de valor ínfimo para evitar divisão por zero e WΘ(x), Equação 4.30, é uma função

sigmoide que atribui um peso a congruência de fase com base nas distribuições de frequências,

aumentando a significância da PC, proporcionalmente a amplitude da faixa de frequências.

WΘ(x) =
1

1+ exp[γ(c− lΘ(x))]
, (4.30)

em que γ e c são constantes que representam respectivamente o fator de ganho e o limiar de

atuação, e l(s,Θ), Equação 4.31, é a medida de amplitude da faixa de frequências na localização.

l(s,Θ) =
1
S
(

∑n An(s,Θ)

Amax(s,Θ)+ ε
) , (4.31)

em que S indica o número máximo de escalas possíveis (pré-definido). A Equação 4.28 é

ampliada para mais dimensões, Equação 4.32, e o modelo de energia local é calculado utilizando

a convolução da imagem de entrada I(x), tridimensional, com um par de filtros, (Ge
Θn,G

o
Θn), em

quadratura de escala n e orientação Θ, Equação 4.33.

∆Φn(x)= eΘn(x)(
∑n eΘn(x)

EΘ(x)
)+oΘn(x)(

∑n oΘn(x)
EΘ(x)

)−|eΘn(x)(
∑n oΘn(x)

EΘ(x)
)−oΘn(x)(

∑n eΘn(x)
EΘ(x)

)| .
(4.32)
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EΘ(x) = 2

√
(∑

n
eΘn(x))2 +(∑

n
oΘn(x))2 . (4.33)

4.5.2.2 Banco de filtros 3D de log-Gabor

A formulação original da PC se dá a partir das componentes de Fourier, porém, como de-

monstrado anteriormente o uso de um par de filtros em quadratura diminui o custo computacio-

nal da técnica. Gabor (1946) incorporou na análise de Fourier a função Gaussiana, permitindo

localizar o sinal no tempo e a aplicação da transformada de Fourier sem perda ou distorção da

informação de frequência. Em processamento de sinais e imagens o filtro de Gabor permite ana-

lisar o conteúdo de frequência em direções específicas e regiões localizadas. Esse filtro possui

dois componentes, um real e um imaginário, que representam direções ortogonais e que podem

ser analisados em conjunto ou separadamente. Sendo, portanto, o filtro de Gabor um par de

filtros em quadratura, ele pode ser usado para encontrar a PC.

Em determinadas bandas de frequência o filtro de Gabor possui o componente DC diferente

de zero, algo que não é desejável pois o filtro fica dependente do valor médio do sinal. A

solução proposta por (FIELD, 1987) foi a utilização do filtro de Gabor em escala logarítmica de

frequências, mantendo o comportamento do filtro e ao mesmo tempo evitando o componente

DC diferente de zero. Esta operação produz uma cauda inclinada mais longa que se ajusta

melhor às estatísticas das imagens naturais.

Neste trabalho foi utilizado um banco de filtros 3D de log-Gabor cuja formulação mate-

mática foi proposta por (DOSIL; PARDO; FDEZ-VIDAL, 2005). Essa formulação utiliza dois

ângulos (azimute e elevação) para controlar as direções do banco de filtros e três parâmetros

para controlar os filtros passa-banda de log-Gabor (frequência central, largura de banda e es-

palhamento angular do filtro). Os parâmetros utilizados do banco de filtros tridimensional de

log-Gabor utilizado é idêntico ao trabalho de Villa-Pinto e Ferrari (2016) e pode ser melhor

compreendido no trabalho de Ferrari et al. (2011).

4.5.2.3 Momentos de segunda ordem

A técnica PC produz como resposta um mapa de congruência de fase que é semelhante a um

detector de bordas. Para detectar pontos salientes (definidos no Subcapítulo 2.3.3) é necessário

aplicar uma análise de curvaturas, a técnica aplicada é a mesma do trabalho de (FERRARI

et al., 2011), em que, para cada candidato a ponto saliente, cria-se uma matriz de momentos

de segunda ordem dos mapas angulares de congruência da fase. Uma relação, Equação 4.34,
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definida entre os autovalores (λ1,λ2,λ3) da matriz de momentos de segunda ordem em conjunto

com uma limiarização descarta pontos salientes instáveis (R(x)< 1):

R(x) =
λ1λ2λ3

2
√

λ 2
1 +λ 2

2 +λ 2
3

. (4.34)

4.5.2.4 Descrição e casamento de pontos salientes 3D da PC

No trabalho de (VILLA-PINTO; FERRARI, 2016) um descritor baseado na técnica Shape

Context (BELONGIE; MALIK; PUZICHA, 2002) foi proposto e aplicado aos pontos salientes

detectados com congruência de fase. Embora a técnica não tenha sido desenvolvida para descre-

ver pontos salientes de alta curvatura, ela demonstrou ser capaz de descrever satisfatóriamente

pontos salientes (definidos no Subcapítulo 2.3.3).

Esse descritor utiliza um histograma log-esférico com 360 bins, cada bin representa uma

tupla formada pela distância radial, ηr, ângulo de azimute, ηa, e ângulo de elevação, ηe, do

descritor. Os valores dos bins são calculados com base no mapa de congruência de fase.

O casamento dos pontos é medido a partir da semelhança entre dois descritores, a medida de

semelhança utilizada por Villa-Pinto e Ferrari (2016) é o qui-quadrado (χ2). Adicionalmente,

assim como no SIFT, um ponto P1 somente é casado com outro ponto P2 se o ponto P2 também

casa com P1.

4.5.3 Rejeição de outliers do casamento

O encéfalo humano tem como peculiaridade a sua divisão em dois hemisférios, de formato

muito semelhante e dispostos de maneira espelhada. Em outras palavras, algumas caracterís-

ticas estruturais de um hemisfério podem ser muito semelhantes a outras presentes no outro

hemisfério.

Durante os testes, uma das constatações foi a ocorrência de casamento entre pontos localiza-

dos em hemisférios diferentes. Tal comportamento ocorre devido à comparação inter-pacientes

aliada à invariância à rotação do SIFT, pois uma característica do hemisfério esquerdo de um

encéfalo A pode, eventualmente, acabar se assemelhando mais a uma caraterística do hemisfé-

rio oposto de um encéfalo B. Para contornar isso foi aplicado um limiar da distância Euclidiana,

em voxels, entre dois pontos casados, descartando, assim, o que definimos neste trabalho como

outliers de casamento: pontos casados que se encontram muito distantes entre si.
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4.5.4 Atribuição de peso aos pontos casados

Quando um médico radiologista realiza a segmentação semi-manual do hipocampo ele se

vale de um protocolo de segmentação e de características de estruturas próximas do hipocampo.

Em nosso método os pontos são detectados em todo o encéfalo, porém os pontos com maior

significância são os mais próximos da estrutura de interesse. Para que a transformação use essa

informação, um peso, baseado na localização dos pontos na imagem de referência, é atribuído

aos pares de pontos salientes casados.

Dada a máscara do hipocampo, e o centroide dessa máscara, o peso é calculado como o

inverso da distância ao centroide. Devido ao formato alongado do hipocampo, o uso de uma

distancia Euclidiana acaba atribuindo peso igual a pontos que estão a uma mesma distância

do centroide mas a distâncias diferentes das bordas da estrutura. Para contornar isso, geramos

um elipsoide a partir da máscara do hipocampo e utilizamos a distribuição desse elipsoide para

calcular uma distância de Mahalanobis (MAHALANOBIS, 1936).

Para gerar o elipsoide utilizamos a função fit ellipsoid, proposta por Ollion et al. (OLLION

et al., 2013), contida na biblioteca BoneJ11 (DOUBE et al., 2010), que encontra um elipsoide

em uma região de interesse de uma imagem que melhor descreve a estrutura contida na imagem,

em nosso caso o hipocampo, como pode ser visto na Figura 4.11.

Informações desse elipsoide, como o centroide, cx,y,z, os comprimentos de raio, R1,2,3, e

os ângulos, radiixy,xz,yz, entre o eixo principal e os três planos, são retornadas pela função e

permitem montar a matriz de covariância que modela o elipsoide tridimensional, como:

Cov =


Rx tan(radiixy) tan(radiixz)

tan(radiixy) Ry tan(radiiyz)

tan(radiixz) tan(radiiyz) Rz

 . (4.35)

Com o centroide e a matriz de covariância do elipsoide é possível calcular a distância de

Mahalanobis de qualquer ponto contido na imagem, utilizando:

Dm = 2
√
(p− c)−1Cov−1(p− c) , (4.36)

em que p representa um ponto tridimensional qualquer. Também é possível controlar o tama-

nho do elipsoide a partir de um escalar que multiplica a matriz de covariância, gerando um

parâmetro, σ , na função de peso dos pontos.

11http://bonej.org
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(a) Vista 1 (b) vista 2

Figura 4.11: Hipocampos em vermelho, elipsóides ajustados aos hipocampos em laranja e massa
encefálica em azul

Considerando que a função B-Spline exige que o peso de cada ponto esteja no intervalo

]0,1], a distância de Mahalanobis é aplicada a uma função exponencial, como na Equação 4.37.

w = e−αDm , (4.37)

sendo α uma constante que controla o decaimento dos valores dos pesos a medida em que a

distância de Mahalanobis aumenta.

4.5.5 Transformação B-Spline baseada em pontos salientes

De forma simples, uma Spline é uma curva definida por dois ou mais pontos de controle.

Formalmente, são polinômios por partes de grau N com continuidade das derivadas de ordem

N− 1 nos pontos de junção entre os segmentos. As Splines costumam ser usadas quando se

quer agilidade na formulação matemática ou na implementação computacional, sendo muito

comum seu uso em problemas de interpolação em que polinômios de alto grau não produzem

bons resultados (normalmente em razão do fenômeno de Runge12) (BOOR, 1978).

Diferentemente da Spline natural em que a alteração de um ponto de controle afeta toda

curva, as curvas B-Spline, ou Basic Spline, apresentam controle local, em que a alteração de um

ponto de controle afeta apenas um pequeno segmento da curva. Os problemas de interpolação

12O erro cometido é proporcional a ordem do polinômio de interpolação.
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podem ser vistos como problemas de aproximação de uma curva ou superfície a um conjunto de

distribuição não uniforme de dados (LEE; WOLBERG; SHIN, 1997). As Splines são descritas

por funções que podem ter qualquer dimensão, assim como o conceito de curva também pode

ser generalizado para n dimensões. Esse conceito de basic spline pode ser visualizado através

de um grid multidimensional, que representa a curva, e funções que unem os pontos desse grid,

que representam as splines, como mostra a Figura 4.12.

(a) Grid unidimensional
e Spline linear

(b) Grid unidimensional e
Spline cúbica

(c) Grid bidimensional
e Spline linear

(d) Grid bidimensional e Spline
cúbica

Figura 4.12: Representações de grids (desenhados no plano inferior) e Splines (curvas formadas
com os vetores normais de cada ponto do grid). O ponto preto corresponde ao ponto que interpola
entre os demais pontos. Adaptado de (LEE, 2016).

Para gerar deformações locais são usadas funções basics splines cúbicas dispostas em uma

grade tridimensional. O conjunto de m pares de pontos salientes 3D casados,
{
(P1,m , P2,m)

}
,

são posicionados dentro da grade e as funções basic spline são estimadas para aproximá-los,

sendo possível dar maior peso de distorção da grade a determinados pares de pontos. A trans-

formação resultante, representada por um campo vetorial de deformação, é aplicada aos vértices

das malhas de referência, configurando sua de posição e forma ao espaço clínico da imagem.

Para executar esta tarefa de interpolação, uma generalização do método de interpolação

multinível B-spline proposta por (LEE; WOLBERG; SHIN, 1997) foi proposto por (TUSTI-

SON et al., 2010), aplicado a segmentação de pulmões em imagens de tomografia computa-

dorizada 4D e sua implementação computacional foi disponibilizada na biblioteca ITK. Com

isso é possível encontrar uma traansformação deformável baseada em pontos demarcados em

duas imagens. Essa transformação, por sua vez, pode ser aplicada aos vértices de uma malha

qualquer, que esteja alinhada com uma das imagens, e mapeá-la para o espaço da outra outra

imagem.

4.6 Adequação anatômica das malhas

Por melhor posicionadas que estejam as malhas (para a relização do transporte de infor-

mações a priori da estrutura que se deseja segmentar), elas necessitam de ajustes devido à
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variabilidade anatômica dos indivíduos. Uma forma de lidar com essas variações é deformar a

malha de maneira a incorporar informações pertencentes a um único indivíduo.

Modelos deformáveis são materiais passíveis de reestruturação a partir de equações asso-

ciadas que modelam o comportamento de curvas, superfícies e sólidos em função do tempo

(TERZOPOULOS; WITKIN; KASS, 1988). Esses modelos se reestruturam de acordo com in-

formações contidas na imagem e forças estruturais associadas ao modelo. Técnicas de otimiza-

ção são usadas para encontrar uma boa relação entre as forças internas (informações associadas

a estrutura modelada) e as forças externas (informações da imagem aplicadas ao modelo).

Simplex Mesh, ou k-Simplex Mesh, é uma representação de modelos deformáveis que ofe-

rece flexibilidade tanto geométrica quanto topológica (DELINGETTE, 1994). Essa represen-

tação é feita em forma de grafo, com vértices conectados de forma simples entre si através de

arestas e em que cada vértice é conectado a k+1 vértices, sendo uma dual da representação por

triangulação, como pode ser visto na Figura 4.13. A geometria é regulada por um ângulo Sim-

plex, relacionado a curvatura do modelo, e dois parâmetros relacionados aos vértices vizinhos.

Figura 4.13: Representação das malhas Simplex e triangular, adaptado de Wang et al. (2015)

Para modelar a superfície do hipocampo foi utilizada uma 2-simplex mesh de R³13. A

dinâmica de adaptação de cada vértice do modelo é dada por:

m
d²Pi

dt²
=−γ

dPi

dt
+ ~Fint + ~Fext , (4.38)

em que m representa a massa do vértice, γ representa a rigidez da malha, ~Fint a força interna e
~Fext a força externa.

A força interna da dinâmica de adaptação baseia-se na minimização de um critério local,

relacionado à geometria, que é proporcional ao desvio para uma posição ideal. A força externa

da dinâmica de adaptação baseia-se nas informações do gradiente, em que a malha procura os

locais onde a variação de intensidade é máxima. O algoritmo usado está disponível na biblioteca

ITK e o equacionamento pode ser visto com mais detalhes em (DELINGETTE, 1994).
13Cada vértice de uma k-simplex-mesh é conectado a exatamente k+1 vértices vizinhos. Uma 1-simplex-mesh é

um contorno deformável representado por uma linha poligonal. Uma 2-simplex-mesh é uma superfície deformável
na qual cada vértice é conectado a exatamente três vértices vizinhos.
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Parâmetros Limites inferiores Limites superiores

Limiar de contraste 0,1 0,3
Desvio padrão inicial 0,8 1,0

Desvio padrão da pirâmide DoG 1,50 2,70
Número de níveis por octave 2 6

Limiar de casamento 0,80 0,95
Distância máxima de casamento 30 100

Ponderação de Mahalanobis 0,001 2,000

Tabela 4.3: Tabela contendo os principais parâmetros do método proposto.

4.7 Ajuste dos parâmetros

Os parâmetros do SIFT, e da metodologia proposta nesta pesquisa, devem ser ajustados

para operar em imagens de MR ponderadas em T1. Como o número total de parâmetros é

relativamente grande (22, excluindo as etapas de pré-processamento e de ajuste anatômico das

malhas), nesta pesquisa selecionamos um subconjunto de sete parâmetros que mostraram-se

mais sensíveis quanto aos resultados gerados pelo método. Esses parâmetros e suas respectivas

faixas de valores de operação são indicados na Tabela 4.3. Na seção 4.7.1 apresentamos a

metodologia empregada para a escolha dos melhores valores de operação destes parâmetros. A

seguir segue uma breve discussão sobre as faixas de valores dos parâmetros indicados na Tabela

4.3.

O limiar de contraste deve ser um valor pequeno, pois a região de maior interesse de de-

tecção, próxima aos hipocampos, é uma região com baixo contraste. O desvio padrão inicial

depende do tipo de imagem analisada. Entretanto, para evitar um grande descarte de informa-

ções de alta frequência é importante que este valor seja pequeno.

O desvio padrão da pirâmide DoG é responsável pela construção do espaço-escala e, por-

tanto, das bandas de frequência dos filtros. O número de octaves é fixo em 2, excluindo a

operação de upsampling inicial para evitar um excessivo número de downsamplings e processa-

mento, pois não haveria informação relevante em imagens muito degradadas por tais operações.

Nesse mesmo sentido, o desvio padrão da pirâmide DoG define o nível de suavização a cada

octave, sendo, portanto, o valor final o dobro do valor ajustado. Um número muito alto acaba

por descartar muitas informações de alta frequência.

O número de níveis por octave é intrinsecamente ligado ao desvio padrão da pirâmide DoG;

ele ajusta a quantidade de escalas que haverá em cada octave. Um número pequeno gera poucas

bandas de frequência para análise, enquanto um número alto gera muitas bandas de frequência.
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Valores baixos do limiar de casamento sobrecarregam o papel dos descritores, dificultando

a ocorrência de casamentos e atribuindo à eles uma maior relevância no descarte de possíveis

outliers. Valores altos, em contrapartida, relativizam a importância dos descritores, aceitando

um maior número de casamentos.

A distância máxima de casamento descarta pontos correspondentes que se encontram a

distâncias muito grandes na imagem. Isso pode ocorrer em imagens de cérebro devido a seme-

lhança entre regiões, especialmente entre hemisférios, agregada a invariância a rotação do SIFT.

Tal parâmetro é útil quando os valores de limiar de casamento são muito altos.

A ponderação de Mahalanobis permite ajustar quais pontos terão maior relevância das dis-

torções da grade B-spline com base no posicionamento das malhas na imagem de referência.

Com isso é possível atribuir maior importância dos pontos próximos aos hipocampos na esti-

mação da transformação deformável.

Para um ajuste fino dos parâmetros utilizamos o método Simple Genectic Algorithm (SGA)

(HOLLAND, 1973) que está disponível na biblioteca PyGMO14.

PyGMO é uma biblioteca científica para a distribuição de tarefas de otimização em vá-

rias CPUs. O núcleo do PyGMO (Parallel Global Multiobjective Optimizer) é um paradigma

chamado generalized island model (IZZO; RUCIŃSKI; BISCANI, 2012), concebido para a pa-

ralelização de algoritmos de otimização. Os candidatos a solução de um determinado problema

de otimização são representadas como indivíduos. Uma população de indivíduos sobre os quais

um determinado algoritmo atua para melhorar a qualidade das soluções em relação a um deter-

minado problema é chamada de ilha. Um conjunto de ilhas que podem compartilhar soluções

ao longo de uma topologia definida e assim aprender sobre seu progresso recíproco é chamado

de um arquipélago. Uma vez que o usuário define seu próprio problema, codificando a função

objetivo e, possivelmente, as restrições, a otimização pode ser definida por um pequeno script.

Um grande número de algoritmos é oferecido ao usuário, todos com a mesma sintaxe simples.

Foi utilizada uma ilha com população de 50 indivíduos e cinco gerações. A busca pelos

melhores valores do subconjunto de sete parâmetros, contidos na Tabela 4.3, foi definido como

problema de otimização.

Um subconjunto de indivíduos foi selecionado usando amostragem estratificada com base

na presença de doença neurodegenerativa e gênero. Cada um dos seis extratos da amostragem

estratificada contém aproximadamente 15% da população e o número de indivíduos usados para

representar um extrato representa aproximadamente 15% do total de indivíduos do respectivo

14https://esa.github.io/pagmo2/index.html
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Paciente Gênero Idade Condição Tamanho Resolução

A Masculino 82 Normal 256×256×170 1×1×1,2 mm³
B Masculino 63 MCI/LMCI 256×256×170 0,9375×0,9375×1,2mm³
C Masculino 71 AD 256×256×166 0,9375×0,9375×1,2 mm³
D Feminino 67 Normal 256×256×170 1×1×1,2 mm³
E Feminino 71 MCI/LMCI 256×256×166 0,9375×0,9375×1,2 mm³
F Feminino 82 AD 256×256×166 0,9375×0,9375×1,2 mm³

Tabela 4.4: Características do subconjunto de pacientes utilizados no ajuste dos parâmetros em
imagens de MR.

extrato. Assumimos que esta estratificação representa bem a população; cabe salientar que evi-

dências apontam a idade como uma característica relevante, porém não há amostras suficientes

para tal estratificação.

Como função objetivo utilizamos a média do coeficiente DSC de doze hipocampos, dois

por paciente. Portanto, cada indivíduo da otimização foi definido por um subconjunto de parâ-

metros. Neste trabalho utilizamos apenas uma ilha. As caraterísticas desse subconjunto podem

ser verificadas na Tabela 4.4.

4.7.1 Algoritmo genético

O SGA (HOLLAND, 1973) é uma técnica de busca de soluções aproximadas em problemas

de otimização. É uma classe peculiar dos algoritmos evolutivos (TURING, 1950) inspirada

em biologia evolutiva que utilizam reprodução. De acordo com (GOLDBERG, 1989), essa

classe de algoritmos difere-se de algoritmos tradicionais de otimização em alguns aspectos:

não utilizam regras determinísticas, mas transições probabilísticas, não necessitam conhecer o

problema, apenas uma forma de medir o resultado e não apresentam uma solução única, mas

um conjunto de soluções.

A solução de um problema é modelada no código genético e a função objetivo baseia-se nas

características (código genético) do indivíduo. Após avaliada a população, os indivíduos mais

aptos são selecionados para se reproduzir, gerando um determinado número de descendentes

(novos indivíduos caracterizados por alguma combinação genética dos pais). Cada descendente

pode sofrer mutação, ou seja, alguns valores do código genético podem mudar para valores

aleatórios. Cada geração é uma nova iteração do algoritmo.

Os principais componentes de um algoritmo genético:

• Função objetivo: é o teste ou conjunto de testes que identifica os indivíduos mais aptos,
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também denominado de objeto de otimização.

• Indivíduo: representa uma solução do problema ou um ponto do espaço de busca, também

denominado portador do código genético.

• Seleção: é a forma como os indivíduos são selecionados, baseado na função objetivo.

• Reprodução: seleciona dois indivíduos e gera um novo indivíduo que possui em seu có-

digo a combinação de seus sucessores (metade de cada), semelhante ao que ocorre no

processo biológico de reprodução sexuada. É também denominado de Crossing-over.

4.8 Considerações finais

Este capítulo apresentou e discutiu os materiais e métodos empregados para atingir o obje-

tivo definido na Subseção 1.2. O ST, utilizado no trabalho de Rister, Horowitz e Rubin (2017)

para análise de curvaturas, é uma forma interessante de avaliar a existência de um ponto sali-

ente. A implementação da PC de Ferrari et al. (2011) também realiza uma análise de curvaturas

e consegue extrair pontos que condizem com a definição de pontos salientes apresentada no

Subcapítulo 2.3.3. É importante notar que embora ambos métodos detectem pontos salien-

tes eles possuem diferenças significativas em etapas de pós-processamento, como a análise de

curvaturas e descritores, resultando em diferenças nos pontos casados resultantes que não são

exclusivamente dependentes das diferenças da detecção.



Capítulo 5
RESULTADOS E DISCUSSÕES

Este capítulo apresenta e discute os resultados obtidos nesta pesquisa, os quais foram divi-

didos em dois conjuntos de experimentos. O primeiro para a avaliação isolada de algumas

técnicas empregadas e o segundo para a avaliação da metologia como um todo.

5.1 Experimentos iniciais

Nos experimentos iniciais, o detector de pontos salientes do SIFT foi avaliado individual-

mente. Tal avaliação foi crucial para a obtenção dos resultados obtidos nessa pesquisa.

5.1.1 Avaliação do detector SIFT

Para avaliar o desempenho do detector 3D-SIFT, foram realizados ensaios usando um cubo

e as estruturas sintéticas descritas na Subseção 4.2.1. Esses ensaios consistem na aplicação da

detecção de pontos do 3D-SIFT sem o uso do pré-processamento. Adicionalmente, uma ins-

peção visual foi realizada após a aplicação do detector na imagem de referência do atlas NAC;

cabe informar que, nesse caso, a única etapa de pré-processamento realizada foi a extração do

encéfalo.

5.1.1.1 Estruturas sintéticas

Para avaliar a detecção de pontos salientes foram realizados ensaios usando um conjunto

de entes geométricos 3D composto por um cubo e estruturas tip-like, saddle-like e sphere-like,

sendo que essas últimas foram definidas no trabalho de Wörz e Rohr (2006) e apresentadas na

Seção 4.2.1 desta dissertação.
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Cubo sintético

O cubo possui tamanho 33×33×33 voxels com valor 1 de intensidade e foi construído em

uma imagem sintética de tamanho 128×128×128, sendo que os voxels com valor 0 represen-

tam a intensidade no fundo.

Cada experimento consistiu da aplicação do SIFT original (RISTER; HOROWITZ; RU-

BIN, 2017) com diferentes ajustes nos valores dos parâmetros. As variações dos parâmetros

foram realizadas em duas etapas, a primeira com variação mais grosseira dos valores, Tabela

5.1, totalizando 87480 testes, e a segunda com variação mais fina dos valores, Tabela 5.2, tota-

lizando 2700 testes.

Parâmetro Melhor Valor Intervalo Incremento Total

Limiar de contraste 0,2 [0;1] 0,2 6
Desvio padrão inicial 1 [0,8;1,2] 0,1 5

Desvio padrão da pirâmide DoG 2,0 [1,2;5,6] 0,4 12
Número de níveis por octave 2 [2;10] 1 9

Limiar da Equação 4.19 0 [0;0,8] 0,1 9
Limiar da Equação 4.20 1,0 [0,8;1,0] 0,1 3

Tabela 5.1: Intervalo, incremento e melhores valores encontrados no ajuste grosseiro dos parâme-
tros no cubo sintético.

Parâmetro Melhor Valor Intervalo Incremento Total

Limiar de contraste 0,1 [0,1;0,5] 0,1 5
Desvio padrão inicial 1 [0,9;1,1] 0,1 3

Desvio padrão da pirâmide DoG 1,85 [1,65;2,15] 0,1 6
Número de níveis por octave 2 [2;6] 1 5

Limiar da Equação 4.19 0 [0;0,5] 0,1 6
Limiar da Equação 4.20 1,0 - - 1

Tabela 5.2: Intervalo, incremento e melhores valores encontrados no ajuste fino dos parâmetros
no cubo sintético.

Nos resultados da análise grosseira observou-se a detecção de pontos coincidentes com

alguns dos cantos do cubo somente quando o valor do limiar superior da Equação 4.21 foi

ajustado para 1,0. Dada essa limitação, os melhores valores dos demais parâmetros foram

selecionados considerando apenas os testes que usaram esse valor de parâmetro. Nestes casos,

a acurácia da detecção foi medida pela distância entre o ponto detectado e o respectivo canto do

cubo. Nos casos em que houve mais de uma detecção considerou-se o ponto mais próximo do

ground truth.



5.1 Experimentos iniciais 87

Nos resultados da análise fina observou-se a detecção de pontos em todos os cantos do cubo

somente quando valor do parâmetro da Equação 4.19 foi ajustado para 0. Dada essa limitação

adicional, os melhores valores foram selecionados considerando os dois parâmetros citados com

valor fixo.

Para demonstrar o comportamento dos dois parâmetros citados foram realizados oito expe-

rimentos. Desses, quatro utilizaram os parâmetros com os valores originais do SIFT (RISTER;

HOROWITZ; RUBIN, 2017) e quatro utilizaram os melhores valores encontrados no ajuste fino,

ou seja, que resultaram na melhor acurácia da detecção dos pontos (maior proximidade entre os

pontos detectados e os cantos do cubo e com o menor número possível de falsos positivos).

A Tabela 5.3 enumera os oito experimentos conforme as variações dos parâmetros.

Limiar de
contraste

Níveis por
octave

σ inicial σ da pirâmide Limiar da
Eq. 4.19

Limiar da
Eq. 4.20

Exp. 1 0,1 3 1,15 1,6 0,5 0,9
Exp. 2 0,1 3 1,15 1,6 0,5 1
Exp. 3 0,1 3 1,15 1,6 0 0,9
Exp. 4 0,1 3 1,15 1,6 0 1
Exp. 5 0,5 2 1,15 1,85 0,5 0,9
Exp. 6 0,5 2 1,15 1,85 0,5 1
Exp. 7 0,5 2 1,15 1,85 0 0,9
Exp. 8 0,5 2 1,15 1,85 0 1

Tabela 5.3: Tabela demonstrando a diferença entre os oito experimentos usados para demonstrar
o comportamento das Equações 4.19 e 4.20 no cubo, que originalmente possuem valor 0,5 e 0,9,
respectivamente.

No experimento 1, Figura 5.1a, observa-se que os pontos detectados não coincidem com os

cantos do cubo, mas sim com alguns segmentos de reta do cubo. A falha na detecção desses

cantos se deve ao fato deles possuírem dois dos três autovetores do mesmo tamanho, sendo

excluídos pelo limiar da Equação 4.20. Os pontos detectados foram considerados como falsos

positivos.

No experimento 2, Figura 5.1b, observa-se que quando o valor do limiar da Equação 4.20 é

ajustado para 1 (máximo valor possível), alguns dos cantos passam a ser detectados. Acredita-

se que a falha na detecção de alguns cantos ocorre da instabilidade ocasionada pelo uso da

derivada direcional, Equação 4.18.

No experimento 3, Figura 5.1c, nota-se que mais pontos são detectados em relação ao

experimento 1. A diferença destes experimentos ocorre devido a exclusão do limiar da Equação

4.19. Entretanto, nenhum dos pontos detectados coincidiram com os cantos do cubo.
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(a) Experimento 1. (b) Experimento 2.

(c) Experimento 3. (d) Experimento 4.

Figura 5.1: Resultados dos experimentos 1 a 4.

No experimento 4, Figura 5.1d, observa-se que todos os cantos do cubo são detectados,

porém, um grande número de pontos é detectado em lugares que não coincidem com pontos

salientes, evidenciando a necessidade da redução de falsos positivos.

Nos experimentos 5 e 7, Figuras 5.2a e 5.2c, nenhum ponto é detectado. O ajuste dos

valores dos parâmetros do SIFT muda o comportamento do detector de pontos que, neste caso,

reduziu o número de falsos positivos. Contudo, o limiar da Equação 4.20 descarta os pontos

detectados nos cantos do cubo.

No experimento 6, Figura 5.2b, seis dos oito cantos do cubo são detectados corretamente.

Porém, assim como no experimento 2 (e pelos mesmos motivos), alguns dos cantos não são

detectados.
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(a) Experimento 5. (b) Experimento 6.

(c) Experimento 7. (d) Experimento 8.

Figura 5.2: Resultados dos experimentos 5 a 8.

No experimeanto 8, Figura 5.2d, observa-se que a não utilização dos limiares das Equações

4.19 e 4.20 permite a detecção correta dos cantos do cubo. Em cada um dos cantos são detec-

tados dois pontos, isso se deve as escalas em que os pontos são detectados, mas é importante

salientar que esses são pontos coincidentes com pontos salientes (cantos do cubo) e, portanto,

não são falsos positivos.

Tanto o limiar da Equação 4.19 quanto o limiar da Equação 4.20 prejudicam a detecção dos

cantos do cubo. O limiar da Equação 4.20 usa uma relação entre os autovalores do ST que acaba

descartando pontos quando pelo menos dois dos três autovalores são iguais. Tal situação ocorre

nos cantos do cubo que acabam sendo descartados quando o valor desse parâmetro é menor

que 1. Já o limiar da Equação 4.19 usa o ângulo entre a direção preferencial do ST e a derivada
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direcional do gradiente local. Isso gera uma inconsistência no momento em que dois autovalores

possuem o mesmo valor pois, nesses casos, a derivada direcional produz instabilidade numérica

e não apresenta uma direção preferencial.

Tais constatações corroboram a metodologia proposta na Seção 4.5.1.3, em que a etapa

de pós-processamento do detector de pontos SIFT (RISTER; HOROWITZ; RUBIN, 2017) é

modificada, excluindo-se o limiar da Eq. 4.19 originalmente proposto e trabalhando somente

com as relações entre os autovalores.

Estruturas saddle-like e sphere-like

Em testes com estruturas saddle-like, os pontos detectados não foram condizentes com o

ponto de sela, mas sim com a curvatura oposta ao ponto de sela. Adicionalmente, um teste foi

realizado utilizando o SIFT 2D (LOWE, 2004) em uma imagem contendo um ponto de inflexão

(que possui caraterísticas semelhantes ao ponto de sela). O resultado foi que o tal ponto também

não foi detectado. Isso ocorre porque, devido à análise de curvatura do ponto, que compõe o

algoritmo SIFT, os pontos sempre são detectados na parte interna das curvas (localmente) e não

na parte externa.

Nos testes com as estruturas sphere-like o ponto detectado mais próximo do ponto de refe-

rência manteve distância de 0 voxels, sendo geralmente detectado em escalas de baixo detalha-

mento. Na presença de níveis altos de bias field, nenhum ponto foi detectado nos experimentos.

Estruturas tip-like

Dadas as mudanças realizadas no detector de pontos durante a análise da imagem do cubo, a

análise das imagens de estruturas tip-like iniciou-se por um ajuste fino nos valores dos principais

parâmetros do detector, conforme indicada a Tabela 5.4, totalizando 180 testes.

Parâmetro Melhor valor Intervalo Incremento

Limiar de contraste 0,9 [0,1;0,9] 0,2
Desvio padrão inicial 1 [0,9;1,1] 0,1

Desvio padrão da pirâmide DoG 1,95 [1,65;1,95] 0,1
Número de níveis por octave 2 [2;6] 1

Tabela 5.4: Tabela de variação dos parâmetros SIFT durante o ajuste fino em estruturas sintéticas
tip-like.

Para cada teste mediu-se a distância Euclidiana entre o ponto detectado e o ground truth.

Os melhores valores de parâmetros foram selecionados de acordo com a menor média calculada
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Raw BF20 BF40 N15 N30 N15BF20 N15BF40 N30BF20 N30BF40

3,0± 0,0 5,0± 1,4 5,5± 1,8 4,2± 1,4 4,7± 1,4 5,1 ± 1,7 6,1 ± 2,3 5,1 ± 1,3 4,4 ± 1,9

Tabela 5.5: Média e desvio padrão das distâncias entre os pontos detectados e os pontos definidos
matematicamente. Raw são imagens sem bias field e ruído. O rótulo “BF” indica a presença de
bias field, que pode ser de 20% ou 40%. O rótulo “N” indica a presença de ruído, que pode ser de
1,5% ou 3%.

no conjunto de 864 estruturas tip-like. Os resultados são apresentados na Tabela 5.5.

A partir desses dados é possível observar que a técnica é altamente sensível à ruído gaussi-

ano e à presença do efeito bias field, necessitando a aplicação de técnicas de pré-processamento

para contornar tais problemas. Também é possível observar a existência de invariância à rotação

e à translação, pois não houve variação na detecção de pontos em estruturas não degradas por

ruído gaussiano e bias field. A imprecisão média de 3 voxels de distância se deve à escala de

detecção dos pontos.

Cabe aqui mencionar que em 32% dos casos não houve nenhuma detecção, em 17% dos

casos houve um resultado totalmente preciso, ou seja, com apenas um ponto detectado repre-

sentando a curvatura, e nos demais se considerou o ponto detectado mais próximo do ground

truth. Além disso, constatou-se que esse detector funciona razoavelmente bem para estruturas

tip-like e sphere-like, mas não é capaz de detectar pontos de sela em estruturas saddle-like.

Para demonstrar o comportamento das modificações realizadas no SIFT em estruturas tip-

like, foram realizados nove ensaios conforme indicado na Tabela 5.6. Nesses ensaios, o detector

SIFT foi aplicado em uma estrutura tip-like sem alterações estruturais, livre de ruído e de bias

field. Os resultados visuais destes testes se encontram nas Figuras 5.3, 5.4 e 5.5, em que é

possível observar que, de forma semelhante ao que acontece no cubo, tanto o limiar da Equação

4.19 quanto o limiar da Equação 4.20 prejudicam a detecção dos pontos salientes em estruturas

tip-like.

O limiar da Equação 4.20 é prejudicial porque dois dos três autovalores são iguais em

uma estrutura tip-like sem distorções. Já o limiar da Equação 4.19 incorpora as deficiências da

representação do gradiente por derivadas direcionais, como explicado na Seção 4.5.1.3.

Com o intuito de reduzir a detecção de falsos positivos, foi proposto o uso de um limiar

inferior na Equação 4.21. Os experimentos 8 e 9 diferenciam-se apenas pela alteração do valor

deste limiar, de 0 para 0,1. Comparando os resultados, Figura 5.5, é possível observar que tal

medida reduziu o número de falsos positivos detectados nesse tipo de estrutura. Cabe salientar

que esta alteração não impactou negativamente na detecção dos cantos do cubo.
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Limiar de
contraste

Níveis por
octave

σ inicial σ da
pirâmide

Limiar da
Eq. 4.19

Limiar da
Eq. 4.20

Exp. 1 0,1 3 1,15 1,6 0,5 0,9
Exp. 2 0,1 3 1,15 1,6 0,5 1
Exp. 3 0,1 3 1,15 1,6 0 0,9
Exp. 4 0,1 3 1,15 1,6 0 1
Exp. 5 0,1 2 1,15 1,95 0,5 0,9
Exp. 6 0,1 2 1,15 1,95 0,5 1
Exp. 7 0,1 2 1,15 1,95 0 0,9
Exp. 8 0,1 2 1,15 1,95 0 1
Exp. 9 0,1 2 1,15 1,95 0 1

Tabela 5.6: Tabela demonstrando a diferença entre os oito experimentos usados para demonstrar o
comportamento das Equações 4.19 e 4.20 na estrutura sintética tip-like. Um experimento adicional,
experimento 9, foi realizado para avaliar o comportamento do limiar inferior da Equação 4.21, que
foi ajustado para 0,1.

5.1.1.2 Imagens de cérebro

O detector de pontos salientes SIFT foi testado usando a imagem de referência do atlas

NAC, Seção 4.2.4. Constatou-se, nesse caso, que um grande número de pontos foi detectado

em estruturas que não pertenciam à massa encefálica, como pescoço e crânio. Isso acontece

pelo fato destes tecidos produzirem alto constraste em imagens de MR se comparados com o

tecido cerebral.

Para contornar tal problema, duas regiões de tamanho 50×64×50, centradas nos centroi-

des das máscaras dos hipocampos esquerdo e direito, foram usadas para delimitar a atuação do

detector de pontos, tais máscaras contidas no atlas foram inicialmente posicionadas com uma

transformação afim. Em cada região foram detectados cerca de 20 pontos, um número insufici-

ente para estimar satisfatoriamente uma transformação geométrica, especialmente pelo fato da

etapa de casamento de pontos ainda não ter sido efetuada.

Ao passo que um afrouxamento nos parâmetros do detector aumenta o número de falsos

positivos e que estes são, em sua maioria, eliminados no processo de casamento de pontos.

Concluiu-se que tais regiões não são uma ROI adequada para o método.

Optou-se então pelo uso de toda a massa encefálica como ROI, permitindo excluir as in-

formações do pescoço e do crânio e ao mesmo tempo obter um número suficiente de pontos

detectados para estimar uma transformação geométrica. Tal processo foi realizado por um al-

goritmo de skull stripping, Seção 4.4.5, e foi adicionado ao método como uma etapa de pré-

processamento.
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(a) Experimentos 1, 2, 5 e 6, vista 1. (b) Experimentos 1, 2, 5 e 6, vista 2.

(c) Experimento 3, vista 1. (d) Experimento 3, vista 2.

Figura 5.3: Resultados dos experimentos 1, 2, 3, 5 e 6.

Mesmo com o uso de uma ROI mais adequada ao problema, a invariância à rotação do

método SIFT (RISTER; HOROWITZ; RUBIN, 2017) e a semelhança entre os hemisférios leva

à ocorrência de casamentos entre pontos muito distantes entre si. A solução para tal problema

está descrita na Seção 4.5.3.

Com essas modificações foi possível encontrar, na imagem do cérebro, pontos muito rele-

vantes para a segmentação dos hipocampos, como os dois pontos detectados na Figura 5.6b.

Tais pontos coincidem com marcadores anatômicos utilizados por médicos na segmentação

manual dos hipocampos, um contido na matéria branca do giro hipocampal, e outro contido na

região chamada cisterna ambiente (ambient cistern) (BOCCARDI et al., 2015; ANDERSEN,

2007; FRISONI et al., 2015). Tais marcadores anatômicos da região lobo temporal medial, es-

tabelecidos após mais de 25 anos de pesquisa (WATSON et al., 1992), podem ser visualizados

na Figura 5.6a em fatias cuidadosamente selecionadas.
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(a) Experimento 4, vista 1. (b) Experimento 4, vista 2.

(c) Experimento 7, vista 1. (d) Experimento 8, vista 2.

Figura 5.4: Resultados dos experimentos 4 e 7.

Como os pontos mais importantes para o posicionamento das malhas dos hipocampos são

os pontos detectados próximos aos hipocampos, uma função de ponderação foi criada, Seção

4.5.4, para dar maior relevância à estes pontos na estimação da transformação deformável. Por

consequência, tal função diminui a influência de pontos detectados em regiões mais distantes

da estrutura de interesse.

5.2 Experimentos com a base de dados EADC-ADNI

Os ensaios desta seção tem como objetivos a avaliação da função peso, a avaliação das

modificações realizadas no SIFT, a comparação entre os métodos SIFT e PC, a avaliação do

atlas utilizado e, finalmente, a avaliação do algoritmo de ajuste anatômico das malhas.

As etapas de pré-processamento, Seção 4.4, foram aplicadas a todas as imagens da base

EADC-ADNI. Em seguida, um conjunto de ensaios foi realizado na base EADC-ADNI, com

exceção dos seis indivíduos usados para ajuste de parâmetros, Seção 4.7. Dado que a metodo-
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(a) Experimento 8, vista 1. (b) Experimento 8, vista 2.

(c) Experimento 9, vista 1. (d) Experimento 9, vista 2.

Figura 5.5: Resultados dos experimentos 8 e 9.

logia apresentada nesta pesquisa permite alternar técnicas em suas etapas, as combinações de

técnicas foram enumeradas como segue:

1. AFFINE: aplicação apenas do pré-processamento,

2. SIFT_modif_w: detecção dos pontos usando o 3D-SIFT modificado com a função peso,

3. SIFT_modif: detecção dos pontos usando o 3D-SIFT modificado sem a função peso,

4. SIFT_orig_w: detecção dos pontos usando o 3D-SIFT original com a função peso,

5. SIFT_orig: detecção dos pontos usando o 3D-SIFT original sem a função peso,

6. PC_w: detecção dos pontos usando 3D-PC com a função peso,

7. PC: detecção dos pontos usando 3D-PC sem a função peso,

8. AFFINE_adni: aplicação apenas do pré-processamento usando como atlas uma imagem

e as respectivas máscaras binárias (transformadas em malhas) dos hipocampos de um
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(a) Marcadores anatômicos. (b) Pontos salientes

Figura 5.6: (a) Vista coronal dos pontos demarcados por médicos em segmentações semi manuais,
adaptado do protocolo de referência da EADC-ADNI (BOCCARDI et al., 2015; ANDERSEN,
2007; FRISONI et al., 2015), sendo 1 o ponto contido na matéria branca do giro hipocampal e 2 o
ponto contido na cisterna ambiente. (b) Vista coronal dos pontos salientes detectados na imagem
do atlas próximos de pontos de referência usados em segmentações semi manuais. Demarcado em
verde o ponto contido na matéria branca do giro hipocampal e demarcado em azul o ponto contido
na cisterna ambiente.

indivíduo da base de dados EADC-ADNI,

9. SIFT_modif_w_SM: detecção dos pontos usando o 3D-SIFT modificado com a função

peso e posterior aplicação do ajuste anatômico das malhas com Simplex Mesh.

Para avaliar o posicionamento das malhas e a segmentação dos hipocampos utilizamos as me-

didas descritas na Seção 4.3.

5.2.1 Ensaios alternando os detectores de pontos salientes e a função peso

Três detectores de pontos salientes foram testados, SIFT original, SIFT modificado e PC,

todos com e sem o uso da função peso. Os resultados podem ser vistos nas Figuras 5.7, 5.8, 5.9

e 5.10.
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Figura 5.7: Gráfico do tipo boxplot contendo valores do coeficiente Dice dos hipocampos direito e
esquerdo de sete diferentes abordagens metodológicas.
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Figura 5.8: Gráfico do tipo boxplot contendo valores do coeficiente Jaccard dos hipocampos direito
e esquerdo de sete diferentes abordagens metodológicas.
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Figura 5.9: Gráfico do tipo boxplot contendo valores do coeficiente Hausdorff Distance dos hipo-
campos direito e esquerdo de sete diferentes abordagens metodológicas.
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Figura 5.10: Gráfico do tipo boxplot contendo valores do coeficiente Hausdorff Average Distance
dos hipocampos direito e esquerdo de sete diferentes abordagens metodológicas.

Cada gráfico corresponde à aplicação de diferentes métricas nos mesmos ensaios. Neles é
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possível verificar a existência de uma correlação entre as quatro medidas de avaliação. A Tabela

5.7 apresenta as médias e o desvio padrão de todas as métricas para cada ensaio.

Affine SIFT_modif_w SIFT_modif SIFT_orig_w SIFT_orig PC_w PC

Dice hip. esq. 0,49 ± 0,12 0,55 ± 0,09 0,50 ± 0,10 0,42 ± 0,17 0,40 ± 0,17 0,52 ± 0,08 0,52 ± 0,09

Dice hip. dir. 0,48 ± 0,12 0,53 ± 0,12 0,51 ± 0,13 0,46 ± 0,17 0,43 ± 0,18 0,51 ± 0,11 0,50 ± 0,11

Jaccard hip. esq. 0,34 ± 0,10 0,38 ± 0,08 0,34 ± 0,09 0,28 ± 0,14 0,26 ± 0,13 0,36 ± 0,09 0,35 ± 0,08

Jaccard hip. dir. 0,33 ± 0,10 0,37 ± 0,11 0,35 ± 0,12 0,32 ± 0,14 0,29 ± 0,14 0,35 ± 0,10 0,34 ± 0,09

HD Dist. hip. esq. 7,29 ± 1,38 6,68 ± 1,38 7,72 ± 2,41 8,45 ± 3,08 9,09 ± 2,96 6,73 ± 1,22 6,79 ± 1,27

HD Dist. hip. dir. 7,33 ± 1,55 6,84 ± 1,51 7,36 ± 1,85 8,38 ± 3,01 8,72 ± 2,99 7,12 ± 1,44 7,16 ± 1,45

HD Avg. hip. esq. 1,02 ± 0,49 0,79 ± 0,28 1,03 ± 0,51 1,66 ± 1,45 1,75 ± 1,34 0,91 ± 0,32 0,91 ± 0,31

HD Avg. hip. dir. 1,12 ± 0,53 0,95 ± 0,50 1,07 ± 0,57 1,05 ± 1,83 1,64 ± 1,45 1,03 ± 0,43 1,04 ± 0,43

Tabela 5.7: HD = Hausdorff. Média e desvio padrão de cada combinação de técnicas (exceto
AFFINE_adni e SIFT_modif_w_SM) aplicadas aos 129 indivíduos da base EADC-ADNI usados
para teste.

5.2.1.1 Avaliação dos detectores de pontos

Uma série de observações pode ser feita em relação aos resultados apresentados. Compa-

rando o SIFT_modif com o SIFT_orig é possível dizer que as mudanças propostas no algoritmo

SIFT foram positivas para o posicionamento das malhas dos hipocampos. A principal razão

pode ser atribuída ao tipo de saliência detectada, como já demonstrado na Subseção 5.1.1.2.

Comparando as técnicas SIFT_modif_w com a PC_w observa-se que a PC_w apresentou

menor dispersão e posicionamento médio inferior. A menor dispersão pode estar associada

a um número menor de outliers produzidos, que são um grande problema para corregistros

deformáveis baseados em keypoints, algo já constatado em outros trabalhos envolvendo o SIFT,

como o trabalho de Rister, Horowitz e Rubin (2017).

Já o posicionamento médio inferior pode estar relacionado ao menor número de pontos sali-

entes detectados próximos aos hipocampos, especialmente pela pouca influência da ponderação

desses pontos salientes no posicionamento dos hipocampos. Duas hipóteses podem ser conside-

radas para o desempenho inferior. A primeira delas se deve ao fato da PC não ter sido otimizada

para essa aplicação, sendo eventualmente possível detectar informações mais relevantes em ou-

tras bandas de frequência. A segunda é a adaptação do SIFT para descarte de pontos com baixa

curvatura, em que a PC apenas descarta instabilidade numérica.

É importante mencionar que na maior parte dos casos a PC detectou o ponto na região

da ambiente cisterna, porém, diferentemente do SIFT_modif, não detectou o ponto contido na

matéria branca da região hipocampal. Apesar disso, a menor dispersão apresentada pela PC
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sugere uma maior robustez da técnica para o posicionamento das malhas.

A PC e o SIFT possuem, além da detecção de pontos, diferenças significativas nos descri-

tores e no casamento dos descritores. A menor dispersão apresentada na PC também pode estar

associada ao descritor e o casamento de descritores. Para melhor analisar essas diferenças, al-

guns dos valores produzidos por essas técnicas, aplicadas a um conjunto reduzido de amostras,

são apresentados nas Tabelas 5.8, 5.9, 5.10 e 5.11. As três últimas mostram o número de pontos

detectados e o número de pontos casados (antes da eliminação de outliers de casamento) do

SIFT_orig, do SIFT_modif e da PC. Nestas tabelas também são apresentados os coeficientes

Dice para os respectivos hipocampos direito e esquerdo e o número de outliers de casamento,

definidos na Subseção 4.5.3.

Paciente A B C D E F

Dice hip. direito 0,60 0,74 0,63 0,39 0,49 0,40
Dice hip. esquerdo 0,66 0,67 0,31 0,42 0,51 0,41

Tabela 5.8: Valores Dice dos hipocampos direito e esquerdo utilizando somente pré-processamento
nos seis indivíduos da base EADC-ADNI usados para treino.

Paciente Detecções Casamentos Outliers Dice hip. direito Dice hip. esquerdo

A 1667 133 7 0,62 0,63
B 1514 108 4 0,75 0,73
C 874 155 7 0,63 0,53
D 955 186 9 0,66 0,74
E 1012 184 8 0,64 0,54
F 1606 103 11 0,58 0,41

Tabela 5.9: Número de pontos detectados, número de pontos casados, número de outliers de
casamento e coeficientes Dice dos hipocampos direito e esquerdo resultantes da aplicação do
SIFT_modif_w nos seis indivíduos da base EADC-ADNI usados para treino.

Paciente Detecções Casamentos Outliers Dice hip. direito Dice hip. esquerdo

A 703 369 0 0,68 0,48
B 804 448 0 0,72 0,68
C 793 417 0 0,55 0,46
D 353 233 0 0,42 0,43
E 678 393 0 0,54 0,52
F 414 288 0 0,40 0,32

Tabela 5.10: Número de pontos detectados, número de pontos casados, número de outliers de
casamento e coeficientes Dice dos hipocampos direito e esquerdo resultantes da aplicação do PC_w
nos seis indivíduos da base EADC-ADNI usados para treino.
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Paciente Detecções Casamentos Outliers Dice hip. direito Dice hip. esquerdo

A 6208 23 0 0,66 0,52
B 6272 34 0 0,08 0,57
C 6368 15 1 0,54 0,27
D 5646 18 0 0,51 0,46
E 7137 34 1 0,66 0,41
F 7484 21 1 0,34 0,23

Tabela 5.11: Número de pontos detectados, número de pontos casados, número de outliers de
casamento e coeficientes Dice dos hipocampos direito e esquerdo resultantes da aplicação do
SIFT_orig_w nos seis indivíduos da base EADC-ADNI usados para treino.

Comparando o SIFT_modif_w, Tabela 5.9, com o SIFT_orig_w, Tabela 5.11, nota-se que

o número de outliers de casamento do SIFT_modif_w é maior. Isso ocorre devido a modifi-

cação do parâmetro que avalia a distância entre os descritores para o casamento, em que no

SIFT_modif_w é menos rígido. O grande número de outliers produzidos na etapa de detecção

cria uma necessidade de sobrecarga no papel do casamento de pontos; esses mesmos outliers

são os que prejudicam transformações deformáveis. A modificação realizada, portanto, melhora

o desempenho de transformações deformáveis, especialmente para segmentação do hipocampo.

Analisando o número de casamentos do SIFT_modif_w e da PC_w, Tabelas 5.9 e 5.10,

respectivamente, nota-se que a PC_w apresentou um número maior de casamentos e, adicio-

nalmente, nenhum outlier de casamento foi encontrado. Embora isso sugira que o descritor

da PC_w seja robusto para imagens de cérebro, eles não são totalmente invariantes a rotação,

portanto, podem, eventualmente, lidar melhor com os casamentos entre pontos de diferentes he-

misférios. Uma hipótese para o resultado médio inferior do posicionamento utilizando a PC_w

é o pequeno número de pontos detectados próximos aos hipocampos.

Cabe salientar que não há embasamento estatístico suficiente para afirmar com concretude

as diferenças das técnicas, sendo essa apenas uma interpretação do autor desta pesquisa para os

resultados obtidos.

5.2.1.2 Avaliação da função peso

Comparando o SIFT_modif com o SIFT_modif_w, a atribuição de peso aos pares de pontos

casados teve um impacto positivo no posicionamento das malhas dos hipocampos. Isso pode

ser atribuído à detecção de pontos próximos aos hipocampos, que são os que têm um papel

fundamental no posicionamento das malhas. A diminuição da dispersão do SIFT_modif_w em

relação ao SIFT_modif mostra que os possíveis outliers que, eventualmente, não tenham sido

eliminados se encontram distantes dos hipocampos. Comparando a PC com a PC_w a atribuição
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de pesos teve pouca ou nenhuma influência no resultado final. Neste caso, acredita-se que não

houve diferença devido ao fato da maior parte dos pontos detectados não estarem tão próximos

dos hipocampos.

Já na comparação do SIFT_orig com o SIFT_orig_w, a utilização da função peso auxiliou

no posicionamento, indicando a detecção de pontos próximos aos hipocampos que auxiliam o

posicionamento. Porém, com ou sem o uso dos pesos, o posicionamento foi inferior em relação

ao uso exclusivo da transformação afim, indicando que a maior parte das saliências detectadas

nos SIFT_orig e SIFT_orig_w não contribuiram positivamente no posicionamento das malhas.

Tal fato pode ser também devido ao excessivo número de outliers produzidos na etapa de de-

tecção. Além disso, a alta dispersão demonstra pouca robustez no posicionamento usando essas

saliências em um grupo diversificado, ou seja, de pacientes com diferentes idades, gênero, e

presença ou não de doença neurodegenerativa. Essas observações corroboram a importância da

análise de curvatura dos pontos salientes, como discutido na Seção 2.3.3.

5.2.2 Ensaio usando adaptação anatômica das malhas

Como discutido na Seção 3.1.3, devido a variação anatômica comum entre indivíduos, o

ajuste individualizado das malhas é algo muito importante que deve ser levado em considera-

ção na tarefa de segmentação dos hipocampos em imagens de RM. O ensaio aqui apresentado

é composto por corregistro afim usando as malhas NAC (AFFINE), corregistro afim usando

as malhas de um indivíduo aleatório da EADC-ADNI (AFFINE_adni), corregistro deformável

usando os pontos detectados pelo SIFT_modif_w e a adaptação da malha posicionada com pon-

tos detectados pelo SIFT_modif_w usando o algoritmo Simplex Mesh (SIFT_modif_w_SM). Os

resultados obtidos destas análises são apresentados nas Figuras 5.11, 5.12, 5.13 e 5.14.
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Figura 5.11: Gráfico do tipo boxplot contendo valores do coeficiente Dice dos hipocampos direito e
esquerdo de quatro diferentes abordagens metodológicas.
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Figura 5.12: Gráfico do tipo boxplot contendo valores do coeficiente Jaccard dos hipocampos di-
reito e esquerdo de quatro diferentes abordagens metodológicas.
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Figura 5.13: Gráfico do tipo boxplot contendo valores do coeficiente Hausdorff Distance dos hipo-
campos direito e esquerdo de quatro diferentes abordagens metodológicas.

AF
FIN
E

AF
FIN
E_
ad
ni

SI
FT
_m
od
if_
w

SI
FT
_m
od
if_
w_
SM

0.0

0.5

1.0

1.5

2.0

2.5

3.0

3.5

4.0

H
a
u
sd
o
rf
f 
A
v
e
ra
g
e

Hip. direito Hip. esquerdo

Figura 5.14: Gráfico do tipo boxplot contendo valores do coeficiente Hausdorff Average Distance
dos hipocampos direito e esquerdo de quatro diferentes abordagens metodológicas.
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Com base nos resultados deste ensaio, nota-se que a utilização do Simplex Mesh pouco

influenciou no formato da malha, resultado este atribuído ao fato do Simplex Mesh utilizar

informação de gradiente para o ajuste. O gradiente das regiões hipocampais não produz resposta

significativa para um ajuste fino do posicionamento. Trabalhos que utilizam deformação de

modelos, Seção 3.1.1, costumam usar outros tipos de informação, como textura.

Embora os valores de Dice adquiridos no posicionamento com pontos salientes sejam bai-

xos em relação aos melhores valores da literatura, devemos considerar que foi usada uma única

máscara como referência, enquanto que os melhores valores da literatura exploram técnicas

multi-rótulos. Além disso, o protocolo usado para gerar os rótulos do atlas é diferente do pro-

tocolo de segmentação usado para gerar o ground thruth, nesse sentido é possível observar o

impacto do protocolo de segmentação pelo ótimo resultado obtido usando como atlas um indi-

víduo aleatório da base de dados EADC-ADNI em conjunto com, apenas, transformação afim

(AFFINE_adni). Isso reforça a importância de se utilizar um protocolo unificado para a avali-

ação de técnicas de segmentação dos hipocampos, uma vez que o resultado final é fortemente

influenciado pelo formato das malhas de referência.

5.2.3 Análise estratificada

Dado que as métricas de avaliação possuem uma alta correlação entre si, optamos por

analisar os resultados no decorrer desta seção apenas usando a medida Dice. Nestes ensaios

analisou-se o comportamento de quatro variações metodológicas, AFFINE, SIFT_modif_w,

SIFT_orig_w e PC_w, aplicadas aos dados estratificados.

Os gráficos usados na estratificação por faixa etária são semelhantes aos gráficos de pirâ-

mide populacional, onde dois gráficos de barras, um para cada hipocampo, são dispostos de

forma espelhada com barras na horizontal. Em cada gráfico, uma linha vertical é tracejada com

o valor médio do coeficiente Dice dos hipocampos (somente esquerdo ou somente direito) de

toda população. Além disso, em cada barra, que representa a média do coeficiente Dice de um

subgrupo, é possível observar o desvio padrão referente.

No eixo horizontal, de forma crescente para ambos lados e partindo do zero, é apresentada a

média do coeficiente Dice para cada subgrupo em gráficos de barras. No eixo vertical dispõe-se

os grupos etários da população, em que as cores das barras indicam o gênero dentro de cada

grupo etário.

Esse tipo de gráfico permite observar o desempenho das diferentes técnicas em relação aos

subgrupos, dado que no cenário “ideal” todos os subgrupos teriam suas médias iguais à média
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geral.

5.2.3.1 Faixa etária

A análise por faixa etária da população foi realizada considerando-se seis grupos, que fo-

ram divididos pelas faixas etárias [60,65[, [65,70[, [70,75[, [75,80[, [80,85[, [85,90[, sendo que

cada faixa contém, respectivamente, 10, 25, 31, 23, 18 e 21 indivíduos. Embora o número de

amostras por extrato não produza um alto poder estatístico, se usarmos 3 subgrupos [60,70[,

[70,80[, [80,90[, teremos 35, 44 e 39 indivíduos, sem mudança nas discussões realizadas. O

objetivo deste ensaio é demonstrar como as diferentes técnicas se comportam com a variação

anatômica decorrente da idade. É esperado que o aumento na idade do indivíduo piore o po-

sicionamento em relação aos pacientes mais jovens e que as modificações realizadas no SIFT

minimizem essa diferença.
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Hipocampo esquerdo

Homens Mulheres

Figura 5.15: Gráfico dos resultados do posicionamento usando somente pré-processamento nos
dados estratificados por hemisfério cerebral, gênero e idade.
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Figura 5.16: Gráfico dos resultados do posicionamento usando a técnica SIFT_orig_w nos dados
estratificados por hemisfério cerebral, gênero e idade.
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Figura 5.17: Gráfico dos resultados do posicionamento usando a técnica SIFT_modif_w nos dados
estratificados por hemisfério cerebral, gênero e idade.
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Figura 5.18: Gráfico dos resultados do posicionamento usando a técnica PC_w no dados estratifi-
cados por hemisfério cerebral, gênero e idade.

Como pode ser observado na Figura 5.15, a idade é um fator determinante no posiciona-

mento com o uso exclusivo da transformação afim, em idades muito avançadas há uma ten-

dência de diminuição da precisão do posicionamento. Tal comportamento também ocorre, de

maneira mais sutil, quando se usa a PC_w, Figura 5.18, que apresenta um posicionamento mé-

dio superior. Embora responda melhor às variações anatômicas decorrentes da idade, devido

à transformação deformável, ainda apresenta uma piora no posicionamento de pacientes com

idade muito avançada, se comparado com pacientes mais jovens.

Com o SIFT_orig_w, Figura 5.16, o posicionamento médio acaba por ser inferior ao obtido

com o uso exclusivo de corregistro afim. Embora apresente uma tendência à piorar o posicio-

namento com o aumento da idade dos pacientes, o grande número de outliers gera uma certa

instabilidade que pode ser observada pelo alto desvio padrão e pela piora no posicionamento

médio em relação ao uso exclusivo de corregistro afim.

Usando corregistro deformável com pontos do SIFT_modif_w, como demonstra o gráfico

da Figura 5.17, observa-se que os pacientes com idade avançada apresentam posicionamento le-

vemente inferior, porém, semelhante aos pacientes mais jovens. Além disso, o posicionamento

médio se mostra superior às demais técnicas testadas, corroborando o sucesso das modificações

realizadas no SIFT.
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5.2.3.2 Doença neurodegenerativa

Na análise por doença neurodegenerativa a população foi dividida em quatro grupos, pa-

cientes cognitivamente saudáveis, pacientes com MCI, pacientes com LMCI e pacientes com

AD, sendo que cada grupo continha, respectivamente, 42, 27, 16 e 43 indivíduos. O objetivo

deste ensaio foi demonstrar como as diferentes técnicas se comportam diante da variação anatô-

mica decorrente da AD. É esperado que a presença da AD piore o posicionamento em relação

a pacientes normais e que as modificações realizadas no SIFT minimizem essa diferença.
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Figura 5.19: Gráfico dos resultados do posicionamento usando somente pré-processamento nos
dados estratificados por hemisfério cerebral, gênero e presença de doença neurodegenerativa.
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Figura 5.20: Gráfico dos resultados do posicionamento usando a técnica SIFT_orig_w nos dados
estratificados por hemisfério cerebral, gênero e presença de doença neurodegenerativa.
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Figura 5.21: Gráfico dos resultados do poscionamento usando a técnica SIFT_modif_w nos dados
estratificados por hemisfério cerebral, gênero e presença de doença neurodegenerativa.
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Figura 5.22: Gráfico dos resultados do poscionamento usando a técnica PC_w nos dados estratifi-
cados por hemisfério cerebral, gênero e presença de doença neurodegenerativa.

Como pode ser observado na Figura 5.19, a presença da DA piora o posicionamento com

o uso exclusivo de corregistro afim. Tal comportamento ocorre também quando se usa o

SIFT_orig_w, Figura 5.20, porém, o grande número de outliers acaba por piorar, também, o

posicionamento médio do SIFT_orig_w em relação ao uso exclusivo de corregistro afim.

Diferentemente, a PC_w, Figura 5.22, apresenta um posicionamento médio superior ao

uso exclusivo de corregistro afim e uma melhora no posicionamento de pacientes com AD em

relação à pacientes normais.

A adição das modificações propostas na técnica SIFT, presentes na Figura 5.21, foi positiva

para o posicionamento médio em relação aos demais ensaios. Também é possível observar que

tais modificações minimizam a diferença do posicionamento entre pacientes normais e com AD.

Nos casos de MCI e LMCI, individualmente tais categorias não possuem forte valor estatís-

tico uma vez que possuem um número de indivíduos muito baixo, porém, em conjunto formam

um subgrupo com 44 indivíduos. Estes subgrupos, em conjunto ou não, apresentam-se como

uma transição, do ponto de vista estrutural, entre um paciente saudável e um com AD.



5.3 Considerações Finais 112

5.3 Considerações Finais

Este capítulo apresentou e discutiu os resultados obtidos da avaliação e adaptação das técni-

cas e na utilização da abordagem proposta por este trabalho. Em testes iniciais foi demonstrado

que a presença de ruído e de bias field atrapalham a detecção de pontos salientes utilizando a

técnica SIFT. Também foram realizados testes para avaliar as diferentes variações metodológi-

cas da abordagem proposta, aplicadas à imagens de MR.

Foram avaliadas duas técnicas de detecção de pontos, uma baseada em intensidade e outra

em frequência. Embora a baseada em intensidade tenha obtido um posicionamento médio su-

perior (possivelmente em razão do ajuste de parâmetros), a baseada em frequência apresentou

menor dispersão.

O uso da função peso indicou resultado positivo quando utilizada em conjunto com técnicas

baseadas em intensidade, porém não teve influência quando em conjunto com a técnica base-

ada em frequência. Acredita-se que este fato está relacionado ao número pequeno de pontos

detectados pela PC próximos aos hipocampos.

A adaptação das malhas dos hipocampos se mostrou ineficiente quando baseada em gradi-

ente.

Na abordagem como um todo ficou evidente que o uso de corregistro deformável baseado

em pontos salientes auxilia no posicionamento de malhas hipocampais, porém tal abordagem é

altamente sensível à presença de outliers.

O uso de diferentes modelos de referência demonstrou que a seleção de melhores modelos

produz um alto impacto na segmentação final, sustentando a importância dos protocolos de

demarcação manual.

Nas análises com dados estratificados, demonstrou-se que a idade e a presença de doenças

neurodegenerativas influenciam diretamente a segmentação dos hipocampos e que as diferentes

técnicas testadas na metodologia se comportam de maneira semelhante entre gêneros e entre os

hipocampos direito e esquerdo. Também foram encontrados indícios de que as modificações

propostas no SIFT diminuem significativamente a sensibilidade do posicionamento à variabili-

dade anatômica decorrente da idade e à presença de doenças neurodegenerativas.

Optamos por não estratificar os dados em faixa etária e doença neurodegenerativa ao mesmo

tempo devido ao excessivo número de extratos (48), uma vez que não haveria exemplos sufici-

entes para cada extrato, gerando pouca significância estatística.

Por fim, os resultados apresentados apontaram que a metodologia proposta, usando o SIFT
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modificado, apresenta uma melhora de aproximadamente 11% em relação ao uso exclusivo de

transformação afim, uma melhora de aproximadamente 30% em relação ao SIFT sem modi-

ficações e uma melhora de aproximadamente 7% em relação ao posicionamento sem uso de

ponderação.



Capítulo 6
CONCLUSÃO

Este capítulo apresenta as conclusões finais do trabalho, suas contribuições e a indicação

de possíveis trabalhos futuros.

6.1 Conclusões finais

Esse trabalho apresentou uma abordagem para a segmentação dos hipocampos envolvendo

o posicionamento automático de modelos deformáveis volumétricos utilizando pontos salien-

tes 3D em conjunto com uma técnica de deformação de modelos. A motivação dessa pesquisa

deve-se ao fato da crescente incidência da AD e, consequentemente, no aumento na demanda

por um método automático de análise do volume e formato dos hipocampos, considerados atual-

mente como biomarcadores da doença. Métodos automáticos são necessários devido ao grande,

e crescente, volume de imagens que necessitam ser analisadas pelos especialistas. Uma impor-

tante preocupação deste trabalho foi analisar o relacionamento entre a aplicação e as técnicas,

sendo essa análise de grande importância para a aceitação da comunidade neurorradiológica de

uma técnica de segmentação dessa estrutura.

A abordagem proposta para alcançar esse objetivo envolveu a utilização de uma imagem

de referência rotulada por especialistas, o uso de corregistro deformável baseado em pontos

salientes, automaticamente detectados e ponderados, e o uso de uma técnica para a deformação

dos modelos.

Os principais elementos da metodologia proposta são a detecção e o casamento de pontos

salientes. Nesta pesquisa também foi demonstrado os efeitos presentes nas imagens de MR (bias

field e ruído) que influenciam na detecção de pontos salientes e a importância das curvaturas

na busca por pontos localizados próximos aos hipocampos. Uma adaptação da técnica SIFT
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proposta por Rister (RISTER et al., 2015; RISTER; HOROWITZ; RUBIN, 2017) para encontrar

pontos salientes foi realizada e comparada com a versão original.

Duas técnicas para a detecção e o casamento de pontos (SIFT e PC) foram comparadas e

produziram bons resultados no posicionamento dos hipocampos, embora o SIFT tenha produ-

zido uma média superior, a PC apresentou menor dispersão.

Uma função peso foi proposta para ponderar a influência dos pontos detectados na segmen-

tação dos hipocampos. Essa função produziu bons resultados na técnica SIFT, porém não teve

efeito significativo na técnica PC.

Uma análise estratificada dos dados buscou compreender quais fatores biológicos produ-

zem maior influência na detecção dos pontos, apontando a idade e presença de doença neuro-

degenerativa como os fatores com mais influência no posicionamento dos modelos. Resultados

mostraram que as modificações feitas no SIFT diminuem significativamente a sensibilidade do

método à presença de doenças neurodegenerativas e à variabilidade anatômica decorrente da

idade.

A inicialização dos modelos deformáveis não é uma tarefa simples, necessitando diversas

etapas para ajustar aquilo que é necessário para um bom funcionamento nas imagens clínicas. A

utilização de um atlas em conjunto com modelos deformáveis é um dos caminhos que o estado

da arte mostra como promissores em relação a segmentação automática dos hipocampos, e,

neste contexto, este trabalho propôs um método para a segmentação destas estruturas.

A metodologia proposta, usando o SIFT modificado, apresentou uma melhora de aproxi-

madamente 11% em relação ao uso exclusivo de transformação afim, uma melhora de aproxi-

madamente 30% em relação ao SIFT sem modificações e uma melhora de aproximadamente

7% em relação ao posicionamento sem uso de ponderação.

6.2 Contribuições

As principais contribuições desta pesquisa foram:

• Desenvolvimento de um método para a segmentação dos hipocampos em imagens de MR

que permite o uso de diferentes técnicas em cada etapa;

• A adaptação da técnica SIFT proposta por Rister (RISTER; HOROWITZ; RUBIN, 2017)

para a detecção de pontos salientes definidos na Seção 2.3.3;

• A construção de uma função peso para os pontos salientes baseada no formato da estrutura
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de interesse, no caso hipocampo, e na distância de Mahalanobis;

• A demonstração da importância da análise de curvaturas em pontos salientes cerebrais;

• A análise dos fatores biológicos (gênero, idade e presença de doença neurodegenerativa)

que influenciam nos posicionamento das malhas usando esta metodologia;

• Análises e discussões a respeito dos problemas da segmentação dos hipocampos que po-

dem ajudar e orientar novas pesquisas.

6.3 Ideias para trabalhos futuros

Nesta Subseção, são apresentadas algumas ideias que podem servir de base para novos

trabalhos:

• Construção de um multi atlas, visando incorporar ao atlas informações como gênero e

idade.

• Uso de uma técnica elaborada para rejeição de outliers de casamento, como a técnica

Filtering out Outliers from Matched Points (RAMOS; WATANABEY; TRAINA, 2016).

• Uso de uma técnica para corregistro deformável que utilize pontos salientes em conjunto

com outras informações da imagem, como a técnica de Rühaak et al. (2017).

• Investigação de técnicas para otimização paramétrica, como o uso da técnica Particle

Swarm Optimization (BONYADI; MICHALEWICZ, 2017).

• Construção de uma técnica para deformação de malhas que utilize pontos salientes em

conjunto com outras informações da imagem diferentes do gradiente, como a textura

(SØRENSEN et al., 2016).

• Construção de um método inteiramente guiado por pontos salientes (transformação afim,

transformação deformável e ajuste anatômico das malhas).

6.4 Produção científica relacionada à esta pesquisa

Como resultado desta pesquisa, um artigo está sendo elaborado e será submetido em breve

para a revista Computer Methods and Programs in Biomedicine1. O objetivo do artigo é de-

1https://www.journals.elsevier.com/computer-methods-and-programs-in-biomedicine
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monstrar as melhorias no posicionamento de malhas do hipocampo proporcionadas por modifi-

cações realizada no 3D-SIFT proposto por Rister (RISTER et al., 2015; RISTER; HOROWITZ;

RUBIN, 2017) para a detecção de pontos salientes e o seu uso na estimação de transformações

deformáveis por meio da redução de outliers.
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