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RESUMO

GARCIA, M. A.. Modelos de Regressao para Dados de Contagem k-Modificados. 2020.
130 f. Dissertacao (Mestrado em em Estatistica — Programa Interinstitucional de P6s-Graduagao
em Estatistica) — Instituto de Ciéncias Matemdticas e de Computacdo (ICMC/USP), Sao Carlos —
SP.

Neste trabalho € proposto o modelo de regressdo para a familia de distribuicdes k-Modificadas.
Entende-se como modificagdo, a inclusdao de um parametro na fun¢do massa de probabilidade
das distribui¢Oes discretas tradicionais, capaz de modelar a inflagdo ou deflagdo da observagado k
no conjunto de dados. A modificacdo em relagdo a distribui¢do original torna-se imprescindivel
quando, em muitas situagdes praticas, uma determinada observacdo k ocorre no conjunto de
dados com uma frequéncia maior ou menor do que a esperada ao considerar uma determinada
distribuicdo discreta. Para o contexto de modelos de regressao, distribui¢des discretas cuja

funcdo massa de probabilidade pode ser escrita em fun¢@o de sua média serdo consideradas.

Palavras-chave: Dados de Contagem; Dados k— Deflacionados; Dados k—Inflacionados; Dis-

tribuicdo Hurdle; Distribui¢cdes Discretas; Modelos de Regressao.






ABSTRACT

GARCIA, M. A.. Modelos de Regressao para Dados de Contagem k-Modificados. 2020.
130 f. Dissertacao (Mestrado em em Estatistica — Programa Interinstitucional de P6s-Graduagao

em Estatistica) — Instituto de Ciéncias Matemdticas e de Computacdo (ICMC/USP), Sao Carlos —
SP.

In this work the regression model to k-Modified family distributions is proposed. It is understood
as modification, the inclusion of a parameter in the probability mass function of the traditional
discrete distributions, which is able to model inflation or deflation of the observation & in the
dataset. The modification in relation to the original distribution becomes necessary when, in
many practical situations, a specific observation k occurrs in the dataset with higher or lower
frequency than what is expected by considering a specific discrete distribution. In the context
of regression models, discrete distributions with probability mass function that can be written

through their means will be considered.

Key-words: Count Data; Discrete Distributions; Hurdle Distribution; k-Deflated Data; k-Inflated
Data; Regression Models.
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CAPITULO

INTRODUCAO

Na Estatistica, muitas situacOes reais estao relacionadas a problemas de contagem. Nesse
contexto, distribui¢cdes da familia Série de Poténcia sdo geralmente empregadas, como pode
ser visto em Khatri (1959), Patil (1962), Gupta (1974), Consul (1990) e Johnson, Kotz e Kemp
(1992). Alguns exemplos de distribui¢des dessa familia sdo: distribui¢do Binomial, Geométrica,
Poisson, Poisson Generalizada e Binomial Negativa, e essas distribui¢cdes podem ser utilizadas
para descrever, por exemplo, o nimero de novos casos de cancer de mama por dia, o nimero de
células contadas usando um hemacitometro, o nimero de nematoéides encontrados em amostras

de solo, entre outros. Porém, em certos conjuntos de dados, as seguintes situagdes podem ocorrer:

a) A frequéncia observada de um determinado valor k pode apresentar discrepancia ao ser
comparada com a frequéncia esperada de uma distribuicao discreta tradicional, podendo

esta discrepancia ser alta, baixa ou nula;
b) H4 sobredispersdo nos dados, ou seja, a variancia amostral € maior que a sua média;

¢) Ha subdispersdo nos dados, ou seja, a variancia amostral € menor que a sua média.

Desta forma, considerar distribui¢des tradicionais na sua forma original pode ser inadequado

para estas situacdes.

Em algumas situacdes praticas, conjuntos de dados podem apresentar bimodalidade
(ou até mais que duas modas), e entdo torna-se necessario encontrar um modelo probabilistico
que explique adequadamente o comportamento destes dados. No contexto mais simples, com
ilustracdo na Figura 1, ao considerar como exemplo um conjunto de dados que apresenta
bimodalidade (Mo, e Mo,), pode-se pensar que este comportamento se deve a uma baixa
frequéncia da observacdo k, sendo Mo, < k < Mo, ou ainda, a uma alta frequéncia da observagao

k, sendo k = Mo, ou k = Mo,. Neste sentido, identificar essa discrepancia (alta ou baixa) na
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frequéncia da observacao k é fundamental para realizar boas inferéncias sobre o(s) parametro(s)

de interesse.

Frequéncia (fi)
1

i
2
=

Observagoes

Figura 1 — Conjunto de dados artificiais com bimodalidade.

Fonte: Elaborada pelo autor.

Outros exemplos de dados de contagem com modificacdo na frequéncia da observagao k

podem ser vistos nas seguintes situacoes reais:

a)

b)

Pandey (1965) realizou um estudo com plantas Primula veris € observou que muitas
plantas produziram 8 flores. Ao conjunto de dados que representa o nimero de flores por

cada planta, ele ajustou a distribuicdo de Poisson 8-inflacionada (k = 8);

Lambert (1992) discutiu que equipamentos manufaturados podem estar em dois diferentes
estados: no primeiro estado a maquina estd perfeita e ndo produz nenhum defeito, e no
segundo estado a maquina estd imperfeita e produz um nimero de erros que segue uma
distribuic@o de Poisson. Desta forma, ao conjunto de dados que representa o numero de

erros em cada maquina, € possivel ajustar a distribuicao de Poisson O-Inflacionada (k = 0);

Considerando o niimero de visitas ao dentista por individuo, muitas vezes, observa-se uma
grande quantidade de zero visitas na amostra (ROSENQVIST; ARIEN; SINTONEN, 1995),
e esse comportamento pode ocorrer por diversos motivos: medo de ir ao dentista, pelos
individuos terem dentes sauddveis, ou simplesmente por falta de tempo ou dinheiro, por
exemplo. Desta forma, ao conjunto de dados que representa o niimero de visitas ao dentista

por cada individuo, podemos também ajustar a distribuicdo de Poisson O-Inflacionada;
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d) Considere familias carentes que participam de um programa do governo, em que beneficios
sdo dados por nimero de filhos. Suponha um caso hipotético em que muitas familias optam
por ter mais filhos para ter mais beneficios. Neste sentido, o conjunto de dados formado
pelo nimero de filhos nas familias sugere uma deflacdo na observacdo 1, no caso a

distribui¢do Poisson 1-Deflacionada (k = 1).

Seguindo este contexto, Carvalho (2017) propds a familia de distribui¢cdes Série de
Poténcia k-Modificadas (k—MPSl), uma extensdo da familia Série de Poténcia comumente usada
em problemas de dados de contagem, em que um novo parametro € adicionado na fungio
massa de probabilidade das distribui¢des Série de Poténcia, o qual € responsavel por explicar
adequadamente a ocorréncia da observagdo discrepante no conjunto de dados, bem como a
frequéncia de todas as outras observagdes. Assim, a distribui¢do k-MPS comporta dados com
observacao k em excesso (k-inflagdo), dados com excassez de observacao k (k-deflacdo), dados
com auséncia da observacgao k (k-subtracdo), ou até mesmo dados com a frequéncia usual nas

suas observagdes (ou seja, a propria distribui¢do Série de Poténcia tradicional).

No contexto mais amplo, neste trabalho estendemos a ideia da k—modificacdo para
qualquer distribui¢do discreta, sendo a familia k&-MPS o seu caso particular. Para a estimagao
pontual dos parametros utilizaremos o método de maxima verossimilhanca e também uma
abordagem Bayesiana, em que esta dltima serd a principal abordagem considerada neste trabalho
por permitir incoporar informacdes a priori sobre os pardmetros. Finalmente, apresentaremos a

distribui¢do discretas k—Modificada no contexto de modelos de regressao.

1.1 Motivacao

Este trabalho € motivado pelo seguinte exemplo: considere o conjunto de dados referente
as notificagdes de 6bitos fetais (segundo a fonte dos dados, IBGE (2016), 6bito fetal € a morte
"ocorrida antes da expulsdo ou de sua extracdo completa do corpo materno, independentemente
da duracdo da gestacdo") ocorridos e registrados no local de residéncia da mae do feto, em
cidades do Estado da Bahia (Brasil) em 2014.

O Estado da Bahia tem 417 cidades e a distribui¢do de frequéncia de notificagdes de

mortes fetais nas cidades baianas estd apresentada na Tabela 1:

Tabela 1 — Notificagdes de dbitos fetais em cidades do estado da Bahia em 2014.

yvlO 1 2 3 4 5 6 7 8 9 10 11 12 13 14
fi19% 84 57 45 40 28 12 9 &8 S5 4 6 2 3 1
yvi|15 16 18 20 23 24 30 43 50 53 56 71 116 601 Total
fl1 3 1 1 1 1 1 1 1 2 1 1 1 1 417

I Usaremos a sigla k-MPS, do inglés k-Modified Power Series, referindo-se as distribuicdes Série de Poténcia

k-Modificadas.
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E importante enfatizar que, embora 96 cidades no conjunto de dados notificaram obser-
vacdes zero, isto ndo significa necessariamente que nao existam casos de 6bitos fetais nesses
lugares, mas essa situagao pode ocorrer por deficiéncia do sistema em incluir casos notificados
da varidvel investigada. Desta forma, ¢ fundamental avaliar a probabilidade de nao-notificacdes

de Obitos fetais.

Para explicar as ocorréncias de notificagdes de 6bitos fetais, consideramos como varidvel
explicativa o Indice de Desenvolvimento Humano (IDH), que é uma medida comparativa baseada
em trés pilares: saude, educagdo e renda (PNDU, 2016), isto €, uma forma padronizada de medir
o bem estar da populacdo. As 417 cidades do estado do Bahia tem IDH entre 0.486 e 0.759, que
corresponde ao IDH das cidades de Itapicuru e Salvador, respectivamente (ATLAS, 2011)?.

Embora seja possivel ajustar o modelo Poisson para os dados de notificacdes de dbitos
fetais, ao analisar as frequéncias dos casos notificados na Tabela 1, notamos que hd uma possivel
discrepéncia na frequéncia da observacado zero, fornecendo evidéncias de um excesso (inflagdo)
desta observacao, e assim, através da teoria proposta nesse trabalho serd possivel ajustar uma
regressdo de Poisson k-Modificada, considerando k£ = 0, para obter melhores ajustes a este

conjunto de dados reais.

1.2 Objetivo

O principal objetivo deste trabalho € ampliar a classe de distribui¢des k-modificadas
apresentadas em Carvalho (2017) e introduzi-las no contexto de modelos de regressao. Esta nova

classe serd denominada Modelos Discretos k-Modificados. De forma mais especifica queremos:

1) ampliar a classe de distribui¢des k-modificadas introduzindo mais distribui¢des discretas;
i1) apresentar as distribui¢des discretas k-modificadas na versao Hurdle;

iii) descrever o procedimento de estimacao e inferéncia dos parametros das distribui¢cdes

discretas k-modificadas no contexto geral;
1v) incluir esta familia de distribui¢des no contexto de modelos de regressao;

v) introduzir varidveis explicativas tanto para o parametro de média da distribuic@o discreta
associada quanto para o parametro responsavel pela modificacdo das probabilidades,

principalmente da observacao k.

A dissertacdo estd organizada como descrito a seguir: no Capitulo 2 é apresentada a
familia de distribuicdes discretas e, em particular, a familia Série de Poténcia uniparamétrica e
a Série de Poténcia k-Subtraida. Apresentamos também as defini¢des da distribui¢do Discreta

k-Modificada e da distribui¢do Série de Poténcia k-Modificada (usual e versao Hurdle), suas

2 Informagdes baseadas no Censo 2010.
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propriedades relevantes e particularidades. Demonstramos a estimacao de seus parametros através
de abordagem Classica e Bayesiana; no Capitulo 3 apresentamos algumas aplicagcdes reais para a
distribuicao Série de Poténcia k-Modificada; no Capitulo 4 estendemos a ideia de k-Modificagdo
para o contexto de modelos de regressdo e apresentamos o modelo de regressao Série de Poténcia
k-Modificado, suas propriedades e estimacao dos parametros; no Capitulo 5 apresentamos um
estudo de simulacdo considerando os modelos de regressao Binomial, Geométrica e Poisson
k-Modificadas; no Capitulo 6 sdo apresentadas aplicacdes dos modelos de regressao Série de
Poténcia k-Modificados, considerando dados artificiais e reais. Por fim, as conclusdes e algumas

propostas futuras para dar continuidade a este trabalho podem ser vistas no Capitulo 7.
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CAPITULO

CONCEITOS E NOCOES PRELIMINARES

Seja Y uma varidvel aleatéria discreta definida sobre os inteiros .oy = {s,s+ 1,5 +2,...},
s € Z, o suporte da varidvel. Considere 7, (y;0) a fun¢do massa de probabilidade associada
a varidvel aleatéria Y, com y € o7, ¢ @ = (01,6,,...,6,), r > 1, o vetor de parAmetros da
distribui¢fio. A média e variancia de Y sdio u = E(Y) = u(0) e 6% = Var(Y) = 62(8).

Considerando os pardmetros (Lt = u(0) e ¢ = (¢1(0) ¢:(0) ... ¢,—1(0)) podemos
reescrever a funcdo 7, (y; @) como 7, (y; i, @ ). Esta parametrizagdo € conveniente para o contexto
de modelos de regressdo. Vale ressaltar que para as distribui¢des discretas mais utilizadas temos,
em geral, r < 2. Um caso particular, temos as distribui¢des da familia Série de Poténcia (PS),
que constituem uma classe ampla de distribuicdes para dados de contagem e ja foram estudadas
por Khatri (1959), Patil (1962), Gupta (1974), Consul (1990) e Johnson, Kotz e Kemp (1992),

dentre outros.

Neste Capitulo, apresentamos a familia Série de Poténcia Uniparamétrica e sua extensao,
que comporta distribuicdes para dados de contagem com modificacdo principalmente na probabi-
lidade da observagdo k, e podem ser construidas a partir das distribuicdes discretas tradicionais,

chamadas de distribui¢cdes discretas k-modificadas.

2.1 Familia Série de Poténcia Uniparamétrica

E apresentada a seguir, a familia Série de Poténcia (PS') Uniparamétrica:

Definicao 1 (Familia Série de Poténcia Uniparamétrica). Seja Y uma varidvel aleatdria inteira e

nao-negativa, pertencente a familia PS com fun¢@o massa de probabilidade dada por:

a(y)g(u)

y
Tps (V2 1) = m) Jyeds={s,s+1,542,...}, seN

I Usaremos a sigla PS, do inglés Power Series, referindo-se a familia Série de Poténcia.
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em que U é o pardmetro de média, com g € .#Z C R*; a(y) é uma fungdo positiva; f(u) e

g(1) sao fungdes positivas e duas vezes diferencidveis, com f(u) = Z a(y)g(u)’. Para mais
YEA
detalhes referente a familia PS, ver Gupta (1974) e Cordeiro, Andrade e Castro (2009).

A Tabela 2 nos fornece as fungdes a(y), f(u) e g(p) para algumas distribui¢cdes da
familia PS, cujo suporte se inicia em s.

Tabela 2 — Algumas distribui¢des uniparamétricas da familia PS.

PS | Distribui¢io f(uw) g(u) a(y) A M
m
B | Binomial (%) muTu (’;1) {0,1,....m} |O<u<m
1 1\ 144 y2
BO | Borel 11 —ﬁ)e oS (L2 1>0
BT | Borel-Tanner ( —l>m <1—%> e T % {m,m+1,...} u=>0
G | Geométrica 1+p Thi 1 {0,1,...} w>0
: p—1 p(u—1) (2y-2)!

H | Haight g BT y!(yy_])! {1,2,...} u>0

Poisson et U % {0,1,...} u>0

Fonte: Adaptada de Carvalho (2017).

Visando modificar as distribui¢des pertencentes a familia Série de Poténcia, tornando
nula a probabilidade de ocorréncia de uma determinada observacao, a defini¢do da distribuicao
Série de Poténcia k-Subtraida € necessaria.

2.1.1 Distribuicao Série de Poténcia k— Subtraida

Ao remover o ponto k do suporte da varidvel Y, o/, = {s,s+ 1,5 +2,...}, Carvalho
(2017) modificou a distribuicdo da familia Série de Poténcia, dando origem a distribui¢do Série

de Poténcia k-Subtraida (k—SPS?), cuja fungdio massa de probabilidade é dada por:

T (V3 14)
o) = T e
PS ’
y
B f(uc)l(f)j((k‘;;(u)k’yeb‘?f{k}:{S,S+1,---,k—1,k+1,...},(2.1.1)
comk > s.

Para verificar se 7, (y; 1) € uma fun¢do massa de probabilidade, os seguintes itens
devem ser satisfeitos:

2 Usaremos a sigla k-SPS, do inglés k-Subtracted Power Series, referindo-se as distribui¢des Série de Poténcia

k-Subtraidas.
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if) Z T gp(ysp) =1

{ i) ﬂk—sp(y;.u) >0,Vye @{{—k}
YEL |

No item i), jd temos conhecimento que 7, (y; i) > 0 e ainda (1 — 7, (k; it )) > 0. Portanto,

temos que a razdo entre estes dois termos é sempre positiva:

T (V3 1)

I S0,V y € .
l_nPs(k;‘u) G

Em ii) temos que:

Yy a(y)g(u)”
o T = X g

s (-5
(=)

= (T mye k) =

A média da varidvel aleatéria Y com distribuicdo k—SPS é:

B B a(y)g(u)”
W sps =E[Y] = yeAZ{' k}y f(u) —a(k)g(u)k

_ f(w) y ,A0)g )y

B fw) L alk)g(p)
) (1_a<k>g<u>k) (=)
f(u)
_ .u_kﬂps(k;u)
1 —m, (k)
€ a variancia é:
o>, =Varly] = E[Y?}—{E[]}’,
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tal que
21 2 a(y)g(p)
T = X YR - gy
_ f(u) 2a(y)g(u)’
- flw)—a )g(u)"yeAZ{"k}y f()
_ S a(k)g(p)*
f(u)(1_“(k)g(u)k> (“(H“) W) )
f()
B u? N c? Kk )
a (1 =mpg(ks ) (1= mpg(kspt) (1_77:133(](;.“)),
esendo U, ¢, = %, obtemos:
_ u? o> Kmykp)  (p—km(kp)
Vart) = e T e ()

0% (1 — Ty (ks 1)) — W2 T (ks 1) — K2y (Ks 1) + 2075 (ks 1)
(1= 7o (ks p1))?

Portanto,

0% (1 = My (ks 1)) — (W — K)* T (ks 1)

0] o = Varly] = (1— (ks )2

k—SPS

Estendendo a ideia de modificagc@o nas distribuicdes da familia Série de Poténcia presente
em Carvalho (2017), introduziremos um parametro adicional na fun¢do massa de probabilidade
da familia de distribuicdes discretas de tal forma que esta nova familia de distribui¢des comporte

as distribui¢des discretas tradicionais, incluindo também as distribuicdes k-subtraidas.

2.2 Distribuicao Discreta k-Modificada

Definicdo 2 (Distribuicdes k—MD?). Uma varidvel aleatéria discreta Y tem distribuicio k—modificada,

para algum k € o7 tal que k > s, se sua fung@o massa de probabilidade € dada por:

T (v:0,p) = (L= p)L, (y) + p7,(:0), y € (2.2.1)

em que p é o parametro responsavel pela modificacdo das probabilidades em relacdo as distribui-

¢oes tradicionais, satisfazendo a restricao

0<p< (2.2.2)

1—m,(k;0)

Usaremos a sigla k-MD, do inglés k-Modified Discrete, referindo-se as distribui¢des Discretas k-Modificadas.

3
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‘T-7 (k0 o (y) é uma fungdo indicadora, tal que

1, sey=k
I = .
# 0) { 0, sey#k

ouseja, pe ¥ = [O%} CR;el

Notacao: Y ~ k—MD(0, p).

Similarmente, podemos escrever a distribuicao k-MD em fun¢ao da média da variavel
aleatdria com distribuicdo discreta tradicional, e neste trabalho iremos considerar as distribuicdes

pertencentes a familia Série de Poténcia.

2.3 Distribuicao Série de Poténcia k-Modificada

Definicao 3. Seja Y uma varidvel aleatéria com distribuicdo pertencente a familia Série de Po-
téncia k—Modificada (k—MPS) com parametros u e p. Assim, a fun¢do massa de probabilidade

de Y é dada por:

T ps V3, p) = (1= ) (v) + prpg (i), Vy € oo = {s,s+1,5+2,...},  (2.3.1)

em que p € o parametro responsdvel pela modificacdo das probabilidades em relacdo a distribui-
¢ao Série de Poténcia usual, satisfazendo a restricao

ogps%.

232
T (ks 1) ( )

Se uma varidvel aleatdria Y tem distribuicdo k—MPS, sua média € dada por:

= = Y YT (i, p)
y€e€PS

= Y H=pIgy () +pmip)}

y €PS

= ) y((=pIrO))+ Y ypm,

y € PS y € PS

= k(1—p)+pu.

'u“kaPS

Pela definicdo de variAncia, podemos calcular inicialmente E(Y?):

EY?) = Y y{(1-pluO)+pmgip)}
y € PS
= Y YU-DIyO+ Y ¥y
y € PS y € PS

= K(1=p)+pE,(Y?)
= k2(1—p)+p{varPS(Y>+(EPS(Y))z}

= k*(1-p)+p(c?+u?),
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uma vez que Var,() e E,() correspondem, respectivamente, a média e a varidncia de uma

varidvel aleatoria com distribuigdo PS. Sendo E(Y) = 1, ., = k(1 — p) + pu, temos:

02 s = K(1=p)+p(c®+u?) —{k(1—p)+pu}’
= I —kp+pc’+pu’ —I*(1—p)* —2puk(1—p) — p*u
= p{k2+62—|—,u2—pk2—2uk—|—2puk—pu2}
= p{(k—p)’—p(® —2uk+p*)+ 0}
= p{(k—p)’—pk—p)*+0c°}

= p{k—wP(1-p)+02}.

2

As variancias das distribui¢des da familia k-MPS e das distribuicdes PS associadas sdao

apresentadas na Tabela 3. Podemos notar que a varidncia ¢ tem ordem quadrética para

k—MPS
valores de k e U e, além disso, nos casos em que k = U, a variancia G]iMPS atinge seu menor

valor (para mais detalhes, ver Carvalho (2017)).

Tabela 3 — Variancia das distribui¢des PS e k-MPS.

PS | Distribuigdo c? sz—MPS
B | Binomial /.L(l—n%) p{(l—p)(k—,u)2+u(l—%>}
BO | Borel p2(u—1) p{(1=p)k—p)?+pu>(u—1)}
K2 2 (12

BT | Borel-Tanner <%) (w—m) p{(l —p)k—u)*+ (E) (1 —m)}
G | Geométrica u(l+p) p{(1—p)(k—u)>+pu(1+pun)}

. 21 2 2u
H | Haight -1y p{(l p)(k—p)”+ (2u—1)3}
P | Poisson u p{ (1—p)(k—p) —i—u}

Fonte: Adaptada de Carvalho (2017).

2.3.1 Casos Particulares da Distribuicao k —MPS(u,p)

Diferentes valores de p levam a diferentes particularidades da distribui¢do k—MPS, como
pode ser visto ao comparar a diferenca entre as probabilidades da observacdo k obtidas com
a familia de distribui¢cdes k—MPS e as distribui¢cdes Série de Poténcia usuais (ver Conceicao,
Andrade e Louzada (2013)):

nk—MPS(k;uvp) - ﬂps(k;u) = (I1-p) + PTpg (ksp) — ﬂps(";“)

= (I=p{1=my(k;p)}. (2.3.3)

Dessa forma, temos:
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(1)

(ii)

(111)

(iv)

v)

Quando p =0 em (2.3.3), temos que 7,_, . (k; i, p) = 1. Portanto, 7,_, .. (v;it,p) é uma

distribui¢do degenerada com toda massa no ponto k.

Paratodo 0 < p < 1em(2.3.3), temos que 7, .. (k; i, p) > 7,4 (k; 1t). Logo, 7, (Vi lbs )
é uma distribuicdo Série de Poténcia k-Inflacionada (k—IPS%), a qual tem uma propogio

adicional de observagdes k.

Quando p = 1 em (2.3.3), temos que 7,_,,,.(k; i, p) = 7, (k; it). Portanto, &, .. (y: 1, p)

€ uma distribuicao PS usual.

Para todo 1 < p < #(ku) em (2.3.3), temos que 7, ,,,(k;i,p) < ,5(k; ). Logo,
ps\

T_,ps(V; L, p) é uma distribuicdo Série de Poténcia k-Deflacionada (k—DPS?).
Quando p = W em (2.3.3), temos que 7,_,, .« (k; i, p) = 0. Portanto, 7,_,,. (v; 4, p)

€ uma distribui¢do k—SPS, com funcido massa de probabilidade dada em (2.1.1).

Para melhor compreensao dos casos particulares (i) - (v) da distribuicdo k—MPS, a

Figura 2 ilustra um diagrama com as informacdes sintetizadas.

Distribuicao
k—MPS
p=0 0<p<1 p=1 1<P<W PZW
Distribuicao Distribuicao Distribui¢io Distribuicao Distribuicao
k—Degenerada k—1IPS PS k—DPS k—SPS

Figura 2 — Diagrama dos casos particulares da distribui¢do k—MPS.

Fonte: Carvalho (2017).

2.3.2 Coeficiente de Dispersao

Conceicao (2013) definiu em seu trabalho o coeficiente de dispersdo d para as distribui-

coes ZMPS. Estendemos aqui esse conceito para as distribui¢des k-MPS.

O coeficiente de dispersdo é uma medida de agregagio ou desagregacio (CONCEICAO;

ANDRADE; LOUZADA, 2013), responsavél por fornecer o grau de dispersdo existente na

distribui¢do. Ele € dado pela razdo entre a variancia da varidvel aleatdria e sua média, isto &,

4

Usaremos a sigla k-IPS, do inglés k-Inflated Power Series, referindo-se as distribui¢des da familia Série de
Poténcia k-Inflacionada.

Usaremos a sigla k-DPS, do inglés k-Deflated Power Series, referindo-se as distribui¢des da familia Série de
Poténcia k-Deflacionadas.
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d(Y)=Var(Y)/E(Y). Desta forma, o coeficiente de dispersdo da familia de distribui¢des k-MPS

¢ dado por

2
o
dk_MPS k—MPS
lu’k—MPS
k—p)?(1— c?
- Gkzprd-pro (2.3.4)
E_k+u
Da Equagdo (2.3.4) temos que:
1) Sed,_,,, =1, tem-se que G]iMP « = H,_yps» © portanto a distribui¢do k-MPS € equidispersa;
i) Sed, ,,,, > 1,tem-se que sz_ ups > i yps» © Portanto a distribuicéo k-MPS € sobredispersa;
i) Sed, ., <1 adistribui¢do k-MPS € subdispersa pois szfMPS < Uy rps

E importante enfatizar que, embora estejamos definindo o coeficiente de dispersdo para a

familia k-MPS, esse conceito pode ser estendido para qualquer distribui¢c@o discreta k-modificada.

2.3.3 Distribuicao k—MPS e sua versao Hurdle
A fungdo . (v; 1, p), dada pela Equagdo (2.3.1), pode ser reescrita da seguinte forma:
T sV 0) = T yps (s 1, D) iy (0) + s (3 1, ) (1 = iy ()
= {1—p(1 = ms (ks 1)) My (v)

b Pl a1 1 ). 23.5)

T (i d)

= ()
0 =p(l—m,(k;un)), ® € QC[0,1], temos a versdo “barreira” da distribuigdo k—MPS, que

Sabendo que {1- Iy (y)} € a distribuicio k—SPS e definindo @ por

neste trabalho serd chamada de versdo Hurdle (ver Dalrymple, Hudson e Ford (2003)) da
distribui¢do k—MPS, cuja funcdo massa de probabilidade é:

n-k—MPS<y;»u“7 o) =(1- w)l{k}(.V) + wﬂk_sps(y;u), Vye , (2.3.6)

talque 0 < w < 1.

A distribui¢do k—MPS parametrizada por @ sera denotada por k — MPS(u, ®). Vale men-
cionar que, apesar do parimetro € [0, 1], a distribui¢io k—modificada continua representando

k—inflacdo e k—deflacdo.

E ficil verificar na versio Hurdle da distribui¢do que a probabilidade de ocorréncia do

evento Y = k é dado por 1 — w e a probabilidade do evento Y # k, ¢ dada por wm,_ ., (y;1).
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Consequentemente, podemos interpretar a distribui¢do k — MPS(, ®) como a superposi¢do de
dois processos, sendo que um explicara apenas as observagdes k € o outro processo explicara
as observacoes diferentes de k, baseando-se na distribuicdo k—SPS. Ou seja, a distribui¢ao
k —MPS(u,®) pode ser vista como uma distribui¢io de mistura, o que é frequentemente
proposto ao analisar conjuntos de dados com inflagdo em algum ponto k € o7, como pode ser

visto no artigo de Murat e Szynal (1998).

A média e variincia da varidvel aleatéria Y com distribui¢do k — MPS(, ) sdo, respec-

tivamente:
w uw
= k(1-— +
Ho-sars ( (1- %ps(k;u))> (1= (kspt))
= (I1-w)k+ou, g
) (6~ 1?)
2 2, W(0"—U 2
62 e =R+ B (1 o)kt 0py_gp)?,
k—MPS 1— T, (k;ﬂ) K—SPS

em que i e 62 sdo a média e varidncia da distribui¢io Série de Poténcia usual.

2.3.3.1 Casos Particulares da Distribuicdo k — MPS(lL, ®)

Assim como na distribuicdo k — MPS(u, p), a versdo Hurdle da distribuicdo também
comporta os casos particulares apresentados na Subsecdo 2.3.1, ao considerar diferentes valores
de w. De maneira similar, avaliaremos a diferenca entre as probabilidades da observacao k

obtidas com a distribuicdo k — MPS(u, ®) e a distribui¢do PS usual:
T sk, 0) —m (ki) = 1—0—m(k;u). (2.3.7)

Ao avaliar a Equacado (2.3.7) considerando diferentes valores de @, temos os seguintes
casos particulares:

(i) Quando ®w =0em (2.3.7), temos que ,_,,,.(k; i, ®) = 1. Portanto, 7,

k—MPS (y: 1, @) é uma

distribui¢do degenerada com toda massa no ponto k.

(i) Paratodo 0 < @ < 1—m, (k;u) em (2.3.7), temos que 7, ,,,,(k; 1, @) > 7, (k; it). Logo,
T, ps(Vi L, @) é uma distribuicdo k—IPS.

(ili) Quando @ = 1 — m,,(k; i) em (2.3.7), temos que 7, .. (k; 1L, ®) = 7, (k; ). Portanto,

T

- ups (Vi 1L, @) é uma distribuicdo PS usual.

(iv) Paratodo 1 — 7, (k; ) < @ < 1 em (2.3.7), temos que 7, ,, . (k; 1, @) < 7,4 (k; ut). Logo,
Tt ps(Vi L, ®) é uma distribuicdo k—DPS.

(v) Quando @ =1 em (2.3.7), temos que 7, ,,,(k; u, ®) = 0. Portanto, &, .. (y; 4, ®) é uma
distribui¢ao k—SPS.
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2.3.4 Estimacao dos Parametros

Apresentamos a seguir os procedimentos de estimagdo dos pardmetros da distribui¢do
k—MPS. Para obtermos as estimativas pontuais dos parametros da distribuicao, consideramos o

método de maxima verossimilhanca e uma abordagem Bayesiana.

2.3.4.1 Método de Maxima Verossimilhanca

Para a estimacdo dos parametros da distribuicao k—MPS via mdxima verossimilhanca,
vamos considerar as duas parametrizacdes estudadas nas Secdes anteriores: a parametrizada por

p € a parametrizada por @. Sendo Y uma varidvel aleatéria com distribuicdo k—MPS, considere:

o Y =(Y1,Y,...,Y,) uma amostra aleatdria de Y. Isto é, n realiza¢bes independentes e

identicamente distribuidas a Y.

e y=(y; y2 ... yn) 0 vetor de observacdes associado a amostra aleatéria Y.

e nj,j=0,1,2,..., que corresponde o niimero de observagdes j no vetor y, tal que n = Z nj,
Jj=0
o nimero total de observacoes.

a) Método de Maxima Verossimilhanca para k—MPS(u, p)

A funcdo de verossimilhanga associada ao vetor de observacdes y de n realizacdes

independente da varidvel aleatéria Y com distribui¢do k — MPS(u, p) é dada por:

Liu,p) = ﬁ{(l—p)I{k}<y,->+pnps<yi;u>}

n

— H {(1 _p+p”ps(k§.u))l{k}(yi)(Pﬂps()’ﬁ.u))l_l{k}(yi)}
i=1

= (1 -p(-mkew)™ I {om i)},

J:J€A| j#k

O logaritmo natural da fun¢do de verossimilhancga é:

Uu,p) = mlog(1—p(1—my(k;u)))+ Y, njlog(pm,g(j;e)).
J:jAo)jk

Derivando ¢(u, p) em relagdo a cada parametro, obtemos o vetor escore U = (U,,Uy),

cujos elementos sdo:

U :aﬁ(‘u,p) _ _nk(l_nPs<k;u)) +”_”k
P ap 1=p(l—my(ksp))  p
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d
e _ (G E0) o (i)
v = ALy ) 238)
u p( jtPS( ’.u)) j:j€Ao|j#k ﬂps(]’u)

Para encontrar o estimador de méxima verossimilhanca (MV) de p e de u basta igualar

Up e Uy a zero. Apenas para o pardmetro p conseguimos obter o estimador explicitamente:

n—ny

I’l(l - Eps(k;na)).

p =

Para obter o estimador de MV de u, podemos substituir p por p na Equacao (2.3.8) para

simplificagdes. Dessa forma, a fungdo Uy, € reduzida a:

a0(u, p) (n—my) <%ﬂps(k;;u)) i n; (%EPS<]';‘LL)>

- -

ou 1 — 7, (ks ) Jjij€Ao|j#k s (J3 10)
() [ W) (2 .
=~ (proetrtn) [T (Srostete)) X g

J:J€A|j#k

que ao igualar a zero

- (ptostrtun ) [ (Boon(etu) L me

e realizar algumas manipulacdes algébricas, chegamos na equacio simplificada

_ pf(u)
= 2.39
Yoo T ) -1 239
1 o0
emque y, , = — Z Jjnj corresponde a média aritmética das observacdes de y
(n=1) . sl

diferentes de k.

b) Método de Maxima Verossimilhanca para k — MPS(u, )

Para a varidvel aleatoria ¥ com distribui¢do k — MPS(u, ®), a fungdo de verossimilhanca

associada ao vetor de observagdes y €:

L{p,0) = H{ (I-o I{k} yi) + 0T, SPS(yi;.’"L)}

n

— H{(l _a))l{k}(yl)(a)n’k*SPS<yl;u))l_l{k}(yl)}

i=1

- - Mo (Jik) "
= (1- )%™ {( S ) }
j:je!x}#k 1= 7y (ks 1)
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Sendo assim, o logaritmo natural da fun¢@o de verossimilhanga é dado por:

Tps (J3 14) >

(u,0) = nlog(l— )+ (n—ng)log(w)+ i njlog<1_7r m

J:J€Ao|jFk

= Y njlog(m (i) — (n—m)log(1 — my (ki) +
Jij€AoljFk

nilog(1 — @) + (n—ng) log(®)

= L(n) +6(o).

Com a Equacdo acima, podemos notar que @ e U sdo ortogonais, pois podemos fatorar o

termo /(i, ) em dois termos:

(o)

()= Y njlog(m(jip) — (n—m)log(1 — mog (ks )
Jij€Ao|jF#k
O (o) =nilog(1 — )+ (n—ny) log(®),

tais que /(i) ndo depende de @ e ¢>(®) ndo depende de u. Os elementos do vetor escore,
U = (Uy,Uy), sdo dados por:

_dh(w)  —m n—my
Vo= o 1-o o
e
_db(p) S (9 N i J _ :
Un = F TR j:j€§#k’lj ﬁlog(ﬂps(j,u)) (n —ny) ﬁl"g(l s (K: 1))
J .. J
o0 nj (ﬁ”PS(ﬁN)) (n—ny) (ﬁnps(k;u))
= N + *
j:jeAzo:j;ﬁk T (J3 14) (1= 7p5 (ks pt))

Entao podemos obter o estimador de MV de e de u igualando, respectivamente, U,
e Uy, a zero. Assim, também como no caso anterior, apenas o pardmetro de modificagdo, ,

encontramos explicitamente o estimador:

A n—ng
W= .
n

Na estimac¢do do parametro i, obtemos diretamente a mesma equacio com a parametri-
zagdo em p:
;=K (1)
EAORS)
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Um ponto que deve ser ressaltado nos procedimentos de estimagdo para os parametros
p e o é: a estimativa de p depende da estimativa de i, enquanto a estimativa do parametro
® depende somente de informagdes sobre as observacdes da amostra. Desta forma, é mais
conveniente usarmos a parametrizacdo da distribui¢do na versdo Hurdle de forma a obter o
estimador de MV de p dado por:

A

()]
L 2.3.10
P 07y (kh) (2310

o qual fornece diretamente o caso particular da distribuicao.

2.3.4.2 Abordagem Bayesiana

Para a estimac@o dos pardmetros da distribuicdo k-MPS via abordagem Bayesiana,
consideramos apenas a parametriza¢do na versao Hurdle, ja que obtendo a estimativa para @ é
w

possivel estimar p, a partir da relagdo p = ————F—— .
(1 —7pg (ks 1))

a) Abordagem Bayesiana para k — MPS(u,®)

Consideremos novamente Y uma varidvel aleatéria com distribui¢do k—MPS, de forma
que Y seja uma amostra aleatéria de Y (n realizacdes independentes e identicamente distribuidas

de Y) e y seja um vetor de observacgdes associado a Y.

Sejam u e w, independentes, os parametros da distribuicdo k-MPS. Iremos considerar
para u uma distribui¢do a priori Gama com hiperpardmetros a > 0 e b > 0 (u ~ Gama(a, b))
e para m iremos considerar uma distribui¢@o a priori Beta com hiperparametros ¢ >0ed >0
(w ~ Beta(c,d)), uma vez que estas distribuicdes satisfazem os suportes de it e @. A priori
conjunta ¢ dada por w(u,®) = w(u)xw(w). Os valores considerados para os hiperpardmetros
foram escolhidos de tal forma que resultassem em priori vagas para U ¢ @®. Desta forma, a

densidade a posteriori conjunta é
m(u, oly) o< L(, 0)7(1, 0).

Nota: Para a distribuicdo Binomial, O < u < m. Portanto, ao considerar a distribuicao Binomial

k-Modificada, vamos supor como priori vaga para L a distribuicdo Uniforme, isto é, u ~ U (0,m).

Do ponto de vista Bayesiano, inferéncias sobre os pardmetros podem ser baseadas nas
suas densidades marginais a posteriori, o que pode ser obtido ao integrar a densidade conjunta a
posteriori. Neste caso, para @ temos por hipdtese que
(@) =< 0 (1-w)"
e portanto,
m(oly) o exp{l(0)}n(o)
oc (1 o w)nkwn—nkwc—l(l _ w)d—l

o wc+n7nk71(1 _ w)bJrn/rl, (2.3.11)
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isto €, de (2.3.11) concluimos que a posteriori de @ tem distribuicdo Beta, logo w|y ~ Beta(c +

n—ng,b+ny). Ja para o pardmetro (U, temos, por hipotese
a—1_—bu
m(p) e u® e, u>0,
€ assim,

m(ply) o< exp{li(u)}im(u)
o< N M " afle—bu
j:jegjyék{(l_ﬂps(k?ﬂ)) }“ ' (2.3.12)

Uma vez que a distribui¢do a posteriori (2.3.12) ndo tem uma forma padrdo, uma possibilidade
para a estimag¢do do parametro & utilizar o algoritmo de Metropolis-Hastings (CHIB; GREEN-
BERG, 1995), (HASTINGS, 1970), que € um procedimento iterativo de uma larga classe de
métodos Monte Carlo em Cadeia de Markov (MCMC?).

6  Usaremos a sigla MCMC, do inglés Monte Carlo Markov Chain, referindo-se a Monte Carlo em Cadeia de

Markov.
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CAPITULO

APLICACOES: DISTRIBUICAO k-MPS

A seguir apresentamos aplicagdes das distribui¢do da familia k-MPS. As aplicacdes
consideradas foram retiradas de Carvalho (2017), o qual analisou cada conjunto de dados
considerando a abordagem de maxima verossimilhanca. Elas sd@o baseadas em conjuntos de
dados reais e estao relacionadas aos temas: futebol, variacdo climdtica e linguistica. Para todos
os exemplos, foi considerada uma abordagem Bayesiana para a estimac¢do dos parametros, dado

que as estimativas cldssicas estdo disponiveis no trabalho de Carvalho (2017).

3.1 Nudmeros de Gols do Barcelona em Confrontos com
o Real Madrid

Esta aplica¢do consiste em analisar o conjunto de dados formado pelo nimero de gols
marcados pelo time do Barcelona em todos os jogos contra o Real Madrid entre 1955 e 2015.
Neste periodo foram realizadas 131 partidas, das quais foram 68 vitérias do Barcelona, 62
vitdrias do Real Madrid e 1 empate. A distribui¢do de frequéncia do numero de gols marcados
pelo Barcelona em cada partida, a média amostral (¥) e o desvio-padrao (dp) estdo apresentados
na Tabela 4.

Tabela 4 — Distribuicado de frequéncia e estatisticas descritivas do nimero de gols marcados pelo Barcelona em
confrontos com o Real Madrid entre 1955 e 2015.

yil]o 1 2 3 45 6| 5 | dp |Total
fi]27 39 34 21 5 3 2]1.656| 1335 131

Como podemos notar, a média amostral para o conjunto de dados descrito acima ¢é
baixa e esperamos altas frequéncias de valores baixos, sob a suposi¢do de uma distribui¢ao de
Poisson. Diante do desconhecimento da distribuicao mais adequada para explicar as frequéncias

observadas, consideramos a distribui¢cao Poisson k-Modificada (k-MP) nos pontos k =0, 1 e
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2 por ser uma distribuicao mais geral, a qual tem como caso particular a distribuicao Poisson.
As estimativas Bayesianas dos parametros da distribui¢do e seus respectivos intervalos de

credibilidade com 95% estao apresentados na Tabela 5.

Tabela 5 — Estimativas Bayesianas dos parametros da distribuicao Poisson k-Modificada e seus respectivos intervalos
de credibilidade de 95%, considerando os pontos de modificacdo k=0, 1 e 2.

A A A ny
k H p @ kM P
0 1.700 0.966 0.789 s
(1.429: 1.996) (0.870: 1.045) (0.715; 0.854)
| 1.636 1.026 0.699 5 .
(1.420: 1.879) (0.895: 1.124) (0.621: 0.773)
, 1.652 0.998 0.737 0
(1.440: 1.878) (0.898: 1.087) (0.658: 0.810)

Analisando os resultados apresentados na Tabela 5, considerando o ponto de modificacio
k = 0, temos que a estimativa do parametro p foi p = 0.966 e seu respectivo intervalo de
credibilidade contém o valor 1 e, portanto, podemos concluir que os dados podem ser explicados
por uma distribuicido Poisson. Vale ressaltar que, considerando a distribui¢do Poisson com I =
1.700, a quantidade esperada de zero € de 24 observagoes, isto €, n7, (0;01) = 131%0.183 ~24.
Desta forma, teriamos 3 zeros provenientes do processo de modificag@o no zero (0-inflacdo, ja que
p < 1), resultando nos 27 zeros observados no conjunto de dados, os quais ndo foram suficientes

para ocasionar uma modificacao significativa na frequéncia desta observacao (zero-inflacao).

De maneira andloga, concluimos também que, para k = 1 e kK = 2 as estimativas de p sdo
bem préximas a 1, como pode ser visto na Tabela 5, e os respectivos intervalos de credibilidade
também contém o valor 1, e portanto os dados referentes ao nimero de gols marcados pelo
Barcelona em confrontos com o Real Madrid entre 1955 e 2015 podem ser explicados por uma
distribui¢do Poisson tradicional. Ainda nesta Tabela € possivel verificar que, considerando a
distribui¢do Poisson com fI = 1.636, a quantidade esperada de um € igual a 42 e o processo
de modifica¢do no um (1-deflagdo, pois p > 1) é responsavel por remover 3 observagdes um;
ja a distribui¢do de Poisson com com [I = 1.652 € responsavel por todos as 34 valores dois

observados no conjunto de dados.

A partir destas andlises, podemos notar uma total concordancia dos resultados das
distribui¢oes k-MP (k = 0, 1 e 2) ajustadas, os quais apontaram a inexisténcia de qualquer
modificacdo nas frequéncias das observagdes, indicando a distribui¢do Poisson para explicar o

comportamento do conjunto de dados em todos os pontos de k-Modifica¢do considerados.

A Figura 3 apresenta os graficos comparativos das frequéncias observadas com as
frequéncias esperadas segundo as distribui¢des Poisson e k-MP com k = 0, 1 e 2. A adequagdo
das distribuicdes ajustadas foi obtida através dos testes de aderéncia Qui-Quadrado (x2) e

Kolmogorov-Smirnov (KS) (para mais detalhes, ver Conover (1999)), cujos resultados estio
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apresentados na Tabela 6. E possivel observar nesta Tabela que os valores obtidos das estatisticas
de teste para as distribui¢des k-MP (k= 0, 1 e 2) ajustadas sdo menores do que os respectivos
valores criticos ao utilizar um nivel de significancia de 5%. Consequentemente, para cada
distribuicdo, a hipétese nula Hy ndo € rejeitada, concluindo que a distribuicao Poisson é adequada
para explicar o comportamento dos dados. Vale ressaltar que podemos chegar nesta conclusio ao

observar que os intervalos de credibilidade de p apresentados na Tabela 5 contém o valor 1.

k-MP(k=0,{i=1.7, p=0.966) k-MP(k=1,{i=1.636,p=1.027)
o o
= — =T —
B P(1.656) B P(1.656)
' O k-MP ] O k-MP
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e ] @ 0l
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c =
‘g S - ‘% < -
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o || W | | I:h ] 0 o | | W | | I:h B o
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=
2 |
B P(1.656)
1 O k-MP
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Figura 3 — Graficos comparativos entre as frequéncias observadas dos dados e as frequéncias esperadas segundo as
distribuicdes Poisson e k-MP, considerando k =0, 1 e 2.

Fonte: Elaborada pelo autor.
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Tabela 6 — Resultados dos testes de aderéncia Qui-Quadrado e Kolmogorov-Smirnov considerando a distribuicao
k-MP ajustada, com k=0, 1 e 2.

Teste | k | Estatistica de Teste | Valor Critico
0 0.473
x> |1 0.358 9.488
2 0.656
0 0.014
KS |1 0.012 0.119
2 0.015

3.2 Variacao da Temperatura Global

O aquecimento global tem sido um tema amplamente debatido e de interesse de estudo
por varios pesquisadores devido ao seu grande impacto ambiental. Por esse motivo, a andlise de
um conjunto de dados referente a variacdo anual da temperatura global foi considerado neste
trabalho. O conjunto de dados correspondente as variagdes anuais da temperatura média global
entre 1958 e 2008 estd associado a um estudo prévio realizado em 1978 pelos pesquisadores
Angell e Korshover, que publicaram uma anélise da variacdo da temperatura média global (em
graus Celsius) entre os anos de 1958 e 1977 (ANGELL; KORSHOVER, 1978).

Para este estudo, as variacdes anuais da temperatura média global foram obtidas conside-
rando o desvio entre as temperaturas médias anuais (de 1958 a 2008) e a média das temperaturas
anuais dos primeiros 20 anos considerados no estudo (1958 a 1977). A Figura 4 apresenta as
variacdes anuais da temperatura média global entre 1958 e 2008, onde € possivel notar oscilagdes

entre 0s anos que em sua maioria sdo variacdes positivas.

1.0

Variacao da Temperatura Média Global (°C)
-0.2 00 02 04 06 08

1960 1970 1980 1990 2000 2010

Ano

Figura 4 — Variagdes anuais (em ° C) da temperatura média global entre os anos de 1958 e 2008.

A principio, consideramos entdo o experimento que consiste em verificar a ocorréncia de
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uma variacao positiva (sucesso - aumento relativo da temperatura média global) ou uma variagdo
negativa (fracasso - diminuicdo relativa da temperatura média global) em um determinado
ano. Denotando por A (0 < A < 1) o parAmetro associado ao processo de Bernoulli, podemos
interpretd-lo como sendo a probabilidade de observar uma variagdo positiva da temperatura

média global em um determinado ano (probabilidade de sucesso).

A partir do processo de Bernoulli, definimos uma varidvel aleatdria Y que representa a
contagem de anos consecutivos com variagdes negativas da temperatura média global (fracassos)
até a ocorréncia de uma variagdo positiva da temperatura (sucesso), o que define um processo
geométrico. Vale ressaltar que ao considerar a distribuicdo geométrica parametrizada na média
K, temos que A = 1/(1+ ). A Tabela 7 apresenta a distribui¢do de frequéncia dos dados
observados das realizacdes independentes de Y e as estatisticas resumo (média e desvio-padrio).

Podemos notar uma alta frequéncia da observacgao zero, dando indicios de zero-inflagao.

Tabela 7 — Distribuic@o de frequéncia e estatisticas descritivas do nimero de anos consecutivos de variagdo negativa
da temperatura média global até a ocorréncia de uma variac@o positiva entre 1958 e 2008.

yi| 0 1
fi]34 3

3 5| y | dp | Totl
1 1]0282]0944 | 39

Ajustamos a distribuicdo Geométrica k-Modificada (k-MG) aos dados considerando
apenas k = (. Na Tabela 8 apresentamos as estimativas Bayesianas dos pardmetros e seus
respectivos intervalos com 95% de credibilidade. Analisando os resultados da Tabela, temos que
a estimativa do parametro de modificacdo p foi p = 0.263 e o intervalo de credibilidade nao
contém o valor 1. Portanto, podemos concluir que os dados sao explicados por uma distribui¢dao
Geométrica O-Inflacionada. Vale ressaltar que, considerando a distribuicio Geométrica com
fl =1.253, o nimero esperado de zero é de 17 observagdes, isto &, nm,(0; ) = 39%0.444 ~ 17.
Desta forma, temos adicionalmente outros 17 zeros provenientes do processo de modificagdo no
zero (0-inflagdo), totalizando em 34 zeros observados no conjunto de dados. A adi¢do de zeros
ocasinou uma mudanga significativa na frequéncia desta observacgdo, caracterizando o conjunto

de dados como zero-inflacionado.

Tabela 8 — Estimativas Bayesianas dos parametros da distribui¢do Geométrica k-Modificada e os respectivos inter-
valos de credibilidade de 95%, considerando k = 0.

R ) X on

k H p @ M G

0 1253 0.262 0.146 o 1
(0.001: 2.553) (0.121: 0.421) (0.040; 0.251)

A Figura 5 apresenta o grifico comparativo das frequéncias observadas e as frequéncias

esperadas segundo as distribui¢des Geométrica e 0-MG (ou, equivalentemente, 0-IG).



50 Capitulo 3. Aplicagées: Distribui¢do k-MPS

k—MG(k =0, fi = 1.253, p = 0.262)

- B Geom(0.282)
O k-MG
- O Freq. Obs.

15 20 25 30

frequéncia
10
|

5
|

-

0 1 3 5

0
|

amostra

Figura 5 — Gréfico comparativo entre as frequéncias observadas dos dados e as frequéncias esperadas segundo as
distribuicdes Geométricas e 0-MG (ou 0-I1G).

Fonte: Elaborada pelo autor.

A Tabela 9 apresenta os resultados dos testes de aderéncia Qui-Quadrado e KS conside-
rados para avaliar a adequabilidade da distribuicao 0-MG (ou 0-1G) ajustada. Como os valores
obtidos das estatisticas de teste considerando sdo inferiores aos valores criticos, ao utilizar um
nivel de significancia de 5%, ndo temos evidéncias para rejeitar a hipdtese nula Hy, isto €, ha
evidéncias de que os dados podem ser explicados adequadamente pela distribui¢ao 0-MG (no
caso, 0-1G).

Tabela 9 — Resultados dos testes de aderéncia Qui-Quadrado e KS considerando a distribui¢do 0-MG ajustada.

Teste | Estatistica de Teste | Valor Critico
x° 0.066 3.841
KS 0.030 0.218

3.3 Significado de Palavras Técnicas da Estatistica

Esta aplicagdo consiste na andlise do conjunto de dados referente ao experimento no qual
foram selecionados 59 alunos de Graduag@o em Estatistica em uma determinada Universidade
com ao menos um ano de curso. Para verificar o conhecimento sobre o inglés técnico relacio-
nado a Estatistica, solicitaram-lhes a tradu¢do em portugués das palavras Average e Standard

Deviation.

Considerando que a tradugdo correta de cada palavra € um ensaio de Bernoulli com a
mesma probabilidade de sucesso A (0 < A < 1), definimos Y a varidvel aleatdria que representa
o nimero de acertos obtidos por cada aluno. A Tabela 10 apresenta a distribui¢do de frequéncia

e as estatisticas resumo (média e desvio-padrdo) do niimero de acertos dos 59 alunos.
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Tabela 10 — Distribui¢do de frequéncia e estatisticas descritivas do nimero de acertos na tradugdo de palavras
técnicas de Estatistica.

yil] 0 1 2| 5 | sd | Total
fi|18 15 26| 1.135]0.860 | 59

Para este conjunto de dados, ajustamos a distribuicdo Binomial k-Modificada (k-MB)
com m = 2 (m ensaios de Bernoulli independentes) e considerando os pontos de modifica¢ao
k=0,1 e 2. As estimativas Bayesianas dos pardmetros e seus respectivos intervalos com 95% de

credibilidade podem ser vistos na Tabela 11 a seguir.

Tabela 11 — Estimativas Bayesianas dos parametros da distribuicdo Binomial k-Modificada e os respectivos interva-
los de credibilidade de 95%, com m = 2 e considerando k = 0,1 e 2.

~ N A ny

k A p @ "M B

0 1.527 0.731 0.690 15 3
(1.303; 1.750) (0.597;0.851) (0.575;0.804)

1 1.092 1.463 0.738 14 29
(0.944; 1.241) (1.281;1.689) (0.629; 0.846)

) 0.617 0.616 0.557 20 6
(0.336; 0.897) (0.474;0.748) (0.434;0.681)

Com os resultados apresentados na Tabela acima, temos que, considerando o ponto de
modificacdo k = 0, a estimativa de p € p = (0.731 com intervalo de credibilidade contendo valores
abaixo de 1, evidenciando que os dados podem ser explicados por uma distribuicao Binomial
O-Inflacionada (0-IB), isto €, o conjunto de dados € caracterizado como inflacionado de zero.
Similarmente, considerando a distribui¢do Binomial com fi = 1.527, o niimero esperado de zero
¢ de apenas 3 observagdes (n7,(0; 1) = 59 x 0.055 ~ 3). Assim, temos adicionalmente 15 zeros
provenientes do processo de modificacdo desta observacao (0-inflacdo), totalizando em 18 zeros
observados no conjunto de dados. Esta adi¢do de observagdes zeros ocasionou uma mudanga
significativa na frequéncia desta observagao, acarretando na caracterizacao do conjunto de dados

como zero-inflacionado.

Por outro lado, quando o ponto de modificacdo k = 1 foi considerado, notamos que
p = 1.463 e o intervalo de credibilidade contém valores acima de 1. Portanto, neste caso, ha
evidéncias de que os dados sdo explicados por uma distribuicdo Binomial 1-Deflacionada (1-
DB), isto €, o conjunto de dados é caracterizado como deflacionado de um. Neste contexto,
o processo binomial com fI = 1.092 contribuiria para a ocorréncia de 29 observagdes um
(nmy(1; 1) = 59 %0.496 ~ 29), porém o processo de modificacdo no um (1-deflacdo) removeu

14 observacoes, resultando em 15 observa¢des um no conjunto de dados.

Finalmente, considerando o ponto de modificagdo k = 2 obtivemos p = 0.616 e o inter-
valo de credibilidade contém valores abaixo de 1. Logo, também podemos considerar estes dados

como sendo explicados por uma distribuicao Binomial 2-Inflacionada (2-IB), sendo que o pro-
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cesso Binomial com fI = 0.617 contribuiu para 6 observacdes dois (n7,(2; 1) = 59 x0.095 ~ 6),
enquanto que o processo de modificagdo no dois (2-inflag@o) acrescentou 20 destas observagoes

no conjunto de dados.

A Figura 6 apresenta os graficos comparativos das frequéncias observadas e as frequén-
cias esperadas segundo as distribui¢des Binomial e k-MB, considerando k = 0, 1 e 2. Novamente
utilizamos os testes de aderéncia Qui-Quadrado e KS para verificar a adequabilidade das dis-
tribuicdes ajustadas e os resultados estdo apresentados na Tabela 12. Podemos observar que os
valores obtidos das estatisticas de teste para as distribuicdes k-MB ajustadas considerando os trés
pontos de modificagdo (k= 0, 1 e 2) sdo menores do que os respectivos valores criticos (nivel
de significancia de 5%). Consequentemente, para cada distribuicao, a hipétese nula Hy ndo é
rejeitada, concluindo que as trés distribuicdes k—MB ajustadas sdo adequadas para explicar o
comportamento dos dados. Este fato € reforcado principalmente ao verificar graficamente as

proximidades das frequéncias observadas e esperadas para cada distribuicao ajustada (Figura 6).
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Figura 6 — Graficos comparativos entre as frequéncias observadas dos dados e as frequéncias esperadas segundo as
distribui¢cdes Binomial e k-MB, considerando k =0, 1 e 2.

Fonte: Elaborada pelo autor.
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Tabela 12 — Resultados dos testes de aderéncia Qui-Quadrado e KS considerando a distribui¢do k-MB, com k = 0, 1

e?2.

Teste

Estatistica

Valor Critico

%2

0.057
0.020
0.039

5.991

KS

N = O = O

0.015
0.004
0.011

0.177

Portanto, para os dados referentes ao significado de palavras técnicas da estatistica,

podemos concluir que os dados podem ser caracterizados de diversas formas, podendo ser

inflacionados ou deflacionados, dependendo do ponto k que consideramos como ponto de

modificacdo.
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CAPITULO

MODELOS DE REGRESSAO PARA A
FAMILIA k-MPS

Apresentamos neste Capitulo a familia de distribui¢des k-MD no contexto de modelos
de regressdo, mais especificamente o modelo k—MPS, permitindo assim modelar conjuntos de

dados de contagem com modificacdo no ponto k em funcao de covaridveis.

4.1 O Modelo k—MPS

Considerando as distribuicdes discretas parametrizadas na média p pertencentes a familia
k-MPS, introduzimos entdo os modelos de regressdao k-MPS, uma extensdao dos modelos ZMPS!

propostos por Conceicao (2013).

Definicao 4. Considere os vetores x e z contendo respectivamente ¢; € g, covariaveis, x =
(I1xix2...x5)ez=(1z1 22 ... z5). O modelo de regressdo para dados discretos com
distribuigdo pertencente a familia k — MPS(u, p) pode ser obtido escrevendo a fungdo (2.3.1) da

seguinte forma:

T _yips Vs (%), p(2)) = (1= p(2)) 11y (v) + P(2) Tps (3 1 (X)), (4.1.1)

em que a restri¢do de p apresentada em (2.3.2) € reescrita como:

1
1 — 1, (ksp(x))

0<p(z) < 4.1.2)

Definimos /(1) e hp(p) as fungdes de ligagdo para i e p, respectivamente, de tal forma

que p(x) =hy, ' (xB) e p(z) =h, "' (zB,). sendo BT = (Bio Bi1 --- Big,) e BY = (Bao Bai --. Bagy)

os vetores de parametros dos respectivos preditores linear. A fun¢do de ligacdo considerada para

I Sigla definida por Conceicio (2013), do inglés Zero-Modified Power Series, referindo-se aos distribui¢es Série

de Poténcia Zero-Modificadas.
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 (que relaciona p ao preditor linear) é hy (1) = log(u) = xB,. Para a distribui¢do Binomial,
em que 0 < u < m, iremos considerar Ay (i) = log (L“
m R

Um exemplo de funcdo de ligacdo que relaciona p ao preditor linear é

hp(p) :log 1

Essa funcao de ligacdo para p garante que a restricao apresentada em (4.1.2) seja satisfeita.

De fato, considerando 4,(p) = zf,, temos:

log i P =zB,.

Denotando
eZBZ
(I)(Z) = 1 —|—€zﬁ2,
temos que 0 < w(z) < 1. Sendo assim,
0(2)
Z =
A e
Portanto, 0 < p(z) < :
> P .
- ﬁPs(k;nu(x))

Observacdo: A funcao de ligagdo /1, (p) exclui dois casos especificos da varidvel aleatoria Y:

quando a varidvel tem distribuicdo degenerada em k e quando a varidvel tem distribuicao k—SPS.

4.1.1 O Modelo k-MPS e sua versao Hurdle

Podemos escrever o modelo de regressao na versao Hurdle e, uma vez que ®(z) =
p(2)(1 —m,g(k; p(x)) de (2.3.5), temos:

T es (Vs (%), 0(2)) = (1 = @0(2)) 11y () + @0 (2) 7, _gps (v; 1 (X)) (4.1.3)
emque 0 < w(z) < 1.
A partir da fungdo de ligacdo /,(p) para p, obtivemos que a relagéio entre uma possivel
funcéo de ligagdo hy (@) e o preditor linear zfB, retorna
e%B2

B 1 4 ¢2B2’

0(z) (4.1.4)
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garantindo que 0 < ®(z) < 1. Ou seja, para este pardmetro a funcao de ligagdo considerada foi a
Logito:

ho(®) = log (%) .

Considerando a distribui¢do k-MPS parametrizada em @, ha uma grande variedade de
func¢des de ligagdo para serem escolhidas, por exemplo, a Logito, Complemento Log-log ou
Gumbel. Porém, ao considerar diferentes fungdes de ligacdo para @ resulta em diferentes funcoes

de ligacdo para p, como pode ser visto na Tabela 13.

Tabela 13 — Algumas fungdes de ligagdo para o pardmetro de modificacio.

ha)(a)) hp(p)
log ( lf)c(oz()z)> : Logito log (—Mr,:(i)u(x» — p(z))
log(~ log(1 — 0(z))) : C. Log-log | log (—1og<1 @)1 nps<k;u<x>>>>)
—log(—log(®w(z))) : Gumbel —log(—log(p(z)(1 — m,sk; u(x))))))

Considerar as diferentes func¢des de ligacdo apresentadas na Tabela 13, resulta em
diferentes fungdes para os pardmetros p(z) e @(z), quando € considerada a versdo usual do

modelo de regressdo ou sua versdao Hurdle, o que pode ser visto na Tabela 14:

Tabela 14 — Parametros de modificacdo para as funcdes de ligacao apresentadas na Tabela 13.

p(z) (z)
ezﬁ2 1 ezﬁz
1+ezﬁz'(1—7tPS(k;1u(X))) 1 + ¢2B>

_ B> _ B2
1—e¢"7). l—e¢
( ST REe))
e 2 ! e

A Figura 7 apresenta uma compara¢do do comportamento de cada uma destas funcdes

de ligacdo.
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Figura 7 — Ilustragdo do comportamento de cada func¢do de ligacdo: Logito, Complemento Loglog e Gumbel.

Fonte: Elaborada pelo autor.

Vale ressaltar que, para ambas parametrizagdes do modelo k—MPS, consideramos a
mesma fungao de ligacdo para i, h, (1) = log(u), que ao relacionar essa fungdo com o preditor

linear xf |, temos:

w(x) =P, (4.1.5)

Para o modelo Binomial,

me‘xﬁ 1

= N*.
1+ e*B1’ me

H(x)
O modelo de regressao k—MPS tem (g + g2 +2) pardmetros, que correspondem aos
vetores ﬁ{ e B; Para inferir sobre estes parimetros vamos apresentar os procedimentos com as

abordagens cldssica e Bayesiana.

4.2 Funcao de Verossimilhanca e seu Logaritmo Natural

Sejay = (y1, y2, ..., yn) um vetor de observac¢des. Considere que y;, i = 1,2,...,n,
foram provenientes de n realizagdes independentes de varidvel aleatéria ¥; com distribui¢ao
k-MPS(u;, pi). Sejam x; = (1, xi1, X2, ..., Xig,) € Zi = (1, zi1, Zi2, .-, Zig,) dois vetores
de covariaveis associados a y;. Assim, a funcdo de verossimilhanca associada ao vetor de

observacdes y € dada por

n Iy (i) =T (vi)
L(B\.By) = H{ (1 —p(z:-)+p<zz->nps<y,~,u<xi>>) o <p<zi>n,>s<yi,u<xi>>) " }

i=1
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Entdo, o logaritmo natural da funcdo de verossimilhanca é

n

(By.By) = z{l{k}@»(log(l— (2) + () Ps<y,,u<xi>>>)

i=1

+ (l—I{k}(y,-))<10g( ( ))+10g( Ps(yta.u(xi))))}'

Considerando o modelo versao Hurdle apresentado na Equacao (4.1.3), temos que a

func¢do de verossimilhanga associada ao vetor de observacdes y € dada por

n )\ e 00)
L,(B1.B>) = H{(l — o(z;))" w0 ( 1@ ”S((ky";:”éii)’)))> " } @.2.1)

O logaritmo natural da funcdo verossimilhanca é

{I{k}(yl)log(l_ (2 )>+(1_I{k}(yi))log( (2i) PS<yln“(xi)))}

1 — 7, (ks (x;))
(1 — I ()’z)) log (1 fPi)}:(’]fo(i)))> i

B

éy(ﬁpﬁz) =

N
I
—_

I
D= TP

N
I
—_

{I{k} yi)log(1 — o(z ))"’(1_I{k}()’i))log(w(zi))}
= 4(By)+4(B,)- 4.2.2)

Com a equagdo (4.2.2), notamos que B, e B, sdo ortogonais, pois podemos fatorar a

fungédo £, (B, B,) em dois termos,

6B = % (1=t ) top (o))

n

6(By) = Y {Iyy (i) log(1 — o(zi)) + (1 = Igy (v:)) log(e0(z:)) },

i=1
tais que /1 (B ) ndo depende de B, e ¢»(B,) ndo depende de B,. Em outras palavras, podemos
estimar B, independentemente de B, e vice-versa, e por causa dessa simplicidade na estimagdo

dos parametros, vamos trabalhar com a versao Hurdle.

Desta forma, ao considerarmos as fung¢des de ligacao Logito, Complemento Log-log e

Gumbel para @, teremos diferentes fungdes para ¢2(B,), como pode ser visto na Tabela 15.

4.3 Estimacao dos Parametros do Modelo ki—MPS

4.3.1 Abordagem Classica

Considerando o método de méxima verossimilhanca, o procedimento para encontrar 0s

estimadoresde B;.,i=1,2¢ j;=0,1,...,q;, consiste em encontrar as solu¢des das equagdes

ijirt
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Tabela 15 — Expressdes de £,(B,), considerando as fungdes de ligagdo Logito, Complemento Log-log e Gumbel.

Fungdo de Ligacdo t>(B>)
n
Logito Z { Ly, (vi))zB, —log(1 +ezﬁz)}
i=1
n B zp
C. Log-log Z{ Ly, (v)eP2 4 (1 -1, () log(1 — e 2)}
i=1
n
Gumbel Z {I{k} yi)log(l —e™¢ ZBz) (1 ~1, (yi))<_e—zﬁ2)}
i=1

de verossimilhanca:

941 (By) .
TUPU o, Vj=0,1,...,
; 202(B,)
2(P» .
—0, Vj=01,...,
aﬁZj J q2
Escrevendo ¢ (B ) em termos das fungdes a, f e g, temos
G(B) = ) (1= Tg (50))10g(T,_ypps (vi, 1 (x1)))

N
Il
_

I
=

(1 — Iy (yz)) log (1 fpjri):(’lf,l(lx(liz)))>

(1 =Ty (i) [log(a(yi)) +yilog(g(u(xi))) —log(f(u(xi)) — a(k)g(u(xi))k)] :

N
I
—

I
™=

—_

i

Os elementos do vetor score relacionados a B, podem ser obtidos da seguinte forma:

df(u(x:)) dg(u(x;))*
B) ., o[ 1 dgu) om0 Tom
s, & ’{k}(y‘”[y’gw(xi)) 3B1, f<u<xi>>—a<k>g<u<xi>>k}’

j=0,1,...,q1. Sendo p(x;) = €*Bi, temos

9 f(eXiBi Jdo(eXiBik
oL(By) _ fu—z (y.)){y. L dg(enPy) Lo — ak) 255
9P ARV By OBy f(eB) —alk)g(eBoyk ]

O bloco da matriz de informagéo observada de Fisher referente a B é

20 (B) ¢
aBlraﬁlj B Z

92 i) d i) 9 i
(et et o gé%ff”ﬂ

(1 =Ty (1)) [yi g(u(xi))?

02 f (1 (xi)) 92g(p(x:))*
- ( 78,98, —“K) 36,98, )
(f(u(p(x))) — alk)g(w(x:))*)?
<9f(#( xi)) a(k)ag(“( x;)) )(3g(#(xi)) _a<k>3g(#(xi))k)

+ P P dPir duir
(f (1(x:) — a(k)g(u(x;))k)? ’

i=1
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.41, 0 qual tem dimensdo (g +1) x (g1 +1).

comr,j=0,1,...
Novamente, considerando p(x;) = P11 temos

92g(e*iP1) dg(e¥iP1) dg(e¥iP1)

B, Bi;  IBij 9By, }

, i g(eFiP1) 28
ohL(By) _ Z(l—l{k}()ﬁ')){yi< g(exiP1)2

8ﬁ1r3[31j i=1
92f(e4iB1) 92g(eXiB1)k
B ( dB1-9Bi; —a(k) 9B1,9B1;
(f(eXiPr) —a(k)g(e¥iP1)k)?
df(eriP1 dg(eXiP1)k  dg(e¥iP1 dg(etiPi
L G~ a0 ) —alh) )
(f (eXiP1) — a(k)g(exiPr)k)2

Para a fungio 4>(B,),

= ¥ {o00toet —o@)+ (1 -1y ) ox((z) }. @3

os elementos do vetor score e o bloco da matriz de informagao observada de Fisher relacionados

a B, dependera da func@o de ligagdo considerada para @

a) Funcio de ligacao Logito:

Zﬁ
r: B> e entao

Ao considerar a fungdo de ligagdo Logito, temos que ®(z) =

)+ (-1 tog (1 )]

P},

6(By) = i{l{k}(y,)log(“r;ﬁz

]{<1—1{k}< vi)) log(e%P2) —log(1 -

Assim, os elementos do vetor score relacionados a B, podem ser obtidos das seguintes formas
aziﬁz) b 9zp, }

d(>(B,) { (
—1 i
d B0 l:ZI twy ) B 1+ e%B2 Iy,

n ezzﬁz
Z{ (1 =TIy (i) 1—|-eziﬁ2}

i=1

N

~.

€
4 (B,) n{ (aziﬁ2> e%iP2 azzﬂz}
— I (y; —
T Wb\ 3, ) Tk ap,,

n eZiBZZir
Z{ I_I{k} yl er 1+eZiﬁ2 , Vr= 1727"'7q2-

i=1
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Os elementos do bloco da matriz de informagdo observada de Fisher referente ao vetor

de pardmetros B, sdo

9%0>(B,) _ i{ ¢%iB> +( e%iB2 )2}
8[3220 i1 1 + eziB> 1 + 2B

ezzﬂZ

n
- IZZI 1+eztﬁ2

9*6(By) _ v e%iP2 et \?
97 0P2) _y ] _ () b vi=12,
929 B2o ,—Zi{ <1+eZiﬁ2>Zj+ (1 +e2fﬁ2> ZJ} g o

20,(B,) %2 etiBr N\ ?
A A = N\ g @t | T ) @irgij¢s =129
3B2,0P2 l;{ (1+ez,ﬁ2>z ZJ+(1+625B2> Z Z_;} Vrj q2

b) Funcao de ligacao Complemento Log-log:

Ao considerar a fungdo de ligagdo Complemento Log-log, tem-se que w(z) = 1 — P ,

e entao

Gp.) = f{f{k} () 1ogle™ ) (1~ Iy () log(1 — =)

= Z{I{k} Py 4 (1~ Iy (i) log(1 — e S

Assim, os elementos do vetor score relacionados a B, podem ser obtidos das seguintes

formas:
I(By) 8, 9%B (—e=")(—ev2) 9z
9ﬁ202 a ;{I{k}(yi)e ’ Wo%r(l_l{k}(yi)) | — e 3ﬂ202}
n _e—eziﬁz _eziﬁz
= Z{Iw( D)+ (1~ Iy i)' Xm )}’
i=1 l—e€
€

ol n 2 0z _e—eZiﬁz _ B> dz;
A0 - e 5

_e—eziﬁz)(_eZiﬁz)Zir} v

1 — <P

I
™= T

{f{k}< B2z + (1 - Iy (1)) =12

i=1

Os elementos do bloco da matriz de informagao observada de Fisher referente ao vetor
de pardmetros B, séo:

9201 (By) ¢
g, L

(—ewB2 4 1)(e=P euiB) <e‘eziﬁ2 etiB> > 2] }

1 —e P2 1 — P2

{<I{k} D=2 1 (1~ Iy ()
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%01 (B,) u { .
I ; Ztﬁ2 i
a&jaﬁZO 1:21 {k} y Z]}

—e@iBa 4 1)(e— P2 p2iBa . —e%iP2 2B, \ 2
+ (I_I{k}(yl))[( e + )(6 e Z])_<e e ) Zij:|}’ ijlvzv'“aq2,

1 o efgziBZ 1 _ efgziBZ

azel(ﬂ ) = 3 . Ziﬁ') .
asza‘Bzr - Z{(l{k}(yl))[_e “ZtrZz]]

i=1

—e%Pr 4 1) (e ptiPay 7. —iP2 2,8, \ 2
+ (l—l{k}(yi)){( vl o~ ZerZ,j)_(e ‘ 2) znzw}}, Vrj=1,.2,.

1 76761,32 1 _ efgliﬂz

¢) Funciao de ligacio Gumbel:

—e B2

Considerando a fung¢do de ligagdo Gumbel, temos que ®(z) = , € entdo

e

6(By) = {I{k} yi)log(l—e™* Ziﬁz)—f-(l —I{k}(Yi))log(e_eziﬁz)}

M: i M:

{’{k} vi)log(l —e” ezi52)+(1—I{k}(yi))(—e‘z"ﬁz)}.

Assim, os elementos do vetor score relacionados a B, podem ser obtidos das seguintes

formas:
—eubay, —ziB,\(_ 9z;B,
o0(By) ¢ (—e )(—e 8P2)(=1) g s 9z
b lzl{l{k}@,) — =IO -e Py G2
n e—¢ B2y o—uByy(_
= ¥ {00 S DT s oo
i=1 l—e¢
€
] ( e_e—zl'ﬁz)(76_74[52)(71)321[32
aéz(ﬁ ) _ ﬁz(,}- ) 72’_32 8z,»ﬁ
T ;{I{k}w — (= Iy 1) (—e ¥ (1) aﬁ;}
n _e*l’iz"‘az _e*Zi,Bz —Zig,
= ;{{k}(y,) 17)5376—&-!32)( Zq’)+(1*I{k}(yi))(*e’z"”z)(*aj)}7 Vai=12....q0.

Os elementos do bloco da matriz de informagdo observada de Fisher referente ao vetor
de parAmetros B, sdo:

92/ n e P2 =z (—uBy o—¢ P2~z \ 2
B £ {0 P )
B3 i=1 1— i

e¢ | —e—e P2
F IO zﬁz]}
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TS P (Ca e T W aane
929 B0 Py t 1—e—e P 1—e—e P !

b= f Ol Bl h Vi1

e
924, (ﬁz zn: a (_efefz,'ﬁzefz,-ﬁZZier.j)(e*zl-Bz —1) efgfzzﬁzefziﬁz 2
920 By i=1 (g 0) 1—e—c P 1 —ee P ki
+ (1 —I{k}(y,.))[_e—zt'ﬁzz,.,z,-j]}, Vrj=12,...,9
De maneira geral uma solucao analitica em forma fechada para o estimador de maxima
verossimilhanga de f;; ji»i=12e j;=0,1,...,q;, ndo pode ser encontrada. Sendo assim, torna-

se necessario recorrer a algum procedimento de otimizagao numérica. A funcdo optim do

Software R (R Core Team, 2015) pode ser utilizada para a obten¢@o das estimativas de maxima

verossimilhanca dos vetores de parametros B = (Bio Bi1 --. Big,) € B = (Bao Bai --- Bogy)-

4.3.2 Abordagem Bayesiana

Para o procedimento Bayesiano, considere novamente y;, i = 1,2,...,n, n observacoes
independentes da varidvel aleatria ¥; com distribui¢do k-MPS(u;, ;). Sejam B, = (Bi1,..., Big,)
e By = (Ba1, -+, Bag,) Os vetores de pardmetros dos preditores lineares e, entdo, para cada B, ,
i=1,2e j=1,..,q;, adotamos uma priori vaga para que as informac¢des contidas nos dados
sejam as mais relevantes. Supondo independéncia dos parametros, a priori conjunta € dada por

2 g

n(By,B>) HH” Bij.)-

i=1j=

Consequentemente, a densidade a posteriori conjunta € dada por

ﬂ(ﬁlﬁﬁZly) o< LH(Blaﬁz)”(ﬁ17ﬁ2)7

emque L, (B;,B,) afuncdo de verossimilhanga associada ao vetor de observagdes y dada em
4.2.1).

Do ponto de vista Bayesiano, inferéncias sobre os parametros podem ser baseados nas
densidades a posteriori marginais, o que pode ser obtido ao integrar a densidade a posteriori
conjunta (CON CEICAO; ANDRADE; LOUZADA, 2013). Neste caso, entretanto, nao € possivel
obter solugdes analiticas para as integrais. Assim, para resolver este problema, utilizamos
o algoritmo Metropolis-Hastings (CHIB; GREENBERG, 1995), (HASTINGS, 1970), que é
um procedimento iterativo de uma grande classe de métodos MCMC. Para implementar este
algoritmo, consideramos as densidades condicionais dos pardmetros definidos nos vetores B, e

B, dadas por
(B By y) <exp{li(B)}m(Brj)) e (BajlBa,y) o< exp{la(By) }(B2j),
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emque By =B, —{Bij,} e B =B, —{Baj,}.comji=1,....q1e p=1,...,q.
Todas as implementagdes computacionais foram feitas utilizando os pacotes R2jags
(versdo 0.5-7) e rjags (versdo 4-6) no sistema Jags (PLUMMER, 2017) por meio do Software R

(R Core Team, 2015). Para verificar a convergéncia das cadeias foi considerado o procedimento
de diagnéstico de Gelman-Rubin (GELMAN; RUBIN, 2009).

4.4 Estudo Bayesiano de Pontos Influentes

Considere y(_; como sendo um vetor de observacdes apos a remogdo da i-ésima obser-
vagdo de y, isto &, ¥(_; = (V1,Y2, -, Yi-1,Yit1, -, Yn)- S€ja T(B1, B, |y) a densidade conjunta a
posteriori do vetor de pardmetros (B, B,) considerando o conjunto de dados original, e seja
(B, Bl y(_l-)) a densidade conjunta a posteriori considerando o conjunto de dados apds a remo-
¢do da i-ésima observacgdo. Desta forma, a influéncia da observacao y; pode ser avaliada através
da distancia de Kullback-Leibler (KL), medida que calcula a distancia entre duas densidades a
posteriori (CHO et al., 2009). Isto €,

KL(r.m) = [ 81 Ba)ios g0 52" JaB @4

A equagdo (4.4.1) pode ser expressa como esperanga a posteriori:

KL(7,m_;)) = —10g(CPO;) + Ex gy 110g(7_yps (Vi B1: B2))

em que CPO; é a densidade condicional preditiva ordenada (CPO) da observagao y;.

Desta forma, gerando uma amostra {(B,,8,)"), ..., (B, B,)?} a partir da densidade

a posteriori T(B |, B,|y) é possivel estimar o efeito da observagio y; através da seguinte equacdo

_ _ 1 £
KL(z, 7)) = ~10g(CPO) + 75 ¥ 10g(T_yps (v (B1,B2)')), (4.4.2)
q=1

_ __ J10 1 -
em que CPO; em (4.4.2) é dado por CPO; = |— Y,
! Qq=1 IOg(n—kaPS(yi;(ﬁ17B2>(q)>)

McCulloch (1989) propds a medida de calibragéo p; para a distincia KL (T, ﬂ(_i)), em que
esta é derivada da solugdo da equagio KL (7, 7_;)) = KL(B(0.5),B(p;)) = —log (4pi(1—p;)) /2,
de forma que B(p;) denota a distribui¢do de Bernoulli com uma probabilidade de sucesso p. Isto
implica que, descrever os resultados usando a densidade a posteriori completa (B, B,|y) ao
invés da densidade a posteriori removida a i-ésima observagdo, (B, B,[y(_;)), € equivalente a
descrever um evento ndo observado como tendo probabilidade p;, quando a probabilidade correta
¢ 0.5 (CONCEICAO; ANDRADE; LOUZADA, 2013). Desta forma, ao resolver a equagio
para p; teremos p; = {1+ \/1 —exp(—2KL(m,7_;))}, e portanto 0.5 < p; < 1. Assim, para

p > 0.5 a i-ésima observagdo pode ser considerada como um ponto influente.
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Nos Capitulos 6 e 7 a seguir, iremos apresentar um estudo de simulacao e aplicacdes
com conjuntos de dados artificiais e reais dos modelos de regressdo k-MPS. Embora tenhamos
apresentado duas abordagens para a estimagdo dos parametros, para estes estudos consideramos

apenas a abordagem Bayesiana por incorporar informagdes prévias sobre os parametros.
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CAPITULO

ESTUDO DE SIMULACAO

Para avaliar as propriedades dos estimadores Bayesianos dos parametros do modelo,
consideramos alguns estudos de simula¢do com conjuntos de dados k-modificados. Cada estudo
consistiu em gerar N = 500 conjuntos de dados k-inflacionados de tamanho n (n = 100 e 500)
e N = 500 conjuntos de dados k-deflacionados de tamanho n (n = 200! e 500), a partir de
uma varidvel aleatoria ¥; com distribuicdao k-MPS(u;,w;), i = 1,2,...,n, considerando diferentes

valores de k.

Consideramos a matriz X de covaridveis com dimensdo n X 2, a qual na primeira
coluna € constituida de 1’s (intercepto) e a segunda coluna é constituida da varidvel X| =
(X11,X12,--.,X1n), sendo cada elemento X}; gerado de uma distribui¢ao Uniforme U (0, 1). Con-
sideramos também a matriz Z de covaridveis n x 2, de forma que Z = X . Aos vetores de
parmetros B, e B, atribuimos diferentes valores e para os casos k-inflacionados, consideramos
as funcdes de ligacdo Logito, Complemento Log-log e Gumbel. Ja nos casos k-deflacionados,
apenas as funcodes de ligacdo Logito e Gumbel foram consideradas, pois a Complemento Log-log
ndo apresentou um comportamento adequado ao problema nesta situagcdo. Ressaltamos que, para
cada funcdo de ligacdo utilizada para gerar as amostras, consideramos a mesma para o ajuste dos

modelos.

As priori consideradas para os vetores de pardmetros B, ¢ B, foram distribui¢des
Normais Multivariadas tal que B, ~ NMult(B,, (7 «H,)™") e By ~ NMult(B,, (7 xH>)™ 1),
em que Bi é o vetor de médias (escolhido com base em informagdes prévias) para B, i = 1,2,
e H; é uma matriz diagonal 2 x 2 cuja diagonal principal é 10~!. Também consideramos as
constantes de precisdo, 7; > 0 e 7, > 0, conhecidas, que sdo usadas para controlar a taxa de

rejei¢do do algoritmo de geracdo de cada cadeia.

Como estimador Bayesiano, consideramos a média a posteriori para cada parametro

' Consideramos o tamanho amostral de n = 200 para amostras k-deflacionadas para garantir que elas fossem, de

fato, caracterizadas como deflacionadas.
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(perda quadratica) e avaliamos seu desempenho usando a raiz quadrada relativa do erro qua-
dratico médio ( EQM(B)/B), o desvio-padrio (4/ Var(ﬁ)) e o vicio médio (,%’(B)), em que
EOM(B) =E(B —B)? e B(B) = E(B — B). Os resultados deste estudo sdo apresentados a
seguir para conjuntos de dados caracterizados como k-inflacionados e k-deflacionados.

Para cada caso do estudo de simulagio, utilizamos do software Jags*> (PLUMMER, 2017)
para analisar os conjuntos, gerando duas cadeias de tamanho 50.000 das condicionais a posteriori
de cada parametro e considerando um periodo de aquecimento (burn in) de 10.000 iteracoes
em cada cadeia. A convergéncia da cadeia foi verificada através do critério de Gelman-Rubin
(GELMAN; RUBIN, 2009). Para obter amostras pseudo-independentes, consideramos saltos de

tamanho 10, resultando em cadeias de tamanho 8.000 para cada pardmetro.

5.1 Modelo Binomial k-Modificado (k-MB)

Apresentamos os estudos de simulacdo com conjunto de dados inflacionados e deflacio-

nadados gerados a partir de modelos k-MB.

5.1.1 Modelo Binomial k-Inflacionado (k-1B)

Para este estudo de simulagdo, conjuntos de dados k-inflacionados (k = 0, 1 e 2) foram
gerados de um modelo k&-MB? com 0 < p(z;) < 1,V i=1,...,n (k-IB*), atribuindo os seguintes
valores a cada vetor de pardmetros: B, = (3,-2), B, = (—2,3) e m = 10. Consideramos o0s
parametros de precisdao 7; = 1 e 7o = 0.5. Sobre as fungdes de ligacao, as mesmas utilizadas
para gerar os conjuntos de dados foram utilizadas para o procedimento de estimacao e, assim,

analisar os resultados.

As estimativas pontuais dos pardmetros B, e B, (aqui consideradas como a média a
posteriori para cada pardmetro), em sua maioria, estdo sempre proximas dos verdadeiros valores,
como podem ser vistos a partir dos baixos valores apresentados pelas medidas de eficiéncias
(ver Tabelas 16, 17 e 18). Apresentamos, nas Tabelas 16, 17 e 18, os resultados do estudo de
simulacdo para dados 0-MB, 1-MB e 2-MB respectivamente, na qual podemos observar que
todas as medidas de eficiéncia dos estimadores aproximam-se de zero quando o tamanho do

conjunto de dados aumenta.

Usaremos a sigla Jags, do inglés Just Another Gibs Sample, referindo-se ao software Jags para andlise Bayesiana
de modelos hierarquicos usando simula¢gdes MCMC.

Usaremos a sigla k-MB, do inglés k-Modified Binomial, referindo-se a distribui¢do Binomial k-Modificada.
Usaremos a sigla k-1B, do inglés k-Inflated Binomial, referindo-se a distribui¢do Binomial k-Inflacionada.
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Tabela 16 — Medidas de eficiéncia do estimador Bayesiano para cada parametro do modelo k-IB, com k =0 e
m = 10, considerando diferentes func¢des de ligacdo para .

Fungdo de Ligagdo | n | (11,72) | ParAmetros \/EQM(ﬁjk)/Bjk \/Var(ﬁjk) ,@(ﬁjk)
Bio 0.169 0.497 0.388

B -0.335 0.662 0.524

100 . 0.5) B2o -0.265 0.515 0.406

. Boi 0.294 0.858 0.682
Logito Bio 0.154 0.458 0.167
B -0.295 0.586 0.226

>001 1, 05) Bo -0.226 0.440 0.201

Bai 0.225 0.661 0.322

Bio 0.148 0.437 0.339

Bii -0.288 0.573 0.449

100 | (1,0.5) Bao -0.241 0.464 0.378

Bo1 0.255 0.744 0.599

CLoglog Bro 0.064 0.193 | 0.154
Bii -0.127 0.254 0.204

500 | (1,05 Bo -0.091 0.182 0.144

Bai 0.094 0.281 0.219

Bio 0.295 0.874 0.681

Bii -0.542 1.076 0.841

100 .0.5) B2o -0.276 0.501 0.418

B2 0.288 0.780 0.660

Gumbel Bro 0.122 0367 | 0.298
B -0.223 0.446 0.361

>001 1, 05) Bo -0.093 0.184 0.148

Bai 0.101 0.297 0.240
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Tabela 17 — Medidas de eficiéncia do estimador Bayesiano para cada parametro do modelo k-IB, com k=1 e
m = 10, considerando diferentes func¢des de ligacio para w.

Fungdo de Ligagdo | n | (71,72) | Pardmetros \/EQM(Bjk)/ﬁjk \/Var(ﬁjk) ,%’('Bjk)
Bio 0.295 0.874 0.395

Bii -0.542 1.076 0.508

100 . 0.5) B2o -0.276 0.501 0.484

. Boi 0.288 0.780 0.749
Logito Bio 0.068 0.203 0.162
B -0.133 0.267 0.213

>00 1 (1, 05) Bo -0.122 0.240 0.190

Bai 0.134 0.397 0.319

Bio 0.164 0.485 0.380

Bii -0.336 0.668 0.514

1001 (1, 05) Bao -0.228 0.446 0.350

Ba1 0.242 0.715 0.560

CLoglog Bro 0.065 0.195 | 0.155
Bii -0.131 0.261 0.208

500 | (1,05 Bo -0.092 0.181 0.148

Bai 0.092 0.274 0.221

Bio 0.285 0.843 0.652

Bi1 -0.501 0.991 0.776

100 . 0.5) B2o -0.286 0.529 0.421

Bai 0.292 0.813 0.656

Gumbel Bro 0.129 0385 | 0307
B -0.236 0.471 0.375

>00 1 (1, 05) Bo -0.098 0.188 0.152

Bai 0.101 0.293 0.236
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Tabela 18 — Medidas de eficiéncia do estimador Bayesiano para cada parametro do modelo k-IB, com k =2 e
m = 10, considerando diferentes func¢des de ligacdo para .

Fungdo de Ligagdo | n | (11,72) | ParAmetros \/EQM(ﬁjk)/Bjk \/Var(ﬁjk) ,@(ﬁjk)
Bio 0.165 0.490 0.378

B -0.323 0.644 0.503

100 . 0.5) B2o -0.287 0.551 0.438

. Bai 0.305 0.880 0.700
Logito Bio 0.076 0.227 0.183
B -0.152 0.302 0.244

>001 1, 05) Bo -0.121 0.242 0.190

Bai 0.138 0.411 0.325

Bio 0.154 0.458 0.361

Bii -0.295 0.586 0.467

100 | (1,0.5) Bao -0.226 0.440 0.349

Bo1 0.225 0.661 0.517

CLoglog Bro 0.063 0.186 | 0.150
Bii -0.123 0.243 0.195

500 | (1,05 Bo -0.094 0.188 0.153

Bai 0.093 0.278 0.225

Bio 0.154 0.458 0.642

Bi1 -0.295 0.586 0.789

100 .0.5) B2o -0.226 0.440 0.409

B2 0.225 0.661 0.678

Gumbel Bro 0.122 0367 | 0292
B -0.226 0.451 0.359

>001 1, 05) Bo -0.092 0.183 0.145

Bai 0.103 0.305 0.243

5.1.2 Modelo Binomial k-Deflacionado (k-DB)

Para este estudo de simulagdo, conjuntos de dados k-deflacionados (k = 0 e 1) foram
gerados de um modelo k-MB com 1 < p(z;) < 1/(1 — 7, (y;, iu(x:))), Vi=1,...,n (k-DB),
atribuindo os seguintes valores a cada vetor de pardmetros: B; = (—2,—-2) e B, = (2,3). Consi-
deramos os pardmetros de precisdo 71 = 1 e 7o = 0.5 e as func¢des de ligacdo Logito e Gumbel.
Como resultado, temos que as estimativas Bayesianas dos vetores de pardmetros B, e B, (aqui
consideradas como a média a posteriori para cada parametro) estdo sempre proximas dos verda-
deiros valores, como podem ser vistos a partir dos baixos valores apresentados pelas medidas de

eficiéncias (ver Tabelas 19 e 20).

Ainda sobre as Tabelas 19 e 20, temos os resultados do estudo de simulacdo para
dados 0-MB e 1-MB respectivamente, na qual podemos observar que todas as medidas de
eficiéncia consideradas apresentam valores relativamente baixos, aproximando-se de zero quando

o tamanho do conjunto de dados aumenta. Portanto, o procedimento Bayesiano de estimagao

> Usaremos a sigla k-DB, do inglés k-Deflated Binomial, referindo-se a distribui¢io Binomial k-Deflacionada.
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torna-se mais preciso quanto maior o tamanho das amostras.

Tabela 19 — Medidas de eficiéncia do estimador Bayesiano para cada pardmetro do modelo k-DB, com k=0¢
m = 10, considerando diferentes funcdes de ligacdo para w.

Fungéo de Ligagdo | n | (11,72) | ParAmetros \/EQM(Bjk)/Bjk \/Var(Bjk) %’(&Q
Bio -0.126 0.250 0.198

Bii -0.279 0.555 0.438

200 | (1,05) Bo 0.507 0.993 0.609

. Boi 0.785 2.300 1.618
Logito Bio -0.069 0.138 0.107
Bii -0.163 0.326 0.254

>00 1 (1, 05) Bo 0.193 0.386 0.295

Bai 0.397 1.164 0.856

Bio -0.118 0.234 0.184

Bii -0.259 0.517 0.411

200 | (1,05 Bo 0.354 0.689 0.522

Bai 0.811 2.375 1.562

Gumbel Bro 0.071 0.143 | 0.115
Bii -0.178 0.353 0.282

5001 1,05 B2o 0.163 0.325 0.260

B2 0.353 1.041 0.810

Tabela 20 — Medidas de eficiéncia do estimador Bayesiano para cada pardmetro do modelo k-DB, com k=1 ¢
m = 10, considerando diferentes funcdes de ligacdo para m.

Fungdo de Ligagdo | n | (11,T2) | ParAmetros \/EQM(Bjk)/ﬁjk \/Var(ﬁjk) %(Bjk)
Bio -0.073 0.146 0.115

B -0.223 0.430 0.343

200 | (1.0.5) B2o 0.311 0.615 0.478

: B2 0.805 2.329 1.559
Logito Bio -0.050 0.099 0.081
Bii -0.135 0.269 0.211

00 (1,05 Bo 0.203 0.406 0.324

Bai 0.387 1.132 0.867

Bio -0.080 0.160 0.125

Bii -0.252 0.488 0.390

2001 (1, 05) Bo 0.339 0.654 0.500

Bo1 0.724 2.136 1.458

Gumbel Bio -0.050 0.099 0.079
Bii -0.143 0.284 0.227

500 | (1,05) Bo 0.187 0.374 0.292

Bai 0.346 1.020 0.804
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5.2 Modelo Geométrico k-Modificado (ki-MG)

Apresentamos a seguir os estudos de simulacdo com conjunto de dados inflacionados e

deflacionadados gerados a partir de modelos k-MG.

5.2.1 Modelo Geométrico k-Inflacionado (k-1G)

Para este estudo de simulagdo, conjuntos de dados k-inflacionados (k =0, 1 e 2) foram
gerados de um modelo k-MG® com 0 < pzi)<L,Vi=1,...,n (k-IG"), atribuindo os seguintes
valores aos vetores de pardmetros: B, = (4,2) e B, = (—2,3). Consideramos os parimetros de
precisdo 7) e T, entre 0.4 e 1. As estimativas Bayesianas dos vetores de parimetros B e B, (a
média a posteriori para cada parametro) estdo, em sua maioria, proximas dos verdadeiros valores
quando observamos os baixos valores apresentados pelas medidas de eficiéncias (ver Tabelas 21,
22 e 23).

Ainda nas Tabelas 21, 22 e 23, apresentamos os resultados do estudo de simulagdo para
dados 0-MG, 1-MG e 2-MG respectivamente, na qual podemos observar que todas as medidas
de eficiéncia aproximam-se de zero quando o tamanho do conjunto de dados aumenta. Portanto,
o procedimento Bayesiano para a estimagdo dos paradmetros torna-se mais preciso quanto maior

o tamanho das amostras.

Usaremos a sigla k-MG, do inglés k-Modified Geometric, referindo-se a distribuicio Geométrica k-Modificada.

7 Usaremos a sigla k-IG, do inglés k-Inflated Geometric, referindo-se a distribui¢io Geométrica k-Inflacionada.
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Tabela 21 — Medidas de eficiéncia do estimador Bayesiano para cada pardmetro do modelo k-IG, com k = 0,

considerando diferentes fun¢des de ligacdo para .

Fungdo de Ligagdo | n (11,72) | ParAmetros \/EQM(ﬁjk)/ﬁjk \/Var(ﬁjk) @(ﬁjk)
Bio 0.109 0.434 0.346

Bii 0.298 0.594 0.478

100 .1 B2o -0.281 0.552 0.437

. Boi 0.299 0.877 0.708
Logito Bio 0.049 0.197 0.158
B 0.146 0.292 0.235

001 @D Bo 0.114 0.224 0.184

Bai 0.129 0.384 0.314

Bio 0.112 0.447 0.350

Bii 0.337 0.675 0.528

100 | (0.5,0.5) Bao -0.232 0.448 0.365

B 0.237 0.688 0.557

CLoglog Bro 0.046 0.183 | 0.145
Bii 0.135 0.270 0.214

>001 (0:5,05) Bro -0.095 0.190 0.150

Bai 0.097 0.290 0.226

Bio 0.225 0.903 0.688

Bi1 0.574 1.150 0.876

100 | (0.5.0.5) B2o -0.288 0.542 0.423

Bai 0.290 0.821 0.650

Gumbel Bo 0.098 0301 0310
Bii 0.255 0.510 0.408

S001 (0:5,0.5) Bo -0.091 0.177 0.144

B2 0.100 0.293 0.239
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Tabela 22 — Medidas de eficiéncia do estimador Bayesiano para cada paradmetro do modelo k-IG, com k = 1,

considerando diferentes fun¢des de ligacdo para .

Funcgido de Ligacdo | n (11,72) | ParAmetros \/EQM(ﬁjk)/ﬁjk \/Var(ﬁjk) ,%’(ﬁjk)
Bio 0.101 0.404 0.317

Bii 0.298 0.596 0.473

100 .1 Boo -0.253 0.490 0.390

- Bai 0.305 0.885 0.703
Logito Bio 0.050 0.198 0.157
Bii 0.142 0.283 0.221

000 @D Bo -0.121 0.241 0.191

Bai 0.132 0.395 0.314

Bio 0.106 0.423 0.338

Bii 0.282 0.563 0.445

100 ) (0.5,05) Bo -0.224 0.428 0.343

B 0.217 0.628 0.496

CLogLog Bo 0.046 0.185 | 0.148
Bii 0.131 0.262 0.211

500 1 (0:5,05) Boo -0.095 0.188 0.148

Bai 0.095 0.285 0.226

Bio 0.244 0.975 0.767

Bi1 0.625 1.248 0.975

100 ) (0.5, 0.5) B2o -0.309 0.576 0.427

Bai 0.321 0.899 0.696

Gumbel Bro 0.102 0410 | 0325
Bii 0.262 0.524 0.417

001 (05,0.5) Bo -0.097 0.191 0.147

Bai 0.105 0.310 0.245
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Tabela 23 — Medidas de eficiéncia do estimador Bayesiano para cada pardmetro do modelo k-IG, com k = 2,
considerando diferentes fun¢des de ligacdo para .

Funcgido de Ligacdo | n (t1,72) | ParAmetros \/EQM(ﬁjk)/ﬁjk \/Var(ﬁjk) @(ﬁjk)
Bio 0.104 0.416 0.327

Bi1 0.315 0.631 0.503

100 .1 B2o -0.281 0.541 0.428

: Bai 0.305 0.879 0.705
Logito Bio 0.048 0.190 0.155
B 0.134 0.268 0214

001 @D Bo 0.116 0.230 0.184

Bai 0.126 0.377 0.302

Bio 0.110 0.441 0.357

Bii 0.303 0.604 0.484

100 | (0.5,0.5) Bao -0.252 0.478 0.393

Bai 0.243 0.693 0.574

CLoglog Bro 0.045 0.181 0.141
Bii 0.128 0.256 0.205

>001 (0:5,05) Bro -0.096 0.192 0.152

Bai 0.093 0.278 0.219

Bio 0.235 0.939 0.732

Bii 0.597 1.193 0.939

100 | ©04.0.4) B2o -0.261 0.488 0.376

Bai 0.276 0.779 0.616

Gumbel Bo 0.097 0388 | 0.305
Bii 0.256 0.513 0.407

>00 | (0.4,0.4) Bo -0.094 0.186 0.142

B2 0.106 0.313 0.244

5.2.2 Modelo Geométrico k-Deflacionado (k-DG)

Para este estudo de simulagdo, conjuntos de dados k-deflacionados foram gerados de um
modelo k&-MG com 1 < p(z;) < 1/(1 — 7, (yi, 1t(x;))) (k-DG®), atribuindo os seguintes valores
aos vetores de pardmetros: B, = (—1,1) e B, = (2, 1). Consideramos os pardmetros de precisdo

T1 € Tp iguais a 1 e as fungdes de ligacdo Logito e Gumbel.

Apresentamos nas Tabelas 24 e 25 os resultados do estudo de simulagdo para dados
0-MG e 1-MG respectivamente, na qual podemos observar que todas as medidas aproximam-se
de zero quando o tamanho do conjunto de dados aumenta. Portanto, o procedimento Bayesiano
de estimacdo torna-se mais preciso quanto maior o tamanho das amostras. Estes resultados sao
mais uma evidéncia para afirmarmos que as estimativas Bayesianas de cada parametro de B e

B, (a média a posteriori para cada pardmetro) estdo proximas dos verdadeiros valores.

8 Usaremos a sigla k-DG, do inglés k-Deflated Geometric, referindo-se a distribui¢io Geométrica k-Deflacionada.
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Tabela 24 — Medidas de eficiéncia do estimador Bayesiano para cada pardmetro do modelo k-DG, com k = 0,
considerando diferentes fun¢des de ligacdo para .

Fungdo de Ligagdo | n | (71,72) | ParAmetros \/EQM(ﬁjk)/Bjk \/Var(ﬁjk) ,@(ﬁjk)
Bio -0.275 0.272 0.217

Bi1 0.435 0.434 0.349

2001 (LD B2o 0.259 0.513 0.402

. Bai 0.979 0.973 0.757
Logito Bio -0.173 0.173 0.136
B 0.282 0.282 0.224

001 (LD Bo 0.153 0.305 0.234

Bai 0.618 0.613 0.489

Bio -0.252 0.251 0.199

Bii 0.401 0.401 0.319

2001 (LD Bo 0.239 0.476 0.367

Bo1 0.969 0.948 0.749

Gumbel Bro 0172 0.172 | 0.139
Bii 0.282 0.282 0.223

5001 (LD Bo 0.149 0.297 0.230

Bai 0.607 0.607 0.477

Tabela 25 — Medidas de eficiéncia do estimador Bayesiano para cada parametro do modelo k-DG, com k =1,

considerando diferentes funcgdes de ligacdo para ®.

Fungdo de Ligagdo | n | (71,72) | ParAmetros \/EQM(ﬁjk)/Bjk \/Var(ﬁjk) %(ﬁjk)
Bio -0.245 0.242 0.194

Bi1 0.387 0.385 0.310

2001 (LD Bao 0.241 0481 | 0382

. Ba1 1.009 0.992 0.777
Logito Bio -0.160 0.159 0.123
Bi1 0.251 0.250 0.198

500 1 (LD Bao 0.146 0.291 0.231

Ba1 0.586 0.585 0.468

Bio -0.244 0.242 0.195

P11 0.375 0.373 0.298

200 (LD B2o 0.231 0.457 0.359

Ba1 1.008 0.993 0.760

Gumbel Bio 0.166 0.166 0.132
Bi1 0.250 0.250 0.198

S00 ) (LT B2o 0.145 0.290 0.231

Ba1 0.588 0.583 0.467
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5.3 Modelo Poisson k-Modificado (k-MP)

Os estudos de simulacdo com conjunto de dados inflacionados e deflacionadados gerados

a partir de modelos k-MP podem ser vistos a seguir.

5.3.1 Modelo Poisson k-Inflacionado (k-IP)

Para este estudo de simulagado, conjuntos de dados k-inflacionados (k =0, 1 e 3) foram
gerados de um modelo --MP com 0 < p(z;)) < 1,Vi=1,...,n (k-IP?), atribuindo os seguintes
valores aos vetores de pardmetros: B, = (2,—2) e B, = (1,—5). Consideramos os parimetros
de precisdo 7 e 1, entre 0.4 e 1. Como resultado intuitivo, temos que as estimativas Bayesianas
dos vetores de parAmetros B, e B, (a média a posteriori para cada parimetro) estdo, em sua
maioria, proximas dos verdadeiros valores quando observamos os baixos valores apresentados

pelas medidas de eficiéncias (ver Tabelas 21, 22 e 23).

Ainda nas Tabelas 26, 27 e 28, apresentamos os resultados do estudo de simulagdo para
dados 0-MP, 1-MP e 3-MP respectivamente, na qual podemos observar que todas as medidas de
eficiéncia aproximam-se de zero quando o tamanho do conjunto de dados aumenta. Portanto, o
procedimento Bayesiano para a estimacdo dos parametros torna-se mais preciso quanto maior o

tamanho das amostras.

9 Usaremos a sigla k-IP, do inglés k-Inflated Poisson, referindo-se a distribui¢do Poisson k-Inflacionada.



5.3. Modelo Poisson k-Modificado (k-MP) 79

Tabela 26 — Medidas de eficiéncia do estimador Bayesiano para cada pardmetro do modelo k-IP, com k = O,
considerando diferentes fun¢des de ligacdo para .

Fungido de Ligagdo | n | (71,72) | Pardmetros \/EQM(ﬁjk)/Bjk \/Var(ﬁjk) ,@(ﬁjk)
Bio 0.071 0.143 0.110

B -0.315 0.616 0.485

100 . 0.5) B2o 0.503 0.497 0.403

. Boi -0.255 1.233 1.007
Logito Bio 0.033 0.066 0.053
B -0.137 0.272 0.223

>001 1, 05) Bo 0.213 0.212 0.170

Bai -0.111 0.544 0.437

Bio 0.062 0.122 0.096

Bii -0.268 0.535 0.423

100 | (1,0.5) Bao 0.462 0.451 0.319

Bo1 20272 1.285 0.939

CLoglog Bro 0.026 0052 | 0.042
Bii -0.120 0.239 0.189

5001 (1, 05) Bo 0.150 0.150 0.117

Bai -0.080 0.399 0.317

Bio 0.099 0.199 0.151

Bi1 -0.688 1.363 1.049

100 .0.5) B2o 0.582 0.542 0.427

B2 -0.451 2.045 1.501

Gumbel Bro 0.048 0.095 | 0.076
B -0.288 0.576 0.450

>001 1, 05) Bo 0.216 0.211 0.167

Bai -0.151 0.723 0.561
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Tabela 27 — Medidas de eficiéncia do estimador Bayesiano para cada pardmetro do modelo k-IP, com k = 1,

considerando diferentes fun¢des de ligacdo para .

Funcgido de Ligacdo | n (t1,72) | ParAmetros \/EQM(ﬁjk)/ﬁjk \/Var(ﬁjk) @(ﬁjk)
Bio 0.065 0.130 0.105

Bi1 -0.277 0.551 0.437

100 | (0.5.0.5) B2o 0.512 0.499 0.394

. Boi -0.281 1.315 1.062
Logito Bio 0.033 0.064 0.053
B -0.121 0.242 0.197

2001 (0:5,0.5) Bo 0.234 0.234 0.185

Bai -0.120 0.592 0.470

Bio 0.069 0.138 0.110

Bii -0.257 0.508 0.412

100 | (0.5,0.5) Bao 0.418 0.408 0.303

Bai -0.251 1.191 0.889

CLoglog Bro 0.029 0.057 | 0.045
Bii -0.113 0.225 0.181

5001 (05,05 Bro 0.152 0.152 0.123

Bai -0.086 0.430 0.336

Bio 0.097 0.194 0.151

Bii -0.567 1.136 0.891

100 | (0.5.0.5) B2o 0.522 0.479 0.405

Bai -0.393 1.766 1.461

Gumbel Bo 0.036 0073 | 0.058
Bii -0.246 0.492 0.390

S001 (0:5,0.5) Bo 0.198 0.191 0.159

B2 -0.132 0.627 0.526




5.3. Modelo Poisson k-Modificado (k-MP)

81

Tabela 28 — Medidas de eficiéncia do estimador Bayesiano para cada pardmetro do modelo k-IP, com k = 3,

considerando diferentes fun¢des de ligacdo para .

Funcgido de Ligacdo | n (11,72) | ParAmetros \/EQM(ﬁjk)/ﬁjk \/Var(ﬁjk) ,%’(ﬁjk)
Bio 0.066 0.133 0.105

Bi1 -0.277 0.540 0.432

100 ) (0.5, 0.5) Boo 0.529 0.521 0.414

. Boi -0.288 1.374 1.054
Logito Bio 0.033 0.065 0.053
Bii -0.123 0.246 0.195

001 (05,0.5) Bo 0.209 0.209 0.164

Bai -0.105 0.517 0.411

Bio 0.065 0.131 0.104

Bii -0.269 0.530 0.426

100 ) (0.5,05) Bo 0.416 0.406 0.317

B -0.243 1.134 0.910

CLogLog Bo 0.029 0.059 | 0.046
Bii -0.113 0.225 0.183

500 1 (0:5,05) Boo 0.155 0.154 0.127

Bai -0.093 0.451 0.368

Bio 0.085 0.169 0.135

Bi1 -0.527 1.055 0.828

100 (1.04) B2o 0.498 0.468 0.369

Bai -0.383 1.726 1.370

Gumbel Bio 0.039 0078 | 0.062
Bii -0.231 0.460 0.364

001 (1,04 Bo 0.201 0.196 0.160

Bai -0.139 0.672 0.528

5.3.2 Modelo Poisson k-Deflacionado (k-DP)

Para este estudo de simulacdo, conjuntos de dados k-deflacionados foram gerados de um

modelo k&-MP com1 < p(z;) < 1/(1 — 7, (y;, u(x:))) (k-DP'?), atribuindo os seguintes valores

aos vetores de pardmetros: B, = (—0.5,0.8) e B, = (1.5,2.5). Consideramos os parimetros de

precisdo T = T» = 0.5 e as fung¢des de ligagdo Logito e Gumbel. Como resultado, é possivel

afirmar que as estimativas Bayesianas de cada pardmetro dos vetores B, e B, (a média a

posteriori) estdo, em sua maioria, proximas dos verdadeiros valores (ver Tabelas 29 e 27).

Apresentamos nas Tabelas 29 e 27 os resultados do estudo de simulagdo para dados

0-MP e 1-MP respectivamente, na qual podemos observar que todas as medidas aproximam-se

de zero quando o tamanho do conjunto de dados aumenta. Portanto, o procedimento Bayesiano

para a estimacdo dos parametros torna-se mais preciso quanto maior o tamanho das amostras.

10" Usaremos a sigla k-DP, do inglés k-Deflated Poisson, referindo-se a distribuicdo Poisson k-Deflacionada.
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Tabela 29 — Medidas de eficiéncia do estimador Bayesiano para cada parametro do modelo k-DP, com k = 0,

considerando diferentes funcdes de ligacdo para m.

Func¢do de Ligagdo | n (1,72) | ParAmetros \/EQM(ﬁjk)/Bjk \/Var(ﬁjk) @(ﬁjk)
Bio -0.469 0.234 0.186

Bi1 0.473 0.378 0.300

2001 0.0 B2o 0.348 0.520 0.411

: Bai 0.555 1.359 1.052
Logito Bio -0.273 0.136 0.107
Bii 0.271 0.217 0.171

500 | (0.5, 05) Bo 0.196 0.294 0.232

B 0.280 0.696 0.549

Bio -0.522 0.258 0.203

Bii 0.462 0.369 0.288

200 | (0.5,05) Bro 0.377 0.563 0.425

B2 0.491 1.212 0.937

Gumbel Bro 0264 0132 | 0.105
Bii 0.277 0.222 0.177

5001 0.5,0.5) B2o 0.158 0.237 0.187

Bai 0.270 0.670 0.539

Tabela 30 — Medidas de eficiéncia do estimador Bayesiano para cada parametro do modelo k-DP, com k = 1,

considerando diferentes func¢des de ligacdo para ®.

Fungéo de Ligagdo | n (11,72) | ParAmetros \/EQM(ﬁjk)/ﬁjk \/Var(ﬁjk) %(ﬁjk)
Bio -0.293 0.146 0.117

Bii 0.292 0.233 0.188

2001 0.5,0.5) B2o 0.358 0.536 0.411

: Bai 0.521 1.290 0.992
Logito Bio -0.179 0.090 0.072
Bii 0.179 0.143 0.115

3001 0.5.0.5) B2o 0.205 0.305 0.246

Bai 0.289 0.720 0.577

Bio ~0.284 0.141 0.112

Bii 0.263 0.210 0.167

200 | (0.5,0.5) Bo 0.306 0.455 0.361

Bai 0.488 1.192 0.945

Gumbel Bio -0.184 0.092 0.072
Bii 0.168 0.134 0.106

500 | (0.5,05) Bo 0.165 0.247 0.194

B2 0.280 0.690 0.531




&3

CAPITULO

APLICACOES: MODELO k-MPS

Neste Capitulo apresentamos aplicacOes para os modelos de regressao k-MPS, conside-

rando conjuntos de dados artificiais e conjuntos de dados reais.

6.1 Dados Artificiais

Para o estudo com dados artificiais, considere as n observagdes de uma varidvel expli-
cativa X1, ditas x1,x2,...,x,. Cada observacdo x;, i = 1,2, ...,n, foi gerada de uma distribuicao
Uniforme(0,1), X; ~ U(0,1). Uma amostra de tamanho n (n = 100 e 200) foi gerada a partir
da distribuicdo k-IPS (e da distribuicao k-DPS) considerando as fungdes de ligacdo Logito,
Complemento Log-log e Gumbel (func¢des de ligacao Logito e Gumbel). As densidades a priori
consideradas para os vetores de parAmetros B, e B, foram distribui¢des Normais Multivariadas,
isto é, By ~ NMult(B1,1/(t1H})) e B, ~ NMult(B5,1/(12H>)), em que B; e H; (i = 1,2) sdo
os hiperparametros associados, respectivamente, aos vetores de médias e as matrizes covariancias,
de dimensao 2 x 2 cada (ver Apéndice A). A fim de evitar repeti¢cdes, consideramos cendrios

distintos para as distribui¢cdes PS aqui consideradas.

Considerando conjuntos de dados artificiais em diferentes cendrios, selecionamos duas
observacdes em cada conjunto para “pertubd-las”’, de maneira similar ao que foi feito em
Cancho et al. (2011). Desta forma, para tornar as observacdes influentes no conjunto de dados
consideramos trés situacdes distintas: pertubar cada ponto individual e pertubar os dois pontos
simultaneamente. A observagdo y; foi pertubada da seguinte forma: j; = y; + 0sy, em que j; € a
nova observagio (um valor inteiro obtido através da fung¢do round()), 6 é uma constante e sy € 0
desvio padriao do conjunto de observagdes y. O objetivo deste estudo € mostrar a necessidade de

modelos robustos para lidar com a presenca de pontos influentes nos conjuntos de dados.
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6.1.1 Modelo k-MB
6.1.1.1 Modelo k-IB

Considerando o modelo k-MB, os valores atribuidos para os parametros que garante a
k—inflagdo foram BT = (3,—-2), BJ = (—2,3) e m = 10. Foi considerado o ponto de modificacio
k=2.

O modelo k—MB foi ajustado ao conjunto de dados gerados e as estimativas Bayesianas
dos parametros, juntamente com os respectivos intervalos com 95% de credibilidade, sdo apre-
sentados na Tabela 31. Analisando esta Tabela, observamos que as estimativas obtidas (média e
mediana a posteriori ao considerar, respectivamente, a fungcdo de perda quadratica e a absoluta)
estdo proximas dos verdadeiros valores e todos os intervalos contém o verdadeiro valor do
parametro. Vale ressaltar que, através do critério Gelman-Rubin asseguramos a convergéncia das

cadeias pois em todas as cadeias os valores aproximaram-se de 1.

Tabela 31 — Sumadrio a posteriori e intervalos com 95% de credibilidade dos pardmetros do modelo 2—IB, com

m = 10.
Funcdo de Ligacdo | Parametro Valor Real Média Mediana Desvio Padrdo 1C(95%)
Bro 3 3644 3.642 0.373 (2.937; 4.389)
Losito Bit 2 2832  -2.827 0.484 (-3.791; -1.904)
& Bao 2 2.003  -1.994 0.415 (-2.830; -1.212)
Bor 3 2766 2.748 0.675 (1.468; 4.084)
Bro 3 3107  3.101 0.330 (2.479; 3.761)
Bi1 2 2011 -2.011 0.424 (-2.850; -1.197)
€. Log-log Bro 2 1799 -1.793 0.330 (-2.465; -1.173)
Bor 3 2644 2.636 0.461 (1.744; 3.559)
Bro 3 3516 3.502 0.573 (2.412; 4.677)
B 2 2.679  -2.669 0.722 (-4.123; -1.287)
Gumbel Boo 2 2120 -2.113 0.340 (-2.814; -1.498)
Bor 3 3313 3.293 0.605 (2.190; 4.530)

Considerando a funcdo de ligacdo Gumbel, a distribui¢do de frequéncia dos dados

gerados da distribuicao 2-IB € apresentada na Tabela 32.

Tabela 32 — Distribui¢do de frequéncia da amostra gerada do modelo 2—IB, considerando a funcio de ligagdo
Gumbel.
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A Figura 8 apresenta os gréficos de algumas caracteristicas dos dados, obtidos a partir
das estimativas Bayesianas dos parametros (considerando apenas a média a posteriori) do
modelo 2—1B ajustado. O Grafico 8 (A) apresenta as probabilidades e os intervalos com 95% de
credibilidade da ocorréncia da observacao k = 2 e notamos que conforme a covaridvel X; aumenta

as probabilidades diminuem. Notamos ainda que as probabilidades estimadas da observagao k = 2
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estdo proximas das verdadeiras. No Gréfico 8 (B) temos os valores verdadeiros, as estimativas
Bayesianas de p e os seus respectivos intervalos com 95% de credibilidade. Observamos que
para todo valor da covaridvel X;, o conjunto de dados foi caracterizado como 2—Inflacionado.
No Griéfico 8 (C) apresentamos as médias verdadeiras, as médias ajustadas e os intervalos com
95% de credibilidade. Podemos observar uma concordancia entre as curvas (a verdadeira e a

ajustada).
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Figura 8 — Gréficos de algumas caracteristicas do modelo Bayesiano 2—IB ajustado, considerando a fungdo de
ligacdo Gumbel. (A) Estimativas da probabilidade de k. (B) Estimativas do parametro p. (C) Médias
reais e ajustadas em fun¢do da covaridvel X.

Fonte: Elaborada pelo autor.

Ainda sobre os dados referentes a Tabela 32, temos uma amostra Binomial 2-Inflacionada,
cuja média amostral corresponde a 3.420, a mediana € 2.000 e desvio padrdo s, = 2.709. Para
a realizagdo de um estudo de pontos influentes, consideramos 6 = —0.8 e selecionamos as
observacdes das posigdes 2 e 15 para pertubd-las, ou seja, yo = 2 e y15 = 2. As estimativas
Bayesianas dos parametros foram obtidas considerando os casos ja descritos (cada observacao

pertubada individualmente e as duas observagdes pertubadas simultaneamente). A Tabela 33
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apresenta os valores para cada f3;;,i = 1,2 e j =0, 1. Podemos observar nesta Tabela que o caso a
¢ referente a andlise Bayesiana original; os casos b e ¢ referem-se as pertubacdes individuais das
observacdes y, € y;s, respectivamente; ja o caso d € referente a pertubacdo das duas observacoes
conjuntamente. Observamos que, ao pertubar os pontos nos casos descritos acima, ocorreram
impactos que resultaram em aumento ou reducdo das estimativas (a maioria deles com diferencas
significativas). A Figura 9 apresenta as nuvens de pontos para os casos a—d considerados neste

estudo.

Tabela 33 — Sumdrio a posteriori dos pardmetros do modelo 2—IB, considerando diferentes casos de pertubagdo.

) . Bio B Bro B
Caso | Pertubacio o —icdiana — SD | Média Mediana  SD | Média Mediana  SD | Média  Mediana  SD
a = 3516 3502 0573 | 2619 2669 0722 | 2120 2.113 0340 | 3313 3293 _ 0.605
b [y2] 0474 0472 0328 | 1.201 1207 0464 | -1.523  -1.523 0226 | 2349 2348 0422
c is] 0.681 0678 0361 | 0.882 0885 0507 | -1.689  -1.684 0255 | 2.644 2628 0472
d Dayis] | 0389  -0384 0285 | 2327 2326 0422 | -1349  -1345 0214 | 2096 2091  0.409
a b
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Figura 9 — Plotagem das nunvens de pontos nos diferentes casos de pertubacdo, considerando o modelo 2—IB
ajustado.

Para avaliarmos a existéncia de ponto(s) influente(s), consideramos o valor da distancia

KL e a sua calibragio p; para cada caso e os resultados sdo apresentados na Tabela 34. E possivel
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notar que antes da pertubagdo (caso a) os valores da distancia KL das observacdes y, € y;5 eram

baixos, e eles aumentaram de forma expressiva quando pertubados. Além disso, a calibragdo p;

de cada observacao era proxima de 0.5 e, apds as pertubagdes nos diferentes casos, os valores

desta medida aproximaram-se de 1, levando-nos a concluir que estas observagdes pertubadas

sdo pontos influentes, ja que neste trabalho consideramos p; > 0.950 como indicativo de ponto

influente. Portanto, o procedimento adotado conseguiu de fato identificar os pontos discrepantes.

Tabela 34 — Distancia KL e a sua calibra¢@o p; para as observagdes pertubadas nos diferentes casos, considerando o
modelo 2—IB ajustado.

~ KL Pi
Caso | Pertubagdo |0 = T 0T yis]
a [-=] 0.000 0.000 | 0.502 0.506
b [v2] 3.118 - 0.999 —
C [v15] — 2.734 — 0.999
d [v2,y15] 1.286 0.902 | 0.980 0.957

A Figura 10 ilustra a distancia KL considerando os pontos de pertubacgdo identificados
nos casos a — d.
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Figura 10 — Distancia KL(7, 7 _;)) para os diferentes casos de pertubagdo, considerando o modelo 2—IB ajustado.
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6.1.1.2 Modelo k-DB

Ainda considerando o modelo k-MB, os valores atribuidos para os parametros que
garantem a k—deflagdo foram B] = (—2,-2), B = (2,3) e m = 10. Aqui foi considerado o

ponto de modificagdo k = 0.

Novamente, o modelo k—MB foi ajustado ao conjunto de dados gerados e as estimativas
Bayesianas e seus respectivos intervalos com 95% de credibilidade, sdo apresentados na Tabela
35. Nesta Tabela, observamos que as estimativas obtidas (média e mediana a posteriori) também
estdo proximas dos verdadeiros valores e os intervalos contém o verdadeiro valor do parametro.
Através do critério Gelman-Rubin asseguramos a convergéncia das cadeias pois, novamente, em

todas as cadeias esses valores aproximaram-se de 1.

Tabela 35 — Sumadrio a posteriori e intervalos com 95% de credibilidade dos pardmetros do modelo 0—DB, com

m = 10.
Funcdo de Ligacdo | ParAmetro Valor Real Média Mediana Desvio Padrio I1C(95%)
Bio -2 -1.938  -1.936 0.152 (-2.238; -1.647)
Logito P11 2 -2.200  -2.201 0.364 (-2.916; -1.496)
& Bao 2 1.826 1.821 0.431 (1.001; 2.694)
Boi 3 3.489 3.413 1.238 (1.219; 6.064)
Bio 2 -2.121  -2.120 0.164 (-2.444; -1.805)
P11 2 -1.769  -1.771 0.348 (-2.431; -1.085
Gumbel Bo 2 2138  2.113 0.459 (1.283; 3.096)
Boi 3 3.198 3.175 1.212 (0.953; 5.623)

Assim como no caso anterior, também consideramos a fungdo de ligacio Gumbel e a

distribuicdo de frequéncia da amostra 0-DB € apresentada na Tabela 36.

Tabela 36 — Distribui¢do de frequéncia da amostra gerada do modelo 0—DB, considerando a func¢do de ligacao
Gumbel.
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Os gréaficos com algumas caracteristicas dos dados gerados (Tabela 36), obtidos a partir
das estimativas Bayesianas (média a posteriori) dos parametros do modelo 0-DB sdo apresen-
tados na Figura 11. O Gréfico 11 (A) apresenta as probabilidades e os intervalos com 95%
de credibilidade da ocorréncia da observacdo k = 0 e notamos que conforme a covariavel X
aumenta as probabilidades diminuem e que as probabilidades estimadas da observacdo k =0
também estdo proximas das verdadeiras. Ja no Grafico 11 (B) temos os valores verdadeiros, as
estimativas Bayesianas e os intervalos com 95% de credibilidade do parametro p. Ressaltamos
que o conjunto de dados foi caracterizado como 0-Deflacionado, uma vez que para todo valor da
covaridavel X, as estimativas Bayesianas e respectivos intervalos de credibilidade estdao abaixo

de 1. O Gréfico 11 (C) apresenta as médias verdadeiras, as médias ajustadas e os intervalos
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com 95% de credibilidade. Percebemos novamente a concordincia entre as curvas verdadeira e

ajustada.
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Figura 11 — Gréficos de algumas caracteristicas do modelo Bayesiano 0—DB ajustado, considerando a funcio de
ligacdo Gumbel. (A) Estimativas da probabilidade de k. (B) Estimativas do pardmetro p. (C) Médias
reais e ajustadas em funcdo da covaridvel X .

Fonte: Elaborada pelo autor.

Nos dados referentes a Tabela 36, temos uma amostra Binomial 0-Deflacionada com

média amostral de 1.210, a mediana € 1.000 e desvio padrao s, = 0.536. Para a realizagio do

estudo de pontos influentes, consideramos 6 = 14 e selecionamos as observagdes das posi¢des

199 e 200 para pertubé-las, isto €, yj99 = 2 € y200 = 1. As estimativas Bayesianas dos parametros

foram obtidas considerando os casos que ja descrevemos anteriormente. Na Tabela 37 sao

apresentados os valores para os 3 j, i = 1,2 e j =0, 1. Novamente, o caso a refere-se a andlise

Bayesiana original; os casos b e ¢ referem-se as pertubacdes individuais das observacdes yj99 €

y200; € 0 caso d é referente a pertubacdo das duas observagdes simultaneamente. Ressaltamos

que, os pontos de pertubacgado resultaram em impactos de redu¢ao ou aumento nas estimativas
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Bayesianas e, em alguns desses casos, essa diferenca foi significativa. A Figura 12 apresenta as

nuvens de pontos nos casos a — d considerados.

Tabela 37 — Sumdrio a posteriori dos parAmetros do modelo 0—DB, considerando diferentes casos de pertubagao.

= Bio B B0 B
Caso | Pertubagio |~V diana  SD | Média Mediana  SD | Média Mediana  SD | Média Mediana  SD
a - 2121 2120 0.164 | -1.769  -1.771 0348 | 2.138 _ 2.113 0459 | 3.198  3.175 1212
b [199] 2380 -2374  0.170 | -0.786  -0.784 0305 | 2.149 2139 0458 | 3.193  3.154 1239
c [y200] 2385 2382 0.169 | -0.778  -0.777 0308 | 2.149 2139 0458 | 3.193  3.154 1239
d | ige,ya00] | 2608  2.605  0.176 | -0.067 0070 0290 | 2.149  2.139 0458 | 3.193  3.154  1.239
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Figura 12 — Plotagem das nunvens de pontos nos diferentes casos de pertubacdo, considerando o modelo 0—DB

ajustado.

Considerando novamente o valor da distancia KL e a sua calibragdo p; para cada um

dos casos, podemos avaliar a existéncia de ponto(s) influente(s) na Tabela 38. Notamos que,

antes da pertubacdo (caso a) os valores da distancia KL nos pontos yj99 € y200 eram 0.023 e

0.000, respectivamente, e eles aumentaram de forma expressiva quando pertubados. Além disso,

a calibrac@o p; para as observacdes eram proximas de 0.5 e apds as pertubagdes (casos b—d) os

valores desta medida aproximam-se de 1, o que é um indicativo de que esses pontos pertubados

podem ser considerados como influentes.
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Tabela 38 — Distancia KL e a sua calibra¢do p; para as observacdes pertubadas nos diferentes casos, considerando o

modelo 0—DB ajustado.

~ KL pi
Caso | Pertubagdo [y199] [y200] | [y199] [y200]
a [-] 0.023 0.000 | 0.606 0.512
b [y199] 1.349 - 0.983 -
c [v200] - 1.105 - 0972
d [y199,y200] | 0.992 0.783 | 0.964 0.945

A Figura 13 ilustra a distancia KL considerando os pontos de pertubacgado identificados

nos casos a — d.
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Figura 13 — Distancia KL(7, 7 _;)) para os diferentes casos de pertubaco, considerando o modelo 0—DB ajustado.

6.1.2 Modelo k-MG

6.1.2.1 Modelo k-1G

Considerando o modelo k-MG, os valores atribuidos para os parametros que garantem a

k—inflagdo foram B]

= (4,2) e B = (—2,3). Foi considerado o ponto de modificagio k = 0.
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O modelo k—MG foi ajustado ao conjunto de dados gerados e as estimativas Bayesianas
Jjuntamente com os respectivos intervalos com 95% de credibilidade sdo apresentados na Tabela
39. Observamos que as estimativas obtidas (média e mediana a posteriori quando consideramos,
respectivamente a func¢do de perda quadrética e absoluta) estdo proximas dos verdadeiros valores
e os respectivos intervalos contém o verdadeiro valor do parametro. Novamente, convergéncia

das cadeias foi assegurado através do critério Gelman-Rubin, cujos valores aproximaram-se de 1.

Tabela 39 — Sumdrio a posteriori e intervalos com 95% de credibilidade dos parametros do modelo 0—IG.

Funcdo de Ligacdo | Parametro Valor Real Média Mediana Desvio Padrdo 1C(95%)

Bio 4 3.685 3.680 0.282 (3.153; 4.248)

Logito B 2 2.583 2.583 0.397 (1.786; 3.353)
Boo 2 -1.944 -1.942 0.336 (-2.614; -1.294)

Ba1 3 3.102 3.095 0.561 (2.017; 4.238)

Bio 4 4.199 4.193 0.279 (3.664; 4.766)

B 2 1.780 1.784 0.415 (0.957;2.584)

C. Log-log Bro 2 2178 -2.167 0.340 (-2.884: -1.551)
Ba1 3 3.638 3.620 0.572 (2.536; 4.814)

Bio 4 4.283 4.269 0.634 (3.084; 5.573)

B 2 1.869 1.885 0.758 (0.349; 3.304)

Gumbel Bro 2 2277 -2.267 0.342 (-2.960; -1.635)
Bo1 3 3.452 3.438 0.563 (2.402; 4.600)

Ao considerar a fun¢do de ligacao Logito, a distribui¢do de frequéncias da amostra

gerada do modelo 0—IG € apresentada na Tabela 40.

Tabela 40 — Distribui¢do de frequéncia da amostra gerada do modelo 0—IG, considerando a fun¢do de ligacao

Logito.
yi 0 1 5 6 14 15 16 40 45 50 72 73 80 84 96 >109
fi 8 211 1 2 1 1 1 1 1 1 1 1 1 26

A Figura 14 apresenta os grificos de algumas caracteristicas dos dados (Tabela 40),
obtidos a partir das estimativas Bayesianas dos pardmetros (considerando apenas a média a
posteriori) do modelo k—IG. O Grifico 14 (A) contém as probabilidades e os intervalos com 95%
de credibilidade da ocorréncia da observagao k = 0 e € possivel ver que, conforme a covaridvel
X1 aumenta as probabilidades diminuem. Além disso, podemos notar que as probabilidades
estimadas da observagdo k = 0 estdo proximas das verdadeiras. J4 no Grafico 14 (B) temos os
valores verdadeiros, as estimativas Bayesianas e os intervalos com 95% de credibilidade do
parametro p. Notamos que, para todo valor da covaridvel X1, o conjunto de dados foi caracterizado
como O—Inflacionado. O Griéfico 14 (C) apresenta as médias verdadeiras, as médias ajustadas e
os intervalos com 95% de credibilidade, o qual apresentou um bom ajuste para os dados, dada a

concordincia entre as curvas.
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Figura 14 — Gréficos de algumas caracteristicas do modelo Bayesiano 0—IG ajustado, considerando a fungado de
ligacdo Logito. (A) Estimativas da probabilidade de k. (B) Estimativas do parametro p. (C) Médias
reais e ajustadas em funcdo da covaridvel X .

Fonte: Elaborada pelo autor.

Ainda considerando os dados referentes a Tabela 40, temos que média amostral é 110.650,
mediana igual a 0.000 e desvio padrdo Sy = 296.015. Para realizarmos um estudo de pontos
influentes, foi considerado 6 = 7 e selecionamos as observacdes nas posigoes 5 e 88 para pertuba-
las, isto €, y5 = 118 e ygg = 2513. Assim, as estimativas Bayesianas dos parametros considerando
os diferentes casos de pertubacgdo (pertubando cada observacao individualmente e com as duas
observacgdes sendo pertubadas de forma simultanea) foram obtidas. As estimativas para cada
Bij,i=1,2e j=0,1 sdo apresentadas na Tabela 41. Podemos observar que o caso a refere-se a
andlise Bayesiana original, enquanto os casos b e ¢ sdo referentes as pertubacdes que ocorreram
de forma individual nas observacdes y5 € ysg; ja o caso d € referente a pertubagdo simultanea das
observagdes. Observamos que esses casos de pertubacdo influenciaram em aumento ou reducao
nessas estimativas (alguns deles com variacdes significativas). A Figura 15 mostra as nuvens de

pontos nos casos a — d.
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Tabela 41 — Sumadrio a posteriori dos parametros do modelo 0—IG, considerando diferentes casos de pertubacgdo.

- Bio B B B
Caso | Pertubacio |~y — N qiana  SD | Média Mediana  SD | Média Mediana  SD | Média Mediana _ SD
a [-] 3.685 3.680 0.282 2.583 2.583 0.397 | -1.944 -1.942 0.336 3.102 3.095 0.561
b [ys] 5.546 5.538 0.239 0.303 0.311 0.328 | -1.935 -1.933 0.342 3.087 3.081 0.568
c [vss] 3.555 3.548 0.273 2.949 2.956 0.385 | -1.935 -1.933 0.342 3.087 3.081 0.568
d [vs, s8] 5.478 5.472 0.233 0.611 0.611 0.321 -1.935 -1.933 0.342 3.087 3.081 0.568
a b
(=] (=]
o o
g g
o o
g g
o o
* *
> o > g *
2 21 5
o~ o™
53 S
=l - * S = *
* ¥ N £ oo F5
o | ok o ko ok obEme * ggﬁ% o | e Pk rcmon comiho#E e B * gfﬁ%ﬂe
| 1 1 | I 1 | 1 | | 1 |
0.0 0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 06 0.8 1.0
X1 X1
c d
~ .
D 88 = 88
o o
= g
o o
o _| o
= 8
> o - o L 3
2 S 5
o™ o~
3 38
S - * S = *
* K e B ok g 25 K g
o | Sk o somionE ook ol R gff%ﬂe o | e sk roromen xomi W oo o BT we gﬁf%ﬂe
| 1 1 | I 1 | 1 | | 1 |

0.0 0.2

0.4

0.6

X1

0.8

1.0

0.0

0.2

0.4

X1

0.6

0.8

1.0

Figura 15 — Plotagem das nunvens de pontos nos diferentes casos de pertubacgao, considerando o modelo 0—IG

ajustado.

Para avaliarmos a existéncia de ponto(s) influente(s), consideramos o valor da distancia

KL e a sua calibracdo p; para os casos descritos acima e os resultados estdo na Tabela 42.

Podemos notar que no caso a (antes da pertubacdo) os valores da distancia KL nas observacdes

Y5 € ygg eram baixos e eles aumentaram significativamente quando pertubados. Além disso, a

calibrag@o p; que a principio era no maximo 0.852 nas observagdes, aproximando-se de 1 apos

os casos de pertubagado (casos b—d), indicando que esses pontos pertubados sdo influentes, dado

que consideramos p; > 0.950 como indicativo de ponto influente. Logo, podemos concluir que o

procedimento conseguiu identificar os pontos discrepantes.
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Tabela 42 — Distancia KL e a sua calibra¢do p; para as observacdes pertubadas nos diferentes casos, considerando o
modelo 0—IG ajustado.

~ KL pi
Caso | Pertubagdo ™ ™ O] Des]
a -] 0.116 0.341 | 0.728 0.852
b [ys] 2.038 - 0.996 -
c [vss] - 1.036 | -  0.967
d Vs, y88] 2.253 1.174 | 0.997 0.976

A Figura 16 ilustra a distancia KL considerando os pontos de pertubacgdo identificados

nos casos a — d.
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Figura 16 — Distancia KL(7, 7_;) para os diferentes casos de pertubagdo, considerando o modelo 0—IG ajustado.

6.1.2.2 Modelo k-DG

Ainda considerando o modelo k-MG, os valores atribuidos para os parametros que
garante a k—deflagdo foram B] = (—1,1) e B = (2,1). Foi considerado o ponto de modificacio
k=0.
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O modelo k—MG Bayesiano foi ajustado ao conjunto de dados gerados e as estimativas
Bayesianas e os intervalos com 95% de credibilidade sdo apresentados na Tabela 43. As estimati-
vas obtidas (média e mediana a posteriori) estdo proximas dos verdadeiros valores e os intervalos
contém o verdadeiro valor do pardmetro. Através do critério Gelman-Rubin asseguramos a

convergéncia das cadeias com valores aproximando-se de 1.

Tabela 43 — Sumdrio a posteriori e intervalos com 95% de credibilidade dos parametros do modelo 0—DG.

Fung¢do de Ligacdo | Pardmetro Valor Real Média Mediana Desvio Padrdo IC(95%)
Bio -1 -0.930  -0.930 0.182 (-1.288; -0.573)
Logito B 1 0.964 0.968 0.298 (0.373; 1.534)
Bao 2 1.973 1.968 0.337 (1.309; 2.647)
Boi 1 1.433 1.424 0.705 (0.074; 2.824)
Bio -1 -1.119  -1.117 0.193 (-1.501; -0.752)
P11 1 1.410 1.406 0.299 (0.830; 2.009)
Gumbel Bo 2 1739 1735 0.271 (1.216; 2.289)
Boi 1 1.165 1.161 0.553 (0.075; 2.254)

Considerando a fung¢ao de ligacdo Logito, a distribuicao de frequéncia dos dados gerado

do modelo 0-DG ¢é apresentada na Tabela 44:

Tabela 44 — Distribui¢do de frequéncia da amostra gerada do modelo 0—DG, considerando a fun¢ado de ligacao
Logito.

v 0 1 2 3 4 5
14 112 43 17 11 2

6
1

Na Figura 17 apresentamos os graficos com algumas caracteristicas dos dados, obtidos

a partir das estimativas Bayesianas dos parametros do modelo k—DG (considerando apenas a
média a posteriori). O Grafico 17 (A) contém as probabilidades e os intervalos com 95% de
credibilidade da ocorréncia da observaciao k = 0 e vemos que conforme a covaridvel X; aumenta
as probabilidades diminuem. Vemos também que as probabilidades estimadas da observacao
= 0 estdo préximas das verdadeiras. No Gréfico 17 (B) temos os valores verdadeiros, as
estimativas Bayesianas e os intervalos com 95% de credibilidade do parametro p. Observe que
para todo valor da covaridvel X;, o conjunto de dados foi caracterizado como O—Inflacionado. Ja
o Griéfico 17 (C) apresenta as médias verdadeiras, as médias ajustadas e os intervalos com 95%

de credibilidade, e podemos notar uma boa concordancia das curvas.
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Figura 17 — Gréficos de algumas caracteristicas do modelo Bayesiano 0—DG ajustado, considerando a fungéo de
ligacdo Logito. (A) Estimativas da probabilidade de k. (B) Estimativas do parametro p. (C) Médias

reais e ajustadas em fun¢ao da covaridvel Xj.

Fonte: Elaborada pelo autor.

Considerando o conjunto de dados da Tabela 44, temos que a média amostral € 1.545,

a mediana igual a 1.000 e desvio padrdo S, = 1.055. Novamente, para realizar um estudo de

pontos influentes, consideramos & = 15 e selecionamos as observagdes das posi¢cdes 9 e 22

para pertubd-las, ou seja, as observagdes yg = 2 e y»» = 3. Dados os casos de pertubacgdo ja

descritos, a Tabela 45 apresenta as estimativas Bayesianas para cada pardmetro 3 j, i =1,2 ¢

j=0,1. O caso a é referente a andlise Bayesiana original, enquanto os casos b e ¢ referem-se

as pertubacgdes individuais das observagdes yg € y2;, respectivamente; ja o caso d € referente a

pertubacdo simultanea das duas observacdes. Vemos que os casos b — d de pertubacdo resultaram

em impactos na redu¢@o ou aumento das estimativas, sendo alguns com diferencas significativas.

A Figura 18 apresenta as nuvens de pontos nos casos a — d.
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Tabela 45 — Sumadrio a posteriori dos pardmetros do modelo 0—DG, considerando diferentes casos de pertubacgdo.

- ﬁl() Bll ﬁZ() ﬁ21
Caso | Pertubacio |~ —Niediana  SD | Média Mediana  SD | Média Mediana _ SD | Média Mediana _ SD
a [-] -0.930 -0.930 0.182 0.964 0.968 0.298 1.973 1.968 0.337 1.433 1.424 0.705
b [yo] -0.391 -0.393 0.158 0.197 0.202 0.268 1.985 1.975 0.349 1.411 1.407 0.727
c [y22] -0.432 -0.430 0.160 | 0.279 0.279 0.269 1.985 1.975 0.349 1.411 1.407 0.727
d [y9,¥22] -0.391 -0.393 0.158 0.197 0.202 0.268 1.985 1.975 0.349 1.411 1.407 0.727
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Figura 18 — Plotagem das nunvens de pontos nos diferentes casos de pertubacdo, considerando o modelo 0—DB
ajustado.

Para avaliarmos a existéncia de ponto(s) influente(s), consideramos novamente o valor

da distancia KL e a sua calibrag@o p; para os diferentes casos de pertubacdo. Os resultados deste

estudo sdo apresentados na Tabela 46. Notamos que antes da pertubacgdo (caso a) a distancia

KL era aproximadamente 0 nos pontos y; € yis, € os valores dessa medida aumentaram apds os

casos de pertubagdo. Além disso, antes da pertubacdo a calibrag¢@o p; era préxima a 0.5 em cada

um desses pontos e nos casos casos b — d os valores dessa medida aproximaram-se de 1 (aqui

consideramos pontos influentes aqueles cujo p; > 0.950). Dessa forma, concluimos que nestes

casos os pontos pertubados foram considerados pontos influentes. Portanto, o método adotado

conseguiu mais uma vez identificar os pontos discrepantes.
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Tabela 46 — Distancia KL e a sua calibra¢do p; para as observacdes pertubadas nos diferentes casos, considerando o
modelo 0—DG ajustado.

~ KL pi
Caso | Pertubagao [yol  [y22] | [yol  [y22]
a [=] 0.003 0.015 | 0.540 0.585
b [yo] 1.088 - 0.971 -
c [v22] - 1.072| - 0970
d | Doyl |1.088 1005|0971 0965

A Figura 19 apresenta a distancia KL considerando os casos a — d e pontos de pertubacio

identificados.
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Figura 19 — Distancia KL(7, 7 _;)) para os diferentes casos de pertubag@o, considerando o modelo 0—DG ajustado.



100 Capitulo 6. Aplicacdes: Modelo k-MPS

6.1.3 Modelo k-MP
6.1.3.1 Modelo k-IP

Para o estudo com o modelo k-MP, os valores atribuidos aos parametros que garantem a

k—inflagdo foram B = (2,—2) e B = (1,—5). Foi considerado o ponto de modificagdo k = 1.

O modelo k—MP foi ajustado ao conjunto de dados gerados e as estimativas Bayesianas
dos parametros, juntamente com os respectivos intervalos com 95% de credibilidade, sdo apre-
sentados na Tabela 47. Vale observar que as estimativas Bayesianas obtidas através da média e
mediana a posteriori (considerando a fun¢do de perda quadrética e a absoluta, respectivamente)
estdo proximas dos verdadeiros valores e os intervalos de credibilidade contém os verdadeiros
valores dos parametros. Ressaltamos que, através do critério Gelman-Rubin asseguramos a

convergéncia das cadeias, pois em todas elas os valores aproximaram-se de 1.

Tabela 47 — Sumdrio a posteriori e intervalos com 95% de credibilidade dos parametros do modelo 1—IP.

Funcdo de Ligacdo | ParAmetro Valor Real Média Mediana Desvio Padrio IC(95%)
Bio 2 2101 2.104 0.154 (1.793; 2.394)
Logito Bii 2 2425 2412 0.606 (-3.620; -1.260)
Bo 1 1.055  1.036 0.487 (0.144; 2.027)
Boi 5 5495  -5.414 1.274 (-8.204; -3.198)
Bro 2 2074 2.076 0.103 (1.870; 2.272)
Bi1 2 1936 -1.939 0.455 (-2.830; -1.064)
C. Log-log Bro 1 1.027 1030 0.288 (0.449; 1.578)
Boi 5 5.091  -5.052 0.860 (-6.854; -3.478)
Bro 2 1871 1875 0.166 (1.540; 2.185)
" 2 1492 -1.473 0.991 (-3.461; 0.413)
Gumbel gzo 1 1063 1.045 0.387 (0.367; 1.876)
B> 5 5101 -5.024 1.240 (-7.656; -2.899)

Considerando neste caso a funcado de ligacdo Complemento Log-log, a distribui¢do de

frequéncia dos dados gerados do modelo 1—IP € apresentada na Tabela 48.

Tabela 48 — Distribui¢do de frequéncia da amostra gerada do modelo 1—IP, considerando a fun¢do de ligacdo
Complemento Log-log.
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A Figura 20 apresenta os graficos com algumas caracteristicas da amostra, obtidas a
partir das estimativas dos pardmetros (considerando apenas a média a posteriori) do modelo
k—IP ajustado. O grafico 20 (A) apresenta as probabilidades e os intervalos com 95% de
credibilidade da ocorréncia da observacdao k = 1 e notamos que conforme a covaridvel X
aumenta as probabilidades também aumentam. Observe que as probabilidades estimadas da
observacdo k = 1 estdo préximas das verdadeiras. No grafico 20 (B) temos os valores verdadeiros,

as estimativas Bayesianas de p e os respectivos intervalos com 95% de credibilidade. Observe
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que para todo valor da covaridvel X, o conjunto de dados foi caracterizado como 1—Inflacionado.

J4 o gréfico 20 (C) apresenta as médias verdadeiras, as médias ajustadas e os intervalos com

95% de credibilidade, o qual apresentou um bom ajuste do modelo aos dados.
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Figura 20 — Gréficos de algumas caracteristicas do modelo Bayesiano 1—IP ajustado, considerando a fun¢do de

ligacdo Complemento Log-log. (A) Estimativas da probabilidade de k. (B) Estimativas do parametro p.
(C) Médias reais e ajustadas em fungdo da covaridvel Xj.

Considerando ainda os dados apresentados na Tabela 48, temos uma amostra 1-IP
com média amostral de 2.590, a mediana € 1.000 e desvio padrdo s, = 2.753. Para o estudo
de pontos influentes, selecionamos as observacdes 44 e 85 para pertubé-las, isto é yiy =5 e
ygs = 2, e consideramos & = 5. A Tabela 49 apresenta as estimativas Bayesianas para cada
Bij,i=1,2e j=0,1, considerando os casos ja descritos (pertubando cada observagdo de
forma individual e as duas observacao sendo pertubadas simultaneamente). Observamos que
o caso a ¢ referente a andlise Bayesiana original; ja os casos b e ¢ referem-se as pertubagdes
individuais das observacoes y44 € ygs, respectivamente; e o caso d € referente a pertubacao nas
duas observagdes simultaneamente. Ressaltamos que, ao pertubar as observacdes nos casos
descritos acima, ocorreram impactos de aumento ou reducdo das estimativas. A Figura 21 mostra

as nuvens de pontos nos casos a — d.
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Tabela 49 — Sumadrio a posteriori dos pardmetros do modelo 1—IP, considerando diferentes casos de pertubacgao.

- Bio Bii Bo B
Caso | Pertubagio | — i qiana  SD | Média Mediana  SD | Média Mediana  SD | Média Mediana  SD
a ] 2074 2076 0103 | -1.936 _ -1.939 0455 | 1.027 1030 0288 | -5.091  -5.052 _ 0.860
b [yas] 2037 2038 0102 | -1266  -1261 0415 | 1.020  1.025 0288 | -5.084  -5.063  0.863
c [vss] 1.888  1.888  0.105 | -0473 0467 0375 | 1.020  1.025 0288 | -5.084  -5.063  0.863
d [yas,yss] | 1.875  1.875  0.103 | -0.083  -0.072 0346 | 1.020  1.025 0288 | -5.084  -5063  0.863
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Figura 21 — Plotagem das nunvens de pontos nos diferentes casos de pertubacdo, considerando o modelo 1—IP
ajustado.

Para avaliarmos a existéncia de ponto(s) influente(s), consideramos novamente o valor

da distancia KL e a sua calibragc@o p; para cada um dos casos descritos acima e os resultados sdo

apresentados na Tabela 50. Novamente, notamos que antes da pertubacdo (caso a) os valores da

distancia KL nas observacdes y44 € yg5 eram baixos e eles aumentaram expressivamente quando

pertubados. Além disso, os valores da calibragdo p; nos casos b — d de pertuba¢do aproximam-se

de 1, indicando que estes sdo considerados pontos influentes (consideramos p; > 0.950 como

indicativo de ponto influente). Portanto, que o procedimento utilizado conseguiu identificar os

pontos discrepantes.
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Tabela 50 — Distancia KL e a sua calibra¢do p; para as observacdes pertubadas nos diferentes casos, considerando o

modelo 1—IP ajustado.

~ KL pi
Caso | Pertubagdo [vas]  [yssl | [vasal  [yssl
a [=] 0.039 0.136 | 0.637 0.744
b [vasl | 1949 - [0995 -
c [vss] - 5181 | - 1.000
d [Va4,y85] | 0.939 3.366 | 0.960 1.000

A Figura 22 ilustra a distancia KL considerando os pontos de pertubacgdo identificados

nos casos a — d.
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Figura 22 — Distancia KL(7, 77_;)) para os diferentes casos de pertubagdo, considerando o modelo 1—IP ajustado.

6.1.3.2 Modelo k-DP

Novamente, considerando o modelo k-MP, os valores atribuidos para os pardmetros que

garantem a k—deflagdo foram B = (—0.5,0.8) e B = (1.5,2,5). Foi considerado o ponto de

modificacdo k = 1.
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O modelo k—MP foi ajustado ao conjunto de dados gerados e as estimativas Bayesianas
dos parametros juntamente com os respectivos intervalos com 95% de credibilidade sao apre-
sentados na Tabela 51. Podemos notar que as estimativas Bayesianas obtidas (média e mediana
a posteriori ao considerar as fungdes de perda quadratica e Bayesiana, respectivamente) estao
proximas dos verdadeiros valores, além dos intervalos de credibilidades conter os respectivos
valores verdadeiros dos pardmetros. Assim como em todos 0s casos anteriores, convergéncia
das cadeias foi assegurada pelo critério Gelman-Rubin dado que em todas as cadeias os valores

aproximaram-se de 1.

Tabela 51 — Sumédrio a posteriori e intervalos com 95% de credibilidade dos parametros do modelo 1—-DP.

Fung¢do de Ligacdo | Pardmetro Valor Real Média Mediana Desvio Padrao IC(95%)
Bio -0.5 -0.510  -0.507 0.144 (-0.800; -0.233)
Logito B 0.8 0.770 0.768 0.227 (0.328; 1.225)
Bao 1.5 1.831 1.819 0.490 (0.918; 2.836)
Ba1 2.5 2.466 2.422 1.160 (0.302; 4.841)
Bio -0.5 -0.396  -0.393 0.142 (-0.683; -0.128)
B 0.8 0.668 0.667 0.217 (0.249; 1.096)
Gumbel Bo 1.5 1405 1.394 0.377 (0.700; 2.184)
Bo1 2.5 2211 2.190 0.864 (0.567; 3.970)

Considerando a funcdo de ligacdo Logito, a distribuicao de frequéncia dos dados gerados

do modelo 1—DP pode ser vista na Tabela 52.

Tabela 52 — Distribui¢do de frequéncia da amostra gerada do modelo 1—DP, considerando a funcdo de ligacao
Logito.

vi 0 1 2 3 4
2

5
fi 119 12 51 14 2

Na Figura 23 temos os graficos com algumas caracteristicas dos dados, obtidos a partir
das estimativas Bayesianas dos pardmetros (considerando apenas a média a posteriori) do
modelo 1—DP ajustado. O Gréfico 23 (A) apresenta as probabilidades e os intervalos com
95% de credibilidade da ocorréncia da observacao k = 1 e notamos que conforme a covaridvel
X1 aumenta as probabilidades diminuem. Notemos também que probabilidades estimadas da
observagdo k = 1 sdo préximas das verdadeiras. J4 o Gréfico 23 (B) mostra os valores verdadeiros,
as estimativas Bayesianas de p e os intervalos com 95% de credibilidade. Observe que, para todo
valor da covaridvel X1, o conjunto de dados foi caracterizado como 1—Deflacionado. Finalmente,
o Griéfico 23 (C) contém as médias verdadeiras, as médias ajustadas e os intervalos com 95% de
credibilidade, o qual apresentou um bom ajuste do modelo aos dados, dada a concordancia entre

as curvas (a verdadeira e a ajustada).
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Figura 23 — Gréficos de algumas caracteristicas do modelo Bayesiano 1 —DP ajustado, considerando a fungdo de
ligacdo Logito. (A) Estimativas da probabilidade de k. (B) Estimativas do parametro p. (C) Médias

reais e ajustadas em fun¢ao da covaridvel Xj.

Ainda considerando os dados referentes a Tabela 52, temos uma amostra 1-DP com

média de 0.870, mediana igual a 0.000 e desvio padrdo s, = 1.170. Selecionamos as observagdes

das posigoes 19 e 42, isto €, yjg = 2 e yqp = 3 para pertubacdo e consideramos 6 = 12. As

estimativas Bayesianas de cada pardmetro f3; j, i = 1,2 e j = 0,1 foram obtidas considerando os

casos anteriormente descritos (pertubando cada observacao de forma individual e pertubando

as duas observagdes simultaneamente) e os resultados sdo apresentados na Tabela 53. Podemos

observar que o caso a refere-se a andlise Bayesiana original; os casos b e ¢ sdo referentes as

pertubagdes individuais das observacgdes yig € y42 € o caso d refere-se as pertubacdes simultaneas

das observacdes. Desta forma, ao pertubar os pontos nos casos descritos acima, ocorreram

impactos de reduciao ou aumento nas estimativas. A Figura 24 mostra as nuvens de pontos nos

casos a — d considerados neste estudo.
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Tabela 53 — Sumario a posteriori dos pardmetros do modelo 1—DP, considerando diferentes casos de pertubagao.

- ﬁl() Bll ﬁZ() ﬁ21
Caso | Pertubagio |~ —r fiana SD | Média Mediana  SD | Média Mediana  SD | Média Mediana  SD
a ] 0510  -0507 0.144 | 0770 0768 0227 | 1.831 1819 0490 | 2466 2422 1.160
b 1ol 0277 -0275  0.129 | 0447 0445 0210 | 1.829 1817 0485 | 2471 2448  1.144
c a2l 20318 -0315 0132 | 0522 0522 0212 | 1.829 1817 0485 | 2471 2448  1.144
d io,yaa] | 0121 0120 0.121 | 0245 0248 0203 | 1.829  1.817 0485 | 2471 2448  1.144
a b
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Figura 24 — Plotagem das nunvens de pontos nos diferentes casos de pertubagdo, considerando o modelo 1—-DP

ajustado.

Para avaliarmos a existéncia de ponto(s) influente(s), consideramos o valor da distancia

KL e a sua calibrac@o p;. A Tabela 54 apresenta os resultados desse estudo. Notamos que antes

da pertubacgdo (caso a) os valores da distancia KL das observagdes yi9 € y4p eram proximos de 0

e eles aumentaram de forma expressiva quando pertubados. Além disso, o valor a calibracdo p;

era proxima de 0.6 e, apds a pertubacdo das observacdes nos casos b — d, houve um aumento no

valor desta medida, aproximando-se de 1 e reforcando que estas observagdes sdo consideradas

pontos influentes (ja que p; > 0.950). Portanto, através deste procedimento, conseguimos mais

uma vez identificar os pontos discrepantes.
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Tabela 54 — ivergéncia KL e a sua calibragdo p; para as observacdes pertubadas nos diferentes casos, considerando
o modelo 1—-DP ajustado.

~ KL Pi
Caso | Pertubagdo ol a2l | Dol [yael
a [=] 0.022 0.034 | 0.603 0.629
b ol | 1818 — |0993 -
c [v42] - 1.315 - 0982
d [v19,V42] 1.391 1.020 | 0.984 0.966

A Figura 25 ilustra a distancia KL considerando os pontos de pertubacao identificados

nos casos a — d.

a b
(=) o
o | o | 19
w wn
- - - -
¥ ¥
8 o]
e o S o |
D - «0 —
o m
] 5]
3 =2
(] o (&} w
o 7| o |
o | Ll Ll Lo I ‘ | I o | lell Ll Ll | | | (TP |
S T T \ T = 5 T T T T
0 50 100 150 200 0 50 100 150 200
i i
c d
(=] o
o a1
- 2 - 3 2 - 19
z ¥
i) ]
2 o | 2 o | i
D - «0 ol
o [=2]
7] 5]
= =
(w} w (&} o)
o | o |
2 | |l L L I ‘ | I I 9 | |l Ll el | | | i |
2 S T T T T & 5 T T T T
0 50 100 150 200 0 50 100 150 200

Figura 25 — Distancia KL(7, _;)) para os diferentes casos de pertubagdo, considerando o modelo 1—-DP ajustado.

6.2 Dados Reais: Notificacées de Obitos Fetais

Nesta subse¢do apresentamos os resultados do modelo proposto aos dados de notificagdes

de 6bitos fetais em cidades do Estado da Bahia (Brasil) em 2014 descritos na Secdo 1.1.
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6.2.1 Analise do Conjunto de Dados Completo

Consideremos os dados de 6bitos fetais descritos na Tabela 1 (pdgina 27). Inicialmente,
fizemos uma anélise descritiva dos dados e encontramos evidéncias de um possivel ponto
discrepante, a observacao y417, que corresponde a 601 notificagdes de dbitos fetais na cidade de
Salvador, a capital do Estado da Bahia. Entdo, removemos essa observacao, resultando em uma

amostra de tamanho n = 416.

Para este conjunto de dados ajustamos o modelo k-MP, considerando o IDH de cada
cidade como uma varidvel explicativa para a estima¢do dos parametros U; € p; (e ;) e, portanto,
x = z. H4 uma alta frequéncia de observacdes zero no conjunto de dados e, assim, consideramos
o ponto de modificacdo k = 0. Dessa forma, o modelo 0-MP foi ajustado aos dados considerando
para @ as funcdes de ligacdo Logito, Complemento Log-log e Gumbel. Um sumario a posteriori,
juntamente com os intervalos com 95% de credibilidade, estdo na Tabela 55. Analisando os
respectivos intervalos de credibilidade, € possivel notar que nenhum deles contém o valor zero,
indicando que esses parametros sao significantes.

Tabela 55 — Sumdrio a posteriori e intervalo com 95% de credibilidade dos pardmetros B;; e By, i = 0,1 do modelo

0—MP ajustado aos dados de notificacdes de 6bitos fetais em cidades da Bahia em 2014, considerando
as fungdes de ligagdo Logito, Complemento Log-log e Gumbel.

Fungdo de Ligacdo Parametros | Média | Mediana | SD IC (95%)
Bio 9.806 | -9.812 | 0.345 | (-10.462;-9.122)
Logito Bii 18.507 | 18.517 | 0.534 | (17.451;19.518)
Bo 5522 | -5.466 | 1.852 | (-9.360;-2.072)
B 11436 | 11.329 | 3.162 | (5.592; 18.019)
Bio 9.791 | -9.785 | 0.325 | (-10.419; -9.154)
" 18.483 | 18.474 | 0.503 | (17.495; 19.455)
Complemento Log-log gzo 3385 | -3.299 | 1.045 | (-5.808;-1.530)
Boi 6381 | 6231 | 1.763 | (3.248;10.434)
Bio 9.822 | -9.835 | 0.316 | (-10.430; -9.207)
1 18.531 | 18.551 | 0.488 | (17.576; 19.464)
Gumbel gzo 4380 | -4.363 | 1.529 | (-7.401;-1.337)
Boi 9.746 | 9.718 | 2.626 | (4.512;14.949)

Através dos critérios de sele¢io de modelos Bayesianos EAIC!, EBIC?, DIC? e B4, o
modelo escolhido foi aquele com a fungado de ligacdo Complemento Log-log, como pode ser visto
na Tabela 56, e entdo, vamos apresentar nesta dissertacdo uma analise completa considerando

esta fun¢do de ligacao.

' Usaremos a sigla EAIC, do inglés Expected Akaike Information Criterion, referindo-se a Critério de Informagio

Akaike Esperado (AKAIKE, 1974).

Usaremos a sigla EBIC, do inglés Expected Bayesian Information Criterion, referindo-se a Critério de Informa-
¢do Bayesiano Esperado (SCHWARZ, 1978).

Usaremos a sigla DIC, do inglés Deviance Information Criterion, referindo-se a Critério de Informagdo Deviance
(SPIEGELHALTER et al., 2002).

Usaremos a estatistica B, equivalente ao critério do Logaritmo da Verossimilhan¢a Pseudo Marginal, do inglés
Logarithm of the Pseudo Marginal Likelihood (LPML) (IBRAHIM; CHEN; SINHA, 2001).

2

3
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Tabela 56 — Critérios de selecao de modelos Bayesianos para as fun¢des de ligacdo Logito, Complemento Log-log e
Gumbel, considerando os dados de notificacdes de dbitos fetais em cidades da Bahia em 2014.

Funcdo de Ligacao EAIC EBIC DIC B

Logito 2510.634 | 2526.757 | 2506.684 | 1268.384
Complemento Log-log | 2508.767 | 2524.890 | 2504.823 | 1265.841
Gumbel 2511.039 | 2527.162 | 2506.893 | 1267.216

6.2.1.1 Resultados da amostra completa - funcio de ligacdo Complemento Log-log

Como a funcio de ligagdo Complemento Log-log foi escolhida por todos os critérios de
selecdo de modelos Bayesianos utilizados, fizemos uma andlise detalhada do conjunto de dados
de notificacdes de 6bitos fetais considerando esta funcao de ligacao. A Tabela 57 compara as
estimativas dos parametros considerando a funcdo de ligagdo Complemento Log-log em ambas
abordagens Bayesiana e Cldssica. Note que, ao considerar a abordagem Bayesiana, consideramos
a média e mediana a posteriori. E possivel notar que as estimativas cldssica e Bayesiana estio
proximas. Vale ressaltar que no caso cldssico, o intervalo de confianca resultante foi obtido

através do método bootstrap.

Tabela 57 — Sumadrio Bayesiano (e cldssico) e os respectivos intervalos com 95% de credibilidade (confianga) dos
parametros f; e By, i = 0,1 do modelo 0—MP ajustado aos dados de notificagdes de Gbitos fetais em
cidades da Bahia em 2014, considerando a fun¢do de ligacdo Complemento Log-log.

Estimativas

Abordagem | Pardmetros Média | Mediana SD IC (95%)

Bio -9.791 | -9.785 | 0.325 | (-10.419; -9.154)
Bayesiana B 18.483 | 18.474 | 0.503 | (17.495; 19.455)
B2o -3.385 | -3.299 | 1.045 | (-5.808; -1.530)

B 6.381 6.231 | 1.763 | (3.248;10.434)
Bio -9.800 0.370 | (-10.523; -9.093)
L. Bi1 18.498 0.573 | (17.398; 19.612)
Classica Bao 13.548 0.970 | (-4.562;-0.767)

Bo1 6.658 1.623 | (1.138;7.518)

Para verificar a existéncia de pontos influentes, consideramos o valor da distancia KL e a
sua calibracdo p;. A Figura 26 (A) apresenta a distancia KL, responsavel por medir o efeito de
cada observacdo na amostra. Através da Figura 26 (B) com as medidas jé calibradas, observamos
a existéncia de dois pontos influentes, y412 € y413, que correspondem a 116 e 71 notificacdes de
obitos fetais nas cidades de Feira de Santana e Itabuna, respectivamente (valores de calibragdo
pi > 0.950). Ja a Figura 26 (C) apresenta as notificacdes de 6bitos fetais de acordo com o IDH,
em que os pontos identificados como influentes encontram-se destacados.
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Figura 26 — Estudo de pontos influentes: (A) Plotagem de indices de KL(71777'C<,,~)). (B) Calibragdo. (C) Pontos
influentes identificados.

Fonte: Elaborada pelo autor.

Para checar a influéncia de cada observacao nas estimativas dos parametros do modelo, o
processo inferencial Bayesiano foi repetido considerando trés casos: removendo apenas a obser-
vagao y412, removendo apenas a observacao y413 € finalmente removendo ambas observacdes. O
resumo a posteriori para cada caso e o percentual de variagdo (com relacio ao resumo a posteriori
obtido a partir dos dados completos) estdo apresentados na Tabela 58. Considerando a perda
quadrética, analisando a média a posteriori como estimativas Bayesianas dos parametros para
cada caso, observamos que a remog¢ao da observacao y4; referente a cidade Feira de Santana
teve um maior impacto no ajuste do modelo, ja que este ponto representa 116 obitos fetais, que
se destoa de forma significativa da massa dos dados e sua remocao diminui consideravelmente a

média a posteriori ajustada das notificacdes de dbitos fetais em funcao do IDH.
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Tabela 58 — Sumaério a posteriori (e variagdo em %) e intervalos com 95% de credibilidade para B; € By, i = 0,1,
do modelo 0—MP ajustado aos dados de notificagdes de 6bitos fetais em cidades da Bahia em 2014,
considerando a fun¢éo de ligagdo Complemento Log-log e pontos influentes em diferentes casos.

Observacdo removida | Pardmetros Média Mediana SD IC (95%)
- Bio -9.791 -9.785 0.325 (-10.419; -9.154)
Bii 18.483 18.474 0.503 (17.495; 19.455)
Boo -3.385 -3.299 1.045 (-5.808; -1.530)
Bai 6.381 6.231 1.763 (3.248; 10.434)
[412] Bio -8.769(10.438%) | -8.780(10.271%) | 0.339(4.308%) (-9.441; -8.067)
Bri1 16.795(-9.133%) | 16.813(-8.991%) | 0.530(5.368%) | (15.701; 17.834)
Bao -3.631(-7.267%) | -3.672(-11.095%) | 1.075(2.871%) (-5.563; -1.420)
B 6.796(6.504%) 6.860(10.095%) 1.815(2.949%) (3.099; 10.113)
[413] Bio -9.353(4.473%) -9.345(4.497%) 0.341(4.923%) | (-10.009; -8.701)
B 17.758(-3.923%) | 17.746(-3.941%) | 0.531(5.567%) | (16.753; 18.780)
Bao -3.642(-7.592%) | -3.632(-10.094%) | 1.088(4.115%) (-5.833; -1.537)
Bor 6.812(6.754%) 6.792(9.003%) 1.834(4.027%) (3.290; 10.504)
[412, 413] Bio -8.908(9.018%) -8.900(9.044%) 0.339(4.308%) (-9.601; -8.244)
B 17.022(-7.905%) | 17.011(-7.964%) | 0.531(5.567%) | (15.978; 18.103)
Bao -3.585(-5.908%) | -3.533(-7.093%) | 0.969(-7.273%) | (-5.617;-1.789)
Ba1 6.715(5.234%) 6.633(6.452%) 1.638(-7.090%) | (3.653;10.152)

A Figura 27 apresenta os envelopes para os residuos dos dados considerando os diferentes

casos vistos acima. Consideramos o residuo Bayesiano studantizado (RBS)> dos dados, em que

RBS = (y— i)/V'62, y é o vetor de dados, y1 é o vetor de média e 6% é o vetor de varincia

dos dados, e através de simulagdes bootstrap de tamanho 1000, geramos novas amostras para

obtencdo das bandas do envelope, com intervalo interquantilico de 95%.

5 Usaremos a sigla RBS referindo-se a Residuo Bayesiano Studentizado (CORDEIRO; Lima Neto, 2006).
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Figura 27 — Envelope dos residuos considerando os diferentes casos.

Fonte: Elaborada pelo autor.

Através da Figura 27 acima, vemos que o comportamento dos residuos sdo bem similares

nos quatro casos, e portanto, utilizaremos o percentual variacional da Tabela 58 para concluir

qual ponto mais influente.

Os gréficos apresentados na Figura 28 ilustram: (A) as estimativas Bayesianas e os

intervalos com 95% de credibilidade da probabilidade zero, correspondendo a nao-notificacao de

6bitos fetais, (B) as estimativas Bayesianas e os intervalos de 95% de credibilidade de p(x), e

(C) a média ajustada. Para cada grafico, os dados completos (parte superior) e os dados sem a

observagao y412) (parte inferior) foram considerados.
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Figura 28 — Parte superior: dados completos; Parte inferior: sem a observacdo 412. (A) Estimativas Bayesianas
(considerando a média a posteriori) e intervalos com 95% de credibilidade das probabilidades de
nao-notificacdes de obitos fetais. (B) Estimativas Bayesianas (considerando a média a posteriori) e
intervalos com 95% de credibilidade do parametro p. (C) Médias ajustadas, juntamente com os dados
de notificagdes de dbitos fetais em fungdo do IDH.

Fonte: Elaborada pelo autor.

Analisando o gréifico (A) na Figura 28, correspondendo a probabilidade de nao-notificagao
de 6bitos fetais (7w(k; 1(x), p(z)) = P(Y = k), com k =0 e x = z), observamos que estas pro-
babilidades estdo diminuindo com o aumento no IDH. Isto é, em cidades com alto IDH, a
probabilidades de ndo-notificacdo de 6bitos fetais € baixa. Novamente, é importante enfatizar
que a auséncia de notificacdes ndo significa auséncia de dbitos fetais, mas evidéncias de precari-
edade no sistema de satide para detectar esses casos. Na Figura 28 (B), observamos que, para
valores mais baixos no IDH, as estimativas de p(z) tem intervalos de credibilidade que contém
o valor 1 enquanto para IDH > 0.56 temos p(z) < 1. Como este pardmetro indica o tipo de
modificacao nos dados, concluimos que para baixos valores no IDH os dados sdo caracterizados
com a distribuicdo de Poisson usual, enquanto que o conjunto de dados € caracterizado como
inflacionado de 0’s quando consideramos IDH > 0.56, e isto ndo muda quando excluimos a
observagdo y(412). Entretanto, este resultado requereria que os dados fossem divididos em dois
subconjuntos para conseguir melhores estimativas para os parametros. A Figura 28 (C) (parte
superior) mostra a média ajustada e € possivel notar que ela estd aumentando com o aumento no
IDH, e a observag@o y(412) tem um alto impacto no padrao de crescimento da curva, dado que
esta curva cresce menos significantemente quando removemos esta observacao, o que pode ser

visto na Figura 28 (C) (parte inferior).
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6.2.2 Analise Considerando Cidades com IDH > 0.56

Para caracterizar o conjuntos de dados de forma tnica, podemos analisar as notificagdes
de 6bitos fetais exclusivamente em cidades com IDH maior que 0.56, ja que ao considerar
as fun¢des de ligacdo Logito, Complemento Log-log e Gumbel, os subconjuntos com essas
restri¢des no IDH foram sempre caracterizados como inflacionados no zero. Entdo, para as
n = 332 cidades da Bahia com > 0.56, a distribuicao de frequéncia das notificdes de 6bitos fetais
¢ apresentada na Tabela 59:

Tabela 59 — Distribui¢do de frequéncia das notificacdes de 6bitos fetais em cidades do Estado da Bahia em 2014,
com IDH > 0.56.

yvilO 1 2 3 4 5 6 7 8 9 10 11 12 13
fil72 63 43 34 32 27 11 9 6 5 4 6 1 3

yvi|1l4 15 16 18 20 23 24 30 43 50 53 56 71 116
fil112 1 1 1 1 1 1 1 2 1 1 1

Novamente, ajustamos o modelo k-MP para esse subconjunto com IDH > 0.56, esco-
lhendo o IDH de cada cidade como uma varidvel explicativa para os parametros [ € p (e entdo,
x = z). Como hd uma alta frequéncia de observacdes zero no conjunto de dados, consideramos o
ponto de modificagdo como k = 0, de forma que o modelo 0-MP foi ajustado aos dados com
as funcdes de ligacdo Logito, Complemento Log-log e Gumbel. As estimativas Bayesianas (a
média e mediana a posteriori), o desvio padrao (SD) e os intervalos com 95% de credibilidade
sdo apresentados na Tabela 60. Analisando os respectivos intervalos de credibilidade, € possivel
notar que nenhum deles contém o valor zero, indicando que os parametros sdo significantes.
Tabela 60 — Sumdrio a posteriori e intervalo com 95% de credibilidade dos pardmetros fj; e B2, i = 0, 1 do modelo

0—MP ajustado aos dados de notificagdes de 6bitos fetais em cidades da Bahia em 2014 com IDH >
0.56, considerando as funcdes de ligacdo Logito, Complemento Log-log e Gumbel.

Funcdo de Ligagao Parametros | Média | Mediana | SD IC (95%)
Bio -11.092 | -11.105 | 0.388 | (-11.826;-10.334)
Logito Bi1 20.421 | 20.439 | 0.592 | (19.267;21.547)
Bao -8.830 | -8.559 | 3.023 | (-15.477;-3.527)
Ba1 16.863 | 16.414 | 5.070 | (8.005; 28.061)
Bio -11.082 | -11.084 | 0.368 | (-11.759; -10.335)
Complemento Log-log P11 20.405 | 20.411 | 0.562 | (19.268;21.437)
Bro -5.492 | -5478 | 1408 | (-8.491;-2.766)
Ba1 9.824 9.810 | 2.337 | (5.287; 14.775)
Bio -11.130 | -11.125 | 0.382 | (-11.878; -10.375)
Gumbel Bi1 20478 | 20.467 | 0.582 | (19.326;21.615)
Boo -7.701 1475 | 2375 | (-12.558; -3.475)
Ba1 15212 | 14.834 | 4.003 | (8.111;23.373)

Assim, através dos critérios de selecdo de modelos Bayesianos para as fun¢des de ligacao

Logito, Complemento Log-log e Gumbel, concluimos novamente que a fun¢do de ligacdo
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Complemento Log-log garante o melhor modelo, como pode ser visto na Tabela 61:

Tabela 61 — Critérios de selecao de modelos Bayesianos para as fun¢des de ligacdo Logito, Complemento Log-log e
Gumbel, considerando os dados de notificacdes de dbitos fetais em cidades da Bahia em 2014, com

IDH > 0.56.
Funcdo de Ligacao EAIC EBIC DIC B
Logito 2073.371 | 2088.591 | 2069.526 | 1049.860
Complemento Log-log | 2071.321 | 2086.541 | 2067.219 | 1048.114
Gumbel 2073.558 | 2088.778 | 2069.450 | 1049.934

6.2.2.1 Resultados amostra incompleta - funcdo de ligacdo Complemento Log-log

Considerando novamente a fun¢do de ligacdo Complemento Log-log, a Tabela 62 apre-
senta as estimativas Bayesianas (média e mediana a posteriori) e cldssicas, além do desvio
padrao e intervalos com 95% de credibilidade e de confianca dos parametros do modelo. Vale
ressaltar que, os intervalos de confianca foram estimados empiricamente através das amostras

geradas (procedimento bootstrap).

Tabela 62 — Sumadrio Bayesiano (e cldssico) e os respectivos intervalos com 95% de credibilidade (confianga) dos
parametros f; e By, i = 0,1 do modelo 0—MP ajustado aos dados de notificagdes de Gbitos fetais em
cidades da Bahia em 2014 com IDH > 0.56, considerando a fun¢éo de ligagdio Complemento Log-log.

. Estimativas
Abordagem | Parametro Média | Mediana SD IC (95%)
Bio -11.082 | -11.084 | 0.368 | (-11.759; -10.335)
Bayesiana Bii 20.405 20411 | 0.562 | (19.268; 21.437)
B2o -5.492 -5.478 1.408 (-8.491; -2.766)
Ba1 9.824 9.810 2.337 (5.287;14.775)
Bio -11.121 0.408 | (-11.934;-10.323)
L. Bi1 20.466 0.622 | (19.246; 21.705)
Classica Bo -5.282 1276 | (-6.168; -1.140)
B 9.478 2.096 (1.834;10.074)

Uma andlise para verificar a existéncia de pontos influentes € apresentada na Figura
29. Novamente, a Figura 29(A) ilustra a distancia KL responsdvel por medir o efeito de cada
observacdo na amostra. Nos consideramos que uma observacao cuja distancia tenha calibracao
pi excedendo 0.95 é um ponto influente, e portanto, através da Figura (29(B)) com as medidas
Jé calibradas, observamos a existéncia de trés pontos influentes, y(32g), ¥(329) € ¥(332), que
correspondem a 116, 71 e 50 notificacdes de Obitos fetais nas cidades de Feira de Santana,
Itabuna e Lauro de Freitas, respectivamente. A Figura 29(C) apresenta as notificacdes de 6bitos

fetais de acordo com o IDH e os pontos influentes estdo destacados.
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Figura 29 — Estudo de pontos influentes: (A) Plotagem dos indices de KL(r, ﬂ(,i)). (B) Calibracdo. (C) Pontos
influentes identificados.

Fonte: Elaborada pelo autor.

Para checar a influéncia de cada observacdo destacada acima na inferéncia dos parame-
tros do modelo, o processo inferencial Bayesiano foi repetido considerando agora sete casos:
removendo apenas cada observacao influente na amostra, removendo duas das trés observacoes
influentes por vez, e finalmente removendo todas as trés observacdes influentes. O resumo a
posteriori para cada caso e o percentual variacional, entre parénteses, com respeito as estimativas
Bayesianas originais obtida dos dados com IDH > 0.56 estio presentes na Tabela 63. Analisando
novamente as estimativas Bayesianas dos parametros para cada caso descrito, observamos que
a retirada das observagdes y(3g) € ¥(329), © a retirada de todas as trés observagdes influentes

(observagdes y(32g), ¥(329) € ¥(332)) tiveram maior impacto no ajuste do modelo.
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Tabela 63 — Estimativas Bayesianas e intervalos com 95% de credibilidade para f;; € B5;, i = 0, 1, para os dados de
notificacdes de 6bitos fetais em cidades da Bahia com IDH > 0.56, considerando a fun¢do de ligacdo

Complemento Log-log e pontos influentes.

Observacgdo removida | Parimetro Média Mediana SD IC (95%)

- Bio -11.082 -11.084 0.368 (-11.759; -10.335)

Bii 20.405 20.411 0.562 (19.268; 21.437)

Boo -5.492 -5.478 1.408 (-8.491; -2.766)

Bai 9.824 9.810 2.337 (5.287; 14.775)

[328] Bio -10.071(9.123%) -10.073(9.121%) 0.362(-1.630%) (-10.739; -9.301)
B 18.752(-8.101%) 18.755(-8.113%) 0.558(-0.712%) (17.569; 19.775)

Bao -5.419(1.329%) -5.322(2.848%) 1.597(13.423%) (-8.832; -2.595)

Ba1 9.702(1.242%) 9.528(2.874%) 2.651(13.436%) (5.033; 15.311)

[329] Bio -10.674(3.682%) -10.682(3.627%) | 0.329(-10.598%) | (-11.284;-9.986)
B 19.734(3.288%) 19.748(-3.248%) | 0.505(-10.142%) | (18.680; 20.667)

Bao -5.503(-0.201%) -5.516(-0.694%) 1.446(2.700%) (-8.332; -2.501)

Boi 9.841(0.173%) 9.853(0.483%) 2.399(2.653%) (4.895; 14.546)
[332] Bio -11.758(-6.100%) | -11.766(-6.153%) 0.402(9.239%) (-12.502; -10.984)
Bu 21.476(5.249%) 21.488(5.277%) 0.617(7.117%) (20.280; 22.616)

Bao -5.455(0.674%) -5.382(1.752%) 1.531(8.736%) (-8.517; -2.618)

Ba1 9.763(-0.621%) 9.645(-1.682%) 2.541(8.729%) (5.096; 14.853)
[328,329] Bio -9.413(15.060%) -9.428(14.925%) 0.389(5.707%) (-10.170; -8.641)
B 17.676(-13.374%) | 17.701(-13.277%) 0.602(7.117%) (16.481; 18.835)

Bao -5.522(0.546%) -5.478(0.000%) 1.526(8.381%) (-8.594; -2.750)

Bo1 9.875(-0.519%) 9.800(-0.102%) 2.533(8.387%) (5.305; 14.951)
[328,332] Bio -10.397(6.181%) -10.383(6.324%) 0.372(1.087%) (-11.136; -9.665)
Bi 19.270(-5.562%) 19.254(-5.669%) 0.576(2.491%) (18.130; 20.408)

Bao -5.190(5.499%) -5.121(6.517%) 1.439(2.202%) (-8.126; -2.536)

Bai 9.320(-5.130%) 9.207(-6.147%) 2.390(2.268%) (4.892; 14.201)
[329,332] Bio -11.228(-1.317%) | -11.249(-4.702%) 0.395(7.337%) (-11.952; -10.430)
B 20.613(1.019%) 20.642(1.132%) 0.609(8.363%) (19.383; 21.725)

Bao -5.332(2.913%) -5.374(1.898%) 1.528(8.523%) (-8.262; -2.305)

Bo1 9.559(-2.697%) 9.628(-1.855%) 2.538(8.601%) (4.527; 14.406)
[328,329,332] Bio -9.465(14.591%) -9.451(14.773%) 0.412(11.957%) (-10.286; -8.671)
Bii 17.758(-12.972%) | 17.736(-13.106%) | 0.642(14.235%) (16.510; 19.036)

Bao -5.304(3.423%) -5.264(3.907%) 1.607(14.134%) (-8.458; -2.318)

Bai 9.510(-3.196%) 9.445(-3.721%) 2.669(14.206%) (4.582; 14.74)

A Figura 30 apresenta os envelopes dos residuos considerando os todos os casos apresen-

tados acima:
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Figura 30 — Envelope para os diferentes casos, considerando IDH > 0.56.

Fonte: Elaborada pelo autor.
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Os graficos apresentados na Figura 31 ilustram: (A) as estimativas Bayesianas (consi-
derando a média a posteriori) e intervalos com 95% de credibilidade de probabilidade zero,
correspondendo a ndo-notificacdo de dbitos fetais, (B) as estimativas Bayesianas e intervalos
com 95% de credibilidade de p(x) e (C) a média ajustada. Para cada figura, os dados completos
(parte superior), os dados sem as observagdes y(32g) € Y(329) (parte média), e os dados sem as trés

observacoes influentes (parte inferior) sdo considerados.
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Figura 31 — Parte superior: dados completos, parte média: sem as observagdes 328 e 329, parte inferior: sem as
observagdes 328,329 e 332. (A) Estimativas Bayesianas e intervalos com 95% de credibilidade da
probabilidade de nao-notificagdo de ébitos fetais. (B) Estimativas Bayesianas e intervalos com 95% de
credibilidade do parametro p. (C) Médias ajustadas juntamente com os dados de notificagdes de 6bitos
fetais em funcdo do IDH.

Fonte: Elaborada pelo autor.
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Analisando o gréifico (A) na Figura 31, correspondendo a probabilidade de nao-notificagao
de obitos fetais (7 (k; u(x), p(z)) = P(Y =k), com k =0 e x = z), observamos que estas probabili-
dades estao diminuindo com o aumento do IDH. Logo, em cidades com alto IDH a probabilidade
de nao-notificacdo de dbitos fetais € baixa. Novamente, enfatizamos que a auséncia de notifica-
¢Oes nao significa auséncia de obitos fetais, mas evidencia a precariedade no sistema de satde
para detectar estes casos. J4 através da Figura 31 (B), observamos que o conjunto de dados
¢é agora caracterizado como O-Inflacionado, dado que p < 1 e seu intervalo de credibilidade
também, nos trés casos analisados. A Figura 31 (C) (parte superior) mostra as médias ajustadas
e € possivel notar que elas estdo aumentando a medida que o IDH cresce; as observagoes y(32g)
referente a cidade Feira de Santana e y 359 referente a Itabuna tem um alto impacto no padrao
de crescimento da curva, ja que elas possuem uma grande quantidade de notificacdes de 6bitos
fetais em fun¢do de seus IDHs e a remog¢do destas observacdes diminui significantemente o
padrao da curva de médias ajustadas, o que pode ser visto na Figura 31 (C) (parte média);
porém, ao remover todos os trés pontos influentes, a curva de médias ajustadas sofre um alto
impacto, crescendo de forma bem mais suave, pois a cidade de Lauro de Freitas, responsavel
pela observagao y(33;) possui um alto IDH e as suas notifica¢oes de obitos fetais também tem

alto impacto no padrao de crescimento da média ajustada.
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CAPITULO

CONSIDERACOES FINAIS

Neste trabalho, introduzimos a familia de distribui¢des discretas com modificagdo em
um ponto k (as distribui¢des k-MD), cujo caso particular € a familia k-MPS. Esta familia de
distribui¢des k—modificadas € uma extensdo da familia de distribui¢des dicretas comumente
utilizada para analisar problemas reais com dados de contagem. A familia k-MD foi desenvolvida
a partir da modificacdo nas probabilidades de ocorréncia das observacdes das distribui¢cdes
discretas tradicionais, para que discrepancias (alta ou baixa frequéncia) na observacao k possam
ser explicadas (modeladas) adequadamente. Desta forma, esta familia mostra-se bastante flexivel
para explicar o comportamento de conjuntos de dados de contagem com diferentes caracteristicas,
isto €, as distribuicdes k—MD podem ajustadas a conjuntos de dados k-inflacionados, conjuntos
k-deflacionados, conjuntos com auséncia de observacdes k ou ainda conjuntos pertencentes a

familia de distribui¢des discretas tradicionais.

Para a estimag@o pontual dos pardmetros das distribui¢des k—modificadas consideramos
uma abordagem Cléssica (utilizamos o método de maxima verossimilhanga) e uma abordagem
Bayesiana. Baseado em intervalos de confianca e de credibilidade, pudemos fazer inferéncias
sobre os parametros, e observamos que nos dois procedimentos de estimacgao utilizados, as
estimativas foram proximas. [lustramos com algumas aplicacdes das distribui¢cdes da familia
k-MPS, utilizando conjuntos de dados reais. Através desses dados pudemos concluir que o
modelo k-modificado se ajusta bem a conjuntos de dados que possuem discrepancia em alguma

observacao k, sem a necessidade de conhecimentos prévios no tipo de k-modificacao.

Ainda neste trabalho, apresentamos também uma extensao das distribuicdes k—MPS
no contexto de modelos de regressao, de forma que tornou-se possivel modelar o parametro de
média U e o parametro de modificacdo das probabilidades p em funcdo de covaridveis. Para isso,
consideramos novamente as abordagens Classica e Bayesiana para a estimacao dos parametros.
Buscando identificar pontos influentes, consideramos a distancia de Kullback-Leibler e a sua

respectiva medida de calibragdo.
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A fim de avaliar o desempenho dos estimadores dos parametros obtidos considerando
a abordagem Bayesiana, realizamos um estudo de simulacdo com trés diferentes distribui¢coes
da familia k—MPS (k—MB, k—MG e k—MP) nos contextos de inflacdo e deflagdo de alguma
observacdo k, e obtivemos bons resultados a partir deste estudo. Também utilizamos a distribui¢do
k-MP para andlise de um conjunto dados reais referente as notificagde de Obitos fetais no Estado
da Bahia em 2014, considerando o IDH de cada cidade como varidvel explicativa. Analisando os
resultados, foi possivel caracterizar os dados como provindos de populagdes distintas, ja que parte
dos dados foram caracterizados como provenientes de uma distribuicio de Poisson tradicional,
e a outra parte deles foram caracterizados como inflacionados no ponto k = 0. Desta forma,
analisamos de forma mais detalhada os dados que foram caracterizados como O-inflacionados e
pudemos identificar pontos influentes que estavam presentes. Assim, pudemos concluir que o

modelo ajustou-se de forma adequada, permitindo a caracterizacdo dos dados em fun¢do do IDH.

Finalmente, a familia k-MD e, em particular a familia k-MPS, podem ser consideradas
alternativas interessantes para explicar o comportamento de dados de contagem, sem que haja

preocupagdes com o tipo de discrepancia na frequéncia da observagao k.

Como propostas futuras, ha diversas linhas de estudo que podem ser desenvolvidas a
partir deste trabalho. Podemos propor os seguintes tépicos: utilizar as distribuicdes da familia PS
em conjuntos de dados com mais de uma observagao discrepante (pontos k; € kp); introduzir as
distribuicdes da familia de distribui¢des discretas (k1, k2)-modificadas no contexto de modelos
de regressdo; Considerar abordagens Cléssicas e Bayesianas para a estimagdo de parametros,

entre outros.
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APENDICE

ALGUNS CODIGOS

Nesta secao apresentamos parte do codigo utilizado na linguagem do Software R Core

Team (2015) para a aplicacdo dos modelos de regressao do Capitulo .

it A A A A A A A A A A A A A A A A A A A A A A A A
# Modelo Poisson k-Modificado
H#S S S S S S

# Funcoes de ligacao para w
pl= function(x,beta2) exp(xl*kbeta2)/(1+exp(x¥%*ibeta2)) # Funcao Logito

#pl= function(x,beta2) 1-exp(-exp(x)*%beta2)) # Funcao C-Log-Log
#pl= function(x,beta2) exp(-exp(-x¥%*lbeta2)) # Funcao Gumbel

# Deflacao

betal=c(-0.5,0.8) #k=0,1
beta2=c(1.5,2.5)
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mu=c ()

w=c()

p=cO

pk=c()

mu_kMP=c ()

y=c()

X1= sort(runif(n))

x=z=matrix(c(rep(l,n),X1), nrow=n)

nk=0
while (nk==0){

for(i in 1:n){
mu[i]=exp(x[i,]%*%betal)
wlil=pl(z[i,],beta2)
plil=wl[il/(1-PI_Po(k,mulil))
pk[i]l=1-w[i]
mu_kMP [i]=k*(1-p[i])+p[i]*mu[i]

y[il=rkmp(1,k,p[i] ,mulil)

nk=length (y [y==k])

3

range (p)
plot(X1,p)

## Modelo Bayesiano

cat ("model

{

for(i in 1:n){
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d[i] <- equals(yl[il,k)

#link and linear predictors

log(mul[i]) <- BETA1%*%x[i,]
logit(omegali]) <- BETA2)*%x[i,]
#cloglog(omegal[i]) <- BETA2)*%x[i,]
#omega[i] <- exp(-exp(-(BETA2Y%x%x[i,]1)))

11[i] <- d[i]l*log(1l-omegali]l) + (1-d[i])*log(omegalil)
+ (1-d[i])*1log(((exp(-mul[i])*pow(mul[i] ,y[i])/exp(loggam(y[i]+1)))
*(1/(1-(exp(-mu[i])*pow(muli],k))/exp(loggam(k+1))))))

phi[i]<-exp(11[i])/C
zeros [i] ~dbern(phil[il)

#prior’s distribuition

BETA1 ~ dmnorm(EST_b1l,taul*He bl)
BETA2 ~ dmnorm(EST_b2,tau2*He_b2)
C<- 10000000

3,

file = "Bayes. jags")

inicialization <- function(){
1ist (BETA1 =EST b1, BETA2 = EST_bQ)

taul=0.5

tau2=0.5

zeros=rep(1,n)

data <- list("k", "n", "y", "x", "zeros", "EST bi", "EST b2",
"He bl", "He b2", "taul", "tau2")

model.params <- c("BETA1", "BETA2")
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sim <- jags(data, inits = inicialization,
parameters.to.save = model.params,
n.chains = 2, n.iter = 50000, n.burnin = 10000, n.thin = 10,
model.file = ’Bayes. jags’)

print(sim)



