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RESUMO

CARREGARI, R. C. Um novo modelo de sobrevivência Bell-Inversa Gaussiana com fração
de cura. 2021. 90 p. Dissertação (Mestrado em Estatística – Programa Interinstitucional de Pós-
Graduação em Estatística) – Instituto de Ciências Matemáticas e de Computação, Universidade
de São Paulo, São Carlos – SP, 2021.

Neste trabalho propomos um novo modelo de sobrevivência denominado Bell-Inversa Gaussiana
com fração de cura. Consideramos diferentes esquemas de ativação em que o número de
fatores M tem a distribuição Bell e o tempo de ocorrência de um evento segue o modelo Inversa
Gaussiana. Os parâmetros são estimados pelos métodos clássico e Bayesiano. Em um estudo de
simulação, investigamos as médias das estimativas, os vieses, os erros quadráticos médios e as
probabilidades de cobertura nos diferentes esquemas de ativação. Com o objetivo de detectar
possíveis observações influentes ou extremas que podem causar distorções nos resultados da
análise, utilizamos o método Bayesiano de análise de influência de deleção de casos baseado na
divergência ψ . Por fim, mostramos a aplicabilidade do modelo proposto a um conjunto de dados
reais.

Palavras-chave: Análise de sobrevivência; Distribuição Bell; Distribuição Inversa Gaussiana;
Esquema de ativação latente; Modelo de sobrevivência com fração de cura.





ABSTRACT

CARREGARI, R. C. A new Bell Inverse Gaussian cure rate survival model. 2021. 90
p. Dissertação (Mestrado em Estatística – Programa Interinstitucional de Pós-Graduação em
Estatística) – Instituto de Ciências Matemáticas e de Computação, Universidade de São Paulo,
São Carlos – SP, 2021.

In this work we propose a new survival model called the Bell-Inverse Gaussian cure rate. We
consider different activation schemes in which the number of factors M has the Bell distribution
and the time of occurrence of an event follows the Inverse Gaussian model. The parameters are
estimated by the classical and Bayesian methods. In a simulation study, we investigate the mean
estimates, biases, mean squared errors and coverage probabilities in different activation schemes.
In order to detect possible influential or extreme observations that can cause distortions on the
results of the analysis we use the Bayesian method of influence analysis of case deletion based
on ψ-divergence. Finally, we show the applicability of the proposed model to a real dataset.

Keywords: Bell distribution; Cure rate survival model; Inverse Gaussian distribution; Latent
activation schemes; Survival analysis.
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CAPÍTULO

1
INTRODUÇÃO

Em estudos de análise de sobrevivência, a variável reposta é o tempo até a ocorrência de
um determinado evento de interesse cujas aplicações podem ser encontradas nas mais diferentes
áreas do conhecimento, tais como: a Biologia, a Economia, as Engenharias e a Medicina. Este
tempo é denominado tempo de falha, podendo ser o tempo até a falha de um equipamento, a
morte de um indivíduo que possui uma doença ou até a recidiva da mesma, entre outros. Dados
de análise de sobrevivência têm duas características principais: a presença de censura e o tempo
de falha.

Em análise de sobrevivência padrão, a função de sobrevivência converge para zero
quando o tempo tende a infinito, isto é, consideramos que todos os indivíduos em estudos são
susceptíveis ao evento de interesse.

No entanto, em alguns estudos clínicos, os dados de tempo de falha de uma população são
constituídos de dois grupos: os indivíduos que são susceptíveis e os não-susceptíveis ao evento
de interesse. Os indivíduos do primeiro grupo podem eventualmente sofrer o evento de interesse
enquanto os do segundo aparentam estarem livres de sinais do mesmo, e são denominados
imunes ou curados.

No conjunto de dados de sobrevivência, a presença de uma grande quantidade de observa-
ções das quais os maiores tempos são censurados pode indicar que existe uma fração (proporção)
de indivíduos curados na população em estudo. Caso o gráfico do estimador de Kaplan-Meier
da função de sobrevivência apresente uma cauda direita em um nível aproximadamente cons-
tante e estritamente maior que zero para um período considerável, as observações censuradas
determinam uma possível presença de uma fração de curados.

Um exemplo de possibilidade de cura é um conjunto de dados clínicos em que o evento
de interesse é a recorrência de um determinado tipo de câncer após a administração de um
tratamento, sendo que alguns dos pacientes podem não sofrer a recidiva.
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Os modelos de sobrevivência com fração de cura, também conhecidos como modelos
de longa duração (RODRIGUES; CANCHO; CASTRO, 2008; IBRAHIM; CHEN; SINHA,
2001), têm sido amplamente desenvolvidos e utilizados em várias aplicações, como em dados de
estudos clínicos (KIRKWOOD et al., 2004). Os principais objetivos do estudo é o estudo das
funções de sobrevivência, o estudo da fração de curados, o efeito do tratamento sobre esta fração
e também das covariáveis envolvidas nestes estudos.

Na literatura, nos últimos anos, têm surgido vários trabalhos que propõem novos modelos
que contemplam a possibilidade de fração de curados. Alguns exemplos desta extensa literatura e
em rápida evolução são: Cordeiro et al. (2016), Yiqi et al. (2016), Balakrishnan, Barui e Milienos
(2017), Bao et al. (2017), Gallardo et al. (2017), Koutras e Milienos (2017), Ortega et al. (2017a),
Ortega et al. (2017b), Rocha et al. (2017), Souza et al. (2017), Balakrishnan, Koutras e Milienos
(2018), Cancho et al. (2018), Onicescu e Lawson (2018), Bao et al. (2019), Calsavara et al.

(2019), He e Emura (2019), Bao et al. (2020), Cancho et al. (2020), Karamoozian, Baneshi e
Bahrampour (2020), Ramires et al. (2020), Rodrigues et al. (2020), Silva, Cordeiro e Ortega
(2020), Barriga et al. (2021), Cancho et al. (2021), Pal, Mondal e Kundu (2021) e Narisetty e
Koenker (2021).

Sob uma abordagem que leva em conta uma sequência estocástica de causas latentes,
Cooner et al. (2007) induzem a ocorrência do evento de interesse por meio de mecanismos
de ativação latentes. Vários são os trabalhos sobre essas novas distribuições que levam em
consideração diferentes mecanismos de ativação com causas latentes competitivas (TSODIKOV;
IBRAHIM; YAKOVLEV, 2003), como por exemplo: Louzada, Cancho e Barriga Gladys D
(2012), Cancho, Castro e Dey (2013), Louzada, Cancho e Yiqi (2015), Suzuki, Cancho e Louzada
(2016), Suzuki et al. (2017), Gilavert, Suzuki e Saraiva (2018), Pescim et al. (2019) e Barriga et

al. (2020).

Neste trabalho será levado em consideração os mecanismos de ativações latentes proposto
por Cooner et al. (2007). O objetivo é propor um novo modelo para análise de dados de sobrevi-
vência de longa duração denominado Bell-Inversa Gaussiana com proporção de cura (BIGcr).
Assumimos que há diferentes mecanismos de ativação com causas latentes para o evento de
interesse, cujo o número dessas causas é modelado por uma distribuição Bell (CASTELLARES;
FERRARI; LEMONTE, 2018) e o tempo até a ocorrência do evento de interesse segue uma
distribuição Inversa Gaussiana (IG).

Para estimação dos parâmetros, consideramos duas abordagens: uma clássica que foi
realizada utilizando métodos de convergência e a Bayesiana com distribuições a priori não
informativas, i.e., com “grandes” variâncias. Como as distribuições a posteriori condicionais dos
parâmetros não possuem forma analítica “fechada”, obtemos as estimativas por meio do uso de
métodos de Monte Carlo via Cadeias de Markov (MCMC).

Desenvolvemos um estudo de simulação para verificar o ajuste do modelo a conjuntos
de dados artificiais, gerados sob três esquemas de ativação (primeiro, último e aleatório) do
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evento de interesse. No estudo de simulação, também consideramos conjuntos de dados com
a presença de dados perturbados. O interesse em conjuntos de dados com esta característica é
que observações perturbadas podem ser influentes e causarem distorções nas estimativas dos
parâmetros. Para estes casos, utilizamos o diagnóstico de influência de deleção de casos com base
na medida de divergência ψ (PENG; DEY, 1995; WEISS, 1996) para identificar as observações
influentes.

A divergência ψ inclui várias medidas de divergência como casos particulares, tais como:
a divergência Kullback-Leibler, a distância J e a distância L1, as quais utilizamos neste trabalho.

Como ilustração, ajustamos o modelo proposto a um conjunto de dados reais referente a
um ensaio clínico de melanoma cutâneo de fase III, baixado do website <http://merlot.stat.uconn.
edu/~mhchen/survbook/> (KIRKWOOD et al., 2000)

Todas as implementações computacionais foram feitas utilizando o software R (R De-
velopment Core Team, 2018). Para a inferência Bayesiana fez-se o uso do sistema JAGS - Just
Another Gibbs Sampler (PLUMMER et al., 2006) por meio do pacote runjags (DENWOOD,
2016).

1.1 Organização do Trabalho
O Capítulo 2 apresenta uma breve revisão de alguns conceitos básicos de Análise de

Sobrevivência bem como o conceito de ativação latente proposto por Cooner et al. (2007), Além
disso, introduz a distribuição Bell e o modelo Inversa Gaussiana que serão utilizados para a
construção do modelo proposto.

O Capítulo 3 apresenta a construção do modelo Bell Inversa Gaussiana com fração de
cura (BIGcr), sob os três esquemas de ativação latente. Também, por meio de uma abordagem
clássica, realizamos um estudo de simulação e uma aplicação a dados reais.

No Capítulo 4 descrevemos uma abordagem Bayesiana e o procedimento de estimação
dos parâmetros do modelo BIGcr. Também é apresentada uma análise de influência de deleção
de casos baseada na divergência ψ bem como um estudo de simulação e aplicação a dados reais.

Por fim, no Capítulo 5 apresentamos as considerações finais juntamente com as nossas
perspectivas de trabalhos futuros.

http://merlot.stat.uconn.edu/~mhchen/survbook/
http://merlot.stat.uconn.edu/~mhchen/survbook/
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CAPÍTULO

2
ALGUNS CONCEITOS EM ANÁLISE DE

SOBREVIVÊNCIA

2.1 Análise de Sobrevivência

Neste capítulo apresentamos alguns conceitos básicos utilizados em Análise de Sobre-
vivência e uma breve revisão sobre os modelos de sobrevivência de longa duração que foram
utilizados no desenvolvimento do trabalho.

2.1.1 Tempo de falha

Em Análise de Sobrevivência, a variável reposta é o tempo até a ocorrência de um evento
de interesse que é denominado tempo de falha. Podemos definir tempo de falha em várias
áreas de estudo, como por exemplo na engenharia, o tempo de falha pode ser o tempo que um
equipamento leva para apresentar algum defeito. Já na medicina, pode ser o tempo de morte ou
recidiva de uma doença em um indivíduo.

Dados de sobrevivência têm duas características principais: a presença de dados censura-
dos (censura) e o tempo de falha. O tempo de falha é definido como o tempo até a ocorrência do
evento de interesse, e é constituído do evento de interesse (a falha), o tempo inicial e a escala
de medida. Se por algum motivo o acompanhamento com o paciente é interrompido tem-se a
ocorrência de censura (COLOSIMO; GIOLO, 2006).

O tempo de falha é definido pelo tempo inicial, a escala de medida e o evento de interesse.
O tempo inicial do estudo deve ser definido com precisão. Por exemplo, na área médica pode-se
considerar a data do início de um determinado tratamento ou do diagnóstico da doença. A
escala de medida depende do problema em estudo, por exemplo na área médica, podendo ser
o tempo real (em horas, dias, etc.), nas engenharias, pode ser dada pelo número de ciclos, de
quilometragem de um veículo automotivo, entre outros.
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O tempo de falha precisa ser definido de forma clara e precisa. Em algumas situações, o
evento de interesse é simples de ser diagnosticado, tais como morte ou recidiva de uma doença.
No entanto, por vezes pode ser mais complexo de ser demarcado, como por exemplo, saber
quando um determinado produto alimentício fica inapropriado para o consumo.

Em Análise de sobrevivência temos um tipo de evento de interesse bem comum deno-
minado eventos recorrentes, que acontecem mais de uma vez para um mesmo indivíduo ou
equipamento. Por exemplo: gestações, cáries e danificação de equipamentos que podem ser
consertados. Temos também os diferentes tipos de eventos decorrentes de um mesmo fator de
risco em estudo, como efeitos adversos de medicamentos.

2.1.2 Censura

Em estudos clínicos muitas vezes o experimento termina antes que o evento de interesse
de fato ocorra, então, pode-se observar por vezes estudos incompletos ou parciais. Tais observa-
ções são denominadas censuras podendo acontecer por inúmeros fatores, dentre eles a perda de
acompanhamento do paciente no decorrer do estudo ou até mesmo a não-ocorrência do evento de
interesse. Outro fator de censura é quando a falha ocorre por outras causas que não é a esperada
no estudo.

Segundo Colosimo e Giolo (2006), podemos classificar a censura em:

∙ Tipo I: O estudo é terminado após um período de tempo já determinado no início do
estudo, os indivíduos que não tiveram a falha são censurados.

∙ Tipo II: O estudo é terminado após um número pré-determinado de indivíduos atingir o
evento de interesse.

∙ Aleatória: semelhante à censura do Tipo I, porém com os indivíduos sendo incorporados
de maneira aleatória.

2.1.3 Função de Sobrevivência e Função de Risco

Seja Y uma variável aleatória contínua não-negativa com função densidade de probabi-
lidade f (y), descrevendo os tempos de vida de indivíduos de uma população. Em Análise de
Sobrevivência a variável aleatória Y é geralmente especificada pela sua função de sobrevivência
ou pela função taxa de falha. A probabilidade de um indivíduo sobreviver à um determinado
tempo S(y), ou seja, a probabilidade de um indivíduo viver um tempo maior que y é dada por:
(COLOSIMO; GIOLO, 2006)

S(y) = P(Y > y) =
∫ +∞

y
f (u)du.
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Nota-se que S(y) é monótona e decrescente, em que S(0) = 1 e S(∞) = limy→∞ S(y) = 0.

Consequentemente, a função de distribuição acumulada é definida como a probabilidade
de uma observação não sobreviver até o tempo y, isto é, F(y) = 1−S(y). Logo, a probabilidade
de ocorrer uma falha no intervalo [y1,y2) é dada por:

P(y1 ≤ Y < y2) = F(y2)−F(y1) = (1−S(y2))− (1−S(y1)) = S(y1)−S(y2).

A taxa de falha no intervalo [y1,y2) é definida como sendo a probabilidade de que a falha
ocorra neste intervalo dado que não ocorreu antes de y1 dividida pelo comprimento do mesmo
(COLOSIMO; GIOLO, 2006), isto é,

P(Y ∈ [y1,y2)|Y ≥ y1)

(y2 − y1)
=

P(Y ∈ [y1,y2))

(y2 − y1)P(Y ≥ y1)
=

S(y1)−S(y2)

∆(y)S(y1)
, (2.1)

em que ∆(y) = y2 − y1.

Redefinindo o intervalo como [y,y+∆y), a expressão (2.1) fica da forma:

S(y)−S(y+∆y)
∆yS(y)

. (2.2)

Fazendo ∆y um valor baixo em (2.2), a função de risco h(t) representa a taxa de falha
instantânea no tempo y condicional à sobrevivência até o tempo y, que é dada por:

h(y) = lim
∆y→0

P(y ≤ Y < y+∆y|Y ≥ y)
∆y

=
1

S(y)
lim

∆y→0

F(y+∆y)−F(y)
∆y

=
F ′(y)
S(y)

=
f (y)
S(y)

.

Uma outra expressão da função de risco é obtida da seguinte forma:

h(y) =
F ′(y)
S(y)

=
1

S(y)
dF(y)

dy
=

1
S(y)

d(1−S(y))
dy

=− 1
S(y)

dS(y)
dy

.

Portanto,

h(y) =−d log(S(y))
dy

.

As taxas de falha são números positivos sem limite superior, podendo ser crescente,
decrescente, constante ou em forma de banheira. Para maiores detalhes ver Colosimo e Giolo
(2006).
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2.1.4 Estimador de Kaplan-Meier

O estimador não-paramétrico de Kaplan-Meier (KAPLAN; MEIER, 1958), também
chamado de estimador limite-produto é muito utilizado em Análise de Sobrevivência para
estimação da função de sobrevivência. É uma adaptação da função de sobrevivência empírica
que na ausência de censuras é definido como (COLOSIMO; GIOLO, 2006):

Ŝ(y) =
no de observações que não falharam até o tempo y

no total de observações no estudo
.

A função Ŝ(y) é uma função do tipo escada com degraus nos tempos observados de falha
de tamanho 1/n, em que n é o tamanho da amostra. Se existirem empates em um certo tempo y o
tamanho do degrau fica multiplicado pelo número de empates.

Para obtermos a expressão geral do estimador de Kaplan-Meier, considere:

∙ y1 < y2 < ... < yk, os k tempos distintos e ordenados de falha;

∙ d j o número de falhas em y j, j = 1, ...,k;

∙ n j o número de indivíduos sob risco em y j, ou seja, os indivíduos que sobreviveram e não
foram censurados até o instante imediatamente anterior a y j.

O estimador de Kaplan-Meier é definido como:

Ŝ(y) = ∏
j:y j<y

(
n j −d j

n j

)
= ∏

j:y j<y

(
1−

d j

n j

)
.

2.2 Modelos de longa duração

Uma forma de modelar dados de sobrevivência com fração de cura é considerar uma
função de sobrevivência como uma mistura de pacientes curados e não-curados.

O modelo mais conhecido é o modelo paramétrico de mistura padrão proposto por
Berkson e Gage (1952). Neste modelo é assumida uma probabilidade π para a população que
está "curada"e 1−π para a população restante não-curada. A função de sobrevivência para toda
a população no instante t (S1(t)) é dada por:

S1(t) = π +(1−π)S*(t), (2.3)

em que S*(t) representa a função de sobrevivência própria (ou seja, a integral no intervalo [0,∞)

da função de densidade de probabilidade associada a esta função de sobrevivência tem valor
igual a 1) associada aos indivíduos não-curados.
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Uma outra forma de modelagem é baseada na estrutura de risco competitivo. Nestes
modelos é definida uma variável aleatória como o número de causas competindo para a ocorrência
do evento de interesse que está associado à variável resposta.

Por exemplo, temos o modelo proposto por Yakovlev et al. (1993), em que a função de
sobrevivência é apresentada da seguinte forma:

S(y) = exp{−θF(y)}, (2.4)

em que o número de causas tem distribuição de Poisson com média θ . Uma característica
importante é que quando o parâmetro θ é definido como uma função de covariáveis faz com
que o modelo (2.4) tenha uma estrutura de risco proporcional, o que não ocorre no modelo de
mistura dado em (2.3).

Rodrigues, Cancho e Castro (2008) propõem uma abordagem unificada que consiste em
uma generalização que possibilita a obtenção da função de sobrevivência com fração de cura
da população de qualquer modelo baseado em uma distribuição genérica do número de causas
de ocorrência do evento por meio do uso da função geradora de sequência de números reais
definida por Feller (1957). Esta abordagem considera um modelo dividido em dois estágios: o
primeiro estágio é o estágio de iniciação, no qual definimos uma variável aleatória M, em que
M representa o número de causas ou riscos de ocorrência de um particular evento de interesse
(morte de um paciente, reincidência de um câncer, etc), com a função de probabilidade dada por:

pm = P(M = m), m = 0,1,2, ....

O segundo estágio é denominado estágio de maturação. Dado M = m, sejam Z j, j =

1, ...,m, variáveis aleatórias contínuas (não-negativas) independentes com função de distribuição
acumulada F(z) = 1− S(z) e independentes de M, representando o tempo de ocorrência do
evento de interesse devido à j-ésima causa ou risco.

No cenário de competição, apenas o menor tempo de vida Z j entre todas as causas é
observado. Assim, com a suposição de inclusão de indivíduos não-susceptíveis ao evento de
interesse, o tempo Y para a ocorrência do evento de interesse é definido como:

Y = min{Z0,Z1, . . . ,ZM}, (2.5)

em que P(Z0 =+∞) = 1, sendo assim uma proporção p0 da população não sujeita à ocorrência
do evento de interesse.

Definição (Função geradora de sequência de números reais (FELLER, 1957)): Seja {am}
uma sequência de números reais. Se

A(s) = a0 +a1s+a2s2 + . . . (2.6)

converge para valores de s no intervalo [0,1], então A(s) é definida como função geradora da
sequência {am}.
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Rodrigues, Cancho e Castro (2008) unificaram a teoria de análise de sobrevivência de
longa duração, sendo possível obter a função de sobrevivência de longa duração Spop(y) =

P(Y > y) da variável aleatória Y (dada em 2.5), apenas pelo conhecimento da função geradora
de sequência Ap(.) da variável latente M relacionada a S(y).

Utilizando a definição anterior, Rodrigues, Cancho e Castro (2008) propuseram o seguinte
Teorema:

Teorema.(RODRIGUES; CANCHO; CASTRO, 2008) Dada uma função de sobrevivên-
cia própria S(y), a função de sobrevivência da variável aleatória Y dada em (2.5) pode se escrita
como

Spop = Ap[S(y)] =
+∞

∑
m=0

pm[S(y)]m, (2.7)

em que Ap(.) é a função geradora da sequência {pm} que converge no intervalo 0 ≤ S(y)≤ 1.
Demostração: A demonstração pode ser encontrada em Rodrigues, Cancho e Castro (2008).

Se a = {am} = {pm} = p então, Ap(s) = E[sM] = E[exp(M log(s))], isto é, Ap(s) é
função geradora de momentos de M calculada no ponto log(s).

Como observado por Rodrigues, Cancho e Castro (2008), a função de sobrevivência (2.7)
não é própria, isto é,

lim
y→+∞

Spop(y)> 0.

Além disso, a proporção p0 de não-ocorrência do evento na população é dada por:

lim
y→+∞

Spop(y) = P(M = 0) = p0.

2.3 Processo carcinogênico
O processo carcinogênico em um indivíduo ocorre quando uma célula que já fora

“iniciada” por algum fator externo como o fumo, a exposição exacerbada ao sol, dentre outros,
se transforma em célula cancerígena, então esta se multiplica de forma desorganizada e assim,
ocasiona a formação de um tumor. Alguns fatores devem ser levados em conta, pois dentro de
cada indivíduo há a presença de milhões de células, sendo assim, não haveria a possibilidade de
determinar o momento exato em que uma célula “iniciada” se transformou em célula cancerígena.
Alguns autores como Yiqi et al. (2016), Suzuki et al. (2017), Gilavert, Suzuki e Saraiva (2018)
e Barriga et al. (2020) realizaram estudos que levaram em conta os mecanismos de ativações
propostos por Cooner et al. (2007), que utiliza três esquemas de ativações latentes considerando
que as células estejam competindo entre si para de fato ocorrer o evento de interesse. Os esquemas
são denominados: esquema de primeira ativação, ativação aleatória e última ativação. Para
representar o tempo de ativação, assumimos que são necessárias a ocorrência de R das M causas,
R≤M, para que o evento de interesse ocorra. Assim, considerando Z(1) ≤ ·· · ≤ Z(R) ≤ ·· · ≤ Z(M)

como sendo as M estatísticas de ordem, com Z(R) sendo a R-ésima estatística de ordem, então
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o tempo até a ocorrência do evento de interesse é dado por Y = Z(R). O valor R pode ser
uma constante fixa, uma função de M ou uma variável aleatória discreta com distribuição
condicional em M. Se M = 0, o tempo para evento é assumido como infinito (Y = +∞) com
P(Y =+∞|M = 0) = 1.

2.4 Mecanismos de ativação

Nesta seção apresentamos os três mecanismos de ativação: esquema de primeira ativação,
última ativação e ativação aleatória.

2.4.1 Esquema de primeira ativação

Neste esquema, o evento de interesse ocorre devido a qualquer uma das possíveis
causas. Neste cenário, temos que R = 1 e o tempo para o evento é dado por Y = Z(1) =

min{Z1,Z2, . . . ,ZM}.

Assim, a função de sobrevivência populacional é dada por:

Spop(y) = P(M = 0)+P(Z1 > y,Z2 > y, ...,ZM > y,M ≥ 1).

Após algumas álgebras, pode ser mostrado que a função de sobrevivência de Y fica da
forma:

Spop = AM(S(y)),

em que AM é a função geradora de probabilidade de M.

Logo, a função densidade é dada por fpop(y) = −S
′
pop(y), tal que f (y) = −S

′
(y) é a

função de sobrevivência própria do tempo para o evento Z e a derivada negativa da função de
sobrevivência é dada por:

−
dSpop(y)

dy
= f (y)

∞

∑
m=1

mpm{S(y)}m−1. (2.8)

2.4.2 Esquema de última ativação

No esquema denominado de última ativação, o evento de interesse ocorre somente após
a ocorrência de todas as M causas. Neste caso, temos R = M e o tempo de vida observado é dado
por Y = Z(M) = max{Z1, . . . ,ZM}. A função de sobrevivência de Y é dada por:

Spop(y) = 1+AM(0)−AM(F(y)). (2.9)
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2.4.3 Esquema de ativação aleatória

No esquema de ativação aleatória, o evento de interesse ocorre após quaisquer M cau-
sas terem ocorrido, ou seja, M ≥ 1, a distribuição condicional de R é Uniforme discreta em
{1,2, ...,M}, com função de sobrevivência populacional dada pela relação:

Spop = P(Y ≤ y) = P(M = 0)+{1−P(M = 0)}S(y). (2.10)

2.5 A distribuição Bell

Muitos problemas envolvendo dados de contagem ocorrem na prática como por exemplo
o estudo do número de tempestades durante o ano, o número de acidentes de carro em um dado
período de tempo, o número de sinistros de um veículo automotivo, dentre outros.

Um modelo probabilístico discreto muito utilizado na prática é a distribuição uniparamé-
trica de Poisson. A grande desvantagem do seu uso é que não acomoda sub e superdispersão
devido ao fato da média ser igual à variância. Na literatura encontramos vários trabalhos pro-
pondo novas distribuições discretas por meio da discretização de uma variável contínua, como:
Weibull discreta (Nakagawa; Osaki, 1975; Stein; Dattero, 1984), Gama discreta (YANG, 1994),
Rayleigh discreta (Roy, 2004), Burr e Pareto discretas (KRISHNA; Singh Pundir, 2009), inversa
Weibull discreta (JAZI; LAI; ALAMATSAZ, 2010), Lindley ponderada discreta (GHITANY et

al., 2011), Exponencial ponderada discreta (GUPTA; KUNDU, 2009), entre outras. No entanto,
essas distribuições possuem mais de um parâmetro.

Castellares, Ferrari e Lemonte (2018) propuseram uma nova distribuição discreta uni-
paramétrica denominada distribuição de Bell, que foi obtida com base em uma expansão em
série devido a Bell (BELL, 1934a; BELL, 1934b). Esta distribuição possui uma função massa de
probabilidade de fácil manipulação. Além disso, possui várias propriedades interessantes como
média, variância, função geradora de probabilidade e estimador de máxima verossimilhança
sendo que todos possuem forma analítica fechada. É apresentada uma outra reparametrização em
que a função massa de probabilidade pertence à família exponencial uniparamétrica em função
da média da distribuição.

Seja M uma variável aleatória discreta com distribuição Bell de parâmetro θ > 0, isto é,
M ∼ Bell(θ). A sua função massa de probabilidade é dada por:

P(M = m) =
θ me−eθ+1Bm

m!
, m = 0,1,2, . . . , (2.11)

em que os coeficientes Bm são números Bell, definidos por:

Bm =
1
e

∞

∑
k=0

km

k!
. (2.12)
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O número Bm dado na equação (2.12) é o n-ésimo momento da distribuição de Poisson
com parâmetro igual a 1.

A função massa de probabilidade dada em (2.11) pode ser expressa da forma:

Pr(M = m) = exp
(

m log(θ)+ log
(

Bm

m!

)
− eθ +1

)
= exp(ξ T (m)−A(θ)+C(m)),

em que m = 0,1,2, . . .. Assim, temos que a distribuição Bell pertence à família expo-
nencial uniparamétrica com parâmetros naturais ξ = log(θ),T (m) = m,A(θ) = eθ e C(m) =

log
(

Bm

m!

)
+1.

Adicionalmente, se M1,M2, . . . ,Mn é uma amostra aleatória de tamanho n de M ∼
Bell(θ), então T (M1,M2, . . . ,Mn) = ∑

n
i=1 Mi é uma estatística suficiente para θ .

2.5.1 Algumas propriedades

Se M ∼ Bell(θ), a sua função massa de probabilidade dada pela equação (2.11) é muito simples
de se trabalhar e não envolve nenhuma função complicada. Por exemplo, temos:

P(M = 0) = e−eθ+1, P(M = 1) = θe−eθ+1,
P(M = 2) = θ 2e−eθ+1, P(M = 3) = 5θ 3

3! e−eθ+1,
P(M = 4) = 15θ 4

4! e−eθ+1 e P(M = 5) = 52θ 4

5! e−eθ+1.

As outras probabilidades podem ser facilmente obtidas. Na Figura 1 apresentamos a
representação gráfica da distribuição Bell para diferentes valores do parâmetro θ .

Figura 1 – Gráficos da função massa de probabilidade da distribuição Bell para valores arbitrários do
parâmetro θ .
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Fonte: Elaborada pela autora.
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Uma tabulação da função massa de probabilidade para θ = 0,05, 0,1, 0,2, 0,3, 0,4, 0,5,
0,6, 0,7, 0,8, 0,9, 1,0, 1,25, 1,5, 1,75 e 2 é apresentada na Tabela 1.

Tabela 1 – Probabilidades de M ∼ Bell(θ)

Parâmetro P(M = 0) P(M = 1) P(M = 2) P(M = 3) P(M = 4) P(M = 5) P(M > 5)
θ = 0,05 0,9500 0,0475 0,0024 9,8960*10−5 3,7110*10−6 1,2865*10−7 4,3183*10−9

θ = 0,10 0,9002 0,0900 0,0090 0,0007 5,6260*10−5 3,9007*10−6 2,7044*10−7

θ = 0,20 0,8013 0,1603 0,0320 0,0053 0,0008 0,0001 1,6483*10−5

θ = 0,30 0,7047 0,2114 0,0634 0,0158 0,0035 0,0007 0,0002
θ = 0,40 0,6115 0,2446 0,0978 0,0326 0,0097 0,0027 0,0009
θ = 0,50 0,5227 0,2613 0,1307 0,0544 0,0204 0,0071 0,0033
θ = 0,60 0,4394 0,2637 0,1582 0,0791 0,0356 0,0148 0,0741
θ = 0,70 0,3628 0,2531 0,1778 0,1037 0,0544 0,0264 0,0207
θ = 0,80 0,2935 0,2349 0,1879 0,1253 0,0752 0,0417 0,0415
θ = 0,90 0,2323 0.2090 0,1882 0,1411 0,0953 0,0594 0,0745
θ = 1,00 0,1794 0,1794 0,1794 0,1495 0,1121 0,0777 0,1226
θ = 1,25 0,0829 0,1036 0,1295 0,1349 0,1265 0,1096 0,3130
θ = 1,50 0,0308 0,0461 0,0692 0,0865 0,0973 0,1012 0,5689
θ = 1,75 0,0086 0,0150 0,0264 0,0385 0,0505 0,0612 0,7997
θ = 2,00 0.0017 0.0034 0,0067 0,0112 0,0168 0,0233 0,9369

2.5.2 Esperança, variância e função geradora de probabilidades

Seja M ∼ Bell(θ), em que θ > 0. Então, sua função geradora de probabilidades é dada
por:

AM(s) = E(sM) = exp(esθ − eθ ), |s|< 1. (2.13)

O valor esperado e a variância de M ∼ Bell(θ) são dados por:

E(M) = θeθ (2.14)

e

Var(M) = θ(1+θ)eθ , (2.15)

respectivamente.

Na Tabela 2 apresentamos o valor esperado e a variância da distribuição Bell, para os
mesmo valores de θ assumidos na Tabela 1. Observa-se que para maiores valores de θ , o seu
valor esperado e variância aumentam.
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Tabela 2 – Esperança e variância

Parâmetro E(M) Var(M)
θ = 0,05 0,0101 0,0102
θ = 0,10 0,1105 0,1216
θ = 0,20 0,2443 0,2931
θ = 0,30 0,4049 0,5264
θ = 0,40 0,5967 0,8354
θ = 0,50 0,8244 1,2365
θ = 0,60 1,0932 1,7492
θ = 0,70 1,4096 2,3964
θ = 0,80 1,7804 3,2048
θ = 0,90 2,2136 4.2059
θ = 1,00 6,7225 5,4366
θ = 1,25 4,3629 9,8166
θ = 1,50 6,7225 16,8063
θ = 1,75 10,0705 27,6940
θ = 2,00 14,7781 44,3343

2.5.3 Outras propriedades

Seja M ∼ Bell(θ), em que θ > 0. Então, a variável aleatória M tem a mesma distribuição
que a soma de N distribuições de Poisson zero truncadas independentes, com parâmetro θ > 0 e
N ∼ Poisson(eθ −1).

Com base nesta propriedade, podemos construir a seguinte caracterização: Seja X1,X2, . . .

uma sequência de variáveis aleatórias independentes e identicamente distribuídas, em que Xn tem
distribuição de Poisson zero truncada de parâmetro θ > 0 e N possui distribuição de Poisson com
parâmetro eθ −1 e independente da sequência {Xn,n ≥ 1}. Então, a variável aleatória M dada
por M = X1+X2+ · · ·+XN tem distribuição Bell(θ) (CASTELLARES; FERRARI; LEMONTE,
2018).

Além disso, a distribuição Bell é identificável para todo θ > 0, é fortemente unimodal e
é infinitamente divisível (para outras propriedades bem como maiores detalhes ver Castellares,
Ferrari e Lemonte (2018).

2.5.4 Estimador de Máxima Verossimilhança de θ

Seja M1,M2, . . . ,Mn uma amostra aleatória de M ∼Bell(θ). A função de verossimilhança
baseada na amostra observada m1,m2, . . . ,mn, é dada por:

L (θ) =
n

∏
i=1

θ mie−eθ+1Bmi

mi!
. (2.16)
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Aplicando o logaritmo natural na equação (2.16) obtemos que a função de log-verossimilhança
é dada por:

l(θ) ∝ −meθ + log(θ)
n

∑
i=1

mi.

O estimador de máxima verossimilhança θ̂ de θ satisfaz a equação:

−eθ̂ +
M̄
θ̂

= 0,

ou, equivalentemente, M̄ = θ̂ exp(θ̂), cuja solução é θ̂ = W0(M̄), em que W0(.) é a função
Lambert (CORLESS et al., 1996) e M̄ = n−1

∑
n
i=1 Mi.

2.5.5 Uma outra reparametrização do modelo Bell

Em modelos de regressão, tipicamente é feita a modelagem da média da variável resposta.
Então, para obter uma estrutura de regressão para a média da distribuição Bell, temos que
trabalhar com uma parametrização diferente da função massa de probabilidade dada em (2.11).
Seja µ = θeθ e, portanto, θ =W0(µ), em que W0(.) é a função Lambert (CORLESS et al., 1996).
A partir das equações (2.14) e (2.15), temos que a média e a variância são dadas por:

E(M) = µ e Var(M) = µ[1+W0(µ)],

respectivamente.

A função massa de probabilidade da distribuição Bell sob a nova parametrização é:

P(M = m) = exp
(

1− eW0(µ)
)W0(µ)

mBm

m!
, m = 0,1,2 . . . , (2.17)

em que µ > 0, Bm são os números Bell dados em (2.12). Analogamente como visto anteriormente,
podemos observar que a função massa de probabilidade (2.17) pertence à família exponencial
uniparamétrica.

2.6 Distribuição Inversa Gaussiana

A distribuição Inversa Gaussiana, também chamada de distribuição Wald, foi proposta
por Schrödinger (1915) como a distribuição do tempo de primeira passagem que um movimento
Browniano leva para atingir um drift positivo.

O nome da distribuição Inversa Gaussiana foi dado por Tweedie (1957). Essa distribuição
tem chamado a atenção na literatura com suas aplicações em diversas áreas do conhecimento,
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bem como as suas extensões e generalizações. Algumas referências são os livros: Chhikara e
Folks (1989), Seshadri (1993), Seshadri (1999) e Folks (2007) e, os artigos recentes: Balakrishna
e Rahul (2014), Choi et al. (2014), Ye e Chen (2014), Peng (2015), Hanagal e Bhambure (2016),
Gómez–Déniz e Pérez–Rodríguez (2017), Nagamani e Tripathy (2018), Hanagal e Pandey (2020),
Chen et al. (2019), Ghitany et al. (2019), Jayalath e Chhikara (2020), Punzo (2019), Shamany,
Alobaidi e Algamal (2019), Upadhyay e Sen (2019), Wen et al. (2019), Kinat, Amin e Mahmood
(2020), Xu, Hu e Wang (2020) e Morita et al. (2021).

De acordo com Folks e Chhikara (1978) e Chhikara e Folks (1989), a interpretação
da variável aleatória Gaussiana Inversa como um tempo de primeira passagem sugere suas
potenciais aplicações para o estudo de tempos de vida (como em Bacanli e Demirhan (2008),
Stogiannis e Caroni (2012), Gunes et al. (1997), Nikulin e Solev (1999) e Lemeshko et al.

(2010)) e também para uma ampla gama de campos (veja Johnson, Kotz e Balakrishnan (1994)).

Se Y é uma variável aleatória com distribuição Inversa Gaussiana (IG) (Y ∼ IG(µ,λ ))
então, a sua função densidade de probabilidade é da forma:

f (y) = (λ/2πy3)1/2 exp
[
−λ (y−µ)2/2µ

2y
]
, y > 0, (2.18)

em que os parâmetros µ > 0 e λ > 0. A média e a variância são dadas por E(Y ) = µ e Var(Y ) =
µ3/λ , respectivamente. A função de distribuição acumulada da distribuição Inversa Gaussiana é
dada por:

F(y) = Φ

(√
λ

y

(
y
µ
+1
))

+ e2λ/µ
Φ

(
−

√
λ

y

(
1+

y
µ

))
. (2.19)

em que Φ é a distribuição de probabilidade acumulada da normal padrão.
A Figura 2, apresenta a ilustração gráfica das funções densidade, de sobrevivência e de risco da
distribuição IG, em que a expressão da função de sobrevivência da distribuição Inversa Gaussiana
é dada por S(y) = 1−F(y), sendo F(.) a função de distribuição acumulada dada em (2.19), a
função densidade dada por f (y) apresentada em (2.18) e a função de risco pode ser obtida pela
relação f (y)

S(y) .
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Figura 2 – Funções de densidade, sobrevivência e risco da distribuição IG para valores arbitrários dos
parâmetros.
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Fonte: Elaborada pela autora.

Uma característica que faz com que a distribuição Inversa Gaussiana seja uma boa
candidata para a modelagem de tempos de vida é o fato da sua função de risco ser unimodal.
Folks e Chhikara (1978) mostraram que a função de risco cresce até um valor máximo e depois
decresce assintoticamente para 0,5λ µ−2.

Sanhueza, Leiva e Balakrishnan (2008), Kotz, Leiva e Sanhueza (2010) e Leiva et al.

(2010) propuseram e discutiram novas classes de modelos de mistura baseados na distribuição
Inversa Gaussiana. Balka, Desmond e McNicolas (2009) consideraram modelos com fração
de cura com base na distribuição Inversa Gaussiana possuindo muitas extensões, incluindo
os modelos de mistura. Uma distribuição de mistura Inversa Gaussiana (MIG) tem função de
sobrevivência dada por:

SMIG(y) = p0 +(1− p0)SIG(y), y > 0, (2.20)
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em que SIG(y) = 1−FIG(y) é a função de sobrevivência da distribuição Inversa Gaussiana e p0

é a fração de curados.

2.6.1 Estimador de máxima verossimilhança

Em contraste com outras distribuições utilizadas na análise de dados de sobrevivência,
podemos obter analiticamente os estimadores de máxima verossimilhança para os parâmetros µ

e λ .

Considere Y1,Y2, . . . ,Yn uma amostra aleatória de tamanho n de Y , em que Y ∼ IG(µ,λ ),
com função de densidade de probabilidade definida em (??). Então, a função de máxima
verossimilhança é dada por:

L (µ,λ ) =
n

∏
i=1

(λ/2πy3
i )

1/2 exp
[
−λ (yi −µ)2/2µ

2yi
]
.

Logo, a função de log-verossimilhança é dada por:

l(µ,λ ) =
n
2

log
(

λ

2π

)
− 3

2
log

(
n

∑
i=1

yi

)
− λ

2µ2

n

∑
i=1

(
(yi −µ)2

yi

)
. (2.21)

Os estimadores de máxima verossimilhança µ̂ e λ̂ são obtidos resolvendo as equações Uµ = 0 e
Uλ = 0, em que Uµ = ∂ l(µ,λ )

∂ µ
e Uλ = ∂ l(µ,λ )

∂λ
, sendo l(µ,λ ) a função log-verossimilhança dada

em (2.21).

Portanto, os estimadores são µ̂ = Ȳ e λ̂ = n
∑

n
i=1(Y

−1
i − 1

Ȳ )
, em que Ȳ é a média amostral

dada por Ȳ = ∑
n
i=1 Yi
n .
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CAPÍTULO

3
O MODELO BELL INVERSA GAUSSIANA

COM FRAÇÃO DE CURA

Neste capítulo apresentamos o modelo Bell Inversa Gaussiana com fração de cura (BIGcr)
para os três tipos de esquema de ativação.

Seja M as possíveis causas do evento de interesse para um indivíduo na população.
Supondo que M segue distribuição Bell de parâmetro θ com função massa de probabilidade
dada em (2.11) e função geradora de probabilidade apresentada em (2.13).

Considerando Z j, j = 1, ...,M o tempo de ocorrência da j-ésima causa competitiva, em
que M e Z j são variáveis latentes, ou seja, não são observáveis. Assumindo independência entre
as variáveis Z j e também entre Z j e M, então, atribui-se a Z j uma distribuição Inversa Gaussiana
de parâmetros µ e λ , com função densidade de probabilidade dada em (??).

Com as definições dadas nas Seções 2.3 e 2.4, temos que as funções densidade e de
sobrevivência impróprias do modelo BIGcr sob os esquemas de ativação latentes, são descritas
por:

(1) Esquema de primeira ativação: Neste cenário assume-se que R = 1 e o tempo de vida
observado é definido pela variável aleatória Y = Z(1) = min{Z1, . . . ,ZM}.

A função de sobrevivência de Y é dada por:

Spop(y) = AM(SIG(y)) = exp(eSIG(y)θ − eθ ), (3.1)

em que AM(.) é dado na expressão (2.13) e SIG(y) é a função de sobrevivência da distri-
buição Inversa Gaussiana.

A função densidade de probabilidade associada a (3.1) é dada por:

fpop(y) = exp(eSIG(y)θ − eθ )eSIG(y)θ fIG(y)θ , (3.2)
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em que fIG(y)− dSIG(y)
dy é a função densidade de probabilidade da distribuição Inversa

Gaussiana.

(2) Esquema de última ativação: Neste cenário temos que R = M e o tempo de vida observado
é dado por Y = Z(M) = max{Z1, . . . ,ZM}. A função de sobrevivência de Y é dada por:

Spop(y) = 1+AM(0)−AM(1−SIG(y)) (3.3)

= 1+ exp(1− eθ )− exp(eFIG(y)θ − eθ ),

em que FIG(y) = 1−SIG(y) é a função de distribuição acumulada da distribuição Inversa
Gaussiana.

A função de sobrevivência dada em (3.3) leva à seguinte função densidade de probabilidade:

fpop(y) = exp(eFIG(y)θ − eθ )eFIG(y)θ fIG(y)θ . (3.4)

(3) Esquema de ativação aleatória: Neste terceiro cenário, assume-se que M ≥ 1 e considera
para R uma distribuição Uniforme discreta em {1,2, . . . ,M}. A função de sobrevivência
de Y é dada por:

Spop(y) = P(Y > y) = P(M = 0)+{1−P(M = 0)}SIG(y) (3.5)

= exp(1− eθ )+ [1− exp(1− eθ )]SIG(y).

Por meio da função de sobrevivência Spop(y) dada em (3.5), temos que a função densidade
de probabilidade é dada por:

fpop(y) = (1− exp(1− eθ )) fIG(y). (3.6)

Para os três esquemas, podemos reparametrizar as funções de sobrevivência e densidades
de probabilidade em função da proporção de cura p, considerando:

p = P(M = 0) = exp(−e−θ +1)⇒ log(p) =−eθ +1 ⇒ θ = log(1− log(p)). (3.7)

A partir das expressões (3.1)-(3.6) e da expressão de θ em (3.7), temos que as funções
de sobrevivência e de densidade de probabilidade para os três cenários ficam dadas por:

Esquema de primeira ativação:

Spop(y) = exp((1− log(p))SIG(y)−1+ log(p)) e (3.8)

fpop(y) = exp((1− log(p))SIG(y)−1+ log(p))(1− log(p))SIG(y) log(1− log(p)) fIG(y).

Esquema de última ativação:

Spop(y) = 1+ p− exp((1− log(p))FIG(y)−1+ log(p)) e (3.9)

fpop(y) = exp((1− log(p))FIG(y)−1+ log(p))(1− log(p))FIG(y) log(1− log(p)) fIG(y).
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Esquema de ativação aleatória:

Spop(y) = p+(1− p)SIG(y) e fpop(y) = (1− p) fIG(y). (3.10)

As Figuras 3, 4 e 5, apresentam os gráficos dos diferentes comportamentos das funções de
densidade, sobrevivência e de risco do modelo BIGcr sob os esquemas de primeira ativação, de
ativação aleatória e de última ativação, respectivamente. Foram considerados diferentes valores
arbitrários para os parâmetros.
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Figura 3 – Funções densidade, sobrevivência e risco sob o esquema de ativação aleatória para valores
arbitrários dos parâmetros.
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Figura 4 – Funções densidade, sobrevivência e risco sob o esquema de primeira ativação para valores
arbitrários dos parâmetros.
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Figura 5 – Funções densidade, sobrevivência e risco sob o esquema de última ativação para valores
arbitrários dos parâmetros.
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3.1 Estimação por Máxima Verossimilhança
Considere que o tempo de vida denotado por T está sujeito a censura à direita. Seja Ci o

i-ésimo tempo de censura. Assim, em uma amostra de tamanho n, o i -ésimo tempo observado Yi

é dado por Yi = min{Ti,Ci}. Além disso, há o interesse no indicador de censura δi = I(Ti ≤Ci),
em que δi = 1 se Yi é o tempo de falha e δi = 0 se for o tempo de censura, para i = 1, . . . ,n.

Assumimos que temos disponível um vetor com g covariáveis e seja x⊤ = (1,x1, . . . ,xg).
Relacionamos a proporção de curados com as covariáveis xi, por meio da seguinte função de
ligação:

logit(pi) = xT
i β ,

ou seja,

pi =
exp(xT

i β )

1+ exp(xT
i β )

, (3.11)

para i = 1, . . . ,n, em que β⊤ = (β0,β1, . . . ,βg) denota o vetor de parâmetros, de modo que para
cada grupo de indivíduos, representado por xi, temos uma fração de cura diferente.

A função de verossimilhança é dada por:

L (ϑ ;D) =
n

∏
i=1

fpop(yi;ϑ)δi Spop(yi;ϑ)1−δi,

em que ϑ = (β ,λ )⊤, D = (y,δ ,x), y= (y1, . . . ,yn)
⊤ e δ = (δ1, . . . ,δn)

⊤, enquanto que fpop(·;ϑ)

e Spop(·;ϑ) estão descritas em (3.8), (3.9) e (3.10) para os modelos BIGcr sob os esquemas de
primeira, última e ativação aleatória, respectivamente.

A estimativa de máxima verossimilhança (MLE) ϑ̂ de ϑ é obtida resolvendo as equações
não-lineares Uµ = 0, Uλ = 0 e Uβ j = 0 para j = 0,1, em que Uµ = ∂ l(ϑ)

∂ µ
, Uλ = ∂ l(ϑ)

∂λ
, Uβ j =

∂ l(ϑ)
∂β j

e l(ϑ) = ∑
n
i=1 δi log( fpop(yi))+∑

n
i=1(1−δi) log(Spop(yi)).

Podemos notar que essas equações não podem ser resolvidas analiticamente e softwares

como o R, SAS e o Ox podem ser usados para resolvê-los numericamente. No Apêndice A
apresentamos as derivadas para a construção das funções escore. Neste trabalho utilizamos o
software R por meio da função optim.

O método de estimação por máxima verossimilhança para o vetor de parâmetros ϑ pode
ser implementado por maximização numérica da função de log-verossimilhança l(ϑ). Além
disso, intervalos de confiança e testes de hipóteses podem ser realizados usando a distribuição
assintótica do estimador de máxima verossimilhança, que é uma distribuição normal multivariada
com a matriz de variância-covariância como o inverso da informação esperada sob condições de
regularidade. Mais especificamente, sob condições que são atendidas pelo vetor de parâmetro ϑ

no interior do espaço paramétrico, mas não no limite, a distribuição assintótica de
√

n(ϑ̂ −ϑ)

é normal multivariada Np+3(0,K(ϑ)−1), em que K(ϑ) é a matriz de informação esperada. A
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matriz de covariância assintótica K(ϑ)−1 de ϑ̂ pode ser aproximada pelo inverso da matriz (p+

3)× (p+3) de informação observada −L̈(ϑ). A distribuição normal multivariada aproximada
Np+3(0,−L̈(ϑ)−1) para ϑ̂ pode ser utilizada para construir regiões de confiança aproximada
para alguns parâmetros em ϑ .

3.2 Estudo de simulação
Neste trabalho realizamos um estudo de simulação com d = 1.000 réplicas para o modelo

BIGcr, sob os três esquemas de ativação apresentados anteriormente. Consideramos quatro
tamanhos amostrais n = 100, 200, 400 e 800, com uma proporção de dados censurados de 55%.
Para obter os elementos da amostra, primeiramente geramos uma amostra de variáveis latentes
M de uma distribuição Bell com parâmetro θ = log(1− log(p)) (em que p é dado pela equação
(3.11). Para gerar a j−ésima amostra dos tempos de falha, com j = 1, . . . ,1.000, gerou-se uma
amostra de tamanho Mi de uma distribuição IG(µ,λ ) de tal forma que o i− ésimo tempo de falha
fosse o máximo dos tempos gerados desta amostra no modelo de última ativação, o mínimo no
modelo de primeira ativação e um valor aleatório no modelo de ativação aleatória. Também foram
gerados os tempos de censura de uma distribuição Uniforme no intervalo (0,13). Assumimos
uma covariável x que tem uma distribuição Bernoulli de parâmetro 0,5. Os valores verdadeiros
dos parâmetros µ,λ ,β0 e β1 são: 0,5, 2, -0,5 e 0,7, respectivamente.

Em cada simulação foi calculada a média, o viés, o erro quadrático médio (EQM) e a
probabilidade de cobertura (PC), que foi obtida por meio do intervalo assintótico de 95%.

Seja d o número de réplicas, ϑ = (µ,λ ,β0,β1), ϑi o i-ésimo parâmetro de ϑ e ϑ̂i j

a estimativa do i-ésimo parâmetro na j-ésima réplica. A média, o viés e o EQM de ϑi são

calculadas por: Média(ϑ̂i) = ∑
d
j=1

ϑ̂i j
d , Viés(ϑ̂i) = Média(ϑ̂)−ϑi j e EQM(ϑ̂i) = ∑

d
j=1

(ϑi−ϑ̂i j)
2

d ,

respectivamente.

As Tabelas 3, 4 e 5 apresentam os valores das estimativas dos parâmetros obtidos pelo
método de máxima verossimilhança para o modelo BIGcr sob o esquema de primeira ativação,
última ativação e ativação aleatória, respectivamente. Para todos os cenários, podemos observar
que à medida que aumenta o tamanho amostral n, diminui o viés e o EQM. Para a probabilidade
de cobertura, os resultados obtidos mostraram que os valores das probabilidades estão próximos
do valor nominal, exceto para o parâmetro µ no esquema de ativação aleatória e no caso de
tamanho amostral n = 100 para o cenário de primeira ativação.
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Tabela 3 – Estudo de simulação sob o esquema de primeira ativação.

n Parâmetro Média Viés EQM PC
µ 0,6384 0,1384 0,4605 0,8890

100 λ 1,9662 -0,0338 0,0324 0,9310
β0 -0,5236 -0,0236 0,0898 0,9700
β1 0,7324 0,0324 0,1647 0,9610
µ 0,5670 0,0670 0,0983 0,9240

200 λ 1,9878 -0,0122 0,0155 0,9470
β0 -0,5130 -0,0130 0,0494 0,9560
β1 0,7086 0,0086 0,0787 0,9550
µ 0,5377 0,0377 0,0873 0,9330

400 λ 1,9948 -0,0052 0,0079 0,9490
β0 -0,5100 -0,0100 0,0237 0,9430
β1 0,7114 0,0114 0,0401 0,9440
µ 0,5147 0,0147 0,0073 0,9330

800 λ 1,9967 -0,0033 0,0040 0,9390
β0 -0,5027 -0,0027 0,0116 0,9410
β1 0,7002 0,0002 0,0186 0,9530

Tabela 4 – Estudo de simulação sob o esquema de última ativação.

n Parâmetro Média Viés EQM PC
µ 0,5612 0,0612 0,1796 0,9360

100 λ 1,9920 0,0080 0,0783 0,9310
β0 -0,5479 -0,0479 0,1617 0,9540
β1 0,7432 0,0432 0,2348 0,9590
µ 0,5150 0,0150 0,0110 0,9290

200 λ 1,9971 -0,0029 0,0338 0,9470
β0 -0,5255 -0,0255 0,0708 0,9570
β1 0,7191 0,0191 0,1157 0,9470
µ 0,5101 0,0101 0,0144 0,9343

400 λ 2,0000 0,0000 0,0189 0,9360
β0 -0,5202 -0,0202 0,0329 0,9500
β1 0,7236 0,0236 0,0572 0,9440
µ 0,5033 0,0033 0,0019 0,9530

800 λ 1,9990 0,0010 0,0093 0,9530
β0 -0,5037 -0,0037 0,0159 0,9540
β1 0,6995 0,0005 0,0267 0,9480
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Tabela 5 – Estudo de simulação sob o esquema de ativação aleatória.

n Parâmetro Média Viés EQM PC
µ 0,5445 0,0445 0,1125 0,9000

100 λ 1,9694 -0,0306 0,0415 0,9350
β0 -0,5415 -0,0415 0,1205 0,9610
β1 0,7238 0,0238 0,1990 0,9660
µ 0,5054 0,0054 0,0223 0,8920

200 λ 1,9712 -0,0288 0,0214 0,9370
β0 -0,5260 -0,0260 0,0585 0,9560
β1 0,7283 0,0283 0,1041 0,9540
µ 0,4935 -0,0065 0,0061 0,8930

400 λ 1,9724 -0,0276 0,0112 0,9280
β0 -0,5107 -0,0107 0,0265 0,9580
β1 0,6992 0,0008 0,0502 0,9510
µ 0,4866 -0,0134 0,0029 0,9010

800 λ 1,9771 -0,0229 0,0058 0,9350
β0 -0,5069 -0,0069 0,0142 0,9480
β1 0,7011 0,0011 0,0252 0,9580

3.3 Aplicação a dados reais

Nesta seção apresentamos uma aplicação do modelo proposto ao conjunto de dados reais
de um ensaio clínico de melanoma cutâneo de fase III. Os dados foram obtidos pelo Eastern

Cooperative Oncology group, disponível em http://merlot.stat.uconn.edu/ mhchen/survbook/
(KIRKWOOD et al., 2000). Os pacientes foram submetidos à operação, fizeram um tratamento
com uma alta dose da droga interferon alfa-2b para avaliar o desempenho do tratamento pós
operatório para prevenir a recorrência da doença, sendo assim, fora analisado o comportamento
da população que recebeu a administração da droga e outro que não a recebeu. O estudo teve
início por meio da inclusão de pacientes no período de 1991 a 1995, acompanhando-os até
1998. Foi considerado como variável resposta o tempo de sobrevivência sem recidiva em anos.
Após excluir indivíduos com dados incompletos e tempos de observação faltantes, obtivemos
um subconjunto de n = 408 pacientes com aproximadamente 43% de censura. As seguintes
variáveis foram coletadas de cada paciente: tempo observado (em anos, média = 2,31, desvio
padrão = 1,93) e x : sexo (0, masculino (n = 257)), (1, feminino (n = 151)).

Como parte de uma análise preliminar dos dados, a Figura 6 exibe as curvas de sobrevi-
vência Kaplan-Meier estratificadas por sexo, na qual podemos observar um platô bem acima de
zero.
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Figura 6 – Estimativa de Kaplan-Meier da função de sobrevivência estratificadas por sexo.
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Fonte: Elaborada pela autora.

Isso é indicativo da presença de pacientes para as quais o melanoma maligno possivel-
mente não retornará (ou seja, eles foram curados), o que motivou o ajuste de um modelo de
sobrevivência de taxa de cura para este conjunto de dados. Além disso, a presença de platô indica
que modelos que ignoram a possibilidade de cura não serão adequados para esses dados. Nesta
aplicação ajustamos o modelo BIGcr considerando os três mecanismos de ativações latentes:
primeira, última e aleatória. Os valores obtidos para a log-verossimilhança foram 585,884,
546,953 e 560,049, respectivamente. Levando em consideração este critério, selecionamos o
modelo BIGcr sob o esquema de última ativação como nosso modelo de trabalho.

A Tabela 6 lista as estimativas de máxima verossimilhança (Estimativa), os erros padrões
(EP) e os intervalos de confiança de 95% (IC (95%)) de cada parâmetro do modelo ajustado.
Podemos observar que a covariável sexo não foi significativa a 5%.

Tabela 6 – Estimativas de máxima verossimilhança dos parâmetros para o modelo BIGcr sob o esquema
de última ativação.

Parâmetro Estimativa EP IC (95%)
log(µ) 0,078 0,251 (-0,413, 0,569)
log(λ ) -1,389 0,161 (-1,705, -1,073)

β0 -0,947 0,272 (-1,480, -0,414)
β1 0,350 0,285 (-0,208, 0,908)

A fim de avaliar se o modelo é adequado, a Figura 7 mostra as curvas de Kaplan-Meier
estratificadas pela covariável sexo juntamente com as curvas de sobrevivência do modelo BIGcr
sob o esquema de última ativação estimada, na qual é possível observar o bom ajuste do modelo
aos dados.
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Figura 7 – Curvas de Kaplan-Meier e curvas de sobrevivência BIGcr estimadas para os dados de melanoma
cutâneo.
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CAPÍTULO

4
ABORDAGEM BAYESIANA

Neste capítulo será realizada a inferência dos parâmetros do modelo BIGcr por meio de
uma abordagem Bayesiana.

De forma análoga ao Capítulo 3, considere que o tempo de vida denotado por T está
sujeito a censura à direita. Seja Ci o i-ésimo tempo de censura. Assim, em uma amostra de
tamanho n, o i -ésimo tempo observado Yi é dado por Yi = min{Ti,Ci}. Além disso, há o interesse
no indicador de censura δi = I(Ti ≤Ci), em que δi = 1 se Yi é o tempo de falha e δi = 0 se for o
tempo de censura, para i = 1, . . . ,n.

Assumimos que temos disponível um vetor com r covariáveis e seja x⊤ = (1,x1, . . . ,xr).
Relacionamos a proporção de curados com as covariáveis xi, por meio da seguinte função de
ligação:

logit(pi) = xT
i β ,

ou seja,

pi =
exp(xT

i β )

1+ exp(xT
i β )

, (4.1)

para i = 1, . . . ,n, em que β⊤ = (β0,β1, . . . ,βg), denota o vetor de parâmetros de modo que para
cada grupo de indivíduos, representado por xi, temos uma fração de cura diferente.

A função de verossimilhança é dada por:

L (ϑ ;D) =
n

∏
i=1

fpop(yi;ϑ)δi Spop(yi;ϑ)1−δi, (4.2)

em que ϑ = (β ,λ )⊤, D = (y,δ ,x), y= (y1, . . . ,yn)
⊤ e δ = (δ1, . . . ,δn)

⊤, enquanto que fpop(·;ϑ)

e Spop(·;ϑ) estão descritas em (3.8), (3.9) e (3.10) para os modelos BIGcr sob os esquemas de
primeira, última e ativação aleatória, respectivamente.
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4.1 Distribuições a priori e a posteriori

Para a realização da inferência Bayesiana devemos especificar uma distribuição a priori

para os parâmetros µ , λ e β . Esta distribuição deve representar probabilisticamente o conheci-
mento que se tem sobre os parâmetros antes da realização do experimento.

Neste trabalho assumimos que µ , λ e β são independentes a priori, isto é,

π(ϑ) = π(µ)π(λ )
p

∏
j=0

π(β j), (4.3)

em que ϑ = (µ,λ ,β ).

Como os parâmetros µ e λ são definidos em ℜ+
* e β j em ℜ, j = 0, . . . ,g, consideramos

as seguintes distribuições a priori:

µ ∼ Gama(a,b), λ ∼ Gama(a,b) e β j ∼ N(0,σ2), j = 0, . . . ,g,

em que Gama(a,b) denota a distribuição Gama com parâmetro de forma a e de escala b e,
N(0,σ2) denota a distribuição Normal com média 0 e variância σ2.

Para os parâmetros µ e λ também consideramos as seguintes distribuições a priori:

log(µ) ∼ N(0,σ2) e log(λ ) ∼ N(0,σ2).

Para obtermos distribuições a priori pouco informativas, i.e., com grandes variâncias,
fixamos a = 0,1, b = 0,01 e σ2 = 103.

Atualizando a distribuição a priori conjunta π(ϑ) dada em (4.3), via função de veros-
similhança L(ϑ ;D) dada em (4.2), obtemos a distribuição a posteriori conjunta para ϑ , que é
analiticamente intratável para todos os modelos (primeira ativação, última ativação e ativação
aleatória). Dessa forma, a inferência sobre os parâmetros foi baseada nos métodos de simulação
de MCMC).

4.2 Critérios de comparação de modelos

Na literatura, diversas metodologias se propõem a analisar a adequabilidade de um
modelo a um certo conjunto de dados, além de selecionar o melhor dentre uma coleção de
modelos.

Neste trabalho utilizamos o critério LPML (Logarithm of the Pseudo Marginal Like-

lihood) que é obtido com base nas ordenadas da densidade preditiva condicional (CPO). O
cálculo da CPO é feita da seguinte forma: considere D os dados completos, D (−i) os dados com
a i-ésima observação excluída e π(ϑ |D (−i)) a densidade a posteriori de ϑ dado D (−i), para
i = 1, ...,n.
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Para a i-ésima observação, a CPOi é dada por:

CPOi =
∫

Θ

f (yi|ϑ)π(ϑ |D (−i))dϑ =

{∫
Θ

π(ϑ |D)

f (yi|ϑ)
dϑ

}−1

, (4.4)

em que f (yi|ϑ) é a função densidade de probabilidade correspondente ao modelo estudado.

Na comparação de vários modelos, valores altos de CPOi indicam um melhor ajuste
do modelo. Para o modelo proposto neste trabalho, não é possível obter uma forma analítica
fechada de CPOi. No entanto, podemos obter uma estimativa de Monte Carlo de CPOi por meio
de uma simples amostra MCMC da distribuição a posteriori π(ϑ |D). Dessa forma, considere
ϑ (1),ϑ (2), ...,ϑ (M) uma amostra de tamanho M de π(ϑ |D) após o burn-in. Uma aproximação
de Monte Carlo de CPOi (CHEN; SHAO; IBRAHIM, 2000) é dada por:

ĈPOi =

{
1
M

M

∑
m=1

1
f (yi|ϑ (m))

}−1

.

A estatística LPML é dada por LPML=
n
∑

i=1
log(ĈPOi). Logo, o melhor modelo é aquele

que corresponde ao maior valor da LPML.

Neste trabalho também consideramos outros três critérios de seleção de modelos: EAIC
(Expected Akaike Information Criterion) proposto por Brooks (2002), EBIC (Expected Bayesian,
ou Schwarz (CARLIN; LOUIS, 2001), Information Criterion) e DIC (Deviance Information

Criterion (SPIEGELHALTER et al., 2002)).

Os critérios EAIC, EBIC e DIC são critérios calculados com base na média a posteriori

da deviance, E{D(ϑ)}, que é uma medida de ajuste e que pode ser aproximada por:

D =
1
M

M

∑
m=1

D(ϑ (m)),

em que D(ϑ) =−2
n
∑

i=1
log( f (yi|ϑ)) é a deviance e f (·) é a função densidade de probabilidade

correspondente ao modelo estudado.

Os critérios EAIC, EBIC e DIC podem ser calculados, respectivamente, por:

ÊAIC = D+2q, ÊBIC = D+q log(n) e D̂IC = 2D− D̂,

em que q é o número de parâmetros do modelo e D̂ = D
(

1
M

m
∑

m=1
ϑ (m)

)
.

Comparando modelos alternativos, o modelo preferido é aquele com os menores valores
para estes três critérios.
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4.3 Método Bayesiano de análise de influência de deleção
de casos

O método da deleção de casos (COOK; WEISBERG, 1982) é uma ferramenta muito
utilizada quando o objetivo é avaliar a influência de uma observação no ajuste de um modelo.
Várias técnicas de verificação de influência local têm sido amplamente utilizadas na literatura,
como por exemplo em Suzuki, Cancho e Louzada (2016) e Suzuki et al. (2017).

Neste trabalho, consideramos a análise de influência de deleção de casos baseada na
divergência ψ que é calculada da seguinte forma: seja Dψ(P;P(−i)) a divergência ψ entre P

e P(−i), em que P indica a distribuição a posteriori de ϑ para os dados completos e P(−i) a
distribuição a posteriori sem a i-ésima observação. A medida de divergência ψ é definida como:

Dψ(P,P(−i)) =
∫

ϑ∈Θ

ψ

(
π(ϑ |D (−i))

π(ϑ |D)

)
π(ϑ |D)dϑ ,

em que ψ(·) é uma função convexa com ψ(1) = 0. Várias escolhas de ψ são dadas em Peng
e Dey (1995). Neste trabalho consideramos as seguintes escolhas: ψ(z) = − log(z) define a
divergência de Kullback-Leibler (K-L), ψ(z) = (z−1) log(z) a distância J (ou a versão simétrica
da divergência de K-L) e ψ(z) = 0,5|z−1| a distância variacional ou norma L1.

Por meio da expressão (4.4), a medida de divergência ψ pode ser escrita como:

Dψ(P,P(−i)) = Eϑ |D

[
ψ

(
CPOi

f (yi|ϑ)

)]
. (4.5)

A partir da expressão (4.5) podemos obter, por exemplo, a divergência K-L:

DK-L(P,P(−i)) =−Eϑ |D {log(CPOi)}+Eϑ |D {log [ f (yi|ϑ)]}

=− log(CPOi)+Eϑ |D {log [ f (yi|ϑ)]} .

As estimativas de Monte Carlo de Dψ(P,P(−i)) são dadas por:

D̂ψ(P,P(−i)) =
1
Q

Q

∑
q=1

ψ

(
ĈPOi

f (yi|ϑ (q))

)
.

Logo, obtemos a estimativa da divergência DK-L(P,P(−i)) da seguinte forma:

D̂K-L(P,P(−i)) =− log(ĈPOi)+
1
Q

Q

∑
q=1

log
[

f (yi|ϑ (q))
]
.

A divergência Dψ(P,P(−i)) pode ser interpretada como sendo o efeito de excluir o i-ésimo
caso dos dados completos sobre a distribuição a posteriori de ϑ . Como discutido por Peng e
Dey (1995) e Weiss (1996), pode ser difícil para um pesquisador definir um ponto de corte
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para o valor da medida de divergência, de modo a determinar se um pequeno subconjunto de
observações é influente ou não.

Neste trabalho utilizamos a proposta de Peng e Dey (1995) e Weiss (1996), a qual
considera uma moeda viesada com probabilidade de sucesso p. Assim, a divergência ψ entre as
moedas viesadas é dada por:

Dψ(g0,g1) =
∫

ψ

(
g0(x)
g1(x)

)
g1(x)dx,

em que g0(x) = px(1− p)1−x e g1(x) = 0,5, x = 0 ou 1. Se Dψ(g0,g1) = dψ(p), pode ser
verificado que dψ satisfaz a seguinte equação:

dψ(p) =
ψ(2p)+ψ(2(1− p))

2
.

É possível ver que dψ aumenta à medida que p se afasta de 0,50. Além disso, dψ(p) é
simétrico em torno de p = 0,50 e dψ atinge seu mínimo em p = 0,50. Neste ponto, dψ(0,5) = 0
e g0 = g1. Por exemplo, se considerarmos p > 0,80 (ou p < 0,20) um forte viés em uma moeda,
então, dL1(0,80) = 0,30. Esta equação implica que o caso i é considerado influente quando
dL1 > 0,30. Assim, se a divergência de Kullback-Leibler for usada, pode-se considerar uma
observação influente quando dK-L > 0,2231. Da mesma forma, se a distância J for utilizada,
uma observação pode ser considerada influente quando dJ > 0,4159. Utilizamos estes valores de
corte para determinar se uma observação é influente ou não.

4.4 Estudo de simulação
Realizamos um estudo de simulação com dois objetivos: i) fazer um estudo de recupera-

ção de parâmetros, ou seja, avaliar as estimativas dos parâmetros para os modelos propostos; ii)
examinar o desempenho da abordagem diagnóstica proposta, considerando conjuntos de dados
simulados sem nenhum, um, dois ou três casos perturbados.

No primeiro estudo, consideramos o modelo BIGcr sob os três esquemas de ativação:
primeira, última e aleatória.

Para gerar os dados utilizados no estudo bayesiano, os procedimentos foram os mesmos
quando realizado o estudo de simulação sob uma abordagem clássica ja apresentados na seção
3.2.

Para cada conjunto de dados gerados simulamos duas cadeias de tamanho 60.000 para
cada parâmetro, desconsiderando as primeiras 10.000 iterações para eliminar o efeito dos valores
iniciais e, para evitar problemas de autocorrelação, consideramos um espaçamento de tamanho
10, obtendo uma amostra final de tamanho 10.000 sobre a qual a inferência a posteriori é baseada.
Para cada tamanho amostral foi obtida a média a posteriori, o viés, o EQM e a PC dos parâmetros.
As probabilidades de cobertura foram calculadas por meio do intervalo de credibilidade de 95%.
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A convergência das cadeias foi monitorada de acordo com os métodos recomendados
por Cowles e Carlin (1996). Em todos os casos, a convergência foi verificada por meio do
diagnóstico de Gelman-Rubin (GELMAN; RUBIN, 1992) sendo muito próximo a 1 (≤ 1,01),
bem como os gráficos de traços. As Tabelas 7, 8 e 9 apresentam as estimativas médias obtidas, o
vício, o EQM e a PC para os parâmetros dos modelo BIGcr sob o esquema de primeira ativação,
última ativação e ativação aleatória, respectivamente. Podemos notar que o vício e o EQM das
estimativas diminuem conforme o aumento do tamanho das amostras. Além disso, para todos os
tamanhos amostrais considerados, a probabilidade de cobertura está próxima do valor nominal.

Tabela 7 – Estudo de simulação Bayesiano sob o esquema de primeira ativação.

n Parâmetro Média Viés EQM PC
µ 0,5227 0,0227 0,0118 0,9470

100 λ 2,0600 0,0600 0,1567 0,9630
β0 -0,5384 -0,0288 0,0960 0,9640
β1 0,7320 0,0320 0,1769 0,9550
µ 0,5080 0,0080 0,0013 0,9460

200 λ 2,0394 0,0393 0,0013 0,9540
β0 -0,5143 -0,0143 0,0484 0,9410
β1 0,7202 0,0202 0,0825 0,9420
µ 0,5107 0,0107 0,0013 0,9499

400 λ 2,0024 0,0025 0,0457 0,9449
β0 -0,5132 -0,0132 0,0245 0,9589
β1 0,6988 -0,0012 0,0435 0,9609
µ 0,5046 0,0046 0,00055 0,9330

800 λ 2,0077 0,0077 0,0235 0,9489
β0 -0,5050 -0,0050 0,0140 0,9449
β1 0,7072 0,0072 0,0229 0,9549

Já no segundo estudo, consideramos conjuntos de dados simulados com nenhum, um ou
dois casos perturbados para examinar o desempenho das medidas de diagnóstico consideradas.

Uma amostra de tamanho 300 foi gerada do modelo BIGcr sob o esquema de ultima
ativação.

Para criar uma observação inuente no conjunto de dados, escolhemos um, dois ou três
casos selecionados de forma aleatória, e perturbamos a variável resposta da seguinte forma: e
yi = yi +5Sy, i = 50, 125 e 200, em que Sy é o desvio padrão dos yi’s. O modelo BIGcr sob o
esquema de última ativação foi ajustado.

Na Tabela 10 apresentamos a estimativa média, o desvio padrão (DP) e a diferença
relativa (DR, em porcentagem). O conjunto de dados (a) denota o conjunto de dados original
simulado sem perturbação e os conjuntos de dados (b)-(h) denotam conjuntos de dados com
casos perturbados (que estão apresentados na segunda coluna). A diferença relativa é a calculada
pelas diferenças das estimativas obtidas nos casos (b) a (h) em comparação com a estimativas
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no caso (a). Observamos que as inferências a posteriori são sensíveis após a perturbação do(s)
caso(s) selecionado(s).

Tabela 8 – Estudo de simulação Bayesiano sob o esquema de última ativação.

n Parâmetro Média Viés EQM PC
µ 0,5040 0,0040 0,0013 0,9500

100 λ 2,0988 0,0988 0,2852 0,9540
β0 -0,5178 -0,0178 0,1044 0,9500
β1 0,7457 0,0457 0,1965 0,9480
µ 0,5008 0,0008 0,00061 0,9610

200 λ 2,0577 0,0577 0,1264 0,9539
β0 -0,5082 -0,0082 0,0490 0,9599
β1 0,7113 0,0113 0,0915 0,9479
µ 0,4998 -0,0002 0,0003 0,9540

400 λ 2,0269 0,0275 0,0623 0,9520
β0 -0,5042 -0,0042 0,0253 0,9450
β1 0,7052 0,0052 0,0502 0,9360
µ 0,5003 0,0003 0,0002 0,9540

800 λ 2,0227 0,0219 0,0311 0,9500
β0 -0,5036 -0,0036 0,0124 0,9470
β1 0,7099 0,0099 0,0229 0,9520

Tabela 9 – Estudo de simulação Bayesiano sob o esquema de ativação aleatória.

n Parâmetro Média Viés EQM PC
µ 0,5039 0,0039 0,0013 0,9580

100 λ 2,0962 0,0962 0,2029 0,9530
β0 -0,5361 -0,0361 0,1025 0,9430
β1 0,7534 0,0534 0,2100 0,9350
µ 0,5009 0,0009 0,0006 0,9490

200 λ 2,0655 0,0655 0,0902 0,9500
β0 -0,5220 -0,0220 0,0496 0,9350
β1 0,7324 0,0324 0,0943 0,9440
µ 0,4998 -0,0002 0,0003 0,9540

400 λ 2,0269 0,0275 0,0623 0,9520
β0 -0,5042 -0,0042 0,0253 0,9450
β1 0,7052 0,0052 0,0502 0,9360
µ 0,4994 -0,0006 0,0001 0,9460

800 λ 2,0303 0,0303 0,0223 0,9360
β0 -0,4949 0,0050 0,0124 0,9460
β1 0,6921 -0,0089 0.0208 0,9550
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Tabela 10 – Média, DP e DR das estimativas dos parâmetros obtidas a partir do ajuste do modelo BIGcr
sob o esquema de última ativação

Parâmetros
log(µ) log(λ ) β0 β1

Nomes dos Caso(s) Média (DP) Média (DP) Média (DP) Média (DP)
dados perturbado(s) DR(%) DR(%) DR(%) DR(%)

a Nenhum -0,660 (0,038) 0,826 (0,138) -0,550 (0,178) 0,802 (0,240)
- - - -

b 50 -0,610 (0,048) 0,491 (0,145) -0,538 (0,178) 0,762 (0,243)
8,257 68,255 2,218 5,266

c 125 -0,611 (0,047) 0,466 (0,140) -0,553 (0,182) 0,784 (0,245)
7,985 77,468 0,618 2,288

d 200 -0,611 (0,047) 0,467 (0,142) -0,545 (0,183) 0,775 (0,247)
8,017 76,772 0,974 3,535

e {50,125} -0,555 (0,054) 0,230 (0,146) -0,545 (0,184) 0,750 (0,245)
18,884 259,411 0,881 6,887

f {50,200} -0,553 (0,055) 0,226 (0,147) -0,548 (0,184) 0,754 (0,246)
19,392 266,248 0,435 6,377

g {125,200} -0,555 (0,056) 0,197 (0,148) -0,557 (0,186) 0,774 (0,249)
18,894 318,546 1,221 3,621

h {50,125,200} -0,475 (0,066) 0,025 (0,148) 0,743 (0,763) -0,134 (0,110)
38,909 3.200,234 174,022 697,16

A Tabela 11 mostra os valores obtidos dos critérios DIC, EAIC, EBIC e LPML para
o caso sem perturbação (amostra original) e para cada versão perturbada. Como esperado, o
conjunto de dados (a) foi o que melhor se ajustou ao modelo BIGcr sob o esquema de última
ativação.

Tabela 11 – Critérios Bayesianos para conjunto de dados

Nomes Critérios Bayesianos
dos dados EAIC EBIC DIC LPML

a 568,696 583,511 564,562 -282,348
b 602,198 617,013 598,169 -302,021
c 608,372 623,187 604,338 -305,523
d 608,545 623,360 604,566 -306,344
e 627,813 642,628 623,784 -315,682
f 627,964 642,779 623,946 -316,288
g 633,681 648,496 629,689 -319,138
h 651,833 666,648 773,872 -327,436

Consideramos agora a amostra das distribuições a posteriori dos parâmetros do modelo
BIGcr sob o esquema de última ativação para calcular as medidas de divergência ψ dadas em
(4.3). Os resultados na Tabela 12 mostram que antes da perturbação (conjunto de dados (a))
os casos selecionados não são inuentes de acordo com todas as medidas de divergência ψ . No
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entanto, após a perturbação (conjunto de dados (b)-(h)) as medidas aumentam, o que indica que
os casos perturbados são influentes de acordo com o ponto de corte especificado.

Tabela 12 – Critérios Bayesianos para conjunto de dados

Nome Caso(s) Medidas de divergência
dos dados perturbado(s) K-L distância J norma L1

50 0,005 0,010 0,040
a 125 0,021 0,043 0,082

200 0,024 0,048 0,087
b 50 3,339 6,234 0,813
c 125 3,771 7,194 0,831
d 200 4,489 8,672 0,875
e 50 1,882 3,639 0,674

125 2,482 4,791 0,739
f 50 2,132 4,325 0,714

200 2,792 5,553 0,778
g 125 2,344 4,978 0,735

200 2,55 5,39 0,757
50 1,182 2,389 0,567

h 125 1,556 3,13 0,632
200 1,696 3,411 0,653

As Figuras 8, 9 e 10 mostram as medidas de divergência ψ para os casos (a), (b) e
(h), respectivamente. Na Figura 8, observamos que não foram detectados pontos influentes
como era esperado, pois nenhuma observação foi perturbada no conjunto de dados (a). Nas
Figuras 9 e 10 as medidas de divergências detectaram a(s) observação(ões) perturbada(s) como
ponto(s) influente(s). Os mesmos resultados foram obtidos para os casos (c) a (g) apresentados
no Apêndice B nas Figuras 19 a 23, respectivamente.

4.5 Aplicação aos dados de melanoma

Nesta seção vamos novamente realizar a aplicação do modelo proposto a um conjunto
de dados reais de um ensaio clínico de melanoma cutâneo de fase III descrito na Seção 3.3. A
inferência será feita sob o ponto de vista Bayesiano. De forma análoga ao que foi feito na Seção
3.3 assumimos o modelo BIGcr sob o esquema de última ativação.

Simulamos duas cadeias de tamanho 40.000 para cada parâmetro, desconsiderando as
primeiras 5.000 iterações para eliminar o efeito dos valores iniciais e, para evitar problemas
de autocorrelação, consideramos um espaçamento de tamanho 10, obtendo uma amostra final
de tamanho 7.000 sobre a qual a inferência a posteriori é baseada. Novamente, a convergência
das cadeias foi monitorada de acordo com os métodos recomendados por (COWLES; CARLIN,
1996) . Em todos os casos, a convergência foi verificada por meio do diagnóstico de Gelman-
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Figura 8 – Divergência ψ para o conjunto de dados (a).
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Fonte: Elaborada pela autora.

Figura 9 – Divergência ψ para o conjunto de dados (b).
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Fonte: Elaborada pela autora.

Rubin (GELMAN; RUBIN, 1992) sendo muito próximo a 1 (≤ 1,01), bem como os gráficos de
traços.

Para cada parâmetro, na Tabela 13 apresentamos a média a posteriori, o desvio padrão e
o intervalo de credibilidade de 95% (IC 95%). Podemos observar que as estimativas médias a

posteriori foram próximas das obtidas por máxima verossimilhança. Também, a covariável sexo
não foi significativa a 5%.
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Figura 10 – Divergência ψ para o conjunto de dados (h).
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Fonte: Elaborada pela autora.

Tabela 13 – Resumo a posteriori dos parâmetros do modelo BIGcr sob o esquema de última ativação -
dados melanoma

Parâmetro Média DP IC (95%)
log(µ) 0,3943 0,3583 (-0,178, 1,183)
log(λ ) -1,5482 0,1961 (-1,931, -1,1888)

β0 -1,2448 0,3460 (-1,922, -0,6528)
β1 0,3043 0,3890 (-0,554, 1,026)
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Foram computadas as medidas de divergência ψ , apresentadas na Figura 11. Podemos
observar que todas as três medidas detectaram a observação 133 como influente

Figura 11 – Divergência ψ para o conjunto de dados de melanoma.
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Fonte: Elaborada pela autora.

Assim, ajustamos novamente o modelo BIGcr sob o esquema de última ativação ao dados
de melanoma, excluída a observação 133. A Tabela 14 apresenta a média a posteriori, o desvio
padrão e o intervalo de credibilidade de 95% (IC 95%) do seus parâmetros. Comparando com os
resultados apresentados na Tabela 13 podemos observar uma pequena diferença nas estimativas
médias dos parâmetros, exceto para o parâmetro β1.

Tabela 14 – Resumo a posteriori dos parâmetros do modelo BIGcr sob o esquema de última ativação -
dados de melanoma excluída a observação 133.

Parâmetro Média DP IC (95%)
log(µ) 0,181 0,287 (-0,231, 0,882)
log(λ ) -1,332 0,183 (-1,758, -1,017)

β0 -0,992 0,295 (-1,693, -0,537)
β1 0,302 0,320 (-0,355, 0,901)

As três medidas divergência ψ foram novamente obtidas. Todas as medidas não detecta-
ram observações influentes, como podemos observar no gráco de índices das três medidas de
divergência ψ apresentado na Figura 12.
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Figura 12 – Divergência ψ para o conjunto de dados de melanoma excluída a observação 133.
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Fonte: Elaborada pela autora.

Podemos observar a convergência das cadeias nas Figuras 13, 14, 15 e 16 que apresentam
a densidade estimada, o gráfico de autocorrelação e o gráfico de traços para log(µ), log(λ ), β0 e
β1, respectivamente.

Figura 13 – Diagnóstico de convergência para log(µ).

Fonte: Elaborada pela autora.
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Figura 14 – Diagnóstico de convergência para log(λ ).

Fonte: Elaborada pela autora.

Figura 15 – Diagnóstico de convergência para beta0.

Fonte: Elaborada pela autora.
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Figura 16 – Diagnóstico de convergência para beta1.

Fonte: Elaborada pela autora.

A Figura 17 mostra as curvas de Kaplan-Meier e as curvas de sobrevivência BIGcr

estimadas, estratificadas pelo sexo para os dados de melanoma excluída a observação 133.
Também, a curva de sobrevivência do modelo BIGcr sob o esquema de última ativação aleatória
estimada, na qual é possível observar o bom ajuste do modelo aos dados.

Figura 17 – Curvas de Kaplan-Meier e curvas de sobrevivência BIGcr estimadas para os dados de mela-
noma cutâneo excluída a observação 133.
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Fonte: Elaborada pela autora.

Por fim, a Figura 18 apresenta os box plots para as médias a posteriori das proporções
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de curados dicotomizado pelo sexo, na qual observamos uma proporção um pouco maior para o
sexo feminino em comparação com o sexo masculino.

Figura 18 – box plots para as médias a posterioris das proporções de curados dicotomizado pelo sexo.
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CAPÍTULO

5
CONSIDERAÇÕES FINAIS

Neste trabalho propomos o modelo BIGcr para a modelagem de dados de sobrevivência
com proporção de cura, considerando que o evento de interesse pode ser causado por três
mecanismos de ativação latentes: primeira, última e ativação aleatória.

Assumimos que os tempos de ativação latentes são provenientes de um distribuição
Inversa Gaussiana de parâmetros µ e λ e o número M de causas necessárias para produzir o
evento de interesse segue uma distribuição Bell (CASTELLARES; FERRARI; LEMONTE,
2018) de parâmetro θ .

Para a estimação dos parâmetros de interesse assumimos as abordagens clássica e
Bayesiana. Sob o ponto de vista clássico consideramos o método de Máxima Verossimilhança
para a estimação dos parâmetros do modelo BIGcr e sob o ponto de vista bayesiano foram
consideradas distribuições a priori pouco informativas e métodos de MCMC para a estimação
dos parâmetro.

Na abordagem Bayesiana consideramos distribuições a priori não-informativas. O pro-
cedimento de estimação dos parâmetros foi feito utilizando métodos de MCMC. Além disso,
utilizamos o diagnóstico de observações influentes, baseado na divergência ψ (PENG; DEY,
1995; WEISS, 1996). No Apêndice C apresentamos alguns códigos utilizados neste trabalho.

Ilustramos a performance dos procedimentos de estimação dos parâmetros do modelo
proposto por meio de dados simulados e a um conjunto de dados reais de melanoma, no qual o
modelo BIGcr sob o esquema de última ativação forneceu o melhor ajuste.

Como trabalho futuro, outras distribuições mais flexíveis podem ser consideradas para
modelar os tempos de ativação latente. Por exemplo, o modelo Kumaraswamy complementary
Weibull geometric (Kw–CWG) proposto por Afify et al. (2017), que contém 23 submodelos
(listado na Tabela 1 em (AFIFY et al., 2017)) como casos especiais.

Além disso, podemos obter uma extensão do modelo proposto para o caso multivariado
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assumindo distribuições marginais BIGcr e função distribuição acumulada conjunta dada por
uma função cópula (NELSEN, 2006), como em Suzuki et al. (2011), Suzuki, Louzada e Cancho
(2013), Louzada, Suzuki e Cancho (2013), Oliveira, Suzuki e Saraiva (2014), Achcar, Moala e
Tarumoto (2015), Biondo e Suzuki (2016), Cruz et al. (2017), Ribeiro, Suzuki e Saraiva (2017),
Romeo, Meyer e Gallardo (2018) e Peres, Achcar e Martinez (2020).

Neste trabalho, a metodologia proposta é puramente paramétrica. Kim, Chen e Dey (2011)
utilizaram, no entanto, o modelo Exponencial por partes para a distribuição cumulativa, que é
semiparamétrica, levando a uma modelagem mais flexível. Tal abordagem pode ser investigada
no contexto da modelagem aqui estudada.
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A.1 Funções score para os esquemas de ativação
Neste apêndice vamos apresentar as expressões das funções score para os esquemas de

ativação do modelo BIGcr. Seja, ϑ = (µ,λ , p), então a função de verossimilhança é dada por:

L(ϑ) =
n

∏
i=1

( fpop(yi))
δi(Spop(yi))

1−δi,

sendo assim, temos que a log verossimilhança é dada por:

l(ϑ) =
n

∑
i=1

δi log( fpop(yi))+
n

∑
i=1

(1−δi) log(Spop(yi))

A.1.1 Esquema de primeira ativação

Seja Spop(yi) e fpop(yi), as funções de sobrevivência e densidade impróprias sob o
esquema de primeira ativação apresentadas em (3.8).

∂ fpop(yi)

∂ µ
= exp((1− log(p))SIG(yi)−1+ log(p))

(
p log(1− log(p))SIG(yi) log(1− log(p)) log(1− log(p))SIG(yi)

+ (1− log(p))SIG(yi)+
(

1− log(p))SIG(yi)
)

log((1− log(p)))
∂ fIG(yi)

∂ µ
log(1− log(p))(− fIG(yi)

e(1−log(p))SIG(yi)−1 p fIG(yi) log(− log(p)+1)(− log(p)+1)2SIG(yi)+ exp((1− log(p)))SIG(yi)−1 p(SIG(yi)

log(1− log(p))(1− log(p))SIG(yi)+(1− log(p))SIG(yi) .

∂ fIG(yi)

∂ µ
= (yi −µ)

exp{(yi −µ)2/2yiλ
2µ2}

λ 2µ3 .

∂ l(ϑ)

∂ µ
=

n

∑
i=1

δi
1

fpop(yi)

∂ fpop(yi)

∂ µ
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)

∂ fpop(yi)

∂ µ
.
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∂ fIG(yi)

∂λ
=

(
1√

(2πλ 2y3
i

)
(yi −µ)2exp

(
− (yi−µ)2

2yiµ2λ 2

)
yiµ2λ 3 + e

−(yi−µ)2

(2µ2λ2yi)

 1√
(2πy3

i

λ
2

 .

∂ fpop(yi)

∂λ
= exp((1− log(p))SIG(yi)−1+ log(p))(p log(1− log(p))SIG(yi) log(1− log(p))

(1− log(p))SIG(yi)+(1−log(p))SIG(yi)
+(1− log(p))SIG(yi) log(1− log(p)) ∂ fIG(yi)

∂λ

log(1− log(p))
(
− fIG(yi)e(1−log(p))SIG(yi)−1 p fIG(yi) log(− log(p)+1)

(− log(p)+1)2SIG(yi)+ exp((1− log(p)))SIG(yi)−1 p(SIG(yi) log(1− log(p))

(1− log(p))SIG(yi)+(1− log(p))SIG(yi) .

∂ l(ϑ)

∂λ
=

n

∑
i=1

δi
1

fpop(yi)

∂ fpop(yi)

∂λ
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)

∂ fpop(yi)

∂λ
.

∂ fpop(yi)

∂ p
= exp((1− log(p))SIG(yi)−1+ log(p))(−SIG(yi)log(1− log(p))(1− log(p))SIG(yi)

− (1− log(p))SIG(yi)−1)+((1− log(p))SIG(yi log(1− log(p))exp(1− log(p))

(−SIG(yi)(− log(p)+1)).

∂ l(ϑ)

∂ p
=

n

∑
i=1

δi
1

fpop(yi)

∂ fpop(yi)

∂ p
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)

∂ fpop(yi)

∂ p
.

∂ fpop(yi)

∂β0
= exp((1− log(pi))

SIG(yi)−1+ log(pi))
(

SIG(yi) log
(
−e−β0

)
−1
)(

−e−β0
)SIG(yi)

+ exp(e−β0 +
(
−e−β0

)SIG(yi)
−β0

(
SIG(yi)

(
−e−β0

)SIG(yi)−1
−1
)
(1− log(pi))

SIG(yi)

log(1− log(pi)) fIG(yi).

∂ l(ϑ)

∂β0
=

n

∑
i=1

δi
1

fpop(yi)

∂ fpop(yi)

∂β0
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)

∂ fpop(yi)

∂β0
.

∂ fpop(yi)

∂β1
= exp((1− log(pi))

SIG(yi)−1+ log(pi))xiSIG(yi)exp(−xiβ1 −β0)

log
(
−e−xiβ1−β0

)(
−e−xiβ1−β0

)SIG(yi)−1
− xi (−exp(−xiβ1 −β0))

SIG(yi)

+ (1− log(pi))
SIG(yi) log(1− log(pi)) fIG(yi)exp(e−xiβ1−β0

+
(
−e−xiβ1−β0

)SIG(yi))
(xiSIG(yi)exp(−xiβ1 −β0)

(
−e−xiβ1−β0

)SIG(yi)−1

− xie−xiβ1−β0).
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∂ l(ϑ)

∂β1
=

n

∑
i=1

δi
1

fpop(yi)

∂ fpop(yi)

∂β1
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)

∂ fpop(yi)

∂β1
.

A.1.2 Esquema de ativação aleatória

Seja Spop(yi) e fpop(yi), as funções de sobrevivência e densidade impróprias sob o
esquema de ativação aleatória apresentadas em (3.10).

∂ l(ϑ)

∂ µ
=

n

∑
i=1

δi
1

fpop(yi)
(1− p)

∂ fIG(yi)

∂ µ
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)(1− p)

∂ fIG(yi)

∂ µ
.

∂ l(ϑ)

∂λ
=

n

∑
i=1

δi
1

fpop(yi)
(1− p)

∂ fIG(yi)

∂λ
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)(1− p)

∂ fIG(yi)

∂λ
.

∂ l(ϑ)

∂ p
=

n

∑
i=1

δi
1

fpop(yi)
− fIG(yi)+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)− fIG(yi).

∂ l(ϑ)

∂β0
=

n

∑
i=1

δi
1

fpop(yi)
fIG(yi)(exp(−β0+e−β0 +1)+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi) fIG(yi)(exp(−β0+e−β0 +1).

∂ l(ϑ)

∂β1
=

n

∑
i=1

δi
1

fpop(yi)
ee−β0−β1xi−β0−xiβ0xi +

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)ee−β0−β1xi−β0−xiβ0xi.

A.1.3 Esquema de última ativação
Seja Spop(yi) e fpop(yi), as funções de sobrevivência e densidade impróprias sob o esquema de primeira

ativação apresentadas em (3.9).

∂ fpop(yi)

∂ µ
= exp((1− log(p))FIG(yi)−1+ log(p))(p log(1− log(p))FIG(yi) log(1− log(p))

(1− log(p))FIG(yi)+(1− log(p))FIG(yi)+(1− log(p))FIG(y) log(1− log(p))
∂ fIG(yi)

∂ µ

log(1− log(p))( fIG(yi)e(1−log(p))FIG(yi)−1 p fIG(yi) log(− log(p)+1)(− log(p)+1)2FIG(yi)

+ exp((1− log(p)))FIG(yi)−1 p(FIG(yi) log(1− log(p))
(

1− log(p))FIG(yi)+(1− log(p))FIG(yi)
)
.

∂ fIG(yi)

∂ µ
= (yi −µ)

exp{(yi −µ)2/2yiλ
2µ2}

λ 2µ3 .

∂ l(ϑ)

∂ µ
=

n

∑
i=1

δi
1

fpop(yi)

∂ fpop(yi)

∂ µ
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)

∂ fpop(yi)

∂ µ
.

∂ fIG(yi)

∂λ
=

(
1√

(2πλ 2y3
i

)
(yi −µ)2exp

(
− (yi−µ)2

2yiµ2λ 2

)
yiµ2λ 3 + e

−(yi−µ)2

(2µ2λ2yi)

 1√
(2πy3

i

λ
2

 .

∂ fpop(yi)

∂λ
= exp((1− log(p))FIG(yi)−1+ log(p))(p log(1− log(p))FIG(yi) log(1− log(p))
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(1− log(p))FIG(yi)+(1− log(p))FIG(yi)+(1− log(p))FIG(yi) log(1− log(p))
∂ fIG(yi)

∂λ

log(1− log(p))(− fIG(yi)e(1−log(p))FIG(yi)−1 p fIG(yi) log(− log(p)+1)(− log(p)+1)2FIG(yi)

+ exp((1− log(p)))FIG(yi)−1 p
(

FIG(yi) log(1− log(p))(1− log(p))FIG(yi)+(1− log(p))FIG(yi)
)
.

∂ l(ϑ)

∂λ
=

n

∑
i=1

δi
1

fpop(yi)

∂ fpop(yi)

∂λ
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)

∂ fpop(yi)

∂λ
.

∂ fpop(yi)

∂ p
= exp((1− log p)FIG(yi)−1+ log p)(−FIG(yi)log(1− log(p))(1− log(p))FIG(yi)

− (1− log(p))FIG(yi)−1)+((1− log(p))FIG(yi) log(1− log(p))exp(1− log(p))

(−FIG(yi)(− log(p)+1))).

∂ l(ϑ)

∂ p
=

n

∑
i=1

δi
1

fpop(yi)

∂ fpop(yi)

∂ p
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)

∂ fpop(yi)

∂ p
.

∂ fpop(yi)

∂β0
= exp((1− log(pi))

FIG(yi)−1+ log(pi))
(

FIG(yi) log
(
−e−β0

)
−1
)(

−e−β0
)FIG(yi)

+ exp(e−β0 +
(
−e−β0

)FIG(yi)
−β0

(
FIG(yi)

(
−e−β0

)FIG(yi)−1
−1
)

(1− log(pi))
FIG(yi) log(1− log(pi)) fIG(yi).

∂ l(ϑ)

∂β0
=

n

∑
i=1

δi
1

fpop(yi)

∂ fpop(yi)

∂β0
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)

∂ fpop(yi)

∂β0
.

∂ fpop(yi)

∂β1
= exp((1− log(pi))

FIG(yi)−1+ log(pi))xiFIG(yi)exp(−xiβ1 −β0)

log
(
−e−xiβ1−β0

)(
−e−xiβ1−β0

)FIG(yi)−1
− xi (−exp−xiβ1 −β0)

FIG(yi)

+ (1− log(pi))
FIG(yi) log(1− log(pi)) fIG(yi)exp(e−xiβ1−β0

+ (−e−xiβ1−β0)FIG(yi))(xiFIG(yi)exp(−xiβ1 −β0)
(
−e−xiβ1−β0

)FIG(yi)−1

− xie−xiβ1−β0).

∂ l(ϑ)

∂β1
=

n

∑
i=1

δi
1

fpop(yi)

∂ fpop(yi)

∂β1
+

n

∑
i=1

(1−δi)
1

Spop(yi)
− fpop(yi)

∂ fpop(yi)

∂β1
.
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Neste apêndice apresentamos algumas medidas de divergência psi do estudo de simulação
apresentado na Subseção 4.4.

As Figuras 19 a 23 apresentam as medidas de divergência para os casos (c) a (g),
respetivamente. Podemos observar em todas as figuras que as três medidas de divergência
detectaram a(s) observação(ões) influente(s).

Figura 19 – Divergência ψ para o conjunto de dados (c).
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Fonte: Elaborada pela autora.
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Figura 20 – Divergência ψ para o conjunto de dados (d).
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Fonte: Elaborada pela autora.

Figura 21 – Divergência ψ para o conjunto de dados (e).
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Fonte: Elaborada pela autora.
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Figura 22 – Divergência ψ para o conjunto de dados (f).
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Fonte: Elaborada pela autora.

Figura 23 – Divergência ψ para o conjunto de dados (g).
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Fonte: Elaborada pela autora.
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Código-fonte 1 – Função geradora de n valores da distribuição Bell de parâmetro θ .

1: rBell <-function (n,theta){

2: N= numeric (n)

3: a=rpois(n,exp(theta) -1)

4: for(i in 1:n) {

5: N[i]= sum( rztpois (a[i],theta))

6: }

7: return (N)

8: }

Código-fonte 2 – Função de verossimilhança considerando o modelo BIGcr sob o esquema de
última ativação.

1: lv_lM = function (y,x,status ,theta=c(1 ,1 ,1 ,1)) {

2: mu=exp(theta [1])

3: lambda =exp(theta [2])

4: vbeta=theta [3:4]

5: p =1/(1+ exp(-vbeta [1]- vbeta [2]*x))

6: vf=log(sqrt( lambda /2* pi*y^3)*exp ((- lambda *(y-mu)^2) /(2* mu ^2*y))

)

7: vF=pnorm(sqrt( lambda /y)*(y/mu -1) ,0,1)+exp (2* lambda /mu)*pnorm(-

sqrt( lambda /y)*(y/mu +1) ,0,1)

8: aux1 =1- log(p)

9: aux2=aux1^vF -aux1

10: lspop=log (1+p-exp(aux2))

11: lfpop =aux2+vF*log(aux1)+log(log(aux1))+vf
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12: loglik = sum( status *lfpop + (1 - status ) * lspop)

13: loglik

14: }

Código-fonte 3 – Abordagem Bayesiana - Código JAGS para ajuste do modelo BIGcr sob o
esquema de última ativação.

1: cat( "model

2: {

3: mu <-exp(mu1)

4: lambda <-exp( lambda1 )

5:

6: for (i in 1:n) {

7: p[i] < -1/(1+ exp(-beta0 -beta1*x[i]))

8: vf[i]<-log(sqrt( lambda /2*3.14159265359* y[i]^3)*exp ((- lambda *(y[

i]-mu)^2) /(2* mu ^2*y[i])))

9: vF[i]<-pnorm(sqrt( lambda /y[i])*(y[i]/mu -1) ,0,1)+exp (2* lambda /mu

)*pnorm(-sqrt( lambda /y[i])*(y[i]/mu +1) ,0,1)

10: S[i] <- 1-vF[i]

11: aux1[i] <-1-log(p[i])

12: aux2[i]= pow(aux1[i],vF[i])-aux1[i]

13: lspop[i] =log (1+p[i]-exp(aux2[i]))

14: lfpop[i] =aux2[i]+vF[i]* log(aux1[i])+log(log(aux1[i]))+vf[i]

15:

16: # Verossimilhan ça

17: L1[i]<- status [i]* lfpop[i]+(1 - status [i])*lspop[i]

18: L[i]<-exp(L1[i])

19: phi[i]<-L[i]/C

20: zeros[i]~ dbern(phi[i])

21: }

22: # Priori

23: mu1~dnorm (0 ,0.001)

24: lambda1 ~dnorm (0 ,0.001)

25: beta0~dnorm (0 ,0.001)

26: beta1~dnorm (0 ,0.001)

27: C < -10000000000

28: }",

29: file=" BIG_maximo .jags")
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