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RESUMO

O aprendizado de maquina € uma area da Inteligéncia Artificial que consegue prever
resultados a partir de um grande conjunto de dados. Desta forma, muitas areas ja se beneficiam
dessa nova tecnologia como, por exemplo, empresas de analise de crédito que utilizam essa
ferramenta para deteccdo de fraudes, servicos de entretenimento para um sistema de
recomendacdo e na medicina para diagnostico de doencas. Na Engenharia Quimica, o
aprendizado de méaquina ainda ndo € amplamente utilizado, poréem existem alguns estudos com
aplicacBes na area que demonstram ser uma ferramenta com grande potencial para a area. Este
trabalho constitui uma revisdo bibliografica para entender o que € machine learning, como
funciona esse aprendizado, as principais ferramentas e exemplificar possiveis aplicaces do
aprendizado de maquina na Engenharia Quimica e frisar sua importancia. Dado este potencial, é
interessante abordar o assunto no ensino de Engenharia Quimica para que 0s alunos possam ter
maior contato com o aprendizado de maquina e aplicar esse conhecimento na industria. Com esse
intuito, este trabalho sugere algumas mudancas na grade curricular dos estudantes de Engenharia
Quimica da Universidade Federal de Sdo Carlos para incluir o aprendizado de maquina no

percurso formativo.

Palavras-chave: Aprendizado de Maquina. Ensino de Engenharia Quimica. Inteligéncia
Artificial.



ABSTRACT

Machine learning is an area of Artificial Intelligence that can predict results from a large
set of data. Therefore, many areas are already benefiting from this new technology, such as credit
analysis companies that use this mechanism for fraud detection, entertainment services for a
recommendation system and in medicine for disease diagnosis. Currently, machine learning is
not very often used in Chemical Engineering, but there are some studies with applications in the
area that demonstrate that it can be a tool with great potential for Chemical Engineering. This
work is a bibliographical review to understand more about machine learning, what is the learning
process, the main tools and studies to exemplify these possible applications of machine learning
in Chemical Engineering and emphasize its importance. Because of this potential, it is interesting
to approach the subject in the learning of Chemical Engineering so students can have greater
contact with machine learning and apply this knowledge in the industry. With this in mind, this
work suggests some changes in the curriculum of Chemical Engineering students at Universidade

Federal de S&o Carlos to include machine learning in the Chemical Engineering education.

Keywords: Machine Learning. Chemical Engineering Education. Artificial Intelligence.
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1 INTRODUCAO

Por volta de 1999, houve uma mudanca no cendrio tecnoldgico em que se iniciou a
integracdo de sistemas e objeto com a propria internet chamado de Internet das Coisas
(COELHO, 2016), sendo possivel gerar e coletar suas informacdes. Essa integracao permitiu
que os dados desse objeto pudessem ser gerados em grande quantidade, armazenados e
coletados. Somente a coleta de dados pode ndo ter nenhum significado, mas pode gerar
informacdo e conhecimento para trazer melhorias nas mais diversas &reas ao processar e
analisar esses dados. Uma das formas de processar e analisar esses dados é com o
aprendizado de maquina.

Em 1950, houve o surgimento das Inteligéncias Artificiais em que as maquinas
simulam a inteligéncia humana (GOMES, 2010). O aprendizado de maquina é uma
ramificacdo da Inteligéncia Artificial que utiliza uma grande quantidade de dados para
simular o aprendizado humano. Assim como 0 0s humanos aprendem com experiéncia de
vida, a maquina aprende a partir dos dados, conseguindo observar padrGes e prever
resultados. A grande vantagem do aprendizado de maquina é que ndo é necessario conhecer
o caminho entre o dado de entrada e o dado de saida em que seria realizado um estudo por
trés para descobrir a matematica que envolve esses dados e que provavelmente necessitaria
de um grande esforco e tempo.

Assim, a possibilidade de extrair novos conhecimentos a partir de uma grande
quantidade de dados fez com que muitas areas se interessassem no assunto e nas suas
aplicacdes para a melhoria dos negocios como deteccdo de fraudes para anlise de crédito,
sistemas de recomendacao para usuarios em aplicativos de entretenimento e diagnosticos
médicos na area da saude (MOHRI, 2012). Nessas areas, 0 aprendizado de maquina € mais
desenvolvido e as empresas ja utilizam em seus negocios. Porém, outras areas ainda ndo sdo
tdo desenvolvidas e ndo aproveitam a ferramenta amplamente, como é o caso da industria
quimica.

Na industria, o aprendizado de maquina pode auxiliar na otimizacdo de processos e
reducdo de custos com embasamento nos dados gerados. Apesar de ainda ndo ser
amplamente utilizado, existem estudos com possiveis aplicagdes principalmente nas areas

de desenvolvimento de materiais, estimativa de processo e previsdéo de falhas
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(CARTWRIGHT, 2020). Além dos estudos, algumas inddstrias quimicas comegaram a
aplicar o aprendizado de maquina para a melhoria de seus negocios no processo de produgdo
que reforcam o indicio de que serd um assunto de relevancia para o futuro.

Apesar de apresentar potencial na area, o aprendizado de maquina no ensino de
Engenharia Quimica ainda ndo é muito explorado, porém € interessante que os alunos
tenham maior contato e conhecimento do assunto para que os alunos possam identificar e
avaliar oportunidades de aplicacdo em suas vidas profissionais.

Este trabalho é um estudo sobre o aprendizado de maquina, um assunto que vem
crescendo nos Ultimos anos e vem mostrando potencial na area da Engenharia Quimica. O
objetivo do trabalho é compreender o aprendizado de maquina, verificar o potencial na
Engenharia Quimica e sugerir como € possivel incluir o aprendizado de maguina no ensino.
Para isso, serd realizado uma detalhada revisdo da bibliografia que contemplard o
aprendizado de maquina, introduzindo o contexto do seu surgimento, defini¢do, principais
tipos, como funciona um aprendizado de maquina e por fim, quais sdo as principais
ferramentas utilizadas para auxiliar. Apds a compreensdo do que é e seu funcionamento, sera
apresentado alguns estudos que aplicam o aprendizado de maquina em problemas da
Engenharia Quimica, bem como algumas industrias que comecaram a implementar o
aprendizado de maqguina em sua producdo para demonstrar suas possibilidades na area.

Assim, sera apresentado com 0s seguintes topicos:

O que é aprendizado de maquina?
Ferramentas de aprendizado de méaquina
AplicacBes na Engenharia Quimica

Por fim, serd proposto como o aprendizado de maquina pode ser inserido na grade
curricular do estudante de Engenharia Quimica da Universidade Federal de S&o Carlos. A
proposta sera baseada nos principais assuntos apresentados durante a revisdo bibliografica e
sobre pontos importantes para que o aluno compreenda o aprendizado de maquina e seja

capaz de aplica-lo.
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2 REVISAO BIBLIOGRAFICA

Neste capitulo, serd discutido sobre o que é aprendizado de maquina, em qual
contexto foi inserido, quais os principais tipos de aprendizado, como € feito o aprendizado e
ferramentas para o aprendizado.

Apo6s compreender os principais pontos sobre aprendizado de méaquina, sera
abordado como pode ser aplicado na Engenharia Quimica e sugestdes para grade curricular

de estudantes de Engenharia Quimica voltadas para o aprendizado de maquina.

2.1 O que é aprendizado de maquina?

Conforme a tecnologia vai avancando, os meios de producdo véo sofrendo
transformacg0es para acompanhar essa evolugdo. A Primeira Revolugdo Industrial ocorreu
com o surgimento do tear mecanico, que foi sendo aperfeicoado com méaquinas a vapor e
possibilitou que a producdo passasse a ser feita por maquinas e ndo mais de forma manual
como era feito anteriormente. No século XIX, o aumento da producdo de acgo resultou em
maquinas mais modernas, que junto com o uso da energia elétrica, houve o impulsionamento
da manufatura em massa, 0 que caracterizou a Segunda Revolucdo Industrial. Ja no século
XX, tivemos o surgimento do Lean Manufacturing, sistema de producdo desenvolvido pela
Toyota, em que se tem como principio o desperdicio minimo e na qualidade do produto e do
processo produtivo e 0 avango na area da automacao e tecnologia da informacao (T1) foram
grandes responsaveis por esses aprimoramentos (SACOMANO, 2018). Esse periodo marcou
a Terceira Revolucdo Industrial. E agora no século XXI com o surgimento da internet, temos
mais uma transformacdo ocorrendo na industria. A Figura 1 ilustra esses avangos

tecnoldgicos que transformaram os meios de producdo no passar do tempo.
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Figura 1 - Evolucéo da revolugéo industrial
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Fonte: Elaboracédo prépria (adaptado de Nunez, 2015)

Ainda no século XX, existia 0 desejo de integrar remotamente as operacfes
industriais com fornecedores e clientes, mas o custo era alto e faltava capacidade dos
equipamentos. Desta forma, a industria impulsionou o desenvolvimento de softwares e
hardwares que foram capazes de ultrapassar essas dificuldades e iniciar o processo de
integracdo. Assim em 2011, o governo da Alemanha langou um projeto durante a Feira de
Hannover, denominado Plataforma Inddstria 4.0, para fazer com que o0s sistemas
automatizados que controlam equipamentos industriais pudessem trocar dados e
informacdes entre humanos e maquinas para otimizar o processo de producdo
(SACOMANO, 2018), introduzindo o termo “Industria 4.0” para essa Quarta Revolucao
Industrial.

Coelho (2016) destaca que a Industria 4.0 tem como principais pilares a internet das
coisas (Internet of Things - 10T) e servicos (Internet of Services - 10S); sistemas cyber-
physical(CPS) e Big-Data. Pereira (2018) define Cyber-Physical Systems (CPS) como os

componentes que integram o mundo fisico ao virtual, equipamentos que armazenam dados
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sobre 0 seu estado e realizam operages. A internet das coisas refere-se a conexao de objetos
que tradicionalmente operam de forma independente a internet para que possam operar
sinergicamente. Ja a internet dos servicos vai além da internet das coisas, pois ndo sé conecta
objetos a internet, mas também é atribuido um servico a ele, por exemplo um galdo de 4gua
conectado & internet que mostra a medigdo do nivel de &gua no celular e quando o nivel
chega a 10% da capacidade, envia um pedido de outro galdo para a distribuidora (MENA,
2018). Com o surgimento da internet das coisas e servicos, houve um aumento dos objetos
que estdo ligados a internet e consequentemente, também houve o aumento de dados
gerados. Big Data se refere ao imenso volume de conjuntos de dados que alcangam elevadas
ordens de magnitude(volume), com variedade e gerados em tempo real, que ja ndo era
possivel de ser processados com as tecnologias tradicionais de bancos de dados (INTEL,
2013).

Dados, informacéo e conhecimento sdo importantes ferramentas para que as decisoes
sejam tomadas com rapidez e qualidade. Os dados sdao uma forma de matéria-prima, que ao
serem processadas, geram informacdes capazes de auxiliar na tomada de decisées. O
conhecimento é a informacdo processada pelos individuos, sendo o grande desafio
transformar os dados em conhecimento (ANGELONI, 2003). Assim, o real valor do Big
Data ndo é s6 no volume, variedade e velocidade que € produzido, mas sim o conhecimento
que ele produz quando analisado — buscando padr@es, derivando significado, tomando
decisbes e, por fim, respondendo ao mundo com inteligéncia (INTEL, 2013). Uma das
formas que a tecnologia proporciona para processar os dados em conhecimento é com o
aprendizado de maquina, também conhecido como machine learning.

Damos 0 nome de méaquina para o computador, que é um processador de dados, ou
seja, um transformador de dados iniciais (dados de entrada) em dados finais (dados de saida).
Assim, o aprendizado de maquina é o aprendizado feito pelo computador. A Figura 2 ilustra

essa transformagéo dos dados em um computador.
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Figura 2 - Processamento de dados
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Fonte: Elaboracdo prépria (adaptado de Gotardo, 2015)

O aprendizado de méaquina é similar com o que acontece com 0s humanos. Para nds,
a experiéncia da vida é o que nos traz o aprendizado. Para as maquinas, os dados fornecidos
sdo como a experiéncia de vida, sdo as informacdes necessarias para a maguina experimentar
o0 problema inumeras vezes até aprender.

De acordo com Mohri (2012), aprendizado de méaquina pode ser definido como
métodos computacionais que usam a experiéncia para o aprendizado, para melhorar o
desempenho ou fazer previsfes através de algoritmos. A maquina ndo precisa de uma
formula matematica para retornar quais serdo os dados de saida, pois a partir dos dados
fornecidos ela é capaz de gerar as proprias regras a serem usadas para deduzir o resultado de
um determinado ponto amostral. Assim, ndo € necessario ter o conhecimento do caminho
entre a entrada e a saida, sendo 0s dados a experiéncia necessaria para que a maquina aprenda
com eles qual é a resposta. Algumas aplica¢bes do aprendizado de maquina sdo deteccéo de
fraude, mecanismo de recomendacéo, analise de comportamento de usuarios entre muitas
outras.

Existem termos que sdo comumente utilizados no campo de aprendizado de maquina.

De acordo com Mohri (2012), as defini¢bes mais comuns sdo:

o Exemplo: Uma linha do conjunto de dados coletados utilizados para
aprendizagem ou avaliacdo, ou seja, os dados de entrada e saida de um caso
que servira para o aprendizado.

o [Features: Um atributo ou caracteristica dos exemplos que que apresentam

correlagdo com a variavel alvo, e, portanto, podem ajudar nas previsoes.
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e Rotulos: Valores ou categorias em que 0s conjuntos de dados séo divididos,
podendo também ser definidos como os dados de saida que se esté tentando
prever. Em um problema de classificagéo, sdo as categorias que o exemplo se
encaixa e ja para o problema de regressao, € o valor numerico.

e Hiperparametro: Parametros livres que ndo sdo determinados pelo algoritmo,
mas sim um dado de entrada definido previamente pelo usuario.

o Amostra de treinamento: Exemplos utilizados para a fase de treinamento do
algoritmo.

e Amostra de validagdo: Exemplos utilizados para a fase de validagdo do
algoritmo. A fase de validacdo é utilizada para selecionar valores apropriados
para 0s hiperparametros.

o Amostra de teste: Exemplos utilizados para testar o algoritmo com outros
dados e validar se consegue fazer previsbes com dados além do de
treinamento.

« Erro: E a funcio que mede a diferenca entre o valor previsto e o valor real,
sendo assim uma forma de verificar se 0 modelo consegue fazer boas
predi¢des ou néo.

o Conjunto de hipoteses: Uma hip6tese € um dos candidatos ao modelo que
mais se adequa ao problema, que pode mapear os dados de entrada com 0s
dados de saida. O conjunto de hipbteses sdo todas as hipoteses possiveis que
a escolha do algoritmo pode prover. Sera verificado qual a melhor hipétese

que se encaixa com o conjunto de dados com a funcao erro.

Outra definicdo muito importante é o algoritmo. Para o aprendizado de méquina, o
algoritmo é um cddigo de programacdo computacional com um roteiro légico que é
executado para o conjunto de dados até que um determinado critério de verificacdo seja
atendido, ponto em que a maquina gerou um modelo capaz de prever os resultados, dado
qualquer ponto amostral. Uma definigdo de algoritmo, de acordo com Medina (2005), é um
procedimento do passo a passo de agdes a serem executadas para realizar alguma tarefa. A
vantagem do aprendizado de maquina é justamente a grande capacidade e velocidade do

computador com o algoritmo, que pode testar milhdes de vezes para prever o modelo.
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2.1.1 Tipos de aprendizado de maquina

Existem varios procedimentos para que as maquinas aprendam com os dados e sdo
classificados em tipos de aprendizado. Os principais tipos de algoritmos para aprendizado
de maéquina sdo o aprendizado supervisionado, aprendizado ndo supervisionado e
aprendizado por reforco (BONACCORSO, 2017).

No aprendizado supervisionado, um conjunto de dados de entrada e saida € utilizado
para gerar um modelo capaz de prever os dados de saida para qualquer dado de entrada de
forma a minimizar o erro. Ap6s o treinamento, a maquina consegue fornecer os dados de
saida com outros dados de entrada que nunca foram vistos (MARSLAND, 2015). Esse tipo
de aprendizado é utilizado quando os dados preveem algum evento ou namero.

Os algoritmos de aprendizado supervisionado podem ser divididos em duas
categorias de acordo com o tipo de dado que sera previsto. Pode ser aprendizado
supervisionado de classificacao, se os valores previstos sdo um conjunto de categorias pré-
definidas(rotulo) como, por exemplo, para fazer a predi¢do se um e-mail recebido € um spam
ou ndo, alocando o dado de entrada(e-mail) em um desses dois rétulos (spam e ndo spam).
llustrando esse exemplo na Figura 3, os dados de entrada ja identificados se sdo
spam(quadrado verde) ou ndo spam(circulo azul) sdo alocados conforme o tamanho da
mensagem e 0 numero de palavras suspeitas. O aprendizado supervisionado de classificacao
cria um modelo para rotular novos dados, representado pela linha tracejada vermelha que
divide os casos spam e ndo spam. Entdo ap6s o aprendizado, um novo dado inserido
(tridngulo cinza) acima da linha tracejada vermelha conforme o tamanho da mensagem e

namero de palavras suspeitas e € previsto como ndo-spam.
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Figura 3 - Aprendizado supervisionado de classificacio

Classificagao
Tamanho da
mensagem ©

® e ®©00 go0° m B
'..0 e} & ]
® o0 m = mEE
ee --.I --.-l- m BN
3]
] ..
BEE@E F
o .. - = s [S)=!
mEN o =] ]
o mm
Numero de
A\ Novo dado sjl;\;rzs
M Spam
@ Nso Spam

Fonte: Elaboracéo propria

O aprendizado supervisionado também pode ser de regressao, caso 0s rotulos sejam
valores numéricos (NASTEK, 2017). Na Figura 4 € ilustrado um exemplo de regresséo para
realizar a previsdo do nimero de vendas de um produto. Sdo fornecidas as informac6es do
produto (dados de entrada) com os valores de vendas do produto correspondente (dados de
saida), apresentados nos circulos azuis. Assim, o aprendizado supervisionado de regressdo
cria um modelo, representado pela linha tracejada vermelha, que tenta prever a partir das
informacdes do produto quais serdo os dados de saida. Entdo ap6s o aprendizado, com o

dado de entrada é possivel usar o modelo para prever qual sera o valor de venda.
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Figura 4 - Aprendizado supervisionado de regressao
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Fonte: Elaboracéo propria

Outro tipo de aprendizado é o aprendizado ndo supervisionado, em que ndo é
fornecido os dados de saida esperados para validar e comparar o resultado previsto pelo
modelo como é feito no aprendizado supervisionado. Neste caso, a maquina identifica as
semelhancas e tendéncias entre os dados e os categorizam, dividindo em grupos que possuem
essas semelhancas (MARSLAND, 2015). E uma estratégia muito utilizada em marketing,
por exemplo, para identificar clientes com comportamentos semelhantes e segmentar o
publico-alvo para enviar uma propaganda mais direcionada a esses clientes e aumentar as
chances dessas pessoas comprarem o produto. Na Figura 5, temos as caracteristicas dos
clientes, representadas pelos circulos azuis, sem serem identificados previamente e o
aprendizado ndo supervisionado mapeia e identifica diferentes grupos que possuem
caracteristicas semelhantes, limitados pela linha tracejada vermelha. Alguns tipos de

aprendizado ndo supervisionado sdo clusterizacdo, k-mean, analise hierarquica de cluster.



20

Figura 5 - Aprendizado n&o supervisionado
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Fonte: Elaboracéo propria

Por fim, no aprendizado por reforco, o algoritmo interage com o ambiente e é
informado se esta certo ou errado com recompensa ou penalidade e aprende repetindo os
acertos e evitando os erros. Muito similar quando treinamos um cachorro para fazer algum
trugue, em que é dado uma recompensa quando se faz o truque certo. Assim, a maguina
experimenta diversas vezes até chegar na resposta certa (MARSLAND, 2015). Um famoso
exemplo do aprendizado por reforgco é o programa AlphaGo, que foi aplicado o algoritmo
para aprender a ganhar o jogo Go, em que inicialmente foi analisado milhdes de jogos e
depois o0 programa jogou contra si mesmo até aprender o caminho da vitoria e ganhou do
campedo mundo de Go, Lee Sedol (HASSABIS, 2016). Para ilustrar, temos a Figura 6 com
um exemplo de carro que dirige sozinho. Para esse aprendizado por reforcgo, caso o carro
colida recebe uma penalidade que faz com que a maquina evite repetir a acdo. Se o carro
conseguir percorrer o percurso, é recompensado e entende que deve continuar a reproduzir

a acdo tomada.
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Figura 6 - Aprendizado por reforgo
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Fonte: Elaboracédo propria

N&o existe um algoritmo melhor ou pior que o outro, mas sim um que se adequa
melhor a cada propdsito. Entdo, a escolha do algoritmo é um passo muito importante para o
aprendizado e deve ser feito tendo em mente o objetivo e 0s tipos de dados que a situagédo

apresenta.

2.1.2 Processo do aprendizado

Existem diversos passos para o aprendizado de maquina como coletar os dados,
preparé-los e verificar no final do processo se a maquina é capaz de fazer as predi¢des dos
dados. A Figura 7 representa esses passos que serdo descritos a seguir. De acordo com
Marsland (2015), o primeiro passo é a coleta de dados. E importante que tenha uma grande
quantidade de dados e que eles sejam de qualidade, ou seja, precisam ser relevantes com as
informacdes necessarias. Ndo € uma tarefa simples pois pode requerer muitas medicoes,
ilustrando como o avango do Big Data € um marco importante para o aprendizado de
maquina. Vale ressaltar que no caso do aprendizado supervisionado, além dos dados de
entrada também € necessario exemplos que contenham valores esperados. No caso da
deteccdo se um e-mail recebido € um spam ou néo, os dados coletados seriam uma colecéo

de e-mails que servem como exemplos para a maguina.
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Figura 7 - Etapas do processo de aprendizado de maquina
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Fonte: Elaboracéo propria (adaptado de Mohri, 2012)

Depois de coletado, os dados devem ser aleatorizados para que a ordem nao
influencie no aprendizado. Por exemplo, se em um aprendizado de classificacdo 0s seus
dados estiverem ordenados em todos da categoria A e depois da categoria B, essa ordem
pode tornar um fator para a maquina identificar em qual categoria pertence. Os dados
aleatorizados serdo divididos em amostras de treinamento, validacdo e teste (MOHRI,
2012).

Para guiar o algoritmo e facilitar o aprendizado, o usuério deve selecionar features
que estdo relacionadas com o problema. O usuério deve usar 0 conhecimento que tem do
problema para escolher variaveis que apresentam correlacdo com o rétulo a ser previsto. A
escolha dessas features deve ser cautelosa porque assim como elas podem ajudar o
algoritmo, escolher variaveis erradas também podem confundi-lo (MARSLAND, 2015). Na
detec¢do de spam temos como possiveis caracteristicas o remetente, tamanho da mensagem,
palavras-chaves na mensagem.

Dado a existéncia de diversos algoritmos que foram criados e o conjunto de dados, é
necessario fazer a escolha do algoritmo mais apropriado para o problema. Diversos fatores
podem ser considerados como o custo computacional de treinamento, a necessidade de
interpretar, performance, custo de desenvolvimento, existéncia de dados rotulados,
possibilidade de aplicacdo de metodos de reforco e formato dos dados de entrada e

saida. Como dito anteriormente, o problema de deteccdo de spam envolve tentar prever se
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0 e-mail € um spam ou nao e o retorno é um dos rétulos definido previamente (spam ou nao-
spam). Ent&o neste caso, um algoritmo de aprendizado supervisionado de classificagéo seria
o algoritmo mais adequado. Além disso, para alguns algoritmos deve ser configurado
manualmente alguns hiperparametros de entrada ou requerem uma experimentacdo prévia
para identificar os melhores valores, onde entram as amostras de validagdo. Esses parametros
tém a fungéo de que a previsdo seja mais precisa (MARSLAND, 2015).

Apds selecionado os dados, caracteristicas, o algoritmo e os hiperparametros, comeca
a etapa de treinamento, sendo trabalho da maquina de utilizar os recursos computacionais e
construir um modelo dos dados e fazer a previsdo dos dados de saida (MARSLAND, 2015).
Nesta etapa, seréo utilizados os dados divididos anteriormente e selecionados para a amostra
de treinamento. O algoritmo vai selecionando diferentes hipoteses e escolhe o resultado que
apresentou melhor desempenho, ou seja, que teve um erro com os valores esperados. O
algoritmo vai achar uma funcdo para definir pelas caracteristicas se o e-mail é spam ou nao.
De inicio, o algoritmo vai selecionar uma hipotese para tentar dividir esses dados, mas ainda
sim terd alguns dados gue ndo irdo se encaixar no grupo correspondente. Entdo o algoritmo
vai adaptar essa funcdo (mudando a hip6tese) para que esses dados sejam incluidos e assim
diminuir o erro.

Infelizmente, nem sempre a maquina sera capaz de verificar uma hipo6tese que se
encaixe nos dados e resultara sempre em um erro alto. Neste caso, temos a situacdo de
underfitting, em que o algoritmo néo é capaz de capturar a dinamica mostrada pelo conjunto
de treinamento (BONACCORSO, 2017). Uma forma de contornar essa situagdo seria mudar
os hiperparametros definidos, features e se caso continue com o erro alto, recorrer até a troca
do algoritmo pois talvez o escolhido inicialmente pode ser muito simples para os dados. Um
exemplo, para um modelo de regressao polinomial em que foi feita uma previsao inicial com
um polinémio de ordem 1, mas o erro acaba sendo alto pois ndo se encaixa com os dados
fornecidos. Ajusta-se 0 modelo, mudando a ordem do polindmio e assim, 0 modelo faz uma
previsdo com um erro pequeno.

Mesmo a maquina sendo capaz de fazer as previsdes, ainda ndo temos garantias de
que as previsdes estdo corretas. Apesar de minimizar o erro na etapa de treinamento, pode
ser que o algoritmo sé funcione para o conjunto de dados selecionados para o treinamento.

Como exemplo da deteccdo de spam, o algoritmo foi treinado com os dados de treinamento
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coletados anteriormente, mas se chegar novos e-mails pode ndo ser eficiente. Neste caso
ocorre 0 chamado overfitting, quando o algoritmo apresenta uma precisdo muito alta com os
dados apresentados no treinamento, mas nao é capaz de generalizar o problema com dados
fora do treinamento (BONACCORSO, 2017).

Para identificar um caso de overfitting, pode haver desconfianga caso o erro seja
muito baixo, mas pode ser que seja 0 caso de 0 modelo ter uma boa previséo. Entéo, existe
um passo de teste em que dados de teste separados anteriormente sdo utilizados agora. Nao
sera alterada a hipotese definida no passo de treinamento, mas sim sera testado e o resultado
previsto serd comparado com os resultados reais para conseguir identificar como seria a
performance da méaquina no mundo real pelo erro (MARSLAND, 2015).

Na Figura 8, temos a esquerda um caso de underfitting em que o modelo néo
representa o conjunto de dados e assim apresenta um erro alto. No centro, um caso de bom
ajuste em que o modelo se ajusta aos dados apresentados e que consegue ter uma boa
previsdo. E por fim, a direita, um caso de overfitting em que 0 modelo captura todos os dados
apresentados, apresentando um erro muito baixo, mas desta forma nédo é capaz de ter uma

boa previsdao com dados além do treinamento.

Figura 8 - Underfitting e overfitting
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Fonte: Elaboracao propria (adaptado de Bhande, 2018)

Todos os passos ocorrem de forma iterativa, ou seja, caso um passo ndo ocorra da

forma esperada, volta para ajustar algum passo anterior. Por exemplo, na fase de
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treinamento, verifica-se que o erro do modelo é muito grande e entdo volta para o passo de
selecionar os hiperparametros para fazer ajustes e tentar diminuir o erro.

Assim, depois de todos esses passos, 0 algoritmo esta pronto para fazer previsdes
com os dados do mundo real. Para manter o desempenho, também é necessario adicionar um
passo de monitoramento que verifica se 0 modelo continua trazendo boas previsdes pois
pode ter acontecido alguma mudancga nos dados de entrada e esse monitoramento pode
apontar isso. O aprendizado de maquina é uma ferramenta muito Gtil, que pode trazer boas
predicdes com base em dados. Por isso, € importante entender o que é o aprendizado de

maquina e como funciona para enxergar possibilidades de aplica¢cdes em diversas areas.

2.2 Ferramentas de Machine Learning

Uma ferramenta essencial para o aprendizado de méaquina é a linguagem de
programacdo, muito envolvida na etapa de treinamento em que o algoritmo é responsavel
por construir os modelos utilizando o0s recursos computacionais. A linguagem de
programacdo é uma linguagem especifica que pode dar comandos que o computador
consegue compreender e executar e através dela, podendo especificar quais dados um
computador vai usar, como estes dados serdo tratados, armazenados, transmitidos, quais
acOes devem ser tomadas em determinadas circunstancias (GOTARDO, 2015). Entdo o
algoritmo é escrito com as instru¢des loégicas em uma linguagem de programacao(cédigo) e

é executado. Existem varias linguagens comumente utilizadas como o Python e o R.

2.2.1 Liguagens de Programagcéo

As linguagens de programacdo apresentam caracteristicas distintas entre si e a
escolha de qual linguagem utilizar deve ser considerada quais pontos sdo importantes para a
aplicacdo. Uma caracteristica importante na escolha das linguagens é a legibilidade e
facilidade de escrita. A principio, devido a baixa capacidade computacional das aplicagdes
criadas por equipes pequenas ou individuais e a pequena comunidade global de
programadores, o foco estava em linguagens performéticas no lugar da facilidade de

programacéo. Porem, conforme foram decrescendo 0s custos de processamento e 0s custos
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de manutenc&o do cddigo ficaram evidentes, cresceu a necessidade de que o codigo fosse de
facil manutencéo, leitura e compreensao. Alguns padrdes que foram utilizados para facilitar
criagdo e manutencéo de softwares foram:

e acelaboracdo de sintaxes simples

automacdo de tarefas como gerenciamento de alocacdo de memoria, em que
ndo é necessario que seja declarado o espaco que a variavel ocupara
¢ linguagens de tipagem fraca, em que ndo € necessario declarar o tipo da
variavel (nUmero inteiro, decimal, texto, etc.)
e aumento na popularidade de linguagens interpretadas, em que o codigo €
executado por um programa (interpretador)
e programacao orientada a objetos que consegue separar 0 programa em partes,
facilitando a manutencéo e reuso do codigo
Todos esses pontos facilitam a organizacdo e compartilhamento do cédigo e de
servicos permitindo que cada desenvolvedor trabalhe em uma parte diferente do cédigo. Por
outro lado, alguns padrdes foram removidos ou desincentivados como realizar 0 mesmo
comando dentro de uma mesma linguagem de diversas formas, sobrecarga de operadores
sem deixar explicito sua nova funcdo e grandes pedacos de codigo que realizam diversas
funcbes que podem confundir e dificultar a interpretacdo da linguagem (SEBESTA, 2011).
Outro fator importante na escolha de uma linguagem € a comunidade que a utiliza.
Dentre as linguagens, existem algumas com uma comunidade mais ativa, com um grande
namero de pessoas que ajudam a trocar informacdes, tirar davidas, compartilhar codigos,
encontrar erros nos codigos e verificar com os desenvolvedores para corrigi-los (SARKAR,
2018). Comunidades maiores tendem a gerar projetos open source, que ndo possuem custo
de licenga, com maior escopo e qualidade. Como a producdo de codigo é compartilhada, a
comunidade pode ajudar tanto na testagem como na elaboragéo de recursos para o projeto.
Também é mais facil encontrar programadores para integrar os times em linguagens mais
populares. Linguagens menos utilizadas podem até ser tecnicamente compativeis com
determinado projeto, mas sem uma comunidade forte pode dificultar a execugéo do projeto.
Além disso, as linguagens de programacdo apresentam bibliotecas em que se
encontram pacotes com fungdes pré-escritas que podem ser mais facilmente aplicados no

codigo, poupando o trabalho de escrever essa funcdo e deixando o cédigo mais limpo,
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resumindo o codigo em poucas linhas, facilitando a compreensdo e diminuindo a
possibilidade de erro (MENEZES, 2014). Essas bibliotecas podem ser ferramentas de uma
area especifica como para o aprendizado supervisionado, estatistica, visualizacdo de dados.
O que distingue entre as linguagens de programacao é a quantidade e variedade de pacotes
disponiveis. Uma comunidade forte também pode ajudar com isso para manter as bibliotecas
sempre atualizadas, com cada vez mais funcdes e estabilidade.

Outro ponto importante a se considerar é a flexibilidade da linguagem. Algumas
linguagens apresentam um escopo restrito, o que dificulta o desenvolvimento caso 0 escopo
mude ao longo do projeto. Também é importante que seja possivel integrar a linguagem com
outras plataformas como Excel e MySQL e desse modo, além das ferramentas que a
linguagem proporciona, essa integracdo potencializa a aplicacdo com as ferramentas das
outras plataformas.

Por fim, a performance da linguagem é um fator que voltou a ganhar importancia
recentemente. Nos Ultimos anos a velocidade com a qual os hardwares evoluiram diminuiu,
enguanto os requisitos para aplicacdes capazes de lidar com quantidades vastas de dados
aumentou. Isso gerou a ressurgéncia de linguagens altamente performaticas capazes de lidar
com esses cenarios, sem sacrificar a velocidade e facilidade de desenvolvimento. Apesar de
ainda ndo afetar a comunidade de ciéncia de dados, € possivel que essas limitacbes moldem

o futuro das linguagens utilizadas para aprendizado de maquina.

2.2.2 Escolha da linguagem de programacao

Foram citadas acima algumas caracteristicas que devem ser levadas em conta para a
escolha da linguagem a ser utilizada. Um fator interessante de ressaltar € a importancia do
entendimento basico da logica e dos comandos da linguagem do usuério para adaptagéo e
manutencdo, por mais que existem algoritmos prontos feitos pela comunidade. Assim, é
muito importante fazer uma reflexdo sobre qual linguagem aprender ou, caso ja exista esse
conhecimento prévio, se seria mais vantajoso aprender outra linguagem para a aplicacéo ou
utilizar a linguagem conhecida, pois o processo de aprender uma linguagem nova pode ser

complexo e demorado.
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Diversas linguagens de programacao populares apresentam os requisitos minimos
para serem utilizadas com aprendizado de maquina, entretanto, pelos critérios citados acima,
algumas ganharam popularidade e vieram a se tornar referéncia dentro do campo de ciéncia
dos dados. Python e R sdo duas linguagens mais notdrias enquanto que outras linguagens
como Julia e Java também apresentam uso consideravel. O nivel de conhecimento da
linguagem depende do objetivo, se for uma aplicagdo mais complexa ou ndo. E necessario
ter um conhecimento sobre ldgica de programacdo, mas ndo € necessario se tornar um
especialista em uma linguagem de programacéo para comegar a aplica-la.

A linguagem mais popular é o Python, que possui uma comunidade grande e ativa
de usuérios que disponibilizam pacotes eficientes e livres de erro para serem utilizados
(SPRINGBOARD, 2020). Isso facilita para quem esta comecando a aprender e atinge
diversos publicos como cientistas, programadores, desenvolvedores. Devido a sua filosofia
de manter uma sintaxe simples, mas a0 mesmo tempo poderosa e que permita aos
desenvolvedores focarem na logica da aplicagdo ao invés de implementacdo técnica, o
Python se tornou uma linguagem que rapidamente cresceu em popularidade tanto no campo
da ciéncia de dados, como para desenvolvimento de software (SPRINGBOARD, 2020). Um
cbdigo escrito em Python por um programador experiente ira se assemelhar a uma série de
instrucGes de comandos Idgicos em inglés que torna mais facil tanto a escrita quanto a
compreensdo. Esse cuidado na criacdo de uma sintaxe simples, tornou a linguagem mais
acessivel para ensinar novos programadores e para facilitar a cooperacdo entre diversas
pessoas.

A popularidade da linguagem resultou em uma ampla gama de projetos de softwares
livres focados em criar extensdes que facilitem o desenvolvimento na linguagem que
resultaram em uma extensa colecdo de bibliotecas e pacotes integrados a disposigdo de
qualquer interessado. Essas bibliotecas aumentaram a produtividade dos desenvolvedores ao
fornecer formas eficientes de realizar calculos matematicos, algoritmos ja escritos para
serem reutilizados, formas de desenhar graficos entre outros.

Outro fator que contribui para o uso do Python é que por ser uma linguagem de
programacdo ja utilizada para o desenvolvimento de software, ela também se aproveita de
diversas funcionalidades desenvolvidas, como integracdo com diversos tipos diferentes de

bancos de dados e APIs. Isso permite uma integracédo facil tanto em servidores online ou até
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mesmo em pequenos sistemas de placa Unica como o Raspberry Pi, que é um dos
computadores mais simples e de baixo custo. Também facilita a interacdo entre
desenvolvedores de software e cientistas de dados trabalhando em um mesmo produto.

Uma caracteristica frequentemente empregada ao se trabalhar com dados ¢ o fato que
Python permite a execugcdo de comandos de forma interativa. Nesse modo, é possivel
escrever comandos, executa-los, ver o resultado, tudo dentro de uma mesma execugdo do
programa. Outras linguagens que ndo apresentam essa funcao, requerem que todo o codigo
seja escrito antes de executar, e caso novos comandos sejam escritos, deve-se executar o
cddigo desde o inicio. Os aplicativos Jupyter Notebooks, Jupyter Labs, Spyder e R studio se
aproveitam dessa fungdo para, por exemplo, visualizar o valor de varidveis durante a
execucao dos programas.

Porém, as funcbes citadas acima apresentam alguns custos que devem ser
considerados. Primeiramente, Python ndo é uma linguagem que usa recursos de memoria e
processamento de forma eficiente. Outras linguagens compiladas como Fortran e C
apresentam um melhor uso dos processadores e maior facilidade de operar com
processadores com multicore. Algumas bibliotecas como Numpy e SciPy podem ser
utilizadas para parcialmente contornar esses problemas e melhorar a performance, mas ainda
assim ndo é possivel chegar no nivel de eficiéncia de processamento. Além disso, é
necessario que se tenha todas as dependéncias instaladas na maquina para que seja possivel
rodar efetivamente um codigo, incluindo a versdo do Python e de todas as bibliotecas
utilizadas. O uso de versdes incorretas pode gerar erros graves e dificeis de serem
identificados. Gerenciadores de bibliotecas e ambientes como PIP, que ja € incluso na
instalacdo, e Anaconda, focado em ciéncia de dados, sdo utilizados para garantir que o
codigo seja executado de forma correta em qualquer maquina. Por fim, o uso intensivo de
bibliotecas torna o cédigo dependente de cddigos externos que podem néo ser atualizados
com frequéncia necessaria.

Depois do Python, a linguagem R é considerada como a segunda mais utilizada no
campo de aprendizado de maquina e apresenta muitas bibliotecas, principalmente estatisticas
e assim, fornece uma variedade de ferramentas para avaliar os algoritmos. Também possui
pacotes de aprendizado de méaquina integrados e técnicas como visualizacdo de dados,
analise de dados e avaliacdo de modelos. O estilo de programacéo € facil e compativel com
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outras plataformas e é uma 6tima escolha para aprendizado de maquina que usam muitos
dados estatisticos (SPRINGBOARD, 2020). A linguagem Java é muito popular no campo
da programacdo em geral e a grande vantagem € que muitas organizacdes ja possuem codigos
escritos em Java e pessoas que ja utilizavam essa linguagem ndo precisam aprender uma
nova. Possui uma biblioteca de aprendizado de maquina e uma répida execucdo. Porém a
linguagem néo é tdo simples quanto Python, é necessario definir tudo de inicio e isso
aumenta o tamanho do cddigo e o tempo de desenvolvé-lo (SPRINGBOARD, 2020). A
linguagem Julia é um potencial competicdo para Python e R devido as ferramentas
exclusivas para aprendizado de maquina. Foi especialmente projetada para a implementacédo
de matemaética bésica e consultas cientificas que sustentam a maioria dos algoritmos de
aprendizado de maquina. Porém, a linguagem Julia comecou em 2009 e por ser relativamente
nova, as ferramentas, bibliotecas e pacotes ndo sdo tdo completos e a comunidade ainda é
pequena (SPRINGBOARD, 2020).

2.2.3 Bibliotecas

Por ser uma linguagem com boas ferramentas e muito utilizada para o aprendizado
de maquina, Python sera exemplificada para citar outras ferramentas mais a frente. Para
utilizar uma linguagem de programacéo interpretada como Python é preciso instalar um
programa (interpretador) para que o computador seja capaz de ler o codigo, interpretar e
executa-lo e é possivel baixar esse programa no proprio website da linguagem. Caso a
linguagem utilizada for uma linguagem executavel, ndo é necessario um interpretador para
executa-la. O codigo consegue conversar diretamente com o computador e executa-lo,
porém, é uma linguagem de maquina que é muito mais complexa de ser interpretada por
humanos.

A instalacdo padrdo do Python contém uma série de bibliotecas padrdes que oferecem
um pacote completo para programacéo orientada a objetos, com estruturas de dados comuns
além de varias bibliotecas internas para facilitar o desenvolvimento como suporte para
diferentes arquivos e até fungdes matematicas. Além disso, € possivel instalar bibliotecas
necessarias para o0 projeto que ndo estdo contidas na instalacdo base usando algum

gerenciador de bibliotecas.
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Como mencionado anteriormente, Python possui uma cole¢do de bibliotecas com
recursos que podem ser aplicados para areas especificas como ciéncia de dados e estatistica.
Algumas bibliotecas relevantes para o aprendizado de maquina sdo Numpy, Pandas e Scikit-
learn (SARKAR, 2018).

Numpy é uma das mais importantes bibliotecas no Python, muito utilizada para
aprendizado de maquina e computacdo cientifica pois consegue lidar com calculos
numéricos (SARKAR, 2018). Oferece uma variedade de rotinas para operacdes em
matrizes, incluindo matematica, 16gica, algebra linear basica, operacles estatisticas basicas,
simulacdo aleatdria e muito mais. Uma grande vantagem da biblioteca é que parte de seu
codigo é compilado em CPython que permite uma execuc¢do rapida que utiliza maltiplos
processadores.

Para a construcdo de graficos e visualizacdo desses dados como grafico de linha,
histograma, distribuicdo, graficos 3D e mapa de calor é utilizada a biblioteca Matplotlib.
Essa biblioteca foi criada para que utilizasse uma interface semelhante a outra linguagem de
programacdo, o matplot. Através dela é possivel criar uma extensa variedade de gréaficos,
incluindo alguns tridimensionais. Apesar da interface ser de facil aprendizagem para
programadores de matplot, usuarios que nunca tiveram contato com a linguagem podem
apresentar dificuldades, e devido a isso, foram criadas bibliotecas como o Seaborn que
utilizam matplot mas apresentam interface mais amigavel. Outras solu¢Bes como o plotly
vem ganhando popularidade (TRAN, 2020).

Pandas é uma biblioteca importante para preparacdo e analise de dados (SARKAR,
2018). Seu principal objeto é o DataFrame, que apresenta dados de forma tabular.
Apresentam uma ampla quantidade de funcGes para a manipulacdo de dados dentro desse
formato incluindo filtros, operagdes entre matrizes, agrupamentos, permite importar dados
de diferentes formatos (csv, excel, SQL), fazer alteracOes nas tabelas como inserir e deletar
linhas e colunas especificas, juncédo de tabelas, plotar graficos entre outros. Por essa razao,
é uma oOtima ferramenta para preparagéo e limpeza de dados, além de permitir manipulagéo
e criacdo de algoritmos de aprendizado de méquina customizados. Ela usa extensamente
bibliotecas como Numpy para melhorar performance e matplotlib para criacéo de graficos.
Grande parte das bibliotecas de aprendizado de maquina sdo programadas para consumir

dados no formato de DataFrames. Outras ferramentas como pyspark permitem uma interface
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semelhante ao do DataFrame para manipulacdo de dados em bancos de dados Apache Spark
para big data, enquanto Dask também apresenta uma interface semelhante, mas permite a
analise de dados em situacdes que a quantidade de dados ultrapassa a memdria RAM da
maquina utilizada (ZHANG, 2019).

A biblioteca Scikit-learn ¢ uma das bibliotecas mais indispensaveis para o
aprendizado de maquina em Python. Nessa biblioteca, encontram-se diversos algoritmos de
aprendizado de maquina (SARKAR, 2018) do aprendizado supervisionado e néo
supervisionado, incluindo as principais areas como classificacao, regressdo, clusterizacao.
Também apresenta ferramentas para ajuste de modelo, pré-processamento de dados, selecdo
e avaliacdo do modelo e muitos outros. Assim como em Python, outras linguagens também
apresentam suas préprias bibliotecas que auxiliam para a constru¢do do cddigo. Porém, vale
ressaltar que a linguagem Python possui uma ampla gama de bibliotecas em comparacéo a

outras linguagens e devido a forte comunidade, ela é frequentemente atualizada.

2.2.4 Gerenciadores de ambientes

Além das bibliotecas e pacotes temos 0s gerenciadores de pacotes. Sdo responsaveis
por armazenar, disponibilizar e instalar bibliotecas. Através deles é possivel a instalacdo e
atualizacdo de bibliotecas para versoes especificas. PiP € a ferramenta padréo para instalacéo
de pacotes Python e vem pré instalado junto com as principais distribuicdes. Com ela, €
possivel instalar pacotes armazenados no Python Package Index. Outra ferramenta bastante
utilizada é o Conda que apresenta tanto uma distribui¢do open source para individuos como
uma distribuicdo comercial para empresas. Um diferencial em relacdo ao PiP possibilidade
de além de instalar e gerir bibliotecas Python, tambem gerir distribuicdes de Python, R e
bibliotecas R.

Existem também os gerenciadores de ambientes, que sdo responsaveis pelo
isolamento de diversas versdes de linguagens e bibliotecas dentro de um mesmo sistema
operacional. Utilizando esses gerenciadores e possivel criar diferentes ambientes, cada uma
com suas proprias linguagens e bibliotecas. O Python apresenta sua propria ferramenta

padrdo de ambientes chamada Venv, entretanto, da mesma forma que o PiP, seu escopo é
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apenas para bibliotecas Python. O Conda também pode ser usado como gerenciador de
ambientes, e é capaz de gerir versdes e bibliotecas das linguagens Python e R.

Por isso, existem compilacdes de pacotes que instalam no computador tanto o
interpretador quanto algumas bibliotecas e ndo precisar instalar cada biblioteca uma por vez.
Um exemplo é Anaconda para Python e R que contém diversas bibliotecas voltadas para
ciéncia de dados e aprendizado de maquina. O pacote de instalagdo do Anaconda pode ser

encontrado no proprio website do Anaconda.

Figura 9 - Bibliotecas instaladas no Anaconda

{") ANACONDA NAVIGATOR
ﬁ Home
‘ Search Environments Q ‘ | Installed M Channels Update ind;

.’I Environments base (root) > Name ~ T Descri ption Version ~
nnnnn pr 9] 270

.

W Learning
numpy o] 1165

.

amn Community numpy-base 9] 1165
numpydoc o} 0.9.1
olefile D 0.46

<
openpyxl D 3.00
openssl D 1144
packaging 9] 19.2
Documentation pandas D 0254

pandoc J 2232

Developer Blog

Fonte: Elaboracéo propria

Na Figura 9, temos o Anaconda Navigator, que € uma interface grafica que permite
visualizar e gerir pacotes e ambientes do Anaconda. Pela Figura 9, podemos identificar a
direita a lista de gerenciamento de bibliotecas do Anaconda.

Outra ferramenta que auxilia o aprendizado de maquina sdo os gerenciadores de
versdo. A medida que os softwares crescem, suas versdes sdo atualizadas e é interessante
adotar uma ferramenta para manter a mesma versao para que o projeto ndo seja perdido por
um conflito de versGes. Pode se beneficiar dessa ferramenta tanto para evitar essa situagao
quando h& uma atualiza¢do ou mesmo para compartilhar um projeto em uma equipe de forma

eficiente, pois ha a possibilidade de as pessoas terem versfes distintas. Utilizando uma
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ferramenta de versionamento, diversos usuarios podem gerir uma mesma base de codigos,
esses sistemas de versionamento apresentam uma ramificacdo onde é possivel realizar
diversas alteracbes em uma copia do cddigo. Apos isso, existe um processo de jungdo na
versdo principal do codigo, onde as suas alteragfes sdo incorporadas. A ferramenta mais
empregada de versionamento é o GIT, mas existem outras que também podem ser
empregadas como Mercurial e Subversion.

Por fim, existem os ambientes, conhecidos como ambiente de desenvolvimento
integrado (IDE, do inglés Integrated Development Environment), que trazem vantagens em
comparagdo com a janela de terminal, onde seria escrito o cddigo se ndo fosse utilizado

algum IDE.

Figura 10 - Janela de terminal vs IDE

Jupyter Nome Last Checkpoint: 17 minutos atrés (autosaved)
File  Edt  View Inset  Cell  Kemel  \Widgets  Help

B+ 2B 4 ¥ MR W C B coe v =

Titulo

Descricéio

Fonte: Elaboracéo propria

A Figura 10 demonstra a diferenca da janela de terminal e do Jupyter Notebook, uma
IDE para Python, em que o Jupyter Notebook possui uma interface mais amigavel e
organizada. Uma das vantagens que IDE podem trazer é facilitar a escrita do cddigo porque
tem uma interface mais visual do que a janela de terminal e, consequentemente, 0
entendimento do codigo. Outra vantagem € que podem também trazer resultados
intermediarios como valores e imagens, que podem ser vantajosos principalmente na area de
dados para visualizar melhor os resultados.

O Jupyter Notebook é uma IDE muito utilizado para Python, em que podemos

compartilhar, ter um codigo interativo com notas, imagens, dados de saida e uma interface
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visual e amigavel, dependendo do que é marcado para o tipo de célula, na parte superior
indicado na Figura 11 abaixo. A opgdo “Code cells”, para escrever codigos e comentarios
associados e os dados de saida sdao exibidos como resultado das células; “Markdown” para
fazer notas de diversas formas como titulos, textos simples, imagens, equaces que podem
auxiliar a explicar a logica do codigo para quem tiver acesso. Por fim, “Raw NBConvert”
exibe o texto do que é escrito, e ndo sdo convertidos por mecanismo de conversdo dos

notebooks, entdo sdo sempre mantidos.

Figura 11 - Interface Jupyter Notebook (IDE)

i Ju pyt er NOME Last Checkpoint: 2 horas atrds {autcsaved) a Logout
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In [5]:  import matplotlib.pyplot

In [1]: | nome = "Jodo" # Mota: Defimindo o varidvel nome
In [2]: | print("0l3, " + nome) # Notg: Exibe Old + varidwel definida
0ld, Jecdo
In [7]:  meses = ['Janeiro', 'Fewereire', 'Marco’, "Abril', °Maic', "Junhc']

valores = [18, 28, 38, 48, 58, &0]
matplotlib.pyplet.ploti{meses, wvalores

out[7]: [«<matplotlib.lines.Line2D at @x13382421548%]
&0
50

%

Fonte: Elaboracéo propria

2.3 Aplicagdes do aprendizado de maquina na Engenharia Quimica

O aprendizado de maquina estd cada vez mais ganhando importancia em diversas

areas como mercado financeiro, tecnologico, varejo e saude. As previsdes feitas com base
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em dados auxiliam em tomadas de decisGes e planejamento estratégico para essas areas. Na
area da Engenharia Quimica, é possivel melhorar a eficiéncia e desempenho de um processo
quimico aplicando o aprendizado de maquina com o0s dados gerados nesse processo.
Algumas empresas como BP, ExxonMobil, HSE, e GE estdo investindo em aprendizado de
maquina com aplicacBes para Engenharia Quimica a fim de melhorar a seguranga e
confiabilidade do processo, identificar novas conexdes e fluxos de trabalho e acelerar os
ciclos de vida do projeto (CARTWRIGHT, 2020). Dado o potencial, esse assunto vem cada
vez mais sendo explorado na Engenharia Quimica.

Nos anos 80, os estudos eram mais voltados para os sistemas baseados em
conhecimento, regras ou produgdo conhecido como a “Era dos Sistemas Especialistas”, em
que os programas de computador imitavam a resolucdo de problemas provindos de
conhecimento prévio de regras heuristicas, ou seja, seguiam as regras de heuristicas com a
vantagem de o processamento da maquina ser mais rapido (VENKATASUBRAMANIAN,
2019).

Um exemplo € o estudo feito em 1985, cujo objetivo era realizar a selecdo de um
método de equilibrio liquido-vapor adequado, entre trés possibilidades e com distintas
combinagOes de equacOes para cada uma. Essa selecdo varia de acordo com as substancias,
pressao, temperatura e concentracdo e é uma escolha critica para uma boa simulacéo de um
processo e foi utilizado um sistema especialista para esse estudo. Um sistema especialista é
composto por duas partes, o conhecimento prévio e o mecanismo de interferéncia que
determina como o conhecimento prévio sera utilizado (BANARES-ALCANTARA, 1985).
Porém, o sistema especialista apresentou alguns impasses para aplicacbes na Engenharia
Quimica, principalmente considerando aplica¢des industriais, ja que exigiria muito esforgo,
tempo e dinheiro e seria dificil e caro manter a base de conhecimento caso ocorresse alguma
alteracdo (VENKATASUBRAMANIAN, 2019).

Apbs o surgimento do aprendizado de maquina nos anos 90, comecaram estudos
iniciais sobre as possiveis aplicagdes na area da Engenharia Quimica em que nao se construia
mais o sistema baseado em conhecimento prévio, mas sim o proprio sistema adquiriria o
conhecimento com base em uma grande quantidade de dados, o que facilita na manutengéo
e desenvolvimento de modelos (VENKATASUBRAMANIAN, 2019). Pesquisadores
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fizeram avanc¢os na Engenharia Quimica como Azarpour (2017) e Gonzaga (2009) nas areas
de modelagem e controle.

Para a modelagem matematica, a construcdo de modelo de processo quimico é feita
pela abordagem mecanicista, baseado nas leis fisicas e quimicas fundamentais que
geralmente envolvem equagBes matematicas ndo lineares com um grande ndmero de
variaveis para se trabalhar. Desta forma, € um grande desafio realizar a construcdo de um
modelo de processo quimico devido a complexidade de desenvolver os modelos
mecanicistas. Além disso, sdo feitas algumas consideracdes para algumas propriedades
fisicas e quimicas como idealidade dos gases e linearizacao de equagfes ndo lineares, o que
implica algumas limitagdes do modelo (HAJJAR, 2018).

Considerando isso, o aprendizado de maquina chamou a atencdo para essa area
devido ao fato que seria possivel modelar um processo quimico sem a necessidade do
conhecimento detalhado e também pode lidar com sistemas mais complexos e ndo lineares.
Um dos métodos utilizados para aplica¢cbes em Engenharia Quimica sdo as Redes Neurais
Artificiais (RNA).

As Redes Neurais Artificiais sdo algoritmos de aprendizado de maquina
supervisionado baseado no sistema nervoso bioldgico, em que o modelo é composto por um
grande nimero de neurdnios com varias conexdes entre eles que compdem camadas. Como
mostrado na Figura 12 a esquerda, o0 neurdnio recebe o estimulo, ocorre o processamento
das informac6es nos ndcleos dos neurénios e as informacgdes sdo transmitidas através das
sinapses para outro neurdnio. De maneira similar, as Redes Neurais Artificiais recebem as
informacdes nos neurdnios de entrada, que processam essas informacdes e os dados de saida
desses neurdnios resultam nos dados de entrada para outros neurénios, simulando a sinapse

dos neur6nios biolégicos, ilustrado na Figura 12 a direita.
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Figura 12 - Redes neurais bioldgicas e artificiais
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Fonte: Elaboracdo prépria (adaptado de Furtado, 2019)

A camada com os neurdnios que recebem a informacdo externa € chamada de camada
de entrada e a que 0s neurbnios passam as informacdes processadas finais € a camada de
saida. Os neur6nios que ndo sdo de entrada ou saida sdo chamados de intermediarios e as
camadas, sdao chamadas de camadas escondidas (FURTADO, 2019). Cada camada é um
algoritmo simples que vai processar a informacéo e a informacéo de saida de uma camada

serve como informacdo de entrada para outra camada e segue assim até chegar na camada

de saida.

Figura 13 - Processamento de dados nas Redes Neurais Artificiais
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Fonte: Elaboracgéo propria(adaptado de Azarpour, 2017)
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A Figura 13 representa o processamento nesses neurdnios. Os dados de entrada(x) sao
recebidos pelos neurdnios da camada de entrada, ja associados com um peso(w), simulando
as sinapses dos neur6nios. Nessa camada € feita a soma ponderada dos dados com o0s
respectivos pesos e adicionado a essa somatoria o bias, uma constante de entrada com valor
igual a 1 que é considerado um pseudo dado de entrada para contornar situacdes que 0s
valores do padrdo de entrada séo iguais a zero. A funcdo f é a funcdo de ativacdo que é
selecionada pelo usuario para cada modelo e que limita a amplitude do sinal de saida do
neurénio, sendo as mais comuns degrau unitario, sigmoide unitario, linear demonstradas na

Figura 14.

Figura 14 - FuncGes de ativacao
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Fonte: Elaboracéo propria

Alguns fatores que influenciam na precisao da previsdo é a escolha do algoritmo de
treinamento de Redes Neurais Artificiais que vai atualizando os valores dos pesos e bias de
acordo com o método. Outra configuragdo a ser ajustada sdo quantas camadas escondidas

serdo utilizadas e quantos neurdnios devem ter em cada camada.
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2.3.1 Aplicacdo das redes neurais artificiais para previséo de taxa de
desativacéo de catalisador

Com essa nova possibilidade do aprendizado de méaquina, principalmente com as
Redes Neurais Artificiais, Azarpour (2017) fez um estudo sobre desenvolver um modelo
para prever o mecanismo de desativacdo de um catalisador em um processo quimico, que é
um fator muito importante para manter a alta produtividade e qualidade do produto. A
desativacao do catalisador pode ocorrer por conta de interacdes quimicas, fisicas, térmicas
ou mecanicas, podendo ser por envenenamentos, incrustacéo, degradacéo térmica, formacgédo
de vapor, reacGes vapor-solido ou sélido-solido, atrito ou esmagamento com outros
elementos.

O desafio de prever a desativacdo do catalisador se da pois ha varios mecanismos e
suas diversas combinacdes para a desativacdo, principalmente considerando a area de
superficie que muda conforme o tempo e torna o estudo mais complexo, sendo necessario
um estudo laboratorial, com equipamentos de alto custo para analisar e simular as condicdes
reais do reator. Aplicando Redes Neurais Artificiais, surge um novo método para tentar
prever o valor da taxa de desativacao do catalisador.

No estudo de Azarpour (2017), o objetivo € encontrar os parametros que influenciam
no processo catalitico e foi aplicado um modelo hibrido que incorpora uma parte do processo
com modelos matematicos e a parte mais desafiadora do processo, que é prever a desativacdo
do catalisador, é incorporado com redes neurais artificiais. Dado o objetivo do trabalho ser
demonstrar aplicacdes de aprendizado de maquina na Engenharia Quimica, sera mencionado
somente a parte de redes neurais artificiais.

Para o estudo de Azarpour (2017), o algoritmo foi aplicado para dois estudos de caso.
O primeiro caso € do reator de hidro purificacdo de acido tereftalico bruto, em que 4-
carboxibenzaldeido(4-CBA) é convertido em &cido para-toluico atraves de uma reacéo de
hidrogenagédo com catalisador paladio com carbono que interfere tanto na pureza do produto,
quanto na eficiéncia do processo de cristalizagdo, centrifugacdo, filtracdo e secagem que
procede a reagéo e produz o acido tereftalico purificado. As condigdes de operacao no reator
de hidro purificacdo onde ocorre o processo catalitico, bem como o fluxograma dessa reacéo

estdo apresentadas na Figura 15.
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Figura 15 - Fluxograma da hidro purificacéo de &cido tereftalico bruto
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Fonte: Elaboracao prdpria (adaptado de Azarpour, 2017)

O segundo caso reportado por Azarpour (2017) é com a producdo de metanol, em
que o catalisador usado € CuO-ZnO-Al>03. O metanol é produzido através da passagem de
gases de sintese, incluindo hidrogénio, 6xido de carbono e quaisquer gases inertes a uma
temperatura e pressdo elevadas ao longo de um ou mais leitos de catalisador. A alta
conversdo do metanol é dada geralmente a alta presséo e baixa temperatura e a desativacdo
do catalisador interfere na taxa de producao do metanol. O metanol é geralmente recuperado
por resfriamento do fluxo de gas do produto e separando-o do produto como um liquido e o
gas nao reagido é reciclado para o reator. As condi¢des de opera¢do, bem como o fluxograma

dessa reacdo estdo apresentadas na Figura 16.
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Figura 16 - Fluxograma da produc¢do de metanol

Vazdo de reciclo

Purga
Reciclo
Metanol
r Composi¢cdo molar de entrada(%):
. CH;0H - 05
'-e"to CO,- 9.4
catalitico /’ \_ CO-4,6
- H,O0 - 0,04
H, - 659
CO, | N;-93
L CHy—1026
Reator
Reator:
Pressdo: 76,98 bar
Temperatura de entrada: 230 °C Catalisador:
Temperatura do casco: 250 °C Didmetro da particula: 5.47x103 m
Vazio molar de entrada por tubo: 0,6 mol/s Densidade: 1770 kg/m3

Numero de tubos: 2962
Comprimento do tubo:

7,022 m

Didmetro interno do tubo: 44,5 mm
Didmetro externo do tubo: 48,5 mm
Condutividade térmica da parede: 48 W/m.K

Capacidade calorifica: 5,0 ki/kg.K
Condutividade térmica: 0,004 W/m.K
Fracdo de vazio: 0,4

Porosidade da particula: 0,123

Fonte: Elaboracéao prépria (adaptado de Azarpour, 2017)

Para a andlise, foi considerado que os dados de entrada do algoritmo sdo os dados de

concentracédo de entrada e saida do reator de cada componente no processo cada vez que a

amostra é coletada para prever a taxa de reacdo e desativagdo do catalisador. Foi utilizado

70% dos dados para a etapa de treinamento e 30% para validacéo e teste. Para avaliar o erro

do algoritmo, sdo utilizados balangos de massa e energia para calcular a taxa de reagdo e

desativacdo do catalisador usando os dados de processo disponiveis e as especificagdes do

catalisador.

Para cada estudo foi aplicado diferentes algoritmos (Levenberg-Marquardt, BFGS

Quasi-Newton, Variable Learning Rate Gradient Descent, Gradient Descent with
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Momentum) para serem empregados com diversas quantidades de neurénios na camada
escondida. Para os dois casos foi utilizado somente uma camada escondida, que geralmente

traz resultados satisfatorios. Foi estabelecido para ambos 0s casos que o objetivo seria obter
um erro menor do que 108, Apés aplicado os diferentes algoritmos, foi comparado com

o resultado esperado e calculado o erro. Na Tabela 1, esta apresentado o erro para cada

algoritmo e quantos neurdnios foram empregados na camada escondida para cada caso.

Tabela 1 - Erro dos algoritmos para cada caso

Caso Algoritmo de treinamento Erro Neuronios
Levenberg-Marquardt 1,1 x 10727 38
) Bayesian Regularization 1,6 x 1075 23
Hidro
purifica¢ao de . s
4cido tereftalico BFGS Quasi-Newton 8,7x10 26
Resilient Backpropagation 7,0 x 1072 15
Levenberg-Marquardt 1,3x1071° 31
Bayesian Regularization 1,1 x1077 26
Producio de
metanol BFGS Quasi-Newton 2,9 x 1072 19
Resilient Backpropagation 3,8x1072 27

Fonte: Elaboracdo prépria(adaptado de Azarpour, 2017)

Em ambos os casos, 0 algoritmo de Levenberg-Marquardt foi o algoritmo que obteve
o melhor resultado e o inico em que o erro foi menor do que 1078, Assim, foi possivel
realizar a previsdo da taxa de desativagdo do catalisador com o algoritmo de Levenberg-
Marquardt com Redes Neurais Artificiais e evitar os calculos complexos e também

economizar tempo de elabora¢ao do modelo.
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2.3.2 Aplicagdo de soft sensor (sensor virtual) no controle de processos

quimicos

Outro estudo feito com aprendizado de maquina foi na &rea de controle de processos
quimicos. Os sensores verificam a diferenca entre o valor desejado e o valor real de uma
variavel e o valor do desvio € enviado para um controlador, que ajusta o sistema para que a
variavel apresente o valor desejavel. Porém, em algumas situacdes, a variavel pode néo ser
facilmente medida ou precisa de um hardware especifico de custo elevado para o controle
aprimorado do processo (CARTWRIGHT, 2020). O aprendizado de méaquina traz uma
alternativa para que seja contornado essa situagdo como apresentado no estudo de Gonzaga
(2009) em um processo de polimerizacdo para a producdo do Polietileno tereftalato (PET).

O estudo mostra o processo que ocorre em duas reagdes quimicas, uma de
esterificacdo e uma de polimerizacdo. A resina de polietileno tereftalato é produzida através
de uma pasta de acido tereftalico purificado (PTA), etilenoglicol (EG) e &cido isoftélico
purificado (PIA) que sdo misturados em um tanque de mistura. Essa pasta € introduzida em
um reator de esterificacdo primario que produz os mondmeros. Os mondmeros Ss&o
transferidos para o reator de esterificacdo secundario, em que a reacao ocorre sob condi¢bes
especificas e controladas de tempo de residéncia, temperatura e pressao para aumentar a taxa
de esterificacdo. Em seguida, a polimerizacdo ocorre também sob condicdes especificas de
tempo de residéncia, temperatura e pressao em um baixo polimerizador, em que ocorre a
reacdo para formar polimero com massa molecular da ordem de 2500 g/mol e EG como
principal subproduto. O polimero segue para um alto polimerizador, que continua a
polimerizacdo até que a massa molecular alcance um valor de 15.000-20.000 g/mol, sendo
muito importante o controle da massa molecular do polimero. O processo descrito esta

representado na Figura 17.
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Figura 17 - Fluxograma da producéo de PET
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Fonte: Elaboracdo propria (adaptado de Gonzaga, 2009)

A viscosidade intrinseca é uma varidvel que pode ser diretamente medida por um

viscosimetro e € uma medida relativa da massa molecular da resina, ou seja, é possivel

relacionar a massa molecular com a viscosidade intrinseca. Assim, o controle da massa

molecular é feito na verdade com o controle da viscosidade intrinseca. O sinal do

viscosimetro é enviado para o controlador de viscosidade que, em uma configuracdo de

controle em cascata, define a presséo a ser fornecida pelo controlador no alto polimerizador.

O controle da viscosidade é representado na Figura 18.

Figura 18 - Controle da viscosidade

Alto
polimerizador

PET

Legenda:
V-1: Controlador de viscosidade
P-3: Controlador de pressao

Fonte: Elaboracdo prépria (adaptado de Gonzaga, 2009)
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Dessa forma, para a producdo de Polietileno tereftalato (PET), uma especificacdo
muito importante para a qualidade do produto é a viscosidade intrinseca, sendo a principal
varidvel controlada do processo. Apesar de poder ser medida pelo viscosimetro, a
temperatura do bloco do viscosimetro e o fluxo do polimero ndo desejaveis podem causar
alguns problemas como a obstrugdo capilar e mau funcionamento da bomba e o viscosimetro
pode acabar apontando um valor incorreto, que consequentemente afeta na qualidade da
producao.

No estudo foi utilizado sensor virtual, um software em que varias medicGes sao
processadas juntas, juntamente com as redes neurais artificiais para prever o valor da
viscosidade. A viscosidade intrinseca estimada é entdo utilizada para o controle desse
processo. Geralmente, para uma Rede Neural Artificial, quanto maior a dimenséo da entrada,
maior deve ser o numero de parametros, dados fornecidos e tempo necessario para a etapa
de treinamento. Para contornar essa situagéo, o estudo selecionou um conjunto preliminar de
oito variaveis do processo para a camada de entrada do modelo neural, considerando o
conhecimento prévio. As variaveis selecionadas sdo a temperatura do reator de esterificacdo
primario e secundario, segundo estagio do baixo polimerizador e o alto polimerizador; a
pressao do primeiro e segundo estagio do baixo polimerizador e do alto polimerizador e, por
fim, a vazdo no baixo polimerizador. O padréo usado na camada de saida foi a viscosidade
real obtida da planta pelo viscosimetro.

Foram coletados dados durante dois meses de operacdo para a etapa de treinamento
e para avaliar o desempenho do modelo, tomando cuidado para selecionar somente os dados
significativos com intervalo de confianca como critério de selecdo. Para a Rede Neural
Artificial, foi selecionada uma camada oculta usando tangente hiperbdlica como funcGes de
ativacdo. Cada conjunto foi testado pelo menos trés vezes usando diferentes pesos e o
namero de neurbnios na camada oculta. O modelo selecionado foi 0 que apresentou menor
erro na fase de treinamento.

Foi comparado os dados previstos com os valores reais e 0 modelo resultou em uma
boa performance em que os valores previstos se aproximaram dos valores reais durante um
periodo de 40 horas de producdo. O maior erro observado neste intervalo foi de 4 poise, que

corresponde a um erro relativo de aproximadamente 0,3%. O valor previsto é enviado ao
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sistema de controle do processo, que utiliza essa informacao para manter a viscosidade em

um valor pré-determinado na operacdo (GONZAGA, 2009).

2.3.3 Aplicagdes atuais na industria

Por fim, apesar de ndo ser amplamente aplicado na industria, o aprendizado de
maquina ja estd presente em alguns processos de grandes empresas. Segundo Antaranews
(2016), a Mitsui Chemicals, empresa japonesa que produz matéria-prima para fertilizantes
quimicos, junto com a NTT Communications, empresa de consultoria para solucdes de
tecnologia de informacéo para empresas, desenvolveram uma técnica para prever a qualidade
do produto em um processo de producdo de gas. Este processo é influenciado por varios
fatores como temperatura, pressao e vazdo. O modelo verifica a relacéo entre os dados das
matérias-primas utilizadas na entrada do reator e as condi¢6es do reator com a concentragao
do gas-produto utilizando aprendizado de maquina. 1sso resultou em um modelo com alta
precisdo, com uma diferenca de no maximo 3% na concentracdo do gas do valor real.

A vantagem da previsdo da qualidade do produto é que os operadores podem detectar
sensores ou instrumentos de medicdo com defeitos, avaliar com precisdo a condi¢do da
planta e verificar qualquer anomalia ao comparar os dados coletados e os valores previstos.
Além disso, a empresa Mitsui Chemicals esta estudando a partir desse caso uma forma de
uma manutencao inteligente de plantas, o que pode resultar em uma produgdo mais segura e
estavel.

Outra aplicacdo de aprendizado na maquina que ja esta sendo utilizado na industria,
de acordo com Ottewell (2020), é o caso da Nouryon Industrial Chemicals, que em parceria
com a Semiotic Labs, utilizou a tecnologia de autoaprendizado do SAM4 para prever quando
manter ou substituir bombas e outros equipamentos, analisando a forma de onda da tenséo e
da corrente. Aplicando o SAM4 no processo produtivo, foram identificados alguns
problemas na planta. Haviam depositos de sal que caiam do transportador que aumentavam
0 atrito na bomba, identificando um problema também no processo de transporte. Também
foi encontrada uma bomba superdimensionada, que consumia mais energia e tinha uma vida

atil menor do que uma bomba dimensionada corretamente. Por fim, foi identificado uma
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bomba em um local suscetivel a cavitagdo. Com o uso do SAM4, a empresa conseguiu
reduzir o consumo de energia das bombas em cerca de 15%.

Além de algumas empresas comecarem a aplicar o aprendizado de maquina nos seus
processos, seu potencial também chamou a atencdo da Camille and Henry Dreyfus
Foundation, uma instituicdo que promove a ciéncia quimica e Engenharia Quimica . Essa
instituicdo possui um programa que fornece financiamento para projetos inovadores em
qualquer area de aprendizado de maquina gque tenha o objetivo do avango das ciéncias
quimicas e a Engenharia Quimica. A Fundacdo prevé que esses projetos contribuirdo com

uma nova visdo quimica fundamental e inovacéo no campo (DREYFUS, c2021).
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3 PERSPECTIVA DO APRENDIZADO DE MAQUINA NO ENSINO DE
ENGENHARIA QUIMICA

A aplicacdo do aprendizado de maquina na Engenharia Quimica ainda ndo é
generalizada, com grande parte dos casos ainda em fase de pesquisa. 1sso se deve ao fato de
que para a implementacdo do aprendizado de maquina ser bem sucedida é necessario um
grande volume de dados e a Inddstria 4.0, grande responsavel pela répida expansdo da
quantidade de dados coletada dentro da inddstria, ainda é um cenario recente.

Apesar disso, é provavel que a aplicacdo de aprendizado de maquina na indudstria
continue a evoluir consideravelmente nos proximos anos. Os exemplos citados no capitulo
anterior mostram o potencial que existe da aplicacdo dessa técnica na industria quimica.
Além disso, a Aspen Tech, empresa fornecedora de software e servicos amplamente
utilizados nas industrias de processo, adicionou em seu portfélio aplicacdes de 1A e
aprendizado de maquina para acompanhar a transformacdo digital na industria
(ASPENTECH, c2021).

Dado que a adocao de aprendizado de maquinas na indUstria quimica é provavel de
se intensificar nos proximos anos, é importante preparar 0s alunos de Engenharia Quimica
para esse cendario. O foco deve ser na familiarizacdo dos conceitos basicos de aprendizado
de maquina para que possam adequadamente identificar e avaliar oportunidades de aplicacédo
em suas vidas profissionais.

Assim, seré sugerido algumas oportunidades de inclusdo do tema na grade curricular
do estudante de Engenharia Quimica da Universidade Federal de Sdo Carlos, com foco nas

disciplinas apresentadas na Tabela 2.
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Tabela 2 - Disciplinas para sugestdo de modificacdo na grade curricular

Cddigo Nome da Disciplina Créd Semestre
10518-0 Projetos de Algoritmos e Programa}ga_o Computacional para 04 4
Engenharia Quimica
Optativa Técnica — Introducdo ao aprendizado de maquina
NA . . 04 10
na Engenharia Quimica

Fonte: Elaboracdo prépria (adaptado de Curso de Graduacdo em Engenharia Quimica -
Projeto Pedagogico)

Um ponto fundamental para o aprendizado de maquina é o desenvolvimento do
algoritmo em uma linguagem de programacao. Além de auxiliar no aprendizado de maquina,
a programacéo pode ajudar a aprimorar solucgdes para problemas em geral. Durante o curso
de Engenharia Quimica, os alunos realizam uma disciplina de Projetos de Algoritmos e
Programacdo Computacional para Engenharia Quimica, que aborda estrutura algoritmica e
linguagens de programacao para serem utilizadas como ferramentas computacionais (Projeto
Pedagdgico). A disciplina é introduzida com planilhas eletrdnicas e como utilizar suas
ferramentas, indo de formatacdo condicional até macros. Em seguida, é ensinado sobre
algoritmo, linguagens e estruturas de programacao com a linguagem Visual Basic for
Applications (VBA), que permite que se aplique uma linguagem de programagao dentro das
planilhas eletronicas.

Nesta disciplina, o objetivo ndo seria aprofundar no aprendizado de maquina, mas
sim introduzir a linguagem de programacdo Python devido ao seu destaque na area. A
sugestdo para esta disciplina seria substituir a linguagem Python no lugar de VBA por ser
uma linguagem gue esta em grande uso devido ao fato de ter uma ampla gama de aplicagdes.
Python consegue executar as mesmas tarefas que VBA e outras que nao seriam possiveis de
executar com o uso de bibliotecas que podem auxiliar em tarefas mais complexas e também
consegue lidar com um volume maior de dados e executar de forma mais rapida. Para
exemplificar, como VBA esta vinculada com as planilhas eletronicas, o0 niUmero de dados

maximo permitido fica limitado as linhas da planilha.




o1

A linguagem Python também possui a possibilidade da integragdo com outras
plataformas, inclusive com as proprias planilhas eletrdnicas. Por fim, a linguagem Python é
mais sucinta e, portanto, a compreensdo e a escrita do codigo sao feitas de forma mais direta
e de mais facil aprendizado. Isso € um ponto importante, principalmente pelo fato de a
disciplina ser um dos primeiros contatos dos alunos com a programacgdo computacional e
contribuir com uma melhor familiaridade com a l6gica de programacao. Além da introducédo
da linguagem Python, também é interessante trazer uma discusséo sobre as possibilidades
da programacao em Python, incluindo o aprendizado de maquina para iniciar o contato dos
alunos com o assunto.

Outra sugestdo para o curso € a criagdo de uma disciplina optativa técnica, Introdugao
ao aprendizado de maquina na Engenharia Quimica, que se aprofunda no aprendizado de
maquina para os alunos que tiveram interesse na area. Para essa disciplina, o objetivo seria
introduzir o aprendizado de maquina, aprofundar um pouco mais na linguagem Python com
as bibliotecas, teoria e aplicagdes computacionais de alguns algoritmos de aprendizado de
maquina e por fim aplicacdo do aprendizado de maquina na Engenharia Quimica.

Por ser uma disciplina que é desenvolvida através do computador e boa parte do
conhecimento € adquirido na pratica, é sugerido realiza-la de forma remota, com parte da
carga horaria dedicada a uma breve videoaula semanal para introduzir conceitos,
fundamentos e exemplos. No final, apresentar exercicios que contemplem o contetdo da
aula para os alunos resolverem para entregar na semana seguinte como forma de avaliacéo
da disciplina. A outra parte da carga horaria seria dedicada a uma aula a distancia em um
horario especifico, alguns dias ap6s a videoaula ser disponibilizada, junto com o professor
da disciplina para discutirem e tirar dividas sobre 0 assunto e o0s exercicios. Essa abordagem
exige que haja maior participacdo dos alunos, visto que o maior aprendizado vird da
resolucdo dos exercicios, obtendo o conhecimento na pratica enquanto encontram as
solugdes por si mesmo.

Uma proposta de ementa com alguns tdpicos interessantes a serem abordados estdo

descritos com mais detalhes a seguir.
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Disciplina Optativa Técnica: Introducdo ao aprendizado de maquina na Engenharia Quimica

Formato: Remoto

Conteudo
1. O que é aprendizado de maquina?

Primeiramente, uma introdugdo sobre o que € aprendizado de maquina, suas aplicacdes, tipos de aprendizado de maquina
como aprendizado supervisionado, ndo supervisionado, por reforco. Dentro dos tipos de aprendizado, mencionar alguns
tipos especificos de aprendizado supervisionado como regressédo e ndo supervisionado como clusterizagéo.

2. Python

Caso a linguagem seja ensinada na disciplina Projetos de Algoritmos e Programacdo Computacional para Engenharia
Quimica, realizar uma répida revisdo sobre a estrutura da linguagem. Caso a disciplina Projetos de Algoritmos e
Programacdo Computacional para Engenharia Quimica se mantenha com a linguagem VBA, para a optativa, trazer uma
breve introducédo sobre a linguagem com a sua estrutura, varidveis, condicionais e fun¢des. Essa introdugdo devera ocupar
menos carga horaria do que na disciplina de Projetos de Algoritmos e Programacdo Computacional para Engenharia
Quimica por conta de os alunos ja terem tido um primeiro contato com a l6gica de programacao e como dito anteriormente,
a linguagem Python é mais simplificada, sendo menos complexa de aprender.
3. Bibliotecas de Python

Apos a revisdo ou introducdo da linguagem Python, explorar as bibliotecas mais importantes para a construgdo de um
algoritmo de aprendizado de maquina como Pandas, Matplotlib e Scikit-learn. Na parte de Pandas, além de como utilizar a
biblioteca, introduzir conceitos de Big Data e banco de dados, pois sdo esses dados que serdo utilizados para a parte do
treinamento de aprendizado de maquina. A utilizagdo da biblioteca Matplotlib seria para auxiliar na construgdo de gréficos
e mostrar resultados mais visuais. E por fim, Scikit-learn que é a biblioteca que apresenta pacotes especificos para
aprendizado de maquina.

4. Algoritmos de aprendizado de maquina
Construcdo de algoritmos com alguns modelos de aprendizado de maquina como regressdo linear e nédo linear,
clusterizagdo, arvores de decisdo, redes neurais que estdo presentes na biblioteca Scikit-learn. Com o fornecimento de uma
base de dados, realizar as etapas de treinamento, avaliagdo e aprimoramento de parametros para aplicar no algoritmo.

5. Aplicacao de Engenharia Quimica com aprendizado de maquina

Aplicar um algoritmo de aprendizado de maquina em problemas da Engenharia Quimica para ilustrar a possibilidade de
aplicagdo na érea e trazer o assunto mais para a realidade do estudante.
Ferramentas:

Gerenciador de ambientes Anaconda

Metodologia de ensino:

Parte da carga horéria serd dedicada a uma breve videoaula que serd disponibilizada semanalmente para introduzir
conceitos, fundamentos, exemplos e exercicios que contemplem o contetdo da aula para que os alunos resolvam e
entreguem na semana seguinte, sendo esses exercicios a avaliagdo da disciplina. A outra parte da carga horaria sera dedicada
auma aula a distancia em um horario especifico, trés ou quatro dias ap6s a videoaula ser disponibilizada, junto ao professor
da disciplina para discutirem e tirarem ddvidas sobre o assunto e 0s exercicios.

Bibliografia béasica:

GERON, Aurélien. Mdos a Obra: Aprendizado de Maquina com Scikit-Learn & TensorFlow. Alta Books, 2019.
HAYKIN, Simon. Redes neurais: principios e pratica. Bookman Editora, 2007.

REN, Jingzheng et al. Applications of Artificial Intelligence in Process Systems Engineering. 2021.

SARKAR, D.; Bali, R.; Sharma, T. Practical Machine Learning with Python. New York: Apress, 2018.

SILVEIRA, Guilherme; BULLOCK, Bennett. Machine Learning: introdugéo a classificacdo. Editora Casa do Caédigo,
2017.
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Durante o contetdo de introduzir o aprendizado de méquina, Python, bibliotecas e
algoritmos, o(a) professor(a) responsavel pela disciplina podera disponibilizar video aulas e
materiais relacionados para o(a) aluno(a) aprender e absorver o conhecimento, praticando
com o0s exercicios propostos. Para a parte da disciplina de aplicar um algoritmo de
aprendizado de méaquina em um problema da Engenharia Quimica (item 5 da ementa
proposta), a abordagem podera ser implementada através do desenvolvimento de um projeto
em grupo pelos alunos. Os horarios da disciplina poderdo ser utilizados para o
desenvolvimento do projeto e tera disponivel reunides do grupo com o(a) professor(a)
responsavel pela disciplina para auxiliar no andamento do projeto.

Para o projeto, o(a) professor(a) responsavel pela disciplina podera fazer a escolha
de um Unico processo quimico para todos 0s grupos trabalharem. Para obter os dados desse
processo, cada grupo gera esses dados a partir de diversas simulacdes do processo quimico
com auxilio de um software de simulacdo de processo, como por exemplo, o Aspen Plus.
Entdo, os dados gerados por todos os grupos serdo unificados e compartilhados com todos
0S grupos e assim cada grupo trabalharia com 0 mesmo conjunto de dados. Desta forma,
os(as) alunos(as) conseguem colaborar para a obtencéo de um grande volume de dados, fator
importante para que o modelo consiga realizar previsdes precisas. Com os dados, cada grupo
aplica o aprendizado de maquina com um tipo de algoritmo diferente e depois apresenta para
a turma sobre a aplicacdo do aprendizado de méaquina, falando um pouco mais sobre o
algoritmo utilizado, processo do aprendizado de maquina, resultados e percepcdes.

Esses tdpicos abordados trazem uma boa nogdo sobre o aprendizado de maquina para
0 estudante e podem despertar o interesse em estudar o assunto mais a fundo. Com essa
maior disseminacdo sobre o aprendizado de maquina, aumenta-se o potencial de encontrar
outras possiveis aplicagdes na Engenharia Quimica, auxiliando na otimizag&o de processos.

Além disso, novas carreiras vém surgindo para o engenheiro quimico. Com o Big
Data, a interpretacdo dos dados pode levar a maiores rendimentos e economia para e
empresa. Essa nova tecnologia traz entdo um novo papel para o engenheiro quimico. Os
dados de fornecedores, chdo de fabrica, vendas, marketing sdo oportunidades para o
engenheiro quimico analisa-los e trazer conhecimento para melhorar monitoramento e
escolha de matérias-primas, acompanhamento do transporte e armazenamento de materiais

em tempo real, a manutencdo de equipamentos dentre outros (ABEQ, 2017). A inclusédo do
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aprendizado de maquina no curriculo do aluno de Engenharia Quimica pode trazer um
diferencial para essa area, dado que um dos métodos para a anélise de dados é o aprendizado
de maquina.

Em Abril de 2019, foi publicado as novas Diretrizes Curriculares Nacionais (DCNs)
para os cursos de graduacdo em Engenharias, que abrange as competéncias esperadas do
egresso de Engenharia. A proposta de inclusdo do aprendizado de maquina no curriculo da
Engenharia Quimica esta de acordo com as novas Diretrizes Curriculares Nacionais pois
acredita-se que algumas competéncias esperadas possam ser trabalhadas como as seguintes,
descritas no Art. 4° da Resolucéo N° 2, de 24 de abril de 2019:

e Analisar e compreender os fenémenos fisicos e quimicos por meio de modelos
simbdlicos, fisicos e outros, verificados e validados por experimentacao:

o ser capaz de modelar os fendmenos, os sistemas fisicos e quimicos,
utilizando as ferramentas matematicas, estatisticas, computacionais e de
simulag&o, entre outras

o prever os resultados dos sistemas por meio dos modelos

o conceber experimentos que gerem resultados reais para o0
comportamento dos fenémenos e sistemas em estudo

o verificar e validar os modelos por meio de técnicas adequadas

e Aprender de forma autdbnoma e lidar com situagdes e contextos complexos,
atualizando-se em relagdo aos avancos da ciéncia, da tecnologia e aos desafios
da inovagéo:

o ser capaz de assumir atitude investigativa e autdbnoma, com vistas a
aprendizagem continua, a produgdo de novos conhecimentos e ao

desenvolvimento de novas tecnologias.

Além das novas Diretrizes Curriculares Nacionais, a inclusdo do aprendizado de
maquina no ensino de Engenharia Quimica também vai de acordo com o0 que outras
universidades pelo mundo estdo fazendo, com iniciativas para introduzir o aprendizado de
maquina na grade curricular. Essas universidades possuem disciplinas relacionadas ao

aprendizado de maquina em seu programa para preparar 0s alunos para essa area que esta
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crescendo.

Um exemplo é que a Universidade Stanford possui em seu programa do curso de
Bacharelado em Ciéncias em Engenharia Quimica uma disciplina “Abordagens de Ciéncia
de Dados e Aprendizado de Maquina em Engenharia Quimica e de Materiais”. Essa
disciplina aborda ciéncia de dados, estatistica e aprendizado de maquina para desenvolver e
aplicar métodos de aprendizado de méquina a uma série de problemas de engenharia com
polimeros condutores, membranas de purificacdo de agua, materiais de bateria, sintese
organica e controle de qualidade na fabricacdo (STANFORD, c2020). A disciplina é optativa
aos alunos do curso e uma boa oportunidade de os alunos terem maior conhecimento nessa
area.

Outra universidade que aborda o aprendizado de maquina em seu curso é a
Universidade de Toronto, que fornece a oportunidade para os alunos de graduacao do curso
de Engenharia Quimica de realizar um curso de Inteligéncia Artificial para complementar o
programa académico. O aluno podera realizar um curso de trés ou seis disciplinas, que
abordam introducéo a Inteligéncia Artificial e maior aprofundamento com anélise de dados
e aprendizado de maquina (UOFT, 2020). O curso é uma forma interessante do aluno ter o

conhecimento e se aprofundar no assunto.
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4 CONCLUSAO

O aprendizado de maquina € um subconjunto da Inteligéncia Artificial que € capaz
de analisar uma grande quantidade de dados para verificar padroes e fazer predi¢cdes. Pode
contornar algumas situagdes que necessitam de um grande esforco, tempo ou custo pois sua
analise relaciona os dados de entrada com os dados de saida sem a necessidade de saber o
modelo matematico por tras disso. Em contraméo, € necessario uma grande quantidade de
dados para que haja o treinamento e validacdo para que a maquina consiga aprender. Vem
sendo amplamente utilizado para identificacdo de perfis de clientes, previsdo de demanda e
até mesmo na medicina, para diagnéstico de doencas. Na Engenharia Quimica, apesar de
ndo ser amplamente aplicado, existem alguns estudos que apontam um grande potencial nas
areas de modelagem, controle e manutencéo de processos.

Foi apresentado um estudo sobre como o aprendizado de maquina pode auxiliar para
prever a taxa de desativacdo do catalisador de forma mais rapida do que por meio de modelos
matematicos. Também foi apresentado um estudo para o controle da viscosidade intrinseca
na producdo de um polimero, em que o uso do viscosimetro pode resultar em uma leitura
incorreta. Porém, com uso de sensor virtual juntamente com as Redes Neurais Artificiais, é
possivel contornar essa situacdo e prever a viscosidade intrinseca. Algumas industrias ja
utilizam o aprendizado de maguina nos seus processos, como exemplo da Nouryon Industrial
Chemicals, que utiliza o aprendizado para prever a manutencdo ou substituicdo de bombas
do processo.

Com isso, é interessante que os alunos de Engenharia Quimica tenham mais contato
com esse assunto. E interessante introduzir o aprendizado de maquina, sobre o que é, suas
possibilidades e também conhecer as ferramentas que sdo usadas e como executa-las. A
principal ferramenta € a linguagem de programacdo em que se constréi o modelo para o
aprendizado de maquina. Uma linguagem que vem se popularizando na area é Python, que
possui outras ferramentas bem desenvolvidas para apoiar na escrita e execugdo do codigo
como bibliotecas e IDEs.

Assim, sugeriu-se algumas oportunidades de inclusdo do tema na grade curricular do
estudante de Engenharia Quimica da Universidade Federal de Séo Carlos para introduzir a

linguagem de programacé&o Python em uma disciplina de programagdo computacional para



S7

familiarizar os alunos com a linguagem que é muito utilizada no aprendizado de maquina e
incluir uma matéria optativa que se aprofunda um pouco mais no assunto, abordando mais

sobre os fundamentos, ferramentas e aplicacdes.
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