
UNIVERSIDADE FEDERAL DE SÃO CARLOS
DEPARTAMENTO DE COMPUTAÇÃO

BACHARELADO EM ENGENHARIA DE COMPUTAÇÃO

Fernanda Malheiros Assi

ANÁLISE DE EMOÇÕES EM TWEETS DE
RESPOSTA A POSTS DO EX-PRESIDENTE
DO BRASIL JAIR MESSIAS BOLSONARO

São Carlos - SP

2023





Fernanda Malheiros Assi

ANÁLISE DE EMOÇÕES EM TWEETS DE RESPOSTA
A POSTS DO EX-PRESIDENTE DO BRASIL JAIR

MESSIAS BOLSONARO

Trabalho de Conclusão de Curso apresen-
tado ao curso de Bacharelado em Engenharia
de Computação da UNIVERSIDADE FEDE-
RAL DE SÃO CARLOS, como requisito par-
cial para a obtenção do título de Bacharel em
Engenharia de Computação.

Orientação Profa. Dra. Helena de Medeiros
Caseli

São Carlos - SP
2023





Dedico este trabalho aos meus companheiros de viagem nesta jornada acadêmica, cuja
amizade e apoio foram inestimáveis.





Agradecimentos

Gostaria de agradecer primeiramente aos meus pais, Sueli e Marcelo. Vocês foram
o farol de luz constante em minha vida, guiando-me com seu amor incondicional e apoio.
Aos meus avós, “Bazinha” e Caitano, minha gratidão pelo seu carinho e pelos exemplos de
vida que sempre me inspiraram.

À Helena, Diego e Carol, professores e orientadores, sou imensamente grata por
sua orientação, paciência e dedicação, por acreditarem em mim e por me ajudar com seus
conhecimentos e mentoria. Sem vocês, nada disso seria possível.

Também gostaria de agradecer os meus amigos de faculdade, que estiveram ao meu
lado durante todos os desafios e vitórias. Cada um de vocês tornou minha experiência
universitária muito mais leve, com risadas, aprendizados e amizades inestimáveis.

À equipe do Gate Team, muito obrigada por me receber e acolher e pela valiosa
base de dados que me foi fornecida por vocês, crucial para a realização deste trabalho.

Por fim, gostaria de agradecer à Fundação de Amparo à Pesquisa do Estado de
São Paulo (FAPESP), pelo apoio financeiro com o projeto de Iniciação Científica no

2021/07067-7 e com a Bolsa de Estágio em Pesquisa no Exterior (BEPE) no 2022/02472-6.





“O progresso é impossível sem mudança; e aqueles que não conseguem mudar suas mentes
não podem mudar nada.”
(George Bernard Shaw)





Resumo
Nas últimas décadas, diversos avanços computacionais permitiram o acesso mais demo-
crático à internet e, consequentemente, às redes sociais. O alcance da política digital é
vasto e o papel do Twitter nesse cenário é inegável. Esta plataforma evoluiu para se tornar
um grande palco para o debate político, onde cidadãos, líderes e instituições interagem
diretamente. No Brasil, essa dinâmica é especialmente relevante dada a atividade intensa
do ex-presidente Jair Messias Bolsonaro na plataforma. Entretanto, a análise manual de um
volume tão grande de dados é impraticável e propensa a erros. Para que tais dados textuais
possam ser transformados em informação, são necessárias tecnologias que consigam extrair
e processar esses dados. O PLN oferece ferramentas valiosas para a análise automatizada
de grandes volumes de texto. Dentre essas ferramentas, destaca-se o GoEmotions, um
modelo de aprendizado de máquina que consegue identificar 27 categorias de emoções em
textos. Desta forma, este trabalho utilizou o GoEmotions, adaptado para o português,
para categorizar as emoções presentes em tweets de resposta aos tweets do ex-presidente
Jair Bolsonaro, visando entender quais emoções predominam nesse contexto. A análise
dos resultados mostrou um desequilíbrio substancial na presença das emoções no córpus,
sendo a “raiva” a emoção mais predominante. Além disso, foi constatada uma performance
variada do modelo na identificação das emoções, com maior precisão na identificação de
“raiva”, mas apresentando desafios com emoções complexas como “admiração” e “curiosi-
dade”, especialmente em contextos de ironia ou sarcasmo. Esses resultados apontam para o
potencial dos modelos de PLN na análise de emoções em tweets políticos, ao mesmo tempo
que destacam a necessidade de melhorias contínuas para lidar com nuances da linguagem.

Palavras-chave: Processamento de Linguagem Natural, Ciência Política Computacional,
Detecção de Emoção, Política Brasileira, Twitter.





Abstract
In recent decades, several computational advances have allowed more democratic access to
the internet and, consequently, to social networks. The reach of digital politics is vast, and
Twitter’s role in this scenario is undeniable. This platform became a significant political
debate stage, where citizens, leaders, and institutions interact directly. In Brazil, this
dynamic is especially relevant given the intense activity of former president Jair Messias
Bolsonaro on the platform. However, manual analysis of such a large volume of data is
impractical and error-prone. For such textual data to be transformed into information,
it is necessary technologies to extract and process it. The NLP offers valuable tools for
the automated analysis of large volumes of text. Among these tools, GoEmotions stands
out, a machine learning model that can identify 27 categories of emotions in texts. Thus,
this work used GoEmotions, adapted for Portuguese, to categorize the emotions in tweets
in response to former president Jair Bolsonaro’s tweets to understand which emotions
predominate in this context. The analysis of the results showed a substantial imbalance in
the presence of emotions in the corpus, with “anger” being the most predominant emotion.
In addition, a varied performance of the model in the identification of emotions was
verified, with greater precision in the identification of “anger”, but presenting challenges
with complex emotions such as “admiration” and “curiosity”, especially in contexts of
irony or sarcasm. These results point to the potential of NLP models in analyzing emotions
in political tweets while also highlighting the need for continuous improvements to deal
with language nuances.

Keywords: Natural Language Processing, Computational Political Science, Emotion
Detection, Brazilian Politics, Twitter.
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1 Introdução

Nas últimas décadas, diversos avanços computacionais permitiram o acesso mais
democrático à internet e, consequentemente, às redes sociais. Com isso, tem-se um aumento
constante do número de dados acessíveis online e que estão disponíveis, em sua grande
maioria, em formato de texto. Para que tais dados textuais possam ser transformados em
informação, são necessárias tecnologias que consigam extrair e processar esses dados.

Desta forma, o Processamento de Linguagem Natural (PLN) é a subárea da
Inteligência Artificial (IA) que combina conhecimentos da Ciência da Computação e
Linguística com o objetivo de desenvolver sistemas inteligentes capazes de extrair, analisar
e interpretar entradas em linguagem natural.

As aplicações de PLN estão presentes em diversas tecnologias de uso cotidiano,
dentre elas, vale citar os tradutores automáticos de textos, como o Google Tradutor1;
programas que interagem com usuários, conhecidos como assistentes virtuais, como a Alexa
da Amazon e o ChatGPT2 (RADFORD et al., 2019); e os sistemas de recomendação, que
tem por objetivo personalizar os conteúdos apresentados aos usuários e estão presentes
em diversos sites, como os de e-commerce (SALUNKE; NICHITE, 2022) e em serviços de
streamming (GOMEZ-URIBE; HUNT, 2016).

Além dos exemplos citados anteriormente, outra subárea do PLN de bastante
interesse no momento é a Análise de Sentimento (AS), também conhecida como Mineração
de Opinião (MO), que utiliza técnicas computacionais, de PLN e de Aprendizado de
Máquina (AM) para extrair sentimentos em textos de linguagem natural. Ela é mais
comumente usada para determinar a valência (ou polaridade) de um texto, que pode
ser positiva, negativa ou neutra. No entanto, também existem classificadores focados
na detecção de emoções humanas em textos, entre eles, pode-se citar o GoEmotions
(DEMSZKY et al., 2020).

Diversas empresas aplicam as técnicas de AS em reviews de seus produtos e
usufruem da saída dos classificadores para ajudar em tomadas de decisões. A AS também
pode ser utilizada em diversos outros contextos, como em redes sociais, sites de notícias
e no mercado de ações. No mercado de ações, a AS é aplicada em sites de notícias para,
em conjunto com técnicas de previsão de séries temporais, tentar prever valores de ações
futuros (BHARATHI; GEETHA, 2017).

Uma outra aplicação importante das técnicas de AS é no cenário político. Com a
ascensão das mídias sociais, os políticos têm a oportunidade de se engajar diretamente

1 <https://translate.google.com.br/>
2 <https://chat.openai.com/>

https://translate.google.com.br/
https://chat.openai.com/
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com o público. Através da AS, é possível medir a resposta a esses engajamentos, identificar
tendências de sentimentos e reações a eventos ou políticas específicas (TUMASJAN et al.,
2010). As informações obtidas podem ser usadas para moldar estratégias de comunicação,
políticas e tomada de decisões. É importante notar que, embora a AS e a MO ofereçam
muitas oportunidades no campo da política, também há desafios, como a detecção de ironia
e sarcasmo (REYES; ROSSO; VEALE, 2013) e a distinção entre opiniões verdadeiras e
desinformação (SHU et al., 2017).

As redes sociais, particularmente o Twitter3, tornaram-se um palco global para o
debate político, onde cidadãos, líderes e instituições interagem diretamente. No Brasil, essa
dinâmica é especialmente relevante dada a atividade intensa do ex-presidente Jair Messias
Bolsonaro na plataforma. Assim, este trabalho tem por objetivo analisar das reações dos
tweets do Bolsonaro no período da pandemia da COVID-19, o que pode oferecer um
panorama singular das emoções da população frente ao seu mandato.

Entretanto, a análise manual de um volume tão grande de dados é impraticável
e propensa a erros. O PLN, oferece ferramentas valiosas para a análise automatizada
de grandes volumes de texto. Dentre essas ferramentas, destaca-se o GoEmotions, um
modelo de aprendizado de máquina que consegue identificar 27 categorias de emoções em
textos. Desta forma, este trabalho visa utilizar o GoEmotions, adaptado para o português
(HAMMES; FREITAS, 2021), para categorizar as emoções presentes em tweets de resposta
aos tweets do ex-presidente Jair Bolsonaro, visando entender quais emoções predominam
nesse contexto.

1.1 Motivação

Uma consequência da popularização da internet e de seu fácil acesso, as redes sociais
vêm se tornando, cada vez mais, um espaço onde as pessoas compartilham suas opiniões,
sentimentos e percepções sobre diversos assuntos, tanto pessoais quanto culturais e políticos.
Neste contexto, diversos trabalhos de processamento de língua natural (PLN) têm focado
no processamento de textos em mídias sociais para, entre outros, prever ideologias políticas
(IYYER et al., 2014), transtornos de personalidade (PREOTIUC-PIETRO et al., 2016) e
saúde mental (COPPERSMITH; DREDZE; HARMAN, 2014).

Este trabalho foi desenvolvido no contexto da pandemia do COVID-19, que im-
pactou significativamente as áreas de saúde, econômica, social e ambiental em todo o
mundo (MOFIJUR et al., 2021). Em um contexto de tantas incertezas, discursos de líderes
mundiais, mesmo em contextos informais, podem impactar consideravelmente o comporta-
mento da população e o cenário político, econômico e social (AJZENMAN; CAVALCANTI;

3 <https://twitter.com/>

https://twitter.com/
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MATA, 2020). No entanto, os discursos do ex-presidente do Brasil, Jair Messias Bolsonaro,
durante a pandemia foram repletos de polêmica e desinformação (KIBUUKA, 2020).

O alcance da política digital é vasto e o papel do Twitter nesse cenário é inegável.
O registro digital das reações à presidência de Bolsonaro, em forma de tweets, é uma
valiosa fonte de dados para entender o clima político e emocional da época. Ao explorar
esses dados, espera-se contribuir para uma maior compreensão do impacto da presidência
de Bolsonaro na esfera emocional da política brasileira, além de destacar o valor das
ferramentas de PLN na análise do discurso político.

1.2 Objetivos e Hipóteses

Este trabalho tem por objetivo analisar as emoções expressas em tweets relacionados
ao contexto da política brasileira, mais especificamente aos tweets de resposta aos tweets do
ex-presidente do Brasil, Jair Messias Bolsonaro. Para isso, o GoEmotions para Português
será utilizado como ferramenta de rotulação de emoções.

Além disso, a avaliação da qualidade da saída do GoEmotions neste contexto
específico também é um objetivo secundário importante. O desenvolvimento de uma
análise exploratória dos dados e das emoções mais frequentes permite gerar uma imagem
detalhada das reações emocionais ao ex-presidente durante o período considerado. Ao
mesmo tempo, a avaliação da performance do GoEmotions nesse contexto fornece um
importante ponto de partida para futuras pesquisas que buscam aplicar ferramentas
similares na análise do discurso político nas redes sociais.

As hipóteses baseiam-se na suposição de que o GoEmotions para Português será
uma ferramenta adequada para identificar diferenças significativas nas emoções expressas
no contexto político brasileiro em tweets. Com isso, espera-se que seja possível fornecer
uma melhor compreensão sobre a atual atmosfera política brasileira.

1.3 Organização do Trabalho

Este trabalho está dividido em seis capítulos:

• No Capítulo 1 são apresentados a proposta do trabalho, a motivação, os objetivos e
hipóteses da pesquisa;

• O Capítulo 2 compreende a fundamentação teórica necessária para a realização da pes-
quisa, passando por diversos conceitos de Aprendizado de Máquina e Processamento
de Linguagem Natural e formas de análise de resultados.
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• O Capítulo 3 apresenta os principais trabalhos relacionados a Análise de Sentimento
e Classificação de Emoções que ajudaram a embasar e fundamentar a pesquisa;

• O Capítulo 4 descreve os materiais e os métodos utilizados para o desenvolvimento
deste trabalho, além de mostrar o fluxo de desenvolvimento da pesquisa;

• O Capítulo 5 apresenta uma análise dos resultados encontrados;

• Finalmente, no Capítulo 6, são apresentadas as conclusões obtidas no trabalho e as
sugestões para pesquisas futuras.
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2 Fundamentação Teórica

Este Capítulo apresenta os principais conceitos que embasam o presente trabalho.
São tratados dos conceitos de Inteligência Artificial (Seção 2.1), Aprendizado de Máquina
(Seção 2.2), Processamento de Linguagem Natural (Seção 2.3), Balanceamento de Classes
(Seção 2.4), Modelos de Redes Neurais (Seção 2.5) e Modelos de Língua Neurais (Seção
2.6). Por fim são discutidas as principais medidas de avaliação utilizadas para modelos de
Aprendizado de Máquina (Seção 2.7).

2.1 Inteligência Artificial
A Inteligência Artificial (IA), termo cunhado por John McCarthy em 1956, é um

dos campos de estudo da Ciência da Computação, e pode ser definida como “A simulação
da inteligência humana por sistemas computacionais.” (RUSSELL; NORVIG, 2009). Essa
definição destaca que a IA trata da criação de sistemas computacionais capazes de imitar
ou emular habilidades cognitivas humanas, como aprendizado, resolução de problemas e
tomada de decisões.

Além disso, espera-se que a IA seja capaz de aprender e se transformar ao longo do
tempo, fazendo melhorias em seu desempenho à medida que processa mais dados. Em outras
palavras, uma IA precisa possuir capacidade de adaptação. Desta forma, os algoritmos de
IA almejam encontrar, de forma autônoma, a solução ótima de um determinado problema.
Vale ressaltar que, portanto, as soluções baseadas em IA não são universais, e apresentam
particularidades em cada problema.

A área de IA é a maior subárea da computação que este trabalho abrange e é a
base para inúmeros campos de estudos e aplicações diversas. Dentro do contexto da IA,
alguns exemplos de aplicações incluem:

• Aprendizado de Máquina: desenvolvimento de algoritmos e modelos estatísticos
que permitem que as máquinas aprendam com os dados e façam previsões ou tomem
decisões sem serem explicitamente programadas para isso;

• Processamento de Linguagem Natural (PLN): uso de IA para entender, in-
terpretar e gerar linguagem humana;

• Visão Computacional: uso de IA para processar e analisar imagens e vídeos,
permitindo que as máquinas entendam e interpretem informações visuais;

• Robótica: utilização da IA para criação de robôs mais autônomos.



24 Capítulo 2. Fundamentação Teórica

2.2 Aprendizado de Máquina

O Aprendizado de Máquina (AM) é um campo de estudo da IA que se concentra no
desenvolvimento de algoritmos e modelos estatísticos que permitem que os computadores
aprendam e façam previsões ou tomem decisões com base em dados, sem que sejam
explicitamente programados para a tarefa (ALPAYDIN, 2010). A base do AM está na
ideia de que um sistema de computador pode aprender com dados, identificar padrões
e relacionamentos e fazer previsões com base nesses padrões. Existem vários tipos de
algoritmos de AM, cada um projetado para lidar com diferentes tipos de problemas e
dados.

As técnicas de AM têm sua base no aprendizado indutivo. Nele, a aprendizagem
de um conceito ocorre através da inferência indutiva feita sobre os exemplos apresentados.
Isso significa que as hipóteses geradas por meio desta inferência podem representar, ou não,
a verdade (REZENDE, 2003). Assim, o algoritmo é treinado com conjunto de dados de
treinamento e, em seguida, usa esse conhecimento para fazer previsões ou generalizações
sobre dados novos e não vistos.

O aprendizado indutivo e, portanto, o AM, são subdivididos em três principais ca-
tegorias, conforme o grau de supervisão: Aprendizado Supervisionado, Não Supervisionado
e Semi-Supervisionado. As subseções seguintes introduzem cada uma dessas subdivisões.

2.2.1 Aprendizado Supervisionado

Os algoritmos de aprendizado supervisionado aprendem com dados de treinamento
rotulados por humanos para fazer previsões sobre dados novos e não rotulados. Para isso, o
algoritmo recebe um conjunto de pares de entrada e saída e o objetivo é aprender a relação
entre as entradas e as saídas. O modelo computacional resultante desse treinamento, então,
usa essa relação aprendida para fazer previsões sobre a saída para novas entradas.

O Aprendizado Supervisionado possui diversos tipos de algoritmos, como os de
classificação e regressão. Os problemas de regressão envolvem a previsão de um valor de
saída contínuo, como o preço de um estoque ou a probabilidade de um cliente comprar
determinado produto. Os problemas de classificação, por outro lado, envolvem a atribuição
de uma classe ou rótulo específico, como classificar um e-mail como spam ou não spam.
Assim, a escolha do algoritmo depende do tipo de problema e da natureza dos dados. No
entanto, algoritmos como árvores de decisão (WU et al., 2008) e florestas aleatórias (HO,
1995) podem ser utilizados tanto para problemas de regressão quanto para problemas de
classificação.
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2.2.2 Aprendizado Não-Supervisionado

Muitas vezes, não há disponível dados rotulados, desta forma, uma nova abordagem
precisa ser considerada. Com isso, os algoritmos de aprendizado não-supervisionado
aprendem com dados não rotulados para descobrir padrões e relacionamentos ocultos nos
dados. Ao contrário do aprendizado supervisionado, o aprendizado não-supervisionado não
tem nenhuma saída específica para prever. Em vez disso, o objetivo é identificar padrões e
estruturas nos dados, como agrupar pontos de dados semelhantes ou identificar subgrupos
subjacentes nos dados.

Os algoritmos de aprendizado não-supervisionado incluem agrupamento k-means
(LLOYD, 1982), e técnicas de redução de dimensionalidade, como análise de componentes
principais (PCA) (F.R.S., 1901). Esses algoritmos ajudam a encontrar estrutura nos dados
e fornecem uma compreensão mais intuitiva das relações presente nos dados. Uma das
principais vantagens do aprendizado não-supervisionado é que ele pode lidar com grandes
quantidades de dados não rotulados, e identificar padrões e relações que não seriam
facilmente perceptíveis de outra forma. No entanto, muitas vezes os resultados podem
ser difíceis de serem interpretados e existe uma maior dificuldade em medir a eficácia do
algoritmo, visto que não existem dados rotulados (DOMINGOS, 2012).

2.2.3 Aprendizado Semi-Supervisionado

O aprendizado semi-supervisionado combina o aprendizado supervisionado e o
não-supervisionado. Nele, os algoritmos realizam o treinamento em uma combinação de
dados rotulados e não rotulados. Os dados rotulados fornecem ao algoritmo as saídas para
entradas específicas, enquanto os dados não rotulados fornecem informações adicionais para
ajudar o algoritmo a aprender mais sobre a estrutura e os relacionamentos nos dados. Essa
abordagem pode ser particularmente útil quando há uma quantidade limitada de dados
rotulados disponíveis, pois permite que o algoritmo faça uso de informações adicionais dos
dados não rotulados para melhorar suas previsões (ZHU; GOLDBERG, 2009).

2.3 Processamento de Linguagem Natural

O Processamento de Linguagem Natural (PLN) é uma subárea da IA que tem seu
principal foco na interação entre os computadores e a linguagem humana. O principal
objetivo do PLN é desenvolver sistemas inteligentes capazes de extrair, analisar e interpretar
entradas em linguagem natural (NADKARNI; OHNO-MACHADO; CHAPMAN, 2011).
Para isso, são utilizados conhecimentos de computação e linguística para a criação de
novas técnicas de PLN.

O fluxo de desenvolvimento de algoritmos de PLN ocorre em duas etapas principais:
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o pré-processamento de dados e o desenvolvimento de algoritmos. O processamento de
dados tem por objetivos preparar os dados de texto para serem analisados pelas máquinas.
Uma vez que os dados foram limpos, começa a etapa de desenvolvimento de algoritmos,
para que esses dados possam ser processados.

As aplicações de PLN são inúmeras, algumas das quais são: Análise de Sentimentos,
Tradução Automática, Reconhecimento de Entidade Nomeada, Reconhecimento de Voz,
Classificação e Categorização de Texto, Sistemas de Recomendação e Programas de
Pergunta-Resposta. A Seção ?? abordará a aplicação de Análise de Sentimento.

2.3.1 Pré-processamento de texto

Muitas vezes, dados em formato de texto contém ruídos, como erros de grafia,
pontuação e símbolos, que podem atrapalhar os algoritmos de AM. Assim, na primeira
etapa no pipeline desenvolvimento de modelos de PLN é realizado o pré-processamento de
texto. O objetivo é transformar o texto para um formato que pode ser facilmente analisado
e processado por algoritmos de AM. O pré-processamento de texto geralmente inclui várias
etapas, como:

• Letras minúsculas: converter todo o texto em letras minúsculas para garantir a
consistência do texto e remover a distinção entre letras maiúsculas e minúsculas.

• Remoção de pontuação: Remoção de todos os sinais de pontuação do texto para
simplificá-lo e otimizar seu processamento.

• Tokenização: quebrar o texto em unidades menores, como palavras ou frases
individuais, chamados de tokens. Esta é uma etapa importante, visto que a maneira
mais comum de processar o texto bruto ocorre no nível do token.

• Remoção stopwords: remoção de palavras muito frequentes ou que não agregam
significativamente ao texto, e podem afetar os resultados da análise.

• Stematização e Lematização: Reduzir as palavras à sua forma raiz, diminuindo
a dimensionalidade dos dados.

• Remoção de caracteres especiais: Remoção de quaisquer caracteres especiais,
como números e símbolos, que podem ser considerados como ruído para os modelos
de AM.

É válido ressaltar que não há um pré-processamento universal para todos os
problemas, e a escolha de quais etapas usar está diretamente ligada aos objetivos da tarefa
em questão e também depende de outros fatores como o tipo de dados e a capacidade de
processamento computacional.



2.4. Balanceamento de Classes 27

2.3.2 Desenvolvimento de sistemas

A etapa de desenvolvimento de algoritmos ocorre após o pré-processamento do
texto, e é responsável por produzir programas capazes de gerar, analisar e interpretar a
linguagem humana. Existem diversos tipos diferentes de sistemas e algoritmos de PLN, e o
uso de cada um depende do tipo de problema e dos objetivos esperados. Os dois sistemas
mais comumente usados são:

• Sistema baseado em regras: utiliza um conjunto de regras linguísticas e um
mecanismo de inferência para tomar decisões. As regras são especificadas como decla-
rações. Os sistemas baseados em regras eram usados no começo no desenvolvimento
do PLN. No entanto, eles ainda são comumente usados em domínios em que a expe-
riência humana é necessária, como diagnóstico médico (GAYATHRI; GOPICHAND;
AMALI, 2018), análise financeira (MAYER et al., 2020) e atendimento ao cliente
(MNASRI, 2019).

• Sistema baseado em AM: utilizam conhecimentos de estatística para o desenvol-
vimento de modelos de AM. Os sistemas baseados em AM são utilizados em diversas
situações, como quando se tem um grande volume de dados, quando a tarefa possui
alta complexidade, ou em casos onde há muito dados ambíguos.

2.4 Balanceamento de Classes

Em conjuntos de dados do mundo real, é comum que a distribuição de classes esteja
altamente desequilibrada, com uma ou mais classes possuindo um número muito menor
de instâncias do que as outras classes. O desbalanceamento dos dados pode fazer com
que os modelos de AM tenham mais dificuldade em aprender a tarefas a partir dos dados,
levando a previsões tendenciosas e menor desempenho nas avaliações (HE; GARCIA, 2009).
Abordar o desbalanceamento é, portanto, uma consideração importante no projetos de AM,
e várias técnicas foram desenvolvidas para ajudar a reduzir o impacto do desbalanceamento
dos dados, dentre elas:

• Oversampling: geração de dados sintéticos para a classe minoritária para aumentar
sua representação no conjunto de dados. Uma técnica de oversampling bastante
utilizadas é o SMOTE (Synthetic Minority Oversampling Technique) (CHAWLA et
al., 2002).

• Undersampling: reduzir o número de instâncias da classe majoritária para equili-
brar a distribuição das classes. Usualmente as instâncias removidas são escolhidas
de maneira aleatória.
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• Peso para as classes: atribuição de pesos diferentes para as classes durante o
treinamento para equilibrar sua contribuição para a perda geral. Um exemplo é
o método Class Balance Loss (CUI et al., 2019), utilizado no GoEmotions para
Português (HAMMES; FREITAS, 2021).

2.5 Redes Neurais
Redes Neurais são um tipo de modelo de AM inspirado na estrutura e funciona-

mento do cérebro humano (LUGER; STUBBLEFIELD, 1997). As redes neurais consistem
em unidades de processamento interconectadas chamadas neurônios artificiais que são
organizadas em camadas. Cada neurônio artificial recebe e processa as entradas e emite um
sinal que é transmitido para a próxima camada de neurônios. As entradas são tipicamente
representadas como valores numéricos, e o processamento realizado por cada neurônio é
determinado por um conjunto de parâmetros ajustáveis, conhecidos como pesos, que são
aprendidos pelo modelo durante o treinamento (HAYKIN, 2009).

As redes neurais são tipicamente formadas por múltiplas camadas de neurônios
artificiais. A Figura 1 mostra um exemplo esquemático de uma rede neural com três
camadas: de entrada (input layer), oculta (hidden layer) e de saída (output labels). Cada
camada possui um propósito específico:

• Camada de entrada: é a primeira camada da rede neural e seus neurônios recebem
os dados de entrada. A camada de entrada normalmente não realiza nenhum cálculo,
e apenas passa os dados de entrada para a próxima camada.

• Camada oculta: são as camadas intermediárias na rede neural e realizam a com-
putação que transforma os dados de entrada nos dados de saída. Além disso, as
camadas ocultas podem consistir em diferentes tipos de neurônios, dependendo do
tipo de rede que está sendo usada.

• Camada de saída: é a última camada da rede neural e seus neurônios produzem
a saída final do modelo. A camada de saída consiste em um único neurônio para
problemas de regressão e em múltiplos neurônios para problemas de classificação,
onde cada neurônio representa uma classe diferente.

2.5.1 Modelos Encoder-Decoder

Modelos Encoder-Decoder é um tipo de arquitetura de redes neurais amplamente
utilizado, em especial nas tarefas de PLN e Visão Computacional. Além da camada
oculta, os modelos possuem mais duas camadas: o encoder, ou codificador e o decoder, ou
decodificador. Oencoder é responsável por codificar a sequência de entrada em um vetor
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Figura 1 – Rede Neural com camadas de entrada (input layer), oculta (hidden layer) e
saída (output layer)

.
Fonte: (GUDIKANDULA, 2019)

de tamanho fixo. Já o decoder, decodifica o vetor na saída do modelo, que pode estar em
diferentes formatos, como textos, rótulos e tags (SUTSKEVER; VINYALS; LE, 2014).

A Figura 2 mostra uma representação de um modelo encoder-decoder para o caso
da tradução automática, onde o bloco laranja C representa as camadas ocultas.

Figura 2 – Representação de um modelo encoder-decoder

.
Fonte: (IBANEZ, 2022)



30 Capítulo 2. Fundamentação Teórica

2.6 Modelos de Língua Neural
Os modelos de linguagem neural são um tipo de modelo estatístico e de linguagem

baseados em aprendizado profundo que usam redes neurais artificiais para prever a
probabilidade de uma sequência de palavras em um determinado idioma (BENGIO et al.,
2003). O objetivo desses modelos é aprender a estrutura e os padrões da linguagem, que
podem ser usados para diversas tarefas de PLN, dentre elas:

• Análise de sentimento: envolve prever o sentimento de um determinado trecho
de texto, sendo mais comumente utilizado para previsão de polaridade (sentimento
positivo, negativo ou neutro) (ZHANG; LIU, 2012), embora também existam tra-
balhos que usufruem de um conjunto maior de emoções (como raiva, alegria, entre
outras) para realizar previsões (LIU et al., 2023). Esses modelos são treinados em
dados de texto anotados e podem ser usados para analisar o sentimento de avaliações,
postagens de mídia social ou outros tipos de dados de texto.

• Geração de texto: podem ser usados para gerar um novo texto com base nos
padrões que aprenderam com os dados de treinamento. Os modelos podem ser usados
em diversos contextos, como para gerar respostas realistas em sistemas de diálogo,
escrever poesia ou ficção, ou gerar artigos de notícias (RADFORD et al., 2019).

• Tradução automática: traduzir texto de um idioma para outro. Os modelos são
treinados em dados de texto paralelo, que consistem em sentenças em um idioma e
suas traduções correspondentes em outro idioma (BAHDANAU; CHO; BENGIO,
2016).

Existem vários componentes dos modelos de linguagem neural que contribuíram para
seu avanço, incluindo a tokenização subword, os mecanismos de atenção e os transformers.
As subseções seguintes explicam brevemente esses componentes.

2.6.1 Tokenização subword

A Tokenização subword é uma técnica amplamente utilizada em modelos de lin-
guagem natural e em outras tarefas de PLN. Nessa técnica de tokenização, ao invés de
processar as palavras como unidades inteiras, elas são quebradas e processadas em unidades
menores, conhecidas como subwords (ou subpalavras, em português) (BOJANOWSKI et
al., 2017).

Isso ocorre visto que muitos modelos de PLN são treinados com conjunto de dados
de dimensões muito grandes, o que faz com que o número de parâmetros do modelo
também seja grande. A Tokenização subword é, então, usada para reduzir o vocabulário.
Assim, palavras mais frequentes são mantidas inteiras e as palavras que ocorrem menos são
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dividias em subpalavras, que muitas vezes já estão presentes no vocabulário. Por exemplo,
a palavra “refatorando” pode ser dividida em três subpalavras: o prefixo “re”, “fator”, e o
sufixo “ando”. É provável que cada subpalavra ocorra com mais frequência no texto do que
a palavra original, visto que os prefixo “re” e o sufixo “ando” também possuem ocorrência
em diversas outras palavras. Assim, o significado do texto é mantido, e o vocabulário é
reduzido.

Existem diversos métodos de Tokenização subword, dentre eles, os principais são:

• Byte-Pair Encoding (BPE): combina iterativamente o par de caracteres mais
frequente no texto em uma única unidade até que o tamanho de vocabulário desejado
seja alcançado. Isso resulta em um conjunto de subwords que capturam as semelhanças
morfológicas e fonéticas das palavras, em vez de serem limitadas por limites lexicais
estritos (SENNRICH; HADDOW; BIRCH, 2015).

• WordPiece: é semelhante ao BPE, no entanto, ao invés de usar os caracteres
mais frequentes, o par de caracteres que maximiza a probabilidade dos dados de
treinamento são combinados iterativamente no texto em uma única unidade, até que
o tamanho do vocabulário desejado seja alcançado (WU et al., 2016). Esse é o tipo
de tokenização utilizada nos modelos BERT (Seção 2.6.3.1).

2.6.2 Mecanismos de Atenção

O mecanismo de atenção (BAHDANAU; CHO; BENGIO, 2014) é um componente
fundamental de vários modelos de língua. Ele surgiu com o objetivo de melhorar a perfor-
mance do modelo encoder-decoder (Seção 2.5.1) para a tarefa de Tradução Automática.
As redes neurais geralmente processam todos os dados de entrada de maneira sequencial
ou paralela, sem a existência de nenhum mecanismo que determine a importância de cada
elemento. Isso é especialmente problemático para sequências longas, assim os mecanismos
de atenção surgiram para resolver este problema.

O mecanismo de atenção permite que o modelo atribua um peso ou pontuação
a cada elemento de entrada, indicando sua importância para fazer uma previsão. Os
elementos de entrada ponderados são, então, combinados para gerar um vetor de contexto,
que é usado para fazer a previsão final. Dessa forma, o mecanismo de atenção permite que
o modelo se concentre dinamicamente em diferentes partes dos dados de entrada conforme
necessário, em vez de tratar todos os elementos igualmente.

Existem diferentes tipos de mecanismos de atenção, cada um com suas vantagens e
desvantagens. Dentre eles, é válido citar:

• Atenção Generalizada: compara cada elemento da sequência de entrada com
a sequência de saída. Isto quer dizer que, em cada iteração o encoder captura a
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sequência de entrada e a compara com cada elemento do decoder. Com base nas
pontuações de comparação, o mecanismo consegue selecionar as palavras às quais
precisa prestar mais atenção (PANDYA, 2022).

• Auto-Atenção: pega partes específicas em diferentes posições na sequência de
entrada e, ao longo do tempo, calcula uma composição inicial da sequência de saída.
Ele não leva em consideração a sequência de saída, pois não há procedimento de
entrada manual de dados em que a previsão da sequência de saída seja auxiliada de
alguma forma. Os transformers (VASWANI et al., 2017) tem como base esse tipo de
mecanismo de atenção.

2.6.3 Transformers

Um Transformer (VASWANI et al., 2017) é um tipo de modelo de língua neural
baseado em mecanismos de auto-atenção e em camada de encoders-decoders. A Figura
3 mostra a representação da arquitetura de um transformer, com seis encoders e seis
decorders, conforme inicialmente proposto. Cada encoder é formado por uma camada
de auto-atenção e por uma rede Feed Forward. Já o decoder, além dessas duas camadas,
também possui a camada decoder attention, que é a camada de atenção do decodificador.
O primeiro encoder recebe o vetor de entrada e os processa antes de passar para o próximo
encoder. Quando o último encoder terminar de processar a entrada, ele passa a informação
para o primeiro decoder e o processo se repete.

Uma vantagem importante da arquitetura do transformer em relação a outras
redes neurais, é que a presença de contexto em torno de uma palavra em uma distância
grande é feita de maneira mais eficiente. Além disso, ao contrário de alguns modelos de
redes neurais, os dados de entrada não precisam ser processados sequencialmente, o que
permite a paralelização dos dados. Os Transformers têm se tornado a ferramenta base
para diversos modelos de PLN, como o BERT (DEVLIN et al., 2019) (Seção 2.6.3.1) e o
GPT-3 (BROWN et al., 2020).

2.6.3.1 BERT

O BERT (Bidirectional Encoder Representations from Transformers) (DEVLIN
et al., 2019) é um modelo de aprendizado profundo com a arquitetura baseada em
Transformers, desenvolvido pela Google em 2018. O BERT é utilizado em inúmeras
tarefas de PLN, como classificação de textos, análise de sentimentos (como o GoEmotions,
discutido na Seção 3.1.2.2) e tradução automática, tendo obtido estado-da-arte em grande
parte delas.

Ao contrário dos modelos direcionais, o BERT pode ser considerado como ummodelo
bidirecional. Isso significa que, ao invés de processar a entrada de texto sequencialmente



2.6. Modelos de Língua Neural 33

Figura 3 – Representação da arquitetura de um Transformer

.
Fonte: (IBANEZ, 2022)

(da esquerda para direita ou da direita para a esquerda), ele lê a sequência inteira
simultaneamente. Essa característica faz com que o BERT seja capaz de capturar o
contexto de uma palavra, baseada em todas as palavras ao seu entorno, o que não é
possível em modelos unidirecionais.

Além disso, é possível realizar ajuste fino dos modelos para tarefas específicas de
PLN. Isso é feito adicionando algumas camadas sobre o modelo BERT pré-treinado e
treinando em um conjunto de dados rotulados. Existem diversas variantes do modelo
BERT, dentre elas, destacam-se o BERT-base, o modelo base do BERT, o BERT-Large,
uma versão mais complexa do BERT, com mais blocos de transformers e parâmetros e o
BERTimbau (SOUZA; NOGUEIRA; LOTUFO, 2020), um modelo BERT pré-treinado
para o Português Brasileiro.
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2.7 Medidas de Avaliação

As medidas de avaliação são métricas numéricas usadas para avaliar o desempenho
de um determinado modelo. Elas fornecem uma maneira de quantificar o desempenho do
modelo na solução de um problema específico. Muitas vezes os resultados das avaliações
são comparados com os de outros modelos, assim é possível obter seu desempenho relativo
e determinar qual modelo é mais adequado para o problema (JAPKOWICZ; SHAH, 2011).

A escolha da métrica de avaliação depende do problema e do tipo de modelo que
está sendo usado. É importante escolher a métrica de avaliação apropriada que se alinhe
aos objetivos do modelo e ao problema que está sendo resolvido. Geralmente, nos modelos
de AM supervisionados, uma parte do conjunto de dados, chamada de conjunto de teste, é
separada para avaliar o modelo, não sendo usada em seu treinamento. Existem inúmeras
métricas que podem ser utilizadas para avaliar modelos de AM supervisionados, a seguir,
serão citados alguns exemplos das técnicas mais comumente utilizadas.

Nas Equações 2.1, 2.2, 2.3 e 2.4, VP (Verdadeiro Positivo) indica a quantidade
de instâncias para as quais o modelo predisse de forma correta a classe, analogamente,
VN (Verdadeiro Negativo), é a quantidade de instâncias para as quais o modelo predisse
de forma correta uma classe negativa. O FP (Falso Positivo) acontece quando o modelo
prediz de forma errada uma classe positiva. Por fim, o FN (Falso Negativo) ocorre quando
o modelo prediz incorretamente uma classe negativa.

• Acurácia: mede a proporção dos resultados com predição correta em relação a
todas as predições. A Equação 2.1 mostra a fórmula da acurácia. Ela fornece uma
compreensão geral do desempenho de um modelo, no entanto, pode ser ineficiente
quando o conjunto de dados está desbalanceado.

Acurácia = V P + V N

V P + V N + FP + FN
(2.1)

• Precisão: mede a proporção dos resultados corretamente preditos como positivos
sobre todas as predições rotuladas como positivas. Em outras palavras, a precisão
visa responder a pergunta: “De todos os dados classificados como positivos, quantos
são realmente positivos?”. A Equação 2.2 mostra a fórmula da precisão

Precisão = V P

V P + FP
(2.2)

• Recall: também é conhecido como cobertura, e mede a proporção dos resultados
corretamente preditos como positivos sobre todas as instâncias reais positivas. Assim,
dá uma ideia da completude das previsões positivas feitas pelo modelo. A Equação
2.3 mostra a fórmula do recall.
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Recall = V P

V P + FN
(2.3)

• F1-score combina a precisão e o recall em uma única métrica, com o objetivo de
trazer ser uma métrica única que determina a qualidade geral do modelo. Ela definida
como a média harmônica de precisão e recall, e sua fórmla está presente na Equação
2.4.

F1 = 2 × Precisão × Recall

Precisão + Recall
(2.4)
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3 Análise de Sentimentos

Neste capítulo, serão abordados os principais conceitos relacionados à Análise de
Sentimento (AS) e à Classificação de Emoções em textos (Seção 3.1). A discussão teórica
se concentrará em fornecer um panorama abrangente dessas áreas, elucidando os métodos e
técnicas comumente empregados para a extração e categorização de emoções e sentimentos
expressos em linguagem natural. Além disso, serão apresentados trabalhos relacionados
que focam especificamente na detecção e análise de emoções em tweets no contexto na
política brasileira (Seção 3.2).

A Análise de Sentimento (AS), ou Mineração de Opinião (MO) é uma subárea do
PLN que utiliza técnicas computacionais, de PLN e de Aprendizado de Máquina (AM),
para extrair sentimentos em textos de linguagem natural.

A AS possui três níveis de classificação: nível de documento, nível de sentença e
baseada em aspecto. No nível de documento, o documento inteiro é considerado como uma
unidade básica de informação, no nível de sentença, o objetivo é identificar o sentimento em
cada sentença do documento. Já o nível do aspecto se concentra em identificar o sentimento
relacionado a determinados aspectos do texto (MEDHAT; HASSAN; KORASHY, 2014).
Neste trabalho, será considerado apenas o nível do documento para as AS, sendo que, no
caso deste estudo, um documento é um tweet.

A Figura 4 mostra as técnicas existentes para AS. O processo de desenvolvimento de
sistemas de AS normalmente segue um conjunto de etapas, embora as etapas implementadas
podem variar dependendo da tarefa em questão e da qualidade dos dados. O pipeline
típico para o desenvolvimento de algoritmos de AS pode ser dividido nas seguintes etapas:

1. Coleta de dados: a primeira etapa é coletar dados de texto. Esses dados podem
ser dos mais variados tipos, no entanto, é comum em tarefas de AS a utilização de
reviews de sites e de postagens em mídias sociais, como o Facebook e o Twitter.

2. Pré-processamento de texto: como visto na Seção 2.3.1, os dados de texto
geralmente contém ruídos e devem ser pré-processados para transformar os dados
em um formato propício para os algoritmos de AS.

3. Extração de features: os dados de texto são transformados em recursos numéricos
que podem ser usados como entrada para um modelo de AM ou baseado em regras.
Técnicas comuns para extração de features incluem bag-of-words, n-grams e word
embeddings.



38 Capítulo 3. Análise de Sentimentos

4. Treinamento de modelo/Definição das regras: esta etapa é diferente depen-
dendo do tipo de algoritmo que está sendo utilizado:

• Baseado em AM: será realizado o treinamento do modelo de AM.

• Baseado em regras: definição e implementação do conjunto de regras a ser
utilizado.

5. Avaliação do modelo: o modelo é avaliado em um conjunto de dados de teste
separado com o objetivo de obter métricas que podem ser utilizadas para comparar
o desempenho do modelo desenvolvido em relação a outros modelos pré-existentes.

Figura 4 – Técnicas de classificação de sentimentos

.
Fonte: (MEDHAT; HASSAN; KORASHY, 2014)

3.1 Classificação de Emoções
A Classificação de Emoções trata do reconhecimento e categorização de emoções,

um aspecto crucial no âmbito da AS. O estudo de emoções e a sua subsequente classificação
auxiliam na compreensão dos sentimentos humanos expressos na linguagem, constituindo-se,
assim, uma ferramenta vital para a AS e para a interpretação contextual do discurso. Nesta
seção, serão abordadas duas metodologias para a classificação de emoções: o Mapeamento
de Emoções em Espaços Afetivos (Seção 3.1.1) e a Taxonomia de Emoções (Seção 3.1.2).
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3.1.1 Mapeamento de emoções em Espaços Afetivos

O mapeamento de emoções em Espaços Afetivos é uma abordagem multidimensional
para representar e entender emoções. Nestes modelos, as emoções são posicionadas em
um “espaço” cujos eixos representam dimensões ou domínios emocionais fundamentais.
Essas representações espaciais permitem visualizar as emoções de uma maneira que reflete
a forma como elas são experienciadas e expressas pelos humanos, fornecendo um meio
intuitivo de explorar a complexidade e a inter-relação das emoções.

Existe um grande esforço dedicado à investigação da dimensionalidade do domínio
da emoção. Os modelos mais conhecidos consistem em usar um espaço geométrico bidi-
mensional para o mapeamento das emoções, refletindo os eixos da valência e excitação
(RUSSELL, 1980; RUSSELL; LEWICKA; NIIT, 1989). No entanto, alguns estudos também
identificaram uma terceira dimensão adicional, mais frequentemente rotulada como poder
ou controle (FONTAINE et al., 2010; SHAVER et al., 1987; SHAVER; WU; SCHWARTZ,
1992). De forma ainda mais contemporânea, pesquisas têm apontado para a descoberta
de um quarto eixo emocional, denominado surpresa (TRNKA et al., 2021), adicionando
ainda mais complexidade à representação dimensional das emoções.

A Figura 5 mostra o Espaço Semântico de Scherer, um exemplo do mapeamento
de emoções no espaço afetivo (SCHERER, 2005). O diagrama retrata o mapeamento
dos marcadores utilizados por Russell em 1983 (RUSSELL, 1983) em sua proposta de
representar emoções em um espaço circumplexo de valência por atividade/excitação
(termos em letras maiúsculas). Adicionado a essa representação, encontra-se sobreposta a
estrutura bidimensional (eixo de poder/controle por obstrução), derivada de classificações
de similaridade de 80 termos emocionais alemães (símbolos “+”, termos em minúsculas,
traduzidos para o inglês), oriunda de um estudo anterior (SCHERER, 1984) que corroborou
a suposição de que o espaço semântico pode ser organizado por critérios de avaliação. Os
símbolos “+” indicam a localização exata dos termos no espaço bidimensional.

A seguir será fornecida uma explicação detalhada para cada eixo mostrado na
Figura 5.

• Eixo de Valência (Positivo - Negativo): Este eixo representa o quão positiva
ou negativa é uma emoção. Por exemplo, a felicidade é colocada na extremidade
positiva do eixo, enquanto a tristeza é colocada na extremidade negativa;

• Eixo de Ativação (Ativo/Estimulado - Passivo/Calmo): Este eixo representa
o nível de energia ou intensidade da emoção. Por exemplo, emoções como a raiva
ou o entusiasmo, que são altamente energéticas e estimulantes, são colocadas na
extremidade ativa do eixo. Em contrapartida, emoções como a calma ou a apatia,
que são de baixa energia ou relaxantes, são colocadas na extremidade passiva do
eixo;



40 Capítulo 3. Análise de Sentimentos

• Eixo de Obstrução (Obstrutivo - Condutivo): Este eixo está relacionado à
avaliação da emoção em termos de sua “condução” ou “obstrução” para atingir
os objetivos. Emoções “conducentes” seriam aquelas que promovem ou facilitam
a consecução de um objetivo, enquanto emoções “obstrutivas” seriam aquelas que
interferem ou impedem a consecução de um objetivo. Por exemplo, o medo é colocado
na extremidade do eixo obstrutivo, enquanto a calma é colocada na extremidade
condutiva do eixo;

• Eixo de Controle (Alto Poder/Controle - Baixo Poder/Controle): Este está
relacionado à percepção de controle ou poder que a emoção confere a um indivíduo.
Emoções que conferem uma sensação de alto poder ou controle seriam aquelas que
fazem um indivíduo se sentir no comando ou dominante. Ao contrário, emoções que
conferem uma sensação de baixo poder ou controle seriam aquelas que fazem um
indivíduo se sentir impotente ou submisso. Por exemplo, emoções como coragem
e confiança são consideradas de alto controle, enquanto emoções como ansiedade
e insegurança, que usualmente deixam o indivíduo com a sensação de impotência
frente a uma situação são consideradas de baixo controle.

Figura 5 – Espaço Semântico de Scherer

.
Fonte: (SCHERER, 2005)
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3.1.2 Taxonomia de emoções

Taxonomias de emoções são sistemas que organizam e categorizam as emoções
com base em suas características, como seus processos psicológicos subjacentes, expressões
comportamentais e experiências subjetivas. Elas fornecem um conjunto padronizado de
rótulos ou termos para diferentes estados emocionais, permitindo uma identificação e
medição mais fáceis de emoções em vários contextos, incluindo pesquisa psicológica,
interações sociais e modelos de PLN. As taxonomias de emoções podem variar em relação
ao número e aos tipos de emoções incluídas.

Ao utilizar uma taxonomia de emoções, os algoritmos de AS podem identificar
emoções específicas presentes no texto, como felicidade, raiva, medo ou tristeza, ao invés
de apenas a polaridade positiva/negativa. Essa abordagem fornece informações mais
detalhadas sobre as atitudes e opiniões do autor do texto.

No entanto, vale ressaltar que todas as taxonomias de emoções carregam intrinseca-
mente vieses que refletem a cultura, o contexto e a linguagem em que foi criada e treinada.
Cada taxonomia é um produto do seu ambiente, condicionada pelos entendimentos e
experiências emocionais que são mais prevalentes ou consideradas mais relevantes naquela
cultura específica. Um exemplo ilustrativo é a emoção “saudade”, que está presente na
Língua Portuguesa, no entanto, não existe um termo em Inglês que represente esse estado
emocional. Assim, se uma taxonomia de emoções fosse criada por nativos de língua inglesa,
é pouco provável que o termo “saudade” fosse incluído. Isso ilustra como as taxonomias de
emoções são limitadas não apenas pelas palavras disponíveis em um idioma, mas também
pelos estados emocionais que uma determinada cultura valoriza ou reconhece.

Esta seção abordará alguns exemplos de taxonomias de emoções comumente usadas,
incluindo o modelo Emoções Básicas de Paul Ekman (seção 3.1.2.1) e a taxonomia
desenvolvida para o GoEmotions (seção 3.1.2.2).

3.1.2.1 Modelo de Emoções Básicas de Paul Ekman

O modelo de emoções básicas de Paul Ekman é uma teoria bem conhecida das
emoções que postula a existência de seis emoções básicas que são universalmente reconhe-
cidas e expressas por pessoas em todas as culturas. Essas emoções são felicidade, tristeza,
raiva, medo, surpresa e nojo. Segundo Ekman, essas emoções são inatas e biologicamente
determinadas, pois são reconhecidas pelas pessoas independentemente de sua cultura ou
idioma (EKMAN, 1992).

A teoria de Ekman foi desenvolvida por meio de uma série de estudos que envolviam
mostrar aos participantes fotografias de expressões faciais e pedir-lhes que identificassem
as emoções que viam. Sua pesquisa mostrou que essas seis emoções foram consistentemente
identificadas em todas as culturas e exibidas por meio de expressões faciais semelhantes.
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Com o tempo, Ekman expandiu sua teoria para incluir desprezo, o que elevou o total para
sete expressões faciais de emoções universais.

Uma das grandes vantagens do Modelo de Emoções Básicas desenvolvido por
Ekman é que ele propõe emoções que são universalmente reconhecidas e expressas de
maneira semelhante em diversas as culturas, além ser um modelo simples e claro de
entender. No entanto, devido a sua simplicidade, este modelo não contempla toda a gama
de emoções experienciadas pelos seres humanos, podendo simplificar demais a natureza
complexa da experiência e expressão emocional.

3.1.2.2 GoEmotions

O GoEmotions1 (DEMSZKY et al., 2020) é o maior dataset manualmente anotado
do mundo e um modelo BERT pré-treinado para Análise de Sentimentos desenvolvido pela
Google Research2. Ele possui 54 mil comentários do Reddit3 cuidadosamente selecionados
e rotulados por humanos para 27 categorias de emoções ou neutro. Este dataset foi usado
para realizar o ajuste fino de um modelo BERT, resultando em um modelo capaz de
identificar as emoções presentes no texto.

Para a construção do corpus, foi utilizado um conjunto de dados resultante do
reddit-data-tools project4. A partir dele, foram selecionados os comentários de sub-reddits
com pelo menos 10 mil membros. Por conta do Reddit ser uma plataforma formada
majoritariamente por jovens do sexo masculino, ela tem tendência em possuir comentários
com linguagem tóxica e violenta. Para obter um corpus mais generalizável e que não reforce
vícios de linguagem e de comportamentos demográficos, a etapa de curadoria e limpeza do
corpus consistiu, entre outros, na remoção de comentários nocivos, com termos religiosos,
ofensivos e vulgares.

As emoções que compõem a taxonomia do GoEmotions foram escolhidas através de
um processo multiround, onde em cada rodada uma pequena parte dos dados era anotada
e os anotadores poderiam sugerir novos rótulos de emoções em cima de um conjunto de
emoções pré-existente. Na primeira rodada, foram utilizadas as emoções identificadas como
relevantes por (COWEN; KELTNER, 2017)5 para compor o conjunto base de emoções,
garantindo que o conjunto incluísse as emoções básicas identificadas por (EKMAN, 1992).
Foram anotados cerca de 3 mil exemplos nesta rodada e a taxonomia foi atualizada
com base nos resultados. Foram removidas as emoções que eram selecionadas com pouca
1 <https://github.com/google-research/google-research/tree/master/goemotions>
2 <https://research.google/>
3 <https://www.reddit.com/>
4 <https://github.com/dewarim/data-tools-for-reddit>
5 Do original em Inglês: Admiration, Adoration, Aesthetic Appreciation, Amusement, Anger, Anxiety,

Awe, Awkwardness, Boredom, Calmness, Confusion, Craving, Disgust, Empathic Pain, Entrancement,
Excitement, Fear, Horror, Interest, Joy, Nostalgia, Relief, Romance, Sadness, Satisfaction, Sexual
Desire, Surprise.

https://github.com/google-research/google-research/tree/master/goemotions
https://research.google/
https://www.reddit.com/
https://github.com/dewarim/data-tools-for-reddit
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frequência ou que tinham baixa concordância entre os anotadores e adicionadas as emoções
frequentemente sugeridas. Este processo foi repetido novamente na segunda rodada, desta
vez com 2 mil exemplos anotados. O conjunto final contém 27 emoções mais a categoria
neutro.

Esta taxonomia foi utilizada como base para anotação do corpus coletado. Todos
os comentários foram anotados por 3 anotadores e, caso não houvesse concordância em
pelo menos um rótulo de emoção, mais dois anotadores eram designados para a tarefa.
Um comentário poderia estar associado a mais de uma emoção, deste que ela estivesse
evidentemente expressa no texto. Os comentários muito difíceis de avaliar foram descartados.
Ao final, obtve-se um dataset com 54 mil comentários do Reddit rotulados com base na
taxonomia do GoEmotions e com concordância de pelo menos dois anotadores.

A Figura 6 mostra as emoções da taxonomia do GoEmotions, ordenadas pelo
número de exemplos onde pelo menos um dos três anotadores associaram a emoção à um
comentário. É evidente que existe um forte desbalanceamento em relação à frequência das
emoções, por exemplo, admiração (admiration) é 30 vezes mais frequente que luto (grief ).
No entanto, não foi adotada nenhuma medida para corrigir o desbalanceamento dos dados
antes de passar para a etapa de treinamento, e o dataset gerado foi utilizado para realizar
o ajuste fino em um modelo BERT-base.

3.2 Detecção de emoções em tweets no contexto da política bra-
sileira

A identificação de emoções em publicações do Twitter, particularmente aquelas
relativas ao cenário político brasileiro, representa uma área de estudo de importância
ascendente. Com a consolidação das mídias sociais – destacando-se o Twitter – como meios
de expressão política relevantes, torna-se evidente a necessidade de compreender melhor
as manifestações emocionais presentes nesse meio. Graças à sua natureza dinâmica e ao
volume substancial de informações geradas, a plataforma do Twitter é uma fonte prolífica
de dados para análise de sentimentos e detecção de emoções, propiciando um entendimento
mais aprofundado da percepção pública acerca dos atores políticos e de suas decisões.

A relevância deste campo de estudo é ainda mais acentuada no Brasil, um país onde
as discussões políticas são frequentemente permeadas por fortes expressões emocionais e
onde a população frequentemente recorre às mídias sociais para expressar suas opiniões
e sentimentos. A capacidade de capturar e analisar essas emoções pode fornecer uma
melhor compreensão sobre o clima político do país. Assim, esta seção visa discutir alguns
trabalhos que exploram a detecção de emoções em publicações do Twitter no contexto
político brasileiro.
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Figura 6 – Categorias de emoções ordenadas por frequência no dataset

.
Fonte: (DEMSZKY et al., 2020)

3.2.1 Detecção de crenças de grupos

Em (SANTANA; VANIN, 2020) os autores analisaram como os discursos produzidos
no Twitter durante a segunda rodada das eleições presidenciais brasileiras de 2018 reforçam
o engajamento de grupo com as crenças pessoais. Para isso, foram coletados cerca de 50 mil
tweets por dia na última semana da campanha eleitoral, e os autores usaram técnicas de
modelagem de tópicos e mineração de opiniões para analisar discursos políticos produzidos
no Twitter.

O corpus resultante foi submetido a uma etapa de pré-processamento que incluiu
normalização, tokenização, remoção de stopwords, dentre outros. As palavras foram, então,
padronizadas através da lematização, utilizando bibliotecas de processamento de texto, e
a abordagem Word2Vec (CHURCH, 2017) foi empregada para transformar cada token em
um vetor numérico que o representa semanticamente. O treinamento do modelo de dados
utilizou o modelo skip-gram (KRISHNA; SHARADA, 2020). Usando uma ferramenta
multiuso para análise de corpus, identificaram-se várias repetições de posts feitos pelos
mesmos usuários, levando à remoção de repetições de tweets para uma análise mais precisa.
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Isso foi considerado um possível indicativo de discursos disseminados e corroborados por
bots do Twitter.

Este estudo empregou modelagem de tópicos, utilizando a Análise de Alocação
Dirichlet Latente (LDA) (BLEI; NG; JORDAN, 2003), permitindo que cada documento
fosse interpretado como uma mistura de vários tópicos. Os autores também reconheceram
que as polaridades sentimentais dependem dos tópicos ou domínios, e realizaram uma aná-
lise focada em discursos politicamente motivados no Twitter. Ao total, foram identificados
5 tópicos, com uma pontuação de coerência de 0.58, de acordo com a medida c_v, uma
medida que captura o número ótimo de tópicos. Além disso, foi utilizado um mapa de
distância inter-tópicos, mostrado na Figura 7, via escalonamento multidimensional para
visualizar a distribuição de tópicos principais.

Figura 7 – Distância Inter-tópicos

.
Fonte: (SANTANA; VANIN, 2020)

Por fim, este estudo utilizou o SentiLex-PT (CARVALHO; SILVA, 2015), um léxico
de sentimentos, para analisar as polaridades expressas nos tweets coletados. Extraíram-se
opiniões dos textos observados, identificando expressões e palavras classificadas no léxico
como positivas ou negativas. Empregando a abordagem Word2Vec, associou-se polaridades
a cada tópico, analisando as palavras principais dos tópicos identificados e, cruzando os
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dados extraídos do léxico, calculou-se a similaridade do cosseno. Observou-se como os
sentimentos interagiam nos tópicos modelados, usando apenas expressões classificadas
como positivas ou negativas. Palavras frequentes não-neutras no conjunto observado foram
identificadas e analisadas em relação aos grupos dos tópicos. Verificou-se que sentimentos
de polaridade negativa têm maior similaridade com referências de oposição, enquanto a
polaridade positiva se refere à paridade ideológica das hashtags.

Esses achados indicam a existência de um apelo emocional nos discursos digitais de
motivação política, ressaltando a cultura de indiferença e confirmando tendências de viés,
o que pode levar a uma maior propensão para lembrar, buscar informações ou interpretar
fatos de maneiras que confirmem crenças pré-estabelecidas.

3.2.2 Detecção de polaridade no processo de Impeachment

Em (SOUZA et al., 2016) os autores fizeram uma comparação entre as técnicas de
aprendizado de máquina para inferir a polaridade dos brasileiros em relação ao processo
de impeachment da ex-presidente do Brasil, Dilma Vana Rousseff, usando Support Vector
Machine (SVM) (CORTES; VAPNIK, 1995), Multinomial Naive Bayes (MNB) (KIBRIYA
et al., 2005) e Max Entropy (ME) (COHEN et al., 2019) em uma base de comentários do
Twitter. As principais contribuições do trabalho são a avaliação de técnicas de aprendizado
de máquina mais adequadas para o cenário e um estudo de caso sobre o processo de
impeachment da ex-presidente do Brasil.

Para formar a base de dados, aproximadamente 10 milhões de tweets relacionados
ao processo de impeachment da ex-presidente do Brasil foram coletados. Para a base de
dados de treinamento e validação, uma amostra de 3.167 tweets foi selecionada, e os tweets
foram rotulados por voluntários como contra o impeachment, a favor do impeachment
ou indefinido. Informações adicionais, como a data e o usuário que compartilhou o tweet,
foram disponibilizadas para ajudar no processo de rotulação. A distribuição final dos
rótulos foi de 47,80% contra o impeachment, 47,80% a favor do impeachment, e 4,38%
indefinidos. O estudo considerou polaridades contra e a favor do governo, mas também
incluiu comentários indefinidos.

Após a criação da base de dados, foi realizado o processo de pré-processamento que
incluiu eliminação de ruídos, stopwords, URLs, menções e hashtags. Para o processo de
treinamento e teste, efetuou-se a validação cruzada de 10 partes. As métricas usadas no
processo de avaliação no desempenho dos modelos foram precisão, revocação (recall), F1 e
acurácia. A tabela contendo os resultados dos modelos, extraída do artigo, é ilustrada na
Figura 8.

O SVM apresentou um desempenho levemente superior quando comparado aos
outros modelos. No entanto, todos os classificadores mostraram um bom desempenho, com
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F1 acima de 80% para todas as classes. A classe de rótulos “indefinidos” apresentou menor
desempenho, dada a sua menor presença no conjunto de dados. A análise concluiu que a
abordagem de aprendizado de máquina supervisionada é eficaz para inferir a polaridade
em textos em português relacionados a questões políticas.

Figura 8 – Resultado dos modelos avaliados

.
Fonte: (SOUZA et al., 2016)

3.2.3 Análise de Sentimentos nas Eleições de 2018

Em (CRISTIANI; LIEIRA; CAMARGO, 2020) os autores aplicaram técnicas de
AS para investigar uma possível relação entre a opinião dos usuários do Twitter e os
resultados das eleições presidenciais brasileiras de 2018. Os algoritmos de aprendizado
de máquina utilizados para a criação dos modelos de classificação foram o Naive Bayes
(WEBB, 2010) e SVM (CORTES; VAPNIK, 1995). Posteriormente, os usuários foram
agrupados e os resultados comparados com pesquisas e resultados eleitorais. Os dados do
Twitter foram coletados durante eventos-chave da campanha eleitoral (debates, entrevistas
e os domingos eleitorais), resultando na coleta de mais de 900 mil tweets relacionados à
eleição.

Após a coleta de tweets foi realizada uma anotação manual para produzir um
conjunto de dados de treinamento e teste. Os tweets foram selecionados aleatoriamente e
classificados em três polaridades: positivo, negativo e neutro, dependendo do seu conteúdo
em relação aos candidatos. Todos os 600 tweets anotados foram associados a um candidato
específico, utilizando um dicionário de palavras chave. Seguindo a anotação, os dados
passaram por uma etapa de pré-processamento para normalizar e preparar os dados,
envolvendo etapas de tokenização, remoção de stopwords, lematização e TF-IDF.

Em seguida foi realizado um experimento para avaliar o desempenho de dois
classificadores, com o intuito de selecionar o melhor para classificar o conjunto de dados
completo. A acurácia, precisão, recall e f-measure foram usadas como métricas de avaliação.
70% dos dados foram separados para treinamento e 30% para avaliação. O classificador
SVM obteve resultados superiores ao Naive Bayes em todas as medidas avaliadas, obtendo
f-measure de 66,6%. O modelo de classificação foi, então, gerado com base no classificador
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SVM e o conjunto total de dados foi rotulado, sendo dividido de acordo com os candidatos.
Os dados do primeiro domingo eleitoral foram divididos em dez candidatos e os do segundo
domingo em dois candidatos, resultando em doze conjuntos de dados classificados pelo
modelo.

A Figura 9, extraída do artigo, demonstra a distribuição dos tweets e os sentimentos
expressos para cada um dos candidatos, levando em consideração as três polaridades
analisadas. No primeiro turno das eleições, 48.985 tweets referentes aos dez candidatos
foram analisados, com cinco deles se destacando em quantidade de mensagens positivas
e negativas. No segundo turno, 369.800 tweets referentes aos dois candidatos restantes
foram analisados, com uma quantidade maior de citações positivas para o candidato Jair
Bolsonaro, apesar deste também ter obtido um maior número de citações negativas.

Figura 9 – Resultados obtidos para as coletas referentes ao primeiro e segundo domingo
eleitoral.

(a) Coleta do primeiro domingo eleitoral (b) Coleta do segundo domingo eleitoral
.

Fonte: (CRISTIANI; LIEIRA; CAMARGO, 2020)

Por fim, os resultados obtidos do Twitter foram comparados com pesquisas con-
duzidas por dois institutos de pesquisa durante as eleições presidenciais, o Datafolha6 e
o Ibope7. A comparação mostrou uma correlação entre os candidatos que obtiveram o
maior número de tweets positivos e aqueles com a maior parte dos eleitores favoráveis,
conforme apontado pelas pesquisas. Esta correlação foi observada tanto para os quatro
candidatos mais populares no primeiro turno quanto para os dois candidatos no segundo
turno. Os dados sugerem que o Twitter é uma fonte valiosa de informação para pesquisas
de opinião, com a quantidade de mensagens positivas refletindo os resultados das pesquisas
e o resultado final das eleições de 2018.

6 <https://datafolha.folha.uol.com.br/>
7 <https://kantaribopemedia.com/brazil/>

https://datafolha.folha.uol.com.br/
https://kantaribopemedia.com/brazil/
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4 Materiais e Métodos

Neste Capítulo são descritos os materiais e os métodos utilizados para o desenvolvi-
mento deste trabalho. A Figura 10 mostra o pipeline principal utilizado nesta pesquisa. Este
projeto foi dividido em três módulos principais: extração dos tweets, pré-processamento dos
dados e inferência de emoções dos tweets pelo GoEmotions para Português. A Seção 4.1
apresenta as ferramentas de programação utilizadas para o desenvolvimento do projeto. A
Seção 4.2 apresenta o conjunto de dados utilizado, assim como o processo de extração dos
dados do Twitter. Em seguida, a Seção 4.3 descreve as duas etapas de pré-processamento
realizadas e, por fim, a Seção 4.4 apresenta o modelo GoEmotions para Português, utilizado
para inferir os sentimentos nos dados coletados.

Figura 10 – Pipeline do projeto

.
Fonte: Próprio da Autora

4.1 Google Colab e Bibliotecas Python

O Google Colab1 é plataforma de computação em nuvem, disponibilizada pela
Google, que oferece um ambiente de desenvolvimento gratuito para a execução de notebooks
Jupyter. Ele permite a colaboração em tempo real e oferece acesso gratuito a GPUs
(Unidades de Processamento Gráfico) e TPUs (Unidades de Processamento Tensorial).
Esses recursos de hardware especializados são essenciais para a computação paralela e são
altamente eficazes em tarefas que envolvem grandes volumes de dados, como o treinamento
de modelos de aprendizado profundo.
1 <https://colab.research.google.com/>

https://colab.research.google.com/
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No contexto deste projeto, a utilização do Google Colab mostrou-se fundamental,
especialmente pela disponibilidade da GPU oferecida pela plataforma. O modelo GoEmoti-
ons, utilizado neste projeto, possui complexidades computacionais, que tornam o processo
de inferência custoso em relação ao tempo, e a necessidade de recursos de computação de
alta qualidade é um pré-requisito para que o modelo fosse viável de ser executado.

Em conjunto com o Google Colab, este projeto também se beneficiou do uso de
várias bibliotecas Python, cada uma contribuindo com funções e recursos específicos para
o desenvolvimento e implementação da pesquisa.

• Pandas: utilizada para manipular os corpus coletados. Esta biblioteca fornece uma
interface intuitiva para a organização de dados, o que facilitou a análise e preparação
dos corpus para as etapas subsequentes;

• Elasticsearch: empregada para capturar os tweets que estavam armazenados no
Elasticsearch através de querys;

• NLTK (Natural Language Toolkit): essa biblioteca foi aplicada na etapa de
pré-processamento dos dados, preparando-os para análises posteriores.

• Scikit-Learn (sklearn): essa é uma biblioteca de aprendizado de máquina e auxiliou
na geração da lista de palavras mais frequentes através do método bag-of-words;

• WordCloud: utilizada para gerar nuvens de palavras, proporcionando uma repre-
sentação gráfica das palavras mais frequentes e permitindo uma interpretação visual
rápida e intuitiva;

• Seaborn: empregada na criação de gráficos, permitindo uma representação visual
clara e informativa dos resultados da análise.

Vale ressaltar que as etapas de coleta, pré-processamento, inferência pelo modelo
GoEmotions e análise dos dados foram realizadas pela aluna, através da geração de scripts e
notebooks do Google Colab. Além disso, o uso de ferramentas de PLN (como as bibliotecas
NLTK, wordcloud, sklearn, entre outras) desempenharam um papel fundamental na análise
exploratória dos dados e na identificação de erros associados ao modelo GoEmotions. O
domínio de tais ferramentas e a compreensão profunda dos modelos neurais, muitas vezes
referidos como caixas-pretas, são indispensáveis para evitar vieses e prejuízos, garantindo
uma interpretação correta dos dados.

Todos os códigos e análises desenvolvidos ao decorrer desta pesquisa, assim como
as bases de dados coletadas estão disponíveis em um repositório no Github2 do LALIC3

(Laboratório de Linguística e Inteligência Computacional)
2 <https://github.com/LALIC-UFSCar/TCC_Fernanda_Malheiros/tree/main>
3 <https://sites.google.com/site/lalicufscar/>

https://github.com/LALIC-UFSCar/TCC_Fernanda_Malheiros/tree/main
https://sites.google.com/site/lalicufscar/
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4.2 corpus

Para este trabalho, foi utilizado o dataset coletado pelo GATE Team4 da Uni-
versidade de Sheffield, UK. O corpus coletado contém todos os tweets publicados pelo
ex-presidente do Brasil, Jair Bolsonaro, assim como todas as respostas que ele recebeu no
período de 04/01/2020 até 29/05/2022. Além disso, também foram coletados tweets que
continham as seguintes hashtags relacionadas ao cenário político brasileiro e da pandemia
do COVID-19:

• #bolsonarotemrazao, #chinavirus, #chinesevirus, #corona, #corona19, #corona2019,
#coronav, #coronavirus, #coronavirus19, #coronavirus2019, #coronavirusbrasil,
#coronavirusnobrasil, #coronaviruspandemia, #coronavirusplantao, #coronavírus,
#coronavírusplantão, #covid, #covid-19, #covid19, #covid2019, #covid_19, #filme-
seuhospital, #hidroxicloroquina, #sarscov2, #sintomascoronavirus, #sintomascovid,
#vachina, #vacina, #viruschines, #wuhanvirus

A aluna obteve acesso a este dataset através da BEPE (Bolsa de Estágio em
Pesquisa no Exterior), financiada pela FAPESP5 (Fundação de Amparo à Pesquisa do
Estado de São Paulo) e realizada da Universidade de Sheffield, sob supervisão da Profa.
Dra. Carolina Scarton.

Em Maio de 2022, o GATE Team havia coletado aproximadamente 34 milhões
de tweets, que estavam indexados no Elasticsearch6 (GORMLEY; TONG, 2015). O Elas-
ticsearch é uma ferramenta construída com base no Apache Lucene e é um mecanismo
distribuído de pesquisa e análise. Com ela, é possível utilizar a API ou ferramentas de inges-
tão para enviar dados no formato JSON. O Elasticsearch então armazena automaticamente
o documento original e adiciona uma referência pesquisável ao documento. Desta forma,
utilizando a API do Elasticsearch é possível realizar buscas e recuperar o documento, que
no caso desta pesquisa são os tweets.

Além disso, em conjunto com o Elasticsearch é possível utilizar o Kibana, uma
ferramenta de visualização de dados. A Figura 11 mostra o painel principal do Kibana.
Até dezembro de 2022, haviam sido coletados mais de 65 milhões de tweets.

4.2.1 Extração dos tweets

Embora tivessem sido coletados mais de 65 milhões de tweets, para esta pesquisa
interessa apenas aqueles postados pela conta do Bolsonaro (chamados de tweets semente) e
4 <https://gate.ac.uk/>
5 <https://fapesp.br/>
6 <https://www.elastic.co/>

https://gate.ac.uk/
https://fapesp.br/
https://www.elastic.co/
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Figura 11 – Painel do Kibana

.
Fonte: Próprio da Autora

as respostas que ele obteve em cada um. Sendo assim, a API do Elasticsearch foi utilizada
para extrair os tweets relevantes.

4.2.1.1 Tweets semente

O primeiro passo foi coletar todos os tweets semente. Para isso, foi realizada uma
pesquisa na base de dados utilizando o id da conta do Bolsonaro. Em seguida, todos os
tweets foram salvos em um arquivo CSV contendo os seguintes campos:

• tweet_id: Id do tweet semente;

• user_id: Id do usuário neste caso é o id da conta do Bolsonaro;

• created_at: A data e hora de criação do tweet, incluindo o dia da semana, o dia,
mês e ano, assim como a hora, minuto e segundo;

• tweet_text: O texto do tweet;

• is_retweet: Um campo booleano que indica se o tweet postado era um retweet.

Por fim, após realizada a coleta, a API do Google Drive7 foi utilizada para fazer
o carregamento automático do arquivo gerado para uma pasta especificada do Google
Drive. Este arquivo contém 4305 tweets semente postados no período de 04/01/2020 até
29/05/2022.
7 <https://developers.google.com/workspace/guides/create-credentials#api-key>

https://developers.google.com/workspace/guides/create-credentials#api-key
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4.2.1.2 Respostas aos tweets semente

O próximo passo foi coletar cada resposta para todos os tweets semente (chamados
de tweets resposta). Primeiramente, foram descartados todos os retweets, já que para esta
pesquisa apenas interessavam os tweets originais. Em seguida, foi dado como entrada
ao Elasticsearch o id de cada tweet semente. Inicialmente, foram gerados arquivos CSV
separados com todas as respostas para cada tweet semente, contendo os seguintes campos:

• tweet_id: Id do tweet resposta;

• created_at: A data e hora de criação do tweet, incluindo o dia da semana, o dia,
mês e ano, assim como a hora, minuto e segundo;

• tweet_text: O texto do tweet;

• id_tweet_reply: Id do tweet semente ao qual este tweet está respondendo.

Com o uso da API do Google Drive, todos os arquivos gerados foram automati-
camente carregados em uma pasta especificada. Por fim, todos os arquivos resultantes
foram concatenados em um único arquivo CSV, contendo todas as respostas de todos os
tweets semente coletados. O arquivo final possui 4.971.545 tweets postados no período de
01/04/2020 até 29/05/2022.

4.3 Pré-processamento
Como visto na Seção 2.3.1, a etapa de pré-processamento e limpeza dos dados é

responsável pela redução de ruídos de diversos tipos que podem estar presentes no texto.
A implementação desta etapa é fundamental para que se obtenha um bom resultado nos
modelos de Aprendizado de Máquina (AM) e em diversas outras tarefas de Processamento
de Linguagem Natural (PLN), e suas etapas podem variar dependendo do resultado que
se deseja obter.

Para este projeto, foram realizadas duas etapas de pré-processamento distintas. A
primeira etapa (Etapa 1) tinha o objetivo de preparar o corpus para o modelo pré-treinado
do GoEmotions para Português. Assim, este processo foi simples e consistiu nos seguintes
processos:

• Padronização do texto: todos os caracteres foram transformados para caixa baixa
e as linhas e espaços vazios foram eliminados;

• Remoção de tags e links: nesta etapa foram eliminados todos os links, marcações
de usuários, e textos que começavam com a string “RT”.
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Já a segunda etapa (Etapa 2) do pré-processamento tinha o objetivo de preparar
o corpus para análises linguísticas. Desta forma, foi necessária a realização de um pré-
processamento mais minucioso, de forma a eliminar o máximo de ruído possível. Para isso,
além dos processos já aplicados na Etapa 1, foram realizadas as seguintes operações:

• Remoção de stopwords: remoção de stopwords a partir da lista pré-definida pelo
NLTK8 (LOPER; BIRD, 2002)

• Remoção de ruídos: remoção de todas as pontuações, caracteres especiais e
símbolos, além de caracteres unitários e quebra de linha.

A Tabela 1 apresenta o resultado obtido com as duas etapas de pré-processamento
para três exemplos.

Tabela 1 – Resultados das etapas de Pré-processamento

Texto original Etapa 1 Etapa 2
@jairbolsonaro Nem Trump
acredita mais em Bolsonaro.
https://t.co/tEtHyyGbgE
https://t.co/T1cA0gYvi4
Questionado sobre ati-
tudes de Bolsonaro,
Trump diz que estuda
banir voos do Brasil
https://t.co/5fBeIV4kW7
https://t.co/yKAajfVFLu

nem trump acredita mais
em bolsonaro. questionado
sobre atitudes de bolsonaro,
trump diz que estuda banir
voos do brasil

trump acredita bolsonaro
questionado sobre atitudes
bolsonaro trump diz estuda
banir voos brasil

@jairbolsonaro No vídeo,
6:30 - 6:40, fala que vai
sancionar os R$600 para
os mais necessitados. Até
agora nada.

no vídeo, 6:30 - 6:40, fala
que vai sancionar os R$600
para os mais necessitados.
até agora nada.

vídeo fala sancionar necessi-
tados agora nada

@jairbolsonaro Estão espa-
lhando que vc entregou sua
carta de renúncia. Me diz
que é mentira, por favor!

estão espalhando que vc en-
tregou sua carta de renún-
cia. me diz que é mentira,
por favor!

espalhando entregou carta
renúncia diz mentira favor

4.4 GoEmotions para Português
Para o desenvolvimento da versão em Português do GoEmotions (HAMMES;

FREITAS, 2021), os autores utilizaram o corpus original do GoEmotions em Inglês,
e ferramentas de tradução automática para traduzir o corpus para o Português. Para
resolver o problema do desbalanceamento entre as classes, foi utilizado o Class Balance
8 urlhttps://www.nltk.org/
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Loss (CB) (CUI et al., 2019), explicado brevemente na Seção 2.4. Por fim, utilizando o
dataset balanceado, foi realizado o ajuste fino de dois modelos BERT pré-treinados para o
Português, o BERTimbau-base e o BERTimbau-large. Os hiper-parâmetros e a divisão do
dataset entre treinamento, validação e teste foram mantidos.

A Figura 12 mostra a tabela extraída de (HAMMES; FREITAS, 2021), com os
comparativos dos resultados do modelo treinado tanto para versão em inglês (Seção 3.1.2.2),
quanto para as versões em Português. Em geral, todos os modelos apresentados possuem
resultados de avaliação semelhantes. No entanto, é possível notar um leve aumento na
média macro do F1-score ao comparar o modelo original (BERT-base) com o modelo para
Português (BERTimbau-base), que são modelos treinados com a mesma quantidade de
parâmetros. Essa melhora de desempenho pode ser atribuída ao método de balanceamento
utilizado na versão em Português.

Os modelos obtiveram melhor desempenho nas emoções com polaridade positiva,
como gratidão (gratitude), diversão (amusement) e amor (love) e obtiveram menor pontua-
ção F1 em emoções de frequência mais baixa, como luto (grief ), alívio (relief ) e percepção
(realization). Isso significa que o modelo acaba confundindo as emoções menos frequentes
por emoções mais frequentes e relacionadas em sentimento e intensidade, como luto (grief )
e tristeza (sadness). Um outro ponto importante é que, enquanto no modelo em inglês, a
emoção luto (grief ) havia obtido F1-score de 0.0, na versão em português, com os dados
balanceados, foi possível obter um F1-score de 0.22 no modelo base e 0.25 no modelo large.

Para este trabalho, foi utilizada a versão BERTimbau-large em Português do modelo
do GoEmotions para determinar as emoções presentes nos tweets resposta. Este modelo
possui como saída uma lista com as 27 emoções ou neutro, juntamente com um score para
cada emoção. Quanto maior for o score de uma emoção, maior a probabilidade do texto
expressar aquela emoção. O dataset pré-processado na primeira etapa (veja Seção 4.3)
foi passado como entrada para o modelo do GoEmotions e a emoção com o maior score,
assim como seu score, foram salvos no arquivo CSV com todos os tweets.
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Figura 12 – Resultados do GoEmotions

.
Fonte: (HAMMES; FREITAS, 2021)
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5 Resultados e Discussões

Este Capítulo apresenta os resultados da análise da saída do GoEmotions para
Português, nos tweets resposta, conforme descrito no Capítulo 4. A análise dos resultados
está dividida em duas partes, a primeira apresenta uma análise exploratória dos resultados
obtidos (Seção 5.1); já a segunda parte apresenta a análise de erros para as emoções mais
frequentes do corpus (Seção 5.2).

5.1 Análise Exploratória

Os resultados apresentados na Figura 13 ilustram a distribuição da quantidade
de instâncias para cada emoção no conjunto dos tweets resposta, que contém 4.971.545
instâncias. Cada tweet foi rotulado com apenas uma emoção, e é evidente na figura que as
classes de emoções não estão equilibradas no conjunto de dados. Por exemplo, a emoção
mais predominante no corpus (“raiva”) aparece cerca de 247 vezes a mais do que a emoção
mais rara (“percepção”). Especificamente, as emoções que mais aparecem nos tweets são
“raiva” (718.442 instâncias), seguida de “curiosidade” (577.169 instâncias) e “admiração”
(360.348 instâncias). Por outro lado, as emoções “percepção” (2900 instâncias), “alívio”
(3680 instâncias) e “luto” (16556 instâncias) foram as menos expressas no corpus.

Figura 13 – Quantidade de instâncias por emoção

.
Fonte: Próprio da Autora

Conforme explicado na seção 4.4, cada tweet é associado a uma emoção e a um
score, que reflete a confiança do modelo em sua classificação. A Figura 14 apresenta quatro
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boxplots, que indicam a variação nos scores obtidos para o corpus completo (“geral”) e
para as três emoções mais frequentes (“raiva”, “curiosidade” e “admiração”).

Todos os boxplots apresentam um valor mínimo aproximado de 0.1, o que sugere que
o modelo possui pelo menos um exemplo com baixa confiabilidade para todas as emoções
investigadas. Com exceção da emoção “raiva”, cujo valor máximo é ligeiramente superior
a 0.7, todas as demais emoções em foco demonstram valores máximos mais elevados, em
torno de 0.9. Entretanto, ao considerar as médias, destaca-se a emoção “admiração” com
uma média mais elevada, aproximadamente 0.8, enquanto as outras emoções apresentam
médias em torno de 0.5-0.6, o que implica que o modelo possui maior confiança ao classificar
um tweet com a emoção “admiração”. Adicionalmente, a emoção “admiração” também se
sobressai pela presença de uma caixa mais alongada, indicando maior variabilidade nos
scores em comparação com as demais emoções.

Figura 14 – Boxplot dos scores por emoção

.
Fonte: Próprio da Autora

A Tabela 2 apresenta as palavras mais frequentes para o corpus completo, denomi-
nado “Geral”, e para as três emoções mais comuns, nomeadamente “Raiva”, “Curiosidade”
e “Admiração”. Observa-se que todas as emoções em questão possuem palavras fortemente
relacionadas ao contexto político brasileiro, evidente por palavras como “presidente”,
“bolsonaro”, “governo” e “brasil”.

A categoria “Geral” contém termos mais neutros e abrangentes, tais como “presi-
dente”, “Brasil”, “deus” e “povo”, o que é coerente, uma vez que esta categoria engloba
todas as emoções do corpus, sem enfocar um contexto emocional específico.

Notavelmente, a emoção “Raiva” é caracterizada por palavras de natureza emocional
altamente negativa, como “merda”, “cu”, “puta” e “vagabundo”, refletindo um sentimento
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de revolta, indignação e irritação. Além disso, também se observa presença de palavras
como “genocida” e “vagabundo”, que são típicas do discurso anti-Bolsonaro.

A emoção “Curiosidade”, por sua vez, inclui termos como “mil” e “queiroz”,
sugerindo um contexto muito específico da política brasileira, fazendo alusão ao escândalo
político ocorrido no país no final de 2018, conhecido como “Caso Queiroz” ou “Caso das
Laranjas”. A Seção 5.2 oferecerá uma análise mais aprofundada dessa questão.

Por fim, a emoção “Admiração” está associada a palavras como “parabéns”, “bom”,
“melhor” e “boa”, denotando um sentimento de elogio e respeito. Esta emoção também
contém palavras como “deus”, “senhor” e “brasil”, que em si não contém conotação
positiva ou de admiração, mas que são amplamente utilizadas por aqueles que apoiam o
ex-presidente Bolsonaro.

Tabela 2 – Palavras mais frequentes

Posição Geral Raiva Curiosidade Admiração
1 presidente presidente presidente presidente
2 bolsonaro merda mil parabéns
3 brasil cu queiroz brasil
4 deus puta esposa bom
5 povo bolsonaro recebeu melhor
6 dia vagabundo michelle deus
7 senhor povo senhor bolsonaro
8 bom porra fabrício boa
9 parabéns filho bolsonaro senhor
10 governo genocida mery povo

As Figuras 15, 16 e 17 trazem as wordclouds para as emoções “Raiva”, “Curiosidade”
e “Admiração” respectivamente. As wordclouds permitem identificar de maneira visual as
palavras que se destacam em cada emoção com base no tamanho e na proeminência dos
termos exibidos.

Figura 15 – Wordcloud para Raiva

.
Fonte: Próprio da Autora
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Figura 16 – Wordcloud para Curiosidade

.
Fonte: Próprio da Autora

Figura 17 – Wordcloud para Admiração

.
Fonte: Próprio da Autora

5.2 Análise de Erros
Nesta seção, será analisada a eficácia da inferência de emoções feita pelo modelo

GoEmotions adaptado para o português, considerando os tweets de respostas aos posts do
ex-presidente do Brasil, Jair Bolsonaro. O foco deste estudo recaiu sobre as três emoções
mais predominantes identificadas: “Raiva”, “Curiosidade” e “Admiração”. Para quantificar
a precisão da inferência, foi selecionada uma amostra aleatória de 100 tweets rotulados
com cada uma dessas emoções e realizada a anotação com o objetivo de verificar se o tweet
continha ou não a emoção analisada.

Os resultados obtidos, conforme apresentado na Tabela 3, revelam um grau variável
de precisão na identificação das três emoções em análise. A emoção “Raiva” apresentou a
maior precisão, com uma taxa de 0,82, sugerindo que o GoEmotions para Português, é
eficaz em identificar essa emoção nos tweets do corpus usado nesta pesquisa. No entanto,
apesar dessa alta precisão, a raiva também obteve o menor score médio para os acertos
(0,52), indicando que o modelo tem menos confiança nessa classificação. Este resultado é
particularmente notável, pois, conforme a Figura 12 apresentada na Seção 4.4, a emoção
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“raiva” era esperada para ter uma precisão de apenas 0,4 no modelo BERTimbau-large PT,
substancialmente menor do que a precisão observada.

Em contrapartida, a performance do modelo na identificação da emoção “Curio-
sidade” exibiu uma queda na precisão, que desceu de uma projeção inicial de 0,45 para
um valor efetivo de 0,36. Mesmo que o score médio para os acertos tenha se mostrado
marginalmente superior (0,54), o modelo apresentou um número consideravelmente maior
de erros (64 erros), com um score médio próximo de 0,51. Estes resultados sugerem uma
potencial dificuldade do modelo em distinguir a emoção “Curiosidade” de outras emoções.

Já emoção “Admiração” obteve uma precisão de 0,62, em conjunto com um score
médio de 0,74. A precisão efetiva do modelo se mostrou consistente com as expectativas
iniciais, estabelecidas em 0,60. Ainda assim, é relevante notar que esta emoção apresentou
a maior discrepância entre o score médio para acertos, que foi de 0,74, e o score médio
para erros, que atingiu apenas 0,59.

Vale ressaltar que a utilização do modelo GoEmotions para identificar emoções em
tweets da política brasileira, apresenta algumas limitações importantes. Primeiramente, a
taxonomia de emoções do GoEmotions foi desenvolvida com base em dados do Reddit,
uma plataforma que tem um contexto sociocultural, demográfico e até linguístico muito
diferente do Twitter e, em particular, dos usuários que interagem com posts políticos no
Brasil. Além disso, o treinamento do GoEmotions também foi realizado utilizando esses
dados anotados do Reddit, tornando o modelo potencialmente enviesado para interpretar
emoções de acordo com as normas e padrões predominantes naquela comunidade. Portanto,
a generalização do desempenho do modelo para analisar tweets, que são breves e muitas
vezes mais ambíguos pode representar um desafio para o modelo.

Nas próximas seções, será possível encontrar exemplos de acertos e erros na iden-
tificação das principais emoções pelo modelo. Estes exemplos foram selecionados para
permitir uma melhor compreensão de como o modelo determina cada emoção e quais
podem ser as possíveis causas para suas falhas.

Tabela 3 – Resultado da análise manual de 100 instâncias de cada classe (Raiva, Curiosi-
dade, Admiração)

Raiva Curiosidade Admiração
Acertos Score Acertos Score Acertos Score
82% 0,52 36% 0,54 62% 0,74
Erros Score Erros Score Erros Score
18% 0,43 64% 0,51 38% 0,59
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5.2.1 Raiva

A Tabela 4 mostra três exemplos de acertos e erros para a emoção “Raiva”. Os
exemplos de acertos revelam que o modelo foi eficaz ao identificar contextos de agressividade
verbal e uso de linguagem inflamatória. Tais exemplos possuem em comum o uso de insultos,
palavrões e expressões de raiva direta, o que provavelmente auxiliou o modelo a classificá-
los corretamente. Essa tendência indica que o GoEmotions parece bem sintonizado com
palavras e frases negativas intensas, uma característica útil para a identificação a emoção
de raiva.

Por outro lado, os erros podem ser atribuídos a uma variedade de fatores. O primeiro
exemplo mostra uma mensagem que, embora pareça expressar uma forma de frustração e
desaprovação, não é tão agressiva ou direta quanto os exemplos de acertos. O segundo
exemplo apresenta uma combinação de crítica e sarcasmo, que pode ter confundido o
modelo. O último exemplo apresenta o palavrão “foda” em um contexto positivo, com
uma hashtag de aprovação ao final, o que pode ter levado o modelo a não classificar a
raiva corretamente.

Em geral, os resultados sugerem que o modelo tem um bom desempenho na
identificação da raiva, especialmente quando esta é expressa de forma direta e intensa e
com palavras inflamatórias. No entanto, exemplos mais sutis de desaprovação ou mistos de
raiva, que muitas vezes não são identificados como tal pelo GoEmotions (FN), representam
um desafio maior para o modelo1.

Tabela 4 – Exemplos de erros e acertos para Raiva

Acertos (VP) Erros (FP)
1 Foda é acordar todo santo dia com von-

tade de quebrar sua cara seu filho da
puta

Presidente, não vá vender o nosso país
pra China! Misericórdia!

2 Vá se foder traidor da pátria seu co-
munista de armário!!!! Votei em você em
co 1 ano de governo conseguiu né fazer
mais nojo do que o Luladrão seu desgra-
çado. Parece que votamos no Haddad
seu merda! PGR é STF indicando pe-
tistas porra. Filinho com pé na cadeia
seu merda. ADELIOO

O pior mentiroso é aquele q acredita
nas próprias mentiras. #JAILBolsonaro?
Ngm te aguenta mais. Nem teus fiéis, até
doidamares já se posicionou a favor do
uso de máscara e vacina. Tu tá isolado
com meia duzia de fascistas e só.

3 Vai a merda ditardozinho de Bosta O homi é foda mesmo BRBRBRBRBR
#VaiSerNoPrimeiroTurno

1 É importante notar que a identificação de casos específicos de FN requereria uma análise profunda e
demorada do conjunto de dados, que vai além do escopo deste trabalho.
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5.2.2 Curiosidade

A Tabela 5 mostra três exemplos de acertos e erros para a emoção “Curiosidade”.
A identificação correta desta emoção nos exemplos de acerto apresentados é caracterizada
pelo uso de perguntas diretas e a solicitação de informações. Nestes casos, o modelo foi
capaz de detectar corretamente a intenção de buscar entendimento ou esclarecimentos, o
que é intrínseco à emoção de curiosidade.

No entanto, esta emoção também foi marcada por erros significativos. O primeiro
exemplo de erro é uma pergunta, que em outras circunstâncias poderia ser classificada como
curiosidade, mas neste contexto, ela está carregada de ironia. Este tweet é referente a um
evento político relevante, no qual Fabrício Queiroz, um ex-assessor do filho de Bolsonaro,
foi acusado de depositar R$89.000 na conta da esposa do ex-presidente Bolsonaro2. É
importante ressaltar que variações dessa frase apareceram frequentemente no corpus.
Modelos de linguagem como o GoEmotions podem lutar para distinguir entre curiosidade
genuína e perguntas retóricas ou irônicas, e isso parece ser o caso aqui. No segundo exemplo,
a pergunta é mais uma provocação do que uma expressão de curiosidade, o que pode ter
confundido o modelo. Já o último exemplo é uma declaração crítica que não expressa
curiosidade, mas que pode ter sido mal interpretada pelo modelo devido à sua natureza
questionadora, evidenciada pela pergunta retórica ao final.

Os resultados mostram que a emoção “curiosidade” foi um desafio para o modelo,
especialmente em casos onde a ironia e o sarcasmo estavam presentes, o que é comum em
discussões políticas online. Estas nuances linguísticas são complexas e representam uma
área onde o modelo poderia ser aprimorado.

5.2.3 Admiração

A Tabela 6 mostra três exemplos de acertos e erros para a emoção “Admiração”. A
análise das previsões do modelo para esta emoção sugere um desempenho razoavelmente
satisfatório, embora ainda sujeito a erros. Entre os acertos, o modelo foi capaz de identifi-
car corretamente a emoção de admiração em cada um dos três exemplos apresentados,
provavelmente devido à presença de palavras e expressões de forte conotação positiva,
como “impressionante”, “parabéns” e “show de bola”.

Em contrapartida, a análise dos erros revela, novamente, dificuldades notáveis na
interpretação correta de textos irônicos ou sarcásticos. No primeiro exemplo, a presença da
palavra “corajoso” levou a uma interpretação errônea, apesar do contexto geral ser crítico. O
segundo exemplo de erro é um caso clássico de ironia, onde um elogio aparente (”Parabéns
por fazer o mínimo”) na verdade expressa crítica ou censura. No terceiro exemplo, a

2 https://g1.globo.com/rj/rio-de-janeiro/noticia/2020/08/07/fabricio-queiroz-e-a-esposa-repassaram-r-
89-mil-para-michelle-bolsonaro.ghtml

https://g1.globo.com/rj/rio-de-janeiro/noticia/2020/08/07/fabricio-queiroz-e-a-esposa-repassaram-r-89-mil-para-michelle-bolsonaro.ghtml
https://g1.globo.com/rj/rio-de-janeiro/noticia/2020/08/07/fabricio-queiroz-e-a-esposa-repassaram-r-89-mil-para-michelle-bolsonaro.ghtml
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Tabela 5 – Exemplos de erros e acertos para Curiosidade

Acertos (VP) Erros (FP)
1 São Paulo receberá dessas vacinas? Presidente porque o Fabricio Queiroz

depositou 89 mil na conta da sua esposa?
2 Presidente, o Brasil está precisando com

urgência de fabricar tecnologias simples
porém que dariam um up na produção
de bens e serviços, ex mini tratores bike
elétricas etc, a Embraer tem estrutura
para isso, pq não por fábricas desses
itens no nordeste??

Preparado para perder a eleição em 2022
presidente???

3 Com todo respeito senhor presidente Bol-
sonaro e o salário como fica e os aposen-
tados e pensionista ? Precisamos de salá-
rio que possamos pagar o nosso aluguel
, água luz alimentação pois 1100 com os
descontos não nós sobre nem pro aluguel
nem todos que trabalham ganhar bem

Enquanto o país está à deriva, o chefe
de Estado fica passeando de moto, sem
máscara, causando aglomeração. Ainda
não ficou claro q vc e seu desgoverno já
derreteu?

presença de um termo geralmente positivo (“ótimo”) em um contexto claramente negativo
parece ter confundido o modelo.

Estes exemplos indicam que, assim como nas outras emoções analisadas, o sarcasmo
e a ironia representam um desafio substancial para a classificação correta da emoção. Apesar
disso, o desempenho geral do modelo nessa categoria pode ser considerado satisfatório,
dada a complexidade da tarefa.

Tabela 6 – Exemplos de erros e acertos para Admiração

Acertos (VP) Erros (FP)
1 Impressionante sua fala na reunião,

presidente. Reeleito até 2038.Parabéns.
Impressionante mesmo. Preocupação
voltada aos cidadãos Brasileiro e ao Bra-
sil. Grande dia. #fechadocombolsonaro

é corajoso para falar de fraude, para
ofender repórter, para falar que não vai
ter eleições. Mais peida para enfrentar
as falas do #Respondebolsonaro os ir-
mãos Miranda falaram ou não a ver-
dade! #24JForaBolsonaro #LulaCuida-
DoPovo #BolsonaroCorrupto

2 vc é o melhor presidente que essa porca
república já viu

Parabéns por fazer o mínimo

3 Esse e nosso Presidente. Show de bola
BOLSONARO. Está deixa só a mídia
e a esquerdalha maluca e estamos gos-
tando.

No mínimo preso ótimo. Que apanhe
bastante antes e lá na cadeia de bônus.
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6 Conclusões

Este trabalho focou-se na utilização do GoEmotions para Português para análise das
emoções presentes nos tweets de resposta aos posts do ex-presidente do Brasil, Jair Messias
Bolsonaro. Para isso, foi utilizado o dataset fornecido pelo GATE Team, e extraídos
os tweets de interesse para a pesquisa. Este processo resultou em um corpus final de
aproximadamente 5 milhões de tweets, que passou por uma etapa de pré-processamento
prévio à sua submissão ao GoEmotions. Este modelo foi responsável por associar cada
tweet a uma emoção, entre as 27 opções disponíveis, ou categorizá-los como neutros.

A análise exploratória conduzida nesta pesquisa revelou um desequilíbrio subs-
tancial em relação à presença das diferentes emoções no corpus, em que a emoção mais
predominante, “raiva”, se faz presente aproximadamente 247 vezes mais do que a emoção
mais rara, “percepção”. As emoções “raiva”, “curiosidade” e “admiração”, que são as mais
proeminentes no corpus, foram posteriormente submetidas a uma análise de erros. Este
procedimento teve como objetivo avaliar a precisão e a qualidade das inferências realizadas
pelo modelo GoEmotions, assim como identificar possíveis motivos para os erros e acertos
do modelo.

No que se refere à identificação de emoções, o modelo apresentou performance
variada. A emoção “raiva” foi identificada de forma eficaz, provavelmente atribuída à
presença de palavras inflamatórias, manifestando uma precisão consideravelmente superior
ao valor esperado inicialmente. O desempenho para a emoção “admiração”, embora
razoável, mostrou que o modelo tem dificuldades em lidar com a complexidade linguística,
em particular quando envolve ironia ou sarcasmo. A emoção “curiosidade”, por outro lado,
revelou desafios significativos para o modelo, sobretudo devido à dificuldade em discernir
perguntas genuínas de perguntas retóricas ou carregadas de ironia e sarcasmo.

A presente pesquisa demonstrou o potencial da aplicação de modelos de PLN na
análise de emoções em tweets no contexto da política brasileira, ao mesmo tempo que
revelou limitações que merecem ser objeto de futuras pesquisas. Os resultados enfatizam a
necessidade de aprimoramentos contínuos na capacidade desses modelos para lidar com
nuances de linguagem, como sarcasmo e ironia.

6.1 Trabalhos Futuros

Em vista dos resultados obtidos e das observações realizadas durante o desenvolvi-
mento desta pesquisa, foram identificadas diversas oportunidades para estudos subsequentes.
As seguintes sugestões são apresentadas como possíveis direções para futuros trabalhos:
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• Aprimoramento da capacidade de modelos de PLN em lidar com ironia e
sarcasmo: Dado que esta foi uma dificuldade identificada durante a análise, futuros
trabalhos podem se concentrar em aprimorar essa habilidade, treinando modelos
capazes de entender melhor as nuances da língua portuguesa;

• Ampliação do espectro de emoções analisadas: Dado o desequilíbrio observado
nas instâncias de emoções no corpus, seria interessante investigar outras emoções
menos prevalentes e entender o comportamento do modelo nessas categorias;

• Determinação de um limiar seguro para a classificação de cada emoção:
Outro caminho promissor para pesquisas futuras pode envolver a tentativa de
determinar um limiar seguro para a classificação de cada emoção. Por exemplo,
considerar a aplicação de um score maior ou igual à média poderia potencialmente
aumentar a precisão da classificação das emoções.

• Desenvolvimento de uma taxonomia de emoções com base na cultura
brasileira e treinamento de modelo de AS: visto que uma taxomonia de emoções
depende muito do contexto cultural e linguístico em que foi desenvolvida, uma sujestão
é a elaboração de uma taxonomia de emoções específica para o contexto brasileiro,
levando em conta as nuances culturais, linguísticas e emocionais que são exclusivas
ao país. Uma vez desenvolvida essa taxonomia, ela poderia servir como base para
treinar um modelo de AS adaptado às particularidades do Brasil.

• Integração com as Ciências Sociais e Políticas: Estudos futuros poderiam
incorporar uma abordagem interdisciplinar, combinando análise de sentimentos com
teorias das ciências sociais e políticas para proporcionar uma compreensão mais
aprofundada do impacto das emoções na formação de opiniões e comportamentos
políticos. Isso poderia envolver a análise de como as emoções expressas nos tweets
estão correlacionadas com eventos políticos específicos, mudanças no apoio aos
partidos ou políticos, entre outros;

• Análise temporal das emoções: investigar a evolução das emoções ao longo do
tempo. Isso poderia permitir a identificação de tendências ou padrões nas emoções
expressas em resposta a eventos ou decisões políticas específicas. Tal análise poderia
se beneficiar do cruzamento de dados com outras áreas de estudo, como a ciência
política, para melhor entender como os sentimentos da população evoluem ao longo
do tempo em resposta a diferentes situações e contextos;

• Expansão do contexto de análise: O modelo GoEmotions para português foi
testado neste estudo em um contexto específico, o da política brasileira. No entanto,
a inferência e análise das emoções poderia ser expandida para outras áreas, como
review de produtos ou em posts de redes sociais não relacionados à política.
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