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Resumo

Neste trabalho apresentamos uma abordagem bayesiana para modelos de sobre-
vivéncia com fragao de cura na presenca de covaridveis. Nesta perspectiva, a
modelagem é uma extensao direta do modelo de longa duracao (Chen et al.,
1999). Este modelo ¢ considerado flexivel no sentido de que os efeitos das
covariaveis sao medidos localmente, utilizando o modelo de particao bayesiana
desenvolvido por Holmes et al. (1999). O modelo de particao bayesiana é uma
abordagem genérica para problemas de classificagao e regressao, em que o espago
das covariaveis é dividido em regides disjuntas definidas por uma estrutura de
tesselacao. A extensao para modelagem local mantém a estrutura de riscos
proporcionais, que é intrinseca ao modelo de longa duragdo (tempo de promog¢ao)
(Rodrigues et al., 2009a). Aplicagoes desta teoria aparecem em varias areas, como
por exemplo, em Financas, Biologia, Engenharia, Economia e Medicina. Neste
trabalho, apresentamos um estudo de simulacao e aplicamos a metodologia a um

conjunto de dados na area de estudos clinicos.

Palavras-chave: Analise de sobrevivéncia, Modelos de particao, Mode-

los de longa duracao, Tesselacao por hiperplanos.



Abstract

In this work we present a bayesian approach for the survival model with cure
rate in the presence of covariates. In this perspective, the modelling is a direct
extension of the long-term model of (Chen et al., 1999). This model is considered
flexible in the sense that the effects of the covariates are measured locally using
the bayesian partition model developed by Holmes et al. (1999). The bayesian
partition model is a generic approach to problems of classification and regression
where the space of covariates is divided in disjoint regions defined by a structure
of tessellation. The extension to modelling local maintains the structure of the
proportional hazards model that it is intrinsic of the long-term model(promotion
time) (Rodrigues et al., 2009a). Application of this theory appears in several
areas, for example in finance, biology, engineering, economics and medicine. We
present a simulation study and apply the methodology to a set of data on the

clinical studies.

Keywords: Survival analysis, Partition model, Long-term model, Te-

sselation for hyperplanes .
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Capitulo 1

Introducao

As técnicas de analise de sobrevivéncia consistem, em sua esséncia, em
uma colecao de procedimentos estatisticos utilizados para analisar dados rela-
cionados ao tempo até a ocorréncia de um determinado evento de interesse (morte,
cura, contragao ou recidiva de uma doenga) (Lawless, 2002), a partir de um
tempo inicial pré-estabelecido. Na &rea financeira o evento de interesse pode
ser, por exemplo, o abandono de um cliente, ou o nao pagamento de emprésti-
mos, a ocorréncia de um sinistro, etc. Neste contexto, a analise de sobrevivén-
cia/confiabilidade, permite determinar quais variaveis afetam a forma da funcao

de risco e também obter estimativas destas fungoes para cada individuo.

N

A principal caracteristica relacionada a estes dados diz respeito a pre-
senca de observagoes censuradas, que consistem na observagao parcial da resposta,
o que se da geralmente pelo abandono do tratamento por alguns pacientes (ou
carteira de clientes), morte por outros motivos além do estudado, ou quando, ao
término da pesquisa, muitos pacientes ou clientes deixaram de experimentar o

evento de interesse.

Em anélise de sobrevivéncia existem vérios estudos sobre esses tipos de
dados. Contudo, modelos tipicos assumem que todos os pacientes eventualmente
morrem devido & uma doenca, ou que todos os fregueses deixam o banco depois
da ocorréncia de um particular evento, como por exemplo, o pagamento de

um empréstimo. Entretanto, existem situacoes em que acreditamos que uma
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proporcao de fregueses nao se desligam do banco depois do pagamento de um
empréstimo e que existe uma proporc¢ao de pacientes curados em relacao a doenca
de interesse. Neste contexto, uma metodologia usada em analise de sobrevivéncia
que considera uma proporcao de curados é a de modelos de longa duragao,

também chamados de modelos com fracao de cura.

Os modelos de anélise de sobrevivéncia com longa duragao possuem
uma vantagem em relacao aos modelos de sobrevivéncia usuais, no sentido de
incorporarem a heterogeneidade de duas subpopulagdes (susceptiveis e imunes);

sao, por isso conhecidos como modelos de mistura.

A suposicao de que alguns pacientes nunca experimentaram o evento de
interesse ¢ baseada em consideragoes cientificas ou empiricas, como a presenca de
um grande numero de sobreviventes de longa duragao (alta proporgao de censura).
O estimador Kaplan-Meier (Kaplan & Meir, 1958) é uma boa forma de evidenciar
essa presenca, uma vez que um grande nimero de censuras pode ser observado
na cauda, ou seja, ja que pode ser testada a existéncia de pacientes “curados”. O
grafico desse estimador deve apresentar uma cauda em um nivel aproximadamente

constante e estritamente maior que zero, por um periodo de tempo consideravel.

Existe uma extensa literatura sobre os modelos de longa duracao. Pode-
mos citar Maller & Zhou (1996), Yakovlev & Tsodikov (1996), Chen et al. (1999),
Rodrigues et al. (2008), entre outros. Dentre esses modelos, o tipo mais utilizado
¢ o modelo de mistura padrao (Boag, 1949; Berkson & Gage, 1952). O modelo
de mistura de Berkson & Gage (1952) é muito usado na literatura estatistica,
no entanto, tem muitas desvantagens que sao discutidas em Chen et al. (1999).
Estes autores, fazem uso de um modelo com algumas vantagens em relagao ao
modelo de mistura padrao. Este modelo é conhecido na literatura como modelo

de tempo de promocao.

Neste trabalho utilizamos o modelo proposto por Hoggart & Griffin
(2001), que é uma extensdo do modelo de tempo de promogao. Nesta extensao
fazemos uso da metodologia de particao bayesiana proposta por Holmes et al.
(1999). Nesse modelo a fracao, de cura depende naturalmente das covariaveis

através de um modelo linear generalizado.
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O modelo de partigao bayesiana (MPB) é uma abordagem genérica para
problemas de classificacao e regressao, assumindo independéncia entre as regioes
de particao. Regressao e classificacao estao entre os problemas mais pesquisa-
dos em estatistica. Recentemente, tém sido desenvolvidas pesquisas envolvendo
extensoes bayesianas para modelos classicos. Exemplos desse tipo, incluem
Chipman et al. (1998) e Denison et al. (1998). Adaptar uma abordagem bayesiana
para o problema de classificacao e regressao, envolve determinar a distribuicao
preditiva a posteriori. Para desenvolver a modelagem preditiva, devemos re-
querer uma distribuicao a priori para o parametro de interesse, pois, a funcao de
verossimilhancga, é usualmente definida de forma natural a partir do contexto do

problema.

O modelo de particao bayesiano é motivado pelo principio basico de que
pontos préximos em um espago preditor, provéem de uma mesma distribuicao
local, isto é, em cada regiao do espago preditor, é assumida uma distribui¢ao de
probabilidade. Amostras da distribuicao de probabilidade a posteriori do espago
do modelo de partigao bayesiano, sao gerados usando métodos de Monte Carlo
via Cadeia de Markov (MCMC) (Gamerman & Lopes, 2006). Modelar dados
usando particoes nao é uma idéia nova, podemos encontrar exemplo de seu uso

em Barry & Hartigan (1993), Green (1995) e Heikkinen (1998).

Na Secao 1.1 apresentamos alguns conceitos basicos de andlise de so-
brevivéncia. Na Secao 1.2 apresentamos alguns modelos bésicos de anélise de

sobrevivéncia e na Se¢ao 1.3 apresentamos os objetivos da tese.

1.1 Conceitos basicos de analise de sobrevivéncia

A anélise de sobrevivéncia avancou bastante nestas tltimas décadas, devi-
do ao desenvolvimento e aprimoramento de técnicas estatisticas combinadas com
o avango computacional. Esta &rea retiine um conjunto de métodos estatisticos
lteis na analise de dados relacionados ao tempo até a ocorréncia de um evento
de interesse. Esses dados sao chamados de tempos de sobrevivéncia, de falha

ou simplesmente de tempos de vida. Analisar o tempo de vida é um assunto
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extremamente interessante para pesquisadores das areas de biologia, medicina,
engenharia, entre outras areas. Exemplos de tempos de falha incluem os periodos
de vida de méaquinas industriais até a quebra, e os tempos de sobrevivéncia de

pacientes em um estudo clinico até a morte ou cura.

1.1.1 Funcoes basicas

O comportamento da variavel aleatoria continua e nao negativa, tempo de
sobrevivéncia, T' > 0, pode ser definido pelas seguintes fungoes: funcao densidade

de probabilidade f(t), fun¢ao de sobrevivéncia S(t), e fungao de risco h (t).

Essas trés funcoes podem ser utilizadas para descrever os diferentes as-
pectos apresentados pelo conjunto de dados de tempos de sobrevivéncia (Lawless,

2002).

A funcao densidade de probabilidade é definida como o limite da proba-
bilidade de um individuo falhar (morrer) no intervalo de tempo [t,t + At) por
unidade de tempo, e é expressa por

. P <T<t+A?)
f(t) = lim, Af !

em que f (t) > 0, para todo ¢ e tem a area abaixo da curva igual a 1.

A funcao de sobrevivéncia S (t) ¢ definida como a probabilidade de um
individuo sobreviver mais que um determinado tempo t, ou seja, nao falhar apos

um certo tempo, e é expressa por
St)=P(T>t)=1-F(t),

em que F' (t) = fot f (u) du representa a fungao de distribuigdo acumulada. Quando

t — 00, S(t) =0equando t =0, S(t) = 1.

A funcgao de risco h(t), também conhecida como taxa de falha, é definida
como o limite da probabilidade de um individuo falhar no intervalo de tempo

[t,t + At], dado que o mesmo tenha sobrevivido até o tempo ¢, e é expressa por

L PUST<t+ AT 1) f(1)
At) = At TS0




1. Introdugao )

Esta fungao representa a probabilidade de falha (risco) de um determi-
nado individuo e descreve como a probabilidade instantanea de falha se modifica
com o passar do tempo. Pode apresentar diferentes comportamentos, como

crescente, decrescente, constante ou uma combinacao de comportamentos.

1.1.2 Meétodo de maxima verossimilhanca

Supondo que o tempo de sobrevivéncia T tem funcao densidade de pro-
babilidade f(t), a fun¢do de verossimilhanga L, obtida para todos os tempos

observados, se nao houver censura, sera

n
L(o) =] f(:.0).

i=1
Entretanto, cada observagao censurada nos informa apenas que o tempo
de falha é maior que o tempo de censura observado e, portanto, que a sua
contribuicao para L ¢ a sua fungao de sobrevivéncia S(t). No contexto de censura
tipo I, as observagoes podem ser divididas em dois conjuntos, as r primeiras
sao as nao censuradas {1,2,...,r} e, as n — r seguintes, sdo as censuradas

{r+1,r+2,... n}.

No processo de construgao de uma fungao de verossimilhanca para dados
censurados, uma suposicao fundamental a respeito dos tempos em que ha censura,
é a de que eles sao independentes dos tempos de ocorréncia do evento. Essa
suposicao equivale a dizer que as censuras sao nao-informativas ou nao estao

relacionadas ao evento em questao.

Assim, a funcao de verossimilhanca considerando censura de tipo I, é

dada por:
L(6) = JJr (s 00 [S(ti, 0)]" . (L.1)

equivalente a

L(6) = [ [In(t:. 0)1[S(t:. )], (1.2)

=1

em que 9; é a variavel indicadora de censura.
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Os estimadores de méaxima verossimilhanga sao os valores de 8, vetor de
pardmetros que maximizam L, ou de forma equivalente: log(L(0)) = [(0). Os

estimadores sao encontrados resolvendo

1.2 Algumas distribuicgoes

Nesta secao apresentamos algumas distribui¢oes de probabilidade que sao
bastante usadas para modelar, de forma plausivel, dados relacionados aos tempos

de sobrevivéncia.

1.2.1 Distribuicao exponencial

A distribuicao exponencial é uma das mais simples e importantes dis-
tribuigoes utilizadas na modelagem de dados que representam o tempo até a
ocorréncia de algum evento de interesse. A mesma tem sido utilizada inten-
sivamente no campo de sobrevivéncia. Uma variavel aleatéria nao-negativa e
continua 7', tem distribuigdo exponencial, T" ~ Exp(\), com parametro A > 0, se

sua funcao densidade ¢ dada por
FA) = Ae™, (1.3)
com fungoes de sobrevivéncia e de risco dadas, respectivamente, por
StIN) =e™ e h(t\) =\ (1.4)

em que A representa a taxa de falha da distribuicao.

Observamos que a funcao de risco é constante, isto é, nao depende
do tempo. Apresentamos os graficos das funcoes da distribuicao exponencial,
densidade-Figura 1.1(a); sobrevivéncia Figura-1.1(b); risco-Figura 1.1(c), con-

siderando diferentes valores para o parametro \.
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Figura 1.1: (a) Funcao densidade, (b) fungdo de sobrevivéncia, (¢) fungao de

risco, da distribuicao exponencial para diferentes valores de .

1.2.2 Distribuicao Weibull

A distribuicao Weibull é amplamente utilizada como modelo em apli-

cacoes biométricas, industriais e em muitas outras areas. Uma das caracteristicas

importantes da distribuicao Weibull na modelagem de tempos de sobrevivéncia

ou confiabilidade, esti relacionada a sua flexibilidade em acomodar diferentes

formas na taxa de falha (func¢do de risco), apenas variando os valores de seus

parametros.

Uma variavel aleatoria nao-negativa e continua 7', tem distribuicao Weibull
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com parametros a > 0 e XA > 0, Wei(a, A), se sua fungao densidade é

ftla, \) = axt® texp(—At?). (1.5)

As fungoes de sobrevivéncia e de risco da distribui¢ao Weibull, sao dadas,

respectivamente, por

S(tla, \) = exp(=Mt*) e h(tla,\) = aXt* . (1.6)

Considerando a parametrizagao A = exp(A*), A* € R, a funcao densidade

1.5 é reescrita como

ft|la, \*) = at* texp ()\* — t”e)‘*) ) (1.7)

Determinados valores do parametro o fornecem alguns casos particulares,
por exemplo: « = 1 leva a distribui¢ao exponencial, a = 2, corresponde a
distribuicao Rayleigh e, assim, obtemos uma aproximagao das distribui¢oes Log-
Normal e Normal para o = 2,5 e a = 3, 6, respectivamente. Os comportamentos
das funcoes densidade, de sobrevivéncia e de risco da distribuicao de Weibull,

considerando A = 1 estdo representados na Figura 1.2(a),(b) e (c).
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©

Funcéo de risco

Figura 1.2: (a) Func@o densidade, (b) fungao de sobrevivéncia, (c¢) fun¢ao de

risco, da distribuicao Weibull para diferentes valores de a.

1.2.3 Distribuicao Log-normal

Uma variavel aleatéria nao-negativa e continua 7', tem distribuicao log-

normal com parametros ;1 € R e 0 > 0, se sua fungao densidade ¢é

\/%ta exp {—% (%)Q} (1.8)

em que p € a média do logaritmo do tempo de falha, e o é o desvio-padrao.

f(tlu, o) =

As funcoes de sobrevivéncia e de risco da distribuicao log-normal sao
dadas, respectivamente, por
—log(t) + p f(tp, o)
S(t =9 ——m—W——— h(t =" 1.9
) =0 (ZEOE) o o) = LT (1)
em que ¢ é a funcao de distribuicao acumulada de uma distribuicao normal

padrao.

Os comportamentos das fungoes densidade, de sobrevivéncia e de risco
da distribui¢ao de probabilidade log-normal, considerando que g = 0, estao

representados na Figura 1.3(a),(b) e (c).
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Figura 1.3: (a) Fungao densidade, (b) fun¢ao de sobrevivéncia, (c) fungao de

risco, da distribuicao log-normal para diferentes valores de o.
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1.2.4 Distribuicao Log-logistica

Uma variavel aleatéria nao negativa e continua 7', tem distribui¢ao log-
logistica com parametro de forma o > 0 e de escala v > 0, se sua funcao densidade
é dada por

_ oy 7)~2
fltla,y) = 2877 (L4 (/a)?) . (1.10)
As funcoes de sobrevivéncia e de risco da distribuicao de probabilidade

log-logistica sao dadas, respectivamente, por

S(t10.7) = 15 © ) = L

1+ (t/a) (L.11)

E importante observar que se T tem distribuicao log-logistica, entdo, o

logaritmo de T, log(7T), segue a distribuigao de probabilidade logistica.

Os comportamentos das fungoes densidade, de sobrevivéncia e de risco
da distribuicao de probabilidade log-logistica considerando o = 20, estao repre-

sentados na Figura 1.4(a),(b) e (c).
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Figura 1.4: (a) Func@o densidade, (b) fungao de sobrevivéncia, (c¢) func¢ao de

risco, da distribuicao log-logistica para diferentes valores de ~.

1.3 Objetivos do trabalho

Para a analise de dados de longa duragao, isto é, quando se admite
uma porcentagem de nao-ocorréncia do evento de interesse na populagao, varios
modelos foram formulados sendo alguns mais antigos, como por exemplo, Berkson
& Gage (1952) e outros mais recentes, como os apresentados por Chen et al. (1999)

e Rodrigues et al. (2009b).

Enfatizamos o objetivo de desenvolver uma modelagem bayesiana para
modelos de sobrevivéncia de longa duragao na presenca de covariaveis. Neste con-
texto, apresentamos a metodologia do modelo de particao bayesiano desenvolvida
por Holmes et al. (1999) e a extensdo dos modelos de longa duragao, utilizando o
modelo de partigao bayesiana proposto por Hoggart & Griffin (2001), metodologia
na qual fazer predicao é central e, portanto, também o é neste trabalho. Desen-
volvemos, ainda, uma estratégia computacional para esta extensao, considerando
varidveis continuas e categoéricas, em que a estratégia computacional escolhe
de forma natural as variaveis preditoras que realmente tém efeito na varidvel
resposta. Desenvolvemos um estudo de simulacao para verificar o comportamento

do modelo e aplicamos a metodologia a um conjunto de dados reais (Kirkwood
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et al., 2000; Ibrahim et al., 2001)

Este trabalho esté organizado da seguinte forma: no Capitulo 2, apre-
sentamos os fatos relevantes dos modelos de longa duragao, do ponto de vista
da teoria unificada de analise de sobrevivéncia desenvolvido por Rodrigues et al.
(2009a). No Capitulo 3, apresentamos o modelo de partigdo bayesiana proposto
por Holmes et al. (1999) e a extensao local para o modelos de longa duragao.
No Capitulo 4, apresentamos o estudo de simulagao e um exemplo com dados
reais, utilizando a metodologia descrita ao longo do trabalho. No Capitulo 5,

encontram-se as consideracoes finais e as propostas de trabalho.



Capitulo 2

Modelos de Longa Duracao

Neste capitulo apresentamos uma introducao aos modelos de longa du-
racao por meio da teoria unificada de analise de sobrevivéncia proposta por

Rodrigues et al. (2009a).

Os modelos de sobrevivéncia de longa duragao tém grande importancia
em analise de dados de sobrevivéncia e confiabilidade, e surgem em varias areas,
tais como: biomedicina, finangas, criminologia, confiabilidade industrial, entre
outras. Por isso, diferentes métodos para ajustar tais modelos tém sido publicados
na literatura. Diversos artigos tém abordado a questao dos dados de longa
duracao. Em confiabilidade industrial, o evento de interesse pode ser a falha
de placas de circuito, devido a diferentes fatores de risco ou ao desgaste por uso,
(Meeker & Escobar, 1998). Em dados financeiros, o evento de interesse pode
ser o desligamento do cliente de um banco devido a vérias causas (Hoggart &
Griffin, 2001). Em dados biomédicos, o evento de interesse pode ser a morte
de um paciente submetido a um certo tratamento, devido a diferentes causas
competitivas ou a recorréncia do tumor pela presenca de um ntmero desconhecido
de células cancerigenas (Yakovlev & Tsodikov, 1996; Chen et al., 1999; Tsodikov
et al., 2003).

14
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2.1 Modelo de longa duracao unificado

A teoria proposta por Rodrigues et al. (2009a), tem por objetivo unificar
a andlise de sobrevivéncia com o modelo classico de Boag (1949) e Berkson &
Gage (1952), e com os modelos mais recentes de longa duragao de Yakovlev
& Tsodikov (1996) e Chen et al. (1999). A unificagdo foi obtida através de
uma composicao da funcao geradora de probabilidade do nimero de causas de
ocorréncia do evento de interesse e da funcao de sobrevivéncia dos pacientes
em risco (Feller, 1968). Também é mostrado que a fungao geradora de longa
duracgao formulada, satisfaz a propriedade de riscos proporcionais se, e somente
se, o nimero de causas relacionado a ocorréncia do evento de interesse segue uma

distribuicao de Poisson.

Apresentamos os resultados e fatos mais relevantes desta teoria. No
entanto, a definicao fundamental desta teoria é a definicao da funcao geradora
de uma sequéncia de nimeros reais encontradas em Feller (1968). Uma boa

referéncia desta teoria, pode ser vista em Rodrigues et al. (2008) e Iritani (2008).

2.1.1 Funcao de sobrevivéncia

Seja N uma variavel aleatéria, que representa o nimero de causas ou

riscos para um particular evento de interesse, com distribui¢ao de probabilidade
ppr=P[N=n"], n*=0,1,2,...,

em que N é uma variavel aleatoria latente. Condicionado a N = n*, sejam Z,,
v =1,...,n* variaveis aleatorias continuas nao-negativas e independentes, com
fungao de distribui¢ao F(-) =1 — S(+), sendo que N ¢é independente de Z,, onde
Z, representa o tempo de ocorréncia de um particular evento de interesse, devido
a v-ésima causa ou risco. O tempo de ocorréncia do evento de interesse é definido

Ccomo:
T:min{Zl,Zg...,ZN}, (21)

em que P[Zy = +oo] = 1, leva a uma proporg¢ao py da populagdo nao-sujeita a

ocorréncia do evento de interesse. As variaveis Z, sao latentes e T' é uma variavel



2. Modelos de Longa Duracao 16

aleatoria observéavel ou censurada.

A funcao de sobrevivéncia da variavel aleatoria T', chamada de funcao de

sobrevivéncia da populagao, é dada por:

Sop(t) = P[T > . (2.2)

Seguindo Feller (1968), apresentamos a defini¢ao da fungao geradora
de uma seqiiéncia de nimeros reais, que permite o desenvolvimento da teoria

unificada de anélise de sobrevivéncia.

Defini¢ao 2.1. Seja {a,} uma sequéncia de nameros reais. Se para qualquer
s € [0,1],
A(s) = ap +ars + azs®* + - - -

converge, entao A(s) é definida como a funcdo geradora da sequéncia {a,}.

Teorema 2.1. Dada uma fungdo de sobrevivéncia propria S(t), a fungao de

sobrevivéncia da variavel aleatoria 7', definida em (2.2), é dada por

Spop(t) = Ap(S(1)) = Y par {S(H)}", (2:3)

n*=0
sendo que A,(-) ¢ a fungdo geradora da sequéncia p = {p,~}, que converge se

0<S(t) < 1.

A fungdo de sobrevivéncia Sy,,(t) dada em (2.2), ndo é uma funcgao de

sobrevivéncia préopria, e o teorema a seguir prova esta afirmacao.

Teorema 2.2. Dada uma fungao de sobrevivéncia propria S(t),

lim Syo(t) = PN = 0] = po, (2.4)

t—oo

em que py denota a proporcao de curados ou imunes que podem estar presentes

na populagao da qual os dados sao tomados.

Por outro lado, notemos que a derivada da funcao de sobrevivéncia da

populagao (2.3), satisfaz a relagao:

Bl _ ) 37 wpe S0y, (2.5)



2. Modelos de Longa Duracao 17

em que f(t) é uma fungdo de densidade propria. Considerando o Teorema (2.2)
e tendo que 0 < S(t) < 1, a série em (2.5) ¢, entdo, convergente, de modo que

—dSyup/t]i—o = F(0)E[N]

As fungoes de densidade e de risco associadas & funcao de sobrevivéncia

de longa duracao sao dadas, respectivamente por:

dAp(s)

Joop(t) = f(t) s |ls=s(1) (2.6)
e
funlt) _ iy L8 50
hpop(t) = S0 f(@) TEORE (2.7)
Notemos que em (2.7) nao ocorre a propriedade de riscos proporcionais
posto que

dA,(s
{% |s=s<t>}

Spop(t)
depende de t. No entanto, uma excecao acontece quando a variavel aleatoria N

tem a distribui¢ao de Poisson como parametro 6 > 0 (Chen et al., 1999).

A teoria unificada de analise de sobrevivéncia esta caracterizada mediante

o seguinte teorema:

Teorema 2.3. A fungdo de risco impropria de longa duragao hy.,(t), tem a
. . . . —0pgn*
propriedade de riscos proporcionais se, e somente se, pp» = “4— n* =0,1,.. .,

n*!

isto é, N ~ Poisson(f) .

As provas dos teoremas acima podem ser encontradas em Rodrigues et al.

(2009a).

Exemplos de fungoes geradoras de probabilidade, associadas a algumas

distribuigoes de probabilidade (Feller, 1968), para 0 < s < 1, sao:

e Bernoulli: p,- = (1 —-0)" 01", 0< 0 < 1, n* =0, 1. Entao,

Ay(s) =0+ (1—10)s. (2.8)

e Geométrica: p,- = (1 —6)"0,0<6 <1, n*=0,1,.... Entdo,

7

M= T

(2.9)
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*
e 99

e Poisson: p,- = “—5—, 0 >0, n"=0,1,.... Entao,
Ay(s) =exp{—6(1—s)}. (2.10)

e Binomial negativa: Considerando a versao mais geral com parametros n e

0, a distribuigdo binomial negativa (Saha & Paul, 2005) ¢ dada por

Tt +n%) [ 0o \" 1
*x = 1+ n
Pn C(n~YHn*! \1+n6 (1+n0)

0>0en>-1/0,n*=0,1,.... Entao,

Ay(s) = {1+10(1 —s)} 7. (2.11)

As distribuic¢oes de probabilidade Bernoulli, Poisson e Geométrica, estao
relacionados com a distribuicao Binomial negativa, das seguintes formas: n = —1,
a distribuicao Binomial negativa fornece a distribuicao Bernoulli com parametro
(1 —0); se n =0, temos a distribuigdo de Poisson com parametro 0, e se n = 1,

temos a distribuicao geométrica com parametro 1719'

Apresentamos na Tabela 2.1 as fung¢oes de densidade, de sobrevivéncia e

de risco, considerando diferentes distribui¢oes para o nimero de causas do evento

de interesse, junto com a fragao de cura para cada uma das distribuicoes de N

(Rodrigues et al., 2008).

Tabela 2.1: Fungao de sobrevivéncia Sp,,(t), funcao de densidade f,,(t), funcao

de risco hyep(t) e fragao de cura para diferentes distribuigdes do ntimero de causas,

N.

Distribuicao de N

Binomial negativa(n, 0) Poisson(6) Bernoulli(1 — )
Spop(t) {1+ mOF ()} exp(—0F(t)  1—(1-0)F(1)
Frop(t) {1 +n0F@)} 7 0f(t) 0f()exp(—0F (1) (1—0)f(t)
hpop(t) {1+ mOF ()} 7101 (1) 0f(t) ot
Do {14 no}~4/n exp(—0) 0

Neste trabalho, consideramos a distribuicao de Poisson para a variavel

latente N.
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2.1.2 Funcao de verossimilhanca

Seja N; o numero de causas ou riscos para a ocorréncia do evento de
interesse da i-ésima observacao, i = 1,...,n, com distribui¢ao de probabilidade
pnr = P[N; = nj], sendo E[N;] = p; > 0,i=1,...,n. Napresenga de covaridveis,
seja & = (w0, i1, . .., Tip) 0 vetor de covaridveis associado a cada observagio da
amostra, relacionamos as médias a covariaveis (x;) por meio de uma funcao de
ligagao bijetiva na forma g(p;) = x/ 3, em que B = (Bo, b1, ...,0B,) é o vetor
de coeficientes da regressao, de modo que a probabilidade de cura da i-ésima
unidade py; = P[N; = 0], depende do vetor de parametros da distribuigao de V;,
denotado por ¢*, composto por B e pelos demais parametros da distribuicao de

probabilidade de N;, se existirem.

Sejam Z;1, ..., Z;n,, variaveis aleatorias continuas e i.i.d que representam
o tempo de ocorréncia do evento de interesse, para IN; o ntimero de causas ou
riscos no i-ésimo elemento da amostra, com funcao de distribuicao acumulada

F(-]v) =1—=5(:]7), em que 7 denota o vetor de parametros da distribuigao.

Sejam T; = {Z, ..., Zin, }, e C; o tempo da censura e seja Y; = min{T;, C;}
o tempo observado, e J; a variavel indicadora de censura em que §; = 1 se Y; = Tj,

e 0; = 0, caso contrario.

Denotamos os dados observados por Dy, = (n,X,y,d), onde n é o
ntimero de observagoes , Yy = (Y1, ..., Yn) , 0 = (61,...,0,) ¢ X = (zg, xy1,...,T,) ",

a matriz das covariaveis de ordem n x (p + 1).

Denotamos os dados ampliados por D = (n, X ,y,d, N), sendo n, X, y,
d, como apresentado nos dados observados (D), € N = (Ny,...,N,) o vetor

de variaveis latentes.
Seja p = (v, (;’)*T)T o vetor de parametros associado ao modelo.

Desta forma a funcao de verossimilhanga para dados ampliados com

censura nao-informativa, é dada por

n

L(; D) oc [ TS (i)} =" i f (il 7)Y paz (). (2.12)

i=1
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A funcao de verossimilhanga unificada, é definida como:

L(; Doys) oy T[S (wilm)}™ = fnd (il )Y ipaz (8, (2.13)

n* =1

sendo que o somatorio percorre todos os possiveis valores do vetor n* = (nf,...,n%)".

’'n

No entanto, a funcao de verossimilhanca unificada pode ser escrita como

(Rodrigues et al., 2008)

L(p, Dops) x H {fpop(yi“o)}éi{Spop(yiho)}l_di (2.14)

i=1

o [T foon(wil@) T T Spon il ), (2.15)

ieC ieC
em que C e C sao os conjuntos de dados ndo censurados e censurados respecti-
vamente € fyop(.) € Spop(.) s@o fungoes dadas em (2.6) e (2.3), respectivamente.
Para detalhes da construcao da funcao de verossimilhanca para dados ampliados

e a funcao de verossimilhanga unificada, recomendamos Iritani (2008).

2.2 Modelo de mistura padrao

O modelo de mistura padrao introduzido por Boag (1949) e Berkson &
Gage (1952), é um dos mais utilizados na literatura estatistica, sobretudo na
area médica. Baseado em Boag (1949) e, ap6s acompanhar estudos de cancer
de estomago, Berkson & Gage (1952) propuseram uma funcao simples através de
dois parametros fisicamente significativos, usados para comparar a mortalidade
de dois grupos, por exemplo, diferenga entre tratamentos, tipos de cancer, entre
outros. Um termo representa a proporgao da populacao sujeita apenas a morte
natural (pg) e o outro esté relacionado a riscos de morte pelo cancer (1 — py).
Verificou-se depois de um periodo de acompanhamento, que tiveram uma razao
de morte préoxima a de uma populagao normal, no sentido que a popula¢ao nao

tem a doenca do cancer.

A relacao da func@o de sobrevivéncia de longa duragao Sp.,(t) com o

modelo de Berkson & Gage (1952), é justificada pelo seguinte teorema.
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Teorema 2.4. A fungao de longa duracao é dada por

Spop(t) = Po + (1 = Po)Spop (1), (2.16)

em que
Spop(t) = 20 o Pie {S(Y" € phe = 2.

Notemos que S;op(t) ¢ uma funcao de sobrevivéncia propria, associada
aos elementos da populacao que estd em risco, isto é, sujeita a ocorréncia do

evento de interesse.

A fungao de densidade e risco propria associada a (2.16), sao respectiva-

mente:
dAp (s
)= f (t){ y |S:S(t)} (2.17)
a 1 —po .
e
Spop(t)
RE(t) = —22 D, (1 2.18
(1) = 521 2.18)
Como SZEZ‘E—;’)(ZDO > 1 é a fungao de risco para a populagao em risco, h*(t)

¢ maior que a fungao de risco da populagao h,,(t). Notamos que (2.18) nao tem

Spop(t)

Spop(t)—po sempre depende de .

a propriedade de riscos proporcionais, porque

Quando o nimero de causas do evento de interesse segue uma distribuicao
de Bernoulli com parametro 1 — 6, entao existe s6 uma causa para o evento de
interesse. Desta forma, dada a funcao geradora de probabilidades da distribuicao
Bernoulli A,(s) = 6 + (1 — 60)s, e considerando-se o Teorema 2.1 obtemos as
funcoes de sobrevivéncia, densidade e de risco para a populagao representadas,

respectivamente, por:

Sppll) = A,(5(0) = 0+ (1 = 0)S(1), 219)
) = =2 1) (2.20)
1—-6

hpop(t) = f (1) (2.21)

0+ (1—0)S(t)
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em que a fracao de cura, é dada por py = tlim Spop(t) = 0.

Portanto, para a populacao em risco a funcao de sobrevivéncia, a funcao

de densidade e a funcao de risco sao dadas por:
Spop(t) = S(t), foop(t) = f(8), © Mop(t) = 53 (2.22)

Considerando a fungao de verossimilhanga com dados ampliados em (2.12),
onde a distribuigao de probabilidade para N (o ntumero de causas do evento
de interesse) tem a distribuicdo de Bernoulli com parametro ¢* = 1—6 e
com censura nao informativa, obtemos a funcao de verossimilhanga com dados

ampliados para o modelo de mistura padrao:
=1
L(g; D) = [T {Swil) N 2 Nif (il )} (1 = 0)Nip' = (2.23)

onde ¢ = (7,1 —0)", N; =0,1, i =1,...,n, e §; é a variavel indicadora de

censura.

Da mesma forma, considerando a funcao de verossimilhanga para da-
dos observados em (2.14), (2.19) e (2.20), obtemos a fun¢ao de verossimilhanga

unificada para o modelo de mistura padrao, dado por:

n

L(#; Doys) = [ [{(1 = 0)f (sl 1) {0 + (1 = 0) S ()}

=1

== ] fwln) [T{6+ 1 = 0)S(wim)}, (2.24)

ieC icC
emqued=> " 0.

O modelo de mistura padrao apresenta algumas desvantagens. Chen
et al. (1999) discute as desvantagens do modelo considerando uma abordagem
bayesiana; uma delas inside no fato de que na presenca de covariaveis, através
do parametro # via o modelo de regressao binomial, a distribuicao a posteriori
é improépria, mesmo que se tenha uma distribuicao a prior: propria para os
coeficientes do modelo de regressao. Neste contexto, apresentamos na proxima
se¢@o o modelo de longa duragao estudado por Chen et al. (1999), como uma

alternativa ao modelo de mistura padrao.
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2.3 Modelo de tempo de promocao

O modelo de longa duragao em que o nimero de causas do evento de inte-
resse tem a distribui¢ao de probabilidade de Poisson, foi estudado por Yakovlev &
Tsodikov (1996) e Chen et al. (1999). Este modelo de longa duragao é conhecido

na literatura estatistica como modelo de tempo de promocao.

Considerando a fungao geradora de probabilidade da distribuicao de
Poisson (2.10) e o Teorema 2.1, obtemos as fungdes de sobrevivéncia, densidade

e de risco da populacao, dadas respectivamente por:

Spall) = A(S(1)) = exp {~0[1 — SO} = exp {-0F()}, (229
Faptt) = =22 g 0) ep (0P 1)) (2.26)
hpop(t) = O£ (1). (2.27)

Assim, de (2.25) temos a fragdo de cura dada por py = tlim Spop(t) =
exp(—0).
Portanto, para a populacao em risco, as fungoes de sobrevivéncia, densi-

dade e de risco, sao dadas respectivamente por:

_ exp(~6F (1)) — exp(~6)

*(t) = 2.2
5:(t) - SRT TR, (2.28)
. exp(—0F(t))
= 2.2
rio = (R or) (2.29)
e
. exp(—0F (1))
= h : 2.
0= (A o) e (230
Na presenca de covariaveis &; = (x;0, T;1, - - - ,xip)T, relacionamos a média
dos niimeros de causas do evento de interesse E[N;] = 0; = exp(z,B), i =

1,...,n, sendo que B é o vetor de coeficientes da regressao.
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Assim, a fungao de risco da populagao dada em (2.27), tem a propriedade

de riscos proporcionais. Isto é justificado pelo Teorema 2.3.

A relacao matematica do modelo de tempo de promog¢ao com o modelo

de mistura padrao, é dada por:
Spop(t) = exp(—=0) + (1 — exp(—0))5"(¢), (2.31)

em que S*(t) é dada por (2.28). Desse modo, S,,(t) tem a forma do modelo de

mistura padréo com fragao de cura py = exp(—0).

A funcao de verossimilhanca para os dados ampliados é

L(v,0|D) {H S(Z/z’|’7)NiJi(Nif(yﬂ’Y))&}

i=1

X exp {Z[Nz log(8) — log(N;!) — né’]} . (2.32)

1=1

Considere a funcao de ligagao de # com as covariaveis dadas por
0; = exp (z/ B), (2.33)

assim a fracao de cura para a i-ésima obervacao é

exp(—0;) = exp(— exp(:ciTﬁ)), (2.34)

com i =1,...,n. Entao (2.32) pode ser reescrito como,

L(v,B|D) o (H S(yi|’Y)Ni_5i(Nif(yi\’Y))&)

=1

X exp {z”: Nz} B — log(N;!) — exp(m;ﬁ)} . (2.35)

=1
2.3.1 Modelo de tempo de promocgao com distribuicao Weibull

Suponha que as variaveis nao-observaveis Z;i, ..., Z;ni, t = 1,...,n tém
distribuicao de probabilidade de Weibull com vetor parametros v = (\,a)"
como em (1.5). Entao a fungao de verossimilhanga em (2.35) considerando dados

ampliados D = (n,y, N, X, ) é dada por
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L(v,B|D) o [ exp(~ANw?) { Niadye ™'}

=1

X exp {Z Nz, B — log(N;!) — exp(m?,@)} (2.36)
i=1

A fungao de verossimilhanca, considerando dados observados D, é

dada por:

L(v, B Do) o (H exp(—ANf) {Niaky?1}6i>
N \i=1
X exp {z”: Nz B — log(N;!) — exp(:c;r,ﬂ)}

i=1

n

o [T (Bioxys ™ exp(=Aye ™))™ exp {—6:(1 — exp(—Ay*))},

i=1

(2.37)
sendo 6; como em (2.33). O somatorio em (2.37), percorre todos os possiveis
valores do vetor IN. As estimativas de maxima verossimilhanca (EMV) de B e~ =
(A, @) ", podem ser obtidas por maximizacao direta da funcao de verossimilhanca
(2.37) (Rodrigues et al., 2008). Também as estimativas dos parametros podem
ser obtidas, aplicando o algoritmo EM (Mizoi, 2004) em (2.36). Entretanto, a
proposta deste trabalho é considerar a abordagem bayesiana que sera discutida

no proximo capitulo.

Assim, neste capitulo foram apresentados os resultados e fatos relevantes
da teoria unificada de analise de sobrevivéncia desenvolvida por Rodrigues et al.
(2009a). E interessante observar, que todos os modelos de longa duragio sio
unificados por esta teoria fazendo uso da funcao geradora de probabilidades.
Além disso, um importante resultado é a caracterizacao da propriedade de riscos

proporcionais apresentada no Teorema 2.3.

No proximo capitulo, apresentaremos o modelo de particao bayesiano,
que é uma extensao desta metodologia de modelos de longa duracgao, em particu-

lar, do modelo de tempo de promocao.



Capitulo 3

Modelo de Particao Bayesiano

3.1 Introducao

Os modelos de particao sao métodos que dividem algum dominio de
interesse X C RP em regioes disjuntas, e atribuem uma mesma distribuicao de

probabilidade para a variavel resposta Y em cada regiao de X.

Seja T a estrutura de particao para X, isto é, o dominio ou regiao de
interesse onde é feita a particao, e R,,, uma regiao da particacode X, m =1,..., M,
em que M representa o numero de regioes, defina y,,; a j-ésima observagao de
Yo , 7 = 1,...,n,, que esta na regiao R,,, em que n,,, ¢ o nimero de pontos
em R, e Y = (Y, - - ,ymnm)T, e X,, ¢ a matriz de delineamento de pontos,

incluindo um termo intercepto, encontrado na m-ésima regiao de X.

A modelagem por particao nao é uma idéia nova, existem varias areas
de aplicagoes, tais como: geoestatistica, genética, finangas, entre outras. Em
estatistica espacial, por exemplo, um dos problemas é estimar a incidéncia ou
risco de uma certa doenca em uma regiao de interesse. Fazer uma particao desta
area e analisar cada sub-regiao, é uma alternativa na analise deste problema.
Vérios autores tém estudado modelos de partigao bayesiano. Entre eles, podemos

citar Yao (1984), Carlin et al. (1992), Barry & Hartigan (1993), Stephens (1994),

26



3. Modelo de Particao Bayesiano 27

Green (1995) e Heikkinen (1998).

A motivacao que fundamenta os modelos de particao é a de que pontos
proximos no espaco delineado X, tém uma mesma distribuicao local, isto é, pontos
em uma mesma regiao tém uma mesma distribuicao de probabilidade. A partir
desta idéia, sao construidas regioes sob X, de forma que as regides sao disjuntas
entre si e a uniao delas é X. Uma forma, de fazer a particao de X é usar uma
estrutura de tesselacao (Holmes et al., 1999). Uma tesselacao é uma cole¢ao de
regioes chamadas células, de forma que as células sao disjuntas entre si e a uniao
delas é o plano. A construgao da tesselagao é feita quando a forma geométrica de
cada célula é um poligono (ou uma regiao aberta) em que, nao necessariamente,

todas as células tém o mesmo numero de lados (Green & Sibson, 1978).

A tesselagao de Voronoi (Green & Sibson, 1978) é determinada por um
namero de centros 8 = (81,...,8y), que dividem X em M regides Ry,..., Ry,
com 8, € RP. m = 1,...,M. Os elementos na regiao R,, sao pontos mais

proximos ao centro 8,,, que de outro centro §,,/, m # m/, isto é:

R ={z € Xsllz =8l <[lz =Sl ¥V m#m'},

P

em que ||[(z1,...,2,)|]* = E w?z?, e w é um vetor normal de ponderacdo, ou
r=1

seja, ||lw|| = 1, sendo que w indica diferentes énfases sobre distintas diregdes. O

caso mais usual é quando w, = \/Lﬁ, r=1,...,p, que equivale a distancia métrica

euclideana. Na Figura 3.1, observamos a particao de um plano em R? feita pela
tesselacao de Voronoi considerando a distancia métrica euclideana w = (%, \/iﬁ),

sendo que x; e x5 sao varidveis continuas em [0, 1].

Desta forma, a estrutura de tesselacao J é composta pelo ntimero de cen-
tros 8, numero de regides M e o vetor unitario de ponderagao w, = (8, M, w).
Além disso, as respostas em cada regiao de X tém uma mesma distribuicao de
probabilidade f, indexada pelo vetor de parametros ¢,,, m =1,..., M, em cada
regidao, sendo ¢ = (¢1,...,¢n). Para entender melhor o significado do modelo
de particao neste trabalho, fazemos uso da seguinte defini¢ao, de Denison et al.

(2002Db):
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Figura 3.1: Tesselacao de Voronoi em R?

Definicao 3.1. Um modelo de particao é composto de um numero de regioes

disjuntas Ry, ..., Ry cuja uniao ¢ o dominio de interesse X, tal que R, (| R = 0
M

, para m # m' e U R,, = X. As respostas em cada regiao, dado o vetor de

m=1
parametros relativo a cada regiao ¢ = (¢1,...,dn), sd0 permutéaveis e provém

de uma mesma classe de distribuicao f.

Os modelos de particao geralmente envolvem a particao considerando
apenas uma covariavel, isto é, o espago preditor X tem dimensao 1, como ex-
emplificado em Barry & Hartigan (1993) e em outros mais recentes, Loschi &
Cruz (2005). Também nestes trabalhos, assume-se uma dependéncia entre os
parametros de regides proximas, conforme consta em Green & Sibson (1978) e
Heikkinen (1998). Holmes et al. (1999) descreve os problemas que levam a assumir

a dependéncia na modelagem por particao, que sao:

1. Considerando dependéncia dos parametros entre regioes proximas, conse-



3. Modelo de Particao Bayesiano 29

quéncia é a dependéncia entre regides proximas em X, portanto, a de-
pendéncia precisa ser especificada. Isto torna o modelo mais complexo,

e portanto, com mais parametros.

2. A funcao de verossimilhanga marginal para a estrutura de partigao, nao
é analiticamente tratavel quando a dependéncia é adotada e, portanto, a

forma analitica para o calculo dela é dificil.

Neste cenario, Holmes et al. (1999) propoe o modelo de partigdo ba-
yesiano (MPB) assumindo a independéncia entre os parametros e, portanto, a
independéncia entre as regioes. Além disso, a particao do espago preditor X é
feita considerando dimensoes de X maiores que 1 (Denison et al., 2002b). Por
outro lado, o modelo de particao bayesiano foi desenvolvido considerando variaveis
preditoras continuas para a variavel de resposta. No entanto, extensoes a variaveis

preditoras categoricas, podem ser encontradas em Giudici et al. (2000).

Na proxima segao apresentamos o modelo de particao bayesiano desen-

volvido por Holmes et al. (1999).

3.2 Modelo de particao bayesiano

O modelo de parti¢do bayesiano proposto por Holmes et al. (1999), é
uma abordagem genérica para o problema de classificacao e regressao, em que o
espaco preditor X é dividido em regioes disjuntas definidas por uma estrutura de
tesselacao. A idéia intuitiva do modelo de particao bayesiano é dividir o espaco
preditor XX em um nimero de regides homogéneas. A particao do espacgo preditor
X é feita pela tesselagao de Voronoi. O modelo de particao bayesiano nao faz
uso de uma estrutura hierdrquica como o método de classificagao e regressao por
arvore (Breiman et al., 1984), porque isto leva a uma forte correlagdo entre os
parametros do modelo. Além disso, a simulacao da distribuicao a posteriori é

problematica (Denison et al., 1998).

O modelo de partigao bayesiano foi proposto originalmente para fazer

regressao e classificacao. No entanto, aplicagoes e extensoes foram apresentadas
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por Denison & Holmes (2001), Hoggart & Griffin (2001), Stephenson et al. (2006),
Hopcroft et al. (2009), entre outros.

Uma das caracteristicas do modelo de particao bayesiano é que além
da independéncia dos parametros entre as regioes, o tratamento da fungao de
verossimilhanca marginal é disponivel para qualquer estrutura de tesselacao. A
disponibilidade da funcao de verossimilhanga marginal reduz em grande parte o
espago de modelos, assim como o espago de parametros envolvidos na distribuicao
dos dados em cada particao. As amostras da distribuicao a posteriori para a
estrutura da tesselagao do modelo de particao bayesiano, sao geradas pelo método

MCMC (Gamerman & Lopes, 2006).

Uma questao importante no modelo de particao bayesiano é a atribuicao
de distribuicoes a priori conjugadas para os parametros ¢,,, m = 1,..., M, em
cada regiao de X. Isto permite a obtencao de uma expressao analitica da funcao
de verossimilhanga marginal para qualquer estrutura de tesselacao, integrando

todos os parametros extras do modelo.

Para ilustrar o modelo de partigao bayesiano, consideramos o problema
de classificacao. Desta forma, a variével de resposta y,,; em R,, pode tomar s6
um dos k possiveis valores, k € {1,..., K}, em que k representa o rotulo da classe
Cr. Entao, a tarefa é atribuir a probabilidade condicional para cada classe Gy,

p(y = k|x), para algum valor da variavel preditora x€ X.

O modelo de partigao bayesiano, no problema de classificagao, faz uso da

distribuicao de probabilidade multinomial para cada regiao de X. A funcao de

verossimilhanga na regiao R,,, m =1,..., M, é dada por:
Nm n | K
j=1 [Ty ! 2

em que @,, = (Pm1, -, Pmi) € Nk € 0 nimero de observagoes em R, que sao da
K K
classe Cy. Além disso, n,, = E Nk € E Omr = 1. Assim, ¢,, contém somente

k=1 k=1
K — 1 parametros.

A funcao de verossimilhanga para o conjunto de dados D posto que



3. Modelo de Particao Bayesiano 31

conhecemos a estrutura da tesselagao J é dada por

L(¢,T; D) = [ [ Ln(¢m> T: Ym)
- Hﬁ{ﬂ Nnk! Hgbnmk}' (3.2)

3.2.1 Especificagao a prior:

Considerando uma distribuigao a priori conjugada para o vetor de para-
metros ¢,, na m-ésima regiao, temos que a funcao de verossimilhanca marginal,
para qualquer estrutura de particao proposta, é disponivel, integrando os para-

metros do modelo, isto é:
LT:D) = [ L. T Dn(o[T)do. (33)

A integral em (3.3) pode ser encontrada explicitamente, desde que adote-
mos distribuicoes a priori conjugadas para o vetor de parametros ¢ condicionado
pela estrutura de tesselagdo J. Caso contrario isto conduz a aproximar (3.3) por
método numéricos e, portanto, a simulagaéo MCMC se torna complexa, além do

custo computacional.

A forma de (3.3) sugere uma estrutura de distribui¢oes a priori hierér-

quicas. Assim atribuimos distribuigdes a priori para m(¢|T) e 7(T), em que
(¢, T) = n(o|T)m(T). (3-4)

Portanto, para o problema de classificagao atribuimos distribuicao a

priori independente Dirichlet Di(¢g) para o vetor de parametros ¢,,, em que

o vetor ¢, = (dm1,-..,Pmi) contém as probabilidades de cada classe, k €
{1,..., K}, na m-ésima regiao, de modo que:

7(¢m) = Di(¢m|do), m=1,..., M, (3.5)
e portanto,

7(¢|T) = [ [ Dilémleo). (3.6)
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em que ¢y = (¢o1,...,00x) como vetor de hiperparametros, ¢op > 0, k =

1 K.

g e ey

Desta forma, a fungao de verossimilhanga marginal na regiao R,,, ¢ dada

por:

K

F(Z bok) H L' (nmk + dor)

k=1 k=1

- (3.7)

K
H (¢or) T'(nm + Z ok
k=1

A funcao de verossimilhanca marginal para a estrutura da tesselacao,

considerando o conjunto de dados D, é:

L(T:D) = [] Lu(T;Ym)

( K K
T o) v TTT (e + or)

_ Kk:l H k=1 _ (3.8)
H ['(dox) " L(n,, + Z <Z50k)

[ k=1 k=1

Ve

Por outro lado, a distribui¢do a priori para para o vetor I = (w, 8, M)

que define a estrutura da tesselacao é

7(T) = w(w)w (8, M) (3.9)
= m(w)m(8|M)m(M).

Adotamos distribuigoes uniformes proprias, desta forma, para w (o vetor
normal de ponderagao) a distribuigao a priori é a distribuigao de Dirichlet com

hiperparametros wy = (woq, . . ., Wop), wor >0 r=1,...,p,
m(w) = Di(w]|wy). (3.10)

Para o nimero de regioes e, portanto, para o nimero de centros que definem a
tesselagdo de Voronoi, consideramos a distribui¢do uniforme em {1,..., M4z},

em que M,,,, € o niimero méaximo de regioes escolhido pelo pesquisador. Assim,

7(M) = UMIL, ..., Myas)- (3.11)
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Condicionado a M regioes, escolhemos centros para a construcao das

regides 8 = (81,...,8y), em que 8, = (81, -+, Smp), m=1,..., M.

A distribui¢do a priori para cada coordenada de §,, ¢ a distribuigao

marginal uniforme sobre os valores de cada variavel preditora, isto é:
7T(Smr) = U(Smr’$1r7~'-axnr)7 r= 17'-->p7 (312)

e portanto,

p
7(8m) = [[UGmlz1r - 2ar), m=1,... M. (3.13)

r=1

Assim, a distribuicao a priori para a estrutura da tesselacao J, é dada

por:
7(T) = n(w)r(M)m (8| M) (3.14)

M
= Di(w|wo)U(MIL,..., Myao) [T [T USmrlzr, - - 20r)-

m=1r=1
3.2.2 Analise a posteriori e estratégia computacional

A distribuicao a posteriori para a tesselacao J, é dada por:

7(T|D) < L(T; D)m(T). (3.15)

Notemos que em (3.15), a distribuicdo a posteriori de I nao é analiti-
camente tratavel. Logo, o modelo de particao bayesiano faz uso do método de

simulagao MCMC para aproximar a distribui¢ao a posteriori para J.

Como abordamos o problema de classificacao e consideramos K classes,
o modelo de particao bayesiano comecga com K regioes para a particao de X.
Desta forma, a estratégia computacional para a simulagcao MCMC proposta por

Holmes et al. (1999), tem os seguintes movimentos:

1. Construir uma nova regiao apoés a escolha aleatéria de um novo centro

retirado uniformemente dos valores preditos.

2. Remover uma regiao excluindo um centro.
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3. Mover um centro, apos selecionar sua posicao aleatoriamente dos preditores

marginais.

4. Alterar o vetor de ponderacao w usando uma densidade proposta normal
durante a fase de aquecimento, para obter uma taxa de aceitacao em torno

de 30%.

A mudanca para uma nova estrutura de tesselacao J” sobre a tesselacao
T, é aceita com probabilidade:
L(J"; D)
=minql, ——— ;. 3.16
! mm{ LT D) (3.16)
Notemos que a fracao (3.16) é o fator de Bayes em favor da nova estrutura

de tesselacdo I’ sobre J.

Durante a simulacao MCMC, descartamos uma por¢ao inicial das amostras

geradas para diminuir a influéncia dos valores iniciais.

Para verificar a convergéncia das cadeias na simulacao MCMC, Holmes
et al. (1999) sugere que seja examinadas as estatisticas das amostras, como por
exemplo o numero de regides da tesselagao e a esperanca E(y|x, T, ¢) de forma

que se elas comecam a estabilizar, entao consideramos as amostras geradas pela

simulagao MCMC.

3.2.3 Predicao

A principal caracteristica deste modelo é sua performance preditiva, tanto
em problemas de regressao e classificacao, como em outros problemas, conforme
estudos de Hoggart & Griffin (2001), Stephenson et al. (2006), Leonte & Nott.
(2006), Hopcroft et al. (2009), entre outros.

As amostras geradas pela simulacio MCMC {J7, ... ,TB}, sao usadas

para aproximar a distribui¢ao preditiva a posteriori 7(y|x, D):

B
1
7(y|z, D) Zw y|T’, D, x) (3.17)
b:l
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No problema de classificagao, a distribui¢ao de probabilidade condicional
preditiva para a variavel resposta y, dado um vetor de covariaveis * € R,,C X
(Denison et al., 2002a), é dada por:

m=1,....Mek=1,...,K. (3.18)

Assim, para efetuar a particao de X, fazemos uso da tesselacao de Voronoi.
Usualmente é adotada a distancia métrica euclideana para a construcao das

regides, no entanto, pode-se adotar outras distancias métricas (Denison et al.,

2002b).

3.2.4 Tesselacao por hiperplanos ortogonais

Uma desvantagem ocorre quando fazemos uso da tesselagao de Voronoi,
caso haja uma grande quantidade de dados e muitas variaveis preditoras. Denison
et al. (2002b) comprovou que quando p > 5, independentemente da distancia
métrica adotada, o custo computacional é grande; como exemplo, observe-se em

Hopcroft et al. (2009) que a simulagdo MCMC demorou duas semanas.

Para fazer a particao de X, nao necessariamente devemos considerar
a tesselagao de Voronoi para a construcao das regioes no modelo de particao
bayesiano. Holmes et al. (1999), por exemplo, propoe fazer a partigao de X por
hiperplanos; no entanto, independentemente da estrutura de tesselacao J ado-
tada, o fundamental é que a funcao de verossimilhanca marginal seja encontrada

analiticamente para qualquer estrutura de tesselagao.

Uma alternativa é trabalhar com hiperplanos, em particular a tesselagao
por hiperplanos ortogonais usado por Hoggart & Griffin (2001). A idéia, é cons-
truir hiperplanos paralelos aos eixos que determinam hiperplanos ortogonais e,

em consequéncia, obter regides disjuntas e, portanto, uma particao de X.

Para ilustrar esta idéia, observamos a Figura 3.2, na qual apresentamos a
tesselagao por hiperplanos ortogonais como resultado da interse¢ao de hiperplanos

paralelos.
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Figura 3.2: (a) Planos paralelos ao eixo x1, (b) Planos paralelos ao eixo xs e (c)

Hiperplanos ortogonais aos eixos x; e s.

Uma das vantagens da tesselagao usada por Hoggart & Griffin (2001),
além da rapidez computacional, é a selecao de variaveis preditoras, isto é, os
hiperplanos paralelos dividem ou fazem um corte nos eixos das variaveis preditoras

que tém realmente um efeito significativo sobre a variavel resposta Y.

Como foi dito anteriormente, seja I a estrutura de tesselagao; a tesselagao
neste caso, ¢ composta pelos hiperplanos paralelos aos eixos que denotamos por
h, e M é o nimero de regioes determinadas pelos hiperplanos ortogonais. Assim,
J = (h, M). Notemos que nesta estrutura de tessela¢ao, nao precisamos do w (o

vetor unitario de ponderagao).
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Neste caso, também as variaveis preditoras sao continuas, mas no pre-
sente trabalho, consideramos uma extensao para variaveis categoricas baseada no

artigo de Giudici et al. (2000).

Assim, no modelo de partigdo bayesiano, a tesselagao de Voronoi é sub-
stituida pela tesselagdo por hiperplanos ortogonais (Hoggart & Griffin, 2001),

porém, a metodologia do modelo de particao bayesiano ¢ a mesma.

Para esta nova estrutura de tesselacao J, a distribuicao a priori para
os hiperplanos paralelos aos eixos h = (hq,...,h,), consideramos distribuigoes

de probabilidade uniforme. Assim, a distribuicao a priori para o hiperplano

h., v =1,...,p, € a distribuicao marginal uniforme sobre os valores preditores
{z10y- -, T}, B ~ U(x1p, ..., Tp) €, portanto, a distribuicdo a priori para h é
dada por:
p
a(h) = [[Ularr, ., ). (3.19)
r=1

Para M (o ntmero de regides da tessela¢do), assumimos a distribuicao a

priori geométrica M ~ Geo()), 0 < ¢ < 1 assim:

7(M) = Geo(M|y), 0<1 < 1. (3.20)

Assim sendo, a distribuigao a posteriori para J é dada como em (3.15),
portanto, a distribuicao a posterior: para J nao tem uma forma analitica. Entao
fazemos uso de métodos computacionais de simulacao, como o método MCMC,

para aproximar a distribuicao a posterior: de J.

Neste cenario, tal como foi dada a estratégia computacional para a tes-
selacao de Voronoi, neste caso, para a tesselacao por hiperplanos ortogonais,

Hoggart & Griffin (2001) propdem a seguinte estratégia computacional:

Estratégia computacional
Denotamos por J, o conjunto de indices das variaveis preditoras J = {1,...,p}, e
sendo Jg o conjunto de indices das variaveis preditoras presentes na tesselacao J,
assim se propoem-se trés movimentos possiveis, cada um com igual probabilidade

de ser escolhido.
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e Uma nova particao pode ser adicionada na estrutura da tesselacao I, escolhendo-
se um novo ponto de corte de uma variavel preditora em J. O ponto de
corte é selecionado da distribuicao a priori para o  hiperplano h, ~

U(Z1ry ooy Ty ).

e Um hiperplano pode ser eliminado, escolhendo-se aleatoriamente uma va-

ridvel preditora r* presente na tesselacao, r* € Jg.

e Um hiperplano pode ser mudado, selecionando-se um novo ponto de corte

da distribuicao a priori para esse hiperplano, h,«, r* € Jq.

A nova tesselacao I’ proposta, é aceita com probabilidade:

(T, T) = min {1, %} : (3.21)

A fracao em (3.21), ¢ o fator de bayes (Kass & Raftery, 1995) em favor

da nova estrutura da tesselacao J”.

Na proxima secao, apresentamos a extensao local do modelo de partigao
bayesiano para o modelo de tempo de promocao. A metodologia da modelagem
de particao bayesiana é flexibilizada, desde que seja adotada a tesselacao por
hiperplanos ortogonais quando se trabalha com uma grande quantidade de dados.

Esta alternativa de modelagem, foi desenvolvida por Hoggart & Griffin (2001).

3.3 Extensao local para modelos de longa duracao

Nesta secao, apresentamos a extensao local para os modelos de longa
duragao proposta por Hoggart & Griffin (2001). Em tal extensao, os efeitos das
variaveis preditoras em cada regiao de X, sao considerados fazendo uso do modelo
de particao bayesiano. Desse modo, a teoria unificada de analise de sobrevivéncia

para modelos de longa duragao, é aplicada em cada regiao do espago preditor X.

Para a construcao das regices de X, adotamos a tesselacao por hiper-
planos ortogonais descrita na Subsecao 3.2.3, em que uma das caracteristicas
principais, é a selegdo das variaveis preditoras que tém efeito significativo na

variavel resposta Y.
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3.3.1 Funcgao de verossimilhanca

A tesselagao por hiperplanos ortogonais J, define M regioes Ry, ..., Ryy;.

Seja assim n,, o nimero de observacoes na regiao R,,.

No cenéario de riscos competitivos, seja N,,; (ndo observavel) o nimero
de causas do evento de interesse da j-ésima observacao, com distribuicao de
probabilidade p(Ny,j|¢m), 7 = 1,..., Ny, indexado pelo vetor de parametro ¢,

na regiao R,,.

Dado N,,;, sejam Z

Nunj A
mjs -1 Lmy 08 tempos de ocorréncia do evento de

interesse para N,,; com funcao de distribuigao acumulada F(-|y) =1 — S(-|y),

onde ~ é o vetor de parametros da distribuicao.

Seja T,,; como em (2.1) e Cy,; o tempo da censura. O tempo observado,
é dado por: Y,,; = min{7,,;, Cpn;}. Seja d,,; a variavel indicadora de censura com

(Smj =1 se ij = ij, e 5mj = 0 caso contréario.

A funcgao de verossimilhanca na regiao R,,, considerando censura nao
informativa, é dada por:

Nm

Lon(, Sm Nings 5 8) o< [ [{S W [0) 37 { N f W [0} D(Nos ).
j=1

(3.22)

Dado que conhecemos a estrutura da tesselacao J, a funcao de verossi-

milhanga para todos os dados, é dada por:

M nm
Ly, N, T, ¢;y,8) o< [] TTLSWmsln) 3™ = { N f s 7)Y D(Nos 61
m=1 j=1
(3.23)
onde N = (Ny,...,N,)" & um vetor de variaveis latentes, y = (y1,...,¥n) ',

¢: (qbl,...,qu)T 66:(51,...,671)T.

Neste trabalho, consideramos que o nimero de causas do evento de inte-
resse NV,,,; tem a distribuigao de Poisson com parametros ¢,,, N,,; ~ Poisson(¢y,),
e para os tempos de ocorréncia Z,,;, dado N,,;, consideramos a distribuicao

de Weibull com parametros v = (o, A), Zn; ~ Weibull(a, A), j = 1,... 0,
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m = 1,... M, tal como foi proposto no trabalho de Hoggart & Griffin (2001).
Entao, a fungao de verossimilhanca, é dada por:

Nm,

M Nm
L(v,N,T,¢:y,8) o [ ] exp (—Any;ijj> TT (Munsodys )™ p(Nonjl i)
m=1 j=1

— (3.24)

em que o numero de causas do evento de interesse tem a distribuicao de Poisson,

portanto:

exp(—om)
p(N|p,T) = H H (3.25)
m=1 j=1
No artigo de Hoggart & Griffin (2001), pagina 226 foi definida de forma
incorreta a distribuicao de Weibull; no entanto, os resultados nesse artigo foram
coerentes Neste trabalho, sera assumida uma nova parametrizagao para o parametro

A, da distribuicao de Weibull.

3.3.2 Especificagao a prior: e verossimilhanga marginal

Assumindo independéncia para os parametros da distribuicao de Weibull

v = (a, ), consideramos para o parametro a a distribui¢ao Gama, ou seja,
a ~ Gama(ap,aq), em que ap,; > 0, e para o parametro A adotamos uma
parametrizacdo de forma que A = exp(A*), A* € R. Levando em conta esta
2

parametriza¢ao, assumimos a distribuicao normal com media p e variancia o,

como distribuigao a priori para \*, \* ~ N(u, o?).

Lembremos que, na metodologia de particao bayesiana, ¢ importante
atribuir distribuicoes a priori conjugadas para os parametros locais, de modo
a obter a verossimilhanca marginal de forma explicita e nao aproximada por

métodos numéricos ou de simulagao, devido ao alto custo computacional.

Neste contexto, a distribuicao a priori conjugada para ¢,,, ¢ a dis-
tribuicdo gama ¢, ~ Gama(tdy, 1), Yo,%1 > 0, m = 1,..., M. Distribuicao
gama para o parametro «, distribuicao normal para o parametros \* e distribuicao
geométrica para o numero de regioes na estrutura de tesselagcao M. Para o

parametro da tesselagdo I = (h, M), a distribui¢ao a priori foi dada na secao
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anterior em (3.20). Resumindo, as distribuigdes a priori para os parametros, sao:

7(a) = Gama(o|ag, aq),
() = NV, 02).
W(¢m) = Gama(¢m‘1907191),

e

m(M) = Geo(M|).

Dada a estrutura da tesselacao J por hiperplanos ortogonais com M
regioes, a distribuicao a priori para os parametros em cada regiao ¢,,, ¢ dada

por:

7(¢|7) = [ [ Gama(¢nm|do, ¥1), (3.26)

m=1

com ¢ = (¢1,...,6n)".

Portanto, a funcao de verossimilhanca marginal em cada regiao R,,, é

dada por:

p(th... mnm|7907 /ﬁp m]|¢m ¢m)d¢m

xp(—b,, Nmj 19190
:/He p N ,|¢ F( )gbﬂo 1eXp( Cbmﬁl)dqu
j=1

mj-:
1 19190 ™ Ny —90
- / RN s (= Gon (1 + 1)) A
j=14Vmj-
1 191190 (Z ij + 790)

R : 3.27
TT17 N T(01) (ny + 01 ) 252 Nonst 00 (3.27)

Portanto, a funcao de verossimilhanca para a estrutura de tesselacao

J = (h, M), é dada por:

1 97 T2 Ninj + o)
P(N|T) = H N 9 : 12”;N i+90
L L2 Nongt T(01) (4 094) %351 o

(3.28)
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3.3.3 Analise a posteriori

Dada a estrutura da tesselagao J, as distribui¢oes condicionais a posteri-
ori para os parametros da distribui¢ao Weibull v = (a, A*), s@o, respectivamente:

n

M Nm m
(N, N,T,y,8) x H exp (—)\Zy%j]\fmj) H (@A*)émy‘ﬁ(}\*)
m=1 j=1

Jj=1

* * - )\* - 2
oc e exp (—e’\ Z Niyz-o‘> exp ((2—2/0) (3.29)
o

i=1

(N, N, T, y,6) oc o (H yf) exp (—e)‘* ZN@?) m(a), (3.30)
i=1 i=1

emqued=> " 0.

A distribuicao condicional para o numero de causas do evento de inte-

resse, depende da censura para cada observagao. Assim, temos:

p<Nm] |’77 ¢7 77 Y, 5) X exp (—6)\* ijygzj) Nfr:;]p(NmJWm)
Ninj
o exp (—e Ninjyh) Ni’;j anz . (3.31)
L
Se 0,; = 0, entao:
Nimj
p<Nm]’77 ¢7 :T7 Yy, 5) X exp (_eA ijy;lnj) Nm K]
mj-
L oo (e yn )1
Npj!
= Poisson (Ny,;j|¢m exp (—e’\*y%j)) . (3.32)

Se 0,,; = 1, entao:

N
p(Nm]h/y ¢7 77 Yy, 5) X €xXp (—BA*ijy%j) ijﬁj!
{omexp (—Xyn) )

(ij - 1)'
= Poisson (Npm; — L ¢mexp (—e* ;) - (3.33)
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A distribuicao a posteriori para a estrutura da tesselagao I e para os

parametros locais ¢, é dada por:

(T, 6N, X) x p(N|$, T)n(¢, T)
x (N, T)($|T)m(T). (3.34)

Notemos que em (3.34) temos o vetor de pardmetros ¢. Logo, para obter
a distribuicao a posteriori para a estrutura da tesselagao J, precisamos integrar

sobre o vetor de parametros ¢:

m(T|N, X) o /p(Nlcb, I (@|T)m(T)dp = p(N[T)7(T). (3.35)

Assim, temos que em (3.35), a fungao de verossimilhanca p(IN|T) esta

presente na distribuicao a posteriori de TJ.

Portanto a distribuicao condicional a posteriori para o parametro ¢, da

distribuicao de Poisson, dada a estrutura da tesselacao T, é dada por:

(6T, N) o [] 2N l6)7(6)

j=1

Z;L;nl ij 0—
X exp<_nm¢m)¢m ¢fn lexp(—¢m191).

Reescrevendo a tultima expressao, obtemos:

ij+190—1

(6| T, N) o g™ exp (=G (V1 + 1))

Nm

= Gama(¢y| Y Nopj + Vo, U1 + 1) (3.36)
j=1
A estratégia computacional para aproximar a distribuicao a posteriori
de T, foi dada na Secio 3.2.3 . E importante notar, que todos os parametros do

modelo, dependem da estrutura da tesselagao J.

Observamos anteriormente, que no artigo de Hoggart & Griffin (2001),
os parametros da distribuigdo condicional a posteriori (dada em (3.36)) estao
invertidos, isto é, em ordem diferente. Em fungao disso, a distribui¢ao condicional

a posteriori demonstrada matematicamente por nos, esta em (3.36).
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3.3.4 Predigao

Aplicando o método MCMC, obtemos uma amostra para aproximar a

distribuicao a posteriori de J e, portanto, dos parametros do modelo.

Uma vez que consideramos o modelo de tempo de promocao, a fracao
de cura, é dada por: py = exp(—#6), 8 > 0. No entanto, nesta metodologia de
particao bayesiana para o modelo de tempo de promocao, a fracao de cura é

calculada de forma local.

Assim, dada uma observacao (y/,d’, ') em que y' é o tempo observado,

)T o vetor de

6" a variavel indicadora de censura associada a y', e ®’ = (27, ..., 7,
variaveis preditoras, se ' € R,, C X, dada a estrutura de tesselacao J, a fracao

de cura é dada por:

po(y, 8|2 € R, T) = exp(—odm). (3.37)

Se considerarmos uma amostra de tesselagoes de tamanho B, a fracao
de cura ¢é dada pela média ponderada de cada fragao de cura para diferentes
estruturas de tesselacao, considerando que cada tesselacao tém o mesmo peso,

assim

B
ASVIPN 1 NI
pﬂ(y 75 |£C >:T> = E Zp(](y 7(5 |CU 771))' (338)

b=1

No préximo capitulo, apresentamos aplicagoes desta metodologia a dados

simulados e dados reais.



Capitulo 4

Aplicacoes

Neste capitulo, ilustramos a teoria descrita no Capitulo 3 através de um
estudo de simulagao e de um exemplo com dados reais. O estudo de simulagao,
foi desenvolvido com base em dados simulados, segundo o modelo exponencial.
Para o exemplo de dados reais, utilizamos o conjunto de dados estudados por
Kirkwood et al. (2000), em que consideramos o modelo Weibull para os tempos de
ocorréncia do evento de interesse. Toda a programacao utilizada neste trabalho,
foi desenvolvida em linguagem de programagao R (R Development Core Team,

2009).

4.1 Estudo de simulacao

Para o estudo de simulagao, geramos uma amostra de tamanho n = 200,
em que a distribuigao dos tempos de ocorréncia do evento de interesse (Z na
Segao 2.1.1) seguem uma distribuigao exponencial com parametro A\ = exp(—2).
Neste estudo, consideramos uma variavel preditora x,, gerada da distribuicao

normal com média 0, u* = 0, variancia 02 = 1 e coeficientes de regressao 3 =

(0,02, —0,8)7.

Do modelo de tempo de promocao, temos que o parametro 6 da dis-
tribuicao de Poisson esté relacionado com as variaveis preditoras, pela funcao de

ligacao 0; = exp(z, B).

45
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A fracao de cura pg, é dada por: py = exp (— exp(a:TB)), € a proporgao
de observagoes censuradas, é igual a p. = pg + 0,07. Assim, neste estudo de
simulagao para este conjunto de dados, a fracao de cura média é py = 0,358. Os
tempos observados e a variavel indicadora de censura sao gerados, como segue

abaixo:

1. Gerar u; ~ U(0,1).

2. Se u; < po;, Yyi = 400, caso contrario,

* —1 u;—1
vi=F (Aexp(:cjﬁ)>'

Com F~1(t) = ~losi=t")

3. Gerar ¢; ~ Exp <M>.

1—(pci—poi)
4. y; = min{y;, ¢; }.

5. Se y; < ¢; fazer §; = 1, caso contrario 9; =0,i=1,...,n

Considerando que a estrutura de tesselagao por hiperplanos ortogonais
seleciona as variaveis preditoras que realmente tém efeito sobre a variavel res-
posta, geramos a variavel zo ~ Gama(4,7), que neste estudo de simula¢do nao
é significativa, pois geramos os tempos observados e a varidvel indicadora de

censura, levando em conta a variavel preditora x.

O objetivo é estimar os parametros da regressao 3 e os parametros da
distribuicao do tempo de sobrevivéncia A, como por exemplo, em Chen et al.
(1999) e Rodrigues et al. (2008). No entanto, nesta metodologia proposta por
Hoggart & Griffin (2001), em vez de estimar os coeficientes de regressao 3, o
algoritmo de simulacao MCMC gera estruturas de tesselacao J e, condicionado
a J, gera-se o parametro da distribuicao de Poisson ¢ para cada tesselagao. Dai
estima-se a fracao de cura em cada regiao da tesselacao, além de estimar-se os

parametros da distribuicao do tempo de sobrevivéncia A.

Atribuimos distribui¢oes a priori para os parametros do modelo como na
Secao 3.3.2. A distribuicao a priori para o parametro A* é a distribui¢ao normal

N(0,100). Para o parametro ¢,, da distribuigdo de Poisson em cada regiao
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de X, assumimos a distribui¢do de probabilidade gama com hiperparametros
Yo =11 = 0,1, ¢, ~ Gama(0, 1,0, 1) e para o ntumero de regides M, assumimos

a distribuigdo geométrica com média 10, M ~ Geo(0,1). Resumindo, temos:

7(\*) = N(X*|0, 100)
() = Gama(¢,,[0,1,0,1)
e

w(M) = Geo(M]0,1).

Considerando as distribuicoes a priori, foram geradas duas cadeias inde-
pendentes com 330000 iteragoes, das quais foram descartadas as primeiras 5000
iteragoes. Adotamos um espagamento de tamanho 65 para evitar a correlagao

das séries, obtendo uma amostra final de tamanho 5000.

Para monitorar a convergéncia fizemos uso do fator de reducao de escala
de potencial R, proposto por Gelman & Rubin (1992). Na Tabela 4.1, apre-
sentamos as probabilidades de corte das variaveis preditoras x; e x5. Note que
a probabilidade de corte para x, é proximo a zero. Isto era esperado, pois os
dados foram gerados a partir da variavel x;. Entao, dado que a tesselacao por
hiperplanos ortogonais seleciona as variaveis preditoras que tém realmente efeito
na variavel resposta e, por isso, a probabilidade de corte de x5 é proxima de zero

e a probabilidade e corte para z; é 1.

Tabela 4.1: Probabilidades de corte para as variaveis preditoras.

Covariavel
T X2

Probabilidade de corte 1,00 0,002

Na Figura 4.1, apresentamos a distribuicao a posterior: para o ntimero
de regioes M da tesselacao J. Observamos que o ntimero de regidoes com maior

probabilidade a posteriori, ocorre com M = 3.
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Figura 4.1: Distribuicao a posteriori de M.

Na Tabela 4.2, apresentamos medidas-resumo a posteriori para o parametro

da distribuigao exponencial A*, sendo elas a média, o desvio padrao (DP) e o

intervalo de credibilidade de 95% (IC(95%)).

Tabela 4.2: Resumo da distribuicao a posterior: para o parametro da distribuicao

exponencial do modelo de tempo de promocao

Parametro Meédia Desvio padrao IC(95%) R
Az 11,954 0,1305 (—2,220; -1,701) 1,001

Observamos que Ré proximo a 1, indicando que o niimero de iteracoes foi
suficiente para chegar a convergéncia. As estimativa do parametro da distribuicao
exponencial, é proxima ao verdadeiro parametro \* = —2. Também observamos
que a estimativa do parametro \* é significativa, uma vez que o valor —2 pertence

ao intervalo de credibilidade.

A Figura 4.2 a seguir, mostra o historico da sequéncia das iteragoes para
o parametro \*, no qual observamos a convergéncia das cadeias. Também na

Figura 4.3, apresentamos a fun¢ao densidade marginal aproximada para A*.
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Figura 4.3: Densidade marginal
a postertori, aproximada para o
o modelo de tempo de promocao

(exponencial).

Dado que temos uma amostra de tamanho 5000, isto significa que temos
5000 estruturas de tesselacao. Cada estrutura de tesselacao esta associada a um
vetor de parametros ¢, que contém os parametros da distribuicao de Poisson
para cada regiao. Desta forma, levando em conta (3.38), a fragao de cura média
estimada de py ¢ 0,358, a fracao de cura média para estudo de simulacao é
po = 0, 358. Observamos, entao, que a estimativa da fracao de cura e a fragao de

cura para o conjunto de dados simulados coincidem.



4. Aplicagoes 50

4.2 Exemplo de aplicacao

Resumidamente, o conjunto de dados para esta aplicagao provém de
um estudo de melanoma com o objetivo de avaliar a eficacia da aplicacao de
uma dosagem alta de interferon alfa-2b como forma de prevenir a recorréncia
de cancer. Os pacientes foram incluidos no estudo entre 1991 e 1995, tendo sido
acompanhados até 1998. A varidvel resposta Y, representa o tempo até a morte de
paciente ou tempo de censura. Nesta amostra, temos n =417 pacientes, com 56%
de observagoes censuradas. As varidveis incluem y: tempo (em anos); x;: tipo
de tratamento (0: sem tratamento ; 1: interferon) ; z5: idade ; x3: categoria do
noédulo (1,2,3,4) ; x4: sexo (0: masculino; 1: feminino); x5: capacidade funcional
(0: ativo ; 1: outras) e xg: espessura do tumor(em mm). Para mais detalhes
deste conjunto de dados, Kirkwood et al. (2000) e Ibrahim et al. (2001) podem
ser consultados. A Figura 4.4, mostra a estimativa de Kaplan-Meier da funcao
de sobrevivéncia para este conjunto de dados, em que observamos que, neste
conjunto de dados, ha indicios de uma proporgao de pacientes curados. Dessa

forma, considerar uma anélise de sobrevivéncia padrao pode ser inapropriado.

0.8 1.0
Il

0.6

Funcéo de sobrevivéncia
0.4

0.2

0.0

Tempo (anos)

Figura 4.4: Estimativa de Kaplan-Meier da fungao de sobrevivéncia.

Neste estudo, consideramos a distribuicao de probabilidade Weibull para

os tempos de ocorréncia do evento de interesse Z, tal como na Se¢ao 2.1.1 Como
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a metodologia ¢ bayesiana, atribuimos distribui¢oes a priori para os parametros

do modelo.

Para os parametros da distribuicio de Weibull v = (a,e*") da Secao
3.3.2, temos que a distribuigdo a priori para o é a distribuicao gama. Neste
estudo, assumimos hiperparametros oy = a3 = 0,1, m(a) ~ Gama(0,1,0,1).
Para o parametro \*, temos a distribui¢ao normal com média p = 0 e variancia
o? = 100, m(\*) ~ N(0,100). Para os parametros ¢,,, em cada regiao R,,, a
distribuicao a priori é a distribuicao gama com hiperparametros vy = vy = 0, 01,
e para o numero de regioes M, temos a distribuigao geométrica com média 10,

m(M) = Geo(0,1). Resumindo as distribuigoes a priori, temos:

7(a) = Gama(al 0,1,0,1),
7(\) = N(\*| 0,100),
7(¢m) = Gama(¢,,| 0,01,0,01)
e

m(M) = Geo(M| 0,1).

Considerando estas distribuigoes a priori, foram geradas duas cadeias in-
dependentes com 2.600.000 iteragoes, das quais descartamos as primeiras 100.000
iteracoes e, visando evitar o problema da autocorrelagao das séries, consideramos
um salto de tamanho 50, conduzindo a uma amostra final de tamanho 5000 para
cada cadeia. Para monitorar a convergéncia das cadeias fizemos uso do fator de

redugao de escala R, proposto por Gelman & Rubin (1992).

Observamos que no conjunto de dados temos que x1, x4 € x5 sdo variaveis
binérias, entao, a divisao sobre qualquer destas variaveis, é tal que, se ocorrer,
resultarad em dois grupos, por exemplo, x4 (a variavel que representa sexo), se for
dividida, entao os grupos que surgem sao o masculino e o feminino. No caso da
covariavel x3, em que temos quatro categorias, xs € {1,2, 3,4}, a idéia da divisao
em grupos de x3 foi tomada como no artigo de Giudici et al. (2000), s6 que
em nosso exemplo, os grupos formados pelas categorias tem uma ordem. Desta
forma, o nimero de grupos formados pela divisao xs, sao: 1,2,3 ou 4. Assim,

os possiveis grupos representando a natureza ordinal da variavel, sao dados na
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Tabela 4.3.

Tabela 4.3: Possiveis grupos para a covariavel x3.

Namero de grupos grupos
1 {1,2,3,4}
{1}.{2.3,4}
2 {1,2},{3,4}
{1,2,3},{4}
{1}.{2}.{3.4}
3 {1}.{2,3}.{4}
{1,2},{3},{4}
4 {1}.{2},{3}.{4}

Na Tabela 4.3 observamos, por exemplo, que quando o niimero de grupos
¢ 4, isto é, {1},{2},{3},{4}, temos que as observagoes sao distintas em cada
categoria, no entanto, no caso em que temos apenas um grupo {1, 2, 3, 4}, significa
que as categorias formam um mesmo grupo, entao intuitivamente, as categorias
sao homogéneas porque fazem parte de um mesmo grupo. As covariaveis xs e xg
sao continuas, assim, nao tem restrigoes como as variaveis binarias ou categoricas,
de modo que os hiperplanos (pontos de corte) para essas variaveis, sao escolhidos

de cada uma das distribui¢oes marginais.

Na Tabela 4.4, apresentamos as probabilidades de corte para cada uma
das covariaveis. Na Figura 4.5, observamos o historico de cada iteracao das
variaveis preditoras presentes na tesselacao J, onde o ponto no grafico significa
que a variavel estd presente ou passou por um corte. Podemos notar, que a
covariavel x3 estd sempre na estrutura da tesselacao, portanto, a tesselacao por
hiperplanos ortogonais, considera que z3 tem um efeito significativo na variével
resposta. Uma conseqiiéncia disso, ¢ a probabilidade de corte de z3 igual a
0, 9939 muito proxima a 1. Este resultado nao é novo, encontramos também em
Mizoi (2004) e Rodrigues et al. (2008) obtendo resultados anélogos, no sentido
de que x3 é significativa. Para as outras covariaveis, a probabilidade de corte

estd proxima de zero, o que significa que este conjunto de variaveis preditoras sao
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nao-informativas.

Na Figura 4.6, observamos a distribuicao a posteriori para o ntimero de
regioes M, onde notamos que o numero de regidoes com maior probabilidade a

posteriori, ocorre quando M = 2.

X m ¢ e0s ms s mecem sm mew cewm s wm seoees

Covaridveis

X3 =

Xo = se . e - . “w o .

X; .

0 50000 100000 150000 200000 250000

simulacdes

Figura 4.5: Historico das covariaveis pre-

sentes na tesselacao.

1.0

0.8
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0.4 —

0.2

Figura 4.6: Distribuicao a posterior: de M.
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Tabela 4.4: Probabilidades de corte para cada uma das variaveis preditoras.

Covariavel

T1 X2 X3 T4 Ty Te

Probabilidade de corte 00,0000 0,0013 0,9939 0,0000 0,0001 0,0018

Baseados nos resultados anteriores, apresentamos na Tabela 4.5 a proba-

bilidade a posterior: de cada uma das parti¢oes para a covariavel xj.

Tabela 4.5: Probabilidades a posteriori para as particoes da covariavel x3

Particoes Probabilidade a posteriori
{1,2,3},{4} 0,8080
{1,2},{3,4} 0,1744

{1,2,3,4} 0,0069

{1},{2,3},{4} 0,0050
{1,2},{3}.{4} 0,0040

{1},{2,3,4} 0,0015
{1}.{2}.{3.4} 0,0002

{1}.{2},{3}.{4} 0,0000

Observamos que para este conjunto de dados, o modelo de particao
bayesiano considera que a particao com maior probabilidade a posteriori, é a
partigao formada por {1,2,3} e {4}, isto ¢, a probabilidade a posteriori é¢ 0,8080,
enquanto a partigao formada pelas categorias {1}, {2}, {3}, {4} tem probabilidade
a posteriori zero. Isto significa, que considerar esta particao na modelagem nao

é apropriado.

Na Tabela 4.6, apresentamos as medidas-resumo a posteriori dos parame-
tros a e \* da distribuigao Weibull, tais como a média, desvio padrao e intervalo
de 95% de credibilidade IC (95%). Na Figura 4.7, mostramos o historico das
iteragoes para cada um dos parametros. O histérico indica a convergéncia das

cadeias.
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Tabela 4.6: Resumos a posterior: para os parametros da distribuicao Weibull do

modelo de tempo de promocao

Parametro Média Desvio padrao IC (95%) R
« 1,721 0,116 (1,495;1,947) 1,000
A* -1,647 0,135 (—1,920; —1,388) 1,003

Notamos na Tabela 4.6 que os parametros da distribuicao de Weibull sao
significativos e, também, para ambos parametros, observamos valores de R proxi-

mos a 1, indicando que as iteragoes foram suficientes para atingir a convergéncia.

T T T T T T T T T T T
0 1000 2000 3000 4000 5000 0 1000 2000 3000 4000 5000
SimulagBes Simulagdes

Figura 4.7: Historico da seqiiéncia de iteragoes dos parametros da distribuicao

Weibull do modelo de tempo de promocgao.
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Figura 4.8: Histograma e funcao de densidades marginais a posteriori
aproximadas para os parametros da distribuicao Weibull do modelo de tempo

de promocao.
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A Figura 4.9 mostra as estimativas de Kaplan - Meier da fungao de
sobrevivéncia, assim como a estimativa obtida do modelo de longa duragao (tempo
de promogao) com particdo bayesiana, considerando a partigdo com maior pro-
babilidade para a covariavel w3, isto é, a particao formada por {1,2,3} e {4}, e

na Figura 4.10, a segunda partigdo de maior probabilidade, isto é, {1,2} e {3,4}.

Funcéo de sobrevivéncia

Tempo (anos)

Figura 4.9: Estimativa de Kaplan-Meier e paramétrica da funcao de sobrevivéncia

de acordo com a partigao {1,2,3} e {4} de x3.

Funcéo de sobrevivéncia

0.2

0.0

Tempo (anos)

Figura 4.10: Estimativa de Kaplan-Meier e paramétrica da fungao de

sobrevivéncia de acordo com a partigao {1,2} e {3,4} de z3.
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Conforme ja vimos, a fracao de cura para uma observagao pertencente
a regiao R,,, ¢ dada por py = exp(dm), ¢m > 0. As estimativas foram obtidas
considerando (3.38) a fragao de cura média estimada para este conjunto de dados,
¢ 0,507. A estimativa anterior, é similar ao obtido por Mizoi (2004), que utilizou

o algoritmo EM.

Consideramos também, um pequeno estudo de sensibilidade por meio da
escolha de diferentes valores de hiperparametros para as distribuigoes a prior:
como por exemplo, a ~ Gama(0,01,0,01) e a ~ Gama(0,001,0,001), em que as

diferentes escolhas levaram aos mesmos resultados.

Para avaliar a capacidade preditiva a posteriori do modelo de longa
duragdo (tempo de promogao) com partigao bayesiana em estudo, em contraste
com o modelo de tempo de promogao estudado por Chen et al. (1999), dividimos
o conjunto de dados em dois grupos, 70% para gerar os parametros do modelo e
30% para calcular a probabilidade preditiva a posteriori para essas observagoes,
considerando os parametros estimados dos dados de treinamento (70%). O grupo
que considera 30% dos dados é chamado conjunto de dados teste. Neste contexto,
denotemos por (y’, §’) o conjunto de dados teste, assim, considerando que temos
uma amostra de tamanho B obtida pelo método MCMC (Gamerman & Lopes,
2006), entao, a probabilidade preditiva a posteriori ¢ dada por:

B
1
m(y', 8’|y, 8) = = > L, 8T 0 N, ¢h), (4.1)
b=1

em que

Ly, 870" N, ¢") = [T S 1S whln)}™ % {Nu £y 17) Y (Ny = n*|6).

/=1 n*=0

Considerando que os tempos para a ocorréncia do evento de interesse Z
na Segao 2.1.1, tém distribui¢ao de probabilidade de Weibull, a expressao anterior
fica da seguinte forma:

n/

oa— a— 81 o
Ly, 8'[7°, 0", X0, ¢") = [T (dwadys ™" exp(=Ays ™))™ exp {—air(1 — exp(=Ay*))}.

=1

Na Tabela 4.7, apresentamos o logaritmo da distribuicao preditiva a

posteriori considerando o conjunto de dados teste. Observamos que o modelo
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longa duracao (tempo de promogdo) com particdo bayesiana em comparagao
ao modelo de tempo promogao estudado por Chen et al. (1999), tem melhor
capacidade preditiva, isto é, tem menor valor para o logaritmo da distribuicao
preditiva a posteriori (—166,7548). Resultados anélogos com outro conjunto de
dados podem ser encontrados em Hoggart & Griffin (2001), onde a capacidade
preditiva da extensao do modelo de tempo de promocao também foi considerada

com melhor desempenho.

Tabela 4.7: Logaritmo da distribuicao preditiva a posteriori, para a extensao do

modelo de particao bayesiana e o modelo de tempo de promocao

Modelo de partigao bayesiana Modelo tempo de promocgao

-166,7548 -170,0967




Capitulo 5

Consideracoes finais e propostas

Neste trabalho, apresentamos os resultados mais relevantes da teoria
unificada de longa duracao apresentada em Rodrigues et al. (2009a). O modelo
de mistura padrao (Boag, 1949; Berkson & Gage, 1952) e o modelo de tempo de
promogao (Yakovlev & Tsodikov, 1996; Chen et al., 1999), sdo casos particulares
desta teoria. Um resultado importante desta teoria, estd relacionado com a
propriedade de riscos proporcionais, em que a fun¢ao de risco da populacao tem
a propriedade de riscos proporcionais se, e somente se, o nimero de causas para

a ocorréncia de evento de interesse tem a distribui¢ao de Poisson.

Também apresentamos a metodologia do modelo de partigao bayesiano
proposto por Holmes et al. (1999), cuja caracteristica especial é sua capacidade
preditiva, como pode ser visto em Denison & Holmes (2001), Hoggart & Griffin
(2001), Stephenson et al. (2006), Hopcroft et al. (2009), entre outros.

Assim, utilizando a metodologia de particao bayesiana, apresentamos
uma extensao do modelo de tempo de promogao proposto por Hoggart & Griffin
(2001), em que foram consideradas variaveis preditoras categoricas (Giudici et al.,
2000) em um conjunto de dados reais (Kirkwood et al., 2000; Ibrahim et al.,
2001). Ademais, comparamos a capacidade preditiva do modelo de parti¢ao
bayesiano para dados de longa duracao com o modelo de tempo de promocao

(Yakovlev & Tsodikov, 1996; Chen et al., 1999). Uma caracteristica importante

29
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na modelagem de particao bayesiana com hiperplanos ortogonais, ¢ a natural
selecao de covariaveis. Cada hiperplano divide o conjunto de dados em somente
uma, covariavel, e assim, os hiperplanos sao incluidos quando a covariavel afeta
o ajuste do modelo. Em nossa experiéncia, o modelo de particao bayesiano
com hiperplanos ortogonais mostrou-se computacionalmente eficiente, quando

somente uma pequena proporc¢ao das covariaveis sao utilizadas para predicao.

As principais contribui¢oes neste trabalho, foram os estudos detalhados
da teoria unificada do modelo de longa duragao proposto por Rodrigues et al.
(2009a), o modelo de parti¢do de bayesiano proposto por Holmes et al. (1999) e
a extensao local dos modelos de longa duragao proposto por Hoggart & Griffin
(2001), a partir das quais foi possivel desenvolver uma estratégia computacional
para analise dos dados, considerando variaveis preditoras continuas e categori-
cas, em que a estratégia computacional seleciona de forma natural as variaveis
preditoras que sao significativas no modelo. Além disso foi demostrada a capaci-
dade preditiva da modelagem de particao bayesiana, o objetivo principal desta

metodologia.

A programacao da estratégia computacional, esta baseada em linguagem
de programacao R (R Development Core Team, 2009); para detalhes do programa

podem ser consultados aos autores do trabalho.

De forma geral, o modelo de particao bayesiano com hiperplanos or-
togonais mostrou-se eficiente diante de um grande conjunto de dados e quando
utilizamos a distribuicao Poisson para o nimero de causas do evento de interesse.
Por outro lado, a distribuigao de Poisson nao considera a questao de subdispersao
e sobredispersao. Para flexibilidade do modelo em estudo, em um trabalho futuro
pretendemos considerar a distribuigdo binomial negativa (Ross & Preece, 1985;
Piegorsch, 1990) para modelar o ntimero de causas ou riscos para o evento de
interesse, em que a fracao de cura é considerada como parametro da distribuicao
binomial negativa. Também pretendemos considerar a distribuicao COM-Poisson
para o numero de causas do evento de interesse N, o que encontramos em

Rodrigues et al. (2009b).
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