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Resumo

Em ecologia, a compreensao da relagdo espécie-drea (SARs) € de extrema importancia para a
determinacdo da diversidade de espécies e avaliar o impacto devido a destrui¢do de habitats naturais.
Neste estudo, observa-se o nimero de espécies em diferentes tamanhos de drea. Estes estudos sdo
abordados na literatura através de modelos ndo lineares sem assumir alguma distribui¢do para os
dados. Nesta situacao, s6 faz sentido considerar dreas nas quais as contagens das espécies sao maiores
do que zero. Como a varidvel dependente ¢ um dado de contagem, assumiremos que esta varidvel
provém de alguma distribui¢do conhecida para dados discretos positivos. Neste trabalho, utilizamos
as distribuicdes de Poisson zero-truncada (PZT) e Binomial Negativa zero-truncada (BNZT) para
representar a distribui¢do do ndmero de espécies. Para descrever a relagdo espécie-drea, consideramos
os modelos ndo lineares com comportamento assintético: Exponencial Negativo, Weibull, Logistico,
Chapman-Richards, Gompertz e Beta. Neste trabalho os modelos foram ajustados através do método
de verossimilhanga, sendo proposto uma abordagem Bayesiana com a utilizacao de varidveis latentes
auxiliares para a implementacao do Amostrador de Gibbs.

Palavras-chave: Distribui¢des zero-truncadas, relacdo espécie-area, modelos ndo-lineares, dados
de contagem, varidveis latentes, Gibbs Sampling, Metropolis-Hastings.



Abstract

In ecology, understanding the species-area relationship (SARs) are extremely important to deter-
mine species diversity. SARs are fundamental to assess the impact due to the destruction of natural
habitats, creation of biodiversity maps, to determine the minimum area to preserve. In this study, the
number of species is observed in different area sizes. These studies are referred in the literature th-
rough nonlinear models without assuming any distribution for the data. In this situation, it only makes
sense to consider areas in which the counts of species are greater than zero. As the dependent variable
is a count data, we assume that this variable comes from a known distribution for discrete data posi-
tive. In this paper, we used the zero truncated Poisson distribution (ZTP) and zero truncated Negative
Binomial (ZTNB) to represent the probability distribution of the random variable species diversity
number. To describe the relationship between species diversity and habitat, we consider nonlinear
models with asymptotic behavior: Exponencial Negativo, Weibull, Logistico, Chapman-Richards,
Gompertz e Beta. In this paper, we take a Bayesian approach to fit models. With the purpose of
obtain the conditional distributions, we propose the use of latent variables to implement the Gibbs
sampler. Introducing a comparative study through simulated data and will consider an application to
areal data set.

Keywords: zero-truncated distribution, specie-area relationship, non-linear models, count data,
latente variables, Gibbs Sampling.
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Capitulo 1

Introducao

Um dos aspectos fundamentais da ecologia diz respeito a relacdo entre a drea (A) e a riqueza de
espécies (S) (Lomolino 2000). Esta relagcdo € fundamental para compreender a distribui¢do bioldgica
da diversidade de espécies e € determinada através da contagem do ndmero de espécies distintas
em diferentes tamanhos de drea. Estes estudos sdo conhecidos como relacdo espécie-area (SAR)
e sdo uma das mais importantes ferramentas para criacdo de mapas de biodiversidade, predicao de
perdas de espécies quando um habitat é destruido, estabelecer relacdes entre taxas de extingdo e
migracdo e determinacdo de dreas minimas para a preservacao de espécies (Arrhenius 1921; Ulrich
et al. 2003; Tjorve et al. 2008). Graficamente, a relacdo espécie-drea € expressa por uma curva
(curva espécie-drea) que mostra a contagem do nimero de espécies encontradas em dreas definidas
de um determinado habitat (Figura 1.1). Geralmente, sdo observados apenas um tipo de organismo,
por exemplo, a diversidade de peixes de uma lagoa. Deve-se salientar que, diversidade de espécies,
refere-se tanto para quantidade de espécies (riqueza) quanto a quantidade de individuos que ocorrem
em um determinado local (abundancia relativa) (Dias 2004).

A relacdo espécie-area pode ser classificada de acordo com os tipos de habitats (Preston 1962),
sendo dividas em continentes (contagem em habitats contiguos, com quadrats ou amostras com ta-
manhos gradativamente maiores) e ilhas (contagem em habitats descontinuos), com diferentes curvas
(curva espécie-drea) esperadas para cada caso (Figura 1.1). Sendo assim, é fundamental encontrar
formas tedricas e empiricas para descrever as relagdes espécie-area (SAR).

Independente do tipo de habitat, as relacdes espécie-drea podem muitas vezes ser descritas através
de uma fungdo simples, definido na literatura como lei de poténcia de Arrhenius (1921) dado por:
S = ByA%, com S sendo o niimero de espécies, A é a drea, (3, e (3, pardmetros (Connor et al.
1979). Esta func¢do € utilizada para determinar o tamanho 6timo da amostra, ou seja, a drea minima
necessaria para representar a comunidade, chamado de “suficiéncia amostral” (Hopkins 1957). A
area minima seria entdo dada pela assintota da curva espécie-area, que é o nome dado a uma reta
que limita uma determinada curva (na Figura 1.1, a assintota € delimitada pela reta no ponto 100).
A explicacdo para a utilizagdo da assintota deve-se ao niimero limitado de unidades geograficas e
espécies (Dengler 2009), ou seja, existe um limite natural na quantidade a ser observada.

A validade da func¢do inicialmente proposta tem sido contestada por diversos autores. Gleason
(1922) mostrou que, caso a funcdo proposta por Arrhenius (1921) estivesse correta, o nimero de es-
pécies aumentaria continuamente com o aumento da drea, o que tem levado a formulag@o de outros
modelos para descrever a relagdo espécie-area. As funcdes que descrevem este fendmeno sdo nao



lineares podendo ser convexas (Figura 1.1 a) ou sigmoidais (Figura 1.1 b) que crescem monotonica-
mente até um ponto de inflexdo (ponto sobre uma curva na qual a curvatura muda a concavidade para
cima ou para baixo), passando a diminuir a taxa de crescimento até aproximar-se da assintota (Hill ez
al. 1994). Este crescimento observado da riqueza de espécies, associada ao incremento da unidade de
area amostrada, deve-se basicamente a heterogeneidade do habitat, permitindo maior ocorréncia de
espécies pertencentes a diferentes nichos ecoldgicos (Scheiner 2003). Diversos modelos ndo lineares
sdo propostos na literatura para descrever o SAR (Tjgrve 2003). Entretanto, pouco tem sido publicado
com estudos de comparagdo entre diversos modelos. Neste trabalho propomos um estudo compara-
tivo dos modelos Exponencial Negativo, Chapman-Richards, Weibull, Gompertz, Beta e Logistico
(Dengler 2009).

(a) Continentes (b) llhas

Numero de Espécies
20 40 60 80 100
20 40 60 80 100

0
I
0

10 20 30 40 50 60 70 50 60 70

Area Area

Figura 1.1: Curva espécie-area.

Uma questao importante € a distin¢do entre a “curva de acumulagdo de espécies” e “curva espécie-
area”. A diferenca esta na disposi¢do das espécies observadas, sendo que interesse € o nimero acumu-
lado e o numero distinto de espécies, respectivamente (Schilling et al. 2008). Em dreas continentais,
os métodos de coleta implicam em diferencas na construcdo da curva espécie-drea. Um método
comum ¢ a utilizacdo de quadrats (sub-regides com tamanho delimitado) sucessivamente maiores
(normalmente dobrando-se o tamanho, de modo que compreenda a drea delimitada pela anterior),
com as espécies adicionais sendo contadas, representado assim a heterogeneidade da drea amostrada.
Essa amostragem continua até que ndo existam novas espécies a serem adicionadas.

Como a variavel dependente é um dado de contagem, pressupde-se que esta varidvel provém de
alguma distribui¢do conhecida para dados discretos positivos. Uma das distribui¢des amplamente
utilizada em dados de contagem ¢é a de Poisson. Alternativamente a distribuicdo de Poisson, temos a
distribui¢ao Binomial Negativa, que possui inimeras aplicagdes em dreas bioldgicas através da repa-
rametrizagdo dada por p = ¢/(u + ¢). Entretanto, quando temos uma auséncia de zeros estrutural
nos dados, a forma mais comum utilizada € o truncamento no ponto zero. O objetivo deste trabalho
€ considerar as distribui¢des de Poisson Zero - Truncada (PZT) e Binomial Negativa Zero - Trun-
cada (BNZT) como uma alternativa para representar a distribuicdo de probabilidade do niimero de
espécies em determinada drea. A vantagem de utilizar este tipo de metodologia é que além de menos



parametros, estes sdo facilmente interpretéaveis.

Diversas pesquisas de relacdo espécie-area foram desenvolvidas, sendo os dados ajustados através
de regressao linear simples (Connor ef al. 1979). Os modelos geralmente sdo linearizados através
de transformacio logaritmica sendo os modelos comparados através do critério R? (Dengler 2009).
Recentemente foram utilizados os critérios de informacao de Akaike (AIC) e Bayesiano (BIC). Neste
trabalho, descrevemos os principais critérios de selecio de modelos utilizados através de um estudo
comparativo via simulagdo.

Neste trabalho, sdo propostas as abordagens cldssica e bayesiana com a utilizacdo de varidveis
latentes, utilizadas para obtengdo das distribui¢des condicionais e implementacdo do algoritmo de
Gibbs. Esta dissertagcao estd estruturada da seguinte forma: No capitulo 2 apresentamos uma breve
revisdo literdria da relacdo espécie-drea junto com os principais modelos ndo lineares utilizados na
literatura. No capitulo 3 discutimos alguns conceitos de modelos lineares generalizados e inferéncia
bayesiana. As distribui¢des truncadas de Poisson e Binomial Negativa no zero sdo discutidas no
capitulo 4. No capitulo 5 descrevemos os procedimentos de inferéncia bayesiana. No capitulo 6
apresentamos as distribui¢des utilizando o modelo Exponencial. No capitulo 7 temos um estudo de
simulacao para o problema. No capitulo 8 apresentamos uma aplicagdo para dados reais. Finalmente,
no capitulo 9 temos as conclusoes.



Capitulo 2
Relacio Espécie - Area

Uma tendéncia esperada ao observar uma comunidade é o aumento da riqueza de espécies com
o aumento da drea do habitat, independente do grupo taxondmico. Esta relacdo positiva deve estar
associada a disponibilidade de recursos e condi¢des que possibilitam maiores populacdes, reduzindo
risco de extingdes. Espera-se que grandes regides contenham maiores diversidades bioldgicas, devido
a heterogeneidade do habitat por abrigar espécies de diferentes nichos ecoldgicos. Estas regides com
extraordindria diversidade de espécies sdo chamadas de hotspots, fundamentais para conservacao
bioldgica (Ulrich ef al. 2005) sendo diagnosticadas através da SAR.

Na necessidade de descrever melhor a comunidade, outras abordagens podem ser consideradas
na relacdo espécie-drea. Um exemplo € a utilizacdo de varidveis que sdo relacionadas a drea, como
temperatura e pluviosidade. Além dos efeitos relacionados diretamente a drea, outros fatores influen-
ciam na riqueza de espécies, como a predacdo e migracdo. Estes efeitos podem levar ao aumento ou
diminui¢do de espécies do habitat.

Basicamente, considera-se de forma simplificada dois tipos de habitat (ilhas e continentes). Ilhas
sdo areas onde existe uma redugdo das iteracdes bioldgicas, com fronteiras definidas por fatores ex-
ternos como, por exemplo, lagoas, dreas insulares, ou mesmo topo de montanhas. Por outro lado,
continentes sao regides onde suas fronteiras e tamanhos sao bem definidas, por exemplo, blocos de
latitude e longitude. Esta distin¢cdo € importante, pois os processos envolvendo as SARs sofrem in-
fluéncias externas de maneiras distintas (Tjgrve ef al. 2009).

O delineamento para observacdo da riqueza e criagdo da SAR pode ser dividido de acordo com o
tipo de amostragem. Os mais comuns sao:

(a) Delineamento aninhado (Figura 2.1 (a)), com aumento gradativo da drea (quadrat) de modo
que compreenda dreas menores (normalmente dobra-se o tamanho).

(b) Matriz continua (Figura 2.1 (b)), com quadrats dispostos de forma contigua. Matriz nao
continua também € utilizada e torna-se um caso particular de (b).

(c) Aleatorizacao (Figura 2.1 (c)), com os quadrats distribuidos dentro da area de estudo de forma
sistematica.

(d) Ilhas (Figura 2.1 (d)), que possui suas fronteiras delimitadas naturalmente.

Algumas situacdes importantes devem ser consideradas neste estudo, como € o caso do "efeito de
area minima"(MAE), esperado em 4reas isoladas. Este efeito é observado para algumas espécies que



2.1 Modelos Nao Lineares 5

necessitam de alguns recursos minimos para sobreviver, por exemplo, restricdes por causa de espaco
ou alimentacdo.

Em contraste, os continentes nao sdo afetados pelo MAE, sendo esta situagdo controlada através
da escolha da escala para ocorréncia de novas espécies (Tjgrve et al. 2009).

.......

..............
------

Figura 2.1: Esquema mostrando a diferenga entre a amostragem por area ((a), (b) e (c)) e ilhas (d).

Preston (1962) mostra que diferentes tipos de curvas sdo esperadas para cada habitat (ilhas e
continentes). Em continentes, cada nimero de espécies representa a contagem em dreas contiguas.
Contigua significa que a expansdo da drea contém a anterior, mas esta nao é considerada na contagem
de novas espécies. Espera-se neste caso que a curva seja convexa com assintota superior, necessaria
para descrever a comunidade (Figura 1.1 (a)). A curva para areas isoladas apresenta-se na forma
de sigmédide com assintota superior incluindo ponto de inflexdo (Figura 1.1 (b)). Estas curvas sdo
representadas por modelos ndo lineares, na tentativa de explicar a relacdo espécie-drea de forma
tedrica.

2.1 Modelos Nao Lineares

Os modelos mais comuns usados na literatura para descrever a relacao espécie-area sao os mode-
los de poténcia e exponencial, sendo que ambos ndo possuem um limite superior. Isso significa que o
numero total de espécies € infinito.

O modelo de poténcia proposto por Arrhenius (1921) € dado por:

S = ByAPr,

com S denotando o nimero de espécies na area A e (3 o nimero esperado de espécies por unidade
de area (Ulrich et al., 2006). Este modelo geralmente € linearizado pela transformacdo logaritmica,
log(S) = log(By) + 1 1og(A), obtendo-se as estimativas pelo métodos usuais. O modelo de poténcia
assume que a mesma proporcao de espécies € adicionada a medida que a drea € dobrada, sofrendo
assim falta de plausibilidade tedrica, embora muitas vezes possui bons ajustes.

O modelo exponencial, proposto inicialmente por Gleason (1922), é dado por:

S = By + Bilog(A),

com (3, sendo o intercepto do modelo.
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Tais modelos podem tornar-se inuteis quando o objetivo € extrapolar a quantidade de espécies para
outras escalas. Entretanto, estes dois modelos possuem bons resultados e sdo amplamente utilizados
devido a facilidade de ajuste e comparacdo dos parametros, sendo que os parametros dos modelos
ajudam a definir as propriedades e comportamentos.

Existem varias extensoes dos modelos inicialmente propostos. Tais reparametrizacdes sdo feitas
corrigindo os parametros (3, ou (3; (ou ambos). Estas funcdes tipicamente alteram o formato da curva
para diferentes valores dos parametros (Tjgrve et al., 2009). Para tentar modelar o efeito de drea
minima (MAE), Plotkin (2000), Ulrich e Buszko (2003) propuseram uma alteracio no modelo de
Poténcia de Arrhenius, que denomina-se funcdo de persisténcia.

A funcao Persistente (P2) é dada por:

S = byAPrexp(by/A).

Este modelo é denominado de P2 para distinguir de outra funcao de persisténcia (P1), proposta
inicialmente por Plotkin (2000), apresentada a seguir:

S = by Abrexp(—byA).

Muitos modelos tém sido modificados e parametrizados com a adi¢@o de novos parametros (Tjgrve
2003). Geralmente estes produzem melhores ajustes, mas pode acontecer um excesso de parametri-
zacdo. Isto pode causar uma ndo convergéncia nos métodos iterativos ou estimativas viesadas, ndao
atendendo os pressupostos de normalidade (Tjgrve et al. 2009).

Alguns parametros alteram a forma da curva e outros apenas a deslocam. Estes sdo chamados pa-
rametros de locac@o. Os pardmetros de locagdo podem ser reconhecidos como constantes adicionadas
junto com a varidvel dependente. Estes parametros sao tteis, pois podem deslocar as curvas quando
existem evidéncias do efeito de drea minima.

Neste trabalho consideramos os principais modelos encontrados na literatura com assintota supe-
rior. Os modelos utilizados sdo apresentados na Tabela 2.1.

Tabela 2.1: Modelos néo lineares

Nome Férmula Pardmetros = Forma  Assintota
Exponencial Negativo [ [1 — exp (—/)] 2 Convexa Sim
Chapman Bo[1 — exp (—B1x)]” 3 Sigméide Sim
Logistico Bo/ [1 + exp (—fiz + (2)] 3 Sigméide Sim
Weibull Bo [1 — exp (—frz™)] 3 Sigméide  Sim
Gompertz Bo [exp (—exp (=12 + 52))] 3 Sigmoéide Sim
Beta Bo {1 - (1 + (x/ﬁl)ﬁ2>_63] 4 Sigméide  Sim

Nestes modelos, o parametro 3, corresponde ao valor mdximo esperado de espécies em uma
regido, chamado de assintota. O parimetro (3; estd relacionado com a taxa média de crescimento da
diversidade de espécies. O parametro 3, define o tipo de curvatura e desloca o ponto de inflexdo da
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funcdo, refletindo as condi¢des da regido favordveis ao crescimento da diversidade de espécies. Para
facilitar a notac@o para a drea (A), associamos x para representar a variavel em questio.

A Figura 2.1 mostra a diferenca entre as curvas convexas e sigmdides. O modelo logistico é o
unico simétrico em torno do ponto de inflexdo considerado neste trabalho, ou seja, a funcdo muda a
concavidade em 50% da curva, passando a diminuir a taxa de crescimento. Neste modelo, o parametro
(1 muda a inclinag¢do da curva, mas sem mudar a posi¢do do ponto de inflexdo, ou da assintota. O
modelo sugerido por Gompertz possui o ponto de inflexdo associado a 36.8% da curva. Estes modelos
sdo inflexiveis, comparados aos pontos de inflexdo que variam nas outras funcdes.

(=]
s
o _|
[va]
o |
o o
o
(&}
it
(o]
w
w [ ]
2
Exponencial Negativa
Chapman - Richards
(] 5 e
N T Logistica
Weibull Acumulada
Gompertz
Beta-P Acumulada
il —

| | | | |
0 10 20 30 40

Area
Figura 2.2: Modelos com assintota usados para a relacdo espécie-area.
Nao espera-se um modelo que se ajuste adequadamente em ambos os tipos de habitat (ilhas e

continentes), como também pode existir conflitos com alguns modelos ajustando-se melhor a alguns
conjuntos de dados do que outros.



Capitulo 3

Revisao Literaria

3.1 Introducao

Neste capitulo sao apresentados alguns conceitos de estatistica com o intuito de facilitar a com-
preensdo dos temas abordados nos capitulos seguintes. Nas sec¢oes 3.2 e 3.3 sdo apresentados nocdes
basicas de Modelos Lineares Gereralizados (MLG) e inferéncia bayesiana. Na sec¢do 3.4 sdo descritos
os métodos bayesianos de sele¢cdo de modelos. Finalmente, na secdo 3.5 sdo descritos o0 método de
Monte Carlo junto com os algoritmos de Metropolis-Hasting e Gibbs Sampling (Chib 1995).

3.2 Modelos Lineares Generalizados

Os modelos lineares generalizados (MLG), propostos por Nelder e Wedderburn (1972), unifica-
ram a teoria da modelagem estatistica relacionando o modelo linear com a varidvel resposta através
de uma funcdo de ligacdo. Esta teoria tem por objetivo utilizar os modelos nao lineares, apresentados
no capitulo anterior, no contexto dos modelos lineares generalizados, de forma que toda a estrutura
de estimacao e predi¢cdo em modelos lineares normais sejam estendidas para os modelos nao lineares.

Um modelo linear generalizado € definido por trés elementos: (i) Uma distribui¢ao de probabili-
dade pertencente a familia exponencial; (ii)) um componente sistemdtico nos parametros, denominado
preditor linear; (iii) uma funcdo de ligacdo que associa o preditor linear 2 média da distribui¢do de
probabilidade.

3.2.1 Familia Exponencial

O fato de uma distribui¢do pertencer a familia exponencial proporciona 6timas propriedades aos
estimadores e tem grande destaque dentro dos modelos lineares generalizados (McCullagh e Nelder
1989). As funcdes densidades de probabilidade das distribui¢cdes pertencentes a familia exponencial
sdo expressas na forma:

yb — b(0)

plol6.) =exp { P2

+c(y, ¢)} (3.1
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sendo 6 e ¢ parimetros (localizagdo e dispersdo) e a(¢), b(f) e c(y, ¢) sdo fungdes reais conhecidas.
A média e a variancia das distribuigdes pertencentes a familia exponencial sdo dadas por:

E[Y] = V/(6)

Var[Y] =b"(0)a(¢)

com '(0) e b () representando a primeira e a segunda derivada da fungdo b(6) em ( 3.1).
Os modelos nao lineares da familia exponencial sao definidos por ( 3.1) e pelo componente siste-
matico:

em que ¢(-) € fungdo de ligagdo mondétona conhecida e diferencidvel, 3 = (51, s, ..., 3;) vetor de
parametros e f(z;, 3) uma fun¢do ndo linear dado na Tabela 2.1. Para j; = g~*(7;), vamos considerar
a média p; substituida pelo preditor linear através de uma fun¢do de ligacao identidade, de forma que

M = f(ﬂﬂz‘u@)-

3.2.2 Estimacao dos Parametros do modelo

Seja [(3) o logaritmo da fun¢do de verossimilhanca para algum modelo definido em ( 3.1).

I(B) = Z {yini(xi, B) — b(ni(xi, B)) } + Z c(Yi, B). (3.3)
i=1 i=1
A estimativa de 3 é obtida igualando-se %g) a zero, em que 7;(z;, B) = g(f(z;, B)). Em geral,

podemos encontrar a solu¢do numérica desta equacgdo através de processos iterativos, por exemplo, o
escore de Fisher.
O método escore utiliza, portanto, a fun¢do escore dado por:

_ o)
8@- ’
O estimador de maxima verossimilhanca pode ser obtido expandindo-se a fung¢ao escore em torno
de BV uma série de Taylor, tal que

U;(B)

=1,2,....q. (3.4)

oU;(8)

0,200+ 250, g0 33
que resulta no processo iterativo para o vetor de parametros 3

ﬁ(mﬂ) — ﬁ(m) _ {H(m)}’lU(m) (3.6)
emque U = (Uy,...,U,) é o gradiente da fungdo escore e H representa a matriz Hessiana dada por

L 0%
hw 066
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3.3 Inferéncia Bayesiana

Diferentemente do enfoque cldssico, a andlise bayesiana expressa todas as formas de incerteza em
termos de probabilidade. Assim, existem diferentes graus de conhecimento para 3 que podem variar
para cada pesquisador. Estas incertezas, quantificada pela densidade a priori p(3), resultam nas
distribui¢des de probabilidade a posteriori para 3, denotada por p(3|y). De acordo com o Teorema
de Bayes, temos:

( )L(y|B)
p(Bly) = 2B L(y|B)dB) (3.7)
x p(B )L(y|5)-

comy = (yi, ..., Yn) vetor de amostras de uma variavel aleatéria Y, com fun¢ao densidade L(y|3).

Em geral, ndo € necessdrio o cédlculo da integral no denominador. Sendo assim, a densidade a
posteriori é proporcional a densidade priori multiplicado pela func¢do de verossimilhanga.

Vérios sdo os métodos para deducao de prioris, sendo que estas podem ser classificadas como
subjetivas, conjugadas e ndo-informativas. Uma densidade a priori subjetiva representa a esperanca
subjetiva do pesquisador sobre o parametro. Como em alguns casos é complicado definir densidades
a priori subjetivas ou, de modo geral, ndo existe informacao sobre 3 para incorporar no modelo, as
prioris ndo informativas sdo utilizadas com frequencia.

3.3.1 Prioris nao informativas

As prioris ndo-informativas sdo usadas quando espera-se que a informagdo dos dados seja domi-
nante, ou seja, a idéia € fazer inferéncia com minimo de informacgdo subjetivista.

Definicdo 3.3.1 (Informacio de Fisher) Seja Y vetor aleatério com densidade L(y|3). A medida
de Informagdo de Fisher é definida por:

1(8) = B { 555 los (L (18)) }

sendo ‘[U (/8) = E{Gﬁaﬁ log( (y‘ﬂ>>}7l7j7:17277q
Portanto, a Informacao de Fisher € definida pela curvatura da verossimilhanga.

Definicao 3.3.2 (Priori de Jeffreys) Seja Y uma varidvel aleatoria com funcdo densidade de pro-
babilidade p(y|3). A priori ndo informativa de Jeffreys é dada por:

p(B) o [1(B)['? (3.8)

com B € © e |I(B)| sendo o determinante da matriz de Informagdo de Fisher.

A classe de prioris ndo informativas propostas por Jefreys (1961) € invariante a transformacdes
um a um, mas tem a desvantagem de, em muitos casos, levar a prioris improprias. Densidades a priori
informativas também podem ser consideradas, varios métodos de elicitacio de priori sao encontrados
na literatura (Paulino et. al. 2003).
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3.4 Selecao de Modelos

Diversos métodos de selecao de modelos sao propostos na literatura. Neste trabalho consideramos
os critérios EAIC, EBIC (Brooks 2002), DIC (Spiegelhalter er. al 2002) e CPO (Pettit e Young
1990). Os trés primeiros critérios sugerem que as comparagoes entre modelos sejam feitas baseados
no calculo da deviance.

D(B, M;) = —2log(L(y|B, M;)) + C

em que L(y|B, M;) é a fungdo de verossimilhanga associada ao modelo M; e C' é uma constante que
cancela. Um estimador Monte Carlo para o desvio € dado por:

D(B, M;) = L5 —2log(L(y|BY), M;))

e nada mais € do que o desvio médio a posteriori.

3.4.1 Ciritério de Informacao de Akaike Extendido (EAIC)

O critério proposto por Akaike (1974) baseia-se na func@o de verossimilhanca penalizada pelo
nimero de pardmetros do modelo, AIC(3, M;) = —2log(L(y|8, M;)) + 2p, enquanto que o crité-
rio de informacao bayesiano (BIC) proposto por Schwarz (1978) pondera o tamanho amostral com
BIC(B, M;) = —2log(L(y|3, M;)) + plog(n). Os critérios de selegdo, no contexto bayesiano, sdo
obtidos através de uma extensdo natural considerando a densidade a posteriori dos parametros do
modelo.

EAIC = —2E[log(L(y|B8, M;))] + 2p = D(B, M;) + 2p
EBIC = —2E[log(L(y|8, M;))] + plog(n) = D(B, M;) + plog(n)

em que p € o numero de parametros do modelo, n € o tamanho amostral e D(B, M;) = —2log(L(y|3, M;)
com 3 igual a média da densidade a posteriori. Ambos os critérios (EAIC e EBIC) indicam os me-
lhores modelos quanto menor for o valor obtido.

3.4.2 Critério de Informacao de Desvio (DIC)

O DIC € composto pela média a posteriori do desvio (deviance) penalizado pelo nimero de para-
metros do modelo. Este critério € atrativo pois pode ser incorporado durante a simulacdo de Monte
Carlo. Semelhante aos outros critérios, é uma aproximagao assintotica para amostras grandes e €
véalido quando a distribuicdo a posteriori € aproximadamente uma distribui¢do normal multivariada.
Valores baixos para o DIC indicam melhores ajustes. O DIC é obtido por:

DIC = D(B, M;) + pa;

em que py = D(B,M;) — D(B, M;) mede a complexidade do modelo i. O critério sugere uma
comparacao entre o desvio médio e o desvio aplicado na média a posteriori.
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3.4.3 Critério da Densidade Preditiva Ordenada (CPO)

A Densidade Preditiva Ordenada (CPO) (Gelfand et al. 1994) € outro critério amplamente utili-
zado na literatura para avaliacdo do modelo e baseia-se nas densidades de validacdo cruzada. Consi-
derando Y = (y1, 4o, --., Yn), a validagdo cruzada é obtida através da densidade p(yx|Y _x),com Y _;
denotando o conjunto de todos os elementos exceto o k-ésimo observédvel y_j. Esta estatistica repre-
senta quais valores sdo mais provaveis quando o modelo € ajustado a todas as observagdes exceto yy.
Para a k-ésima observagdo, a CPO ¢ definida por:

CPOy = plylY 1) = / Pl B, Y _)p(BIY ). (3.9)

Neste caso, p(3|Y_y) representa a densidade a posteriori de 5 com base nos dados de Y_j. Por-
tanto, define-se a partir da Equacgdo ( 3.9) o C'PO,, como sendo a densidade marginal preditiva a
posteriori de y; dado Y_;. Valores maiores para C'POj implicam em melhores modelos e valores
mais baixos indicam observagdes influentes. Para a maioria dos modelos, ndo existe forma fechada
para o C'POy. Sendo assim, usando as amostras geradas pelo processo de Monte Carlo, podemos
aproximar o cdlculo do CPO (Li et. al 2006) por:

CPO;, ~ 37 S5 [yl B9)] 7"

Resumindo as informac¢des em uma medida simples, escolhe-se 0 modelo com maior valor apli-

cado no logaritmo natural das CPQO’s, denominado logaritmo da pseudo verossimilhanga marginal,
LPML =3%""1og(CPO;).

3.5 Monte Carlo via cadeia de Markov

Nesta secdo, descrevemos dois algoritmos baseados no método MCMC (Markov Chain Monte
Carlo) (Geman e Geman 1984) que sdo aplicados na necessidade de encontrar as funcdes densidade
de probabilidade intratdveis analiticamente. A idéia do método de Monte Carlo, dado o enfoque
Bayesiano, consiste na esperanca a posteriori de uma fungéo h(/3), isto é:

E(h(B)ly) = / h(B)p(B)dB. (3.10)

B8
O procedimento visa obter amostras 3, i = 1, ..., n da distribuicdo 7(8). O estimador utilizado
¢ dado na forma h ~ —->"" h(B'"). Descartando-se as r primeiras amostras (burn in), temos

M = n — r como sendo a amostra total da cadeia.

3.5.1 Algoritmo Metropolis-Hastings

Com o objetivo de obter amostras da distribui¢o a posteriori p(3|y) quando esta ndo tem uma ex-
pressdo conhecida ou quando nao sabemos gerar diretamente das densidades condicionais p(5;|y, B_,),
utiliza-se o algoritmo de Metropolis-Hastings, quem tem como caso especial o método de Gibbs Sam-
pling (Chib 1995). Este algoritmo baseia-se na idéia do método de aceitagdo-rejei¢ao, ou seja, utiliza
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uma func¢do auxiliar (fun¢do de importancia) para gerar os candidatos aceitando ou rejeitando com
certa probabilidade.

A idéia é gerar valores de uma distribui¢do de transi¢do arbitréria q(3, Bl), baseado numa proba-
bilidade a(3, Bl), tal que leve a convergéncia da cadeia para a distribuicao de interesse. O algoritmo
€ construido da seguinte forma:

1. Iniciar com condi¢des arbitrarias para BV e indicador j = 0.
2. Gerar 3 com nicleo de transi¢do atribuido em ¢(3"), 8 ).
3. Aceite ou rejeite 3 de acordo com a probabilidade de transi¢do:

@ (8.8) = win {1 p(B)a(B”,8) }

"p(B)a(B.8'7)
4. Gerar u de uma distribui¢@o uniforme U (0, 1).
5. Se u < a, atualizar V) por BU+h — ,8/
BY) = 3= caso contrdrio.
6.7 =7+1
7. Repetir (2) - (6) até a convergéncia da cadeia.

3.5.2 Algoritmo Gibbs Sampling

Diferentemente do Metropolis-Hastings, o algoritmo de Gibbs Sampling tem os valores de [3;
gerados a partir de sua distribui¢do condicionada a todos os outros pardmetros 3}, ¢ # j (Gamerman
1997). Sendo assim, as amostras de p((3|y) sdo simuladas a partir das distribui¢des condicionais
p(Bily, B_;), com B_; = (B1, .., Biz1, Bit1, -y By)-

O algoritmo de Gibbs é um caso particular do Metropolis Hastings quando a distribui¢ao proposta
€ a distribui¢c@o condicional completa. O algoritmo € construido da seguinte forma:

1. Iniciar com condigdes arbitrarias para 8©) = (ﬁfo), o ﬁéo)) =ej=0ei=1.
2. Simule 3 o« p(Bily, B7).

3.Se i < k facai =1+ 1 e retorne ao passo (2).

4. Facaj=j7+1lei=1.

5. Repetir (2) - (4) até a convergéncia.

3.5.3 Convergéncia da Cadeia

Ao utilizar o método de Monte Carlo, temos a necessidade de garantir que os valores amostrados
sejam da distribuicao de interesse (Cowles et. al., 1996). Para garantir a convergéncia da cadeia, é
fundamental que as séries geradas pelo método de Monte Carlo sejam estacionarias.

Entre as principais técnicas graficas de verificacdo da convergéncia temos os grificos de séries e
autocorrelacdes. Espera-se que a série ndo apresente muitas oscilagdes e, para evitar possivel auto
correlagdo das cadeias, os candidatos sdo selecionados a cada k iteracdes (Gilks et al., 1996).
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Entre as principais métricas para convergéncia, o critério de Raftery e Lewis (Raftery et. al. 1992)
baseia-se na distribuicao normal reduzida e indica convergéncia para valores menores que 5. J4 a pro-
posta de Gelman e Rubin (1992), baseia-se na andlise de variancia cldssica para duas ou mais cadeias
simuladas a partir de diferentes pontos iniciais. A idéia consiste em comparar a variabilidade (entre e
dentro) das cadeias. Para calcular o método, os seguintes passos devem ser realizados:

1. Executar M > 2 cadeias de tamanho 2V, distintas, descartando as /V primeiras amostras.
2. Calcular a variancia dentro e entre cadeias.
3. Calcular a soma ponderada das variancias calculadas anteriormente.

4. Calcular o Fator de Reducao de escala.

Portanto, temos a variabilidade dentro da cadeia dada por
M
_ 2
M Z 5j
j=1
N
com 3? Z Bij — paraj=1,..,Mei=1,... N. A varidncia entre cadeias é dada por

ﬁ _5p

M
com 3 = E B;-
j=1
Assim, a variancia ponderada pode ser estimada por:

Var(3) = (1 — i)W + %B

~

V
R =\/—~ r(8) ¢ definido como o fator de reducao de escala. Define-se os valores aceitdveis sendo

\/_<12



Capitulo 4

Distribuicoes Truncadas

Neste capitulo, discutimos algumas definicdes das distribuicdes truncadas utilizadas neste traba-
lho. Inicialmente, podemos definir a fun¢do de probabilidade de um modelo truncado por:

PY =y)
PY <b)—-PY < a)’
Nesse caso, temos o truncamento entre os pontos a € b. Abordamos no trabalho o truncamento

no ponto zero, ou seja, somente sao considerados valores positivos para y. Sendo assim, definimos o
truncamento em zero por:

PY =yla<y<b) =

y=a,a+1,..,0b. 4.1)

P(Y =
P(Y =yly > 0) Zﬁ,yzl,m,m (4.2)
com 0s momentos principais
E(Y
BE(Y]Y > 0) = % .
_ 1 E2(Y)
VY)Y >0) = ) V(YY) — Py =0 1] (4.4)

Portanto, fica evidente que o valor esperado condicional aumenta e a variancia condicional dimi-
nui no truncamento dos dados no zero.

4.1 Distribuicao Poisson Truncada no Zero

A forma mais adequada de fazer inferéncia sobre os parametros dos modelos da relacdo espécies-
area com distribui¢des ndo normais é considerar estes modelos no contexto dos modelos nio-lineares
generalizados. Como a varidvel dependente é um dado de contagem, assume-se que esta varidvel
provém de alguma distribuicdo conhecida para dados discretos, como a distribui¢do de Poisson. A
forma classica do modelo de Poisson € dado por:

pie

P =yly; >0) = T, 4.5)

15



4.1 Distribuicao Poisson Truncada no Zero 16

sendo y;, ¢+ = 1,...,n, a i-€sima observagdo da varidvel resposta Y. Considerando que o evento
y; = 0 ndo é observado, podemos obter as distribui¢des truncadas em zero condicionando as funcdes
de probabilidade no ponto zero. A fun¢do de probabilidade do modelo Poisson truncado no zero é
definida por:

P(Y 0) = —He” 46
=yily; > 0) = —————, .
(Y = vily: > 0) T —c ) (4.6)
€ 0s momentos principais sao
B (Yily: > 0) = —— (47
1—em’
i i
V(Yilyy>0) = —— |1 — . 4.8
il > 0) = Lo [ ] @)

Desse modo, € facil notar que a variancia condicional passa a ser inferior a média condicional.

4.1.1 Inferéencia

Seja uma amostra independente (v, ..., ¥,), a funcdo log-verossimilhanga para o modelo( 4.6)
considerando a fun¢éo u; = f(x;, 3) é dado por:

log (Ip) = Z {yZ log (p;) — p; — log (1 — e_“i) — log (yz')} ) 4.9
i=1

A estimacdo dos parametros dos modelos pode ser realizada através maximizacao da funcao log-
verossimilhanga. A fungdo escore da log-verossimilhanga ( 4.9) é dada por:

ol " Ui e Hi Ol
N . 4.1
0P ; LM 1- 6_’”1 {8@} 10

Consideramos o parametro f; da distribuicdo Poisson Zero-Truncada associado aos modelos ndo
lineares apresentados na Tabela 2.1.

n

log (Ip) = > _wilog {f (x:;8)} = > _ [ (x::8) = Y log (1 —e /@) =3 "log (yi!) . (4.11)
i=1 i=1 i=1

=1

Os estimadores de maxima verossimilhanca foram obtidos maximizando a fun¢do de verossimi-
lhanca diretamente através do comando optim do software R (R Development Core Team, 2009). O
método de maximizagao utilizado foi o BFGS.
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4.2 Distribuicao Binomial Negativa Truncada no Zero

A motivacdo de utilizar a distribuicdo Binomial Negativa estd na sua grande utilizacdo na mode-
lagem de dados com superdispersdo, geralmente reparametrizada por p = ¢/(u; + ¢). Nesta secao,
apresentamos as parametrizacdes mais comuns, bem como os resultados mais importantes para sua
estimacdo. No modelo tradicional, temos a distribui¢do Binomial Negativa dada por:

oy _Twi+9) o \’( wm \" o

com u; > 0e ¢ > 0. Condicionando a funcdo de probabilidade no ponto zero, temos:

e L@ (6 N\ o\
po =0 = SRR (055) () (1_(ui+¢)> oG

para p; > 0 e ¢ > 0 (Cruyff e van der Heijden, 2008). Os pardmetros 1 € ¢ sdo 0s parametros
de locacgdo e dispersdo, respectivamente. Quando temos ambos paramentros desconhecidos, o que
representa a maioria dos casos, a estimacdo do parametro de dispersao torna-se complicado. Uma
reparametrizac@o eficiente, proposta por Piegorsch (1990), dada por v = 1/¢ resulta na distribuigio:

Dyi+a™) ([ o \” ol a1\ !
P(Y = yly; > 0) = 1 i (1—1 i ) . @.14
(Y = yily; > 0) S0 \ T+ am (14 o) (14 aps) (4.14)

A média desta variavel aleatoria é

E (y;) - (4.15)

enquanto que a variancia vale

(4.16)

i d(+ap) ™
v<%>::[ AN PR L ].

1= (1+au) 1= (1+am)™

Para considerar a relagdo espécie-area com os dados de contagem vindos de uma distribui¢cdo de
Binomial Negativa truncada, adotamos o componente sistematico do modelo dado por p; = f(x;; 3),
em que (3 é o vetor de pardmetros, x; representa a drea e f(-) uma fung¢@o ndo linear dado na Ta-
bela 2.1.

4.2.1 Inferéncia

A funcao log-verossimilhanca de uma amostra i.i.d, baseada no modelo ( 4.14) € proporcional a

n

Yi
log (Ing) = > (X log (v +a™') —logy;! — (y; + ') log(1 + ap)
i=1 v=0 (4.17)

+yi log oty — log [1 —(1+ Oém)iail] )-
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As derivadas de primeira ordem que permitem obter os estimadores que maximizam a funcdo
log-verossimilhanca ( 4.17):

o O
<

Yi (1+au)™ [3%’1
- T ) 4.18
0+ o) (1t am)™ — 1] 9, (18)

R s 1 ; 2 (1 4 am)® log (1 + au;
Ty Z( v __)+ b o ran)” logltam)| )
o Z iz \vtav a pi(1 4 o) (1+ap)* —1

Claramente ndo temos como encontrar as solucdes analiticas. Sendo assim, a estimagdo dos para-
metros dos modelos pode ser obtida numericamente através maximizacao da fungao log-verossimilhanga,
realizado diretamente através do comando optim do software R (R Development Core Team, 2009).



Capitulo 5

Abordagem Bayesiana

Como alternativa ao método de estimacdo cléssico, introduzimos nesta se¢do uma abordagem
Bayesiana utilizando densidades a priori informativas e nao informativas.

Para estimacdo de 3 através do método Bayesiano, assumimos como priori uma distribuicao
Normal Multivariada N (3, ¥), com 3, dado pela estimativa de maxima verossimilhanga e 3, dado
pela inversa matriz hessiana observada. Na sequéncia sdo apresentadas as expressdes analiticas para
densidades a priori:

p(B) xexp{~5(8-B) S (BB} 5.1

Multiplicando as expressoes ( 4.6) e ( 5.1), a distribuicdo a posteriori conjunta € expressa por:

- ) n T Yi o—f(2i:8)
p(Bly) o exp [—g(ﬁ —Bo) =B - ﬁo)] [H [fyf! (ZiIB_)]e—f(xi;B)) ] ‘

(5.2)

Neste caso, podemos utilizar como aproximagdo para 3, >, as estimativativas encontradas a
partir da func@o de verossimilhanga ( 4.9), com X, aproximado pela inversa da matriz hessiana e 7
sendo um parametro conhecido que controla a incerteza a priori sobre os parametros 3.

Dado que as distribui¢cdes condicionais a posteriori ndo sao conhecidas, utilizamos o método
MCMC através do algoritmo de Metropolis-Hastings para realizar as simulacdes e obter as estimati-
vas dos parametros. Através das amostras geradas pelo método MCMC, definimos um intervalo de
credibilidade bayesiano (Highest Posterior Density) (HPD), fixando a confiabilidade (o) em 95%:

(8,8") = exp {3 : p(Bly) > k(a)}, (5.3)

em que k() é a mais alta constante tal que p(5' < < 3") =1 — a.
Considera-se agora uma priori ndo informativa, com (y1, ..., ¥,) sendo observacdes com distribui-
cdo p(y;|3) e p(B). A densidade a posteriori para os pardmetros do modelo é dada por:

n . Yi o—f(zi;8)
ol o | T L2 o), 54)

=1

19



5.1 Variaveis Latentes 20

Novamente caimos no caso em que as distribui¢des condicionais a posteriori ndo possuem forma
das distribui¢cdes conhecidas e, nesse caso, o algoritmo de Metropolis-Hastings é necessdrio para o
céculo da posteriori.

Como as distribuicdes Poisson e Binomial Negativa Zero Truncada pertencem a familia exponen-
cial, podemos reescrever da seguinte forma:

p(Blyi) o< exp {yit — b1(0;) — b2(0:)} p(B), (5.5)

em que 0; = log(f(x;,3)), b1(6;) = f(z;,B) e ba(0;) = log(1l — exp(—f(x;,3))) para a Poisson
Truncada. Para a distribui¢cdo Binomial Negativa Zero Truncada temos 6; = log(¢/(f(x:, 8) + ¢)),
bi(0;) = ¢log(l — e%) e by(0;) = log(1 — (1 — €%)?). Com a finalidade de tornar conhecida as
distribui¢des condicionais necessdrias para o algoritmo de Gibbs, recorremos ao uso de varidveis
latentes que permitem escrever a densidade a posteriori como produto das componentes do modelo.

5.1 Variaveis Latentes

A idéia de utilizar varidveis latentes € auxiliar na obtencdo de formas conhecidas das distribui¢des
condicionais completas. Considerando o método proposto por Higdon (1998) vamos introduzir as
varidveis u = (U, ..., u,), v = (v1,....,v,) e w = (wy, ..., w,), todas ndo negativas, a densidade
conjunta para (3, u, v, w) passa a ser:

p(B,u, v, w|y) x H {exp {—(v; + w;) } T {u; < exp (v:6;),v; > b1(60;),w; > ba2(0;)}} p(B) (5.6)

=1

Podemos justificar a equacio acima verificando que
p(Bly:) o< [, [, Ju, P8, i, vi, wily)dw;dvidu;
x p(B) OeXp(yiei) du; fb(?zei) exp {—v; } dv; fbﬁ@-) exp {—w; } dw;
o p(B) exp (yi0;) exp (=b1(6;)) exp (—ba(6:)).

Para obter condicionais completas a posteriori, podemos avaliar as situagdes representadas pela
varidvel indicadora da expressao ( 5.6).
No caso da variavel latente u;, temos:

u; < exp (yi0;)
com 0; = log(f(z;, 3)), temos
logu; < y;log {f (z:;8)}

ou seja,
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f(xi38) = exp (yl log U) :

Sendo assim, o vetor de pardmetros 3 = (i, ..., ;) deve satisfazer as restri¢des acima para todo
x;. Neste caso, definimos um subconjunto do espago paramétrico para 3 dado por:

Sp = {,8| miin(f (xi;8)) > exp (l logui) }z =1,..,n. (5.7
No caso da variavel latente v;, temos:
v; > by1(6;)
f(zi; B) <.
Da mesma forma, temos:
S =A{B m?X(f(fEi;ﬁ)) <wv} i=1..,n. (5.8)

Considerando agora a varidvel latente w;, temos:

w; > 62(91)
w; > log {1 —exp (—f (z:;8))}
f (@3 8) <log{l—exp{wi}}.

Portanto, definimos o conjunto como sendo

S5 = {B] mlln(f(xl,ﬁ)) <log[l —exp(w;)]} i=1,.n (5.9)

Neste caso, a variavel indicadora dado na equacgdo ( 5.6) vale 1 se, e somente se, 3 € SZ; N Sg N S};’.
Temos que a distribuicdo de probabilidade condicionais podem ser expressar por:
Para a variavel u;,

f(uilB) oc I {u; < exp(yib;)} i=1,..n (5.10)

portanto u; «~ U (0, exp{y;0;}).
Para a variavel v;,

[ (vi]B) ocexp (—v;) I{v; > b1(6;)} i=1,...,n (5.11)

portanto v; «~ Exp Truncada (1, b,(6;)).
Para a variavel w;,

f(w;|B) oxexp (—w;) I {w; > ba(0;)} i=1,..,n (5.12)
portanto w; «~ Exp Truncada (1, b3(6;)).
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5.1.1 Algoritmo para Geracao de Amostras

Dado 3° = (B2, ..., ﬁg), utilizamos as estimativas encontradas pelo método de méxima verossi-
milhanca como valores iniciais. Os valores serdo atualizados de acordo com os seguintes passos:

L. uw|B,y; « U (0, exp (y;6;))

2. v;|B3, y; «~ Exp Truncada (1, b,(6;))

3. w;|B, y; «~ Exp Truncada (1, b,(6;))

4. Geramos um novo candidato, 3¢, a partir da distribui¢ao normal multivariada, N(B , %), corres-
pondentes as estimativas do log-verossimilhanga ( 4.9) e a matriz hessiana. Submete-se o canditato
a aceitag¢@o de acordo com as condig¢des (8 € Sz N S5 N Sy). Caso contrdrio o vetor € descartado e
adota-se B! = 3¢

Repete-se o processo utilizando B! = (B ..., ﬂ;) como valores iniciais até atingir a amostra
necessdria.



Capitulo 6

Aspectos Praticos dos Modelos Nao Lineares
Generalizados

No sentido de expressar claramente os modelos utilizados, introduzimos neste capitulo a distri-
bui¢do Poisson Truncada considerando um modelo especifico, no caso o Exponencial. Os mesmos
procedimentos sao andlogos para a distribui¢ao Binomial Negativa truncada.

Seja o modelo exponencial dado por Fy(1 — exp(—/1z)). A fungdo log-verossimilhanga pode ser
escrita como:

log(11) = 3 (311081 — exp(~:))) — Aol — exp(~f,) o

2

—log(L — e U-ep(=An)) _ log(y,1)},

em que z; representa a area e y; o numero de espécies. Neste sentido, 0 método escore de Fisher para
encontrar a solu¢do numérica da funcao 6.1 é dado por:

e—Po(l—exp(—B1:))

- Yi —B1z;
Ul(ﬁ) - Z {ﬁo(l _ eXp(—ﬂﬁz‘)) —1- 1— e—ﬁo(l—exp(—ﬁ1wi)):| [1 —e” ]7 62)

=1

n . e—Bo(1—exp(—pf1zi))

Yi bz
U2(B) = Z {50(1 —exp(—fai)) 1- 1— eﬁo(lexp(ﬁm))] [Boe™ 7], (6.3)

=1

Este processo continua expandindo a funcdo em série de Taylor dado na sec¢do 3.2.2. O mesmo
processo pode ser realizado com os outros modelos propostos, conforme pode ser observado na Ta-
bela 6.1

23
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Tabela 6.1: Derivadas dos modelos utilizados para obtencao da funcao escore

Modelos %ﬁiﬂ’m of éaglﬁ)
Exponencial 1 — e Pz Boe P
Chapman (1- e_ﬁw)@ Bo(1 — e_ﬁlz)BQ_lﬁze_ﬂlx:L‘
fots 1 — By 248y
Logistico Tre—Fre+h %7[32”)32
Weibull 1 — ¢ P2 506_51_%62 e
Gompertz et Byeme 1T Pt
Bo(14(Z)P2) =P8 B5(L)P2 35
_ & \B2)—Bs _ 81 B1
Beta 1 <1 + (51 ) ) 51(1+(;1 Y02)
Modelos %ﬁzﬁ) afgg;,m

Chapman  (3y(1 — e 71*)21og(1 — e 71%)

Boe PretB2y

LngStiCO -m
Weibull Boe P17 182 3, Tog ()
Gompertz —Boe—c P2 o= Brat

Bo(1+(&)P2)~ ﬁ35( )62 log(4-)
Beta AT Eve j T Bo(1 -l—( )ﬁQ)log(l + (i)

Da mesma forma, descrevemos o procedimento bayesiano tomando como exemplo o modelo
exponencial. A partir da densidade conjunta( 5.6), temos:

p(B, u, v, wly) oc [T {exp {—(vi +wi)} I {u; < exp (yilog(Go(1 — exp(=fr2:)))) 64
vi > Bo(1 — exp(—F12:))(0:), wi > log(1 — eh(=e®CAz))p (). |

Sendo assim, temos as varidveis latentes com distribui¢cdes
u; -~ U (0, exp{y; log(Bo(1 — exp(—Siz:))) }),
v; «~» Exp Truncada (1, Bo(1 — exp(—/5174)))),

w; ~ Exp Truncada (1,log(1 — efo(l=exp(=Arzi)y)),

As medidas da distribuicdo a posteriori sdo obtidas a partir do algoritmo de estimagdo dado
em 5.1.1. A seguir, temos os resultados dos estudos de simulacio.



Capitulo 7

Estudo de Simulacao

7.1 Introducao

Neste capitulo sdo apresentados alguns estudos de simulagdo para comparacao dos modelos des-
critos na Tabela 2.1. Na sec@o 7.2 sdo apresentados os resultados para a abordagem classica das
distribui¢des de Poisson e Binomial Negativa truncadas no zero, além de um estudo que avalia os cri-
térios de selecdo entre as distribui¢des. Na sec¢do 7.3 sdo apresentados os resultados para a abordagem
bayesiana utilizando os algoritmos de Metropolis-Hastings e Gibbs Sampling.

7.2 Resultados da Abordagem Classica

Nesta simulacao, foram fixados valores arbitrdrios para os parametros 3 dos modelos apresenta-
dos na Tabela 2.1, e unidades de area variando de 1 a 40. Estas dreas foram divididas em parcelas
(10, 40 e 100) sendo gerados valores a partir das distribui¢cdes Poisson e Binomial Negativa Zero -
Truncada, representando o numero de diferentes espécies observadas em uma determinada drea.

Para cada uma das amostras (10, 40 e 100), foram estlmados 0s parametros 61 com um total de
m = 1000 replicagdes, sendo calculado a média 3 = Yo ﬁz as estatisticas Mean Square Error
(MSE) e Mean Absolute Percent Error (MAPE) para comparar o ajuste dos modelos. As estatisticas
sdo estimadas com as equagdes:

=%Z(A ) MAPE =3 Bt

Para cada rephca podemos construir o intervalo de confianca considerando a distribuicao assintética
normal de ﬁz dado a variancia estimada por 02 Sendo assim, temos:

C(B:, (1 — a)%) = B; & zajo\/0%

com « sendo o nivel de significancia e z,/, valor tabelado da Normal. Para a comparag@o dos mode-
los, utilizamos o critério AIC.

25
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7.2.1 Simulacao utilizando Poisson Zero - Truncada

Os gréficos apresentados nas Figuras 7.1, 7.2 e 7.3 ilustram os valores gerados e a curva ajustada
via mdxima verossimilhanga para cada modelo, cada ponto representa o nimero de espécies observa-
das na drea. Consideramos os valores dos parametros dos modelos de forma que podemos descrever
a comunidade de espécies (dado pela assintota préximo ao parametro (3, fixado em 100) em uma area

de tamanho 40.

Figura 7.1:

Figura 7.2: Curvas ajustadas com a distribui¢do de Poisson truncada com n=40.

Curvas ajustadas com a distribui¢do de Poisson truncada com n=10.
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Figura 7.3: Curvas ajustadas com a distribui¢do de Poisson truncada com n=100.

A medida que aumentamos o tamanho da amostra (Figuras 7.2 e 7.3) maior € a diferenca entre
as curvas. Desse modo, esperamos que os modelos sejam competitivos entre si, sendo cada vez mais
distintos ao aumento da amostra. As Tabelas 7.1, 7.2 e 7.3 apresentam as estatisticas relacionadas a
precisdo das estimativas (MSE e MAPE) bem como a probabilidade de cobertura.

Tabela 7.1: Estimativas cldssicas para a distribuicao de Poisson n = 10.

Parametros Reais Média IC (95 %) MSE  MAPE Cobertura
Exponencial 0o 100 98,927 (90,567;107,286) 12,546 0,028 96,2%
1 0,2 0,198 (0,12;0,276) 0,001 0,141 94,6%
0o 100 101,049 (83,05;119,048) 68,491 0,062 96,6%
Chapman o3 0,1 0,103 (0,046;0,16) 0,001 0,201 98,2%
65 3 3,248 (0,996:5,5) 1,178 0,257 96,3%
0o 100 100,195 (87,439;112,952) 29,174 0,043 98,0%
Logistico 1631 0,25 0,26 (0,181;0,338) 0,001 0,114 97,9%
65 6 6,203 (4,653;7,753) 0,512 0,094 97,9%
0o 100 100,114 (90,863;109,365) 15,324 0,03 83,1%
Weibull 01 0,005 0,007 (0,005;0,019) 0,001 0,503 100%
(o 2 1,896 (1,114;2,678) 0,04 0,073 97,9%
Bo 100 100,366 (79,941;120,792) 87,777 0,072 96,1%
Gompertz 061 0,1 0,104 (0,066;0,142) 0,001 0,143 98,5%
(o 2 2,068 (1,559;2,576) 0,063 0,096 97,5%
o 100 104,303  (78,706;129,9) 133,522 0,118 85,7%
Beta 1 5,5 9,161 (1,593;14,915) 27,987 0,892 95,6%
65 3 4,415 (1,11;7,94) 4,62 0,666 92,9%

B3 0.4 1,444 (-12,274;15,162) 9,397 3,281 32,8%
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Pelos resultados da Tabela 7.1, nota-se que todos os pardmetros dos modelos Exponencial, Chap-
man, Logistico, Weibull e Gompertz apresentaram bons ajustes ao comparar os valores reais a média.
Nestes modelos, percebe-se que as probabilidades de cobertura estdo proximas ao valor esperado de
95%. Considerando o modelo Beta, este apresenta os maiores valores para o MSE e MAPE. Isto sig-
nifica que os valores ajustados estdo mais distantes dos reais. Verifica-se também que o parametro (5
sendo ndo significativo, ou seja, o valor 0 estd contido dentro de intervalo de confianga. Fato também
observado pela baixa probabilidade de cobertura do parametro.

Tabela 7.2: Estimativas cldssicas para a distribuicdo de Poisson = 40.

Parametros Reais Média IC MSE MAPE Cobertura
Exponencial 0o 100 99,764 (95,631;103,897) 3,711 0,015 96,0%
061 0,2 0,201 (0,161;0,241) 0,001 0,072 96,4%
Bo 100 100,239 (91,44;109,038) 15,845 0,031 97,1%
Chapman 061 0,1 0,1 (0,073;0,127) 0,001 0,093 97,8%
(o 3 3,026 (2,069;3,982) 0,178 0,109 97,8%
0o 100 99,731  (93,222;106,24) 8,58 0,024 97,8%
Logistico 1 0,25 0,252 (0,215;0,288) 0,001 0,052 97,2%
65 6 6,029 (5,312;6,746) 0,105 0,043 97,1%
0o 100 99,745 (95,154;104,337) 5,352 0,019 84,3%
Weibull 01 0,005 0,006 (0,001;0,011) 0,001 0,274 99,8%
65 2 1,938 (1,578;2,299) 0,015 0,047 96,4%
0o 100 100,089 (89,485;110,694) 23,862 0,039 96,9%
Gompertz 061 0,1 0,101 (0,083;0,119) 0,001 0,066 97,0%
(o 2 2,011 (1,776;2,246) 0,011 0,041 97,6%
0o 100 102,298 (77,14;127,455) 121,461 0,082 89,7%
Beta 061 5,5 6,423 (2,931;13,777) 13,393 0,356 92,4%
6> 3 3,374 (0,964,5,783) 1,868 0,272 96,2%
03 0,4 0,624 (-1,183;2,432) 1,087 0,979 12,3%

Pela Tabela 7.2, nota-se um aumento de precisdao dos ajustes. Este fato pode ser verificado pelo
decréscimo das estatisticas MSE e MAPE para todos os pardmetros comparado aos dados simulados
com amostras de tamanho 10. Os percentuais de cobertura estdo proximas ao esperado, exceto para o
parametro (33 do modelo Beta.
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Tabela 7.3: Estimativas cldssicas para a distribuicdo de Poisson n = 100.

Parametros Reais Meédia 1C MSE MAPE Cobertura
Exponencial 0o 100 99,961  (97,35;102,573) 1,545 0,01 96,1%
51 0,2 0,201 (0,176;0,226) 0,001 0,046 97,5%
0o 100 99,96  (94,457;105,463) 5,813 0,019 97,2%
Chapman o3 0,1 0,1 (0,083;0,118) 0,001 0,061 97,4%
(o 3 3,022 (2,42;3,624) 0,076 0,072 97,9%
Bo 100 99,655 (95,54;103,771) 3,956 0,017 98,1%
Logistico 1 0,25 0,251 (0,228;0,274) 0,001 0,033 97,9%
(s 6 6,016 (5,568;6,464) 0,038 0,026 97,8%
o 100 100,098 (97,054;103,141) 2,813 0,014 87,5%
Weibull 1 0,005 0,006 (0,003;0,009) 0,001 0,223 98,8%
(s 2 1,942 (1,719;2,165) 0,01 0,04 95,4%
B 100 99,918 (93,173;106,663) 9,688 0,024 97,1%
Gompertz 01 0,1 0,101 (0,089;0,112) 0,001 0,041 97,4%
(s 2 2,012 (1,864;2,161) 0,005 0,026 97,4%
o 100 101,078 (85,122;117,034) 51,315 0,054 94,9%
Beta 51 5,5 5,756 (2,715;8,798) 1,923 0,177 94,9%
(o 3 3,104 (1,859;4,349) 0,307 0,134 97,8%
(3 0,4 0,452 (-0,08;0,985) 0,063 0416 1,5%

Para uma amostra de tamanho 100 (Tabela 7.3), nota-se novamente uma melhora na precisao, com
valores préximos aos reais. Apesar de a média préxima ao valor real, o pardmetro 33 do modelo Beta
possui baixa probabilidade de cobertura.

A partir das 1000 replicacdes, foram calculados os indices de acerto usando o critério AIC. Neste
caso o interesse é verificar quantas vezes o verdadeiro modelo (utilizado para gerar as amostras) ¢
identificado corretamente com o melhor ajuste (Tabela 7.4).
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Tabela 7.4: Taxa de acerto para a distribuicdo de Poisson.

Modelos Exponencial Chapman Logistico Weibull Gompertz Beta
10 75,8 % 4,3% 14,7% 2,3% 2,5% 0,4%
Exponencial 40 70,2 % 6,1% 8,1% 4,6% 8.3% 2,7%
100 72,2% 7,6% 1,3% 7,0% 9.,4% 2,5%
10 0,1% 76,8 % 2,6% 5,4% 12,9% 2,2%
Chapman 40 0,0% 75% 0,0% 1,6% 15,6% 7,8%
100 0,0% 82,4% 0,0% 0,0% 6,0% 11,6%
10 0,0% 3,7% 78,8 % 0,0% 16,8% 0,7%
Logistico 40 0,0% 0,0% 87,9% 0,0% 1,1% 11,0%
100 0,0% 0,0% 99,6 % 0,0% 0,0% 0,4%
10 0,1% 53,8% 8,5% 18,7 % 16,7% 2.2%
Weibull 40 0,0% 24,3% 4,0% 39,8% 30,2% 1,7%
100 0,0% 13,3% 1,1% 42,6 % 33,7% 9.3%
10 0,0% 49,4% 16,6% 0,3% 32,7% 1,0%
Gompertz 40 0,0% 32,2% 3,5% 0,0% 59,8 % 4,5%
100 0,0% 20,6% 0,4% 0,0% 72,1% 6,9%
10 0,6% 67,2% 0,9% 4,3% 3,0% 24%
Beta 40 0,0% 38,0% 0,0% 0,7% 1,8% 59,5%
100 0,0% 11,5% 0,0% 0,0% 0,2% 88,3%

Pela Tabela 7.4, observa-se uma melhora significativa do critério de selecio com o aumento do
tamanho da amostra. Dado a amostra de tamanho 100, os maiores indices de acerto correspondem ao
verdadeiro modelo. Com destaque para o modelo Logistico, que possui quase 100% de acerto. Isto
se deve a considerdvel diferenca entre o modelo Logistico e os demais modelos, para os valores dos
parametros considerados (ver Figura 2.2 do Capitulo 2).

Entretanto, nota-se uma competitividade entre os modelos Chapman, Weibull e Gompertz. Dado o
Weibull como verdadeiro, o modelo Chapman teve melhor ajuste em 53,8% para amostra de tamanho
10. Com um n =40, nota-se um equilibrio entre os trés modelos. Isto significa que apesar das amostras
terem sido geradas com parametros distintos, caracterizando cada curva, os modelos ajustam-se aos
dados devido a flexibilidade (Figura 7.4).

Apesar da distin¢ao inicial entre as curvas (Figura 2.2), nota-se claramente que estas ajustam-se
ao conjunto de dados, com as curvas quase sobrepostas para os dados gerados dos modelos Weibull e
Gompertz (Figura 7.4). Isto resulta em valores proximos para o critério AIC. Considerando o modelo
Beta, as curvas ajustadas passam a ser mais distintas.

Pelas Figuras 7.4 e 7.5, nota-se a deficiéncia de ajuste do modelo Exponencial nos dados clara-

mente sigmoidais.
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7.2.2 Simulacao utilizando a Binomial Negativa Zero - Truncada

Da mesma forma, sido apresentados os resultados para a distribuicio Binomial Negativa Zero -
Truncada com reparametrizagdo dado por 4.14. Neste sentido, deve-se dar alguma atencdo ao para-
metro de dispersdo «, desconhecido e fixado em 0.01.

Nas Figuras 7.6, 7.7 e 7.8 temos as curvas ajustadadas via maxima verossimilhanca para cada mo-
delo e amostra (10, 40, 100) quando a distribuicao Binomial Negativa truncada no zero € considerada.
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Pelas Figuras 7.6, 7.7 e 7.8, percebe-se a diferenga entre as curvas ajustadas e os valores gera-
dos. Nas Tabelas 7.5, 7.6 e 7.7, temos as estatisticas associadas a precisao para os dados simulados,
gerados a partir da distribui¢do Binomial Negativa.

Tabela 7.5: Estimativas cldssicas para a distribuicdo Binomial Negativa n = 10.

Modelo Parametros Reais Média 1C(95%) MSE MAPE Cobertura
Q@ 0,01  0,0101  (0,0092;0,0181) 0,001 0,592 97,9 %
Exponencial 0o 100 94,779 (88,883;100,676) 99,48 0,073 96,7 %
1 0,2 0,208 (0,158;0,259) 0,001 0,194 96,7 %
« 0,01  0,0102 (0,009;0,0105) 0,001 0,641 97,2 %
Chapman 0o 100 104,375 (83,071;125,678) 64,41 0,059 98,6 %
631 0,1 0,077 (0,044:;0,110) 0,001 0,327 96,0 %
6 3 2,345 (1,556;3,135) 0,043 0,093 95,3 %
« 0,01 0,0104 (0,004;0,016) 0,001 0,616 98,1 %
Logistico 0o 100 103,646 (91,109;116,184) 197,8 0,090 95,6 %
o5 0,25 0,231 (0,197;0,265) 0,001 0,197 97,5 %
0o 6 5,638 (5,037,6,238) 0,431 0,116 96,2 %
« 0,01  0,0092 (0,003;0,015) 0,001 0,727 99,0 %
Weibull 0o 100 110,839 (87,777;133,900) 100,9 0,069 96,7 %
1 0,1 0,0866 (0,068;0,104) 0,001 0,102 97,6 %
65 2 1,882 (1,705;2,060) 0,108 0,059 97,3 %
Q@ 0,01  0,0102 (0,004,0,015) 0,001 0,631 96,1 %
Gompertz 0o 100 98,624 (90,655;106,594) 55,53 0,058 95,0 %
51 0,005 0,0061 (0,0008;0,011) 0,001 0,089 93,0 %
0o 2 1,967 (1,591;2,344) 0,082 0,056 92,9 %
Q@ 0,01 0,012 (0,005;0,019) 0,001 0,667 94.9 %
o 100 95,197 (84,934;100,907) 239,7 0,076 87,3 %
Beta 1 5,5 5,356 (3,445;7,703) 6,721 0,223 83,6 %
65 3 3,664 (2,703;4,332) 7,936 0,292 88,8 %
03 0,4 0,444 (0,188;0,701) 2,128 0,826 80,3 %

Pela Tabela 7.5, nota-se que todos os modelos possuem bons ajustes comparando a média aos
valores reais. Todos as médias estdo dentro dos intervalos de confianca, apesar do modelo Beta
apresentar percentuais de cobertura abaixo do esperado para seus parametros.
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Tabela 7.6: Estimativas cldssicas para a distribuicdo Binomial Negativa n = 40.

Modelo Parametros Reais Média IC(95%) MSE MAPE Cobertura
« 0,01  0,0098 (0,008;0,012) 0,001 0,594 98.3 %
Exponencial 0o 100 101,292 (95,166;107,418) 21,77 0,036 96,1 %
1 0,2 0,206 (0,157;0,254) 0,001 0,089 96,7 %
@ 0,01  0,0096 (0,008;0,012) 0,001 0,584 96,6 %
Chapman 0o 100 106,022 (85,113;126,932) 19,20 0,032 98,7 %
o3 0,1 0,081 (0,045;0,117) 0,001 0,256 95,8 %
o) 3 2,383 (1,535;3,232) 0,023 0,069 85,3 %
« 0,01  0,0093 (0,006;0,014) 0,001 0,588 98,3 %
Logistico Bo 100 103,312 (89,401;117,222) 40,69 0,047 96,6 %
51 0,25 0,240 (0,200;0,280) 0,001 0,089 97,0 %
B2 6 5,886 (5,199;6,573) 0,032 0,051 97,0 %
« 0,01  0,0151 (0,01;0,020) 0,001 0,610 97,3 %
Gompertz Bo 100 96,304  (73,387;119,22) 24,15 0,039 97.3 %
51 0,1 0,098 (0,071;0,125) 0,001 0,054 97,2 %
B2 2 1,957 (1,698;2,216) 0,031 0,034 97,2 %
« 0,01  0,0102 (0,005;0,019) 0,001 0,632 98,1 %
Weibull Bo 100 97,712 (88,322;107,102) 12,71 0,029 97,5 %
051 0,005 0,011 (0,003;0,019) 0,001 0,035 95,7 %
5 2 1,698 (1,387;2,010) 0,006 0,021 95.9 %
« 0,01  0,0083 (0,006;0,010) 0,001 0,545 96,8 %
0o 100 121,854 (86,299;157,409) 77,74 0,054 89,3 %
Beta 051 5,5 3,945 (3,993;5,897) 7,708 0,130 90,4 %
B2 3 4,968 (2,440;7,495) 0,537 0,125 96,4 %
03 0,4 0,330 (0,0259;0,444) 3,201 0,321 87,9 %

Nota-se uma melhora nas medidas de precisdo em todos os modelos (Tabela 7.6), dado pelos
valores do MSE e MAPE. Entre os percentuais de cobertura, estes estdo proximos dos 95% esperados,
incluindo o modelo Beta que teve melhora das probabilidades.
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Tabela 7.7: Estimativas cldssicas para a distribuicdo Binomial Negativa n = 100.

Modelo Parametros Reais Média IC(95%) MSE MAPE Cobertura
« 0,01  0,0102 (0,008;0,012) 0,001 0,347 95,5 %
Exponencial Bo 100 98,875 (95,111;102,639) 8,620 0,023 97.4 %
1 0,2 0,220 (0,186;0,255) 0,001 0,057 96,6 %
@ 0,01  0,0101 (0,008;0,012) 0,001 0,328 94.5 %
Chapman 0o 100 97,059 (87,237;106,881) 7,677 0,021 97,6 %
o3 0,1 0,099 (0,076;0,123) 0,001 0,193 64,3 %
o) 3 2,889 (2,236;3,543) 0,013 0,051 65,0 %
« 0,01  0,0143  (0,0093;0,0193) 0,001 0,406 98,1 %
Logistico Bo 100 98,994 (90,272;107,716) 17,86 0,032 97,3 %
51 0,25 0,254 (0,226;0,282) 0,001 0,067 97,6 %
B2 6 6,072 (5,595;6,549) 0,017 0,047 97.3 %
« 0,01 0,011 (0,007;0,015) 0,001 0,451 98.9 %
Gompertz Bo 100 100,407 (86,617;114,198) 10,50 0,028 98,1 %
51 0,1 0,099 (0,083;0,114) 0,001 0,035 96,8 %
B2 2 1,983 (1,831;2,134) 0,014 0,023 94,5 %
« 0,01  0,0102 (0,005;0,019) 0,001 0,359 98,0 %
Weibull Bo 100 100,736 (95,739;106,313) 4,706 0,017 96,8 %
051 0,005 0,0068 (0,003;0,0100) 0,001 0,030 97,6 %
B2 2 1,890 (1,699;2,081) 0,002 0,018 97.1 %
« 0,01  0,0085 (0,006;0,010) 0,001 0,387 98,5 %
Bo 100 108,583 (76,630;140,535) 36,98 0,039 93.8 %
Beta 051 5,5 4,537 (2,960;6,113) 0,434 0,081 93.4 %
6 3 4,243 (2,234;6,251) 0,129 0,079 97,9 %
03 0,4 0,238 (0,112;0,440) 0,012 0,193 91,4 %

Para uma amostra de tamanho 100, nota-se uma melhora significativa nos percentuais de cober-
tura e na precisdo das estimativas, aproximando-se dos verdadeiros valores. Sendo assim, o método
de médxima verossimilhanca mostra-se satisfatério para ajustar os modelos aos conjuntos de dados
simulados. Na Tabela 7.8, temos os resultados da selecdo de modelos pelo critério AIC.
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Tabela 7.8: Taxa de acerto para a distribuicdo Binomial Negativa
Modelo N | Exponencial | Weibull | Chapman | Logistico | Gompertz | Beta
10 79,2 % 9,3 % 0,2 % 4,2 % 6,3 % 0,8 %
Exponencial 40 85,8 % 2.2 % 0,1 % 2.9 % 7.2 % 1,8 %
100 88,2 % 4,6 % 0,7 % 1,1 % 3.2 % 2,2 %
10 0,8 % 28,6 % | 34.8 % 8,1 % 27,7 % 0,0 %
Weibull 40 0,0 % 473 % | 12,6 % 4,3 % 32,7 % 3,1 %
100 0,0 % 59,1 % 3.9 % 1,3 % 27,6 % 8,1 %
10 10,9 % 185% | 52,9 % 2,4 % 15,3 % 0,0 %
Chapman 40 0,0 % 235% | 66,3 % 0,1 % 8,5 % 1,6 %
100 0,0 % 16,6 % | 77,9 % 0,1 % 3.3% 2,1 %
10 0,1 % 0,1 % 0,2 % 99,2 % 0,4 % 0,0 %
Logistico 40 0,0 % 0,0 % 0,1 % 99,6 % 0,1 % 0,2 %
100 0,0 % 0,0 % 0,0 % 99,6 % 0,3 % 0,1 %
10 0,0 % 0,1 % 53,2 % 11,1 % 33,2 % 2.4 %

Gompertz 40 0,0 % 0,0 % 23,8 % 1,0 % 62,5 % | 12,7 %
100 0,0 % 0,0 % 21,0 % 0,0 % 63,6 % | 154 %

10 0,2 % 8,5 % 73,6 % 0.4 % 7.5 % 9,8 %

Beta 40 0,0 % 9,6 % 35,9 % 0,1 % 3,1 % 51,3 %

100 0,0 % 22 % 15,8 % 0,0 % 0.4 % 81,6 %

Pela Tabela 7.8, nota-se um aumento em todos os modelos na porcentagem de acerto a medida que
aumenta a amostra. Entretanto, observa-se uma competitividade entre os modelos Weibull, Chapman,
Gompertz e Beta. No caso do Gompertz de tamanho 10, este foi selecionado em 32,2%, enquanto
que o Chapman foi selecionado 53,2%. A maior diferenca estd no modelo Beta, que passou de 9,8%
para 81,6%. Neste caso, podemos atribuir esta baixa performance devido a penalidade do parametro
adicional.

Nas Figuras 7.9 e 7.10, novamente observa-se competitividade entre os modelos e falta de ade-
quabilidade para o modelo Exponencial para as amostras com curvas sigmoidais.
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7.2.3 Comparacao entre as distribuicoes Poisson e Binomial Negativa

Neste secao, o estudo mostra o comportamento quando as distribuicdes de Poisson e Binomial
Negativa sdo comparadas simultdneamente. Nas Tabela 7.9 e 7.10, temos os dados gerados a partir
das distribui¢des de Poisson e Binomial Negativa truncada, respectivamente.

Tabela 7.9: Taxa de acerto simulado a partir da distribui¢cao de Poisson com n = 100.

Poisson

Distribuicdo Modelo | Exponencial | Chapman | Logistico | Weibull | Gompertz | Beta
Exp 79,1% 0,0% 0,0% 0,0% 0,0% 0,0%

Cha 0,0% 73,5% 0,0% 10,8% 20,0% 15,1%

Poisson Log 0,0% 0,0% 95,0 % 0,0% 0,8% 0,0%
Wei 15,0% 12,0% 0,0% 66,2 % 0,0% 0,0%

Gom 0,0% 2,9% 0,0% 18,3% 71,9 % 0,0%
Bet 0,9% 6,7% 0,9% 0,0% 2,6% 81,4%

Exp 4,1% 0,0% 0,0% 0,0% 0,0% 0,0%

Cha 0,1% 4,4% 0,0% 0,6% 1,1% 0,9%

Binomial Log 0,0% 0,0% 4,1% 0,0% 0,0% 0,0%
Wei 0,8% 0,0% 0,0% 1,6% 0,0% 0,0%

Gom 0,0% 0,3% 0,0% 2,3% 3,6% 0,1%

Bet 0,0% 0,2% 0,0% 0,2% 0,0% 2,5%

Tabela 7.10: Taxa de acerto simulado a partir da distribui¢do Binomial Negativa com n = 100.
Binomial Negativa

Distribuicdo Modelo | Exponencial | Chapman | Logistico | Weibull | Gompertz | Beta
Exp 0,4% 0,0% 0,0% 0,0% 0,0% 0,0%
Cha 0,0% 3,7% 0,0% 0,3% 3,7% 0,3%
Poisson Log 0,0% 0,0% 12,0% 0,0% 0,3% 0,0%
Wei 0,0% 2,1% 0,0% 2,6% 0,0% 0,0%
Gom 0,0% 0,1% 0,0% 0,6% 13,1% 0,0%
Bet 0,0% 1,1% 3,0% 0,0% 0,1% 1,6%
Exp 81,0% 0,0% 0,0% 0,0% 0,0% 0,0%
Cha 0,6% 73,3% 0,0% 20,9% 20,9% 28,2%
Binomial Log 0,2% 0,0% 86,6 % 0,0% 1,6% 0,0%
Wei 16,1% 11,2% 0,0% 51,0% 0,0% 0,1%
Gom 0,3% 4,7% 0,5% 24,0% 59,6 % 1,6%
Bet 1,4% 4,8% 0,6% 0,6% 0,7% 68,2 %

Pelas Tabelas 7.9 e 7.10, nota-se que o critério de selec@o identificou tanto o modelo, quanto a
distribui¢do corretamente. Entretanto percebe-se que os mesmos modelos competem entre si para
cada uma das distribuicdes. No caso do modelo Logistico com a distribuicdo Binomial Negativa
(Tabela 7.10) com acerto de 86,6%, o mesmo modelo apresenta 12,0% para a distribuicdo de Poisson.
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7.3 Resultados da Abordagem Bayesiana

No procedimento bayesiano através do algoritmo de Metropolis-Hastings, considera-se uma ca-
deia inicial de tamanho 31,000 com as 1,000 primeiras iteracOes descartadas. Estes valores sdo guar-
dadas com salto de tamanho 10, resultando em uma amostra final de tamanho 3,000. Para garantir a
qualidade da amostra, as taxas de aceita¢do sdo mantidas em torno de 0,35.

Na Tabela 7.11 sao apresentados os resultados obtidos via simulacdo para os modelos apresenta-
dos na Tabela 2.1.

Tabela 7.11: Estimativas bayesianas para a distribuicao Poisson n = 40.

Modelo Pardmetro Reais Estimativa IC(95%) Raftery e Lewis Gelman
Exponencial o3 100 102.351 (94.827;109.750) 1.62 1.01
Ba 0.09 0.0845 (0.069;0.099) 1.02 1.01
B 100 101.515  (95.204;108.305) 1.14 1.00
Logistico 165 0.2 0.2016 (0.179;0.221) 1.10 1.01
B3 4.0 4.0417 (3.736;4.334) 1.14 1.01
B 100 101.615  (97.061;106.245) 1.25 1.01
Gompertz B 0.2 0.2029 (0.179;0.226) 1.04 1.01
B 2.5 2.5680 (2.327;2.819) 1.02 1.00
B 100 100.136  (95.208;104.425) 1.06 1.01
Weibull B2 0.05 0.0052 (0.002;0.008) 1.07 1.01
B3 2.0 1.9745 (1.744;2.214) 1.05 1.01
B 100 106.617  (93.398;120.285) 1.01 1.01
Chapman B2 0.09 0.0717 (0.049;0.093) 1.05 1.00
B3 2.0 1.7371 (1.369;2.104) 1.02 1.01
B 100 137.48  (137.412;137.546) 1.01 1.01
Beta Ba 35 3.646 (2.436;4.725) 1.05 1.01
B3 3.0 3.562 (1.497;5.899) 1.02 1.00
B3 0.2 0.137 (0.001;2.104) 1.02 1.00

7.4 Simulacio da distribuicao de Poisson truncada com variaveis
latentes

Amostras de tamanhos 10, 40 e 100 foram gerados da distribuicdo Poisson zero-truncada para
cada um dos modelos propostos, sendo realizados no total 1000 replicagdes para cada fungdo. Foram
geradas 10000 iteragdes utilizando o algoritmo de Gibbs Sampling para obten¢do de amostras da
distribuicdo a posteriori e, por fim, calculadas as médias e os intervalos de credibilidade que sdao
apresentadas nas Tabelas 7.12, 7.13 e 7.14. Os dados foram simulados e ajustados para cada um dos
trés modelos. Os ajustes dos modelos foram avaliados por meio de quatro critérios bayesianos: DIC,
EAIC, EBIC e CPO.
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Tabela 7.12: Estimativas bayesianas via Gibbs Sampling para Poisson com n = 10.

Modelos Parametros Reais Média IC (95%) MSE MAPE Cobertura
Exponencial Bo 100 96,26  (88,253;102,616) 4,082 0,032 94.,4%
51 0,2 0,161 (0,115;0,21) 8,803 0,131 92,4%
Bo 100 92,801 (80,691;103,794) 12,409 0,086 88,8%
Chapman 051 0,09 0,117 (0,054;0,178) 0,03 0,255 92,1%
6 2 2,498 (0,969;4,019) 0,77 0,252 93,6%
Bo 100 98,209 (84,708;114,978) 7,907 0,064 93,9%
Logistico 51 0,25 0,288 (0,206;0,382) 0,03 0,095 95,6%
B2 6 6,483 (5,029;8,169) 0,531 0,07 95,6%
0o 100 99,393 (88,078;108,94) 5,427 0,043 94.,2%
Gompertz 51 0,2 0,195 (0,147;0,253) 0,03 0,112 94,6%
o)) 2,5 2,572 (1,998;3,184) 0,309 0,092 92,9%
Bo 100 97,973 (97,961;97,982) 3,937 0,029 48,8%
Weibull 51 0,005 0,01 (0,001;0,02) 0,004 0,54 99,0%
0o 2 1,694 (1,265;2,03) 0,202 0,079 91,5%
Bo 100 98,538  (74,158;125,8) 13,569 0,113 73,2%
Beta 051 5,5 4,354 (3,204;5,71) 32,435 2,967 60,4%
B2 3 6,023 (0,368;14,232) 2,599 0,575 72,9%
03 0,4 0,187 (0,013;0,424) 15,132 16,405 58,8%

Tabela 7.13: Estimativas bayesianas via Gibbs Sampling para Poisson com n = 40.

Modelos Pardmetros Reais Média 1C (95%) MSE MAPE Cobertura
Exponencial 0o 100 99,331 (95,613;102,931) 2,135 0,017 92,0%
061 0,2 0,204 (0,173;0,241) 8,8 0,071 92,4%
0o 100 99478 (91,49;108,195) 5,813 0,045 92,4%
Chapman 061 0,09 0,099 (0,074,0,126) 0,015 0,129 93,7%
65 2 2,076 (1,618;2,607) 0,284 0,111 94,7%
Bo 100 99,352 (92,446;106,035) 4,215 0,034 93,2%
Logistico 01 0,25 0,242 (0,208;0,272) 0,015 0,049 94,9%
6 6 5,773 (5,237;6,309) 0,277 0,037 95,7%
0o 100 100,035 (93,732;104,74) 2,839 0,022 92,6%
Gompertz 1 0,2 0,18 (0,156;0,206) 0,015 0,061 93,8%
65 2,5 2,362 (2,115;2,601) 0,15 0,048 94,6%
0o 100 100,682 (95,652;105,784) 2,596 0,02 31,1%
Weibull 631 0,005 0,008 (0,005;0,012) 0,002 0,261 98,1%
63 2 1,814 (1,62;1,97) 0,117 0,046 91,6%
0o 100 90,13 (81,812;96,523) 11,95 0,094 76,9%
Beta 061 5,5 7,413 (4,652;10,799) 7,775 0,52 84,7%
5 3 3,011 (2,02;3,953) 1,056 0,225 86,3%

B 0.4 0,849 (0,201;1,726) 2,656 1,766 85,8%
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Tabela 7.14: Estimativas bayesianas via Gibbs Sampling para os Poisson com n = 100.

Modelos Parametros Reais Média IC (95%) MSE MAPE Cobertura
Exponencial Bo 100 97,56 (95,42;99,581) 1,648 0,014 87,3%
51 0,2 0,218 (0,197;0,238) 8.8 0,044 92,8%
Bo 100 102,927 (95,986;110,072) 3,781 0,03 92,7%
Chapman 051 0,09 0,092 (0,074;0,109) 0,009 0,085 92,6%
6 2 2,182 (1,785;2,514) 0,178 0,071 91,6%
Bo 100 99,983 (95,595;104,498) 2,768 0,022 93,5%
Logistico 51 0,25 0,262 (0,246;0,286) 0,01 0,033 92,2%
B2 6 6,233 (5,918;6,629) 0,189 0,025 92,0%
0o 100 100,412 (96,357;103,722) 1,813 0,015 92,8%
Gompertz 51 0,2 0,188 (0,171;0,203) 0,009 0,037 93,8%
o)) 2,5 2,328 (2,147;2,484) 0,092 0,029 94,6%
Bo 100 100,717 (96,719;104,996) 1,77 0,015 22,1%
Weibull 51 0,005 0,007 (0,005;0,01) 0,001 0,21 94,5%
0o 2 1,848 (1,709;2,012) 0,09 0,036 87,8%
Bo 100 99,632 (86,312;109,864) 9,073 0,068 86,4%
Beta 051 5,5 5,219 (3,776;6,915) 1,979 0,201 90,4%
B2 3 3,496 (2,4;4,253) 0,518 0,13 90,4%
03 0,4 0,356 (0,1;0,658) 0,486 0,512 89,9%

Através do método proposto, obteve-se boas estimativas para os dados simulados. Para todos os
pardmetros, os verdadeiros valores encontram-se dentro dos intervalos de credibilidade, podendo ser
conferido através das probabilidades de cobertura. Nota-se um decréscimo dos vicios a medida que o
tamanho da amostra aumenta.
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Tabela 7.15: Critérios de selecao via Gibbs Sampling para Poisson com n = 10.
Modelos  Critérios Exponencial Chapman Logistico Weibull Gompertz Beta

DIC 63,9% 2,6% 22.9% 0,3% 10,3% 0%
Exponencial  EAIC 75,2 % 1,4% 18,1% 0,1% 5.,2% 0%
EBIC 88,6 % 0,3% 8,8% 0,1% 2,2% 0%
CPO 57,9 % 3,3% 26,1% 0,2% 12,5% 0%
DIC 21,6% 27,6 % 3,2% 0,4% 47,2% 0%
Chapman EAIC 23,4% 32,9% 3% 0,3% 40,4% 0%
EBIC 32.2% 28,9 % 3% 0,2% 35,7% 0%
CPO 15,2% 36,5% 3% 0,7% 44,6% 0%
DIC 0% 15,2% 68,1 % 0% 16,7% 0%
Logistico EAIC 0% 13,9% 70,1% 0% 16% 0%
EBIC 0% 13,9% 70,1 % 0% 16% 0%
CPO 0% 13,9% 70,1 % 0% 16% 0%
DIC 1% 23,6% 8,9% 0% 66,5% 0%
Weibull EAIC 0,9% 30,1% 8,9% 0% 60,1% 0%
EBIC 1,8% 29,7% 8,9% 0% 59,6% 0%
CPO 0,5% 30,4% 8,9% 0% 60,2% 0%
DIC 0% 7,8% 16,8% 0% 73,8 % 1,6%
Gompertz EAIC 0% 8,4% 17% 0% 73,1% 1,5%
EBIC 0% 8,6% 17% 0% 73,3% 1,1%
CPO 0% 8,4% 17% 0% 73 % 1,6%
DIC 1,9% 35,1% 1,6% 0,2% 60,6% 0,6 %
Beta EAIC 2,1% 40,7% 1,6% 0,1% 55% 0,5%
EBIC 3,4% 39,4% 1,6% 0,1% 55,1% 0,4 %
CPO 1,5% 41,1% 1,6% 0,2% 55% 0,6 %

Pela Tabela 7.15, nota-se a diferenca entre os critérios de selecdo. Os modelos Exponencial, Lo-
gistico e Gompertz foram corretamente selecionados. Entretanto, observa-se que o modelo Gompertz
teve melhor ajuste enquanto que os verdadeiros sdo os modelos Beta e Weibull.



7.4 Simulacio da distribuicao de Poisson truncada com variaveis latentes 44

Tabela 7.16: Critérios de selecdo via Gibbs Sampling para Poisson com n = 40.
Modelos  Critérios Exponencial Chapman Logistico Weibull Gompertz Beta

DIC 64,3% 16,1% 6,9% 0% 12,7% 0%
Exponencial  EAIC 75,3 % 10,4% 6,4% 0% 7,9% 0%
EBIC 94,5 % 1,5% 2,7% 0% 1,3% 0%
CPO 56,5 % 21,2% 6,9% 0% 15,4% 0%
DIC 0% 66,5 % 0,1% 20,1% 13,3% 0%
Chapman EAIC 0% 68,8 % 0,1% 18,4% 12,7% 0%
EBIC 0,1% 68,7 % 0,1% 18,4% 12,7% 0%
CPO 0% 68,8 % 0,1% 18,4% 12,7% 0%
DIC 0% 0,4% 94 % 0% 5,6% 0%
Logistico EAIC 0% 0,3% 94,4 % 0% 5,3% 0%
EBIC 0% 0,3% 94,4 % 0% 5,3% 0%
CPO 0% 0,3% 94,4 % 0% 5,3% 0%
DIC 0% 34,6% 3,7% 3% 58,7% 0%
Weibull EAIC 0% 34,3% 3,4% 4% 58,3% 0%
EBIC 0% 34,3% 3,4% 4% 58,3% 0%
CPO 0% 34,3% 3,4% 4% 58,3% 0%
DIC 0% 25,7% 2,9% 0% 71,4 % 0%
Gompertz EAIC 0% 28,8% 2,9% 0% 68,3% 0%
EBIC 0% 28,8% 2,9% 0% 68,3 % 0%
CPO 0% 28,8% 2,9% 0% 68,3% 0%
DIC 0% 94,6% 0% 0% 5,3% 0,1%
Beta EAIC 0% 95,6% 0% 0,1% 4,1% 0,2%
EBIC 0% 95,7% 0% 0,1% 4,1% 0,1%
CPO 0% 95,6% 0% 0,1% 4,1% 0,2 %

Pelos resultados da Tabela 7.16, nota-se uma melhora no indice para os modelos Exponencial,
Logistico e Chapman. Entretanto, observa-se que o modelo Gompertz continua com os melhores
ajustes quando o Weibull € o verdadeiro. Dado o modelo Beta, temos o modelo Chapman selecionado
mais vezes pelo critério AIC.
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Tabela 7.17: Critérios de sele¢dao via Gibbs Sampling para Poisson com n = 100.
Modelos  Critérios Exponencial Chapman Logistico Weibull Gompertz Beta

DIC 59,1 % 15,7% 2,4% 4,2% 18,3% 0,3%
Exponencial  EAIC 70,7 % 10,7% 2.3% 2,6% 13,7% 0%
EBIC 94,9 % 1,4% 1,6% 0,3% 1,8% 0%
CPO 51,4% 19,4% 2,3% 6,1% 20,4% 0,4%
DIC 0% 66,6 % 0% 0,28% 3,3% 2,1%
Chapman EAIC 0% 69,1 % 0% 25,7% 3,3% 1,9%
EBIC 0% 70,8 % 0% 25,7% 3,3% 0,2%
CPO 0% 68,3 % 0% 25,7% 3,3% 2,7%
DIC 0% 0% 99,4 % 0% 0,6% 0%
Logistico EAIC 0% 0% 99,4 % 0% 0,6% 0%
EBIC 0% 0% 99,4 % 0% 0,6% 0%
CPO 0% 0% 99,4 % 0% 0,6% 0%
DIC 0% 17,0% 0,3% 26,5 % 55,6% 0,6%
Weibull EAIC 0% 16,3% 0,3% 28,9 % 54,0% 0,5%
EBIC 0% 16,3% 0,3% 29% 54,4% 0%
CPO 0% 16,3% 0,3% 28,9 % 53,9% 0,6%
DIC 0% 30,9% 0% 0% 69,1 % 0%
Gompertz EAIC 0% 31,2% 0% 0% 68,8 % 0%
EBIC 0% 31,2% 0% 0% 68,8 % 0%
CPO 0% 31,2% 0% 0% 68,8 % 0%
DIC 0% 99,0% 0% 0% 0,6% 0,4%
Beta EAIC 0% 99,2% 0% 0% 0,4% 0,4 %
EBIC 0% 99,2% 0% 0% 0,4% 0,4 %
CPO 0% 99,1% 0% 0% 0,4% 0,5%

Através dos estudos de Monte Carlo, nota-se que os métodos EAIC, EBIC, DIC e CPO iden-
tificam com alta probabilidade os modelos Exponencial, Logistico, Chapman e Gompertz (Tabela
7.17). Entretanto, existe uma competi¢cdo entre os modelos Weibull, Gompertz e Chapman dado que

possuem ajustes semelhantes.

7.5 Simulacao da distribuicio de Binomial Negativa truncada
com variaveis latentes

Do mesmo modo, foram simulados dados a partir do algotitmo de Gibbs Sampling para a distri-
bui¢cdo Binomial Negativa. Nas Tabelas 7.18, 7.19 e 7.20 temos as estatisticas associadas a precisdao

dos ajustes.
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Tabela 7.18: Estimativas bayesianas via Gibbs Sampling para Binomial Negativa com n = 10.

Modelo Parametros Reais Média IC(95%) MSE MAPE Cobertura
o} 0,01 0,01 (0,008;0,028) 0,008 0,602 96,6%
Exponencial Bo 100 100,839 (89,856;111,851) 6,087 0,048 91,8%
051 0,2 0,201 (0,119;0,283) 0,045 0,176 91,4%
o} 0,01 0,013 (0,006;0,041) 0,027 0,813 97,9%
Chapman Bo 100 97,183 (76,055;118,413) 14,655 0,102 92,4%
o3 0,09 0,154 (0,065;0,243) 0,86 0,814 93,9%
(B 2 2,661 (0,542;4,783) 1,713 0,42 94.,5%
« 0,01 0,011 (0,009;0,041) 0,011 0,793 93,5%
Logistico Bo 100 101,973 (81,491;122,41) 9,714 0,074 93,7%
51 0,25 0,25 (0,177;0,324) 0,012 0,037 94.,5%
B 6 5,999 (4,716;7,277) 0,071 0,009 93,2%
o} 0,01 0,01 (0,001;0,031) 0,008 0,657 96,6%
Weibull Bo 100 101,445 (98,525;104,351) 9,076 0,063 98,3%
51 0,005 0,005 (0,002;0,012) 0,003 0418 91,2%
o5 2 2,017 (1,446;2,593) 0,252 0,084 91,4%
Q 0,01 0,009 (0,002;0,029) 0,008 0,621 89,9%
Gompertz Bo 100 102,504 (88,407;116,587) 8,5 0,063 88,9%
51 0,2 0,182 (0,125;0,24) 0,036 0,154 85,3%
(B 2,5 2,248 (1,712;2,784) 0,411 0,144 84,7%
Q 0,01 0,009 (0,010;0,03) 0,008 0,621 91,5%
Bo 100 109,373 (81,57;137,187) 35,116 0,195 94.,5%
Beta 51 5,5 5,406 (1,649;12,418) 1,23 0,103 98.,2%
(o 3 3,546 (1,51;9,642) 1,482 0,307 96,9%
03 0,4 0,378 (0,378;1,616) 5,592 8,717 92,9%

Com uma amostra de tamanho 10, percebe-se que os ajustes estdo proximos dos verdadeiros
(Tabela 7.18), o que também pode ser verificado através das estatisticas MSE e MAPE. Para todos
0s parametros, temos as respectivas probabilidades de cobertura préximas do esperado, exceto para o
modelo Gompertz.
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Tabela 7.19: Estimativas bayesianas via Gibbs Sampling para Binomial Negativa com n = 40.

Modelo Parametros Reais Média IC(95%) MSE MAPE Cobertura
« 0,01 0,009 (0,001;0,018) 0,005 0,379 89,4%
Exponencial 0o 100 100,116 (94,793;105,441) 2,858 0,023 92,4%
1 0,2 0,202 (0,16;0,243) 0,022 0,087 93,3%
@ 0,01 0,011 (0,003;0,024) 0,006 0,485 93,7%
Chapman 0o 100 94,624 (82,734;106,433) 9,775 0,082 87,8%
o3 0,09 0,117 (0,07;0,164) 0,036 0,352 87,9%
o) 2 2,592 (1,557;3,635) 0,776 0,341 83,3%
« 0,01 0,01 (0,004;0,023) 0,006 0,503 94,6%
Logistico Bo 100 100,405 (89,82;110,927) 4,801 0,036 95,4%
51 0,25 0,251 (0,217;0,286) 0,006 0,016 95,3%
B2 6 5,999 (5,401;6,601) 0,033 0,004 95,2%
« 0,01 0,009 (0,001;0,019) 0,005 0,407 89,4%
Weibull Bo 100 100,098 (99,528;100,672) 3,985 0,031 93,3%
51 0,005 0,005 (0,002;0,008) 0,002 0,22 92,7%
B2 2 2,011 (1,749;2,273) 0,131 0,046 93,1%
« 0,01 0,009 (0,001;0,02) 0,005 0,443 88,0%
Gompertz Bo 100 100,481 (93,272;107,643) 4,342 0,035 88,4%
051 0,2 0,2 (0,167;0,232) 0,021 0,085 85,5%
B2 2,5 2,496 (2,185;2,808) 0,216 0,067 84,2%
« 0,01 0,009 (0,001;0,019) 0,005 0,428 90,0%
Bo 100 103,157 (77,47;128,882) 11,49 0,08 97,2%
Beta 051 5,5 5,37 (1,88;8,886) 0,531 0,066 97,5%
6 3 3,1 (1,491;4,691) 0,496 0,114 99,4%
03 0,4 0,381 (0,381;0,971) 1,338 3,064 95,4%

Com uma amostra de tamanho 40, temos um aumento da precisdo das estimativas (dado pelo
decréscimo dos valores obtidos) comparado com a de tamanho 10 (Tabela 7.18). Neste caso, temos
praticamente as mesmas probabilidades de cobertura, mas com intervalos de confianca menores.
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Tabela 7.20: Estimativas bayesianas via Gibbs Sampling para Binomial Negativa com n = 100.

Modelo Parametros Reais Média IC(95%) MSE MAPE Cobertura
« 0,01 0,01 (0,004;0,016) 0,003 0,235 92,0%
Exponencial 0o 100 100,104 (96,692;103,536) 1,843 0,015 93,2%
1 0,2 0,2 (0,174;0,227) 0,014 0,057 92,6%
@ 0,01 0,011 (0,003;0,02) 0,005 0,368 92,9%
Chapman 0o 100 93,654 (85,957;101,319) 8,544 0,077 94.,1%
o3 0,09 0,119 (0,078;0,15) 0,036 0,352 93,8%
o) 2 2,615 (1,937;3,291) 0,771 0,336 97,9%
« 0,01 0,009 (0,001;0,018) 0,005 0,395 87, 7%
Logistico Bo 100 100,356 (93,631;107,107) 2,979 0,023 96,0%
51 0,25 0,25 (0,228;0,271) 0,003 0,009 97,2%
B2 6 6,001 (5,629;6,374) 0,02 0,003 96,3%
« 0,01 0,009 (0,003;0,016) 0,003 0,278 90,0%
Weibull Bo 100 99,952 (95,923;105,981) 2,264 0,018 94,0%
51 0,005 0,005 (0,003;0,007) 0,001 0,098 96,1%
B2 2 2,007 (1,842;2,171) 0,063 0,018 96,3%
« 0,01 0,01 (0,003;0,018) 0,004 0,314 91,7%
Gompertz Bo 100 101,715 (96,819;106,632) 4,177 0,033 96,9%
051 0,2 0,187 (0,168;0,207) 0,027 0,105 91,1%
5 2,5 2,371 (2,188;2,554) 0,284 0,087 90,6%
« 0,01 0,009 (0,003;0,016) 0,004 0,283 89,4%
Bo 100 101,665  (83,017;120,3) 6,493 0,046 87,0%
Beta 051 5,5 5,386 (3,023;7,762) 0,406 0,049 98,4%
B2 3 3,091 (2,058;4,119) 0,353 0,08 99.,4%
03 0,4 0,379 (0,379;0,782) 1,721 4,181 96,9%

Através do método proposto, foram obtidas boas estimativas para amostras da distribui¢do Bino-
mial Negativa truncada. Os valores da média estdo proximos dos valores fixados, além das medidas
de precisdo e os intervalos de confianca decrescerem com o acréscimo amostral. A seguir, sdo apre-
sentados os desempenhos dos modelos quando comparados através dos critérios de selecao.
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Tabela 7.21: Critérios de selecao via Gibbs Sampling para Binomial Negativa com n = 10.

Modelos Critérios Exponencial Chapman Logistico Weibull Gompertz Beta
DIC 78,4 % 1,6% 9.4% 8,9% 1,7% 0%
Exponencial ~ EAIC 80,5 % 1,5% 14,9% 2,4% 0% 0,7%
EBIC 98,0 % 0% 0,9% 1% 0,1% 0%
CPO 81,9% 0,3% 14,8% 0,7% 0,8% 1,5%
DIC 12,2% 26,1% 10,7% 1,7% 49,3% 0%
Chapman EAIC 9,8% 45,6 % 10% 0,5% 28,7% 5,4%
EBIC 18,3% 30,6 % 6,5% 0,7% 41,8% 2,1%
CPO 13,0% 43,6 % 4,1% 0,3% 30,9% 8,1%
DIC 0,1% 37,2% 56,7 % 0% 6% 0%
Logistico EAIC 0% 22,3% 70,0 % 0% 1,4% 6,3%
EBIC 0% 23,1% 70,2 % 0% 4,9% 1,8%
CPO 0% 23,6% 67,1% 0% 5,7% 3,6%
DIC 3,2% 27,4% 15,6% 3,2% 50,6% 0%
Weibull EAIC 1,8% 49,5% 18,5% 2,0% 25,7% 2,5%
EBIC 5,8% 32,4% 12% 3,2% 45,9% 0,7%
CPO 0,2% 32,2% 26,2% 6,6 % 33,5% 1,3%
DIC 0% 16,4% 9% 42,3% 32,3% 0%
Gompertz EAIC 0% 22,8% 13% 22,8% 268%  14,6%
EBIC 0% 15,7% 7,1% 31,1% 37,5% 8,6%
CPO 0% 22,6% 6,6% 29,2% 34,8% 6,8%
DIC 6,4% 39% 2,5% 1,4% 50,7% 0,0%
Beta EAIC 4,6% 52,5% 2% 1,3% 37,5% 2,1%
EBIC 13% 35,7% 1% 1,4% 47,8% 1,1%
CPO 0,2% 39% 0,1% 21,3% 33,6% 5,8%

Com uma amostra de tamanho 10, os critérios foram capazes de selecionar corretamente os mo-
delos Exponencial e Logistico. Entretanto os mesmos modelos (Chapman, Weibull e Gompertz)
competem entre si com os melhores ajustes. No caso do modelo Weibull como verdadeiro, temos
que os modelos Chapman e Gompertz sendo escolhidos como verdadeiros, variando pelo critério de

selecdo.
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Tabela 7.22: Critérios de selecdo via Gibbs Sampling para Binomial Negativa com n = 40.
Modelos Critérios Exponencial Chapman Logistico Weibull Gompertz Beta

DIC 90,4 % 0% 0,3% 9,3% 0% 0%
Exponencial ~ EAIC 93,0 % 0% 0,7% 5,7% 0% 0,6%
EBIC 99,5 % 0% 0% 0,5% 0% 0%
CPO 99,1 % 0% 0,7% 9,3% 0% 0,9%
DIC 3,4% 46,9 % 0,5% 0% 49,2% 0%
Chapman EAIC 1,8% 62,2 % 0,5% 0% 29,9% 5,6%
EBIC 7,5% 50,4 % 0,3% 0% 41,4% 0,4%
CPO 0,8% 54% 0,3% 0% 34,1% 10,8%
DIC 0% 0,9% 98,3 % 0% 0,8% 0%
Logistico EAIC 0% 0,2% 98,6 % 0% 0,2% 0,01
EBIC 0% 0,2% 99,1 % 0% 0,5% 0,2%
CPO 0% 0,1% 95,8 % 0% 0,7% 3,4%
DIC 0% 61,9% 1,7% 12,3% 24,1% 0%
Weibull EAIC 0% 75,5% 0,02 8,6 % 13,8% 0,1%
EBIC 0% 56,6% 1,2% 19,7 % 22.5% 0%
CPO 0% 38% 1,2% 38,7 % 16,9% 5,2%
DIC 0% 30% 3,9% 0% 75,6 % 0%
Gompertz EAIC 0% 42,4% 5,4% 0% 59,2 % 2,5%
EBIC 0% 27,8% 3,7% 0% 77,6 % 0,4%
CPO 0% 20,9% 4,1% 0% 77,6 % 6,9%
DIC 1% 10,9% 0% 2,2% 85,9% 0%
Beta EAIC 0,8% 11,5% 0% 3,5% 82,0% 2,2%
EBIC 1,2% 10,5% 0% 3,5% 84,2% 0,6 %
CPO 0,3% 6,6% 0% 11,8% 80,3% 1,0%

Na Tabela 7.22, temos uma melhora nos acertos dos critérios. Nesse caso, foram identificados
corretamente os modelos Exponencial, Chapman, Logistico e Gompertz. Entretanto, o modelo Beta
apresenta indices baixos, sendo afetado pelo parametro adicional.
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Tabela 7.23: Critérios de sele¢do via Gibbs Sampling para Binomial Negativa com n = 100.
Modelos Critérios Exponencial Chapman Logistico Weibull Gompertz Beta

DIC 86,8 % 0% 0,1% 13,1% 0% 0%
Exponencial ~ EAIC 92,6 % 0% 0,1% 6,9% 0% 0,4%
EBIC 99,9 % 0% 0,1% 0% 0% 0%
CPO 91,7 % 0% 0,1% 4,3% 0% 3,9%
DIC 0,2% 41,8 % 0,2% 0% 57,8% 0%
Chapman EAIC 0% 40,5 % 0% 0% 35,6% 23.9%
EBIC 0,6% 41,2 % 0% 0% 52,9% 5,3%
CPO 0% 43,3% 0% 0% 38,5% 18,2%
DIC 0% 0% 99,5 % 0% 0,5% 0%
Logistico EAIC 0% 0% 99,5 % 0% 0,1% 0,4%
EBIC 0% 0% 99,6 % 0% 0,3% 0,1%
CPO 0% 0% 99,4 % 0% 0,3% 0,3%
DIC 0% 24,8% 0,1% 59% 16,1% 0%
Weibull EAIC 0% 39,4% 0,1% 47,9 % 12,5% 0,1%
EBIC 0% 22,7% 0% 62 % 15,3% 0%
CPO 0% 22.3% 0% 60,9 % 15,7% 1,1%
DIC 0% 34% 3,5% 0% 62,5% 0%
Gompertz EAIC 0% 41,5% 4,1% 0% 52,4% 2%
EBIC 0% 32,4% 3,6% 0% 63,2% 0,8%
CPO 0% 28,9% 2,2% 0% 67,3% 1,6%
DIC 0% 5% 0% 5,1% 89,9% 0%
Beta EAIC 0% 4,8% 0% 6,5% 80,2% 8,5%
EBIC 0% 4,9% 0% 6,7% 83,3% 5,1%
CPO 0% 4,.5% 0% 6,4% 84.9% 4,2%

Pela Tabela 7.23, temos destaque para os modelos para os modelos Exponencial e Logistico.
Entretanto ndo houve grande diferenca entre as porcentagens ao aumentar a amostra, exceto para o
modelo Weibull que apresentou significativa melhora.
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Aplicacao a dados reais

8.1 Introducao

Neste capitulo, € apresentado o ajuste dos modelos para um conjunto de dados reais considerando
as duas abordagens apresentadas nos capitulos 4 e 5.

Os dados em questdo referem-se a diversidade de espécies da ordem Hymenoptera (vespas, abe-
lhas e formigas), observadas em uma florestas de faias. O objetivo do estudo € relacionar o nimero
de espécies coletadas com a drea e para estimar as taxas de extingdo e imigracao (Ulrich 2001). Neste
sentido, a Tabela 8.1 apresenta os dados em questao.

Tabela 8.1: Dados do estudo de Hymenoptera
Area Espécies Area Espécies

55 16 258
89 16 260
167 20 274
116 20 310
148 24 311
133 24 311
157 30 344
147 36 379
146 49 409
226 61 454
246 73 473
204 89 521
200
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8.2 Ajuste dos modelos

8.2.1 Abordagem classica

Para a andlise, foram utilizados os modelos dados na Tabela 2.1 ajustados via otimizacao das
func¢des log-verrossimilhanca 4.9 e 4.17, sendo calculado o AIC para comparacao.

Tabela 8.2: Selecao classica para o estudo de Hymenoptera
Distribuicao Exponencial Chapman Logistico Weibull Gompertz Beta
Poisson 368,60 227,73 288,82 227,43 267,80 253,90
Binomial Negativa 290,58 235,82 259,23 234,06 250,96 247,84

Poisson Truncada Binomial Negativa Truncada
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Jib) k)
a a
g o 2 o
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g Weibull g — Waeibull
3 Gompertz A — Gomperiz
Z 84 Beta = . Beta
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0 20 40 60 80 0 20 40 60 80
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Figura 8.1: Ajustes dos modelos com distribui¢des Poisson e Binomial para espécies Hymenopteras

Temos os modelos Chapman e Weibull com distribuicdo de Poisson com os melhores ajustes,
devido aos menores valores para o critério AIC (Tabela 8.2). Este fato pode ser verificado ao observar
a Figura 8.1, com os dois modelos praticamente sobrepostos. Neste conjunto de dados, os modelos
Logistico e Gompertz ndo apresentam bons ajustes, que pode ser explicado pela inflexibilidade do
ponto de inflexdo.

8.2.2 Abordagem Bayesiana

Para estimar os parametros da distribui¢do a posteriori dado em 5.5, foram simulados 10,000
valores para cada parametro e calculados os critérios bayesianos de selecdo. As distribuicdes a pri-
ori sdo dadas pelas estimativas de maxima verossimilhanca, obtidos a partir da abordagem cléssica.
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No caso da distribuicdo de Poisson, considerando o modelo exponencial, temos 3, N(426,104) e
(1 N(0.07,0.01).

Tabela 8.3: Selecdo bayesiana para o estudo de Hymenoptera
Critério Distribuicdio Exponencial Chapman Logistico Weibull Gompertz  Beta

DIC Poisson 190,13 112,98 144,80 112,73 132,94 130,65

Binomial 136,39 118,52 128,53 113,34 126,65 126,95

EAIC Poisson 383.24 227.95 290.57 229.47 269.89 259.13
Binomial 273,98 236,70 257,49 230,05 255,29 255,64

EBIC Poisson 392,12 243,26 305,89 242,78 283,20 278,88
Binomial 282,85 252,01 272,81 243,36 268,60 275,39

CPO Poisson -181,82 -107,44 -137,34  -107,14  -126,48 -122,51

Binomial -133,50 -115,73 -12591 -110,97 -123,03 -123,60
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Figura 8.2: Ajustes dos modelos com distribuicdes Poisson e Binomial para espécies Hymenopteras

Do mesmo modo, temos o modelo Chapman, dado pela distribui¢do de Poisson, selecionado pelos
critérios DIC e EAIC com o melhor ajuste. Para os critérios EBIC e CPO, o modelo Weibull € visto
como melhor, também ajustado pela Poisson truncada.
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Conclusoes

Na abordagem cléssica, a distribuicdo Poisson truncada no zero conseguiu identificar correta-
mente os modelos quando aumentamos o tamanho da amostra, com excecao do modelo Weibull que
obteve um indice inferior comparado aos demais modelos. Foram verificados que os erros amostrais
tendem a diminuir, o que significa que os valores ajustados aproximam-se dos verdadeiros valores,
sendo verificado apenas ligeiro aumento do MSE e MAPE quando passamos da amostra de tamanho
40 para a amostra de tamanho 100. Para os percentuais de cobertura, os valores obtidos aproximam-se
dos 95%, mantendo-se nas mesmas propor¢oes dado o decréscimo dos intervalos de confianca.

Da mesma forma, temos que a distribuicdo Binomial Negativa conseguiu identificar corretamente
os modelos, em destaque para o modelo Logistico. Os erros amostrais apresentaram diminui¢do com
o acréscimo da amostra, o que significa maior precisao do ajuste. A reparametrizacao da distribui¢ao
dado por @ = 1/¢ apresentou-se mais vidvel computacionalmente do que a reparametrizagdo com o
parametro ¢.

Considerando a porcentagem de acertos dos modelos para comparar os resultados simulados de
ambas distribui¢des, os modelos Exponencial, Weibull e Logistico da distribuicdo Binomial Negativa
apresentaram resultados melhores que a Poisson. Em particular, no modelo Logistico, temos esta
diferenca dada nas amostras de tamanho 10 e 40, sendo que nas amostras de tamanho 100 ambas
obtiveram resultados iguais com 99.6% de acerto.

Nos dados simulados, apesar dos modelos serem distintos entre si quando gerados, estes ajustem-
se adequadamente devido a flexibilidade dos modelos passando a competir com o verdadeiro. Neste
caso, os critérios de selecao nio conseguem identificar corretamente os modelos Chapman, Weibull e
Gompertz para amostras pequenas, dado a sobreposicdo dos modelos.

Para a parte Bayesiana, o método com uso de varidveis latentes mostrou-se adequado e viavel.
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Apéndices

Convergéncia da cadeia para o modelo do Capitulo 7.3
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Figura 1: Trajetoria da cadeia e densidade para os parametros do modelo Exponencial
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Figura 3: Trajetoria da cadeia e densidade para os parametros do modelo Chapman
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Figura 6: Trajetoria da cadeia e densidade para os pardmetros do modelo Exponencial

Programa em R para modelo do Capitulo 7.2.1

rm(list=1s (all=TRUE))

#install.packages ("VGAM")
#install.packages ("MASS")
#install.packages ("bbmle")

library (VGAM)

library (MASS)

library (bbmle)

library (corpcor)

# funcdo de verossimilhanca

expn<-function (betal,betal) {
ga <- betalOx (1l - exp(-betalx(a)))

r<- -sum(ga) + sum(sxlog(ga)) - sum(lfactorial(s)) - sum(log(l-exp(-ga)))
z<— -r
z}

logg<-function (beta0l,betal,beta?2) {
ga <—- betal/ (1 + exp(-betalxa + beta2))
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r<- -sum(ga) + sum(sxlog(ga)) - sum(lfactorial(s))

z<—- -r

z}

lomo<-function (betal,betal, beta2) {
ga <- betal/(1 + betal”(log(beta2/a)))

r<- -sum(ga) + sum(s*log(ga)) - sum(lfactorial(s))

z<—- -r

z}

chap<-function (betal,betal,beta2) {
ga <— betalOx ((1 - exp(-betalx(a)))"beta2)

r<- -sum(ga) + sum(s*log(ga)) - sum(lfactorial(s))

z<— —r

z}

weib<-function (betal,betal,beta2) {
ga <- betalOx (1 - exp(-betalx(a”betaz2)))

r<- —-sum(ga) + sum(sxlog(ga)) - sum(lfactorial(s))

z<— —r

z}

gomp<-function (betal,betal,beta?) {
ga <- betalOxexp (—exp(-betalxa + beta2))

r<- —-sum(ga) + sum(sxlog(ga)) - sum(lfactorial(s))
z<— -r
z}

beta<-function (betal,betal,beta2,beta3l) {

ga <- betalx(1 - (1 + (a/betal)"beta2)”-beta3l)

r<- -sum(ga) + sum(sxlog(ga)) - sum(lfactorial(s))
z<— -r

z}

n.iter = 1000

#seed (1332)

#nr = 1; nome = "exp" ; nome2 = "Exponencial"
#nr = 2; nome = "cha" ; nome2 = "Chapman"

#nr = 3; nome = "lom" ; nome2 = "Lomolino"
#fnr = 4; nome = "log" ; nome2 = "logistica"
#nr = 5; nome = "wel" ; nome2 = "Weibull"

#nr = 6; nome = "gom" ; nome2 = "Gompertz"

nr = 7; nome = "bet" ; nome2 = "Beta"

sum(log(l-exp(-ga)))

sum (log (l-exp(-ga)))

sum (log (1-exp (-ga)))

sum (log (l-exp (-ga)))

sum(log (l-exp (-ga)))

sum (log (l-exp(—-ga)))

setwd ("C:\\Users\\Claude\\Documents\\My Dropbox\\Mestrado\\Dissertacédo

\\Poisson Truncada — verossimilhanca")

#DEFININDO VARIAVEIS
FHEFHAF SRR AT S

inter = array(data = NA, c(n.iter,12,3), dimnames

list(l:n.iter,c("BetalO",

"Betal", "Betaz“, "Beta3", "Infoll, "Il’lfl", "Infz ", "Inf3", "Supo", "Sup1", "Sup2 ", "Sup3")

,C("lo","40","100") ))

aics= array(data=NA,c(n.iter,7,3),dimnames=list (l:n.iter,c ("Exponencial",
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"Chapman", "Lomolino", "Logistica", "Weibull", "Gompertz", "Beta"),c("10","40","100")))
cobert = array(data = 0, c(3 ,4) , dimnames = list (paste (nome2," ",
c(10,40,100),sep=""),c("Betal", "Betal", "Beta2", "Beta3")))
acerto = array(data = 0, c(3 ,7) , dimnames = list (paste (nome2,"
c(10,40,100),sep=""),c("Exponencial", "Chapman", "Lomolino", "Logistica",

"Weibull", "Gompertz", "Beta")))
real = array(data = 0, c(7,4), dimnames = list (c("Exponencial", "Chapman",
"Lomolino", "Logistica", "Weibull", "Gompertz", "Beta"),c("BetalO", "Betal",
"Beta2", "Beta3")))
mserro <- array(data = NA,c(n.iter,4,3) , dimnames = list(l:n.iter,
c("BetaO", "Betal", "Beta2", "Beta3"), c("N = 10","N = 40","N = 100")))
mperro <- array(data = NA,c(n.iter,4,3) , dimnames = list(l:n.iter,
c("BetaO", "Betal", "Beta2", "Beta3"), c("N = 10","N = 40","N = 100")))
varia <- array(data = NA,c(n.iter,4,3) , dimnames = list(l:n.iter,
c("BetaO", "Betal", "Beta2", "Beta3"), c("N = 10","N = 40","N = 100")))
resumo <- array(data = 0, c(2 ,4, 3), dimnames = list (paste(nome2," "
c("MSE", "MAPE") ,sep=""),c("BetalO", "Betal", "Beta2", "Beta3"),
c("N = 10","N = 40","N = 100")))
EE LT L AL EE L
for(namo in 1:3) {
if (namo ==1) {leng = 10}
if (namo ==2) {leng = 40}
if (namo ==3) {leng = 100}

a = seqg(l,50,1len = leng)

n = length(a)

real[l,1] = 100; realll,2] = 0.2

real[2,1] = 100; reall2,2] = 0.1; real[2, 3] = 3

real[3,1] = 100; real[3,2] = 10.20;reall3, 3] =4

real[4,1] = 100; reall4,2] = 0.25; reall4d, 3] = 6

real([5,1] = 100; real[5,2] = 0.005;reall5,3] = 2

real[6,1] = 100; reall[6,2] = 0.10; reall6,3] = 2

real[7,1] = 100; real[7,2] = 5.50; real[7,3] = 3.0; reall7,4] = 0.4;

if (nr==1) {med = realll,1l]x (1l - exp(-reall[l,2]*a))}

if (nr==2) {med = real[2,1]1*((l-exp(-reall2,2]*a))reall2,3])}

if (nr==3) {med = real[3,1]/(1 + real[3,2]"1log(reall3, 3]/a))}

if (nr==4) {med = reall[4,1]/(1 + exp(-reall[4,2]+a + reall4,3]))}

if (nr==5) {med = real[5,1]*(l-exp(-reall[5,2]*a”(reall5,3]1)))}

if (nr==6) {med = real[6,1l]*rexp(-exp(-real[6,2]*a + real[ ,31)) 1}

if (nr==7) {med = real[7,1]1*(1 - (1 + (a/reall7,2])"reall7,3])"-reall7,4])}
for(i in l:n.iter) {

auxiliar =1

while (auxiliar==1) {

s<-rpospois (n,med)
erro =0
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erro2 = 0

if (nr==1) {

mod.exn = try(mle2 (expn,start=1list (beta0=98,betal=0.23),hessian.opts=T,
method="BFGS"), silent = T);if(is(mod.exn,"try-error")) {erro = 1l;next}
mod.cha = try(mle2 (chap,start=1list (beta0=90,betal=0.10, beta2=0.45),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c (Inf, Inf,Inf)), silent
= T);if (is (mod.cha, "try-error")) {erro2 = 1;next}

mod.lom = try(mle2 (lomo, start=1list (beta0=98,betal=2.26, beta2=1.95),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf,Inf)), silent
= T);if(is(mod.lom, "try-error")) {erro2 = 1l;next}

mod.log = try(mle2(logg,start=1list (beta0=98,betal=0.26, beta2=1.35),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0),upper=c (Inf, Inf, Inf)),

silent = T);if(is (mod.log, "try-error")) {erro2 = 1;next}

mod.wei = try(mle2 (weib, start=1list (beta0=98,betal=0.06, beta2=1.95),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf,Inf)), silent
= T);if(is(mod.wei,"try-error")) {erro2 = 1l;next}

mod.gom = try (mle2 (gomp, start=1list (beta0=98,betal=0.26, beta2=0.45),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf,Inf)), silent
= T);if(is (mod.gom, "try—-error")) {erro2 = 1l;next}

mod.bet = try(mle2 (beta,start=1list (beta0=98,betal=12.26, beta2=3.95,
beta3=2.95) ,hessian=T,method="L-BFGS-B", lower=c(0,0,0,0) ,upper=

c(Inf,Inf,Inf,Inf)), silent = T);if(is(mod.bet,"try-error")) {erro2 = 1;next}
1f(NA %$in% vcov(mod.exn) == 'TRUE’) {erro = 1}
if (diag(vcov(mod.exn)) [1]1<=0] |diag(vcov (mod.exn)) [2]<=0) {erro = 1};

}

if (nr==2) {

mod.exn = try(mle2 (expn,start=1list (beta0=58,betal=0.21),hessian.opts=T,

method="BFGS"), silent = T);if(is (mod.exn,"try-error")) {erro2 = 1l;next}

mod.cha = try(mle2 (chap,start=1list (beta0=90,betal=0.10, beta2=1.95),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf, Inf)),
silent=T); 1if(is(mod.cha,"try-error")) {erro = 1l;next}

mod.lom = try(mle2 (lomo,start=1list (beta0=98,betal=2.26, beta2=1.95),

hessian=T,method="L-BFGS-B", lower=c (0,0, 0),upper=c (Inf, Inf, Inf)),
silent = T) ;if (is(mod.lom, "try—-error")) {erro2 = 1;next}

mod.log = try(mle2(logg, start=1list (beta0=98,betal=0.26, beta2=1.35),

hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf, Inf)),
silent = T) ;if(is(mod.log, "try—-error")) {erro2 = 1l;next}

mod.wei try(mle2 (weib, start=1ist (beta0=98,betal=0.006,betaz2=1.95),

,method="L-BFGS-B", lower=c(0,0,0) ,upper=c(Inf, Inf, Inf)),
silent = T); if(is(mod.wei,"try-error")) {erro2 = 1;next}

mod.gom try (mle2 (gomp, start=1ist (beta0=98,betal=0.26, beta2=2.45),
hessian=T, method="L-BFGS-B",lower=c(0,0,0),upper=c(Inf,Inf,Inf)),
silent = T) ;if (is(mod.gom, "try—error")) {erro2 = 1;next}

mod.bet try(mle2 (beta,start=1ist (beta0=98,betal=20.26, beta2=1.65,
beta3=1.35), hessian=T, method="L-BFGS-B",lower=c(0,0,0,0),

=]

hessian=

upper=c (Inf, Inf,Inf, Inf)), silent = T);1if (is (mod.bet, "try—-error"))
{erro2 = 1l;next} 1if(NA %in% vcov (mod.cha) == ’"TRUE’) {erro = 1}
if (diag(vcov(mod.cha)) [1]1<=0]|diag(vcov(mod.cha)) [2]<=0]|
diag(vcov (mod.cha)) [3]1<=0) {erro = 1};
}
1f (nr==3) {

mod.exn = try(mle2 (expn,start=1list (beta0=98,betal=0.19),hessian.opts=T,
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method="L-BFGS-B", lower=c (0,0) ,upper=c (Inf,Inf)), silent = T);

if (is(mod.exn, "try-error")) {erro2 = 1;next}

mod.cha = try(mle2 (chap,start=1list (beta0=98,betal=0.5, beta2=2.85),
hessian=T,method="BFGS"), silent = T);if(is(mod.cha,"try-error"))
{erro2 = 1;next}

mod.lom = try(mle2 (lomo,start=1list (beta0=98,betal=2.26, beta2=1.95),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0),upper=c (Inf, Inf, Inf)),
silent = T);if(is(mod.lom, "try-error")) {erro2 = 1;next}

mod.log = try(mle2 (logg, start=1list (beta0=98,betal=0.26, beta2=1.35),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf, Inf)),

silent = T);if(is(mod.log, "try-error")) {erro2 = 1;next}

mod.wei = try(mle2 (weib,start=1ist (beta0=98,betal=0.06,beta2=1.95),
hessian=T,method="BFGS"), silent = T);if(is(mod.wei,"try—-error"))
{erro2 = 1;next}

mod.gom = try (mle2 (gomp, start=1list (beta0=98,betal=0.26, beta2=0.45),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf, Inf)),
silent = T);if(is(mod.gom, "try—-error")) {erro2 = 1;next}

mod.bet = try(mle2 (beta,start=1list (beta0=98,betal=5.26, beta2=2.95,
beta3=0.95),hessian=T,method="1L-BFGS-B", lower=c(0,0,0,0) , upper=

c(Inf,Inf,Inf,Inf)), silent = T);if(is(mod.bet,"try-error"))
{erro2 = 1l;next} 1f(NA %$in% vcov (mod.lom) == ’"TRUE’) {erro = 1}
if (diag(vcov(mod.lom)) [1]1<=0]|diag(vcov(mod.lom)) [2]<=0] |
diag(vcov (mod.lom)) [3]1<=0) {erro = 1};
}
if (nr==4) {
mod.exn = try(mle2 (expn,start=1list (beta0=98,betal=0.19),hessian.opts
=T, method="BFGS",), silent = T);if(is(mod.exn,"try-error"))
{erro2 = 1;next}
mod.cha = try(mle2 (chap,start=1list (beta0=98,betal=0.10, beta2=1.95),
hessian=T,method="BFGS"), silent = T);if(is(mod.cha,"try-error"))
{erro2 = 1;next}

mod.lom = try(mle2 (lomo, start=1list (beta0=98,betal=2.26, beta2=1.95),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf, Inf)),
silent = T);if(is(mod.lom, "try—-error")) {erro2 = 1;next}

mod.log = try(mle2 (logg, start=1list (beta0=98,betal=0.26, beta2=1.35),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf, Inf)),

silent = T);if(is(mod.log, "try-error")) {erro = 1l;next}

mod.weli = try(mle2 (weib, start=1ist (beta0=98,betal=0.06,beta2=2),
hessian=T,method="BFGS"), silent = T);if (is(mod.wei,"try—-error"))
{erro2 = 2;next}

mod.gom = try(mle2 (gomp, start=1list (beta0=98,betal=0.20, beta2=3.55),
hessian=T,method="BFGS"), silent = T);if(is(mod.gom,"try-error"))
erro2 = 2;next}

mod.bet = try(mle2 (beta,start=1list (beta0=98,betal=15.26, beta2=4.95,
beta3=8.95), hessian=T, method="BFGS"), silent = T);if (is (mod.bet,

"try-error")) {erro2 = 1l;next} if(NA %$in% vcov(mod.log) == 'TRUE’)
{erro = 1} 1if(diag(vcov(mod.log)) [1]<=0]||diag(vcov (mod.loqg))
[2]<=0|| diag(vcov (mod.loqg)) [3]1<=0) {erro = 1};

}

if (nr==5) {

mod.exn = try(mle2 (expn,start=1list (beta0=98,betal=0.19),hessian.opts

=T, method="BFGS"), silent = T);if(is(mod.exn,"try-error")) {erro2 = 1;next}

mod.cha = try(mle2 (chap,start=1list (beta0=90,betal=0.10, beta2=1.95),
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hessian=T,method="BFGS"), silent = T);if(is(mod.cha,"try-error"))
{erro2 = 1;next}

mod.lom = try(mle2 (lomo, start=1list (beta0=98,betal=2.26, beta2=1.95),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf, Inf)),
silent = T);if(is(mod.lom, "try-error")) {erro2 = 1;next}

mod.log = try(mle2(logg,start=1list (beta0=98,betal=0.26, beta2=1.35),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0),upper=c (Inf, Inf, Inf)),

silent = T);if(is(mod.log, "try—-error")) {erro2 = 1;next}

mod.wei = try(mle2 (weib, start=1ist (beta0=98,betal=0.06,beta2=2),

hessian=T,method="BFGS"), silent = T);if(is(mod.wei,"try-error"))
{erro = 1;next}

mod.gom = try(mle2 (gomp,start=1list (beta0=98,betal=0.26, beta2=0.45),

hessian=T,method="BFGS"), silent = T);if (is(mod.gom,"try—-error"))
{erro2 = 1;next}

mod.bet = try(mle2 (beta,start=1list (beta0=98,betal=15.26, beta2=2.95,
beta3=8.95), hessian=T, method="BFGS"), silent = T);if (is (mod.bet,

"try-error")) {erro2 = 1;next}
if (NA %in% vcov(mod.wei) == ’'TRUE’) {erro = 1}
if (diag(vcov(mod.wei)) [1]1<=0] |diag(vcov (mod.wei)) [2]<=0] |
diag(vcov (mod.wei)) [3]<=0) {erro = 1};
}
if (nr==06) {
mod.exn = try(mle2 (expn, start=1list (beta0=98,betal=0.19),
hessian.opts=T,method="BFGS"), silent = T);if (is(mod.exn,"try-error"))
{erro2 = 1l;next}
mod.cha = try(mle2 (chap,start=1list (beta0=90,betal=0.10, beta2=1.95),
hessian=T,method="BFGS"), silent = T);if(is(mod.cha,"try-error"))
{erro2 = 1;next}
mod.lom = try(mle2 (lomo, start=1ist (beta0=98,betal=2.26, beta2=1.95)
,hessian=T,method="BFGS"), silent = T);if(is(mod.lom,"try-error"))
{erro2 = 1;next}
mod.log = try(mle2(logg,start=1list (beta0=98,betal=0.26, beta2=1.35),
hessian=T,method="BFGS"), silent = T);if(is(mod.log,"try-error"))
{erro2 = 1;next}
mod.wei = try(mle2 (weib, start=1ist (beta0=98,betal=0.06,beta2=2),
hessian=T,method="BFGS"), silent = T);if(is(mod.wei,"try-error"))
{erro2 = 1;next}
mod.gom = try(mle2 (gomp,start=1ist (beta0=98,betal=0.26, beta2=0.45)
,hessian=T,method="BFGS"), silent = T);if (is(mod.gom, "try—-error"))
{erro = 1;next}

}

mod.bet = try(mle2 (beta,start=1list (beta0=98,betal=15.26, beta2=2.95
, beta3=8.95),hessian=T,method="BFGS"), silent = T);if (is (mod.bet,

"try-error")) {erro2 = 1;next}
if(NA %$in% vcov (mod.gom) == 'TRUE’) {erro = 1}

if (diag(vcov (mod.gom)) [1]<=0] |diag(vcov (mod.gom)) [2]<=0] |
diag (vcov (mod.gom)) [3]<=0) {erro = 1};

1f (nr==7) {

mod.exn = try(mle2 (expn,start=1list (beta0=98,betal=0.19),hessian.opts=T,

method="BFGS"), silent = T);if(is (mod.exn,"try-error")) {erro2 = 1l;next}

mod.cha = try(mle2 (chap, start=1list (beta0=90,betal=0.10, beta2=1.95),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf,Inf)), silent
= T);if(is (mod.cha,"try-error")) {erro2 = 1l;next}
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mod.lom = try(mle2 (lomo,start=1list (beta0=98,betal=2.26, beta2=1.95),
hessian=T,method="L-BFGS-B", lower=c (0,0, 0),upper=c (Inf, Inf,Inf)), silent
= T);if(is(mod.lom, "try-error")) {erro2 = 1;next}

mod.log = try(mle2(logg, start=1list (beta0=98,betal=0.26, beta2=1.35),

hessian=T,method="L-BFGS-B", lower=c (0,0, 0) ,upper=c(Inf, Inf,Inf)), silent

= T);if(is(mod.log,"try-error")) {erro2 = 1l;next}
mod.wel = try(mle2 (weib, start=1ist (beta0=98,betal=0.06,beta2=2),hessian=T
,method="BFGS"), silent = T);if(is(mod.wei,"try-error")) {erro2 = 1l;next}
mod.gom = try(mle2 (gomp, start=1list (beta0=98,betal=0.26, beta2=0.45),
hessian=T,method="BFGS"), silent = T);if(is(mod.gom,"try-error"))

{erro2 = 1;next}

mod.bet = try(mle2 (beta,start=1list (beta0=98,betal=15.26, beta2=2.95,
beta3=8.95), hessian=T,method="BFGS"), silent = T);if (is (mod.bet,

"try-error")) {erro = 1l;next}
if (NA $in% vcov (mod.bet) == 'TRUE’) {erro = 1}
if (diag(vcov(mod.bet)) [1]1<=0] |diag(vcov (mod.bet)) [2]<=0]| |diag(vcov (mod.bet))

[3]<=0]||diag(vcov (mod.bet)) [4]<=0) {erro = 1};

if (erro==0) {auxiliar=0}
if (erro==1) {auxiliar=1}
} #fecha while
# Ajustes
if (nr==1){inter[i,1:2, namo] = coef (mod.exn)
varial[i,1:2, namo] = diag(vcov (mod.exn))
inter

]
[1,5:6, namo]=coef (mod.exn)-gnorm(0.98) xsqgrt (diag(vcov (mod.exn)))
inter[i, 9:10,namo]=coef (mod.exn)+gnorm(0.98) *sqgrt (diag (vcov (mod.exn)))
mserro[i,1l:2, namo] (coef (mod.exn)-real[l,1:2])"2

mperro[i,1:2, namo] = Mod(coef (mod.exn)-real[l,1:2])/realll,1:2]

if (inter[i, 5,namo] <= real[l,1l]&real[l,1]<=inter[i, 9, namo]) {cobert[namo, 1]
= cobert [namo,1] + 1}

if (inter[i, 6,namo]=real[l,2]&real[l,2]<=inter[i, 10, namo]) {cobert [namo,2]=
cobert [namo, 2] + 1}

if (nr==2) {inter[i,1:3, namo] = coef (mod.cha)
varia[i,1l:3, namo] = diag(vcov (mod.cha))
inter[i,5:7, namo]=coef (mod.cha)-gnorm(0.9875) xsqgrt (diag(vcov (mod.cha)))
inter[i, 9:11,namo]=coef (mod.cha)+gnorm(0.9875) xsqgrt (diag (vcov (mod.cha)))
mserro[i,1l:3, namo] = (coef(mod.cha)-real[2,1:3])"2
mperro[i,1:3, namo] = Mod(coef (mod.cha)-real[2,1:3])/reall2,1:3]
if (inter[i, 5,namo] <= real[2,1] & real[2,1] <= inter[i, 9, namo]) {
cobert [namo,1] = cobert[namo,1l] + 1}
if (inter[i, 6,namo] <= real[[2,2] & real[2,2] <= inter[i, 10, namo]) {
cobert [namo, 2] = cobert[namo 21 + 1}
if (inter[i, 7,namo] <= real[2,3] & real[2,3] <= inter([i,11,namo]) {
cobert [namo, 3] = cobert[namo 3] + 1}
}
if (nr==3) {inter[i,1:3, namo] = coef (mod.lom)
varial[i,1:3, namo] = diag(vcov (mod.lom))
inter[i,5:7, namo] = coef (mod.lom) - gnorm(0.9875)*xsqgrt (

diag(vcov (mod.lom)))
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inter[i, 9:11, namo]
diag (vcov (mod.lom))
mserro[i,1:3, namo]
mperro[i,1:3, namo]

)

coef (mod.lom) + gnorm(0.9875) xsqrt (

(coef (mod.lom)-real[3,1:3])"2
Mod (coef (mod.lom)-real[3,1:3])
if (inter[i, 5,namo] <= real[3,1] & reall[3,1] <= inter[i, 9,

/real[3,1:3]
namo]) {

real[3,2] <= inter([i, 10, namo]) {

real[3,3] <= inter([i, 11, namo]) {

cobert [namo,1] = cobert[namo,1l] + 1}
if (inter[i, 6,namo] <= reall3,2] &
cobert [namo, 2] = cobert[namo 21 + 1}
if (inter[i, 7,namo] <= reall[3,3] &
cobert [namo, 3] = cobert[namo 3] + 1}
}

if (nr==4) {inter[i,1:3, namo] = coef (mod.loqg)

varial[i,1:3, namo] = diag(vcov (mod.log))

inter[i,5:7, namo] = coef (mod.log) - gnorm(0.9875)xsqgrt (diag(

vcov (mod.log)))

inter[i, 9:11, namo]

vcov (mod.log)))
mserro[i,1:3, namo]
mperro[i,1:3, namo]

coef (mod.log) + gnorm(0.9875)xsqgrt (diag(

(coef (mod.log)-realf4,1:3])"2
Mod (coef (mod.log)-real[4,1:3])
if (inter[i, 5,namo] <= real[4,1] & real[4,1] <= inter[i, 9,

/reall4,1:3]
namo]) {

real[4,2] <= inter([i, 10, namo]) {

real[4,3] <= inter([i, 11, namo]) {

cobert [namo,1] = cobert[namo,1l] + 1}
if (inter[i, 6,namo] <= reall4,2] &
cobert [namo, 2] = cobert[namo 21 + 1}
if (inter[i, 7,namo] <= reall4,3] &
cobert [namo, 3] = cobert[namo 3] + 1}
}

if (nr==5) {inter[i,1:3, namo] = coef (mod.wei)

varial[i,1:3, namo] = diag(vcov (mod.wei))

inter[i,5:7, namo] = coef (mod.wei) - gnorm(0.9875)xsqgrt (diag(

vcov (mod.wei)))

inter[i, 9:11, namo]

vcov (mod.wei)))
mserro[i,1:3, namo]
mperro[i,1:3, namo]

coef (mod.wei) + gnorm(0.9875)xsqgrt (diag(

(coef (mod.wei)-real[5,1:3])"2
Mod (coef (mod.wei)-real[5,1:3])
if (inter[i, 5,namo] <= real[5,1] & reall[5,1] <= inter[i, 9,

/reall[5,1:3]
namo]) {

real[5,2] <= inter([i, 10, namo]) {

real[5,3] <= inter[i, 11, namo]) {

cobert [namo,1] = cobert[namo,1l] + 1}
if (inter[i, 6,namo] <= reall5,2] &
cobert [namo, 2] = cobert[namo 21 + 1}
if (inter[i, 7,namo] <= reall5,3] &
cobert [namo, 3] = cobert[namo 3] + 1}
}

if (nr==6) {inter[i,1:3, namo] = coef (mod.gom)

varial[i,1:3, namo] = diag(vcov (mod.gom))

inter[i,5:7, namo] = coef (mod.gom) - gnorm(0.9875)xsqgrt (diag(

vcov (mod.gom) ) )

inter[i, 9:11, namo]

vcov (mod.gom) ) )
mserro[i,1l:3,
mperro[i,1:3,

namo]
namo ]

coef (mod.gom) + gnorm(0.9875) xsqgrt (diag(

(coef (mod.gom)-real[6,1:3])"2
Mod (coef (mod.gom) -real[6,1:3])
if (inter[i, 5,namo] <= real[6,1] & real[6,1] <= inter[i, 9,

/reall[6,1:3]
namo] ) {
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cobert [namo, 1]
if (inter[i, 6,namo] <= reall6
cobert [namo, 2]
if (inter[i, 7,namo] <= reall6
cobert [namo, 3]

}

if (nr==7) {inter (i, 1:4,
varial[i,1:4,
inter[i, 5:8,
vcov (mod.bet)))
inter[i, 9:12, namo]
vcov (mod.bet)))

mserro[i,1l:4,

mperro[i,1:4,
if (inter[i, 5,namo] <= reall[7,1] & reall7,1]

cobert [namo, 1]

if (inter[i, 6,namo] <= reall7

cobert [namo, 2]

if (inter[i, 7,namo] <= reall7

cobert [namo, 3]

if (inter[i, 8, namo] <= reall7

cobert [namo, 4]

which.min
which.min

which.min
which.min
which.min

resumo[1l,,namo]
resumo [2, ,namo]

( (aics
( (aics
( (aics
if(which.mln(alcs
( (aics
( (aics
( (aics

sapply (mserro[l, ,namo]
sapply (mperro[l, ,namo]

cobert [namo, 1] + 1}
2] & reall[6,2] <=
cobert[namo 21 + 1}
3] & reall[6,3] <=
cobert[namo 3] + 1}
namo] = coef (mod.bet)
namo] = diag(vcov (mod.bet))
namo] = coef (mod.bet) - gnorm(0.

coef (mod.bet) + gnorm(O0.

namo] = (coef (mod.bet)-reall[7,1:4])"2
namo] = Mod (coef (mod.bet)-real[7,1:47])

cobert [namo, 1] + 1}

2] & reall7,2]
cobert[namo 21 + 1}

3] & reall7, 3]
cobert[namo 3] + 1}

41 & reall7,3]
cobert[namo 41 + 1}
AIC (mod.exn)
AIC (mod.cha)
AIC (mod.lom)
AIC (mod.log)
AIC (mod.weil)
AIC (mod.gom)
AIC (mod.bet)
[i,1:7,namo])=="1") {acerto[namo, 1
[1i,1:7,namo])=="2") {acerto[namo, 2
[i,1:7,namo])=="3") {acerto[namo, 3
[i,1:7,namo])=="4") {acerto[namo, 4
[i,1:7,namo])=="5") {acerto[namo, 5
[i,1:7,namo])=="6") {acerto[namo, 6
[i,1:7,namo])=="7") {acerto[namo, 7

,mean)
,mean)

print (sprintf (c (nome2, "Iter", i, "N", n)))

flush.console ()

} # Fecha i

save (resumo, inter,aics, cobert, acerto,mserro, mperro,varia,

file=paste (nome2, sprintf (' $02d.Rdata’,n)))

} # Fecha namo

inter[i, 10, namo]) {

inter([i, 11, namo]) {

99) xsqrt (diag(

99) xsgrt (diag(

/reall7,1:4]
<= inter([i, 9,

<= inter[i, 10, namo]) {
<= inter[i, 11, namo]) {

<= inter[i, 12, namo]) {

namo, 1]
namo, 2]
namo, 3]
namo,4]+1}
namo, 5]
namo, 6]
namo, 7]

+1}
+1}
+1}

+1}
+1}
+1}



