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RESUMO

Os bons resultados obtidos pelas abordagens fuzzy utilizadas para a analise de séries
temporais (ST) tem contribuido significativamente para o crescimento da area. Embora
haja resultados satisfatdrios na anélise de ST com métodos que utilizam os conceitos clas-
sicos de ST e também com os conceitos recentes de séries temporais fuzzy (STF), ha uma
caréncia de modelos que combinem ambas as areas. Diante deste contexto, as contribui-
¢Oes deste trabalho estdo associadas ao desenvolvimento de modelos para a andlise de
ST combinando os conceitos de STF e métodos estatisticos visando a melhora na acuracia
das previsfes e a identificacdo de altera¢cdes comportamentais nas séries. Com o objetivo
de permitir uma melhor representacgéo fuzzy dos valores crisp observados, as abordagens
desenvolvidas nesta tese foram associadas a uma nova proposta de pré-processamento
dos dados. A previsdo de valores € calculada a partir de uma nova técnica de suavizagéo
combinada a uma extensé@o das relacdes légicas fuzzy. Essa combinagdo permite que
sejam considerados no célculo do valor previsto diferentes graus de influéncia para o com-
portamento mais recente e para 0 comportamento mais antigo da série. Em ocasides onde
0 modelo ndo dispde do conhecimento necessario para o calculo do valor previsto, os
conceitos de regresséo linear simples sdo associados aos conceitos das STF para identi-
ficar a tendéncia mais recente da ST. A abordagem desenvolvida para a anélise compor-
tamental das séries tem como objetivo identificar mudangas no comportamento a partir da
definicdo de prot6tipos que representam um grupo de ST e da segmentacao das séries a
serem analisadas. Nesta nova abordagem, a dissimilaridade entre um segmento de uma
ST e o intervalo correspondente de um determinado protétipo é definida por meio da mé-
trica Dynamic Time Warping (DTW) Fuzzy, ponderada por uma nova técnica de suaviza-
¢do aplicada a matriz de distancias entre os dados observados. A acurdcia obtida pelo
modelo de previsdo ndo s6 comprova a eficacia da abordagem desenvolvida, como tam-
bém demonstra a evolugdo do modelo ao longo da pesquisa e a importancia do pré-pro-
cessamento nas previsdes. A analise das ST segmentadas identifica satisfatoriamente as
alterag6es comportamentais das séries por meio do célculo da pertinéncia dos segmentos

nos respectivos grupos representados pelos protétipos.

Palavras-chave: Séries Temporais Fuzzy; Previsdo; Agrupamento Dindmico de Séries Temporais; Pré-

processamento



ABSTRACT

The good results obtained by the fuzzy approaches applied in the analysis of time series
(TS) has contributed significantly to the growth of the area. Although there are satisfactory
results in TS analysis with methods that use the classic concepts of TS and with the recent
concepts of fuzzy time series (FTS), there is a lack of models combining both areas. Face
of this context, the contributions of this thesis are associated with the development of mo-
dels for TS analysis combining the concepts of FTS with statistical methods aiming at the
improvement in accuracy of forecasts and in identification of behavioral changes in the TS.
In order to allow a suitable fuzzy representation of crisp values observed, the approaches
developed in this thesis were combined with a new proposal for pre-processing of the data.
The prediction value is calculated from a new smoothing technique combined with an ex-
tension of the fuzzy logic relationships. This combination allow to be considered in value
computed different degrees of influence to the most recent behavior and to the oldest beha-
vior of the series. In situations where the model does not have the necessary knowledge
to calculate the predicted value, the concepts of simple linear regression are combined with
the concepts of the FTS to identify the most recent trend in the TS. The approach develo-
ped for the behavioral analysis of the TS aims to identify changes in behavior from the
definition of prototypes that represent the groups of the TS and from the segmentation of
the series that will be analyzed. In this new approach, the dissimilarity between a segment
of a TS and the corresponding interval of a given prototype is defined by metric Fuzzy
Dynamic Time Warping weighted by a new smoothing technique applied to the distance
matrix between the observed data. The accuracy obtained by the forecast model not only
demonstrates the effectiveness of the developed approach, but also shows the evolution
of model throughout the research and the importance of preprocessing in the forecast. The
analysis of segmented TS identifies satisfactorily the behavioral changes of the series by
calculating the membership functions of these segments in the respective groups repre-

sented by the prototypes.

Keywords: Fuzzy Time Series; Forecast; Dynamic Clustering of Time Series; Pre-processing.
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Capitulo 1

INTRODUCAO

Considerada uma éarea relativamente nova ao ser comparada com pesquisas
equivalentes da area de estatistica, as séries temporais fuzzy (STF) foram introduzi-
das pela primeira vez por Song e Chissom (1993a, 1993b, 1994). Os conceitos de
conjuntos fuzzy apresentados por Zadeh (1965) aplicados na representacéo
linguistica de séries temporais (ST), possibilitam o uso do raciocinio aproximado
(PEDRYCZ; GOMIDE, 1998) durante o processo de inferéncia, facilitando assim o

desenvolvimento de solucBes mais adequadas a diversos tipos de problemas.

O primeiro experimento com STF para previsdo de valores realizado por Song
e Chissom (1993b), teve como objetivo prever o nimero anual de matriculas na
Universidade do Alabama entre os anos de 1971 e 1992. No experimento, a partir da
fuzzificacéo dos valores crisp! da ST, a base de conhecimento é definida por meio de
relacdes loégicas fuzzy (RLF) que representam as relacdes de implicacdo dos
conjuntos fuzzy ou termos linguisticos. Desde entéo, os bons resultados obtidos pelas

STF em experimentos com poucas amostras disponiveis, dados incompletos, com

1 Valor real observado
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comportamento irregular, ou ainda, com dados representados por meio de termos lin-
guisticos, tem contribuido significativamente para o crescente interesse de pesquisa

pelas séries temporais fuzzy.

Um requisito importante para uma boa acuracia nas previsdées em STF € o pré-
processamento dos dados observados (SANTOS; CAMARGO, 2013). A definicao
adequada das fungBes de pertinéncia e do numero total de conjuntos fuzzy que
representardo os dados fuzzificados, possui influéncia direta na acuracia dos valores

previstos.

Diversas abordagens tém contribuido para a evolucdo da é&rea e,
consequentemente, para a analise de problemas nos mais diversos cenérios do
mundo real. Em (MORAES, et al.,, 2013) um sistema de inferéncia multicamadas
baseado em regras fuzzy € apresentado para a previsdo da demanda em uma
substacao de energia. Um modelo de previsdo que combina support vector machine
(SVM), redes neurais evolucionérias e regras fuzzy foi apresentado por Stepnicka, et
al. (2013) e validado utilizando diversos conjuntos de dados de ST, dentre eles, o
namero de passageiros de uma companhia aérea internacional entre os anos de 1949
e 1960, o niumero de venda de carros na cidade de Quebec, Canada, entre 1960 e
1968 e a producao mensal de leite entre os anos de 1962 e 1975. Dentre todas as
areas de aplicacdo de ST, certamente a area financeira € a mais explorada em relacao
aos experimentos para previsao de valores e, por esta razdo, a que apresenta maior
diversidade de modelos de previsdo (CHEN; CHEN, 2014) (CHEN, et al., 2012)
(CHEN; KAO, 2013) (SANTOS; CAMARGO, 2014a) (SANTOS; CAMARGO, NO
PRELO) (USLU, et al., 2014) (WANG; LEE, 2014) e (ZHANG, 2003).

Considerando a area de estatistica, as ST possuem diversas classificacdes de
acordo com o enfoque desejado. A primeira delas é em relagédo a quantidade de vari-
aveis observadas, podendo ser séries monovariaveis ou multivariaveis. Outra classifi-
cacao possivel € em relagdo ao comportamento dos valores. Quando os valores ob-
servados ficam em torno de uma média, estas ST s@o consideradas estacionarias. As
séries ndo estacionarias apresentam tendéncias lineares positivas ou negativas. Uma
ST ainda pode ser classificada como deterministica, cujos valores podem ser obtidos
por meio de uma funcdo matematica sem a adicdo de um residuo ou termo aleatoério

de ajuste, ou ainda ndo deterministicas, também conhecidas como estocasticas, onde
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h& a necessidade de considerar o termo aleatorio para a representacdo dos valores
observados ao longo da ST (BUENO, 2008).

Dentre os modelos classicos para previsdo de valores, merecem destaque o
Autoregressive Integrated Moving Average (ARIMA) (BOX; JENKINS, 1976), que é
um modelo auto-regressivo de média mével, o Alisamento Exponencial Simples
(BROWN; MEYER, 1961), que realiza o célculo da previsdo de valores por meio da
suavizacdo exponencial das amostras, sendo possivel dar maior peso as amostras
mais recentes ou mais antigas, e a Regressao Linear Simples (GALTON, 1894), mo-
delo de previsao para séries temporais que considera a tendéncia linear da série para

realizar a previsao de um valor.

Atualmente um dos principais desafios de previsdo em séries temporais fuzzy
€ na combinacao dos conceitos fuzzy com outras abordagens da area de inteligéncia
computacional e da area de estatistica para a obtencédo de uma melhor acuracia nos

valores previstos.

Outra importante linha de pesquisa esta relacionada ao padrdo comportamen-
tal das séries (D’'URSO, et al., 2013) (HENSMAN, et al., 2015) e (THINH; ANH, 2012).
Entende-se por padréo comportamental de uma ST, a identificagdo de tendéncias de
crescimento ou diminuicdo nos valores reais, 0 comportamento sazonal apresentado
ao longo do tempo, ou ainda, o comportamento irregular da série de modo a néo per-
mitir uma classificacdo. Assim como ocorre nos modelos convencionais, 0s métodos
para agrupamento de ST tem como objetivo colocar no mesmo cluster séries tempo-
rais com padrdes comportamentais semelhantes, e em clusters diferentes ST com
comportamentos distintos. Usualmente duas sado as abordagens utilizadas para o
agrupamento das ST: baseada na extracdo de atributos e baseada na similaridade.
Na primeira abordagem um conjunto de atributos é extraido da ST para identifica-la e,
a partir destes atributos, o agrupamento € realizado. Na segunda abordagem, uma
métrica para calcular a similaridade ou dissimilaridade entre séries temporais é utili-
zada em conjunto com um algoritmo de agrupamento (RATANAMAHATANA, et al.,
2010).

A abordagem para analise de ST desenvolvida nesta tese € composta por trés
frentes de pesquisa. A primeira delas tem foco no pré-processamento das séries vi-

sando uma definicdo adequada dos termos linguisticos que representaréo os valores



Capitulo 1 - Introducao 16

numéricos observados. A segunda frente de pesquisa, com foco na previsao de valo-
res, visa a combinacéo de modelos estatisticos com os conceitos de STF associados
a uma nova técnica de alisamento para a melhora da acuracia. A terceira frente busca
identificar mudancgas comportamentais em uma série temporal ao longo de um periodo
de observacao. Esta identificacdo é realizada por meio da definicdo de protétipos que
representem os grupos de ST, por meio da segmentacao das séries e, na ultima etapa,
por meio do célculo da dissimilaridade dos segmentos com 0s respectivos prototipos

gue representam o comportamento de um determinado grupo de séries temporais.

1.1 Motivacao e objetivos

Ao analisar os artigos de séries temporais fuzzy publicados nos ultimos anos,
€ possivel identificar um crescimento expressivo em qualidade e em volume de publi-
cacles. Entretanto, um dos principais questionamentos que surgiram no inicio das
pesquisas deste trabalho foi: por que investir no desenvolvimento de séries temporais
fuzzy se a area de estatistica apresenta métodos bastante consolidados para lidar

com séries temporais?

Dentre os principais motivos que contribuiram para a deciséo de desenvolver a
pesquisa, merecem destaque a boa acuracia apresentada pelas STF, o baixo custo
computacional de processamento quando comparado com os modelos estatisticos e
a facilidade de modelar matematicamente os problemas temporais com o uso de ter-
mos linguisticos. Outro fator que contribuiu consideravelmente para que esta pesquisa
fosse desenvolvida, € o quao promissora a abordagem fuzzy para tratamento de sé-
ries temporais tem se mostrado por meio das pesquisas com foco em RLF e seus
resultados recentes, sinalizando que, embora tenhamos resultados significativos com

0s modelos disponiveis, ainda ha muito a ser desenvolvido.

Uma caracteristica comum dos trabalhos pesquisados sao as abordagens in-
dependentes para o pré-processamento dos dados, para a previsao de valores e para
0 agrupamento das ST. Apesar do pré-processamento nos dados possuir influéncia

direta na acuracia das previsbes e na qualidade do agrupamento obtido, uma
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guantidade significativa de trabalhos com STF pode ser encontrada na literatura sem

a realizacdo de nenhuma forma de pré-processamento.

Embora haja métodos satisfatorios para a previsédo de valores tanto na area de
estatistica quanto na area de STF foi identificada uma caréncia de modelos de
previsdo que combinem o conhecimento das duas areas. Assim, uma hipotese
levantada nesta tese é que a combinacao de conceitos ja consolidados em ambas as
areas em uma s6 abordagem de previsao possa contribuir para uma melhor acuracia

dos valores previstos em diferentes ST.

Em relagédo ao agrupamento de ST, a grande maioria os métodos disponiveis
consideram que uma série pertence ao mesmo cluster durante todo seu periodo de
observacéo, o que pode ocasionar uma interpretacdo equivocada do comportamento
da ST ao analisa-la. Desta forma a principal motivagdo para o desenvolvimento da
abordagem para andlise comportamental dindmica € a possibilidade de uma série
temporal associada a um grupo passar a apresentar um comportamento caracteristico

das ST pertencentes a outro grupo.

Diante deste contexto, este trabalho tem como objetivo tratar problemas de pre-
visdo e agrupamento de séries temporais, ambos combinados com o pré-processa-
mento dos dados observados. Para isso foi desenvolvido um modelo de previsao que
integra os conceitos estendidos de STF a uma nova proposta de alisamento e aos
conceitos de regressao linear simples. O modelo desenvolvido para a andlise compor-
tamental tem como caracteristica realizar uma analise din@mica das séries onde, em
diferentes intervalos de observacédo, uma mesma ST pode apresentar padroes com-
portamentais de diferentes grupos.

A partir da distribuicdo dos dados observados ao longo da ST, o pré-processa-
mento tem como proposito identificar e remover os outliers, definir o universo de dis-
curso, determinar a quantidade ideal de conjuntos fuzzy para representar adequada-

mente a ST e definir as funcdes de pertinéncia destes conjuntos.

Com o objetivo de melhorar a acuracia na predi¢cdo de valores por meio das
STF neste trabalho foram desenvolvidas trés abordagens de previsdo. A principal
abordagem desenvolvida apresenta uma nova proposta de extenséo das RLF para a
representacéo do conhecimento onde séo considerados 3 termos linguisticos na im-

plicacdo das relacdes. Esta nova técnica para a representacdo do conhecimento é
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combinada com um novo modelo de alisamento capaz de atribuir maior influéncia no
calculo do valor previsto ao comportamento mais recente, ou ao comportamento mais
antigo da ST. Para auxiliar na previsdo em situacfes onde a base de conhecimento
nao possui informacdes disponiveis para realizar o célculo, o0 modelo de regressao
linear simples € combinado com a representacéo fuzzy das amostras para a identifi-

cacao da tendéncia mais recente dos dados observados.

A abordagem para agrupamento das ST apresentada nesta tese considera que
as ST podem apresentar comportamento dinamico e, por esta razdo, ndo pertencerem
ao mesmo cluster durante todo o periodo de observacéo dos valores. Para realizar
uma andlise onde seja possivel identificar a qual cluster pertence um determinado
periodo de observacado, as ST foram segmentadas e cada segmento € avaliado de
modo independente. Para definir a similaridade entre estes segmentos, foi introduzida
uma extensdo da métrica Dynamic Time Warping (DTW) (BELLMAN, 1957) com a
restricdo de Itakura (ITAKURA, 1975), onde os conjuntos fuzzy sado considerados no
calculo da distancia e os valores obtidos sdo ponderados por meio de uma nova pro-
posta de alisamento. Por fim, a pertinéncia dos segmentos nos respectivos protétipos

é definida com o auxilio do célculo de pertinéncia do algoritmo Fuzzy C-Means (FCM).

1.2 Organizacao do Trabalho

O restante desta tese esta organizado como segue:

No Capitulo 2 sdo apresentados os conceitos sobre ST e STF com foco no pré-
processamento e nos modelos de previsao para ST classicas e fuzzy, além dos con-

ceitos relacionados aos métodos de segmentacdo das séries.

No Capitulo 3 sdo apresentadas as principais abordagens para agrupamento
de ST e é realizada uma introducéo as principais métricas de similaridade e dissimila-

ridade para analise das séries.

No Capitulo 4 é descrito o modelo de previsdo desenvolvido, desde a aborda-
gem do pré-processamento até o calculo dos valores a serem previstos. Com o0 obje-

tivo de fornecer subsidios para uma analise da evolucdo da pesquisa, no Capitulo 4
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também sdo apresentados alguns dos métodos de previsdo desenvolvidos ao longo

do desenvolvimento da tese.

No Capitulo 5 é apresentada a abordagem para analise do comportamento di-
namico das séries temporais. Neste capitulo é apresentada uma nova técnica para o

calculo da dissimilaridade entre as ST que realiza a andlise segmentada das mesmas.

No Capitulo 6 sdo apresentados os experimentos de previsdo e de agrupa-
mento das séries temporais, e uma analise é realizada com base nos resultados obti-

dos.

Por fim, no Capitulo 7 sdo apresentadas as conclusdes, as contribuicbes e as
limitacdes das abordagens desenvolvidas, além das possibilidades de expansdo dos

modelos em trabalhos futuros.



Capitulo 2

SERIES TEMPORAIS

Uma ST pode ser definida como uma colecdo de dados numéricos obtidos com
uma determinada frequéncia de tempo. Certamente as ST sdo 0 meio mais utilizado
para a previsao de valores pois, implicitamente, ja fornecem um meio de ponderacao
dos dados para o calculo de valores futuros, além de permitirem a identificacdo de
modelos estruturais com componentes sazonais ou tendéncias nos valores observa-

dos.

Como a maior parte dos procedimentos estatisticos foi desenvolvida para a
analise de observacdes independentes, o estudo de séries temporais acaba por exigir
0 uso de técnicas especificas (EHLERS, 2009). A analise de ST pode ser feita no
dominio temporal ou no dominio de frequéncia. No primeiro caso modelos paramétri-
cos sao construidos a partir de algum tipo de distribuicdo de probabilidade e geral-
mente utilizados para gerar previsdes ou descrever o comportamento de uma série. A
analise no dominio de frequéncia consiste em manipular a ST de modo a extrair o
espectro da frequéncia. Suas principais aplicacbes estdo no campo fisica e engenha-
ria e, dentre outros objetivos, visam identificar uma periodicidade relevante na sequén-
cia amostral (MORETTIN; TOLOI, 1981). O foco deste trabalho est4 na andlise no
dominio temporal e os conceitos relacionados para a elaboracéo desta tese sao apre-

sentados neste capitulo. Maiores informacdes a respeito da analise no dominio de
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frequéncia podem ser encontradas em (JENKINS; WATTS, 1968) (KOOPMANS,
1974) (MORETTIN, 1979).

Na Secdo 2.1 sdo apresentados alguns conceitos basicos e definicbes a res-
peito de ST. O modelo de regresséo linear simples utilizado como ferramenta de apoio
na segmentacdo das ST e na previsdo de valores € apresentado na Secdo 2.2. A
Secdao 2.3 apresenta o alisamento exponencial simples, inspiracéo para o0 modelo de
alisamento apresentado na Secédo 4.2.3. A Sec¢do 2.4 apresenta as principais técnicas
de segmentacéo de ST. Os conceitos de STF, suas definicbes e como a extracao do
conhecimento é realizada, sdo descritos na Secédo 2.5. Os conceitos base relaciona-
dos ao pré-processamento das STF sdo apresentados na 2.6. As consideracdes finais

sdo apresentadas na Secao 2.7.

2.1 Fundamentacao teérica

Os valores observados em uma ST podem representar dados discretos ou con-
tinuos. Nas ST discretas as observacdes sao realizadas em periodos de tempo, nor-
malmente, equidistantes. A representacao dos dados no tempo t em uma ST, definido
o conjunto T = {t,t,, ... , t,}, € denotada por {Y; : t € T} (SOUZA, 1989). Para as ST
continuas, a partir da definicdo do conjunto T = {t: t; <t < t,}, sua representacao é
dada por {Y(t):t € T} (GRANGER; NEWBOLD, 1977).

De acordo com Pucciarelli (2005), uma série temporal € considerada estacio-
naria se ndo ha grandes varia¢cdes no comportamento da média e da variancia dos
valores observados ao longo do tempo, refletindo de alguma forma um equilibrio es-
tavel e um comportamento regular da sequéncia dos valores. Segundo Newbold
(1994), caso a ST ndo tenha um padrdo comportamental estacionario e o periodo
observado for suficientemente longo, € possivel identificar trés comportamentos dis-
tintos associados: as tendéncias dos dados ao longo da série, a sazonalidade e a

irregularidade.

No primeiro caso, os valores apresentam uma tendéncia a crescer ou decrescer
ao longo do tempo. A ST pode apresentar um comportamento regular ou irregular na

meédia e covariancia, desde que mantida a tendéncia de crescimento ou atenuacgao
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dos valores observados. A Figura 2.1 apresenta um exemplo de ST com tendéncia de

crescimento nos valores.

2.5
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Figura 2.1 - Série temporal com tendéncia de crescimento

A sazonalidade em ST € caracterizada pelo comportamento da série possuir
uma relacéo direta entre os dados observados e o tempo em si. Desta forma, o efeito
sazonal é caracterizado pelos valores da ST assumirem comportamentos semelhan-
tes em intervalos de tempo bem definidos. A Figura 2.2 apresenta um exemplo de ST
com comportamento sazonal (NEWBOLD, 1994).
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Figura 2.2 — Série temporal com comportamento sazonal
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A sazonalidade de uma ST pode ser aditiva ou multiplicativa. No caso da sazo-
nalidade aditiva, suponha que o aumento esperado na venda de chocolates no peri-
odo da pascoa seja de 1 milh&o de reais relacdo a média anual. Entéo, para levar em
conta esta flutuacédo sazonal, as previsdes para o periodo da pascoa dos préximos
anos deve somar a quantia de 1 milh&o de reais a média de vendas anual sem pascoa.
No caso da sazonalidade multiplicativa, 0 aumento esperado é expresso em porcen-
tagem, ou seja, considerando o exemplo da pascoa, ao afirmarmos que as vendas
crescerao sessenta por cento, em numeros absolutos, o valor acrescido no periodo
vai depender do comportamento da ST durante todo o periodo anterior, ou seja, se as
vendas de chocolate forem pequenas durante o ano, o valor acrescido também sera
pequeno. De modo analogo, se os valores das vendas forem expressivos, podemos

afirmar que a variacdo das vendas no periodo sazonal também serd (EHLERS, 2009).

Nas ST com comportamento irregular, pouco ou nenhum padréo comportamen-
tal é identificado. A Figura 2.3 apresenta um exemplo de comportamento irregular de
uma ST (NEWBOLD, 1994).
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Figura 2.3 — Série temporal com comportamento irregular

7

Em muitas aplicacdes estatisticas, a ST representada graficamente é uma
transformacao dos dados originais que preserva as caracteristicas dos dados originais
(EHLERS, 2009). Dentre os métodos mais utilizados, podemos citar a transformacao
logaritma e a transformada Z e, em ambos 0s casos, 0s valores de previsdo obtidos

para a série transformada devem ser convertidos novamente para a escala original.
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Ha basicamente duas razfes para a transformacao dos dados observados: estabilizar
a variancia ao longo do periodo de observacéo da série, transformando uma ST néo
estacionaria em estacionaria, ou entdo tornar o efeito sazonal aditivo (MORETTIN;
TOLOI, 1981). Entretanto, para a analise das ST com o objetivo de gerar previsoes,
Granger e Newbold (1976) e Makridakis e Hibon (1979) concluiram que a transforma-
cdo dos dados originais ndo contribui para a melhora da acurécia nas previsoes.

2.2 Regresséo linear simples

A regresséo linear simples consiste em uma analise estatistica para verificar a
existéncia de relacdo entre uma variavel dependente Y, ou variavel resposta, e uma
variavel independente X, ou variavel regressora (PETERNELLI, 2004). Por meio desta
andlise é definido um modelo matematico que expressa, de modo linear, a relacdo

existente entre a variaveis dependente e independente.

Proposto inicialmente por Galton (1894), o modelo matematico definido pela
regressao linear simples tem como objetivo definir uma equacéo que represente a
menor distancia acumulada entre os pontos plotados no grafico e a linha definida pela
equacao. Em outras palavras, a equagao deve minimizar a soma dos desvios entre y;
e y,, onde y; representa o valor observado e y, € o valor estimado pela equacéo de
regressao linear simples. O modelo matematico completo, incluindo o valor residual,

€ apresentado na Equacao 2.1.

Ve = Bo + Brxe + &, t=12,...,n (2.2)

onde y; representa o valor projetado pela equacao para a variavel dependente no
instante t, x, contém o valor da variavel independente, ¢; é a variavel aleatoria residual
gue representa o comportamento aleatério em Y que ndo pode ser explicado linear-
mente pelo comportamento de X. O parametro S, é o coeficiente linear da reta, tam-
bém conhecido como intercepto, que contém o valor em Y para x = 0, ou seja, 0 ponto
em que a reta regressora corta o eixo Y quando x = 0. O parametro 5, do modelo é o
coeficiente angular da reta, que representa a inclinacdo da reta regressora em relacao

ao eixo X, ou seja, a cada aumento de uma unidade em X, $, indica, por meio e um
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valor real, a mudanca média da distribuicéo de probabilidade em Y. A Figura 2.4 apre-
senta um grafico de dispersdo com sua respectiva reta regressora e a ilustracdo dos

parametros S, e f;.
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Figura 2.4 — Grafico de dispersdo com reta regressora e parametros B, e 1

A reta de regressao representada na Figura 2.4 é obtida por meio da Equacao
2.1 sem o elemento residual. O método utilizado para estimar os parametros S, e B,
€ 0 método dos minimos quadrados (MMQ), que tem como objetivo minimizar a dife-
renca dos valores projetados pela reta em relacdo aos valores observados pela série
(HELENE, 2012). Assim, os valores de S, e 8; devem minimizar o valor de Q na Equa-

cdo 2.2, que representa o somatdério do quadrado do residual €.

g2 =

n n
t=1 t=1

Q= (ve = Bo - .élxt)z (2.2)

onde x, e y, sd0 os valores observados para as variaveis X e Y no instante t, 5, e ;
sdo os parametros que devem ser estimados pelo MMQ e n € o numero de dados

observados.

Para encontrar o menor valor de Q na Equagédo 2.2, deve-se deriva-la em rela-
co as variaveis de interesse f3, e §; e iguala-las a zero (PETERNELLI, 2004). Assim,

temos que f3, é estimado conforme apresentado pela Equac&o 2.3.
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Bo=7—Pix (2.3)

onde ¥ e ¥ sdo as médias dos valores observados para as variaveis X e Y, e 3, é

parametro da fungéo estimado pela Equagéao 2.4.

n Bt xe) Q= ye)
5 4t=1 Xt Yt n
| N 2.4)
t=1Xt - n

Uma vez obtidas as estimativas para f, e f;, a reta de regresso que repre-
senta 0 menor valor acumulado dos desvios pode ser escrita como apresentado na

Equacéo 2.1, entretanto, sem o elemento residual.

Uma informacgé&o importante para a abordagem de agrupamento apresentada
neste trabalho, € o quanto o modelo linear estimado representa 0 comportamento real
dos dados. Assim, o coeficiente de determinacéo, também conhecido como R?, é uti-
lizado para quantificar o quao adequado é o modelo estimado ao ser comparado com
a distribuicdo real dos dados (PETERNELLI, 2004).

Para calcular R?, antes é preciso calcular a soma do quadrado da regresséo
(SQR) e a soma do quadrado total (SQT). A variavel SQR € calculada pela Equacao 2.5
e indica a diferenga entre o valor estimado pelo modelo e a média dos valores obser-
vados.

SQR= ) (=) (2.5)
t=1

onde ¥, indica o valor estimado pelo modelo, y é a média dos valores observados e n
0 nimero de observagdes. A variavel SQT, também necessaria para o célculo de R?,
representa a variacao total em Y. A Equacéo 2.6 apresenta como o calculo é realizado

para a variavel.

SQT= > =)’ (2.6)
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onde y, indica o valor observado, y a média dos valores observados e n o nUmero de

observacgées. Definidos SQR e SQT, o coeficiente R? é calculado como apresentado

na Equacao 2.7.

SQR
=5oT (2.7)

2

onde 0 < R? < 1 indica a proporcéo da variacdo de Y que é explicada pelo modelo
estimado. Se o valor obtido estiver préximo de 1 significa que a reta de regressao
representa satisfatoriamente a distribuicéo real dos dados e, se o valor obtido estiver
proximo de 0, o modelo linear estimado nédo representa adequadamente o
comportamento dos dados. A Figura 2.5 apresenta dois exemplos com o valor de

R?,

8 1 y =0,059x + 0,2196
y =0,15x + 0,9463 09 R? =0.2564
R%=0,9802 >

Valor observado¥,
valor observado ¥,
°
=

Instante t Instante t
(@) (b)

Figura 2.5 — Retas de regresséo para a distribuicdo de dados em duas ST

No exemplo da Figura 2.5(a) é possivel observar que a reta de regressao linear
gerada pelo modelo matematico estimado, possui um comportamento semelhante ao
da distribuicdo real dos dados, implicando em um coeficiente R? préximo a 1. Na Fi-
gura 2.5(b) ndo é possivel identificar um padrdo comportamental na distribuicdo dos
dados. A equacéo estimada para a reta de regresséo linear na Figura 2.5(b), ndo re-
presenta adequadamente a distribuicao real dos dados, implicando em um baixo valor

para o coeficiente R2.
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2.3 Alisamento exponencial simples

Também conhecido como suavizac¢ao exponencial simples, o alisamento expo-
nencial simples (AES) é considerado um modelo classico para predi¢cao de valores em
séries temporais (YAGER, 2013). Seu objetivo é ponderar os valores observados ao
longo de uma ST, aumentando ou diminuindo exponencialmente seus pesos para a
predicdo. O modelo matematico apresentado na Equacao 2.8 define, de modo recur-

sivo, o valor suavizado para a amostra n.

yn = ay, + (1 - a)yn—l' 5/\0 =M (28)

onde y, é o valor exponencialmente suavizado para a amostra n, que pode ser ultili-
zado como valor de previsao para o instante n + 1, y,, € o valor observado no instante
n, ¥,_1 € ovalor suavizado noinstanten — 1 e, 0 < a < 1 é a constante de suavizagéao.
Se « for definido préximo de 0, as amostras mais antigas da ST terdo maior influéncia
no calculo do termo y, e, se a for definido proximo a 1 as amostras mais recentes
terdo maior influéncia na definicdo do termo suavizado y,. A Figura 2.6 apresenta um
grafico com os fatores de ponderagédo dos dados em uma ST com dez amostras para
a=02,a=05ea=0,8.

0,8
0,7
0,6

035

Fator de ponderagiao
o
+u

Amostras

...... a=0,2 == = g=0,5 a=0,8

Figura 2.6 — Fatores de ponderacdo em uma ST com dez amostras paraa =0,2, a =
0,5ea=0,8
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Ao ser considerada a suavizagcdo de uma ST durante todo o seu periodo de
observacédo, a Equacédo 2.8 pode ser representada como demonstrado na Equacgao
2.9.

n-1

Ju=a ) (1=@)y i+ (1- )% (2.9)
i=0

O argumento para o tratamento diferenciado das observacdes de uma ST, €
fundamentado na suposicao de que o comportamento mais recente da série tende a
conter mais informacdes sobre o futuro e, portanto, sdo mais relevantes para a previ-
sdo (MORETTIN; TOLOI, 2004). Entretanto, ndo é possivel afirmar que o ajuste de «

proximo a 1 é capaz de gerar previsées com melhor acuracia em todos 0s casos.
2.4 Segmentacao de séries temporais

Dentre os principais objetivos para a segmentacdo de uma ST estdo a reducao
do custo computacional em relagdo ao processamento, e a analise particionada do
comportamento da série (KEOGH, et al., 2004). Basicamente, a segmentacdo de uma
ST é realizada por meio dos algoritmos top-down, bottom-up e janela deslizante (LI,
et al., 2011). Independente de qual modelo matemético sera utilizado nos algoritmos,
a segmentacao pode ser realizada considerando trés diferentes parametros de restri-
cdo na analise (KEOGH, et al., 2004):

e NUmero maximo de K segmentos ao longo de toda a ST;
e Threshold local que avalia os desvios acumulados em um segmento;
e Threshold global para controle dos desvios acumulados em todos os

segmentos;

Os principais algoritmos de segmentacao utilizam a analise dos segmentos de
modo independente com a definicdo de um threshold local. A segmentacéao pelo algo-
ritmo top-down, inicialmente considera toda a ST como um sé segmento. Para cada
possivel ponto de divisdo, os 2 segmentos resultantes séo avaliados. Enquanto a seg-
mentagcao que gerar 0 menor erro, ou 0 maior ganho, estiver satisfazendo o threshold,

a divisdo do segmento é realizada neste respectivo ponto. Devido a necessidade de
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calculo para os 2 segmentos resultantes em cada possivel ponto de divisdo, esta abor-
dagem é a de maior custo computacional (LI, et al., 2011). Em Park, et al., (1999),
uma extensao do algoritmo top-down € introduzida. Os autores propdem uma anélise
para a identificagcdo dos dois pontos extremos da série, ou seja, 0S pontos onde 0
menor e 0 maior erro sdo gerados com a divisdo. A partir destes pontos séo criados
0S primeiros segmentos da série para, na sequéncia, a abordagem top-down classica
ser aplicada normalmente.

O algoritmo bottom-up é um complemento natural do top-down. Inicialmente
sao definidos n/2 segmentos em uma ST com n dados observados. Para cada novo
segmento que possa surgir por meio da combinacéo de 2 segmentos vizinhos, é feita
a analise para verificar a qualidade deste novo segmento. Enquanto o menor erro

estiver dentro do threshold definido pelo usuério, o processo é repetido.

O algoritmo janela deslizante tem sido amplamente utilizado em ST continuas
(MARIOTE, 2008). O primeiro dado observado a esquerda da ST, ou o primeiro dado
disponivel, é considerado o inicio do segmento. Cada novo dado que chega é agre-
gado ao segmento e a andlise da qualidade do segmento é realizada. Enquanto o
parametro de qualidade estiver dentro do threshold definido pelo usuério, novos dados
sdo agregados ao segmento. No momento em que um novo dado no instante t €
agregado ao segmento e o parametro que quantifica a qualidade do segmento exce-
der o threshold, o segmento atual é finalizado na amostra t — 1 e um novo segmento

tem inicio com o primeiro dado sendo o valor observado no instante t.

Em Keogh, et al., (2001) foram realizados diversos experimentos considerando
os trés algoritmos de segmentacdo. Os autores concluiram que, a partir da analise
dos resultados obtidos, a técnica bottom-up é a que apresenta os melhores resultados

ao ser comparada com as outras duas abordagens.

2.5 Séries Temporais Fuzzy

Muitas vezes, os dados provenientes do mundo real sédo incompletos, impreci-
S0S ou até mesmo ambiguos. Assim, devido a alta dependéncia dos valores disponi-

veis para gerar uma previsdo por meio de uma ST, métodos tradicionais podem ter
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sua acurdcia prejudicada, ocorréncia esta amenizada pelo uso dos conjuntos e da
l6gica fuzzy (LIU, et al., 2009).

Os conceitos da teoria de sistemas fuzzy foram inicialmente aplicados em pro-
blemas envolvendo ST por Song e Chissom (1993a, 1993b, 1994), onde os valores
observados na ST sao representados por conjuntos fuzzy (ZADEH, 1965) dentro do
universo de discurso U, onde U = {u4, u,, ...,u,}. Um conjunto fuzzy no universo de

discurso U pode ser representado como segue:

A= fu(u)/ur + fa(uz)/uz + o + fa(un)/un (2.10)

onde f, € a funcdo de pertinéncia do conjunto fuzzy A, f,: U — [0,1], f4(u;) denota o

grau de pertinéncia de u; no conjunto fuzzy Ael <i <n.

Os procedimentos base propostos por Song e Chissom (1993a, 1993b, 1994)
para a previsao utilizando STF sao: (1) Definir o dominio da variavel Y; (2) Definir os
conjuntos fuzzy para a variavel Y; (3) Fuzzificar os dados observados na ST; (4) Cons-
truir as RLF a partir da ST fuzzificada; (5) Gerar uma previséo fuzzificada; (6) Defuz-

zificar a previsao gerada anteriormente; (7) Retornar o valor previsto.

Os procedimentos apresentados acima sdo a base para a maior parte dos tra-
balhos com STF (CAl, et al., 2015) (CHEN; CHANG, 2010) (CHATTERJEE, et al.,
2011) (SANTOS; CAMARGO, 2014a) (SANTOS; CAMARGO, NO PRELO) e
(TANUWIJAYA; CHEN, 2009a). Como descrito, 0 primeiro passo € a definicdo do do-
minio da variavel do problema, que é feita com base nas amostras dos dados da va-
ridavel Y. Apos a definicdo do dominio é necessario determinar quantos conjuntos fuzzy
irdo representar a variavel, bem como a funcdo de pertinéncia para cada um destes

conjuntos.

A fuzzificagdo a ser realizada no processo 3, consiste em converter cada amos-
tra numérica da ST no conjunto fuzzy de maior pertinéncia para aquela amostra. Os
relacionamentos fuzzy mencionados no item 4, sdo construidos a partir das amostras
fuzzificadas, ou seja, se a amostra no tempo y;_, € representada pelo conjunto fuzzy
Alto (A), e a amostra do tempo y; € representada pelo conjunto fuzzy Médio (M), para
1 < t < n, arelagao légica fuzzy (RLF), entre estas amostras é representada por A -
M. Este procedimento sera melhor detalhado ao longo desta secao. O procedimento

5 descrito anteriormente, gera uma previsao fuzzificada, ou seja, o valor previsto é
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representado por um conjunto fuzzy. Antes de retornar o valor real ao usuéario, o mo-
delo devera defuzzificar a previsdo gerada, que consiste no processo de conversao

de um ou mais termos linguisticos em um numero real.

De acordo com Song e Chissom (1993a, 1993b, 1994), a previsdo de um valor
é realizada a partir das RLF extraidas de uma STF. A principais defini¢cdes relaciona-
das as STF séao apresentadas na sequéncia (SONG; CHISSOM, 1993a) (SONG,;
CHISSOM, 1993b) (SONG; CHISSOM, 1994):

Definigcdo 1: Seja Y(t) um subconjunto dos nameros reais. Considere f;(t),
onde i = 1,2, ...,c, como um conjunto fuzzy definido no universo de discurso de Y (t).

Se F(t) € uma colecéo de f;(t), entdo F(t) € denominada uma STF de Y (t).

Definigcdo 2: Considere F(t) uma STF e seja R(t,t — 1) uma relacdo de F(t).
Se R(t,t —1) = R(t —1,t — 2) para qualquer t, entdo F(t) € denominada STF invari-
ante no tempo. Caso seja dependente de ¢, ou seja, R(t,t — 1) pode ser diferente de

R(t —1,t — 2) para algum t, entdo F(t) é denominada STF variante no tempo.

Definicdo 3: Considere F(t) uma implicacédo de F(t — 1), ou seja, F(t—1) =
F(t). A relacdo existente entre F(t) e F(t —1) é representada por F(t) = F(t —
1)°R(t, t — 1), onde "°", originalmente, é definido como o operador Max-Min; e R(t,t —
1) € uma relacédo fuzzy entre F(t) e F(t — 1). Desta forma F(t — 1) - F(t) é denomi-

nada relacéao fuzzy de primeira ordem.

Definicdo 4: Se F(t) é causado por F(t —1),F(t — 2), ..., F(t — k), entdo esta
relacdo fuzzy é definida como relacdo de implicacéo de k — ésima ordem em uma ST,

e deve ser representada por F(t — k),...,F(t —2),F(t — 1) - F(t).

Para ilustrar o processo de extracao das RLF a partir das ST fuzzificadas, con-
sidere como exemplo a porcentagem da ocupacdo média mensal dos leitos de um
hotel ao longo de um ano: 0,87; 0,76; 0,52; 0,4; 0,45;0,22; 0,23; 0,38; 0,44; 0,57;
0,67; 0,88. Supondo que foram definidos os termos linguisticos Alto, Médio e Baixo
para esta série, uma possivel representacdo fuzzy da ST é apresentada na Figura
2.7.

0,87 0,76 0,52 04 045 0,22 0,23 0,38 0,44 0,57 0,67 0,88

p i P alin Pviia Y wiia PMadia Jp ava Q asa Qpvidia Y Moia JUEER wedis ) st g

Figura 2.7 — Série temporal fuzzificada
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Considerando a extracdo de RLF de primeira ordem, a base de conhecimento

definida a partir da ST fuzzificada serd composta de onze RLF, conforme apresentado

na Figura 2.8.
Alta — Alta Baixa —» Média
Alta > Média Média - Média
Média - Média Média —
Média —» Média o
Média — Baixa - Média
Baixa —» Baixa Média - Alta

Figura 2.8 — RLF extraidas da série temporal fuzzificada

As RLF devem ser extraidas a partir da primeira amostra da STF. Assim, ao
analisarmos a ST acima, temos a primeira RLF definida como Alta — Alta, na sequén-
cia Alta —» Média e assim por diante. Desta forma, a base de conhecimento sera com-
posta por n — k RLF, onde n é o nUmero de amostras observadas na série e k indica
a ordem das RLF como descrito na Definicdo 4. Na Figura 2.9 é apresentada uma

base de conhecimento composta por RLF de 32 — ordem.

A, A, M - Média B, B, M - Média
M, M, M — Baixa M, M, M — Média
M, M, B - Baixa

M, B, B » Média M, M, M - Alta

Figura 2.9 — RLF de 32 — ordem

Diferente do que ocorre nas regras fuzzy convencionais, mesmo com antece-
dentes iguais e consequentes diferentes, como ocorre nas RLF com os antecedentes
M, M, M, esta situacdo nao € considerada um conflito, pois representa o real compor-
tamento da série ao longo do periodo de observagéo. O valor a ser apresentado como

previsdo, deve ser calculado pelo método de defuzzificacdo definido pelo modelo.
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2.6 Pré-processamento em séries temporais fuzzy

Nesta secdo serdo apresentados alguns dos conceitos relacionados ao pré-
processamento dos dados em ST, visando a identificacdo de outliers e a definicdo da

quantidade e do suporte dos conjuntos fuzzy em uma variavel.

No processo de identificacdo e remocdo dos outliers apresentado em
(BARNETT; LEWIS, 1994), o primeiro passo é definir a matriz quadrada H, como apre-

sentado na Equacéo 2.11.
H=2z(z"2)"1zT (2.11)

onde zT é a transposta da matriz apresentada na Equacéo 2.12,

=

1

2
3

R R R
R R

S —|

(2.12)

e
U

Xn

Definida a matriz H, o proximo passo é calcular, a partir da Equacao 2.13, o

indice Residual Student para cada amostra da ST.

e

RStudent, = m (2.13)

Na equacdo 2.13, 6® representa o desvio padrdo sem o elemento t da série,
h; € o t — ésimo elemento diagonal da matriz H e e, € definido pela Equacao 2.14,
onde y, representa a amostra da ST para a qual o Residual Student é calculado e y;
€ 0 dado observado no instante j. Conforme sugerido por Liu et. al. (2009), se
RStudent, > 2,5, entdo y, pode ser considerado um outlier (SANTOS; CAMARGO,
2013).

(2.14)
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Em (TANUWIJAYA; CHEN, 2009b) € apresentado um método para a definicdo
da quantidade de termos linguisticos que representarédo os dados observados em uma

ST. O procedimento é apresentado na sequéncia:

e Passo 1. Ordenar a ST em uma sequéncia numérica ascendente
V1, Va2, «r Ver -+, Y, ONAe y; € 0 menor valor da ST e y, o0 maior dado
numérico observado,e 1 <t <n.

e Passo 2. Calcular o valor T de parada do algoritmo conforme a Equacao
2.15.

_ Yot Ver — V)
T =
n—1

(2.15)

e Passo 3. Inicialmente, considerar cada valor da ST como um cluster de
um so6 elemento.

e Passo 4. Considere a existéncia de c clusters. Calcule os centros dos
clusters conforme apresentado na Equacéo 2.16, onde p € o numero de
elementos no clustery, y; S&o os valores numéricos dos elementos per-
tencentes ao clustery,e 1 <k <c.

14

Yj

centro_cluster; = ]T=1 k=1,2,..,c. (2-16)

e Passo 5. Calcular a distancia entre o cluster k e k+ 1, onde k =

1,2,..,c—1, conforme Equacédo 2.17.
distanciay x+1 = |centro_cluster, — centro_clustery 4| (2.17)

e Passo 6. Se a menor distancia entre os clusters for inferior a 7, faca a
unido dos clusters mais proximos e retorne ao Passo 4. Caso contrario,

encerre o algoritmo.

Encerrado o procedimento para definir a quantidade de termos linguisticos, o0s
valores que representardo o parametro central dos conjuntos fuzzy séo definidos pela

Equacéo 2.16.
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2.7 Consideracdes finais

Neste capitulo foram apresentados os conceitos de séries temporais classicas
e séries temporais fuzzy. As técnicas de alisamento exponencial simples, regressao
linear e de segmentacéo, serdo utilizadas como ferramentas de apoio nas abordagens
apresentadas nesta tese para a predi¢cdo de valores e para a analise comportamental
das séries. O modelo de pré-processamento desenvolvido utiliza como base os con-
ceitos apresentados na Sec¢éao 2.6.

No Capitulo 3 serdo apresentados os conceitos referentes a andlise comporta-
mental das ST, com foco especial para as métricas e para os algoritmos de agrupa-

mento que sao utilizados na analise das séries.
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Capitulo 3

AGRUPAMENTO DE SERIES
TEMPORAIS

Neste capitulo serdo apresentados 0s conceitos associados ao agrupamento
de séries temporais. Um algoritmo de agrupamento, ou de clusterizacdo, tem como
objetivo agrupar séries temporais com comportamentos semelhantes em um mesmo
cluster e manter as séries temporais distintas em clusters diferentes. Uma das princi-
pais vantagens do agrupamento fuzzy, quando comparado ao agrupamento tradicio-
nal, é o fato dos elementos de dados possuirem graus de pertinéncia em cada um dos
clusters identificados. Dentro do contexto deste trabalho, cada ST avaliada é conside-

rada um elemento de dados.

Além da escolha do algoritmo para o agrupamento das ST, outra importante
caracteristica a ser definida é qual métrica sera utilizada para quantificar o quéo similar

ou dissimilar sao duas séries.

Segundo Theodoridis e Koutroumbas (2009), em alguns casos € necessario

verificar se 0 modo como os dados estdo distribuidos néo inviabiliza a definicdo dos
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grupos. Confirmada a tendéncia de agrupamento dos dados, ainda assim os resulta-
dos podem nao ser os esperados. Para ilustrar, considere o exemplo apresentado na

Figura 3.1.
TN
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Figura 3.1 - Possiveis cenérios para o agrupamento de dados.
(Adaptada de (THEODORIDIS; KOUTROUMBAS, 2009))

Uma possivel pergunta a respeito do cenario apresentado na Figura 3.1 € quan-
tos clusters existem na distribuicdo dos dados? Alguns poderiam dizer 2. Outros acre-
ditam que sejam 4, e ainda ha quem poderia dizer 3. Em casos como este, muitas
vezes sdo realizados experimentos com diferentes nimeros de clusters, e os agrupa-

mentos obtidos séo analisados para identificar a quantidade ideal de grupos.

Os métodos para agrupamento de dados podem ser ndo supervisionados ou
semissupervisionados. Nos métodos nao supervisionados, nao existem dados rotula-
dos. Desta forma, o algoritmo deve identificar os dados com estrutura semelhante e
agrupa-los em um mesmo cluster, sem o auxilio dos rétulos predefinidos. Os métodos
semissupervisionados possuem como caracteristica a rotulacao de apenas alguns da-
dos disponiveis para treinamento. A partir dos dados rotulados, o algoritmo identifica
os padrdes na distribuicdo dos dados e, consequente, os clusters presentes na base

de dados.

O agrupamento de séries temporais tem como caracteristica considerar cada
série como um elemento de dado, ou seja, uma ST com 100 valores observados, por
exemplo, é considerada um elemento Unico com 100 amostras. Na sequéncia seréo
apresentadas algumas das principais métricas para agrupamento de séries temporais,

além dos algoritmos base utilizados no agrupamento das mesmas.
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3.1 Métricas para séries temporais

Um ponto fundamental no processo de agrupamento é a escolha da métrica a
ser utilizada na andlise das séries temporais. Dentre as caracteristicas que devem ser
observadas, o tipo e o comportamento dos dados séo de fundamental importancia na
definicAo da métrica. Assim, nesta secdo sdo apresentadas algumas das principais

métricas utilizadas no agrupamento de séries temporais.
3.1.1 Distancia Euclidiana

Assim como no agrupamento de dados convencionais, a distancia euclidiana
também é uma meétrica utilizada para o agrupamento de ST (DEVIJVER; KITTLER,
1982). Sejam X, e Y; dois vetores que representam os valores reais observados em
duas séries temporais. A dissimilaridade entre as duas séries € calculada pela Equa-
cdo 3.1 (DEZA; DEZA, 2009).

de(Xe, Ye) = (3.2)

Como é possivel observar, para calcular a dissimilaridade utilizando a distancia
euclidiana € necessario que ambas as ST possuam a mesma quantidade n de amos-
tras. Alguns dos problemas em utilizar a distancia euclidiana como métrica para ana-
lisar séries temporais, sdo a alta sensibilidade a ruidos e as pequenas defasagens no
tempo em relacdo ao comportamento das séries (AGRAWAL, et al., 1995). Como

exemplo, considere as ST ilustradas na Figura 3.2.

O resultado apresentado pela distancia euclidiana ao analisar a similaridade
entre cada uma das duas ST e a linha tracejada, diz que ha maior similaridade entre
os valores de cada uma das duas ST quando comparadas com a linha tracejada, do
gue quando comparadas a Série 1 com a Série 2, que realmente possuem semelhan-

cas na pratica.



Capitulo 3 - Agrupamento de séries temporais 40

18

16 [\

14

12
10

=l e - —— — w—Sorie2

Sériel

ValoresobservadosY,

L

1 35 7 9111315171921232527293133
Instante &

O N & O @

Figura 3.2 — Distancia Euclidiana. Uma pequena variagao de fase pode ocasionar uma
distorcéo do resultado esperado

3.1.2 Distancia de Hamming

Outra métrica baseada na divergéncia entre os pontos € a distancia de Ham-
ming, que nada mais € do que a soma das amostras que diferem nos vetores X; e Y,
no mesmo tempo t. O calculo é realizado conforme apresentado na Equacao 3.2
(HAMMING, 1950).

Ay (X0 YD) = D B o) (3.2)
t=1

Quando x; = y, entdo h(x; y;) = 0, sendo h(x;,y;) = 1. Quanto menor o valor
de dy, mais semelhantes sdo as ST de acordo com a métrica. Se necessario, pode
ser definida uma margem de aceitacdo para que as amostras sejam consideradas

iguais.
3.1.3 Coeficiente de correlagcédo de Pearson

Como alternativa as métricas anteriores, a similaridade entre duas ST repre-
sentadas por X; e Y; pode ser calculada por meio da correlagdo de Pearson, repre-
sentada na Equagéo 3.3 (DEZA; DEZA, 2009).
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Yt=1(c = X)) (Ve — Vt)
cc (X, Y) = Sx.Sr, (3.3)

onde Y, é a média dos valores da série temporal Y;, y, € o valor observado no instante

t, e Sy, representa o desvio padrdo da ST calculado pela Equacao 3.4.

n 1/2
Sx, = [Z(Yt - yt)] (3.4)
t=1

O coeficiente de correlacao de Pearson cc tem seu valor definido entre -1 (me-
nos um) e 1 (um). Se as ST apresentarem tendéncias similares, o resultado sera pro-
ximo de 1. Se forem tendéncias inversamente proporcionais, o resultado sera préximo
de -1. Se o resultado apresentado for 0, a analise indica que nao existe relacao linear
entre as ST analisada. Uma analise detalhada desta métrica pode ser encontrada em
(FIGUEIREDO; SILVA, 2009)

3.1.4 Short Time Series

Outra medida de dissimilaridade para numeros reais é a Short Time Series
(STS), apresentada na Equacéo 3.5. Considerando cada ST como uma funcéo linear
por partes, a métrica tem como base de calculo a soma do quadrado das diferencas
entre as amostras das ST. Esta métrica considera que a dissimilaridade entre as ST
pode ser escrita como um segmento de reta. Desta forma, a métrica analisa a inclina-
¢éo destas retas para definir sua dissimilaridade (MOLLER-LEVET, et al., 2003).

n-1
Ye+1 — Dt Xt+1 — Xe )2
X, Y,) = E -
dsrs(Xe, Ye) L ((t +1)—t (t+1)—t (3.5)

Da mesma forma que nas equagfes anteriores, X;e Y; sdo dois vetores que
representam os valores observados de duas ST. A posi¢do de uma amostra x; ou y;

na série temporal € denotada por t e n € o nUmero total de amostras.
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3.1.5 Similaridade triangular ou similaridade do cosseno

A similaridade triangular entre duas ST € calculada considerando o cosseno
entre os dois vetores que as representam. O primeiro passo para o calculo € a norma-
lizacdo das amostras das ST X; e Y;, como apresentado na Equacédo 3.6, onde X,

representa o valor normalizado no instante t (DEZA; DEZA, 2009).

Xt

K T e e (36)

Normalizadas todas as amostras de ambas as ST, a similaridade do cosseno é

definida pela Equacao 3.7.

n

4 (X, Y,) = Lt=1%t Ve _ Z’? 9
T T CL D D (3.7)

t=1

O valor d;(X;,Y;) € definido entre 1 (um) e -1 (menos um). Quando os dois
vetores que representam as ST estdo sobrepostos e com mesma direcdo, ou seja,
sdo totalmente similares, o resultado da equacao € 1. Quanto mais préximo de -1 for

o resultado, menos similares sdo os vetores.

Um problema identificado durante alguns experimentos realizados com esta
métrica, € a ndo relevancia das grandezas escalares na analise. Ao comparar a ST
X: ={3,6,7,5} com a ST Y; = {3000,6000,7000,5000}, a métrica informa que as ST
sao totalmente semelhantes, retornando o valor um. Desta forma, em alguns contex-
tos como o financeiro, por exemplo, este pode ser um problema ao optar pela simila-

ridade triangular.

3.1.6 Dynamic Time Warping

Dynamic Time Warping (DTW) (BELLMAN, 1957) é um algoritmo amplamente
utilizado para calcular a dissimilaridade entre duas ST e que tem apresentado os re-
sultados mais significativos para o agrupamento de séries temporais (XI, et al., 2006).
Além da flexibilidade na analise comparativa entre duas séries, o algoritmo DTW tam-

bém apresenta como vantagem a ndo necessidade de que ambas as séries tenham o
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mesmo numero n de amostras. Recentemente, diversas propostas de extensédo ao
modelo original tem sido apresentadas (GORECKIA; tUCZAK, 2015) (IZAKIANA, et
al., 2015) (JEONG, et al., 2011) (KIM, et al., 2014) (LI, et al., 2014) e (SU, et al., 2014).

Ao contrario do que ocorre na distancia Euclidiana e na distancia de Hamming,
o modelo DTW realiza uma analise comparativa nao linear das ST, como ilustrado na

Figura 3.3.

ST1

ST2

Figura 3.3 — Duas séries temporais analisadas pelo algoritmo DTW

O modelo baseia-se em um algoritmo que tem como objetivo encontrar a menor
dissimilaridade entre duas ST. Considere X; = {xy, X3, ..., X} uma ST de tamanho m
e Y, ={y1,¥2 -, Vn} uma ST de tamanho n. Para calcular a dissimilaridade por meio
do algoritmo DTW, o primeiro passo é definir uma matriz n x m como ilustrado na Fi-

gura 3.4, onde a célula (i, j) representa a distancia euclidiana dg (x;, y;) entre as amos-

tras x; e y;.
ST X,
10.
1 2 3 4 5
1 0,05 0,04 0,08 0,11 0,12
= 2 0,14 0,13 0,17 0,2 0,21
= 3 0,24 0,23 0,27 0,3 0,31
4 0,37 0,36 0,4 0,43 0,44
5 0,54 0,53 0,57 0,6 0,61

Figura 3.4 — Matriz de distancia entre os valores observados em duas ST com 5
amostras cada uma

O segundo passo é definir os valores acumulados para a linha 1 e para a coluna
1. A partir da definicdo destes valores, cada célula restante da matriz deve ser preen-
chida considerando o seu préprio valor, somado com a menor distancia acumulada de

seus vizinhos imediatos. A Figura 3.5 ilustra o processo.
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ST X
20. 1 2 3t 4 5
1 0,05 0,09 0,17 0,28 0,4
> 2 o190 [N
e 3 0,43
4 0,8
5 1,34

Figura 3.5 — Preenchimento da matriz DTW

A partir do exemplo apresentado na Figura 3.4, as células da linha 1 da matriz

DTW na Figura 3.5 foram preenchidas como apresentado na Equacéo 3.8.

J
DTW (1,)) = 2(1, o), ji=1.2,..m. (3.8)
c=1

onde m é o numero de colunas da matriz, e DTW (1, j) é a distancia acumulada calcu-
lada para cada célula da primeira linha, considerando como base os valores da matriz
na Figura 3.4. De modo analogo, as células da primeira coluna da matriz DTW na
Figura 3.5, também é preenchida a partir do valor acumulado das células anteriores

da coluna 1.

A partir da célula (2,2), em destaque na Figura 3.5, o preenchimento é realizado
buscando o menor custo acumulado dos vizinhos imediatos. A célula (2,2) possui o
valor 0,18 pois ela tem seu valor 0,13 (Figura 3.4) e, seu vizinho imediato de menor
custo acumulado na Figura 3.5 é a célula (1,1), com valor 0,5, totalizando o valor 0,18.
O mesmo procedimento é aplicado as demais células. A Figura 3.6 apresenta a matriz
final do exemplo utilizado, onde o valor da célula (n, m) indica a dissimilaridade obtida

pelo algoritmo DTW entre as séries temporais X; e Y;.

nxm - ésima ST Xt
B 1 2 3 4 5
0,05 0,09 0,17 0,28 0,4

0,19 0,18 0,26 0,37 0,49
0,43 0,41 0,45 0,56 0,68
0,8 0,77 0,81 0,88 1

1,34 1,3 134 | 141 [

Figura 3.6 — Matriz DTW com o célculo final da dissimilaridade entre duas ST

ST Yt
s |ws |-
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Definida a matriz da Figura 3.6, o algoritmo DTW inicia 0 processo recursivo
para identificar qual o caminho gerou o valor da célula (n, m). Em um processo reverso
ao utilizado para preencher a matriz, a partir da posi¢éao (n, m), o algoritmo avalia qual
a célula vizinha de menor custo considerando as regras apresentadas na Equacgéo
3.9.

w={@-11), sej=1 " (3.9)
min[d( —1,j),d(i,j—1),d(i—1,j —1)], caso contrario

onde i e j indicam os indices das células atuais. Identificada a célula vizinha de (n,m)
com menor custo, o algoritmo atualiza os indices i e j da célula atual e avalia nova-
mente, a partir desta nova célula, qual a nova célula vizinha de menor custo de acordo
com as restrices da Equacao 3.9. O processo € repetido até que o algoritmo chegue
a célula (1,1), definindo assim o caminho W = wy, w,, ws, ..., w;, de menor custo, onde

wy = (1,1) e w, = (n,m).

No exemplo apresentado na Figura 3.6, o caminho de menor custo é definido
pela diagonal principal. Entretanto, cabe ressaltar que o caminho de menor custo pode
passar por qualquer célula dentro da matriz, o que pode acabar gerando uma distor-
cdo na analise das séries. Considere o exemplo apresentado na Figura 3.7.

ST1

ST2

Figura 3.7 — Caminho DTW com distor¢c&o na anélise

A Figura 3.7 ilustra uma distorcédo na analise onde amostras proximas a metade

do periodo de observacédo de uma ST sdo comparadas com as amostras observadas
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no final de outra ST, o0 que pode conduzir a um resultado que ndo representa adequa-
damente a comparacao entre as séries. Para evitar situa¢cdes como esta, existem duas

abordagens principais de restricao.

A restricdo de Sakoe-Chiba (SAKOE; CHIBA, 1978) limita o espaco de
preenchimento e busca na matriz DTW a partir da diagonal principal, onde o usuario
define um parametro r que indica o tamanho da restricdo, ou seja, o tamanho da area
de busca. Outra restricho amplamente utilizada € o paralelograma de Itakura
(ITAKURA, 1975), que define a area de busca por meio de um paralelograma na

matriz. Ambas as retrices e o modo de calculo sdo apresentadas na Figura 3.8.

(a) Restricdo de Sakoe-Chiba (b) Restrigéo de Itakura

Figura 3.8 — Restricdes de Sakoe-Chiba e de Itakura (Adaptada de (HENNIGER,;
MULLER, 2007))

Na restricdo de Sakoe-Chiba, apresentada na Figura 3.8(a), o preenchimento
da matriz DTW e a area de busca pelo caminho W de menor custo, sao definidos de
acordo com o parametro r tendo como referéncia a linha i. Em uma matriz quadrada,
por exemplo, quando temos r = 0, a area de busca € limitada a diagonal principal,
pois j = i. Na restricdo de Itakura, apresentada na Figura 3.8(b), o tamanho das ST é
0 parametro de restricdo da area de busca e do preenchimento da matriz DTW para a
definicdo do caminho W.
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3.2 Agrupamento de séries temporais

Assim como ocorre no agrupamento de dados convencional, a escolha do al-
goritmo de agrupamento de ST deve considerar alguns aspectos como, por exemplo,
se os dados analisados sédo continuos ou discretos, e se as séries temporais possuem

0 mesmo tamanho ou nao.

Algumas abordagens realizam o pré-processamento das ST antes da execucao
do algoritmo de agrupamento. Em outros trabalhos o agrupamento é realizado a partir
dos dados brutos. A primeira abordagem, que envolve o pré-processamento nos da-
dos, é capaz de reduzir a dimensédo dos dados eliminando algumas amostras, atribu-
tos ou ainda extraindo parametros para a analise das séries, reduzindo assim, consi-
deravelmente o custo computacional necessario para processamento (YEH, et al.,
2007). Dentre outros métodos para manipulacao dos dados, podemos citar a transfor-
macéao discreta de Fourier (AGRAWAL, et al., 1993) e (JANACEK, et al., 2005) e a
poda (BAGNALL, et al., 2006) e (BAGNALL; JANACEK, 2005).

A segunda abordagem para agrupamento das ST utiliza os dados brutos, sem
nenhum tipo de transformacéo ou poda dos dados. A principal caracteristica destes
métodos de agrupamento é a métrica utilizada na analise, uma vez que os dados séo

analisados da forma como foram disponibilizados (LIAO, 2005).

Duas linhas de pesquisas se desenvolveram para o agrupamento de ST com o
auxilio dos algoritmos convencionais. Na primeira delas sao realizadas alteracdes nas
métricas utilizadas pelos algoritmos, preservando as demais caracteristicas das pro-
postas originais. Na segunda linha de pesquisa os dados das ST sao manipulados
para, assim, serem tratados como dados comuns em um algoritmo de agrupamento
convencional. Neste trabalho é utilizada a primeira abordagem associada as adequa-

cOes nos algoritmos de agrupamento.

Na sequéncia sdo apresentados alguns dos algoritmos mais utilizados para
agrupamento de séries temporais, como o do Vizinho Mais Préximo, K-means e Fuzzy

C-means.
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3.2.1 K-means

Um dos mais simples e utilizados algoritmos de agrupamento de dados é o K-
means (MACQUEEN, 1967). O objetivo do K-means, como em qualquer outro algo-
ritmo de agrupamento, € agrupar os dados similares em um mesmo cluster e deixar
os dados dissimilares em clusters diferentes. Isto é feito utilizando uma métrica como
parametro de analise, onde o objetivo € minimizar a distancia média dos elementos

de um cluster para o seu centroide.

Vérios séo os trabalhos baseados no algoritmo K-means. Alguns destes traba-
Ihos focam na otimizacdo dos resultados por meio de ajustes nos vetores de iniciali-
zacao dos clusters (REDDY; PRASANTA, 2012) e (XIE, et al., 2014) e outras exten-
sBes do K-means trabalham com o agrupamento de séries temporais com foco na
métrica utilizada (IZAKIANA, et al., 2015) (NIEEATTRAKUL; RATANAMAHATANA,
2007) e (THINH; ANH, 2012).

Em sua versao original, a quantidade de k clusters e os centroides iniciais que
vao representa-los séo definidos aleatoriamente. Definidos os centroides iniciais, o
algoritmo entéo deve calcular a distancia euclidiana de cada um dos elementos para
os k centroides. Cada dado deve ser associado ao centroide mais proximo. Realizada
a primeira iteragdo, o algoritmo atualiza os valores dos k centroides por meio da média
dos elementos pertencentes a cada cluster. Na sequéncia é feito um novo célculo da
distancia entre todos os dados e 0s novos centroides para, entdo, serem atualizados
os elementos de cada cluster. Esta iteracdo ocorre até o algoritmo convergir ou por

uma guantidade n de iteraces definida pelo usuério.

Em geral, o algoritmo k-means apresenta bons resultados, mas é sensivel aos
centroides iniciais, ou seja, de acordo com os centros de clusters definidos aleatoria-
mente, os resultados finais apresentados pelo algoritmo podem ser diferentes e, por-
tanto, ndo apresentar o agrupamento esperado. Quando os dados sdo conhecidos,
uma possivel solugéo para garantir um resultado ao menos préximo do esperado, € a
definicdo dos centroides iniciais pelo usuario. A Figura 3.9 representa duas situacdes

de inicializagbes diferentes dos centros de cluster com 0 mesmo conjunto de dados.
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Na Figura 3.9 foram definidas 32 (trinta e duas) amostras de dados aleatorios
e 5 (cinco) centros de clusters. As Figuras 3.9 (A) e 3.9 (B) apresentam duas confi-
guracoes iniciais diferentes para os cinco centros de clusters, representados pelos
guadrados. Os clusters obtidos pela configuracéo inicial apresentada em 3.9 (A), apre-
sentados no quadro (C), visualmente representam melhor a distribuicdo dos dados
gue os clusters apresentados no quadro (D), gerados pela configuracédo inicial apre-
sentada em 3.9 (B). Esta divergéncia ocorre em razdo dos diferentes valores iniciais

para os centros de cluster. Em ambos 0s casos, o0 algoritmo convergiu apés 3 itera-

coOes.
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Figura 3.9 — Diferentes centroides obtidos pelo k-means

Outro ponto que requer cuidado ao escolher o K-means como algoritmo de
agrupamento é a presenca de outliers nos dados. Em razdo do centro de cluster ser
calculado com base na média dos dados de cada grupo, outliers tendem a desviar o

centro do cluster em sua direcdo, principalmente em clusters com poucos elementos.
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Desta forma, torna-se extremamente importante o tratamento dos dados para detec-

cao e eliminacéo de outliers antes da execucéo do algoritmo.
3.2.2 Fuzzy C-Means

O algoritmo de agrupamento K-means tem como caracteristica gerar particoes
de modo que cada elemento pertenca somente a um cluster. Por sua vez, o algoritmo
de agrupamento Fuzzy C-Means (BEZDEK, 1981) € uma extensédo do agrupamento
classico, e tem como caracteristica a associacdo de um grau de pertinéncia dos ele-

mentos de dados a cada um dos clusters identificados.

Seja X = {xq, x, x3, ..., X, }, Onde n representa o numero de elementos do con-
junto de dados X. Dado um numero ¢ de clusters, uma pseudo-particado fuzzy g =
{A1,A,, ..., A} deve satisfazer a restricdo apresentada na Equagéo 3.10, onde A;(xy)

€ o grau de pertinéncia de (x;) na pseudo-particao A;.

ZAi(xk) =1 (3.10)

Em um agrupamento fuzzy, um cluster i possui a restricdo de ndo poder ter 0s
n elementos do conjunto X com o grau de pertinéncia igual a um (maximo) e nem com
o grau de pertinéncia igual a zero (cluster vazio). Para isso, a Equacao 3.11 deve ser
satisfeita.

0< zAi(xk) <n (311)

Considerando os prototipos iniciais do algoritmo, o melhor agrupamento do Fu-
zzy C-Means é obtido por meio da minimizacéo da Equacao 3.12.

c n

Jo(Un,©) = > ) u d (i c1) (3.12)

i=1k=1

Na Equacéo 3.12, U, é a matriz de pertinéncia com dimensdo ¢ X n, onde c €

a quantidade de clusters e n o total de dados na base X. Desta forma, u;;, representa
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a pertinéncia do elemento k no cluster i, m é o indice de fuzzificagdo e d(c;, x;) é a
distancia entre o cluster c¢; e o elemento x,. A Equacéo 3.12 ainda deve respeitar a
restricdo apresentada na Equacdo 3.10. O calculo utilizado para a atualizacdo dos

centroides é apresentado na Equacao 3.13.

o D=1 Uik Xx
=S (3.13)

onde c; € o valor do centroide, n € o niumero de elementos e u;;, € o0 grau de pertinéncia
do elemento x;, no cluster i. O algoritmo devera ser executado até que ocorra um
namero maximo de iteracdes ou até que ndo haja mais ganho significativo nos novos
agrupamentos obtidos apos ser finalizada uma iteracdo. Cada célula da matriz de per-

tinéncia U, deve ser atualizada pela Equagéo 3.14.

1 11

_ 2\ m-1
Ai(x k)—lz ”xk Cl”) (3.14)

e =l

Na Equacao 3.14, A;(x;) € o grau de pertinéncia do elemento x;, do cluster c¢;,
¢ € 0 numero total de clusters, m > 0 é o nivel de fuzzificagdo e se m = 1 os graus de
pertinéncia séo definidos como 0 ou 1. Uma visdo geral do Fuzzy C-means é apre-

sentada no Algoritmo 3.2.

Algoritmo 3.2: Fuzzy C-Means

1. Definir a quantidade c de clusters;
2. Definir o nimero maximo de iteracdes (y) e o ganho minimo necessario 6
para que o algoritmo continue sendo executado;
Inicializar aleatoriamente a matriz U,, de pertinéncias;
Atribuir cont = 0, onde cont € contador de iteracoes;
repita
cont « cont + 1;
Atualizar Uy, (J,(Uy, C) ),

Atualizar centros de cluster C;;

© © N o 0k~ ©w

y+1|

até que || — | < 8 oucont >v;




Capitulo 3 - Agrupamento de séries temporais 52

De modo semelhante ao que ocorre no K-means, o agrupamento final gerado
pelo Fuzzy C-Means também é dependente dos parametros de inicializagdo. Desta
forma, ndo ha garantia de que, ao obter um agrupamento, este seja o0 melhor agrupa-
mento possivel e o minimo global tenha sido atingido. Uma alternativa para buscar a

otimizacao dos resultados € executar diferentes inicializacbes da matriz Uj,.
3.2.3 Vizinho mais proximo

Dentro do contexto do agrupamento de ST, em (ZHANG, et al., 2011) uma ex-
tensdo dos conceitos basicos do algoritmo do vizinho mais proximo € combinada a
teoria de grafos, a métrica de similaridade triangular e a distancia DTW, com o objetivo

de realizar o agrupamento séries temporais.

De acordo com a abordagem apresentada em (ZHANG, et al., 2011), considere
um grafo direcionado ponderado G,, = (N, L, W), um conjunto N = {n,,n,,ns, ..., ny} de
nés, um conjunto L = {l,1,,15, ..., l;} de arestas e um conjunto W = {wy, w,, ws, ..., Wy, }
de pesos para ponderar as M arestas. Cada no6 representa uma ST. As arestas, res-
ponsaveis por conectar um par de nés n; e n;, sdo denotadas por [;;, tal que [;; # ;.
A intensidade S; do i — ésimo no, é definida pela somatdria dos pesos das arestas as

quais ele esta conectado, conforme apresentado na Equacgéo 3.15.

S = Z y
0= 2" (3.15)
JEN
O peso w;; da aresta [;; representa a similaridade entre os nos i e j, calculado

pela similaridade triangular. Assim, a rede de vizinhos mais préximos € construida
considerando os k vizinhos com maior semelhanca. Considere as semelhancas entre

seis ST apresentadas na Tabela 3.1.

Tabela 3.1 — Similaridade entre séries temporais

ny n, ns Ny nsg ng
ny - 0,6 0,2 0,5 0,4 0,3
n, 0,6 - 0,7 0,1 0,8 0,2
n; 0,2 0,7 - 0,9 0,8 0,3
Ny 0,8 0,1 0,9 - 0,4 0,2
Ne 0,4 0,6 0,8 0,4 - 0,7
Ng 0,3 0,2 0,3 0,2 0,7 -
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No exemplo da Tabela 3.1, ao serem considerados os 2 vizinhos mais proxi-
mos, a ilustracdo do grafo resultante é apresentada na Figura 3.10.

0,4 s

’

0,2

0,2

’

Figura 3.10 — Rede dos vizinhos mais proximos para k = 2

Observe que, ao afirmar que um determinado ponto esta mais proximo do ou-
tro, ndo podemos deduzir que a reciproca seja verdadeira. Por exemplo. Considere o
no n,. Os seus dois vizinhos mais préximos sdo 0s nos n; € n,, respectivamente.

Entretanto, o n6 n; ndo é um dos dois vizinhos mais préximos de n,.

Para gerar o agrupamento dos dados proposto por meio do algoritmo dos k
vizinhos mais proximos, deve ser considerado o nimero de arestas k" de cada no,
onde k" é a quantidade de arestas que chegam ao i — ésimo nd. Desta forma, de
acordo com as premissas apresentadas, o algoritmo de agrupamento dos dados é
definido na sequéncia.

Algoritmo 3.3: k vizinhos mais préximos

1. Enquanto N # @

2. Ordenar os nés do conjunto N, em ordem decrescente considerando o
ndmero de arestas k'™

3. Escolha 0 né n com maior quantidade de arestas k™;

4. Adicione o né n ao conjunto C e remova-o de N,
Identifique os vizinhos de n, remova-os de N e adicione-0s ao conjunto
EC;

6. Considerando os nos restantes em N, retornar ao Passo 1;

7. Defina € como os centros de cluster.
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No Algoritmo 3.3, o conjunto C representa os centros de clusters e EC € o con-
junto que possui os respectivos elementos de cada um dos clusters. Em bases de
dados com uma grande quantidade de amostras, este método reduz consideravel-
mente o custo computacional para definicdo do agrupamento. Predominantemente, o
uso do algoritmo k-vizinhos mais proximos para agrupamento de ST esta diretamente
associado ao uso da distancia DTW e suas extensdes (GORECKI, LtUCZAK, 2014)
(KURBALIJA, et al., 2014) (YU, et al., 2011) e (TORMENE, et al., 2009).

3.2.4 Classificacdo comportamental das séries temporais

Com o enfoque do agrupamento dinamico das séries temporais, D’'Urso e
Maharaj (2009) utilizaram o algoritmo Fuzzy C-Means para agrupar as séries por meio
do coeficiente de correlacdo dos dados observados nas ST. Em (JI, et al., 2013) os
autores apresentam uma extensdo ao Fuzzy C-Means com a introducédo do que é
denominado “key point”, utilizado para realizar o agrupamento dinamico. Em ambas
abordagens os autores consideram que a mudanca comportamental em uma ST pode
ocorrer de trés formas. A primeira delas esta relacionada a mudanca nos valores da

série, representada na Figura 3.11.
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Figura 3.11 — Mudanca nos valores observados na série temporal.
Adaptado de (D’'URSO; MAHARAJ, 2009)

A Figura 3.11 apresenta uma mudanc¢a em uma serie temporal onde o compor-
tamento da série permanece semelhante ao observado no periodo anterior. Assim, a

alteracdo esta relacionada apenas aos valores reais observados na Série 5.
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Na Figura 3.12 é apresentado um exemplo onde a alteracdo esta relacionada
ao comportamento da série, pois os valores observados apos a alteracao ainda conti-

nuam dentro do intervalo observado antes da alteracao.
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Figura 3.12 — Mudanca no formato da série temporal.
Adaptado de (D’'URSO; MAHARAJ, 2009)

O terceiro tipo de mudanca possivel em uma ST, é quando as altera¢bes ocor-
rem tanto no formato, quanto nos valores observados na série, ndo apresentando re-

lacdo alguma com o seu comportamento anterior. A Figura 3.13 ilustra um exemplo

deste tipo de alteracao.
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Figura 3.13 — Mudanca nos valores e no formato da série temporal.
Adaptado de (D’URSO; MAHARAJ, 2009)
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A andlise das séries temporais proposta neste trabalho tem como parametro
principal os valores das amostras ao longo do periodo de observacdo que, ao ser
combinada com a segmentacao da série, € capaz de identificar mudancas no padréo

comportamental das ST com base nos valores observados.

3.3 Consideracdes finais

Neste capitulo foram apresentadas as principais métricas utilizadas para o
agrupamento de ST, em especial o algoritmo DTW, amplamente utilizado na literatura.
Dentre os algoritmos de agrupamento apresentados, o algoritmo do vizinho mais pro-
ximo tem se mostrado eficaz na classificacdo de ST quando associado ao algoritmo
DTW. Entretanto, recentemente o FCM tem ganhado espaco na analise de ST para o
agrupamento dinamico.

No proximo capitulo serdo apresentadas as abordagens desenvolvidas para o
pré-processamento das ST e para a previsao de valores. As abordagens desenvolvi-
das apresentam uma extensdo das RLF para a representacdo do conhecimento nas
STF, uma nova técnica de alisamento e a combinacao de conceitos classicos das ST
com os conceitos das séries temporais fuzzy para o pré-processamento e para a pre-

visao de valores.



Capitulo 4

ANALISE DE SERIES TEMPORAIS
FUZZY PARA PREVISAO DE VALORES

Durante o periodo de pesquisa para elaboracéo desta tese, diferentes oportu-
nidades foram identificadas para o desenvolvimento de abordagens de previsdo de
valores com o uso de STF (SONG; CHISSOM, 1993a), (SONG; CHISSOM, 1993b)
(SONG; CHISSOM, 1994). Por tratar-se de uma area pouco explorada, ainda ha muito
a ser desenvolvido neste campo e, por esta razao, diversos modelos de previséo fo-

ram testados ao longo da pesquisa.

A primeira necessidade identificada durante a pesquisa foi a de utilizar um mo-
delo de pré-processamento antes de realizar qualquer a previsdo. Foram realizados
diversos experimentos utilizando modelos fuzzy de previsao que, na proposta original,
nao aplicam nenhum tipo de pré-processamento nos dados. Os resultados obtidos
comprovaram que, ao ser realizado o pré-processamento nos dados, o modelo de
previsao apresenta uma melhora significativa em sua acuracia. Os modelos de previ-

séo desenvolvidos nesta tese séo apresentados na Secgéo 4.1.

A partir dos estudos com foco nos métodos classicos de previsao, foi identifi-

cada uma caréncia de trabalhos que combinem os conceitos classicos de séries tem-
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porais com 0s conceitos de séries temporais fuzzy. Assim, a partir de uma nova téc-
nica de alisamento inspirada no AES, a principal abordagem de previsao desenvolvida
tem como objetivo apresentar um modelo fuzzy para previsao capaz de atribuir maior
influéncia ao comportamento mais recente da série, mas que também seja flexivel ao
ponto de permitir que, quando necessario, seja atribuida maior influéncia ao compor-
tamento mais antigo da ST. Para melhorar a acuracia das previsdes, foram introduzi-
dos os conceitos de regressao linear simples aplicados as séries temporais fuzzifica-
das (SANTOS; CAMARGO, NO PRELO).

Antes de ser definida a abordagem principal para previsdes, foram realizados
diversos experimentos que resultaram em outras duas abordagens para a previsao de
valores. A primeira delas, descrita na Secéo 4.2.1, define grupos de RLF a partir de
um intervalo temporal calculado de acordo com a quantidade de dados observados
na ST. Para cada grupo de RLF é atribuido um grau de influéncia no calculo do valor
a ser previsto (SANTOS; CAMARGO, 2014b). A outra abordagem desenvolvida,
apresentada na Secéo 4.2.2, apresenta uma extensdo das RLF combinada com os
conceitos do alisamento exponencial simples (SANTOS; CAMARGO, 2014a).

Com o objetivo apresentar a evolucao da pesquisa, neste capitulo serdo des-
critos, além do de pré-processamento desenvolvido, os trés modelos de previséo re-
sultantes da pesquisa. Os resultados dos experimentos realizados sao apresentados

no Capitulo 6.

4.1 Pré-processamento das séries temporais fuzzy

Nesta secdo serdo apresentados os trés modelos de pré-processamento de-
senvolvidos e utilizados tanto no processo de previsdo, quanto na analise comporta-
mental das séries. O primeiro modelo foi desenvolvido com o objetivo de verificar se
0 uso do pré-processamento realmente implica em uma melhora da acuracia nos pro-
cessos de previsdo. As duas outras abordagens de pré-processamento foram desen-

volvidas a partir de ajustes realizados na primeira abordagem.
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4.1.1 Pré-processamento: primeira abordagem

Embora diversos trabalhos com STF néo realizam o pré-processamento dos
dados (CHENG, et al., 2008) (JOSHI; KUMAR, 2013), (KOROL, 2014) e (QIU, et al.,
2011) esse processo € de fundamental importancia para a melhora na acuracia das
previsdes e para um agrupamento mais adequado das ST. As definicbes do dominio,
0 numero de termos linguisticos e as func¢des de pertinéncia dos conjuntos fuzzy, pos-

suem influéncia direta na acuracia do modelo de previsao.

O modelo de pré-processamento aqui descrito (SANTOS; CAMARGO, 2013),
tem como principal objetivo analisar os dados para permitir uma melhor representacéo
fuzzy dos valores crisp observados em uma ST. Para isso, a abordagem desenvolvida
combina alguns procedimentos disponiveis na literatura para a definicdo de um novo
modelo. O processo desenvolvido esta dividido em quatro etapas, apresentadas na
Figura 4.1.

Identificar e remover outliers

Definir o dominio

( )\
Definir o nimero de termos linguisticos
. J
\4
4 )

Definir a funcéo de pertinéncia e 0s
valores crisp que representam o0s
termos linguisticos.

Figura 4.1 — Pré-processamento das ST

A existéncia de outliers na base de dados pode exercer uma influéncia negativa
em todo o restante do processo de analise das séries. Assim, 0 primeiro passo € a
remocgéao dos outliers. A técnica utilizada para identificar e remover os outliers é a
mesma descrita na Se¢éo 2.6 (BARNETT; LEWIS, 1994).
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Na sequéncia, o método deve definir um universo de discurso apropriado para
a ST. Assim, apoés a identificacdo e remocédo dos outliers, o universo de discurso da
ST é definido pela Equacgéo 4.1, onde y,,in © Vmax S&0, respectivamente, o menor € o

maior valores da ST e ¢ € o desvio padréo dos dados observados.

D= [ymin —0,Ymax T o] (4.2)

Em relacdo a quantidade de termos linguisticos a serem utilizados na repre-
sentacdo das séries temporais, a abordagem de pré-processamento proposta nesta
secdo utiliza a técnica descrita entre 0os passos 1 e 6, apresentados na Secao 2.6
(TANUWIJAYA; CHEN, 2009b).

Conjuntos fuzzy com tamanhos diferentes em uma mesma variavel, podem re-
presentar melhor a estrutura interna de dados desigualmente distribuidos sobre o uni-
verso de discurso e, portanto, produzir melhores resultados de previsdo (SANTOS;
CAMARGO, 2013). Sendo assim, a quantidade c de termos linguisticos definido pelos
6 passos descritos na Secao 2.6 (TANUWIJAYA; CHEN, 2009b) é utilizada como pa-
rametro de entrada para o algoritmo de agrupamento Fuzzy C-Means, descrito na Se-
cao 3.2.2 (BEZDEK, et al., 1992).

Apods a execucdo do Fuzzy C-Means, os centroides encontrados séo utilizados
na representacdo dos termos linguisticos da ST, ou seja, o valor de representacao
numeérica do termo linguistico L, corresponde ao valor do centrdide k obtido por meio
do Fuzzy C-Means. Assim, a definicdo dos parametros dos conjuntos fuzzy é realizada

como segue:

e Os termos linguisticos L, onde 1 < k < ¢, sdo representados por con-
juntos fuzzy triangulares;

e Os parametros esquerdo e direito que definem os limites dos conjuntos
fuzzy triangulares L, sdo definidos, respectivamente, pelos valores de
centro_cluster,_, e de centro_cluster;,, fornecidos pelo Fuzzy C-Me-
ans;

e Paraotermo linguistico L, a representagéo € por meio do conjunto fuzzy
trapezoidal com pertinéncia = 1 no intervalo [Vonin —
o, centro_cluster;], onde o € o desvio padréo dos dados observados na
ST,
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e Os parametros esquerdo e direito de L, séo definidos, respectivamente,
PoOr ymin — 0 € centro_cluster,;

e Para o termo linguistico L., a representacdo também sera por meio do
conjunto fuzzy trapezoidal, com pertinéncia=1 no intervalo
[centro_cluster,, ymax + 0,], ONde o € 0 desvio padréo da série;

e Os parametros esquerdo e direito de L. sdo definidos, respectivamente,

por centro_cluster._, € POr Vymax + 0;

Apos a definicdo do suporte de cada um dos conjuntos fuzzy e, consequente-
mente, dos valores de representacdo dos termos linguisticos, devem ser realizadas a
fuzzificacdo da ST e a definicdo da base de conhecimento do sistema por meio da

identificacdo das RLF.

4.1.2 Pré-processamento: segunda abordagem

O pré-processamento descrito nesta secdo apresenta apenas uma alteracao
em relacdo ao pré-processamento apresentado na Secao 4.1.1. Esta alteracao esta
relacionada a definicdo do threshold 7 da Equacédo 2.15, que é calculado a partir da

diferencga entre os valores observados na série ordenados de forma crescente.

Em ST longas e com um desvio padrédo relativamente alto, o threshold definido
pela Equacédo 2.15 implica em um namero elevado de termos linguisticos para repre-
sentar a ST. Em séries com 100 amostras, por exemplo, alguns experimentos chega-

ram a indicar 60 termos linguisticos para a representacao fuzzy da série.

Como o parametro t possui influéncia direta na definicdo do nimero de termos,
a alternativa encontrada foi aumentar o valor deste parametro somando o desvio pa-
dréo da diferenca das amostras. Assim, novo valor do threshold é calculado a partir

da Equacao 4.2 aplicada aos dados da série temporal ordenados de forma crescente.

X i =)
=
n—1

+o 4.2)

onde y; € 0 i — ésimo termos da ST ordenada de forma crescente, ¢ € o desvio padréo

da diferenca das amostras da ST ordenada em uma sequéncia crescente. O restante
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do processo para definir o nimero de termos linguisticos é o mesmo utilizado no pré-

processamento apresentado na Secao 4.1.1.

4.1.3 Pré-processamento: terceira abordagem

Nas abordagens descritas anteriormente, considerando que foram definidos c
termos linguisticos, apos a execucdo do Fuzzy C-Means os conjuntos fuzzy sao defi-
nidos como ilustrado na Figura 4.2, onde o € o0 desvio padrdo das amostras disponi-
VeIS €, Vmin € Ymax S80, respectivamente, o menor e o maior valores crisp observados

nas amostras disponiveis da ST.

0 | | | I | |
Ymin =0 centro_cluster,  centro_cluster; centro_cluster, Ymax

Figura 4.2 — Definicdo do dominio e dos conjuntos fuzzy conforme pré-processa-
mento apresentado na Sec¢éo 4.1.2

A razéo pela qual o desvio padréo € considerado na definicdo do dominio é,
justamente, para permitir que valores ndo observados até o momento do pré-proces-
samento, possam ser representados pelo modelo em uma previsdo. Entretanto, como
€ possivel observar na Figura 4.2, ndo ha uma representacao linguistica adequada
para 0s valores que possam surgir acima do centro_cluster,, ou abaixo do
centro_cluster;, 0 que acaba prejudicando a acuracia em problemas onde ha previ-

sOes de valores nestes intervalos.

Para sanar este problema, a abordagem de pré-processamento apresentada
nesta secdo realiza a adicdo de novos conjuntos fuzzy nos intervalos [ymin —

o, centro_cluster;] e [centro_cluster,, ymq.x + 0], cOonforme apresentado a seguir:

e Passo 1. Calcular a media aritmética da diferenca mediay;; entre

centro_cluster; e centro_cluster;,,,parai =1,2,...,c — 1.
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e Passo 2. Calcular o nimero de conjuntos adicionais ca;, s no limite infe-

ror [ymin — 0, centro_cluster;], como apresentado na Equagéo 4.3.

centro_cluster; — (Vmin — 0 )

ing = mediag;s (4.3)

e Passo 3. Definir o parametro central de cada novo conjunto fuzzy trian-
gular adicionado no intervalo [y,,in — 0, centro_cluster;], a partir da ex-
pressao centro_cluster; — mediag;r * add, onde add = 1,2, ..., cQyy.

e Passo 4. Se 1 < add < ca;yy, definir os parametros esquerdo e direito
do novo conjunto triangular, respectivamente, por centro_cluster; —
mediagif * (add + 1) e centro_cluster; — mediag;f * (add — 1).

e Passo 5. Se add = 1, definir os parametros esquerdo e direito do novo
conjunto triangular, respectivamente, por centro_cluster; — mediag; * 2
e centro_cluster;.

e Passo 6. Se add = ca;,s, definir os parametros esquerdo e direito do
novo conjunto triangular, respectivamente, por € Yya,n,—0 €
centro_cluster; — mediag;f * (add — 1).

e Passo 7. Para os conjuntos fuzzy triangulares adicionados no intervalo
[centro_cluster,, Ymax + 0], calcular o nimero de conjuntos adicionais

cas,;, como apresentado na Equagéo 4.4.

(Vmax + 0 ) — centro_cluster,
Casyp =

mediag;s (4.4)

e Passo 8. De modo analogo ao descrito para o intervalo [yg,in —
o, centro_cluster;] nos passos de 3 a 6, definir os conjuntos fuzzy adici-
onais a partir das variaveis cag,,, mediay;s € centro_cluster,. Para defi-
nir os novos conjuntos adicione mediag;¢ ao valor centro_cluster, na de-
finicdo do parametro central de cada novo conjunto triangular até o limite

superior do dominio, definido por ;4 + 0.
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Em problemas como o ilustrado na Figura 4.2, a adicdo dos novos conjuntos
triangulares fuzzy como descrito entre os passos 1 e 8 melhora significativamente a
acuracia dos valores previstos. Sem a alteracdo no pré-processamento realizada
nesta abordagem, todos os valores previstos no cenario apresentado pela Figura 4.3
seriam representados pelo valor crisp do centro_cluster, ou pelo limite superior do
dominio, definido por y,,.. + 0,0 que certamente prejudicaria a acuracia das previ-

soes.

Treinamento

Testes

35

25

20

15

10

Valores observados Y,

1234567 89 101112131415161718 1920 2122 2324 25 2627 2829 30
Amostras X,

Figura 4.3 — Exemplo de série temporal

Outra caracteristica importante em problemas como o da Figura 4.3 € a atuali-
zacao constante da base de conhecimento. Apds a chegada de novas amostras, no-
vas RLF devem ser adicionadas a base, o que permite ao modelo continuar apren-

dendo mesmo depois do treinamento inicial.

4.2 Modelos de previséao

Nesta se¢cao serdo apresentadas as trés principais abordagens de previsao de-

senvolvidas durante a pesquisa.
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4.2.1 PrevisGes em STF baseadas no intervalo temporal das amostras

A primeira abordagem de previséo utiliza como técnica de pré-processamento
o modelo apresentado na Secéo 4.1.2. A abordagem desenvolvida nesta secéo tem
como principal caracteristica classificar o conhecimento extraido da ST em diferentes
grupos temporais (SANTOS; CAMARGO, 2014b). O objetivo & dar maior influéncia no
calculo do valor previsto ao conhecimento pertencente ao grupo temporal com o co-
nhecimento mais recente da série. Para isso, é realizada a classificacdo temporal das

relacdes légicas fuzzy.

A base de conhecimento do sistema é composta por RLF de segunda ordem,
ou seja, com dois antecedentes na relacdo de implicagcdo, como apresentado na Ex-

pressao 4.5.

Li’ Li+1 s Li+2 , i = 1, 2, 3, wn—2 (45)

onde n € o numero de amostras da ST e L; é o termo linguistico que representa o valor
observado no instante i. Considerando as RLF de segunda ordem como apresentado
na Expressao 4.5, ou seja, com dois antecedentes, as duas Ultimas amostras da ST
indicar@o quais RLF serdo utilizadas no calculo do valor a ser previsto. Assim, serao
consideradas todas as implicagdes das RLF na base de conhecimento que tiverem os

antecedentes L; = L,_; € Li1; = L,.

A escolha por RLF de segunda ordem deve-se ao fato de que o uso das rela-
cOes de primeira ordem para a representacédo do conhecimento implica em uma quan-
tidade excessiva de RLF no célculo do valor previsto, o que acaba ocasionando um
desvio significativo nas previsdes quando comparadas com os valores reais. Esse
desvio também ocorre ao utilizarmos RLF de terceira ordem ou superior pois, ao con-
trario do que ocorre quando sao utilizadas RLF de primeira ordem, o nimero de termos
linguisticos utilizados no céalculo é insuficiente para a identificacdo da tendéncia da

série temporal.

A abordagem apresentada nesta secdo considera a existéncia de trés grupos
temporais de RLF (G,, G, e G3), definidos a partir das n amostras da série conforme

descrito na sequéncia:
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e Passo 1. A partir da ST fuzzificada, construa uma base de RLF de 22
ordem como apresentado na Expresséo 4.5, com um total de relacdes r
igual an — 2.

e Passo 2. Considere as relagGes 7;, onde j = 1,2, ...,n — 2, definidas no
passo anterior. Se j < (n—2)/3,entdaor; €G;. Se (n—2)/3<j<(n—

2)/3x2,entdor; € G,. Se j > (n—2)/3 X 2, entao r; € Gs.

O grau de influéncia, ou o peso pg,, do grupo de RLF G;, onde, i =1,2e 3,¢€
definido empiricamente respeitando a restricao p;, < ps, < Pg,- Assim, o valor previsto
é calculado pela Equacéo 4.6.

3
]/p = Z VGi X pGi (46)
i=1

onde V, € o valor previsto e V;, € o valor calculado a partir das RLF presentes no Grupo

i, conforme Equacao 4.7, que considerada o numero de ocorréncias de cada RLF

dentro do grupo.

5’:1 Def (Lj) X ij
VGi = Z§=1fL- (47)

ondei =1,2e 3, [ indica o numero de diferentes RLF presentes no Grupo i, ij €o

namero de ocorréncias de RLFs com L; no consequente dentro do Grupo i, ou seja,
quantas vezes arelagdo L,_4,L, — L; ocorre dentro do grupo e, Def (L;) € o parame-

tro central do conjunto triangular que representa o termo linguistico L;.

Para ilustrar como o calculo do valor previsto é realizado nesta abordagem de
previsao, considere a série temporal com os indices Taiwan Stock Exchange Capita-
lization Weighted Stock Index (TAIEX) da bolsa de valores de Taiwan para o ano de
2001, utilizada nos experimentos apresentados no Capitulo 6. Os indices entre janeiro
e outubro de 2001 foram utilizados para treinamento do modelo e os testes foram
realizados utilizando os indices de novembro e dezembro do mesmo ano. Apds o pré-
processamento nos dados de treinamento, os valores crisp obtidos para cada cluster
e, consequentemente, para a representagéo dos termos linguisticos na série temporal

fuzzificada, sdo apresentados na Tabela 4.1.
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Tabela 4.1 — Valores crisp de representacado para cada termo linguistico do indice

TAIEX 2001
Cluster Valor Cluster Valor Cluster Valor Cluster Valor
0 3488,58 13 3915,35 26 4410,30 39 4837,79
1 3525,41 14 3952,83 27 4453,63 40 4895,68
2 3567,26 15 3987,10 28 4473,64 41 4979,42
3 3588,63 16 4012,67 29 4489,39 42 5033,78
4 3622,13 17 4042,43 30 4509,75 43 5084,22
5 3637,01 18 4065,64 31 4528,65 44 5150,37
6 3706,00 19 4145,09 32 4552,98 45 5175,34
7 3778,23 20 4184,87 33 4591,49 46 5227,90
8 3791,01 21 4220,44 34 4629,14 47 5309,69
9 3800,05 22 4301,64 35 4659,84 48 5406,05
10 3814,66 23 4335,51 36 4706,31 49 5481,84
11 3848,60 24 4354,66 37 4741,69 50 5588,32
12 3900,91 25 4373,35 38 4780,37 51 5801,55

Apés a fuzzificagdo da ST, 199 relacdes légicas fuzzy, como a apresentada na
Expressao 4.5, foram identificadas e divididas em 3 grupos (G4, G, € G3) que compdem
a base de conhecimento, sendo os Grupos 1 e 2 com 66 RLF cada um e o Grupo 3
com 67 relagcdes. As mais antigas, pertencentes ao Grupo 1, sdo apresentadas na
Tabela 4.2. As RLF do Grupo 2, sdo apresentadas na Tabela 4.3, e as RLF do
Grupo 3, que representam o comportamento mais recente da ST, sdo apresentadas
na Tabela 4.4.

Tabela 4.2 - RLF de 22 ordem pertencentes ao Grupo 1 da série temporal TAIEX 2001

RLF do Grupo 1

LaorLag = Las
LaorLas = Loy
LyayLy7 > Las
L7, Lys > Lag
Lys, Lyg = Lag
LygiLag = Lag
LygiLag = La7
LagiLa7 = Lag
Ly7,Lag = Lso
Lyg Lso = Lsy
Lso,Lsy = Lsy
L5y, Lsy = Lsg
Ls1,Lsg = Lsq

Lso, Lsy = Lsq

Lsy,Lsy = Lsy
Lsy,Lsy = Lsy
L5y, Lsy = Lsy
L5y, Lsy = Lsy
L5y, Lsy = Lso
Lsy,Lsg = Lsy
Lso,Lsy = Lsy
Lsy,Lsy = Lsy
Lsy,Lsy = Lsy
L5y, Lsy = Lsy
L5y, Lsy = Lsy
L5y, Lsy = Lsy
Lsy,Lsy = Lsy

Lgqy,Lsy = Lgq

Lsy,Lsy = Lsy
Lsy,Lsy = Lsy
L5y, Lsy = Lsy
L5y, Lsy = Lsy
L5y, Lsy = Lso
L5y, Lsg = Lao
Lsg,Lyg = Lyo
Lyg,Lag = Lsg
Lag,Lsg = Lso
Lso, Lso = Lsy
Lso,Lsy = Lsy
L5y, Lsy = Lso
Lsy,Lso = Lso

Lsg, Lsg = Lso

Lso,Lag = Lyg
Lso, Lso = Lso
Lso, Lso = Lsy
Lso, Lsy = Lsy
L5y, Lsy = Lso
Ls1,Lso = Lso
Lso, Lso = Lso
Lso, Lso = Lsy
Lso,Lsq = Lsy
L5y, Lsy = Lsy
L5y, Lsy = Lsy
L5y, Lsy = Lsy
Lsy,Lsy = Lsy

Lgqy,Lsy = Lsq

Lsy,Lsy = Lso
Ls1,Lso = Ly
Lso, Lag = Lag
Lyo,Lag = Ly
Lyg Lag = Lug
Lyg)Lag = La7
Lag,La7 = Ly
Lyz,Lag = Ly
Lyg)Lag = Lyg
Lyo,Lag = Lyg
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Tabela 4.3 — RLF de 22 ordem pertencentes ao Grupo 2 da série temporal TAIEX 2001

RLF do Grupo 2

Lyg,Lag = Lag  Lag Las = Ly Lys,Laz = Las LygrLag = Las L3y Lzg = L3g
Lyg,Lyg = Lsg  Lys,Lys = Lag Lyz Lyz = Ly LyayLyg = Las L3g Lzg = L3s
Lyo,Lso = Lsg  LyesLag = Lys LyziLaz = Ly LyasLyz = Lyp  L3e, L3s = L3y
Lso,Lso = Lso Ly Lae = Lys Lyz)Laz = Ly LysiLyz = Lyz  L3s,Lzq = L3
Lso,Lso = Lso  LyesLas = Ly Lyz)Laz = Lyy Lyz)Laz = Ly L3y L3z = L3y
Lso,Lso = Lag Ly, Lag = Lys Lyz Las = Las Lyz Las = Lao L3z Lzg = Ly
Lso)Lag = Lag  LaasLyz = Ly Lso,Lag = Lyo Ly1,Lao = Lzg  LzgLag = Las
Lyg)Lyg = Lyg  Lyz Lyg = Lys Lyt Ly = Ly Lyo,Lzg = Lzg  Lpg,Las = Lys
Lyo,Lag = Lag  LygLaz = Lyy Lyz Ly = Lag L3g L3g = L3g  Las,Las = Loy
LygiLyg = La7  Lyz,Lag = Lyy Lyg)Lag = Lyg L3g,L3g = Lao  Lso,Lag = Lyg
LygiLy7 = Lag  Lya,Lag = Ly Lys Ly = Loy L3g, Ly = Lao -

Ly7)Lag = Lag  Lya,Las = Lys LygiLa7 = Lyg LyosLao = L3g -

Lyg,Lys = Las  LagiLas = Lus Ly7,Las = Lyg Lyo,Lzg = L3z -

Lyg)Las = Las  Lae Las = Ly Lyg)Las = Lag L3g,L37 = L3 -

Tabela 4.4 — RLF de 22 ordem pertencentes ao Grupo 3 da série temporal TAIEX 2001

RLF do Grupo 3

Lyo,La1 = Ly Ly7,Lag = L3q L3o,L3g = La7 L3, Ly = Lo Le,Lg = Ly
Ly1,L1g = Lyy Lyg L3y = L3z Lo, Ly7 = Lag Ly,Lo— Ly Lg,Lio = Lyo
Lig,Ly7 = Lyg L3y, L33 = L3y Ly7,Lag = L Lo, Ly = L, Lyo)Lyo = L1y
Li7,L19 = Lo, L33, L3q = L3e Lyg,Las = L2z Ly Ly = Ls Lio,Ly1 = Ly
Lig,Lap; = La3 L34, L3s = L3y Lyg Loz = Loy Ly Ls =Ly Lyg, L1z = Ly
Lyg Loz = Loy L3g L3g = L3 Ly, Loz = Loy Ls,Lo = Lo Lip L1y = Lys
Lyz, Loy = Ly L34 L3y = L3 Ly, Loz = Lo Lo, Lo = Lo Ly1,Lys = Lyg
Lyay Loy = Lyg L3, L3z = Lag LyaLag = L1ag Lo, Lo = L3 Lys,Lig = Lyy
LyayLag = L3y L3z, Lag = Loy Lyo,Ly1a = Ly Lo, Lz = L, Lig)L17 = Lyg
Lyg,L3q = Lag Lyg,La7 = Loy LiyL; > Ly L3, Ly = Ly Lys, Loy = Ly
L3y, Lag = Lae Ly7, Loz = Las Ly, Ly = Lg L3, Ly = Ly Ly1,Lag = Lay
Lyg, Lae = L3o Ly, Las = Las Ly, Le = L3 Ly, Lg = Lg -
Ly6Lzg = La7 L5, Las = Lao Ly, Loz = Lo Lg, Ly = L -

L3o, L7 = Log L3, L3g = L3g Le, Ly = Ly Lo, Ls = Lg )

Ao ser considerada, por exemplo, a previsdo para o dia 28 de dezembro de
2001, de acordo com a Tabela 4.1, os indices 5392,43 e 5332,98 dos dias 26 e 27 de
dezembro sdo representados, respectivamente, pelos termos linguisticos L,g € Ly;.
Assim, ao ser realizada a busca por RLF com 0s mesmos antecedentes, encontramos

no Grupo 1 uma ocorréncia da RLF L,g, L,; = Lug € uma ocorréncia da RLF L,g, L,; —
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L4g. NO Grupo 2, ha apenas a RLF L,g, L4; = L4g cOM 0s antecedentes indicados. No

Grupo 3, ndo ha ocorréncia de RLF com os antecedentes L,g € L.

Considerando as Equacdes 4.6 e 4.7, os valores crisp que representam os ter-
mos linguisticos nas implicagdes e os pesos p;, = 0,22, pg, = 0,33 e pg, = 0,44, de-

finidos empiricamente para cada grupo, o valor 5421,21 foi previsto.

Em situacdes onde ndo hd RLF com os antecedentes L; = L,_; € Liz; =Ly, O
valor previsto € o parametro central do conjunto triangular que representa o termo

linguistico L,,.

Apés algumas analises da abordagem apresentada nesta secéo, dois questio-
namentos foram levantados. O primeiro é em relagdo ao nimero ideal de grupos de
RLF. O segundo guestionamento € como os graus de influéncia dos grupos sao defi-
nidos. A partir de uma analise do modelo de previsdo com foco nestes questionamen-
tos, foi possivel identificar a possibilidade de combinar o alisamento exponencial sim-
ples a uma extensdo do modelo de previséo ja definido. Esta nova abordagem € apre-

sentada na Secao 4.2.2.

4.2.2 Previsao em STF por meio de uma extensé&o do alisamento exponen-

cial simples

O modelo de previsdo descrito nesta secdo considera que as amostras mais
recentes da ST devem ter maior influéncia no célculo da previsdo do que as amostras
mais antigas. Entretanto, diferente do modo como ocorre na abordagem da Secao
4.2.1, os conceitos base do AES descrito na Secéo 2.3 sdo combinados com o uso de
uma nova proposta para definicdo de RLF com trés termos linguisticos na implicacao.
O pré-processamento utilizado nesta abordagem de previsao € o modelo apresentado

na Secao 4.1.2.

Uma importante caracteristica do modelo de previsdo apresentado nesta se-
¢do, e ndo encontrada em outros modelos de STF durante a pesquisa, é a proposta
da atualizagéo constante da base de conhecimento por meio da adicéo de novas RLF.
Apos o treinamento realizado pelo modelo, onde as RLF s&o extraidas e a base de

conhecimento é definida, a cada nova amostra disponivel uma nova RLF € inserida
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na base. Os testes realizados, com e sem esta caracteristica nos modelos de previ-
sdo, demonstraram uma melhora significativa na acuracia das previsées em cenarios
onde as ST apresentam, sobretudo no periodo de previsdo, um comportamento dife-
rente do utilizado para treinamento do modelo. Assim, esta abordagem é composta

por quatro passos principais.

1) Pré-processamento;

2) Treinamento do modelo por meio da construcédo de RLF de segunda or-
dem com trés consequentes;

3) Célculo da previsao a partir da integracdo das RLF com os conceitos do
alisamento exponencial simples;

4) Atualizacdo constante da base de conhecimento;

Concluida a definicdo dos conjuntos fuzzy na fase do pré-processamento, a
fuzzificagdo da ST é realizada para encontrar os termos linguisticos que melhor repre-

sentem cada um dos valores crisp observados na série.

Uma contribuicdo da abordagem apresentada nesta secao € a extracdo de RLF
de segunda ordem com trés termos linguisticos no consequente, onde a suavizagao
é aplicada. Assim, as RLF s&o extraidas da série temporal fuzzificada como apresen-
tado na Expresséo 4.8.

Li!Li+1 - Li+2,Li+3,Li+4, i = 1,2,3,...,7’1—4. (48)

onde 1 <i <n-—4,néonumero de amostras na série temporal fuzzificada e L; re-
presenta o termo linguistico no instante i. Com trés consequentes nas RLF é possivel
identificar melhor as tendéncias presentes na ST. Para definir o nUmero mais ade-
guado de consequentes nas RLF, foram realizados diversos experimentos conside-
rando 2 ou mais termos linguisticos na implicagdo das RLF. Os resultados indicaram
gue o uso de 3 termos linguisticos no consequente é capaz de representar melhor a
tendéncia comportamental da ST e fornecer uma acuracia satisfatoria nas previsoes.
Com o uso de 4 ou mais consequentes a acuracia das previsdes comeca a ser preju-

dicada.

Definida a base de conhecimento, as previsdes séo realizadas a partir dos dois

altimos termos linguisticos que precedem o valor previsto L,,,, OU Seja, 0S termos
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L,_, e L,. Assim, as RLF na base de conhecimento com os antecedentes L,,_; = L; e

L, = L;,, serédo utilizadas no célculo do valor previsto.

Diferente do modo como ocorre no AES classico, onde a suavizacao € aplicada
a todos os valores da série, nesta abordagem o alisamento € aplicado as RLF. Consi-
derando que as RLF na base de conhecimento apresentam 2 antecedentes e 3 con-
sequentes como apresentado na Expressao 4.8, o primeiro passo € gerar os valores
suavizados S a partir de todas as RLF com os antecedentes L; = L,,_; € Ljy; = Ly,

como definido pela Equacéao 4.9.

S=(1—a)?liyz + (1 —a)liyz + gl (4.9)

onde a; € o indice que indica o grau de suavizacao, l;,,, l;+3 € l;;, representam os
valores crisp dos termos linguisticos correspondentes, ou seja, 0 parametro central
dos respectivos conjuntos fuzzy triangulares e, como no modelo original, a restricdo
0 < a; < 1 deve ser observada. Para atribuir maior influéncia no calculo de S ao pri-
meiro termo da implicagao representada na Expressao 4.8, a; deve ser definido com

um valor préximo a 0.

Considere que foram identificadas m RLF na base de conhecimento com os
termos linguisticos L; = L,,_; € L;+, = L,, em seus antecedentes. Sejag =m — 10 in-
dice do valor S que representa 0 comportamento mais recente da ST, ou seja, o valor
obtido a partir da Equacédo 4.9 utilizando a RLF mais recente na base com 0s antece-
dentes L; =L,_, e L,y ; = L,. O valor previsto y,., € calculado como apresentado

Equacéo 4.10.

q-1
Yny1 =az ) (1— az)iSq—i +(1—az)?S, (4.10)
i=0
onde S, € o valor calculado pela Equagédo 4.9 com a RLF mais antiga da base de
conhecimento e 0 < a, < 1 € o fator de suavizagéo. Para atribuir maior influéncia no
calculo do valor previsto aos valores S que representam o comportamento mais re-

cente da ST, a, deve ser definido proximo de 1.

Em situagbes onde ndo ha ao menos uma RLF com os termos linguisticos L; =

L,_, e Liy; = L, em seus antecedentes para realizar a previsdo, o valor previsto é
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definido como o parémetro central do conjunto triangular que representa o termo lin-
guistico L, da série. Com o objetivo de diminuir a ocorréncia de ocasiées como esta
e em busca de melhorar a acuracia nas previsées, 0 modelo apresentado nesta secéo
realiza a atualizacédo constante de sua base de conhecimento. Para ilustrar este pro-
cesso, considere a RLF apresentada na Equacéo 4.11, onde L, é o termo linguistico

mais recente da STF.

Lp-aLpn—3 = Ly Ly_1,Ly (4.11)

A RLF apresentada na Equacao 4.11 representa o comportamento mais re-
cente da série, pois é composta pelos ultimos 5 termos linguisticos disponiveis. Com
a chegada de uma nova amostra, ou seja, do termo linguistico L,,, 0 procedimento
de atualizacdo adiciona a base de conhecimento do modelo a RLF L,,_3,L,_, =

L,_q1,Ly, L+, contendo 0 novo termo.

Para ilustrar o procedimento do célculo de previsdo pela abordagem apresen-
tada nesta secéo, considere a os indices da série temporal TAIEX 2003, utilizada nos
experimentos apresentados no Capitulo 6. Apds o pré-processamento utilizando a
abordagem apresentada na Secado 4.1.2, os termos linguisticos obtidos para repre-

sentacdo da ST sao apresentados na Tabela 4.5.

Tabela 4.5 — Valores crisp de representacdo para os termos linguisticos do indice

TAIEX 2003

‘gusico VAT Glie  Valor TlRhee  Valor Tlihep  Valor
0 4439,08 13 5223,69 26 5488,22 39 5853,37
1 4537,30 14 5257,34 27 5513,87 40 5869,14
2 4590,80 15 5284,78 28 5522,88 41 5917,75
3 4648,07 16 5301,02 29 5553,36 42 5925,46
4 4691,68 17 5303,11 30 5582,89 43 5957,99
5 4827,69 18 5318,04 31 5620,80 44 6038,06
6 4893,06 19 5341,17 32 5645,91 45 6039,01
7 4939,72 20 5367,29 33 5678,97 46 6044,48
8 4970,38 21 5393,38 34 5694,98 47 6066,15
9 4997,74 22 5409,20 35 5721,49 48 6094,29
10 5075,14 23 5438,26 36 5750,26 - -
11 5144,70 24 5448,49 37 5817,84 - -
12 5203,78 25 5486,13 38 5818,87 - -
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Definidos os termos linguisticos, a fuzzificacdo da ST é realizada. Conside-
rando os termos listados na Tabela 4.5 e os indices TAIEX observados entre janeiro
e outubro de 2003, a série temporal fuzzificada utilizada para treinamento do modelo

€ apresentada na Tabela 4.6.

Tabela 4.6 — indices TAIEX 2003 fuzzificados para treinamento do modelo

Ly, L3, Ly Ly, Ls, Ls, Ls, Lo, Lo, Lo, L7, Lg, L7, Ly, Lo, L1g, L19, Lg, Lo, Ls, Ly, L3, Ly, L3, Ly, Ly,
Ly Ly, Ly, Ly, Ly, Ly, Lo, Lo, Lo, Ly, Ly, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, L1, Ly, Ly, Ly, Ly, Ly, Ly,
Ly, Lo, Lo, Lo, Loy Loy Ly, Ly, Ly, Ly, Ly, Ly, Loy Lo, L, Ly, Ly L, Ly, L, Loy Loy Loy Loy Loy Lo Lo,
Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, Lo, L1, Ly, Ly, Ly, Ly, Ly, Ls, Ls, Ls, L,
L6' L6' LS' L9' L10' L9' L7' L6' L7' L6' L6' L6' L9' L10' LlO' Lll' L18' LZO' LZO' L15' L13' L19' L19' L22!
L16' LIS' L13' L14-! L15! LZZ! L21! L24—! L19! L17! L18! L211 L20; L14-! L13! L14! L131 L131 L14-! L23! L23!
L26' L27' L27' L29' L31' L32' L33' L29' L29' L28' L32' L34' L35' L33' L31' L32' L35' L33' L31' L32'
L31' L34-' L36! L36! L36! L33! L33! L35! L34! L32! L32! L311 L301 L34-1 L361 L39! L391 L38'

L40' L43' L42' L42' L44' L4—6' L4—7' L4—7' L4—6' L43' L41' L43' L47' L4—8' L4—8'

O proximo passo definido pelo modelo é extrair as RLF de segunda ordem com
trés consequentes, como apresentado na Expresséao 4.8. De acordo com a Tabela
4.6, a primeira RLF a compor a base de conhecimento é L,,L; = Ly, L4, Ls, Seguida

pela RLF Ls, L, — L, Lg, Ls € assim por diante.

Com o objetivo de comprovar a importancia da atualizagdo constante da base
de conhecimento com a inclusdo de novas RLF, considere a previsdo para o dia 29
de dezembro de 2003 com o valor real do indice TAIEX igual a 5804,89. Os dois
termos linguisticos L,,_, e L,, que antecedem a previsdo, sdo representados
respectivamente por L;q € L39. Na ST fuzzificada apresentada na Tabela 4.6, é possi-
vel identificar somente a RLF Lsq, L3g = Lsg, L4, L43 para célculo do valor S como apre-
sentado na Equacédo 4.9. Considerando a; = 0,1, os pesos dos 3 consequentes da
RLF a partir do primeiro termo na implicacdo séo, respectivamente, 0,81, 0,09 e 0,1. A
partir dos valores crisp para representacédo dos termos linguisticos apresentados na
Tabela 4.5, e considerando que ha somente uma RLF para o calculo do valor previsto,
o resultado da previsao seria 5837,30. Entretanto, depois do treinamento inicial do
modelo e antes da data de 29 de dezembro de 2003, a base de conhecimento foi
atualizada com novas RLF definidas a partir da chegada de novas amostras na série.
Com a sequéncia obtida no intervalo de 25 de novembro a 1° de dezembro, a RLF
Lsq, L3g = L3, L3g, Lag fOI iNserida na base de conhecimento e, os dados observados

entre 8 e 12 de dezembro, permitiram a inclusdo da RLF Lzq, L3g = L3, L4g, L3o.
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A partir da base de conhecimento atualizada e considerando a; = 0,1 para o
calculo dos valores S na Equacao 4.9, foram definidos S, = 5837,30, §; = 5762,14 e
S, = 5826,01, sendo S, o valor obtido pela RLF inserida mais recentemente na base.
No calculo da Equacéo 4.10, o valor atribuido a «, foi 0,5, 0 que resultou na previsdo
do valor 5812,87, mais proximo do valor real da série do que a previsdo anterior sem

a atualizacao da base.

Embora os resultados tenham apresentado uma evolugdo na acuracia das pre-
visbes em comparagcao com a abordagem anterior, 0 modelo de alisamento apresen-
tado nas Equacbes 4.9 e 4.10 ainda necessita de alguns ajustes. Ao utilizar a; = 0,5
em uma sequéncia de trés valores, temos para o0 primeiro e segundo termos o0 peso
0,25 e para o terceiro termo o peso de 0,5. Quando a; = 0,8 temos para o primeiro
termo o fator de ponderacao 0,04, para o segundo termo 0,16 e para o terceiro termo
0,8. Como ¢é possivel observar para 0,5 < a < 1, 0s graus de influéncia apresentam
um comportamento coerente em relagdo ao aumento dos fatores de ponderagdo. En-
tretanto, quando a; < 0,5 a diminuicdo dos valores ndo ocorre como esperado, pois 0
terceiro termo sempre tera um grau de influéncia maior que o do segundo, podendo
em alguns casos, ser atribuido ao terceiro termo um fator de ponderagcédo maior que o

definido para o primeiro, como ocorre, por exemplo, quando a; = 0,45.

Considerando as limitagcdes do modelo atual, uma nova técnica de alisamento
para suavizacdo dos valores foi desenvolvida. Com o objetivo de auxiliar nas previ-
sBes em ocasifes onde ndo ha RLF na base de conhecimento para os calculos da
previsdo, os conceitos de regressédo linear também foram introduzidos ao modelo.

Esta nova abordagem é apresentada na Secao 4.2.3.

4.2.3 Um modelo hibrido de previsédo de valores combinando séries tem-

porais fuzzy, regresséo linear e uma nova técnica de suavizacgao

Diferente das outras duas abordagens de previsdo, o modelo de previsao apre-
sentado nesta sec¢do utiliza como técnica de pré-processamento a abordagem descrita
na Secao 4.1.3. Sao duas as principais contribuicbes do modelo de previsédo descrito
nesta secdo. A primeira delas é a introducao de uma nova técnica de suavizacao para

ser aplicada as RLF. A segunda contribuigédo € o uso da regresséo linear simples para
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auxiliar nas previsdes onde, mesmo com a atualizagdo constante da base de conhe-

cimento, ndo ha ao menos uma RLF com os termos linguisticos L; = L,,_; € L;4; = Ly,.

De modo similar ao descrito na Secao 4.2.2, a abordagem de previséo apre-
sentada nesta secdo também realiza a suavizacdo dos consequentes das RLF com
antecedentes L, = L,,_, € L;4; = L,,. Entretanto, os indices de suavizacdo sédo defini-

dos conforme apresentado na Equacao 4.12.

91’
Wi= Sl (4.12)
j=0

onde w; € o grau de influéncia suavizado do termo i, n € o nUmero de termos a serem
suavizados e 8 é o fator de suavizagdo. Como é possivel observar na Equacéo 4.12,
o0 indice da primeira amostra a ser suavizada deve ser definido como 0. Se 0 <8 <
1, o grau de influéncia dos termos proximos a n terdo maior influéncia no célculo do
valor suavizado. Se 8 = 0,somente o primeiro termo da série serd considerado.
Quando 8 = 1, todos os termos terdo o mesmo grau de influéncia. Se 8 > 1, os pri-
meiros termos disponiveis na série terdao maior influéncia no célculo do valor suavi-
zado. Para ilustrar o comportamento da técnica de suavizacao proposta, a Figura 4.4

apresenta os graus de suavizacao para 3 amostras considerando 6 < 1.

.
valor def@

N '|:|‘|'1

0.9
0.8
0.7
0.6
0.5
0.4

0.3 e = = e e =

cases 0,5

0.2
0.1

Graus de influencia

Amostras

Figura 4.4 — Comportamento dos graus de influéncia suavizados para 8 < 1 com 3 amostras

No grafico apresentado pela Figura 4.4 é possivel observar que a suavizacao

dos graus de influéncia diminui drasticamente quando 6 esta préximo a 0. Se o valor
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de 6 for definido proximo a 1, a queda nos graus de influéncia das amostras ocorre
lentamente. A Figura 4.5 apresenta o comportamento dos graus de influéncia para

6 > 1, considerando 3 termos na suavizacao.
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Figura 4.5 - Comportamento dos graus de influéncia suavizados para 8 > 1 com 3 amostras

Na Figura 4.5 é possivel observar que, quando 8 é definido distante de 1, os
graus de influéncia no calculo do valor suavizado aumentam drasticamente. Entre-
tanto, quando 6 esta proximo de 0, os graus de influéncia dos termos suavizados au-

mentam lentamente.

A partir das amostras fuzzificadas e da definicdo da base de conhecimento ini-
cial, composta por RLF de segunda ordem com trés consequentes, 0 primeiro passo
do processo de previsao é buscar por RLF na base de conhecimento. Identificadas as
RLF com os antecedentes L; = L,,_, € L;.; = L,,, 0 prOXximo passo é aplicar a suaviza-
¢cao nos consequentes destas relacdes. Por fim, os valores obtidos sdo suavizados
novamente para a definicdo do valor previsto. Caso nédo haja ao menos uma RLF na
base de conhecimento o célculo do valor previsto, o processo de previsao é realizado
com o auxilio da regressao linear simples. A cada nova amostra disponivel, a base de

conhecimento é atualizada.

Considerando os 3 consequentes de cada RLF com os termos linguisticos L; =
L,_, €L, =L,, océlculo dos valores suavizados S de cada RLF é realizado como

apresentado na Equacéo 4.13.
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S= Z wi.l; (4.13)

onde n = 3 indica 0 numero de elementos no consequente das RLF, [; € valor crisp
que representa o termo linguistico i, ou seja, o parametro central do conjunto triangular

L;, w; € definido pela Equacgédo 4.12 e S € o valor suavizado.

Considere que foram identificadas m RLF na base de conhecimento com 0s
termos linguisticos L; = L,,_; € Li;; = L,. Os m valores definidos pela Equacao 4.13
irdo compor uma nova série, onde o valor S, inferido a partir da RLF mais antiga utili-
zada para o calculo dos valores S, sera a primeira amostra da nova série. De modo
analogo, a RLF mais recente utilizada no calculo do valor S,,_; sera a dltima amostra
na nova série. O valor previsto y,,, € definido a partir de uma nova suavizacgao apli-
cada a sequéncia dos r valores calculados a partir da Equacédo 4.13. Este célculo é

apresentado na Equacéo 4.14.

r—1
Yn+1 = Z wi.Si (4.14)
i=0

onde w; € definido pela Equacao 4.12, S; € o parametro central do conjunto fuzzy que
melhor representa o valor suavizado calculado pela Equacéo 4.13 a partir das r RLF
com os antecedentes L; =L,_, € L;;; = L, € y,., € 0 valor suavizado a ser utilizado

na previsao.

Diversos testes foram realizados para analisar a acuracia dos valores previstos
em uma ST comparando o valor fornecido pela Equacéo 4.14, com o parametro cen-
tral do conjunto fuzzy que melhor representa y, .. Os testes indicaram que, embora
haja uma reducdo no nimero de previsdes exatas, uma parcela significativa das pre-
visdes por meio do parametro central dos conjuntos fuzzy triangulares fica préxima
dos valores observados, muitas vezes gerando taxas de erro irrelevantes, o que acaba
aumentando a acuracia geral das previsdes. Desta forma, foi possivel concluir que a
melhor alternativa para o modelo é gerar previsdes muito proximas dos valores obser-
vados na grande maioria das vezes, do que optar por poucas previsdes exatas com

algumas distor¢des que acabam prejudicando a acuracia geral do modelo.
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Outra importante contribuicdo desta abordagem, é a combinacao de regressao
linear com os conceitos de STF. Ao invés de utilizar o valor do parametro central do
conjunto triangular que representa o termo linguistico L,, em ocasifes onde ndo h& ao
menos uma RLF com os antecedentes L; =L,_, e L;y; = L,, nesta abordagem ¢é
utilizado o parametro £, do modelo de regresséo linear que indica a variacdo em Y,
para cada aumento de uma unidade em X,. Assim, quando ndo ha RLF disponiveis
para realizar a previsao por meio das Equacdes 4.13 e 4.14, o valor previsto é definido

como apresentado na Equacéo 4.15.

Vi1 = ln+ B (4.15)

onde y,., € 0 valor previsto, [,, € o valor crisp do parametro central do conjunto fuzzy
triangular que representa o termo linguistico mais recente da série, e §; é o parametro
calculado pela Equacédo 2.4. Com o auxilio da regressao linear simples nas previsdes
como apresentado neste modelo, é possivel obter uma melhora na acuracia agre-

gando a tendéncia de variacdo da série ao valor da Ultima amostra disponivel.

Um parametro importante para o célculo de 3; é o nimero de amostras a serem
consideradas. Ao consideramos, por exemplo, a ST desde a sua primeira amostra, 0
valor de f3; pode apresentar uma variacdo que nédo represente adequadamente o com-
portamento atual da série. Por outro lado, ao ser considerado um namero reduzido de
amostras em seu calculo, esta quantidade de amostras pode nao ser suficiente para
identificar, satisfatoriamente, a variagcdo média real do comportamento recente da sé-
rie. A definicdo adequada deste parametro ainda sofre influéncia do tamanho da ST

e do comportamento apresentado por ela.

ApoOs a andlise de diversos experimentos, foram obtidos resultados satisfatorios
utilizando um namero aproximado de 20% (vinte por cento) do total de amostras dis-
poniveis, ou seja, em uma ST com 50 amostras por exemplo, os 10 valores mais re-

centes séo utilizados no célculo de f;.

Para demonstrar o passo a passo no calculo do valor previsto pelo modelo de
previsdo apresentado nesta secdo, considere os termos linguisticos dos indices
TAIEX 2002 com seus respectivos valores crisp de representacao, apresentados na
Tabela 4.7.
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Tabela 4.7 — Valores crisp de representacéo para os termos linguisticos do indice
TAIEX 2002

0 3209,20 22 4222,81 44  4936,69 66 6091,94
1 3254,98 23 4280,93 45  4966,86 67 6276,42
2 3300,76 24 4287,06 46 5000,35 68 6278,42
3 3346,54 25 4328,56 47  5044,12 69 6324,20
4 3392,32 26 4386,80 48  5072,30 70 6369,97
5 3438,10 27 4430,67 49  5127,79 71 6415,75
6 3483,88 28 4463,98 50 5160,66 72  6461,53
7 3529,66 29 4531,21 51 5251,76 73 6507,31
8 3575,44 30 4560,86 52  5317,39 74  6553,09
9 3621,22 31 4579,39 53  5394,30 75 6598,87
10 3666,99 32 4598,21 54  5443,52 76 6644,65
11 3712,77 33 4635,28 55  5499,93 77 6690,43
12 3758,55 34 4646,03 56  5533,52 78 6736,21
13 3804,33 35 4660,64 57  5566,81 79 6781,99
14 3850,11 36 4668,14 58  5599,27 80 6827,77
15 3917,56 37 4700,41 59  5631,98 81 6873,55
16 3956,42 38 4720,96 60 5666,98 82 6919,33
17 4071,91 39 4766,15 61 5696,33 83 6965,11
18 4131,56 40 4801,85 62 5743,14 84 7010,89
19 4167,11 41 4854,20 63  5805,63 85 7056,66
20 4188,86 42 4886,03 64  5867,94 - -

21 4208,86 43 4919,11 65 5966,14 - -

Apos a fuzzificagdo da ST e a extracdo das RLF com 2 antecedentes e 3 con-

sequentes, 0s calculos para previsao séo realizados. Quando sédo encontradas uma

ou mais RLF na base de conhecimento com os antecedentes L; =L,_; € Liyq = Ly,

os valores crisp de representacao dos termos linguisticos dos consequentes sao sua-

vizados pelas Equagbes 4.12 e 4.13. Cada valor S obtido ird compor um vetor que

sera utilizado para a definicdo do valor previsto por meio da Equacgéo 4.14. O valor

crisp do termo linguistico que melhor representar y,,,,, sera a previsao fornecida pelo

modelo.

Considere a previséao do indice TAIEX para o dia 18 de dezembro de 2002. Os

2 termos linguisticos mais recentes disponiveis na série, referentes aos dias 16 e 17
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de dezembro séo, respectivamente, L;,; e L,4. Considerando estes 2 termos linguisti-
cos, duas RLF serao utilizadas para a previsdo do dia 18 de dezembro de 2002,
L3q1,Lyg = Lyg, Lyg, L3g © L3q, Lyg = L3q, L3g, L3g. AO considerarmos 6 = 0,4, os fatores
de suavizacdo a serem aplicados nos consequentes das RLF sdo 0,64, 0,26 e 0,1,
respectivamente, para o primeiro, o segundo e o terceiro termos linguisticos. Assim, a
partir da Equacgdo 4.13 temos S, = 4502,15 e S§; = 4589,15. De acordo com a Equacgao
4.14, e considerando 6 = 0,2 para a definicdo de w;, temos y,.,; = 4542,37. Assim, ao
considerarmos o parametro central do conjunto triangular fuzzy com maior pertinéncia

para o resultado, temos o valor 4531,21 como indice previsto.

Entretanto, quando ndo ha ao menos uma RLF na base de conhecimento para
o calculo da previséo, a predicao deve ser realizada com o auxilio da regresséo linear

simples. Considere a previsdo do indice TAIEX para 25 de novembro de 2002, com
0s antecedentes L3, € L3, situacdo onde ndo ha ao menos uma RLF para o célculo.

Ao serem consideradas as 41 amostras mais recentes disponiveis na STF, temos f; =

20,435, conforme apresentado no grafico da Figura 4.6.
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Figura 4.6 — Reta de regressédo para a previsao do indice TAIEX de 25 de novembro
de 2002

De acordo com a Tabela 4.7, ao ser considerado o valor 4700,41 que repre-
senta o parametro central do termo linguistico L;,, ou seja, o termo linguistico mais
recente disponivel na STF, e o valor de 3, = 20,435 ilustrado na Figura 4.6, de acordo

com a Equacéo 4.15 temos y,,; = 4720,845 com L;g como o termo linguistico que
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melhor representa y, ., sendo, portanto, 4720,96 o valor previsto e 4723,16 o valor

real.

4.3 Consideracoées finais

Além das abordagens desenvolvidas para o pré-processamento e para a pre-
visdo de valores, neste capitulo também foi demonstrada a evolu¢do dos modelos ao
longo do desenvolvimento da pesquisa. Os ajustes realizados no pré-processamento,
a suavizacao aplicada as RLF e o uso da regresséo linear como apoio no calculo dos
valores previstos, certamente sdo 0s principais responsaveis pela eficacia do modelo
de previsédo definido.

No proximo capitulo é apresentada a abordagem desenvolvida para a analise
do comportamento dinamico das séries temporais onde um novo modelo para o cal-
culo da dissimilaridade entre os segmentos das STF é apresentado. Este novo modelo
tem como base para a anélise comportamental os conceitos da métrica DTW aplica-
dos na analise segmentada de uma ST combinados com uma nova técnica de ponde-

racao das células da matriz DTW.
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Capitulo 5

ANALISE DO COMPORTAMENTO
DINAMICO DAS STF

Apds uma analise detalhada das abordagens para agrupamento de ST dispo-
niveis na literatura, foi definido como objetivo do modelo realizar o agrupamento das
ST considerando a possibilidade de mudanca comportamental de uma série ao longo

do periodo de observacéo.

Assim como nos modelos de previsdo, na anélise comportamental das séries
temporais também é realizado o pré-processamento. O modelo utilizado é o apresen-
tado na Secdo 4.1.3 sem a remocao de outliers. Entretanto, ao invés de ser conside-
rada apenas uma ST durante a analise, todas as séries da base sdo analisadas. Para
a definicdo do dominio, todas as amostras da base sdo consideradas, ou seja, se
houver 100 ST com 50 amostras cada uma, serdo consideradas as 5000 amostras na
definicAo do dominio como se fossem uma série Unica. Entretanto, na definicdo do
namero de conjuntos, as ST sdo avaliadas uma a uma. O maior nimero de termos
linguisticos indicado por uma ST sera utilizado como parametro para a definicdo dos
termos linguisticos. As etapas seguintes para a analise comportamental das ST sé&o

apresentadas na Figura 5.1.
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Calcular a Definir
Segmentar as ST dissimilaridade pertinéncia dos
dos segmentos segmentos
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processamento protétipos

Figura 5.1 — Etapas do processo de andlise comportamental das ST

Para realizar uma analise do comportamento dinamico de uma ST, de acordo
com a abordagem desenvolvida, o primeiro passo ap0s o pré-processamento dos da-
dos é a definicdo dos prototipos a partir das séries temporais disponiveis para treina-
mento. Os prototipos tem como objetivo representar, do melhor modo possivel, o com-

portamento das ST pertencentes a cada grupo.

Definidos os prototipos, as ST presentes na base de testes devem ser segmen-
tadas. Este procedimento é necessério pois a analise comportamental das séries €
realizada considerando segmentos isolados ao longo do periodo de observacédo. Por
reduzir consideravelmente o espaco de busca em agrupamentos com ST longas, a
segmentacdo também contribui significativamente para a reducdo do custo computa-

cional.

Definidos os segmentos de cada ST na base de testes, uma extensao do algo-
ritmo DTW ponderado aplicado aos conjuntos fuzzy € utilizada para definir a similari-
dade entre um determinado segmento de uma ST, e o intervalo de observagéo cor-
respondente dos prototipos ja definidos. A ponderacao € realizada por meio de uma
nova técnica de suavizacao que permite um maior controle dos fatores de ponderacéo

utilizados.

O restante deste capitulo apresenta como os prototipos sédo definidos, os pro-
cedimentos utilizados para a segmentacdo das séries temporais e, por fim, como a

similaridade entre as séries é definida.

5.1 Definicdo dos prototipos

Com o objetivo de buscar a melhor representacéo para um conjunto de ST por
meio da definicdo de um protétipo, diversos experimentos foram realizados com dife-
rentes métricas para avaliar a similaridade entre as séries temporais. Com base nos

resultados obtidos nestes experimentos, o algoritmo Fuzzy C-Means (BEZDEK, 1981)
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combinado com a métrica DTW classica (BELLMAN, 1957) foi o modelo escolhido
para a definicdo dos protétipos que representardo o comportamento das ST perten-
centes a cada grupo. Entretanto, experimentos utilizando outras métricas como a dis-
tancia euclidiana e algumas variacdes da métrica DTW, também foram realizados,
mas sem resultados significativos em relacdo a definicdo dos protétipos. Também fo-
ram realizados experimentos onde o prot6tipo foi definido por meio da média e da
mediana dos valores observados para cada instante i da série. Entretanto, os prototi-

pos obtidos ndo eram capazes de representar adequadamente os dados observados.

O primeiro passo para a definicdo dos prototipos € identificar se ha ST rotuladas
na base de treinamento, ou seja, verificar se as ST possuem roétulos que indiquem a
qual grupo cada série pertence. Em problemas onde h& dados rotulados disponiveis,
a matriz de pertinéncia do FCM (BEZDEK, 1981) € inicializada com cada ST tendo um
grau de pertinéncia maior que 50% (cinquenta por cento) no cluster de seu rétulo, e o
restante distribuido nos demais clusters. Em problemas onde nédo ha dados rotulados,
0 numero de clusters é definido a partir de uma analise da representacéo grafica das

séries, e ainicializacdo da matriz de pertinéncia é feita de forma aleatéria.

Definidos o numero de grupos e concluida a inicializacdo da matriz de pertinén-
cia, o algoritmo FCM (BEZDEK, 1981) é executado até que o niumero maximo de ite-
racdes seja atingido, ou enquanto néo for satisfeita a condicdo do ganho minimo §

entre duas iteracdes seguidas.

Para demonstrar a abordagem desenvolvida, considere a base de dados
ECG200 (Eletrocardiograma 200), obtida da base de dados da University of California,
Riverside (UCR) (KEOGH, et al., 2011), com 200 séries temporais contendo 96 amos-
tras cada uma. De acordo com a distribuicdo dos dados sugerida em (KEOGH, et al.,
2011), a base de treinamento é definida com 100 séries temporais rotuladas divididas
em 2 classes. A Figura 5.2 apresenta a representacéo grafica das séries rotuladas da

Classe 1 e da Classe 2.

E possivel perceber em uma andlise visual que, predominantemente, as ST da
Classe 1 apresentam um comportamento mais agudo no inicio da série, ao passo que
as seéries da Classe 2 apresentam uma curva um pouco mais acentuada antes da
gueda nos valores observados em ambas as classes. Na Classe 1, a maior parte das
ST voltam a apresentar elevacao nos valores entre as amostras 34 e 40, enquanto na

Classe 2 esta alteracéo ocorre, em sua maioria, de uma forma mais acentuada entre



Capitulo 5 - Analise do comportamento dindmico das STF 85

as amostras 49 e 54. Durante as Ultimas amostras das séries temporais da Classe 1,
0s valores voltam a apresentar um comportamento um pouco mais agudo quando

comparado com o mesmo periodo de observacdes das séries temporais da Classe 2.
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Figura 5.2 — Séries temporais da base ECG200 utilizadas para a definicdo dos protoéti-
pos (KEOGH, et al., 2011)

Para ilustrar a definicdo dos protétipos por meio do FCM (BEZDEK, 1981) com-
binado com a métrica DTW (BELLMAN, 1957) e também visando permitir uma anélise
comparativa dos resultados, a Figura 5.3 apresenta os prot6tipos das séries temporais
obtidos por meio do FCM classico, utilizando a distancia euclidiana como métrica de

dissimilaridade.
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Figura 5.3 — Prot6tipos das séries temporais definidos por meio do Fuzzy C-Means
classico utilizando a distancia euclidiana

A Figura 5.4 apresenta os protoétipos obtidos por meio do Fuzzy C-Means
(BEZDEK, 1981) utilizando a métrica DTW (BELLMAN, 1957) cléssica para a analise

da dissimilaridade das séries.
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Figura 5.4 — Prot6tipos das séries temporais definidos por meio do Fuzzy C-Means
utilizando a métrica DTW
Ambos os experimentos das Figuras 5.3 e 5.4 foram executados com 0S mes-
mos parametros do Fuzzy C-Means, alterando apenas a métrica para calcular a dissi-
milaridade entre as séries temporais. O resultado apresentado na Figura 5.3 comprova
0 problema introduzido na Secéo 3.1.1 e ilustrado na Figura 3.2 em rela¢do ao uso da
distancia euclidiana para analise de séries temporais. Por outro lado, em razdo da
flexibilidade presente na analise na métrica DTW, os prototipos da Figura 5.4 repre-
sentam mais adequadamente os dois grupos de séries temporais apresentados da

Figura 5.2.
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5.2 Segmentacao das séries temporais

Para realizar a analise segmentada das ST e permitir o agrupamento dinamico
das mesmas, a abordagem desenvolvida utiliza os conceitos de regressao linear sim-
ples para a definicdo de R?, como definido pela Equacgéo 2.7, combinado com o algo-
ritmo bottom-up apresentado na Secao 2.4. O objetivo deste processo é particionar a
ST para que o comportamento de cada segmento seja avaliado isoladamente do res-

tante da série.

Apos a estimativa dos parametros f, e f;, respectivamente, pelas Equacdes
2.3 e 2.4, o modelo estimado pela regresséo linear simples que representa os dados

observados é definido pela Equagéo 5.1.

Je = Bo + Brxe (5.1)

onde, y, € o valor estimado para a variavel Y; no instante t e x € o valor observado na

variavel X;.

Considerando que o valor de R? indica, em outras palavras, o quio linearmente
estdo organizados os dados observados ao longo do tempo e que, como constatado
em Keogh, et al., (2001), o algoritmo bottom-up apresenta os melhores resultados
dentre as trés principais técnicas para segmentacéo, a abordagem desenvolvida inici-
almente considera n/2 segmentos ao longo da série, onde n é o nimero de amostras

disponiveis na série.

Os segmentos iniciais sao definidos pela unido de duas amostras vizinhas rea-
lizada ao longo de toda a série temporal a partir da primeira amostra, ou seja, a pri-
meira amostra irA compor o segmento 1 juntamente com a segunda amostra. O ter-
ceiro e o quarto dados disponiveis na série formam o segmento 2, e assim por diante.
Caso a ST tenha um numero impar de amostras, o ultimo segmento a ser definido

neste processo sera composto de trés elementos.

Como os segmentos definidos anteriormente possuem apenas duas amostras,
com possivel excecdo ao Ultimo segmento da série, o indice R? tem seu valor igual a
1. Assim, o proximo passo é realizar a unido dos dois segmentos vizinhos que resul-

tam no maior valor de R?, ou seja, o indice é calculado para a unido do segmento 1
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com o segmento 2, do segmento 2 com o segmento 3, e assim por diante. Se o maior
valor de R? obtido ao longo de toda a série for maior que um threshold definido pelo

usuario, a uniado dos respectivos segmentos é realizada.

Considerando que a partir da unido de dois segmentos vizinhos um novo seg-
mento é definido, um novo valor de R? deve ser calculado considerando a possivel
unido do novo segmento com seus respectivos vizinhos. Enquanto o maior valor de
R? ao longo de toda a série for maior que o threshold definido pelo usuério, este pro-
cedimento é repetido. A Figura 5.5 apresenta a evolugdo do processo de segmentacao

conforme a abordagem descrita nesta secao.
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Figura 5.5 — Evolucéo do processo de segmentacdo conforme abordagem apresen-
tada
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Um parametro importante na segmentacao da série é o threshold definido pelo
usuario. Se for definido um valor muito baixo para R?, préximo de 0,3 por exemplo, a
ST sera segmentada em um nimero menor de segmentos com um nimero maior de
amostras em cada um. Entretanto, se a ST apresentar um comportamento irregular
Ou mesmo um comportamento com tendéncias de crescimento e diminuigdo de valo-
res intercaladas, possivelmente, dentro de um mesmo segmento havera intervalos
com diferentes comportamentos, situacéo que deve ser evitada de acordo com a abor-
dagem apresentada. Por outro lado, a definicdo de um threshold acima de 0,98 por
exemplo, pode resultar em segmentos compostos por um nimero muito reduzido de
amostras, o que acaba nao permitindo a identificacdo comportamental do periodo ana-

lisado.

No detalhe da Figura 5.5(c) € possivel visualizar o modelo estimado pela re-
gressao linear ao segmento em destaque e seu valor de R?. O valor minimo definido
para R? na Figura 5.5 foi 0,9. Experimentos em diferentes ST indicam valores entre

0,8 e 0,95 como os mais indicados para a definicdo do threshold.

5.3 Agrupamento dinamico das séries temporais

Com a definicdo dos prototipos e a segmentacédo das ST concluida, a dissimi-
laridade entre um segmento de uma ST e o intervalo equivalente de cada prot6tipo é
definida por meio de uma nova proposta de extensao do algoritmo DTW para, na se-
guéncia, ser calculada a pertinéncia do segmento nos respectivos grupos. Este pro-

cesso é apresentado nas Secdes 5.3.1 e 5.3.2.
5.3.1 Algoritmo DTW fuzzy ponderado para calculo da dissimilaridade

Para definir a dissimilaridade de um segmento em relagc&o ao respectivo inter-
valo de um determinado protétipo e, posteriormente, calcular a pertinéncia deste seg-
mento ao grupo que o prototipo representa, o primeiro passo é preencher a matriz
DTW com as distancias entre os dados observados como apresentado na Figura 3.4.

Entretanto, a dissimilaridade calculada entre as amostras e representada em cada
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célula da matriz, deve ser calculada a partir dos dados fuzzificados e, portanto, consi-
derando os conjuntos fuzzy triangulares que representam os dados observados. A
diferenca entre os conjuntos fuzzy triangulares A e B, que representam os dados fuz-
zificados de um segmento e de um protoétipo, € calculada como apresentado na Equa-

cao 5.2.

d(A,B) = %[(al — b1)? + (az — by)? + (az — b3)?] (5.2)

onde a4, a, € a; indicam, respectivamente, os parametros esquerdo, central e direito
de conjunto fuzzy triangular A. De modo analogo, a mesma definicdo se aplica ao

conjunto fuzzy triangular B.

Antes de definir os valores de cada célula na matriz de distancias entre as res-
pectivas amostras do segmento e do prototipo, os valores obtidos a partir da Equacao

5.2 devem ser ponderados.

Considerando os conceitos do alisamento exponencial simples, foram realiza-
dos diversos experimentos com 0 objetivo de dar maior énfase ao comportamento
mais recente do segmento no calculo da dissimilaridade. Entretanto, os testes de-
monstraram que em segmentos longos o alisamento exponencial penaliza excessiva-
mente as primeiras amostras no calculo da dissimilaridade pela medida DTW ponde-
rada. Ao optarmos por atribuir maior influéncia ao inicio do segmento, as ultimas
amostras do segmento acabam sendo penalizadas. Outro problema do alisamento
exponencial simples é a incerteza do quanto serd a influéncia do inicio ou do final do

segmento a partir da definicdo o fator de suavizacéo indicado por «a.

Diante deste contexto, a Equacao 5.3 apresenta uma nova técnica de alisa-
mento que permite a definicdo da influéncia numérica real desejada ao inicio do seg-

mento.

1
lngon_'_—m i + j

Wij = (5.3)

n+m

onde w;; € o grau de influéncia, ou seja, o valor utilizado na ponderacéo da célula ij,

n € 0 numero de linhas da matriz de distancias entre o segmento e o protoétipo, m é o
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namero de colunas, e 0 < p, < 1 é o valor definido pelo usuario para ponderar a dife-
renga entre as amostras na célula (1,1) da matriz, ou seja, a diferenca entre os dois

primeiros dados observados das sequéncias analisadas.

A nova técnica de alisamento considera que, respeitando a restricdo 0 < p, <
1, a célula (m,n) da matriz ser4 ponderada com o valor 1. Desta forma, por meio do
parametro p,, € possivel definir com maior controle qual sera o grau de influéncia das
amostras iniciais do segmento e do protétipo no preenchimento da matriz de distan-
cias DTW.

A Figura 5.6 apresenta os graus de influéncia para as células da diagonal prin-

cipal em uma matriz DTW com 50 linhas e 50 colunas. O valor de w;; € representado

pelo eixo Y da figura.
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Célulaij,para i=j=x

Figura 5.6 — Graus de influéncia das células da diagonal principal em uma matriz
DTW parapy=0,1, po=0,4epy,=0,8

A Figura 5.6 ilustra o comportamento dos valores de ponderacéo da diagonal
principal em uma matriz 50 x 50, quando a influéncia para a célula (1,1) & definida com
os valores 0,1, 0,4 e 0,8. Os experimentos realizados comprovam que a técnica de
suavizagdo apresentada mantém a flexibilidade na definicdo do caminho DTW, além
de penalizar distor¢cdes indesejadas como as ilustradas na Figura 3.7. A medida que
o valor definido para p, se aproxima de 1, mais ténue serdo as diferencas dos graus

de influéncia entre células vizinhas na matriz DTW. Para evitar que distorcbes ocorram
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durante a analise, a restricdo de Itakura (ITAKURA, 1975), apresentada na Secéo
3.1.6 e ilustrada na Figura 3.8(b), também foi adotada.

5.3.2 Célculo da pertinéncia do segmento de uma ST nos grupos repre-

sentados pelos prototipos

O processo descrito na Sec¢éo 5.3.1 é aplicado para definir a dissimilaridade de
cada segmento das ST para os intervalos correspondentes de todos 0s prototipos de-

finidos como descrito na Sec¢éo 5.1.

Apés o célculo destes valores, o grau de pertinéncia do segmento nos grupos
representados pelos protétipos € calculado como apresentado na Equacéo 3.14, que
define pertinéncia de um objetivo em um respectivo grupo no algoritmo FCM. Entre-
tanto, x, — c¢; deve ser substituido pelo valor da célula (m,n) da matriz DTW definida
na Secao 5.3.1, que indica a dissimilaridade entre o segmento k da série temporal
analisada em relag&o ao intervalo correspondente do protétipo i. O maior valor 4;(x;)
fornecido pela Equacéo 3.14, indica qual grupo melhor representa o segmento anali-

sado.

5.4 Consideracdes finais

A abordagem desenvolvida para o agrupamento dinamico das ST traz contri-
buicbes em relacdo a definicdo dos prototipos, a segmentacédo das ST e, em especial,
a meétrica utilizada para definir a dissimilaridade entre os segmentos, ou mesmo entre

séries temporais.

No proximo capitulo sdo apresentados os experimentos realizados, os resulta-

dos obtidos e uma analise das abordagens de previsédo e agrupamento desenvolvidas.



Capitulo 6

EXPERIMENTOS E AVALIACAO DAS
ABORDAGENS DESENVOLVIDAS

Neste capitulo sdo apresentados os resultados de alguns experimentos reali-
zados para a validacdo do método de pré-processamento e dos modelos de previséo

e de agrupamento desenvolvidos.

6.1 Experimentos para validacéo do pré-processamento

Os experimentos apresentados nesta se¢do tem como objetivo validar a pri-
meira abordagem de pré-processamento, descrita na Secéo 4.1.1. Para demonstrar a
eficacia do pré-processamento desenvolvido (SANTOS; CAMARGO, 2013), foram re-
alizados experimentos utilizando o modelo de previsdo proposto por Cheng, et al.
(2008) sem o pré-processamento, como na proposta original dos autores, e com o pré-

processamento descrito na Se¢éo 4.1.1.

Dentre outros experimentos realizados o modelo foi validado utilizando uma ST
gue indica o numero de alunos matriculados anualmente na Universidade do Alabama

entre 0s anos de 1971 e 1992. Para poder avaliar o0 desempenho do modelo de pré-
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processamento, as previsdes foram realizadas considerando os dados originais da
série, sem outliers, e considerando a presenca de um outlier inserido manualmente.
Ambas as ST utilizadas nos experimentos, ou seja, com e sem outlier, sao

apresentadas na Tabela 6.1.

Tabela 6.1 — Séries temporais com o numero anual de matriculas

Ano Matriculas Matriculas com outlier
1971 13055 13055
1972 13563 13563
1973 13867 13867
1974 14696 14696
1975 15460 15460
1976 15311 15311
1977 15603 15603
1978 15861 15861
1979 16807 16807
1980 16919 16919
1981 16388 16388
1982 15433 15433
1983 15497 15497
1984 15145 25145~
1985 15163 15163
1986 15984 15984
1987 16859 16859
1988 18150 18150
1989 18970 18970
1990 19328 19328
1991 19337 19337
1992 18876 18876
*outlier

A partir dos dados apresentados na Tabela 6.1, foram realizadas previsdes
utilizando a abordagem apresentada em (CHENG, et al., 2008), com e sem 0 pré-
processamento descrito na Sec¢ao 4.1.1. Os resultados obtidos sao apresentados na
Tabela 6.2. Para comparar a acuracia do modelo de previsdo com e sem 0 pré-
processamento dos dados, foram calculados o erro médio quadradico (EMQ) e a taxa
média de erro (TME) . A acuréacia obtida em cada experimento é apresentada na
Tabela 6.3.
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Tabela 6.2 — NUmero de matriculas anuais reais e previstas

. PrevisGes sem pré-processamento PrevisGes com pré-processamento
Ano  Matriculas

Com outlier Sem outlier Com outlier Sem outlier

1971 13055

1972 13563 14377 14242 13588 13715
1973 13867 14377 14242 13588 14206
1974 14696 14377 14242 14696 14206
1975 15460 15778 15474 15373 15498
1976 15311 17920 15474 15595 15566
1977 15603 15778 15474 15595 15566
1978 15861 17920 15474 16339 15566
1979 16807 16192 16146 16339 16862
1980 16919 17307 16988 17133 17133
1981 16388 17307 16988 17133 17133
1982 15433 16192 16146 15373 15498
1983 15497 17920 15474 15595 15566
1984 15145 17920 15474 * 15566
1985 15163 15135 15474 15595 15566
1986 15984 15778 15474 15595 15566
1987 16859 16192 16146 16339 16862
1988 18150 17307 16988 17133 17133
1989 18970 18971 19144 18923 18923
1990 19328 18971 19144 19332 19333
1991 19337 18971 19144 19128 19128
1992 18876 18971 19144 19128 19128

*sem valor previso, outlier removido

Tabela 6.3 — Comparacéo da acuracia obtida pelas previsdes com e sem o pré-pro-

cessamento
. Previsdes sem pré-processamento PrevisGes com pré-processamento
Medida . . . .
Com outlier Sem outlier Com outlier Sem outlier
TME 5,23% 2,40% 1,70% 1,57%
EMQ 1390438 228918 148992 133513

Como é possivel observar na Tabela 6.3, a representacédo adequada dos dados
fuzzificados é capaz de melhorar a acuracia das previsdes nas STF. Em situacfes
onde ha desvios nos dados observados, como ocorre nos experimentos onde um
outlier foi inserido nas amostras, a melhora na acuracia das previsdes proporcionada

pelo pré-processamento torna-se mais significativa.



Capitulo 6 - Experimentos e avaliacdo das abordagens desenvolvidas 96

6.2 Experimentos com previsao

Para a validacdo dos modelos de previsdo e analise dos resultados obtidos,
foram utilizadas diversas ST com dados financeiros, econdmicos, de demanda de
energia, temperatura, dentre outras. Entretanto, quatro foram as séries utilizadas para
a comparacao da acuracia obtida com outras abordagens. A escolha das séries tem-
porais com a cotacdo diaria dos indices TAIEX entre os anos de 2001 e 2004
(YAHOOO! FINANCE, 2013), ocorreu devido aos diferentes padrées comportamen-
tais observados nas ST e a ampla disponibilidade de experimentos publicados na lite-

ratura com os resultados das previsfes para estas séries.

Afim de obter uma anélise comparativa dos resultados frente as outras aborda-
gens disponiveis na literatura, os experimentos com os indices TAIEX foram realiza-
dos ano a ano de modo independente. Assim como ocorreu nas demais abordagens
utilizadas na andlise comparativa, os dados de janeiro a outubro foram utilizados para
o treinamento do modelo, e os testes de previsao foram realizados com os indices dos

meses de novembro e dezembro.

Os resultados obtidos pelas trés abordagens de previsdo foram comparados
com outros sete trabalhos por meio da raiz do erro médio quadratico (RMSE). As Se-
cbes 6.2.1, 6.2.2 e 6.2.3 apresentam os dados reais e previstos para cada abordagem
proposta. No final da Secéo 6.2.3 é apresentada uma andlise dos resultados obtidos

comparados com outras abordagens disponiveis na literatura.

6.2.1 Resultados e analise dos experimentos com previsfes baseadas no

intervalo temporal das amostras

Os resultados apresentados nesta secéo foram obtidos a partir do modelo de
previsao descrito na Secéo 4.2.1. O primeiro passo na tarefa de previséo é realizar o
pré-processamento dos dados observados. O numero de amostras, o dominio e 0s
termos linguisticos para cada ST definidos a partir do pré-processamento apresentado

na Sec¢ao 4.1.2, sao apresentados na Tabela 6.4.
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Tabela 6.4 — Pré-processamento nas ST dos indices TAIEX entre 2001 e 2004

- o Termos Lin- Amostras
Série Temporal Amostras Dominio o .
guisticos Treinamento Testes
TAIEX 2001 244 [2732,30; 6818,20] 52 201 43
TAIEX 2002 248 [3190,59; 7121,75] 49 205 43
TAIEX 2003 249 [3580,74; 6666,89] 49 206 43
TAIEX 2004 250 [4861,44; 7489,53] 48 205 45

Nos experimentos realizados, os graus de influéncia dos grupos de RLF foram
definidos empiricamente. Os valores que indicaram os melhores resultados foram

pg, = 0,22, ps, = 0,33 e pg, = 0,44. A Tabela 6.5 apresenta os valores reais e previs-

tos para os indices TAIEX 2001 nos meses de novembro e dezembro.

Tabela 6.5 — indices TAIEX 2001 reais e previstos para os meses de novembro e de-

zembro
Data Valor real Valor previsto Data Valor real  Valor previsto
2001/11/01 3929,69 3900,91 2001/12/03 4646,61 4453,63
2001/11/02 3998,48 3900,91 2001/12/04 4766,43 4659,84
2001/11/05 4080,51 3915,35 2001/12/05 492456 4780,37
2001/11/06 4082,92 3987,10 2001/12/06 5208,86 4895,68
2001/11/07 4158,15 4065,64 2001/12/07 5333,93 5227,90
2001/11/08 4135,03 4065,64 2001/12/10 5321,28 5227,90
2001/11/09 4123,78 4145,09 2001/12/11 5273,97 5309,69
2001/11/12 4172,63 4145,09 2001/12/12 5539,31 5309,69
2001/11/13 4136,54 4145,09 2001/12/13 5407,54 5588,32
2001/11/14 4277,70 4184,87 2001/12/14 5486,73 5406,05
2001/11/15 4403,59 4145,09 2001/12/17 5456,15 5515,41
2001/11/16 4446,62 4335,51 2001/12/18 5329,19 5440,46
2001/11/19 4548,63 4410,30 2001/12/19 5221,96 5309,69
2001/11/20 4455,80 4453,63 2001/12/20 5309,10 5227,90
2001/11/21 4533,37 4552,98 2001/12/21 5109,24 5227,90
2001/11/22 4450,02 4453,63 2001/12/24 5164,73 5084,22
2001/11/23 4519,08 4528,65 2001/12/25 5372,81 5175,34
2001/11/26 4608,32 4453,63 2001/12/26 5392,43 5406,05
2001/11/27 4580,33 4509,75 2001/12/27 5332,98 5380,61
2001/11/28 444758 4591,49 2001/12/28 5398,28 5421,21
2001/11/29 4465,83 4591,49 2001/12/31 5551,24 5372,07

2001/11/30 4441,12 4453,63 - - -

Os dados reais e previstos para as ST TAIEX entre os anos de 2002 e 2004

sao apresentados, respectivamente, nos graficos das Figuras 6.1, 6.2 e 6.3.
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Figura 6.1 — indices TAIEX reais e previstos para os meses de novembro e dezembro
de 2002
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Figura 6.3 — indices TAEIX reais e previstos para os meses de novembro e dezembro
de 2004
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Como é possivel observar nos resultados apresentados na Tabela 6.5 e nas
Figuras 6.1, 6.2 e 6.3, além de uma acuracia satisfatéria, o comportamento dos valo-

res previstos é similar ao comportamento apresentado pelos valores reais.

6.2.2 Resultados e analise dos experimentos com previsdes baseadas na

combinacédo de STF e o0 alisamento exponencial simples

Para validar a abordagem apresentada na Secéo 4.2.2 e comprovar a evolucao
do modelo de previsdo em relacdo ao modelo anterior, 0s experimentos para analise
e publicacdo dos resultados foram realizados com mesmas ST utilizadas anterior-
mente. Para cada ano dos indices TAIEX, o treinamento do modelo foi realizado com
os dados de janeiro a outubro e os testes foram realizados com os indices de novem-

bro e dezembro.

O pré-processamento € o mesmo aplicado na abordagem de previsdo da secao
anterior, portanto, com as mesmas definicdes dos dominios e da quantidade de ter-

mos linguisticos para cada ST, conforme apresentado na Tabela 6.4.

Apos a fuzzificacdo dos dados sdo extraidas as RLF de segunda ordem com
trés consequentes para compor a base de conhecimento. Definida a base de
conhecimento inicial, as previsdes séo realizadas e, a cada nova amostra disponivel,
a base de conhecimento é atualizada com a inclusdo uma nova RLF. Os valores reais
e previstos para os indices TAIEX de 2003 nos meses de novembro e dezembro séo

apresentados na Tabela 6.6.

Nos experimentos realizados, os parametros a; e a, das Equacdes 4.9 e 4.10
foram definidos, respectivamente, com os valores 0,1 e 0,5. Os indices reais e previs-
tos das séries TAIEX para os meses de novembro e dezembro nos anos de 2001,

2002 e 2004, séao apresentados, respectivamente, nas Figuras 6.4, 6.5 e 6.6.

Os resultados obtidos nos experimentos realizados com esta abordagem de
previsdo, comprovam a existéncia de uma melhora na acuracia das previsdes em re-
lacdo a abordagem anterior, atribuida, principalmente, ao uso das RLF de segunda

ordem com trés consequentes combinadas com o alisamento exponencial simples.
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Tabela 6.6 — indices TAIEX reais e previstos para os meses de novembro e dezembro

de 2003
Data Real Previsto Data Real Previsto
2003/11/03 6087,45 6044,48 2003/12/03 5884,97 5917,75
2003/11/04 6108,99 6094,29 2003/12/04 5920,46 5869,14
2003/11/05 6142,32 6053,94 2003/12/05 5900,05 5917,75
2003/11/06  6013,40 6053,94 2003/12/08 5847,15 5917,75
2003/11/07 6056,83 6038,06 2003/12/09 5859,56 5853,37
2003/11/10 6059,03 6066,15 2003/12/10 5803,42 5799,73
2003/11/11  6022,08 6024,02 2003/12/11 5867,05 5817,84
2003/11/12 5982,75 6038,06 2003/12/12 5858,32 5869,14
2003/11/13 6035,44 5957,99 2003/12/15 5924,24 5853,37
2003/11/14 6044,77 6038,06 2003/12/16 5887,23 5925,46
2003/11/17 5952,32 6063,99 2003/12/17 5752,01 5818,87
2003/11/18 5939,47 5936,21 2003/12/18 5768,76 5750,26
2003/11/19 5865,51 5947,49 2003/12/19 5759,23 5791,74
2003/11/20 5834,24 5869,14 2003/12/22 5835,11 5791,74
2003/11/21  5830,06 5818,87 2003/12/23 5845,51 5818,87
2003/11/24 5821,58 5818,87 2003/12/24 5857,87 5833,78
2003/11/25 5861,18 5818,87 2003/12/25 5853,70 5812,87
2003/11/26  5860,61 5853,37 2003/12/26 5857,21 5812,87
2003/11/27  5740,57 5837,30 2003/12/29 5804,89 5812,87
2003/11/28 5771,77 5750,26 2003/12/30 5866,75 5873,35
2003/12/01  5870,17 5709,97 2003/12/31 5890,69 5861,44
2003/12/02 5911,45 5869,14 - - -
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Figura 6.4 — indices TAIEX reais e previstos para os meses de novembro e dezembro

1 357 9 1113151719212325272931333537394143¢
TAIEX 2001 - Valorreal == === TAIEX 2001 - Valor previsto

de 2001
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Figura 6.5 — indices TAIEX reais e previstos para 0s meses de novembro e dezembro
de 2002
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Figura 6.6 — indices TAIEX reais e previstos para 0s meses de novembro e dezembro
de 2004

A proxima sec¢ao apresenta os resultados obtidos pelo modelo de previséo des-
crito na Secédo 4.2.3, além de um quadro comparativo com os indices da acuracia
obtida pelos trés modelos desenvolvidos comparada com outras sete abordagens da

literatura.

6.2.3 Resultados e analise dos experimentos com previsdes realizadas a
partir da combinacdo de uma nova técnica de alisamento, dos conceitos

de STF e daregresséo linear simples

Os resultados apresentados nesta secéo foram obtidos por meio do modelo de

previsao descrito na Secéo 4.2.3. Diferente das duas abordagens anteriores, o prée-
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processamento utilizado neste modelo de previséo foi o descrito na Sec¢éo 4.1.3. Os
ajustes realizados no pré-processamento, a nova técnica de suavizacdo dos valores
e 0s conceitos de regressao linear simples aplicados ao modelo de previsdo, contri-

buiram diretamente para a melhora na acuracia dos resultados obtidos.

Do mesmo modo como ocorreu nas duas abordagens anteriores, 0s experi-
mentos apresentados nesta sec¢do também foram realizados utilizando os indices
TAIEX entre os anos de 2001 e 2004. Para cada ST o treinamento do modelo foi
realizado com os dados disponiveis entre 0s meses de janeiro e outubro, e os testes
foram realizados com os indices de novembro e dezembro dos respectivos anos. A
Tabela 6.7 apresenta os resultados obtidos pelo pré-processamento descrito na Se-
cao 4.1.3.

Tabela 6.7 — Pré-processamento nas ST apds ajustes na definicdo dos termos linguisticos

L. . Termos Lin- Amostras
Série Temporal Amostras Dominio . .
guisticos Treinamento Testes
TAIEX 2001 244 [2732,30; 6818,20] 102 201 43
TAIEX 2002 248 [3190,59; 7121,75] 86 205 43
TAIEX 2003 249 [3580,74; 6666,89] 91 206 43
TAIEX 2004 250 [4861,44; 7489,53] 108 205 45

Considere 8, como o fator de suavizagao aplicado aos consequentes das RLF
para a definicdo de w; na Equacgao 4.13, e 6, como o fator de suavizagao para a defi-
nicdo de w; na Equagéao 4.14. Os valores de 6, e 6, utilizados em cada um dos quatro

experimentos sao apresentados na Tabela 6.8.

Tabela 6.8 — Fatores de suavizacdo utilizados nos experimentos

Série Temporal 0, 0,
TAIEX 2001 0,5 1,2
TAIEX 2002 0,4 0,2
TAIEX 2003 0,1 0,1
TAIEX 2004 0,4 7,0

Se nédo houver ao menos uma RLF na base de conhecimento para o céalculo do
valor previsto, a previséo é realizada com o auxilio da regressao linear. Como menci-
onado na Sec&o 4.2.3, para calcular o valor de g;, foi considerado 20% (vinte por
cento) do numero total de amostras utilizadas para treinamento. A série temporal

TAIEX 2002 possui 205 amostras disponiveis para treinamento, assim, em ocasioes
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nas quais ndo havia ao menos uma RLF para o calculo do valor previsto, foram utili-

zadas 41 amostras no célculo de ;.

Como exemplo, para a previsdo do dia 25 de novembro de 2002, ndo h& ne-
nhuma RLF na base de conhecimento que possa ser utilizada no célculo. Assim, o
parametro f, foi definido considerando as 16 amostras disponiveis na base de teste,
ou seja, as 16 amostras observadas entre 01 e 24 de novembro, e as 25 amostras
mais recentes da base de treinamento, totalizando 41 amostras. Os valores reais e 0s
valores previstos pelo modelo para os indices TAIEX entre 2001 e 2004 sdo apresen-

tados nas Figuras 6.7, 6.8, 6.9 e 6.10, respectivamente.

5600

5200
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1 35 7 9 1113151719212325272931333537394143¢
TAIEX 2001 - Valor real === TAIEX 2001 - Valor previsto

Figura 6.7 — indices TAIEX reais e previstos para os meses de novembro e dezembro
de 2001
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Figura 6.8 — indices TAIEX reais e previstos para os meses de novembro e dezembro
de 2002
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Figura 6.9 — indices TAIEX reais e previstos para os meses de novembro e dezembro
de 2003

6200

6100

Valores

5700

5600

1 357 9111315171921232527293133353739414345¢
= TAIEX 2004 - Valorreal == = Ta|EX 2004 - Valor previsto

Figura 6.10 — indices TAIEX reais e previstos para os meses de novembro e dezem-
bro de 2004

Além dos valores previstos por este modelo de previsdo também apresentarem
um comportamento semelhante ao observado nos valores reais, € possivel identificar
uma melhora na acuracia das previsdes. A Tabela 6.9 apresenta a raiz erro médio
qguadratico das previsbes apresentadas nesta secdo, com e sem o auxilio dos concei-
tos da regressao linear. Para permitir uma analise comparativa do desempenho desta
abordagem em relacé&o as outras duas desenvolvidas nesta tese, a Tabela 6.9 tam-
bém apresenta a raiz do erro médio quadréatico das previsdes apresentadas nas Se-
cbes 6.2.1 e 6.2.2, além do desempenho de outras abordagens disponiveis na litera-

tura.

A primeira abordagem da Tabela 6.9 foi desenvolvida pelos autores Brown e
Meyer (1961), e apresenta os resultados obtidos pelo método do alisamento exponen-

cial simples. A abordagem descrita em (WANG; LEE, 2014) apresenta uma proposta
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de uso das redes neurais artificiais do tipo Multilayer Perceptron para as previsfes. As
demais abordagens realizam as previsdes com métodos desenvolvidos a partir dos
conceitos base de STF. Os resultados da abordagem (SANTOS, CAMARGO, 2014a)
sao referentes ao modelo de previsdo apresentado na Secédo 4.2.1, e a abordagem
(SANTOS, CAMARGO, 2014b) traz os resultados da acuracia obtida pelo modelo de
previsdo descrito na Se¢do 4.2.2. Os resultados apresentados nas duas ultimas linhas
da tabela (SANTOS; CAMARGO, NO PRELO) sao referentes a abordagem descrita
na Sec¢ao 4.2.3, com e sem 0 uso de regressao linear.

Tabela 6.9 — Raiz do erro médio quadratico das previsdes para os indices TAIEX com
diferentes abordagens

Abordagem TAIEX 2001 TAIEX 2002 TAIEX 2003 TAIEX 2004 Média
Brown e Meyer (1961) 123,1 66,0 52,6 56,9 74,7
Chen e Chen (2011) 115,3 71,0 58,0 57,3 75,4
Chen e Chen (2014) 114,6 64,7 53,6 52,9 71,4
Chen e Kao (2013) 1145 76,8 54,2 58,1 75,9
Li e Chiang (2013) 115,8 64,3 57,6 55,5 73,3
Wang e Lee (2014) 120,2 69,7 56,3 54,2 75,1
Yu e Huarng (2008) 120,0 69,0 52,0 60,0 75,2
Santos e Camargo (2014a) 113,0 65,3 53,9 77,4 77,4
Santos e Camargo (2014b) 106,2 66,7 51,1 52,9 69,2
Santos e Camargo (no prelo)?* 107,5 64,8 49,2 52,2 68,4
Santos e Camargo (no prelo)? 97,2 63,2 48,9 52,2 65,3

1Sem regress&o linear; 2 Com regressao linear

Apesar de apresentar uma acuracia compativel com os modelos de previsao
disponiveis na literatura, os resultados da primeira abordagem (SANTOS, CAMARGO,
2014a) sdo consideravelmente inferiores aos das duas outras abordagens
desenvolvidas nesta tese. A melhora na acuracia obtida em (SANTOS, CAMARGO,
2014b) é atribuida a trés fatores. O primeiro deles € o uso do alisamento exponencial
simples como técnica de suavizacdo, ao invés da classificacdo das RLF em grupos.
O segundo fator que contribuiu para a melhora da acuracia foi a representacéo do
conhecimento por meio das RLF de segunda ordem com 3 consequentes e, por fim,
a atualizagdo constante da base de conhecimento também contribuiu

significativamente para a melhora da acuracia.

Em uma analise a respeito dos dois resultados apresentados para a abordagem
descrita na Secéo 4.2.3 (SANTOS; CAMARGO, NO PRELO), uma caracteristica que

permitiu a melhora na acuracia dos resultados foram os ajustes realizados no pré-
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processamento utilizado pelo modelo de previsdo, onde conjuntos fuzzy foram adicio-
nados nos extremos do dominio, implicando diretamente na melhora das previsfes
com valores abaixo de y,,;, ou acima de y,,,,. Além da adi¢cdo dos novos conjuntos,
a melhora também esta relacionada ao uso da técnica de alisamento desenvolvida.
Como é possivel observar, hd uma melhora na acuracia da abordagem (SANTOS;
CAMARGO, NO PRELO)? apresentada na Tabela 6.9, quando comparada com os
resultados da abordagem (SANTOS; CAMARGO, NO PRELO)!. Esta melhora é atri-

buida ao uso da regresséo linear como ferramenta de apoio nas previsoes.

Entretanto, ha uma situac&o na qual a regressao linear pode prejudicar a acu-
racia da previsdo. Considerando que a regressao linear é utilizada quando ndo ha RLF
disponiveis na base de conhecimento para o célculo do valor previsto e que, nestas
situacdes, o célculo é realizado como apresentado na Equacéo 5.2 considere a Figura
6.11.

160
140

120

100

Valores

20
1 2 345 6 7 8 9 101112 1314 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33 347

Figura 6.11 — Cenario onde ocorre um desvio pela previsdo com o auxilio da regres-
séo linear simples

Em situacdes como a destacada na Figura 6.11, as primeiras previsoes reali-
zadas ap0s a mudanga no comportamento da série ainda estaréo considerando a ten-
déncia no crescimento dos valores, aumentando o desvio das previsées. Este pro-
blema pode ser amenizado diminuindo o numero de amostras utilizadas para o célculo
de 3,, entretanto, as previsdes iniciais apds a mudanca comportamental sempre teréo
um desvio maior do que se fossem realizadas sem o auxilio da regressao linear. Por

outro lado, as demais previsdes na ST terdo uma acuracia maior com o auxilio da
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regressao linear. O problema apresentado na Figura 6.11 ocorre apenas quando nao
h& RLF para o calculo do valor previsto.

Outra caracteristica dos experimentos apresentados nesta secédo esta relacio-
nada aos valores de 6; e 6, na Tabela 6.8. Inicialmente, antes mesmo da primeira
abordagem ser desenvolvida, acreditava-se que ao atribuir maior influéncia ao com-
portamento mais recente das ST, os resultados das previsdes sempre apresentariam
maior acurécia que ao atribuir maior influéncia ao comportamento mais antigo da sé-
rie. Porém, como € possivel observar na Tabela 6.8, para os indices TAIEX 2002 e
2003 a melhor acuracia foi obtida ao atribuir maior influéncia ao comportamento mais

antigo da série.

Na préxima secdo sdo apresentados os resultados dos experimentos realiza-
dos para a identificacédo de padrbes comportamentais dindmicos das séries temporais.

6.3 Experimentos com agrupamento de séries temporais

Os experimentos apresentados nesta secéo foram realizados com a base de
dados ECG200 (KEOGH, et al., 2011). As ST para treinamento e os protoétipos defini-
dos pelo modelo foram apresentados na Sec¢ao 5.1, respectivamente, nas Figuras 5.1
e 5.3. O dominio definido pelo pré-processamento foi [—3,61; 5,19] e 0 numero de
termos linguisticos para a representacdo dos valores crisp é 47. A lista dos termos

linguisticos e seus respectivos parametros podem ser consultados no Apéndice A.

O conjunto de dados para treinamento esta dividido em dois grupos, sendo 69
ST pertencentes ao Grupo 1 e 31 ST pertencentes ao Grupo 2, totalizando 100 ST
com 96 amostras cada uma. O conjunto de ST para testes também é composto por
100 séries com 96 amostras cada uma, sendo 64 do Grupo 1 e 36 do Grupo 2.

Apés a fuzzificacdo das séries de treinamento e a definicdo dos prototipos, o
préximo passo é fuzzificar as ST da base de testes e o0s protétipos, considerando 0s

conjuntos definidos durante a fase de treinamento.

Na sequéncia deve ser realizada a segmentacédo das ST da base de testes.
Quatro séries foram selecionadas para ilustrar o processo de agrupamento, sendo 2

pertencentes ao Grupo 1 e 2 pertencentes ao Grupo 2. A Tabela 6.10 apresenta o
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namero de segmentos definido para cada uma das quatro séries temporais conside-

rando o threshold de R? com os valores 0,85, 0,90 e 0,95 para a segmentacao.

Tabela 6.10 — Segmentos em cada ST

Max.de Amostras Min. de Amostras

Série Temporal R* Segmentos em um Segmento em um Segmento
ST1-Grupo 1 0,85 20 30 2
ST2-Grupo 1 0,85 10 26 2
ST3 - Grupo 2 0,85 16 32 2
ST4 — Grupo 2 0,85 9 28 2
ST1-Grupo 1l 0,90 24 24 2
ST2-Grupo 1 0,90 20 24 2
ST3 - Grupo 2 0,90 19 28 2
ST4 — Grupo 2 0,90 10 28 2
ST1-Grupo 1 0,95 26 24 2
ST2-Grupo 1 0,95 31 22 2
ST3 - Grupo 2 0,95 25 22 2
ST4 — Grupo 2 0,95 25 18 2

Nos experimentos realizados e apresentados nesta secdo, foi utilizado o
threshold de R? = 0,9 para a segmentacdo das ST presentes na base de testes. A
Figura 6.12 apresenta as 4 séries selecionadas e 0os segmentos resultantes apés a

execucao do processo de segmentacao da Secao 5.2.

Concluida a segmentacédo das séries temporais da base de testes, deve ser
calculada a distancia de cada segmento aos respectivos intervalos dos prototipos
como apresentado na Sec¢éo 5.3.1. Apoés o célculo da distancia entre o0 segmento e 0
intervalo correspondente de todos prototipos, a pertinéncia do segmento nos respec-
tivos grupos é calculada como apresentado na Secédo 5.3.2. A Figura 6.13 apresenta
o comportamento da ST1 da Figura 6.12, em relacdo aos dois prototipos que repre-

sentam o comportamento das ST do Grupo 1 e do Grupo 2.
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Figura 6.12 — Quatro ST da base ECG200 segmentadas
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Como € possivel observar na Figura 6.13, praticamente durante todo o periodo

de observacdo da ST1 ela possui 0 maior grau de pertinéncia associado ao Grupo 1,

com excecdo aos segmentos 9 e 10, referente ao intervalo das amostras 57 a 60 da

série. A Figura 6.14 apresenta a matriz DTW que define a distancia fuzzy ponderada

do segmento 2 da ST1, correspondente ao intervalo das amostras 3 a 6, para o inter-

valo correspondente dos protétipos que representam o Grupo 1 e o Grupo 2 das ST.

Termos linguisticos do Protétipo do G1 Termos linguisticos do Protétipo do G2
B~ o 0,000 | 0000 | 3173 | 4,821 |- w 2,747 | 2,743 | 2,911 | 3,049
n m ) “ E )
o o
=2 o L2 o
2 o 0,000 | 0,000 | 3,323 | 5,007 2 o 2989 | 2911 | 3,049 | 3,167
5 o J 5 J
W o W o
£+ [ =]
=5 0 2,558 2,679 0,949 2,635 =5 in 0,872 0,552 0,574 0,592
8 E -J 3 E I
E ¥ EY
G w o 4,799 4,984 1,664 0,025 G = = 1,551 2,017 2,083 2,141
[ 3 F =

(a) (b)

Figura 6.14 — Distancia ponderada entre os conjuntos fuzzy que representam os da-

dos observados entre as amostras 3 e 6 da ST1 e os prototipos

As células (i,j),parai =1,2,3e4;ej =1,2,3 e 4 das matrizes na Figura 6.14,

representam a distancia do i — ésimo termo fuzzy da ST1 ao j — ésimo termo fuzzy

dos respectivos prototipos. Os termos linguisticos do segmento 2 na série temporal 1,

no intervalo de 3 a 6 séo, respectivamente, Ly, Lyg, L4s € L1o9. OS respectivos termos

linguisticos do prot6tipo do Grupo 1 SA0 Ly, Lyg, Laz © L7 € do Grup0 2 Lys, Lys, Las ©
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L4,. As distancias entre 0s conjuntos apresentadas nas células das matrizes na Figura
6.14, foram ponderadas pelo valor w;; definido pela Equacao 5.3 considerando p, =

0,75.

Assim, ao preencher a matriz DTW como descrito a partir da Figura 3.4 e utili-
zando w;; para ponderar as distancias entre os conjuntos fuzzy da matriz, a distancia
entre o segmento 2 da ST1 para o protétipo do Grupo 1 é 0,97 e para o protétipo do
Grupo 2 é 8,37. Ambos os valores foram definidos pela soma dos valores presentes
na diagonal principal das matrizes. A Tabela 6.11 apresenta os graus de pertinéncia

dos 24 segmentos da ST1 nos intervalos equivalentes dos protétipos do Grupo 1 e do

Grupo 2.
Tabela 6.11 — Pertinéncia dos segmentos da ST1 nos prot6tipos do Grupo 1 e do
Grupo 2
Segmento Pertinéncia Pertinéncia Segmento Pertinéncia Pertinéncia

Gl G2 Gl G2
1 0,56 0,44 13 0,87 0,13
2 0,89 0,11 14 0,74 0,26
3 0,56 0,44 15 0,86 0,14
4 0,79 0,21 16 0,82 0,18
5 0,94 0,06 17 0,78 0,22
6 0,98 0,02 18 0,71 0,29
7 0,92 0,08 19 0,76 0,24
8 0,69 0,31 20 0,71 0,29
9 0,28 0,72 21 0,72 0,28
10 0,40 0,60 22 0,68 0,32
11 0,58 0,42 23 0,77 0,23
12 0,58 0,42 24 0,64 0,36

Os segmentos listados na Tabela 6.11 foram apresentados na Figura 6.12, e
a representacdo grafica da maior pertinéncia dos segmentos € ilustrada na Figura
6.13. De modo analogo, o comportamento de ST2 em relac&o aos dois prototipos que

representam os Grupos 1 e 2, é apresentado na Figura 6.15.

Embora a ST2 seja rotulada como pertencente ao Grupo 1 representado pela
linha azul escura mais espessa, é possivel observar que durante um longo periodo de
observacéo o comportamento da ST2 possui maior semelhanga com o protoétipo que

representa as séries do Grupo 2.
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Figura 6.15 — Comportamento da ST2 em relacdo aos prototipos do Grupo 1 e do
Grupo 2

Na Figura 6.16 € apresentada a ST3, a qual possui pertinéncia maior que 0,5

ao protétipo do Grupo 2 durante todo o periodo de observacao.
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Figura 6.16 — Comportamento da ST3 em relagdo aos prototipos do Grupo 1 e do
Grupo 2

O exemplo apresentado da Figura 6.16 ilustra o comportamento de uma ST
associada, durante todo o periodo de observacao, ao Grupo 2. Entretanto, cabe res-
saltar que, embora o segmento 4, definido entre as amostras 33 e 60, tenha sido as-
sociado ao Grupo 2, o grau de pertinéncia do segmento ao Grupo 1 é de 0,48, o que
indica uma similaridade consideravel do segmento com o grupo, principalmente em
razdo do comportamento observado nas ultimas amostras do segmento. A Figura 6.17

apresenta o comportamento da ST4 em relac&o protoétipos do Grupo 1 e do Grupo 2.
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Figura 6.17 — Comportamento da ST4 em relacdo aos prototipos do Grupo 1 e do
Grupo 2

A ST4, originalmente rotulada como pertencente ao Grupo 2, apresenta inter-
valos de pertinéncia em ambos os grupos. O comportamento no inicio da série é tipico
das ST do Grupo 1. Na sequéncia, a série intercala diferentes comportamentos até o
final do periodo de observacao.

A Tabela 6.12 apresenta uma analise dos resultados para as 4 séries temporais
utilizadas neste capitulo para ilustrar as etapas do processo de identificacdo de alte-
racdes comportamentais. A analise considera o comportamento da ST de acordo com
os segmentos que foram definidos e também considerando o nUmero de amostras

disponiveis.

Tabela 6.12 — Comportamento das ST apresentadas em relagdo aos grupos

- Total de Segmentos Segmentos Amostras Amostras
Série Temporal

Segmentos Gl G2 Gl G2
ST1-Grupo 1 24 22 2 92 4
ST2 - Grupo 1 20 12 8 28 68
ST3 — Grupo 2 19 0 19 0 96
ST4 — Grupo 2 10 5 5 40 56

A Tabela 6.12 apresenta o niumero de segmentos e de amostras pertencentes
a cada grupo ao longo de todo o periodo de observacdo das ST. E importante ressaltar
gue os resultados ilustram a analise realizada nos experimentos apresentados, po-

dendo haver variagées nos nimeros de acordo com os parametros R? e p, definidos.
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A partir dos experimentos realizados € possivel concluir que as séries podem
mudar o comportamento ao longo do periodo de observacdo, o que torna a anélise
comportamental dindmica uma boa alternativa para a avaliacdo do comportamento de
uma ST. A abordagem desenvolvida nesta tese aplica a segmentacdo das ST com
base no valor de R?. Assim, a definicdo do tamanho dos segmentos tem relagéo direta
com o valor escolhido como threshold. Segmentos muito pequenos, com duas amos-
tras por exemplo, normalmente ndo sao suficientes para identificar uma tendéncia nos
valores. Entretanto, como é possivel observar nos exemplos, a definicdo de segmen-
tos menores ndo comprometeu a andlise comportamental realizada pela abordagem

desenvolvida.

Inicialmente, a proposta de suavizacdo apresentada para a abordagem de
agrupamento tinha como objetivo avaliar os segmentos concatenados, ou seja, ao
analisar o segmento 3, por exemplo, também seriam considerados na andlise as
amostras dos segmentos 1 e 2. Entretanto, os resultados dos testes realizados de-
monstraram melhor eficacia com a analise isolada, além de reduzir consideravelmente
o tempo de processamento. A opcédo por continuar utilizando a suavizacédo, deve-se
principalmente a flexibilidade da técnica desenvolvida pois, se desejado, é possivel

atribuir p, = 0,999 e praticamente anular o efeito da ponderacao.

6.4 Consideracdes finais

Os experimentos apresentados neste capitulo demonstram a importancia do
pré-processamento tanto na previsdo de valores, quanto no agrupamento das séries
temporais. A flexibilidade fornecida pela técnica de suavizacdo do modelo de previséo,
gue permite atribuir maior influéncia ao periodo inicial ou final da série, também exerce
influéncia direta na acuracia das previsées. Em relacdo ao modelo de agrupamento,
um fator importante é o threshold definido para a segmentacéo das séries temporais.
Porém, mesmo quando a analise foi realizada em pequenos segmentos, 0 modelo
apresentou um desempenho satisfatorio em relacdo aos resultados obtidos.

No préximo capitulo sdo apresentas as conclusdes, as limitacdes dos modelos

desenvolvido e os trabalhos futuros.



Capitulo 7

CONCLUSOES E TRABALHOS
FUTUROS

A combinacéo dos sistemas fuzzy com os conceitos classicos das séries tem-
porais tem demonstrado, ndo s6 por meio deste trabalho, ser uma area de pesquisa
bastante promissora. Para chegar as abordagens apresentadas nesta tese, inUmeros
experimentos foram realizados com a combinagéo de diferentes conceitos e, em sua
maioria, com resultados compativeis, em alguns casos melhores, que os disponiveis

na literatura.

Uma caracteristica evidenciada ao longo da pesquisa é a importancia do pré-
processamento. Em um mesmo modelo de previsao € possivel obter previsées satis-
fatérias ou ndo, dependendo do pré-processamento aplicado. Em razdo do modelo de
previsao utilizar o valor do parametro central do conjunto triangular fuzzy como valor
previsto, uma definicdo equivocada dos conjuntos pode produzir desvios considera-
veis nas previsdes. Outro ponto importante do pré-processamento € a identificacéo
dos outliers. Existe um limiar muito ténue entre a identificacdo de um outlier e a pre-
senca de um novo dado que pode indicar uma mudanca significativa na série. Durante
0s experimentos de previsao realizados para o artigo submetido para a sessao espe-

cial sobre Computational Intelligence in Forecasting (CIF) da International Fuzzy
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Systems Association (IFSA), em algumas previsfes a acuracia foi maior sem a remo-
cao dos dados considerados outliers. Atualmente ha trabalhos especificos para distin-
guir um outlier de uma novidade (DINGA, LIA, 2014), (OLIVEIRA, MEIRA, 2006).

Os modelos de previsédo desenvolvidos tem como principal caracteristica a atri-
buicdo de diferentes graus de influéncia aos dados observados ao longo da série.
Além de considerar o numero de ocorréncias de cada RLF, as abordagens também
consideram o momento em que cada RLF ocorre. Com o desenvolvimento do primeiro
modelo de previsao, no qual foi obtida a menor acuracia dentre os trés modelos de-
senvolvidos, os resultados sinalizaram ser uma alternativa viavel a valoriza¢éo do co-
nhecimento mais recente da série temporal. Entretanto, com a evolucdo da aborda-
gem para previsdo e com 0s experimentos realizados em diversos dominios, consta-
tou-se que nem sempre atribuir a maior influéncia ao conhecimento recente da série

implicard em uma melhor acuracia nas previsoes.

A abordagem desenvolvida para o agrupamento das séries temporais combina
diferentes linhas de pesquisa. Na literatura ha trabalhos voltados para a definicdo de
protétipos em séries temporais (HAUTAMAKI, et al., 2008), trabalhos com foco na
segmentacao (KEOGH, et al., 2004) e trabalhos com foco no agrupamento (D’URSO,
et al., 2013). Para o agrupamento dinamico foi necessario combinar, ndo s estas
etapas, mas também o pré-processamento, essencial para uma melhor representati-

vidade fuzzy em base de dados como a utilizada nos experimentos desta tese.

O desenvolvimento das pesquisas abordando o pré-processamento, a previsao
de valores e 0 agrupamento das séries temporais, proporcionaram ao trabalho contri-
buicbes importantes, além de diversas oportunidades de aprimoramento e continui-
dade da pesquisa. Na sequéncia, sdo apresentadas as principais contribui¢cdes, as
publicacdes obtidas, as limitacdes das abordagens desenvolvidas e as oportunidades

de trabalhos futuros.
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7.1 Contribuicdes

Na etapa do pré-processamento a principal contribuicdo estéa relacionada a de-
finicAo dos termos linguisticos e suas respectivas funcdes de pertinéncia. Os experi-
mentos realizados ao longo da pesquisa utilizando o pré-processamento bem como o
estudo de sua importancia, comprovaram a melhora na acuracia dos valores previstos
e também uma melhor representatividade dos dados crisp por meio dos termos lin-

guisticos definidos.

Os modelos de previsdo desenvolvidos nesta tese trazem para as séries tem-
porais fuzzy o calculo ponderado dos valores previstos por meio de uma nova técnica
de suavizacdo descrita ha Secao 4.2.3. Além de obter resultados satisfatorios, a téc-
nica de suavizacdo mostrou-se coerente e de facil interpretacdo em relacao ao para-
metro do indice de suaviza¢do. Quando desejado, a técnica de suavizacdo desenvol-
vida permite atribuir maior influéncia na previsdo ao comportamento mais recente ou
mais antigo da série. A construcdo das bases de conhecimento utilizando RLF com
trés consequentes é uma caracteristica introduzida as STF pela abordagem descrita

na Secao 4.2.2.

Os conceitos de regresséao linear simples possuem fundamental importancia
nos modelos de previsao e agrupamento desenvolvidos. A identificacdo da tendéncia
sinalizada pelas amostras mais recentes da série indicada pelo parametro g;, contri-

buiu significativamente para a melhora da acuracia nas previsoées.

A caracteristica do agrupamento dindmico das ST presente na abordagem de-
senvolvida e a métrica elaborada para célculo da distancia entre dois segmentos, ou
duas séries temporais, sdo as principais contribuicbes do modelo de agrupamento.
Além de considerar os conjuntos fuzzy no célculo da distancia DTW, o que natural-
mente ameniza as pequenas variagoes presentes nos dados observados, o algoritmo
desenvolvido ainda permite, se desejado, o célculo ponderado das distancias. Utili-
zando a meétrica desenvolvida associada ao algoritmo FCM, os experimentos apre-
sentaram resultados satisfatorios em relacéo a analise de pertinéncia de um segmento
nos respectivos protoétipos de representacdo dos grupos. Como mencionado na Secao

5.2, o numero e o tamanho dos segmentos estdo diretamente relacionados a definigcéo
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do valor de R%. Embora a abordagem de segmentagdo desenvolvida resulte, em al-
guns casos, na existéncia de segmentos pequenos, esta caracteristica hdo compro-

meteu a analise da pertinéncia destes segmentos nos respectivos protoétipos.

7.2 Publicacdes

No inicio das pesquisas para a definicdo da estrutura base deste trabalho, fo-
ram identificadas trés frentes de desenvolvimento: (1) pré-processamento; (2) previ-
séo e (3) analise do comportamento das ST. A proposta inicial foi que, ao ser concluida
cada uma das etapas, a0 menos um artigo deveria ser submetido para publicagéo.
Além das publica¢fes indicarem de alguma forma a qualidade do trabalho desenvol-
vido e o quao significativo é o tema abordado, os comentarios e sugestdes dos avali-
adores foram de fundamental importancia para o aprimoramento dos modelos apre-

sentados.

Os resultados obtidos pela abordagem de pré-processamento apresentada na
Secao 4.1.1, foram publicados no artigo “Preprocessing in Fuzzy Time Series to Im-
prove the Forecasting Accuracy”, apresentado na International Conference on Ma-
chine Learning and Applications de 2013 (ICMLA13) (SANTOS; CAMARGO, 2013),
realizada em Miami. No artigo € possivel concluir que a representacédo fuzzy adequada

dos dados crisp influencia, de forma positiva, a acuracia das previsdes realizadas.

Em relacdo as abordagens de previsdo desenvolvidas, foram realizadas trés
publicacdes. A primeira delas, referente a abordagem de previsdo apresentada na
Secao 4.2.1, foi publicada no artigo intitulado “Séries Temporais Fuzzy: Um Modelo
de Previsdo Baseado no Intervalo Temporal das Amostras”, apresentado no Con-
gresso Brasileiro de Sistemas Fuzzy (CBSF) de 2014, realizado em Jodo Pessoa
(SANTOS; CAMARGO, 2014b). A segunda abordagem, descrita na Sec¢ao 4.2.2, foi
publicada e apresentada na Ibero-American Conference on Artificial Intelligence
(IBERAMIA) de 2014, realizada em Santiago no Chile, no artigo intitulado “Forecasting
in Fuzzy Time Series by an Extension of Simple Exponential Smoothing” (SANTOS;
CAMARGO, 2014a).
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A terceira e principal abordagem de previsao desenvolvida, descrita na Secao
4.2.3, foi submetida ao 16th World Congress of the International Fuzzy Systems As-
sociation (IFSA), no artigo intitulado “A hybrid forecast model combining fuzzy time
series, linear regression and a new smoothing technique” (SANTOS; CAMARGO, NO
PRELO). O aceite do artigo para a publicacao foi recebido dias antes da entrega desta
tese. Além da publicacéo, no IFSA também havera uma competicéo entre 0s pesqui-
sadores da area de séries temporais denominada Computational Intelligence in Fore-
casting (CIF). Esta competi¢cdo torna ainda mais interessante a participa¢cdo no con-
gresso, ndo sé em funcdo da avaliacdo do modelo desenvolvido, mas também por
reunir uma quantidade significativa de pesquisadores da mesma éarea. O objetivo da
competicéo é verificar qual método apresenta a melhor acuracia nas previsées. Para
isso, foi disponibilizada uma base de dados com 91 séries temporais dos mais diver-
sos tamanhos e comportamentos. A partir do modelo apresentado na Secao 4.2.3, e
também descrito no artigo enviado ao IFSA, foram realizadas as previsdes para as 91
séries, uma a uma, conforme as regras definidas pelos organizadores. Os resultados
obtidos foram submetidos ao comité avaliador e os vencedores serao divulgados du-
rante o congresso, a ser realizado nas Asturias na Espanha entre os dias 30 de junho
e 3 de julho de 2015.

Além dos trabalhos ja publicados, atualmente esta sendo produzido um artigo
com foco na andlise comportamental das séries temporais, que apresentara a abor-
dagem descrita no Capitulo 5 desta tese. Ao ser concluido, o artigo sera submetido

ao journal Neurocomputing.

7.3 Limitacdes e trabalhos futuros

A partir dos 91 experimentos realizados para o CIF, foi identificada uma limita-
céo do modelo de previsao ligada ao tamanho das ST, mais especificamente, a quan-
tidade de observagfes disponiveis para treinamento. Algumas séries disponibilizadas
pelos organizadores possuem cerca de 10 a 15 amostras sendo, normalmente, de 3
a b para testes. Em casos como este, 0 modelo de previsdo pode néo obter uma
acuracia satisfatoria nos resultados. Além de possuir poucas amostras para o treina-

mento do modelo de previsdo, o comportamento dos dados de teste em algumas ST
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era completamente oposto ao comportamento dos dados para treinamento. Esta ca-
racteristica resultou no uso da regresséo linear como ferramenta de auxilio na previ-
sao. Entretanto, em alguns casos os dados de treinamento indicavam uma tendéncia
de crescimento nos valores e, a partir da primeira amostra disponivel para teste, os
valores apresentavam tendéncia de diminuigdo, o que resultou em um aumento no

desvio de algumas previsdes realizadas.

Um ajuste no pré-processamento que pode amenizar o erro de previsdes em
situacdes semelhantes a descrita anteriormente, é a introducdo dos conceitos relaci-
onados a identificacdo de novidades. Com a abordagem de pré-processamento atual,
ndo ha uma andlise dos dados para a identificacdo de novidades. Ao ser considerado

um outlier, o dado simplesmente é removido.

Em relacdo a acuracia das previsbes, ha uma forte relacdo entre a definicdo
dos valores de a4, a,, 6, e 6, da Tabela 6.8, e os resultados obtidos. Com este enfo-
gue, alguns experimentos iniciais ja foram realizados para o ajuste automatico dos
melhores valores de alfa. A proposta € identificar a partir dos dados disponiveis, quais
valores de a ou 6 implicariam nas melhores previsfes, respectivamente, para a se-
gunda e a terceira abordagens de previsdo apresentadas. Para isso, apds a chegada
de cada nova amostra da base de testes deve ser identificado quais valores de alfa
gerariam o menor desvio. A partir da analise historica dos melhores alfas para as pre-
visfes ja realizadas, seriam entéo definidos os valores de a e 8 para cada nova pre-
visdo. A expectativa € que, por meio do ajuste automatico dos valores de alfa, seja

possivel melhorar a acuracia do modelo.

Em situacdes onde ndo ha ao menos uma RLF para o calculo do valor previsto,
a acurécia esta relacionada ao nimero de amostras utilizadas para no calculo de f;.
Uma proposta de trabalho futuro com foco na definicdo do nimero de amostras a ser
utilizada no calculo, é realizar a segmentacédo da ST a partir da ultima amostra dispo-
nivel, ou seja, identificar o Ultimo segmento linear da série e considerar o numero de
amostras deste segmento no célculo de f;. Assim, somente a tendéncia apresentada

pelo segmento atual sera considerada na previsao.

Outro trabalho futuro relacionado a abordagem de previséo, é o uso da técnica
de alisamento utilizada no agrupamento das séries temporais. Por se tratar de uma

técnica de suavizacdo onde ha um controle baseado em numeros reais, e ndo na
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definicdo de um parametro alfa, a expectativa € que a técnica produza previsdes com-

pativeis, ou melhores, as ja apresentadas pelos modelos desenvolvidos.

O modelo de segmentacdo combinado com a abordagem de agrupamento tem
produzido resultados satisfatorios. Uma possibilidade para desenvolvimento de traba-
lho futuro é associar a analise comportamental apresentada nesta tese, a previsao de
mudancas no comportamento das mesmas. O objetivo desta nova abordagem é pre-
ver o momento em que uma ST pode deixar de ter seu comportamento vinculado a
um grupo, e passar apresentar caracteristica de outro grupo. Uma alternativa para
realizar este tipo de andlise é a possibilidade de que seguidas previsées de valores
possam indicar, ou ndo, a mudanca de comportamento da série. Entretanto, esta abor-
dagem é fortemente dependente da acuracia das previsdes a médio ou longo prazo.
Outra abordagem possivel é a andlise historica do comportamento das séries por meio
das pertinéncias dos segmentos. Nesta abordagem, a proposta € identificar qual foi o
comportamento das ST que migraram de um grupo para outro. Identificado o padrao
comportamental que precedeu tais mudancas, o modelo identifica as séries com com-
portamentos semelhantes e sinaliza a possiblidade de migracao da série entre 0s gru-

pos.

Por se tratar de uma area com um grande potencial de pesquisas, inimeras
sdo as possibilidades de trabalhos futuros além das apresentadas nesta sec¢do. Du-
rante o desenvolvimento de novas abordagens, ou mesmo durante o aprimoramento
das abordagens apresentadas nesta tese, certamente novos desafios surgirdo. Dife-
rentes cenarios exigem diferentes ajustes dos modelos, 0 que muitas vezes pode re-

sultar no desenvolvimento de novas abordagens.
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Apéndice A

TERMOS LINGUISTICOS UTILIZADOS NA
ANALISE COMPORTAMENTAL DAS ST
ECG200 (KEOGH, et al., 2011)

_ _ Parametros dos Conjuntos Fuzzy
Termo linguistico

51 a; as a,
0 -3,61 -2,03 -2,03 -1,78
1 -2,03 -1,78 -1,78 -1,32
2 -1,78 -1,32 -1,32 -0,93
3 -1,32 -0,93 -0,93 -0,65
4 -0,93 -0,65 -0,65 -0,24
5 -0,65 -0,24 -0,24 -0,10
6 -0,24 -0,10 -0,10 -0,01
7 -0,10 -0,01 -0,01 0,04
8 -0,01 0,04 0,04 0,18
9 0,04 0,18 0,18 0,20
10 0,18 0,20 0,20 0,24
11 0,20 0,24 0,24 0,30
12 0,24 0,30 0,30 0,33
13 0,30 0,33 0,33 0,40
14 0,33 0,40 0,40 0,42
15 0,40 0,42 0,42 0,42
16 0,42 0,42 0,42 0,43
17 0,42 0,43 0,43 0,43
18 0,43 0,43 0,43 0,44
19 0,43 0,44 0,44 0,45
20 0,44 0,45 0,45 0,47
21 0,45 0,47 0,47 0,48
22 0,47 0,48 0,48 0,50

CONTINUA...
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Termo linguistico

Parametros dos Conjuntos Fuzzy

a, a; as ay
23 0,48 0,50 0,50 0,53
24 0,50 0,53 0,53 0,54
25 0,53 0,54 0,54 0,56
26 0,54 0,56 0,56 0,57
27 0,56 0,57 0,57 0,58
28 0,57 0,58 0,58 0,60
29 0,58 0,60 0,60 0,60
30 0,60 0,60 0,60 0,64
31 0,60 0,64 0,64 0,66
32 0,64 0,66 0,66 0,68
33 0,66 0,68 0,68 0,69
34 0,68 0,69 0,69 0,78
35 0,69 0,78 0,78 0,80
36 0,78 0,80 0,80 0,83
37 0,80 0,83 0,83 0,87
38 0,83 0,87 0,87 0,95
39 0,87 0,95 0,95 0,99
40 0,95 0,99 0,99 1,16
41 0,99 1,16 1,16 1,20
42 1,16 1,20 1,20 1,26
43 1,20 1,26 1,26 1,74
44 1,26 1,74 1,74 1,94
45 1,74 1,94 1,94 2,26
46 1,94 2,26 2,26 5,19




