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RESUMO

Técnicas de aprendizado de máquina têm sido amplamente estudadas nos últimos anos,

principalmente devido ao grande número de aplicações que usam algum mecanismo de in-

teligência para tomar decisões. Nesse contexto, dentre os diversos estudos sobre técnicas de

classificação e como melhorá-las, o campo de combinação de classificadores tem ganhado

evidência na literatura. Nessa circunstância, um classificador com destaque crescente na

literatura é a técnica denominada de Floresta de Caminhos Ótimos (Optimum-Path Forest

- OPF), a qual, devido à sua facilidade de utilização, ausência de parâmetros em algumas

versões e eficiência na etapa de treinamento de dados, tem se mostrado uma abordagem

interessante para problemas de classificação. Por ser uma técnica relativamente recente na

literatura e apresentar poucos estudos sobre estratégias de combinação de classificadores, a

presente tese visa apresentar um estudo sobre combinação com foco no classificador OPF. A

destacar, o estudo com aprendizado dos nı́veis de confiança baseados em pontuações para

o conjunto de treinamento, o qual tem por finalidade aprender amostras mais confiáveis

para a etapa de classificação, sendo estas utilizadas em um processo de combinação de

classificadores OPF com votação por maioria. Além desse estudo, foi proposta também a

combinação de classificadores utilizando a poda de conjunto guiada por otimização meta-

heurı́stica baseada em quatérnions. Ademais, foi proposta uma extensão da poda de con-

junto utilizando classificadores OPFs no contexto de imagens de sensoriamento remoto e,

por fim, foi proposto o OPF probabilı́stico, visto que tradicionalmente o OPF apresenta

saı́das abstratas apenas. Testes empı́ricos sobre bases de dados reais e sintéticas evidencia-

ram que os estudos propostos neste trabalho alcançaram relevante eficácia e eficiência em

diversos cenários.

Palavras-chave: Floresta de Caminhos Ótimos, Combinação de Classificadores, Reconhecimento de

Padrões



ABSTRACT

Machine learning techniques have been actively pursued in the last years, mainly due to

the great number of applications that make use of some sort of intelligent mechanism for

decision-making processes. In this context, among the several studies on classification te-

chniques and how to improve them, the ensemble of classifiers has achieved considerable

evidence in the literature. In this circumstance, a classifier with significant growth is the

technique called Optimum-Path Forest (OPF), which is considerable ease to manipulate,

has no parameters in some versions, and it is efficient in the training phase. Since OPF is

a relatively new technique in the literature, and we have few studies on ensemble of OPF

classifiers only, this work aims to provide a more detailed study in ensemble techniques

regarding the OPF classifier. This work has proposed an improved version of OPF, which

learns a score-based confidence level for each training sample in order to turn the classifica-

tion process “smarter” (i.e., more reliable), which is further used in a combination process

with majority voting. Furthermore, we also proposed the combination of classifiers using

an ensemble pruning strategy driven by meta-heuristics based on quaternions. In addition,

we proposed an extension of the ensemble pruning using OPF classifiers in the context of

remote sensing images. Finally, the probabilistic OPF was proposed, since the OPF pre-

sents only abstract outputs. Experimental results over synthetic and real datasets showed

the effectiveness and efficiency of the proposed approaches for classification problems.

Keywords: Optimum-Path Forest, Ensemble Classifiers, Pattern Recognition
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base (a) “Colon-cancer” e (b) “UCI-Ionosphere” no intervalo de −π < t < π . . 60

5.5 Comparação entre todas as abordagens de acordo com a acurácia utilizando o
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base (a) IKONOS-2 MS e (b) CBERS-2B no intervalo de −π < t < π . . . . . 86

7.12 Resultados do teste de Nemenyi considerando o SVM padrão e a estratégia

de poda com classificadores OPFs e SVMs utilizando a técnica HS para: (a)
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6.2 Acurácia média considerando diferentes meta-heurı́sticas e número de classificadores-

base. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 70

7.1 Descrição das bases de imagens de satélite. . . . . . . . . . . . . . . . . . . . 76

7.2 Descrição das classes da base CBERS-2B. . . . . . . . . . . . . . . . . . . . . 76

7.3 Descrição das classes da base LANDSAT-5 TM. . . . . . . . . . . . . . . . . . 76

7.4 Descrição das classes da base IKONOS-2 MS. . . . . . . . . . . . . . . . . . . 77

7.5 Descrição das classes da base GEOEYE. . . . . . . . . . . . . . . . . . . . . . 77

7.6 Descrição das classes da base Indian Pines. . . . . . . . . . . . . . . . . . . . 77
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Capı́tulo 1
INTRODUÇÃO

Técnicas de reconhecimento de padrões visam o aprendizado de funções de decisão que se-

param um conjunto de dados em grupos de amostras que partilham propriedades semelhantes.

Tal processo de aprendizagem de funções de decisão pode ser elencado por meio de três abor-

dagens principais: (i) supervisionadas, onde se tem informação a priori sobre todo o conjunto

de treinamento, (ii) semi-supervisionadas, onde é conhecida parte da informação do conjunto

de treinamento, e (iii) abordagens não supervisionadas, nas quais não se têm informações sobre

as amostras de treinamento.

Técnicas supervisionadas são conhecidas por serem mais eficazes, uma vez que a quanti-

dade de informação disponı́vel sobre as amostras de treinamento permite aprender propriedades

especı́ficas sobre cada classe. Um estudo aprofundado sobre o estado da arte de algumas das

técnicas mais utilizadas na literatura, tais como Máquinas de Vetores de Suporte (Support Vec-

tor Machines - SVMs) (CORTES; VAPNIK, 1995), Redes Neurais Artificiais (Artificial Neural

Networks - ANNs) amplamente discutido por Haykin (HAYKIN, 2007), classificadores Bayesi-

anos, e k-vizinhos mais próximos (k-nearest neighbours - k-NN), dentre outros, são abordados

por Duda et al. (DUDA; HART; STORK, 2000).

Embora existam técnicas muito sofisticadas e complexas, é sempre importante ter em mente

que novas abordagens podem alcançar melhores resultados. Ideias simples podem melhorar a

eficácia de algumas técnicas bem conhecidas. Ahmadlou e Adeli (AHMADLOU; ADELI, 2010),

por exemplo, propuseram um modelo melhorado das Redes Neurais Probabilı́sticas (Enhanced

Probabilistic Neural Networks) com a ideia de evitar a influência de amostras ruidosas ao cal-

cular a matriz de covariância de cada classe. Ao invés de considerar todas as amostras a partir

de uma dada classe com a mesma importância (peso) para calcular a sua matriz de covariância,

os autores propuseram considerar apenas a vizinhança de uma determinada amostra de trei-

namento. Portanto, cada amostra tem a sua própria variância, que será então utilizada para
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calcular a matriz de covariância da sua classe. Valores atı́picos (outliers) apresentam pouca

ou nenhuma influência sobre esse processo. Mais tarde, Guo e Boukir (GUO; BOUKIR, 2015)

apresentaram uma heurı́stica simples para reduzir a carga computacional de SVMs mantendo

uma boa generalização sobre os dados não rotulados (conjunto de teste). A abordagem con-

siste em extrair um conjunto relevante de candidatos a vetores de suporte mediante métodos de

combinação de diferentes subconjuntos de treinamento.

O estudo de sistemas que fazem uso de múltiplos classificadores tem se tornado uma área

de grande procura para pesquisadores em reconhecimento de padrões nos últimos anos. Essa

busca tem sido motivada pelo interesse em agregar o campo de exploração que outros clas-

sificadores podem incluir durante o processo de decisão (DIETTERICH, 2000), dado que, na

prática, não é trivial encontrar e, posteriormente, treinar um classificador que consegue gene-

ralizar a distribuição dos dados suficientemente bem (CHEN, 2005), uma vez que a maioria das

implementações da literatura são tratadas como “caixas-pretas” (ROCHA; PAPA; MEIRA, 2012).

Nesse sentido, uma grande quantidade de métodos para combinação de classificadores tem

sido propostos nos últimos anos, possibilitando combinar diferentes estratégias com o intuito

de melhorar a eficácia obtida em uma tarefa de classificação qualquer. A literatura tem sugerido

que a combinação das decisões dadas por vários classificadores pode levar a uma melhor taxa

de reconhecimento do que empregar apenas um classificador, ou até mesmo do que empregar

o melhor classificador de uma coleção deles (HANSEN; SALAMON, 1990; KITTLER et al., 1998;

KUNCHEVA, 2004). Na verdade, é esperado que cada classificador dessa coleção aprenda dife-

rentes aspectos dos dados. Assim, as deficiências de cada classificador podem ser compensadas

pelos pontos positivos dos outros.

Dentre os classificadores mais procurados para compor sistemas de múltipla decisão, pode-

mos citar as Redes Neurais, SVMs e classificadores Bayesianos (DUDA; HART; STORK, 2000),

visto que são as técnicas mais conhecidas e utilizadas na literatura. Uma outra técnica que tem

sido empregada em várias situações que envolvem classificação de dados é chamada de Floresta

de Caminhos Ótimos (Optimum-Path Forest - OPF) (PAPA; FALCÃO; SUZUKI, 2009; PAPA et al.,

2012) devido, principalmente, à sua facilidade de utilização, ausência de parâmetros em algu-

mas versões e eficiência na etapa de treinamento dos dados. Entretanto, são muito poucos os

estudos sobre combinação de classificadores OPF objetivando uma maior eficácia no processo

de classificação.

Ponti e Papa (PONTI; PAPA, 2011), por exemplo, mostraram que o treinamento do classifica-

dor OPF pode ser mais eficiente e eficaz quando utilizados vários subconjuntos de treinamento

disjuntos ao invés do conjunto original. No mesmo ano, Ponti et al. (PONTI; PAPA; LEVADA,
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2011) propuseram a combinação de classificadores OPF utilizando Teoria dos Jogos e Cam-

pos Aleatórios Markovianos. Entretanto, nenhum estudo sobre técnicas de combinação mais

complexas e atuais foi realizado no que diz respeito à esse classificador.

Nesse sentido, esta tese de doutorado objetiva preencher essa lacuna com estudos mais

aprofundados sobre o impacto da combinação de classificadores OPF utilizando diferentes

técnicas e abordagens, tais como otimização por meta-heurı́sticas, seleção de classificadores

para composição de sistemas com múltiplas decisões, uso de um espaço quadridimensional

(conhecido como quatérnions) como estratégia de otimização para seleção de classificadores,

bem como a probabilidade de uma amostra pertencer a uma determinada classe por meio da

versão probabilı́stica do OPF. De maneira geral, as principais contribuições desse trabalho são:

• colaborar com a literatura especı́fica da área de reconhecimento de padrões, em especial

OPF;

• colaborar com o estudo de técnicas de combinação de classificadores OPF;

• modelar a problemática de seleção de classificadores como sendo uma tarefa de otimização

baseada em quatérnions;

• investigar a eficácia e a eficiência da estratégia de combinação e seleção de classificadores

OPF em imagens de sensoriamento remoto; e

• colaborar com o estudo de uma nova variação do classificador OPF que faz o uso de

saı́das probabilı́sticas.

O restante do trabalho está organizado da seguinte forma: o Capı́tulo 2 apresenta uma

revisão bibliográfica sobre técnicas de combinação de classificadores, e no Capı́tulo 3 é apre-

sentado um referencial teórico do classificador OPF. Os Capı́tulos 4, 5, 6 e 7 tratam de alguns

estudos realizados sobre as técnicas de combinação utilizando o classificador OPF, sendo, res-

pectivamente, um estudo da relevância de uma medida de confiança para aprimorar o processo

de classificação final sobre o classificador OPF (Capı́tulo 4), a combinação de classificadores

OPFs em conjunto com uma medida de confiança (Capı́tulo 5), a combinação de classificado-

res OPFs utilizando poda de conjunto (Capı́tulo 6), e uma extensão da combinação de clas-

sificadores utilizando poda de conjunto em sensoriamento remoto (Capı́tulo 7). Além disso,

o Capı́tulo 8 aborda uma nova proposta de classificação utilizando o OPF com saı́da proba-

bilı́stica. Finalmente, o Capı́tulo 9 apresentada as conclusões e trabalhos futuros.



Capı́tulo 2
REVISÃO BIBLIOGRÁFICA

2.1 Combinação de Classificadores

É conhecido que uma das propriedades mais relevantes de um classificador está na sua ca-

pacidade de responder ao tentar reconhecer novos padrões, em outras palavras, sua qualidade de

generalizar. Implementar uma série de classificadores com diferentes limiares de decisão e, por

conseguinte, escolher aqueles com maior capacidade de generalização para futuras tarefas de

classificação nem sempre é trivial e, além disso, essa estratégia pode desperdiçar informações

ao ignorar determinados classificadores. Uma forma de evitar essa situação seria por meio

da combinação das saı́das do grupo de classificadores, possibilitando que a decisão final in-

clua diferentes tipos de conhecimento sobre os dados, melhorando, assim, a capacidade de

generalização. Este capı́tulo introduz algumas conceitos e técnicas de combinação de classifi-

cadores que serão abordadas no trabalho.

2.1.1 Contextualização

Para problemas linearmente separáveis ou, que de modo geral apresentem um “bom” com-

portamento da distribuição dos dados, combinar múltiplos classificadores pode não apresentar

ganhos significativos. Pelo contrário, pode ser até mais dispendioso do que apenas um único

classificador com boa capacidade de generalização. A combinação de múltiplos classificadores

torna-se interessante em situações onde os problemas apresentam certo grau de complexidade,

como amostras sobrepostas, grande quantidade de classes, conjuntos com alta dimensionali-

dade ou dados ruidosos. Nesses casos, o uso de múltiplos classificadores poderia fornecer uma

visão do problema utilizando como base diferentes classificadores especializados em diferentes

contextos treinados para o mesmo conjunto de dados, ou ainda L-partes distintas do conjunto
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de treinamento fornecendo diferentes representações/descrições de um mesmo problema para

L-classificadores, quer sejam iguais ou diferentes (JAIN; DUIN; MAO, 2000; DUDA; HART; STORK,

2000; KUNCHEVA, 2004).

Atualmente, a literatura contempla, ao menos, duas principais estratégias de combinação

de classificadores: fusão e seleção. Na primeira, cada classificador detém um conhecimento

completo de todo o espaço de caracterı́sticas, sendo que ao final são aplicadas abordagens para

combinar essas decisões, como votação por maioria, por exemplo. Para o segundo caso, a

seleção fornece a ideia de que cada classificador possui competência acerca de uma sub-região,

sendo esse responsável apenas por essa área. Ao final, é selecionado o classificador mais ade-

quado para rotular um determinado padrão de entrada. Outras estratégias utilizam medidas de

confidência que, dependendo do padrão de entrada, atribuem pesos aos possı́veis classificadores

responsáveis por rotular o dado de entrada. Ao final, são utilizadas estratégias de fusão para as

saı́das (KUNCHEVA, 2004).

Com base nisso, é possı́vel categorizar os sistemas de classificação em três principais ar-

quiteturas (LU, 1996; BIANCHINI; MAGGINI; JAIN, 2013):

• Cascata: compreende uma estrutura sequencial onde o resultado de um classificador

corresponde à entrada do próximo até que o processo de decisão seja aplicado. Uma

desvantagem desse modelo está na dificuldade dos classificadores posteriores identifica-

rem/corrigirem erros cometidos pelos classificadores anteriores.

• Paralela: são integrados os resultados de todos os classificadores em um processo de

decisão final. Considerada uma das arquiteturas mais utilizadas pela sua simplicidade, o

foco dessa abordagem está na escolha mais adequada da metodologia de combinação.

• Hierárquica: fornece uma combinação utilizando as duas configurações anteriores. Tem

como proposta introduzir a verificação de erros no modelo em cascata.

Um estudo mais detalhado sobre a categorização de múltiplos classificadores pode ser en-

contrado em Lam (LAM, 2000), o qual divide as técnicas em Condicionais, Hierárquicas (se-

quenciais), Múltiplas (paralelas) e Hı́bridas. Resumidamente, de acordo com Lam (LAM, 2000),

pode-se defini-las como:

• Condicional: um primeiro classificador é selecionado para a tarefa de classificação e,

caso falhe, um próximo da lista é selecionado. Essa metodologia depende da escolha
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adequada do processo pelo qual os classificadores são rejeitados e, como principal des-

vantagem, um número elevado de classificadores pode tornar essa metodologia demasia-

damente custosa.

• Hierárquica (sequencial): nesse modelo, cada classificador empregado tem a finalidade

de reduzir o número de possı́veis classes que poderiam ser atribuı́das ao conjunto de dados

de entrada. A estratégia dessa topologia consiste em inserir na fila ordenada os classifica-

dores de acordo com o seu erro, isto é, o primeiro da fila compreende o classificador com

maior erro e o último da fila com menor erro.

• Múltipla (paralela): como já descrito anteriormente por Lu (LU, 1996), essa topologia

executa todos os classificadores em paralelo e suas saı́das são então combinadas de acordo

com algum critério.

• Hı́brida: fornece um equilı́brio entre a topologia sequencial e paralela, em que, dentre

um conjunto inicial de classificadores, o melhor deles ou um subconjunto ótimo de clas-

sificadores são selecionados de acordo com algum critério para compor o processo final.

Usualmente conhecido pela literatura como seleção de classificadores (classifier selec-

tion) ou, para o caso onde temos mais de um conjunto de classificadores selecionados, dá

se o nome de poda de conjunto (ensemble pruning ou ensemble selection) (TSOUMAKAS;

PARTALAS; VLAHAVAS, 2009; MARKATOPOULOU; TSOUMAKAS; VLAHAVAS, 2010).

Em geral, a saı́da dos algoritmos de classificação pode ser categorizada em três nı́veis (AL-

ANI; DERICHE, 2002): abstrata, ranking e confidência. No primeiro nı́vel, os classificadores

associam um único rótulo à cada amostra do conjunto de dados, enquanto que no modo ranking

os possı́veis rótulos para uma dada amostra são armazenados em uma fila de prioridades de

acordo com algum critério. Já no modo confidência, o classificador calcula alguma métrica que

irá refletir na probabilidade de cada um dos rótulos ser atribuı́do à uma dada amostra.

Assim sendo, baseadas no tipo de saı́da do classificador, diferentes estratégias de

combinação de classificadores têm sido propostas, tais como votação (LAM; SUEN, 1997),

votação ponderada (TOMAN et al., 2012), métodos baseados na teoria de evidência de Dempster-

Shafer (BI et al., 2007), dentre outras. Alguns trabalhos modelam a combinação de classificado-

res como sendo um problema de otimização (JIA; WANG; FAN, 2014), sendo que os pesos dos

nı́veis de confidência de cada classificador são determinados por técnicas de otimização meta-

heurı́sticas (JOLY; VERSTRAETE; PANIAGUA, 2014; REYES; MORELL; VENTURA, 2014; BOLOUR-

CHI; MASRI; ALDRAIHEM, 2015). Nesse contexto, Nabavi-Kerizi et al. (NABAVI-KERIZI; ABADI;

KABIR, 2010) propuseram a combinação linear de Redes Neurais Artificiais (ADELI; HUNG,



2.1 Combinação de Classificadores 21

1994; HAYKIN, 1998; ADELI; PARK, 1998; SIDDIQUE; ADELI, 2013) utilizando Otimização por

Enxame de Partı́culas (Particle Swarm Optimization - PSO) (KENNEDY; EBERHART, 2001),

enquanto que Sheen et al. (SHEEN et al., 2012) utilizaram a Busca Harmônica (Harmony Se-

arch - HS) (GEEM, 2009; ZENG et al., 2014; SHABBIR; OMENZETTER, 2015; SIDDIQUE; ADELI,

2015b, 2015c, 2015a) para otimizar a composição de um sistema de múltiplos classificadores.

Dentre os diferentes métodos de combinação apresentados na literatura (KUNCHEVA, 2004),

podemos citar o Bagging (BREIMAN, 1996), Boosting (BREIMAN, 1998; KUNCHEVA; SKURI-

CHINA; DUIN, 2002; SCHAPIRE et al., 1998) e Random Subspaces (HO, 1998) como os mais

utilizados. Lee et al. (LEE et al., 2013) propõem um método de aprendizagem de combinação

que utiliza um conjunto de classificadores com base em votação ponderada. Também pode-se

destacar a Programação Genética (Genetic Programming - GP) (LUNA et al., 2014; PARIS; PE-

DRINO; NICOLETTI, 2015; RASHIDI; RANJITKAR, 2015), que tem sido utilizada para aprender

estratégias de fusão de classificadores, possibilitando uma combinação não-linear de mecanis-

mos que poderiam melhor explorar as saı́das de múltiplos classificadores (ACOSTA-MENDOZA et

al., 2014).

Com respeito a seleção de classificadores, o trabalho proposto por Diao e Shen (DIAO; SHEN,

2011) fornece uma abordagem de seleção com base na escolha de caracterı́sticas utilizando a

teoria dos conjuntos difusos em conjunto com a teoria dos conjuntos aproximativos (fuzzy-

rough) (MENDOZA; VELLASCO; FIGUEIREDO, 2014) e Busca Harmônica. Essa última técnica é

utilizada para selecionar um subconjunto mı́nimo de caracterı́sticas visando maximizar a regra

fuzzy-rough. Mais tarde, Coletta et al. (COLETTA et al., 2015) utilizaram meta-heurı́sticas para

ajustar os parâmetros de um estrutura de combinação para construção de conjuntos de classifi-

cadores e agrupamentos.

Em geral, pode-se separar o projeto de Sistemas de Múltiplos Classificadores (Multiple

Classifier Systems - MCS) de acordo com o estágio onde são aplicados. Caso o estágio ocorra

no processo inicial, procura-se definir um conjunto ótimo de classificadores e, ao final, utilizar

uma estratégia simples para combinar as saı́das. Por conseguinte, há o projeto dos métodos de

decisão, em que os classificadores de entrada são imutáveis e, portanto, o objetivo concentra-se

em otimizar o processo de decisão das saı́das (HO, 2001; PONTI, 2011).

Além disso, algumas observações devem ser consideradas sobre os classificadores a serem

combinados. Geralmente, a decomposição de bias-variância (GEMAN; BIENENSTOCK; DOUR-

SAT, 1992) é utilizada para entender o comportamento de MCS em relação aos seus erros. Tumer

e Ghosh (TUMER; GHOSH, 1996), por exemplo, mostraram que para classificadores correlacio-

nados, o erro do conjunto será igual ao erro médio para os classificadores individuais. Caso
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os classificadores sejam estatisticamente independentes, o erro será menor do que o erro para

os classificadores individuais. Além disso, a combinação de classificadores com alta variância

(comumente associada aos sobre-ajustes das amostras - overfitting) pode reduzir a variância fi-

nal do conjunto, e a combinação de classificadores com baixa variância poderá reduzir as bias

(geralmente associado aos sob-ajustes das amostras - underfitting) (PONTI, 2011).

2.2 Regras de combinação

Algoritmos como Bagging, Boosting e outros especializados em métodos de combinação

(que serão discutidos na Seção 2.3) fornecem as suas próprias regras de combinação, tal como

votação por maioria ou votação por maioria utilizando pesos. Contudo, os classificadores po-

dem ser combinados utilizando diferentes regras de combinação. Algumas dessas regras ope-

ram somente nos rótulos (nı́vel abstrato), como a votação por maioria, votação por maioria uti-

lizando pesos, espaço de conhecimento comportamental (Behavior-Knowledge Space - BKS)

e combinação bayesiana (bayesian combination). Por outro lado, existem regras que atuam

em saı́das contı́nuas (nı́vel de confidência) com suporte à classes fornecidas pelos classificado-

res, como na abordagem Dempster-Shafer (BI et al., 2007), na regra do produto, soma, média,

máximo, mı́nimo e da mediana, dentre outras que podem ser utilizadas (XU; KRZYZAK; SUEN,

1992; KUNCHEVA, 2004).

Considerando classificadores com saı́das abstratas, seja D = {D1,D2, . . . ,DL} um conjunto

de L classificadores, e di, j ∈ {0,1} a decisão do i-ésimo classificador considerando a classe j,

para i = 1, . . . ,L e j = 1, . . . ,K, onde K denota o número de classes. Cada classificador utiliza

como entrada um vetor de caracterı́sticas z ∈ ℜn, e associa ao mesmo uma classe pertencente

ao conjunto Ω = {ω1,ω2, . . . ,ωK}, isto é, temos que Di : ℜn→Ω. Caso o i-ésimo classificador

escolha a classe ω j, então di, j = 1, ou di, j = 0 para o caso contrário. Desta forma, podemos

definir di, j(z) como sendo a decisão do i-ésimo classificador com relação à classe j para a

amostra z.

2.2.1 Votação por Maioria

A estratégia de votação das decisões dos classificadores que são considerados complemen-

tares pode melhorar a eficácia da classificação de um conjunto em comparação aos aprendiza-

dos individuais (MARTÍNEZ-MUÑOZ; HERNÁNDEZ-LOBATO; SUÁREZ, 2009). Dois classificado-

res são considerados complementares quando os seus erros não são correlacionados. Quando

classificadores complementares são combinados, as decisões corretas são amplificadas pelo pro-
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cesso de agregação (HANSEN; SALAMON, 1990; KROGH; VEDELSBY, 1995; MARTÍNEZ-MUÑOZ;

HERNÁNDEZ-LOBATO; SUÁREZ, 2009). Segundo Kuncheva (KUNCHEVA, 2004), podem ser men-

cionadas três principais abordagens de votação: unanimidade, simples e pluralidade. A unani-

midade ocorre quando todas as saı́das de cada classificador são do mesmo rótulo, isto é, todos

estão de acordo. O segundo caso estabelece 50%+1 das saı́das como sendo o rótulo final para o

dado de entrada. Por último, a pluralidade, que também é conhecida como votação por maioria,

fornece um rótulo com base na maioria das saı́das. Para problemas de duas classes apenas, a

votação por maioria coincide com a votação simples.

Assumindo que a saı́da dos rótulos do classificador Di pode ser dada como um vetor binário

de K dimensões [di,1, . . . ,di,K], i = 1,2, . . . ,L, a votação por maioria computará a decisão da

classe ω j como segue:

ω j = arg j max
L

∑
i=1

di, j(z). (2.1)

No nı́vel abstrato, di, j(z) será somente um elemento não zero, o qual corresponde à classe

decidida. Para casos em que os classificadores não forneçam um mesmo padrão de cálculo

de acurácia, pesos podem ser atribuı́dos com a finalidade de favorecer classificadores mais

competentes para aquele determinado problema. Reescrevendo a Equação 2.1, a votação por

maioria utilizando pesos para a decisão da classe ω j é dada por:

ω j = arg j max
L

∑
i=1

widi, j(z), (2.2)

onde wi é o peso do classificador Di. É válido notar que, caso wi seja igual para todos os

classificadores, a votação por maioria utilizando pesos apresentará o mesmo comportamento da

tradicional votação por maioria (Equação 2.1).

Kuncheva (KUNCHEVA, 2004) destaca que uma provável maneira de obter os pesos wi para

a Equação 2.2 pode ser pelo seguinte método:

wi ∝ log
pi

1− pi
, (2.3)

em que pi representa a acurácia de Di.
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2.2.2 Combinação Bayesiana

A regra de combinação Bayesiana baseia-se na probabilidade a posteriori em que os termos

são representados pelas saı́das de cada classificador individual. No geral, uma amostra z de en-

trada será rotulada com uma classe ω j que maximiza a probabilidade dessa última (BIANCHINI;

MAGGINI; JAIN, 2013).

Considere a saı́da di, j(z) de L classificadores para uma determinada amostra z e classe j.

Atribui-se a classe ω j, j = 1,2, . . . ,K, conforme segue:

ω j = max
j

P(ω j|d1, j,d2, j, . . . ,dL, j), (2.4)

em que a probabilidade a posteriori P(ω j|d1, j,d2, j, . . . ,dL, j) é definida por:

P(ω j|d1, j,d2, j, . . . ,dL, j) =
P(d1, j,d2, j, . . . ,dL, j|ω j)P(ω j)

P(d1, j,d2, j, . . . ,dL, j)
, (2.5)

onde P(ω j) é a probabilidade a priori de ocorrência da classe ω j, P(d1, j,d2, j, . . . ,dL, j|ω j) é

a função de densidade de probabilidade conjunta, e o denominador representa a densidade de

probabilidade conjunta incondicional, a qual é definida por:

P(d1, j,d2, j, . . . ,dL, j) =
K

∑
j=1

P(d1, j,d2, j, . . . ,dL, j|ω j)P(ω j). (2.6)

Para determinar P(d1, j,d2, j, . . . ,dL, j|ω j), algumas regras podem ser utilizadas como a da soma,

produto e suas derivações como a regra do máximo, mı́nimo, mediana, dentre outras.

2.2.3 Espaço de Conhecimento Comportamental

Assim como na votação por maioria (Seção 2.2.1) e na combinação bayesiana (Seção 2.2.2)

que também utilizam o nı́vel abstrato, o espaço de conhecimento comportamental (Behavior-

Knowledge Space - BKS) faz uso dessas saı́das para construir um espaço de conhecimento

acerca das decisões de todos os classificadores sobre cada amostra.

O BKS, proposto inicialmente por Huang e Suen (HUANG; SUEN, 1993), procura estimar a

probabilidade a posteriori por meio da frequência de cada classe para todo possı́vel conjunto

de decisões dos classificadores com base em um conjunto de dados de treinamento. Como

resultado, é gerada uma tabela com todas as possı́veis combinações das saı́das dos classificado-

res para amostras de um conjunto de validação, e cada célula representa a frequência em que
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ocorre uma determinada saı́da para uma dada classe ω j em relação a um conjunto de validação.

Ao final, o maior valor correspondente, isto é, a classe mais representativa, é selecionada e

atribuı́da (BUNKE; WANG, 1997). Empates são resolvidos arbitrariamente e saı́das com todas

células vazias são rotuladas por voto majoritário.

Considere como exemplo a Tabela 2.1 para duas classes e três classificadores D1(z), D2(z),

D3(z) para um dado padrão de entrada z ∈ ℜn, conforme descrito por Ponti (PONTI, 2011).

Nesse caso, assuma que z é classificado pelo conjunto de classificadores D1, D2 e D3 respec-

tivamente com os seguintes rótulos “1,2,1”. Em seguida, os dados da Tabela 2.1 são, então,

consultados e a classe mais representativa é escolhida, isto é, a classe ω1. Ponti (PONTI, 2011)

ainda destaca que esse método não faz suposições sobre a independência, porém apresenta al-

gumas desvantagens em pequenos conjuntos de dados e pode apresentar-se demasiadamente

custoso para altas dimensionalidades.

Tabela 2.1: Espaço de conhecimento do método BKS. A coluna com os valores em destaque repre-

senta uma consulta para as saı́das dos classificadores nos seguintes rótulos: “1,2,1”.

Ω/D 1,1,1 1,1,2 1,2,1 1,2,2 2,1,1 2,1,2 2,2,1 2,2,2

ω1 98 48 74 87 52 76 85 3
ω2 6 86 15 93 18 88 93 98

2.2.4 Decision Templates

Para classificadores com saı́das contı́nuas (nı́vel de confidência), tais como funções de base

radial (Radial Basis Function - RBF) e naı̈ve Bayes, dentre outros, a saı́da dos classificado-

res são definidas como di, j ∈ [0,1], as quais podem ser interpretadas como graus de suporte à

classe ω j ou, em determinadas condições, estimados pela probabilidade a posteriori definida

por P(ω j|z).

Uma forma de se obter os graus de suporte das classes é mediante Decision Templates -

DT . A literatura categoriza esse modelo como Combinadores Treináveis, isto é, são estratégias

que necessitam de uma etapa de treinamento para determinados ajustes dos parâmetros ou para

a construção de algum template de decisão (KUNCHEVA, 2004). Para isso, faz-se necessário

um perfil de decisão (Decision Profile - DP), o qual é definido como uma matriz DP(z)L×K

organizada por meio de L classificadores e K classes. Cada elemento di, j ∈ [0,1] representa o

suporte dado pelo i-ésimo classificador para a classe ω j. A matriz DP(z)L×K pode ser definida
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como:

DP(z) =

⎡

⎢

⎢

⎢

⎢

⎢

⎢

⎢

⎣

d1,1(z) d1,2(z) . . . d1,K(z)

. . . . . . . . . . . .

di,1(z) di,2(z) . . . di,K(z)

. . . . . . . . . . . .

dL,1(z) dL,2(z) . . . dL,K(z)

⎤

⎥

⎥

⎥

⎥

⎥

⎥

⎥

⎦

. (2.7)

Nessa matriz, os valores na coluna j correspondem aos suportes individuais para a classe ω j

considerando todos os classificadores, sendo que os valores da linha i denotam as saı́das do

classificador Di para a amostra z.

Os métodos de combinação utilizam essa matriz DP(z)L×K com o intuito de encontrar um

valor de suporte µ j(z) que possua o maior poder discriminativo para cada classe. A ideia é com-

parar o perfil de decisão de um novo padrão de entrada com a sua decision template para cada

classe usando alguma medida de similaridade como a distância Euclidiana, por exemplo (KUN-

CHEVA, 2004).

Para treinar esse método de combinação, isto é, observar qual é o perfil de decisão mais co-

mum para cada classe ω j, o qual é denominado de decision template (DTj), calcula-se para cada

classe a média dos perfis de decisão para todas as amostras de ω j do conjunto de treinamento,

como segue:

DTj =
1

Nj
∑

s∈ω j

DP(s), (2.8)

em que Nj representa o número de amostras pertencentes à classe ω j.

Considere um novo padrão de entrada x ∈ℜn: calcula-se, então, o perfil de decisão DP(x)

utilizando as saı́das dos conjuntos de classificadores e, por conseguinte, computa-se a similari-

dade S entre DP(x) e cada DTj, gerando o suporte µ j para cada classe:

µ j(x) = S(DP(x),DTj), j = 1, . . . ,K. (2.9)

A média de similaridade S, como exemplo a distância Euclidiana quadrada, pode ser definida

por:

S(DP(x),DTj) = 1−
1

L×K

L

∑
i=1

K

∑
t=1

[DTj(i, t)−di,t(x)]
2. (2.10)

Ao final, será atribuı́do à x a classe com maior suporte µ j(x).
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2.2.5 Método Dempster-Shafer

Uma outra forma de investigar a relação das saı́das contı́nuas é mediante a combinação

Dempster-Shafer, a qual fornece graus de crença para decidir a classe de um novo padrão de

entrada. Dempster formulou a teoria da crença (DEMPSTER, 1967) que, em seguida, foi me-

lhorada por Shafer (SHAFER, 1976), resultando na teoria Dempster-Shafer (D-S) (KUNCHEVA,

2004). Frequentemente aplicada para lidar com incerteza e raciocı́nio incompleto (GORDON;

SHORTLIFFE, 1990), a teoria D-S difere da teoria Bayesiana clássica, pois a primeira pode mo-

delar explicitamente a ausência de informações, enquanto que para a abordagem Bayesiana a

ausência de informações implica na mesma probabilidade para todos os eventos (BIANCHINI;

MAGGINI; JAIN, 2013).

Considerando a mesma decision template DT e decision profile DP da Seção 2.2.4, ao invés

de usarmos uma medida de similaridade como na Equação 2.10, podemos construir a decisão

com base na medida de crença, conforme descreve Kuncheva (KUNCHEVA, 2004):

1. Considere DTi j a i-ésima linha da decision template DTj e a saı́da do classificador Di(x)=

[di,1(x),di,2(x), . . . ,di,K(x)] (i-ésima linha da DP(x)) para o cálculo da proximidade Φ

entre DTi j e Di(x):

Φi, j(x) =
(1+ ||DTi, j−Di(x)||2)−1

∑K
t=1(1+ ||DTi,t−Di(x)||2)−1

, (2.11)

em que || · || denota a norma da matriz.

2. Com base na Equação 2.11, calcula-se a medida de crença b j como segue:

b j(Di(x)) =
Φi, j(x)∏t≠ j(1−Φi,t(x))

1−Φi, j(x)[1−∏t≠ j(1−Φi,t(x))]
, ∀i = 1, . . . ,L, ∀ j = 1, . . . ,K.

(2.12)

3. Por fim, é atribuı́da a classe com maior grau de suporte µ j(x):

ω j = arg j max µ j(x) = α
L

∏
i=1

b j(Di(x)), ∀ j = 1, . . . ,K, (2.13)

sendo α uma constante de normalização.
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2.2.6 Combinadores Algébricos

Utilizando a matriz de suporte DP(z) (Seção 2.2.4), o suporte geral para cada classe pode

ser obtido por meio de µ j(z) = F[di, j(z), . . . ,dL,K(z)], onde F representa algumas das funções

de combinação como, por exemplo, a regra da média, regra do mı́nimo, máximo e da mediana,

regra do produto e da soma.

Regra da média

Uma primeira abordagem seria calcular a média dos suportes para cada classe e associar o

rótulo com maior média. Nesse caso, o suporte µ j da classe ω j é dado por:

µ j(z) =
1

L

L

∑
i=1

di, j(z). (2.14)

Uma outra forma consiste em adicionar pesos na Equação 2.14 combinados à média com a

regra da votação por maioria utilizando pesos. Nesse caso, o suporte µ j da classe ω j utilizando

L pesos, w1, . . . ,wL, é dado por:

µ j(z) =
1

L

L

∑
i=1

widi, j(z). (2.15)

Os pesos para cada classificador podem ser obtidos durante a construção do próprio con-

junto de classificadores ou utilizando alguma outra técnica. Uma segunda abordagem considera

agora também uma matriz W ′L×K de pesos, ou seja, um peso para cada par classificador-classe.

O suporte µ j é dado por:

µ j(z) =
1

L

L

∑
i=1

W ′i, jdi, j(z), (2.16)

onde W ′i, j denota o peso associado ao i-ésimo classificador para classificar instâncias da classe

ω j.

Ainda nesse contexto, uma terceira abordagem considera uma matriz W ′L×K de pesos cal-

culada para cada classe. Nesse caso, o suporte µ j para a classe ω j é obtido por meio de uma

combinação linear entre todos os elementos da matriz conforme segue:

µ j(z) =
1

L

K

∑
k=1

L

∑
i=1

W ′i,k, jdi,k(z), (2.17)
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onde W ′i,k, j corresponde ao peso (i,k) para a classe ω j.

Alguns trabalhos têm proposto a utilização de técnicas de otimização por meta-heurı́sticas

para encontrar os pesos que maximizam a taxa de acerto para as abordagens descritas pelas

Equações 2.3, 2.15, 2.16, e 2.17. Como dito anteriormente, Nabavi-Kerizi et al. (NABAVI-

KERIZI; ABADI; KABIR, 2010) utilizaram a técnica PSO para encontrar tais valores, sendo que

Günter and Bunke (GÜNTER; BUNKE, 2004) empregaram Algoritmos Genéticos (GOLDBERG,

1989) para o mesmo fim.

Regra do mı́nimo, máximo e da mediana

As regras de mı́nimo, máximo e mediana encontram o suporte de acordo com regra estabe-

lecida para cada classe, e atribuem a decisão final para a classe ω j de acordo com o suporte µ j

dado por:

µ j(z) = min
i=1,...,L

{di, j(z)}, (2.18)

µ j(z) = max
i=1,...,L

{di, j(z)}, (2.19)

µ j(z) = mediana
i=1,...,L

{di, j(z)}, (2.20)

respectivamente para mı́nimo, máximo e mediana, onde a decisão é dada pela escolha do maior

suporte.

Regra do produto

A regra do produto escolhe a classe em que o produto dos suportes µ j para cada classe for

maior. A equação pode ser representada por:

ω j = arg j max µ j(z) =
L

∏
i=1

di, j(z). (2.21)
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Regra da soma

Por fim, a regra da soma é dada por:

ω j = arg j max µ j(z) =
L

∑
i=1

di, j(z). (2.22)

2.3 Algoritmos de combinação

Como já mencionado, há diferentes algoritmos que propõem combinar os classificadores.

Os principais são Bagging (BREIMAN, 1996), Boosting (BREIMAN, 1998; KUNCHEVA; SKURI-

CHINA; DUIN, 2002; SCHAPIRE et al., 1998), AdaBoost (FREUND; SCHAPIRE, 1999), Empilha-

mento (Stacking) (WOLPERT, 1992), Mistura de Especialistas (Mixture of Experts) (JACOBS et

al., 1991) e Subespaços Aleatórios (Random Subspaces) (HO, 1998). As próximas seções tratam

de descrever alguns deles de maneira mais detalhada.

2.3.1 Bagging

A técnica Bagging, acrônimo para Bootstrap AGGregatING, gera diferentes classificado-

res selecionando aleatoriamente subconjuntos de amostras para treinar os classificadores-base.

As decisões dos classificadores são combinadas pela votação por maioria ou por meio da

média (KUNCHEVA, 2004). O método é descrito no Algoritmo 1.

Algoritmo 1 – BAGGING

ENTRADA: O tamanho L do conjunto de classificadores, e conjunto de treinamento

Z de tamanho N.

1. Para i = 1, . . . ,L, Faça

2. Zi← N amostragens de Z com reposição (bootstrap).

3. Treinar classificador Di utilizando Zi.

4. Para cada novo padrão de entrada x Faça

5. Classificar x utilizando Di, i = 1, . . . ,DL

6. Se as saı́das forem contı́nuas, Então

7. Calcular a média das decisões de Di, i = 1, . . . ,DL

8. Caso contrário, Se as saı́das forem rótulos de classes, Então

9. Computar o voto da maioria utilizando Di, i = 1, . . . ,DL
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É válido ressaltar que a eficiência desse modelo depende do classificador ser conside-

rado “instável”, isto é, pequenas alterações no conjunto de entrada para treinamento provo-

cam diferenças significativas nas saı́das durante uma etapa de classificação, como ocorre nos

classificadores por Árvores de Decisão ou Redes Neurais (BREIMAN, 1996). Se essa condição

não for satisfeita, ou seja, se o classificador for considerado estável como ocorre para o al-

goritmo dos k-vizinhos mais próximos, as saı́das dos classificadores poderão apresentar um

comportamento muito próximo, reduzindo qualquer possı́vel ganho adicional em construir e

treinar classificadores-base (KUNCHEVA, 2004; PONTI, 2011). Nesse caso, quando classificado-

res apresentam baixo bias (erros) e alta variância, o método bagging ajuda a reduzir a variância

final (FUMERA; FABIO; ALESSANDRA, 2008).

2.3.2 AdaBoost

A técnica AdaBoost (Adaptive Boosting) (FREUND; SCHAPIRE, 1996) é fundamentada no

modelo Boosting (SCHAPIRE, 1990), sendo que esse último também utiliza parte das amos-

tras para treinar os classificadores como no modelo Bagging, porém com a diferença de que a

técnica AdaBoost seleciona as amostras consideradas mais difı́ceis de serem classificadas para

compor o conjunto de treinamento. O AdaBoost, considerado o primeiro algoritmo Boosting

prático, apresenta como ideia combinar classificadores considerados “fracos” para formar um

classificador-base “robusto”.

Diferente do método Bagging que trabalha em paralelo, o AdaBoost representa um método

interativo sequencial, ou seja, classificadores são treinados sequencialmente em cada rodada.

Ao final de cada uma delas, os padrões que não foram classificadores corretamente recebem

pesos mais significativos para que o seu erro, na próxima roda, possa ser melhorado pelo clas-

sificador na sequência (PONTI, 2011). A abordagem tradicional, utilizando apenas duas classes,

é apresentada no Algoritmo 2.

Para cada iteração i, é criado um conjunto de treinamento Zi amostrado de Z de acordo

com o peso wi inicial. Em seguida, treina o classificador-base Di sobre Zi e classifica com o

conjunto original Z . Após isso, calcula-se a taxa de erro para esse classificador-base εi e, caso

esse erro seja maior ou igual que 50%, um outro classificador-base é treinado ou o algoritmo é

encerrado. Caso εi < 0.5, a iteração continua e a “importância” do classificador Di é calculada

(ςi) e o seu peso é atualizado de forma a aumentar aqueles que são relacionados aos dados

incorretamente classificados. Ao final de L rodadas, o algoritmo combina todas as hipóteses

intermediárias Di consideradas “fracas” em uma hipótese final “forte” D f inal. Na abordagem

tradicional proposta por Schapire (SCHAPIRE, 1990), a atribuição do rótulo para um novo padrão
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de entrada é determinada pela votação ponderada das L hipóteses fracas considerando a sua

importância ς .

Algoritmo 2 – ADABOOST

ENTRADA: O tamanho L do conjunto de classificadores, conjunto de treinamento

Z de tamanho N rotulado, classe ωi ∈ {−1,+1}, e pesos wi iniciali-

zados com distribuição uniforme, ou seja, wi =
1
N , i = 1, . . . ,L.

1. Para i = 1, . . . ,L, Faça

2. Treina o classificador Di utilizando a distribuição wi.

3. Calcula o erro εi← Pwi
(Di(z) ≠ ω)

4. Se εi ≥ 0.5, Então

5. Encerra o algoritmo ou treina outro classificador-base.

6. Calcula a relevância do classificador Di utilizando ςi← 1
2 ln

(

1−εi

εi

)

7. Atualiza os pesos wi+1← wi+1

Ri
exp(−ςiωiDi(zi)),

8. em que Ri é fator de normalização utilizado para assegurar que o somatório dos pesos seja 1.

9. Para cada novo padrão x de entrada Faça

10. D f inal(x)← sign
(

∑L
i=1 ςiDi(x)

)

A abordagem Boosting e, consequentemente a AdaBoost, ganharam destaque na literatura

por serem consideradas técnicas relativamente simples de serem implementadas e com ganhos

significativos para construção de múltiplos classificadores (MARTÍNEZ-MUÑOZ; HERNÁNDEZ-

LOBATO; SUÁREZ, 2009; QUINLAN, 1996; DIETTERICH, 2000; BAUER; KOHAVI, 1999). Entre-

tanto, em alguns problemas de classificação, principalmente aqueles com alta taxa de ruı́dos, es-

ses algoritmos podem apresentar um desempenho inferior, prejudicando a generalização dos da-

dos (QUINLAN, 1996; BAUER; KOHAVI, 1999; DIETTERICH, 2000; CARUANA; NICULESCU-MIZIL,

2006; MARTÍNEZ-MUÑOZ; HERNÁNDEZ-LOBATO; SUÁREZ, 2009). Além disso, em determinados

casos quando se tem um grande conjunto de classificadores combinados, pode ocorrer o super-

treinamento dos dados, isto é, quando um modelo estatı́stico se ajusta ao erro, prejudicando

a generalização para diferentes dados (RÄTSCH; ONODA; MÜLLER, 2001; MARTÍNEZ-MUÑOZ;

HERNÁNDEZ-LOBATO; SUÁREZ, 2009). Apesar disso, o método Boosting e suas variações têm

se apresentado promissores para muitas aplicações.
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2.3.3 Subespaços Aleatórios

O método de subespaços aleatórios (Random Subspaces Method - RSM) (HO, 1998) cria

vários classificadores usando diferentes espaços de caracterı́sticas para o seu treinamento. A

ideia é que diferentes subespaços forneçam diferentes formas de tratar os dados. A ideia con-

siste em criar classificadores diversificados que são complementares. Evidências experimentais

mostraram que, para dados com grande quantidade de caracterı́sticas redundantes, o RSM tem

se comportado de maneira eficaz e eficiente (ZHOU, 2012). É válido notar que esse método é

melhor explorado quando há uma grande quantidade de dados a serem considerados.

O RSM é semelhante ao Bagging, porém ao invés de construir classificadores selecionando

subconjuntos, o RSM executa um tipo de amostragem das caracterı́sticas sem substituição, visto

que seria desnecessário incluir a mesma caracterı́stica mais de uma vez. Em geral, a abordagem

RSM, conforme apresentado no Algoritmo 3, constrói um classificador utilizando um vetor

de caracterı́sticas menor do que o espaço dimensional original fornecido por Z utilizando t

componentes obtidos randomicamente.

Algoritmo 3 – RANDOM SUBSPACES

ENTRADA: O tamanho L do conjunto de classificadores, conjunto de treinamento

Z de tamanho N, e T o número de caracterı́sticas, sendo ti a quanti-

dade de caracterı́sticas para cada classificador Di em que ti < T, i =

1, . . . ,L.

1. Para i = 1, . . . ,L, Faça

2. Zi← (Z , ti) para ti caracterı́sticas escolhidas aleatoriamente de Z

3. Treina o classificador Di sobre Zi.

4. Para cada novo padrão de entrada x Faça

5. Classificar x utilizando Di, i = 1, . . . ,DL

6. Se as saı́das forem contı́nuas, Então

7. Calcular a média das decisões de Di, i = 1, . . . ,DL

8. Caso contrário, Se as saı́das forem rótulos de classes, Então

9. Computar o voto da maioria utilizando Di, i = 1, . . . ,DL



Capı́tulo 3
CLASSIFICAÇÃO POR FLORESTA DE CAMINHOS

ÓTIMOS

Este capı́tulo tem por objetivo apresentar a teoria de classificadores OPF para o modelo

de aprendizado supervisionado. Embora a biblioteca do classificador OPF 1 apresente ambas

versões supervisionadas e não supervisionadas, este trabalho concentrou-se apenas no modelo

supervisionado, o qual foi utilizado para o desenvolvimento da abordagem proposta nesse tra-

balho. Atualmente, existem duas versões distintas do OPF para aprendizado supervisionado: (i)

uma que faz o uso de um grafo completo (PAPA; FALCÃO; SUZUKI, 2009; PAPA et al., 2012), e (ii)

outra versão que utiliza um grafo k-vizinhos mais próximos (PAPA; FALCÃO, 2008, 2009). Nas

próximas seções, serão apresentadas ambas técnicas.

3.1 OPF com grafo completo

O classificador OPF com grafo completo usa uma generalização do algoritmo de Dijks-

tra (DIJKSTRA, 1959) para múltiplas fontes em conjunto com uma função de custo de caminho.

Seus autores demonstraram que o classificador OPF tem apresentado resultados interessan-

tes em termos de eficiência e eficácia, sendo em alguns casos comparáveis aos obtidos pelas

Máquinas de Vetores de Suporte, mas, geralmente, mais rápido para a etapa de treinamento,

pois a técnica OPF com grafo completo não necessita de parâmetros e seu treinamento leva

θ(n2), onde n representa o tamanho do conjunto dos dados para treinamento2 .

O classificador OPF modela o problema de reconhecimento de padrões como sendo um

problema de particionamento em um grafo induzido pelo conjunto de dados. Cada amostra da

1https://github.com/jppbsi/LibOPF
2Na Seção 3.1 todas as referências ao classificador OPF dizem respeito à sua versão com grafo completo.
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base de dados, a qual é representada pelo seu vetor de caracterı́sticas, é tratada como sendo o

nó de um grafo completo, sendo que as arestas entre elas são ponderadas pela distância entre

seus respectivos vetores de caracterı́sticas. Em seguida, amostras protótipos de cada classe são

escolhidas e competem entre si com intuito de conquistar as demais amostras do conjunto de

dados. Após esse processo de competição, cada protótipo será a raiz de uma árvore de caminhos

ótimos, a qual contém as amostras mais fortemente conexas à este protótipo. A coleção dessas

árvores nos remete a uma floresta de caminhos ótimos, que dá o nome ao referido classificador.

Segue, abaixo, uma fundamentação teórica do mesmo.

3.1.1 Etapa de treinamento

Considere Z uma base de dados λ -rotulada e Z1 e Z2 os conjuntos de treinamento e

teste, respectivamente, com |Z1| e |Z2| amostras, tal que Z = Z1 ∪Z2. Adicionalmente,

considere s ∈Z uma amostra n-dimensional e d(s,v) uma função que calcula a distância entre

duas amostras s e v, sendo v ∈Z . Considere G tr = (Z1,A ) um grafo derivado do conjunto de

treinamento tal que cada nó v∈Z1 encontra-se conectado com todos os outros nós em Z1\{v},

ou seja, A define uma relação de adjacência conhecida como grafo completo (a Figura 3.1a

apresenta o grafo de treinamento), em que os arcos são ponderados pela função d(·, ·). Por

conseguinte, um caminho πs define uma sequência de nós adjacentes e distintos em G tr com

término no nó s ∈Z1. Observe que um caminho trivial é denotado por ⟨s⟩, isto é, um caminho

composto por uma única amostra.

Considere f (πs) uma função de custo de caminho que atribui um valor real e positivo para

um determinado caminho πs, e S como sendo um conjunto de nós protótipos. A grosso modo,

a técnica OPF visa resolver o seguinte problema de otimização:

min f (πs), ∀ s ∈Z1. (3.1)

A única regra para resolver a Equação 3.1 implica que todos os caminhos devem estar associa-

dos a S . Portanto, duas considerações são levantadas: como calcular S (heurı́stica para definir

as amostras protótipos) e f (π) (função de custo de caminho).

Visto que os protótipos desempenham um papel importante no processo de conquista, Papa

et al. (PAPA; FALCÃO; SUZUKI, 2009) propuseram selecionar os protótipos das regiões que apre-

sentam maior probabilidade de ocorrerem erros de classificação, ou seja, na fronteira entre

amostras de classes diferentes. De fato, os protótipos são escolhidos com base na menor

distância entre amostras de classes diferentes, as quais podem ser encontradas por meio de uma

Árvore de Espalhamento Mı́nima (Minimum Spanning Tree - MST) sobre G tr. Além disso,
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(a) (b)

(c)

Figura 3.1: Ilustração do procedimento utilizado no OPF: (a) um grafo de treinamento com duas

classes (rótulo vermelho e rótulo azul) e arestas ponderadas, (b) uma MST com protótipos desta-

cados, e (c) uma floresta de caminhos ótimos gerada durante a fase de treinamento com os custos

sobre os nós (observe que os protótipos têm custo zero).

quando todos os arcos ponderados forem diferentes uns dos outros, a MST garante que a etapa

de treinamento da técnica OPF ocorrerá sem erros (ALLÈNE et al., 2010). A Figura 3.1b apresenta

uma MST com os protótipos destacados.

Finalmente, com respeito à função de custo de caminho, o algoritmo OPF pode ser utilizado

com qualquer função de valor de caminho suave (FALCÃO; STOLFI; LOTUFO, 2004). Basica-

mente, a função fmax consiste em calcular a distância máxima utilizando as arestas ponderadas

pelo caminho, definida conforme segue:

fmax(⟨s⟩) =

{

0 se s ∈S

+∞ caso contrário,

fmax(πs · (s, t)) = max{ fmax(πs),d(s, t)}, (3.2)

em que πs · (s, t) representa a concatenação entre o caminho πs e arco (s, t) ∈ A e fmax(πs)

calcula a distância máxima entre amostras adjacentes de πs, quando πs não é um caminho tri-

vial. Em suma, utilizando a Equação 3.2 para toda amostra s ∈ Z1, obtém-se uma coleção de

Árvores de Caminhos Ótimos (Optimum-Path Trees - OPTs) conduzidas por intermédio de S ,

de modo que a coleção de árvores forneça uma floresta de caminhos ótimos. Portanto, a etapa

de treinamento do classificador OPF objetiva resolver a Equação 3.2 a fim de construir a floresta
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de caminhos ótimos, como apresentado na Figura 3.1c. Esse procedimento pode ser descrito

pelo Algoritmo 4.

Algoritmo 4 – OPF COM GRAFO COMPLETO - ALGORITMO DE TREINAMENTO

ENTRADA: Um conjunto de treinamento Z1 λ -rotulado e uma função de distância

d.

SAÍDA: Floresta de caminhos ótimos P, mapa de rótulos L, mapa de custos C e

um conjunto ordenado Ẑ1.

ESTRUTURAS AUXILIARES: Fila de prioridade Q, conjunto S de protótipos e variável de custo cst

1. Define Ẑ1←− /0 e computa o conjunto de protótipos S ⊂Z1 por meio da MST.

2. Para todo s ∈Z1\S , Faça

3. C(s)←+∞.

4. Para todo s ∈S , Faça

5. C(s)← 0, P(s)← nil, L(s)←− λ (s) e insere s em Q.

6. Enquanto Q ≠ /0, Faça

7. Remova de Q uma amostra s tal que C(s) é mı́nimo.

8. Insere s em Ẑ1

9. Para todo v ∈Z1 tal que C(v)>C(s), Faça

10. Computa cst←max{C(s),d(s,v)}.

11. Se cst <C(v), Então

12. Se C(v) ≠ +∞, Então

13. Remova v de Q.

14. P(v)← s, L(v)← λ (s), C(v)← cst.

15. Insere v em Q.

16. Retorna [P,L,C,Ẑ1]

A Linha 1 computa o conjunto de protótipos, conforme Figura 3.1b, e, na sequência, as

Linhas 2−5 inicializam os mapas de custo e de rótulos e insere os protótipos em Q, respecti-

vamente, onde C(s)3 representa o custo da amostra s, P(s) denota seu predecessor na floresta

de caminhos ótimos, L(s) compreende o rótulo da amostra s (a função λ (·) na linha 5 aloca

o rótulo verdadeiro para cada amostra de treinamento), e Q representa uma fila de prioridade

baseada no conjunto de entrada e no custo de cada amostra.

O laço principal das Linhas 6−15 compreende o processo de competição do classificador

OPF. A cada iteração, uma amostra s é removida da fila de prioridade tal que o seu custo seja

3O mapa de custo C armazena o caminho ótimo de cada amostra de treinamento
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mı́nimo (Linha 7). O laço interno (Linhas 9−15) avalia todos os vizinhos de s com o objetivo de

conquistá-los, ao passo que a Linha 10 é responsável por calcular fmax conforme descrito pela

Equação 3.2. Quando uma amostra v é conquistada por s (Linhas 11−15), o seu predecessor,

o mapa de rótulos, e o mapa de custos (Linha 14) de v são atualizados, bem como v recebe o

rótulo da amostra que o conquistou. Note que C(v) > C(s) na Linha 9 é falso quando v for

removido de Q e, adiante na Linha 12, C(v) ≠ +∞ é verdadeiro somente quando v ∈ Q.

3.1.2 Etapa de classificação

O próximo passo remete à etapa de teste, onde cada amostra t ∈ Z2 é classificada indivi-

dualmente. Para isso, a amostra t é conectada à todos os nós de treinamento de uma floresta de

caminhos ótimos construı́da durante a etapa de treinamento (Figura 3.2a) e, em seguida, o nó

v∗ ∈Z1 que conquistou t é avaliado, conforme a equação:

C(t) = arg min
v∈Z1

max{C(v),d(v, t)}. (3.3)

O procedimento de classificação atribui L(t) = λ (v∗), como representado na Figura 3.2b. Por-

tanto, o objetivo da etapa de teste consiste em encontrar o nó de treinamento v que minimiza

C(t).

(a) (b)

Figura 3.2: Ilustração do procedimento de classificação do OPF onde: (a) a amostra t está conec-

tada com todos os nós de treinamento, e (b) t é conquistado por v∗, recebendo, assim, o rótulo

“azul”.

Cabe destacar que, conforme o exemplo apresentado na Figura 3.2, embora t encontra-se

posicionada mais próxima da classe “vermelha”, ela acaba sendo rotulada por outra classe, o

que enfatiza que OPF não é um classificador baseado em distância, mas sim um classificador

que usa a influência da conectividade entre as amostras. A técnica OPF com grafo completo

degenera-se para um classificador de vizinhos mais próximos somente quando todas as amos-

tras de treinamento forem protótipos. Na verdade, tal situação é consideravelmente difı́cil de
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ocorrer, indicando, assim, um elevado grau de sobreposição entre as amostras.

O Algoritmo 5 implementa o procedimento de classificação do OPF. O laço principal (Li-

nhas 1 - 8) executa a classificação de todos as amostras de Z2. O laço mais interno (Linhas 3

- 8) visita cada amostra ki+1 ∈ Ẑ1, i = 1,2, · · · , |Ẑ1|−1 até um caminho ótimo πki+1
· ⟨ki+1, t⟩

for encontrado. No pior caso, o algoritmo visita todas as amostras em Ẑ1. A Linha 4 avalia

fmax(πki+1
· ⟨ki+1, t⟩), e as linhas 6 - 7 atualizam o custo, o rótulo e o predecessor de t quando o

custo do caminho πki+1
· ⟨ki+1, t⟩ for melhor do que o custo do caminho atual πt.

Algoritmo 5 – OPF COM GRAFO COMPLETO - ALGORITMO DE CLASSIFICAÇ ÃO

ENTRADA: Classificador [P,C,L,Ẑ1] e um conjunto de teste Z2.

SAÍDA: Mapa de rótulos L̂, mapa de custos Ĉ e um mapa de predecessores P̂

definido por Z2.

ESTRUTURAS AUXILIARES: Variáveis de custo cst e mincst.

1. Para todo t ∈Z2, Faça

2. i←− 0, mincost ←− max{C(ki),d(ki, t)}, L̂(t)←− L(ki),P̂(t)←− ki e Ĉ(t)←−mincost.

3. Enquanto i < |Ẑ1| e mincost >C(ki+1), Faça

4. Calcula cst←−max{C(ki+1),d(ki+1, t)}.

5. Se cst < mincost, Então

6. mincost ←− cst e Ĉ(t)←− mincost.

7. L̂(t)←− L(ki+1) e P̂(t)←− ki+1.

8. i←− i+1.

9. Retorna [P̂, L̂,Ĉ]

3.2 OPF com grafo k-vizinhos mais próximos

Uma outra abordagem para o classificador OPF é por meio do grafo k-vizinhos mais

próximos (k-nn) (PAPA; FALCÃO, 2008, 2009), ao invés do grafo completo como descrito an-

teriormente. A fim de lidar com essa relação de adjacência, dois princı́pios devem ser alterados:

a função de custo de caminho e a heurı́stica para definir as amostras protótipos. Uma estratégia

utilizada para estimar os protótipos em um grafo com adjacência k-nn, conforme apresentado

por Papa e Falcão (PAPA; FALCÃO, 2008), usa as regiões mais densas, isto é, eleger protótipos

próximos aos centros dos agrupamentos. Portanto, OPF com grafo k-nn pode ser interpretado

como uma versão estendida do OPF com grafo completo (Equação 3.1), visto que visa maximi-

zar o custo de cada amostra, conforme descrito a seguir:
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max f (πs), ∀ s ∈Z1. (3.4)

Uma das principais diferenças da versão OPF com grafo k-nn diz respeito aos nós serem

ponderados, visto que a versão do OPF com grafo completo, conforme apresentada anterior-

mente, utiliza pesos somente nos arcos entre amostras. Redefinindo os grafos de treinamento e

teste como: G tr = (Z1,Ak), e G ts = (Z2,Ak), onde Ak representa uma relação de adjacência

baseada em k-vizinhos mais próximos. Adicionalmente, considere ρ(s) como uma função de

densidade de probabilidade (probability density function - pdf) de uma determinada amostra

s ∈Z1 calculada conforme segue:

ρ(s) =
1√

2πσ 2k
∑

∀t∈Ak(s)

exp

(

−d(s, t)

2σ 2

)

, (3.5)

onde Ak(s) representa os k-vizinhos mais próximos da amostra s, e σ = dmax/3. Nesse caso,

dmax denota o máximo arco ponderado em G tr. Observe que ρ(s) considera todos os nós adja-

centes para efeito do cálculo da probabilidade, uma vez que a função Gaussiana cobre 99.7%

das amostras dentro d(s, t) ∈ [0,3σ ].

Depois de calculada a pdf para cada nó de treinamento, o processo de competição entre os

protótipos ocorre por meio da função de custo de caminho fmin, como segue:

fmin(⟨t⟩) =

{

ρ(t) se t ∈S

ρ(t)−1 caso contrário

fmin(πs · (s, t)) = min{ fmin(πs),ρ(t)}. (3.6)

A Equação 3.6 pode ser explicada em duas etapas: (i) a primeira (equação superior) está

relacionada com o cálculo do custo inicial de cada amostra em Z1 usando a pdf, e (ii) a segunda

parte (equação inferior) propaga o caminho ótimo para as amostras. Com respeito à etapa (i),

no inı́cio da fase de treinamento, OPF com grafo k-nn calcula a pdf para cada amostra em Z1 e

armazena esses valores em uma fila de prioridade Q (semelhante a linha 10 no Algoritmo 4). A

fim de evitar super-agrupamentos (protótipos localizados em um platô de densidades), quando

uma nova amostra é retirada de Q, verifica se existe predecessor para esse amostra. Caso não

exista um predecessor, significa que essa determinada amostra é um protótipo (observe que,

agora, para o OPF com grafo k-nn são removidas as amostras com maiores custos da fila Q) e,

portanto, mantém o seu valor de densidade original; caso contrário, subtrai em uma unidade o

seu valor de densidade.
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Referente à etapa (ii), considere que a amostra s está em um processo de conquista da

amostra t. A ideia consiste em s oferecer um valor mı́nimo entre o seu custo fmin(πs) e o

valor da pdf de t, isto é, ρ(t). Uma vez que o protótipo detém o maior custo de sua árvore

de caminhos ótimos, o propósito aqui é conquistar amostras com menor custo. Finalmente, a

amostra que maximiza fmin para t será seu “conquistador”. O Algoritmo 6 implementa a etapa

de treinamento do OPF com grafo k-nn.

Algoritmo 6 – OPF COM GRAFO k-NN - ALGORITMO DE TREINAMENTO

ENTRADA: Um grafo de treinamento G tr = (Z1,Ak) λ -rotulado e uma função de

distância d.

SAÍDA: Floresta de caminhos ótimos P, mapa de rótulos L e mapa de custos C

1. Para todo s ∈Z1, Faça

2. C(s)← ρ(s).

3. P(s)←nil.

4. Q←Construa uma Fila de Prioridade(Z1,C).

5. Enquanto Q ≠ /0, Faça

6. Remova de Q uma amostra s tal que C(s) é máximo.

7. Se P(s) ≠ nil, Então

8. C(s)←C(s)−1.

9. Para todo v ∈Ak(s), Faça

10. tmp←min{C(s),ρ(v)}.

11. Se (tmp >C(v)), Então

12. P(v)← s.

13. L(v)← λ (s).

14. C(v)← tmp.

15. Retorna [P,L,C]

As Linhas 1− 3 inicializam o mapa de custos e o mapa de predecessores para todas as

amostras de treinamento, enquanto que na Linha 4 é criada uma fila de prioridade Q. O laço

principal (Linhas 5− 14) representa o processo de competição. Na Linha 6, uma amostra de

Q é retirada, e na Linha 7 é verificada se a amostra é um protótipo (não possui um nó prede-

cessor). Caso possua um nó predecessor, ou seja, amostra não protótipo, o seu custo original

é decrementado por uma unidade a fim de evitar platôs de valores de densidade (Linha 8). O

laço mais interno (Linhas 9− 14) executa o processo de conquista para todas as amostras da

vizinhança de s, ao passo que na Linha 10 é computada a função de custo de caminho fmin. No
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caso da amostra v ser conquistada por s, seu predecessor, mapa de rótulos e mapa de custos são

atualizados nas Linhas 12−14.

Finalmente, a etapa de classificação sobre Z2 é conduzida similarmente ao processo de

conquista, isto é, dada uma amostra t ∈ Z2, buscam-se os k-vizinhos mais próximos em Z1

para o cálculo de ρ(t). Além disso, verifica se o nó v∗ ∈Z1 satisfaz a seguinte equação:

C(t) = arg max
v∈Z1

min{C(v),ρ(t)}. (3.7)

Um ponto importante da técnica OPF com grafo k-nn é o tamanho da vizinhança, ou seja,

o parâmetro k. Papa e Falcão (PAPA; FALCÃO, 2009) propuseram uma abordagem para o apren-

dizado do tamanho da vizinhança de k ∈ [1,kmax] de modo que k∗ maximiza a acurácia da

classificação sobre um conjunto de validação Zv. Considere, agora, um novo conjunto de trei-

namento formado por Ẑ1 = Z1\Zv. O Algoritmo 7 implementa o procedimento acima.

Algoritmo 7 – OPF COM GRAFO k-NN - ALGORITMO DE APRENDIZAGEM

ENTRADA: Um conjunto de treinamento Ẑ1 e um conjunto de validação Zv, valor

de kmax e uma função de distância d.

SAÍDA: Floresta de caminhos ótimos P, mapa de rótulos L e mapa de custos C

1. MaxAcc← 0, k← 1, k∗ ← 0

2. Enquanto k ≤ kmax, Faça

3. Cria um grafo Ĝ tr = (Ẑ1,Ak)

4. [P,L,C]← Algoritmo 6(Ĝ tr,d)

5. Para todo t ∈Zv, Faça

6. Encontre v∗ ∈ Ẑ1 de acordo com a Equação 3.7.

7. L̂(t)← λ (v∗).

8. Acc← Calcula Acurácia(L̂)

9. Se (MaxAcc≥ Acc), Então

10. MaxAcc← Acc.

11. k∗ ← k.

12. k← k+1.

13. Cria uma gafo Ĝ tr = (Ẑ1,Ak∗) (Note que para esse procedimento foi utilizado f̂min)

14. [P,L,C]← Algoritmo 6(Ĝ tr,d)

15. Retorna [P,L,C]

O laço principal (Linhas 2− 15) executa uma busca exaustiva para k∗ dentro do intervalo
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[1,kmax], e a Linha 4 executa o treinamento do OPF com grafo k-nn. O laço mais interno

(Linhas 5−7) classifica o conjunto de validação, ao passo que a Linha 8 calcula a sua acurácia.

Na sequência, atualizam-se MaxAcc e k∗, respectivamente, caso o k avaliado possuir melhor

eficácia. Por fim, (Linha 13) é criado um novo grafo de treinamento usando k∗.

Entretanto, ao invés de treinar sobre Ĝ tr mais uma vez (Linha 14), é necessário examinar

uma abordagem diferente. Considerando a Equação 3.6, ela não garante um protótipo por

classe (pelo menos), uma vez que o grafo pode ser dividido em vários agrupamentos quando

considerada uma relação de adjacência k-nn. Esse problema pode ser resolvido, segundo os

autores, penalizando os arcos ponderados entre amostras de diferentes classes, como abordado

por f̂min:

f̂min(⟨t⟩) =

{

ρ(t) se t ∈S

ρ(t)−1 caso contrário

f̂min(πs · (s, t)) =

{

−∞ se λ (t) ≠ λ (s)

min{ f̂min(πs),ρ(t)} caso contrário.
(3.8)

Utilizar f̂min somente no final do algoritmo e não desde o inı́cio do processo evita que pro-

blemas de overfitting possam surgir, visto que f̂min penalizaria todos os arcos das amostras de

classes diferentes, forçando, assim, um processo de competição não natural. Referente à esse

ajuste, os autores afirmam que usar fmin no inı́cio da etapa de aprendizado não configura um

problema, uma vez que é muito provável que as amostras de todas as classes encontrem-se den-

tro do intervalo k ∈ [1,kmax]. A modificação anteriormente apresentada pode ser implementada

substituindo a Linha 10 do Algoritmo 6 pelo seguinte procedimento:

Se λ (s) ≠ λ (v), Ent~ao

tmp←−∞;

caso contr ário

tmp←min{C(s),ρ(v)};



Capı́tulo 4
MEDIDA DE CONFIANÇA PARA FLORESTA DE

CAMINHOS ÓTIMOS

Este capı́tulo tem por objetivo apresentar um processo de aprendizado do OPF utilizando as

amostras de treinamento e uma medida de confiança para uso posterior na fase de classificação,

conforme descrito por Fernandes et al. (FERNANDES et al., 2015).

Conforme discutido no Capı́tulo 3, a abordagem proposta por Papa et. al. (PAPA; FALCÃO;

SUZUKI, 2009; PAPA et al., 2012) elege os nós protótipos como sendo as amostras mais próximas

de classes diferentes, as quais podem ser encontrados por meio da MST1. Em caso de múltiplas

MSTs, diferentes conjuntos de protótipos ótimos poderão ser encontrados, sendo que os cus-

tos oferecidos por eles serão os mesmos (ambos conjuntos são ótimos). Assim, a principal

preocupação diz respeito às regiões de empate, ou seja, regiões onde há um conjunto de amos-

tras de treinamento que oferecem o mesmo custo ótimo para um determinado nó. Portanto, este

cenário pode levar o OPF a ser mais propenso à erros no conjunto de treinamento.

A ideia proposta neste capı́tulo é considerar não apenas o valor de caminho ótimo de uma

determinada amostra no processo de classificação, mas também o seu valor de confiança, que

é calculado por meio de um ı́ndice de pontuação por meio de um processo de aprendizagem

ao longo de um conjunto de validação. Assim, a ideia consiste em penalizar as amostras de

treinamento que não tenham um valor “confiável”. Mostrou-se, mediante testes empı́ricos, que

essa abordagem pode superar o modelo tradicional OPF em vários conjuntos de dados, mesmo

em conjuntos de treinamento menores, e, além disso, essa abordagem pode ser mais eficiente em

determinas situações pois pode realizar o treinamento mais rápido do que sua versão original.

De maneira geral, a estratégia proposta consiste em diminuir possı́veis regiões de empate

1Note que a técnica a ser utilizada nesse capı́tulo consiste naquela que faz uso do grafo completo (Seção 3.1).
Assim, para facilitar a apresentação, generalizamos a sua chamada no texto desse capı́tulo para OPF apenas.
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que possam surgir mediante um determinado conjunto de treinamento. O restante do capı́tulo

está organizado da seguinte forma: A Seção 4.1 apresenta a abordagem para o cálculo da medida

de confiança baseada em pontuações, e a Seção 4.2 descreve a metodologia e os resultados

experimentais. Finalmente, a Seção 4.3 apresenta as conclusões.

4.1 Aprendizado por nı́veis de confiança

A classificação usando o nı́vel de confiança sustenta a ideia de atribuir uma pontuação

para todos os nós do conjunto de treinamento utilizando uma etapa de aprendizado sobre um

conjunto de validação. Para isso, é necessário particionar o conjunto de dados Z em três sub-

conjuntos, ou seja, Z = Z1∪Zv∪Z2, em que Z1, Zv e Z2 representam o conjunto de treina-

mento, validação e teste, respectivamente. É importante notar que todos os subconjuntos têm a

sua respectiva representação em grafo dado por G tr(Z1,A ,d), G vl(Zv,A ,d) e G ts(Z2,A ,d),

respectivamente, como definido no Capı́tulo 3.

A abordagem proposta para aprendizado utilizando confiança visa treinar o classificador

OPF sobre Z1 para posterior classificação de Zv utilizando a mesma metodologia descrita no

Capı́tulo 3 (em especı́fico Seção 3.1). A principal diferença agora é que, para cada amostra de

treinamento s, há um nı́vel de confiança φ(s), que é calculado por meio do seu desempenho

individual em termos de sua taxa de reconhecimento sobre o conjunto de validação. De ma-

neira geral, a ideia consiste em encontrar o valor de φ(s),∀s ∈Z1, contabilizando as amostras

classificadas corretamente. Ao final, esse nı́vel de confiança é dividido pelo total de amostras

“conquistadas” por s.

No entanto, considerando a metodologia apresentada na Seção 3.1, uma amostra s∈Z1 que

não participou de qualquer processo de classificação seria pontuada com φ(s) = 0, sendo pena-

lizada nesse caso, uma vez que quanto maior a pontuação, mais confiável é a amostra. Portanto,

para tais amostras, é atribuı́do φ(s)→ 1 para dar-lhes a chance de realizar um “bom trabalho”

durante a classificação sobre um novo padrão de entrada (conjunto de teste). Assim, após o

processo de classificação sobre o conjunto de validação Zv, temos uma medida de pontuação

φ(s) ∈ [0,1], ∀s ∈Z1, que pode ser utilizada como nı́vel de confiança da referida amostra. Em

suma, existem três nı́veis possı́veis:

• φ(s) = 0: significa que a amostra s não realizou um “bom trabalho” na classificação das

amostras em Zv, uma vez que classificou incorretamente todas as amostras. Portanto, as

amostras com pontuações iguais a 0 podem não ser confiáveis;
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• 0 < φ(s) < 1: significa que a amostra s classificou incorretamente algumas amostras de

Zv, mas também atribuiu corretamente os rótulos para outras amostras. Observe que,

quanto maior o erro, menor é a confiabilidade da amostra. As amostras com resultados

que se enquadram nesta faixa, podem ser confiáveis; e

• φ(s) = 1: significa que amostra s não participou de qualquer processo de classificação, ou

s atribuiu o rótulo corretamente para todas as suas amostras conquistadas, o que significa

que s é uma amostra confiável, de acordo com a nossa definição.

O Algoritmo 8 implementa o procedimento de aprendizagem das medidas de confiança

conforme descrito acima.

Algoritmo 8 – ALGORITMO PARA APRENDIZADO DE CONFIANÇA

ENTRADA: Um conjunto de treinamento e validação λ -rotulados, isto é, Z1 e Zv,

respectivamente.

SAÍDA: Nı́vel de confiança φ(s), ∀s ∈Z1.

ESTRUTURAS AUXILIARES: Matriz n(·) e e(·).

1. Para todo s ∈Z1, Faça

2. n(s) = 0.

3. e(s) = 0.

4. φ(s) = 0.

5. Treinar o OPF sobre Z1 de acordo com o Algoritmo 4.

6. Para todo t ∈Zv, Faça

7. Seja s∗ ∈Z1 a amostra que classificou t com o rótulo L(t) de acordo com a Equação 3.3.

8. n(s∗)← n(s∗)+1.

9. Se λ (t) ≠ L(t), Então

10. e(s∗)← e(s∗)−1.

11. Para todo s ∈Z1, Faça

12. Se n(s) = 0, Então

13. φ(s)← 1.

14. Caso contrário

15. φ(s)← n(s)+e(s)
n(s) .

As Linhas 1− 4 inicializam as pontuações de cada amostra de treinamento, e a Linha 5

executa a etapa de treinamento do OPF sobre Z1. A parte principal do algoritmo é realizada nas

Linhas 6−15. Na linha 7 é realizada a classificação de uma amostra de validação t por meio do
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algoritmo tradicional de classificação do OPF. Considere s∗ ∈Z1 uma amostra que conquistou

t: neste caso, a variável n(s∗) é incrementada, sinalizando a quantidade de “conquistas” que

s∗ realizou no decorrer de Zv, conforme a Linha 8. Além disso, caso t seja classificada incor-

retamente por s∗, a variável e(s∗) é decrementada, conforme a Linha 10. Após isso, no laço

seguinte (Linhas 11−15) é calculada a pontuação final (confiança) para cada amostra de trei-

namento s ∈Z1. As Linhas 12−13 definem as pontuações para amostras que não participaram

de qualquer processo de classificação como φ(s) = 1, conforme mencionado anteriormente.

Após o aprendizado dos nı́veis de confiança para cada amostra de treinamento, é necessário

modificar o procedimento tradicional de classificação do OPF a fim de considerar esta informação

durante a etapa final de classificação para um novo padrão de dados. Para cumprir essa fina-

lidade, foi proposta uma modificação do procedimento de classificação do OPF (Equação 3.3)

como segue:

C(t) = arg min
∀s∈Z1

{(

1

φ(s)+ ε

)

∗max{C(s),d(s, t)}
}

, (4.1)

em que ε = 10−4 é empregado para evitar instabilidades numéricas. Portanto, a ideia do pri-

meiro termo na Equação 4.1 é penalizar amostras com baixo valor de confiança, elevando,

assim, o seu custo. Em suma, o valor da penalidade é inversamente proporcional ao nı́vel de

confiança de uma amostra.

Para melhor compreender a relevância das confianças, considere OPF∗ um classificador

treinado sobre Z1 ∪Zv, e OPFc o modelo utilizando confiança na sua etapa de classificação,

conforme proposto nesse capı́tulo. A ideia é mostrar as situações em que a abordagem que

utiliza nı́veis de confiança pode superar o OPF tradicional fazendo uso da confiabilidade de

uma dada amostra de treinamento ao classificar um novo conjunto de entrada. Na Figura 4.1

é apresentado o conjunto de treinamento (representado por hexágonos) sobre o conjunto de

validação (amostras restantes) com respeito à base de dados “synthetic1” (Tabela 4.1), que

compreende duas classes (quadrados e cı́rculos).

Considere a região destacada na Figura 4.1, a qual é ampliada conforme representado nas

Figuras 4.2a, 4.2b e 4.2c, para OPF, OPF∗ e OPFc, respectivamente2. As amostras ‘A’, ‘B’ e

‘C’ pertencem ao conjunto de treinamento, enquanto que a amostra ‘D’ pertence ao conjunto

de validação. As setas indicam o processo de conquista da amostra de teste, sendo que essa

pode ser classificada pelas amostras ‘A’, ‘B’ ou ‘C’ (o processo de competição será enfatizado

somente entre as amostras ‘A’ e ‘B’). Para OPF tradicional (Figura 4.2a), pode ser observado

2No caso, OPF corresponde ao classificador original treinado em Z1 apenas.
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Figura 4.1: Representação gráfica do conjunto de dados “synthetic1” (Tabela 4.1) de cada amostra

de treinamento de acordo com seu nı́vel de confiança.

que a amostra ‘B’ (arco escuro) proporciona um caminho de melhor custo comparado com a

amostra ‘A’ (arco claro), conquistando, assim, a amostra de teste e, consequentemente, reali-

zando uma classificação incorreta, visto que o rótulo correto é definido como “cı́rculo”, ou seja,

o mesmo rótulo da amostra ‘A’. Essa mesma situação pode ser observada para OPF∗, conforme

apresentado na Figura 4.2b. Esse fato evidencia que, mesmo utilizando conjuntos maiores para

treinamento (conforme mencionado, OPF∗ é treinado sobre Z1∪Zv), tal “vantagem” pode não

ser significativa para o processo de aprendizagem quando há um número elevado de “regiões de

empate”.

Entretanto, para o caso do OPFc, conforme apresentado na Figura 4.2c, devido à baixa

confiança da amostra ‘B’ em relação à amostra ‘A’, o custo fornecido para o novo padrão de

teste pode ser melhor representado por ‘A’ (arco escuro), visto que ‘B’ foi penalizada pelo seu

valor de confiança mais baixo. Portanto, a classificação apoiada na confiabilidade das amostras

de treinamento pode melhorar a eficácia final em determinadas situações, principalmente em

regiões com alta sobreposição de amostras, isto é, regiões de empate.

Uma forma de observar o domı́nio do valor de confiança das amostras de treinamento é

por meio do interpolador por vizinhos naturais (HUNTER, 2007), conforme apresentado na Fi-

gura 4.3. As regiões mais escuras (valor de confiança próximo à zero) remete às amostras
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Figura 4.2: Exemplo de classificação sobre o conjunto teste para (a) OPF, (b) OPF∗ e (C) OPFc.

com maior ı́ndice de empate; logo, amostras de treinamento que se enquadram nessas regiões

podem não ser confiáveis o suficiente para classificar outras, bem como amostras de treina-

mento que estão localizadas nas proximidades dos outliers apresentam alta probabilidade de se-

rem classificadas incorretamente utilizando técnicas tradicionais de reconhecimento de padrões.

Portanto, se uma amostra de treinamento classifica incorretamente um outlier do conjunto de

validação para o OPFc, o seu nı́vel de confiança irá diminuir, aumentando, assim, o seu custo

de classificação para um novo padrão de entrada de dados.
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Figura 4.3: Representação gráfica das zonas de dispersão do conjunto de dados “synthetic1” (Ta-

bela 4.1) de acordo com seu nı́vel de confiança

4.2 Metodologia e Resultados Experimentais

A fim de avaliar a eficiência e a eficácia da abordagem baseada na confiança para o classi-

ficador OPF, foram realizados experimentos com vinte bases de dados de classificação (reais e

sintéticas)345, cujas caracterı́sticas são apresentadas na Tabela 4.1. A escolha de algumas dessas

bases foi motivada pelo seu nı́vel de complexidade (amostras sobrepostas), o que torna a etapa

de classificação mais suscetı́vel à erros.6

Para cada base de dados, foi realizado o procedimento de validação cruzada com 15 roda-

das, sendo cada uma delas dividida da seguinte forma: 30% das amostras foram utilizadas para

compor o conjunto de treinamento, e o restante distribuı́do entre validação e teste da seguinte

forma: 10%−60%,20%−50%, . . . ,50%−20%. Estas porcentagens foram escolhidas empiri-

camente, sendo mais intuitivo fornecer um conjunto maior de validação para o aprendizado de

confiança. Além disso, foi calculada a média dos resultados (acurácia) e o tempo de proces-

samento para cada técnica comparada, isto é, OPF tradicional e a abordagem proposta com a

classificação baseada em confiança (OPFc). A fim de permitir uma comparação justa, adiciona-

mos também o OPF tradicional, mas com a etapa de treinamento sobre Z1∪Zv (OPF∗).

3http://mldata.org
4http://archive.ics.uci.edu/ml
5http://lrs.icg.tugraz.at/research/aflw
6Os experimentos foram realizados em um computador com processador Pentium Intel core i3 R⃝ processador

de 3.07Ghz, 4 GB de memória RAM e Linux Ubuntu desktop LTS 12.04 como o sistema operacional.
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Na Tabela 4.1, conforme mencionado anteriormente, é apresentada a média dos resultados

de classificação para todos os conjuntos de dados. Com a intenção de proporcionar uma análise

mais robusta, foi realizado o teste estatı́stico não paramétrico de Friedman, que é utilizado para

ranquear os algoritmos de cada conjunto de dados separadamente. No caso do teste de Friedman

fornecer resultados significativos para rejeitar uma hipótese nula (h0: todas as técnicas são

equivalentes), mais adiante pode ser realizado um teste post-hoc. Para esse caso, foi utilizado

o teste de Nemenyi, proposto por Nemenyi (NEMENYI, 1963) e descrito por Demsar (DEMSAR,

2006), que permite verificar se existe uma diferença crı́tica (DC) entre as técnicas. Os resultados

do teste Nemenyi podem ser representados por meio de um diagrama simples, em que o ranque

dos métodos comparados são representadas graficamente por um eixo horizontal. Nesse eixo,

o menor valor apontado indica a melhor técnica. Além disso, os grupos que não apresentam

diferenças significativas são conectados por uma linha horizontal. As melhores técnicas com

relação a acurácia, de acordo com o teste de Nemenyi, são destacadas em negrito na Tabela 4.1.

Tabela 4.1: Acurácia média: os valores em negrito representam as técnicas mais eficazes. As taxas

de reconhecimento foram calculadas de acordo com Papa et al. (PAPA; FALCÃO; SUZUKI, 2009), os
quais consideram conjuntos de dados não balanceados em sua formação.

Base de dados OPF OPF∗ OPFc # amostras # caracterı́sticas # classes

a1a 65,74 65,59 69,05 32.561 123 2
aloi 95,31 96,92 95,09 108.000 128 1.000
connect-4 63,32 63,05 63,10 67.557 126 3
synthetic1 53,05 52,44 56,14 500 2 2
synthetic4 50,69 50,78 50,72 100.000 100 1.000
synthetic5 85,29 85,56 87,33 100.000 4 4
synthetic6 89,55 89,70 91,14 100.000 4 4
dmoz-web-directory-topics 59,16 62,06 56,72 1.329 10.629 5
dna 83,80 88,99 85,02 5.186 180 3
duke-breast-cancer 80,37 91,15 79,46 86 7.129 2
ijcnn1 93,78 96,46 94,13 191.681 22 2
Statlog-Letter 97,31 98,58 97,58 35.000 16 26
Leukemia 71,47 76,90 69,63 72 7.129 2
mushrooms 93,68 92,61 96,93 8.124 112 2
scene-classification 66,04 67,78 66,60 2.407 294 15
shuttle 94,48 97,25 95,09 101.500 9 7
usps 97,24 97,93 97,28 9.298 256 10
w1a 80,54 80,15 80,68 49.749 300 4
yahoo-web-directory-topics 50,54 51,77 56,36 1.106 10.629 4
aflw 88,00 89,48 88,93 8.193 4.096 2

Pode-se observar que OPFc obteve os melhores resultados em 7 de 20 conjuntos de dados, e

com resultados muito próximos dos melhores em outros 7 conjuntos de dados. Os piores resul-

tados foram obtidos sobre “duke-breast-cancer” e “Leukemia” , visto que estes são conjuntos de

dados pequenos proporcionando, assim, um conjunto de validação que não foi suficiente para

aprender bons nı́veis de confiança. No entanto, mesmo nesses conjuntos de dados, a taxa de re-

conhecimento do OPFc foi próxima da abordagem tradicional. Como OPF∗ utilizou conjuntos

de dados maiores, é normal que tenha obtido resultados mais eficazes em algumas bases.
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Não foi possı́vel estabelecer alguma situação especı́fica (considerando a configuração do

conjunto de dados, tais como o número de classes e número de caracterı́sticas, por exemplo),

em que OPFc pode ser considerado melhor do que OPF e OPF∗, embora acredita-se que a abor-

dagem proposta obteve os melhores resultados em conjuntos de dados de alta dimensionalidade,

com exceção da “dmoz-web-directory-topics”. Se considerarmos uma margem de erro de cerca

de 3%, a abordagem proposta obteve resultados semelhantes em 17 de 20 conjuntos de dados,

podendo ser considerada um abordagem relevante para melhorar o classificador OPF.

A premissa acima pode ser reforçada se considerarmos o esforço computacional das técnicas.

Como esperado, OPF tradicional apresentou-se mais rápido do que OPFc e OPF∗ com respeito

à etapa de treinamento (treinamento e aprendizado das pontuações), uma vez que não precisa

calcular o nı́vel de confiança para cada amostra de treinamento. No entanto, o teste estatı́stico

de Nemenyi apontou que OPFc foi mais rápido do que OPF∗ para a etapa de treinamento (Fi-

gura 4.4a), sendo semelhante no que diz respeito à etapa de classificação, tal como apresentado

na Figura 4.4b. Em média, isto é, considerando todos os 20 conjuntos de dados, OPF tradicional

mostrou-se aproximadamente 2,108 vezes mais rápido do que OPFc e OPF∗.

(a) (b)

Figura 4.4: Teste estatı́stico de Nemenyi com respeito à carga computacional para a (a) etapa de

treinamento (treinamento e aprendizado das pontuações) e (b) etapa de teste. Grupos de aborda-

gens semelhantes são conectados uns com os outros.

4.3 Conclusões

Neste capı́tulo foi introduzido um algoritmo de aprendizagem baseado em confiança para

melhorar os resultados de classificação da técnica OPF. A ideia é penalizar as amostras de

treinamento que classificam erroneamente outras amostras em um etapa de classificação sobre

um conjunto de validação. O algoritmo proposto tem como objetivo aprender os nı́veis de

confiança para cada amostra de treinamento para, em seguida, serem utilizados em uma versão

modificada do procedimento de classificação padrão empregado pelo OPF.

Experimentos em vinte bases de dados mostraram que a abordagem utilizando confiança
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obteve os melhores resultados em 7 conjuntos de dados, sendo também muito próxima dos

melhores em outros 7 conjuntos de dados. Além disso, OPFc pôde melhorar os resultados do

OPF tradicional ainda que utilizando conjuntos de treinamento menores, sendo também mais

rápido do que OPF utilizando a união do conjunto de treinamento e validação. Assim sendo, a

principal contribuição desse capı́tulo foi apresentar uma abordagem de aprendizado de medidas

de confiança para melhorar o processo de aprendizado da técnica OPF.



Capı́tulo 5
COMBINAÇÃO DE FLORESTA DE CAMINHOS

ÓTIMOS UTILIZANDO NÍVEIS DE CONFIANÇA

BASEADOS EM PONTUAÇÕES

Este capı́tulo tem por objetivo apresentar um estudo das medidas de confiança utilizando

combinação de classificadores OPFs, conforme descrito por Fernandes e Papa (FERNANDES;

PAPA, 2017a). A ideia dessa proposta consiste em estender o uso das medidas de confiança

apresentadas por Fernandes et al. (FERNANDES et al., 2015) no Capı́tulo 4 em um conjunto de

classificadores OPFs, ou seja, explorar a combinação de OPFs por meio do caminho de custo

ótimo que considera valores de confiança oriundos de diferentes classificadores. Esse trabalho

apresenta também um refinamento dos resultados apresentados por Fernandes et al. (FERNAN-

DES et al., 2015), bem como estende tal abordagem de confiança para o classificador OPF com

grafo k-nn1.

O restante do capı́tulo está organizado da seguinte forma. A Seção 5.1 apresenta a aborda-

gem proposta para a classificação orientada por combinação de classificadores com confiança

baseada em pontuações, e a Seção 5.2 descreve a metodologia e os resultados experimentais.

Finalmente, a Seção 5.3 apresenta as conclusões.

1Para facilitar a apresentação, generalizamos a chamada da técnica OPF que utiliza grafo k-nn (Seção 3.2) para
OPFknn, e a versão que utiliza confiança como OPFknnC.
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5.1 Combinação de Classificadores Utilizando Nı́veis de

Confiança Baseada em Pontuações

Nesta seção, uma nova abordagem é apresentada para combinação de classificadores OPFs

utilizando nı́veis de confiança baseados em pontuações para melhorar a eficácia final. É válido

lembrar que o classificador OPF, como mencionado anteriormente, emprega o método de saı́da

abstrata ao classificar amostras, isto é, a saı́da do classificador é representada por um único

rótulo. Conforme definido por Xu et al. (XU; KRZYZAK; SUEN, 1992), uma forma de combinar

as saı́das abstratas de L classificadores é por meio da atribuição dos rótulos para cada amostra

do conjunto de dados e, em seguida, uma coleção de L possı́veis saı́das para cada amostra é

gerada.

Considere um conjunto de L classificadores OPFs utilizando diferentes amostras de da-

dos para treinamento. Dados D = {D1,D2, . . . ,DL} um conjunto de L classificadores e Ω =

{ω1,ω2, . . . ,ωK} um conjunto de rótulos de K classes, cada classificador associa um rótulo

a um vetor n-dimensional, ou seja, Di : ℜn → Ω, i = 1,2, . . . ,L. Portanto, para qualquer

novo padrão de entrada de dados z, o conjunto de classificadores gera uma coleção di(z) =

[d1(z),d2(z), . . . ,dL(z)] de possı́veis saı́das, onde di(z) representa a saı́da do i-ésimo classifica-

dor considerando a amostra z.

A ideia é particionar o conjunto de treinamento Z1 em L subconjuntos disjuntos Z
j

1 , ou

seja, Z1 = Z 1
1 ∪Z 2

1 ∪ . . .∪Z L
1 , de tal forma que cada classificador D j seja treinado sobre

Z
j

1 , j = 1,2, . . . ,L. A abordagem proposta emprega o uso dos nı́veis de confiança baseados

em pontuações para cada classificador D j treinado sobre o conjunto de validação Zv, conforme

apresentado na Seção 4.1. Com isso, será atribuı́do um nı́vel de pontuação para cada amostra

dos diferentes subconjuntos de treinamento. Depois do aprendizado de confiança utilizando o

conjunto de validação, a classificação é realizada pela Equação 4.1, e as possı́veis saı́das são

atribuı́das à cada amostra s ∈Z2. A decisão final é realizada por meio da votação por maioria.

Essa ideia é ilustrada na Figura 5.1.

Para essa proposta de combinação de classificadores OPFs utilizando confiança, foram

avaliadas duas versões distintas do classificador OPF: OPF utilizando grafo completo (PAPA;

FALCÃO; SUZUKI, 2009) e com grafo k-nn, isto é, OPFknn (PAPA; FALCÃO, 2008). Além disso,

foi aplicada a mesma ideia dos nı́veis de confiança na etapa de classificação do OPFknn, uma

vez que o trabalho apresentado por Fernandes et al. (FERNANDES et al., 2015) utiliza somente

OPF com grafo completo.
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Figura 5.1: Abordagem proposta utilizando combinação de classificadores com medidas de

confiança.

5.2 Metodologia e Resultados Experimentais

Visando avaliar a eficiência e a eficácia da abordagem de combinação de classificadores

OPFs utilizando nı́veis de confiança, foi realizada uma comparação com a técnica OPF tradi-

cional utilizando vinte bases de dados de classificação reais e sintéticas234. Na Tabela 5.1 são

apresentadas as caracterı́sticas das bases de dados utilizadas.5

A fim de obter resultados estatisticamente significativos, três diferentes porcentagens de

treinamento, validação e teste foram utilizadas: (i) em uma primeira fase, cada conjunto de

dados foi dividido em três subgrupos: treinamento com 50%, validação com 10% e teste com

40%, a seguir indicados como 50:10:40; (ii) em uma segunda fase, os conjuntos de dados fo-

ram divididos em 45:20:35; e (iii) na última etapa, os conjuntos de dados foram divididos em

40:30:30. Para cada intervalo, os conjuntos de treinamento, validação e teste foram selecio-

nados aleatoriamente e o processo foi repetido vinte vezes via um procedimento de validação

cruzada.6.

Visando uma comparação justa, OPF tradicional foi treinado sobre Z1∪Zv (isto é OPF∗)

considerando os três estágios mencionados anteriormente, ou seja, 60:40, 65:35 e 70:30. Além

disso, foram calculadas a média dos resultados (acurácia) e o tempo de processamento para cada

2http://mldata.org
3http://archive.ics.uci.edu/ml
4http://lrs.icg.tugraz.at/research/aflw
5Os experimentos foram realizados em um computador com processador Pentium Intel core i3 R⃝ processador

de 3.07Ghz, 4 GB de memória RAM e Linux Ubuntu desktop LTS 12.04 como o sistema operacional.
6As porcentagens foram empiricamente escolhidas, sendo mais intuitivo fornecer um conjunto de validação

maior para o aprendizado dos nı́veis de confiança
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Tabela 5.1: Descrição das bases de dados.

Base de dados # amostras # caracterı́sticas # classes

aflw 8.193 4.096 2

Colon-cancer 62 2.000 2

Pima-Indians-Diabetes 768 8 2

Statlog-Australian 690 14 2

Statlog-dna 5.186 180 3

Statlog-Heart 270 13 2

Statlog-Letter 35.000 16 26

Synthetic1 500 2 2

Synthetic2 1.000 2 2

Synthetic3 200 2 2

Synthetic4 100.000 100 1.000

Synthetic5 100.000 4 4

UCI-a1a 32.561 123 2

UCI-Connect-4 67.557 126 3

UCI-Ionosphere 351 34 2

UCI-Liver-disorders 345 6 2

UCI-Mushrooms 8.124 112 2

usps 9.298 256 10

w1a 49.749 300 4

yahoo-web-directory-topics 1.106 10.629 4

técnica comparada. Observe que a intenção em usar diferentes porcentagens de Z1, Zv e Z2

é motivada pelo intuito de investigar a eficácia da abordagem proposta em diferentes cenários.

Ademais, os resultados finais foram avaliados utilizando o teste de Wilcoxon (signed-rank) com

significância de 0,05 (WILCOXON, 1945). Para a implementação dessa proposta, foi utilizada a

biblioteca de código aberto LibOPF7.

O teste empı́rico foi realizado comparando as seguintes técnicas: (a) apenas um classifi-

cador OPF tradicional (OPF∗); (b) apenas um classificador OPFc, descrito no Capı́tulo 4; (c)

uso de três classificadores OPFc, combinados com a estratégia proposta neste capı́tulo, defi-

nido como combinação OPFc; (d) combinação de OPFknn com OPFc usando a estratégia pro-

posta neste capı́tulo, ou seja, duas abordagens OPFc em conjunto com uma abordagem OPFknn

(a seguir denominado como combinação OPFc+OPFknn); e (e) uma última configuração de

combinação a qual compreende o uso do OPFknn usando a mesma ideia de confiança do OPFc,

porém adaptado para um grafo k-vizinhos (definido como OPFknnC). Para esse último caso, a

combinação também é composta por três técnicas de classificação, sendo uma OPFknnC e as

outras duas OPFc (definido como combinação OPFc+OPFknnC). Para todas as configurações

7https://github.com/jppbsi/LibOPF.git
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que utilizam combinação de classificadores, as decisões são combinadas por meio da votação

por maioria. A configuração dos experimentos é ilustrada na Figura 5.2

Para as configurações que utilizaram combinação de classificadores, foram utilizadas so-

mente três técnicas-base para cada esquema de combinação, visto que não foram observados

ganhos significativos utilizando mais classificadores. O raciocı́nio que suporta essa ideia está

relacionado com o número de amostras disponı́veis para o aprendizado de cada classificador-

base, um vez que quanto mais classificadores são utilizados, menor serão os subconjuntos de

treinamento. A Tabela 5.2 apresenta a média e o desvio padrão dos resultados de cada aborda-

gem avaliada. As taxas de reconhecimento foram calculadas de acordo com Papa et al. (PAPA;

FALCÃO; SUZUKI, 2009), e os valores em destaque representam as técnicas mais eficazes de

acordo com o teste de Wilcoxon (signed-rank).

Tabela 5.2: Acurácia média dos resultados: os valores em negrito representam as técnicas mais
eficazes.

Base de dados OPF∗ OPFc combinação combinação combinação

OPFc OPFc + OPFc +
OPFknn OPFknnC

aflw 89,73± 0,47 89,42± 0,48 90,37± 0,47 90,24± 0,51 90,33± 0,44
Colon-cancer 68,54± 0,00 64,03± 3,60 72,80± 8,90 68,33± 8,04 69,84± 8,27
Pima-Indians-Diabetes 63,90± 2,48 64,48± 1,79 66,23± 1,16 66,72± 2,53 66,91± 2,61
Statlog-Australian 64,88± 2,39 64,42± 2,14 67,05± 1,34 65,62± 2,46 65,95± 2,57
Statlog-dna 89,95± 0,61 87,72± 0,78 86,63± 0,86 86,84± 0,81 86,75± 0,83
Statlog-Heart 58,19± 3,35 62,76± 1,86 64,20± 1,29 60,56± 3,98 61,20± 3,58
Statlog-Letter 98,79± 0,12 98,28± 0,14 97,30± 0,11 97,37± 0,10 97,35± 0,11
Synthetic1 53,83± 3,01 54,00± 0,12 58,55± 1,64 56,15± 3,56 56,32± 3,76
Synthetic2 72,62± 1,92 73,23± 1,40 77,94± 0,68 77,83± 1,77 78,14± 1,77
Synthetic3 92,72± 2,57 93,94± 0,68 92,42± 0,59 94,22± 2,15 94,11± 2,27
Synthetic4 50,80± 0,03 50,79± 0,03 50,64± 0,03 50,64± 0,03 50,64± 0,03
Synthetic5 85,58± 0,11 86,66± 0,14 88,57± 0,11 88,40± 0,10 88,42± 0,10
UCI-a1a 65,32± 1,03 68,18± 1,22 72,31± 0,71 72,24± 0,53 72,31± 0,48
UCI-Connect-4 63,16± 0,30 63,26± 0,30 64,98± 0,23 65,82± 0,29 65,63± 0,32
UCI-Ionosphere 83,12± 2,60 82,75± 1,12 80,45± 1,77 80,05± 3,52 80,14± 3,58
UCI-Liver-disorders 58,47± 3,79 62,30± 0,62 63,79± 1,92 62,46± 3,83 62,40± 4,00
UCI-Mushrooms 92,95± 8,38 97,99± 3,38 99,66± 0,73 99,90± 0,19 99,33± 2,68
usps 98,03± 0,17 97,73± 0,16 97,14± 0,24 97,25± 0,22 97,24± 0,22
w1a 80,42± 1,01 80,86± 0,93 80,19± 0,59 80,61± 0,59 80,56± 0,58
yahoo-web-directory-topics 51,98± 2,00 58,92± 5,76 57,04± 5,79 53,97± 6,52 54,11± 6,81

Com base nos resultados experimentais, a abordagem proposta (configurações que utilizam

combinação de classificadores) obteve os melhores resultados (com relação à eficácia) em treze

das vinte bases de dados. Dentre as razões que podem ser apontadas para essa eficácia da abor-

dagem proposta, uma delas está relacionada com as regiões que apresentam alta sobreposição de

amostras. Para isso, considere as Figuras 5.3a (base de dados “Synthetic1”) e 5.3b (base de da-
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(a) (b)

(c)

(d)

(e)

Figura 5.2: Configuração dos experimentos para: (a) OPF tradicional (OPF∗) e (b) aborda-

gem OPFc, (c) a abordagem proposta usando combinação de classificadores OPFc, (d) usando
combinação com OPFc e OPFknn, e (e) combinação utilizando OPFc, com OPFknnC (OPFknn com

aprendizado de confiança).
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dos “Synthetic2”), as quais apresentam certa quantidade de amostras sobrepostas, ou seja, existe

uma maior probabilidade de ocorrerem regiões de empate para a técnica OPF, portanto, sendo

mais útil aprender com OPFc e, consequentemente, mais eficaz quando realizada a combinação

de classificadores, visto que o espaço de caracterı́sticas é dividido em diferentes sub-regiões.

(a) (b)

Figura 5.3: Representação gráfica contendo todas as amostras da base dados (a) “Synthetic1” e
(b) “Synthetic2”.

Entretanto, a situação mencionada acima geralmente não ocorre em bases de dados com

pouca sobreposição de amostras, ou quando seus dados são considerados “bem-comportados”.

Tais problemas de classificação, conforme mencionado anteriormente, podem ser melhores

classificados pela técnica tradicional do classificador OPF ao invés de utilizar aprendizado por

confiança ou até mesmo a combinação de classificadores.

Um outro aspecto a ser considerado ocorre quando a técnica OPFc não oferece melhor

eficácia do que a abordagem OPF tradicional, porém a combinação OPFc fornece, como ob-

servado na base de dados “Colon-cancer”, por exemplo. Com base nisso, para melhor compre-

ender a relação de contiguidade dos dados, foi utilizado o método denominado de Curvas de

Andrews (Andrews curves) (ANDREWS, 1972), o qual fornece uma representação do espaço de

caracterı́sticas de alta dimensionalidade utilizando séries de Fourier. A transformação procura

preservar algumas propriedades dos dados, tornando possı́vel, assim, identificar alguns com-

portamentos dos mesmos (KOZIOL; HACKE, 1991). Cada linha fornecida pela saı́da das Andrews

curves representa um amostra, e cada cor corresponde à uma determinada classe. Considerando

as bases de dados “Colon-cancer” e “UCI-Ionosphere”, as suas representações são apresentadas

nas Figuras 5.4a e 5.4b, respectivamente.

Conforme apresentado na Figura 5.4, pode-se observar que a complexidade dos padrões

favorece a incidência de sobreposição de amostras, sendo que para padrões mais complexos os
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(a) (b)

Figura 5.4: Representação dos dados utilizando o método Andrews curves com respeito à base

(a) “Colon-cancer” e (b) “UCI-Ionosphere” no intervalo de −π < t < π .

ganhos com a combinação utilizando OPFc em comparação com a abordagem sem combinação

de classificadores são mais perceptı́veis. Erros durante o processo de classificação são alta-

mente associados com as regiões de empate, as quais, conforme mencionado anteriormente,

representam situações onde tem-se um conjunto de amostras de treinamento que oferecem o

mesmo custo ótimo para um determinado nó. A teoria de base do OPF elege os nós protótipos

como sendo as amostras mais próximas de diferentes classes, as quais podem ser encontradas

mediante MST sobre o conjunto de treinamento. Atualmente, caso exista uma única MST, os

custos das arestas serão diferentes entre elas, portanto, o erro de classificação para OPF sobre o

conjunto de treinamento seria zero, visto que o caminho ótimo do nó protótipo para o restante

das amostras segue o formato da MST. Assim, como os protótipos escolhidos estão posiciona-

dos nas fronteiras de diferentes classes, não é possı́vel para uma amostra de uma determinada

classe conquistar outra amostra de outra classe.

Todavia, a situação mencionada acima não ocorre na prática, pois a probabilidade de ocor-

rerem múltiplas MSTs em bases grandes são altas. Na implementação padrão do OPF, caso o

caminho ótimo oferecido por diferentes classes seja o mesmo para uma determinada amostra,

o que for oferecido primeiro irá conquistá-la. Para a combinação utilizando OPFc, quando sub-

conjuntos do conjunto original de treinamento são utilizados em vez de todo o conjunto original,

múltiplas MSTs produzem processos distintos de conquistas que, associados ao aprendizado das

medidas de confiança, melhoram a eficácia da fase de classificação.

Além do teste de Wilcoxon utilizado para destacar as diferenças das técnicas comparadas

na Tabela 5.2, utilizou-se, também, o teste estatı́stico de Friedman para ranquear as técnicas,

bem como o teste de Nemenyi para indicar a diferença crı́tica entre as abordagens. A Figura 5.5
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apresenta a análise estatı́stica considerando a acurácia do conjunto de teste. Como pode ser

observado, as propostas que utilizam combinação OPFc + OPFknnC e combinação OPFc po-

dem ser consideradas as mais eficazes. Por último, no segundo grupo, estão as técnicas OPFc

e OPF (OPF∗). Esse teste reflete que, de fato, a abordagem utilizando combinação OPFc

mostrou-se mais eficaz na maioria das bases de dados avaliadas. Entretanto, o teste estatı́stico

não apontou qualquer diferença crı́tica entre as abordagens que utilizam combinação, isto é,

combinação OPFc, combinação OPFc + OPFknn e combinação OPFc + OPFknnC . Desta forma,

essas abordagens são consideradas similares.

Figura 5.5: Comparação entre todas as abordagens de acordo com a acurácia utilizando o teste de

Nemenyi. Grupos similares (p = 0,05) são conectados.

Com relação ao tempo de processamento, a Figura 5.6 apresenta a média da carga compu-

tacional no que diz respeito à fase de treinamento (treinamento com aprendizado dos valores

de confiança). Como esperado, a combinação baseada em classificadores OPF mostrou-se mais

eficiente em comparação com as técnicas OPFc e OPF∗ pois, conforme Ponti e Papa (PONTI;

PAPA, 2011), treinar utilizando pequenas sub-regiões é mais rápido do que treinar utilizando

todo o conjunto de treinamento. Em média, isto é, considerando todas as vinte bases de dados,

a combinação OPFc foi cerca de 2,444 vezes mais rápida do que OPF∗ (é válido lembrar que a

abordagem OPF∗ compreende OPF tradicional utilizando Z1∪Zv para treinamento), e 2,288

vezes mais rápida do que OPFc.
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Figura 5.6: Tempo de processamento considerando a fase de treinamento (treinamento com apren-
dizado dos valores de confiança).

As análises estatı́sticas de Nemenyi para o tempo de treinamento e de teste são apresentadas

na Figura 5.7a e 5.7b, respectivamente.

(a)

(b)

Figura 5.7: Teste estatı́stico de Nemenyi com relação ao tempo de processamento para (a) trei-

namento (treinamento com aprendizado dos valores de confiança) e (b) teste. Grupos similares

(p = 0,05) são conectados.

A respeito da Figura 5.7a, o teste estabelece a técnica combinação OPFc como a mais

rápida mas, no entanto, não apresentou diferença crı́tica em comparação com a combinação

OPFc + OPFknn. Em seguida, a técnica de combinação OPFc + OPFknnC mostrou-se com de-

sempenho intermediário e, por fim, no último grupo, as técnicas OPFc e OPF∗ apresentaram-se
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como a mais custosas dentre todas as comparadas. Na sequência, com relação à Figura 5.7b,

em média, OPF∗ foi aproximadamente 1,267 vezes mais rápido do que a combinação OPFc na

fase de teste, visto que existe mais de um classificador para executar a etapa de classificação.

Entretanto, o teste de Nemenyi não apontou diferenças quando combinados OPFc + OPFknn

(abordagem pontuada como a mais rápida para classificação). Sendo assim, alguns conclusões

podem ser elencadas:

• a abordagem proposta demonstrou melhorias significativas utilizando a combinação de

classificadores OPF com aprendizado por nı́veis de confiança; e

• o modelo proposto fornece uma etapa de treinamento menos custosa.

5.3 Conclusões

Nesse capı́tulo foi introduzida a ideia de combinar classificadores OPFs apoiados em nı́veis

de confiança baseados em pontuações. A premissa é construir um conjunto de classificado-

res que utilizam o conceito de aprendizado baseado em confiança proposto por Fernandes et

al. (FERNANDES et al., 2015), ou seja, queremos explorar a combinação de classificadores por

meio da votação por maioria enquanto valores de confiança indicam a confiabilidade de uma

amostra de treinamento sobre um conjunto de validação. A abordagem proposta foi avaliada

em duas variantes do classificador OPF.

Testes empı́ricos sobre vinte bases de dados evidenciaram resultados relevantes, sendo

que a abordagem proposta obteve os melhores resultados em treze das vintes bases de dados

de acordo com teste de Wilcoxon (utilizando uma significância de 0,05). Adicionalmente, a

técnica apresentada nesse capı́tulo mostrou-se mais rápida na fase de treinamento quando com-

parada com o modelo tradicional OPF (OPF∗) e a abordagem OPFc. Além disso, a abordagem

por combinação OPFc + OPFknn evidenciou a melhor relação custo-benefı́cio entre eficácia e

eficiência. Em suma, as principais contribuições desse capı́tulo foram:

• apresentar uma abordagem de combinação de classificadores OPF utilizando aprendizado

por nı́veis de confiança para amostras de treinamento e votação por maioria; e

• propor o uso de confiança para o classificador OPF com grafo k-nn.



Capı́tulo 6
PODA DE CONJUNTO DE CLASSIFICADORES DE

FLORESTA DE CAMINHOS ÓTIMOS UTILIZANDO

OTIMIZAÇÃO BASEADA EM QUATÉRNIONS

Este capı́tulo tem por objetivo apresentar um estudo sobre combinação de classificadores

OPF utilizando poda de conjunto de acordo com abordagens baseadas em meta-heurı́sticas,

conforme descrito por Fernandes e Papa (FERNANDES; PAPA, 2017b).

O uso de múltiplos classificadores tornou-se uma área de grande interesse no reconheci-

mento de padrões, sendo motivado principalmente devido à semelhança na inclusão de outros

classificadores durante o processo de decisão como uma boa abordagem para melhorar a ca-

pacidade de generalização do conjunto. No entanto, a combinação de um grande número de

classificadores requer uma grande quantidade de memória ao preço de uma fase de classificação

mais lenta. Uma forma de acelerar tal processo é a seleção de um subconjunto dos classificado-

res do conjunto inicial. Tal abordagem, também conhecida como poda de conjunto (ensemble

pruning), tem proporcionado vários benefı́cios em diferentes abordagens (ZHOU; WU; TANG,

2002; LI et al., 2009). Normalmente, grandes conjuntos de classificadores podem compreender

modelos de alta e baixa eficácia (MARKATOPOULOU; TSOUMAKAS; VLAHAVAS, 2010). Assim,

podar esses modelos de baixa eficácia para um determinado problema de classificação e manter

os modelos restantes, podem contribuir para melhorar o desempenho de classificação global

de todo o conjunto. Em geral, a poda de conjunto procura selecionar o subconjunto mais ade-

quado de classificadores em favor da eficiência pela redução do tamanho do conjunto antes da

combinação dos modelos.

É válido destacar que encontrar o subconjunto ideal é um problema difı́cil, cuja solução é

computacionalmente custosa (MARTÍNEZ-MUÑOZ; HERNÁNDEZ-LOBATO; SUÁREZ, 2009). Por-
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tanto, uma forma interessante de lidar com esse problema é modelar a poda de conjunto

como uma tarefa de otimização guiada por modelos meta-heurı́sticos, tal como por meio de

Programação Genética (ZHOU; WU; TANG, 2002). Em geral, é esperado que a programação

genética possa proporcionar uma seleção quase-ótima do conjunto com uma redução signifi-

cativa do número de classificadores. Uma série de trabalhos que também empregaram meta-

heurı́sticas para podar conjuntos de classificadores, tais como Krawczyk (KRAWCZYK, 2015) e

Jodavi et al. (JODAVI; ABADI; PARHIZKAR, 2015), têm apresentado resultados promissores.

Com relação ao classificador OPF, há poucos trabalhos que lidam com o problema da

combinação (PONTI; PAPA, 2011; PONTI; PAPA; LEVADA, 2011). Além disso, até o momento,

não foi observado qualquer trabalho que se proponha realizar poda de conjunto para classifica-

dores baseados em OPF. Portanto, as principais contribuições deste capı́tulo são: (i) investigar

o uso de métodos de poda de classificadores com base em técnicas de meta-heurı́sticas con-

siderando o classificador OPF, bem como (ii) avaliar a eficácia e a eficiência da poda de con-

junto quando modelada como uma tarefa de otimização em um espaço guiado por quatérnions.

Nesse trabalho, foram avaliados cinco diferentes algoritmos de otimização para poda de con-

junto, sendo eles: Otimização por Enxame de Partı́culas (KENNEDY; EBERHART, 2001), Busca

Harmônia (GEEM, 2009), Busca Harmônica baseada em Quatérnion (Quaternion-based Har-

mony Search - QHS) (PAPA et al., 2016), Busca baseada no reprodução dos Pássaros Cuco (Cuc-

koo Search - CS) (YANG; DEB, 2010) e Algoritmo do Vagalume (Firefly Algorithm - FFA) (YANG,

2010).

O restante do capı́tulo está organizado da seguinte forma. A Seção 6.1 apresenta a

fundamentação teórica dos quatérnions, e a Seção 6.2 discute a abordagem proposta para poda

de conjunto. Já a Seção 6.3 descreve a metodologia e os resultados experimentais e, finalmente,

a Seção 4.3 apresenta as conclusões.

6.1 Álgebra dos Quatérnions

Um quatérnion q é composto de números reais e complexos, ou seja, q = x0 + x1i+ x2 j+

x3k, onde x0,x1,x2,x3 ∈ℜ e i, j,k são números imaginários conforme o conjunto de equações:

i j = k, jk = i, ki = j, ji =−k, k j =−i, (6.1)

e

ik =− j, i2 = j2 = k2 = 1. (6.2)
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A grosso modo, um quatérnion q é representado por um espaço quadridimensional sobre os

números reais, ou seja, ℜ4. Na verdade, podemos considerar somente os números reais, uma

vez que boa parte das aplicações não consideram a parte imaginária, como o abordado neste

trabalho.

Dados dois quatérnions q1 = x0 + x1i+ x2 j+ x3k e q2 = y0 + y1i+ y2 j+ y3k, a sua álgebra

é regida por um conjunto de operações principais (EBERLY, 2002), tal como adição e subtração,

dentre outras. A adição, por exemplo, pode ser definida como:

q1 +q2 = (x0 + x1i+ x2 j+ x3k)+(y0 + y1i+ y2 j+ y3k) (6.3)

= (x0 + y0)+(x1 + y1)i+(x2+ y2) j+(x3 + y3)k,

enquanto que a subtração é definida como segue:

q1−q2 = (x0 + x1i+ x2 j+ x3k)− (y0 + y1i+ y2 j+ y3k)

= (x0− y0)+(x1− y1)i+(x2− y2) j+(x3− y3)k. (6.4)

No entanto, a operação mais importante usado neste trabalho é a norma, a qual mapeia um

determinado quatérnion para um número de valor real, como se segue:

N(q1) = N(x0 + x1i+ x2 j+ x3k)

=
√

x2
0 + x2

1 + x2
2 + x2

3. (6.5)

A operação acima é muito importante e será discutida posteriormente na Seção 6.3 para realizar

as otimizações com quatérnions.

Além disso, Fister et al. (FISTER et al., 2013, 2015) introduziram duas outras operações,

qrand e qzero. A primeira operação inicializa um determinado quatérnion com valores retirados

de uma distribuição Gaussiana, conforme definida a seguir:

qrand() = {xi = N (0,1)|i ∈ {0,1,2,3}}. (6.6)

A segunda operação inicializa um quatérnion com valores iguais a zero, conforme definida a

seguir:

qzero() = {xi = 0|i ∈ {0,1,2,3}}. (6.7)

Embora existam outras operações, essas são consideradas as principais.
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6.2 Poda de Conjunto Utilizando Otimização por Meta-

heurı́sticas

Considere um conjunto de L classificadores OPFs utilizando a abordagem bagging, ou seja,

os classificadores são agregados utilizando diferentes amostras de dados para treinamento. No

entanto, em vez de considerar as saı́das de todos os classificadores, o conceito de poda consiste

em selecionar um subconjunto D ′ ⊂ D tal que a taxa de reconhecimento sobre o conjunto de

validação seja maximizada. Considere Zv ⊂Z1 um subconjunto de validação, e Ẑ1 = Z1\Zv

como um conjunto a ser derivado em L partes com reposição tal que Ẑ1 = Ẑ 1
1 ∪Ẑ 2

1 ∪ . . .∪Ẑ L
1 .

A principal ideia é treinar cada classificador D j sobre Ẑ
j

1 e, em seguida, classificar Zv usando

a votação por maioria. Em essência, o objetivo é transformar em “habilitado” ou “inabilitado”

cada classificador em D para construir D ′ e, por conseguinte, classificar Zv. A tarefa de consi-

derar ou não um determinado classificador é realizada pela técnica de meta-heurı́stica, que visa

essencialmente aprender qual classificador será “habilitado” ou “inabilitado”. Portanto, essa

escolha será guiada pela acurácia máxima sobre Zv.

Para guiar o processo de escolha de qual classificador será selecionado ou não, é associado

um peso wj ∈ [0,1] para cada um deles, sendo posteriormente selecionado para compor D ′

se o seu peso wj > τ , onde τ representa um limiar adaptativo (LARKINS; MAYO, 2008) que é

atualizado da seguinte forma:

τ = ρ−σ , (6.8)

onde ρ representa a média dos pesos e σ é calculado como segue:

σ =

√

√

√

√

1

M

M

∑
j=1

(wj−ρ)2 ∀wj < ρ , (6.9)

em que M é o número de classificadores cujo peso é menor do que ρ . Observe que a Equação 6.9

considera um classificador D j somente quando o seu peso wj é menor do que ρ . Em suma, a

proposta deste capı́tulo é modelar cada possı́vel solução do espaço de busca como um conjunto

de pesos, e a técnica de otimização tem por finalidade encontrar os melhores valores para esses

pesos que maximizam a eficácia do OPF sobre Zv.

6.2.1 Otimização com Quatérnions

Geralmente, espera-se que a otimização por quatérnions possa produzir funções de aptidão

(fitness landscapes) mais suaves, projetando, assim, superfı́cies com menos ótimos locais (PAPA
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et al., 2016). A ideia é modelar cada variável real de decisão a ser otimizada (isto é, cada peso

dos classificadores no conjunto) como sendo uma outra variável de valor real, mas agora em ℜ4,

uma vez que um quatérnion compreende quatro variáveis reais, como discutido na Seção 6.1.

Portanto, temos um tensor T4×L no espaço de otimização para cada solução possı́vel, pois temos

um quatérnion quadridimensional para cada um dos L classificadores.

A norma de cada quatérnion (Equação 6.5) é utilizada para mapeá-lo para uma variável

de valor real com o objetivo de realizar uma otimização padrão. No entanto, é importante

destacar que vamos otimizar os valores no espaço de quatérnions, para depois mapeá-los para

um espaço Euclidiano. Isso significa que, inicialmente, estamos interessados em encontrar boas

representações no espaço de quatérnions.

6.3 Metodologia e Resultados Experimentais

Para analisar a eficiência e eficácia da proposta que usa poda de conjunto baseada em abor-

dagem meta-heurı́stica utilizando o classificador OPF, a mesma foi comparada com OPF tradici-

onal em seis bases de dados reais e sintéticas12, cujas principais caracterı́sticas são apresentadas

na Tabela 6.1.

Tabela 6.1: Descrição das bases de dados.

Base de dados # amostras # caracterı́sticas # classes
Pima-Indians-Diabetes 768 8 2
Statlog-Australian 690 14 2
Statlog-Heart 270 13 2
Synthetic1 500 2 2
Synthetic2 1.000 2 2
UCI-Breast-Cancer 683 10 2

Com o intuito de obter resultados estatisticamente significativos, três diferentes faixas de

treinamento, validação e de teste foram utilizadas: (i) em uma primeira fase, cada conjunto

de dados foi dividido em três subgrupos: treinamento com 50%, validação com 10% e o teste

com 40%, a seguir indicados como 50:10:40; (ii) em uma segunda fase, os conjuntos de dados

foram divididos em 45:20:35; e (iii) na última etapa, os conjuntos de dados foram divididos

em 40:30:30. Para cada intervalo, os conjuntos de treinamento, validação e de teste foram

selecionados aleatoriamente e o processo foi repetido 20 vezes via validação cruzada3.

1http://archive.ics.uci.edu/ml
2https://www.csie.ntu.edu.tw/∼cjlin/libsvmtools/datasets/
3As porcentagens foram empiricamente escolhidas, sendo mais intuitivo fornecer um conjunto de validação

maior para o aprendizado da poda de conjunto.
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Para garantir uma comparação justa, OPF tradicional foi treinado sobre Z1∪Zv conside-

rando os três estágios mencionados anteriormente, denotado aqui por OPF∗. Além disso, foram

calculadas a média dos resultados (acurácia) e o tempo de processamento para cada técnica com-

parada. Observe que a intenção em usar diferentes porcentagens de Z1, Zv e Z2 é motivada

pelo intuito de investigar a eficácia da abordagem proposta em diferentes cenários. Ademais,

os resultados finais foram avaliados utilizando o teste de Wilcoxon (signed-rank) com signi-

ficância de 0,05 (WILCOXON, 1945). Para a implementação dessa proposta, foram utilizadas as

bibliotecas de código aberto LibOPF4 e LibOPT5.

Para avaliar a influência de alguns tamanhos iniciais de conjuntos de classificadores, realizou-

se um comparativo com 3, 5, 7 e 9 classificadores. Além disso, no que diz respeito à otimização

por meta-heurı́stica, optou-se por empregar as seguintes técnicas:

• Busca Harmônica: utilizando 5 harmonias com 20 iterações, HMCR = 0,7, PAR = 0,7 e β

= 10. As variáveis HMCR e PAR representam, respectivamente, a “Taxa de Consideração

da Memória Harmônica” (Harmony Memory Considering Rate) e “Taxa de Ajuste de

Pitch” (Pitch Adjusting Rate), as quais são usadas para guiar HS dentro do espaço de

busca e também para evitar ótimos locais.

• Busca Harmônica baseada em Quatérnions: uma versão aprimorada da técnica HS que

utiliza quatérnions (PAPA et al., 2016). Tal variante tem a mesma configuração de entrada

usada na HS.

• Otimização por Enxame de Partı́culas: utilizando 5 partı́culas com 20 iterações, c1 =

1,4, c2 = 0,6 e ξ = 0,7. Considerando que c1 e c2 são parâmetros ad-hoc, ξ representa o

“peso da inércia” que é usado como uma escala em direção das melhores soluções.

• Algoritmo do Vaga-Lume: utilizando como tamanho da população igual a 5 com 20

iterações, γ = 0,3 e µ = 1,0. As variáveis γ e µ são usadas para controlar a aleatoriedade

e a atratividade, respectivamente.

• Busca baseada no reprodução dos Pássaros Cuco: com 5 partı́culas e 20 iterações, e

pa = 0,25. A variável pa é usada para controlar o elitismo e a busca local.

A Tabela 6.2 apresenta a média da acurácia e o desvio padrão para cada conjunto de dados,

sendo as taxas de reconhecimento computadas de acordo com Papa et al. (PAPA; FALCÃO; SU-

ZUKI, 2009). Os valores em negrito representam as técnicas mais eficazes de acordo com o teste

4https://github.com/jppbsi/LibOPF.git
5https://github.com/jppbsi/LibOPT.git
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de Wilcoxon (signed-rank). Podemos observar que a proposta de poda de conjunto utilizando

OPF obteve os melhores resultados em quase todas as bases de dados.

Tabela 6.2: Acurácia média considerando diferentes meta-heurı́sticas e número de classificadores-

base.

Base de dados Abordagem Conjunto com Conjunto com Conjunto com Conjunto com
3 OPFs 5 OPFs 7 OPFs 9 OPFs

Pima-Indians-Diabetes OPF∗ 65,50± 2,08 65,50± 2,08 65,50± 2,08 65,50± 2,08
OPFCS 66,87± 2,78 68,81± 2,46 68,70± 3,30 67,65± 2,84
OPFFFA 63,50± 6,01 68,14± 5,23 66,33± 5,96 65,95± 6,00
OPFHS 66,90± 2,61 68,73± 2,44 68,39± 3,23 68,26± 2,52
OPFPSO 67,33± 3,39 69,30± 2,72 68,09± 3,08 67,72± 3,41
OPFQHS 66,90± 2,77 67,07± 3,21 67,67± 2,96 66,88± 2,78

Statlog-Australian OPF∗ 77,96± 2,04 77,96± 2,04 77,96± 2,04 77,96± 2,04
OPFCS 77,02± 3,21 80,65± 2,52 82,02± 1,83 83,57± 1,79
OPFFFA 75,59± 6,19 78,38± 7,38 81,66± 4,67 80,38± 7,57
OPFHS 78,20± 3,00 81,71± 1,93 82,82± 2,30 83,52± 2,65
OPFPSO 76,64± 3,06 81,18± 2,28 82,40± 2,20 83,86± 2,16
OPFQHS 75,94± 2,95 81,28± 1,65 81,88± 2,24 82,39± 2,68

Statlog-Heart OPF∗ 74,94± 1,91 74,94± 1,91 74,94± 1,91 74,94± 1,91
OPFCS 78,78± 2,85 77,66± 1,63 80,12± 3,55 81,10± 3,50
OPFFFA 70,89± 6,71 79,48± 4,57 80,30± 1,59 80,64± 3,32
OPFHS 76,18± 2,39 80,91± 2,40 80,32± 2,81 80,91± 2,18
OPFPSO 73,85± 2,99 79,76± 2,78 80,05± 1,43 81,14± 2,28
OPFQHS 76,97± 4,21 77,48± 2,73 79,53± 3,81 80,25± 3,82

Synthetic1 OPF∗ 53,98± 2,89 53,98± 2,89 53,98± 2,89 53,98± 2,89
OPFCS 53,86± 3,62 55,84± 2,61 55,80± 3,40 56,31± 3,02
OPFFFA 54,79± 2,55 55,76± 3,76 56,04± 3,56 54,71± 2,93
OPFHS 52,97± 4,37 55,83± 3,21 56,33± 3,90 55,78± 3,22
OPFPSO 53,38± 4,47 54,79± 2,60 55,78± 4,26 56,29± 2,71
OPFQHS 53,51± 3,18 55,52± 3,16 55,16± 3,79 55,23± 3,69

Synthetic2 OPF∗ 71,65± 2,05 71,65± 2,05 71,65± 2,05 71,65± 2,05
OPFCS 71,89± 2,89 75,89± 2,03 77,25± 2,19 77,47± 2,60
OPFFFA 71,04± 5,90 75,69± 3,61 75,31± 5,31 77,39± 3,34
OPFHS 73,29± 2,43 76,31± 2,37 77,03± 1,91 77,87± 1,81
OPFPSO 73,35± 2,45 76,33± 2,42 77,04± 2,09 78,15± 1,68
OPFQHS 71,92± 2,50 75,67± 2,65 76,56± 2,29 76,87± 2,37

UCI-Breast-Cancer OPF∗ 94,42± 1,05 94,42± 1,05 94,42± 1,05 94,42± 1,05
OPFCS 92,33± 2,95 94,85± 1,63 95,50± 1,49 95,57± 1,31
OPFFFA 88,11± 14,48 92,18± 6,60 93,66± 6,29 92,73± 6,71
OPFHS 94,10± 2,68 95,42± 1,20 96,17± 1,19 96,09± 0,97
OPFPSO 91,76± 3,36 94,94± 1,22 96,23± 1,07 95,70± 0,87
OPFQHS 91,14± 3,16 94,89± 1,87 95,05± 2,09 95,55± 1,64

Considere a base de dados “Synthetic2” (Figura 6.1), a qual apresenta uma região com ele-

vado grau de sobreposição entre amostras de classes diferentes. Nesse caso, a poda de conjunto

foi consideravelmente mais eficaz. Por conseguinte, a utilização de múltiplos classificadores

pode ser mais eficaz quando aplicados a problemas mais complexos.

Além do teste de Wilcoxon utilizado para destacar as diferenças das técnicas comparadas
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(a) (b)

Figura 6.1: Problema de classificação gerado sinteticamente: (a) com a representação gráfica de

todas as amostras, e (b) seu desempenho preditivo comparando a poda de conjunto utilizando o

OPF com diferentes abordagens de meta-heurı́sticas contra o OPF tradicional (OPF∗).

na Tabela 6.2, utilizou-se, também, o teste estatı́stico de Friedman para ranquear as técnicas,

bem como o teste de Nemenyi para indicar a diferença crı́tica entre as abordagens. Na Fi-

gura 6.2, é apresentada a análise estatı́stica considerando os resultados da acurácia para poda de

conjunto usando nove classificadores. Conforme apontado pelo teste estatı́stico de Nemenyi, as

abordagens que utilizam poda são consideradas as mais eficazes. Isso significa que a poda de

conjunto utilizando o classificador OPF mostrou-se eficaz na maioria dos conjuntos de dados

analisados. Além disso, a abordagem que utiliza a meta-heurı́stica HS pode ser considerada a

técnica mais eficaz para realizar o corte do conjunto de classificadores, isto é, selecionar um

subconjunto ótimo de classificadores. Entretanto, o teste estatı́stico não apontou uma diferença

crı́tica entre as meta-heurı́sticas HS, PSO e CS no primeiro grupo, ou seja, isso significa que

elas apresentaram um comportamento semelhante.

Figura 6.2: Teste estatı́stico de Nemenyi comparando OPF tradicional (OPF∗) e OPF utilizando
poda de conjunto para nove classificadores por meio das técnicas meta-heurı́sticas de acordo com

a acurácia.

Na Figura 6.3a é apresentado o tempo de processamento exigido para o treinamento (treina-

mento e validação) de acordo com o teste de Nemenyi para poda de conjunto usando nove clas-
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sificadores. Dentre as técnicas consideradas mais rápidas na etapa de treinamento e validação,

a abordagem tradicional OPF e a poda de conjunto utilizando a técnica QHS foram as melhores

pontuadas, sendo que elas não apresentam uma diferença crı́tica; logo, são similares. Em média,

a poda usando QHS foi cerca de 1,351 vezes mais rápida do que OPF tradicional na etapa de

treinamento e validação, uma vez que a abordagem QHS mostrou uma rápida convergência

quando comparada com as outras técnicas meta-heurı́sticas, bem como foi mais rápida para o

treinamento em comparação com a abordagem tradicional (observe que um conjunto de treina-

mento maior - Z1 ∪Zv - no OPF tradicional requer um esforço computacional maior). Com

relação à etapa de teste, tanto HS quanto FFA pontuaram como as mais rápidas, uma vez que

ambas técnicas “podam” mais classificadores em relação ao conjunto original, isto é, um menor

número de classificadores são empregados na etapa de teste. Cabe destacar que a abordagem

QHS demostrou resultados interessantes no teste estatı́stico (Figura 6.2) de acordo com a taxa

de reconhecimento, além de ser considerada a mais rápida na etapa de treinamento e validação.

Além disso, QHS foi cerca de 1,525 vezes mais rápida do que OPF tradicional na etapa de teste.

(a)

(b)

Figura 6.3: Teste estatı́stico de Nemenyi sobre o tempo de processamento para: (a) etapa de trei-

namento (treinamento e validação) e (b) etapa de teste.
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6.4 Conclusões

Neste trabalho, foi introduzida a ideia de poda de conjunto considerando o classificador

OPF, bem como uma técnica baseada em quatérnions. A grosso modo, a ideia é construir

um conjunto reduzido de classificadores OPFs guiados por algoritmos meta-heurı́sticos de

otimização, tais como HS, PSO, CS, FFA e QHS. Testes empı́ricos em conjuntos de dados

reais e sintéticos evidenciaram que a abordagem proposta alcançou resultados significativos,

pontuando-se com os melhores resultados em quase todas as bases avaliadas. A abordagem pro-

posta demonstrou ganhos relevantes para OPF tradicional na etapa de classificação, do mesmo

modo que QHS mostrou a melhor relação custo-benefı́cio entre eficácia e eficiência. Assim

sendo, as principais contribuições desse capı́tulo foram:

• apresentar uma abordagem de poda de classificadores OPF; e

• modelar o problema de poda de conjunto de classificadores como sendo uma otimização

no espaço de quatérnions.



Capı́tulo 7
PODA DE CONJUNTO DE CLASSIFICADORES DE

FLORESTA DE CAMINHOS ÓTIMOS UTILIZANDO

OTIMIZAÇÃO META-HEURÍSTICA PARA

CLASSIFICAÇÃO DE COBERTURA DA TERRA

Este capı́tulo tem por objetivo apresentar uma extensão do estudo sobre combinação de

classificadores OPFs utilizando poda de conjunto (Capı́tulo 6) para imagens de sensoriamento

remoto, conforme descrito por Fernandes et al. (FERNANDES et al., 2017).

Consoante ao Capı́tulo 6, a ideia de utilizar combinação com poda de conjunto privilegia

dois pontos: (i) melhorar a capacidade de generalização do conjunto com a inclusão de mais

classificadores; e (ii) proporcionar eficiência e eficácia pela seleção de um subconjunto quase-

ótimo de classificadores como uma tarefa de otimização guiada por modelos meta-heurı́sticos.

Uma outra área de grande interesse que tem se beneficiado da estratégia de poda de conjunto

é a classificação de cobertura de terra, uma importante aplicação para sensoriamento remoto de

imagens. Alguns estudos demostram melhorias significativas nessa área, como exemplo Abe,

Gidudu e Marwal (ABE; GIDUDU; MARWAL, 2010), que utilizaram técnicas de seleção de carac-

terı́sticas para criar uma diversidade de classificadores na estratégia de combinação; Tinoco et

al. (TINOCO et al., 2013), que mostraram ser eficiente o uso de combinação de classificadores em

relação à análise de cobertura de solo utilizando imagens hiperespectrais; e por fim Li e Yin (LI;

YIN, 2013) que propuseram análise variável de componentes independentes Bayesiano junta-

mente com o as Máquinas de Vetores de Suporte (Variational Bayesian independent component

analysis together with Support Vector Machine - VBICA-SVM) para imagens de sensoriamento

remoto de alta resolução espacial com a finalidade de melhorar sua classificação.
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Portanto, as principais contribuições deste capı́tulo são: (i) investigar o uso de métodos de

poda de classificadores com base em técnicas de meta-heurı́sticas considerando o classificador

OPF na área de classificação de imagens de sensoriamento remoto, bem como (ii) avaliar a

eficiência e eficácia da poda de conjunto em comparação com a estratégia de combinação de

classificadores OPFs (sem poda) e, por fim, (iii) aferir a abordagem proposta em comparação

com as SVMs. Para esse estudo, foram avaliados quatro diferentes algoritmos de otimização

conhecidos para poda de conjunto: CS (YANG; DEB, 2010), FFA (YANG, 2010), HS (GEEM,

2009) e PSO (KENNEDY; EBERHART, 2001).

O restante do capı́tulo está organizado da seguinte forma. A Seção 7.1 apresenta a metodo-

logia e os experimentos empregados no contexto de classificação de imagens em sensoriamento

remoto. A Seção 7.2 discute a abordagem proposta em comparação com o modelo SVM, e,

respectivamente, a Seção 7.3 apresenta as conclusões.

7.1 Metodologia e Resultados Experimentais

A estratégia de poda deste capı́tulo segue a mesma metodologia apresentada na Seção 6.2

do Capı́tulo 6, isto é, por meio da abordagem bagging construir L classificadores com reposição

de modo a encontrar o subconjunto D ′ ⊂ D utilizando uma tarefa de otimização guiada por

modelos meta-heurı́sticos em que a taxa de reconhecimento sobre o conjunto de validação seja

maximizada. A Figura 7.1 exemplifica esta abordagem.

Figura 7.1: Abordagem proposta baseada na poda de conjunto utilizando otimização meta-

heurı́stica

Para essa proposta, no contexto de classificação de imagens de sensoriamento remoto, fo-

ram utilizadas cinco bases de imagens (PISANI et al., 2014; PISANI, 2016; ROMAY, 2016). As
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imagens foram obtidas dos satélites CBERS-2B CCD (20m, sensor R2G3B4) e LANDSAT-5

Thematic Mapper - TM (30m, sensor R4G3B5), cobrindo a área de Itatinga, São Paulo - Brasil,

e imagens obtidas dos satélites IKONOS-2 Multispectral - MS (sensor R4G3B2) e GEOEYE

(sensor R5G4B3), cobrindo a área Duque de Caxias, Rio de Janeiro - Brasil. Por fim, utilizou-se

o conjunto de dados Indian Pines, o qual foi obtido utilizando o sensor AVIRIS sobre a região

Noroeste de Indiana - EUA. As principais caracterı́sticas são apresentadas na Tabela 7.1, e nas

Tabelas 7.2, 7.3, 7.4, 7.5 e 7.6 são mostradas as descrições das classes das imagens (ground

truth)1.

Tabela 7.1: Descrição das bases de imagens de satélite.

Base de dados # amostras (pixels) # caracterı́sticas # classes

CBERS-2B 526×492 3 6

LANDSAT-5 TM 526×492 3 6

IKONOS-2 MS 258×250 3 9

GEOEYE 268×250 3 9

Indian Pines 145×145 200 17

Tabela 7.2: Descrição das classes da base CBERS-2B.

Número Classe Número de amostras

1 Plantações 71434

2 Arbustos 53499

3 Barragens 605

4 Pastagens 57268

5 Reflorestamento 72866

6 Estradas 3120

Tabela 7.3: Descrição das classes da base LANDSAT-5 TM.

Número Classe Número de amostras

1 Plantações 62327

2 Arbustos 47985

3 Pastagens 59890

4 Reflorestamento 85189

5 Barragens 464

6 Estradas 2937

1Note que as imagens IKONOS-2 MS e GEOEYE foram obtidas por meio de um processo de fusão entre os
sensores multispectral (4m) e pancromático (1m) utilizando o método pan-sharpening. A imagem resultante tem
uma resolução espacial de 1m.
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Tabela 7.4: Descrição das classes da base IKONOS-2 MS.

Número Classe Número de amostras

1 Cobertura de árvores 5914

2 Sombras 6481

3 Pastagens 12054

4 Cobertura da tonalidade escura 3578

5 Estradas 22871

6 Solo descoberto - úmido 4417

7 Solo descoberto - claro 7400

8 Cobertura de tonalidade clara 1738

9 Cobertura de tonalidade média 47

Tabela 7.5: Descrição das classes da base GEOEYE.

Número Classe Número de amostras

1 Solo descoberto - úmido 2380

2 Cobertura de árvores 6132

3 Pastagens 19370

4 Solo descoberto - claro 4490

5 Sombras 2822

6 Cobertura de tonalidade escura 5073

7 Estradas 22924

8 Cobertura de tonalidade clara 1026

9 Cobertura de tonalidade média 2783

Tabela 7.6: Descrição das classes da base Indian Pines.

Número Classe Número de amostras

1 Fundo 10776

2 Alfafa 46

3 Milho - Plantio direto (notill) 1428

4 Milho - Manipulação mı́nima de solo (mintill) 830

5 Milho 237

6 Pastagens 483

7 Gramas 730

8 Pastagem cortada 28

9 Feno Enrolado 478

10 Aveia 20

11 Soja - Plantio direto (notill) 972

12 Soja - Manipulação mı́nima de solo (mintill) 2455

13 Soja 593

14 Trigo 205

15 Mata 1265

16 Edifı́cios-Grama-Árvores-Condutores 386

17 Pedra-Aço-Torres 93

A Figura 7.2 mostra essas imagens enquanto que a Figura 7.3 mostra as imagens temáticas

da verdade terrestre. Os conjuntos de dados foram particionados em três subconjuntos, 20%

para treinamento (Z1), 10% para validação (Zv) e 70% para teste (Z2), a seguir denominado
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como 20:10:70. Para cada intervalo, os conjuntos de treinamento, validação e de teste foram

selecionados aleatoriamente e o processo foi repetido 15 vezes via validação cruzada2. Além

disso, no que diz respeito aos parâmetros do processo de otimização por meta-heurı́stica, foram

utilizados 9 classificadores com 10 harmonias e 20 iterações, com os respectivos parâmetros:

para a técnica CS pa = 0,25; para a técnica FFA γ = 0,3 e µ = 1,0; para a técnica HS HMCR =

0,7, PAR = 0,7 e β = 10; para a técnica PSO c1 = 1,4, c2 = 0,6 e ξ = 0,7.

(a) (b)

(c) (d)

(e)

Figura 7.2: Imagens de satélite utilizadas no experimento: cobertura da área de Itatinga, São

Paulo - Brasil, adquirida pelo sensor (a) CBERS-2B e pelo sensor (b) LANDSAT-5 TM, cobertura

da área de Duque de Caxias, Rio de Janeiro - Brasil, adquirida pelo sensor (c) IKONOS-2 MS e

pelo sensor (d) GEOEYE, e (e) cobertura da região Noroeste de Indiana - EUA

2As porcentagens foram empiricamente escolhidas
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(a) (b)

(c) (d)

(e)

Figura 7.3: Imagens rotuladas usadas no experimento: (a) e (b) correspondem as imagens con-

forme mostradas na Figura 7.2a e Figura 7.2b, respectivamente, (c) e (d) correspondem as imagens

mostradas na Figura 7.2c e Figura 7.2d, respectivamente, e (e) corresponde a imagem mostrada na

Figura 7.2e.

Ademais, a proposta foi comparada com o classificador OPF padrão (denominado como

OPF∗) e também comparada com a combinação de classificadores OPFs sem poda de conjunto

utilizando 9 classificadores (denominado como combinação OPF). Cabe destacar que essas duas

abordagens foram treinadas sobre o conjunto de treinamento e validação, isto é, Z1∪Zv.

A Tabela 7.7 apresenta a média da acurácia e o desvio padrão para cada conjunto de dados,

sendo as taxas de reconhecimento computadas de acordo com Papa et al. (PAPA; FALCÃO; SU-

ZUKI, 2009). Além disso, na Tabela 7.8 foi empregado outro critério de avaliação para análise
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dos resultados, denominada F-measure, também conhecida como F-score, para uma análise

mais refinada (FAWCETT, 2004; GODBOLE; SARAWAGI, 2004). Os valores em negrito repre-

sentam as técnicas mais eficazes de acordo com o teste de Wilcoxon (signed-rank) com signi-

ficância de 0,05.

Tabela 7.7: Acurácia média dos resultados (%) e seu desvio padrão para todas as bases consi-

derando o OPF∗, combinação OPF e poda de conjunto sob diferentes técnicas de otimização. As

técnicas mais precisas são destacadas em negrito, conforme teste de Wilcoxon.

Abordagem Base de dados

CBERS-2B GEOEYE IKONOS-2 MS LANDSAT-5 TM Indian Pines

OPF∗ 64,28±0,76 71,40±1,68 77,85±1,07 60,82±0,78 60,22±0,38

combinação OPF 73,28±1,02 73,89±1,30 70,01±0,62 71,35±0,55 56,14±0,12

OPFCS 73,72±0,95 74,95±1,59 68,87±0,62 72,17±0,48 56,02±0,33

OPFFFA 73,26±1,93 75,17±1,57 69,02±0,71 72,02±0,39 56,37±0,84

OPFHS 73,93±0,40 75,24±1,50 69,22±0,55 72,16±0,63 56,10±0,10

OPFPSO 73,73±0,59 75,06±1,58 68,97±0,73 72,15±0,47 56,21±0,20

Tabela 7.8: Valores F-measure e seu desvio padrão para todas as bases considerando o OPF∗,

combinação OPF e poda de conjunto sob diferentes técnicas de otimização. As técnicas mais preci-

sas são destacadas em negrito, conforme teste de Wilcoxon.

Abordagem Base de dados

CBERS-2B GEOEYE IKONOS-2 MS LANDSAT-5 TM Indian Pines

OPF∗ 0,4186±0,02 0,5947±0,01 0,6766±0,00 0,4139±0,03 0,4114±0,06

combinação OPF 0,6210±0,02 0,7053±0,00 0,6206±0,00 0,6809±0,02 0,4571±0,03

OPFCS 0,6365±0,02 0,7027±0,01 0,6021±0,00 0,7112±0,02 0,4599±0,00

OPFFFA 0,6311±0,04 0,7035±0,01 0,6020±0,01 0,7045±0,01 0,4613±0,01

OPFHS 0,6430±0,01 0,7040±0,01 0,6046±0,00 0,7087±0,02 0,4416±0,03

OPFPSO 0,6405±0,01 0,7042±0,01 0,6016±0,00 0,7122±0,01 0,4619±0,00

Como pode ser observado, a poda de conjunto OPFs obteve os melhores resultados em al-

guns conjuntos de dados, exceto para as bases IKONOS-2 MS e Indian Pines, que são melhores

classificadas pelo OPF∗, como pode ser observado na Tabela 7.7. No entanto, com relação à

análise estatı́stica F-measure, a poda de conjunto OPFs obteve os melhores resultados em quase

todas as bases de dados, exceto o conjunto de dados IKONOS-2 MS, como pode ser observado

na Tabela 7.8. Cabe destacar que todas as bases de dados das imagens que foram utilizadas

para essa proposta apresentam classes desbalanceadas e, diante disso, as técnicas podem ser

melhor aferidas quando avaliadas por outros métodos, tal como F-measure. É valido notar

que a estratégia de poda de conjunto pode ser mais eficaz quando aplicada em problemas mais
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complexos, caso contrário, os resultados podem mostrar baixa generalização dos dados, como

observado na base de dados IKONOS-2 MS.

Além do teste de Wilcoxon utilizado para destacar as diferenças das técnicas comparadas

nas Tabelas 7.7 e 7.8, utilizou-se, também, o teste estatı́stico de Friedman para ranquear as

técnicas, bem como o teste de Nemenyi para indicar a diferença crı́tica entre as abordagens. Na

Figura 7.4, é apresentada a análise estatı́stica considerando os resultados da acurácia e análise

F-measure para a abordagem proposta. Conforme apontado pelo teste estatı́stico de Nemenyi

na Figura 7.4a as abordagens que utilizam poda são consideradas as mais eficazes. Isso reflete

que a poda de conjunto utilizando classificadores OPFs alcançou uma das melhores taxas de

acurácia na maioria dos conjuntos de dados. Além disso, a abordagem HS pode ser conside-

rada a técnica mais precisa. Entretanto, o teste estatı́stico não apontou uma diferença crı́tica

entre as abordagens meta-heurı́sticas com a combinação OPF e o OPF∗, ou seja, isso significa

que elas apresentaram um comportamento semelhante. Com respeito aos valores F-measure

(Figura 7.4b), as técnicas PSO e HS são apontadas como as mais eficazes, destacadas pelo pri-

meiro grupo. Na sequência, no segundo grupo, as técnicas HS, CS, FFA e combinação OPF são

consideradas similares. Por fim, o OPF∗ mostrou-se o menos preciso comparado com as outras

abordagens considerando os valores de F-measure.

123456

OPF*
combinação OPF

OPFCS OPFPSO
OPFFFA
OPFHS

CD= 0.8706
123456

OPF*
OPFFFA
OPFCS combinação OPF

OPFHS
OPFPSO

CD= 0.8706

(a) (b)

Figura 7.4: Resultados do teste de Nemenyi para uma comparação do OPF∗ e combinação OPF
contra a poda de conjunto utilizando classificadores OPFs e suas variações sob diferentes técnicas

de otimização com base nos resultados da (a) acurácia e nos valores de (b) F-measure em todos os

conjuntos de dados de imagem. Grupos similares (p = 0,05) são conectados.

A Figura 7.5a apresenta o tempo de processamento exigido para treinamento e validação

de acordo com o teste de Nemenyi. Dentre as técnicas avaliadas, FFA e PSO são consideradas

similares e OPF utilizando CS mostrou-se a mais custosa computacionalmente. Na média, a

estratégia de poda utilizando HS foi aproximadamente 3,5327 vezes mais lenta que o OPF∗

na etapa de treinamento com validação. No que diz respeito ao tempo de classificação (Fi-

gura 7.5b), o grupo formado pelas técnicas de otimização pontuaram como as mais rápidas,

sendo a técnica PSO a mais eficiente quanto à classificação, visto que um número menor de clas-

sificadores em relação ao conjunto original foram considerados “habilitados”. E, na sequência,
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o último grupo formado pelo OPF∗ e combinação OPF são relacionados como os menos efici-

entes para etapa de teste. Na média, HS foi cerca de 2,6457 vezes mais rápido do que o OPF∗,

ou seja, menos classificadores foram utilizados. É válido destacar que a abordagem utilizando

HS demonstrou resultados interessantes no teste estatı́stico de acordo com a taxa de reconheci-

mento (Figura 7.4), além de apresentar uma boa eficiência na etapa de treinamento (treinamento

com validação) e na etapa de classificação.
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Figura 7.5: Resultados do teste de Nemenyi para uma comparação do OPF∗ e combinação OPF

contra a poda de conjunto utilizando classificadores OPFs e suas variações sob diferentes técnicas

de otimização com base no tempo de processamento para: (a) etapa treinamento (treinamento e

validação) e (b) etapa de teste. Grupos similares (p = 0,05) são conectados.

As Figuras 7.6, 7.7 ,7.8, 7.9 e 7.10 apresentam algumas imagens classificadas com o OPF∗,

combinação OPF e poda de conjunto utilizando HS (uma das técnicas considerada a mais pre-

cisa na maioria das bases avaliadas), considerando CBERS-2B, LANDSAT-5 TM, IKONOS-2

MS, GEOEYE e Indian Pines, respectivamente. Além disso, para cada imagem é apresentada a

sua matriz de confusão correspondente, o que esclarece que as abordagens por combinação OPF

e sua versão com “poda” podem melhorar os resultados de classificação. É evidente que os re-

sultados das técnicas que utilizam meta-heurı́stica e combinação OPF são mais assertivas do

que o OPF∗ quando se considera as imagens rotuladas (Figura 7.3), exceto para a Figura 7.8 e

Figura 7.10 (base KONOS-2 MS e Indian Pines), em que o OPF∗ foi mais efetivo.
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Figura 7.6: Imagens do satélite CBERS-2B classificadas usando (a) OPF∗, (b) combinação OPF e

(c) poda usando HS, e as partes (d), (e) e (f) correspondem as suas matrizes de confusão, respecti-

vamente.
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Figura 7.7: Imagens do satélite LANDSAT-5 TM classificadas usando (a) OPF∗,

(b) combinação OPF e (c) poda usando HS, e as partes (d), (e) e (f) correspondem as suas
matrizes de confusão, respectivamente.
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Figura 7.8: Imagens do satélite IKONOS-2 MS classificadas usando (a) OPF∗, (b) combinação OPF

e (c) poda usando HS, e as partes (d), (e) e (f) correspondem as suas matrizes de confusão, respec-

tivamente.
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Figura 7.9: Imagens do satélite GEOEYE classificadas usando (a) OPF∗, (b) combinação OPF e
(c) poda usando HS, e as partes (d), (e) e (f) correspondem as suas matrizes de confusão, respecti-

vamente.
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Figura 7.10: Imagens do satélite Indian Pines classificadas usando (a) OPF∗, (b) combinação OPF

e (c) poda usando HS, e as partes (d), (e) e (f) correspondem as suas matrizes de confusão, respec-

tivamente.
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Além disso, uma outra análise que pode ser explorada é o método Andrews curves, o

qual permite compreender a contiguidade dos dados em um espaço n-dimensional e identifi-

car padrões distintos entre as classes, conforme representado pela Figura 7.11. Observe que

na Figura 7.11a (base IKONOS-2 MS) os padrões apresentam um comportamento menos com-

plexo que pode ser melhor classificado sem a estratégia de combinação ou poda de conjunto de

classificadores, como observado pelo OPF∗ nas Tabelas 7.7 e 7.8. Na sequência, a Figura 7.11b

(base CBERS-2B) apresenta um padrão mais complexo, sendo melhor classificado por meio

da estratégia de poda de classificadores. Com base nisso, pode-se estabelecer que conjuntos

de dados complexos e com considerável sobreposição de amostras de diferentes classes po-

dem ser melhores classificados pela abordagem de poda usando meta-heurı́stica, isso devido ao

subconjunto quase-ótimo de classificadores fornecido pelo processo de otimização.
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Figura 7.11: Representação dos dados utilizando o método Andrews curves com respeito à base

(a) IKONOS-2 MS e (b) CBERS-2B no intervalo de −π < t < π
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7.2 Comparação entre Máquina de Vetores de Suporte e OPF

Além disso, foi comparada a abordagem proposta com a técnica SVM e SVM usando a

mesma estratégia de poda de conjunto proposto nesse capı́tulo. A ideia é realizar o mesmo

procedimento usando o processo de otimização por meta-heurı́stica para SVM com kernel

RBF. Para cumprir esta finalidade, foi aplicada a mesma metodologia, ou seja, intervalo de

20:10:70 para treinamento, validação e teste dos conjuntos, respectivamente, repetidos 15 vezes

(validação cruzada). Os parâmetros para SVM foram otimizados em um conjunto de validação

usando uma busca em grade (grid-search) (γ ∈ {0.001,0.01,0.1,1} e C ∈ {1,10,100,1000}).

Com relação às técnicas de meta-heurı́sticas, foi considerada a poda SVM usando apenas HS,

uma vez que esta abordagem foi considerada a mais precisa na maioria dos conjuntos de dados.

Os parâmetros da HS para a poda de conjunto SVM foram os mesmos usados na Seção 7.1.

As Tabelas 7.9 e 7.10 apresentam a taxa de reconhecimento e os resultados dos valores de

F-measure, respectivamente. Os valores em negrito representam as técnicas mais precisas de

acordo com o teste Wilcoxon.

Tabela 7.9: Acurácia média dos resultados (%) e seu desvio padrão para todas as bases conside-

rando o SVM padrão e a estratégia de poda com classificadores OPFs e SVMs utilizando a técnica

HS. As técnicas mais precisas são destacadas em negrito, conforme teste de Wilcoxon.

Abordagem Base de dados

CBERS-2B GEOEYE IKONOS-2 MS LANDSAT-5 TM Indian Pines

OPFHS 73,93±0,40 75,24±1,50 69,22±0,55 72,16±0,63 56,10±0,10

SVMHS 76,15±0,48 76,38±0,24 68,28±0,33 73,92±0,72 50,00±0,00

SVM 76,77±0,30 76,51±0,13 68,64±0,48 74,58±0,37 50,00±0,00

Tabela 7.10: Média dos valores de F-measure e seu desvio padrão para todas as bases considerando

o SVM padrão e a estratégia de poda com classificadores OPFs e SVMs utilizando a técnica HS.

As técnicas mais precisas são destacadas em negrito, conforme teste de Wilcoxon.

Abordagem Base de dados

CBERS-2B GEOEYE IKONOS-2 MS LANDSAT-5 TM Indian Pines

OPFHS 0,6430±0,01 0,7040±0,01 0,6046±0,00 0,7087±0,02 0,4416±0,03

SVMHS 0,6311±0,01 0,5884±0,00 0,4307±0,01 0,5449±0,01 0,0399±0,00

SVM 0,6421±0,00 0,5911±0,00 0,4384±0,01 0,5580±0,01 0,0399±0,00

Conforme mostrado pelas Tabelas 7.9 e 7.10, a proposta de poda aplicada ao classificador

SVM não apresentou resultados significativos em comparação com as outras abordagens ava-

liadas, enquanto que o SVM sem poda foi mais bem avaliado considerando a acurácia, como
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pode ser observado na Figura 7.12a de acordo com o teste de Nemenyi. Contudo, com relação

aos valores de F-measure (Tabela 7.10) a abordagem OPF utilizando poda apresentou os me-

lhores resultados em todas as bases de dados avaliadas, como pode ser observado pelo teste de

Nemenyi na Figura 7.12b. A baixa generalização das bases IKONOS-2 MS e Indian Pines pode

ser devida a baixa complexidade dos conjuntos de dados, bem como um pequeno número de

amostras.
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Figura 7.12: Resultados do teste de Nemenyi considerando o SVM padrão e a estratégia de poda

com classificadores OPFs e SVMs utilizando a técnica HS para: (a) acurácia e (b) valores d F-

measure. Grupos similares (p = 0,05) são conectados.

A Figura 7.13 apresenta a matriz de confusão concernente à todas as bases de dados para

a abordagem SVM sem poda, visto ser melhor pontuado nos testes estatı́sticos em comparação

com a estratégia de poda utilizando SVM. Como pode ser observado na Figura 7.13e (Indian Pi-

nes), o classificador SVM apresentou uma baixa generalização, classificando incorretamente a

maioria das amostras. Entretanto, são necessários mais trabalhos para abordar algumas questões

importantes relacionadas ao SVM usando a poda de conjunto, como diferentes kernels e outras

estratégias.
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Figura 7.13: Matriz de confusão para SVM sem poda de classificadores para as bases (a) CBERS-

2B, (b) LANDSAT-5 TM, (c) IKONOS-2 MS, (d) GEOEYE e (e) Indian Pines, respectivamente.
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Com relação à carga computacional, nas Figuras 7.14a e Figuras 7.14b são mostrados o

teste estatı́stico de Nemenyi para o tempo de treinamento (treinamento com validação) e tempo

de teste, respectivamente. A etapa de treinamento usando bagging com poda de classificado-

res (SVMHS) mostrou ser eficiente quando comparada ao procedimento de treinamento sobre

todo conjunto Z1 ∪Zv para um único classificador (treinamento do SVM tradicional), como

evidenciado na Figura 7.14a. Enquanto isso, na Figura 7.14b é mostrado o teste estatı́stico para

o tempo na etapa de classificação; elencando a abordagem SVMHS como a mais rápida, em

segundo lugar a abordagem proposta utilizando classificadores OPFs (OPFHS) e, por último,

como a mais custosa computacionalmente desse comparativo, a abordagem SVM tradicional.

123

OPF HS
SVM

SVM HS

CD= 0.3827

123

SVM
OPFHS

SVMHS

CD= 0.3827

(a) (b)

Figura 7.14: Resultados do teste de Nemenyi considerando o SVM padrão e a estratégia de poda

com classificadores OPFs e SVMs utilizando a técnica HS para o tempo de (a) treinamento (trei-

namento com validação) e tempo de (b) teste. Grupos similares (p = 0,05) são conectados.

7.3 Conclusões

Neste capı́tulo foi apresentada a poda de conjunto considerando o classificador OPF para

classificação de imagens de sensoriamento remoto. A ideia consiste em investigar a eficiência

e eficácia da proposta de poda de conjunto aplicada em problemas complexos, que requerem

um tempo considerável para encontrar um subconjunto adequado. Para esse propósito, utilizou-

se a estratégia de bagging com nove classificadores OPFs associada a um procedimento de

poda modelada como uma tarefa de otimização baseada em algoritmos meta-heurı́sticos, tal

como CS, FFA, HS e PSO. Além disso, para uma análise comparativa da proposta, foi também

avaliada a estratégia de poda aplicada em classificadores SVMs.

Conforme investigado nesse capı́tulo, os testes evidenciaram que a estratégia de poda apli-

cada em classificadores OPFs mostrou-se significativa, pontuando os melhores resultados em

comparação com o OPF padrão e OPF utilizando combinação de classificadores sem poda para

a maioria das bases avaliadas. Cabe destacar que a vantagem da abordagem proposta é relevante

quando aplicada a problemas considerados complexos com alta sobreposição de amostras. É

válido destacar que mesmo as técnicas sendo agrupadas como similares em relação a eficácia,
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a abordagem que faz uso da poda com meta-heurı́stica HS foi mais assertiva com um custo

computacional menos distante da abordagem tradicional, mostrando um custo-benefı́cio entre

eficácia e eficiência.

Com relação ao comparativo utilizando o classificador SVM, foi possı́vel estabelecer que a

mesma estratégia de poda aplicada ao classificador SVM não resultou em ganhos significativos

em relação ao SVM tradicional. Com relação a média da acurácia, SVM tradicional foi o

classificador mais bem pontuado, alcançando os melhores resultados em três bases de cinco.

Ademais, considerando os valores de F-measure, a proposta de poda utilizando classificadores

OPFs foi melhor pontuada do que a estratégia de poda usando SVMs e SVM tradicional, visto

que o classificador SVM não apresentou uma boa generalização para algumas bases, como a

Indian Pines. Entretanto, conforme destacado anteriormente, são necessários mais trabalhos

para abordar algumas questões importantes relacionadas ao classificador SVM com poda de

conjunto. Um outro aspecto importante é a ausência de parâmetros do OPF, o que o torna

interessante para a generalização dos dados em poda de conjunto para vários problemas. Assim

sendo, as principais contribuições desse capı́tulo foram:

• investigar a estratégia de poda apresentada no Capı́tulo 6 no contexto de classificação de

imagens de sensoriamento remoto; e

• avaliar a eficiência e eficácia do modelo proposto em comparação ao classificador SVM.



Capı́tulo 8
CLASSIFICADOR DE FLORESTA DE CAMINHOS

ÓTIMOS PROBABILÍSTICO

Este capı́tulo tem por objetivo apresentar uma nova variante do classificador OPF com saı́da

do tipo confidência, visto que a abordagem OPF utiliza saı́da do tipo abstrata, conforme descrito

por Fernandes et al. (FERNANDES et al., 2017).

Conforme mencionado anteriormente (Seção 2.1.1), a saı́da dos algoritmos de classificação

pode ser categorizada em abstrata, ranking e confidência. Classificadores baseados em saı́das

abstratas compreendem à maioria das técnicas que atribuem um rótulo (geralmente um número

inteiro) para cada amostra a ser classificada, enquanto que no modo ranking os possı́veis rótulos

para uma dada amostra são armazenados em uma fila de prioridades de acordo com algum

critério. Por outro lado, as técnicas que utilizam confidência atribuem a probabilidade de uma

determinada amostra ser rotulada por uma dada classe.

As técnicas que utilizam saı́das probabilı́sticas desempenham um papel importante no apren-

dizado de máquina, pois estendem o processo de classificação a um alcance maior do que apenas

os rótulos. Muitas vezes, depara-se com problemas onde é desejável obter alguma probabili-

dade. Considerando o problema da identificação de furto em sistemas de distribuição de energia,

as companhias de energia elétrica consideram muito mais proveitosas monitorar a probabilidade

de um determinado usuário se tornar um possı́vel infrator ao longo do tempo em vez de identi-

ficar o transgressor. Com as probabilidades, a empresa pode adotar uma abordagem preventiva

ao longo do tempo, o que pode ser mais rentável do que simplesmente punir o cliente.

Além disso, com base no tipo de saı́da do classificador, diferentes estratégias de combinação

podem ser aplicadas, tais como votação e votação ponderada. Cabe destacar que algumas abor-

dagens de combinação de classificadores são baseadas no nı́vel de confidência, como abordado
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por Nabavi-Kerizi, Abadi e Kabir (NABAVI-KERIZI; ABADI; KABIR, 2010), que propuseram a

combinação linear de Redes Neurais Artificiais utilizando PSO para calcular os pesos da matriz

do perfil de decisão. Com a saı́da do tipo confidência, novas estratégias de combinação podem

ser investigadas e ganhos significativos podem ser alcançados.

Felizmente, há uma quantidade considerável de técnicas probabilı́sticas na literatura. Um

trabalho realizado por Platt (PLATT, 1999) ampliou o uso das SVMs, que foram primeiro proje-

tadas para lidar com saı́das abstratas, para classificação probabilı́stica. A ideia consiste em usar

as saı́das do classificador SVM para alimentar uma função logı́stica. Portanto, as saı́das iniciais

são mapeadas dentro do intervalo [0,1]. Contudo, para lidar com problemas relacionados ao

número de amostras diferentes por classe (conjunto desbalanceado), o autor utiliza um proce-

dimento de otimização no conjunto de treinamento para encontrar as variáveis que regularizam

o processo de mapeamento da probabilidade do rótulo. Essa técnica é, muitas vezes, referida

como “Platt Scaling”.

Mais tarde, Niculescu-Mizil e Caruana (NICULESCU-MIZIL; CARUANA, 2005) apresentaram

uma comparação muito interessante entre Platt Scaling e Regressão Isotônica (Regression Iso-

tonic) para obter saı́das probabilı́sticas com SVMs. Seu trabalho foi motivado pelo fato de que

as funções logı́sticas podem funcionar bem para várias situações, mas podem não ser apropri-

ada para outros casos. A grosso modo, a Regressão Isotônica visa aprender uma função que

é impelida a crescer de forma monotônica (isotônica), e é alimentada com as saı́das dos valo-

res reais do classificador SVM (ou seja, antes de tomar o sinal da função para classificar uma

amostra como positiva ou negativa). Os autores concluı́ram que a Platt Scaling funciona melhor

com conjuntos de dados de tamanho pequeno, e como a Regressão Isotônica é mais propensa a

overfitting, é recomendável que seja aplicada em grandes conjuntos de dados.

Zadrozny e Elkan (ZADROZNY; ELKAN, 2001) propuseram obter estimativas de probabili-

dade considerando árvores de decisão e classificadores Bayesianos. Com isso, os autores adota-

ram estimativas mais suaves para as árvores de decisão, ou seja, as ajustaram para serem menos

extremas. A suavidade é um meio interessante para lidar com a estimativa de probabilidade,

uma vez que em alguns métodos as probabilidades podem ficar fora do intervalo [0,1], e outros

ajustam para próximo de 0,5 (por exemplo, a correção de Laplace), o que pode não ser inte-

ressante quando as classes das amostras não são equiprováveis. Em seguida, o mesmo grupo

de autores estendeu seu trabalho para lidar com problemas de múltiplas classes (ZADROZNY;

ELKAN, 2002). Outros trabalhos recentes podem ser referenciados (NAPOLI et al., 2015; SOUN-

DARARAJAN; SCHULTZ, 2015; SCHLEIF; GISBRECHT; TINO, 2015), contudo eles se concentram

principalmente na aplicação de classificadores probabilı́sticos ou estudos de comparação e não
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em novas teorias ou abordagens.

Assim sendo, a proposta de uma nova variante do algoritmo OPF que trabalha com saı́das

baseadas em probabilidades preenche uma lacuna importante para o classificador e possibilita

novas estratégias de combinação. A proposta, que inicialmente foi projetada para lidar com

problemas binários, foi comparada com o OPF padrão e SVM probabilı́stico em diferentes

cenários, mostrando resultados significativos. O restante do capı́tulo está organizado da seguinte

forma: a Seção 8.1 apresenta a base teórica do classificador OPF com abordagem probabilı́stica;

a Seção 8.2 descreve a metodologia e os resultados experimentais; e, finalmente, a Seção 8.3

apresenta as conclusões.

8.1 Floresta de Caminhos Ótimos Probabilı́stica

O classificador OPF probabilı́stico é inspirado na abordagem Platt Scaling, que essencial-

mente mapeia as saı́das do algoritmo SVM para estimativas de probabilidade. Portanto, antes

de introduzir a abordagem proposta, é preciso descrever o mecanismo Platt Scaling.

8.1.1 Máquinas de Vetores de Suporte Probabilı́sticas

Considere o conjunto de dados rotulado Z , em que cada amostra xi ∈Z pode ser atribuı́da

à classe ωi ∈ {−1,+1}, i = 1,2, . . . , |Z |. Platt propõe aproximar a probabilidade a posteriori

P(ωi = 1|xi), conforme segue (PLATT, 1999):

P(ωi = 1|xi)≈ PA,B( fi) =
1

1+ exp(A fi +B)
, (8.1)

em que fi significa a saı́da (função de decisão) do algoritmo SVM em relação à amostra xi.

Considere θ = (A∗,B∗) o melhor conjunto de parâmetros que podem ser determinados pelo

seguinte problema de máxima verossimilhança:

argmin
θ

F(θ) =−
m

∑
i=1

(ωi log(pi)+(1−ωi) log(1− pi)), (8.2)

em que pi = PA,B( fi) e m representa o número de amostras a serem consideradas. Essencial-

mente, a equação acima representa a função de custo do classificador por Regressão Logı́stica.

Para evitar overfitting, Platt propôs regularizar a Equation 8.2 da seguinte maneira:
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argmin
θ

F(θ) =−
m

∑
i=1

(ti log(pi)+(1− ti) log(1− pi)), (8.3)

onde ti é formulado como segue:

ti =

{

N++1
N++2 Se ωi =+1

1
N−+2 Se ωi =−1.

(8.4)

Na formulação acima, N+ e N− representam o número de amostras positivas e negativas, res-

pectivamente. Em suma, ti pode ser usado para lidar com conjuntos de dados desbalanceados.

8.1.2 Máquinas de Vetores de Suporte Probabilı́sticas Modificada

Aproximadamente uma década depois do trabalho de Platt, Lin et al. (LIN; LIN; WENG, 2007)

demostraram algumas instabilidades numéricas relacionadas à Equação 8.3:

• é conhecido que as funções log e exp podem facilmente causar um estouro de memória

(overflow), uma vez que exp(A fi +B)→ ∞ quando A fi +B é grande o suficiente. Além

disso, log(pi)→−∞ quando pi→ 0.

• de acordo com Goldberg (GOLDBERG, 1991), 1− pi = 1− 1
1+exp(A fi+B) é um “cancela-

mento catastrófico” quando pi é próximo de 1. Esse termo decorre do fato de subtrair

dois números relativamente próximos que já são resultados de operações anteriores de

ponto flutuante. Lin et al. (LIN; LIN; WENG, 2007) descreveram um exemplo interessante:

suponha fi = 1 e (A,B) = (−64,0). Nesse caso, 1− pi retorna 0, mas a formulação equi-

valente
exp(A fi+B)

1+exp(A fi+B) fornece um resultado mais preciso. Além disso, o mesmo grupo de

autores afirmou que o cancelamento acima mencionado induz a maioria das ocorrências

log(0).

Para lidar com a situação acima mencionada, Lin et al. (LIN; LIN; WENG, 2007) propuseram

reformular a função de custo F(θ) da seguinte maneira:
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F(θ) = −
m

∑
i=1

(ti log(pi)+(1− ti) log(1− pi)) (8.5)

=
m

∑
i=1

((ti−1)(qi)+ log(1+ exp(qi))) (8.6)

=
m

∑
i=1

(tiqi + log(1+ exp(−A fi−B))), (8.7)

em que qi = A fi +B. Portanto, considerando a formulação acima, 1− pi e log(0) não aconte-

cem1.

No entanto, mesmo usando as Equações 8.6 e 8.7, o problema de overflow ainda pode

ocorrer. Para lidar com isso, Lin et al. (LIN; LIN; WENG, 2007) propuseram aplicar a Equação 8.7

quando A fi +B≥ 0; caso contrário, deve-se usar a Equação 8.6.

8.1.3 Abordagem Proposta para Saı́das Probabilı́sticas

Nesta seção, são apresentados os conceitos teóricos sobre OPF probabilı́stico, denomi-

nado aqui como P-OPF. Uma vez que para cada amostra durante a etapa de treinamento e

de classificação com OPF o custo atribuı́do é positivo (Equação 3.3), são necessários pequenos

ajustes em relação à Equação 8.1, que pode ser reescrita para acomodar os requisitos do OPF:

P(ω̂i = ωi|xi)≈ PA,B(Ci) =
1

1+ exp(AωiCi +B)
, (8.8)

em que Ci representa o custo atribuı́do à amostra xi durante a etapa de treinamento ou classificação

do OPF, e ω̂i significa o rótulo previsto pelo classificador. Basicamente, substituiu-se fi por

ωiCi, uma vez que a função de custo Ci não possui sinal, enquanto sgn( fi) ∈ {−,+}.

O raciocı́nio diante da abordagem proposta é assumir que, quanto menor for o custo atribuı́do

à amostra xi, ou seja, Ci, maior será a probabilidade de essa amostra ser corretamente classi-

ficada. Essa ideia que é semelhante a técnica utilizada por Platt, uma vez que quanto maior

fi (mais distante é uma amostra do limite de decisão), mais provável que a amostra pertença à

classe +1 (lado positivo) ou −1 (lado negativo).

A função de custo F(θ) precisa ser reformulada para considerar o modelo P-OPF, conforme

segue:

1Para uma explicação detalhada e completa sobre as formulações matemáticas, considere o trabalho de Lin et
al. (LIN; LIN; WENG, 2007).
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F(θ) = −
m

∑
i=1

(ti log(pi)+(1− ti) log(1− pi)) (8.9)

=
m

∑
i=1

((ti−1)(qi)+ log(1+ exp(qi))) (8.10)

=
m

∑
i=1

(tiqi + log(1+ exp(−AωiCi−B))), (8.11)

em que pi = PA,B(Ci). Por último, mas não menos importante, é preciso utilizar o artifı́cio

proposto por Lin et al. (LIN; LIN; WENG, 2007), isto é, se AωiCi +B ≥ 0, então deve-se usar
exp(−AωiCi−B)

1+exp(−AωiCi−B) ; caso contrário, deve-se usar 1
1+exp (AωiCi+B) .

Depois de aprender os parâmetros A e B, calcula-se a probabilidade de cada amostra per-

tencer à classe +1, ou seja, P(ωi = 1|xi). Se P(ωi = 1|xi)> P(ωi = 0|xi), então P-OPF atribui

a classe +1 a essa amostra; caso contrário, a amostra é atribuı́da à classe −1. Neste trabalho

foi adotado Θ = 0,5, uma vez que lida com uma única chance. No entanto, pode-se ajustar

facilmente esse limite por meio de uma busca linear ou qualquer outro algoritmo de otimização.

O Algoritmo 9 implementa o classificador OPF probabilı́stico.

A linha 1 executa o algoritmo de treinamento OPF apresentado na Seção 3.1.1, retornando,

respectivamente, a floresta de caminhos ótimos (P), o mapa de rótulos (L), o mapa dos custos

(C) e o conjunto de treinamento ordenado pelo mapa de custos (Ẑ1). A linha 2 classifica o

conjunto de validação (Zv) de acordo com o procedimento descrito na Seção 3.1.2 e o laço nas

Linhas 12− 25 é responsável pela otimização dos parâmetros A e B, isto é, visa computar o

melhor conjunto de parâmetros θ empregando uma busca em grade nos intervalos A ∈ [LA,UA]

e B ∈ [LB,UB], onde LA e UA representam os limites inferiores e superiores considerando o

parâmetro A. O mesmo pode ser definido para a variável B. Finalmente, a linha 26 armazena

o melhor conjunto de parâmetros θ , que são utilizados para calcular a probabilidade de cada

amostra do conjunto de teste (Z2) nas Linhas 27−31.
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Algoritmo 9 – FLORESTA DE CAMINHOS ÓTIMOS UTILIZANDO PROBABILIDADE

ENTRADA: Um conjunto λ -rotulado de treinamento Z1 e validação Zv, um con-

junto de teste Z2, e valores no intervalo [LA,UA] e [LB,UB] concernente

aos parâmetros A e B, respectivamente.

SAÍDA: Probabilidade para cada amostra em Z2.

1. [P,L,C,Ẑ1]← Algoritmo 4 (Z1).

2. [P̂, L̂,Ĉ]← Algoritmo 5 ([P,L,C,Ẑ1],Zv).

3. N+← 0 e N− ← 0.

4. Para cada v ∈Zv, Faça

5. Se λ (v) = +1, Então

6. N+← N++1.

7. Caso contrário

8. N− ← N−+1.

9. t+← N++1
N++2 .

10. t− ← 1
N−+2 .

11. A⋆← 0, B⋆← 0, minF←+∞.

12. Para cada Ai ∈ [LA,UA],B j ∈ [LB,UB], Faça

13. Para cada v ∈Zv, Faça

14. Se λ (v) = +1, Então

15. t← t+.

16. Caso contrário

17. t← t−.

18. Se AiCv +B j ≥ 0, Então

19. Fi j← Fi j +(t(Aiλ (v)Cv +B j)+ log(1+ exp(−Aiλ (v)Cv−B j))).

20. Caso contrário

21. Fi j← Fi j +(t−1)∗ (Aiλ (v)Cv +B j)+ log(1+ exp(Aiλ (v)Cv +B j)).

22. Se Fi j <minF, Então

23. minF← Fi j.

24. A∗ ← Ai.

25. B∗ ← B j.

26. θ ← (A⋆,B⋆)

27. Para cada i ∈Z2, Faça

28. Se (A⋆λ (i)Ci +B⋆)≥ 0, Então

29. Pi← exp(−A⋆λ(i)Ci−B⋆)
1+exp(−A⋆λ(i)Ci−B⋆) .

30. Caso contrário

31. Pi← 1
1+exp (A⋆λ(i)Ci+B⋆) .
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8.2 Metodologia e Resultados Experimentais

Esta seção apresenta a metodologia e os experimentos empregados para validar a efetivi-

dade e eficiência da abordagem proposta. Para isso, na seção 8.2.1, avalia-se a eficácia do

P-OPF contra OPF padrão (denominado como OPF∗) em alguns problemas de classificação.

Além disso, na seção 8.2.2, é comparada a abordagem proposta contra o classificador SVM

probabilı́stico.

8.2.1 Validação da Proposta sobre conjuntos de dados de propósito geral

Para ajustar os parâmetros A e B, foram utilizadas duas estratégias diferentes, sendo uma

delas baseada em meta-heurı́sticas e outra puramente matemática. Com relação às técnicas

meta-heurı́sticas, optou-se pelo PSO (KENNEDY; EBERHART, 2001), a seguir designado por P-

OPF-PSO, e em relação à abordagem matemática usou-se o método de busca linear conhecido

como Newton Backtracking - NB2 para resolver a Equação 8.2, a seguir designado por P-OPF-

NB, como descrito por Lin et al. (LIN; LIN; WENG, 2007). Para estudar o comportamento do

P-OPF em diferentes cenários, foram utilizados dois conjuntos de dados sintéticos (synhetic01,

synthesis02), dois conjuntos de dados relativos à detecção de furto de energia (comercial e

industrial) (PEREIRA et al., 2016), bem como onze bases de dados públicas3. Cabe destacar

que esses conjuntos de dados têm sido utilizados com frequência para avaliação de diferentes

métodos de classificação. Os conjuntos de dados foram normalizados da seguinte forma:

t′ =
t−µ

ρ
, (8.12)

onde µ denota a média e ρ significa seu desvio padrão. Além disso, t e t ′ correspondem às

caracterı́sticas originais e normalizadas, respectivamente. A Tabela 8.1 apresenta as principais

caracterı́sticas de cada conjunto de dados.

Com relação à metodologia, cada conjunto de dados foi particionado em três subconjuntos:

(i) conjunto de treinamento com 40%; (ii) conjunto de validação com 10%; e (iii) conjunto de

teste com 50%, a seguir denominados como 40:10:50. Para cada intervalo, os conjuntos de trei-

namento, validação e teste foram selecionados aleatoriamente e o processo foi repetido 15 vezes

(validação cruzada)4. É importante destacar que o OPF∗ foi treinado utilizando Z1∪Zv consi-

derando as três etapas acima mencionadas. Depois de otimizados os parâmetros, as abordagens

2Para mais detalhes do algoritmo Newton Backtracking considere o estudo de Lin et al. (LIN; LIN; WENG, 2007).
3http://www.csie.ntu.edu.tw/~cjlin/libsvmtools/datasets/
4Observe que as porcentagens foram escolhidas empiricamente.
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Tabela 8.1: Descrição das bases de dados

Base de dados # amostras # caracterı́sticas # classes

Statlog-Australian 690 14 2

Comercial 4.952 8 2

Industrial 3.182 8 2

UCI-Breast-Cancer 683 10 2

Pima-Indians-Diabetes 768 8 2

Statlog-German 1.000 24 2

Statlog-Heart 270 13 2

UCI-Hepatitis 155 19 2

IJCNN1 141.691 22 2

UCI-Ionosphere 351 34 2

UCI-Liver-disorders 345 6 2

UCI-Madelon 2.600 500 2

UCI-Phishing 11.055 68 2

Synthetic01 1.000 2 2

Synthetic02 1.000 2 2

P-OPF-PSO e P-OPF-NB foram treinadas mais uma vez usando o conjunto de treinamento ori-

ginal (ou seja, o mesmo usado pelo OPF∗). Para comparar a abordagem proposta, foi calculada

a acurácia média e o tempo de execução para, em seguida, serem analisadas por meio do teste

estatı́stico de Wilcoxon (com significância de 0,05).

Com relação às técnicas de otimização, considerando a técnica PSO, foram utilizos 20

agentes (soluções iniciais), c1 = 1,4, c2 = 0,6, ξ = 0,5, e 100 iterações. O espaço de busca A×B

foi definido dentro de intervalo [−5,5]× [−5,5]. Mais uma vez, esses valores foram escolhidos

empiricamente. Para o método de Newton, utilizou-se um número máximo de iterações de 100,

etapa mı́nima para busca linear de 1e−07 e σ = 1e−07.

Na Tabela 8.2 é apresentada a acurácia média e o desvio padrão para todos os conjuntos de

dados avaliados, sendo as taxas de acurácia calculadas de acordo com (PAPA; FALCÃO; SUZUKI,

2009), e na Tabela 8.3 é apresentada a média dos valores de F-measure relativos ao mesmo

grupo avaliado. As técnicas mais precisas, considerando o teste de Wilcoxon, são destacadas

em negrito. Como se pode observar, o OPF∗ obteve os melhores resultados em quase todos os

conjuntos de dados, exceto “Statlog-Australian”, que pode ser melhor classificado pelo P-OPF

usando o método de Newton. No entanto, é válido observar que o OPF probabilı́stico proposto

obteve resultados competitivos.
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Tabela 8.2: Acurácia média dos resultados (%) e seu desvio padrão para todas as bases conside-

rando o OPF∗ e P-OPF sob diferentes técnicas de otimização.

Base de dados OPF∗ P-OPF-NB P-OPF-PSO

Statlog-Australian 77,52±1,25 77,76±1,22 77,52±1,25

Comercial 81,57±1,53 61,61±5,33 81,57±1,53

Industrial 79,77±1,75 58,89±3,04 79,75±1,76

UCI-Breast-Cancer 93,92±1,07 93,72±1,10 93,92±1,07

Pima-Indians-Diabetes 65,72±0,97 65,61±1,02 65,72±0,97

Statlog-German 61,09±2,71 61,00±2,69 61,09±2,71

Statlog-Heart 77,27±3,92 77,27±3,92 66,20±22,28

UCI-Hepatitis 69,80±4,36 69,80±4,36 48,16±20,19

IJCNN1 94,08±0,23 93,75±0,26 94,08±0,23

UCI-Ionosphere 79,12±2,72 77,41±2,97 64,22±25,56

UCI-Liver-disorders 58,70±3,38 57,80±4,33 56,61±5,58

UCI-Madelon 53,01±1,12 53,01±1,12 52,52±1,99

UCI-Phishing 92,14±0,89 88,86±2,00 89,68±0,89

Synthetic01 60,27±1,46 56,09±3,90 60,27±1,46

Synthetic02 90,08±1,08 88,73±1,54 90,08±1,08

Tabela 8.3: Valores F-measure e seu desvio padrão para todas as bases considerando o OPF∗ e

P-OPF sob diferentes técnicas de otimização.

Base de dados OPF∗ P-OPF-NB P-OPF-PSO

Statlog-Australian 0,8051±0,0125 0,8080±0,0118 0,8051±0,0125

Comercial 0,9797±0,0016 0,9726±0,0011 0,9797±0,0016

Industrial 0,9728±0,0021 0,9692±0,0013 0,9726±0,0020

UCI-Breast-Cancer 0,9626±0,0070 0,9616±0,0070 0,9626±0,0070

Pima-Indians-Diabetes 0,5486±0,0165 0,5462±0,0175 0,5486±0,0165

Statlog-German 0,4543±0,0397 0,4529±0,0395 0,4543±0,0397

Statlog-Heart 0,7464±0,0459 0,7464±0,0459 0,6377±0,2184

UCI-Hepatitis 0,5298±0,0740 0,5298±0,0740 0,3410±0,1591

IJCNN1 0,9916±0,0002 0,9912±0,0002 0,9916±0,0002

UCI-Ionosphere 0,7344±0,0428 0,7067±0,0486 0,6111±0,2187

UCI-Liver-disorders 0,5229±0,0382 0,5060±0,0614 0,5095±0,0413

UCI-Madelon 0,5517±0,0108 0,5517±0,0108 0,5372±0,0388

UCI-Phishing 0,9125±0,0101 0,8748±0,0245 0,8851±0,0103

Synthetic01 0,6108±0,0150 0,4527±0,2738 0,6108±0,0150

Synthetic02 0,9011±0,0107 0,8867±0,0161 0,9011±0,0107
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Referente à análise F-measure, o comportamento foi considerado semelhante ao obtido

pela acurácia (Tabela 8.2), com exceção do conjunto de dados “Synthetic01”, que foi bem clas-

sificado por todas as técnicas, como pode ser observado na Tabela 8.3. Ambos classificadores

P-OPF e OPF∗ mostraram resultados próximos em 13 de 15 conjuntos de dados referentes aos

resultados da acurácia. Somente as bases “Industrial” e “UCI-Phishing” foram melhor classi-

ficadas utilizando OPF∗. No geral, o P-OPF usando PSO foi mais eficaz do que a abordagem

P-OPF-NB para encontrar o melhor conjunto de parâmetros. Vale ressaltar que o P-OPF não

superou o classificador OPF∗, mas mostrou resultados interessantes, já que o P-OPF conseguiu

explorar as estimativas de probabilidade.

Na Tabela 8.4 é apresentada a carga computacional média (em segundos) para as fases de

treinamento e validação relativas ao OPF∗ e P-OPF com busca de parâmetros. Uma vez que

o PSO é uma técnica baseada em enxames, o que significa que todas as soluções possı́veis

(agentes) são atualizadas a cada iteração, é esperado que apresentará um custo maior do que a

técnica NB.

Tabela 8.4: Tempo de treinamento e validação (em segundos) considerando OPF∗ e P-OPF sob

diferentes técnicas de otimização.

Base de dados OPF∗ P-OPF-NB P-OPF-PSO

Statlog-Australian 0,0120±0,0032 0,0192±0,0018 0,0376±0,0033

Comercial 0,3701±0,0017 0,6784±0,0010 0,8148±0,0182

Industrial 0,1554±0,0021 0,2816±0,0021 0,3644±0,0032

UCI-Breast-Cancer 0,0125±0,0006 0,0168±0,0020 0,0358±0,0032

Pima-Indians-Diabetes 0,0149±0,0011 0,0203±0,0020 0,0439±0,0024

Statlog-German 0,0224±0,0018 0,0369±0,0024 0,0646±0,0026

Statlog-Heart 0,0028±0,0007 0,0056±0,0007 0,0146±0,0014

UCI-Hepatitis 0,0010±0,0001 0,0021±0,0003 0,0104±0,0027

IJCNN1 441,45±5,15 860,17±16,93 868,63±21,35

UCI-Ionosphere 0,0055±0,0013 0,0089±0,0024 0,0195±0,0033

UCI-Liver-disorders 0,0034±0,0005 0,0054±0,0013 0,0168±0,0020

UCI-Madelon 0,7191±0,0091 1,3565±0,0100 1,4216±0,0122

UCI-Phishing 3,5049±0,0184 6,5220±0,0193 6,7649±0,0172

Synthetic01 0,0180±0,0020 0,0287±0,0015 0,0570±0,0027

Synthetic02 0,0209±0,0009 0,0308±0,0020 0,0600±0,0031

Além do teste de Wilcoxon, utilizou-se o teste estatı́stico de Friedman para ranquear as

abordagens, bem como o teste de Nemenyi para indicar a diferença crı́tica entre elas. Conforme

apresentado na Figura 8.1, para acurácia (Figura 8.1a) e valores F-measure (Figura 8.1b), o

OPF∗ foi considerado o mais assertivo de acordo com o teste estatı́stico. Isso reflete que o OPF∗

alcançou os melhores valores de acurácia na maioria das bases. Contudo, o teste estatı́stico não

apontou uma diferença crı́tica entre OPF∗, P-OPF-PSO e P-OPF-NB, o que significa que as
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abordagens comparadas apresentam um comportamento semelhante, evidenciando, assim, que

a probabilidade aplicada ao classificador OPF não interfere negativamente no seu comporta-

mento, mostrando ser uma proposta interessante para estratégias mais robustas de combinação

de classificadores.

123

P-OPF-NB
P-OPF-PSO

OPF*

CD=0.8558

123

P-OPF-NB
P-OPF-PSO

OPF*

CD=0.8558

(a) (b)

Figura 8.1: Comparação entre OPF∗ e P-OPF considerando o teste estatı́stico de Nemenyi para:
(a) acurácia e (b) valores d F-measure. Grupos similares (p = 0,05) são conectados.

Na Figura 8.2 é apresentada a análise estatı́stica de Nemenyi da carga computacional para

o tempo de treinamento (treinamento com validação). Conforme mencionado anteriormente, a

técnica PSO compreende um algoritmo de maior complexidade computacional em comparação

com a busca linear NB, por isso pontuou como a mais lenta dentre todas avaliadas. Como

esperado, a abordagem OPF∗ foi considerada a mais rápida em quase todos os conjuntos de

dados. Em média, P-OPF usando o método NB foi aproximadamente 1,947 vezes mais lento

do que OPF∗ nas etapas de treinamento com validação, enquanto que P-OPF usando PSO foi

cerca de 1,968 vezes mais lento do que OPF∗.
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P-OPF-PSO
P-OPF-NB

OPF*

CD=0.2210

Figura 8.2: Teste estatı́stico de Nemenyi para a tempo de treinamento (treinamento com validação).

Grupos similares (p = 0,05) são conectados.
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8.2.2 Comparação entre Máquina de Vetores de Suporte e Floresta de

Caminhos Ótimos utilizando classificação probabilı́stica

Nesta seção é comparada a abordagem proposta usando PSO (técnica considerada a mais

assertiva na seção anterior) contra o classificador SVM probabilı́stico. A idéia é realizar a

mesma configuração experimental, mas agora considerando um classificador SVM com kernel

RBF e parâmetros ajustados por meio da busca em grade no conjunto de validação5. Para cum-

prir este objetivo, foi aplicado o mesmo procedimento, ou seja, um intervalo de 40:10:50 para o

conjunto de treinamento, validação e teste, respectivamente, repetidos 15 vezes (validação cru-

zada). Nas Tabelas 8.5 e 8.6 são apresentados, respectivamente, a acurácia média e os valores

de F-measure. Os valores em negrito representam as técnicas mais precisas de acordo com o

teste Wilcoxon.

Tabela 8.5: Acurácia média dos resultados (%) e seu desvio padrão considerando os classificadores

P-OPF-PSO e SVM probabilı́stico.

Base de dados P-OPF-PSO SVM probabilı́stico

Statlog-Australian 77,52±1,25 85,39±1,68

Comercial 81,57±1,53 51,85±2,60

Industrial 79,75±1,76 55,05±6,07

UCI-Breast-Cancer 93,92±1,07 96,08±1,36

Pima-Indians-Diabetes 65,72±0,97 68,75±3,63

Statlog-German 61,09±2,71 63,47±2,28

Statlog-Heart 66,20±22,28 81,29±1,88

UCI-Hepatitis 48,16±20,19 57,14±5,62

IJCNN1 94,08±0,23 96,69±0,45

UCI-Ionosphere 64,22±25,56 86,07±5,43

UCI-Liver-disorders 56,61±5,58 60,08±6,42

UCI-Madelon 52,52±1,99 50,36±1,89

UCI-Phishing 89,68±0,89 95,54±0,52

Synthetic01 60,27±1,46 56,52±3,77

Synthetic02 90,08±1,08 87,89±1,72

5Os parâmetros RBF foram optimizados dentro dos intervalos γ ∈ {0.01,0.1,1} e C ∈ {1,10,100}.
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Tabela 8.6: Valores de F-measure para P-OPF-PSO e SVM probabilı́stico.

Base de dados P-OPF-PSO SVM probabilı́stico

Statlog-Australian 0,8051±0,0125 0,8595±0,0189

Comercial 0,9797±0,0016 0,9727±0,0015

Industrial 0,9726±0,0020 0,9708±0,0035

UCI-Breast-Cancer 0,9626±0,0070 0,9733±0,0096

Pima-Indians-Diabetes 0,5486±0,0165 0,5698±0,0713

Statlog-German 0,4543±0,0397 0,4487±0,0544

Statlog-Heart 0,6377±0,2184 0,7916±0,0208

UCI-Hepatitis 0,3410±0,1591 0,2414±0,1583

IJCNN1 0,9916±0,0002 0,9947±0,0009

UCI-Ionosphere 0,6111±0,2187 0,8280±0,0665

UCI-Liver-disorders 0,5095±0,0413 0,4010±0,2087

UCI-Madelon 0,5372±0,0388 0,1200±0,1901

UCI-Phishing 0,8851±0,0103 0,9506±0,0055

Synthetic01 0,6108±0,0150 0,5299±0,0842

Synthetic02 0,9011±0,0107 0,8787±0,0158

Como se pode observar na Tabela 8.5, ambos classificadores apresentaram resultados

próximos, dos quais P-OPF obteve as melhores taxas de acurácia em 5 de 15 bases, 4 apre-

sentaram resultados semelhantes e 6 de 15 bases são melhor classificadas com o SVM proba-

bilı́stico. Com relação à análise estatı́stica considerando os resultados de acurácia (Figura 8.3a)

e F-measure (Figura 8.3b), SVM probabilı́stico é indicado como o mais preciso pelo teste de

Nemenyi. No entanto, o teste estatı́stico não apontou uma diferença crı́tica entre o P-OPF-

PSO e SVM em relação aos valores de F-measure, o que significa que ambos apresentam um

comportamento similar nessa análise.

12

P-OPF-PSO SVM probabilístico
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Figura 8.3: Comparação entre as abordagens probabilı́sticas P-OPF-PSO e SVM considerando o
teste estatı́stico de Nemenyi para: (a) acurácia e (b) valores de F-measure. Grupos similares (p =

0,05) são conectados.
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Na Tabela 8.7 é apresentada a carga computacional média (em segundos) para as etapas de

treinamento e validação relativas a P-OPF-PSO e SVM probabilı́stico.

Tabela 8.7: Tempo de treinamento (em segundos) concernente as abordagens P-OPF-PSO e SVM

probabilı́stico com respeito a etapa de treinamento e validação.

Bases de dados P-OPF-PSO SVM probabilı́stico

Statlog-Australian 0,0376±0,0033 0,1759±0,0524

Comercial 0,8148±0,0182 0,9505±0,3703

Industrial 0,3644±0,0032 0,6080±0,1619

UCI-Breast-Cancer 0,0358±0,0032 0,1307±0,0073

Pima-Indians-Diabetes 0,0439±0,0024 0,3419±0,3326

Statlog-German 0,0646±0,0026 0,2389±0,0386

Statlog-Heart 0,0146±0,0014 0,1224±0,0021

UCI-Hepatitis 0,0104±0,0027 0,1179±0,0071

IJCNN1 868,63±21,35 740,46±121,50

UCI-Ionosphere 0,0195±0,0033 0,1339±0,0093

UCI-Liver-disorders 0,0168±0,0020 0,1287±0,0073

UCI-Madelon 1,4216±0,0122 35,1377±48,70

UCI-Phishing 6,7649±0,0172 11,8098±4,2058

Synthetic01 0,0570±0,0027 0,2241±0,0364

Synthetic02 0,0600±0,0031 0,1795±0,0093

Conforme a Tabela 8.7, a abordagem SVM foi considerada a mais dispendiosa, uma vez que

usa a busca em grade para ajustar os hiper-parâmetros C,γ , seguido do procedimento de Platt,

que também emprega uma etapa de validação cruzada adicional. Na Figura 8.4 é apresentada a

análise estatı́stica de Nemenyi considerando a carga computacional para o tempo de treinamento

(treinamento com validação). Pode-se observar que o P-OPF-PSO pontuou como a abordagem

mais rápida nas etapas de treinamento com validação.

12

SVM probabilístico P-OPF-PSO

CD=0.1307

Figura 8.4: Análise estatı́stica de Nemenyi comparando as abordagens P-OPF-PSO e SVM proba-
bilı́stico com respeito ao tempo de treinamento (treinamento com valiadação).
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8.3 Conclusões

A classificação probabilı́stica tem sido um tema de grande interesse com relação à comu-

nidade de aprendizado de máquina, principalmente devido à falta de uma informação mais

“flexı́vel” em vez de apenas rótulos. Esse trabalho abordou este tema, propondo uma variação

do classificador OPF com saı́da probabilı́stica para problemas de classificação binários, nome-

adamente P-OPF. Os resultados do P-OPF proposto foram comparados com o OPF padrão e

o SVM probabilı́stico em vários conjuntos de dados, obtendo resultados adequados em vários

deles.

Com relação aos trabalhos futuros, busca-se ampliar o P-OPF para problemas de classificação

de múltiplas classes, bem como considerar outras técnicas de otimização para ajustar os novos

parâmetros que ajudam a minimizar a função de custo. Além disso, busca-se fornecer um impor-

tante e novo caminho para o classificador OPF em novas estratégias de combinação e resultados

mais expressivos. Assim sendo, as principais contribuições desse capı́tulo foram:

• apresentar um nova variante do classificador OPF com saı́da do tipo probabilı́stica;

• investigar a influência das probabilidades em relação a abordagem tradicional com saı́das

abstratas para problemas binários; e

• avaliar a eficiência e eficácia do modelo proposto em comparação ao classificador SVM

probabilı́stico.



Capı́tulo 9
CONCLUSÕES

Este capı́tulo tem por objetivo apresentar as conclusões do trabalho, bem como apontar

alguns trabalhos correlatos ao estudo da tese de doutorado e, por fim, indicar ideias futuras.

Esse trabalho objetivou investigar a estratégia de combinação de classificadores baseados

em OPFs. Até o presente momento, poucos estudos foram apresentados sobre combinação de

classificadores OPFs objetivando uma eficácia no processo de classificação. Dentre eles, pode-

se destacar Ponti e Papa (PONTI; PAPA, 2011), por exemplo, com combinação de classificadores

OPFs utilizando subconjuntos disjuntos e, em seguida, Ponti et al. (PONTI; PAPA; LEVADA, 2011)

apresentaram um estudo sobre combinação de classificadores OPFs utilizando Teoria dos Jogos

e Campos Aleatórios Markovianos.

Sendo assim, as contribuições desse trabalho deram-se por meio dos estudos sobre a técnica

OPF como, por exemplo, o aprendizado por nı́veis de confiança para OPF com grafo com-

pleto e OPF com grafo k-nn; combinação de classificadores OPFs utilizando aprendizado por

confiança com decisão final baseada em votação por maioria; combinação de classificadores

OPFs utilizando poda de conjunto guiados por otimizações meta-heurı́sticas; combinação de

classificadores OPFs utilizando poda de conjunto e otimizações meta-heurı́sticas para imagens

de sensoriamento remoto; e uma nova variante do classificador OPF com saı́da do tipo proba-

bilı́stica.

Em suma, o aprendizado das confianças tem por objetivo atribuir uma pontuação às amos-

tras de treinamento penalizando, assim, aquelas que não apresentam uma “boa” confiabilidade

em relação a um conjunto de validação. Essa ideia, que posteriormente foi aplicada em duas

variantes do OPF, mostrou-se uma abordagem interessante para o processo de classificação, di-

minuindo os erros provocados pelas regiões de empate quando amostras de diferentes classes

apresentam o mesmo custo de caminho ótimo.
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Em seguida, a ideia mencionada acima foi aplicada sobre uma estratégia de combinação de

classificadores utilizando votação por maioria. Testes empı́ricos sobre esse estudo evidenciaram

ganhos significativos na eficácia ao utilizarem a confiança como um indicador de confiabilidade

em subconjuntos disjuntos de treinamento em comparação com modelo OPF tradicional e a

abordagem que utliza confiança, mas sem combinação. Além disso, essa estratégia demostrou

eficiência durante a etapa de treinamento como uma das melhores ranqueadas e sem apresentar

um custo elevado durante a etapa de classificação, visto que estratégias de combinação ge-

ralmente tem um custo adicional por conta dos L classificadores utilizados e do processo de

decisão final.

Além disso, um outro estudo sobre combinação utilizando poda de conjunto de classifica-

dores foi conduzido. Nesse estudo, o problema de otimização da poda de classificadores OPF

foi modelado como sendo uma otimização no espaço de quatérnions, mostrando-se como uma

abordagem interessante do ponto de vista da eficácia ao selecionar os melhores classificadores

de um conjunto original para um determinado problema e, além disso, promovendo eficiência

devido à sua rápida convergência quando comparada com outras técnicas. Visto que a premissa

da poda de classificadores consiste em fornecer uma abordagem com foco na eficácia utilizando

múltiplos classificadores, mas sem comprometer a eficiência por utilizar um grande número de

técnicas durante a fase de classificação, utilizar estratégias baseadas em meta-heurı́sticas para

selecionar um subconjunto quase-ótimo torna-se pertinente. Portanto, como parte da proposta

desse estudo, além da estratégia de poda de conjunto, procurou-se avaliar algumas técnicas de

meta-heurı́sticas, sendo que a abordagem baseada em quatérnions apresentou a melhor relação

custo-benefı́cio para poda de conjunto utilizando classificadores OPF.

Na sequência, o conceito mencionado acima foi estendido no contexto de sensoriamento

remoto, área de crescimento na literatura, principalmente devido a sua complexidade, possi-

bilitando explorar o potencial das estratégias de combinação com poda de conjunto. Nessa

circustância, foi também avaliado o conceito proposto de poda de conjunto de classificado-

res OPFs guiados por otimizações meta-heurı́sticas em comparação com o classificador SVM,

igualmente sob a mesma estratégia de poda por meta-heurı́sticas. Conforme avaliado, testes

empı́ricos evidenciaram resultados relevantes para o OPF, principalmente em situações com

elevado grau de sobreposição de amostras.

Por fim, foi apresentada uma nova variante do classificador OPF com saı́da do tipo proba-

bilı́stica, visto que sua implementação original fornece apenas saı́das abstratas. Esse estudo,

inicialmente desenvolvido para problemas binários, procura preencher uma área importante no

âmbito da classificação, pois estende para um alcance maior do que apenas rótulos, onde, em
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determinados casos, é desejável conhecer a probabilidade. Além disso, fornece novas possibi-

lidades de estratégias de combinação de classificadores, permitindo explorar novos conceitos.

Experimentos comparando OPF probabilı́stico e a abordagem tradicional mostraram que ambos

modelos são considerados similares, o que assegura sua eficácia utilizando probabilidades.

Além disso, cabe destacar outros trabalhos correlatos com a área de aprendizado de máquina

que também foram realizados durante essa tese:

• Aprendizado de Kernels em Máquinas de Vetores de Suporte utilizando Polinômios

Potências de Sigmoide (FERNANDES et al., 2014). Esse trabalho propôs o uso dos Po-

linômios Potências de Sigmoide (MARAR, 1997) como kernel para SVM, o qual mostrou

ser uma função interessante para mapeamento, pois não necessita de parâmetros para o

seu ajuste e, além disso, apresentou resultados similares aos das funções de base radiais.

• Otimização de parâmetros guiado por meta-heurı́sticas em Redes Neurais Probabilı́sticas

Aprimoradas (FERNANDES et al., 2016). Esse trabalho propôs uma otimização dos

parâmetros necessários para uma Rede Neural Probabı́listica Aprimorada (Enhanced Pro-

babilistic Neural Network - EPNN), a qual considera a probabilidade de densidade local

mediante cı́rculos de decisões locais.

• Floresta de Caminhos Ótimos baseada em k-conectividade: Teoria e Aplicações (PAPA;

FERNANDES; FALCÃO, 2017). Esse trabalho propôs um estudo aprofundado sobre OPF

utilizando uma relação de adjacência baseada em k-conectividade, bem como um apri-

moramento da etapa de classificação em conjunto com otimizações por meta-heurı́sticas

para encontrar o melhor k.

• Identificação de Parâmetros de Borramento utilizando Floresta de Caminhos Ótimos (PI-

RES; FERNANDES; PAPA, 2017). Esse trabalho propôs modelar o problema de identificação

do borramento como uma tarefa de reconhecimento de padrões utilizando o classificador

OPF.

Como trabalhos futuros, busca-se ampliar o classificador OPF probabilı́stico para múltiplas

classes, bem como implementar outras estratégias de combinação como, por exemplo, combinação

linear e AdaBoost.
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PAPA, J. P.; FERNANDES, S. E. N.; FALCÃO, A. X. Optimum-path forest based on
k-connectivity: Theory and applications. Pattern Recognition Letters, v. 87, p. 117 – 126,
2017. ISSN 0167-8655. Advances in Graph-based Pattern Recognition.

PARIS, P. C. D.; PEDRINO, E. C.; NICOLETTI, M. C. Automatic learning of image filters
using cartesian genetic programming. Integrated Computer-Aided Engineering, IOS Press,
v. 22, n. 2, p. 135–151, abr. 2015. ISSN 1069-2509.

PEREIRA, D. R. et al. Social-spider optimization-based support vector machines applied for

energy theft detection. Computers & Electrical Engineering, v. 49, p. 25–38, 2016. Disponı́vel
em: <http://dx.doi.org/10.1016/j.compeleceng.2015.11.001>.

PIRES, R. G.; FERNANDES, S. E. N.; PAPA, J. P. Blur parameter identification through

optimum-path forest. In: 17th international Conference on Computer Analysis of Images and

Patterns. [S.l.: s.n.], 2017.

PISANI, R. J. Remote Sensing Datasets. 2016. http://wwwp.fc.unesp.br/~papa/
recogna/remote_sensing.html.

PISANI, R. J. et al. Toward satellite-based land cover classification through optimum-path
forest. IEEE Transactions on Geoscience and Remote Sensing, v. 52, n. 10, p. 6075–6085,

2014. ISSN 0196-2892.

PLATT, J. C. Probabilistic outputs for support vector machines and comparisons to regularized
likelihood methods. In: Advances in Large Margin Classifiers. [S.l.]: MIT Press, 1999. p.
61–74.

PONTI, M. P. Combining classifiers: From the creation of ensembles to the decision fusion. In:
Graphics, Patterns and Images Tutorials (SIBGRAPI-T), 2011 24th SIBGRAPI Conference on.
[S.l.: s.n.], 2011. p. 1–10.



Referências 119

PONTI, M. P.; PAPA, J. P. Improving accuracy and speed of optimum-path forest classifier
using combination of disjoint training subsets. In: SANSONE, C.; KITTLER, J.; ROLI, F.
(Ed.). Multiple Classifier Systems. [S.l.]: Springer Berlin / Heidelberg, 2011. (Lecture Notes in

Computer Science, v. 6713), p. 237–248. ISBN 978-3-642-21556-8.

PONTI, M. P.; PAPA, J. P.; LEVADA, A. L. M. A markov random field model for combining
optimum-path forest classifiers using decision graphs and game strategy approach. In:

MARTIN, C. S.; KIM, S.-W. (Ed.). Progress in Pattern Recognition, Image Analysis,

Computer Vision, and Applications. [S.l.]: Springer Berlin / Heidelberg, 2011, (Lecture Notes

in Computer Science, v. 7042). p. 581–590. ISBN 978-3-642-25084-2.

QUINLAN, J. R. Bagging, boosting, and c4.s. In: Proceedings of the Thirteenth National

Conference on Artificial Intelligence - Volume 1. [S.l.]: AAAI Press, 1996. p. 725–730. ISBN

0-262-51091-X.

RASHIDI, S.; RANJITKAR, P. Bus dwell time modeling using gene expression programming.

Computer-Aided Civil and Infrastructure Engineering, v. 30, n. 6, p. 478–489, 2015. ISSN
1467-8667.
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GLOSSÁRIO

k-NN – k-nearest neighbours

ANNs – Artificial Neural Networks

BKS – Behavior-Knowledge Space

CS – Cuckoo Search

EPNN – Enhanced Probabilistic Neural Networks

FFA – Firefly Algorithm

GP – Genetic Programming

HS – Harmony Search

MCS – Multiple Classifier Systems

MST – Minimum Spanning Tree

NB – Newton Backtracking

NN – Nearest Neighbor

OPF – Optimum-Path Forest

PSO – Particle Swarm Optimization

QHS – Quaternion-based Harmony Search

RSM – Random Subspaces Method

SVMs – Support Vector Machines


