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RESUMO

VERA TAPIA, C. E. Estimacé&o do nimero de comunidades no modelo estocéstico de blocos com
correcdo de grau. 2022. 75 p. Tese (Doutorado em Estatistica — Interinstitucional de P6s-Graduacéo
em Estatistica) — Instituto de Ciéncias Matematicas e de Computacao, Universidade de Sao Paulo, Sao
Carlos — SP, 2022.

O modelo estocastico de blocos (SBM, do inglés Stochastic Block Model) é um modelo de grafos
aleatdrios em que o conjunto de vértices é dividido em blocos, e a probabilidade de conexéo entre cada
par de vértices depende dos blocos aos quais os vértices pertencem. O SBM foi introduzido por Holland
et al. (1983), é tipicamente aplicado em grafos simples, com cada entrada da matriz de adjacéncia
seguindo uma distribuicdo de Bernoulli. Karrer e Newman (2011) estenderam o modelo em duas
direcdes: definiram o modelo multigrafo ou também conhecido como modelo estocastico de blocos de
Poisson (Poisson SBM), em que as entradas da matriz de adjacéncia seguem a distribuigdo de Poisson,
e introduziram o modelo estocastico de blocos com correcédo de grau (DCSBM, do inglés Degree
Corrected Stochastic Block Model), que permite que a distribuicdo dos graus dos vértices dependa
também dos vértices, e ndo somente dos blocos aos quais pertencem.

A presente tese é dedicada ao problema de estimagédo do numero de comunidades no Poisson SBM e
no DCSBM. Consideramos o regime denso, no qual a probabilidade de conexao entre pares de vértices
nao depende do tamanho do grafo e também o regime semi-esparso, no qual a probabilidade de conexao
entre pares de vértices pode decair para 0 (numa certa taxa) com o tamanho do grafo. Neste contexto
geral, provamos que o estimador do nimero de comunidades introduzido por Cerqueira e Leonardi

(2020) (com as devidas alteracdes) é fortemente consistente.

Palavras-chave: Modelo estocéstico de blocos de Poisson, Modelo estocéstico de blocos com correcdo
de grau, Estimagdo do nimero de comunidades, regime semi-esparso.



ABSTRACT

VERA TAPIA, C. E. Estimation of the number of communities in degree corrected stochastic block
model. 2022. 75 p. Tese (Doutorado em Estatistica — Interinstitucional de Pds-Graduacdo em
Estatistica) — Instituto de Ciéncias Matematicas e de Computacéo, Universidade de Sdo Paulo, Séo
Carlos — SP, 2022.

The stochastic block model (SBM) is a random graph model that splits the set of vertices into blocks, and
the probability connection between each pair of vertices depends on the blocks to which the vertices
belong. The SBM was introduced by Holland et al. (1983) and it is traditionally applied to simple graphs,
with each entry in the adjacency matrix following the Bernoulli distribution. Karrer and Newman (2011)
extended the model in two directions: they defined the multigraph model (Poisson SBM), in which the
entries of the adjacency matrix follow the Poisson distribution, and introduced the degree corrected
stochastic block model (DCSBM) that allows the degree distribution of vertices also depend on the
vertices, and not just on the blocks they belong to.

This thesis is devoted to the problem of estimating the number of communities in the Poisson SBM and
DCSBM. We consider the dense regime, in which the probability of connection between pairs of vertices
does not depend on the size of the graph, or even the semi-sparse regime, in which the probability of
connection between pairs of vertices can decay to 0 (at a certain rate) with the size of the graph. In this
general context, we prove that the estimator of the number of communities introduced by Cerqueira and
Leonardi (2020) (with the necessary changes) is still strongly consistent.

Keywords: Poisson stochastic block model, Degree corrected stochastic block model, Estimation of the
number of communities, semi-sparse regime.
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CHAPTER

1

Introducao

Grafo é uma estrutura matematica muito utilizada para representar redes. Consiste de
um conjunto de objetos chamados vértices e um conjunto de relagoes chamadas arestas.
Existem intmeros exemplos de aplicagoes e utilizagbes em fenomenos da vida real (cita-
mos por exemplo, redes de comunicacao, sistemas de navegagao, seguranca de redes de
computadores, redes de transporte, etc). Para fixar ideias, iremos utilizar o exemplo de
uma rede de transporte aéreo. Neste contexto, os vértices representam os aeroportos e as

arestas representam o fato de que pelo menos um voo ocorreu entre um par de aeroportos.

TRANSPORTATION

Figure 1.1: Rede de transporte aéreo.
Fonte: Grandjean (2016).
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A Figura 1.1 mostra a anélise de uma rede de transporte aéreo (malha de trafego aéreo)
feita por Grandjean (2016), em pelo menos 3200 aeroportos ao redor do mundo, as cores

indicam comunidades e o tamanho dos pontos indica o niimero de rotas de aeroportos.

Formalmente, um grafo é um par G = (V, E), onde V = {1,...,n} é um conjunto
finito de vértices e £ = {(i,j) : existe uma aresta conectando i e j} é um conjunto de

pares de vértices chamados arestas.

Um grafo G, no caso mais simples pode ser representado através de uma matriz de
adjacéncia X = (Xj;)ijem € {0,1}"*", com entradas X;; = 1 se (,7) € E ou X;; = 0
caso contrario. Se G é nao orientado, isto é, se (i,7) € E = (j,i) € E, entdo X é
simétrica.

Graficamente, um grafo nao orientado pode ser representado pela Figura 1.2.

@

@

Figure 1.2: Grafo simples nao orientado.

O grafo da Figura 1.2 tem conjunto de vértices V' = {1,2,3,4,5,6} e conjunto de
arestas F = {(1,2),(1,5),(2,3),(2,5),(3,4),(4,5),(4,6)}.
Uma aresta que conecta um vértice para ele mesmo é chamada de lago e duas ou mais

arestas conectando o mesmo par de vértices sao chamadas de arestas multiplas.

Um grafo G é dito de ser multigrafo quando este possui lagos e arestas multiplas.

Graficamente um multigrafo pode ser representado pela Figura 1.3.



Figure 1.3: Multigrafo.

O multigrafo mostrado na Figura 1.3 tem conjunto de vértices V = {1,2,3,4,5,6} e
conjunto de arestas F = {(1,2),(1,2),(2,3),(2,3),(3,3),(3,4),(2,4),(4,5),(4,5), (5,6),
(5,6),(5,6)}.

Voltando ao exemplo da rede de transporte aéreo, um grafo simples (sem lagos nem
arestas multiplas) poderia modelar a existéncia ou nao de conexdes entre um par de aero-
portos, enquanto que um multigrafo incluiria a intensidade destas conexdes (por exemplo,
computando para cada par de aeroportos, a quantidade de voos didrios operados).

Quando a construcao do grafo envolve aleatoridade, este é chamado de grafo aleatério.
Existem muitos modelos de grafos aleatérios, porém o mais basico e conhecido é o modelo
Erdos Rényi, denotado por G(n, p) e foi introduzido por (Erdds, 1959; Erdos et al., 1960),
no caso o n é o numero de vértices e cada par de vértices é conetado de forma independente
por uma aresta somente, com probabilidade fixa p. O nidmero de arestas no grafo G(n, p)

é uma variavel aleatoria com valor esperado dado por (g) p.

@
@@ ® ° @
@ ®
® @
@ o) @ @
@ @
@ . ©
{
® o © @ ©

Figure 1.4: Erdos Rényi, n = 12.
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Na Figura 1.4, podemos ver do lado esquerdo um grafo com n = 12 e p = 0.10 e no
lado direito temos um grafo com n =12 e p = 0.30.

Como dito anteriormente, o nimero médio de arestas no sistema cresce muito rapido
com n e de fato, a imagem é de um grafo cheio de elos, muito denso. A razao para isso
é que o numero médio de conexdes a cada vértice, np, vai para o infinito. Para evitar
isso pode se tomar p dependendo de n, de forma que vai para zero quando n diverge,
por exemplo O(1/n). Desta forma temos um grafo esparso, no qual o nimero médio de
conexoes de cada vértice é limitado. A simplicidade do modelo Erdos Renyi permite que
se obtenham muitos resultados matematicos, mas ¢ também uma limitacao quando se
trata de modelar fendmenos reais.

O modelo estocastico de blocos (SBM, do inglés Stochastic Block Model), originalmente
introduzido por Holland et al. (1983) em ciéncias sociais. E uma generalizagao do modelo
Erdos Renyi, caracterizado pela estrutura de blocos: o conjunto de vértices é particionado
em subgrupos chamados blocos ou comunidades e condicionalmente na alocacao destas
comunidades, os vértices sao conectados de forma independente, com uma probabilidade
que depende apenas das suas comunidades. O SBM ¢ tipicamente aplicado em grafos
simples, que além de nao ter lacos nem arestas multiplas, cada entrada da matriz de

adjacéncia segue uma distribuicao de Bernoulli.

Figure 1.5: Estrututa de comunidades
Fonte: Abbe (2018).

Na figura 1.5, podemos observar no lado esquerdo, um grafo com n = 1000 e no lado
direito temos o mesmo grafo, que foi particionado em 5 comunidades, a partir de um
modelo estocastico de blocos.

Neste trabalho, vamos nos concentrar em duas extensoes do SBM: O modelo es-

tocastico de blocos de Poisson que é uma versao multigrafo do SBM, introduzida por
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Karrer e Newman (2011) em que as entradas da matriz de adjacéncia seguem a distribuigao
de Poisson (ver Segao 2.1). E o modelo estocéstico de blocos com correcao de grau
(DCSBM, do inglés Degree Corrected Stochastic Block model), também introduzido por
Karrer e Newman (2011) que relaxa a limitagao do SBM (homogeneidade das distribuigoes
dos graus de pares de vértices dentro da mesma comunidade), permitindo distribuigao
arbitraria dos graus dentro dos blocos. O DCSM se comporta de forma similar ao modelo
estocéstico de blocos de Poisson sé que agora ¢ introduzido um novo parametro w; que

controla o grau esperado de cada vértice i (ver Segao 3.1.1).

No contexto do SBM o problema mais estudado na literatura é a deteccao de co-
munidades, isto é, dado um grafo G, consiste na recuperacao ou estimacao do vetor
aleatério Z = (Z1,Zs, ..., Zy) € {1,...,k}" que é a classificacdo dos n vértices em k
comunidades, em que Z; representa a comunidade do vértice i. Para isso, foram propostos
uma variedade de procedimentos com diferentes abordagens: Newman e Girvan (2004)
propuseram um algoritmo baseado em uma medida de modularidade que mede a qualidade
de uma determinada parti¢ao de uma rede, Bickel e Chen (2009) aplicaram sua abordagem
a modularidade de Newman Girvan, (Celisse et al., 2012; Vu et al., 2013) usaram métodos
variacionais, van der Pas e van der Vaart (2018) trabalharam com uma abordagem
bayesiana, (Amini et al., 2013; Lei e Rinaldo, 2015) usaram métodos baseados em espectral
clustering, (Rohe et al., 2011; Bickel et al., 2013) estudaram propriedades assintdticas de
estimadores baseados nos métodos espectral clustering e variacional, respectivamente sob
o SBM, Zhao et al. (2012) estabeleceram uma teoria geral para verificar a consisténcia da
deteccao de comunidades sob o DCSBM, Yan et al. (2014) propuseram uma abordagem
baseada num teste da razao de verossimilhanga para selecionar entre o SBM e o DCSBM,
qual dos dois é melhor para estimar as comunidades, Chen et al. (2018) propuseram uma
abordagem de maximizacao de modularidade convexa, baseada em um relaxamento da

maximizacao de modularidade cléssica, para deteccao de comunidades sob o DCSBM.

Em alguns trabalhos (Bickel e Chen, 2009; van der Pas e van der Vaart, 2018; Celisse
et al., 2012), etc., citados acima, o nimero de comunidades é assumido como conhecido,
porém na pratica este conhecimento a priori nao é disponivel. Em vista disso, a presente
tese é dedicada ao problema de estimacao do numero de comunidades no modelo es-
tocastico de blocos de Poisson e no DCSBM. Uma forma de abordar esse problema ¢ o que
se conhece como a selecao de modelos. Existem alguns critérios utilizados em trabalhos
anteriores, tal como o Bayesian Information Criterion (BIC) ou o Akaike Information
Criterion (AIC) que sdo baseados na verossimilhanga dos dados observados da rede, o
que faz esses critérios nao trataveis ja que correm o risco de subestimar ou superestimar o

verdadeiro nimero de comunidades, respectivamente. Para solucionar este problema, foi
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proposto o critério Integrated Classification Likelihood (ICL) originalmente desenvolvido
por Biernacki et al. (2000) para modelos de mistura gaussiana e depois adaptado por
Daudin et al. (2008) para SBM. Este critério é baseado em uma aproximagao assintética
da verosimilhanca completa integrada dos dados. Entretanto, Mariadassou et al. (2010)
obteve resultados mostrando que o ICL tende a subestimar o nimero de comunidades do
SBM ao lidar com redes pequenas. Latouche et al. (2012) propuseram um novo critério
chamado Integrated Likelihood Variational Bayes (ILvb), baseado em uma aproximagao
nao assintética da verossimilhanga marginal. Ao contrario do ICL, Come e Latouche
(2015) apresentaram o critério Fzact ICL (ICLex), que nao é baseado em aproximagoes
assintéticas, Yan (2016) propos uma estrutura bayesiana para selegao de modelos no SBM

e depois generalizaram esses resultados para o DCSBM.

Wang et al. (2017) também estudaram o problema de sele¢cao de modelos sob o
SBM e o DCSBM. Mostraram que a estatistica do teste da razao de verossimilhanca
tem distribuicao normal assintética para o caso de subestimagao e obtiveram a taxa de
convergeéncia para a estatistica no caso de superestimacao. Combinando esses resultados
propuseram um critério de selecao de modelos baseado em verossimilhanca penalizada, a
funcao penalidade que eles derivaram foi da ordem k?n logn, onde n é o niimero de vértices
no grafo. Além disso mostraram que este critério é fracamente consistente (consisténcia
em probabilidade). Hu et al. (2019) argumentaram que a fungdo penalidade usada em
Wang et al. (2017) tende a subestimar o nimero de comunidades e para esse fim sugeriram
um novo critério chamado Corrected Bayesian Information Criterion (CBIC), a fungao

penalidade usada foi da ordem n.

Cerqueira e Leonardi (2020) introduziram o estimador Krichevsky-Trofimov (KT) para
determinar o nimero de comunidades do SBM. A abordagem proposta é um estimador pe-
nalizado baseado em uma distribui¢ao de mistura do modelo, conhecido como distribuicao
de mistura KT. A principal contribuicao é o resultado de consiténcia forte do estimador
(consisténcia quase certa), tanto no regime denso (a probabilidade de conexao entre
comunidades é constante) quanto no regime semi-esparso (a probabilidade de conexao
entre comunidades pode decrescer para zero com n, numa determinada taxa) . A fungao
penalidade proposta é dominada por um termo da ordem k3logn, que é de menor ordem
comparada com aquela usada em Wang et al. (2017). Usando um método de espectral
clustering, Ma et al. (2021) propuseram um estimador do nimero de comunidades no

DCSBM, baseado em uma estatistica do teste da razao de verossimilhanca.

O objetivo principal deste trabalho é provar consisténcia forte para o estimador do

nimero de comunidades do modelo estocastico de blocos de Poisson, com correcao de grau
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e no regime semi-esparso, estendendo dessa forma o resultado de Cerqueira e Leonardi
(2020).

A tese estd organizada da seguinte forma: O Capitulo 2 é dedicado ao estimador
consistente no modelo estocéastico de blocos de Poisson. Comegamos com a Secao 2.1 de-
screvendo formalmente o modelo, assim como a verossimilhanca e estimadores de méxima
verossimilhanca do modelo. Na Secao 2.2, definimos o estimador do ntimero de comu-
nidades e enunciamos o resultado de consisténcia forte para este estimador (Teorema
2.2.1). A Segao 2.3 é dedicada a demonstragao do Teorema 2.2.1, mas antes, na Subsegao
2.3.1 enunciamos os resultados chave para a prova do teorema da consisténcia (Proposi¢ao
2.3.1 e Lema 2.3.2), em seguida nas Subsegoes 2.3.2 e 2.3.3 temos a prova do Teorema
2.2.1, por meio da nao superestimacao e nao subestimacao, respectivamente. O Capitulo
3 é uma extensao ao caso com corre¢ao de grau e contém as mudancas a serem feitas no

Capitulo 2, para enunciar o teorema da consisténcia (Teorema 3.2.1).



Chapter 1. Introducgao




CHAPTER

Estimacao consistente no modelo estocastico

de blocos de Poisson

Na Secao 2.1, definimos a versao multigrafo do Modelo Estocéstico de Blocos, con-
hecido como modelo estocastico de blocos de Poisson, que foi introduzido por Karrer e
Newman (2011). Na Secao 2.2, definimos o estimador do nimero de comunidades do
modelo e enunciamos o teorema de consisténcia do estimador e por ultimo na Secao 2.3

temos a demonstracao do teorema da consisténcia.

2.1 Modelo estocastico de blocos de Poisson

2.1.1 Definicao do modelo

O modelo estocéstico de blocos de Poisson (Poisson Stochastic Block Model) é um
modelo de grafo aleatério nao orientado no qual os vértices estao separados em classes
(comunidades, blocos) e o nimero de arestas entre pares de vértices depende da classe
dos dois vértices envolvidos. Vamos formalizar este modelo abaixo.

Consideramos um espago mensuravel (£, F) no qual todas as v.a.’s introduzidas neste
trabalho poderao ser definidas.

Seja [n] := {1,...,n}, um conjunto de n > 1 vértices. Cada par de vértices i,j € [n]

tem um nidmero aleatério N;; (possivelmente 0) de arestas ligando eles. A matriz de

9
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adjacéncia X = (Xj;)ijep € simétrica (grafo nao orientado), em que X;; = N;; para
t < j, enquanto X; = 2Ny, ou seja, duas vezes o numero de lagos no vértice 7.

Os n vértices sao separados, de forma aleatoria, entre ky > 1 possiveis grupos. O
vetor aleatorio Z = (Z;)icn), com Z; € [ko] := {1,...,ko}, representa a associacao de
cada vértice a um grupo. Assumimos que este vetor é i.i.d. com distribuicdo marginal 7
sobre [ko].

No modelo Poisson, assumimos que existe uma matriz simétrica com entradas positivas

A = (Aap)apelko] tal que, condicionados no vetor Z, os Ny;,i < j sdo independentes com

distribuicao
]VZ]|Zz = a, Zj =b ~ POiSSOIl()\(Lb), 1 <]
NiilZ; = a ~ Poisson(\, q/2).
Além disso, como X;; = N;; para i < j, segue que

Xij|Zi=a,Z; =b ~ Poisson(Aap),

isto ¢, condicionalmente a Z, as entradas X;;,7 < j da matriz de adjacéncia também sao
independentes e tem E(X;;|Z; = a, Z; = b) = Aup, para ¢ < j. Por outro lado, X;; = 2N;;
nao tem distribuicao Poisson, mas sabendo que Z; = a, X;; tem média A, ,.

No regime denso, a matriz de parametros A = (Agp)apefko) ¢ constante e nao depende
de n, neste caso cada vértice tem um niimero médio de conexoes que cresce linearmente
com n, o que faz a rede ficar superconectada (grafo com muitas arestas). Por esta razao,
outro cenario a considerar é o regime semi-esparso, onde a matriz A depende de n e cujas
entradas podem decrescer para 0 quando n — oo. No presente trabalho, assumimos que
existe uma sequeéncia p, tal que A\ = an\ com p, — 0 quando n — oo, onde A é uma
matriz simétrica com entradas positivas, como no modelo denso. Daremos condigoes sobre

pn no0s resultados principais da tese.

Suposicao 2.1.1. Suponhamos que o vetor de distribuicao de probabilidades m tem todas

as entradas positivas e a matriz stmétrica A nao tem duas colunas idénticas.

Esta suposicao quer dizer que o modelo de blocos é identificavel, no sentido que este

nao pode ser reduzido para um modelo menor (com um menor nimero de comunidades).

2.1.2 A verossimilhanca do modelo

Como ja foi visto na secao anterior, o modelo é completamente definido pela matriz

simétrica A\, de nimeros reais positivos e pela distribuigao de probabilidade 7. Denotamos
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por (2, F, P r)) o espago de probabilidade associado a este par e temos a verossimilhanca

conjunta para todo z € [ko]" e x € N™*"
IED()\JI')(X =2, 7 = Z) = P(/\’W)(Z = Z>]P>(>\,7r)(X = l"Z = Z),
onde

k
]P)()\,T(')(Z = Z) = Hﬂ-az:?:l ]l{ZiZQ},
a=1

nao depende de \ e

(Aziz)™ exp{—As. 2, } - (M)% eXp{—_)‘zzvzi_}
Pom(X =2|Z =2) = H H : :

1<i<j<n

(2.1)

nao depende de w. Para escrever a verossimilhanca conjunta como funcgao de k, vamos

definir os seguintes contadores, que permitirao férmulas menos carregadas:

na(z) = Z Hzi=a}, 1<a<k (2.2)

1<i<n

Oap(,2) = Z zijl{z; =a,z; =0}, 1<a,b<k (2.3)
1<i,j<n

que contam o numero de vértices na comunidade a e o nimero de arestas conectando
vértices na comunidade a com vértices na comunidade b, respectivamente. Neste ultimo
caso, lembrando que x;; ¢ o dobro do nimero de arestas no vértice ¢, temos que 04 4(2, 2)
corresponde ao dobro do nimero de arestas entre vértices da comunidade a (ja que a
soma é feita para todos os pares 7,7). Além disso, para contarmos o nimero de pares
possiveis nas comunidades a,b podemos fazer o produto n,(z)n,(z), mas no caso a = b
este valor também é o dobro do valor desejado. Por este motivo vamos definir os seguintes

contadores que levam em consideracao esta caracteristica:

na(z)np(z)  a #0,

Nap(2) = :
sNna(2)np(z) a=10b

a b) b?
Oa,b(:c,z) _ 0 ,b(fc z) a#

T0ap(7,2) a=0b.
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Com estas definicoes, a verossimilhanca conjunta pode ser reescrita como

Pon(X=2,2Z=2) = %[ H A ‘“’“)exp{—nab ab}] [Hm ] , (2.4)

1<a<b<k

com

[H xij!] [H 9%i1/2 (1 /2)!] .

1<j 7

2.1.3 Estimadores de maxima verossimilhanca

No Lema 2.1.1 apresentamos os estimadores dos parametros do modelo, 8y = (\°, 7°)

por meio do método de méaxima verossimilhanga.

Lema 2.1.1. Seja uma realizag¢io (z,z) de um modelo estocdstico de blocos de Poisson,
com fungdao de verossimilhanga conjunta p(x,z|0), dada em (2.4). Os estimadores de

mdxima verossimilhanga dos pardmetros 6y = (A\°,7°) sao

N Oa )
Aap(T,2) = M 1<a,b<k
Nap(2)
€
R = M cacn,
n
respectivamente.

Proof. Seja o logaritmo da fungao verossimilhanga p(z, z|6),

log p(z, z|0) = Z Oup(z,2)log Aap — Z Nap(2z ab—l—Zna Ylogm,. (2.5)

1<a<b<k 1<a<b<k

Agora, usando o método de multiplicadores de Lagrange, definamos a fun¢ao L(\, 7, v|0)

chamada a funcao de Lagrange, de tal forma que

'C()‘ ™ ’Y|0 Z Oab 1' Z) log >\a b— Z nab ab"'z na 10g7ra+’7 (1 Zﬂ-a

1<a<b<k 1<a<b<k

onde v é chamado o multiplicador de Lagrange. Daqui, derivando primeiro L(\, 7, v|0)

com respeito a Agp, 1 < a,b < k e igualando a zero, temos

a£<)\7 ™, 7|0) . Oa,b<x7 Z)

Oup(z, 2)
8)\a,b B >\a,b .

(2] (2.6)

—nNgp =0 = Awp(z,2) =



2.1. Modelo estocastico de blocos de Poisson 13

Usando um critério da segunda derivada, de (2.6) resulta que Xa,b(:c, z) = O:*’T((i)z) é um

ponto de maximo e portanto o estimador de maxima verossimilhanga para Ay, 1 < a,b <
k.
Por outro lado, derivando L(A,m,~|0) com respeito a m,, 1 < a < k e igualando a zero
temos

OLN, 7, 7|0)  ne(2) Na(2)

—v=0 = m,=
on, Tq 7 Y

(2.7)

Agora, usando a restrigao 25:1 7o = 1 em (2.7) resulta que v = n. Portanto, temos que

Para verificar que é um ponto de méximo, usamos novamente o critério da segunda
derivada com o qual podemos concluir que 7,(z) = n“T(z) é o estimador de maxima

verossimilhanca para 7., 1 <a < k. O]

O valor méximo de (2.4) em relacdo a m e A é dado por

sup p(z, z|6) H 2 “b(“ exp{—nq(2) ab}] [H ] (2.8)

0EO 1<a<b<k 1

Substituindo os valores de 7, e /):a7b pelas expressoes dadas no Lema 2.1.1 e tomando

logaritmo temos que

log sup p(z, z|6) Z Oup(z, 2) log ———"= Oap(z,2)
0eOy 1<a<b<k Ma,p(2) (2.9)
“ M@+ Y nale)log e,
1<a<k n
em que
é(x) = —logc(x)

¢ um valor que nao depende de z e portanto nao depende de k. E

M(z) = Y Oup(z,2) (2.10)
1<a<b<k
representa o nimero de arestas no grafo, também é um valor que nao depende de z e
portanto nao depende de k.

O Lema 2.1.2 que apresentamos abaixo mostra a consisténcia dos estimadores de

maxima verossimilhancga para os parametros do modelo.
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Lema 2.1.2. Dada uma amostra (x,z) de um modelo estocdstico de blocos de Poisson,
com parametros 0y = (A%, °) e estimadores de mdxima verossimilhanca (/):, 7) dados como
no Lema 2.1.1, temos

%a —>7Tg, GE{l,...,ko},
Nap = Ny abe {1, ko),
quase certamente quando n — oo.

Proof. Uma vez que as varidveis aleatérias 1{z; = a}, ¢ > 1 sdo independentes e identi-
camente distribuidas e além disso E(1{z; = a}) = p(z; = alfy) = 7° < oo, entao pela lei

forte dos grandes ntimeros, temos que

Tz =
%\:Zzzl {Z CL}_)

n

quase certamente, quando n — oo. De forma similar, as varidveis aleatérias z;;1{z; =
a,z; = b}, 1,7 > 1 s@o independentes e identicamente distribuidas e E(x131{z1 = a, 2, =
b}) = E(z12]21 = a,2 = b)p(z1 = albp)(z2 = bl6) = X, ,momy, entdo pela lei forte dos

grandes numeros podemos concluir que

~ 21§i,j§n zij1{z; = a,z; = b} n? 0
)\a b — — )\CL bs
’ n2 na(2)np(2) ’
quase certamente, quando n — oo. [

2.2 Definicao do estimador e teorema da consisténcia

Fixe k£ > 1. Denotamos por 0 := (A, 1) € @,il) X @,(f) =: O o par de parametros do

modelo, em que
1) = {)\ I~ (R+)ka : )\ab == )\baya be [k]}

—{71'6 01 Zwa—l}

Definigao 2.2.1. Dada uma realizagio do multigrafo X = (Xi;); jem), definimos a ordem
do modelo como o menor inteiro kg > 1, tal que existe um par de parametros 0y =
(A0, 7)€ O, € (Xij)ijem € distribuida de acordo a Py 0.

Nesse sentido, pela Suposicao 2.1.1 podemos dizer que se o modelo estocastico de

blocos de Poisson tem ordem kg, entao este nao pode ser reduzido para um modelo com
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um numero de comunidades menor do que ky. A seguir, vamos definir o estimador de

Krichevsky-Trofimov (KT), que sera utilizado neste trabalho.

A abordagem de KT é considerar uma distribuicao a priori para § = (A, ) e integrar
a verossimilhanca marginal P (X = x) sob esta a priori. Apesar de nao ser uma
abordagem Bayesiana, porque nao estudamos a a posteriori, vamos usar a notagao desta
area para simplificar. Neste sentido, escrevemos agora A, 7, # na condicional e omitimos
a referéncia as variaveis aleatérias, mencionando somente os valores assumidos por elas,
e finalmente, usamos p no lugar de P. De forma que, agora, a verossimilhanca conjunta
Pix (X = 2,7 = z) passard a ser escrita p(x, z|¢), uma notacdo mais compacta.

Para todo k& > 1, a partir de uma distribuicao a priori v, sobre ©, definimos a

distribuicao de mistura

Z/@ x, z|0)v(0)do, (2.11)

z€[k]™

onde p(x, z|0) é a fun¢ao de verossimilhanca conjunta de (X, Z) e foi dada em (2.4). Por

outro lado, definimos uma medida produto como a priori, v, = 1/,9) ®1/,£2) sobre @S) X @,(f),

em que sob V( ) e l/li ),

Aap ~ Gama(1/2,1/2), a,be [k],a <b
7w ~ Dirichlet (1/2,...,1/2)
—_——

respectivamente. Em outras palavras, para § = (\, 1) € @,(Cl) X @,(f)

U :1/(1) V(2) 1) — 1 1/2 —1/26—Aab/2 (k/2) —1/2
k(‘g) k ()‘) k ( ) . 1<g<k F(]_/Q) (1/2) /\ab ] [ 1/2 k H ] .

(2.12)

A partir da distribuigdo de mistura em (2.11) baseada na a priori em (2.12), podemos

definir agora o nosso estimador do nimero de comunidades do modelo: dada uma amostra
x:

p(z) = arginax{logpk(x) — K*logn}. (2.13)

O motivo desta escolha sera melhor entendido na demonstracao do resultado de con-

sisténcia forte do estimador do nimero de comunidades, que enunciamos a continuagao.

Teorema 2.2.1 (Teorema da consisténcia). Seja um modelo estocdastico de blocos de

Poisson de ordem ko e p, > C’loin, onde C' é uma constante suficientemente grande.
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Entao, o estimador Fon definido em (2.13) satisfaz
k= ko, (2.14)
quase certamente, quando n — oo.

Wang et al. (2017) mostraram consisténcia fraca para um estimador do nimero de
comunidades no SBM (distribuigao de Bernoulli) com uma funcao de penalidade da ordem
k*nlogn. Cerqueira e Leonardi (2020) mostraram consisténcia forte para o estimador
do nimero de comunidades também no SBM, nesse trabalho usaram uma funcao de
penalidade dominada por um termo da ordem k3 log n, que comparada com aquela usada
em Wang et al. (2017), é de menor ordem. Nesta tese, provamos consisténcia forte
para o estimador do niimero de comunidades no modelo estocéstico de blocos de Poisson
(distribui¢ao de Poisson), introduzido por Karrer e Newman (2011). Até onde sabemos
este é o primeiro resultado na literatura provando convergéncia forte para esse modelo,
observamos que a fungao de penalidade dada em (2.13) é de menor ordem comparada com

os trabalhos mencionados anteriormente.

2.3 Demonstracao do teorema da consisténcia

Na demonstracao do Teorema 2.2.1, mostraremos que o estimador da ordem nao
superestima (Proposigao 2.3.3) e nem subestima (Proposicao 2.3.4) a verdadeira ordem kg
do modelo estocastico de blocos de Poisson, quando n — co. Mas antes, vamos enunciar

dois resultados chave.

2.3.1 Resultados chave

A Proposicao 2.3.1 fornece um limitante superior nao assintético para o logaritmo da

razao entre a funcao de maxima verosimilhanca de X e a distribuicao de mistura.

Defina o conjunto
Q, ={r={z;;} e N¥":x;; <logn, Vi,j=1,...,n}. (2.15)

Proposicao 2.3.1. Para todo k > 1, n > max(4, k) e para todo x € S, temos

o (222l
0g

() ) < d(k)logn + c(k,n),
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onde,
% +3) — 1
s K2k
2
E-1 k) 1 T(Q)
= 1 .
c(k.n) A T A AN

Proof. Analisaremos separadamente as razoes p(x|z,0)/pr(z|z) e p(z|0)/pr(2z) mostrando
que sao limitadas superiormente, uniformemente em x, z, por fungoes c;(n, k) e ca(n, k)

respectivamente. Com isso, observamos que

p(z]0) > ()0, 2)p(2]0)
mmmlgzmu>m
E pr(x]2)ci(n, k)pr(2)ca(n, k)
> Pr(]2)pr(2)
=log c1(n, k) + log ca(n, k). (2.16)

Comegamos procurando um limitante ¢;(n, k) para p(z|z,0)/pr(x|z). Da definigao da

distribuicao de mistura, temos que

pM=Z/UWMMW/JMﬁWW

e[k
= > pelal2)pe(2). (2.17)

z€[k]n

Nas contas que seguem, escrevemos O, p, ng, 7y diretamente, omitindo a referéncia a = e

z, para aliviar a notagao e as equagoes que ja estao carregadas.

Calculamos:
i / H Agwremasdaoy D (N)dA
Ok 1<a<b<k
ab Ng a
= k(k+1) 1 k(k+1)/ H )\ab 2 ( b+) b\
c(r)2 1 5 Or 1<a<b<k
1 ['(Ogp+ 5
= RO q o kG D) H ( ’b(ozb)_p)? (2.18)
c(@)27 1 I(3) 2 1<a<pen (ngp+3)0 "2

onde, na ultima igualdade foi usada a representacao integral I'(r) = fooo le=%dz da

funcao gamma para r > 0.
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Por outro lado, considerando que o estimador de maxima verossimilhanga para A, ¢

g:‘:, temos que
1 Oup )
p(z|z, ) < sup p(z|z,\) = —— (ab> e Oub, (2.19)
0cOk c(x)lgagbgk Nab
Entao, combinando (2.18) e (2.19), temos
Oq,b
0ap\ 7" _o,
p(x|z,\) < [T <ascosn (?:) e On
pr(zl2) 1 1 L (Oup +3)
<a<b<k
2T () T TS (4 1) (Ot
Podemos entao escrever \
Pz by T Aw
pi(z2) 1<a<b<k
em que e
2
D(k) = 2°%°T (1)
2
¢ 0
Oa a,b
A () 1, (2.20)
ab = ——t—c | Ngp + = e Yab, :
’ ' (Oap + 3) < ! 2)

Agora, lembramos (2.10)

M = Z Oa,b

1<a<b<lk

para usar Lema A.1.1, que nds garante que

(oa,b>0a’b '
M

< . 2.21
II (2.21)

1<a<b<k (Oa:b + %) B T (M + %) I (1)@—1
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Com isso,
1
1 M Oa,b 1 Oa,b+§ ~
H Aa,b < R H (n > <na7b+ 5) e~ Qab
1<a<b<k r(M+3HTr((3) 1<a<b<k \ ‘@b

D=

1 1\ % 1\ 2
_ Oa, — 70!1,
= R H Mab (1 + 2nab) (na,b + 2) e CQap

r(M+34H)r((3) 1<a<b<k
M\M Oub
= 1 ’ 1
= ( e ) k(k;1>—1 H <1 + 2nab> (na,b + 5)

Podemos agora simplificar

NI

p(z]z, A

) S D<k) H Aa,b

pi(x2) 1<a<b<k

S I (e at) " (d)
< . I+ Nab + 3 .
I'(M+3) 1<g<k 2N p 2

Por outro lado, usando o fato que para x > 0, I'(x) > 2~ 12e7%\/271 temos que

1 1\ 1
< < (M + —) eMts) (2.22)
+3)

e portanto

A 1 M A\M /1 1\ % 1\ 2
plolz. ) L e <—1) r (-) ¢ T (1+ ) (nab+—) |
pi(z2) Vv 2m M+ 3 2 1<a<b<k 2nap o2

Agora, usaremos

de forma que

k(k+1) Oab
Pl d) o L (24 1) P(l)eza“%a,b.
p(z|2) V2T 2

Para simplificar ainda mais vamos majorar
k(k+1)

(2n2 N 1) k(k4+1) _ (2n2 (1 N %)) 1 < 2k(kz—1)nk(k;1)ek;kn+21)'
n
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Por outro lado, para =z € €, temos que O, < ngplogn e portanto Eagb% N
—k(kjl) logn. Juntando tudo isso, temos
log ey (n, k) = — logn + Tlogn + T8z
k(k+1

&n?

Agora procuramos um limitante co(n, k) para p(z|0)/pr(z). Esta parte é completamente
similar ao caso de Cerqueira e Leonardi (2020) (ver a desigualdade (41) deste artigo).
Mesmo assim, vamos incluir as contas aqui para tornar o texto completo. Iniciamos

calculando pg(2)

= = (2.24)

na ultima igualdade de (2.24) integramos com respeito da distribuigao de 7 usando para
isso o fato de que a integral de uma funcao de densidade de probabilidade (distribuigao

Dirichlet) é igual a 1. Por outro lado, usando o fato que o estimador de méxima

na(2)

verosssimilhanca para m, é , segue que

n(2)\ "
plelm) < sup i) =TT (“42) (2.25)

n
0coek a=1

Assim, de (2.24) e (2.25) obtemos

k k (na(z)>na(Z)
pelm) L(5)T(n+5) I _ (2.26)

Por outro lado,

(2.27)
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onde, usamos a igualdade n = E’;Zl nq(z) e o Lema A.1.1. Substituindo (2.27) em (2.26),

temos que

plelm) T (0 +4)
pz) ST()T(n+l (2.28)

Pegamos portanto

FG)T(n+5)
log co(n, k) = log —= 2 (2.29)
LE)T(n+3)
que majoramos usando o Lema A.1.2
INENINCES k—1 k(k—1) 1 INE)
log | =2 ——25| < logn + + —log —3<. 2.30
& <F(§)F(n +3)) ~ & 4n 120 9 I'(3) (2:30)

Voltamos agora a (2.16), usando (2.23) e (2.29) para concluir a prova da proposicao:

uniformemente em z, z temos

p(z]0)
log e(2)

<logci(n, k) +logca(n, k)

2 —1
< %10@1 + c(k,n)

em que
k(k=1)  k(k+1) 1 r'(%)
c(k,n) = ™ + 52 + o log

]

Observamos que a Proposicao 2.3.1 vale para um certo conjunto §2,. Intuitivamente,
é importante garantir que Q¢ seja, de alguma forma, negligenciavel. Eo objeto do Lema

2.3.2 , que sera utilizado em conjunto com a Proposicao 2.3.1, na prova do Teorema 2.2.1.

Lema 2.3.2. Sob as hipdteses da Proposicao 2.3.1, temos que

> p(S%160) < oe.



22 Chapter 2. Estimacao consistente no modelo estocastico de blocos de Poisson

Proof. Queremos limitar p(€¢|0y) superiormente. Temos

p(E2160) = Z p(§2, 2[60)

z€[ko|™

= Z p(2(60)p(£2,160, 2)
z€[ko]™

n

< Y p(zl6o) Y p(Xi; > lognlb, 2). (2.31)

ZG[ko]” 2,j=1

Precisamos limitar superiormente p(X;; > logn|fy, z). As desigualdades de Chernoff
permitem limitantes precisos que vamos relembrar rapidamente abaixo (baseamo-nos na

Segao 2.2 de (Boucheron et al., 2013)). Consideramos uma v.a. Z a valores reais, e
Vz(a) = log E(e*?),

para todo a > 0, o logaritmo da sua funcao geradora de momentos. A desigualdade de

Chernoff estabelece que
P(Z>r)< e Ve

em que

¢*(r) = sup(ar — ¢z(a))

é a transformada de Fenchel-Legendre de 1. Fazendo Z =Y — ), onde Y tem distribuicao
Poisson(\), temos

) =A(1+ 2)1og (14 5) =7
e portanto

P(Z > 7“) < e—)\(1+§)10g(1+§)+r

< er(log(1+%)-1) (2.32)

Voltando as Xj;, condicionalmente a z, elas tém distribui¢ao Poisson(\., ;;) para z;, 2; €

[ko]. Seja A* = sup,;, Aap, temos por (2.32)

p(Xij >t )\|90, Z) < e—?‘(log(l‘i‘kz;zj )—1)‘
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Dessa forma, temos que

_ logmn ) _
< €(logn Az [log<*zz‘72j) 1}
— - Cog(logn)—log Az, =; 1) Xz, = (log(logn)~log Az, = —1)

S n- log(log n)n(log )‘zi,zj' +1) (log n))\zi,zj

< plosliosm) (08 X" +1) (10 1y A (2.33)

Portanto, substituindo (2.33) em (2.31) segue que

p160) < Y p(2[60) Y p(Xi; > lognlb, 2)

2€[ko]™ =1
< ninog(logn)n(log/\“Fl)(log n))‘* Z p(Z|90)
z€[ko|™
— plog(logn)+log A*+3) (log n)A* .
que é soméavel em n. -

2.3.2 Nao superestimacao

O objetivo desta Secao é provar que o estimador do ntmero de comunidades k,,
nao superestima a verdadeira ordem ky do modelo estocastico de blocos de Poisson. O

resultado principal é a Proposicao 2.3.3, enunciada a seguir.

Proposicao 2.3.3. Seja um modelo estocastico de blocos de Poisson de ordem kg, com
parametros 0y = (X°, 7°). Entdo, para o estimador da ordem, Fon definido em (2.13),

temos que
p({%n > ko }infinitas vezes|fy) =

Proof. Mostraremos que » p(//%n > kolfy) < 00, 0 que mostra, pelo Lema de Borel-Cantelli,
a Proposicao.
Temos

o0

> pka = ko) = Z > p(@l0o) L, )iy + Z > p@l0o) L, )y (239)

k=ko+1 k=ko+1 z€Q, k=ko+1 z€Q¢
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Iniciamos pelo segundo termo da soma em (2.34), que é mais facil: temos que

Z Z p($|90)1{ﬁn(ag):k} = Z p(x|6o) Z L @)=k = Z p(x[6o)

k=ko+1 z€Q¢ zeQ, k=ko+1 e,
n n n

que, por Lema 2.3.2 é somavel em n.

No resto da prova, consideramos o primeiro termo em (2.34). Temos

Z p(x|90)]l{gn(x):k} = Z p(ﬂTleO)]l{argkr}lax(logpk/(m)fpen(k/,n))zk}' (235)

E€Q, z€Q,

Da definicao do estimador da ordem, temos que
{arg max(log py(z) — pen(k’,n)) = k} C {log pr(z) — k*logn > log p, (z) — ki logn},
k/
para todo k > ko. Entdo, em (2.35) segue que

Z p(I | 80) 1 {En (x)=k} < Z p(![‘ | 00) 1 {log pi. (z)—k3 log n>log pr, (z)—k3 logn}

€N, zeQy,

= Z p($|90>ﬂ{pk0 (@) <pg () exp{k§ log n—k3 logn}}- (236)

SCEQn

Por outro lado, para todo x € €, pela Proposicao 2.3.1 temos que

log p(x|0p) < log sup p(z|0).
96@1@0
< log pg, (z) + d(ko) logn + c(ko, n). (2.37)
Daqui, tomando func¢ao exponencial em (2.37) resulta que
p(x]6o) < pi,(x) exp {d(ko) logn + c(ko,n)} . (2.38)
Defina
Gk, ko,n) : = d(ko)logn + c(ko,n) + ki logn — k*logn.

Agora, substituindo (2.38) em (2.36), temos que

> (@001, (oyry < exP{G(k, ko,n)} Y pr(x) < exp{G(k, ko, n)}.

ern lL‘eQn
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Portanto, o primeiro termo de (2.34) é majorado por

Z exp{G(k, ko,n)} = exp {d(ko)logn + c(ko,n) + k{logn} Z exp {—k*logn} .
k=ko+1 k=ko+1

(2.39)

Por outro lado, temos que

i exp {—k’logn} = i (%)kg (2.40)

k=ko+1 k=ko+1

onde, C1(n) =, (%)k3 = O((logn)~1/?). Substituindo (2.40) em (2.39), segue que

o0

Z exp{G(k, ko,n)} < e(ko:m) gy (ko) +h —(ko+1)%} (2.41)
k=ko+1

que é somavel em n pois para todo ko,

ko(2ko +3) —
2

1
d(ko) + kg — (ko +1)° = PR — kS —3Kk2 —3ky— 1< —1.

2.3.3 Nao subestimacao

O objetivo desta Segao é mostrar que o estimador do nimero de comunidades k,,, nao
subestima a verdadeira ordem kg do modelo estocéstico de blocos de Poisson. O resultado

principal é a Proposicao 2.3.4, enunciada a seguir.

Proposigao 2.3.4. Seja um modelo estocdstico de blocos de Poisson de ordem ko e p, >
Clo%, onde C' é uma constante suficientemente grande. FEntao, para o estimador /l;n
definido em (2.13), temos que

p({j{;\n < ko} infinitas vezes|0y) = 0.
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Para a prova deste resultado, definimos o estimador das comunidades com base no

grafo observado sob o modelo de ordem k como sendo

*

2* = argmax sup p(z, z|0). (2.42)
z€{1,2,...k}" €Oy
Logo temos que p(z, z*|0) é o maximo da func¢do de verossimilhanga conjunta em relagao

afez.

Demonstracao da Proposi¢ao 2.5.4. Em vista do Lema 2.3.2, onde foi mostrado que a
soma em n da probabilidade do grafo ter mais do que logn elos é somavel, no que segue
desta prova assumiremos que x € (),, para n suficientemente grande. Lembramos a

definicao do estimador da ordem, dado por

/k?n(a:) = arg max{log p(7) — k*logn} . (2.43)
k

Para mostrar que En(x) > ko, quase certamente quando n — oo, é suficiente mostrar que
para todo k < ko,
log pr, (r) — ki logn > log pr(z) — k*logn, (2.44)

quase certamente, quando n — co. Mas, se mostrarmos que

Dk (ZL‘)
pr(x)

1
lim inf 5 log >0 (2.45)

pelo fato de

lim
n—0o0 pnn

5 (k:glogn— kBIOgn) =0

entao (2.45) implica (2.44). Observe que para todo = € €2, pela Proposicao 2.3.1 e o fato
de pr(z) < SUDpco, p(z]0), segue que
1 () 1 Pro () 1 Suppce, P(x|0)

log = log + og
pnn? pr(T) P SUDPgco,, p(xl0)  pnn? SUPgco, p(x|0)

1 7
n 1 Supgeo, P(x|0)
PnT pk(I)
logn  c(ko,n) N 1 SUPgeeoy, p(z|0)

> —d(ky - .
o) ™ e T i 8 Supyee, p@l0)
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Assim, para mostrar (2.45) basta mostrar que para k < ko

hm 1nf . lOg 9€®k0 ( | ) > O (246)
o0 pm SUPgeo, P(2]0)

ja que
logn  c(ko,n)
—d(k — 0
( °>pnn2 pnn? ”

quando n — oo. Primeiro observamos que para todo z temos que

log sup p(xlf) > log sup p(a,z[6). (2.47)
eeeko eeeko

A partir de (2.9) temos que a expressao no lado direito esta dada por

log sup p(zx,z]0) = Z Oup(z, 2 log)\ab €,z —i—Zna ) log 7a(2)
€Ok, 1<a<b<ko
(2.48)
= L(x)+ Z na,b(z)go( ap(T, 2) +nZ7ra )log 7. (2),
1<a<b<kg
com
L(z) = e(x) = M(x);
Fu(s) = 2el2), 1< a < ky;
n
/):a,b(xaz) = Ma 1 Sagbgk())
Nap(2)
e(u) = ulogu, u>0
Para o denominador em (2.46) usamos que
log sup p(z]0) < log[k" sup p(z,z"|0)] = nlogk + log sup p(z, 2"[0), (2.49)

0€Oy, 0Oy 0Oy,
com z* definido por (2.42). Analogamente a (2.48) temos que
k

log sup p(z,2%|0) = L(x)+ Z Oup(z, 2 )log)\ab(x 2" +Zna ) log T, (2")
0Oy,

1<a<b<lk a=1
= L(x)+ Z na7b(z*)go(/\ab x, z" —l—nZwa ) log 7, (2%).
1<a<b<k

(2.50)
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Logo, o logaritmo em (2.46) pode ser limitado inferiormente pela diferenga de (2.47) e

(2.49), e usando as expressoes em (2.48) e (2.50) obtemos que

sup p(z]0)
1Og 0€OK, > Z na,b<2)90( ab z, Z +nZ7Ta log 7Ta ) - nlogk
SUPgeo, p(:)j|9) 1<a<b<ko

- Z N (2°) 0 Map (2, 2%) —nzm )log a(2*).

1<a<b<lk

(2.51)

Observamos que dividindo os dois lados por p,n? temos, primeiramente que

pan[ Zwa ) log 7, ( )—nlogk’—nZﬂa ) log T, (2 )] — 0

ja que p,n — oo e 0s termos nas somatorias ficam limitados, quando n — oo. Entao,

para provar (2.46) basta mostrar que

~

lim inf 12[ S nap(2)eQap(@,2) — > nmb(z*)(p()\a,b(a:,z*))] > 0. (252

n—oo n
Pr 1<a,b<ko 1<a,b<k

Observe que no caso esparso, Aq (2, 2) = 0 quando n — 00, e nesse caso cada termo da

diferenca acima esta indefinido. Mas somando e subtraindo a expressao

Z Oa,b(:v,z)logpn = Z Oa,b(ﬂf,z)logpn = M(m)logpn

1<a<b<kg 1<a<b<k

com M (x) o nimero de arestas no grafo temos que o limite em (2.52) é equivalente a

lim inf %[ 3 na,b(z)w(w)— > na,b(z*)cp<M)] > 0. (2.53)

1<a<b<kg Pn 1<a<b<k P

Pela Lei dos Grandes Numeros temos que Xavb(x, 2)/pn — A0

a,b’

A0, > 0 para quase todo
par (z,z), quando n — co. Lembramos que PN matriz, tal que \° = pnj\o. Logo, pelo

fato de ¢ ser uma funcao convexa e portanto continua segue que

~

lim 1 Z na,b(z)w(w> :% Z mo0mdp(X%,) . (2.54)

1<a<b<kg P 1<a,b<ko
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Por outro lado, pelo Lemma 2.3.5 temos que

-~

limsupi2 Z nmb(z*)cp(M) Z mamyo( (2.55)

nree 1<a<b<k Pn 1<a b<k
Finalmente, pelo Lemma 2.3.6 temos que a diferenca de (2.54) e (2.55) é igual a
(Zﬂ'ﬂ'b(p/\ Zﬂ'ﬂ'b(p >>O
1<a,b<kg 1<a,b<k

e isto conclui a demonstragao da Proposicao 2.3.4. [

A seguir, apresentamos os Lemas 2.3.5 e 2.3.6, que foram utilizados na prova da

Proposicao 2.3.4.

Lema 2.3.5. Para k < kg, temos que existe uma matriz positiva \*, k X k e um vetor 7,

k-dimensional tal que

. 1 . Xa, x, 2" 1 PRI
limsup — Z Nap(2 )@(L> < 5 Z oy e(Anp), (2.56)

n—roo 1<a<b<k Pn 1<a,b<k

em que (X\*,7*), sdo dados por:

win]
= 2 a,be{l,... k}
v R, 1f R b

o= [R'Lgle,  ac{l,....k}.

para uma matriz R*, k X ko que satisfaz |R*||; = 1 e tem uma entrada diferente de zero

em cada coluna.

Proof. Definamos para todo z € {1,... . k}" e 20 € {1,... ko }", Qn.(2,2°) como a matriz

k x kg com entradas dadas por
(Qn(z,2° = = Z 1{z;=a,z =d}. (2.57)

Observamos que, os contadores n,(2%), para a € [ko], podem ser escritos como

n

- Z Z {z=a2=d}, (2.58)

=1 a=1
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assim que, n,(z") = n(QT(z,2%)1;),, em que 1; é um vetor coluna de dimensao k com

todas as entradas iguais a 1. E os contadores n,(z), para a € [k],
ZZﬂ{zz—az =d'}, (2.59)
1=1 a’'=1
assim que, nq(2) = n(Qn(z, 2%) 14, )e- Além disso, a matriz Q,(z, 2°) satisfaz
1Qn(z,2%) I = ZZ Qn(2,2°)aw =1 (2.60)
a=1 a'=1

para todo (z,2°). Por outro lado, temos para todo a,b € {1,...,k} que

Oup(z,2) = Z z;j1{z; = a,z; = b}

1<ij<n

= Z Z .731']']1{2@' = CL,Z,L(-] = (1,/, = b, Z;-) = b/} .

1<a’,b'<ko 1<i,j<n

Por outro lado, observamos que

na(2*)np(2%) me(x, )\ na(25)np(2%) Oup(z, 2%)
2, W 90( )‘ R T

1<a,b<k Pn 1<a,b<k
Oa,b(xa Z*)/Pnn2 >
)

R e e e

1<a,b<k

com ¢(x) = xlogz. Entao pelo Lema A.2.2, para alguma sequéncia €, — 0 temos que

Oup(z, 2*)

R CHCELPPACHED INE A

[@n (=7, 2)X°Q0 (2, 2)]ap — €0 <

quase certamente quando n — co. Entao, como ¢ é continua podemos ver que

Na(2%)np(2%) :\\a,b(x, 2*)
> "

Pn

o [Qn(2*, 0)Z\0QT( ) (2.61)
T n 2%, 2 apten
< IS%Sk[Qn(Z , 2 )1k01 Q (Z z )]a,bSO ([Qn( )1k01 QT(Z ZO)]ab> .

Assumimos que Q,(z,2°) tem uma subsequéncia convergente cujo limite iremos chamar

de R, tal que R(z,2") é alguma matriz de ordem k x kg satisfazendo que ||R(z,2°)|| =1
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e R(z,2°)71;, = 7% Entao, tomando limite a ambos lados de (2.61) segue que

limsup Y ica )90 (A“’b(gj’z )>

OO 1 <a<b<k Pn
1 ey 262
< sup - [R1,17, RTLL ") o,b .
R: |R|1=1 1gaz,bgk o P\ R RT]

RT1,=x"

Logo, o supremo em (2.62) corresponde a um problema de maximizar uma fun¢ao convexa
sobre um poliedro convexo definido por {R: ||R||; = 1, R"1; = 7°}. Observamos que o
problema de maximizar uma funcao convexa é equivalente ao problema de minimizar
uma fungao concava. Logo, pelo Proposicao A.2.1 temos que o maximo deve ser atingido
em algum dos vértices do poliedro; isto é, naquelas matrizes R tais que uma e somente

uma entrada por coluna é maior do que zero, considerando que 70 > 0 para todo a €

{1,...,ko}. Denotamos por R* a um destes maximos e sejam
RVR]
* a b
ab — . *’ ) a,be{l,...,k}
[R*1,,1L R T}w (2.63)
7TZ = [R*lk’o]a ae{l,...,k:}.
Portanto, temos que
) [RXORT}
sup = [le 17 RT] % oy (
R | =1 1<§;<k ° [R5, 15 RT} b gb;k
RT1,=r" =00
Isso conclui a prova do Lema 2.3.5. O]

Lema 2.3.6. Para todo k < ko e (\*,7*) como no Lema 2.3.5 temos que

Z mo0mdp(N0, Z mamyo( > 0. (2.64)

1<a,b<ko 1<a,b<k

Proof. Consideramos primeiro o caso k = kg — 1. Entao como h é uma funcao sobrejetora,
héd k — 1 comunidades em {1,...,ko} que sdo mapeadas em k — 1 comunidades em
{1,...,k} e duas comunidades em {1, ..., ko} que sdo mapeadas numa tinica comunidade

em {1,...,k}. Sem perda de generalidade, assumamos que as comunidades ko — 1 e kg
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satisfazem h(ko — 1) = h(ko) = k = ko — 1. Logo, temos que

Z 7T7rbgo)\ Z oy = 2 Z 7T27T120_190(5\2,k0—1)

1<a,b<kg 1<a,b<k 1<a<kg—2
0 0,./30 0 0 30
+92 E 70 7rk0 Aa,m)+27rk0_17rk090(>\k0_1,k0)+7Tk0_17fk0—1¢(/\k0—1,ko—1) (2.65)
1<a<kg—2
* % * * * *
+7Tk07rk0 (Ako,ko) 2 E 7Ta77k0—190()\a,k0—1) —”ko—ﬂko—ﬁ@()\ko—l,ko—l)-
1<a<ko—2

Esta igualdade segue do fato que ; = 77 para todo 1 <i < kg —2 e A}, = A}, para todo

1 <l <r<ky—2 Além disso, observamos que
* 0 0
Trko—l - Trk:o—l + 7Tk()
0.0 0 Y0
Ty Ty — 1>‘lk 1+7Tz 0/\l ko

A = : 1<I<ky—2
lko—1 77?720 1+7Tl 7Tk0 ) = =N )

0 0 0 0
ﬂ-koflﬂkgfl)‘kofl,kofl + 27Tk0717T /\ko 1 ko + Wkoﬂko)‘ko ko

0 0 0 0
Tho—1Tho—1 T 27Tk0717rk0 + ﬂ-koﬂ-ko

*
ko—1,ko—1 —

Para 1 < a < ky — 2 segue que

T 1)\0 b1 T T 7T205\27k0
(2.66)

* % * 0,0 0,0
ﬂ-aﬂ-ko—l(p(Aa,ko—l) (7T ﬂ-ko 1 + ™ Trko)@ 7T07T0 _|_ 7_(_071_0
kofl a ko

< 7T ﬂ-k‘o 190()\& Jko— 1) + ﬂ-kow()\a k‘o)

dado que ¢ é uma funcao convexa, e a desigualdade em (2.66) segue pela desigualdade
de Jensen. Para a = kg — 1 e b = ky, também pela convexidade de ¢ e a desigualdade de

Jensen temos que

7T;:‘0—17TZ()—190<>\20—1,]€0—1) S W’?o—lwgo—l@(Agg—l,ko—l) (2 67)

+ 27Tk0 lﬂ-ko (Ako 1k0)+7rk07Tk0 (Ako k:o)

Logo, substituindo (2.66) e (2.67) em (2.65) resulta que

>, mme) — Y mme(h) = 0. (2.68)

1<a,b<ko 1<a,b<k
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0

. . . . ~ N o N0
Ainda, a desigualdade acima deve ser estrita, a nao ser que A, = A, ; para todo
a=1,..., k. Isso significaria que a matriz A’ tem duas colunas iguais, o que contradiz a

Suposicao 2.1.1, que é a suposicao de identificabilidade do modelo. n
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CHAPTER

3

Estimacao consistente no modelo estocastico

de blocos com correcao de grau

No capitulo 2 vimos que no modelo estocastico de blocos de Poisson, condicionalmente
na alocacao das comunidades, os vértices sao conectados de forma independente com uma
probabilidade que depende das comunidades. Porém, este fato impoe distribuicoes de
grau homogéneas para todos os vértices dentro de cada comunidade, o que pode ser uma
limitacao quando se trata de modelar redes da vida real. Para isso, o modelo estocéstico de
blocos com corregao de grau, também introduzido por Karrer e Newman (2011), permite

a heterogeneidade dos graus dentro das comunidades.

3.1 Modelo estocastico de blocos com correcao de grau

3.1.1 Definicao do modelo

O modelo estocéastico de blocos com correcao de grau (Degree Corrected Stochastic
Block Model) é um modelo de grafos aleatérios ndo orientado.

De forma similar ao modelo anterior, consideramos [n] := {1,...,n} um conjunto de
n > 1 vértices, separados de forma aleatéria entre ky > 1 possiveis grupos. O vetor

aleatorio Z = (Z;)icfn), com Z; € [ko] := {1,...,ko}, representa a associagao de cada

35
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vértice a um grupo. Assumimos que este vetor € i.i.d. com distribuicao marginal 7 sobre
(ko).

O modelo de blocos com correcao de grau se comporta da mesma forma que o modelo
de blocos de Poisson sé que agora incluimos um peso w;, tal que w; representa o grau
esperado do vértice i, para cada vértice ¢ € [n]. Dessa forma, as entradas X;;,7 > j da
matriz de adjacéncia sao independentes com distribuicao de Poisson, em que o nimero

esperado de arestas entre vértices i # 7 é dado por
E(XZ]‘ZZ = a, Zj = b) = wiwj)\a,b.

Note que para w; = 1, para todo ¢ € [n| o modelo de blocos com correcao de grau se reduz
ao modelo de blocos de Poisson (ver Secao 2.1). Além disso, dentro de cada comunidade,

os pesos w; satisfazem a seguinte condicao:

Z w; = na(z)u

i zi=a
para todo a € [ko]. Isso implica que o peso total no grafo é n, o nimero de vértices.

Suposigao 3.1.1. Suponhamos que nenhuma coluna da matriz simétrica X é proporcional

a qualquer outra coluna.

A Suposicao 3.1.1 é uma condigao de identificabilidade do modelo. Esta condigao é

usualmente assumida na literatura, por exemplo Ma et al. (2021).

3.1.2 A verossimilhanca do modelo

Denotamos por (€2, F, P w.x)) 0 espago de probabilidade associado a matriz simétrica
A, ao vetor de pesos w e a distribuicao de probabilidades 7. Temos que a verossimilhanca

conjunta para todo z € [ko]" e x € N**" é dada por:
P()\7w77r)(X =X, Z = Z) = P()\’w’ﬂ-)(z = Z)]P)(,\,w,ﬂ.)(X = x\Z = Z),

onde
k
]:P)()\,w,ﬂ')(Z frmnd Z) = Hﬂ-azizl ]l{zi:a}7
a=1

nao depende de A nem de w e
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P()\,w,rr)(X = .’L‘|Z = Z)

;| T | )
ZTij: 2”.

_ H (U)iwj/\zizj)xij eXp{_UJiwj)\zz‘Zj}] [ (wf)\zzzz)r“/Z exp{_w?)\zﬂi}
1<i<n

1<i<j<n

nao depende de 7.

Para escrever a verossimilhanga conjunta de (X, Z) como fungao de k, escrevemos

novamente os contadores definidos na secao 2.1.2 e que sao dados por:

Oap(T,2) = Z rijl{z; =a,z; =0}, 1<a,b<k

1<i,j<n

na(z) = Z {zi=a}, 1<a<k

1<i<n

Oap(z,2)  a#b,
%oa,b(x, z) a=1b
naalz) = § "eIE) e #D (3.1)

tna(z)n(z) a=0.

Oup(z,2) =

Por outro lado, defininos o grau do vértice ¢ por:

gi(z) = Y @y (3.2)

1<j<n

Logo, o grau total na comunidade a é dado por:

Galr,2)= ) gile)= )Y gle)l{z=a} = Y wyl{z=ad}.

it z;=a 1<i<n 1<i,5<n

Daqui, podemos ver que

Ja(x,2) = Z Oab (T, 2) + 2044 (2, 2).

b#a
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Com estas definigoes, a verossimilhanga conjunta de (X, Z) para o modelo com k comu-

nidades pode ser reescrita como:

Pom(X =2,2Z = 2) = %[ H wzgl ] [ H )‘Oab (#:2) exp{—na(z ab}] [H% ] )
(3.3)

com

[H x”] [H 27i/2(,,/2) ]

1<)

3.1.3 Estimadores de maxima verossimilhanca

No Lema 3.1.1 apresentamos os estimadores dos parametros § = (A, w, 7), do modelo,

obtidos por meio do método de maxima verossimilhanca.

Lema 3.1.1. Dada uma realiza¢ao (x,z) do modelo estocdstico de blocos com corre¢ao
de grau, com fun¢ao de verossimilhan¢a conjunta p(x,z|0) dada em (3.3), entdo os esti-

madores de mdzima verossimilhanga dos parametros 6y = (A%, w® %) sao dados por:

~ B Oup(z, 2) "
Aap(x,2) = —na’b(z) , ,b € [k]
w;(x, 2) = 2 = na(2)gi(x) 1€ n
iz 2) 1;,}{ ' }Zzzz o 9i(z)’ €l
Fo(2) = ”‘f), a € [k),

respectivamente.

3.2 Definicao do estimador e teorema da consisténcia

Fixe k > 1. Para z € [k]™ denotamos por 6 := (A, w, ) € @S) x 0?2 (2) x@fj’) =: Ok(2)

os parametros do modelo, em que
V= f{x e RNHF My = Maya, b € [K]}
¢ o conjunto de matrizes simétricas com entradas positivas,

0P (2) = 0P (2) x O (2) x --- x 0P (2),
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com

0D (2) ;= {w € (R*)") . Zwi =ny(2)}

que ¢ o conjunto de possiveis w’s na comunidade a. E

0¥ .= {r e (0,1)f Zwa_u

Para todo k > 1, a partir de uma distribuicao a priori vy, sobre Oy, definimos a distribuigao

de mistura da mesma forma que foi definida na Secao 2.2, que é dada por:

Z/@ (2, 2(0)(6)d0 (3.4)

z€[k]™

em que p(z, z|#) é a funcdo de verossimilhanca conjunta de (X, Z), dada em (3.3). Agora,

definimos uma medida produto como a priori, v, = u,ﬁ” v ® ,23) sobre @,E}) X @,(3)(2) X

0¥ em que sob 11", 1@ e ¥

Aap ~ Gama(1/2,1/2), a,be[k],a <b

1

Y €k

. acl

na(z)

m ~ Dirichlet (1/2,...,1/2)
~— ——

k

1
(Wi)icqa) | 2 ~ na(2) Dirichlet(§,

respectivamente. Em outras palavras, para 6 = (\,w, ) € @,(Cl) x 0 (z) x @f’) temos

que a distribuicao a priori é dada por:
vi(6) == v (Vv (w]2)v” () (3.5)

onde

1 ~1/2 _
() = [ 11 F(1/2)(1/2)1/2)‘ab1/26 A“bﬂ] ,
1<a<b<k
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A partir da distribuigdo de mistura em (3.4) baseada na a priori em (3.5), podemos
definir o estimador do numero de comunidades do modelo estocéstico de blocos com

correcao de grau: dada uma amostra x
En(aj) .= arg max{log pp(x) — (k* — 3kn)logn}. (3.6)
k

Observamos que o estimador definido em (3.6) tem um termo de penalidade extra, da
ordem nlog n, comparado com a penalidade do estimador no modelo estocastico de blocos
de Poisson (ver (2.13)). Este termo extra é necessario pela adigdo de n parametros w;,
i € [n] nomodelo. A continuacdo enunciamos o teorema de consisténcia, que é o resultado

principal deste capitulo.

Teorema 3.2.1 (Teorema da consisténcia). Seja um modelo estocdstico de blocos com
~ 1 s .
corre¢do de grau de ordem ko e p, > C=2%, onde C' ¢é uma constante suficientemente

grande. Entdo, o estimador ky definido em (3.6) satisfaz

~

kn(x) = ko, (3.7)

quase certamente, quando n — oo.

3.3 Demonstracao do teorema da consisténcia

As provas do Teorema 3.2.1 sao similares as provas do Teorema 2.2.1, porém um pouco
mais complicadas, por conta dos graus que entram como parametros do modelo. De
fato existem algumas diferencas na prova da nao subestimacao, que fizeram preferirmos
apresentar os enunciados e provas separadamente. Abaixo enunciamos e provamos a

Proposigao 3.3.1 que é chave na demonstracao do Teorema 3.2.1.

Lembramos a definicao do conjunto de observagoes,
Q, ={r={x;} e NV":x;; <logn, Vi,jel,...,n}.

Proposicao 3.3.1. Para todo k > 1, n > max(4, k) e para todo x € Q,, temos que

log. (sup(;e@k p(93|9)) < d(k)logn + 3nlogn + c(k,n)
pr(z)

onde,
k(2k+3) —1

d(k) = 5
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ME-1)  KE+1) | 1 T(Q)
k = | .
c(k,n) 4dn + 4n? * 12n tlog F(g)

Proof. De forma similar ao caso do modelo estocastico de blocos de Poisson, analisaremos
separadamente as razoes p(z|z,0)/pr(x|z) e p(z|0)/pr(z) mostrando que sao limitadas
superiormente, uniformemente em z, z, por fungdes ¢ (n, k)ca(n, k) e c3(n, k) respectiva-

mente. Com isso, observamos que

plf) S plald. 2)p(:10)
8 @)~ B e
S pelel2)er(n, K)ea(n, Kypi(2)ea(n, k)
< log > o2l )pel2)

= log ¢ (n, k) + log ca(n, k) + log cs(n, k). (3.8)

Com efeito, da definicao da distribui¢ao de mistura, temos que

Z/@ (2, 2|0) v (0)dO (3.9)

z€[k]™

Por outro lado, descompondo temos

/@kp(x,z|9) = Z/@@)/m (|2, Ny ( )@ (w|z)dAdw /@,(f) p(z|7r)yl£3)(7r)d7r

z[k]"

= > pelal2)pi(2)
z€[k|™

Nas contas que seguem, escrevemos os contadores diretamente, omitindo a referéncia a x

e z, para aliviar a notacao e as equagoes que ja estao carregadas. Dessa forma, calculamos

Lot H we TI Agtemo P (ax
O,

1<z<n 1<a<b<k
b

= k(k+1) 1 D) H wlg’/ H aba 2 (na vt+3 ) abd\

c(x)2 5 2 1<i<n O 1<a<b<k

(3.10)

- ]_ H F ( a,b + H W gi
- k(k+1) k(k+1) i

c(x)2 F(%) 2 1<a<b<k (nab + ) “b+2 1<i<n

1<i<n
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De tal forma que,

r
/@unll (w]z)dw :HF
r

1<i<n 1<a<k

Il
/N
: SIS
N = N—
SN— 3
fleg
R
™)
P
S
~—
—
Q
[V
N—
oW
S
Q

H ngar (%l) Hz zi=a F(-gl + %)
zame D@ Tt 13)
(3.11)

Por outro lado, considerando que os estimadores de maxima verossimilhanca para A\, €

O . .
w; SA0 “: e % respectivamente, temos que
> iiz;=a Jt

1 Oa,b Oab —Ous Nagi gi
p(x|z,)\,w) S Supp($|z’)‘aw) = @ H 7 € @ H —

feoF 1<a<b<k Nab a€lk]i€[n]:zi=a Ga
(3.12)
Entao, combinando (3.11) e (3.12), temos
Ou b gi
Oa, ’ —0g Nagi
p(z|z, A\, w) < | (Kj) et Hae[k],ie[n]:ziza< gf)
pk(x’2> B 1 H F(Oa b+2) H ngar(’%a) Hi:zi:ar(gi“‘%)
2k<k+1>r(%)k(k+1> 1<a<b<k (rapth >( wpr3) Lli<ask oIy T(Gat )
Daqui, da mesma forma que o modelo de blocos de Poisson temos que
Oa b
O.. L
H1<a<b<k ( b) e Out < 2k(k4+1)nk(k+1)€k(8kjl)eza<b zonaT’;
1 11 T(Oabt3) N
Qk(kjl)r(%)k(k;rl) 1<a<b<lk (na,b+%)<oa’b+%>
Por outro lado, para x € €, temos que O,;, < ngplogn e portanto Zagb QOn“’bb <
k(kH) logn. Dessa forma, podemos pegar
k(k+1 E(k+1 k(k+1
logci(n, k) = ulogn—i-ulogn—i-(—ﬂ. (3.13)
4 8n?
Por outro lado, temos que
9i gi
Nagi na — Ng g_l
Hae[k},ie[n]:zi:a ( Ja ) . H r (%) ( 7) H <9a> (3 14)
Ja( na ) a1y T Na 1 :
ng‘ F( 2 )Hl: Zi:ar(gl+2) 1§a§k P (?) o — F(gl + 5)

H1ga§k p(%)"a T(ga+"72)
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Agora, para todo a € [k], pelo Lema A.1.1 temos que

(2) |
H F(Qi"’%) = F(ga+%)r<%)na71' (3.15)

i:z;=a

Entao, substituindo (3.15) em (3.14) segue que

gi
Nagi
Hae[k],z‘e[n}:zi:a( ga > < H L
ngal“<na) Hz Z;=a F(gi—i_%) - F
3) k

5
H1§a§k r()™ T(Gat+7) lsas

()T +%)
(%) T (9a+3)

Agora, pelo A.1.2 e o fato de g,(x) < n*logn, para todo a € [k] e > n4(z) = n, temos

que

L (5T +%) )
log (131:[9 T(2)T (g0t %)> < nlog(n”logn). (3.16)

Dessa forma, podemos tomar
log ca(n, k) < 3nlogn. (3.17)

Agora procuramos um limitante c3(n, k) para p(z|0)/pr(z). Esta parte é completamente

similar ao modelo estocastico de blocos de Poisson (Proposigao 2.3.1), isto é

pelr) T ()T (n+4)

pe(z) T T(E)D(n+ 1) (3.18)

Portanto, tomamos

log c3(n, k) = log (? Ezg I; EZ::: E;) : (3.19)

Daqui, majoramos (3.19) usando o Lema A.1.2 e segue que

| <r<§>r<n+ 2
98 | Tk 1

)T(n+3)

k—1 k(k—1) 1 (%)
< 1 -1 22 2
) 3 BT T T T T (3:20)

Voltamos agora a (3.8), usando (3.13), (3.17) e (3.19) para concluir a prova da proposigao:

uniformemente em z, z temos
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" de blocos com correcao de grau
0
log plz}f) < logci(n, k) +log ca(n, k) +log cs(n, k)
pr(T)
2) —1 1
_ ngn%- @10@1 + 3nlogn + c(k,n)
em que
Bk—1)  k(k+1) 1 L)
k,n) = -1
c(k,n) 4n + 8n? + 12n o8 F(%)

3.3.1 Nao superestimacao

De forma similar que na Secao 2.3.2, o objetivo desta Secao é mostrar que o estimador

k., nao superestima a verdadeira ordem kg, do modelo estocastico de blocos com correcao

de grau. O resultado principal é a Proposi¢ao 3.3.2, enunciada a seguir.

Proposicao 3.3.2. Seja um modelo estocdstico de blocos com corregao de grau de ordem
ko, com parametros 0y = (\°,w°, 7°). Entdo, para o estimador da ordem, k,, definido em
(3.6), temos que

p({kn(x) > ko) infinitas vezes|fy) = 0.

Proof. Provamos esta proposi¢ao seguindo o mesmo caminho que na prova da Proposi¢ao

2.3.3. Desta forma, precisamos provar a convergéncia da seguinte série

NI DI SFCINITSNIREED DU SF NI PRI CER
k=ko+1 k=ko+1 xz€Qyp k=ko+1 z€Q¢

Temos que o segundo termo em (3.21), pelo Lema 2.3.2 é somavel em n.

Agora, para o primeiro termo em (3.21), definindo
D(k, ko,n) : = d(ko)logn + 3nlogn + c(ko,n) + (ki + 3kon)logn — (k* — 3kn) logn,
temos que

> p(l00)1 g, (g < exp{D(k, ko,n)} D pr(a) < exp{D(k, ko,n)}.

€y €N,

Portanto, o primeiro termo em (3.21) é majorado por
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o0

> exp{D(k,ko,n)}

k=ko+1

= exp {d(ko) logn + c(ko,n) + 3nlogn + (ki + 3kon)logn} Z exp {—(k* + 3kn)logn} .

k=ko+1
(3.22)
Por outro lado, temos que
Z exp {—(k’3 + 3kn) log n} < Z exp{—k®logn} Z exp{—3knlogn}. (3.23)
k=ko+1 k=ko+1 k=ko+1

Daqui, da mesma forma que em (2.40) temos que o primeiro somatério no lado direito de

(3.23) ¢é limitado superiormente por

o 1 (ko+1)?
Z exp {—k’logn} < Ci(n) (E) : (3.24)

k‘=k20+1

em que C1(n) = 5 (%)I€3 = O((logn)~/?). E o segundo somatério no lado direito de
(3.23) fica como

Z exp{—3knlogn} = Z (e—3nlogn)k
k=ko+1 bt 1

(6—371 log n)(ko—H)

= (3.25)

1 — e3n logn

onde, na segunda igualdade foi usada a convergéncia de uma série geométrica. Logo,
substituindo (3.24) e (3.25) em (3.23) temos que

Z exp{D(k, ko, n)} < ec(ko,n)n{d(ko)+3n+k8+3k0n—(k0+1)3—3n(k0+1)}. (326)
k=ko+1

Assim, (3.26) é somével em n pois para todo kg, temos que

]{?0(2]{50 + 3) —1

d(ko) + 3n + ki + 3kon — (ko +1)* — 3n(ko + 1) = 5

— 3k —3ko— 1< —1.

]
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3.3.2 Nao subestimacao

O objetivo desta Secao ¢ mostrar que o estimador /k?n, nao subestima a verdadeira
ordem ky, do modelo estocéastico de blocos com correcao de grau. O resultado principal
¢ a Proposicao 3.3.3, de fato existem algumas diferencas com respeito das provas da

Proposicao 2.3.4.

Proposicao 3.3.3. Seja um modelo estocdstico de blocos com correcao de grau de ordem

ko € pn > C'loi", onde C' é uma constante suficientemente grande. Entao, para o estimador

%n definido em (3.6), temos que
p({En(x) < ko} infinitas vezes|fy) = 0.

Proof. Lembramos a definicao do estimador da ordem, dado por

~

kn(z) = argmax{log py(z) — (k* 4+ 3kn)logn}, (3.27)
k

Para mostrar que k,(x) > ko, quase certamente quando n — oo, é suficiente mostrar que

para todo k < ko,
log pr, () — (ki + 3kon)logn > log pr(z) — (k* + 3kn)logn , (3.28)

quase certamente, quando n — co. Mas, se mostrarmos que

Py (x)

() >0 (3.29)

1
lim inf 5 log
n—oo pn’n,
pelo fato de
1
lim —— (ki 4 3kon — k* — 3kn) logn =0

n—oo pan

como logn/np, — 0, quando n — oo, entao (3.29) implica (3.28). Observemos que para
todo z € €2, pela Proposicao 3.3.1 e o fato de pi(x) < supyee, p(2]0), segue que

1 Pro(z) 1 Pro () 1 Suppee, P(]0)
> log = > log 5 log
pnn? 7 pr(x)  pan® 7 supgee, p(zl0) - pan® T supgee, p(]0)
1 su x|0
n log Doco, P(x|0)
PnTl pk(x)

1 31 k 1 sup p(x]0)
> _d(ko) ogz _ 3logn  ¢( o,;%) L 004,
PnTl PnTl PnTl PnT SUPeeek p(:c]ﬁ)
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Assim, para mostrar (3.29) basta mostrar que para k < ko

i inf . log ST (2]6) >0 (3.30)
o0 pm SUPgeo, P(2]0)

ja que
logn  3logn c(ko,n)
P2 pan P

quando n — oo. Primeiro observemos que para todo z temos que

log sup p(zl6) > log sup p(a, 2I6) . (3.31)
eeeko eeeko

Pela expressao em (3.3) e pelo Lema 3.1.1, temos que

1 ~ _
log sup p(x,z|0) =U(z) + 5 Z Oup(z,2)log Aap(z, 2) + Z Ga(x, 2)log =

T, 2
€Oy, 1<a<b<ko 1<a<ko Ga(, 2)

—i—nZwa ) log 7a(2),

(3.32)
com
L(.’L‘) = ‘|’ Z gz log gz )
Fulz) = ”“(“”), 1 <0<k
n
/)\\a’b(x,Z) = M; 1 SangkOJ
Nap(2)
Ja(x,2) = Z:cl-j]l{zi =a} = ZOab(x,z), 1<a<k.
i b
Por outro lado, para o denominador em (3.30) usamos que
log sup p(z|0) < logk™ sup p(z, z*|0)
0cO 0€O (333)

< nlogk + log sup p(zx, z*|6) ,
0cOy
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com z* definido por (2.42). Analogamente a (3.32) temos que

1 ~ a2
log sup p(z,2%|0) =U(x) + = Z Oup(x, 2*) log Mg p(z, 2*) + Z Ga(x, 2") log M
00 2 Ga(T, 2*)
k 1<a<b<ko 1<a<ko
+n Z Ta(2") log Ta(2"),
(3.34)

Logo, o logaritmo em (3.30) pode ser limitado inferiormente pela diferenca de (3.31) e

(3.33) e usando as expressoes (3.32) e (3.34) temos que

suppee, P(¢]0) 1 ~ .
9%k > - Z Oup(z, z)log Ao p(z, 2) + Z Ga(z, 2) log o (2)
Supee(")k p(x|0) 2 lgagbgko lgagko ga(x7 Z)

1 ~
+ nzm )log Ta(2) — nlogk — 3 Z Oup(z, 2%) log Aap(z, 2%)

1<a<b<ko

— Z ga(x,z)log —nZwa ) log T, (27) .

1<a<kg

(3.35)

Observemos que dividindo ambos lados de (3.35) por p,n?, temos primeiramente que

pan[ Zwa ) log 7, )—nlogk—nZﬂa ) log T, (2 )] — 0
ja que p,n — oo e os termos nas somatorias ficam limitados, quando n — oo. Entao,
para provar (3.30) basta mostrar que os termos restantes sao limitados inferiormente por

zero. Por outro lado, observemos que podemos escrever

Ne(2 1 _ Ny (2 1 B ny(2
Z Ga(z,2) log — (x( i) =3 Z Ga(x, 2) log — (é i) +3 Z gv(x, ) log — (b:i i)
1<a<ko YT, 1<a<ko YT, 1<b<ko S
1 na(2)ny(2)
= — Ouw(x, 2)log — -
> 28 G (e, )

(3.36)
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e portanto
1 N _ na(2)
3 Oab(, 2)10g Aap(2, 2) + Y Gal, 2) log =
1<a,b<ko 1<a<ho 9a(2, 2) (337)
Ou(z, 2) '
= Z Oav(, 2) log

1<a,b<ko Ga(, 2) (7, 2)

e similarmente para os termos envolvendo o modelo de ordem k. Entao, somando e

subtraindo a expressao

Z Oup(z, 2)log pp = Z Oup(z, 2)log py,

1<a<b<ko 1<a<b<k

e substituindo (3.37) em (3.35) temos

SUPgeo,, P(7]0 a w*Oq
1 1 ee@0<‘)>1<z Ob(x,z)lo P Ogp(, 2)

og > = - ?
pan? 7 Suppeg, P(|0) 2\, P Ga(, 2)G0(, 2)
Owp(z, 2* W20 (2, 2*
_> b(xQz)logipn *b(:z:zi>+0( R
1<a,b<k PnTy ga(x,z )gb(x,z )

(3.38)

Daqui, mostrar que (3.38) é limitado inferiormente por zero, quase certamente quando

n — oo é equivalente a mostrar que

20
llmmf Z ga z, %z gl; Z, Z)(p<pnn ai)(-faz) >
e 1<ab<k0 p n ga(:z, Z)gb(%z)

(3.39)

Z Ga(z, 2* gb x,2%) < pan?Ogp(, 2*)

= - > 0,
1<a b<k Ga(z, Z*)g;,(x,z*))

com p(u) = ulogu, u > 0. Agora pelo Lema A.2.3, temos que quase certamente que

pn*Oap(,2) Ouw(, 2)/pun?® . [diag(m) Adiag(m)T e
Ga(, 2)Gp(, 2) 9o, 2)G6(2, 2)/ prin* [diag(m)Adiag(m)T 1], [diag(m) Adiag(m)T14],
_ 77277195‘217
70 [5\07r0] bTTY [S\OWO]Q
;\0
ab

(3.40)
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Lembramos que \° é a matriz tal que \° = p,\°. Logo, resulta que
p

lim ~ Z Ja(, 2)gp(, 2) (pnn20ab(x,z> >

n—roo 2 1<a b<]€0 pnn4 ga(ma Z)gb(x, Z)
1 50 (3.41)
= — Z 7T oTTy [)\0 0] [Aoﬂo]b gp(ﬁ) .
1<a,b<ko (070 [AO7 O],
Por outro lado, pelo Lema 3.3.4 temos que
20 *
hmsup = Z 9a( %) gix ) gp(ip"n *ab,(x72k1 )
nee 1<a b<k pan o, 25) 9o (, 25) 5.42)
1 \* :
< — A* * )\* * ab
<5 2 mmELT “”([A*wm[»w*]b)
1<a,b<k

para alguma matriz \* de ordem k x k e um vetor 7* k-dimensional, dado em (3.45).

Finalmente, pelo Lema 3.3.5 temos que da diferenca de (3.41) e (3.42) resulta que

S0 5000 Aob
1<a,b<ko ’ (343>

]

Lema 3.3.4. Para k < kg, temos que existe uma matriz positiva \*, k X k e um vetor m*,

k-dimensional tal que

hmsup 1 Z ga T, Zk: gb z Zk) ( pnn20ab($a zl:) )

oo 1<a b<k pant 9a(@, 21) g0 (, 2}) (3.4
3.44
1 2
< 3 o vl D N ol D N o gp(—ab)
2 1§az,bgk ' (Ao [A* ]
em que, (A\*,7*) sdo dados por
[ X7
Ay = , a,be{l,.... k
S TRV S { J (3.45)

T = [I"1k]a, ac€{l,.... k}

a
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para uma matriz I*, k X ko que satisfaz ||I*]|; = 1 e tem uma entrada diferente de zero

em cada coluna.

Proof. Definamos para todo z € {1,...,k}" e 2° € {1,...,ko}", H,(z, 2°) como a matriz

k x kg com entradas dadas por
[H,(z,2° = — Z wl{z = a,z =d'}. (3.46)

Observemos que, os contadores n,(2°), para a € [ko] podem ser escritos como
n k
= Z Z wil{z =a,z) =d}. (3.47)
i=1 a=1

De tal forma que, n/,(2°) = n(HI(z,2°)1;),, em que 1; é um vetor coluna de dimensao k

com todas as entradas iguais a 1. E os contadores n,(z), para a € [k]
n ko
= Z Z wil{z =a,z) =d'}. (3.48)
i=1 a/=1

Tal que, ng(2) = n(H,(z, 2°) 14, )a, de forma similar que antes, 15, é um vetor coluna de

dimensdo ko com todas as entradas iguais a 1. Além disso, a matriz H,(z, 2°) satisfaz

1H (220 = > > [Ha(z, 20w = 1, (3.49)

a=1 a’'=1

para todo (z,2°). Por outro lado, temos que

ga z, 2], gb z,z ) pnngOab(xvz*)
Z k k go( k ))

1<ab<k pant Pn Ga (T, 27)Go(, 25
. 9 (3.50)
- ¥ 9a(, 2) (2, 2) ( Oup(T, 2;)/ put )

1<ab<k pant Ja(, 28)g0(, 25)/ p2nt )
em que p(u) = ulogu. Entdo, pelo Lema A.2.3 tomando uma sequéncia ¢, = p,, = 10%,
temos quase certamente que

Ogplx, 2* -

‘ 7b(wgz ) - [Hn(27 ZO)/\HN(ZazO)T]a,b < €,

PnTl
Ga\T, 2 <
W - [HH(Z’ ZO)AHn(zsz)le’]a S €n
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Daqui, como ¢ é continua, substituindo (3.51) no lado direito de (3.50) e tomando limsup

a ambos lados, segue que

Jim sup Z Go(, 2) Gu(, 2f) < pnn?Ogp(, 2}7) )

N0 1< b<k prnt Ga(, 2) G (7, 2f)
1 ~ ~ [S\OIT u
<  sup = [IAT7 1], 1N 17 1,], ¢< _ [ l b )
L L R B LT 1o [TAOTT 1]y
=T

(3.52)

quase certamente. Logo, o supremo em (3.52) corresponde a um problema de maximizar
uma fungio convexa sobre um poliedro convexo definido por {I: ||I|; = 1,171, = 7°}.
Portanto, pelo Proposicao A.2.1 temos que o maximo deve ser atingido em algum dos
vértices do poliedro; isto é, naquelas matrizes [ tais que uma e somente uma entrada
por coluna é maior do que zero, considerando que 70 > 0 para todo a € {1,...,ko}.
Denotemos por I* a um destes maximos e sejam

T = [Lygle,  ac{l,... Kk}

a

"1, (3.53)
W= [ = Lb . abe{l,... k).
[] 1k01k20] ](Ib

Logo, temos que

1 YO 7T N0 7T [IS‘OIT]ab
sup = > [IANT L INTTL ), o — .
I:|I|1=1 1<a,b<k [I)\OIle]a[[)\OIle]b
Ile:ﬂ' - - (354)
1 Z 7T T [A* *] [)\*ﬂ'*] (,0( )\Zb )
2 1§a,b§k k [A*W*]Q[A*ﬂ-*]b
Isso conclui a prova do Lema 3.3.4. O

Lema 3.3.5. Para k < ko e (7", \*) como no Lema 3.8.4, temos que

Z m0md[A0m0), [A07°], @(L)

1<a,b<ko [AO70] o [AO70],

- ) mmr. [A*w*]w(wﬂ*ﬁﬁ) > 0.

1<a,b<k

(3.55)
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Proof. Observemos que de forma similar que na prova do Lema 2.3.6, os parametros 7* e
A* sao dados por:
=7, 1<i<ky—2

* 0 0
ﬂ-k‘o—l - ﬂ-ko—l + 7T/<:0

)\lT_)\lT7 1<l<7”<]€0—2,
om0 X0 + 7070 X0
)\Zkoil _ I " ko— (1) f)k() 1 I koM ko : 1 S I S ko N 2’

T Thg—1 + 7Tl 7Tk0

Y 0 Y0 0 Y0
7% 17Tk0 1/\k0 Lko—1 T 27Tk0 1Tk >‘k0 Lko T Wkoﬂko/\ko ko

*
ko—1,ko—1 —
Wko 17Tk 1+27Tk0 17Tk +7Tko7rk0

Agora, observemos que para 1 < a < kg — 2 temos que [N'7*], = [5\077'0]&, entdo para

1<a,b<ky— 2 segue que

; oo 1% Ao
e e e WSWS[A%O]G[A%OW(MO—’?)-
Por outro lado, temos que

ﬂ-k() 1[)‘0 O]ko 1+7Tk [/\O 0] ko

[)\* *]k L=
o Tho—1 + T,

Dado que ¢ é uma funcao convexa, entao para 1 < a < ky — 2, pela desigualdade de

Jensen segue que

k% * % * sk /\* kO 1)
7Ta71'k0_1[)\ ™ ]a[)‘ ™ ]k0—190 [)\* *] [)\* ]k L
a 0—

- . - 0 N\ + 79 X0
= N (1, 1[N +w20[A°w°Jko>sa< N

O] (s A7y 1 + R (X071 )
Wg(ﬁgo 1>‘2 (ko— )+7T20)‘2,k0)
O[N] (71 N0 g—1 + 70, X070 )

_ AL Aa
< wo7d A0 lo ( _ alkonl) ) + 7079 X0 o ( ko )
= Tallho=17%a,(ko=1) 108 [AO70] [AO7O] ko Sk 108 (A7 [AO0]

- o -
= el AL (S ) 4t (1007 (10
a 0—

= 72(7712071)‘0 (ko—1) T ﬂ-ko)\a ko) 108 (

o o
H%%M%%)‘
(3.56)
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Ainda, a desigualdade acima deve ser estrita, a nao ser que

30 20
Aa,(kofl) /\a ko

§ k = ek . a<ky—2. (3.57)
(NOmO] AT g1 [AOTO] [AOT O],

Agora, para a = kg — 1 e b = ky, também pela convexidade de ¢ e a desigualdade de

Jensen temos que

Azkko—l)v(ko—l) )

Tro—1 [N T* ko1

7T;;0_17T]:O_1 [/\*W*]ko—l [/\*ﬂ-*]k‘o—lgo ( [)\*

= (ﬂ-ko lﬂ-k‘o 1)\ k‘o 1), (k‘o 1) + 27Tk0 lﬂ-k‘o)\ ko— 1 ko + ﬂ-k‘oﬂ-k‘o)\ko k‘o)

« log ( 1T P10k 1), ho—1) T 2T h— 1T Mk —19.k0 T T Ty Mook )
1R et T fe—1 + 275 1R, A0y 1 [N, + oo Tho [)‘Oﬂo]k
(ko—1),(k ;\?k‘ 1),k
1)
< o1k 1)\(’% 1),(ko—1) Og< o — >+27Tko 17%)‘(1% 1),k 10g<[)\07ro] [Agﬁo]

0.0 130 ko,k:o
0 0 0, O )\071_0

)

= T 1 Thy A7 02 14’0(%]:)0_11) + 2mp T, [A070] 1 [0 o]ko(p([/\oﬂji(()ko 1[);()07T0]
+ Wgoﬂgo [Xoﬂo]zow([;;";ﬁ> ;
(3.58)
Daqui, a desigualdade acima deve ser estrita, a menos que
Moy Mo B o

P . [AOWO] R,

Logo, das igualdades em (3.57) e (3.59) temos que a desigualdade em (3.55) deve ser

estrita, a menos que

:\0 0, ..
0 m)\k a < ko. (3.60)

T Do,

O que contradiz a Suposicao 3.1.1. n

)



CHAPTER

4

Consideracoes Finais

Nesta tese, provamos consisténcia forte para o estimador do niimero de comunidades
no modelo estocéstico de blocos de Poisson, em que as entradas da matriz de adjacéncia
seguem uma distribuicao de Poisson e no modelo estocéstico de blocos com correcao de
grau, que permite que a distribuicao dos graus dos vértices dependa também dos vértices

e nao apenas das comunidades as quais pertencem.

Consideramos o regime denso, em que a probalidade de conexao entre pares de vértices
nao depende do tamanho do grafo e o regime semi-esparso, em que a probabilidade de
conexao entre pares de vértices pode decrescer para zero (numa certa taxa), em fungao

do tamanho do grafo.

O nosso resultado estende em particular o trabalho de Wang et al. (2017), que provaram
consisténcia fraca para o modelo estocastico de blocos, com entradas da matriz de ad-
jacéncia seguindo uma distribuicao de Bernoulli e o trabalho de Cerqueira e Leonardi
(2020), que provaram consisténcia forte e consideraram também um regime semi-esparso,
porém no modelo estocastico de blocos com entradas da matriz de adjacéncia seguindo

uma distribuicao de Bernoulli.
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APPENDIX

A

Demonstracao de resultados auxiliares

A.1 Resultados basicos
Lema A.1.1. Param > 0 e inteiros m;, j =1,...,J tal que m = Z;f:l m;, temos que

I, ()™ .
[T +3) " Tm+ T (5)7 "

Proof. A prova deste Lema segue por Davisson et al. (1981). Seja a igualdade

[T T (my+3) T Omy +1)(my +2) ... (2m))

T (m+ )T ()"  (m+1D)(m+2)...(2m)

(A1)

Com efeito, usando as propriedades da fun¢ao Gama: I'(m+3) = Wﬁ7 rad) =
/7 e a igualdade

1.2.34.5.6.--- .(2m —1).2m _ (2m)!
2.4.6.--- .2m —omypl’

135+ .(2m—1) =

temos que

H;]_l F (/rn‘7 + l) (le)! ﬁ (2m2)! ﬁ . (Qmj)! ﬁ (le)! (277’7,2)! . (27::7,;')'

2 — 2M1mq! 2M1 2M2my! 2M2 2MJim ! 2™MmJ _ mq! mo! (A 2)
J-1 2m)! /7 _ 2m)! :
T'(m+3)T(3) i 3 (/)71 o

o7
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Por outro lado,

2m1)! (2ma)! 2m y)! J ;
Gt et Ll [T (2mg)(2m; — 1) -+~ (m + 2)(m; + 1)

mq! mo! m!

@m)! B (2m)(2m —1)---(m+2)(m + 1)

m!

(A.3)

substituindo (A.3) em (A.2), obtemos a igualdade (A.1). Por outro lado, para k > 0 e
z > 0 definimos
k :
i
gr(x) = g (x—l— E) :

. J
Agora iremos provar que, se m = ijl mjex >0

an(2) < [ g, (@) (A4)

Seguindo a prova feita em Davisson et al. (1981) mostraremos (A.4) para o caso J = 2,
pois o caso geral segue direitamente usando inducao. Entao, dessa forma precisamos

mostrar que para inteiros my,ms € x > 0,

mi1+mso l{j m1 l mo r
11 (x+—)§H(x+—)H(x+—> (A.5)
mi + mo my ma

k=1 1=1 r=1

Uma vez que em ambos os lados de (A.5) existem m;+ms termos multiplicados, mostraremos
que existe uma correspondéncia biunivoca entre esses termos, de tal forma que cada termo
no lado esquerdo seja menor ou igual do que o termo que lhe corresponde no lado direito.

Agora, denotemos por S; o conjunto de termos do lado direito, que sao maiores ou iguais

do que (3: + o f_m2>, que é o termo que aparece no lado esquerdo de (A.5). Com isso,
daqui em frente o nosso objetivo serd mostrar que existe uma ordem (¢y, ..., ¢y, 1m,) dos

my + mgy termos do lado direito de (A.5), tal que ¢, € Sk, para k = 1,...,mq + mo,

podemos ver que

k l mik
r+—— | <|(2+— ) &= [>——
mi + Mo my mi + Mo

k r mok
r+—— )< |2+ — ) & 1712 ——.
mi + Mo Mo mi + Mo

Portanto, temos que o nimero total de termos em S) é dado por

k k
1Sl = (ml_ [m_] H) " (mQ_ [m_] H).
mi + Mo mi1 + ms
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Usando a desigualdade [z] + [y] — 1 < [z + y]| obtemos que,

Com a desigualdade (A.6) podemos obter a ordem desejada, pois tomando um t,,, ym, €
Sy +ms, Podemos tomar o ¢; € S; ja que no maximo foram tomados m; + mg — ¢ termos
em S;. Com isso, mostramos (A.4), para J = 2. Dessa forma, usando (A.4) para z = 1

temos

(o < T 4 I om0 T
j=1 m B H?il (m + Z)
[T (m; + 1)(my; +2) - - (2my)

B (m+1)(m+2)---(2m) . (A7)

Logo, juntando (A.1) e (A.7) temos que o Lema A.1.1 fica provado. O

Lema A.1.2. Para todo J e para todo m > max{4, J} temos,

log (F(;))F(m—l—gl)) < nglogm%— J<2;; D, + 121m — log I;(( 3

(A.8)

I

Proof. A prova deste Lema é dada em Gassiat e Boucheron (2003). Usando os limitantes

sobre a funcao I', que estendem a aproximagao de Robbins- Stirling,

2" ie /21 < I(x) < 2" e/ 2me e,

temos que,
L(3HT(m+2) J\  (J-1) J 1 (J—1)
log (F(%)F(er%)) < mlog <m+§)+ 5 log <m+§)+12(m+J/2)_ 5
1 r(3)
— mlog (m+ 5) — log F(%)

Daqui, fazendo algumas contas temos

log <F< )F((m+ %)> < (J; D log m + mlog <2m+J) + -1 log (1+ i) +L

2m + 1 2 2m
. (3)
2 I'(3)

12m
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Agora, usando a desigualdade logx < x — 1, para = > 0, temos que

o (Pt ) < U g B ) o U £
(J -1 JJ-1) 1 (J-1) r'(3)
- ot e T T amr2 BT
O

A.2 Qutros resultados auxiliares

Definicao A.2.1. Dado um conjunto convexo nao vazio C, diz-se que um vetor x € C' é
um ponto extremal de C se nao existem vetoresy € C ez € C, comy #x ez # x e um

escalar a € (0,1) tais que v = ay + (1 — a)z.

Proposicao A.2.1. Seja C' um subconjunto convexo e fechado de R™ que tem como
minimo um ponto extremo. Uma funcdo concava f: C'— R que atinge um minimo sobre

C' atinge seu minimo em algum ponto extremo de C'.

Proof. Ver Bertsekas (2009, Proposition 2.4.1, pg. 112). ]

Lema A.2.2. Para qualquer e >0 e a,b € [k] temos que
__pnn?e g
P | sup >e| < e( mazte) © lgk>.
z€[k]™

Proof. Para quaisquer z € [k]" e 2" € [k]", temos que

Oa,b(X7 Z)

pnn?

- [Qn(z7 ZO)S‘QH(Z> ZO)T]GJ?

|Oa,b(X, 2) — n2[Qn(z, 2°)AQn(2, zO)T]a,b|
Oup(X, z) — P [Qn (2, zo):\Qn(z, ZO)T]a’b

Z Z (XZJ — pnj\alvb/)]l{zi = a, ZZO = GI}H{Z]‘ = b, Z;) = b,}

1<i,j<n 1<a’ b/ <ko

Aqui podemos ver que dado Z = z, as O, (X, z) correspondem a soma de n4(z)n(z)
variaveis aleatérias independentes com distribuigdo de Poisson, dadas por X;;1{z =
a,z; = b} cujo valor esperado é dado por an\Zi,Zj. Logo, temos que a soma também
¢é Poisson distribuida com parametro sendo a correspondente soma de parametros. Dessa

forma, podemos usar a desigualdade de concentracao, tal que se X ~ Poisson(\), A > 0,
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entao ,
P(|X — A\ > a) < e 2075,

Assim, para todo € > 0, temos que

P (|0uslX, ) = pun?[Qn (2 2)AQ0 (2 2") s

&2

>e€|lZ = z0>

S e 2<Pnn2[Qn(Z,ZO)S\Qn(ZaZO)T]a,b-FE)'

Por outro lado, temos que para qualquer z e z°

Pan?[Qn (2, 29)AQn (2, 2°) ot < Pu1* Anaz

0

em que A\pqp = MaXy y Ay . LOgo, para quaisquer z,2° e € > 0 segue

p (‘Oa,b(X, Z)

n262

__pnn7e
> E‘Z = ZO) S e 2(>‘?naz+€).

- [Qn(Z’, ZO)S‘QH(Zv 20>T]a,b

pn1?

Agora, tomando uniao sobre todos os z € [k]" e integrando em 2°, temos que

Oa X ~ —_pnn?e nlogk
P | sup Qesl X, 7) 3 2 [Qn(z,2°)AQn(z, 2°) ap| > €| < e( TmaTe) T 08 )
z€[k]™ PnTl
Isso conclui a prova do Lema A.2.2. O

Lema A.2.3. Para qualquer e > 0 and a,b € [k], temos que

Ow(X, 2) ~ prne?
IP’( sup | ————2=2 —[H,(z,2°)AH,, (2, 2°) o | > e) < exp(—~— +nlo k)
f o e e LACENAEEU R e o
e
9a(X, 2) 0\ 0\T pan’e?
IF’( sup |———= — |Hp(2,2°)AH,(2,27)" 1k]a| > e) < exp<—~— +nlo k) .
sefkn | Pat® Huz, )M (7 2 1 2(Amaz + €) &

Proof. A prova da primeira desigualdade segue de forma similar a prova do Lema A.2.2.

Para a segunda desigualdade temos que, dado Z = 2

9a(X.2) = > ou(X, 2),

be(k]

também é soma de variaveis aleatérias independentes com distribuicao de Poisson, tal que

E(Ga(X,2) | Z = 2°) = [pan®H, (2, 2°)AH, (2, 2°) 11 ]a.
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Logo, podemos ter que

§a<X7 Z) Y

2 2
— [Ho (2, 2O) N, (2, 2°) T 14 Pnlt €

> e) < exp<—~—+nlogk>.

P( su
( i 2(Amaz +€)

zE [k]'n pnn2

Com isso concluimos a prova do Lema A.2.3. O
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