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Resumo

A agricultura familiar é caracterizada como toda forma de cultivo de terra administrada por
uma familia, empregando como principal mao de obra seus proprios membros. A maior parte
dos estabelecimentos agricolas do Brasil se enquadram nessa defini¢do, contudo, a area ocu-
pada por esses agricultores e os recursos disponiveis sdo muito inferiores em comparacédo aos
grandes produtores. Com area e recursos diminutos, é de suma importancia que os pequenos
agricultores sejam capazes de otimizar sua producio para garantir a sustentabilidade do seu
negocio. O objetivo deste trabalho é estudar e comparar o desempenho de diferentes técnicas
de Aprendizado de Maquina na tarefa de predicdo de séries temporais do preco de produtos
hortifruticolas para periodos de curto prazo, a fim de auxiliar os pequenos agricultores na
negociacdo de um preco justo para sua mercadoria. A partir dos resultados obtidos pelos
modelos induzidos, foi possivel concluir que as técnicas de Florestas Aleatorias, Regressdao
por Vetores Suporte e Redes de Memoria Longa de Curto Prazo tém um desempenho pare-
cido na tarefa de predi¢do de precos de produtos hortifruticolas. Além disso, os modelos
apresentam potencial para serem utilizados como ferramentas capazes de auxiliar o produtor

no momento de venda dos seus produtos.

Palavras-chave: Aprendizado de Maquina; Séries Temporais; Analise Preditiva; Hortifruti-

colas.






Abstract

Family farming is characterized as any form of land cultivation managed by a family, em-
ploying its own members as the main labor force. Most agricultural establishments in Brazil
fit this definition, however, the area occupied by these farmers and the available resources
are much smaller compared with that of large agricultural companies. With limited area and
resources, it is extremely important that small farmers are able to optimize their production to
ensure the sustainability of their business. The objective of this work is to study and compare
the performance of different machine learning techniques in the task of predicting time
series of horticultural products prices for short term periods, in order to help small farmers
to negotiate a fair price for their merchandise. From the results obtained by the induced
models, it was possible to conclude that the Random Forests, Support Vector Regression and
Long Short-Term Memory techniques have a similar performance in the task of predicting
prices of fruits and vegetables. In addition, the models have the potential to be used as tools

capable of assisting producers when selling their merchandise.

Keywords: Machine Learning; Time Series; Forecasting; Horticultural.
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1 Introducao

Na década de 1960, observa-se em todo o territério nacional uma desorganizacao estrutu-
ral em todas as etapas e processos responsaveis pelo sistema de produgao e distribuicdo de
produtos hortifruticolas. A situacédo dificultava o abastecimento de alimentos agricolas nas
grandes concentragdes populacionais do pais (BARRETO JaNIOR, 2013).

Com o objetivo de melhorar a qualidade da comercializagdo dessa classe de produtos
ao redor do pais, o Governo Federal criou as Centrais de Abastecimento (CEASAs). As
CEASAs sdao empresas estatais ou de capital misto destinadas a promover, desenvolver,
regular, dinamizar e organizar a comercializacdo de produtos da hortifruticultura a nivel de
atacado em uma regido. Qualquer produtor pode comercializar livremente seus produtos
em uma Central pelo preco que quiser, sejam eles provenientes de agricultura patronal ou
familiar (ABRACEN, 2007; CEASA/CE, 2016).

Agricultura familiar é o nome atribuido a toda forma de cultivo de terra administrada
por uma familia, empregando como principal mao de obra os membros da mesma. Ela é
caracterizada por ocorrer em pequenas propriedades com alta diversidade produtiva, que
muitas vezes alia a produgio de subsisténcia a uma producio destinada ao mercado (BRASIL,
2006; Embrapa, 2021).

O Censo Agropecuario de 2017 aponta que 77% dos estabelecimentos agricolas do pais
foram classificados como de agricultura familiar. Em extensao de area, a agricultura familiar
ocupava no periodo da pesquisa 80,9 milhdes de hectares, o que representa 23% da area total

dos estabelecimentos agropecuarios brasileiros (IBGE, 2019).

Segundo o Departamento Intersindical de Estatistica e Estudos Socioeconémicos (DIEESE),
no ano de 2020, do total de 3.897.408 de estabelecimentos da agricultura familiar no Brasil,

3.167.286 possuiam uma producdo mensal de até 3 mil reais (DIEESE, 2020).

Para o pequeno produtor, com poucos recursos, as CEASAs sao um grande facilitador
para os seus negocios, pois fornecem um espaco para a armazenagem de produtos, agilizam o
contato com varejistas e até mesmo auxiliam na tarefa de precificacdo, através da divulgacéo
de boletins diarios com os precos médios vigentes dos produtos comercializados (CEASA/CE,
2016).

1.1 Justificativas

Apesar de serem a maior parcela de agricultores no pais segundo o IBGE (2019), os

agricultores familiares ainda enfrentam muitas desvantagens.
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Dos mais de 5 milhdes de estabelecimentos de agricultura familiar, apenas 1,4 milhdes
de produtores declararam ter acesso a internet. Cerca de 15,5% dos produtores disseram
nunca ter frequentado escola e 73% frequentaram somente o ensino fundamental. Além disso,
23,03% dos produtores declararam nao saber ler e escrever (IBGE, 2019).

Se tratando de pequenos agricultores, com recursos extremamente limitados, ¢ impres-
cindivel que esses recursos sejam alocados de maneira 6tima, a fim de garantir a manutencao
de suas atividades.

O prosseguimento deste trabalho se justifica ndo apenas pelo levantamento de resultados
relevante sobre o estudo de técnicas de Aprendizado de Maquina para a predicao de séries
temporais, mas principalmente para ajudar os pequenos agricultores no processo de gestdo
de mercadoria, de modo que sejam capazes de identificar os melhores dias para comercializar

seus produtos e maximizar seus retornos.

1.2 Objetivos

1.2.1  Objetivo Geral

O objetivo geral do presente trabalho é comparar o desempenho de diferentes técnicas de
AM na tarefa de predi¢ao do prego de produtos hortifruticolas comercializados na Companhia
de Entrepostos e Armazéns Gerais de Sao Paulo (CEAGESP).

1.2.2  Objetivos Especificos

Os objetivos especificos podem ser desmembrados nos seguintes:

Coletar os dados de pregos dos produtos para um periodo suficiente para realizar o

treinamento dos modelos de Aprendizado de Maquina;
+ Realizar um pré-processamento nos dados para adequa-los a cada um dos modelos;
« Treinar os modelos e realizar as previsdes de precos para diferentes periodos de tempo;

« Avaliar e comparar o desempenho das técnicas de Aprendizado de Maquina utilizando

medidas estatisticas de performance;

« Avaliar e comparar o desempenho das técnicas de Aprendizado de Maquina conside-
rando a simulacdo de um cenario em que um produtor utiliza os modelos gerados para

escolher o momento ideal para a venda de seus produtos.



1.3. Organizagao do Trabalho 21

1.3 Organizacao do Trabalho
O trabalho em questao esta organizado da seguinte forma:

« No Capitulo 2 é apresentada a fundamentacéo tedrica do trabalho. Os estudos que
serviram como fundacio deste trabalho e direcionaram o seu desenvolvimento foram
apresentados e utilizados para definir cada um dos conceitos abordados ao longo dos

experimentos.

« No Capitulo 3 sdo apresentados os experimentos realizados. Toda a metodologia

utilizada na coleta e preparacdo dos dados e no treinamento dos modelos é discutida e
detalhada;

« No Capitulo 4 sdo apresentados os resultados obtidos das predicdes realizadas para
cada um dos modelos de AM e as comparagdes feitas entre cada um deles, além da

discussdo acerca do porque tais resultados foram obtidos;

« No Capitulo 5, por fim, sdo apresentadas as conclusdes obtidas ao longo do desenvolvi-

mento deste trabalho.
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2 Fundamentacao Teorica

Neste capitulo sdo abordados os aspectos especificos das teorias utilizadas para o desenvol-
vimento deste trabalho, apresentando juntamente os estudos que serviram de embasamento
para os experimentos e as analises subsequentes. Sdo delineados os conceitos basicos de
Inteligéncia Artificial, Aprendizado de Maquina e Séries Temporais. Por fim, sdo discutidos
a tarefa de Previsdo de Séries Temporais e os principios gerais do funcionamento de cada
uma das técnicas de Aprendizado de Maquina implementadas para a resolu¢do do problema

proposto.

2.1 Inteligéncia Artificial

Inteligéncia Artificial (IA) é um campo de estudo que abrange varias areas do conheci-
mento de ciéncia da computagao. O termo recebeu diversas definicdes ao longo da histoéria.
McCarthy (2004) definiu IA como a ciéncia e engenharia de construcio de maquinas inteli-
gentes, especialmente programas de computador.

Uma das dificuldades para se encontrar uma defini¢do capaz de encapsular todas as
dimensoes da IA se deve a propria definicdo de inteligéncia. Turing (1950), na tentativa de
definir quais requisitos seriam necessarios para julgar que uma maquina possuia inteligéncia,
propos o Teste de Turing. Para ser definida como “inteligente”, uma maquina deveria satisfazer

as seguintes condicoes:

« Processamento de linguagem natural: ser capaz de se comunicar em linguagem

humana;
» Representaciao de conhecimento: armazenar conhecimento;

« Raciocinio automatico: utilizar a informacgao armazenada para responder perguntas

e gerar novas conclusdes;

Aprendizado de maquina: adaptar a novas circunstancias e detectar e extrapolar

padroes.

Para realizar as predicoes deste trabalho, foi feito o uso de IA, através de técnicas que

aplicam o conceito de Aprendizado de Maquina.
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2.2 Aprendizado de Maquina

Aprendizado de Maquina (AM), um subcampo da IA, é o estudo sistematico de algoritmos
que expandem seu conhecimento ou melhoram sua performance através de experiéncia
obtida via de dados de treinamento, sem programacao explicita. O objetivo final do AM é
gerar uma aplicacio capaz de resolver uma tarefa para a qual foi treinada (FLACH, 2012).

Para extrair um conhecimento desejado de um certo dominio ou conjunto de dados, o
primeiro passo ¢é identificar seus atributos e variaveis capazes de descrever o dominio em
questdo. A partir dos atributos, é preciso escolher uma tarefa a ser resolvida. No contexto de

AM, algumas tarefas comumente realizadas sio:

« Classificacao: dividir os dados de entrada em duas ou mais classes. Essas classes sao

um conjunto discreto de valores conhecido previamente;
« Regressao: deduzir uma fungao que relaciona os dados de entrada a um valor continuo;

+ Agrupamento: dividir os dados de entrada em grupos. Diferentemente da tarefa de
classificagdo, os grupos nédo sdo conhecidos previamente e, nesse caso, o objetivo é

encontrar estruturas naturais nos dados.

Para realizar uma tarefa, é preciso utilizar um algoritmo de AM. Esse algoritmo ¢ ali-
mentado com um conjunto de dados de treinamento. Esse conjunto faz parte do dominio de
interesse e apresenta todos os atributos identificados inicialmente. A partir desses dados,
¢é gerado um modelo. O modelo é o produto da tentativa do algoritmo de aprendizado de
encontrar padrdes nos atributos dos dados de treinamento para determinar um resultado. Se
um modelo leva em consideracdo somente um atributo, ele pode ser chamado de modelo
univariado. Caso contrario, ele é um modelo multivariado (FLACH, 2012).

Os modelos podem, também, ser divididos de acordo com a natureza do seu aprendizado,
como, por exemplo, Aprendizado Supervisionado e Aprendizado Nao-Supervisionado. No
caso do Aprendizado Supervisionado, o algoritmo é alimentado com pares de entradas e
saidas desejadas e tem como objetivo encontrar uma funcao que mapeia valores de novas
entradas para os valores corretos de saida. Tarefas comuns desse tipo de Aprendizado sdo
Classificacdo e Regressao. Ja no caso do Aprendizado Nao-Supervisionado, o algoritmo fica
encarregado de identificar caracteristicas naturais nos dados de entrada para gerar um novo
resultado. Uma tarefa comum de Aprendizado Nédo-Supervisionado é a de Agrupamento.
Ressalta-se que existem outros tipos de de aprendizado, como, por exemplo, Aprendizado
Semisupervisionado e Aprendizado por Reforco (FLACH, 2012).

Quando o resultado de um modelo ¢é a tentativa de prever um valor a partir de suas

variaveis de entrada, ele pode ser chamado de modelo preditivo. Ja quando o objetivo do
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modelo esta relacionado a descri¢do dos dados, ele pode ser chamado de modelo descritivo
(FLACH, 2012).

Com o modelo obtido através dos dados de treinamento, é possivel avaliar sua perfor-
mance em cima de novos dados e determinar se o resultado é satisfatorio para a resolucdo
da tarefa proposta. A performance de um modelo em cima dos dados de treinamento nao
é relevante, pois o modelo precisa ser capaz de generalizar o conhecimento obtido e gerar
novas conclusoes a partir de dados nunca antes vistos. Um foco exagerado no desempenho
sobre os dados de treinamento pode fazer com que o modelo dé uma énfase indevida a
padrdes e caracteristicas encontrados somente naquele conjunto de amostras. A performance
do modelo melhora melhora durante o treinamento, porém ele esta tio ajustado para aqueles
dados especificos que ocorre uma queda de performance na tentativa de aplicar o conheci-
mento adquirido a dados novos. Esse fendmeno é conhecido como sobreajuste, do inglés
overfitting (FLACH, 2012).

A Figura 1 ilustra a aplicagdo de uma técnica de AM na resolucdo de uma determinada

tarefa.

Figura 1 - Visdo geral de como aplicar AM na resolucido de uma determinada tarefa.
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Fonte: (FLACH, 2012).

Neste trabalho, as técnicas de AM escolhidas fardo uso de um conjunto univariado de

dados para treinar modelos preditivos (tarefa de Regressdo) de aprendizado supervisionado.

2.3 Séries Temporais

Séries temporais sdo conjuntos de observagdes x;, cada uma registrada em um instante
de tempo t. Elas podem ser classificadas como discretas ou continuas. Uma série temporal
discreta, como as séries temporais analisadas neste trabalho, ¢ uma série em que o conjunto

Ty de instantes em que uma observagao ¢é registrada ¢ um conjunto discreto, por exemplo, se
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as observacdes sdo registradas em intervalos de tempo fixos. A Figura 2 ilustra um exemplo
de um grafico de uma série temporal discreta, na qual foram feitas observagdes em intervalos

de 10 anos sobre a populacao total dos Estados Unidos.

Figura 2 - Grafico da série temporal da populagao dos EUA.
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Fonte: (BROCKWELL; DAVIS, 2016).

A analise de séries temporais é um campo da estatistica que estuda dados amostrados
ao longo do tempo para criar e validar hipoteses sobre os mesmos. Uma tarefa comum da
analise de séries temporais é a Previsdo, do inglés Forecasting. O objetivo desta tarefa é prever
o futuro a partir de um conjunto de informagdes disponiveis, incluindo dados historicos e
conhecimento sobre quaisquer eventos futuros que possam impactar a previsao, por meio de
um modelo. Este modelo pode ser uma técnica estatistica ou de AM capaz de extrair caracteris-
ticas e padroes dos dados analisados, para que seja possivel supor qual serd o comportamento
da série no futuro (BROCKWELL; DAVIS, 2016; HYNDMAN; ATHANASOPOULOS, 2021).

Segundo Hyndman e Athanasopoulos (2021), a tarefa de forecasting pode ser decomposta

em 5 passos:

1. Defini¢do do problema a ser analisado;

2. Coleta dos dados historicos que serdo utilizados para treinar os modelos;
3. Analise e pré-processamento dos dados;

4. Treinamento dos modelos preditivos;

5. Uso e avalia¢do dos modelos.

Neste trabalho, foram selecionados trés técnicas de AM comumente utilizadas na litera-
tura na tarefa de predi¢do de precos: Florestas Aleatorias (KHAIDEM; SAHA; DEY, 2016),



2.3. Séries Temporais 27

Regressdo por Vetores Suporte (TAY; CAO, 2001) e Redes de Memoria Longa de Curto Prazo
(NASSAR et al., 2020).

2.3.1 Florestas Aleatorias

As Florestas Aleatorias, do inglés Random Forest (RF), sdio um método de AM supervisio-
nado que pode ser utilizado tanto para tarefas de regressao, quanto de classificagao (TIBCO,
2021b).

De maneira simplificada, RF sdo um conjunto de arvores de decisdo. Cada arvore é
composta por varios nos, cada noé representando uma caracteristica diferente do conjunto de
dados. O algoritmo tenta agrupar os valores de entrada através de sucessivas classificagoes
de acordo com as caracteristicas que compdem a arvore. Nas RF, os atributos que compdem
cada arvore de decisdo sdo definidos a partir de um vetor aleatério e amostrado de forma
independente. Segundo a literatura, a selecao aleatéria de atributos contribui para a geracédo
de arvores com baixa correlagdo, de forma a minimizar o erro individual de cada uma (FLACH,
2012; BREIMAN, 2001).

Depois de treinado, o modelo possui um conjunto de arvores de decisdo em seu interior.
Quando o problema a ser solucionado se trata de uma classificagao, a predicdo da floresta
¢é determinada pela maioria de votos das arvores que compdem a floresta. Se o problema
em questdo for uma regressio, a média dos resultados encontrados pelas arvores é utilizada
(TIBCO, 2021b).

A Figura 3 ilustra o funcionamento de uma RF, em que um conjunto de arvores de decisio

combinam seus resultados para gerar uma resposta para o algoritmo.

2.3.2 Regressao por Vetores Suporte

Ma4équina de vetores de suporte, do inglés Support Vector Machine (SVM), é um método
de AM supervisionado utilizado em tarefas de classificagdo. O algoritmo funciona de forma
a encontrar um hiperplano num espaco de n dimensdes que melhor divide os dados em
diferentes classes. Os pontos que estdo mais proximos do hiperplano sdo chamados de
vetores de suporte. A distancia entre o hiperplano e os vetores de suporte é chamada de
margem. Portanto, o hiperplano que melhor divide os dados é aquele que maximiza o
tamanho da margem (FLACH, 2012; MATHWORKS, 2016).

A Figura 4 ilustra um hiperplano, suas margens e os vetores de suporte de uma SVM

treinada que dividiu seus dados de entrada em duas classes diferentes.
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Figura 3 — Diagrama simplificado do funcionamento de uma RF.
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Fonte: Adaptado de (TIBCO, 2021b).

Figura 4 — Diagrama simplificado do funcionamento de uma SVM num espago de 2 dimen-
soes.
@
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»
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Fonte: Adaptado de (JAVATPOINT, 2019).

Drucker et al. (1996) propds uma versiao de SVM para tratar de tarefas de regressio,
chamada de Regressao por Vetores Suporte, do inglés Support Vector Regression (SVR). O
algoritmo de SVR busca um hiperplano que contém o maior nimero de pontos possivel dos

dados dentro de uma margem de erro definida (DRUCKER et al., 1996; MATHWORKS, 2015).
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Para exemplificar o funcionamento do algoritmo de SVR, de forma simplificada, o hi-
perplano encontrado em um espaco de duas dimensdes pode ser definido como uma reta
descrita pela Equacdo 2.1, em que w; é o coeficiente que multiplica a variavel atributo x;
para encontrar o valor alvo y;. Esse valor alvo deve estar contido dentro de uma margem de
erro €. Portanto, o hiperplano encontrado é aquele com o coeficiente w, sendo este um vetor
normal ao plano, que maximiza o nimero de pontos dentro da margem de erro, de forma
a satisfazer a condicdo apresentada pela Equacdo 2.2, enquanto minimiza distancia entre o
hiperplano e a margem, denotada pela Equacéo 2.3 (MATHWORKS, 2015; SHARP, 2020).

WiX; = y,' (2.1)

lyi —wixi| < € (2.2)
1

~llwl (23)

Por melhor que seja o algoritmo, ainda podem haver pontos fora da margem de erro.
Todo valor fora desse intervalo € denota um desvio ¢ da margem. Levando esse desvio em
consideragdo, as Equacdes 2.2 e 2.3 se transformam nas Equacgdes 2.4 e 2.5, onde C é uma
constante arbitraria proporcional a tolerancia do modelo a pontos fora do intervalo de erro
(MATHWORKS, 2015; SHARP, 2020).

ly; — wixi| < e+ |&] (2.4)
1 n

2
— +C i 2.5
2||W|| ;:1 |&i] (2.5)

A Figura 5 ilustra o algoritmo de SVR.

Figura 5 — Diagrama simplificado do algoritmo de SVR num espaco de 2 dimensdes.
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Fonte: (SHARP, 2020).
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2.3.3 Redes de Memoria Longa de Curto Prazo

Redes de Memoria Longa de Curto Prazo, do inglés Long Short-Term Memory (LSTM),
sdo uma arquitetura de redes neurais recorrentes.

Uma Rede Neural Artificial (RNA) é uma técnica de AM supervisionado inspirada no
cérebro humano. A rede é composta por neurdnios, representados por funcdes matematicas,
que tentam interpretar as entradas recebidas como estimulos sinapticos para produzir uma
saida. Esses neurdnios estdo distribuidos em multiplas camadas. A camada que recebe
diretamente as entradas é chamada de camada de entrada. Essa camada gera estimulos
de saida que alimentam as camadas internas da rede, chamadas de camadas ocultas. Esse
processo é repetido sucessivas vezes, até que os estimulos chegam na tltima camada, chamada
de camada de saida. Esta é responsavel por gerar os resultados finais da rede (RUSSELL;
NORVIG, 2009; TIBCO, 2021a).

A Figura 6 traz uma representacio visual de uma rede neural.

Figura 6 — Diagrama de uma rede neural.
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Fonte: (TIBCO, 2021a).

Em uma Rede Neural Recorrente (RNR), o fluxo de informagao nio segue essa estrutura
linear. Os neurdnios nédo recebem informacao somente da camada anterior. Elas sdo capa-
zes de armazenar num estado oculto interno informacgdes geradas em instantes de tempo
anteriores para capturar dependéncias entre diferentes estagios da rede e retroalimentar
suas camadas. Por esse motivo, a literatura mostra que as RNRs apresentam um bom po-
tencial para reconhecimento de padrdes e predicdo de dados sequenciais, como no caso de
séries temporais. O problema das RNRs é que essa “memoria” armazenada é considerada
de curto prazo. Isso é ocorre devido ao problema de dissipa¢io do gradiente. A medida que
os gradientes calculados pela rede sdo repassados da camada de saida para a camada de
entrada, eles se tornam exponencialmente menores. Dessa forma, os ajustes dos pardmetros
da rede se tornam insignificantes e podem fazer com que ela aprenda muito lentamente ou
até mesmo nada durante suas iteracoes seguintes (GOODFELLOW; BENGIO; COURVILLE,
2016; NELSON; PEREIRA; OLIVEIRA, 2017).



2.3. Séries Temporais 31

A Figura 7 ilustra um exemplo de uma RNR.

Figura 7 — Diagrama de uma RNR.
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Fonte: (VALKOV, 2017).

As Redes de Memoria Longa de Curto Prazo sdo RNRs que tentam resolver o problema
de dissipacdo do gradiente. Uma rede de LSTM é composta por células de memoria que pode
armazenar informacdes sobre os resultados gerados por suas camadas. Elas possuem trés
mecanismos de porta que regulam o fluxo de entrada e saida de informacdes desta célula.
A porta de esquecimento, que decide quais informacodes descartar da célula de memoria.
A porta de entrada, que decide quais informag¢des armazenar na célula de memoria. E por
fim, a porta de saida, responsavel por atualizar o estado oculto da rede com as informacdes
da célula de memoria. Assim, o estado oculto da rede é capaz de preservar informacdes
relevantes entre ciclos mais longos, como uma memoria de longo prazo (HOCHREITER;
SCHMIDHUBER, 1997; NELSON; PEREIRA; OLIVEIRA, 2017; GéRON, 2017).

A Figura 8 ilustra o diagrama de uma LSTM.

Figura 8 — Diagrama de uma LSTM.

Fonte: (NELSON; PEREIRA; OLIVEIRA, 2017).



32 Capitulo 2. Fundamentagdo Teorica

2.3.4  Métricas de performance

Neste trabalho, o desempenho das técnicas de AM sera avaliado com base em 4 diferentes
métricas estatisticas. Essas métricas sdo comumente utilizadas na literatura para avaliar
o desempenho de modelos de AM. Séo elas: Mean Absolute Error (MAE), Mean Absolute
Percentage Error (MAPE), Mean Squared Error (MSE) e Root Mean Squared Error (RMSE).
Termos estes que podem ser traduzidos para portugués respectivamente como: Erro Absoluto
Médio, Erro Absoluto Médio Percentual, Erro Quadratico Médio e Raiz do Erro Quadratico
Médio. Para todas as métricas, valores menores indicam que os valores previstos estdo mais
proximos dos valores esperados. O MAE mede o desvio médio absoluto entre os pontos
esperados e previstos. Como os valores absolutos dos produtos analisados variam entre si, é
interessante utilizar o MAPE para observar o quanto esse desvio é significativo em termos
percentuais. O MSE mede o desvio quadratico médio entre os valores esperados e previstos.
Esta métrica é mais sensivel a valores muito discrepantes por causa do termo quadratico.
A sua raiz pode ser obtida pelo RMSE e comparada ao MAE para que seja observada a
diferenca dos resultados obtidos ao “penalizar” previsdes muito discrepantes. (HYNDMAN;
ATHANASOPOULOS, 2021; NASSAR et al., 2020).

O MAE pode ser calculado pela Equacéo 2.6, o MAPE pode ser calculado pela Equacédo
2.7, o MSE pode ser calculado pela Equacio 2.8 e o RMSE pode ser calculado pela Equacgéo
2.6, Para todas as equacdes, y; representa o valor esperado, x; o valor previsto e N o nimero

de observacoes.

N
1
MAE= = > lys = x| (2.6)
t=1
1 v Yy — X
MAPE = — ! t' (2.7)
N ; yt
1 N
_ _ 2
MSE = — ;(yt ) (2.8)
RMSE = VMSE (2.9)

2.4 Trabalhos relacionados

Nesta se¢do estao compilados na Tabela 1 trabalhos relacionados, que também tratam da
tarefa de precificacdo de produtos hortifruticolas através da analise de séries temporais, e as

técnicas de AM utilizadas por cada um.



2.4. Trabalhos relacionados 33

Reddy (2019), Dharavath e Khosla (2019) e Paredes-Garcia et al. (2019) utilizam os modelos
estatisticos ARIMA e SARIMA para realizar previsdes de precos de produtos hortifruticolas
em paises como India e México.

Li, Xu e Li (2010) fazem uma analise comparativa entre o desempenho do modelo estatis-
tico ARIMA com uma RNA na tarefa de predi¢do de precos do tomate na China.

Nassar et al. (2020) fazem uma analise comparativa entre modelos de aprendizado pro-
fundo, modelos estatisticos e modelos tradicionais de AM na tarefa de previsdo de precos de
cinco produtos hortifruticolas de Taiwan e Canada. Eles fazem uso de métricas como MAE,

MAPE e RMSE para avaliar seus resultados.

Tabela 1 — Trabalhos relacionados.

Referéncia Técnica de AM
(REDDY, 2019) SARIMA
(DHARAVATH; KHOSLA, 2019) SARIMA
(PAREDES-GARCIA et al., 2019) ARIMA, SARIMA
(NASSAR et al., 2020) Multiplas técnicas, incluindo SVR e LSTM
(LL; XU; LI 2010) RNA, ARIMA

Fonte: Autoria propria.
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3 Metodologia

Este capitulo discorre sobre o processo de execucdo dos experimentos realizados ao
longo do trabalho para o processo de descoberta de conhecimento a partir da base de dados
coletada. Neste trabalho, o processo inclui a aquisicdo dos dados de precificagao dos produtos
hortifruticolas, seu pré-processamento e o treinamento das técnicas de AM a partir dos dados

gerados.

3.1 Conjunto de dados

O conjunto de dados selecionado para a tarefa de predi¢ao foram os precos diarios em reais,
correspondentes a média simples das cotacdes diarias realizadas pelos mercados atacadistas,
de 10 produtos hortifruticolas no periodo de 5 de janeiro de 2015 a 30 de dezembro de 2022
da unidade do CEASA da cidade de Sao Paulo, o CEAGESP. Os produtos escolhidos foram
as principais frutas e hortalicas comercializadas no més de dezembro de 2022 de acordo
com o Boletim Hortigranjeiro (CONAB, 2023) disponibilizado pela Companhia Nacional de
Abastecimento (CONAB) em janeiro de 2023, sio eles:

« Hortalicas

Alface
— Batata
— Cebola
— Cenoura

Tomate

« Frutas

— Banana
— Laranja
— Maca

- Mamao

Melancia
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3.2 Aquisicado e preparacao dos dados

Os dados foram obtidos do sistema do Programa Brasileiro de Modernizacido do Mercado
Hortigranjeiro (Prohort)’.

Foi realizada uma consulta no sistema para cada produto selecionado. O resultado de
cada consulta foi o conjunto de precos diarios de cada produto no periodo de tempo definido.
Esses resultados foram exportados em arquivos no formato CSV e, com o auxilio de scripts
nas linguagens de programacio Python? e JavaScript®, processados e armazenados em um
banco de dados MySQL* na nuvem. A Figura 9 apresenta a estrutura das duas tabelas criadas
no banco, uma tabela de produtos com uma relagdo “um para muitos” com uma tabela de

precos.

Figura 9 — Esquema das tabelas do banco de dados.

id 2 id 2
name date
price
product_id

Fonte: Autoria propria.

Para fins de demonstracdo, as etapas seguintes discorrem sobre a analise e predicdo de
precos do produto Tomate, considerando que o mesmo processo pode ser generalizados para
obter os mesmos resultados dos demais produtos. Os resultados de todas as analises podem
ser conferidos no Apéndice A.

O primeiro passo foi a preparagiao dos dados para a mineracdo pelos modelos de AM. Foi
observado que o conjunto de dados possui apenas 1626 observacdes, enquanto o nimero
de observagdes diarias esperado para o intervalo de tempo escolhido era de 2917, pois é o
namero de dias entre as datas escolhidas. Isso é decorrente do fato de que as Centrais de
Abastecimento s6 realizam a coleta de pregos nos dias considerados de “forte comercializagio”,
de acordo com as informacgdes do Sistema Prohort. Nao podem haver instantes de tempo

sem observagdes para se realizar a predicao dos dados, portanto, utilizando interpolagio

http://dw.ceasa.gov.br/

https://www.python.org/
https://developer.mozilla.org/en-US/docs/Web/JavaScript
https://www.mysql.com/

W N =


http://dw.ceasa.gov.br/
https://www.python.org/
https://developer.mozilla.org/en-US/docs/Web/JavaScript
https://www.mysql.com/
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linear, foi possivel tracar uma reta entre os dois pontos de observacdo mais proximos de cada

instante sem registro para estimar o valor das observagdes que nédo foram registradas.

O proximo passo foi fazer uma analise grafica da série resultante. A Figura 10 apresenta o
grafico da série temporal dos precos diarios do Tomate com os valores faltantes ja aproximados

por interpolacéo linear.

Figura 10 - Série temporal dos precos diarios do Tomate.
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Fonte: Autoria propria.

Para alguns produtos, foi possivel observar graficamente precos registrados com o valor
de R$0,00 e precos com um valor 10 vezes maior do que a média dos dados. Essas observacdes
foram consideradas como outliers’, removidas e aproximadas por meio de interpolacio linear,

considerando o mesmo principio detalhado na etapa anterior.

3.3 Mineracgao dos dados pelos modelos de AM

O primeiro passo foi estruturar a base de dados para um conjunto de aprendizado su-
pervisionado. Foi definido um horizonte de tempo de sete dias, para serem utilizados como
atributo preditivo pelos algoritmos estudados. Estes sdo os dados disponibilizados para a
inducdo do modelo pelas técnicas de AM, ja o dia seguinte a estes sete é o atributo alvo, ou
seja, o valor desejado para predi¢do dos modelos. A Figura 11 apresenta o esquema utilizado

para a estruturacdo dos dados como um conjunto de aprendizado supervisionado.

> Observagdes atipicas, discrepantes
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Figura 11 — Esquema do conjunto de aprendizado supervisionado.
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Fonte: Autoria propria.

Neste trabalho, foram geradas predi¢des para 4 periodos de tempo futuro diferentes: 7,
30, 90 e 180 dias. Os modelos foram treinados com um conjunto de dados de treinamento
correspondentes a ao namero total de observagdes decrescido em 180, correspondente ao

maior periodo para o qual serdo geradas as predicdes.

3.3.1 Parametros de configuracao das técnicas de AM

Séo apresentados a seguir, os parametros utilizados para a configuracio das técnicas de
AM aplicadas na tarefa de predicdo. Para a implementacédo das técnicas de RF e SVR foram
utilizados os métodos configuraveis disponiveis na biblioteca scikit-learn®. Para LSTM, foi
utilizado o pacote Keras’, uma API de alto nivel para construir e treinar modelos usando

pacote TensorFlow?®.

« RF — Numero de arvores de decisao da floresta, n_estimators=100, a fungio para medir a
qualidade de uma divisdo foi o erro quadratico médio, criterion="squared_error”, profun-
didade méaxima de uma arvore de decisao individual, max_depth=10, nimero minimo
de amostras necessarias para dividir um né interno, min_samples_split=5, nimero

minimo de amostras necessarias para estar em um no6 folha, min_samples_leaf=5.

« SVR - Parametro de regularizacdo, C=0.001, funcao kernel que mapeia os dados de
entrada para um espago de mais dimensdes, kernel="rbf’, coeficiente da funcio kernel,

gamma=0.1, valor € da margem de erro, epsilon=0.1.

https://scikit-learn.org/stable/
https://keras.io/

8 https://www.tensorflow.org/


https://scikit-learn.org/stable/
https://keras.io/
https://www.tensorflow.org/
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« LSTM - Foi utilizado um modelo sequencial para gerar uma pilha linear de cama-
das. Primeiramente uma camada LSTM com 50 células, units=50, seguida de uma
rede neural densa que serd a camada de saida com uma célula, units=1. Para a
compilagido do modelo foi definido o tipo de otimizador, optimizer="adam”, a fun-
¢io de perda como sendo o erro quadratico médio, loss="“mean_squared_error”, e
a métrica de validagdo do treinamento como sendo o erro quadratico médio, me-

trics=[tf.keras.metrics.MeanSquaredError()].

Com a configuracédo apresentada, os modelos foram treinados e tarefa de previsdo para

os 4 periodos propostos foi realizada.
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4 Analise experimental e resultados

Neste capitulo é feita a avaliacdo e comparagio dos resultados preditivos obtidos a partir
de cada um dos modelos de AM, utilizando métricas estatisticas de performance e simulando

um cenario hipotético de vendas considerando o conhecimento gerado pelos modelos.

4.1 Previsoes geradas

Séo apresentados a seguir, os graficos das séries temporais previstas para o preco do
tomate utilizando cada um dos algoritmos de AM selecionados.

As Figuras 12, 13, 14, 15 apresentam as séries temporais de valores reais e as séries
temporais de valores previstos pelo algoritmo de RF para os periodos de 7, 30, 90 e 180 dias,
respectivamente. E possivel observar pelos graficos uma diferenca no resultado obtido pelas
previsoes, apesar de todas terem sido feitas pelo mesmo modelo treinado. As séries previstas
nos graficos das Figuras 12 e 13 aparentam ter se desviado mais dos valores reais, enquanto as
séries previstas nas Figuras 14 e 15 quase sobrepdem a série de valores esperados. Contudo,
¢é importante ressaltar que esse efeito pode ter sido provocado pelo aumento da escala dos
graficos a medida que o periodo da previsdo aumenta, o que torna esses desvios invisiveis

caso sejam suficientemente pequenos.

Figura 12 - Previsao de 7 dias utilizando RF.

Previsao de 7 dias

—— Prego real
4.1
Prego previsto —

201 sz

394
o 3.81
3

@
£ 374

3.6
351
3.4

T T T T T T T
o] 1 2 3 4 5 6
t

Fonte: Autoria propria.

As Figuras 16, 17, 18, 19 apresentam as séries temporais de valores reais e as séries
temporais de valores previstos pelo algoritmo de SVR para os periodos de 7, 30, 90 e 180
dias, respectivamente. De maneira semelhante ao algoritmo de RF, é possivel observar pelos
graficos uma diferenca no resultado obtido pelas previsoes, apesar de todas terem sido feitas
pelo mesmo modelo treinado. As séries previstas para os periodos mais curtos possuem

desvios visiveis em comparagio as séries de valores reais. Os desvios vao diminuindo a
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Figura 13 - Previsao de 30 dias utilizando RF.
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Fonte: Autoria propria.

Figura 14 — Previsdo de 90 dias utilizando RF.
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Fonte: Autoria propria.

Figura 15 — Previsdo de 180 dias utilizando RF.
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Fonte: Autoria propria.

medida que o periodo da previsdo aumenta. Porém, como observado anteriormente, este

efeito pode ser decorrente do aumento da escala dos graficos e é preciso fazer mais analises

para se chegar a alguma conclusdo sobre o desempenho dos modelos.

As Figuras 20, 21, 22, 23 apresentam as séries temporais de valores reais e as séries

temporais de valores previstos pelo algoritmo de LSTM para os periodos de 7, 30, 90 e 180

dias, respectivamente. Mais uma vez, observa-se um comportamento semelhante aos graficos

dos algoritmos de RF e SVR. As séries previstas para os periodos mais curtos possuem desvios
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Figura 16 - Previsao de 7 dias utilizando SVR.
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Fonte: Autoria propria.

Figura 17 — Previsdo de 30 dias utilizando SVR.
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Fonte: Autoria proépria.

Figura 18 - Previsao de 90 dias utilizando SVR.
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Fonte: Autoria proépria.

visiveis em comparacido as séries de valores reais. A medida que o periodo da previsdo
aumenta, as séries de valores reais e previstos quase se sobrepdem. Por causa da mudancga da
escala dos graficos, é necessario fazer mais analises para se chegar a alguma conclusdo em

relacdo ao desempenho dos modelos para diferentes intervalos de tempo.
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Figura 19 - Previsao de 180 dias utilizando SVR.
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Fonte: Autoria propria.

Figura 20 - Previsao de 7 dias utilizando LSTM.

Previsao de 7 dias

419 — Prego real

404 Prego previsto
391

3.8

3.7

Preco

3.6

351

341

331

——

o] 1 2

3 4 5 6
t

Fonte: Autoria propria.

Figura 21 - Previsdo de 30 dias utilizando LSTM.
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4.2 Avaliacao de desempenho preditivo dos modelos de AM

Com o resultado obtido pelas previsdes de cada um dos modelos para os periodos de tempo

propostos, o desempenho dos modelos foi avaliado por meio da comparacdo de métricas

estatisticas e de uma simulac¢do de um cenario hipotético, em que um produtor utiliza os

modelos obtidos para aumentar seus lucros.
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Figura 22 - Previsao de 90 dias utilizando LSTM.
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Figura 23 — Previsdo de 180 dias utilizando LSTM.
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4.2.1 Avaliacao a partir de métricas estatisticas

A partir das observagdes preditivas obtidas na etapa anterior, foram calculadas o valor
das quatro métricas estatisticas de desempenho selecionadas para cada um dos periodos

analisados e cada um dos métodos estudados.

A Tabela 2 apresenta os valores das 4 métricas de performance calculadas para as predicdes
do periodo de 7 dias de cada um dos modelos estudados. De acordo com os resultados obtidos,

todas as métricas apontam que o modelo com melhor desempenho foi o SVR.

A Tabela 3 apresenta os valores das 4 métricas de performance calculadas para as predi¢des
do periodo de 30 dias de cada um dos modelos estudados. De acordo com os resultados
obtidos, todas as métricas apontam que o modelo com melhor desempenho foi o SVR.

A Tabela 4 apresenta os valores das 4 métricas de performance calculadas para as predi¢des
do periodo de 90 dias de cada um dos modelos estudados. De acordo com os resultados
obtidos, todas as métricas apontam que o modelo com melhor desempenho foi o SVR.

A Tabela 5 apresenta os valores das 4 métricas de performance calculadas para as predicdes
do periodo de 180 dias de cada um dos modelos estudados. De acordo com os resultados

obtidos, todas as métricas apontam que o modelo com melhor desempenho foi o RF.
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Tabela 2 — Métricas de performance para a previsao de 7 dias do Tomate.

Meétrica Modelo  Valor
MAE RF 0.078
MAE SVR 0.06
MAE LSTM 0.059
MAPE RF 0.021%
MAPE SVR 0.016%
MAPE LSTM 0.016%
MSE RF 0.01
MSE SVR 0.005
MSE LSTM 0.005
RMSE RF 0.098
RMSE SVR 0.072
RMSE LSTM 0.072

Fonte: Autoria propria.

Tabela 3 — Métricas de performance para a previsao de 30 dias do Tomate.

Métrica Modelo  Valor
MAE RF 0.086
MAE SVR 0.07
MAE LSTM 0.092
MAPE RF 0.026%
MAPE SVR 0.022%
MAPE LSTM 0.029%
MSE RF 0.016
MSE SVR 0.011
MSE LSTM 0.017
RMSE RF 0.127
RMSE SVR 0.102
RMSE LSTM 0.132

Fonte: Autoria proépria.

Tabela 4 — Métricas de performance para a previsao de 90 dias do Tomate.

Meétrica Modelo  Valor
MAE RF 0.094
MAE SVR 0.082
MAE LSTM 0.112
MAPE RF 0.028%
MAPE SVR 0.025%
MAPE LSTM 0.035%
MSE RF 0.02
MSE SVR 0.015
MSE LSTM 0.023
RMSE RF 0.142
RMSE SVR 0.124
RMSE LSTM 0.151

Fonte: Autoria proépria.
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Tabela 5 — Métricas de performance para a previsiao de 180 dias do Tomate.

Métrica Modelo Valor

MAE RF 0.121
MAE SVR 0.121
MAE LSTM 0.146
MAPE RF 0.031%

MAPE  SVR 0.031%
MAPE LSTM 0.038%

MSE RF 0.033
MSE SVR 0.036
MSE LSTM 0.04
RMSE RF 0.183
RMSE SVR 0.189
RMSE LSTM 0.2

Fonte: Autoria propria.

Para observar o intervalo de distribuicao do valor das métricas de cada modelo, foram
gerados graficos do tipo box-plot que agregam os resultados de cada uma das métricas para
todos os produtos e intervalos de tempo analisados separados por modelo.

A Figura 24 apresenta o grafico box-plot do MAE para cada um dos modelos. E possivel
observar que o modelo de SVR foi o0 que apresentou um maior ntimero de outliers. Apesar disso,

a mediana, os quartis e os limites dos graficos nao apresentam uma variacgao significativa.

Figura 24 — Grafico de box-plot para os valores do MAE de cada algoritmo de AM estudado.

Boxplot do MAE

1.2
1.0 *
0.8
(7]
g
o 0.6
g
¢ N
0.4
N
. N
0.2 N A _I_
I ] [ ] | ]
0.0 T . - I
RF SVR LSTM
Modelo

Fonte: Autoria propria.
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A Figura 25 apresenta o grafico box-plot do MAPE para cada um dos modelos. E possivel
observar que o modelo de SVR foi o que apresentou um maior numero de outliers. O modelo
de SVR também apresentou uma performance ligeiramente mais consistente que os demais,
pois possui a menor distancia entre o primeiro e o terceiro quartil indicada pelo grafico.

Porém, a distribuicido dos valores, mais uma vez, é muito semelhante.

Figura 25 - Grafico de box-plot para os valores do MAPE de cada algoritmo de AM estudado.
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Fonte: Autoria propria.

A Figura 26 apresenta o grafico box-plot do MSE para cada um dos modelos. A escala do
grafico precisou ser alterada para permitir uma melhor visualizacdo, o que fez com que alguns
outliers ndo coubessem na imagem. Contudo, os algoritmos de RF e SVR apresentaram o maior
numero de outliers, ambos com cinco. O modelo de LSTM apresentou uma performance
ligeiramente inferior aos demais, pois possui uma distancia maior entre o primeiro e o
terceiro quartil indicada pelo grafico. Porém, novamente, a diferenca nio chega a ser muito
significativa.

A Figura 27 apresenta o grafico box-plot do RMSE para cada um dos modelos. A escala
do grafico precisou ser alterada para permitir uma melhor visualizacdo, o que fez com que
alguns outliers ndo coubessem na imagem. Contudo, os algoritmos de RF e SVR apresentaram
o maior nimero de outliers, ambos com cinco. Uma tultima vez, constatou-se que a mediana,

os quartis e os limites dos graficos ndo apresentam uma variagao significativa.
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Figura 26 — Grafico de box-plot para os valores do MSE de cada algoritmo de AM estudado.
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Figura 27 — Grafico de box-plot para os valores do RMSE de cada algoritmo de AM estudado.
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4.2.2 Simulacao de desempenho financeiro

A seguir, foi feita uma simulacdo de um cenario hipotético, em que um produtor utiliza o
conhecimento obtido pelas previsdes dos modelos treinados, para maximizar seu lucro na
venda do produto X no periodo de 28 dias, ou quatro semanas.

Supondo que o produtor possui um estoque de 35kg para ser negociado durante cada
intervalo de sete dias, sera simulada a diferenca no montante final obtido pelas vendas da
mercadoria em um cenario onde ela é negociada em um volume uniformemente distribuido
ao longo dos dias, na situagdo em que o produtor desconhece quais sdo os picos de prego na
semana, e em um cenario onde ele negocia o mesmo volume total de produtos distribuido
uniformemente ao longo de cinco dias utilizando o conhecimento de cada um dos modelos.

Estes cinco dias serdo os instantes de tempo com os maiores valores de preco observados
em previsdes de cada um dos modelos. Nesta tarefa, cada modelo prevé o preco do dia
seguinte com base nos dados dos ultimos sete dias e utiliza seu proprio resultado para gerar
previsdes para os proximos sete dias. O processo é repetido ao final de cada semana.

A Figura 28 apresenta o grafico da diferenca do lucro acumulado em reais ao longo de 4
semanas do produtor que vendeu o produto Tomate sem o auxilio do modelo e com o auxilio

dos modelos.

Figura 28 - Grafico dos resultados da simulacdo com o produto Tomate.
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Fonte: Autoria propria.

A simulacdo mostrou que o lucro do produtor com o conhecimento gerado pelo modelo
de RF foi 2,93% maior, pelo modelo de SVR foi 2,62% maior e pelo modelo de LSTM foi 1,01%
menor. As Tabelas 6, 7, 8 apresentam o aumento percentual do lucro do produtor para cada
um dos produtos analisados utilizando os modelos de RF, SVR e LSTM, respectivamente. Em
média, o modelo de RF gerou um aumento nos lucros de 0,29%, o modelo de SVR gerou um

aumento de 0,74% e o modelo de LSTM gerou um aumento de 0,34%.
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Tabela 6 — Aumento percentual do lucro do produtor para cada um dos produtos analisados
utilizando RF.

Produto  Aumento no lucro

Alface -0,11%
Banana 1,21%
Batata 0,60%
Cebola 0,50%
Cenoura 0,37%
Laranja -1,10%
Macga -0,03%
Mamao -1,43%
Melancia -0,08%
Tomate 2,93%

Fonte: Autoria proépria.

Tabela 7 — Aumento percentual do lucro do produtor para cada um dos produtos analisados
utilizando SVR.

Produto  Aumento no lucro

Alface -0,63%
Banana 0,61%
Batata 0,46%
Cebola 1,04%
Cenoura 0,46%
Laranja 0,13%
Maca -0,17%
Mamao 2,43%
Melancia 0,46%
Tomate 2,62%

Fonte: Autoria prorpia.

Tabela 8 — Aumento percentual do lucro do produtor para cada um dos produtos analisados

utilizando LSTM.
Produto  Aumento no lucro
Alface -0,11%
Banana 1,03%
Batata 0,02%
Cebola 1,25%
Cenoura 0,58%
Laranja -0,52%
Macga -0,09%
Mamao 2,43%
Melancia -0,15%
Tomate -1,01%

Fonte: Autoria propria.
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5 Conclusao

As analises realizadas sobre os desempenhos obtidos pelas técnicas de AM treinadas
a partir de séries temporais contendo o preco de produtos hortifruticolas comercializados
entre janeiro de 2015 e dezembro de 2022 na unidade do CEAGESP da cidade de Sao Paulo,
geraram indicios de que as técnicas de AM analisadas apresentam um desempenho muito
semelhante na tarefa avaliada. Em média, o algoritmo de SVR proporcionou resultados
preditivos marginalmente melhores quando comparada as técnicas de RF e LSTM, de acordo
com as previsoes realizadas neste trabalho. Por fim, o resultado obtido através da simulacéo de
desempenho financeiro mostra que, apesar da média dos resultados ser positiva, os resultados
obtidos pelos modelos ndo foram consistentes, por isso nao é possivel concluir se os modelos
tém potencial para servirem como ferramentas que auxiliam o pequeno produtor a tomar
melhores decisdes sobre a gestdo de vendas de sua mercadoria.

E importante ressaltar que, com mais dados, poderiam ser feitas anélises de performance
para mais produtos e simula¢des para outros periodos de tempo, permitindo assim inves-
tigar se a configuragdo selecionada dos modelos realmente é a que melhor generaliza o
conhecimento obtido pelos dados de treinamento para a tarefa de predicio.

Assim sendo, algumas proposicdes validas para trabalhos futuros sao utilizar Aprendizado
de Maquina Automatico para automatizar a selecido de parametros dos modelos, fazer analises
utilizando mais produtos e mais modelos, como ARIMA ou SARIMA, e fazer previsdes para
horizontes de tempo maiores utilizando os resultados dos proprios modelos, para auxiliar

produtores em momentos além da negociacdo de mercadorias.
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A Apéndices

Esta contido neste apéndice, as tabelas com todos os resultados obtidos ao longo dos

experimentos para o referido Trabalho de Conclusao de Curso.



Apéndice A. Apéndices

Tabela 9 — Métricas de performance das previsdes do produto Alface

Periodo Métrica Modelo  Valor

7 dias MAE RF 0.094
7 dias MAE SVR 0.168
7 dias MAE LSTM 0.076
7 dias MAPE RF 0.008%

7 dias MAPE SVR 0.014%
7 dias MAPE LSTM 0.006%

7 dias MSE RF 0.014
7 dias MSE SVR 0.035
7 dias MSE LSTM 0.008
7 dias RMSE RF 0.118
7 dias RMSE  SVR 0.187
7 dias RMSE LSTM 0.089
30 dias MAE RF 0.203
30 dias MAE SVR 0.34
30 dias MAE LSTM 0.198
30 dias MAPE RF 0.016%

30 dias MAPE SVR 0.026%
30 dias MAPE LSTM  0.015%

30 dias MSE RF 0.106
30 dias MSE SVR 0.319
30 dias MSE LSTM 0.125
30 dias RMSE RF 0.326
30 dias RMSE  SVR 0.564
30 dias RMSE  LSTM 0.353
90 dias MAE RF 0.205
90 dias MAE SVR 0.224
90 dias MAE LSTM 0.178
90 dias MAPE RF 0.018%

90 dias MAPE SVR 0.019%
90 dias MAPE LSTM  0.016%

90 dias MSE RF 0.079
90 dias MSE SVR 0.142
90 dias MSE LSTM 0.083
90 dias RMSE RF 0.281
90 dias RMSE  SVR 0.376
90 dias RMSE LSTM 0.289
180 dias MAE RF 0.289
180 dias MAE SVR 0.439
180 dias MAE LSTM 0.321
180 dias MAPE RF 0.024%

180 dias MAPE  SVR 0.034%
180 dias MAPE LSTM 0.026%

180 dias MSE RF 0.215
180 dias MSE SVR 0.559
180 dias MSE LSTM 0.268
180 dias RMSE  RF 0.464
180 dias RMSE  SVR 0.748

180 dias RMSE  LSTM 0.518
Fonte: Autoria propria.
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Tabela 10 — Métricas de performance das previsdes do produto Banana

Periodo Métrica Modelo  Valor
7 dias MAE RF 0.025
7 dias MAE SVR 0.024
7 dias MAE LSTM 0.03
7 dias MAPE RF 0.008%
7 dias MAPE SVR 0.008%
7 dias MAPE LSTM 0.01%
7 dias MSE RF 0.001
7 dias MSE SVR 0.001
7 dias MSE LSTM 0.001
7 dias RMSE RF 0.037
7 dias RMSE  SVR 0.028
7 dias RMSE LSTM 0.036
30 dias MAE RF 0.036
30 dias MAE SVR 0.033
30 dias MAE LSTM 0.048
30 dias MAPE RF 0.011%
30 dias MAPE SVR 0.01%
30 dias MAPE LSTM  0.014%
30 dias MSE RF 0.004
30 dias MSE SVR 0.004
30 dias MSE LSTM 0.005
30 dias RMSE RF 0.066
30 dias RMSE  SVR 0.06
30 dias RMSE  LSTM 0.07
90 dias MAE RF 0.039
90 dias MAE SVR 0.039
90 dias MAE LSTM 0.049
90 dias MAPE RF 0.011%
90 dias MAPE SVR 0.011%
90 dias MAPE LSTM  0.014%
90 dias MSE RF 0.003
90 dias MSE SVR 0.003
90 dias MSE LSTM 0.004
90 dias RMSE RF 0.059
90 dias RMSE  SVR 0.058
90 dias RMSE LSTM 0.063
180 dias MAE RF 0.05
180 dias MAE SVR 0.059
180 dias MAE LSTM 0.055
180 dias MAPE RF 0.013%
180 dias MAPE SVR 0.016%
180 dias MAPE LSTM 0.015%
180 dias MSE RF 0.006
180 dias MSE SVR 0.007
180 dias MSE LSTM 0.006
180 dias RMSE  RF 0.075
180 dias RMSE SVR 0.084
180 dias RMSE LSTM 0.074

Fonte: Autoria propria.
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Tabela 11 — Métricas de performance das previsdes do produto Batata

Periodo Métrica Modelo  Valor

7 dias MAE RF 0.071
7 dias MAE SVR 0.041
7 dias MAE LSTM 0.084
7 dias MAPE RF 0.022%

7 dias MAPE SVR 0.013%
7 dias MAPE LSTM 0.027%

7 dias MSE RF 0.007
7 dias MSE SVR 0.003
7 dias MSE LSTM 0.008
7 dias RMSE RF 0.083
7 dias RMSE  SVR 0.053
7 dias RMSE LSTM 0.09
30 dias MAE RF 0.072
30 dias MAE SVR 0.047
30 dias MAE LSTM 0.082
30 dias MAPE RF 0.024%

30 dias MAPE SVR 0.015%
30 dias MAPE LSTM  0.027%

30 dias MSE RF 0.01
30 dias MSE SVR 0.005
30 dias MSE LSTM 0.01
30 dias RMSE RF 0.098
30 dias RMSE  SVR 0.068
30 dias RMSE  LSTM 0.1
90 dias MAE RF 0.087
90 dias MAE SVR 0.071
90 dias MAE LSTM 0.102
90 dias MAPE RF 0.025%
90 dias MAPE SVR 0.02%
90 dias MAPE LSTM  0.029%
90 dias MSE RF 0.02
90 dias MSE SVR 0.015
90 dias MSE LSTM 0.026
90 dias RMSE RF 0.141
90 dias RMSE  SVR 0.122
90 dias RMSE LSTM 0.162
180 dias MAE RF 0.123
180 dias MAE SVR 0.147
180 dias MAE LSTM 0.129
180 dias MAPE RF 0.031%

180 dias MAPE SVR 0.034%
180 dias MAPE LSTM 0.033%

180 dias MSE RF 0.055
180 dias MSE SVR 0.129
180 dias MSE LSTM 0.057
180 dias RMSE  RF 0.235
180 dias RMSE  SVR 0.36

180 dias RMSE  LSTM 0.238
Fonte: Autoria propria.




Tabela 12 — Métricas de performance das previsdes do produto Cebola

Periodo Métrica Modelo  Valor

7 dias MAE RF 0.107
7 dias MAE SVR 0.114
7 dias MAE LSTM 0.161
7 dias MAPE RF 0.03%

7 dias MAPE SVR 0.032%
7 dias MAPE LSTM 0.046%

7 dias MSE RF 0.013
7 dias MSE SVR 0.015
7 dias MSE LSTM 0.034
7 dias RMSE RF 0.115
7 dias RMSE  SVR 0.123
7 dias RMSE LSTM 0.184
30 dias MAE RF 0.055
30 dias MAE SVR 0.055
30 dias MAE LSTM 0.09
30 dias MAPE RF 0.015%

30 dias MAPE SVR 0.015%
30 dias MAPE LSTM  0.025%

30 dias MSE RF 0.005
30 dias MSE SVR 0.005
30 dias MSE LSTM 0.012
30 dias RMSE RF 0.069
30 dias RMSE  SVR 0.071
30 dias RMSE LSTM 0.108
90 dias MAE RF 0.057
90 dias MAE SVR 0.062
90 dias MAE LSTM 0.07
90 dias MAPE RF 0.015%

90 dias MAPE SVR 0.016%
90 dias MAPE LSTM  0.018%

90 dias MSE RF 0.006
90 dias MSE SVR 0.006
90 dias MSE LSTM 0.009
90 dias RMSE RF 0.075
90 dias RMSE  SVR 0.077
90 dias RMSE LSTM 0.095
180 dias MAE RF 0.456
180 dias MAE SVR 1.016
180 dias MAE LSTM 0.122
180 dias MAPE RF 0.065%

180 dias MAPE SVR 0.142%
180 dias MAPE LSTM 0.022%

180 dias MSE RF 0.967
180 dias MSE SVR 4.846
180 dias MSE LSTM 0.037
180 dias RMSE RF 0.984
180 dias RMSE SVR 2.201

180 dias RMSE  LSTM 0.193
Fonte: Autoria propria.
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Tabela 13 — Métricas de performance das previsdes do produto Cenoura

Periodo Métrica Modelo  Valor
7 dias MAE RF 0.033
7 dias MAE SVR 0.03
7 dias MAE LSTM 0.037
7 dias MAPE RF 0.012%
7 dias MAPE SVR 0.011%
7 dias MAPE LSTM  0.014%
7 dias MSE RF 0.001
7 dias MSE SVR 0.001
7 dias MSE LSTM 0.003
7 dias RMSE RF 0.037
7 dias RMSE  SVR 0.038
7 dias RMSE LSTM 0.054
30 dias MAE RF 0.029
30 dias MAE SVR 0.031
30 dias MAE LSTM 0.032
30 dias MAPE RF 0.012%
30 dias MAPE SVR 0.012%
30 dias MAPE LSTM  0.013%
30 dias MSE RF 0.001
30 dias MSE SVR 0.001
30 dias MSE LSTM 0.002
30 dias RMSE RF 0.035
30 dias RMSE  SVR 0.038
30 dias RMSE  LSTM 0.044
90 dias MAE RF 0.027
90 dias MAE SVR 0.029
90 dias MAE LSTM 0.035
90 dias MAPE RF 0.012%
90 dias MAPE SVR 0.012%
90 dias MAPE LSTM  0.015%
90 dias MSE RF 0.001
90 dias MSE SVR 0.001
90 dias MSE LSTM 0.002
90 dias RMSE RF 0.035
90 dias RMSE  SVR 0.038
90 dias RMSE LSTM 0.044
180 dias MAE RF 0.036
180 dias MAE SVR 0.041
180 dias MAE LSTM 0.042
180 dias MAPE RF 0.019%
180 dias MAPE SVR 0.022%
180 dias MAPE LSTM 0.021%
180 dias MSE RF 0.003
180 dias MSE SVR 0.005
180 dias MSE LSTM 0.004
180 dias RMSE  RF 0.058
180 dias RMSE SVR 0.07
180 dias RMSE LSTM 0.064

Fonte: Autoria propria.



Tabela 14 — Métricas de performance das previsdes do produto Laranja

Periodo Métrica Modelo  Valor

7 dias MAE RF 0.016
7 dias MAE SVR 0.027
7 dias MAE LSTM 0.028
7 dias MAPE RF 0.008%

7 dias MAPE SVR 0.012%
7 dias MAPE LSTM 0.013%

7 dias MSE RF 0.0
7 dias MSE SVR 0.001
7 dias MSE LSTM 0.001
7 dias RMSE RF 0.017
7 dias RMSE  SVR 0.03
7 dias RMSE LSTM 0.03
30 dias MAE RF 0.027
30 dias MAE SVR 0.038
30 dias MAE LSTM 0.042
30 dias MAPE RF 0.013%

30 dias MAPE SVR 0.018%
30 dias MAPE LSTM 0.02%

30 dias MSE RF 0.002
30 dias MSE SVR 0.003
30 dias MSE LSTM 0.003
30 dias RMSE RF 0.04
30 dias RMSE  SVR 0.05
30 dias RMSE  LSTM 0.058
90 dias MAE RF 0.022
90 dias MAE SVR 0.026
90 dias MAE LSTM 0.041
90 dias MAPE RF 0.01%

90 dias MAPE SVR 0.012%
90 dias MAPE LSTM  0.019%

90 dias MSE RF 0.001
90 dias MSE SVR 0.001
90 dias MSE LSTM 0.003
90 dias RMSE RF 0.032
90 dias RMSE  SVR 0.036
90 dias RMSE LSTM 0.05
180 dias MAE RF 0.02
180 dias MAE SVR 0.026
180 dias MAE LSTM 0.04
180 dias MAPE RF 0.009%

180 dias MAPE SVR 0.012%
180 dias MAPE LSTM 0.019%

180 dias MSE RF 0.001
180 dias MSE SVR 0.002
180 dias MSE LSTM 0.003
180 dias RMSE  RF 0.032
180 dias RMSE SVR 0.04
180 dias RMSE  LSTM 0.05

Fonte: Autoria propria.



66

Apéndice A. Apéndices

Periodo Métrica Modelo  Valor
7 dias MAE RF 0.076
7 dias MAE SVR 0.05
7 dias MAE LSTM 0.091
7 dias MAPE RF 0.011%
7 dias MAPE SVR 0.007%
7 dias MAPE LSTM  0.013%
7 dias MSE RF 0.007
7 dias MSE SVR 0.006
7 dias MSE LSTM 0.013
7 dias RMSE RF 0.084
7 dias RMSE  SVR 0.077
7 dias RMSE LSTM 0.113
30 dias MAE RF 0.098
30 dias MAE SVR 0.092
30 dias MAE LSTM 0.131
30 dias MAPE RF 0.014%
30 dias MAPE SVR 0.013%
30 dias MAPE LSTM  0.019%
30 dias MSE RF 0.016
30 dias MSE SVR 0.014
30 dias MSE LSTM 0.027
30 dias RMSE RF 0.128
30 dias RMSE  SVR 0.119
30 dias RMSE  LSTM 0.163
90 dias MAE RF 0.083
90 dias MAE SVR 0.111
90 dias MAE LSTM 0.113
90 dias MAPE RF 0.011%
90 dias MAPE SVR 0.015%
90 dias MAPE LSTM  0.015%
90 dias MSE RF 0.012
90 dias MSE SVR 0.018
90 dias MSE LSTM 0.018
90 dias RMSE RF 0.108
90 dias RMSE  SVR 0.134
90 dias RMSE LSTM 0.133
180 dias MAE RF 0.085
180 dias MAE SVR 0.105
180 dias MAE LSTM 0.098
180 dias MAPE RF 0.011%
180 dias MAPE SVR 0.014%
180 dias MAPE LSTM 0.013%
180 dias MSE RF 0.012
180 dias MSE SVR 0.016
180 dias MSE LSTM 0.015
180 dias RMSE  RF 0.112
180 dias RMSE SVR 0.126
180 dias RMSE  LSTM 0.122

Fonte: Autoria propria.

Tabela 15 — Métricas de performance das previsdes do produto Maca



Tabela 16 — Métricas de performance das previsdes do produto Mamao

Periodo Métrica Modelo  Valor

7 dias MAE RF 0.091
7 dias MAE SVR 0.044
7 dias MAE LSTM 0.168
7 dias MAPE RF 0.017%

7 dias MAPE SVR 0.008%
7 dias MAPE LSTM 0.031%

7 dias MSE RF 0.012
7 dias MSE SVR 0.003
7 dias MSE LSTM 0.034
7 dias RMSE RF 0.11
7 dias RMSE  SVR 0.05
7 dias RMSE LSTM 0.183
30 dias MAE RF 0.098
30 dias MAE SVR 0.075
30 dias MAE LSTM 0.121
30 dias MAPE RF 0.024%

30 dias MAPE SVR 0.019%
30 dias MAPE LSTM  0.029%

30 dias MSE RF 0.014
30 dias MSE SVR 0.008
30 dias MSE LSTM 0.024
30 dias RMSE RF 0.119
30 dias RMSE  SVR 0.092
30 dias RMSE LSTM 0.154
90 dias MAE RF 0.084
90 dias MAE SVR 0.063
90 dias MAE LSTM 0.106
90 dias MAPE RF 0.023%

90 dias MAPE SVR 0.018%
90 dias MAPE LSTM  0.029%

90 dias MSE RF 0.017
90 dias MSE SVR 0.012
90 dias MSE LSTM 0.027
90 dias RMSE RF 0.13
90 dias RMSE  SVR 0.11
90 dias RMSE LSTM 0.163
180 dias MAE RF 0.096
180 dias MAE SVR 0.077
180 dias MAE LSTM 0.134
180 dias MAPE RF 0.025%
180 dias MAPE SVR 0.02%
180 dias MAPE LSTM  0.035%
180 dias MSE RF 0.019
180 dias MSE SVR 0.015
180 dias MSE LSTM 0.035
180 dias RMSE  RF 0.138
180 dias RMSE SVR 0.122

180 dias RMSE  LSTM 0.186
Fonte: Autoria propria.
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Tabela 17 — Métricas de performance das previsdes do produto Melancia

Periodo Métrica Modelo  Valor

7 dias MAE RF 0.041
7 dias MAE SVR 0.014
7 dias MAE LSTM 0.051
7 dias MAPE RF 0.015%

7 dias MAPE SVR 0.005%
7 dias MAPE LSTM 0.018%

7 dias MSE RF 0.002
7 dias MSE SVR 0.0
7 dias MSE LSTM 0.003
7 dias RMSE RF 0.045
7 dias RMSE  SVR 0.018
7 dias RMSE LSTM 0.054
30 dias MAE RF 0.053
30 dias MAE SVR 0.03
30 dias MAE LSTM 0.048
30 dias MAPE RF 0.018%

30 dias MAPE SVR 0.011%
30 dias MAPE LSTM  0.017%

30 dias MSE RF 0.004
30 dias MSE SVR 0.001
30 dias MSE LSTM 0.003
30 dias RMSE RF 0.061
30 dias RMSE  SVR 0.035
30 dias RMSE  LSTM 0.057
90 dias MAE RF 0.048
90 dias MAE SVR 0.037
90 dias MAE LSTM 0.041
90 dias MAPE RF 0.023%

90 dias MAPE SVR 0.019%
90 dias MAPE LSTM 0.02%

90 dias MSE RF 0.004
90 dias MSE SVR 0.003
90 dias MSE LSTM 0.003
90 dias RMSE  RF 0.062
90 dias RMSE  SVR 0.051
90 dias RMSE  LSTM 0.055
180 dias MAE RF 0.044
180 dias MAE SVR 0.042
180 dias MAE LSTM 0.041
180 dias MAPE RF 0.022%

180 dias MAPE  SVR 0.022%
180 dias MAPE LSTM 0.021%

180 dias MSE RF 0.004
180 dias MSE SVR 0.004
180 dias MSE LSTM 0.003
180 dias RMSE RF 0.063
180 dias RMSE SVR 0.063

180 dias RMSE  LSTM 0.059
Fonte: Autoria propria.
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Tabela 18 — Métricas de performance das previsdes do produto Tomate

Periodo Métrica Modelo  Valor
7 dias MAE RF 0.078
7 dias MAE SVR 0.06
7 dias MAE LSTM 0.059
7 dias MAPE RF 0.021%
7 dias MAPE SVR 0.016%
7 dias MAPE LSTM  0.016%
7 dias MSE RF 0.01
7 dias MSE SVR 0.005
7 dias MSE LSTM 0.005
7 dias RMSE RF 0.098
7 dias RMSE  SVR 0.072
7 dias RMSE LSTM 0.072
30 dias MAE RF 0.086
30 dias MAE SVR 0.07
30 dias MAE LSTM 0.092
30 dias MAPE RF 0.026%
30 dias MAPE SVR 0.022%
30 dias MAPE LSTM  0.029%
30 dias MSE RF 0.016
30 dias MSE SVR 0.011
30 dias MSE LSTM 0.017
30 dias RMSE RF 0.127
30 dias RMSE  SVR 0.102
30 dias RMSE  LSTM 0.132
90 dias MAE RF 0.094
90 dias MAE SVR 0.082
90 dias MAE LSTM 0.112
90 dias MAPE RF 0.028%
90 dias MAPE SVR 0.025%
90 dias MAPE LSTM  0.035%
90 dias MSE RF 0.02
90 dias MSE SVR 0.015
90 dias MSE LSTM 0.023
90 dias RMSE RF 0.142
90 dias RMSE  SVR 0.124
90 dias RMSE LSTM 0.151
180 dias MAE RF 0.121
180 dias MAE SVR 0.121
180 dias MAE LSTM 0.146
180 dias MAPE RF 0.031%
180 dias MAPE SVR 0.031%
180 dias MAPE LSTM  0.038%
180 dias MSE RF 0.033
180 dias MSE SVR 0.036
180 dias MSE LSTM 0.04
180 dias RMSE  RF 0.183
180 dias RMSE SVR 0.189
180 dias RMSE  LSTM 0.2

Fonte: Autoria propria.
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