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Resumo

Com o aumento do consumo de bens, serviços e concessão de crédito, torna-se ne-

cessário controlar o risco do processo. Essa medida visa evitar uma posśıvel inadimplência

maior do que a suportada pelas instituições financeiras e, ao mesmo tempo, possibilita

a geração de lucros. Várias técnicas estat́ısticas podem ser utilizadas para a construção

de modelos que apresentem o panorama de risco, sendo uma delas é a análise de sobre-

vivência. A aplicação dessa técnica no mercado financeiro busca estudar, por exemplo,

o tempo que um indiv́ıduo leva para recuperar um crédito após a finalização de uma

crise financeira em seu páıs. A utilização desse tipo de dado pode embasar a previsão do

valor de crédito ideal a ser provisionado nos posśıveis cenários de crise e inferir em que

prazo poderá ocorrer a retomada das operações de crédito. Neste contexto, este trabalho

tem por objetivo estudar dois modelos de regressão defeituosos para modelagem de dados

de sobrevivência zero ajustado no cenário de risco de crédito. Essa abordagem, permite

que três tipos de unidades sejam acomodadas, como os clientes com tempos de sobrevida

“zero”, ou seja, falhas precoces, os clientes suscet́ıveis e não suscet́ıveis ao evento de in-

teresse. A metodologia estudada será aplicada a uma base de dados fornecida por uma

instituição ĺıder em serviços e informações para crédito no Brasil.

Palavras-chave: Análise de sobrevivência, Dados financeiros, Risco de crédito, Distri-

buição defeituosa, Modelo de longa duração, Fração de cura, Zero ajustado.
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4.1 Gráfico referente ao Tempo de Regularização da Dı́vida (em meses). . . . . 35
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Caṕıtulo 1

Introdução

O risco pode ser definido como a volatilidade de eventos inesperados, como a repre-

sentação do valor de ativos, patrimônios ou ganhos (Jorion, 2007). Nesse contexto, nas

instituições financeiras uma operação de concessão de crédito é caracterizada como risco

de crédito. Este tipo de risco é inerente a qualquer operação financeira, sendo definido

como a possibilidade de inadimplência das obrigações contratuais por parte do devedor,

que deixa de honrar o acordo estabelecido com o credor no momento da contratação.

Assim, é de extrema importância que as instituições financeiras adotem medidas e pro-

cedimentos adequados para gerenciar o risco de crédito, garantindo a saúde financeira da

instituição e a confiança do mercado e dos clientes.

A análise de crédito desempenha um papel crucial nas empresas, uma vez que é fun-

damental avaliar a capacidade financeira e a relação do indiv́ıduo com o mercado para

determinar a viabilidade da concessão de crédito. A análise leva em consideração a renda,

histórico de crédito, entre outros fatores, a fim de evitar prejúızos financeiros para a

instituição. Nesse sentido, a utilização de modelos de credit scoring mostra-se benéfica

por permitir a consistência de decisões na análise de crédito, criar a automatização na

concessão, aumento no valor de análises, capacidade de monitorar e administrar o risco

de uma carteira de crédito, dentre outros. Além disso, de acordo com da Silva (2000),

ao considerar a dinâmica que os cenários econômicos estão vinculados e a forma que

afeta diretamente o risco de inadimplência, a decisão de concessão de crédito, baseada em

modelos de riscos devem ser monitoradas e revisadas quando necessário.

A ocorrência de uma crise financeira no páıs é caracterizada por uma redução do

ńıvel de produção no páıs, resultando em uma série de impactos. Entre esses impactos,

é posśıvel destacar o endividamento da população, causado por diversos fatores, como o

1
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aumento da inflação, o alto ı́ndice de desemprego e a restrição do acesso ao crédito. Em tal

cenário, a retomada do sistema financeiro pode ser um processo lento e incerto, carecendo

de previsões assertivas acerca do momento ideal de recuperação. Dessa maneira, torna-

se essencial empregar modelos estat́ısticos, como a Análise de Sobrevivência, que é uma

ferramenta que pode fornecer um importante suporte em tais circunstâncias.

A análise de sobrevivência é composta por um conjunto de técnicas e métodos es-

tat́ısticos utilizados para estudar o tempo decorrido até a ocorrência de um evento in-

teresse. O termo de análise de sobrevivência é habitualmente utilizado na área médica,

onde pode-se caracterizar o tempo de falha como: a morte, a cura, o aparecimento de uma

doença, o efeito colateral de um medicamento, entre outros. Entretanto, além do campo

médico, a análise de sobrevivência pode ser aplicada em outras áreas, como o mercado

financeiro.

A modelagem de fração de cura, também conhecida como modelagem de longa duração

estuda casos em que, supostamente, existem observações não suscet́ıveis ao evento de inte-

resse. Boag (1949) foi um dos pioneiros dentro da modelagem de longa duração. Posteri-

ormente, outros modelos foram propostos, como o modelo de mistura padrão por Berkson

e Gage (1952), o modelo unificado de fração de cura por Rodrigues et al. (2009), dentre ou-

tros. Neste tipo de modelagem, existem indiv́ıduos que não são suscet́ıveis a ocorrência do

evento de interesse, podendo ser considerados como indiv́ıduos curados/imunes ao evento

de interesse e o conjunto de dados de sobrevivência a que pertencem possui uma fração

de cura. No mercado financeiro, o intuito é prever o tempo de recuperação de clientes,

em que o recuperado é aquele cliente que retorna ao status de adimplência. O uso dos

modelos de longa duração, no mercado financeiro, são considerados uma boa ferramenta

para a estudar o tempo até a ocorrência do evento de interesse, como, o prazo de retorno

até o status da adimplência ou a realização/atraso de uma parcela de empréstimo (Toledo

et al., 2022).

Dessa forma, aplicado no mercado financeiro, utiliza-se a análise de sobrevivência de

longa duração com o intuito de estimar o tempo de um evento, como por exemplo, o

prazo decorrido desde a aquisição de um empréstimo até o atraso de uma das parcelas,

ou mesmo, como estudado por Granzotto et al. (2008),o ińıcio do relacionamento de

um cliente com a instituição até a ruptura desse relacionamento. Para essa análise, foi

aplicado o modelo proposto por Berkson e Gage (1952), utilizando-se os modelos Weibull

e Log-loǵıstico para modelar o tempo.
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Contudo, em alguns estudos existem indiv́ıduos que são suscet́ıveis a falhas preco-

ces, os quais resultam em um tempo de sobrevivência igual ou próximo de zero. Nesse

caso, este cenário será referido como ajustados para zero. Sendo assim, no contexto de

fração de cura, os modelos defeituosos oferecem a estratégia para modelar dados de so-

brevivência ajustados para zero. Embora alguns artigos já tenham utilizado a ideia de

modelos defeituosos, Balka et al. (2011), Rocha et al. (2017), Scudilio et al. (2019) e Cal-

savara et al. (2019b) popularizaram recentemente o termo ”defeituoso”. Na literatura,

existem diversas distribuições de probabilidade que possuem a forma defeituosa.

Nesse contexto, motivado pela necessidade de aplicar modelos de sobrevivência com a

presença de excesso de zeros, em um cenário de risco de crédito, será utilizado neste traba-

lho uma abordagem proposta por Calsavara et al. (2019a) para acomodar uma proporção

de falhas no tempo zero ou tempo de vida ajustado para zero, em que são considerados mo-

delos defeituosos Gompertz e Gaussiana-Inversa, para estimar a função de sobrevivência

com a possibilidade de taxa de cura e uma proporção de tempo de vida ajustado para

zero.

1.1 Objetivos

O principal objetivo do Trabalho de Conclusão de Curso foi considerar uma abordagem

proposta por Calsavara et al. (2019a), denominado “Modelos de regressão defeituosos zero

ajustados” para análise de dados de risco de crédito no mercado financeiro. Essa aborda-

gem, permite que três tipos de unidades sejam acomodadas, como os clientes com tempos

de sobrevida “zero”, ou seja, falhas precoces, os clientes suscet́ıveis e não suscet́ıveis ao

evento de interesse. Para estimar a função de sobrevivência com a possibilidade de fração

de cura e uma proporção de tempo de vida ajustado para zero consideramos os modelos

defeituosos Gompertz e Gaussiana-Inversa.

O conjunto de dados utilizado na aplicação foi analisado por Toledo et al. (2022). Os

dados foram concedidos por uma instituição financeira brasileira, a qual realiza serviços

voltados ao mercado de crédito, contendo informações que envolvem caracteŕısticas vol-

tadas aos hábitos e costumes de indiv́ıduos em torno de compromissos envolvendo soli-

citações de crédito.
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1.2 Organização do Trabalho

Este trabalho está organizado da seguinte maneira. No Caṕıtulo 2 será apresentado

uma revisão da literatura com os conceitos básicos da análise de sobrevivência, metodo-

logias de modelagem de longa duração e a modelagem defeituosa. No Caṕıtulo 3 será

introduzido o modelo defeituoso ajustados a zero. No Caṕıtulo 4 será apresentado uma

aplicação a dados financeiros baseado na metodologia proposta ao longo do trabalho. Por

fim, o Caṕıtulo 5 apresentará as conclusões obtidas ao longo do trabalho.



Caṕıtulo 2

Revisão da Literatura

Neste caṕıtulo será realizado uma revisão dos conceitos básicos da teoria de análise

de sobrevivência, tais como o tipo de censura, funções básicas de sobrevivência e outras

definições importantes ao decorrer do trabalho.

2.1 Conceitos básicos de Análise de Sobrevivência

A análise de sobrevivência ou confiabilidade, consiste em um conjunto de técnicas e

métodos estat́ısticos, onde são utilizados para estudar o tempo até a ocorrência de um

determinado evento de interesse, em geral denominado tempo de sobrevivência, vida ou

falha. Além disso, essa área tem uma ampla literatura, com vários artigos e autores como

Andersen et al. (1993); Hougaard (2000); Kalbfleisch e Prentice (2002); Aalen et al. (2008),

dentre outros, que publicaram livros sobre o assunto com diversos tipos de abordagens.

A principal caracteŕıstica relacionada a estes dados, diz respeito à presença de ob-

servações incompletas. Comumente denominado por censura, esta ocorre por vários mo-

tivos, dentre elas, o abandono do tratamento, a sáıda do estudo por outros motivos além

do estudado ou a não ocorrência da falha até o término do experimento. É importante

observar, que mesmo sendo observações parciais, essas trazem alguma informação sobre

o tempo até a falha e não devem ser omitidas na análise do problema.

2.1.1 Censura

Existem alguns tipos mais comuns de censura, encontrados na literatura que serão

citados a seguir:

5
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• Censura do tipo I: O estudo será terminado após um peŕıodo pré-estabelecido de

tempo, ou seja, quem não falha no tempo fixado é considerado como censura.

• Censura do tipo II: O estudo será terminado após ter ocorrido o evento de inte-

resse em um número pré-estabelecido de indiv́ıduos.

• Censura do tipo aleatória: Ocorre quando o indiv́ıduo é retirado do estudo por

algum motivo diferente da estudada, sem ter ocorrido a falha.

De acordo com Colosimo e Giolo (2006), os dados de sobrevivência para o i-ésimo

indiv́ıduo sob estudo são representados, em geral, pelo par, (ti, δi), onde ti é o tempo de

falha ou censura e δi é a variável indicadora de falha ou censura, que é representada da

seguinte forma,

δi =

1, se ti é tempo de falha;

0, se ti é tempo de censura.

2.1.2 Funções de Interesse

A função de densidade de probabilidade de T, pode ser interpretada como a probabi-

lidade de um indiv́ıduo experimentar um evento em um determinado intervalo de tempo,

f(t) = lim
∆t→0+

P (t ≤ T < t+∆t)

∆t
, (2.1)

em que ∆t é o incremento de tempo infinitamente pequeno.

Sua função de distribuição acumulada é dada por,

F (t) = P (T ≤ t) =

∫ t

0

f(u)du. (2.2)

A função de sobrevivência de um indiv́ıduo é a probabilidade do indiv́ıduo sobreviver

por um peŕıodo superior a t, ou seja, é a probabilidade de um indiv́ıduo não falhar até

um tempo t. É definida por,

S(t) = P (T ≥ t) =

∫ ∞

t

f(u)du = 1− F (t) (2.3)

A função de sobrevivência segue as seguintes propriedades:

• S(t) é não crescente;
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• S(0) = 1;

• limt→∞ S(t) = 0.

A função de risco (ou função de taxa de falha) é a taxa instantânea de falha no tempo

t, dado que o indiv́ıduo estava vivo até o tempo t. Isto é,

h(t) = lim
∆t→0

P (t ≤ T < t+∆t|T ≥ t)

∆t
=

f(t)

S(t)
. (2.4)

Nesse contexto, a função de risco pode apresentar diversos comportamentos, por exem-

plo, decrescente, constante, crescente e também a formas não monótonas, comumente

conhecido por “curva da banheira”, que representa a função de risco de morte dos seres

humanos.

A função de risco acumulado H(t) é importante em análises gráficas para verificar a

adequação de modelos estat́ısticos e é definida por,

H(t) =

∫ t

0

h(u)du = − logS(t). (2.5)

Existem algumas relações matemáticas importantes entre as equações definidas ante-

riormente, sendo:

h(t) =
f(t)

S(t)
=

d

dt
(logS(t)),

H(t) = − log(S(t)),

S(t) = exp{−H(t)}.

2.1.3 Estimador de Kaplan-Meier

O estimador Kaplan-Meier é o mais utilizado nos estudos cĺınicos e ganha cada vez

mais espaço em estudos de confiabilidade. Esse estimador não-paramétrico foi proposto

por Kaplan e Meier (1958) para estimar a função de sobrevivência, e também é conhecido

por estimador de limite-produto. Suponha que existem n itens sob testes e k(≤ n) falhas

distintas nos tempos t1 ≤ t2 ≤ ... ≤ tk. Ocasionalmente, pode ocorrer mais de uma falha

simultaneamente, o que é chamado de empate. Dessa forma, se:

• di denota o número de falhas em ti.
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• ni denota o número de itens sob risco em ti, ou seja, denota o número de itens que

não falhou e não foi censurado até o momento imediatamente anterior em ti.

Sendo assim, o estimador de Kaplan-Meier de S(t) é definido por:

Ŝ(t) =
∏

ti:ti≤k

(
ni − di

ni

)
=

∏
ti:ti≤k

(
1− di

ni

)
. (2.6)

A Expressão 2.6 é uma função escada nos tempos observados de falha.

2.1.4 Estimação por Máxima Verossimilhança

Na análise de sobrevivência, em diversos casos o interesse é estimar a função de sobre-

vivência, em que a suposição do tempo até o evento de interesse, definido como a variável

aleatória T , segue uma determinada distribuição. Nesse contexto, ao supor que os dados

seguem alguma distribuição, os parâmetros dessa distribuição serão desconhecidos. Logo,

a ideia é obter o melhor conjunto de parâmetros da distribuição dos dados (Colosimo e

Giolo, 2006).

No método de máxima verossimilhança existe a possibilidade da incorporação de cen-

suras, além da ótima propriedade para amostras suficientemente grandes. Para dados

sem censuras, conforme visto em Bolfarine e Sandoval (2001) a função de verossimilhança

para uma amostra aleatória de tamanho n é definida por:

L(θ) =
n∏

i=1

f(ti; θ),

em que T é a variável aleatória que representa o tempo até o evento de interesse com

função de densidade de probabilidade f(t; θ) e θ é o vetor de parâmetros.

Contudo, os dados censurados trazem informações importantes, uma vez que quando

temos uma censura é posśıvel verificar que o tempo até o evento de interesse do in-

div́ıduo é maior do que aquele em que foi censurado. Dessa forma, a contribuição para

L(θ) é dada pela função de sobrevivência S(t), assim, pode-se dividir as observações das

amostras aleatórias em dois casos, as censuradas e não censuradas, sendo a função de

verossimilhança com dados censurados dada por:

L(θ) ∝
n∏

i=1

[f(ti; θ)
δi ][S(ti; θ)]

1−δi =
n∏

i=1

[h(ti; θ)]
δiS(ti; θ), (2.7)
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em que δi será a variável indicadora de censura. Além disso, a Expressão 2.7 é válida para

as censuras do tipo I, II e aleatória.

Os estimadores de máxima verossimilhança, basicamente são os valores de θ que ma-

ximizam os valores de L(θ), ou seja, l(θ) = log |L(θ)|. Para encontrar esses estimadores,

é necessário resolver o seguinte sistema de equações, sendo:

U(θ) =
dl(θ)

dθ
= 0.

Em geral, esse sistema não resulta em formas algébricas fechadas, devido a sua com-

plexidade. Logo, é necessário o uso de métodos numéricos para realizar a estimação.

2.2 Modelos de Longa Duração

No contexto de análise de sobrevivência usual, em alguns casos, o evento de interesse é

identificar o óbito de um paciente, o diagnóstico de uma doença, a cura de um indiv́ıduo,

o tempo de vida de um componente eletrônico, entre outros.

Contudo, existem determinadas situações em que uma parte da população não irá

apresentar a ocorrência do evento de interesse, independentemente de serem acompanha-

dos em um extenso peŕıodo de tempo. Tais indiv́ıduos são imunes ou curados ao evento de

interesse (Ibrahim et al., 2014). Nesse sentido, um indiv́ıduo é considerado imune/curado,

quando não sofre o evento de interesse no tempo de observação definido, ou seja, sem-

pre que sua observação é censurada. Logo, têm-se a motivação do uso de modelos de

sobrevivência de longa duração.

Os modelos de longa duração ou fração de cura, são de extrema importância na análise

de sobrevivência, uma vez que surge na literatura diversos métodos para ajustar tais

modelos, sendo Berkson e Gage (1952), Chen et al. (1999), Lawless (2011), entre outros.

Na Figura 2.1 têm-se o comportamento que motiva o uso de modelos de sobrevivência

de longa duração, uma vez que, ao invés da curva estabilizar em St = 0, temos que a

medida que o tempo aumenta, a curva estabiliza em St = 0.25. Dessa forma, o ponto

que a curva estabiliza, será a proporção de indiv́ıduos que será considerado imunes ou

curados.

A seguir, serão apresentados os modelos de longa duração mais conhecidos na litera-

tura, sendo esses o modelo de mistura padrão e o modelo unificado de fração de cura.
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Figura 2.1: Exemplo de função de sobrevivência associada aos modelos de fração de cura.

2.2.1 Modelo de Mistura Padrão

Proposto por Berkson e Gage (1952), o modelo de mistura padrão é um dos modelos

mais famosos dentro da modelagem de longa duração. Este constitui-se de uma mistura de

distribuições paramétricas, em que uma função de sobrevivência imprópria é considerada

para a população total e uma função de sobrevivência própria é considerada por parte da

população formada pelos não curados.

O modelo de mistura padrão é derivado considerando uma variável de Bernoulli, não

observável Mi aos indiv́ıduos curados e não curados na amostra. Em que,

Mi =

0, se o indiv́ıduo i não está em risco;

1, se o indiv́ıduo i está em risco,

sendo P (Mi = 0) = p e P (Mi = 1) = 1− p.

Como existem duas subpopulações na amostra, sendo curados e não curados, as funções

de sobrevivência para os indiv́ıduos não curados, é própria, enquanto para os indiv́ıduos

considerados imunes/curados é esperado que a função de sobrevivência seja imprópria,

uma vez que seus tempos de vida são considerados infinitos.

Nesse contexto, seja T uma variável aleatória não negativa e cont́ınua, representando

o tempo de vida, logo,

P (T > t|Mi = 1) = S(t) e P (T > t|Mi = 0) = 1. (2.8)
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A probabilidade do tempo de vida ser maior do que um determinado tempo t, inde-

pendentemente ao grupo que pertença, é dada por:

Spop(t) = P (T > t)

= P (T > t|Mi = 0)P (Mi = 0) + P (T > t|Mi = 1)P (Mi = 1)

= p+ (1− p)S(t), t ≥ 0.

Dessa forma, a função de sobrevivência populacional será definida por:

Spop(t) = p+ (1− p)S(t), (2.9)

em que S(.) representa a função de sobrevivência própria associada aos indiv́ıduos de

risco.

A função acima (2.9) possui as respectivas propriedades:

• Se p = 0, então Spop = S(t);

• Spop(0) = 1;

• Spop(t) é decrescente;

• limt−→∞ Spop(t) = p.

A partir da última propriedade, é posśıvel verificar que a função de sobrevivência

populacional é imprópria, uma vez que a curva de sobrevivência estabiliza em p, sendo a

probabilidade de cura da população.

Como visto na Subseção 2.1.2, ao obter uma das funções de interesse é posśıvel obter

as restantes. Nesse sentido, a função de densidade populacional (imprópria) é dada por,

fpop(t) = −d[Spop(t)]

dt
= (1− p)f(t)

e a função de risco populacional é definida por,

hpop(t) =
fpop(t)

Spop(t)
=

(1− p)f(t)

p+ (1− p)S(t)
.

A partir da função anterior, a função de risco própria é dada por.

h(t) =
Spop(t)hpop(t)

(1− p)S(t)
=

[
Spop(t)

Spop(t)− p

]
hpop(t).



12

É posśıvel perceber que {Spop(t)/[Spop(t)− p]} > 1 tem-se que hpop(t) < h(t), ou seja,

a função de risco populacional é limitada pela função de risco base. Decorre-se que h(t)

também não terá a propriedade de risco proporcional, uma vez que {Spop(t)/[Spop(t)− p]}

sempre estará dependendo de t. Ademais,

lim
t→∞

hpop(t) = lim
t→∞

(1− p)f(t)

Spop(t)
=

(
1− p

p

)
lim
t→∞

f(t) = 0.

Nesse sentido, quanto mais o tempo aumentar, o risco da população será convergido

para zero, o que retrata a ocorrência da curva de sobrevivência populacional estabilizar

em um determinado valor, ou seja, sua fração de cura, que indicará que uma parcela

dos indiv́ıduos não obtiveram o evento de interesse e possivelmente foram curados no

experimento.

Função de Verossimilhança

Ao considerar que n indiv́ıduos foram observados, o conjunto de dados observados será

composto pelos vetores t = (t1, ..., tn)
′ e δ = (δ1, ..., δn)

′. Dessa forma, sejam D = (t, δ) o

conjunto de dados observado e ϑ o vetor de parâmetros a ser estimado.

Logo, a função de verossimilhança para o modelo de mistura padrão será dada por,

L(ϑ;D) ∝
n∏

i=1

[fpop(ti|ϑ)]δi [Spop(ti|ϑ)]1−δi

∝
n∏

i=1

[(1− p)f(ti; θ)]
δi [p+ (1− p)S(ti; θ)]

1−δi .

Modelo de Mistura Padrão Exponencial

Seja T uma variável aleatória não negativa e cont́ınua, que possui distribuição expo-

nencial com parâmetro λ > 0, se sua função de densidade de probabilidade for escrita da

seguinte forma,

f(t) = λe−λt, t ≥ 0 e λ > 0.

A função de sobrevivência é dada por,

S(t) = e−λt,
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e a função de risco é definida por,

h(t) = λ.

Nesse contexto, a função de densidade populacional será de,

fpop(t) = (1− p)λe−λt,

e a função de risco populacional é,

hpop(t) =
(1− p)λe−λt

p+ (1− p)e−λt
.

2.2.2 Modelos Unificados de Fração de Cura

Um outro tipo de modelo de longa duração comumente conhecido na literatura, é o

modelo unificado de fração de cura, estudado por Chen et al. (1999) e Rodrigues et al.

(2009). O modelo unificado de fração de cura, se baseia na ocorrência do evento de

interesse em um determinado processo divididos em dois estágios:

• Primeiro estágio: Seja M , uma variável aleatória, no qual representa o número

de riscos ou causas que competem para à ocorrência de um determinado evento de

interesse. A variável não é observada, seguindo uma distribuição de probabilidade

pm,

pm = P [M = m],

em que m = 0, 1, 2, ...

• Segundo estágio: Dado que M = m, e sejam Zi, com i = 1, 2, · · · , variáveis

aleatórias cont́ınuas e não negativas representando o tempo até a ocorrência do

evento de interesse atrelado a i-ésima causa independentes entre si, com função

acumulada dada por FZ(z) − 1 − SZ(z) e independentes de M , o tempo para a

ocorrência do evento de interesse é dado por,

T = min{Z0, Z1, Z2, · · · , ZM},
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em que P [Z0 = ∞] = 1, fazendo com que obtenha-se uma parcela da população p0

de não apresentar o evento de interesse, sendo T uma variável aleatória observável

ou censurada em diversos casos e as variáveis Zi e M sendo latentes, ou seja, não

observáveis.

De acordo com a definição de Feller (1991), seja {am} uma definição de números reais.

Se

A(s) = a0 + a1s+ a2s
2 + · · · ,

converge para valores de s em um intervalo de [0, 1], logo, Aa(s) é definida como função

geradora da sequência {am}.

Nesse sentido, é posśıvel definir a função de sobrevivência populacional com distri-

buição T , da seguinte forma:

Spop(t) = P (M = 0) + P (Z1 > t, Z2 > t, ..., ZM > t,M ≥ 1)

= P (M = 0) +
∞∑

m=1

P (M = m)P (Z1 > t, Z2 > t, ..., ZM > t)

= p0 +
∞∑

m=1

pm[S(t)]
m

= A[S(t)],

em que A(.) é a função geradora da sequência {pm} que converge no intervalo 0 ≤ S(t) ≤ 1.

A função de densidade de probabilidade associada a função de sobrevivência popula-

cional é definida por,

fpop(t) = f(t)
d[A(s)]

ds

∣∣∣∣
s=S(t)

,

e a função de risco é dada por,

hpop(t) =
fpop(t)

Spop(t)
= f(t)

d[A(s)]
ds

∣∣∣
s=S(t)

Spop(t)
.

Em Feller (1991), pode-se destacar algumas distribuições que são utilizadas, comu-

mente, para o número de risco ou causas que competem para a ocorrência do evento de

interesse, sendo algumas a Bernoulli, Poisson, e Geométrica, apresentadas a seguir.
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• M ∼ Bernoulli(θ) : pm = (1− θ)1−m, com 0 < θ < 1 e m = 0, 1. Logo,

A(s) = (1− θ)θs.

• M ∼ Poisson(θ) : pm = e−θθm

m!
, com θ > 0 e m = 0, 1, 2, ... . Logo,

A(s) = exp−θ(1− s).

• M ∼ Geometrica(θ) : pm = (1− θ)mθ, com 0 < θ < 1 e m = 0, 1, 2, ... .. Logo,

A(s) =
θ

1− (1− θ)s
.

2.2.3 Exemplo de aplicação

Para melhor entendimento dos modelos de mistura padrão, será feita uma aplicação

em um conjunto de dados reais. Os dados dessa aplicação foram retirados de Kersey et al.

(1987) e são referentes a um estudo de recorrência de leucemia em pacientes que foram

submetidos a um certo tipo de transplante. O conjunto de dados possui 44 observações,

com 9 censuras, sendo 20.45% da base de dados. O tempo máximo de observação foi de

aproximadamente 5 anos. Na Figura 2.2, têm-se a curva de sobrevivência estimada pelo

estimador de Kaplan e Meier (1958).
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Figura 2.2: Curva de sobrevivência estimada através de Kaplan-Meier.
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Dessa forma, é posśıvel observar através da Figura 2.2 estabiliza em aproximadamente

S(t) = 0.20, logo, têm-se que 20% das pacientes são imunes ao evento de interesse, que

é a recorrência de leucemia. Nesse contexto, será ajustado o modelo de mistura padrão

Exponencial. A função de sobrevivência populacional será dada por,

Spop(t) = p+ (1− p)S(t)

= p0 + (1− p)e−λt,

e a função de densidade populacional será de,

fpop(t) = (1− p)f(t)

= (1− p)λe−λt.

Então, a função de verossimilhança para o modelo de mistura padrão exponencial será

definida por,

L(λ|t, δ) =
n∏

i=1

[fpop(ti|λ)]δi [Spop(ti|λ)]1−δi

=
n∏

i=1

[(1− p)λe−λti ]δi [p0 + (1− p)e−λti ]1−δi ,

e consequentemente, a função de log-verossimilhança, será definida por,

l(λ|t, δ) =
n∑

i=1

(
δi log((1− p)λe−λti) + (1− δi) log(p+ (1− p)e−λti)

)
. (2.10)

Os parâmetros são estimados via maximização direta de 2.10. Sendo assim, a Tabela

2.1 possui os parâmetros estimados e o intervalo de confiança do modelo de mistura padrão

Exponencial.

Tabela 2.1: Estimativas de máxima verossimilhança (EMV), erro-padrão (EP) e Intervalo
de Confiança - IC(95%) para o modelo de mistura padrão Exponencial.

Parâmetros EMV EP
Intervalo de Confiança
LI LS

λ 2.680 0.462 1.867 3.684
p 0.204 0.06 0.103 0.338

A partir da Tabela 2.1 é posśıvel verificar que p̂ = 0.204. Dessa forma, cerca de 20.4%
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indiv́ıduos são curados ao evento de interesse, ou seja, não terão a recorrência de leucemia.

Ademais, é posśıvel verificar que p̂ coincide com o que foi visto na Figura 2.2. Contudo,

para verificar se o modelo de mistura padrão Exponencial está bem ajustado aos dados,

é necessário curva do estimador de Kaplan e Meier (1958) e a curva do modelo ajustado,

que está representado na Figura 2.3.
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Figura 2.3: Comparação da curva de Kaplan-Meier com a curva do modelo ajustado.

Na Figura 2.3 nota-se que o modelo de mistura padrão Exponencial se ajustou bem aos

dados, uma vez que a curva do modelo ajustado está bem próxima da curva do estimador

de Kaplan e Meier (1958). Dessa forma, é razoável a utilização do modelo de mistura

padrão Exponencial para os dados de recorrência de leucemia em pacientes submetidos a

um determinado tipo de transplante.

2.3 Modelos Defeituosos

Nesta seção será apresentado alguns modelos probabiĺısticos defeituosos encontrados

na literatura que são utilizados na modelagem de dados de sobrevivência. De acordo com

o tema do trabalho, será considerado os modelos Gompertz e Gaussiana-Inversa.

Uma distribuição de probabilidade é chamada de defeituosa, se a integral da função

de densidade de probabilidade não resulta em 1, mas sim, um valor p ∈ (0, 1), quando o

valor dos parâmetros é mudado.

A função de distribuição acumulada é defeituosa, quando não se aproxima mais de 1,
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e sim de p. A Figura 2.4 ilustra a função de distribuição acumulada de uma distribuição

defeituosa.
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Figura 2.4: Função de distribuição acumulada defeituosa.

Nas seções 2.3.1 e 2.3.2, será apresentado as distribuições de probabilidade Gompertz

e Gaussiana-Inversa em suas formas defeituosas, respectivamente.

2.3.1 Distribuição Gompertz Defeituosa

A distribuição Gompertz foi proposta por Benjamin Gompertz, visando a aplicabi-

lidade em estudos demográficos (Gompertz, 1825), além disso, a distribuição também é

frequentemente utilizada em modelagem de dados de sobrevivência em diversas áreas do

conhecimento (Gieser et al., 1998). A função de densidade de probabilidade, é dada por,

f(t; θ) = beate−
b
a
(eat−1). (2.11)

Nessa distribuição, a é o parâmetro de escala e b é o parâmetro de forma. Nesse sentido,

considerando T uma variável aleatória com distribuição Gompertz, com parâmetros dados

por a > 0, b > 0 e θ = (a, b)T , a função de sobrevivência é dada por,

S(t; θ) = P (T ≥ t) = e−
b
a
(eat−1), (2.12)

e a função de risco é definida por,
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h(t; θ) = beat. (2.13)

Na Figura 2.5 é posśıvel verificar que as funções da distribuição Gompertz, são sus-

cet́ıveis a alteração do valor de seus parâmetros.
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Figura 2.5: Funções de densidade de probabilidade (a), de sobrevivência (b) e taxa de
falha (c) para a distribuição Gompertz.

A distribuição Gompertz defeituosa, é a distribuição Gompertz que permite que o

parâmetro de escala possua valores negativos (a < 0). Nesse contexto, quando o parâmetro

a é negativo, a distribuição de Gompertz torna-se uma distribuição imprópria, o que é

muito útil para modelar dados de sobrevivência na presença de uma fração sobrevivente.

A fração de cura para a população é calculada como o limite da função de sobrevivência

(S(t)) quando a < 0, e é definida por,

p = lim
t→∞

S(t; θ) = lim
t→∞

e−(b/a)(eat−1) = eb/a ∈ (0, 1). (2.14)

Na Figura 2.6 têm-se o comportamento das funções de sobrevivência e risco quando a

distribuição é defeituosa.
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Figura 2.6: Funções de sobrevivência (a) e taxa de falha (b) para a distribuição Gompertz
defeituosa.

2.3.2 Distribuição Gaussiana-Inversa Defeituosa

A distribuição Gaussiana-Inversa defeituosa possui função de densidade de probabili-

dade que é dada por,

f(t; θ) =
1√
2bπt3

exp

{
− 1

2bt
(1− at)2

}
, (2.15)

em que a > 0, b > 0, t > 0 e θ = (a, b)T . A função de sobrevivência da distribuição, é

dada por,

S(t; θ) = 1−
[
Φ

(
−1 + at√

bt

)
+ e2a/bΦ

(
−1− at√

bt

)]
, (2.16)

em que Φ(.) denota a função de distribuição acumulada da normal padrão.

A função de risco da distribuição será definida por,

h(t; θ) =

1√
2bπt3

exp
{
− 1

2bt
(1− at)2

}
1−

{
Φ
(

−1+at√
bt

)
+ e2a/bΦ

(
−1−at√

bt

)} (2.17)

Na Figura 2.7 têm-se as ilustrações de vários cenários para a função de densidade de

probabilidade, função de sobrevivência e taxa de falha (função de risco) para a distribuição

Gaussiana-Inversa.



21

0.0

0.4

0.8

1.2

0 1 2 3 4 5
Tempos

f(
t)

Valores dos 
Parâmetros

a = 1; b = 1

a = 2; b = 1

a = 2; b = 2

(a)

0.00

0.25

0.50

0.75

1.00

0.0 2.5 5.0 7.5 10.0
Tempos

S
(t

)

Valores dos 
Parâmetros

a = 1; b = 1

a = 2; b = 1

a = 2; b = 2

(b)

0.0

0.5

1.0

1.5

0 1 2 3 4 5
Tempos

h(
t)

Valores dos 
Parâmetros

a = 1; b = 1

a = 2; b = 1

a = 2; b = 2

(c)

Figura 2.7: Funções de densidade de probabilidade (a), de sobrevivência (b) e taxa de
falha (c) para a distribuição Gaussiana-Inversa.

A distribuição Gaussiana-Inversa permite valores negativos para a. Quando a < 0

temos uma distribuição defeituosa e a fração de cura correspondente é dada por,

p = lim
t→∞

S(t; θ) = lim
t→∞

{
Φ

(
−1 + at√

bt

)
+ e2a/bΦ

(
−1− at√

bt

)}
= (1− e2a/b) ∈ (0, 1).

(2.18)

Na Figura 2.8 têm-se o comportamento das funções de sobrevivência e função de risco

da distribuição Gaussiana-Inversa, quando esta é defeituosa.

0.00

0.25

0.50

0.75

1.00

0 1 2 3 4 5
Tempos

S
(t

)

Valores dos 
Parâmetros

a = -0.5; b = 2

a = -1; b = 2

a = -1; b = 4

(a)

0.0

0.5

1.0

1.5

2.0

0.00 0.25 0.50 0.75 1.00
Tempos

h(
t)

Valores dos 
Parâmetros

a = -0.5; b = 2

a = -1; b = 2

a = -1; b = 4

(b)

Figura 2.8: Funções de sobrevivência (a) e taxa de falha (b) para a distribuição Gaussiana-
Inversa defeituosa.
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Se o parâmetro a estimado for negativo (a < 0), então a fração de cura para os

modelos defeituosos Gompertz e Gaussiana-Inversa, pode ser obtida por 2.14 e 2.18, res-

pectivamente. Caso contrário, se o parâmetro a estimado for positivo (a > 0), então não

haverá fração de cura, de acordo com os modelos defeituosos, e 2.12 e 2.16 são funções de

sobrevivência usuais.

2.3.3 Exemplo de aplicação

Para esta aplicação, o conjunto de dados utilizado foi retirado de Carvalho et al.

(2011). Este conjunto trata-se de dados provenientes de coortes hospitalares de pacientes

portadores de HIV. Desta coorte, foram obtidos uma amostra de 193 indiv́ıduos que foram

diagnosticados como portadores de AIDS durante o peŕıodo de acompanhamento em dias.

Neste caso, iremos supor que os dados podem ser modelados a partir da distribuição

Gompertz. Com isso, o método de máxima verossimilhança é o mais indicado para encon-

trar as estimativas dos parâmetros. A função de verossimilhança da distribuição Gompertz

é dada por,

L(a, b|t, δ) =
n∏

i=1

f(ti|a, b)δiS(ti|a, b)1−δi

=
n∏

i=1

(beati−
b
a
(eati−1))δ1(e−

b
a
(eati−1))1−δi ,

e consequentemente, a função de log-verossimilhança será definida por,

l(a, b|t, δ) =
n∑

i=1

δi log(be
ati− b

a
(eati−1)) +

n∑
i=1

(1− δi) ln
(
e−

b
a
(eati−1)

)
=

n∑
i=1

δi log(b) +
n∑

i=1

δi

(
ati −

b

a
(eati − 1)

)
+

n∑
i=1

−(1− δi)
b

a
(eγti − 1)

= log(b)
n∑

i=1

δi + a

n∑
i=1

δiti −
b

a

n∑
i=1

δi(e
ati − 1)− b

a

n∑
i=1

(eati − 1) +
b

a

n∑
i=1

δi(e
ati − 1).

Dessa forma, temos que a função de log-verossimilhança da distribuição Gompertz é

dada por,

l(a, b|t, δ) = log(b)
n∑

i=1

δi + a
n∑

i=1

δiti −
b

a

n∑
i=1

(eati − 1).

Para ajustar o modelo, foi utilizado o pacote flexsurv do software R Core Team (2013),
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e com isso, as estimativas do modelo e do intervalo de confiança, com ńıvel de confiança

de 95%, serão,

Tabela 2.2: Estimativas de máxima verossimilhança (EMV), erro-padrão (EP) e Intervalo
de Confiança - IC(95%) para o modelo Gompertz.

Parâmetros Estimativas
Intervalo de Confiança

LI LS

a −0.000668 −0.000884 −0.000452
b 0.000775 0.000581 0.001033

Nesse sentido, através da Tabela 2.2 nota-se que o parâmetro a assumiu um valor

negativo, logo, a distribuição Gompertz torna-se uma distribuição imprópria, ou seja,

defeituosa. Com isso, é posśıvel posśıvel obter a fração de cura da população, que será

calculada como o limite da função de sobrevivência, sendo,

p = lim
t→∞

S(t; θ) = eb/a = e0.000775/−0.000668 = 0.3134.

Logo, pode-se dizer que aproximadamente 31.34% dos indiv́ıduos diagnosticados com

AIDS, são imunes/curados ao evento de interesse. Por fim, na Figura 2.9 nota-se que o

modelo Gompertz se ajustou bem aos dados, uma vez que a curva de sobrevivência do

modelo ajustado é bem próxima a curva do estimador de Kaplan e Meier (1958). Logo,

para este conjunto de dados é razoável a utilização do modelo Gompertz, independente

do modelo ser defeituoso.

Figura 2.9: Comparação da curva de Kaplan-Meier com a curva do modelo Gompertz
ajustado.
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2.4 Critério de seleção de modelos

Quando nos deparamos com problemas que envolvem incerteza, torna-se fundamental

a utilização de critérios que permitam comparar e selecionar adequadamente modelos

paramétricos durante a análise de dados.

Akaike (1974) propõe um método baseado na medida de Informação de Kullback-

Leibler. Seja k o número de parâmetros a serem estimados, n o número de observações

de t e θ̂ uma estimativa de θ, o critério de informação de Akaike (AIC) é obtido por:

AIC = −2 log(L(θ̂; t)) + 2k

Dado um conjunto de modelos candidatos para t, ajustados os dados, o mais ade-

quado será aquele que fornecer o menor AIC. Além de selecionar um ótimo ajuste, o

critério penaliza a adição de parâmetros, não ocorrendo o overfitting, ou seja, não ocor-

rendo a seleção de um modelo complexo e com muitos parâmetros que tenham um pobre

desempenho preditivo.

Outro critério muito utilizado é o Critério de Informação Bayesiana (BIC), desenvol-

vido por Schwarz (1978). A estrutura desta métrica é semelhante ao AIC. Nesse caso, o

BIC é obtido através de resultados assintóticos e da suposição de que os dados pertencem

à famı́lia exponencial, em que, a equação é dada por:

BIC = −2 log(L(θ̂; t)) + k log(n).

Este critério também penaliza a adição de parâmetros, logo, dos modelos candidatos,

o mais adequado será aquele que possuir o menor BIC.

2.5 Considerações Finais

Este caṕıtulo buscou apresentar os conceitos básicos de análise de sobrevivência, como

a censura, funções de interesse, estimador de Kaplan-Meier e a estimação por máxima ve-

rossimilhança. Considerando a metodologia que será aplicada neste trabalho, foi estudado

a modelagem de longa duração, no qual faz parte a abordagem de indiv́ıduos não sus-

cet́ıveis ao evento de interesse. Ademais, foi considerado a metodologia de distribuição

defeituosa e duas distribuições comumente utilizadas na literatura.



Caṕıtulo 3

Modelos Fração de Cura Defeituosos

Zero Ajustados

Como foi visto no Caṕıtulo 2, na análise de sobrevivência existem situações em que

algumas unidades do estudo não são suscet́ıveis ao evento de interesse, sendo denominados

por indiv́ıduos imunes ou curados. A classe de modelos que utiliza essa a abordagem é a

de modelagem de longa duração, ou também comumente conhecida como modelagem de

fração de cura.

Outra abordagem da modelagem de fração de cura é através dos riscos competitivos,

apresentados por Borges et al. (2012), Cancho et al. (2013), Chen et al. (1999), entre

outros. Esses modelos obtiveram êxito ao serem aplicados nos quais as unidades não são

suscet́ıveis a falhas no tempo zero ou tempos de sobrevivência ajustados para zero, ou

seja, a falhas precoces.

Entretanto, em alguns estudos os indiv́ıduos são suscet́ıveis a falhas precoces, resul-

tando em um tempo de sobrevida igual a zero ou muito próximo de zero. Em um contexto

prático, muitos pesquisadores tomam a decisão de remover essa informação, consequen-

temente levando a conclusões errôneas, com taxas de sobrevivência superestimadas, além

de ignorar as caracteŕısticas da unidade que resultam na falha precoce do evento. Em

outras áreas na Estat́ıstica, existem diversas abordagens que foram propostas para lidar

com o excesso de zeros em um determinado modelo.

Na literatura, a abordagem mais adequada para lidar de uma forma adequada com a

questão do excesso de zeros é a partir da classe de distribuições conhecida como modelos

inflacionados de zeros.

25
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3.1 Modelo de Fração de Cura Zero Ajustado

Nesse tipo de modelagem, utiliza-se uma mistura de duas distribuições com dois pro-

cessos subjacentes, um que trata do excesso de zeros e outro que trata da parte diferente

de zero (Martin et al., 2005). Nesse sentido, considerando a circunstância de dados fi-

nanceiros, foi proposto uma extensão do modelo de mistura padrão de Berkson e Gage

(1952) que permite a adição de uma proporção de tempos iguais a zero por Ribeiro de

Oliveira Jr et al. (2017), em que a função de sobrevivência de todos os tempos posśıveis,

é dada por:

Spop(t) = p1 + (1− p0 − p1)S
∗
0(t), t ≥ 0, (3.1)

em que S∗
0(t) é a função de sobrevivência associada à proporção de indiv́ıduos suscet́ıveis a

falha, p0 é a proporção de tempos de sobrevivência inflacionados com zero e p1 é proporção

de indiv́ıduos imunes ou curados na população. Note que o modelo dado pela equação

3.1 tem as seguintes propriedades.

• limt→∞ Spop(t) = p1 > 0,

• Spop(0) = 1− p0 < 1.

Além do mais, se p0 = 0, ou seja, sem a inflação de zeros, será obtido o modelo de

mistura padrão dado por Berkson e Gage (1952).

Na Figura 3.1 tem-se o comportamento da função de sobrevivência deste modelo e

podemos observar que existem duas caracteŕısticas nos dados as quais devem ser contem-

pladas adequadamente nos modelos de sobrevivência: a proporção de zeros e a fração de

cura.



27

1 - p0

p1

0.00

0.25

0.50

0.75

1.00

0 10 20 30 40 50 60 70 80
Tempo

S
(t
)

Figura 3.1: Exemplo de função de Sobrevivência do modelo de taxa de cura inflacionado
no zero.

3.2 Modelo Defeituoso Zero Ajustado

Como já foi visto, no contexto de fração de cura, os modelos defeituosos oferecem a

estratégia para modelar dados de sobrevivência ajustados para zero. Nesse sentido, ao

invés de estimar a fração de cura p1 diretamente, como no modelo de mistura padrão,

o modelo defeituoso é uma alternativa para modelar dados de tempo de vida de longa

duração.

Nesse contexto, para acomodar os tempos de vida ajustados a zero em modelos defei-

tuosos, Calsavara et al. (2019a) propôs uma nova função de sobrevivência como segue:

Spop(t;θ
∗) = (1− p0)S(t;θ), t > 0, (3.2)

em que S(·;θ) é uma função de sobrevivência própria ou imprópria, 0 ≤ p0 ≤ 1 denota a

proporção de zero-ajustados e θ∗ =
(
p0,θ

⊤)⊤ é um vetor de parâmetros.

É importante ressaltar que se S(·;θ) é uma função de sobrevivência própria, ou seja,

limt→∞ S(·;θ) = 0, o modelo (3.2) torna-se um modelo padrão de sobrevivência ajustado

a zero. Caso contrário, se a função de sobrevivência S(·;θ) for imprópria, então o modelo

proposto satisfaz,

Spop(t;θ
∗) = (1− p0) ≤ 1,
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e o limite da função de sobrevivência é

p1 = lim
t→∞

Sp (t;θ
∗) = (1− p0) lim

t→∞
S(t;θ) = (1− p0) p ∈ (0, 1),

em que p é a fração de cura da distribuição imprópria/defeituosa.

As funções de distribuição acumulada e densidade de probabilidade associadas são,

respectivamente,

Fpop(t;θ
∗) = p0 + (1− p0)F (t; θ), t > 0,

e

fpop(t;θ
∗) =

p0, se t = 0,

(1− p0)f(t; θ), se t > 0.

Note que, se p0 = 0, o modelo padrão defeituoso é obtido como um caso especial.

3.2.1 Modelo Defeituoso Gompertz Zero Ajustado

Com base na equação 3.2 com a função de sobrevivência em 2.12, a função de sobre-

vivência do modelo defeituoso Gompertz zero ajustado, será dado por:

Spop(t;θ
∗) = (1− p0) exp

{
− b

a
(eat − 1)

}
,

em que θ∗ = (p0, a, b)
⊤ é um vetor de parâmetros, onde 0 ≤ p0 ≤ 1, a ∈ R e b > 0.

A função de densidade de probabilidade correspondente é definida por,

fpop(t;θ
∗) = (1− p0)b× exp

{
at− b

a
(eat − 1)

}
.

Como visto na distribuição Gompertz defeituosa (2.3.1), a distribuição Gompertz de-

feituosa zero ajustada, também permite valores negativos para o parâmetro a. Nesse caso,

a fração de cura correspondente quando a < 0, é dada por,

p1 = lim
t→∞

Sp(t;θ
∗) = (1− p0) lim

t→∞
e(−b/a)(eat−1) = (1− p0)e

b/a = (1− p0)p ∈ (0, 1). (3.3)

A partir de 3.3 a distribuição Gompertz defeituosa zero ajustada, mostra que a fração

de cura diminui a medida que b aumenta.
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3.2.2 Modelo Defeituoso Gaussiana-Inversa Zero Ajustado

Novamente, com base na equação 3.2 com a função de sobrevivência em 2.16, a função

de sobrevivência do modelo defeituoso Gaussiana-Inversa zero ajustado, é dado por:

Spop(t;θ
∗) = (1− p0)

[
1−

{
Φ

(
−1 + at√

bt

)
+ e2a/bΦ

(
−1− at√

bt

)}]
,

em que θ∗ = (p0, a, b)
⊤ é um vetor de parâmetros, onde 0 ≤ p0 ≤ 1, a ∈ R e b > 0.

A função de densidade de probabilidade correspondente, é dada por,

fpop(t;θ
∗) =

1− p0√
2bπt3

exp

{
− 1

2bt
(1− at)2

}
.

Seguindo o mesmo conceito do modelo defeituoso Gompertz zero ajustado, o modelo

defeituoso Gaussiana-Inversa zero ajustado permite a < 0, e sua fração de cura é,

p1 = lim
t→∞

Sp(t;θ
∗) = (1− p0) lim

t→∞

[
1−

{
Φ

(
−1 + at√

bt

)
+ e2a/bΦ

(
−1− at√

bt

)}]

= (1− p0)(1− e2a/b) = (1− p0)p ∈ (0, 1). (3.4)

A partir de 3.4 a distribuição Gaussiana-Inversa defeituosa zero ajustada, mostra que

a fração de cura diminui a medida que b aumenta.

Nesse sentido, se o parâmetro a estimado for negativo (a < 0), então a fração de

cura para os modelos defeituosos Gompertz e Gaussiana-Inversa ajustados em zero, pode

ser obtidas, respectivamente, de 3.3 e 3.4. Caso contrário, se o parâmetro estimado do

modelo for positivo, não haverá fração de cura, de acordo com os modelos defeituosos zero

ajustados.

A vantagem do modelo proposto por Calsavara et al. (2019a) está na capacidade de

acomodar uma proporção do tempo de vida ajustados para zero, bem como a possibilidade

de fração de cura na população.

3.3 Inferência

Nessa seção, será descrito o procedimento de inferência, baseado na máxima verossi-

milhança e também na teoria assintótica de grandes amostras. Seja T ≥ 0 uma variável
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aleatória que representa o tempo até a ocorrência do evento de interesse. Considere o

tempo da variável indicadora δ∗i , isto é, δ∗i = 0 se T = 0 (tempo de sobrevivência ajustado

para zero) e δ∗i = 1 se T > 0, i = 1, ..., n. Ademais, seja δi a variável indicadora de

censura, em que δi = 0 se os dados são censurados e δi = 1, caso contrário. As variáveis

explicativas, serão incorporadas ao modelo com um conjunto de vetores de duas variáveis,

x1 ∈ Rs+1 e x2 ∈ Rq+1, de tal modo que x⊤ = (x1
⊤,x2

⊤) ∈ Rw é um vetor de covariável

com dimensão w, em que w = s + q + 2. De acordo com Calsavara et al. (2019a), foram

consideradas as funções de ligação logito e log, sendo:

ln

(
p0x1i

1− p0x1i

)
= x1i

⊤β0 e ln b(x2i) = x2i
⊤β1,

em que x⊤
1i = (1, x1i1 , ..., x1is) e x⊤

2i = (1, x2iq , ..., x1is) são os conjuntos de covariáveis e

β⊤
0 = (β00, β01, ..., β0s) e β⊤

1 = (β10, β11, ..., β1q) e seus coeficientes de regressão, respecti-

vamente. Desta forma, a função de ligação dependerá das covariáveis e pode ser expressa

da seguinte maneira:

p0x1i =
exp{x1i

⊤β0}
1 + exp{x1i

⊤β0}
e b(x2i) = exp{x2i

⊤β1}.

Na prática, os vetores de covariáveis podem ser os mesmos, ou seja, x = x1 = x2.

Ademais, as funções de ligação logito e log serão utilizadas para manter a amplitude dos

valores de p0 e b, respectivamente.

Outras funções de ligações podem ser utilizadas para a proporção de falhas precoces,

como a função de ligação probito e complementar log-log. Considerando os parâmetros

de escala e forma, é posśıvel utilizar o quadrado inverso e as funções de ligação rećıproca,

respectivamente. No entanto, neste trabalho não será abordado a sensibilidade das funções

de ligação.

Nesse sentido, no conjunto de dados a ser observado, temos D = (t, δ, δ∗,X), em que

t = (t1, ..., tn)
⊤ serão os tempos de vida observados, δ = (δ1, ..., δn)

⊤ e δ∗ = (δ∗1, ..., δ
∗
n)

⊤,

são respectivamente, os indicadores de censura e tempo de censura, e X é a matriz contendo

as informações das covariáveis. Consideramos que Ti’s são variáveis aleatórias dependentes

e identicamente distribúıdas com a função de sobrevivência especificada por Sp(·;ϑ), em

que ϑ = (a, β0, β1)
⊤ é um vetor de parâmetros desconhecidos. Assumimos que T é

independente do tempo de censura. Logo, a função de verossimilhança de ϑ sob censura
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não-informativa é expressa como,

L(ϑ;D) ∝
n∏

i=1

(p0x1i
)1−δ∗i {fp(ti;ϑ,x1i,x2i)

δiSp(ti;ϑ,x1i,x2i)
1−δi}δ∗i . (3.5)

A correspondente log-verossimilhança, é dada por,

l(ϑ) = logL(ϑ;D)

∝
n∑

i=1

(1− δ∗) log(p0x1i
) +

n∑
i=1

δ∗i δi log fp(ti;ϑ,x1i,x2i) +
n∑

i=1

(1− δi)δ
∗
i logSp(ti;ϑ,x1i,x2i)

A função de log-verossimilhança anterior, pode ser reescrita da seguinte forma,

l(ϑ) ∝
n∑

i=1

(1− δ∗) log(p0x1i
) +

n∑
i=1

δ∗i δi log(1− p0x1i
)

+
n∑

i=1

δ∗i δi log f(ti;ϑ,x1i,x2i) +
n∑

i=1

(1− δi)δ
∗
i logS(ti;ϑ,x1i,x2i),

em que f(·;ϑ,x1i,x2i) e S(·;ϑ,x1i,x2i) são respectivamente, a densidade de probabilidade

e a função de sobrevivência associadas com a distribuição defeituosa. A prova completa

da função de verossimilhança pode ser encontrada em Calsavara et al. (2019a).

As estimativas de máxima verossimilhança dos parâmetros são obtidas maximizando

numericamente a função de log-verossimilhança. Existem diversos métodos para essa

maximização numérica, entretanto, foi utilizado a rotina do optim no software estat́ıstico

R para essa maximização.

Dessa forma, as propriedades assintóticas das estimativas de máxima verossimilhança

são necessárias para a construção de intervalos de confiança e testes de hipóteses sobre os

parâmetros do modelo. Sob certas condições, ϑ̂ possui distribuição normal multivariada

assintótica com média ϑ e variância Σ(ϑ̂), sendo estimada por,

Σ̂(ϑ̂) =

{
− dl(ϑ)

dϑdϑ⊤

∣∣∣∣
ϑ=ϑ̂

= ϑ̂

}−1

Portanto, um intervalo de confiança aproximado 100(1−α)% para ϑi é (ϑ̂i±zα/2
√
Σii),

em que Σii denota o i-ésimo elemento da diagonal da inversa de Σ avaliado em ϑ̂ e zα

denota o percentil 100(1− α) da variável aleatória da normal padrão.

Os resultados da normalidade assintótica das estimativas de máxima verossimilhança
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são válidas sob certas condições. Em Calsavara et al. (2019a) foi realizado um estudo de

simulação para verificar se as asśıntotas usuais das estimativas de máxima verossimilhança

são válidas, uma vez que simulações têm sido usadas em muitos trabalhos para verificar

o comportamento assintótico de estimativas de máxima verossimilhança, especialmente

quando uma investigação anaĺıtica não é trivial.

3.4 Considerações Finais

Neste Caṕıtulo, foi apresentado a metodologia principal a ser usada neste trabalho,

os modelos defeituosos zero ajustados, sendo esses o modelo defeituoso Gompertz zero

ajustado e o modelo defeituoso Gaussiana-Inversa zero ajustado.



Caṕıtulo 4

Aplicação a Dados Financeiros

Neste trabalho, o conjunto de dados para essa aplicação foi concedido por uma ins-

tituição financeira, na qual realiza serviços voltados para crédito. Esses dados foram

analisados por Toledo et al. (2022) considerando o modelo proposto por Ribeiro de Oli-

veira Jr et al. (2017) dado na Equação 3.1.

O peŕıodo considerado foi após a recessão econômica brasileira, com ińıcio em meados

de 2014, na qual houve um aumento da crise financeira no páıs. Para esta aplicação,

será considerado uma amostra aleatória de 9.645 CPF’s. A caracteŕıstica principal dos

indiv́ıduos que englobam este conjunto de dados, é a aquisição de d́ıvidas, ou seja, há

clientes com d́ıvidas vencidas e não quitadas no peŕıodo de julho/2015 à dezembro/2015.

O processo de realização de cobrança das d́ıvidas em aberto, é feita de maneira tradici-

onal. Este tipo de processo, pode ser efetuado por meio de cobranças telefônicas, cartas de

cobrança ou ligações extrajudiciais. Devido ao cenário da crise econômica, há a lentidão

do processo de restituição do status do clientes de inadimplente para adimplente, sendo

necessário a utilização de modelos estat́ısticos para estimar o prazo para a ocorrência

destes eventos.

O tempo de falha neste estudo é o tempo de entre a data de aquisição da d́ıvida até

a finalização do estudo, sendo um peŕıodo de 24 meses. Nesse contexto, para identificar

diferenças nos comportamentos dos clientes para diferentes cenários, será estudo a situação

com o uso de duas covariáveis.

• Informação de Consulta: Indicativo de consultas de empresas aos relatórios de

créditos dos clientes nos últimos 180 dias.

• Tipo de Dı́vida: Caracterização da origem da d́ıvida do cliente durante o peŕıodo

33
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de crise econômica, sendo por origem financeira (bancos) ou outros segmentos.

Através da Tabela 4.1 é posśıvel verificar a composição das variáveis em relação com

as suas categorias.

Tabela 4.1: Quantidade por covariável.

Covariável Descrição Categoria n %

X1 Informação de Consulta 0: Sem Consulta 295 3.06%
1: Com Consulta 9350 96.90%

X2 Tipo de Dı́vida 0: Banco 5103 52.90%
1: Outros Segmentos 4542 47.10%

Ademais, através do conjunto de dados é posśıvel averiguar qual a distribuição dos

subgrupos de clientes, uma vez que é posśıvel notar comportamentos distintos em relação

ao tempo de recuperação do status de adimplência para os diferentes subgrupos de clientes,

sendo,

1. Cliente com evento no tempo zero: Clientes que realizaram o evento de interesse

logo no ińıcio do estudo, ou seja, regularizaram a quitação da d́ıvida no tempo zero,

tornando-se adimplente novamente;

2. Cliente suscet́ıvel ao evento: Clientes que são suscet́ıveis ao evento de interesse,

ou seja, os clientes que regularizaram a d́ıvida dentro do peŕıodo de 24 meses, assim,

tornando-se adimplente novamente;

3. Cliente não suscet́ıvel ao evento: Clientes não suscet́ıveis ao evento de interesse,

que de acordo com a teoria são considerados imunes/curados, ou seja, são os clientes

que continuaram com suas d́ıvidas em abertos após o peŕıodo de 24 meses, assim,

permanecendo com o status de inadimplência.

Na Tabela 4.2 há a quantidade de cada subgrupo presente no conjunto de dados.

Tabela 4.2: Subgrupos de Clientes no Conjunto de Dados.

Subgrupos Quantidade de Clientes % de Clientes

(I) Cliente com evento no tempo zero 2292 23.76%
(II) Cliente suscet́ıvel ao evento 5268 54.62%
(III) Cliente não suscet́ıvel ao evento 2085 21.62%

Total 9645 100%
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Deste modo, a Tabela 4.2 mostra que há uma concentração de eventos no tempo

zero, sendo cerca de 23.76% das observações, identificando o excesso de zeros. Ademais,

cerca de 21.62% dos clientes não apresentaram o evento de interesse, que pela teoria, são

considerados imunes. Por fim, cerca de 54.62% dos clientes apresentaram o evento de

interesse, ou seja, quitaram suas d́ıvidas dentro do peŕıodo de 24 meses.

A Figura 4.1 representa a distribuição dos tempos de regularização das d́ıvidas para

o conjunto de dados observado.
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Figura 4.1: Gráfico referente ao Tempo de Regularização da Dı́vida (em meses).

Nesse sentido, é posśıvel notar na Figura 4.1, a inflação de zeros para este conjunto

de dados. Essa caracteŕıstica é interessante, uma vez que o estudo está sendo realizado

em um cenário de crise econômica e grande parte dos clientes endividados realizaram a

quitação de d́ıvidas logo no ińıcio do estudo. Isto pode ser dado, devido ao interesse

dos clientes na normalização de seu status para realizações de outros ações, na qual a

inadimplência poderia impedir.

Na Figura 4.2 têm-se a curva de Kaplan-Meier estimada para os tempos de regula-

rização da d́ıvida dos clientes. É posśıvel verificar uma grande quantidade de censuras à

direita, ou seja, uma grande quantidade de clientes que não quitaram suas d́ıvidas dentro

do peŕıodo de 24 meses. Além disso, é posśıvel identificar que não há a estabilização da



36

curva de sobrevivência no ponto em que Ŝ(t) = 0, observando-se então a indicação da

presença de fração de cura para esses dados.

Figura 4.2: Gráfico de Kaplan-Meier para os Tempos de Regularização da Dı́vida (em
meses).

Além disso, é importante salientar que a curva de sobrevivência estimada na Figura

4.2 começa aproximadamente no ponto 0.75, devido a presença de inflação de zeros visto

na Figura 4.1.

Na construção das curvas de Kaplan-Meier, um outro ponto relevante são as cur-

vas de maneira estratificada por covariáveis, como é posśıvel verificar na Figura 4.3, em

que existem diferenças das curvas para diferentes categorias dentro da covariável, assim,

representando uma diferença nos tempos de sobrevida.
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Figura 4.3: Gráfico de Kaplan-Meier considerando as covariáveis: 1) Informação de Con-
sulta aos Relatórios de Crédito; 2) Segmento de Dı́vida Adquirida.

Dessa forma, na Figura 4.3 é posśıvel destacar a covariável Tipo de Dı́vida, em que

os clientes que possuem d́ıvidas em bancos, realizam a quitação de suas d́ıvidas em uma

maior proporção quando comparado as d́ıvidas que são provenientes de outros segmentos.

Em relação a covariável Informação de Consulta, é posśıvel verificar que clientes que não

possuem consultas em seus relatórios de crédito tendem a priorizar mais o pagamento da

d́ıvida em relação daqueles que aqueles que possuem consulta.

4.1 Ajuste dos Modelos Defeituosos Zero Ajustados

Gompertz e Gaussiana-Inversa

Nesta seção, a metodologia proposta na Seção 3 foi aplicada ao conjunto de dados.

Primeiramente, foram ajustados os modelo sem a presença de covariáveis e, posterior-

mente, os modelos com a presença das covariáveis separadamente. Por fim, será realizado

o ajuste do modelo com todas as covariáveis conjuntamente.

Os resultados dos ajustes dos modelos serão mostrados em formas de tabelas com as

estimativas dos parâmetros, erro padrão e intervalos de confiança. Ademais, será utilizado

um suporte de análise gráfica dos ajustes realizados. Por fim, para realizar a escolha do

melhor modelo, será utilizado duas métricas para mensurar sua qualidade, sendo o Critério

de Informação de Akaike (AIC) e o Critério de Informação Bayesiano (BIC).

Com o objetivo de simplificar as interpretações, considere que os coeficientes β0i estão
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associados à influência das covariáveis na inflação de zeros, enquanto os coeficientes β1i

estão relacionados à influência das mesmas covariáveis no parâmetro b das distribuições

Gompertz e Gaussiana-Inversa. Além disso, temos as seguintes relações, a proporção de

zeros, p0i, é dada por,

p0i =
exp{β00 + x1iβ01 + x2iβ02}

1 + exp{β00 + x1iβ01 + x2iβ02}
,

e o parâmetro b está relacionado com o parâmetro b das distribuições Gompertz e Gaussiana-

Inversa e é expresso como,

b(x) = exp{β1i + x1iβ11 + x2iβ12}.

O parâmetro a também é um parâmetro presente nas distribuições Gompertz e Gaussiana-

Inversa, e a proporção de cura p1i é obtida através das equações 3.3 e 3.4 dos modelos

defeituosos zero-ajustados Gompertz e Gaussiana-Inversa, respectivamente. As estimati-

vas para os erros-padrões para as proporções estimadas foram determinadas através do

método delta (Oliveira et al., 1997).

4.1.1 Ajuste do modelo sem a presença de covariáveis

A Tabela 4.3 apresenta os resultados das estimativas de parâmetros, erro padrão e

intervalos de confiança de 95% obtidos no ajuste do modelos defeituosos zeros ajustados

Gompertz e Gaussiana-Inversa, respectivamente, sem a presença de covariáveis.

Tabela 4.3: Estimativas de máxima verossimilhança (EMV), erro-padrão (EP), intervalo
de confiança para os Modelos Defeituosos Zero Ajustados Gompertz e Gaussiana-Inversa
sem covariáveis.

Parâmetros

Modelos Defeituosos Zero Ajustados

Gompertz Gaussiana-Inversa

EMV EP LI LS EMV EP LI LS

a -0.147 0.002 -0.152 -0.142 -0.065 0.003 -0.071 -0.059

b 0.187 0.007 0.173 0.200 0.454 0.007 0.440 0.467

β00(intercepto)
-1.166 0.024 -1.213 -1.119 -1.166 0.024 -1.213 -1.119

β10(intercepto)
-1.679 0.018 -1.715 -1.643 -0.790 0.018 -0.826 -0.754

p0 0.238 0.004 0.230 0.245 0.238 0.004 0.230 0.245

p1 0.213 0.004 0.206 0.221 0.190 0.007 0.177 0.204
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A partir da Tabela 4.3 é posśıvel verificar que as estimativas dos parâmetros associ-

ados a proporção de zeros (p0), é bem próxima para ambos os modelos. Em relação ao

parâmetro da proporção de cura (p1), nota-se, que no modelo Gompertz a proporção de

cura encontrada é superior ao modelo Gaussiana-Inversa. Um ponto relevante é que, no

geral, todos os parâmetros são significativos, ao ńıvel de significância de 5%, uma vez que

as regiões de confiança, não englobam o valor zero.

Figura 4.4: Estimativa de Kaplan-Meier e a curva de sobrevivência estimada pelo Modelo
Defeituoso Zero Ajustado Gompertz (a) e Modelo Defeituoso Zero Ajustado Gaussiana-
Inversa (b), sem a presença de covariável.

A Figura 4.4 mostra o ajuste dos modelos defeituosos zero ajustados Gompertz (a) e

Gaussiana-Inversa (b), respectivamente, sem a presença de covariáveis. Nesse sentido, é

posśıvel verificar que o modelo Gompertz (a), obteve um ajuste melhor quando comparado

ao modelo Gaussiana-Inversa (b), uma vez que a curva de sobrevivência estimada pelo

modelo Gompertz está muito próxima da curva estimada de Kaplan-Meier.

Ao analisar as funções de sobrevivência representadas pelas Equações 3.2.1 e 3.2.2,

é posśıvel estabelecer uma relação com a função de risco acumulado populacional, em

que Ĥpop = − log(Ŝpop(t)). Na Figura 4.5, têm-se as curvas estimadas da função de risco

acumulada para cada um dos modelos.

Nesse sentido, ao analisar a Figura 4.5, na qual o modelo Gompertz demonstrou o



40

Figura 4.5: Estimativa da função de risco acumulada (H(t)) pelo Modelo Defeituoso Zero
Ajustado Gompertz (a) e Modelo Defeituoso Zero Ajustado Gaussiana-Inversa (b), sem a
presença de covariável.

melhor ajuste aos dados, podemos observar que há um maior risco do indiv́ıduo, que

adquiriu uma d́ıvida, quitar sua d́ıvida com maior chance até o 30º mês, visto que a curva

acumulada estimada se estabiliza logo após esse ponto. Entretanto, vale ressaltar que, ao

quitar a d́ıvida em até 35 meses ou em até 60 meses, têm-se quase o mesmo risco.

4.1.2 Ajuste do modelo com a presença separadamente das co-

variáveis

A Tabela 4.4 mostra a estimativa dos parâmetros, erro-padrão e seus intervalos de

confiança de 95% para a variável de ”Informação de Consulta” para cada um dos modelos

propostos.

Novamente, na Tabela 4.4 verifica-se que as estimativas dos parâmetros associados

a proporção de zeros (p0), são bem próximas para ambos os modelos. Nesse sentido,

pode-se afirmar que a covariável ”Informação de Consulta” possui uma maior inflação de

zeros p00 = 0.298 para clientes que não obtiveram nenhuma consulta de empresas ao seu

relatório de crédito.
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Tabela 4.4: Estimativas de máxima verossimilhança (EMV), erro-padrão (EP), intervalo
de confiança para os Modelos Defeituosos Zero Ajustados Gompertz e Gaussiana-Inversa
para a covariável x1.

Parâmetros

Modelos Defeituosos Zero Ajustados

Gompertz Gaussiana-Inversa

EMV EP LI LS EMV EP LI LS

a -0.147 0.002 -0.152 -0.142 -0.065 0.003 -0.071 -0.059

b 0.186 0.054 0.171 0.292 0.454 0.008 0.438 0.469

β00(intercepto)
-0.855 0.127 -1.105 -0.606 -0.856 0.127 -1.105 -0.607

β01(X1=1)
-0.321 0.130 -0.575 -0.067 -0.320 0.130 -0.574 -0.066

β10(intercepto) -1.641 0.082 -1.802 -1.481 -0.800 0.094 -0.985 -0.615

β11(X1=1)
-0.038 0.082 -0.199 0.122 0.010 0.095 -0.176 0.196

p00 0.298 0.027 0.245 0.351 0.298 0.027 0.245 0.351

p01 0.236 0.004 0.228 0.244 0.236 0.004 0.228 0.244

p10 0.187 0.021 0.146 0.228 0.177 0.017 0.143 0.210

p11 0.214 0.004 0.206 0.222 0.191 0.007 0.177 0.205

Em relação a proporção de cura, a maior proporção é dada pela modelagem utilizando

a distribuição Gompertz p11 = 0.214 para clientes que obtiveram consultas de empresas

ao seu relatório de crédito, já a menor proporção de cura é dada utilizando a distribuição

Gaussiana-Inversa p10 = 0.177, para clientes que não obtiveram nenhuma consulta.

Além disso, é posśıvel constatar que a maioria dos parâmetros associados aos modelos

são significativos, uma vez que a grande maioria das regiões de confiança estabelecidas

não inclui o valor zero.

A Figura 4.6 mostra a curva de sobrevivência estimada pelos modelos defeituosos

zero ajustados Gompertz (a) e Gaussiana-Inversa (b), respectivamente, com a presença

da covariável Informação de Consulta aos relatórios de Crédito. Nota-se que, para a

covariável de Informação de Consulta, o modelo Gompertz apresenta um ajuste mais

adequado aos dados em comparação ao modelo Gaussiana-Inversa. O destaque para o

modelo Gompertz se deve ao fato de que sua curva de sobrevivência estimada se aproximar

significativamente da curva de sobrevida estimada de Kaplan-Meier.

Na Figura 4.7, têm-se as curvas estimadas da função de risco acumulada populacional,

Ĥpop = − log(Ŝpop(t)), para cada um dos modelos.
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Figura 4.6: Estimativa de Kaplan-Meier e a curva de sobrevivência estimada pelo Modelo
Defeituoso Zero Ajustado Gompertz (a) e Modelo Defeituoso Zero Ajustado Gaussiana-
Inversa (b), com a presença da covariável de Informação de Consulta aos relatórios de
Crédito.

Figura 4.7: Estimativa da função de risco acumulada (H(t)) pelo Modelo Defeituoso Zero
Ajustado Gompertz (a) e Modelo Defeituoso Zero Ajustado Gaussiana-Inversa (b), com
a presença da covariável de Informação de Consulta aos relatórios de Crédito.
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É posśıvel observar, na Figura 4.7, que o risco de um indiv́ıduo em um determinado

instante de tempo quitar a sua d́ıvida, é maior para os clientes que não obtiveram nenhuma

consulta aos seus relatórios de crédito.

A Tabela 4.5 mostra a estimativa dos parâmetros, erro-padrão e seus intervalos de

confiança de 95% para a variável de ”Tipo de Dı́vida” para cada um dos modelos propos-

tos.

Tabela 4.5: Estimativas de máxima verossimilhança (EMV), erro-padrão (EP), intervalo
de confiança para os Modelos Defeituosos Zero Ajustados Gompertz e Gaussiana-Inversa
para a covariável x2.

Parâmetros

Modelos Defeituosos Zero Ajustados

Gompertz Gaussiana-Inversa

EMV EP LI LS EMV EP LI LS

a -0.142 0.002 -0.146 -0.137 -0.066 0.003 -0.071 -0.060

b 0.136 0.010 0.116 0.155 0.367 0.010 0.347 0.387

β00(intercepto)
-1.030 0.032 -1.092 -0.967 -1.030 0.032 -1.092 -0.967

β02(X2=1)
-0.302 0.048 -0.397 -0.207 -0.302 0.048 -0.397 -0.207

β10(intercepto)
-1.426 0.021 -1.467 -1.481 -0.606 0.024 -0.653 -0.558

β12(X2=1)
-0.571 0.028 -0.626 -0.516 -0.397 0.031 -0.458 -0.335

p00 0.263 0.006 0.251 0.275 0.263 0.006 0.251 0.275

p01 0.209 0.006 0.197 0.221 0.209 0.006 0.197 0.221

p10 0.135 0.005 0.125 0.145 0.158 0.006 0.146 0.170

p11 0.303 0.007 0.290 0.317 0.238 0.008 0.223 0.254

Em relação a Tabela 4.5, verifica-se também que as estimativas dos parâmetros asso-

ciados a proporção de zeros (p0) são bem próximas para ambos os modelos. Nesse caso,

a variável Tipo de Dı́vida, possui uma maior inflação de zeros p00 = 0.263 para clientes

com d́ıvidas em bancos, enquanto a menor inflação de zeros p01 = 0.209 para clientes que

possui d́ıvidas de outros segmentos. Além disso, em ambos os modelos a maior proporção

de cura é dada para clientes que possuem d́ıvidas em outros segmentos, enquanto a menor

proporção de cura é dada para clientes com d́ıvidas em bancos.

Também é posśıvel observar que todos os parâmetros dos modelos ajustados conside-

rando a covariável Tipo de Dı́vida, são significativos, visto que as regiões de confiança

estabelecidas em ambos os modelos, não contemplam o valor zero.

A Figura 4.8 representa a curva de sobrevivência estimada pelos modelos defeituosos

zero ajustados Gompertz (a) e Gaussiana-Inversa (b), respectivamente, para a covariável
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Tipo de Dı́vida.

Figura 4.8: Estimativa de Kaplan-Meier e a curva de sobrevivência estimada pelo Modelo
Defeituoso Zero Ajustado Gompertz (a) e Modelo Defeituoso Zero Ajustado Gaussiana-
Inversa (b), com a presença da covariável de Tipo de Dı́vida.

Novamente, para a covariável Tipo de Dı́vida, é posśıvel verificar que o melhor ajuste

ocorre no modelo Gompertz em comparação ao modelo Gaussiana-Inversa. A partir da

Figura 4.8, , nota-se que as curvas de sobrevivência estimadas para d́ıvidas em bancos e

outros segmentos, a partir do modelo Gaussiana-Inversa, estão muito distantes das curvas

de sobrevivência estimadas por Kaplan-Meier.

A Figura 4.9, mostra as curvas estimadas da função de risco acumulada populacional,

Ĥpop = − log(Ŝpop(t)), para cada um dos modelos, considerando a covariável Tipo de

Dı́vida. Nesse sentido, a partir da Figura 4.9, nota-se que o risco de um indiv́ıduo em um

determinado instante de tempo quitar sua d́ıvida, é maior para os clientes que possuem

d́ıvidas no segmento financeiro, ou seja, em bancos. Em contrapartida, o risco de um

indiv́ıduo quitar a d́ıvida em um determinado instante de tempo, é menor para clientes

que possuem d́ıvidas em outros segmentos.
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Figura 4.9: Estimativa da função de risco acumulada (H(t)) pelo Modelo Defeituoso Zero
Ajustado Gompertz (a) e Modelo Defeituoso Zero Ajustado Gaussiana-Inversa (b), com
a presença da covariável de Tipo de Dı́vida.

4.1.3 Ajuste do modelo com a presença das covariáveis de forma

conjunta

Nesse contexto, após realizar os ajustes dos modelos considerando as covariáveis se-

paradamente, será considerado o ajuste dos modelos para as duas variáveis conjunta-

mente. Na Tabela 4.6 têm-se o ajuste dos modelos defeituosos zero ajustados Gompertz

e Gaussiana-Inversa, considerando ambas covariáveis.

Ao observar a Tabela 4.6, nota-se que os parâmetros associados as distribuições Gom-

pertz e Gaussiana-Inversa são significativos, além disso, verifica-se que a maioria das

estimativas dos parâmetros de regressão β ligados ao parâmetro b e a proporção de zero

foram significativos, ao considerar o mesmo critério das regiões de confiança, como visto

nos modelos anteriores.
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Tabela 4.6: Estimativas de máxima verossimilhança (EMV), erro-padrão (EP), intervalo
de confiança para os Modelos Defeituosos Zero Ajustados Gompertz e Gaussiana-Inversa
para as covariáveis x1 e x2 de forma conjunta.

Parâmetros

Modelos Defeituosos Zero Ajustados

Gompertz Gaussiana-Inversa

EMV EP LI LS EMV EP LI LS

a -0.142 0.002 -0.146 -0.137 -0.066 0.003 -0.071 -0.060

b 0.136 0.010 0.188 0.227 0.367 0.010 0.348 0.387

β00(intercepto)
-0.723 0.129 -0.976 -0.470 -0.721 0.129 -0.974 -0.468

β01(X1=1)
-0.317 0.130 -0.572 -0.063 -0.318 0.130 -0.573 -0.064

β02(X2=1)
-0.301 0.048 -0.396 -0.206 -0.303 0.048 -0.398 -0.208

β10(intercepto)
-1.397 0.082 -1.558 -1.235 -0.618 0.095 -0.805 -0.431

β11(X1=1)
-0.030 0.082 -0.191 0.131 0.011 0.095 -0.175 0.197

β12(X2=1)
-0.571 0.028 -0.626 -0.516 -0.395 0.031 -0.456 -0.334

Na Tabela 4.7, têm-se as estimativas das proporções de zero e proporções de cura para

o modelo defeituoso zero ajustado Gompertz para as covariáveis Informação de Consulta

e Tipo de Dı́vida.

Tabela 4.7: Estimativas das proporções de zeros e de cura para o Modelo Defeituoso Zero
Ajustado Gompertz para as covariáveis x1 e x2 de forma conjunta.

Proporção de Zeros e Cura x1 x2 Estimativa Erro Padrão
I.C. 95%

LI LS

p0

0
0 0.3267 0.028 0.2718 0.3816

1 0.2642 0.025 0.2152 0.3132

1
0 0.2611 0.006 0.2494 0.2729

1 0.2073 0.006 0.1955 0.2190

p1

0
0 0.1173 0.018 0.0820 0.1526

1 0.2742 0.024 0.2271 0.3212

1
0 0.1356 0.005 0.1258 0.1454

1 0.3041 0.007 0.2904 0.3178

Nesse contexto, é posśıvel observar através da Tabela 4.7 que a maior proporção de

indiv́ıduos que regularizam sua d́ıvida no tempo zero, está associado aos clientes que não

obtiveram alguma consulta aos seus relatórios de crédito por empresas e possuem d́ıvidas

do segmento financeiro, ou seja, em bancos com uma proporção de p000 = 0.3267. Em

contrapartida, a menor proporção de indiv́ıduos que regularizam sua d́ıvida no tempo

zero, está associado aos clientes que obtiveram alguma consulta aos seus relatórios de
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crédito e que possuem d́ıvidas advindas de outros segmentos.

Além disso, é notável que os clientes que tiveram seus relatórios de crédito consultados

por alguma empresa e possuem d́ıvidas originadas de outros segmentos são aqueles que

apresentam a maior concentração de indiv́ıduos que não quitaram suas d́ıvidas dentro

do peŕıodo de 24 meses, uma vez que a proporção de cura é dada por p111 = 0.3041.

No que diz respeito aos clientes cujos relatórios de crédito não foram consultados por

nenhuma empresa e que possuem d́ıvidas provenientes de bancos, é importante notar que

eles apresentam a menor quantidade de d́ıvidas pendentes, já que a proporção de cura é

p100 = 0.1173.

Em Toledo et al. (2022), foi utilizado o mesmo conjunto de dados, porém com mais

covariáveis. Foi apresentado um resumo das proporções de zeros e de cura das covariáveis

“Informação de Consulta” e “Tipo de Dı́vida” que foram selecionadas como o melhor

modelo, utilizando a metodologia do modelo de fração de cura zero ajustado proposto

por Ribeiro de Oliveira Jr et al. (2017), em que a função de sobrevivência é dada pela

equação 3.1.

Nesse contexto, ao comparar os resultados obtidos por Toledo et al. (2022) e os re-

sultados na Tabela 4.7, podemos constatar que as estimativas das proporções de zeros e

cura são bastante semelhantes, o que evidencia a eficácia do modelo. É relevante destacar

que a metodologia empregada neste estudo possui a vantagem de ter a necessidade de

estimar apenas os parâmetros do modelo defeituoso e a proporção de zeros (p0), enquanto

na outra metodologia, era necessário estimar a proporção de zeros (p0), a proporção de

cura (p1) e os parâmetros dos modelos de sobrevivência base.

Por fim, através da Tabela 4.7, foi observado quais são os padrões de clientes que

tendem a pagar ou não suas d́ıvidas dentro do peŕıodo de 24 meses, utilizando o modelo

defeituoso zero ajustado Gompertz. Ademais, todas as proporções de zeros e cura são

significativas.

Já na Tabela 4.8, têm-se as estimativas das proporções de zero e proporções de cura

para o modelo defeituoso zero ajustado Gaussiana-Inversa para as covariáveis Informação

de Consulta e Tipo de Dı́vida.

Através da Tabela 4.8, as conclusões das proporções de zeros e proporções cura dadas

para o modelo defeituoso zero ajustado Gompertz é semelhante as conclusões dadas para

o modelo defeituoso zero ajustado Gaussiana-Inversa. Isso ocorre devido à proximidade

dos valores encontrados em relação aos valores apresentados na Tabela 4.7. Além disso,
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Tabela 4.8: Estimativas das proporções de zeros e de cura para o Modelo Defeituoso Zero
Ajustado Gaussiana-Inversa para as covariáveis x1 e x2 de forma conjunta.

Proporção de Zeros e Cura x1 x2 Estimativa Erro Padrão
I.C. 95%

LI LS

p0

0
0 0.3271 0.028 0.2722 0.3820

1 0.2641 0.025 0.2151 0.3131

1
0 0.2613 0.006 0.2495 0.2730

1 0.2070 0.006 0.1953 0.2188

p1

0
0 0.1455 0.014 0.1180 0.1729

1 0.2232 0.020 0.1840 0.2624

1
0 0.1581 0.006 0.1464 0.1699

1 0.2384 0.008 0.2227 0.2540

nesse caso todas as proporções de zeros e cura também são significativas.

4.2 Critérios de Seleção de Modelos

Nesta Seção, serão apresentados o Critério de Informação de Akaike (AIC) e o Critério

de Informação Bayesiano (BIC), para a escolha do modelo mais adequado, representado

pela Tabela 4.9.

Tabela 4.9: Critérios de seleção para os modelos ajustados.

Modelo Defeituoso
Zero Ajustado

Critério
Covariáveis

x1 x2 x1 e x2

Gompertz
AIC -46305.09 -45851.15 -45841.30

BIC -46223.35 -45769.41 -45726.86

Gaussiana-Inversa
AIC -45249.05 -45055.32 -45045.59

BIC -45167.31 -44973.57 -44931.15

A partir da Tabela 4.9, verifica-se que o modelo defeituoso zero ajustado Gompertz,

considerando a covariável Informação de Consulta, exibe os menores valores de AIC e

BIC. Dessa forma, é posśıvel verificar que realmente o critério faz sentido, pois através da

Figura 4.10, identifica-se que as curvas de sobrevivência estimadas estão muito próximas

das curvas estimadas de Kaplan-Meier.

Outro ponto observado, é que o modelo defeituoso zero ajustado Gaussiana-Inversa,

considerando as covariáveis separadamente e conjuntamente, foram os que obtiveram a

menor performance. Portanto, pode-se concluir que o modelo mais adequado a ser sele-



49

Figura 4.10: Modelo Defeituoso Zero Ajustado Gompertz com a covariável de Informação
de Consulta.

cionado é o modelo defeituoso zero ajustado Gompertz, na presença da covariável ”In-

formação de Consulta”.

4.3 Considerações Finais

Neste Caṕıtulo foi posśıvel realizar uma aplicação a um conjunto de dados reais, em

que foi visto que o conjunto atende as principais caracteŕısticas da modelagem, sendo a

fração de cura, representando os clientes inadimplentes que não quitaram suas d́ıvidas

dentro do peŕıodo de 24 meses, e a proporção de zeros, representando os clientes que

regularizaram suas d́ıvidas no ińıcio do estudo, ou seja, no tempo zero.
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Caṕıtulo 5

Conclusão

Neste trabalho, foi estudado modelos estat́ısticos de sobrevivência denominado Mo-

delos de regressão defeituosos zero ajustado. Esses modelos têm duas caracteŕısticas

principais que os diferenciam de modelos usuais de sobrevivência: a incorporação de uma

parcela dos indiv́ıduos que não apresentam o evento de interesse, mesmo após um longo

tempo de acompanhamento, e também a possibilidade de que uma proporção dos tempos

em estudo seja iguais a zero.

Para ilustrar a metodologia aqui apresentada, analisamos os dados de sobrevivência

de um banco de dados real de clientes que adquiriram d́ıvidas, entre os meses de julho e

dezembro de 2015, que foi disponibilizado pela Serasa Experian, uma instituição ĺıder em

informações e serviços de crédito no Brasil. O modelo possibilitou estimar as proporções

de três grupos de clientes em um conjunto de dados espećıfico: um grupo em que o

tempo é igual a zero (clientes que liquidaram suas d́ıvidas no tempo zero, recuperando

imediatamente sua capacidade de pagamento); outro grupo com clientes suscet́ıveis ao

evento de interesse (clientes que quitaram suas d́ıvidas ao longo do tempo, recuperando,

em seguida, sua capacidade de pagamento); e um grupo de clientes não suscet́ıveis ao

evento (clientes que não liquidaram suas d́ıvidas).

Os resultados mostraram que o modelo defeituoso zero ajustado Gompertz apresen-

tou um melhor desempenho. Os critérios avaliados para seleção do melhor modelo foi

medida pelo AIC e BIC. No entanto, é importante ressaltar que o desempenho real dos

modelos apresentado aqui poderá ser avaliado considerando seu uso diário pelas empre-

sas, aplicando uma maior variedade de dados e covariáveis dispońıveis, uma vez que o

modelo permite o uso de quantas covariáveis forem necessárias, sejam elas cont́ınuas ou

categóricas.
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Além disso, foi visto que a metodologia apresentada aqui é semelhante a metodologia

dos modelos de taxa de cura zero ajustado estudado por Toledo et al. (2022). No entanto,

os modelos defeituosos zero ajustados possuem uma vantagem significativa, pois reque-

rem a estimação de um parâmetro a menos, os parâmetros do modelo defeituoso e o da

proporção de zeros, ou seja, a proporção de clientes que quitaram suas d́ıvidas no ińıcio

do estudo.

No desfecho deste estudo, constatou-se que é posśıvel adquirir conhecimento adicional,

o que leva à conclusão de que podemos utilizar a técnica de análise de sobrevivência para

estimar e escolher um modelo eficiente em carteiras de clientes com acesso a crédito,

como as de grandes bancos ou varejistas. Por fim, uma alternativa adicional que pode

ser empregada é a análise de reśıduos, possibilitando a avaliação da adequação do modelo

proposto.
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