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Resumo

O presente Trabalho de Graduação consiste no estudo da associação de determinadas

variáveis com o diagnóstico de transtornos mentais comuns (TMC). Para isso, estudamos

métodos de classificação, sendo eles, árvores de classificação, regressão loǵıstica e florestas

aleatórias, antecedidos de uma definição estat́ıstica e revisão metodológica dos conceitos

a serem utilizados e do pré-processamento dos dados. Todas as aplicações computacionais

foram feitas através da linguagem de programação R (R Development Core Team, 2023).

Palavras-chave: árvores de classificação, classificação, florestas aleatórias, regressão

loǵıstica, transtornos mentais comuns.





Abstract

The present undergraduate thesis focuses on the study of the association between spe-

cific variables and the diagnosis of common mental disorders. To achieve this goal, we

examined classification methods, namely decision trees, logistic regression, and random

forests. This investigation is preceded by a statistical definition and methodological re-

view of the concepts to be employed, as well as data preprocessing. All computational

applications were carried out using the programming language R (R Development Core

Team, 2023).

Keywords: classification trees, classification, common mental disorders, logistic regres-

sion, random forests.
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Caṕıtulo 1

Introdução

A estat́ıstica é uma ciência que lida com a coleta, análise, interpretação, apresentação e

organização de dados. Ela desempenha um papel fundamental em diversos campos como,

exemplo, no campo da saúde. Sendo assim, este trabalho tem por interesse utilizar algorit-

mos de classificação binária para identificar quais covariáveis tem maior poder explicativo

para o diagnóstico de transtornos mentais comuns (TMC). A presença de TMC foi definida

a partir da variável SQR obtida por meio de um questionário de 20 perguntas com res-

postas dicotômicas (sim/não), denominado SQR20 (Self-Reporting Questionnaire). Dessa

forma, as respostas positivas são sumarizadas em um escore que, a partir de um ponto de

corte definido, indica a presença de TMC.

Nesse trabalho o SQR20 foi categorizado em dois ńıveis, sendo eles, 0 (ausência de

TMC) e 1 (presença de TMC). Essa categorização foi feita a partir de pontos de corte

espećıficos, definidos para adultos/adolescentes e idosos, definidos da seguinte forma:

Adultos/Adolescentes (de Jesus Mari e Williams, 1986):

• Masculino: 6 ou mais respostas “sim”= presença de TMC;

• Feminino: 8 ou mais respostas “sim”= presença de TMC;

Idosos (≥ 60 anos) (Scazufca et al., 2009):

• Masculino e Feminino: 5 ou mais respostas “sim”= presença de TMC.

Os transtornos mentais são caracterizados por alterações do modo de pensar e do

humor, ou por comportamentos associados com angústia pessoal e/ou deterioração do

funcionamento (Araújo e Neto, 2014). Transtornos mentais comuns são descritos por pen-

samentos depressivos, ansiedade, irritabilidade, insônia, fadiga, dificuldade de memória e
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concentração e queixas somáticas. Vale ressaltar que é fundamental o diagnóstico precoce

de TMC para garantir que as pessoas recebam o suporte adequado, reduzam o sofrimento,

previnam complicações e melhorem sua qualidade de vida.

No artigo Bastos et al. (2020), os autores apresentam uma aplicação utilizando re-

gressão loǵıstica em dois diferentes modelos, a fim de investigar a associação entre a

presença de transtornos mentais comuns e a aderência ao padrão alimentar mediterrâneo

tradicional e ao padrão alimentar mediterrâneo brasileiro (inclúı alimentos com carac-

teŕısticas não mediterrânicas).

Em outra análise, Rahman et al. (2015) apresentam uma análise do efeito da carga de

trabalho mental sobre o estresse mental humano por meio da seleção de caracteŕısticas

do sinal de eletroencefalograma (EEG) e classificação para reconhecer o estresse men-

tal. Vários sinais de EEG foram coletados e analisados utilizando análises de espectro e

caracteŕısticas foram extráıdas usando o classificador k-vizinhos Mais Próximos (KNN).

O objetivo principal deste trabalho está em estudar a prevalência de transtornos men-

tais comuns (TMC) via métodos de classificação binária e comparar estes por meio de

métricas avaliativas. Como objetivo secundário temos estudar e revisar os métodos de

classificação: árvores de classificação, regressão loǵıstica e florestas aleatórias e formalizar

de forma técnica os algoritmos desenvolvidos para cada um dos métodos.

Este trabalho está organizado como segue. No Caṕıtulo 1, é apresentada a introdução

do trabalho. No Caṕıtulo 2, revisamos os métodos de classificação binária que foram apli-

cados, sendo eles: Árvores de Classificação, Florestas Aleatórias e Regressão Loǵıstica,

seguidos da apresentação das medidas de desempenho e pontos de corte que serão utili-

zadas para compararmos a performance de cada um dos algoritmos e descrição do banco

de dados. No Caṕıtulo 3, realizamos uma análise descritiva e exploratória das covariáveis

utilizadas em relação a variável resposta e apresentamos os resultados obtidos em cada

método de classificação binária aplicado. Por fim, no Caṕıtulo 4 finalizamos com as

considerações finais.



Caṕıtulo 2

Materiais e Métodos

Problemas de classificação são similares aos problemas de predição em regressão, uma

vez que, em ambos os cenários consideramos uma amostra com observações independentes

a fim de construir uma função g(x) que seja capaz de fornecer uma boa previsão para

futuras observações. A distinção entre um problema de classificação e um problema de

regressão reside no fato de que, no primeiro, a variável resposta não é uma variável

quantitativa, mas sim qualitativa (Izbicki e dos Santos, 2020).

Neste caṕıtulo apresentamos uma revisão dos métodos de classificação binária utiliza-

dos para estudar a prevalência de transtornos mentais comuns (TMC), sendo eles, árvores

de classificação, regressão loǵıstica e florestas aleatórias, também abordamos as métricas

avaliativas que foram usadas para comparar os resultados de cada um dos métodos apli-

cados e fizemos a descrição do banco de dados utilizado.

Inicialmente, revisamos o conceito de data-splitting que foi abordado nos métodos de

classificação. Data-splitting refere-se à prática de dividir o conjunto de dados dispońıvel

em subconjuntos distintos, essa técnica é usada para evitar o super-ajuste (overfitting)

e garantir que as métricas de desempenho obtidas sejam representativas do verdadeiro

poder de generalização do modelo. Geralmente, o processo de data-splitting envolve a

criação de um conjunto de treinamento, usado para estimar a função de predição e um

conjunto de validação, usado para a avaliar o poder preditivo dos modelos selecionados.

2.1 Árvores de Classificação

Árvores de classificação são similares à árvores de regressão, no entanto tem o objetivo

espećıfico de realizar a classificação. Sendo assim, para um melhor entendimento do
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método, iniciamos revisando o conceito de árvores de regressão.

2.1.1 Árvores de regressão

Árvores de regressão fazem parte dos métodos não paramétricos, visto que, não requer

que a distribuição da população seja caracterizada por certos parâmetros. Devido a isso,

é considerado um método mais flex́ıvel, pois requer suposições geralmente mais fracas

sobre a população a partir da qual os dados são obtidos. Outra caracteŕıstica importante

é a fácil interpretação e aplicação do método, em que a função de regressão estimada é

sempre constante por partes.

A ideia principal da criação de uma árvore está em dividir o espaço das covariáveis

em uma partição R1, . . . , Rk. Considere um sequência (y1,x1), . . . , (yn,xn), em que yi é

a variável resposta e xi é um vetor contendo as d covariáveis para a i-ésima observação.

A predição para a resposta Y de uma observação com covariáveis x ∈ Rd, x ∈ Rk, é feita

da seguinte forma (Izbicki e dos Santos, 2020):

g(x) =
1

|{i : xi ∈ Rk}|
∑

i:xi∈Rk

yi,

isto é, a predição da resposta de x (folhas) é feita a partir da média dos valores da variável

resposta das amostras do conjunto de treinamento pertencentes àquela mesma região.

A partir disso, a criação de uma árvore de regressão é feita em duas etapas:

1. criação de uma árvore completa e complexa;

2. poda.

Na etapa 1 buscamos criar uma árvores com partições homogêneas, a fim de avaliar o

quão “pura” uma árvore T é usamos o erro o quadrático médio,

P (T ) =
∑
R

∑
i:xi∈R

(yi − ŷR)
2

n

em que, ŷR é o valor predito para uma observação pertencente à região R.

O procedimento de construção da árvore é feito através de parcionamentos recursivos

no espaço das covariáveis até obter uma árvore com poucas observações por folhas. A
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árvore produzida na etapa 1 apresenta bons resultados para o conjunto de treinamento,

mas é provável que ocorra super-ajuste (overfitting), o que gera uma predição ruim para

novas observações, sendo assim, seguimos para a etapa de poda.

Na etapa 2 o objetivo é tornar a árvore de regressão menor e menos complexa, dimi-

nuindo assim a variância desse estimador. Para isso, é retirado um nó por vez e observa-se

a variação do erro de predição no conjunto de validação. A partir disso, decide-se quais

nós permanecerão na árvore.

Na Figura 2.1 ilustramos a estrutura de uma árvore de regressão.

Figura 2.1: Exemplo de estrutura de uma árvore de regressão.

Utilizamos uma árvore para prever novas observações da seguinte forma: começamos

pelo topo, verificamos se a condição desse nó é satisfeita, se sim, seguimos a esquerda,

caso contrário, seguimos a direita. Dessa forma, seguimos até que uma folha seja atingida.

2.1.2 Árvores de classificação

Agora, após revisar os conceitos básicos de árvores de regressão, apontamos duas

diferenças em relação às árvores de classificação, na qual assume-se que a variável resposta

é categórica, sendo C o conjunto de posśıveis categorias.

(i) A predição para a resposta Y de uma observação com covariáveis x não é mais dada

pela média das observações mas sim pela moda, ou seja,

g(x) = moda{yi : xi ∈ Rk}, se x ∈ Rk.
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(ii) O critério utilizado na etapa 1 é diferente, agora, usamos o ı́ndice de Gini (Has-

tie et al., 2009), uma vez que esse é senśıvel à mudanças nas proporções de cada

categoria nos nós.

∑
R

∑
c∈C

p̂R,c(1− p̂R,c),

em que, R representa uma das regiões induzidas pela árvore e p̂R,c é a proporção de

observações classificadas como sendo da categoria c entre as que caem na região R.

Como citado em Hastie et al. (2009), outros critérios podem ser utilizados para substi-

tuir o erro quadrático médio, sendo eles, misclassification error e deviance. Nesse trabalho,

optamos por utilizar o ı́ndice de Gini, em que um pequeno valor indica que um nó contém

predominantemente observações de uma única classe.

Vale ressaltar que, a maneira como árvores são constrúıdas faz com que covariáveis ir-

relevantes sejam descartadas. Sendo assim, a seleção de variáveis é feita automaticamente

e, também, não é necessário incluir termos de interação adicionais, uma vez que, a árvore

lida naturalmente com interações entre variáveis.

2.2 Florestas Aleatórias

Como visto anteriormente, as árvores de classificação possuem alta interpretabilidade

porém costumam apresentar baixo poder preditivo quando comparadas aos demais esti-

madores (Izbicki e dos Santos, 2020). Sendo assim, a metodologia de florestas aleatórias

(Breiman, 2001) combina diversas árvores diferentes e não correlacionadas para a tomada

de decisão a fim de obter um classificador com maior poder preditivo.

O método de florestas aleatórias consistem em criar B árvores distintas, para isso

utiliza B amostras bootstrap (da Silva Filho, 2010) da amostra original, em que cada nó

só é permitido que seja escolhida uma dentre as m < d covariáveis. O subconjunto de

covariáveis m são escolhidas aleatoriamente dentre as covariáveis originais e, a cada nó

criado, um novo subconjunto de covariáveis é sorteado (Izbicki e dos Santos, 2020).

A combinação das diversas árvores de classificação é realizada por meio da aplicação

da função:
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g(x) = moda{gb(x), b = 1, . . . , B}

ou seja, cada árvore constrúıda classifica uma observação que possui covariáveis x, e a

previsão final é determinada pela categoria mais frequentemente predita entre todas as

árvores.

Vale ressaltar que, o valor de m pode ser escolhido via validação cruzada. Estudos já

realizados indicam, em linhas gerais, que quando o número de covariáveis (m) é aproxi-

madamente um terço do número total de covariáveis (d), o desempenho do modelo tende

a ser satisfatório.

2.3 Regressão loǵıstica

O método de regressão loǵıstica, diferentemente dos métodos vistos anteriormente, é

um método paramétrico, ou seja, a estimativa da função de regressão necessariamente

pertence a um espaço de funções que podem ser parametrizadas por um número finito de

parâmetros. Sendo assim, o objetivo é encontrar os valores desses parâmetros que melhor

se ajustam aos dados.

Nos modelos de regressão loǵıstica binária, a variável resposta Y é dicotômica, assu-

mindo apenas os valores 0 e 1. Dessa forma, a regressão loǵıstica modela através de uma

variável aleatória com distribuição de bernoulli a probabilidade de Y pertencer a uma

determinada categoria, garantindo, ao mesmo tempo, que as probabilidades das classes

variem entre 0 e 1.

Como visto no livro James et al. (2013), sempre que uma linha reta é ajustada a uma

resposta binária codificada como 0 ou 1, em prinćıpio podemos prever valores menores

que 0 ou maiores que 1 (a menos que o intervalos de X seja limitado). A fim de evitar

isso, modelamos P(Y = 1|x) usando uma função com sáıdas entre 0 e 1 para qualquer x.

Na regressão loǵıstica, utilizamos a função loǵıstica,

P(Y = 1|x) = eβ0+
∑d

i=1 βixi

1 + eβ0+
∑d

i=1 βixi

, i = 1, . . . , d,

em que x = (1, x1, . . . , xd) denota o vetor com a constante 1 e os valores observados das

covariáveis, β0 é uma constante e βi são os d parâmetros de regressão. Esse modelo fornece
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a probabilidade do indiv́ıduo apresentar a resposta de interesse, sendo assim,

1− P(Y = 1|x) = 1

1 + eβ0+
∑d

i=1 βixi

,

fornece a probabilidade do indiv́ıduo não apresentar a resposta de interesse.

A transformação em P(Y = 1|x) definida pelo logaritmo neperiano da razão entre

P(Y = 1|x) e 1−P(Y = 1|x), chamada de logito, fornece um modelo linear (Giolo, 2021):

ln
[ P(Y = 1|x)
1− P(Y = 1|x)

]
= β0 +

d∑
i=1

βixi = β′x.

A razão entre P(Y = 1|x) e 1 − P(Y = 1|x) define uma chance (odds), portanto o

logito é o logaritmo de uma chance, dessa forma,

chance =
P(Y = 1|x)

1− P(Y = 1|x)
= eβ

′x.

Para estimar os coeficientes de uma regressão loǵıstica, utilizamos o método de máxima

verossimilhança (Izbicki e dos Santos, 2020). Dada uma amostra i.i.d, independente e

identicamente distribúıda, (X1,Y1), . . ., (Xn,Yn), a função de verossimilhança condicional

é:

L(y; (x,β)) =
n∏

k=1

(P(Yk = 1|xk,β))
yk(1− P(Yk = 1|xk,β))

1−yk

=
n∏

k=1

(
eβ0+

∑d
i=1 βixk,i

1 + eβ0+
∑d

i=1 βixk,i

)yk (
1

1 + eβ0+
∑d

i=1 βixk,i

)1−yk

.

Utilizando métodos numéricos para maximizar L(y; (x,β)), obtém-se os estimadores

β̂0, β̂1, . . ., β̂d, respectivamente, dos parâmetros β0, β1, . . ., βd.

A regressão loǵıstica apesar de ter suposições mais fortes em relação aos métodos não

paramétricos, como a de linearidade entre as covariáveis e a variável resposta, apresenta

vantagens em relação a sua eficiência computacional e fácil interpretabilidade pois fornece

coeficientes para cada variável independente, permitindo uma interpretação direta do

impacto de cada covariável na variável resposta.
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2.4 Medidas de Desempenho

As medidas de desempenho de um modelo são utilizadas para avaliar o quão bem o

modelo está realizando suas previsões ou classificações em relação aos dados reais. Sendo

assim, algumas medidas de desempenho definidas a partir de uma matriz de confusão

a fim de comparar os modelos obtidos através dos diferentes métodos de classificação

aplicados, sendo elas: Acurácia, Sensibilidade, Especificidade, Valor preditivo positivo,

Valor preditivo negativo e Estat́ıstica F1.

Uma matriz de confusão é representada por uma tabela usada para descrever o desem-

penho de um modelo de classificação, ou seja, é uma representação tabular das previsões

feitas pelo modelo em comparação com as classes reais dos dados. Na Tabela 2.1 podemos

observar como uma matriz de confusão é constrúıda (Izbicki e dos Santos, 2020).

Tabela 2.1: Matriz de Confusão.

Valor Predito
Valor Verdadeiro
Y = 0 Y = 1

Y = 0 VN FN
Y = 1 FP VP

Com base na Tabela 2.1, temos que VN (Verdadeiros Negativos) representa a classi-

ficação correta da classe negativo, FN (Falsos Negativos) aborda o erro tipo II, ou seja,

o modelo previu a classe negativo quando o valor real era classe positivo, FP (Falsos

Positivos) aborda o erro tipo I, ou seja, o modelo previu a classe positivo quando o va-

lor verdadeiro era classe negativo e VP (Verdadeiros Positivos) representa a classificação

correta da classe positivo.

A partir da Tabela 2.1, podemos definir as diferentes medidas de desempenho, dadas

por:

• Acurácia: A = V N+V P
V N+FN+FP+V P

;

• Sensibilidade ou Recall : S = V P
V P+FN

;

• Especificidade: E = V N
V N+FP

;

• Valor preditivo positivo ou Precisão: VPP = V P
V P+FP

;

• Valor preditivo negativo: VPN = V N
V N+FN

;

• Estat́ıstica F1: F1 = 2
1
S
+ 1

V PP

(média harmônica entre S e VPP).
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A interpretação de cada uma das medidas de desempenho citadas é descrita a seguir:

• Acurácia: avalia a proporção de previsões corretas feitas por um modelo em relação

ao total de previsões realizadas, ou seja, mede a capacidade do modelo de classificar

corretamente as observações em todas as classes;

• Sensibilidade ou Recall : proporção de obervações positivas corretamente iden-

tificadas pelo modelo em relação ao número total de obervações verdadeiramente

positivas, em outras palavras, mede a capacidade do modelo em capturar correta-

mente os casos positivos;

• Especificidade: proporção de obervações negativas corretamente identificadas pelo

modelo em relação ao número total de obervações verdadeiramente negativas, em

outras palavras, avalia a habilidade do modelo em identificar casos negativos de

forma precisa;

• Valor preditivo positivo ou Precisão: proporção de obervações verdadeiramente

positivas em relação ao total de obervações classificadas como positivas pelo modelo,

sendo assim, avalia a precisão das previsões positivas do modelo;

• Valor preditivo negativo: proporção de obervações verdadeiramente negativas

em relação ao total de obervações classificadas como negativas pelo modelo, sendo

assim, avalia a precisão das previsões negativas do modelo;

• Estat́ıstica F1: fornece uma medida única de desempenho que leva em consi-

deração tanto os verdadeiros positivos quanto os falsos positivos e falsos negativos.

Vale destacar que, as estat́ısticas calculadas com base na Tabela 2.1 são estimativas

populacionais. Dessa forma, é necessário calcular os valores de VP, FN, VN e FP aplicando

uma amostra de teste ou validação para evitar o super-ajuste (overfitting).

2.5 Dados Desbalanceados e Outros Cortes

Dados desbalanceados referem-se a conjuntos de dados em que as classes que se deseja

prever contêm um número desigual de elementos. Essa situação pode apresentar desafios

para os modelos de aprendizado de máquina, pois eles podem ter uma tendência a favorecer

a classe majoritária, resultando em um desempenho inferior para a classe minoritária.
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Quando se lida com dados desbalanceados, uma estratégia comum é ajustar os pontos

de corte utilizados para tomar decisões de classificação. O ponto de corte padrão geral-

mente é definido em 0, 5 para problemas binários, o que significa que, se a probabilidade

de pertencer à classe 1 for maior que 0, 5, o modelo prevê essa classe.

Uma abordagem comum para resolver essa questão envolve a busca por valores de

ponto de corteK distintos de 0, 5 nos modelos de classificação baseados em probabilidades.

Com isso, procuramos:

g(x) = I(P(Y = 1|x) ≥ K).

A curva ROC (Receiver Operating Characteristic) é uma representação gráfica usada

para avaliar o desempenho de um modelo de classificação binária em diferentes pontos de

corte para tomada de decisão. A curva ROC mostra a relação entre a Taxa de Verdadeiros

Positivos (Sensibilidade) e a Taxa de Falsos Positivos (1 - Especificidade) em vários pontos

de corte.

Cada ponto na curva ROC representa o desempenho do modelo em um determinado

ponto de corte. Quanto mais próxima a curva estiver do canto superior esquerdo do

gráfico, melhor será o desempenho do modelo, indicando uma alta sensibilidade e uma

baixa taxa de falsos positivos. Além disso, temos a área sob a curva ROC (AUC-ROC)

que é uma métrica comum para resumir o desempenho global do modelo, em que um valor

igual a 1 indica um desempenho perfeito.

A partir da curva ROC (Fawcett, 2006) temos diversas abordagens para escolher o

melhor ponto de corte K, sendo duas delas, a média geométrica (Média-G) e a estat́ıstica

de Youden (J).

• Média Geométrica: é uma métrica de avaliação de desempenho em classificação

desbalanceada, buscando um equiĺıbrio entre sensibilidade e especificidade por meio

da média geométrica dessas métricas. A fórmula matemática para a G-Média é

expressa por:

Média-G =
√
Sensibilidade · Especificidade.

• Estat́ıstica de Youden: é uma medida que busca otimizar simultaneamente a sen-
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sibilidade e a especificidade, sendo utilizada para encontrar um ponto de corte que

equilibre essas métricas. Sua expressão matemática é dada por:

J = Sensibilidade + Especificidade− 1.

2.6 Descrição do Banco de Dados

O conjunto de dados utilizado é proveniente do projeto temático “Estilo de vida,

marcadores bioqúımicos e genéticos como fatores de risco cardiometabólico: inquérito de

saúde na cidade de São Paulo” processo FAPESP 17/05125-7. Este contém a informação

de 3722 indiv́ıduos e, com o objetivo de estudar a prevalência de transtornos mentais

comuns (TMC) via métodos de classificação binária, selecionamos 23 covariáveis, com o

aux́ılio da pesquisadora, das quais 7 são quantitativas e 16 qualitativas.

A variável resposta escolhida (SQR cat) foi constrúıda através do SQR20 (Self-Reporting

Questionnaire) e categorizada em dois ńıveis, da seguinte forma:

Y =

0, ausência de TMC;

1, presença de TMC.

Para auxiliar a interpretação, são descritas as covariáveis utilizadas no estudo, divi-

didas em blocos, da mesma forma que foram definidas no dicionário do banco de dados

disponibilizado:

1. Variáveis de identificação:

• Idade: idade do indiv́ıduo;

• Sexo:

Sexo =

1 → Feminino;

2 → Masculino.

2. Qualidade de vida:
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• F101: indica como o indiv́ıduo diria que está seu estado de saúde.

F101 =



1 → Excelente/Muito boa;

2 → Boa;

3 → Regular;

4 → Ruim;

5 → Muito ruim;

9 → NS/NR.

3. Atividade f́ısica:

• K201a: indica se atualmente o indiv́ıduo trabalha ou faz trabalho voluntário

fora de sua casa.

K201a =


1 → Não;

2 → Sim;

9 → NS/NR.

• K205a hrs: indica o tempo total (em horas) que o indiv́ıduo gasta sentado

durante um dia de semana.

• K205b hrs: indica o tempo total (em horas) que o indiv́ıduo gasta sentado

durante um dia de final de semana.

• K206 hrs: indica o tempo total (em horas) que o indiv́ıduo gasta assistindo

TV durante um dia de semana.

• K207 hrs: indica o tempo total (em horas) que o indiv́ıduo gasta assistindo

TV durante um dia de final de semana.

• K208 hrs: indica o tempo total (em horas) que o indiv́ıduo gasta no computa-

dor durante um dia de semana.

• K209 hrs: indica o tempo total (em horas) que o indiv́ıduo gasta no computa-

dor durante um dia de final de semana.

• K210: indica se o indiv́ıduo pratica regularmente, pelo menos uma vez por
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semana, algum tipo de exerćıcio f́ısico ou esporte.

K210 =


1 → Não;

2 → Sim;

9 → NS/NR.

4. Caracteŕısticas socioeconômicas:

• L01: indica qual a cor ou raça do indiv́ıduo.

L01 =



1 → Branca;

2 → Preta;

3 → Amarela;

4 → Parda;

5 → Ind́ıgena;

6 → Outra;

9 → NS/NR.

• L03: indica qual a religião do indiv́ıduo.

L03 =



1 → Nenhuma;

2 → Evangélica/Protestante;

3 → Católica;

4 → Esṕırita;

5 → Judáısmo;

6 → Budismo;

7 → Umbanda/Candomblé;

8 → Islamismo;

9 → Outras;

99 → NS/NR.
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• L11: indica se o indiv́ıduo tem filhos.

L11 =


1 → Não;

2 → Sim;

9 → NS/NR.

• L13: indica se o indiv́ıduo frequenta atualmente algum curso regular em escola

ou universidade/faculdade.

L13 =


1 → Não;

2 → Sim;

9 → NS/NR.

5. Informações sobre a presença de animais:

• P01: indica se o indiv́ıduo possui algum animal em seu domićılio.

P01 =


1 → Não;

2 → Sim;

9 → NS/NR.

6. Variáveis criadas a partir do questionário:

• IMC cat: apresenta a relação entre o peso e a altura de um indiv́ıduo. Seu

cálculo é feito de acordo com a faixa etária do indiv́ıduo e baseado no resultado

obtido, o indiv́ıduo é alocado em uma categoria.

IMC cat =



0 → Baixo peso;

1 → Eutrofia;

2 → Sobrepeso;

3 → Obesidade.
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• Fumo2: indica em qual categoria de tabagismo o indiv́ıduo se enquadra.

Fumo2 =


0 → Nunca fumou;

1 → Ex-fumante e fumante;

9 → NS/NR.

• Alcool: indica em qual classificação do consumo de bebida alcoólica o indiv́ıduo

se enquadra.

Alcool =



0 → Nunca bebeu;

1 → Parou de beber;

2 → Bebe atualmente;

9 → NS/NR.

• Escolaridade ind3: indica qual a categoria de escolaridade do indiv́ıduo.

Escolaridade ind3 =



0 → ≤ 9 anos;

1 → 10 a 12 anos;

2 → > 12 anos;

9 → NS/NR.

• Conjugal3: indica qual a categoria da situação conjugal do indiv́ıduo.

Conjugal3 =



1 → Casado/União Estável;

2 → Separado/Desquitado/Divorciado;

3 → Solteiro;

4 → Viúvo;

9 → NS/NR.
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• Probs15: indica se o indiv́ıduo teve problema de saúde nos últimos 15 dias.

Probs15 =


1 → Não;

2 → Sim;

9 → NS/NR.

7. Banco de Atividade F́ısica:

• AF GLOBAL cat OMS 1: indica se o indiv́ıduo, de acordo com sua faixa

etária, cumpre a recomendação de atividade f́ısica (em minutos por semana).

AF GLOBAL cat OMS 1 =

0 → Não cumpre a recomendação;

1 → Cumpre a recomendação.
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Caṕıtulo 3

Resultados

Neste caṕıtulo apresentamos, primeiramente, uma breve análise dos dados, a fim de

verificar o comportamento de cada covariável em relação as categorias da variável resposta,

sendo eles, ausência de TMC e presença de TMC. Em seguida, temos a aplicação dos

métodos de classificação binária, sendo eles, regressão loǵıstica, árvores de classificação e

florestas aleatórias utilizados para estudar a prevalência de transtornos mentais comuns

(TMC) e os diferentes pontos de cortes obtidos para cada um deles. A fim de comparar

os resultados dos métodos aplicados adotamos algumas medidas de desempenho.

3.1 Análise Descritiva e Exploratória dos Dados

Para verificar o comportamento das variáveis do banco de dados estudado, realizamos

algumas análises descritivas a fim de entender o comportamento das covariáveis seleci-

onadas nos diferentes ńıveis da variável resposta. As análises foram feitas utilizando o

software R (R Development Core Team, 2023) (ver Apêndice A).

Na Tabela 3.1, averiguamos a quantidade de observações faltantes em cada covariável

do banco de dados. Vale ressaltar que algumas das covariáveis selecionadas poderiam

assumir como resposta NS/NR (Não Sabe/Não Respondeu), como isso não nos traz uma

informação relevante optamos por tratar essas repostas como uma informação faltante.

Notamos que existem dados faltantes em algumas covariáveis, porém como nenhuma

das covariáveis possui uma grande quantidade de informações faltantes comparada ao

número total de observações (3722 indiv́ıduos) optamos por manter todas as covariáveis

e retirar as observações faltantes em cada uma delas. Sendo assim, as análises gráficas e

ajuste dos modelos foram realizados desconsiderando as observações faltantes, totalizando

31
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3373 observações.

Tabela 3.1: Tabela da quantidade de informações faltantes em cada variável.

Variável Quantidade de Informações Faltantes
idade 0
sexo 0
F101 3
k201a 3
k205a hrs 17
k205b hrs 20
k206 hrs 11
k207 hrs 13
k208 hrs 11
k209 hrs 12
k210 2
L01 20
L03 15
L11 14
L13 10
p01 139
imc cat 90
fumo2 3
alcool 14
escolaridade ind3 16
AF GLOBAL cat OMS 1 37
conjugal3 9
probs15 4

Inicialmente, na Figura 3.1, observamos o comportamento da variável resposta através

de um gráfico de barras, no qual é posśıvel notar que a maioria dos indiv́ıduos, em torno

de 77%, não apresenta TMC.
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Figura 3.1: Gráfico de barras da frequência relativa da variável resposta.

Em seguida, realizamos a análise gráfica para cada uma das covariáveis em relação

às diferentes categorias da variável resposta (Ausência de TMC e Presença de TMC) e

apresentamos essa análise respeitando os blocos em que cada cováriavel foi alocada no

banco de dados como descrito anteriormente (Seção 2.6).

Para as variáveis de identificação (Figura 3.2), podemos observar através da Figura

3.2a que a mediana da variável idade é maior para os indiv́ıduos com presença de TMC.

No entanto, o limites superior e inferior, assim como a distância interquart́ılica, são bem

próximos para as duas classes da variável resposta. Na Figura 3.2b, notamos que, para a

ausência de TMC, a frequência relativa dos indiv́ıduos do sexo Feminino é bem próxima do

sexo Masculino. Porém, esse padrão muda quando analisamos indiv́ıduos com presença de

TMC, em que a frequência relativa do sexo Feminino é muito superior à do sexo Masculino,

dando um indicativo que a variável sexo terá uma forte influência na variável resposta.

1. Variáveis de Identificação:

(a) Boxplot da variável Idade. (b) Gráfico de barras da variável Sexo.

Figura 3.2: Gráficos referentes ao bloco Variáveis de Identificação.
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No que diz respeito à qualidade de vida, observamos a variável F101, que traz in-

formações sobre o estado de saúde declarado pelo indiv́ıduo. Pela Figura 3.3, notamos que

a maioria dos indiv́ıduos que não possuem TMC declara seu estado de saúde como “Boa”.

No entanto, para aqueles com presença de TMC, a maior parte declara seu estado de

saúde como “Regular”. Além disso, podemos destacar que indiv́ıduos que possuem trans-

torno mental comum declaram com maior frequência o estado de saúde como “Ruim”

ou “Muito Ruim”, quando comparados aos indiv́ıduos sem transtorno mental comum.

O oposto acontece para o estado “Excelente” ou “Muito Bom”, ou seja, os indiv́ıduos

com ausência de TMC declaram com maior frequência esse estado do que aqueles com

presença de TMC. A partir disso, temos um indicativo de que os indiv́ıduos com TMC

aparentam ter consciência do seu estado atual de saúde, já que, em sua maioria, o decla-

ram como“Regular” ou “Ruim”. No entanto, notamos que cerca de 39% dos indiv́ıduos

com TMC declaram seu estado de saúde como “Excelente/Muito boa” ou “Boa”. Sendo

assim, esses indiv́ıduos aparentam não ter plena consciência do seu estado atual de saúde.

2. Qualidade de vida:

Figura 3.3: Gráfico de barras da variável que indica como o indiv́ıduo diria que está seu
estado de saúde.

No Banco de Atividade F́ısica analisamos a Figura 3.4, que diz respeito a variável

criada para averiguar se o indiv́ıduo está seguindo a recomendação, de acordo com sua

faixa etária, de minutos semanais da prática de atividade f́ısica. Observamos que para os

dois ńıveis da variável resposta a maioria dos indiv́ıduos cumpre a recomendação. Vale
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ressaltar que a frequência relativa para os dois ńıveis é muito maior para os indiv́ıduos

que cumprem a recomendação do que para aqueles que não cumprem.

3. Bloco de Atividade F́ısica:

Figura 3.4: Gráfico de barras da variável que indica se o indiv́ıduo cumpre a recomendação
de atividade f́ısica (em minutos por semana).

Agora, no bloco de Atividade f́ısica (Figura 3.5), observamos na Figura 3.5a que a

maioria dos indiv́ıduos que não apresentam TMC trabalham ou fazem trabalho voluntário

fora de casa, já para aqueles com TMC a maioria não trabalha ou faz trabalho voluntário

fora de casa, dessa forma, temos um indicativo de que a variável K201a terá influência na

variável resposta.

Em relação ao total de horas sentado durante um dia de semana e um dia de final

de semana, Figuras 3.5b e 3.5c, respectivamente, não observamos diferenças significativas

entre as diferentes classes da variável resposta, uma vez que, ambos apresentam outliers,

medianas similares e intersecção entre as caixas. As Figuras 3.5f e 3.5g também são muito

semelhantes entre si para indiv́ıduos com e sem TMC. Dessa forma, temos um indicativo

de que o total de horas sentado, assim como o total de horas no computador, durante um

dia de semana e um dia de final de semana não terá influência sobre a variável resposta.

Por fim vemos, pela Figura 3.5h, que em ambas as classes da variável resposta a

maioria dos indiv́ıduos não pratica regularmente algum tipo de exerćıcio f́ısico ou esporte,

vale ressaltar que a frequência de indiv́ıduos que não praticam regularmente algum tipo

de exerćıcio f́ısico é ainda maior para aqueles com presença de TMC.

4. Atividade f́ısica:
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(a) Gráfico de barras da variável que
indica se atualmente o indiv́ıduo tra-
balha fora de casa.

(b) Boxplot do tempo total (em ho-
ras) gasto sentado durante um dia de
semana.

(c) Boxplot do tempo total (em horas)
gasto sentado durante um dia de final
de semana.

(d) Boxplot do tempo total (em horas)
gasto assistindo TV durante um dia de
semana.

(e) Boxplot do tempo total (em horas)
gasto assistindo TV durante um dia de
final de semana.

(f) Boxplot do tempo total (em horas)
gato no computador durante um dia
de semana.

(g) Boxplot do tempo total (em horas)
gasto no computador durante um dia
de final de semana.

(h) Gráfico de barras da variável que
indica a pratica regular de algum tipo
de exerćıcio f́ısico.

Figura 3.5: Gráficos referente ao bloco Atividade f́ısica.
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Observando o bloco que contempla as caracteŕısticas socioeconômicas (Figura 3.6) no-

tamos um comportamento similar para todas as variáveis quando observamos os indiv́ıduos

com TMC ausênte e presente. Sendo assim, temos um indicativo que as variáveis relacio-

nadas as caracteŕısticas socioeconômicas não terão influência significativa na classificação

da variável resposta.

5. Caracteŕısticas socioeconômicas:

(a) Gráfico de barras da variável que
indica a cor ou raça do indiv́ıduo.

(b) Gráfico de barras da variável que
indica a religião do indiv́ıduo.

(c) Gráfico de barras da variável que
indica se o indiv́ıduo possui filhos.

(d) Gráfico de barras da variável que
indica se o indiv́ıduo frequenta algum
curso regular.

Figura 3.6: Gráficos referente ao bloco Caracteŕısticas socioeconômicas.

Analisando a presença de animais no domićılio (Figura 3.7) notamos que a maioria

dos indiv́ıduos, com e sem TMC, não possuem animais em seu domićılio, porém quando

temos a presença de TMC a frequência relativa dos indiv́ıduos que não possuem animal

em seu domićılio é mais próxima daqueles que possuem.

6. Informações sobre a presença de animais:
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Figura 3.7: Gráfico de barras da variável que indica se o indiv́ıduo possui algum animal
em seu domićılio.

Pelas variáveis criadas a partir do questionário (Figura 3.8) notamos na Figura 3.8a

que, quando comparamos os indiv́ıduos com TMC em relação aos indiv́ıduos sem TMC,

há um aumento da frequência relativa dos indiv́ıduos com baixo peso ou com obesi-

dade enquanto a frequência de indiv́ıduos com eutrofia ou sobrepeso diminui, mesmo

que ainda sejam valores próximos para as duas categorias da variável resposta. Para

a variável Fumo2 (Figura 3.8b) observamos que a categoria ex-fumante e fumante tem

maior frequência para indiv́ıduos com presença de TMC quando comparados aqueles com

ausência e o oposto ocorre para a categoria nunca fumou.

Na Figura 3.8c podemos notar que, em relação aos indiv́ıduos sem transtornos mentais

comuns, os indiv́ıduos com TMC apresentam uma diminuição na categoria bebe atual-

mente e um aumento para parou de beber, isso pode estar relacionado à alguns transtornos

mentais comuns serem tratados com medicações que não devem ter interação com bebidas

alcoólicas.

Observando o ńıvel de escolaridade (Figura 3.8d) vemos que indiv́ıduos com menor es-

colaridade (≤ 9 anos) são a maioria quando analisado a presença de TMC enquanto que in-

div́ıduos com escolaridade de 10 a 12 anos são a maior parte para ausência de TMC, sendo

assim, temos um indicativo de que a variável Escolaridade ind3 pode apresentar uma in-

fluência significativa na variável resposta. Já na Figura 3.8e, para os dois ńıveis da variável

resposta a maior parte dos indiv́ıduos tem situação conjugal como Casado/União Estável,

porém vemos um aumento na frequência de indiv́ıduos Separado/Desquitado/Divorciado

e Viúvo quando analisamos aqueles com presença de TMC.

Por fim, para a variável Probs15, apresentada na Figura 3.8f, os indiv́ıduos sem TMC,
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em sua maioria, não apresentaram problema de saúde nos últimos 15 dias, o mesmo

ocorre para aqueles com TMC mas, nesse caso, os indiv́ıduos que apresentaram problema

de saúde nos últimos 15 dias são mais frequentes quando comparados a outra classe.

7. Variáveis criadas a partir do questionário:

(a) Gráfico de barras da variável IMC
categorizada.

(b) Gráfico de barras da variável que
indica a categoria de tabagismo.

(c) Gráfico de barras da variável que
indica a classificação do consumo de
bebida alcoólica.

(d) Gráfico de barras da variável que
indica a categoria de escolaridade.

(e) Gráfico de barras da variável que
indica a categoria da situação conju-
gal.

(f) Gráfico de barras da variável que
indica problemas de saúde nos últimos
15 dias.

Figura 3.8: Gráficos referente ao bloco Variáveis criadas a partir do questionário.
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3.2 Divisão do Banco de Dados

Inicialmente, realizamos o data-splitting (ver Apêndice B), ou seja, dividimos de forma

aleatória nosso conjunto de dados em dois subconjuntos distintos, sendo eles, conjunto

de treinamento (70% dos dados) e conjunto de validação (30% dos dados). A partir da

Tabela 3.2 notamos que a proporção de indiv́ıduos com ausência e presença de transtornos

mentais comuns se mantém constante para o conjunto de treinamento e validação.

Dessa forma, utilizaremos o conjunto de treinamento para estimar as funções de

predição em cada um dos métodos de classificação binária, e o conjunto de validação

será usado para avaliar o poder preditivo dos mesmos.

Tabela 3.2: Proporção das categorias da variável resposta nos conjuntos de treinamento
e validação.

TMC
Proporção

Conjunto de Treinamento Conjunto de Validação
Ausência 0,77 0,77
Presença 0,23 0,23

3.3 Árvores de Classificação

Nesta seção, apresentamos os resultados obtidos por meio da implementação das

árvores de classificação utilizando o R (R Development Core Team, 2023) (ver Apêndice

C). Sendo assim, ajustamos a árvore de classificação e realizamos sua poda, como deta-

lhado na Subseção 2.1.1, obtendo a árvore de classificação exibida na Figura 3.9.

Pela Figura 3.9 notamos que três variáveis foram escolhidas pela árvore de classificação,

sendo elas:

• F101: indica como o indiv́ıduo classifica seu estado de saúde;

• probs15: indica se o indiv́ıduo teve problemas de saúde nos últimos 15 dias;

• k205b hrs: indica o tempo total (em horas) que o indiv́ıduo passa sentado durante

um dia de final de semana.

Interpretando a Figura 3.9 observamos que a maioria dos indiv́ıduos não possui TMC,

pois os agrupamentos em que existem indiv́ıduos com presença de TMC chega ao máximo

de 8% de representatividade (por classe) para toda a base. Dessa forma, o agrupamento
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Figura 3.9: Árvore de Classificação.

com maior presença de indiv́ıduos com TMC é obtido quando o indiv́ıduo classifica seu

estado de saúde como regular e teve problemas de saúde nos últimos 15 dias.

Analisando cada uma das folhas temos que para a primeira folha, apenas é utilizada a

variável que indica como o indiv́ıduo classifica seu estado de saúde (F101), sendo assim,

71% dos indiv́ıduos do conjunto de treinamento classificam seu estado de saúde como

excelente/muito boa ou boa com 12% de probabilidade de possúırem TMC, desse modo,

indiv́ıduos que estão nesse nó são classificados com ausência de TMC. O segundo nó en-

globa indiv́ıduos que classificam seu estado de saúde como regular, não tiveram problemas

de saúde nos últimos 15 dias e passam menos de 11 horas sentado durante um dia de final

de semana, sendo assim 17% dos indiv́ıduos do conjunto de treinamento se enquadram

nessa condição com 36% de probabilidade de possúırem TMC, desse modo, indiv́ıduos

que estão nesse nó são classificados com ausência de TMC. Por outro lado, no terceiro

nó temos indiv́ıduos que classificam seu estado de saúde como regular, não tiveram pro-

blemas de saúde nos últimos 15 dias e passam 11 ou mais horas sentado durante um dia

de final de semana, 0% dos indiv́ıduos do conjunto de treinamento se enquadram nessa

condição com 89% de probabilidade de possúırem TMC, então esses indiv́ıduos são clas-

sificados com presença de TMC. Ademais, a quarta folha é composta por indiv́ıduos que

classificam seu estado de saúde como regular e tiveram problemas de saúde nos últimos

15 dias, sendo assim 8% dos indiv́ıduos do conjunto de treinamento se enquadram nessa



42

condição com 57% de probabilidade de possúırem TMC, indiv́ıduos que estão nesse nó são

classificados com presença de TMC. Por fim, a quinta folha é composta por indiv́ıduos que

classificam seu estado de saúde como ruim ou muito ruim, 4% dos indiv́ıduos do conjunto

de treinamento se enquadram nessa condição com 82% de probabilidade de possúırem

TMC, sendo assim, indiv́ıduos que estão nesse nó são classificados com presença de TMC.

A partir do ajuste da árvore de classificação constrúımos uma matriz de confusão

(Tabela 3.3) na qual podemos comparar as previsões obtidas com os valores reais. Pri-

meiramente, observamos as previsões obtidas para um ponto de corte = 0,5, ou seja, uma

observação será atribúıda à classe positiva se a probabilidade prevista for maior que 0,5 e

à classe negativa se for igual ou menor que 0,5. Sendo assim, o indiv́ıduo será classificado

com presença de TMC se a probabilidade prevista for maior que 0,5 e com ausência de

TMC se for igual ou menor que 0,5.

Em seguida, a fim de otimizar o desempenho da árvore de classificação, utilizamos

a análise da curva ROC, apresentada na Figuras 3.10, e calculamos os pontos de corte

descritos na Seção 2.5, dessa forma, obtivemos Média-G = 0, 24 e J = 0, 24. Sendo

assim, constrúımos a matriz de confusão para os diferentes pontos de corte (Tabela 3.3)

e apresentamos as medidas de desempenho para os mesmos (Tabela 3.4).

Tabela 3.3: Matriz de Confusão para Árvore de Classificação.

Valor Predito
Valor Verdadeiro

Ponto de corte = 0,5 Ponto de corte = 0,24
Y = 0 Y = 1 Y = 0 Y = 1

Y = 0 0,74 0,15 0,61 0,09
Y = 1 0,03 0,08 0,16 0,14

Pela Tabela 3.3, notamos que, para o ponto de corte = 0,5 o modelo classificou corre-

tamente 8% dos casos como positivos (presença de TMC) e 74% dos casos como negativos

(ausência de TMC). Houve 3% falsos positivos, ou seja, casos previstos como positivos

mas que eram negativos na realidade e 15% falsos negativos, indicando casos que foram

erroneamente classificados como negativos. Já para o ponto de corte = 0,24 o modelo

classificou corretamente 14% dos casos como positivos e 61% dos casos com negativos, no

entanto, houve um aumento de falsos positivos e uma redução de falsos negativos.



43

Figura 3.10: Curva ROC

A Tabela 3.4 apresenta as medidas de desempenho para a árvore de classificação

ajustada. Para o ponto de corte padrão de 0,5, a acurácia é de 81%, indicando a proporção

total de previsões corretas. No entanto, ao ajustar o ponto de corte para 0.24, a acurácia

diminui para 74%. Quanto à sensibilidade, que representa a capacidade do modelo em

identificar positivos verdadeiros, observa-se um aumento significativo de 32% (ponto de

corte 0,5) para 59% (ponto de corte 0,24). Em contrapartida, a especificidade, que mede

a capacidade do modelo em identificar negativos verdadeiros, diminui de 95% (ponto de

corte 0,5) para 79% (ponto de corte 0,24).

A precisão, indicando a proporção de positivos previstos corretamente, é de 69% para

o ponto de corte de 0,5, mas diminui para 46% com o ponto de corte ajustado para 0,24.

O valor predito negativo, que representa a proporção de negativos verdadeiros entre as

previsões negativas, aumenta de 82% para 86%. A estat́ıstica F1, que combina precisão e

sensibilidade, mostra uma melhoria de 44% para 52%.
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Tabela 3.4: Medidas de Desempenho para Árvore de Classificação.

Medidas de Desempenho
Ponto de Corte 0,5 0,24

Acurácia 0,81 0,74
Sensibilidade 0,32 0,59
Especificidade 0,95 0,79

Precisão 0,69 0,46
Valor Predito Negativo 0,82 0,86

Estat́ıstica F1 0,44 0,52

3.4 Florestas Aleatórias

Agora, apresentamos os resultados obtidos por meio do ajuste de florestas aleatórias

utilizando o R (R Development Core Team, 2023) (ver Apêndice D). O ajuste da floresta

aleatória foi realizado como detalhado na Subsecção 2.2.

Pela Figura 3.11, podemos observar a importância de cada uma das variáveis no ajuste

da floresta aleatória. Dessa forma, destacamos que as seis variáveis com maior importância

são:

• F101: indica como o indiv́ıduo classifica seu estado de saúde;

• idade: idade do indiv́ıduo;

• k205a hrs: indica o tempo total (em horas) que o indiv́ıduo gasta sentado durante

um dia de semana;

• k205b hrs: indica o tempo total (em horas) que o indiv́ıduo gasta sentado durante

um dia de de final de semana;

• k207 hrs: indica o tempo total (em horas) que o indiv́ıduo gasta assistindo TV

durante um dia de final de semana.

• k206 hrs: indica o tempo total (em horas) que o indiv́ıduo gasta assistindo TV

durante um dia de semana.

Vale ressaltar, que duas das seis variáveis classificadas com maior importância pelo

ajuste da floresta aleatória foram também selecionadas pelo ajuste da árvore de classi-

ficação, sendo elas, a variável que indica como o indiv́ıduo classifica seu estado de saúde

e o tempo total (em horas) que o indiv́ıduo gasta sentado durante um dia de final de

semana.
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Figura 3.11: Gráfico de Importância das Variáveis para o ajuste da Floresta Aleatória.

A partir do ajuste da floresta aleatória calculamos os pontos de corte obtidos através

das duas abordagens sugeridas: média geométrica e estat́ıstica de Youden a partir da

análise da curva ROC (Figura 3.12). Dessa forma, apresentamos nas Tabelas 3.5 e 3.6,

a matriz de confusão e as medidas de desempenho para os pontos de corte, sendo eles,

Média-G = 0, 23 e J = 0, 23.

Figura 3.12: Curva ROC
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Tabela 3.5: Matriz de Confusão para Floresta Aleatória.

Valor Predito
Valor Verdadeiro

Ponto de corte = 0,5 Ponto de corte = 0,23
Y = 0 Y = 1 Y = 0 Y = 1

Y = 0 0,74 0,17 0,57 0,07
Y = 1 0,03 0,06 0,20 0,16

Observando a Tabela 3.5, temos que, para o ponto de corte = 0,5 o modelo classificou

corretamente 6% dos casos como positivos (presença de TMC) e 74% dos casos como

negativos (ausência de TMC). Houve 3% falsos positivos, ou seja, casos previstos como

positivos mas que eram negativos na realidade e 17% falsos negativos, indicando casos

que foram erroneamente classificados como negativos. Já para o ponto de corte = 0,23

o modelo classificou corretamente 16% dos casos como positivos e 57% dos casos com

negativos, no entanto, houve um aumento de falsos positivos e uma redução de falsos

negativos.

Tabela 3.6: Medidas de Desempenho para Floresta Aleatória.

Medidas de Desempenho
Ponto de Corte 0,5 0,23

Acurácia 0,79 0,72
Sensibilidade 0,25 0,68
Especificidade 0,95 0,73

Precisão 0,63 0,43
Valor Predito Negativo 0,81 0,88

Estat́ıstica F1 0,36 0,53
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Pela Tabela 3.6, analisamos que para o ponto de corte padrão de 0,5, a acurácia é de

79%, indicando a proporção total de previsões corretas. A sensibilidade, que representa

a capacidade do modelo em identificar positivos verdadeiros, é de 25%, sugerindo uma

limitação na capacidade de detectar casos positivos. A especificidade, medindo a habili-

dade do modelo em identificar verdadeiros negativos, é alta, alcançando 95%. A precisão,

indicando a proporção de positivos previstos corretamente, é de 63%.

Ao ajustar o ponto de corte para 0,23, a acurácia diminui para 72%. No entanto, a

sensibilidade melhora significativamente para 68%, indicando uma capacidade aprimorada

em identificar casos positivos. A especificidade, embora reduza para 73%, ainda é relativa-

mente alta. A precisão diminui para 43%, sugerindo um compromisso entre sensibilidade

e precisão.

O valor predito negativo aumenta de 81% para 88%, indicando uma maior capacidade

de identificar corretamente casos negativos. A estat́ıstica F1, que combina precisão e

sensibilidade, melhora de 36% para 53% com o ponto de corte ajustado.

Dessa forma, notamos que os resultados obtidos no ajuste da Floresta Aleatória são

muito próximos daqueles obtidos no ajuste da Árvore de Classificação, e nos dois cenários

o ponto de corte proposto utilizando as métricas Média-G e J apresentaram melhores re-

sultados, uma vez que, promove um melhor equiĺıbrio entre sensibilidade e especificidade.

3.5 Regressão loǵıstica

Conforme descrito na Seção 2.3, implementamos a Regressão Loǵıstica utilizando todas

as covariáveis presentes no conjunto de dados a fim de prever a variável resposta Y , que

assume 1 para indiv́ıduos com presença de TMC e 0 caso contrário. Com esse propósito,

planejamos realizar a Regressão Loǵıstica considerando todas as variáveis independentes

dispońıveis no conjunto de dados. Adicionalmente, realizamos o mesmo procedimento

utilizando apenas as covariáveis selecionadas pela técnica Stepwise. Ambos os ajustes

serão executados utilizando a linguagem de programação R (R Development Core Team,

2023) (ver Apêndice E).

Primeiramente, considerando todas as covariáveis presentes no conjunto de dados,

obtivemos, a partir do ajuste de uma regressão loǵıstica, as previsões obtidas para um

ponto de corte = 0,5. Posteriormente, empregamos a análise da curva ROC, ilustrada na

Figura 3.13. Nesse contexto, determinamos os pontos de corte conforme descrito na Seção
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2.5, resultando em valores de Média-G = 0, 22 e J = 0, 22. Com base nesses resultados,

elaboramos a matriz de confusão para diferentes pontos de corte (Tabela 3.7) e expomos

as métricas de desempenho associadas a cada um deles (Tabela 3.10).

Figura 3.13: Curva ROC

Tabela 3.7: Matriz de Confusão para Regressão Loǵıstica.

Valor Predito
Valor Verdadeiro

Ponto de corte = 0,5 Ponto de corte = 0,22
Y = 0 Y = 1 Y = 0 Y = 1

Y = 0 0,72 0,16 0,58 0,07
Y = 1 0,05 0,07 0,19 0,16
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Pela Tabela 3.7, temos que, para o ponto de corte = 0,5 o modelo classificou corre-

tamente 7% dos casos como positivos (presença de TMC) e 72% casos como negativos

(ausência de TMC). Houve 5% falsos positivos, ou seja, casos previstos como positivos

mas que eram negativos na realidade e 16% falsos negativos, indicando casos que foram

erroneamente classificados como negativos. Já para o ponto de corte = 0,22 o modelo clas-

sificou corretamente 16% casos como positivos e 58% casos com negativos, no entanto,

houve um aumento de falsos positivos e uma redução de falsos negativos.

Tabela 3.8: Medidas de Desempenho para Regressão Loǵıstica.

Medidas de Desempenho
Ponto de Corte 0,5 0,22

Acurácia 0,79 0,73
Sensibilidade 0,32 0,68
Especificidade 0,94 0,74

Precisão 0,61 0,44
Valor Predito Negativo 0,82 0,88

Estat́ıstica F1 0,42 0,53

Observamos pela Tabela 3.10 que para o ponto de corte padrão de 0,5, o modelo atinge

uma acurácia de 79%, com uma sensibilidade de 32% e uma alta especificidade de 94%.

A precisão, indicando a proporção de positivos previstos corretamente, é de 61%.

Ao ajustar o ponto de corte para 0,22, a acurácia diminui para 73%, já a sensibilidade

melhora para 68%. A especificidade reduz para 74%, ainda mantendo um ńıvel razoável.

A precisão diminui para 44%, indicando um compromisso entre sensibilidade e precisão.

O valor predito negativo aumenta de 82% para 88%, indicando uma melhor capacidade

do modelo em identificar corretamente casos negativos com o ponto de corte ajustado. A

estat́ıstica F1, que combina precisão e sensibilidade, melhora de 42% para 53%.

Após realizado o ajuste da regressão loǵıstica com todas as covariáveis presente no con-

junto de dados, implementamos a regressão loǵıstica utilizando as covariáveis selecionadas

pelo método Stepwise. Desse modo, as covariáveis selecionadas foram:

• Sexo: indica o sexo do indiv́ıduo;

• F101: indica como o indiv́ıduo classifica seu estado de saúde;

• K201a: indica se atualmente o indiv́ıduo trabalha ou faz trabalho voluntário fora

de sua casa;
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• k205b hrs: indica o tempo total (em horas) que o indiv́ıduo gasta sentado durante

um dia de de final de semana;

• Fumo2: indica em qual categoria de tabagismo o indiv́ıduo se enquadra;

• Conjugal3: indica qual a categoria da situação conjugal do indiv́ıduo;

• probs15: indica se o indiv́ıduo teve problemas de saúde nos últimos 15 dias.

Notamos assim, que das variáveis selecionadas pela árvore de classificação (F101,

probs15 e K205b hrs) todas também foram selecionadas pelo método Stepwise e das 6

variáveis classificadas com maior importancia pela floresta aleatória, duas foram selecio-

nadas pelo método Stepwise, sendo elas, F101 e K205b hrs.

Depois de ajustarmos o modelo apenas com as covariáveis selecionadas, efetuamos

predições nas observações do conjunto de validação. Assim, ajustamos a Curva ROC, em

que são baseadas as métricas Média-G e J, na Figura 3.14.

Dessa forma, obtivemos os pontos de corte Média-G = 0, 24 e J = 0, 24 e constrúımos

para os mesmos suas respectivas matrizes de confusão (Tabela 3.9) e medidas de desem-

penho (Tabela 3.10).

Figura 3.14: Curva ROC
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Tabela 3.9: Matriz de Confusão para Regressão Loǵıstica.

Valor Predito
Valor Verdadeiro

Ponto de corte = 0,5 Ponto de corte = 0,24
Y = 0 Y = 1 Y = 0 Y = 1

Y = 0 0,73 0,16 0,60 0,08
Y = 1 0,04 0,07 0,17 0,15

Pela Tabela 3.9, temos que, para o ponto de corte = 0,5 o modelo classificou corre-

tamente 7% dos casos como positivos (presença de TMC) e 0,73% casos como negativos

(ausência de TMC). Houve 4% falsos positivos, ou seja, casos previstos como positivos

mas que eram negativos na realidade e 16% falsos negativos, indicando casos que foram

erroneamente classificados como negativos. Já para o ponto de corte = 0,24 o modelo clas-

sificou corretamente 15% casos como positivos e 60% casos com negativos, no entanto,

houve um aumento de falsos positivos e uma redução de falsos negativos.

Tabela 3.10: Medidas de Desempenho para Regressão Loǵıstica.

Medidas de Desempenho
Ponto de Corte 0,5 0,24

Acurácia 0,80 0,74
Sensibilidade 0,31 0,65
Especificidade 0,94 0,77

Precisão 0,64 0,46
Valor Predito Negativo 0,82 0,88

Estat́ıstica F1 0,42 0,54

Notamos pela Tabela 3.10 que com o ponto de corte padrão de 0,5, o modelo exibe

uma acurácia de 80%, indicando que aproximadamente 80% das previsões foram corretas.

A sensibilidade, que reflete a capacidade do modelo em identificar verdadeiros positivos,

é de 31%. A especificidade, indicando a habilidade do modelo em identificar verdadeiros

negativos, é alta, atingindo 94% e a precisão, representando a proporção de positivos

previstos corretamente, é de 64%.

Ao ajustar o ponto de corte para 0,24, a acurácia reduz para 74%. Contudo, a sensibi-

lidade melhora para 65%, indicando uma capacidade aprimorada do modelo em identificar

casos positivos. A especificidade, embora reduza para 77%, ainda mantém um ńıvel con-

siderável e a precisão diminui para 46%.

O valor predito negativo aumenta de 82% para 88%, indicando uma maior capacidade

do modelo em identificar corretamente casos negativos com o ponto de corte ajustado. A

estat́ıstica F1 melhora de 42% para 54% com o ponto de corte de 0,24.
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Observamos que o ajuste da Regressão Loǵıstica utilizando as covariáveis seleciona-

das pelo métodos Stepwise obteve resultados muito semelhantes àqueles alcançados com

o ajuste da Regressão Loǵıstica com todas as covariáveis. Vale ressaltar, que os dife-

rentes ajustes da Regressão Loǵıstica se assemelharam muito aos ajustes da Árvore de

Classificação e da Floresta Aleatória, em todos esses cenários o ponto de corte obtidos

pelas métricas Média-G e J apresentou melhores resultados devido ao equiĺıbrio entre

sensibilidade e especificidade.



Caṕıtulo 4

Considerações Finais

Nesse trabalho, apresentamos uma descrição do conjunto de dados, o qual é constitúıdo

por 3373 indiv́ıduos após a exclusão das observações faltantes. Esse conjunto inclui uma

variável resposta binária e 23 covariáveis. Adicionalmente, revisamos três algoritmos de

classificação binária, sendo eles, árvores de classificação, florestas aleatórias e regressão

loǵıstica, além de apresentarmos medidas de desempenho que foram utilizadas a fim de

comparar os resultados obtidos em cada um dos algoritmos aplicados.

Primeiramente, realizamos uma análise descritiva e exploratória do banco de dados,

em relação a variável resposta constrúıda através do SQR20 (Self-Reporting Question-

naire) e categorizada em dois ńıveis, apresentando os gráficos adequados para as variáveis

qualitativas e quantitativas seguidos de sua interpretação.

Em seguida, ajustamos os métodos de classificação binária utilizados para estudar

a prevalência de transtornos mentais comuns (TMC) e aplicamos diferentes pontos de

corte obtidos através das métricas Média-G e J devido ao desbalanceamento observado

na variável resposta, em que 77% dos indiv́ıduos não apresentam TMC. Dessa forma,

observamos que os diferentes métodos adotados tiveram resultados muito semelhantes e,

em todos os cenários, houve uma melhoria quando utilizado o ponto de corte proposto

pelas métricas Média-G e J, uma vez que este provocava um melhor equiĺıbrio entre

sensibilidade e especificidade. Além disso, o novo ponto de corte resultou em um aumento

da sensibilidade, isso implica que o modelo teve uma melhora na capacidade de identificar

casos verdadeiros positivos entre aqueles que realmente possuem transtorno mental comum

(TMC). Esse aprimoramento é significativo no contexto de saúde mental, pois a redução de

casos falsos negativos pode significar uma detecção mais eficaz de pessoas que necessitam

de avaliação, tratamento ou suporte.

53
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Por fim, conclúımos que os diferentes métodos ajustados não tiveram grande impacto

nos resultados dos modelos, portanto a escolha entre esses dependerá das prioridades

espećıficas. Levando como prioridade a interpretabilidade do modelo o método de florestas

aleatórias seria descartado, uma vez que árvores de classificação e regressão loǵıstica são

geralmente mais interpretáveis. Desse modo, é importante ressaltar que no caso de árvores

de classificação as variáveis selecionadas para a classificação de TMC foram:

• F101: indica como o indiv́ıduo classifica seu estado de saúde;

• probs15: indica se o indiv́ıduo teve problemas de saúde nos últimos 15 dias;

• k205b hrs: indica o tempo total (em horas) que o indiv́ıduo passa sentado durante

um dia de final de semana.

Enquanto que para a regressão loǵıstica utilizando o método de seleção Stepwise foram:

• Sexo: indica o sexo do indiv́ıduo;

• F101: indica como o indiv́ıduo classifica seu estado de saúde;

• K201a: indica se atualmente o indiv́ıduo trabalha ou faz trabalho voluntário fora

de sua casa;

• k205b hrs: indica o tempo total (em horas) que o indiv́ıduo gasta sentado durante

um dia de de final de semana;

• Fumo2: indica em qual categoria de tabagismo o indiv́ıduo se enquadra;

• Conjugal3: indica qual a categoria da situação conjugal do indiv́ıduo;

• probs15: indica se o indiv́ıduo teve problemas de saúde nos últimos 15 dias.

Sendo assim, notamos que todas as variáveis selecionadas pela árvore de classificação

também foram identificadas na regressão loǵıstica utilizando o método Stepwise. No

entanto, a regressão loǵıstica incluiu quatro variáveis adicionais: Sexo, K201 a, Fumo2 e

Conjugal3. Destas, destacamos que a inclusão da variável Sexo no modelo é condizente,

uma vez que a variável resposta foi categorizada com base em pontos de corte espećıficos

que consideram sexo e idade. Dessa maneira, conclúımos que a abordagem mais indicada

seria empregar a regressão loǵıstica.
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Apêndice A

Código Análise Descritiva

### Ler base

dados <- read.csv("C:\\Users\\giuli\\OneDrive\\Documentos\\UFSCar\\TG\\Banco de Dados\\Banco_Andressa_SQR(1).csv",

sep=’;’,dec=’.’, encoding = "Latin-1 " )

### Arrumando banco de dados

dados [dados == ""] <- NA

dados$F101 [dados$F101 == "9"] <- NA

dados$k201a [dados$k201a == "9"] <- NA

dados$k205a_hrs [dados$k205a_hrs == "99"] <- NA

dados$k205b_hrs [dados$k205b_hrs == "99"] <- NA

dados$k206_hrs [dados$k206_hrs == "99"] <- NA

dados$k207_hrs [dados$k207_hrs == "99"] <- NA

dados$k208_hrs [dados$k208_hrs == "99"] <- NA

dados$k209_hrs [dados$k209_hrs == "99"] <- NA

dados$k209_hrs [dados$k209_hrs == "99"] <- NA

dados$k210 [dados$k210 == "9"] <- NA

dados$L01 [dados$L01 == "9"] <- NA

dados$L03 [dados$L03 == "99"] <- NA

dados$L10A [dados$L10A == "9"] <- NA

dados$L11 [dados$L11 == "9"] <- NA

dados$L12 [dados$L12 == "99"] <- NA

dados$L13 [dados$L13 == "9"] <- NA

dados$L13 [dados$L13 == "3"] <- NA

dados$L31 [dados$L31 == "9"] <- NA

dados$p01 [dados$p01 == "9"] <- NA

dados$alcool [dados$alcool == "n~ao respondeu"] <- NA

dados$raca_cor [dados$raca_cor == "n~ao respondeu"] <- NA

dados$fumo2 [dados$fumo2 == "n~ao respondeu"] <- NA

dados$escolaridade_ind3 [dados$escolaridade_ind3 == "n~ao respondeu"] <- NA

dados$conjugal3 [dados$conjugal3 == "NS/NR"] <- NA

dados$trabalho [dados$trabalho == "NS/NR"] <- NA

dados$probs15 [dados$probs15 == "NS/NR"] <- NA

dados$avsaude [dados$avsaude == "NS/NR"] <- NA
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### Ler o arquivo .dta

SQR <- import(file = "C:\\Users\\giuli\\OneDrive\\Documentos\\UFSCar\\TG\\Banco de Dados\\banco_ISA2015_SQR-20.dta",

setclass = "data.frame")

SQR <- SQR %>% select("id","SRQ_cat")

### Juntando bases

base <- dados %>% left_join(SQR, by = "id")

### Verificando quantidade de NA’s em cada variável

sapply(base, function(x) sum(is.na(x)))

### Retirando NA da variável resposta

base <- base[!is.na(base$SRQ_cat),]

### Analisando NA após limpar a variável resposta

sapply(base, function(x) sum(is.na(x)))

### Retirando variavéis com muitos NA e variáveis com informaç~oes repetidas

base <- base[,-c(17,19,24,30,15,28)]

### Analisando NA após todas as tratativas

sapply(base, function(x) sum(is.na(x)))

### Análise Descritiva

## Frequencia relativa de individuos com TMC

y <- table(base$SRQ_cat)

y <- prop.table(y)

y <- as.data.frame(y)

colnames(y) <- c("SQR", "Frequência Relativa")

ggplot(y, aes(y=‘Frequência Relativa‘, x=SQR)) +

geom_bar(stat="identity", fill= "#00A9FF") +

theme_classic(base_size = 11)+

labs(x = "TMC",

y = "Frequência Relativa") +

scale_x_discrete(labels = c("Ausência", "Presença"))

## Variáveis Quantitativas
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base$SRQ_cat <- as.factor(base$SRQ_cat)

#idade

ggplot(base, aes(y = idade, x = SRQ_cat, fill = SRQ_cat)) +

geom_boxplot(show.legend = F,outlier.colour="black", outlier.shape=16,

outlier.size=1.5) +

theme_classic(base_size = 11) +

xlab("TMC") +

ylab("Idade")+

scale_x_discrete(labels = c("Ausência", "Presença"))

base_idade_0 <- base %>% select(idade, SRQ_cat) %>% filter(SRQ_cat == 0)

summary(base_idade_0$idade)

base_idade_1 <- base %>% select(idade, SRQ_cat) %>% filter(SRQ_cat == 1)

summary(base_idade_1$idade)

#k205a_hrs

ggplot(base, aes(y = k205a_hrs, x = SRQ_cat, fill = SRQ_cat)) +

geom_boxplot(show.legend = F,outlier.colour="black", outlier.shape=16,

outlier.size=1.5) +

theme_classic(base_size = 11) +

xlab("TMC") +

ylab("Tempo total de horas sentado \ndurante um dia de semana")+

scale_x_discrete(labels = c("Ausência", "Presença"))

base_k205a_hrs_0 <- base %>% select(k205a_hrs, SRQ_cat) %>% filter(SRQ_cat == 0)

summary(base_k205a_hrs_0$k205a_hrs)

base_k205a_hrs_1 <- base %>% select(k205a_hrs, SRQ_cat) %>% filter(SRQ_cat == 1)

summary(base_k205a_hrs_1$k205a_hrs)

#k205b_hrs

ggplot(base, aes(y = k205b_hrs, x = SRQ_cat, fill = SRQ_cat)) +

geom_boxplot(show.legend = F,outlier.colour="black", outlier.shape=16,

outlier.size=1.5) +

theme_classic(base_size = 11) +

xlab("TMC") +

ylab("Total de horas sentado \ndurante um dia de final de semana")+

scale_x_discrete(labels = c("Ausência", "Presença"))

base_k205b_hrs_0 <- base %>% select(k205b_hrs, SRQ_cat) %>% filter(SRQ_cat == 0)

summary(base_k205b_hrs_0$k205b_hrs)

base_k205b_hrs_1 <- base %>% select(k205b_hrs, SRQ_cat) %>% filter(SRQ_cat == 1)

summary(base_k205b_hrs_1$k205b_hrs)
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#k206_hrs

ggplot(base, aes(y = k206_hrs, x = SRQ_cat, fill = SRQ_cat)) +

geom_boxplot(show.legend = F,outlier.colour="black", outlier.shape=16,

outlier.size=1.5) +

theme_classic(base_size = 11) +

xlab("TMC") +

ylab("Total de horas assistindo TV \ndurante um dia de semana")+

scale_x_discrete(labels = c("Ausência", "Presença"))

base_k206_hrs_0 <- base %>% select(k206_hrs, SRQ_cat) %>% filter(SRQ_cat == 0)

summary(base_k206_hrs_0$k206_hrs)

base_k206_hrs_1 <- base %>% select(k206_hrs, SRQ_cat) %>% filter(SRQ_cat == 1)

summary(base_k206_hrs_1$k206_hrs)

#k207_hrs

ggplot(base, aes(y = k207_hrs, x = SRQ_cat, fill = SRQ_cat)) +

geom_boxplot(show.legend = F,outlier.colour="black", outlier.shape=16,

outlier.size=1.5) +

theme_classic(base_size = 11) +

xlab("TMC") +

ylab("Total de horas assistindo TV \ndurante um dia de final de semana")+

scale_x_discrete(labels = c("Ausência", "Presença"))

base_k207_hrs_0 <- base %>% select(k207_hrs, SRQ_cat) %>% filter(SRQ_cat == 0)

summary(base_k207_hrs_0$k207_hrs)

base_k207_hrs_1 <- base %>% select(k207_hrs, SRQ_cat) %>% filter(SRQ_cat == 1)

summary(base_k207_hrs_1$k207_hrs)

#k208_hrs

ggplot(base, aes(y = k208_hrs, x = SRQ_cat, fill = SRQ_cat)) +

geom_boxplot(show.legend = F,outlier.colour="black", outlier.shape=16,

outlier.size=1.5) +

theme_classic(base_size = 11) +

xlab("TMC") +

ylab("Total de horas no computador \ndurante um dia de semana")+

scale_x_discrete(labels = c("Ausência", "Presença"))

base_k208_hrs_0 <- base %>% select(k208_hrs, SRQ_cat) %>% filter(SRQ_cat == 0)

summary(base_k208_hrs_0$k208_hrs)

base_k208_hrs_1 <- base %>% select(k208_hrs, SRQ_cat) %>% filter(SRQ_cat == 1)

summary(base_k208_hrs_1$k208_hrs)

#k209_hrs
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ggplot(base, aes(y = k209_hrs, x = SRQ_cat, fill = SRQ_cat)) +

geom_boxplot(show.legend = F,outlier.colour="black", outlier.shape=16,

outlier.size=1.5) +

theme_classic(base_size = 11) +

xlab("TMC") +

ylab("Total de horas no computador \ndurante um dia de final de semana")+

scale_x_discrete(labels = c("Ausência", "Presença"))

base_k209_hrs_0 <- base %>% select(k209_hrs, SRQ_cat) %>% filter(SRQ_cat == 0)

summary(base_k209_hrs_0$k209_hrs)

base_k209_hrs_1 <- base %>% select(k209_hrs, SRQ_cat) %>% filter(SRQ_cat == 1)

summary(base_k209_hrs_1$k209_hrs)

## Variáveis Qualitativas

#sexo

contagem_sexo <- table(base$SRQ_cat,base$sexo)

porcentagem_sexo <- prop.table(contagem_sexo, margin = 1)

porcentagem_sexo <- as.data.frame.matrix(porcentagem_sexo)

porcentagem_sexo$SRQ_cat <- rownames(porcentagem_sexo)

porcentagem_sexo <- reshape2::melt(porcentagem_sexo, id.vars = "SRQ_cat")

ggplot(porcentagem_sexo, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Sexo") +

scale_x_discrete(labels = c("Ausência", "Presença"))+

scale_fill_discrete(labels = c("Feminino", "Masculino"))

#F101

contagem_F101 <- table(base$SRQ_cat,base$F101)

porcentagem_F101 <- prop.table(contagem_F101, margin = 1)

porcentagem_F101 <- as.data.frame.matrix(porcentagem_F101)

porcentagem_F101$SRQ_cat <- rownames(porcentagem_F101)

porcentagem_F101 <- reshape2::melt(porcentagem_F101, id.vars = "SRQ_cat")

ggplot(porcentagem_F101, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Estado de saúde declarado \npelo indivı́duo") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("Excelente/Muito boa", "Boa", "Regular",
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"Ruim", "Muito ruim"))

#k201a

contagem_k201a <- table(base$SRQ_cat,base$k201a)

porcentagem_k201a <- prop.table(contagem_k201a, margin = 1)

porcentagem_k201a <- as.data.frame.matrix(porcentagem_k201a)

porcentagem_k201a$SRQ_cat <- rownames(porcentagem_k201a)

porcentagem_k201a <- reshape2::melt(porcentagem_k201a, id.vars = "SRQ_cat")

ggplot(porcentagem_k201a, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Trabalha ou faz trabalho \nvoluntário fora de casa?") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("N~ao", "Sim"))

#k210

contagem_k210 <- table(base$SRQ_cat,base$k210)

porcentagem_k210 <- prop.table(contagem_k210, margin = 1)

porcentagem_k210 <- as.data.frame.matrix(porcentagem_k210)

porcentagem_k210$SRQ_cat <- rownames(porcentagem_k210)

porcentagem_k210 <- reshape2::melt(porcentagem_k210, id.vars = "SRQ_cat")

ggplot(porcentagem_k210, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Pratica regularmente algum \ntipo de exercı́cio fı́sico ou esporte?") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("N~ao", "Sim"))

#L01

contagem_L01 <- table(base$SRQ_cat,base$L01)

porcentagem_L01 <- prop.table(contagem_L01, margin = 1)

porcentagem_L01 <- as.data.frame.matrix(porcentagem_L01)

porcentagem_L01$SRQ_cat <- rownames(porcentagem_L01)

porcentagem_L01 <- reshape2::melt(porcentagem_L01, id.vars = "SRQ_cat")

ggplot(porcentagem_L01, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +
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theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Cor/Raça") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("Branca", "Preta", "Amarela","Parda",

"Indı́gena", "Outra"))

#L03

contagem_L03 <- table(base$SRQ_cat,base$L03)

porcentagem_L03 <- prop.table(contagem_L03, margin = 1)

porcentagem_L03 <- as.data.frame.matrix(porcentagem_L03)

porcentagem_L03$SRQ_cat <- rownames(porcentagem_L03)

porcentagem_L03 <- reshape2::melt(porcentagem_L03, id.vars = "SRQ_cat")

ggplot(porcentagem_L03, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Religi~ao") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("Nenhuma", "Evangélica/Protestante", "Católica","Espı́rita",

"Judaı́smo", "Budismo", "Umbanda/ Candomblé", "Islamismo",

"Outras"))

#L11

contagem_L11 <- table(base$SRQ_cat,base$L11)

porcentagem_L11 <- prop.table(contagem_L11, margin = 1)

porcentagem_L11 <- as.data.frame.matrix(porcentagem_L11)

porcentagem_L11$SRQ_cat <- rownames(porcentagem_L11)

porcentagem_L11 <- reshape2::melt(porcentagem_L11, id.vars = "SRQ_cat")

ggplot(porcentagem_L11, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Tem filhos?") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("N~ao", "Sim"))

#L13

contagem_L13 <- table(base$SRQ_cat,base$L13)

porcentagem_L13 <- prop.table(contagem_L13, margin = 1)

porcentagem_L13 <- as.data.frame.matrix(porcentagem_L13)
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porcentagem_L13$SRQ_cat <- rownames(porcentagem_L13)

porcentagem_L13 <- reshape2::melt(porcentagem_L13, id.vars = "SRQ_cat")

ggplot(porcentagem_L13, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Frequenta atualmente \nalgum curso regular?") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("N~ao", "Sim"))

#p01

contagem_p01 <- table(base$SRQ_cat,base$p01)

porcentagem_p01 <- prop.table(contagem_p01, margin = 1)

porcentagem_p01 <- as.data.frame.matrix(porcentagem_p01)

porcentagem_p01$SRQ_cat <- rownames(porcentagem_p01)

porcentagem_p01 <- reshape2::melt(porcentagem_p01, id.vars = "SRQ_cat")

ggplot(porcentagem_p01, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Possui algum animal \nem seu domicı́lio?") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("N~ao", "Sim"))

#imc_cat

contagem_imc_cat <- table(base$SRQ_cat,base$imc_cat)

porcentagem_imc_cat <- prop.table(contagem_imc_cat, margin = 1)

porcentagem_imc_cat <- as.data.frame.matrix(porcentagem_imc_cat)

porcentagem_imc_cat$SRQ_cat <- rownames(porcentagem_imc_cat)

porcentagem_imc_cat <- reshape2::melt(porcentagem_imc_cat, id.vars = "SRQ_cat")

ggplot(porcentagem_imc_cat, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "IMC") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("Baixo peso", "Eutrofia", "Obesidade", "Sobrepeso"))

#fumo2

contagem_fumo2 <- table(base$SRQ_cat,base$fumo2)

porcentagem_fumo2 <- prop.table(contagem_fumo2, margin = 1)
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porcentagem_fumo2 <- as.data.frame.matrix(porcentagem_fumo2)

porcentagem_fumo2$SRQ_cat <- rownames(porcentagem_fumo2)

porcentagem_fumo2 <- reshape2::melt(porcentagem_fumo2, id.vars = "SRQ_cat")

ggplot(porcentagem_fumo2, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Categorias de tabagismo") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("Ex-fumante e fumante","Nunca fumou"))

#alcool

contagem_alcool <- table(base$SRQ_cat,base$alcool)

porcentagem_alcool <- prop.table(contagem_alcool, margin = 1)

porcentagem_alcool <- as.data.frame.matrix(porcentagem_alcool)

porcentagem_alcool$SRQ_cat <- rownames(porcentagem_alcool)

porcentagem_alcool <- reshape2::melt(porcentagem_alcool, id.vars = "SRQ_cat")

ggplot(porcentagem_alcool, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Classificaç~ao do consumo de \nbebida alcoólica") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("Bebe atualmente","Nunca bebeu", "Parou de beber"))

#escolaridade_ind3

contagem_escolaridade_ind3 <- table(base$SRQ_cat,base$escolaridade_ind3)

porcentagem_escolaridade_ind3 <- prop.table(contagem_escolaridade_ind3, margin = 1)

porcentagem_escolaridade_ind3 <- as.data.frame.matrix(porcentagem_escolaridade_ind3)

porcentagem_escolaridade_ind3$SRQ_cat <- rownames(porcentagem_escolaridade_ind3)

porcentagem_escolaridade_ind3 <- reshape2::melt(porcentagem_escolaridade_ind3, id.vars = "SRQ_cat")

ggplot(porcentagem_escolaridade_ind3, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Escolaridade") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("Maior 12 anos", "10 a 12 anos",

"Menor/Igual 9 anos"))
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#AF_GLOBAL_cat_OMS_1

contagem_AF_GLOBAL_cat_OMS_1 <- table(base$SRQ_cat,base$AF_GLOBAL_cat_OMS_1)

porcentagem_AF_GLOBAL_cat_OMS_1 <- prop.table(contagem_AF_GLOBAL_cat_OMS_1, margin = 1)

porcentagem_AF_GLOBAL_cat_OMS_1 <- as.data.frame.matrix(porcentagem_AF_GLOBAL_cat_OMS_1)

porcentagem_AF_GLOBAL_cat_OMS_1$SRQ_cat <- rownames(porcentagem_AF_GLOBAL_cat_OMS_1)

porcentagem_AF_GLOBAL_cat_OMS_1 <- reshape2::melt(porcentagem_AF_GLOBAL_cat_OMS_1, id.vars = "SRQ_cat")

ggplot(porcentagem_AF_GLOBAL_cat_OMS_1, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Nı́vel de atividade fı́sica") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("Cumpre a recomendaç~ao",

"N~ao cumpre a recomendaç~ao"))

#conjugal3

contagem_conjugal3 <- table(base$SRQ_cat,base$conjugal3)

porcentagem_conjugal3 <- prop.table(contagem_conjugal3, margin = 1)

porcentagem_conjugal3 <- as.data.frame.matrix(porcentagem_conjugal3)

porcentagem_conjugal3$SRQ_cat <- rownames(porcentagem_conjugal3)

porcentagem_conjugal3 <- reshape2::melt(porcentagem_conjugal3, id.vars = "SRQ_cat")

ggplot(porcentagem_conjugal3, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +

labs(x = "TMC",

y = "Frequência Relativa",

fill = "Situaç~ao Conjugal") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("Casado/Uni~ao Estável","Separado/Desquitado/Divorciado",

"Solteiro", "Viúvo"))

#probs15

contagem_probs15 <- table(base$SRQ_cat,base$probs15)

porcentagem_probs15 <- prop.table(contagem_probs15, margin = 1)

porcentagem_probs15 <- as.data.frame.matrix(porcentagem_probs15)

porcentagem_probs15$SRQ_cat <- rownames(porcentagem_probs15)

porcentagem_probs15 <- reshape2::melt(porcentagem_probs15, id.vars = "SRQ_cat")

ggplot(porcentagem_probs15, aes(x = SRQ_cat, y = value, fill = variable)) +

geom_col(position = "dodge") +

theme_classic(base_size = 11) +
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labs(x = "TMC",

y = "Frequência Relativa",

fill = "Problema de saúde \nnos últimos 15 dias") +

scale_x_discrete(labels = c("Ausência", "Presença")) +

scale_fill_discrete(labels = c("N~ao","Sim"))
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Apêndice B

Código Divisão do Banco de Dados

df <- base

attach(df)

#Divida o conjunto de dados em 70% para treinamento e 30% para teste.

set.seed(20230625) # Definir uma semente para reproduç~ao dos resultados

indices <- createDataPartition(y = df$SRQ_cat, p = 0.7, list = FALSE)

dados_treino <- df[indices, ] # 70% dos dados para treinamento

dados_teste <- df[-indices, ] # 30% dos dados para teste
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Apêndice C

Código Árvore de Classificação

library(rpart); library(rpart.plot)

fit <- rpart(Y_treino ~ ., data = dados_treino[, -24], method = "class")

melhor_cp <- fit$cptable[which.min(fit$cptable[, "xerror"]),"CP"]

pfit <- rpart::prune(fit, cp = melhor_cp)

rpart.plot(pfit, type = 5)

preditos_arvore <- predict(pfit, dados_teste[,-24])

summary(pfit)

#Curva ROC

roc_curve <- roc(response=y_teste, predictor = preditos_arvore[,2])

# Plotar a curva ROC

plot(roc_curve, main = "Curva ROC", col = "cornflowerblue", lwd = 2, xlab = "Especificidade", ylab = "Sensibilidade")

auc_value <- auc(roc_curve)

text(0.5, 0.2, paste("AUC =", round(auc_value, 2)), col = "cornflowerblue", cex = 1.2)

g_mean <- sqrt(roc_curve$sensitivities*roc_curve$specificities)

max_g_mean<- max(g_mean)

id <- which(g_mean==max_g_mean)

g_final <- roc_curve$thresholds[id]

g_final

j_estat <- roc_curve$sensitivities+roc_curve$specificities-1

max_j_estat<- max(j_estat)

id <- which(j_estat==max_j_estat)

j_final <- roc_curve$thresholds[id]

j_final

#Matriz de Confus~ao

previsoes_binarias <- ifelse(preditos_arvore[,2] > j_final, ’1’, ’0’)

confusionMatrix(data = as.factor(previsoes_binarias),

reference = as.factor(y_teste),
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positive = ’1’,

mode = "everything")

previsoes_binarias2 <- ifelse(preditos_arvore[,2] > 0.5, ’1’, ’0’)

confusionMatrix(data = as.factor(previsoes_binarias2),

reference = as.factor(y_teste),

positive = ’1’,

mode = "everything")



Apêndice D

Código Florestas Aleatórias

library(randomForest);library(ranger)

floresta <- randomForest(Y_treino ~ ., data = dados_treino[, -24], method = "class", probability = TRUE)

varImpPlot(floresta)

preditos_floresta <- predict(floresta, dados_teste[,-24], type = "prob")

#Curva ROC

roc_curve <- roc(response=y_teste, predictor = preditos_floresta[,2])

# Plotar a curva ROC

plot(roc_curve, main = "Curva ROC", col = "cornflowerblue", lwd = 2, xlab = "Especificidade", ylab = "Sensibilidade")

auc_value <- auc(roc_curve)

text(0.5, 0.2, paste("AUC =", round(auc_value, 2)), col = "cornflowerblue", cex = 1.2)

g_mean <- sqrt(roc_curve$sensitivities*roc_curve$specificities)

max_g_mean<- max(g_mean)

id <- which(g_mean==max_g_mean)

g_final <- roc_curve$thresholds[id]

g_final

j_estat <- roc_curve$sensitivities+roc_curve$specificities-1

max_j_estat<- max(j_estat)

id <- which(j_estat==max_j_estat)

j_final <- roc_curve$thresholds[id]

j_final

#Matriz de Confus~ao

previsoes_binarias <- ifelse(preditos_floresta[,2] > j_final, ’1’, ’0’)

confusionMatrix(data = as.factor(previsoes_binarias),

reference = as.factor(y_teste),

positive = ’1’,

mode = "everything")
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previsoes_binarias2 <- ifelse(preditos_floresta[,2] > 0.5, ’1’, ’0’)

confusionMatrix(data = as.factor(previsoes_binarias2),

reference = as.factor(y_teste),

positive = ’1’,

mode = "everything")



Apêndice E

Código Regressão Loǵıstica

Y_treino = dados_treino$SRQ_cat

logistic.model <- glm(Y_treino ~ .,

data = dados_treino[,-24],

family = binomial(link = "logit"))

summary(logistic.model)

#coeficientes do modelo

odd.ratio = exp(coef(logistic.model))

#previs~ao no teste

previsoes <- predict(logistic.model, newdata = dados_teste[,-24], type= "response")

y_teste <- unlist(dados_teste[,24])

#Curva ROC

roc_curve <- roc(response= y_teste, predictor= previsoes)

# Plotar a curva ROC

plot(roc_curve, main = "Curva ROC", col = "cornflowerblue", lwd = 2)

auc_value <- auc(roc_curve)

text(0.5, 0.2, paste("AUC =", round(auc_value, 2)), col = "cornflowerblue", cex = 1.2)

g_mean <- sqrt(roc_curve$sensitivities*roc_curve$specificities)

max_g_mean<- max(g_mean)

id <- which(g_mean==max_g_mean)

g_final <- roc_curve$thresholds[id]

g_final

j_estat <- roc_curve$sensitivities+roc_curve$specificities-1

max_j_estat<- max(j_estat)

id <- which(j_estat==max_j_estat)

j_final <- roc_curve$thresholds[id]
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j_final

#Matriz de Confus~ao

previsoes_binarias <- ifelse(previsoes > j_final, ’1’, ’0’)

confusionMatrix(data = as.factor(previsoes_binarias),

reference = as.factor(y_teste),

positive = ’1’,

mode = "everything")

previsoes_binarias2 <- ifelse(previsoes > 0.5, ’1’, ’0’)

confusionMatrix(data = as.factor(previsoes_binarias2),

reference = as.factor(y_teste),

positive = ’1’,

mode = "everything")

###retirando variaveis nao significativas

step(logistic.model, direction = "both")

logistic.model_ajust<- glm(Y_treino ~ sexo + F101 + k201a + k205b_hrs +

fumo2 + conjugal3 + probs15, data= dados_treino[,-24],

family = binomial(link = "logit"))

summary(logistic.model_ajust)

#coeficientes do modelo

odd.ratio = exp(coef(logistic.model_ajust))

#previs?o no teste

previsoes <- predict(logistic.model_ajust, newdata = dados_teste[,-24], type= "response")

y_teste <- unlist(dados_teste[,24])

#Curva ROC

roc_curve <- roc(response= y_teste, predictor= previsoes)

# Plotar a curva ROC

plot(roc_curve, main = "Curva ROC", col = "cornflowerblue", lwd = 2, xlab = "Especificidade", ylab = "Sensibilidade")

auc_value <- auc(roc_curve)

text(0.5, 0.2, paste("AUC =", round(auc_value, 2)), col = "cornflowerblue", cex = 1.2)

g_mean <- sqrt(roc_curve$sensitivities*roc_curve$specificities)

max_g_mean<- max(g_mean)

id <- which(g_mean==max_g_mean)

g_final <- roc_curve$thresholds[id]

g_final
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j_estat <- roc_curve$sensitivities+roc_curve$specificities-1

max_j_estat<- max(j_estat)

id <- which(j_estat==max_j_estat)

j_final <- roc_curve$thresholds[id]

j_final

#Matriz de Confus~ao

previsoes_binarias <- ifelse(previsoes > j_final, ’1’, ’0’)

confusionMatrix(data = as.factor(previsoes_binarias),

reference = as.factor(y_teste),

positive = ’1’,

mode = "everything")

previsoes_binarias2 <- ifelse(previsoes > 0.5, ’1’, ’0’)

confusionMatrix(data = as.factor(previsoes_binarias2),

reference = as.factor(y_teste),

positive = ’1’,

mode = "everything")
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