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Resumo

O aumento no volume de transagoes com cartoes de crédito trouxe como consequéncia o
aumento do nimero de fraudes, o que acarreta em uma perda de bilhoes de reais anu-
almente a todas instituicoes financeiras do mundo. Com isso é muito importante que
metodologias de deteccao e prevencao a fraude sejam desenvolvidas. A grande dificul-
dade na modelagem deste tipo de dados é que estes sao extremamentes desbalanceados.
Neste presente trabalho, serd proposto o modelo logito limitado na deteccao de fraude.
Também serd discutido as amostras do tipo state-dependent e comparado os desempenhos
dos modelos logito e logito limitado. Duas aplicacoes, uma com um conjunto de dados
simulados e outra com um conjunto de dados reais, serao apresentadas. A abordagem
bayesiana para estes modelos também serd discutida. As andlises dos conjuntos de dados
serao realizadas nos softwares SAS e Winbugs.
Palavras-chave: modelo logito, modelo logito limitado, amostras do tipo state-dependent,

andlise Bayesiana.



Abstract

The transactions volume increase brought the fraud increase, which result in a annual loss
of billions of reais to all financial institutions in the world. Therefore, it’s very important
the development of detection methods and fraud prevention. The difficult in modeling
this kind of data due the fact the data sets are extremely unbalanced. In this work, a
bounded logit model will be proposed for fraud detection. It will also be discussed state-
dependent sampling and compared with logit and bounded logit model performances.
Two applications, one with a simulated data set and another with a real data set, will be
presented. The Bayesian approach to these models will also be discussed. The data set
analyses will be implemented in SAS and Winbugs software.

Keywords: logit model, bounded logit model, state-dependent sampling, Bayesian

Analysis.
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Capitulo 1

Introducao

Atualmente a quantidade de pessoas que utilizam seus cartoes de crédito como meio de
pagamento de suas compras é muito significante. O aumento do nimero de transagoes
com cartoes realizadas diariamente, acarreta no aumento do risco que a instituicao tem
de que uma parte destas sejam fraudes.

Nos Estados Unidos a perda com transacoes fraudulentas de cartoes gira em torno de
850 milhoes de délares por ano (GHOSH e REILLY, 1994). (BHATLA, PRABHU e DUA,
2003) citam que em 2002 as transagoes fraudulentas realizadas com cartoes de crédito no
mundo somaram mais de 2,5 bilhoes de délares e a projecao para o final do ano de 2008 é
de 5 a 15 bilhoes de délares. No Brasil, de cada dez mil transacoes cinco sao fraudulentas
(GADI, 2006).

Um problema encontrado na detecgao de fraude é a estrutura dos bancos de dados. Em
geral, dentre todas as transacgoes realizadas, a porcentagem que sao fraudes é bem pequena.
Para este tipo de conjuntos de dados, (CRAMER, 2004) sugere o uso da regressao logistica
limitada. Dessa forma, a presente dissertagao tem como objetivo principal o estudo deste
modelo e a comparagao deste com o modelo de regressao logistica usual. Também serd
verificado através das amostras do tipo state-dependent o impacto de se utilizar uma
amostra balanceada quando se tem baixa incedéncia do evento de interesse.

Além da abordagem Cldssica, serao estudadas as estimativas via abordagem Bayesiana.
Nesta abordagem, os parametros sao considerados quantidades aleatérias (BOX & TIAO,
1992; PAULINO et. al., 2003), ou seja, seguem distribuigdes de probabilidade. O objetivo

da metodologia Bayesiana é obter medidas resumo ou densidades a posterior: para os pa-
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rametros de interesse. Estas densidades sao resultantes da combinacao de informagoes
da amostra (fungdo de verossimilhanga) e de informagdes a priori sobre os parametros
(densidades a priori). A grande vantagem da inferéncia Bayesiana é a possibilidade da
incorporacao de informagoes adicionais provenientes de especialistas (DE FINETTI et.
al., 1974).

A estrutura deste trabalho estd dividida da seguinte forma: O Capitulo 2 é dedicado
ao conhecimento do ambiente de estudo, ou seja, o cartao de crédito. O Capitulo 3 traz
informacgoes sobre fraude. O Capitulo 4 apresenta alguns métodos ja utilizados para a
detecgao e prevengao a fraude. No Capitulo 5, serd discutido o modelo de regressao
logistica. O modelo de regressao logistica limitada serd apresentado no Capitulo 6. O
Capitulo 7 mostra como estimar os pardmetros de regressao logistica e logistica limitada
para amostras do tipo state-dependent. No Capitulo 8 serd apresentada a andlise de dois
conjuntos de dados. Um conjunto de dados simulado e outro de dados de fraude real
cedidos por uma grande instituicao financeira. No Capitulo 9 serd discutido a abordagem

bayesiana para os dois modelos em estudo. Por fim, o Capitulo 10 apresenta as conclusoes.



Capitulo 2

Cartao de Crédito

O aumento da criminalidade e o avango da tecnologia faz com que o niimero de transacoes
fraudulentas em cartoes de crédito aumente a cada ano, gerando uma grande perda de
bilhoes de reais as instituicoes financeiras. Dessa forma, é de extrema importancia o
desenvolvimeto de metodologias de deteccao e de modelagem estatistica de fraude para
evitar tais perdas (HAND, ADAMS e BOLTON, 2002). Porém, antes de estudar estas

metodologias, serd apresentado o ambiente do estudo em questao que é o cartao de crédito.

2.1 Historico

O nuimero de cartoes de crédito vem crescendo substancialmente nesses ultimos tempos,
substituindo o uso de cheques, cédulas e moedas. Instituicoes financeiras, bancos e um
crescente nimero de lojas oferecem a seus clientes cartoes que podem ser usados na compra
de um grande nidmero de bens e servicos, inclusive em lojas virtuais. Os cartoes nao sao
dinheiro real, simplesmente registram a intencao de pagamento do consumidor, mediante
sua assinatura e demais verificagoes, que em determinada data terd de pagar as despesas
com o cartdo, em débito automatico, espécie ou ainda em cheque (Banco Central do
Brasil, 2008). Desta forma, o cartdo ¢ uma forma imediata de crédito.

Os cartoes de crédito nasceram nos Estados Unidos da América na década de 1920,
quando empresas privadas, redes de hotéis e empresas petroleiras comecaram a emitir
cartoes para permitir que seus clientes comprassem a crédito nos préprios estabelecimentos

(Banco Central do Brasil, 2008).
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Figura 2-1: Primeira versao em papel do cartao Diners Club Card em 1950.

Em 1950, Frank MacNamara e alguns executivos financeiros de Nova York sairam
para jantar e s6 quando receberam a conta perceberam que nao tinham como pagar, pois
haviam esquecido o dinheiro e o talao de cheque. Depois de alguma discussao, o dono
do restaurante permitiu que MacNamara pagasse a conta em outro dia, mediante a sua
assinatura na nota de despesas. Depois desse episédio, o executivo concebeu a idéia do
cartao de crédito e criou o primeiro cartao de crédito. Esse cartao foi denominado de
Diners Club Card, que passou a ser aceito como meio de pagamento em vinte e sete
restaurantes daquele paifs e usado por importantes executivos, como uma maneira pratica
de pagar suas despesas de viagens a trabalho e de lazer.

A Figura 2-1 apresenta a primeira versao em papel cartao do Diners Club Card. Essa
versao trazia o nome do associado de um lado e dos estabelecimentos filiados no outro.
Com este sistema a empresa de cartoes de crédito cobrava uma taxa anual e enviava contas
mensais ou anuais dos gastos efetuados. Em 1955 o Diners Club trocou o material de sua
confeccao para o pléstico.

Em 1951, também nos Estados Unidos da América, foi desenvolvido os sistemas de
cartoes de crédito bancdrios. O primeiro banco a utilizar este sistema foi o Franklin
National Bank (em Nova York) introduzindo o primeiro verdadeiro cartdao de crédito
bancario. Com este sistema, os bancos creditavam & conta do comerciante assim que
recebessem os comprovantes assinados pelos clientes e cobravam destes em uma tnica
conta mensal, acrescentando juros e outros custos.

O primeiro sistema a operar em todos os estados dos Estados Unidos foi o BankAmeri-
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card do Bank of America. Este sistema iniciou suas atividades operando apenas no estado
da Califérnia, em 1959 e passou a operar nos demais estados americanos em 1966. Em
1976 o BankAmericard mudou de nome e passou a se chamar Visa.

Em 1966 um grupo de bancos americanos formou o Interbank Card Association (ICA)
que mais tarde passou a se chamar MasterCard International.

O Brasil teve como percursor dos cartoes de crédito o empresério tcheco Hanus Tauber,
que comprou nos Estados Unidos, em 1954, a franquia do Diners Club, propondo sociedade
no cartao com o empresario Hordcio Klabin. Em 1956 foi entao lancado no Brasil o cartao
Diners Club.

Em 1968 foi langado no Brasil o primeiro cartao de crédito de banco nacional, intitulado
como ELO e criado pelo Banco Bradesco. Em 1983 foi lancado o primeiro cartao de débito
e em 1984 a Credicard comprou o Diners Club no Brasil.

Atualmente a situacao dos principais cartoes de crédito é a seguinte:

e Visa: é uma associacao de 21.000 instituigoes financeiras no mundo todo, que
emitem o cartao com a bandeira Visa. Existem 1,3 bilhoes de cartoes Visa em
circulagao que sao aceitos em mais de 24 milhoes de estabelecimentos em mais de
150 pafses. No ano de 2005 o volume de transacoes gerado por estes cartoes foi de

3 trilhoes de ddlares.

e Mastercard: tem mais de 25.000 parceiros emissores no mundo. Existem cerca
de 720 milhoes de cartoes Mastercard em circulacao, aceitos em 32 milhoes de es-
tabelecimentos comerciais e em mais de 210 paises. No ano de 2005 o volume de
transagoes gerado por cartoes da Mastercard foi de aproximadamente 1,2 trilhoes

de ddlares.

e American Express: ¢ uma instituicao fundada em 1850, mesmo com o primeiro
cartao emitido somente em 1958. Os cerca de 57 milhoes de cartées Amex em
circulagao sao aceitos em mais de 200 paises. No ano de 2005 os cartoes Amex

geraram em transagoes cerca de 150 bilhoes de délares.

Outras bandeiras de cartoes difundidas no mundo, com maior ou menor concentragao,

dependendo da regiao, sdo: Diners, JCB (Japanese Credit Bureau), Discover e
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Solo. No Brasil existem ainda algumas bandeiras nacionais com boa divulgacao, dentre
as quais podemos citar o HiperCard (Unibanco), o Cartao Aura (Grupo BNP Paribas)
e o IBL

2.2 Tipos de Cartao de Crédito

A maioria dos cartoes de crédito encontrados no mercado sao do tipo:

Nacional: possui operacao apenas no seu paifs de origem.

e Internacional: funcionamento nacional e internacional com servigos restritos.

e Ouro: possui funcionamento nacional e internacional, com grandes vantagens em
viagens e programas de recompensas, o que acarreta anuidade superior ao Interna-

cional.

e Platina: Possui funcionamento nacional e internacional, sendo o tipo de cartao com
o maior nimero de vantagens se comparados com os demais. Para possuir este tipo

de cartao o cliente tem que possuir uma renda mensal alta.

2.3 Agentes do Cartao de Crédito

Atualmente os cartoes de crédito, possuem cinco agentes envolvidos em seu funciona-
mento: portador (card holder), estabelecimento (merchant), adquirente (acquire), ban-
deira (brand) e emissor (issuer). Abaixo segue uma breve descri¢ao destes agentes (GADI,

2006):

e Portador: individuo que possui o cartao, sendo este o responsédvel por iniciar o

funcionamento do sistema ao decidir pagar suas compras com seu cartao de crédito.

e Estabelecimento: qualquer empresa ou pessoa juridica credenciada a aceitar o

cartao de crédito por meio de um equipamento especifico.

e Adquirente: a funcao da empresa adquirente é de credenciar, supervisionar e

repassar os valores de compra aos estabelecimentos que aceitam o cartao de crédito,
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além de ser responsavel pela implementacao e manuntencao das maquinetas, de-

nominadas POS (point of sales), e dos softwares de captura de transagoes.

e Bandeira: responsdveis pelas definigdes das regras de politica (relacionamento
entre emissores e adquirentes), operacoes da rede global de comunicagoes, execugoes
de markenting institucional e pesquisas e desenvolvimentos de novas tecnologias
e servigos. Os principais responsdveis pelas receitas das Bandeiras sao as multas
aplicadas aos clientes devido ao nao cumprimento de regras e prazos e a tarifa para
trafego de documentos em papel. Sao exemplos de bandeiras: Visa, MasterCard,

Amex e Hipercard.

e Emissor: em geral, os emissores sao bancos, responsdveis pela distribuicao dos
cartoes de crédito aos seus clientes mediante a aprovagao do risco de crédito por
politicas proprias de cada instituicao. Até 2005, no Brasil, a maioria dos cartoes
de crédito perteciam a emissores independentes dos bancos, sendo que os principais
emissores eram: Credicard, Finivest (pertencente ao Unibanco) e IBI. As principais
receitas dos emissores provém do financiamento rotativo dos clientes, das anuidades

e de seguros ou servicos agregados ao produto cartao.

2.4 Funcionamento do Cartao de Crédito

(GADI, 2006) ressalta que quando um cliente utiliza seu cartdao de crédito, no mesmo
instante é transmitido um sinal para o adquirente que repassa este sinal para a bandeira.
Esta, por sua vez, envia o sinal para o emissor do cartao, que através de critérios préprios
de crédito (como por exemplo, a disponibilidade de limite, cliente em atraso ou aponta-
mento no sistema de detecgao de fraude) decide por aprovar, negar ou referir a transagao.
As transagoes referidas sao aquelas em que se pede para o cliente entrar em contato com o
emissor ou bandeira, dependendo da localidade, para a confirmacao de seus dados. Apds
a confirmacao, o emissor ou bandeira decide o que deve ser feito com a transacao e emite
uma resposta ao estabelecimento, retornando ao ciclo. Todo esse ciclo deve ocorrer em

um limite de tempo definido, que em média é de 10 segundos.
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2.5 Maquinetas

As maquinetas sao os equipamentos responsdveis pelo complemento das transagoes. Atual-

mente existem varios tipos de maquinetas, sendo que as principais sao:

e POS (point of sale): esse sistema utiliza apenas uma linha telefénica para a comu-
nicagao e os cupons das vendas sao impressos pelo proprio POS, nao sendo necessario
o uso de um computador ou de automacao comercial. Este modelo é utilizado por

quase todos os estabelecimentos do Brasil.

e Manual: a maioria dos estabelecimentos comerciais brasileiros possuem este tipo de
aparelho para o caso de falha do aparelho POS. Neste caso, a transacao é realizada
através de um aparelho chamado mata pulgaém. Este tipo de aparelho é muito

utilizado em paifses como Bolivia e Peru.

e ATM (caixas eletronicos de auto-atendimento): utilizados para o pagamento de

contas com cartao de crédito.
e Internet: compra em pédginas de vendas.

e PVD: sao caixas eletronicos que se comunicam com um POS. E comum encontrar
este tipo de equipamento em supermercados ou em empresas com muitos pontos de

recebimento. Neste caso, quem realiza a transacao é o POS.



Capitulo 3

Fraude em Cartao de Crédito

Segundo o diciondrio Aurélio (HOLANDA, 1990), fraude significa “abuso de confianga;
engano criminal; uso de representagoes falsas para o ganho de vantagens injustas”. Nos
iltimos anos, o desenvolvimento de novas tecnologias tem fornecido novos caminhos que
permitem facilmente que transacoes fraudulentas sejam realizadas. Os fraudadores, em
geral, sao bem organizados e sempre procuram a maneira mais ficil e barata de se obter
vantagens. A fraude é um negdécio rentével, estdvel e muito bem organizado e administrado
(HAND, ADAMS e BOLTON, 2002).

Nos Estados Unidos, segundo (GHOSH e REILLY, 1994), a perda com transagoes
fraudulentas giram em torno de 850 milhoes de ddlares por ano para todos os cartoes e
para cada 100 libras gastos em cartao de crédito na Gra-Bretanha, 13 cents sao perdidos
em fraudes (HAND, ADAMS e BOLTON, 2002). Segudo (BHATLA, PRABHU e DUA,
2003) em 2002 as transagoes fraudelentas realizadas com cartoes de crédito no mundo
somaram mais de 2,5 bilhoes de ddlares e a projecao para o ano de 2008 é de 5 a 15 bilhoes
de dolares, a nao ser que haja um rapido desenvolvimento da tecnologia de prevencao de
fraude. No Brasil, de cada dez mil transagoes cinco sao fraudulentas (0,05%) (GADI,

2006).

3.1 Tipos de Fraude

Uma forma comum de fraude ¢ o roubo do cartdao de crédito (BHATLA, PRABHU e

DUA, 2003). Nesses casos, antes que seja comunicado o roubo e seja bloqueado o cartao,
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o fraudador tenta gastar o que puder o mais rapido possivel. O roubo pode ocorrer de
diversas formas, entre elas: o roubo do cartao antes da entrega para o dono legitimo
(ocorrendo no correio, nos carteiros ou nas caixas de correspondéncia), o roubo através
da cépia da fita magnética do cartdo através de uma leitora manual de cartao (ocorrendo
em restaurantes, postos de gasolinas, lojas de conveniéncia) ou a cépia direta do nimero
do cartao e do niimero de segurancga (ocorrendo, principalmente, em uma fila em uma loja
de conveniéncia, onde o fraudador utiliza, por exemplo, um telefone celular para copiar
os nimero do cartao do desatento cliente a sua frente).

Uma outra forma é o fornecimento de dados falsos, como, por exemplo, nome, renda
e documentos, para a obtencao do cartao. Nestes casos, os modelos que monitoram o
comportamento de compra podem ser utilizados para detectar clientes que obtiveram
o cartao através de uma admissao falsa. Um cliente que recebe o primeiro cartao e
rapidamente inicia um movimento de compra compulsoriamente levanta suspeita, pois,
em geral, um cliente legitimo nao tem pressa.

Através do monitoramento das transages pode-se detectar a clonagem/falsificagao de
cartoes (counterfeit cards), sendo que uma mudancga radical no padrao de compras pode
significar fortes indicios de fraude. Desse modo, este tipo de fraude é detectado através
de caracteristicas particulares que ja sao conhecidas como indicativos de falsificacao.

Pode-se considerar também como fraudadores aqueles individuos, legitimos propri-
etdrios do cartao, que realizam compras sem intencao de pagé-las. Esse tipo de acao
chama-se abuso.

As fraudes podem ser realizadas de duas maneiras: i) com a presenga do cartao e do
fraudador, onde o préprio fraudador, ou alguém sob o seu comando, realiza a compra com
o cartao roubado/clonado/falsificado/obtido com aplicagao falsa, ou ii) com a auséncia do
cartao e auséncia do fraudador, onde a compra ¢ realizada via correio/telefone/Internet
(Mail Order/ Telephone Order).

Vale ressaltar que as compras realizadas pela Internet estao mais propicias a fraude,
uma vez que, no caso, nao é possivel verificar a assinatura e foto do cliente com seu
documento de identidade, o que torna a Internet um ambiente extremamente atrativo
para os fraudadores.

A tabela 3-1 apresenta as porcentagens de fraude por modalidade.
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Tabela 3.1: Modalidades de fraude em cartao de crédito e suas porcentagens de ocorréncia

Modalidade de Fraude Porcentagem

Perda ou roubo 63%

Clonagem 14%

Falsificacao 12%

Intercepgao no correio 6%

Outros 5%
Tabela 3.2:

Transagoes fraudulentas sao realizadas diariamente em todas as partes do mundo. No
topo da lista dos paifses com maior nimero de fraudes estd a Ucrania, onde 19.0% das
transacoes com cartao de crédito sao fraudes, seguindo da Indonésia com 18.3%. Pode-se
citar também a Turkia com 9.0% e a Malasia com 5.9%. Apesar dos Estados Unidos e
Reino Unido nao estarem ocupando as primeiras colocagoes, nesses tiltimos anos a perda

com fraude nestes paises vem aumentando drasticamente (Hahnstra [22]).

3.2 Ciclo da Fraude

Cristofaro [15] ressalta a existéncia de um ciclo de vida da gestao de fraude que pode ser

dividido em oito estédgios. Estes estagios sao:

e Intimidagao: caracterizada por acoes e atividades destinadas a inibir ou desanimar

o fraudador antes que o mesmo execute a fraude.

e Prevencgao: compreende atividades que tornam a execucao da fraude mais dificil,
endurecendo as defesas contra os fraudadores. Isso inclui a identificacao pessoal
de nimeros para os cartoes de crédito, sistemas de seguranga para transacoes via
internet e uso de senhas pessoais para o acesso de contas no sistema, tanto via
computadores como via telefone. Esses métodos nao sao perfeitos e é necessdrio
determinar um meio termo entre as despesas envolvidas na gestao da fraude e a

incoveniéncia que esta pode gerar para o cliente.

e Deteccao: conjunto de acoes e atividades que sao utilizados para identificar a

fraude. Esses métodos de deteccao sao utilizados quando os métodos de prevencao da
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fraude falham. Na prética a deteccao de fraude é utilizada continuamente, ignorando

a prevencao.

e Medidas: tomada de medidas que evitam a ocorrécia de perdas ou a sua con-
tinuidade e/ou impegam que um fraudador continue a fraudar ou termine a sua

atividade de fraude.

e Andlise: sao identificados e estudados através da modelagem estatistica os fatores

que levam os fraudadores a cometerem as fraudes.

e Politica: conjunto de atividades que pretendem criar, avaliar, comunicar e ajudar

na implantacao de politicas para reduzir a incidéncia de fraudes.

e Investigacao: envolve a obtencao de evidéncias e informacoes suficientes para re-
duzir ou inibir completamente as atividades fraudulentas, com o intuito de recuperar

recursos ou obter a restituicao dos mesmos.

e Acusagao: neste estigio estd clara a necessidade de suporte juridico (leis) para

condenar os crimonosos.

Através de uma interacao equilibrada entre os estdgios citados acima, pode-se alcangar
resultados bem eficiéntes. Cada instituicao deve descobrir o melhor equilibrio para seu
negécio. Estes estdgios interagem entre si de forma dindmica e nao sao necessariamente

executados na ordem descrita acima.

3.3 Custos da Fraude

As transagoes fraudulentas geram grandes custos para as instituicoes, dentre as quais
pode-se citar: o valor perdido pela transacao, gastos com investigacoes, reemissao do
cartao e despesas com a entrega, chamadas no atendimento ao cliente, custos da transagoes
referidas, cancelamento de cartoes e custos de boletim de protecao com as bandeiras.
Além desses custos, tém-se os custos nao mensurdveis como, por exemplo, a insa-
tisfacao do cliente, o sentimento de violacao e vulnerabilidade em relacao a empresa do

cartao, perda de lealdade a marca e as bandeiras além dos custos de oportunidade.



Capitulo 4

Métodos para a Deteccao de Fraude

A colaboragao da estatistica estd direcionada para os métodos de deteccao de fraude.
Esses métodos podem ser classificados em supervisionados e nao supervisionados.

Nos métodos supervisionados, amostras de registros fraudulentos e nao fraudulentos
sao usados para construir modelos que permitem classificar uma nova observacao em uma
dessas duas classes. Para isso é necessario que o conjunto de dados seja confidvel e que
seja composto, necessariamente, de observacoes para as duas classes. Para estes métodos
¢ comum a utilizacao das técnicas de andlise discriminante, método baseado em arvore
(Cart, ID3), regressao logistica e andlise de sobrevivéncia. Também podem ser usados
outros procedimentos nao convencionais para os estatisticos, tais como: redes neurais,
redes bayesianas, método baseado em regras e meta-aprendizado.

Os métodos nao supervisionados sao utilizados quando nao existe um conjunto de
dados com casos conhecidos de fraudes e de transagoes legitimas. As técnicas empregadas
nestes casos sao, em geral, uma combinagao de métodos de deteccao de outliers e de perfis
e é comum o uso de ferramentas estatisticas para a verificacao da qualidade dos dados.
Esses métodos buscam a conta ou o cliente que seja o mais dissimilar dos outros (do
normal). Nesse contexto, o cliente ¢ examinado com mais cuidado. A idéia consiste em
modelar uma distribuigao base que representa um comportamento padrao e, a partir daf,
tentar detectar observagoes que mostram um afastamento deste padrao. Estes modelos
probabilisticos podem ser atualizados em periodos de tempo pré-fixados ou podem ser
determinados continuamente no tempo.

Ambos os métodos, supervisionados e nao supervisionados, possuem problemas. Com



4. METODOS PARA A DETECCAO DE FRAUDE 14

relacao aos métodos supervisionados o problema encontrado é com relacao a classificagao
erronea (falsos positivo/negativo), ou seja, a transagao fraudulenta ainda nao observada
é rotulada como legitima ou uma transacao legitima é registrada erroneamente como
fraudulenta. Um outro problema é quanto ao desbalanciamento das classes, que ocorre
quando o nimero de transagoes legitimas é muito maior que as fraudulentas.

Com relacao aos métodos nao supervisionados, usudrios legitimos podem mudar seus
comportamentos de compra em um longo periodo de tempo e esta mudanca pode ocasionar
em um alarme falso. Um outro problema é quanto a determinagao de um ponto atipico,
pois este nao garante que uma acao fraudulenta tenha sido efetivada. Neste caso, a andlise
serve como um alerta para o fato de que uma observacao é atipica e que, por esta razao,

merece ser investigada detalhadamente.

4.1 Arvores de Decisao

A metodologia de decisao por drvore ID3, desenvolvido por Quinlan [4], utiliza o critério
de entropia para dividir os nds, partindo do principio de que a entropia cresce com a
probabilidade associada a um determinado estado.

O conceito de entropia é amplamente utilizado em fisica, mais precisamente em ter-
modindmica. Em estatistica estd relacionado com a quantidade de informacao para ex-
plicar um determinado evento. Como por exemplo, ao jogar uma cartela na mega sena
a probabilidade de acertar o primeiro jogo é quase nula, de acertar a quina é pequena,
mas é maior do que acertar as seis dezenas; a de acertar uma quadra é pequena, mas é
maior que todas as anteriores. Quando a probabilidade de acertar a sena é quase nula,
a entropia pode ser 1 (quantidade de informagao nula), para a quina a entropia pode ter
valor 0,96 e para a quadra a entropia pode ser 0,92. Ou seja, a entropia pode ser vista
como um valor associado & necessidade de informagao para a explicacao de um evento.

No caso da classificagao pelo método de arvore, quando a entropia é nula, significa que
os dados s@o homogéneos (mesma classe). No caso do método ID3, dado um determinado

né x, o critério de divisao usado é:

Entropia(x) = Z — p;log(p;), (4.1)
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onde p; é a probabilidade da i-ésima classe dentro do né x. Para expressar a proporc¢ao

de informacao gerada pela divisao, utiliza-se a seguinte razao:

_ Ganho(x
Razao Ganho (x) = Informa(;(do)(x)’ (4.2)

onde o ganho ¢ a diferenca da entropia de informacao do né x e o denominador refere-se

as divisoes realizadas para o né x.

Ganho(x) = entropia(z) — entropia(zy, x2), (4.3)

Entropia(x1,x2) = —(p1 log(p1) + p2log(p2)). (4.4)

O valor resultante da razao ganho das varidveis preditoras mostra qual varidvel deve
ser testada em ordem de nds, contada da raiz (maior valor da razao ganho) até o né mais
distante (menor valor da razao ganho). A seguir um exemplo retirado de (CARVALHO,
2001).

Suponha que uma locadora de carros queira classificar os seus clientes como locatério
de carro importado ou nacional mediante duas varidveis preditoras: idade e saldrio. Tém-
se que 17 clientes alugaram carros nacionais (V) e 7 alugam carros importados (I).

Para iniciar a classificacao é necessdrio escolher alguma varidvel para ser utilizada na
formagao de um subgrupo mais homogéneo. No exemplo, o autor escolheu a idade como
no inicial, verificando-se que os clientes tinham entre 18 a 70 anos. Logo apds, foram
produzidos alguns valores de idade: 20, 40, 50 e 60. Com a idade de 20 anos, dividiu-se o
grupo de clientes em dois subgrupos: aqueles que tém mais de 20 anos e aqueles que tém
menos de 20 anos. A entropia dos dois subgrupos foi calculada, obtendo-se a entropia
total da informacao neste primeiro nivel da drvore de decisao. Suponha que o valor da
entropia seja Hyy = 0,78. Partindo do grupo inicial, novamente, dois novos subgrupos
foram criados: aqueles com mais de 40 anos e aqueles com menos de 40 anos. Novamente,
calculando a entropia desses subgrupos obteve-se o valor Hyy = 0,64. Repetindo-se o
processo para as idades de 50 e 70 anos, os valores da entropia obtidos foram Hzq = 0,71
e H7;yg = 0,81. Comparando os valores calculados das entropias, observa-se que a menor

entropia é a do subgrupo 40, ou seja, ao se utilizar uma regra com base na idade menor
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Conjuntode Dados
(n=24)

\

No Raiz

Sim /\ N3o

Idade> 40 anos

N6 Intermediario Aluga carro
(12) nacional (12)

N3o /\ Sim

Salario> R$8.000,00

Alugacarro Aluga carro
nacional (4) importado (8)

Figura 4-1: Arvore de Decisao para o exemplo de locacio de carro (CARVALHO, 2001)

ou igual que 40 anos, obtém-se dados homogéneos.

O préximo passo foi definir um novo critério para a separacao dos dados remanescentes
ao primeiro noé (teste). A varidvel saldrio pode ser aplicada no préximo né, onde os valores
variavam de R$ 2.000,00 a R$ 10.000,00. Do mesmo modo & primeira aplicacao, os grupos
foram subdivididos em: R$ 3.000,00; R$ 5.000,00 e R$ 8.000,00 e foram calculadas as
entropias associadas, obtendo Hs g = 0,61, Hs 000 = 0,21 € Hg oo = 0, 13. Entao, para
o teste do tltimo né puderam ser utilizados saldrios maiores e menores que R$ 8.000,000.
A arvore de classificacao desse exemplo é mostrada na Figura 4-1.

Com base nos dados de treinamento da drvore de decisao, pode ser gerado um modelo
que permite classificar um conjunto de dados multivariados, baseado na razao ganho, uma
arvore, contendo testes, permite classificar dados localizados na drea de confusao entre

classes.
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4.2 Analise Discriminante

A andlise discriminante é um outro método de predigao utilizando a classificagao. Seu
principio ¢ descrever graficamente (em 3 dimensoes ou menos) ou algebricamente as ca-
racterfsticas diferenciais de um conjunto de observacoes multivariadas. Cada uma dessas
observacoes traz informacoes de p varidveis e estao definidas no espago p-dimensional RP.

Esse tipo de andlise de classificacao permite alocar as observagoes em duas ou mais
classes, buscando determinar caracteristicas discriminantes, cujos valores numéricos fazem
com que as populagoes estejam tao separadas quanto possivel (JOHNSON e WICHERN,
1988).

Considere g populacoes ou grupos my,...,m,, sendo g > 2. Suponha que a cada po-
pulagdo 7; estd associada uma funcao densidade de probabilidade f;(x) no espago R?, ou
seja, se um individuo pertence a uma populagao 7;, tem funcao densidade de probabilidade
fj(x). O objetivo da anélise discriminante é alocar um individuo para um dos g grupos
com base nas observacoes .

A seguir, serd apresentada a metodologia de discriminacao no caso de duas populagoes,

qg=2.

4.2.1 Funcao Discriminante de Fisher para Duas Populacoes

A idéia da fungado discriminante de Fisher é transformar a observacao multivariada X
em uma univariada Y, tal que Y traga informacao das populagoes m; e mo. Se essas
populagoes forem as mais distintas possiveis, fica mais facil afirmar a qual delas pertence
as observagoes; mas nem sempre isso acontece e as populagoes ocupam algumas dreas em
comum no espago, denominadas “regides de confusao” (JOHNSON e WICHERN, 1988).

Para resolver esse problema, Fisher sugeriu tomar a combinagao linear de X para criar
Y (y= Uz ), por ser uma fungao simples de X e de facil tratamento matemético. Tendo
pty,, (E(l'z/m1)) como a média dos resultados de Y, cujas observagoes pertencem a 7y € fig,
(E(lI'z/m2)) a média de Y obtida de X que pertence a w2, Fisher selecionou a combinagao
linear que maximiza o quadrado da distancia entre p,, e yy, relativa a variabilidade de

X nas duas populagoes. Essa combinacao é dada pelas matrizes de covaridncia
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Y= Eil(r = p) (e — ), 1= 1,2, (4.5)

consideradas iguais para as duas populacoes. Nessa matriz, i, e p, 820, respectivamente,
a média da populacao de X da populagao m; e média de X da populagao 7.

A distancia méxima das duas populagoes é dada por (z — p;)' S~ (z — uy). As quanti-
dades populacionais i, 5 € 2 raramente sao conhecidas e a expressao anterior s6 poderd
ser utilizada se forem consideradas as estimativas das quantidades populacionais.

Considere n; observagbes da varidvel multivariada X' = [z1,29,...,2,] de T € ng
observagoes de my. Sejam as seguintes estatisticas relativas as amostras, denotando, res-

pectivamente, a média amostral e varidncia amostral,

1 &
% =Sz 4.6
X ni;x‘j (4.6)

ng

1

Si = n — 1Z(Xz‘j —%)(xi; — %), i=1,2. (4.7)

j=1
A fungao discriminante de Fisher é construida sem assumir a existéncia de uma fungao
de probabilidade associada a cada grupo.
Fisher escreveu uma funcao linear y = 'z, que maximiza a razao entre a soma de
quadrados entre grupos e a soma de quadrados dentre grupos. Porém, se as duas popu-
lacoes tém uma matriz de varidncia e covaridncia comum, a matriz S pode ser substituida

pela matriz Spooed:

ny—1 ng — 1
Srocted = | (1) (g = 2)} o1t {(nl Dt m o2 (4.8)

Para alocar o objeto na populacao my, primeiramente precisa-se definir o ponto médio

m da combinagao linear:

T -7 1
% = (@1 = T) Spoteal 1 — To). (4.9)

m =

Dessa forma uma observacao xq sera classificada como pertencente a populacao m; se:
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Figura 4-2: Processo de classificacao pelo método de Fisher para 2 populagdes (JOHNSON
e WICHERN, 1988)

(El - f2>/‘Svpooled(~770) > T/ﬁ’ (410)

e alocada para o grupo 7, se:

(fl - EQ)ISpooled(xO) < m. (411)

A Figura 4-2 mostra a solucao de Fisher para o problema de separacao e classificagao
para p = 2. O conjunto de dados nao fica tao discriminado se projetados nos eixos z; e
T9, assim sendo, o método rebate os dados numa funcao linear dos dois eixos. A melhor
decisao é a que torna maxima a razao entre a soma de quadrados entre grupos e a soma

de quadrados dentre grupos.
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Segundo (JOHNSON e WICHERN, 1988), este tipo de andlise s6 faz sentido se as
duas populagoes realmente tiverem médias diferentes. Suponha que as populagoes 7, e
9 sejam normais multivariadas com uma matriz de covariancia comum .. Um teste com
uma hipétese nula Hy : j1; = po, contra a hipétese alternativa Hy : pul # p2 é dado pela

estatistica:

(@1 + T2 = 2)p] n1+no

que possui uma distribuicao F' com v; = p e v = ny + ny — p — 1 graus de liberdade e
Dy = (T1 —T2)"Spooted(T1 — T2). Se Hy for rejeitada, pode-se concluir que a separagio entre
as duas populacoes 7 e my é significante, caso contrario significa que as duas populagoes

tém a mesma média e matriz de covariancias, ou seja, elas formam uma tnica populacao.



Capitulo 5
Regressao Logistica

Os métodos de deteccao de fraude apresentados no capitulo anterior sao métodos de
classificacao. Nesses métodos, a separacao dos individuos em determinados grupos ocorre
a partir das caracteristicas mais semelhante. Dessa forma é possivel criar uma regra de
classificagao para novas entradas baseado na discriminagao anterior.

Segundo (HOSMER e LEMESHOW, 1989), a regressao logistica busca explicar a
relacao entre uma varidvel resposta dicotémica dependente e um conjunto de varidveis
explicativas independentes (qualitativas ou quantitativas). Este capitulo serd destinado

aos modelos de regressao logistica.

5.1 Introducao

A Regressao Logistica é um modelo probabilistico de regressao nao linear que se encaixa
nas situagoes em que as varidveis resposta sao discretas e os erros nao sao normalmente
distribuidos. Esta técnica é utilizada quando se deseja predizer um evento futuro, como
por exemplo, descrever a probabilidade de que um determinado cliente venha a cometer
uma transacao fraudulenta dado um conjunto de covaridveis.

A varidvel resposta (y), que mesmo quando nao ¢é originalmente binéria pode ser dico-
tomizada, apresenta dois possiveis resultados (sucesso e fracasso). Geralmente é chamado
de sucesso o resultado que representa a presenga de uma particular caracteristica de in-

teresse:
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1 se o elemento possui a caracteristica de interesse
y = . . (5.1)
0 caso contrario

A quantidade chave em problemas de regressao é o valor médio da varidvel resposta
dado o valor da varidvel independente, ou seja, a esperanca condicional de Y dado um
valor z da covaridvel X, E(y|X = z). No caso da regressao linear assume-se que esta
média pode ser expressa em uma equagao linear em z, ou alguma transformagao de X ou

em Y, tal como:

E(Yl|x) = 8o+ by (5.2)

Assim sendo, é possivel que a média assuma qualquer valor quando x varia entre —oo
€ +00.

Em (HOSMER e LEMESHOW, 1989) ¢ apresentado um exemplo considerando duas
varidveis: idade dos individuos (AGE) e se elas tinham ou nao problemas cardiacos (CHD).
A Figura 5-1 mostra o gréfico dessas duas varidveis. Observe ainda que todos os pontos
caem em uma das duas linhas paralelas, representando a auséncia de CHD (y = 0) e a
presenca de CHD (y = 1). Observe que existe uma tendéncia para que os individuos com
nenhuma evidéncia de CHD sejam mais jovens do que aqueles com evidéncia de CHD.
Apesar deste grafico descrever a natureza dicotémica da varidvel CHD, pode-se dizer que

ele nao fornece um aspecto claro da natureza da relacao entre CHD e idade.

1 . I N T T T

CHD (y)

AGE (x)
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Tabela 5.1: Frequéncia de CHD por faixas de idade. Fonte: HOSMER e LEMESHOW,
1989.

CHD
Idade do Grupo n  Ausente Presente Média (proporgao)
20 - 29 10 9 1 0.10
30 - 34 15 13 2 0.13
35 - 39 12 9 3 0.25
40 - 44 15 10 5 0.33
45 - 49 13 7 6 0.46
50 - 54 8 3 5 0.63
55 - 59 17 4 13 0.76
60 - 69 10 2 8 0.80
Total 100 57 43 0.43
Tabela 5.2:

A grande variabilidade em CHD e idade dificulta a interpretacao dos dados. Para
remocao dessa variagao, mantendo-se a estrutura da relagao entre a resposta e a cova-
ridvel, a varidvel independente foi dividida em 8 classes. Em seguida calculou-se a média
condicional da varidvel resposta em cada grupo, tabela 5.2.

Examinando a Tabela 5.2, pode-se observar melhor a existéncia de uma relacao.
Aparentemente, com o aumento da idade a proporc¢ao de individuos com problemas cardia-
cos (CHD) aumenta. A Figura 5-2 apresenta o gréfico da propor¢ao de individuos com
problemas cardiacos versus o ponto médio de cada grupo de idade. Através desta Figura
pode-se ter uma melhor compreensao da relagao entre a varidvel resposta CHD e a cova-
ridvel idade.

Quando a varidvel resposta é dicotomica, sua média condicional deve ser maior ou
igual a zero e menor ou igual a um, [0 < F(Y|X = z) < 1], aproximando-se de 0 e de 1
gradualmente (forma de “S”) e cujo grafico se parece com a distribui¢do acumulada da

funcao logistica.
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Segundo os estudos de (COX e HOSMER e LEMESHOW, 1989) [2], a fung¢do ideal
para o caso da varidvel resposta ser dicotomica é a funcao logito, pois é extremamente
flexivel e facil de ser usada e interpretada. A fungao logito m(x) representa a probabilidade
desconhecida da existéncia de uma determinada caracteristica de interesse, associada ao
valor de x da varidvel independente (ou dado o valor de X). O modelo de regressao

logistica, conhecido também como funcao logistica, é dado por:

exp(x;0)
= P(y; = 1|x;) = , 5.3
(@) = Pl = 1) = 1o (53)
em que o vetor de pardmetros 3 sao desconhecidos.
Utilizando a transformagao logit em 7(x) tem-se a seguinte funcao linear:
logit m(x;) = log ) = G3'X,. (5.4)
1 —m(zy)

5.2 Estimacao dos Pardmetros

Na abordagem cléssica, o parametro é considerado uma quantidade fixa e desconhecida.
Os resultados sao obtidos a partir de uma distribuigao conjunta da amostra observada
de tamanho n, x = (21, ...,x,), e representada pela funcdo de verossimilhanga L(0;y,x)

(MOOD,1974). Segundo (HOSMER e LEMESHOW, 1989), o método usual para a esti-
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macao dos pardmetros do modelo de regressao logistica é o método de méxima verossim-
ilhanca.

Considere Y; varidveis aleatérias indepententes e identicamente distribuidas. Seja X;
o vetor de covaridveis, tal que a distribui¢ao de Y;|X; tenha distribuigao de Bernoulli com
probabilidade de sucesso 7(x). Dessa forma, a distribui¢ao de Y;|X; pode ser representada

por:

P(Y; = yilxi) = f(ylzi) = (7(2:))¥ (1 — w(2))" Y, comy; =0,1ei=1,...,n. (5.5)

Como as varidveis aleatérias Y; sao independentes, a fungao de verossimilhanca é dada
J
por:
n n

L(Bix;) = [ [f (wilwi) = [ [ (o)) (1 = () (5.6)

i=1 i=1
O logaritmo da verossimilhanca em (5.6) é dado por:
l</37w;xi) = lnL(/Baw;xi)> (57)

ou seja,

1(8;x;) = Zn: [yi In (%@)) +(1-y)ln (1 - M)] . (5.8)

2 "\ T oo T+ exp(x )

A estimativa do k-ésimo parametro é dada pela derivada da Equagao (5.8) em relacao

a este parametro e igualando este resultado a zero, isto é,

01(B, w; x;)
0,

Considerando uma covaridvel, o vetor de parametros desconhecidos é dado por 8 = (8,, 8).

Bt é solucao de =0,t=1,..,p. (5.9)

Ao maximizar a funcao de verossimilhanca, ou seja, realizar as derivadas desta funcao em

relacao aos parametros 3, e 3; obtém-se 2 equagoes:
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> [y = w(@)] =0, (5.10a)

Zx[yz —7(z;)] = 0. (5.10b)

i=1
Observe que as equacOes acima sao nao lineares nos pardmetros e dessa forma as
solugoes dessas equagoes sao obtidas utilizando métodos iterativos.
As estimativas de maxima verossimilhanca dos parametros do vetor 3 sao dados pela
solucao das equacoes de verossimilhanca e serao denotadas por B As propriedades mais

importantes dos estimadores de méxima verossimilhanca sao:

e A estimativa de maxima verossimilhanca pode ser tendénciosa, e com freqiiéncia, tal

tendenciosidade pode ser eliminada pela multiplicacao de uma constante apropriada;

e Sob condicoes bastante gerais, as estimativas de méxima verossimilhanca sao coe-
rentes. Isto é, se o tamanho da amostra sobre a qual essas estimativas sao calculadas
for grande, a estimativa serd préxima do valor do parametro. As estimativas de
mdxima verossimilhanca possuem a propriedade de “grandes amostras”; isto é, elas

sao assintéticas e possuem uma boa aproximacgao pela distribuicao Normal;

e As estimativas de médxima verossimilhanca apresentam a seguinte propriedade de
invaridncia: Se 6 é uma estimativa de mdxima verossimilhanca de 6, entao g(6)
também é uma estimativa de médxima verossimilhanca de uma funcao mondétona

continua g(f) (MEYER, 1978).

5.3 Teste de SignificAncia dos Coeficientes

Segundo (HOSMER e LEMESHOW, 1989), uma aproximacao para testar a significancia
do coeficiente de uma varidvel em qualquer modelo relaciona-se com a seguinte questao:
o modelo que inclui a varidvel em questao diz mais sobre a varidvel resposta do que o
modelo que nao inclui a varidvel? Com esta questao, o teste de significincia consiste em

comparar os valores observados da varidvel resposta com aqueles preditos, através de dois



5. REGRESSAO LOGISTICA 27

modelos. O primeiro com a varidvel presente e o segundo sem essa varidvel. A comparagao
entre os valores preditos e observados, usando a funcao de verossimilhanca, é baseada na

seguinte expressao:

verossimilhanga do modelo atual

D = —2log (5.11)

verossimilhanca do modelo saturado

Esse teste ¢ donominado de teste da razao de verossimilhancgas e é aplicado em testes de
hipéteses pelo fato de sua distribuigao geralmente ser aproximada por uma qui-quadrado,
ou seja, a distribuicao é conhecida.

Essa estatistica D é chamada de funcao deviance e desempenha o mesmo papel que a
soma de quadrados residuais no modelo de regressao linear (SSE — Soma dos Quadrados
dos Erros). Para estimar a significincia de uma varigvel independente, comparam-se o
valor de D com e sem a varidvel independente na equacao. A alteracao em D, devido a

inclusao da varidvel independente no modelo, é dada por:

G = D(para o modelo sem a varidvel) — D(para o modelo com a varidvel).  (5.12)

Esta estatistica desempenha o mesmo papel do numerador do teste F' na regressao
linear, pois a verossimilhanca do modelo saturado é comum para ambos os valores de D

sendo eliminado no cédlculo de GG. Assim, GG pode ser expresso como:

verossimilhanca sem a covaridvel

G =—2log (5.13)

verossimilhanca com a covaridvel | -

O teste da razao de verossimilhancas torna possivel verificar a significincia da adicao
de novos termos no modelo. No caso de uma tnica varidvel independente, recomenda-se
ajustar primeiro um modelo contendo apenas o termo constante. Em seguida deve-se
ajustar um modelo contendo a varidvel independente, mais a constante. Estes dados
originam um novo log de verossimilhanga. O teste da razao de verossimilhanga é obtido
multiplicando-se a diferenca destes dois valores por menos dois. Este resultado, bem
como o p-valor associado a distribuicao qui-quadrado, podem ser obtidos na maioria dos

softwares estatisticos.
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Para verificar a significAncia dos parametros também pode ser utilizados outros méto-
dos estatisticos semelhantes ao anterior, como o Teste de Wald ou o Teste de Escore.

A estatistica e teste de Wald dado por,

2

S (5.14)

W= |—==<
SE(B)

é obtido comparando-se o estimador de méaxima verossimilhanca do pardmetro de incli-
nacao, Bu com a estimativa do seu erro padrao (gE — Erro Padrao). O resultado da
razao, sob a hipétese basica 3, = 0, terd uma distribui¢cao normal padrao.

O p-valor bicaudal é P(|z| > W), onde z denota uma varidvel aleatéria seguindo uma
distribuicao normal padrao.

Porém, alguns pesquisadores que examinaram a eficiéncia do teste de Wald (HOSMER
e LEMESHOW, 1989) verificaram que, as vezes, este teste rejeita um coeficiente quando
este é significativo. Por este motivo, eles recomendam que o teste da razao de verossim-
ilhancas seja usado. Ambos os testes, da razao de verossimilhanga (G) e o teste de Wald
(W) requerem o calculo dos estimadores de maxima verossimilhanga. Para uma tinica
varidvel, esta nao é uma tarefa computacionalmente dificil, porém, para conjuntos de da-
dos grandes com muitas varidveis, o cdlculo iterativo necessdrio para obter a estimativa
de méaxima verossimilhanca pode ser muito trabalhoso.

Um teste para a significancia de uma variavel que nao requer estes calculos é o Teste de
Escore. Os proponentes do teste de Escore citam esta redugao de esforgo computacional
como a sua maior vantagem. Entretanto, o uso deste teste é limitado pelo fato de que ele
nao pode ser obtido facilmente em alguns software. O teste de Escore é baseado na teoria

de distribuicao de derivadas do log da verossimilhanca (HOSMER e LEMESHOW, 1989).



Capitulo 6
Logistica Limitada

No capitulo anterior discutiu-se de forma sucinta o modelo de regressao logistica. Alguns
estudos mostram que este modelo nao apresenta boas estimativas quando a varidvel res-
posta é extremamente desbalanciada, como geralmente é o caso da estrutura dos bancos
de dados de fraude. Nesses casos, uma alternativa sugerida por (CRAMER, 2004) ¢ de
se utilizar o modelo de regressao logistica limitada.

O modelo logito limitado provém de uma modificacao do modelo logito usual. Essa
modificagao é dada pelo acréscimo de um pardmetro que quantifica um limite superior para
a probabilidade de sucesso. Assim a probabilidade de sucesso condicionada as covaridveis

é dada pela Equacao 6.1.

exp(x'8)

Py, = 1|x;) = w7,
(v [xi) wl—i—exp(x’ﬂ)

0<w< 1. (6.1)

Através do estudo realizado por (CRAMER, 2004) tem-se que este modelo apresenta
uma excelente performance ao modelar grandes conjuntos de dados com vetor de covar-
idveis x; e uma varidvel resposta bindria y;, com baixa incidéncia de y; = 1 (resposta de

interesse) e uma altissima incidéncia de y; = 0.

6.1 Estimacao dos Parametros

Os parametros do modelo logito limitado também sao determinados via maxima verossimi-

lhanga.
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Considere o vetor de (p + 1) parametros dado por 8’ = (8, 5, ..., 5,) e

exp(x'3)
1+ exp(x'8)

Como a varidvel resposta Y; ~ Bernoulli(F;), as probabilidades de sucesso e fracasso

(6.2)

i =

sdo dadas por P(Y; = 1|x;) = P, e P(Y; = 0|x;) = (1—F;), respectivamente. A distribui¢ao

de Y; pode ser representada por:

P(Y; = yilxi) = f(yslz:) = (P)¥ (1 — B)' ¥, com y;=0,1lei=1,...,n. (6.3)

Como as varidveis aleatérias Y; sao independentes, a fungao de verossimilhanca é dada

por:
LB wiyi,xi) = | [fwilw) = [[(P)7 (1 = P)' . (6.4)
i=1 i=1
Considerando
l</67w;xi> = lnL(/Baw;Xi)v (65)
temos

U(B,w;x;) = Zn: lyi In (w%ﬁ)o +(1—-y)hn (1 - w%,ﬂ))ﬂ T (w).

— 1+ exp(x'3 1+ exp(x'8
(6.6)

Ao maximizar a funcao de verossimilhanca, ou seja, realizar as derivadas desta fungao

em relacao aos parametros 3, 31, ..., 3, e w obtém-se (p + 2) equagoes (Apéndice A):

Zw[yi — B =0; (6.7a)

Zinjw[yi — P =0; (6.7b)

k=11i=1



6. LOGISTICA LIMITADA 31

i H—_ﬂ = 0. (6.7¢)

=1
Pode-se verificar que essas equagoes nao sao lineares nos parametros, nao sendo possivel
obter a solugao explicita do sistema de equagoes. Entao, é necessédrio o uso de métodos

iterativos para resolvé-lo, encontrando assim as estimativas de méxima verossimilhanca,

By By -oes B, € B.

6.2 Meétodo Iterativo de Newton-Raphson

O objetivo do método iterativo de Newton-Raphson é de determinar as solugoes de
equacgoes nao lineares nos pardmetros. Este método consiste em gerar uma sucessao de
solugbes {0}, k € N, que convirja para a solu¢do «, também conhecida como raiz da
equagao, a partir de uma aproximagao inicial #y e um procedimento iterativo que permita
obter novos ;1 a partir dos valores anteriores #;. Um método iterativo, de forma geral,

para aproximar solugoes de f(6) = 0 consiste de:

e um valor inicial  (se o método é dependente de apenas um ponto);

e uma férmula iterativa que permita obter sucessivamente novas aproximagoes ;.1 a

partir dos valores anteriores 6y,

Orr1=9(0k), com K =0,1,..., k; (6.8)
e um critério de parada (método de convergencia), que por exemplo podem ser:

1. |0x — Ox_1] < €1 (tolerancia absoluta);
2. (|0k — 0k_1|)/ |0k| < €2 (tolerancia relativa);

3. | f(0r)] < e3;

4. Impondo um valor méximo de itera¢oes k = max(t).

A funcao iterativa de Newton-Raphson é dada por:
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f0)

g(0) =x — . 6.9
0) =2~ 5 (69)
Dado um valor inicial #y, o método se resume a efetuar as iteragoes:
f ()
Ori1 =0y — k=1,2,... 6.10
k+1 k f/(ek) ’ y Sy ( )

6.2.1 Condicoes suficientes de convergéncia
Teorema: Se as seguintes condicoes forem satisfeitas:

L f(a)f(b) <O;

2. f(0) # 0, para qualquer 0 € [a,b];

3. f"(#) > 0 ou f"(#) < 0, para qualquer 6 € [a,b], ou seja, f”(f) ndo muda de sinal

em |a, bl ;
4. ‘ fa| < (b—a)e J{f(b,})‘ <(b—a).

Entao o método de Newton-Raphson converge para um unico a de f em [a, b], qualquer
que seja o valor inicial 6, € [a, b].
No software SAS pode-se obter as solugoes de equagoes nao lineares pelo método de

Newton-Raphson via procedimento NLP.

6.3 Testes de Significancia

Os testes para o modelo logito limitado sao os mesmo do modelo logito. A tnica dificul-
dade é que para este modelo tem que impletar os cédigos.
Para verificar a signifcancia dos pardmetros do modelo de regressao logistica limitada

sera utilizado o teste de Wald.

6.4 Comparacao dos Modelos

Para comparar as performances dos modelos logito e logito limitado serao utilizadas as

estatisticas de teste: Akaike’s Information Criterion (AIC) e Schwarz Criteria (SC), além



6. LOGISTICA LIMITADA 33

da estatistica de Kolmogorov-Smirnov (KS).

6.4.1 Akaike’s Information Criterion - AIC

A estatistica AIC é dada da seguinte forma:

AIC = 2k — 2In(L). (6.11)

Sendo k£ o nimero de pardmetros do modelo.

6.4.2 Schwarz Criteria - SC

A estatistica SC é dada da seguinte forma:

AIC = klIn(n) —21In(L). (6.12)

Sendo k£ o nimero de pardmetros do modelo e n o nimero de observagoes na amostra.

6.4.3 Estatistica de Kolmogorov-Smirnov (KS)

A estatistica de Kolmogorov-Smirnov (KS) provém do teste nao-paramétrico, no qual se
deseja a partir de duas amostras retiradas de duas populacoes distintas, testar se duas
funcoes de distribuigoes associadas as duas populagoes sao idénticas ou nao.

A estatistica KS mede o quanto estao separadas as fungoes de distribui¢oes empiricas

dos escores dos grupos de nao fraudadores e fraudadores. Seja Fp(e) = ZF B(x) e
r<e

Fuyl(e) = Z Fy () a funcdo de distribuicao empirica dos nao fraudadores e fraudadores,
r<e
respectivamente. Desta forma, a estatistica KS é dada por:

KS = max|Fg(e) — Fu(e)|,
sendo F'g(e) e Fys(e) as proporcoes de clientes nao fraudadores e fraudadores com escore
menor ou igual a e, e a estatistica KS é obtida através da distancia méxima entre essas

duas proporgoes acumuladas ao longo dos escores obtidos pelo modelo.

O valor desta estatistica pode variar entre 0% e 100%, sendo que 100% indica uma

separacao total dos escores dos nao fraudadores e dos fraudadores e 0% indica uma so-
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breposicao total das distribuicoes dos escores dos dois grupos. Na prética, os modelos

fornecem valores intermedidrios entre esses dois extremos.

6.5 Teste de Adequabilidade de Ajuste de Hosmer e

Lemeshow

(HOSMER e LEMESHOW, 1989) propuseram um teste para verificar a adequabilidade de
ajuste do modelo de regressao logistica, que pode ser estendido para a regressao logistica
limitada, baseado nos valores das probabilidades estimadas.

Considere n valores de probabilidades estimadas ordenadas, ou seja, a primeira proba-
bilidade correspondendo ao menor valor e a n-ésima probabilidade ao maior valor. Pode-se

agrupar essas probabilidades de duas formas:

1. Através dos percentis das probabilidades estimadas.

2. Através de valores fixos das probabilidades estimadas.

Com o primeiro método, considerando g = 10 grupos, o primeiro grupo ird conter

/ n

ny = 1 observagoes comegando com a menor probabilidade estimada. Com o segundo

método, também considerando g = 10 grupos, o ponto de corte é definido no valor %, k=
1,2,...,9 e os grupos irao conter todas as observacoes com probabilidade estimada entre os
pontos de cortes adjacentes. Por exemplo, o primeiro grupo contém todas as observagoes
na qual a probabilidade estimada ¢ menor ou igual 0,1, enquanto que o décimo grupo
contém as observagoes cuja probabilidade estimada é maior que 0,9. Para y = 1, a
estimativa dos valores esperados é obtida pela soma das probabilidades estimadas de
todas as observagoes no grupo. Para y = 0, a estimativa do valor esperado é um menos
a probabilidade estimada de y = 1. Para cada estratégia de agrupamento, a estatistica

de adequabilidade de ajuste de Hosmer e Lemeshow C , € obtida calculando a estatistica

qui-quadrado de Pearson:

C = z; [M] . (6.13)

nﬁﬁk(l — ﬁk)

Sendo que nj, é o nimero de observacoes no k-ésimo grupo.
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Or=> v, (6.14)

Jj=1
é o nimero de respostas entre as nj, “covariate patters” e:

I
g3

o= o (6.15)

=
a média da probabilidade estimada.

Através de um intenso estudo de simulagao, (HOSMER e LEMESHOW, 1989) demon-
straram que, quando J = n e o modelo de regressao logfstica ajustado é o modelo correto,
a distribuicao da estatistica C ¢ bem aproximada pela distribui¢ao qui-quadrado com g—2
graus de liberdade, Xf,_z- Ja para os casos em que J = n, é provavel que a qui-quadrado
seja também a distribuicao aproximada, porém este resultado nao foi examinado.

Uma alternativa para o denominador da Equacao 6.13 é obtida se considerar O como
sendo a soma da varidvel aleatéria independente e nao identicamente distribuida. Esta
sugestao padroniza a diferenca do quadrado entre o valor observado e a freqiiéncia esti-

mada esperada:

{ %&} . (6.16)

i{ %]2} = k(1 =) = ) (M =) (6.17)

j=1

Com isso, encontra-se o uso da expressao 6.16 que geralmente resulta em um acréscimo
insignificante no valor da estatistica de teste. Assim, na prética calcula-se C usando a
equacao 6.13.

Pesquisas adicionais realizadas por (HOSMER e LEMESHOW, 1989) mostraram que
o método de agrupamento baseado nos percentis das probabilidades estimadas é preferivel
ao método com ponto de corte fixo, no sentido de melhor aderéncia para a distribuicao
qui-quadrado, especialmente quando muitas das probabilidades estimadas sao pequenas

(isto é, menor que 0.2).
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Portanto, C seré baseado no agrupamento por percentil e com 10 grupos. Esses grupos
as vezes sao referidos como “deciles of risk”. Esse termo vem de pesquisas da drea de
sauide, onde a resposta y = 1 frequentemente representa a ocorréncia de alguma doenca.
Esta estatistica, para os modelos logito, log-log e probito, pode ser obtida sem grandes
dificuldades via pacotes estatisticos como STATISTICA, SAS, MINITAB e R. Para o caso
do modelo logito limitado, tem que se implementar no SAS. Para isso, basta considerar a

fucao logito limitado nas equacoes acima.



Capitulo 7

Amostras do Tipo State-dependent

7.1 Modelo Logito com Amostras do Tipo State-de-
pendent

Considere um conjunto de dados com vetor de covaridveis x; e uma varidvel resposta
bindria Y;, com baixa incidéncia de Y; = 1 (evento de interesse) e uma altissima incidéncia
de Y; = 0 (evento de ndo interesse).

O modelo que especifica a probabilidade de um individuo 7 possuir a caracteristica de
interesse em funcao do vetor de covaridveis z; é dado por:

P(y; = 1|x;) = P*(0,2;) = P} (7.1)

7

O objetivo das amostras do tipo state-dependent é estimar o vetor de parametros 3
para uma amostra selecionada, descartando uma grande parte das observagoes Y; = 0 por
razoes de conveniéncia (CRAMER, 2004).

Suponha que a amostra completa inicial ¢ uma amostra aleatéria com uma fracao de
amostragem « e que apenas uma fracao v de observagoes zero é retida. A probabilidade
que o elemento ¢ tenha Y; = 1 e seja incluida na amostra ¢ aP, mas para Y; = 0 é de
va(l—Fy).

Pela regra de Bayes, a probabilidade que um elemento da amostra selecionada tenha

Yi=1¢
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~ aP* P*
P = i — J . 7.2
aPf+ay(1—-Pf)  Pf+~y(1-Ff) (7:2)

Sabendo que Y; ~ Bernoulli(P,), entdao P(Y; = 1jz) = P, e P(Y; =0lz) =1 — P,. A
distribui¢io de Y; pode ser representada por P(Y; = y;|x;) = f(yi|z:) = (P)¥i(1 — B) v
comy, =0,1lei=1,...,n

Como as varidveis aleatdrias Y; sao independentes, a fungao de verossimilhanga em

termos de f’i, ¢é dada por:

P(Y; = yilx;) = f(ys]z:) = (P)¥(1 — P)'"¥, com  y;=01ei=1,..n, (7.3)

ou seja,

n

lﬂi%XﬂZIIﬂ%MQZIBEV%P—éVﬂﬂ (7.4)

=1

Sendo P = e P(y; = 1]x;) = P*(0,z;) = Pr.

P
P (1P i

Assim P; é uma funcao de 3 e v, e se a amostra selecionada é extraida da amostra
completa com v conhecida, a fungao de verossimilhanca pode ser maximizada em 3 através

de um método iterativo.

7.2 Modelo Logito Limitado com Amostras do Tipo
State-dependent

Da se¢ao anterior sabe-se que a probabilidade de sucesso para amostras do tipo state-

dependent é dada por:

5 b P
P = = . 7.5
abi+ay(1-F) PF+y(1-P) (75)
No caso do modelo logito limitado P; é dado por P(y; = 1|x) = w% Assim a

probabilidade de sucesso para a amostra selecionada é dada por:
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ﬁi _ wexp(xgﬁ) ) (76)

(w+ v —wy)exp(xi8) + v

Como as varidveis aleatérias Y; sao independentes, a funcao de verossimilhanga em

termos de 15;», é dada por:

i

P(Y; = yi|x;) = fys|z:) = (P)Y (1 — P)l_yi7 com yi=0,1ei=1,...n. (7.7)

Ou seja,

n n

L(B.w, 73 %) = [ [f(wilw:) = [T(R) (1 = Pt (7.8)

i=1 i=1

E a funcao log-verossimilhanga ¢ dada por:

w + v+ wy) exp(z;8) +

B, w, i) = D _yiIn (( w exp(2,) ) + (7.9)

w exp(a;f)
= (1= G ) et

Assim como nos casos anteriores, como tem-se um sistema de equacoes nao lineares
nos parametros é necessario o uso de métodos iterativos.
No préximo Capitulo serd apresentado uma aplicagao dos modelos logito e logito li-

mitado considerando amostra dos tipo state-dependent.



Capitulo 8

Aplicacoes

8.1 Dados Simulados

A simulacao utilizada neste capitulo com a finalidade de testar as performances dos mode-

los logito e logito limitado foi realizada no software SAS, considerando os seguintes passos:

e Passo 1: Gerou-se 6 covaridveis, z,, z,, z,, ©,, T, € r, com distribui¢ao Bernoulli

com as respectivas probabilidades: 0.1, 0.8, 0.1, 0.4, 0.7 e 0.9.

e Passo 2: Considerou-se os seguintes valores para os parametros : ([, = —4.5,

e Passo 3: Para obter a varidvel resposta y, primeiramente substitui-se as observacoes

geradas e os valores dos pardmetros na seguinte expressao:

Ply; = 1|x;) = exp(Bo + 121 + Bym2 + Baws + By%s + B5x5 + PeTs)
' ' 1+ eXP(ﬁo + 121 + Bowa + 53$3 + 8474 + ﬁ5$5 + 561’6).

e Passo 4: Gera-se y de uma Bernoulli com a probabilidade encontrada no passo
anterior. Dessa forma, a varidvel resposta y é do tipo bindria assumindo valores 0

ou 1.

Nesta simulagao, foram consideradas 100.000 observagoes e seis covaridveis com duas

categorias cada uma delas.
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Das 100.000 observagoes, apenas 1.860 sao de fraudadores o que corresponde a 1.86%
da base total.

Antes da modelagem de dados é importante realizar uma andlise descritiva das va-
ridveis canditadas ao modelo. As Tabelas 8.1, 8.2, 8.3, 8.4, 8.5 e 8.6 apresentam as
analises bivariadas respectivamente das varidveis 1, To, 3,24, T5 € xg. A partir desta
analise é possivel verificar a taxa de fraudadores e a odds ratio dentro de cada uma das
classes.

Através da odds ratio é possivel escolher uma classe neutra, ou baseline, da varidvel.
A classe neutra serd aquela que possuir a odds ratio mais préxima de 1, que significa
que dentro desta classe as proporcoes de fraudadores em relacao as proporgoes dos nao
fraudadores sao bem proximas. Os parametros de regressao serao ajustados em relagao
a esta classe. Além de se escolher a classe neutra, com a odds ratio é possivel verificar
se a contribuigao da varidvel serd positiva ou negativa. Se a odds ratio for maior que 1 a
contribui¢ao da varidvel serd positiva e se for menor que 1 serd negativa.

Analisando as taxas de fraude dentro das classe de cada uma das varidveis, pode-se
verificar que estas taxas variam. Esse fato indica que as varidveis possivelmente serao

significativas na predicao de fraudadores.

Tabela 8.1: Anélise bivariada para a covaridvel X1

X; Nao Fraudadores Fraudadores Total %Total Taxa Fraude Odds Ratio

0 88182 1854 90036 90% 2,06% 90%
1 9958 6 9964 10% 0,06% 3145%
Total 98140 1860 100000  100% 100% 100%

Tabela 8.2: Anilise bivariada para a covaridvel X2

X5 Nao Fraudadores Fraudadores Total %Total Taxa Fraude Odds Ratio

0 19642 632 20274 20% 3,12% 59%
1 78498 1228 79726 80% 1,54% 121%
Total 98140 1860 100000  100% 1,86% 100%
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Tabela 8.3: Andlise bivariada para a covaridvel X3

X3  Nao Fraudadores Fraudadores Total %Total Taxa Fraude Odds Ratio

0 88649 1272 89921 90% 1,41% 132%
1 9491 088 10079 10% 5,83% 31%
Total 98140 1860 100000  100% 1,86% 100%

Tabela 8.4: Anélise bivariada para a covaridvel X4

%Total Taxa Fraude Odds Ratio

X4 Nao Fraudadores Fraudadores Total
0 58979 822 59801 60% 1,37% 136%
1 39161 1038 40199 40% 2.58% 72%
Total 98140 1860 100000  100% 1,86% 100%

Tabela 8.5: Anilise bivariada para a covaridvel X5

X5  Nao Fraudadores Fraudadores Total %Total Taxa Fraude Odds Ratio

0 29703 176 29879 30% 0,59% 320%
1 68437 1684 70121 70% 2,40% %
Total 98140 1860 100000  100% 1,86% 100%

Tabela 8.6: Anilise bivariada para a covaridvel X6

%Total Taxa Fraude Odds Ratio

Xe¢ Nao Fraudadores Fraudadores Total
0 9625 332 9957 10% 3,33% 55%
1 88515 1528 90043 90% 1,70% 110%

Total 98140 1860 100000  100% 1,86% 100%
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8.1.1 Regressao Logistica

A Tabela 8.7 apresenta os resultados das estatisticas de ajuste do modelo de regressao
logistica. Estas estatisticas serao utilizadas como medidas de comparacgao entre os desem-

penhos dos modelos logito e logito limitado.

Tabela 8.7: Estatisticas de Ajuste do Modelo

Critério Apenas Intercpto Intercepto mais covaridveis

AIC 18.509,876 16.549,467
SC 18.519,389 16.616,057
-2LogLL 18.507,876 16.535,467

A Tabela 8.8 mostra as estatisticas que testam se pelo menos um dos betas da regressao
é significativo. Observe, através do p-valor, que existem parametros significativos para a

predicao de fraudadores.

Tabela 8.8: Teste Global - Hip6tese Nula: 3, =0

Teste Qui _quadrado GL p-valor
Razao de verossimilhanca 1972,4093 6 <,0001
Score 2080,4962 6 <,0001
Wald 1675,2697 6 <,0001

Tabela 8.9: Analise Tipo II do Efeitos

Efeito GL Qui_quadrado de Wald p-valor

X, 1 76,3455 <,0001
X, 1 221,8616 <,0001
X; 1 801,3816 <,0001
X, 1 195,9871 <,0001
Xs 1 325,5221 <,0001
Xy 1 139,2097 <,0001

Pode-se observar de acordo com a Tabela 8.9 que todos os parametros sao significa-
tivos. Analisando a Tabela 8.10 pode-se verificar os pesos de cada um dos parametros na
explicacao da varidvel resposta fraude. Observe que os sinais dos pesos dos pardmetros
estao de acordo com a odds ratio.

O modelo de regressao logistica é dado pela Equagao 8.1,
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Tabela 8.10: Anadlise das Estimativas de Méxima Verossimilhanca

Parametro GL Estimativa FErro Padrao Estatistita qui-quadrado de Wald p-valor

Bo 1 -3,8279 0,0830 4027,0884 <,0001
B, 1 -3,5759 0,4093 76,3455 <,0001
B, 1 -0,7518 0,0505 221,8616 <,0001
By 1 1,4683 0,0519 801,3816 <,0001
B, 1 0,6690 0,0478 195,0871 <,0001
Bs 1 1,4419 0,0799 325,5221 <,0001
Be 1 -0,7410 0,0628 139,2097 <,0001
Py = 1jx) = —221PX) 5.1)

1+ exp(BX)

Sendo [Ai = (BO, Bl, BQ, Eg, 34, E5, Bﬁ> o vetor das estimativas dos pardmetros e X o vetor
das covaridveis.

O teste de adequabilidade de ajuste de Hosmer e Lemeshow estao sumarizados nas
Tabelas 8.11 e 8.12. Observe através da estatistica qui-quadrado que o modelo estd

adequado.

Tabela 8.11: Particoes do teste de Hosmer e Lemeshow

Fraude=0 Fraude=1
Grupo Total Observado Esperado Observado Esperado

1 12022 11220 11226,70 802 795
2 11094 10802 10801,69 292 292
3 17332 16974 16962,33 358 370
4 1456 1440 1439,43 16 17
5 24292 24020 24024,29 272 268
6 6540 6483 6490,22 57 50
7 7378 7345 7341,11 33 37
8 10366 10341 10338,76 25 27
9 9520 9515 9515,47 5 4

Tabela 8.12: Teste de Hosmer e Lemeshow

Qui-quadrado GL p-valor
2,2270 20,9462
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Em instituigoes financeiras é comum a andlise do escore do individuo. O escore é
dado pela multiplicacao por mil da probabilidade dada pelo modelo. Vale ressaltar que
a probabilidade modelada via regressao logistica nesta aplicacao foi a probabilidade do
cliente do cartao de crédito nao fraudar. Dessa forma, quanto maior for o escore, menor
a probabilidade deste individuo ter cometido uma transagao fraudulenta. A Tabela 8.13
apresenta as faixas de escore, as distribuigcoes de fraudadores e nao fraudadores, assim
como a distribuigao das taxas de sinistro para cada uma das faixas. Através desta Tabela
é possivel determinar um ponto de corte para se classificar a transacao realizada como

fraude ou nao.

Tabela 8.13: Faixas de escore

Faixas de Escore Nao Fraude Fraude Total %Total Taxa de Fraude

menor que 952,8 4387 473 4860 4.9% 9,7%
952,8 -| 955,3 2917 142 3059 3,1% 4,6%
955,3 -| 976,7 6007 287 6294 6,3% 4,6%
976,7 -| 978,7 25685 550 26235  26,2% 2,1%
978,7 -] 989,1 25460 288 25748  25,7% 1,1%
989,1 -| 994,5 6483 57 6540 6,5% 0,9%
994.5 -| 994,9 6983 32 7015 7,0% 0,5%
9949 -| 997,2 95 0 95 0,1% 0,0%
997,2 -| 997,4 10608 26 10634  10,6% 0,2%
997.4 -| 999.7 7230 5 7235 7.2% 0,1%
999,7 ou mais 2285 0 2285 2,3% 0,0%

Total 98140 1860 100000 100,0% 1,9%

8.1.2 Regressao Logistica Limitada

Nesta subsecao serd realizada a andlise do conjunto de dados via regressao logistica limi-
tada. Este modelo é dado pela Equacao 6.2 e sua verossimilhanga pela Equacao 6.6.

A modelagem do logito limitado requer a programacao das estimativas e testes, uma
vez que, diferentemente do modelo logistico, nao se tem implementado no SAS.

Para determinar as estimativas dos pardmetros é necessdrio o uso de métodos itera-
tivos. Sendo assim, utilizou-se o procedimento NLP no software SAS. Neste procedimento
tem-se que para um tamanho amostral (n) menor ou igual a 40 e para o método de mini-

mos quadrados nao-linear usa-se a técnica de otimizacao de Newton-Rapphson, por default.
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Para amostras de tamanho 40 < n < 400, usa-se por default o método Quasi-Newton. J4
para amostras de tamanhos maiores que 400, usa-se Conjugate Gradient.

A Tabela 8.14 apresenta os valores estimados para os pardmetros do modelo e suas
respectivas estatisticas de Wald. Através desta estatistica é possivel verificar a significan-
cia dos pardmetros. Comparando os valores das estisticas de Wald com uma distribui¢ao
normal padrao, com 95% de confianca pode-se verificar que todos parametros sao signi-

ficativos.

Tabela 8.14: Parametros estimatimados via método de Newton-Rapson

Parametros Estimativa Erro Padrao Aproximado Estatistica de Wald

@ 0,564093 0,269130 2,095987069
Ba -3,844386 0,518504 ~7,414380603
B, -3,617210 0,412506 -8,7638866392
B, -0,785620 0,064146 -12,24737318
By 1,534156 0,091142 16,8325909

B, 0,691860 0,055255 12,5212198

B 1,475508 0,089201 16,54138407
B -0,776661 0,076270 -10,18304707

A Tabela 8.15 apresenta as estatisticas de ajuste do modelo.

Tabela 8.15: Estatisticas de ajuste do modelo de logito limitado

Critério Apenas Intercpto Intercepto mais covaridveis

AIC 18845,25 16548,63
SC 18854,76 16615,22
-2LogL 18843,25 16534,63

Para o modelo logito limitado programou-se o teste de adequabilidade de ajuste de
Hosmer e Lemeshow. As Tabelas 8.16 e 8.17 apresentam os resultados deste teste. Através
do p—wvalor do teste, pode-se verificar que o ajuste do modelo logito limitado é adequado.

A Tabela 8.18 apresenta as faixas de escore para este modelo.

8.1.3 Amostras do Tipo State-dependent

A amostra do tipo state-dendent serd utilizada para verificar a importancia de se utilizar

o conjunto de dados completo para a modelagem dos dados.
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Tabela 8.16: Particoes do teste de Hosmer e Lemeshow

Fraude=0 Fraude=1
Grupo Total Observado Esperado Observado Esperado

1 12022 11220 11244 802 778

2 8333 8089 8113 244 220

3 20093 19687 19689 406 404

4 27563 27257 27287 306 276

5 3545 3521 3523 24 22

6 8558 8510 8519 48 39

7 10366 10341 10343 25 23

8 9520 9515 9515 5 5

Tabela 8.17: Teste de Hosmer e Lemeshow

Qui-quadrado

GL p-valor

6,72

20,0814

Tabela 8.18: Faixas de escore para o modelo logito limitado

Faixas de Escore Nao Fraude Fraude Total %Total Taxa de Fraude
menor que 952,8 4555 478 5033 5,0% 9,5%
952,8 -| 955,3 6665 324 6989 7,0% 4,6%
955,3 -| 976,7 8089 244 8333 8,3% 2,9%
976,7 -| 978,7 19687 406 20093  20,1% 2,0%
978,7 -] 989,1 27257 306 27563  27,6% 1,1%
989,1 -| 994,5 3521 24 3545 3,5% 0,7%
994.5 -| 994,9 8148 47 8195 8,2% 0,6%
994.,9 -| 997,2 362 1 363 0,4% 0,3%
997,2 -] 997,4 10341 25 10366  10,4% 0,2%
997,4 -| 999,7 7154 5 7159 7.2% 0,1%
999,7 ou mais 2361 0 2361 2,4% 0,0%
Total 98140 1860 100000 100,0% 1,9%
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Como visto no Capitulo 7, as amostras do tipo state-dependent considera a proporcao
de zeros utilizados e as probabilidades das observagoes sairem na amostra. Cramer [1]
mostra que quando se trata de conjuntos de dados extremamente desbalanceados, o uso de
amostras balanceadas na estimativa dos parametros nao fornecem resultados consistentes.

Para realizar as estimativas dos parametros para o conjunto de dados simulados,
considerou-se 8 amostras de diferentes tamanhos de observagoes de nao fraudadores.

A Tabela 8.19 apresenta os resultados para o modelo logito considerando as amostras

do tipo state-dependent. Para cada um dos casos retirou-se uma amostra aleatoéria simples.

Tabela 8.19: Estimativas do modelo logito para amostras do tipo state-dependent

k=1 k=2 k=3 k=5 k=10 k=20 k=30 k=50 Total

Fraude = 1 1.860 1.860 1.860 1.860 1.860 1.860 1.860 1.860  1.860
Fraude = 0 1.860 3.720 5.580 9.300 18.600 37.200 55.800 93.000  98.140
Total da amostra 3.720 5.580 7.440 11.160 20.460 39.060 57.660 94.860 100.000

5 0,019 0,040 0,057 00948 0,189 02379 0,569 0,948 1

By 4413 <4426 -4,550 -4,400 -4,490 -4,423 -4476 -4.452  -4,446

3, 3,691 -3,687 -3,494 -3,585 -3,523 -3,541 -3,574 -3570 -3,576

By 0,832 -0,738 -0,717 -0,781 -0,750 -0,747 -0,724 -0,750 -0,752

Bs 1,463 1,496 1,556 1,487 1443 1435 1462 1470 1,468

B, 0,651 0,653 0,672 0,646 0,689 0,649 0,687 0,670 0,669

Bs 1,505 1,445 1,501 1,420 1,464 1,429 1,448 1,443 1,442

Be 0,764 -0,755 -0,719 -0,730 -0,728 -0,745 -0,745 -0,737 -0,741

Com o intuito de retirar um possivel vicio entre as amostras, retirou-se 100 amostras
para cada um dos casos e como estimativas dos parametros considerou-se a média amostral

dos 100 parametros estimados. A Tabela 8.20 apresenta estes resultados.

As Tabelas 8.19 e 8.20 apresentam as estimativas do modelo Logito para uma amostar
e replicando 100 amostras.

Pode-se observar através das Tabelas 8.21 e 8.22 que nao existe diferenca significa-
tiva entre as estimativas dos parametros da amostra balanceada (k = 1) em relacdo as
estimativas da amostra completa (total), resultado divergente ao apresentado por Cramer.

A Tabela 8.23 apresenta as estimativas considerando o modelo logito limitado e as
amostras do tipo state-dependent. A Tabela 8.24 apresenta as estimativas do modelo

logito limitado considerando 100 amostras para cada caso.
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Tabela 8.20: Estimativas do modelo logito para 100 amostras de cada caso do tipo state-

dependent
k=1 k=2 k=3 k=5 k=10 k=20 k=30 k=50 Total
Fraude = 1 1.860 1.860 1.860 1.860 1.860 1.860 1.860  1.860 1.860
Fraude = 0 1.860 3.720 5.580 9.300 18.600 37.200 55.800 93.000  98.140
Total da amostra 3.720 5.580 7.440 11.160 20.460 39.060 57.660 94.860 100.000
7y 0,019 0,038 0,067 0,095 0,190 0,379 0,567 0,9476 1
Bo -4.362 -4,387 -4,392 -4415 -4,434 -4435 -4,437 -4445  -4,446
B4 -3,578 -3,572 -3,574 -3,568 -3,b74 -3,573 -3,75 -3,576 -3,576
B -0,795 -0,782 -0,781 -0,770 -0,763 -0,757 -0,757 -0,752  -0,752
Bs 1,472 1,462 1470 1,468 1,467 1,466 1,470 1,468 1,468
By 0,646 0,651 0,659 0,658 0,664 0,664 0,668 0,669 0,669
Bs 1,442 1439 1,435 1,441 1444 1,440 1,444 1,442 1,442
By -0,787 -0,770 -0,767 -0,754 -0,746 -0,745 -0,748 -0,742  -0,741
Tabela 8.21: Razoes Modelo Logito
Parametros k2/k1 k3/kl k5/k1 k10/kl k20/kl k50/kl Total/kl
Bo 1,00 1,03 1,00 1,02 1,00 1,01 1,01
B4 1,00 0,95 0,97 0,95 0,96 0,97 0,97
By 0,89 08 094 0,90 0,90 0,87 0,90
B 1,02 1,06 1,02 0,99 0,98 1,00 1,00
By 1,00 1,03 0,99 1,06 1,00 1,06 1,03
Bs 0,96 1,00 0,94 0,97 0,95 0,96 0,96
Be 0,99 094 0,96 0,95 0,98 0,98 0,97
Tabela 8.22: Razoes Modelo Logito - 100 amostras
Parametros k2/kl1 k3/kl k5/kl k10/kl k20/kl k50/kl Total/kl
Bo 1,01 1,01 1,01 1,02 1,02 1,02 1,02
B4 1,00 1,00 1,00 1,00 1,00 1,00 1,00
B 0,98 098 0,97 0,96 0,95 0,95 0,95
Bs 0,99 1,00 1,00 1,00 1,00 1,00 1,00
By 1,01 1,02 1,02 1,03 1,03 1,04 1,04
Bs 1,00 1,00 1,00 1,00 1,00 1,00 1,00
B 0,99 097 0,96 0,95 0,95 0,95 0,94
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Tabela 8.23: Estimativas do modelo logito limitado para amostras do tipo state-dependent

k=1 k=2 k=3 k=5 k=10 k=20 k=30 k=50 Total
Fraude = 1 1.860 1.860 1.860 1.860 1.860  1.860  1.860  1.860 1.860
Fraude = 0 1.860 3.720 5.580 9.300 18.600 37.200 55.800 93.000 98.140
Total da amostra 3.720 5.580 7.440 11.160 20.460 39.060 57.660 94.860 100.000
w 0,409 0411 0,609 0,526 0,599 0420 0,624 0,559 0,564
Bo -4.413 -3,501 -4,036 -3,736 -4,490 -3,502 -3,984 -3.841 -3.,844
B4 -3,691 -3,759 -3,522 -3,632 -3,523 -3,610 -3,605 -3,612 -3,617
B -0,832 -0,778 -0,740 -0,813 -0,750 -0,806 -0,749 -0,784  -0,786
B 1,463 1,601 1,606 1,554 1,443 1,547 1,511 1,538 1,534
By 0,651 0,686 0,687 0,667 0,689 0,687 0,704 0,693 0,692
Bs 1,505 1,496 1,525 1,453 1,464 1487 1,474 1,477 1,476
Be -0,764 -0,798 -0,739 -0,762 -0,727 -0,807 -0,769 -0,773  -0,777
Tabela 8.24: Estimativas do modelo logito limitado para 100 amostras do tipo state-
dependent
k=1 k=2 k=3 k=5 k=10 k=20 k=30 k=50 Total
Fraude = 1 1.860 1.860 1.860 1.860 1.860 1.860  1.860  1.860 1.860
Fraude = 0 1.860 3.720 5.580 9.300 18.600 37.200 55.800 93.000 98.140
Total da amostra 3.720 5.580 7.440 11.160 20.460 39.060 57.660 94.860 100.000
w 0,449 0455 0,447 0485 0,502 0,508 0,515 0,568 0,564
Bo -3,945 -4,013 -4,016 -3,954 -4,012 -3,875 -3,911 -3.850 -3,844
B4 -3,610 -3,598 -3,600 -3,601 -3,603 -3,613 -3,610 -3,617 -3,617
B -0,816 -0,800 -0,800 -0,794 -0,785 -0,789 -0,786 -0,785  -0,786
Bs 1,518 1,500 1,509 1,516 1,511 1,529 1,527 1,533 1,534
By 0,659 0,663 0,671 0,673 0,678 0,68 0,687 0,691 0,692
Bs 1,464 1,458 1,454 1,465 1467 1,472 1,473 1,475 1,476
By -0,809 -0,789 -0,786 -0,778 -0,769 -0,778 -0,778 -0,777  -0,777
Tabela 8.25: Razoes Modelo Logito Limitado
Parametros k2/k1 k3/kl k5/k1 k10/kl k20/kl1 k50/kl Total/kl
w 1,00 1,49 1,29 1,46 1,03 1,37 1,38
Bo 0,79 0,91 0,85 1,02 0,79 0,87 0,87
B4 1,02 0,95 0,98 0,95 0,98 0,98 0,98
B 094 089 0,98 0,90 0,97 0,94 0,94
Bs 1,09 1,10 1,06 0,99 1,06 1,05 1,05
B4 1,05 1,06 1,02 1,06 1,06 1,06 1,06
Bs 0,99 1,01 0,97 0,97 0,99 0,98 0,98
By 1,04 0,97 1,00 0,95 1,06 1,01 1,02
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Tabela 8.26: Razoes Modelo Logito Limitado 100 amostras

Parametros k2/kl1 k3/kl k5/kl k10/kl k20/kl k50/kl Total/kl

w 1,00 1,00 1,08 1,12 1,13 1,27 1,26
By 1,02 1,02 1,00 1,02 098 0,98 0,97
B, 1,00 1,00 1,00 1,00 1,00 1,00 1,00
8, 098 098 097 096 097 096 0,96
By 099 099 1,00 1,00 1,01 1,01 1,01
B, 1,00 1,02 1,02 1,03 104 1,05 1,05
Bs 1,00 099 1,00 1,00 1,01 1,01 1,01
Be 098 097 09 095 096 0,96 0,96

Da mesma forma como foi visto para o modelo logito, pode-se observar através das
razoes apresentadas nas Tabelas 8.25 e 8.22 que nao faz diferenca considerar o conjunto de

dados completo e uma amostra balanceada, ou apenas parte dos dados de nao fraudadores.

8.1.4 Comparacao dos modelos

Através da analise dos modelos considerando as amostras do tipo state-dependent, pode-se
concluir que deve-se utilizar o conjunto de dados completo para a anélise.

Comparando as estatisticas de teste dadas pelos dois modelos, pode-se verificar que o
valor para a estatistica AIC é menor para o modelo logito limitado, o que indica que este
modelo é melhor em relagdo ao logito usual. Observando as estatisticas —2logL (menor
valor) e SC (menor valor), confirma-se que o modelo logito limitado deve ser escolhido.

Através das Tabelas 8.13 e 8.18 pode-se atribuir um ponto de corte observando as
taxas de fraude em cada classe de escore. Se for considerado um ponto de corte de 955, 3,
pode-se verificar que a taxa de fraude dada para esta carteira ird cair de 1,86% para
1,20%, se considerado o modelo logito limitado. Considerando o modelo logito, a taxa de
fraude caf de 1,86% para 1,35%. Apesar de aparentemente ser pouca a diferenca entre
as taxas, pode-se verificar o impacto dessas através do estudo do lucro que a instituicao
teria com a carteira.

Segundo informacoes dadas por um analista de modelagem, sabe-se que em média uma
instituicao financeira ganha com um cliente nao fraudador R$30,00. Essa receita provém
da anuidade cobrada mais as taxas impostas sobre a transacao. Por outro lado, com um

cliente fraudador a instituicao perde todo o valor gasto do limite do cartao. Levando em
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Tabela 8.27: Anadlise de perda e ganho - Classificacao dada pelo modelo logito

Faixas de Escore Ganho em Reais Perda em Reais Lucro  Lucro Acumulado

menor que 952,8 2.944.200 3.720.000 -775.800 3.975.840
952,8 -| 955,3 2.812.590 2.774.000 38.590 4.751.640
955,3 -| 976,7 2.725.080 2.490.000 235.080 4.713.050
976,7 -| 978,7 2.544.870 1.916.000 628.870 4.477.970
978,7 -] 989,1 1.774.320 816.000 958.320 3.849.100
989,1 -| 994,5 1.010.520 240.000 770.520 2.890.780
994,5 -| 994,9 816.030 126.000 690.030 2.120.260
9949 -| 997,2 606.540 62.000 544.540 1.430.230
997,2 -| 997,4 603.690 62.000 541.690 885.690
997,4 -| 999,7 285.450 10.000 275.450 344.000
999,7 ou mais 68.550 0 68.550 68.550

Tabela 8.28: Anélise de perda e ganho acumulados - Classificacao dada pelo modelo logito

limitado

Faixas de Escore Ganho em Reais Perda em Reais Lucro  Lucro Acumulado

menor que 952,8 2.944.200 3.720.000 -775.800 3.975.840
952,8 -| 955,3 2.807.550 2.764.000 43.550 5.104.490
955,3 -| 976,7 2.607.600 2.116.000 491.600 5.060.940
976,7 -| 978,7 2.364.930 1.628.000 736.930 4.569.340
978,7 -] 989,1 1.774.320 816.000 958.320 3.832.410
989,1 -| 994,5 956.610 204.000 752.610 2.874.090
994.5 - 994,9 850.980 156.000 694.980 2.121.480
9949 -| 997,2 606.540 62.000 544.540 1.426.500
997,2 -| 997,4 595.680 60.000 535.680 881.960
997,4 -] 999,7 285.450 10.000 275.450 346.280
999,7 ou mais 70.830 0 70.830 70.830

conta que cada cliente possui um limite médio de R$2.000,00, construiu-se as Tabelas 8.27

e 8.28 que apresenta o quanto a instituicao estd ganhando e perdendo por faixa de escore

para cada um dos ajustes.

Com o ponto de corte de 955, 3, pode-se obsevar também que o modelo logito limitado

classifica melhor os individuos dentro das classes de escore, pois nas duas faixas rejeitadas

estao 802 individuos fraudadores enquanto que com o modelo logito estao 615. Por outro

lado, com o modelo logito rejeitaria-se 7.304 clientes nao fraudadores e com o logito

limitado 11.220. Porém, através das Tabela 8.27 e 8.28 que apresentam também as somas

dos ganhos e perdas por faixas de escore, pode-se observar que o impacto de se rejeitar
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mais clientes fraudadores é melhor do que deixar de rejeitar os clientes nao fraudadores,
pois com a classificagao dada pelo modelo logito limitado a instituicao estaria ganhando

mais dinheiro em relagao a classificagao do modelo logito usual.

8.2 Dados Reais

Nesta secao serd realizada a andlise de um conjunto de dados reais de fraude em cartao
de crédito disponibilizada por uma grande instuicao finaceira. Por se tratar de dados
confidencias, todas as varidveis serao tratadas com nomes ficticios. A amostra utilizada
para o ajuste dos modelos de regressao logistica e regressao logistica limitada é consti-
tuida de 172.452 observacoes. Destas, apenas 2.234 sao de transagoes fraudulentas, o que
corresponde a 1, 30%.

A base de dados em questao possui onze varidveis explicativas, além da varidvel re-
sposta dicotomica, que indica se a transacao foi fraudelenta ou nao.

Todas as varidveis explicativas foram categorizadas. Primeiramente todas as varidveis
sao divididas em 10 classes (percentis). Apds vérias andlises bivariadas, chegou-se a
categorizacao final. As Tabelas 8.29, 8.30, 8.31, 8.32, 8.33, 8.34, 8.35, 8.36, 8.37 e 8.38

apresentam as analises bivariadas finais para cada uma das varidveis.

Tabela 8.29: Anélise bivariada para a covaridvel X1

X Bons Maus Total %Total Taxa Fraude Odds Ratio

1 27200 341 27541 16% 1,24% 105%
2 89861 779 90640 53% 0,86% 151%
3 53157 1114 54271 31% 2,05% 63%
Total 170218 2234 172452  100% 1,30% 100%

Tabela 8.30: Anélise bivariada para a covaridvel X2

X Bons Maus Total %Total Taxa Fraude Odds Ratio

1 4966 36 5002 3% 0,72% 181%
2 72523 757 73280 42% 1,03% 126%
3 11846 225 12071 % 1,86% 69%
4 80883 1216 82099 48% 1,48% 87%

Total 170218 2234 172452  100% 1,30% 100%
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Tabela 8.31: Anélise bivariada para a covaridvel X3

X3 Bons Maus Total %Total Taxa Fraude Odds Ratio
1 22688 548 23236 13% 2,36% 54%
2 27888 531 28419 16% 1,87% 69%
3 33912 460 34372 20% 1,34% 97%
4 51580 454 52034 30% 0,87% 149%
5 34150 241 34391 20% 0,70% 186%
Total 170218 2234 172452  100% 1,30% 100%
Tabela 8.32: Analise bivariada para a covaridvel X4
Xy Bons Maus Total %Total Taxa Fraude Odds Ratio
1 5363 45 5408 3% 0,83% 156%
2 15410 155 15565 9% 1,00% 130%
3 94657 1183 95840 56% 1,23% 105%
4 54788 851 55639 32% 1,53% 84%
Total 170218 2234 172452 100% 1,30% 100%
Tabela 8.33: Analise bivariada para a covaridvel X5
X5 Bons Maus Total %Total Taxa Fraude Odds Ratio
1 77551 1241 78792 46% 1,58% 82%
2 92667 993 93660 54% 1,06% 122%
Total 170218 2234 172452 100% 1,30% 100%
Tabela 8.34: Analise bivariada para a covaridvel X6
X6 Bons Maus Total %Total Taxa Fraude Odds Ratio
1 19265 500 19765 11% 2,53% 51%
2 25652 448 26100 15% 1,72% 75%
3 94322 1039 95361 55% 1,09% 119%
4 30979 247 31226 18% 0,79% 165%
Total 170218 2234 172452 100% 1,30% 100%
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Tabela 8.35: Analise bivariada para a covaridavel X7

Xy Bons Maus Total %Total Taxa Fraude Odds Ratio
1 28031 604 28635 17% 2,11% 61%
2 17270 297 17567 10% 1,69% 76%
3 21250 298 21548 12% 1,38% 94%
4 43692 480 44172 26% 1,09% 119%
5 45773 447 46220 27% 0,97% 134%
6 14202 108 14310 8% 0,75% 173%
Total 170218 2234 172452 100% 1,30% 100%
Tabela 8.36: Analise bivariada para a covaridvel X8
X3 Bons Maus Total %Total Taxa Fraude Odds Ratio
1 59157 440 59597 35% 0,74% 176%
2 10049 170 10219 6% 1,66% 78%
3 4971 121 5092 3% 2,38% 54%
4 96041 1503 97544 57% 1,54% 84%
Total 170218 2234 172452 100% 1,30% 100%
Tabela 8.37: Analise bivariada para a covaridvel X9
X Bons Maus Total %Total Taxa Fraude Odds Ratio
1 27752 1044 28796 17% 3,63% 35%
2 142466 1190 143656  83% 0,83% 157%
Total 170218 2234 172452  100% 1,30% 100%
Tabela 8.38: Anélise bivariada para a covaridvel X10
X1 Bons Maus Total %Total Taxa Fraude Odds Ratio
1 31090 276 31366 18% 0,88% 148%
2 94085 1026 95111 55% 1,08% 120%
3 25820 444 26264 15% 1,69% 76%
4 11523 247 11770 7% 2,10% 61%
5 7700 241 7941 5% 3,03% 42%
Total 170218 2234 172452 100% 1,30% 100%
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8.2.1 Regressao Logistica

Da mesma forma como foi feito na se¢ao passada com os dados simulados, primeiramente
ajustou-se um modelo de regressao logistica. Com as tabelas bivariadas, determinou-se
as classes de referéncia para cada uma das varidveis. A probabilidade modelada foi a do
individuo nao ser um fraudador.

Testando todas as varidveis, pode observar através da Tabela 8.39 que as varidveis Xg

e X sao nao significativas.

Tabela 8.39: Anélise Tipo II do Efeitos - modelo de regressao logistica

Efeito GL Qui_quadrado de Wald p-valor

X1 2 81,66 <,0001
X2 3 15,20 0,0017
X3 4 102,10 <,0001
X4 3 19,61 0,0002
X5 1 25,65 <,0001
X6 3 1,63 0,652

X7 3 42,39 <,0001
X8 5 8,836 0,1149
X9 1 626,82 <,0001
X10 4 90,85 <,0001

A Tabela 8.41 apresenta as estimativas dos parametros apods a retirada das duas var-

idveis nao significativas. Pode-se verificar as estimativas dos parametros através da Tabela

8.41.

Tabela 8.40: Anélise de Efeitos Tipo II - modelo de regressao logistica

Efeito GL Qui_quadrado de Wald p-valor

X1 2 89,18 <,0001
X2 3 14,91 0,0019
X3 4 181,50 <,0001
X4 3 15,76 0,0013
X5 1 26,38 <,0001
X7 3 50,68 <,0001
X9 1 731,70 <,0001
X10 4 96,51 <,0001

A Tabela 8.42 apresenta as estatisticas AIC, SC e -2LogL.
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Tabela 8.41: Anélise das estimativas de méxima verossimilhanga - modelo de regressao

logistica
Parametro Classe GL Estimativa Erro Padrao Teste de Wald p-valor
Intercepto 1 4,25 0,10 1899,82 <,0001
X1 2 1 0,35 0,07 28,90 <,0001
X1 3 1 -0,13 0,07 3,96 0,0465
X2 1 1 0,51 0,17 8,84 0,0029
X2 2 1 -0,10 0,05 3,92 0,0478
X2 3 1 -0,09 0,07 1,32 0,2497
X3 1 1 -0,55 0,07 64,21 <,0001
X3 2 1 -0,20 0,07 8,96 0,0028
X3 4 1 0,29 0,07 18,86 <,0001
X3 5 1 0,41 0,08 24,09 <,0001
X4 1 1 0,28 0,15 3,29 0,0697
X4 2 1 0,07 0,09 0,59 0,4417
X4 4 1 0,18 0,05 13,95 0,0002
X5 2 1 0,23 0,04 26,38 <,0001
X7 1 1 0,41 0,06 50,65 <,0001
X7 2 1 0,07 0,08 0,74 0,3909
X7 3 1 0,09 0,10 0,93 0,3361
X9 1 1 -1,33 0,05 731,70 <,0001
X10 1 1 0,47 0,08 35,43 <,0001
X10 3 1 0,16 0,06 6,86 0,0088
X10 5 1 -0,10 0,08 1,62 0,2037
X10 6 1 -0,37 0,08 20,36 <,0001

Tabela 8.42: Estatisticas de ajuste do modelo de logito

Estatisticas de Ajuste do Modelo
Critério Apenas Intercpto Intercepto mais covaridveis

AIC
SC
-2LogL

23860,31
23870,37
23858,31

22088,15
22309,42
22044,15
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As Tabelas 8.43 e 8.44 apresentam os resultados do teste de Hosmer e Lemeshow.
Pode-se observar através do p-valor do teste que o ajuste do modelo logito é adequado

para os dados em anélise.

Tabela 8.43: Particoes do teste de Hosmer e Lemeshow

Fraude=0 Fraude=1
Grupo Total Observado Esperado Observado Esperado
1 17231 16402 16402,90 829 828,10
2 16981 16612 16608,36 369 372,64
3 17211 16930 16957,28 281 253,72
4 17249 17059 17061,89 190 187,11
5 17244 17101 17096,21 143 147,79
6 17094 16989 16971,94 105 122,06
7 17762 17660 17654,89 102 107,11
8 17263 17177 17174,17 86 88,83
9 17075 17008 17001,74 67 73,26
10 17342 17280 1728861 62 53,39

Tabela 8.44: Teste de Hosmer e Lemeshow

Qui-quadrado GL p-valor
7,88 8  0,4448

O teste Kolmogorov-Smirnov (KS) é usado para determinar se duas distribuicoes de
probabilidade subjacentes diferem uma da outra. Nesta andlise, o valor do KS mede a
distancia entre as curvas das distribuigoes dos fraudadores e dos nao fraudadores. Para o
ajuste do modelo de regressao logistica tem-se um KS de 51%.

Para a analise de ponto de corte, dividiu-se os escores em 20 classes de escore com 5%
de individuos em cada classe. A Tabela 8.45 mostra as faixas de escore e as respectivas
taxas de fraude.

Observando as taxas de fraude, pode-se atribuir medidas de decisoes por faixas de
escore. Observe que individuos com escores menores que 972, 2 possuem chances maiores
de cometer uma transacao fraudulenta. Dessa forma, novos clientes classificados com
escore abaixo desse valor podem ser rejeitados. Medidas de prevencao devem ser tomadas
com muito detalhe para estes casos. Individuos com escore entre 989, 2 e 972, 2 devem ser

tratados com muita atencao, pois estao propicios a realizar uma transagao fraudulenta.
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Tabela 8.45: Faixas de escore para o modelo logito

Faixas de Escore Nao Fraude Fraude Total %Total Taxa de Fraude

menor que 957,6 8145 519 8664 5% 5,99%
957,6 -| 972,2 8352 311 8663 5% 3,59%
972,2 -] 978,3 8344 203 8547 5% 2,38%
978,3 -] 982,5 8838 181 9019 5% 2,01%
982,5 -| 985,4 8105 148 8253 5% 1,79%
985,4 -| 987,6 8481 122 8603 5% 1,42%
987,6 -| 989,2 8519 109 8628 5% 1,26%
989,2 -] 990,6 8963 85 9048 5% 0,94%
990,6 -| 991,4 8104 7 8181 5% 0,94%
991,4 -] 992,2 8559 61 8620 5% 0,71%
992,2 -| 992,9 8637 58 8695 5% 0,67%
992,9 -| 993,4 8513 44 8557 5% 0,51%
993,4 -] 993,9 8886 60 8946 5% 0,67%
993,9 -| 994,3 8295 41 8336 5% 0,49%
994,3 -| 994,9 9663 52 9715 5% 0,54%
9949 -| 995,2 7526 34 7560 5% 0,45%
995,2 -| 995,7 8535 34 8569 5% 0,40%
995,7 -| 996,2 8827 35 8862 5% 0,39%
996,2 -| 996,8 8348 32 8380 5% 0,38%
996,8 ou mais 8578 28 8606 5% 0,33%
Total 170218 2234 172452 5% 1,30%
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8.2.2 Regressao Logistica Limitada

No caso do modelo logito limitado, primeiramente construiu-se as varidveis dummys para
que fosse possivel determinar os estimadores de méxima verossimilhanca.

A Tabela 8.46 apresenta as estimativas dos parametros.

Comparando as estatisticas de Wald com uma distribuicao normal padrao, pode-se
verificar que apenas a varidvel Xg é nao significativa. Retirando esta varidvel, calculou-se
a probabilidade do individuo nao fraudar.

Através da Tabela 8.47 pode-se verificar que o ajuste do modelo logito limitado é
adequado aos dados. A estatistica KS calculada para este modelo é de 52, 56%.

Da mesma forma feita no ajuste do modelo logito, dividiu-se os escores em 20 classes
de escore com 5% de individuos em cada classe. A Tabela 8.49 mostra as faixas de escore
e as respectivas taxas de sinistro.

Neste caso um ponto de corte que rejeitaria um bom nimero de individuos fraudadores
seria 977. Medidas anti-fraude devem ser tomadas detalhadamente com os individuos que

possuirem escores entre 989, 2 e 977, 0.

8.2.3 Amostras do Tipo State-dependent

Através da Tabela 8.50 pode-se observar a diferenca entre as estimativas dos parametros
em relacao o conjunto de dados completo e a amostra balanceada. Dessa forma, conclui-se

que deve-se utilizar o conjunto de dados completo.

8.2.4 Comparagao dos modelos

Comparando as estatisticas calculadas para os dois modelos, AIC, -2LogL, SC e KS, pode-
se observar que todas elas mostram que o ajuste do modelo logito limitado ¢ melhor do
que o modelo logito para este conjunto de dados. Aplicando os dois modelos em um
conjunto de dados de validacao com 16.388 observagoes, sendo destas 386 fraudulentas
observou-se um KS de 54, 3% para o modelo logito e 56, 01% para o modelo logito limitado,
o que evidencia que o modelo logito limitado discrimina melhor os fraudadores dos nao
fraudadores. Observe nas Tabelas as distribui¢oes dos individuos dentro das faixas de

escore.
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Tabela 8.46: Anélise das estimativas de maxima verossimilhanca - modelo de regressao
logistica limitada

Efeito Parametro Estimativa Estatistica de Wald

w e 0,15 0,39
intercepto Bo -2,12 -0,47
X, B, -0,07 -3,46
X, By -0,08 -0,07
X, Bs 0,49 -3,40
X B, 0,21 1,28
X, Bs 0,20 1,46
X; Be 0,71 9,37
X; B, 0,18 1,56
X, Ba 0,05 -0,90
X, Bo -0,36 -3,69
Xy B1o 0,18 1,35
Xy By 0,08 0,38
X, B1g 0,18 3,03
e Bis 0,12 1,50
X Bia 0,08 2,18
X Bys 0,04 2,61
Xe B1s -0,04 -3,84
X7 Bi 0,15 1,17
X, Bis 0,10 1,34
X; Bio 0,02 0,32
X; Boo 0,02 0,29
X, Boy 0,10 -1,79
Xs Bay -0,30 -4,91
Xs Bos 0,07 0,90
X Boa 0,10 1,06
X Bys 0,79 1,12
X1o Bos 0,51 1,67
X1o Bor 0,14 3,14
X1o Bog -0,02 0,46
X1o Bog -0,14 2,03

Tabela 8.47: Teste de Hosmer e Lemeshow

Qui-quadrado GL  p-valor
5,4 28 00,1447
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Tabela 8.48: Estatisticas de ajuste do modelo de logito limitado

Estatisticas de Ajuste do Modelo

Critério Apenas Intercpto Intercepto mais covaridveis
AIC 24143,98 22858,67
SC 23143,65 21945,92

-2LogLL 23965,33 21907,77

Tabela 8.49: Faixas de escore para o modelo logito limitado

Faixas de Escore Nao Fraude Fraude Total %Total Taxa de Fraude

menor que 956,9 8128 506 8634 5% 5,86%
956,9 -| 969,9 8306 307 8613 5% 3,56%
969,9 -| 977,0 8490 209 8699 5% 2,40%
977,0 -| 981,6 8367 180 8547 5% 2,11%
981,6 -| 985,1 8473 150 8623 5% 1,74%
985,1 -| 987,4 8493 136 8629 5% 1,58%
987,4 -| 989,2 8521 100 8621 5% 1,16%
989,2 -] 990,5 8600 83 8683 5% 0,96%
990,5 -| 991,5 8478 84 8562 5% 0,98%
991,5 -| 9924 8552 63 8615 5% 0,73%
992,4 -] 993,0 8567 56 8623 5% 0,65%
993,0 -] 993,5 8566 57 8623 5% 0,66%
993,5 -| 994,0 8795 58 8853 5% 0,66%
994,0 -| 994,5 8348 46 8394 5% 0,55%
994,5 -| 994,9 8585 35 8620 5% 0,41%
994,9 -| 995,4 8580 43 8623 5% 0,50%
995,4 -| 995,8 8620 28 8648 5% 0,32%
995,8 -| 996,3 8561 37 8598 5% 0,43%
996,3 -| 996,9 8593 29 8622 5% 0,34%
996,9 ou mais 8595 27 8622 5% 0,31%
Total 170218 2234 172452  100% 1,30%
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Tabela 8.50: Estimativas do modelo logito para amostras do tipo state-dependent

k=1 k=2 k=3 k=5 k=10 k=20 k=50 Total
Fraude = 1 2.234 2234 2234 2234 2234 2234 2.234 2.234
Fraude = 0 2.234  4.468 6.702 11.170 22.340 44.680 111.700 170.218
Total da amostra 4.468 6.702 8936 13.404 24574 46.914 113.934 172.452
v 0,0131 0,0262 0,0394 0,0656 0,1312 0,2625 0,6562 1
Bo 3,801 3,763 3,922 3,984 3,999 3,977 4,198 4,247
B4 0,332 0,340 0,347 0,340 0,345 0,346 0,351 0,354
B -0,134 -0,123 -0,157 -0,168 -0,158 -0,160 0,139 -0,133
Bs 0,398 0,456 0,534 0,498 0,454 0,434 0,498 0,509
By -0,067 -0,067 -0,109 -0,112 -0,089 -0,098 -0,100 -0,098
Bs -0,099 -0,110 -0,165 -0,123 -0,090 -0,077 -0,067  -0,086
By -0,434 -0,488 -0,399 -0,402 -0,456 -0,468 -0,499  -0,553
o -0,146 -0,157 -0,187 -0,189 -0,193 -0,209 -0,204 -0,196
Bs 0,309 0,318 0,320 0,309 0,329 0,308 0,297 0,292
By 0,398 0,387 0,376 0,377 0,367 0,397 0,439 0,405
B1o 0,387 0,398 0,365 0,357 0,318 0,296 0,310 0,280
B11 0,035 0,043 0,065 0,067 0,049 0,059 0,078 0,069
B 0,168 0,156 0,168 0,157 0,168 0,178 0,176 0,178
Bis 0,284 0,287 0,274 0,256 0,249 0,290 0,267 0,227
B4 0,465 0,487 0,423 0,484 0,483 0,463 0,456 0,415
Bis 0,034 0,056 0,064 0,067 0,076 0,076 0,087 0,071
B1e 0,127 0,119 0,093 0,105 0,105 0,117 0,104 0,094
Bz -1,540 -1,092 -1,663 -1,293 -1,233 -1,432 -1,402 -1,329
Bi1s 0,455 0,350 0,398 0,403 0,456 0,499 0,498 0,469
B 0,122 0,163 0,153 0,165 0,176 0,187 0,152 0,155
Bao -0,102 -0,092 -0,052 -0,074 -0,054 -0,826 -0,827 -0,104
Bo1 -0,475 -0,425 -0,458 -0,395 -0,408 -0,384 -0,375  -0,373
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Tabela 8.51: Faixas de escore para o modelo logito - Validagao

Faixas de Escore Nao Fraude Fraude Total %Total Tx. Fraude Esp. Tx. Fraude Obs.

menor que 977,0 1573 105 1678  10,2% 9,56% 6,26%
977,0 -] 989,2 1548 89 1637  10,0% 7,98% 5,44%
989,2 -] 990,5 1565 74 1639  10,0% 3,66% 4,51%
990,5 -| 992,4 1537 68 1605  9,8% 3,49% 4,24%
992.4 -| 993,0 1577 25 1602 9,8% 1,99% 1,56%
993,0 -| 993,5 1599 8 1607  9.8% 1,34% 0,50%
993,5 -| 994,0 1612 7 1619  9,9% 0,97% 0,43%
994,0 -| 995,8 1647 5 1652  10,1% 0,75% 0,30%
995,8 -| 996,3 1699 3 1702 10,4% 0,25% 0,18%
996,3 ou mais 1645 2 1647  10,1% 0,07% 0,12%

Total 16002 386 16388 100,0% 3,01% 2,36%

Tabela 8.52: Faixas de escore para o modelo logito limitado - Validacao

Faixas de Escore Nao Fraude Fraude Total %Total Tx. Fraude Esp. Tx. Fraude Obs.

menor que 977,0 1529 175 1704  10,4% 10,27% 11,43%
977,0 -] 989,2 1575 99 1674  10,2% 5,91% 6,70%
989,2 -| 990,5 1555 31 1586 9,7% 1,95% 2,50%
990,5 -| 992,4 1587 25 1612 9.8% 1,55% 2,03%
992.4 -| 993,0 1598 19 1617 9.9% 1,18% 1,13%
993,0 -] 993,5 1605 15 1620 9,9% 0,93% 1,03%
993,5 -| 994,0 1609 9 1618 9,9% 0,56% 0,58%
994,0 -| 995,8 1645 7 1652  10,1% 0,42% 0,45%
995.8 -| 996,3 1656 5) 1661  10,1% 0,30% 0,26%
996,3 ou mais 1643 1 1644  10,0% 0,06% 0,02%

Total 16002 386 16388  100% 2,36% 2,49%




Capitulo 9

Analise Bayesiana para o Modelo

Logito Limitado

O avanco das capacidades computacionais, na tultima década, possibilitou a implemen-
tagao de métodos de aproximagao numeérico (técnicas de simulagao) promovendo o desen-
volvimento da andlise estatistica de problemas cada vez mais complexos. Essa facilidade
de calcular integrais de fungoes complexas deu um novo impulso a inferéncia Bayesiana.
(Ehlers [21]).

A anélise Bayesiana possui algumas limitacoes, como por exemplo o tempo computa-

cional e a capacidade de armazenamento dos valores simulados.

9.1 Introducao

A informacao que tem-se sobre uma quantidade desconhecida 6 é fundamental na es-
tatistica. O verdadeiro valor de # é desconhecido e a idéia é tentar reduzir esta falta
de conhecimento. Além disso, a intensidade de incerteza a respeito de # pode assumir
diferentes graus. Do ponto de vista Bayesiano, estes diferentes graus de incerteza sao
representados através de modelos probabilisticos para . Neste contexto é natural que
diferentes pesquisadores possam ter diferentes graus de incerteza sobre 6, especificando
distribuicoes a prior: distintas, que representa o grau de credibilidade que o pesquisador
possui sobre 6. Observe que na inferéncia Bayesiana nao existe distingao entre quantidade

observéveis e os pardmetros de um modelo estatistico, sendo todos considerados varidveis
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aleatérias. (Paulino [18]).
Nesta abordagem, os estimadores e testes sao desenvolvidos considerando as experién-

cias adquiridas no passado.

9.2 Teorema de Bayes

Pode-se acrescentar a informacao que se tem disponivel sobre o parametro #, resumida
na distribui¢ao a priori p(6), através da observagao de uma quantidade aleatéria X rela-
cionada com 6, sendo que esta relacao é definida pela distribuigao p(x | 0). A idéia consiste
em que apés observar X = x, a quantidade de informagao sobre # aumenta e o teorema

de Bayes é a regra de atualizacao utilizada para quantificar este aumento. Assim tem-se:

p(6,2) _ p(x | 0)p(0)
p(x) [ p(0,x)db

Observe que o denominador nao depende de € e sendo assim, funciona como uma

p(# ] ) = (9.1)

constante normalizadora de p(f | z).Para um valor fixo de z, a fungao p(z | 0) = 1(6; x),

denominada de funcao de verossimilhanca. Desse modo, pode-se considerar:

p(0 | x) o< p(z | 0)p(0) (9-2)

Em palavras, tem-se que:

distribuicao a posteriori o< verossimilhanca x distribuigao a priori (9.3)

Esta forma apresentada acima é uma simplicacao do teorema de Bayes e é muito 1itil
em problemas que envolvem estimacao dos parametros. Em outras situagoes, como selecao

de modelos, o termo da constante normalizadora é fundamental.

9.3 Método de Monte Carlo via cadeias de Markov

Na inferéncia Bayesiana deseja-se gerar uma amostra de uma distribuicao a posteriori
7 (0 | y). Os métodos de MCMC sao baseados na substituigdo da expressao analitica da

densidade por uma amostra gerada a partir desta densidade.



9. ANALISE BAYESIANA PARA O MODELO LOGITO LIMITADO 67

9.3.1 Amostrador de Gibbs

Quando as distribui¢oes condicionais completas (92- | v, 0@)), i) = (01,...,0i1,0i41, ...

sao dadas por distribuicoes conhecidas utiliza-se o amostrador de Gibbs para se obter in-
feréncias da posteriori conjunta 7 (@ | y). Para isso, simulam-se amostras de 7 (6 | y) a
partir destas distribuigoes condicionais.

9

Dado um vetor de valores iniciais dos pardmetros 00 = <9§0),0(20), NN ),

atualizar 8 por 8 a partir do algoritmo:
L Gerae ) e (01130900
2. Gorar 6 dew (62 | y.07.6"...01")

3. Gerar 03" de m (05 | y. 017,08, 0", 00"}

5. Gerar 0 de 7 (ek |y, 00 00 . ,9,(;21> .

6. Repetir os passos acima um nimero grande de vezes até a obtengao de convergéncia.

9.3.2 Metropolis-Hasting

Este algoritmo é uma generalizacao, realizada por Hasting em 1970, do algoritmo de
Metropolis e é utilizado quando as distribui¢oes condicionais nao possuem formas fechadas.
Neste algoritmo, um valor é gerado de uma dada distribuicao auxiliar e aceito com uma
dada probabilidade. Este mecanismo de correcao garante a convergéncia da cadeia para
a distribuicao de equilibrio, neste caso a distribui¢do a posteriori (EHLERS [21]).
Suponha que a cadeia esteja no estado x e um valor x’ é gerado de uma distribuicao
proposta ¢(-|z). Observe que a distribuigao proposta pode depender do estado atual. A

probabilidade do novo valor 2’ ser aceito é dada por:

Neste caso, 7 ¢é a distribuicao de interesse.

aek)
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Uma caracteristica importante é que s6 precisa-se conhecer 7 parcialmente, isto é a
menos de uma constante, ja que neste caso a probabilidade nao se altera. Isto é funda-
mental em aplicagoes Bayesianas em que nao se conhece completamente a densidade a
posteriori. Observe também que a cadeia pode permanecer no mesmo estado por muitas
iteracoes e na prética costuma-se monitorar este fato calculando a porcentagem média de
iteracoes para as quais novos valores sao aceitos (EHLERS [21]).

Em muitos casos a dificuldade deste método é a escolha da funcao de transicao, sendo
que isto influéncia diretamente a eficacia do método. Uma forma de escolher a funcao de

transicao é considerar o passeio aleatorio:

q(z]) = q, (2" — x) (9-5)

Sendo ¢ (-) uma densidade multivariada. Neste caso, 2’ = z + ¢, sendo ¢ a varidvel de

incremento com distribuigao ¢ (-). Se ¢, (€) = ¢,(—¢) entdo:

afi,a’) = min (1,75 ) (96)

Caso seja possivel fatorar a distribuicao a posteriori em:

m(x) = ¢(x)h(x) (9.7)

onde h(zx) é uma densidade que pode ser amostrada e ¢ uniformemente limitada, entao:

q(z]a’) = h(a') (9-8)

Neste caso, a probabilidade de aceitacao é dada por:

afi,') = min (1, 253 99)

Outras formas de escolher a fungao de transigao pode ser encontrada em Chib e Greem-
berg [23].
O algoritmo de Metropolis-Hasting é definido por:

1. Inicialize com um valor arbitrario z(©).
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2. Gere um 2’ de ¢(2', z) e u de uma distribui¢do Uniforme(0,1).

m(a)g(x[x9)) >

3. Seja a(r,4’) = min (1’ @0)g=O )

4. Se u < «, entdo Ut = z'; sendo 2zt = 200

5. Repetir os passos 2, 3 e 4 até se obter convergéncia.

9.3.3 Diagnésticos de Convergéncia

Para verificar convergéncia do algoritmo pode-se utilizar:
(a) Gréficos de séries temporais;

A linha deste gréfico deve estar sempre em torno de uma faixa, nao apresentando
muitas oscilagoes.

(b) Gréficos de autocorrelacao;

O gréfico de autocorrelacao dos pardmetros somente deve ter a primeira correlagao
alta sendo as demais proximas de zero, indicando assim que as amostras geradas sao nao-
correlacionadas.

(c) Indices de convergéncia, como o fndice de Gelman & Rubin (1992).

Gelman e Rubin utilizam procedimentos de anélise de variancia (ANOVA) para
verificar a convergéncia de cadeias paralelas (com valores iniciais diferentes). A idéia é
comparar as variabilidades "entre"e "dentro"das cadeias geradas. O método funciona da
seguinte maneira:

Simular m > 2 cadeias, cada uma de comprimento 2n, descartando-se as n
primeiras amostras;

Calcular a variabilidade entre cadeias

S|S

_ Z (6; —6.) /(m—1)

=1

em que #; é a média das n amostras geradas na i-ésima cadeia; f é a média geral.

Define-se, também, a variabilidade dentro de cada cadeia,
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2 1 2 .
emquesi—m ( ) ,i=1,...,m.

||M:

Assim, a varlan(na da distribuigao estudada (posteriori) pode ser estimada por:

-1 1
0" = W+ -U
n

Gelman e Rubin mostraram que a distribui¢ao de 6 dado y segue distribuigéo t

de Student com centro em fi = 6., desvio-padrao \/_ =.,/6%+ o

liberdade, em que:

graus de

2 2
var (V) = (n—l) ivar (s7) + (m—i—l) 2 B? +
n m mn m — 1
(m—l)(n—l)ﬁ 2 -2\ 2 -
+2 e - [cov (si , ul) 2u,_cov (si,ul_)]

Estima-se, entao, o fator de reducao de escala como:

Vi =

WU—Q

Quando n é grande, o fator de redugao pode ser simplificado para \/_Z% =4/ %
Nota-se, também, que \/E decresce para 1 quando n — oo. Em geral, se \/E < 1,2,
tem-se convergéncia

das cadeias.
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9.4 Aplicacgoes

9.4.1 Dados da Literatura

Com a finalidade de ilustrar a abordagem Bayesiana para problemas de regressao, con-
sidere o seguinte exemplo.

Uma agéncia bancdria fez um estudo estatistico para verificar possiveis fatores que
levam depositantes retirarem seus depésitos durante o periodo de um ano. Para este

estudo foram escolhidos aleatoriamente 39 clientes. Sejam:

e D1: saldo do cliente no dia 01 de janeiro de 2000;
e [2: saldo do cliente no dia 31 de dezembro de 2000.

o S = Dl/DQ.

Se S > 1 significa que o cliente aumenta seus depdsitos na agencia bancdria e S < 1
que o cliente retira valores durante o ano e nao repoe este.

A variavel resposta é dada por:

1 seS>1
Y = (9.10)
0 seS<1

O objetivo do banco é que os clientes aumentem seus depésitos, assim, o sucesso é
dado se S > 1.

Quatro covaridveis sao consideradas no estudo:

e X1, que recebe o valor 1 se o cliente é funcionario ptblico e 0 caso contrario;

e X2, que recebe 1 se o cliente tem conta bancdria com mais de 5 anos e 0 caso

contrario;
e X3, que recebe 1 se o cliente é microempresario e 0 caso contrario;

e X4, que recebe 1 se o cliente tem residéncia propria e 0 caso contrario.
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Regressao Logistica

Assuma um modelo de regressao logistica para a resposta Y; para a aplicacao em estudo,

isto é,
P(Y; = yilxi) = f(yslzi) = (P)¥ (1 — B)'¥, com yi=0,1ei=1,..,39 (9.11)

Para incluir todas as covaridveis e todas as interagoes, foi definida a varidvel v;;:

Voo — 1

V1 = T4
V2; = T34
V3 = T34
Vg = Ty

Vs = T13T2;

Vg = T13L3;

V7; = T14T44

Vgi = X2iT3;

Vg; = T2iT4;

V10; = T3;T44

V11i = T1402;T3;
V12; = T1iL2iT4;
V13; = T14X3;T 44
V14; = T14T2T3;T 45

Dessa forma, o modelo Logito é dado por:

14
; = M’ B’Vi = Zﬂlxy-i e vy =1 (912)
1+ exp(B'v;) = 7

A funcao de verossimilhancga para (3, 35, ..., 514, ¢ dada por:

n

L(B,wix;) = [ [(P)¥ (1 — P (9.13)

=1



9. ANALISE BAYESIANA PARA O MODELO LOGITO LIMITADO 73

“ exp(Bvi) \” exp(B'v;) 1-v
s =11 (5 ogmeg) (1 o) O

=1

LB — H[ o) ]

(14 exp(Bvi)" | | (14 exp(8'v;) ™"

L ] (9.15)

oy =TT [ expBviv:)
L(B,w;x;) = 11 [1 iy ﬂ,vi)} (9.16)
o [ 5000]
L(B,wix;) = |5 (9.17)
H (1+ exp(8'v;))

Observe que:

14
/ / .
o Bv; = g Bjvji € voo = 1;
j=0

n

° Z (B'vi)yi = Z (B'v;) Zyi = ZZ (B'viyi) -

i=1 j=0 i=1 Jj=0i=1
Assim, a funcao de maxima verossimilhanca é dada por:

exp ZZ (5’%‘%)]

§=0 i=1

14
1+ exp (Zﬁ;vﬂ)]
=0 |

Assumindo independéncia a priori entre parametros, considere que as distribuigoes a

L(B,w;x;) =

(9.18)

n

II

| i=1

priori para 3, 3, ..., 814 sao dadas pelas seguintes distribuicoes:
B; ~ N(aj,b;), com a; e b; sdo constantes conhecidas para j = 1,2,..., 14.

A distribuicao a posteriori é dada por:

7(B,10(s,), =

_ ) exp {Zﬁijﬁ}
,Y) o exp{ ! <ﬁj J) } =1 (9.19)

2
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onde 9(@-) é o vetor de todos os pardmetros exceto [3;.

Como a posteriori, dada pela Equagao 9.19, nao possui uma forma fechada, deve-se
utilizar o algoritmo Metropolis-Hastings para gerar amostras da distribuicao a posteriori
a partir da distribuicao conjunta para (. A analise foi realizada no software Winbugs.

A Tabela 9.1 apresenta as estimativas dos pardmetros e o intervalo de credibilidade

(2.50% e 97.50%) para cada um dos parametros estimados.

Tabela 9.1: Estimativas dos parametros - modelo logito

Parametros Média DP MC error 2.50% Mediana 97.50%

betal -0,7699 -0,4311  0,00559 -1,6350 -0,7581  0,0227
betal 2,4590 0,7607  0,00865  0,9729  2,4560  3,9430
beta2 1,6520 0,8677  0,01219 -0,0488 11,6440  3,3770
beta3 -2,3590 0,8100  0,01115 -3,9880 -2,3590 -0,7263
beta4 0,4830 0,8275 0,01128 -1,1210 0,4820  2,1220
betad -0,0569 0,9049  0,02236 -1,7600 -0,0601  1,7350
betab -0,5996 0,8458  0,01637 -2,3060 -0,5962  1,0140
beta7 -0,2297  0,8742  0,01813 -1,9410 -0,2509  1,5420
beta8 0,5441 0,8492 0,01664 -1,1600 0,5352  2,2160
beta9 0,1292 0,9226  0,01761 -1,6780 0,1444  1,8670
betal0 0,0857 0,9183  0,01815 -1,6980 0,0576  1,9100
betall -0,0665 0,9072  0,02029 -1,7730 -0,0715  1,7030
betal2 -0,4330 0,9340  0,01944 -2,2450 -0,4485  1,4040
betal3 0,1033 0,9298  0,01633 -1,7340 0,0798  1,9410
betal4 -0,4311  0,9284  0,02055 -2,2620 -0,4420 11,3990

Através da Figura 9.1 pode-se observar os gréficos de auto-correlagao. Verifique que
todos os pardmetros sao nao correlacionados, o que indica a convergéncia das cadeias.
Também pode-se verificar a convergéncia através da Figura 9.2 que apresenta os graficos

temporais.
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Para o ajuste da regressao logistica limitada, considerou-se apenas a covaridavel X;. No

caso da regressao logistica com funcao Logito, o Winbugs j& possui uma fungao pronta.

Para este caso, teve-se que implementar uma fungao. Serd considerada uma priori Normal

para 3, e 3; e uma priori Beta para o pardmetro w.

A verossimilhanca é dada por:
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n

L(Bo, Brrw;x;) = [ [(pe) "' (1 = pi)' (9.20)

=1

- exp(By + Srzy) Y exp(By + Brrn) \ Y
LB, w;xi) 1} < 1+ exp(Bg + ﬁlxh)> (1 T T L exp(By + /31@)) (9:21)

A Tabela 9.2 apresenta as estimativas bayesianas para este ajuste.

Tabela 9.2: Estimativas dos parametros - modelo logito limitado

Parametros Meédia DP MC error  2.50% Mediana 97.50%

w 0,0502 0,0638 0,00163 4,96E-02 0,0261  0,2297
Bo -0,8930 0,3877 0,02224  -1,6310 -0,8922 -0,1003
B4 1,7310 0,5774  0,01219 0,5902 1,7270  2,8050

Através da andlise grafica apresentada nas Figuras 9.3 e 9.4, pode-se observar que

ocorreu convergeéncia.
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9.4.3 Dados Simulados

Com os dados simulados do Capitulo 8 ajustou-se o modelo logito e logito limitado através

da abordagem Bayesiana.

Regressao Logistica

A fungao de verossimilhanca para o modelo logito é dada por:

=1

Para os parametros 3, 81, 83, B3, B4, B35, B¢ considerou-se uma priori nao informativa
imprépria dada pela constante c.Dessa forma, espera-se que os pardmetros ajustados este-
jam proximos dos pardmetros estimados via abordagem classica. Neste caso, a distribuicao

a posteriori é proporcional a funcao de verossimilhanca:

- exp(x’ exp(x’
o) = 3 uin (o) 0w (1 e )| o

Através do software Winbugs obteve-se as distribuicao a posteriori. Considerou-se um
burn-in de tamanho 1.000 com salto de tamanho 15. Apds o burn-in, gerou-se, devido ao
tempo computacional, duas cadeias de tamanho 3.000 considerando também um salto de
tamanho 15.

Para verificar se as cadeias geradas convergiram para a distribuicao de interesse é
necessario olhar os grificos temporais e de autocorrelacao. Observe o comportamento
aleatério ao longo das iteragoes através dos graficos temporais, indicando a convergéncia

das cadeias.
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A Figura 9.6 apresenta os grificos de Gelman Rubin. Observe que para todos os

parametros o valor estd préximo de 1, o que indica convergéncia das cadeias.
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Espera-se que os valores gerados sejam nao correlacionados. Para verificar a auto-

correlacao dos valores observe a Figura 9.7 que apresenta os grificos de autocorrelagao.

Apesar dos parametros 3, e 5 apresentarem uma autocorrelacao de lag 1, este fato nao

influénciou nos resultados.
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lag lag
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betaO chains 1:2 sample: 6000
40
30
20
10
00[
T T T T
-50 -475 -45 425

A Figura 9.8 mostra as densidades a posteriori dos parametros de interesse.

betal chains 1:2 sample: 6000

T T T T
-6.0 -5.0 -4.0 -3.0
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beta2 chains 1:2 sample: 6000 beta3 chains 1:2 sample: 6000
100 100
751 75
50 50
251 25T
00[ 00
T T T T T T T T T T
-10 -09 -08 -07 -06 12 14 16
beta4 chains 1:2 sample: 6000 beta5 chains 1:2 sample: 6000
100 6.0 [
751 40
50
25 20r
00[ 00
T T T T T T T T T T
0.5 0.6 0.7 0.8 10 12 14 16

beta6 chains 1:2 sample: 6000

-12 -10 -0.8 -0.6

A Figura 9.9 apresenta os intervalos de credibilidade para cada um dos parametros.
Observe que nenhum intervalo engloba o valor zero. Dessa forma, todos os parametros

sao significativos.

betaO chains 2:1 betal chains 2:1
42 fmm—mmmmmmmme—————— o= 251 o ____
-4.4 jgzg L
s -4.0
ol b 45 osemmmm e
48 -50[

T T T T T T T T

1121 2000 3000 1121 2000 3000

iteration iteration
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beta2 chains 2:1 beta3 chains 2:1
o6 )
07" 15F
e8r__ R
09 13
T T T T T T T T
1121 2000 3000 1121 2000 3000
iteration iteration
beta4 chains 2:1 beta5 chains 2:1
08 oo 171
16f-za~mmmr = msmmma = emeas
07 I~ %i -
O T P
05 12
T T T T T T T T
1121 2000 3000 1121 2000 3000
iteration iteration
beta6 chains 2:1
-06 ;;.====——===——====_—=======
-0.7 +
08
09F T
T T T T
1121 2000 3000
iteration

A Tabela 9.3 apresenta as estimativas Bayesianas para os parametros do modelo logito.
Observe que, como esperado, estao bem préximas dos valores estimados pela abordagem
clédssica.

Regressao Logistica Limitada

A funcao de verossimilhanca para o modelo logito limitado é dada por:

1B i) =Y it (o 222D b 1 (1- o 2B )

1+ exp(x'B 14 exp(x'B
(9.24)
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Tabela 9.3: Estimativas Bayesianas para o modelo logito

Parametro Meédia Desvio Padrao 2,5% Mediana 97,5%

By “4,450 0,103 4653 4,450 4,249
B, -3,659 0,432 4,601 -3,632 -2,890
B, 0,751 0,049 0,85 -0,752 -0,653
Bs 1,468 0,052 1,364 1,468 1,572
B, 0,669 0,047 0,575 0,669 0,761
Bs 1,444 0,081 1,284 1,443 1,607
Be -0,741 0,063 0,862 -0,741 -0,618

Para o parametro w considerou-se uma priori Beta(0,1). Para os parametros [, 8,
By, B3, B4, Bs, Bg considerou-se uma priori nao informativa imprépria dada pela constante

C.

Assim a distribuicao a posteriori é proporcional a:

~ é [y In (%ﬁ))) +(1-y)ln (1 M)} (9.25)

1+ exp(x'  1+exp(x¥B)

Para a obtencao da distribuicao a posterior: utilizou-se o software Winbugs. Considerou-
se um burn-in de tamanho 1.000 com salto de tamanho 10. Apds o burn-in, gerou-se duas
cadeias de tamanho 10.000 considerando também um salto de tamanho 10.

Para verificar se as cadeias geradas convergiram para a distribuicao de interesse é
necessdario realizar as andlise gréficas. A Figura 9.10 apresenta o histérico das cadeias
para cada um dos parametros. Pode-se observar um comportamento aleatério ao longo

das iteracoes, o que indica convergéncia dos parametros.

beta0 chains 1.2

-4.0 |+

-425
‘\ \ ‘\ “‘\ “H‘ i | ‘ RN

45| b gl i L B f
-4.75

50

[ [ [ [ [
1001 2500 5000 7500 10000

iteration
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12

betal chains 1.2
[ [ [ [ [
1001 2500 5000 7500 10000
iteration
beta2 chains 1:2
T T T T T
1001 2500 5000 7500 10000
iteration
beta3 chains 1.2

T
1001

2500

iteration

7500
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beta4 chains 1.2

08

0.6 -

041

1001 2500 5000 7500 10000
iteration

beta5 chains 1:2
18
16
14 L
12

1001 2500 5000 7500 10000
iteration

beta6 chains 1.2
-04

-0.6

-0.8 |

T
1001 2500 5000 7500 10000
iteration
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wchains 1:2
06
04
0.2
00
] ] ] ] ]
1001 2500 5000 7500 10000
iteration
A Figura 9.11 apresenta os graficos de Gelman Rubin. Observe que para todos os

parametros o valor estd préximo de 1, o que indica convergéncia das cadeias.

betaO chains 1.2
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05T
00
T T T
1001 5000 10000
iteration
beta2 chains 1.2
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05T
00
T T T
1001 5000 10000

iteration
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10 7=
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T T T
1001 5000 10000
iteration
beta3 chains 1.2
1.0 [ ==
05
00
T T T
1001 5000 10000

iteration
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10

0.5

0.0

beta4 chains 1.2
e 15
| 1.0
05
C 0.0
T T T
1001 5000 10000
iteration
beta6 chains 1.2
a— 1.0
- 05
C 0.0
T T T
1001 5000 10000
iteration

beta5 chains 1.2
L T T T
1001 5000 10000
iteration
wchains 1:2
- oo
L T T T
1001 5000 10000
iteration

Espera-se que os valores gerados sejam nao correlacionados. Observe através da Figura

9.12 os graficos de autocorrelacao. Apesar do parametros 3, e 35 apresentar uma corre-

lacao de lag 1, serd considerado que ocorreu a convergéncia das cadeias.

10
0.5
0.0
-0.5
-1.0

betaO chains 1:2
B 1.0
B || 0.5
P - — = - 0.0
B -0.5
C -1.0

[ [

0 20 40

betal chains 1.2
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A Figura 9.13 mostra
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20
10
0.0
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0 20 40
lag
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L T T T
0 20 40
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beta6 chains 1:2
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L [ [ [
0 20 40
lag

betaO chains 1:2 sample: 20000
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-50 -475 -4.5 -4.25
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0 20 40
lag
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.
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wchains 1:2
L ] ] ]
0 20 40
lag

as densidades a posteriori dos pardmetros de interesse.
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T T
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beta2 chains 1:2 sample: 20000 beta3 chains 1:2 sample: 20000
100 80
75 6.0
50 40
25T 20
00 00
T T T T T T T T T T
-10 -09 -08 -07 -06 12 14 16
beta4 chains 1:2 sample: 20000 beta5 chains 1:2 sample: 20000
100 6.0 [
751 40
50
25 20
00 00
T T T T T T T T T
04 0.6 0.8 10 12 14 16
beta6 chains 1:2 sample: 20000 wchains 1:2 sample: 20000
80 300 [
6.0 I 200 F
40
20 F 100 [
00 00
] ] ] ] ] ] ] ] ]
-10 -0.8 -0.6 -0.2 0.0 0.2 04

A Figura 9.14 apresenta os intervalos de credibilidade. Observe que nenhum intervalo

engloba o valor zero. Dessa forma, os todos os parametros sao significativos.

betaO chains 2:1 betal chains 2:1
R %g ...
-4.4 _28 -
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-48 50
T T T T T T T T T T
1401 5000 7500 10000 1401 5000 7500 10000

iteration iteration
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beta2 chains 2:1 beta3 chains 2:1
-.6p 16 el
-0.7 I 15F
e8r_______. R
09 13
T T T T T T T T T T
1401 5000 7500 10000 1401 5000 7500 10000
iteration iteration
beta4 chains 2:1 beta5 chains 2:1
08 e cmcmmcmcm—m————— = %g -
07t %ﬁi -
[0 1:3_'===== ________________
05 12
T T T T T T T T T T
1401 5000 7500 10000 1401 5000 7500 10000
iteration iteration
beta6 chains 2:1 wchains 2:1
0B s =—~r~cmmmmeam e —m—— 03r -
-0.7 02k~ rEEE TR =
-08 01
09 " - O i
[ [ [ [ [ [ [ [ [ [
1401 5000 7500 10000 1401 5000 7500 10000
iteration iteration

A Tabela 9.4 apresenta as estimativas Bayesianas para o modelo logito limitado. Ob-
serve que as estimativas estao proximas das estimativas de méxima verossimilhanca.

Através dos resultados, pode-se observar que as estimativas Bayesianas dos modelos
estao proximas das estimativas cldssica. Esse fato ocorreu devido ao uso de prioris nao
informativas. Devido o tempo computacional para se obter estas estimativas, conclui-se
que é melhor utilizar a abordagem Bayesiana apenas quando temos informacoes para se

acrescentar sobre os parametros (prioris informativas).
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Tabela 9.4: Estimativas Bayesianas para o modelo logito limitado

Parametro Meédia Desvio Padrao 2,5% Mediana 97,5%

w 0,050 0,064 0,000 0,025 0,237
B, 4,451 0,103 4,655 -4,451  -4,251
B, -3,661 0,427 4585  -3,627 -2,919
B, 0,752 0,050 0,851 -0,751  -0,652
Bs 1,469 0,051 1,368 1,469 1,569
B, 0,669 0,047 0,575 0,669 0,764
Bs 1,444 0,080 1,280 1,444 1,602

Be -0,739 0,063 -0,863  -0,740 -0,614




Capitulo 10

Conclusoes

Neste trabalho foi apresentado algumas técnicas de deteccao de fraude. Devido a estrutura
desbalanceada dos bancos de dados de fraude, foi sugerido o modelo logito limitado. Dessa
forma, foi mostrada as estimativas de méxima verossimilhanca e testes de verificagao de
ajuste e significancia dos parametros para este modelo.

Foi apresentado também as estimativas dos pardmetros do modelo logito e logito limi-
tado considerando as amostras do tipo state-dependent. Através das aplicagoes concluiu-se
que para conjuntos de dados extremamente desbalanceados nao é recomendével o uso de
uma amostra balanceada para a estimacao dos parametros do modelo.

As aplicacoes, tanto dos dados simulados quanto dos dados reais, mostraram que o
modelo logito limitado se adequa melhor para os dados em estudo. Isto foi observado
através das estatisticas de teste AIC, -2logL,, SC e KS. Também pode-se observar que o
modelo logito limitado classifica melhor os individuos dentro das faixas de escore.

Apresentou-se as estimativas Bayesianas para os modelos logito e logito limitado e
as formas de verificar a convergéncias das cadeias. Como foi consideradas distribuicoes a
priori nao informativas, as estimativas dos parametros estao bem préoxima das estimativas

clédssicas.
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Apéndice A

Maximizacao da Funcao Logito

Limitado

Seja a equagao de méxima verossimilhanga do modelo logito limitado:

1B, w;x;) = Zj; [y In (w%) + (1 —y;)In (1 - w%)] f(o,l)((z) |
1

exp(x'B)

Seja: P = wirortos)

Para maximizar essa funcao é necessdrio determinar as derividas em relacao aos

pardmetros f3, 81, ..., 5,, w. Ou seja,

ol(B,w; x;) _—
9Py

ol(B, w;x;) — 0
9p,

oB.wix)
Gﬁp

AB.wix)
Ow

Primeiramente, serd calculada a derivada da funcao em f3,. Considere p = 1. Assim,

tem-se:
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3 exp(x’'B) exp(x’'B)
8l(ﬂ7w7 XZ) 8 (Z |:yz ln (w 1+e}))(p(xlﬂ)) —+ (1 — yz) ln (1 — w—1+eip(x’ﬂ)):| 1(071)((&7))

o =1
By By
n exp(x’'3) exp(x'B)
,3, Ww; Xz 9 (w 1+e1>)<p(x’[3)> _ (1 — yz) 9 (w 1+e§)cp(x’ﬁ)>
exp(x’'S) exp(x’
B0 i=1 w1+e1>)<p( 8) 9By (1 — w#&%)) 9B,
(A.2)
o(wrsmd)
Calculando w :
exp(x'B)
O(witBill)  wep(fy + Bym)(L+ exp(By + By) — w2exp(By + Byr)
By (1 +exp(By + B17:))?
wexp(By + Byzi)  w2exp(By + Bixi) _
(I +exp(By + Byzi)) (1 +exp(By + B174))?
[ exp(fBy + B17:) _ 2exp(By + S1i) _
1 +exp(By + B1zi) (1 +exp(By + By7:))?
_ wh(-P) (A.3)
Retornando a A.2 tem-se:
ol(B,w; x;) . Yi (1—y)
—_— = —wP(1-P)— —Z2wP(1-P)| =
95, 2_; [wPi” A =P) = pywht =5
= Y [yiw — Pyiw — wP; + Pyw] =
i=1
= 3 [yw - wP] =0 (A.4)

i=1

Agora serd calculada a derivada da funcao em ;. Assim, tem-se:
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[0 exp(x'B) o _ . _exp(xB)
8l(ﬂ7w7 XZ) 8 (; |:yz ln (w 1+exp(x’ﬂ)) —+ (1 yz) ln (1 w1+exp(x’ﬂ)):| 1(071) ((,U))

a5, a6,
(A.5)
n exp(x’'B) exp(x'3)
,8, Ww; Xl 9 (w 1+el))(p(x’ﬂ)> _ (1 — yz) 9 <U) 1+e§)(p(x’ﬂ)>
exp(x ’,3) exp(x’
91 i=1 wl—l—exp( 'B) 9B, (1 - w#&) e
(A.6)
w exp(x/ﬁ/)
Calculando W :
ol(B,w;x;) _ wexp(By + B17:)xi(1 + exp(By + B175)) — w2exp(By + B174)T; _
By (1 +exp(By + B17:))?
wexp(By + i)z w2exp(By + B17:)Ti _
(1 +exp(By + By75)) (14 exp(By + B17i))?
— WP (1-P) (A7)

Retornando a A.6 tem-se:

B, w;x;) " Ty ' A_(l—yi) D (1_ p\| _
o5, ;[EW’R“‘P’) =gy =

= Z [yiwr; — yiwz; P; — wr; P + yiwz; P] =
i=1

= Z [yiwz; — wx; P| =

=1

= wai(yi —-P)=0 (A.8)

As derivadas em relagao a f3,, ..., 3, sao dadas da mesma forma. Dessa maneira, tem-se:

B’ w; Xi) Zwazk =0 (A.9)

k=11=1

A derivada da funcao em w é dada da seguinte forma:
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3 exp(x’'B) exp(x’'B)
8l(ﬂ7w7 XZ) 8 (Z |:yz ln (w 1+e}))(p(xlﬂ)) —+ (1 — yz) ln <1 — w—1+eip(x’ﬂ)):| 1(071)((&7))

=1
Oow B Oow
(A.10)
n exp(x’'B) exp(x'3)
/87 w; Xz Z 0 (wHeip(X’ﬁ)) _ (1 - yz) 0 <w 1+e§p(X’B)>
exp(x’B) exp(x’
i=1 W1+eip( 'B) O (1 - wue‘ii,(f/}a)) O
(A.11)
(w exp(x/ﬁ/) )
Calculando 1++("m :
8Z(IB7W§ Xi) _ eXP(Bo + 61%‘)(1 + exp(ﬁo + 51%)) - WeXp(ﬁo + 51%)0 _
Ow (1 +exp(By + B17:))?
(1 +exp(By + By74))
Voltando em A.11 tem-se:
NB,w;xi) < [vi 1-w) ]
Ow B ;_R-PZ (1—P)H -
_ zn: (1 — ) — (1 — yi)R-] _
i=1 L (1-F)
[y — P,
_ — Al

> ir) =0 (A.13)




Apéndice B

Programa SAS - Simulacao do banco

de dados

Primeiramente buscou-se os valores dos parametros de modo que a probabilidade de
sucesso fosse bem pequena. Apdés esta determinagao, utilizou-se o seguinte cédigo SAS
para gerar os dados:

proc iml; /* trabalhando com matriz */

beta0= -4.5;
betal= -3.5;
beta2= -0.8;
betad= 1.5;
betad= 0.7;
betab= 1.5;
beta6b= -0.8;

/* valores reais dos parametros */
n=100000; /* tamanho amostral */
x1 = J(1,n,0
x2 = J(1,n,0
%3 = J(1,0,0
x4 = J(1,0,0

(

(

Y

; /* definindo as matrizes de B linhas e n colunas */

)

; /™ definindo as matrizes de B linhas e n colunas */

Y

x5 = J(1,n,0
x6 = J(1,n,0

— — — ~— ~— ~—

; /* definindo as matrizes de B linhas e n colunas */
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y = J(1,n,0);
p = J(1,n,0);
s = J(1,n,0);

semente = 765459685;
doj=1ton;
x1[1,j] = ranbin(semente,1,.1); /* amostra de Bernoulli */
x2[1,j] = ranbin(semente,1,.8);
x3[1,j] = ranbin(semente,1,.1); /* amostra de Bernoulli */
x4[1,j] = ranbin(semente,1,.4);
x5[1,j] = ranbin(semente,1,.7); /* amostra de Bernoulli */
x6[1,j] = ranbin(semente,1,.9);
end;
s[1,] = beta0+betal*x1[1,]+beta2*x2[1,]+betad*x3[1,]+betad*x4[1,]+beta5*x5[1,]+beta6*x6]1,];
p[l,] = exp(s[1,])/(14-exp(s[L,))); /* funcao logistica */
do k =1 to n;
y[1,k] = ranbin(0,1,p[1,k]); /* amostra de Bernoulli */
end;
C=t(y[LDICALD [t 2L [ C3[L D[t (AL [ S [L) 6L ]) [t (p[L,]); /* criando
os data set */
cname = {"fraudexl DIx1 D2x1 D3x2 DIx2 D2x2 D3p"};
create artigo.sim _4cat_1pcento from C [ colname=cname [;
append from C;
run;

quit;



Apéndice C

Programa SAS - Ajuste Modelo
Logito

O programa abaixo ¢é referente ao ajuste do modelo logito para os dados simulados. Nao
h& necessidade de se colocar também o programa para os dados reais pois muda apenas
o banco de dados.

/*Modelo para dados simulados™/

proc logistic data = artigo.sim 4cat 1pcento;

class x1 D1 (ref="07)

x1 D2 (ref="1")
x1 D3 (ref="0)
x2 D1 (ref="1")
x2_ D2 (ref="1")
x2_D3 (ref="1")

/param=ref;

model fraude = x1 D1 x1 D2x1 D3x2 DI1x2 D2x2 D3/lackfit ctable pprob =
(.05 to 1.0 by .05) outroc=curva_ roc;

output out = artigo.sim 4cat 1lpcento saida prob=p ;

run;

/*Categorizar o escore em 20 classes™/

data artigo.sim 4cat 1pcento saida;

set artigo.sim 4cat 1lpcento saida;



C. PROGRAMA SAS - AJUSTE MODELO LOGITO 105

escore = p2*1000;

run;



Apéndice D

Programa SAS - Ajuste Modelo
Logito Limitado

O programa abaixo ¢é referente ao ajuste do modelo logito limitado para os dados simula-
dos. Nao ha necessidade de se colocar também o programa para os dados reais pois muda
apenas o banco de dados.

proc nlp data=artigo.sim_4cat 1pcento cov=2 VARDEF=N OUTEST=artigo;

max I;

parms w = 0.005,

betaQ = -2 , /*chutes iniciais */

betal = 0.02,
beta2 = 0.02,
betad = 0.02,
betad = 0.02,
betad = 0.02,
beta6 = 0.02;

bounds 0 < w < 1;

1 = fraude*log(w*exp(beta0 + betal*xl D1 + beta2*x1 D2 + beta3*x1 D3 +
betad*x2 D1 + beta5*x2 D2 + beta6*x2 D3)/

(1 + exp(betal + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 + betad*x2 D1 +
beta5*x2 D2 + beta6*x2 D3)))+

(1-fraude)*log(1 - (w*exp(betal + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 +
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betad*x2 D1 + betab5*x2 D2 + beta6*x2_ D3)/

(14-exp(beta0 + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 + betad*x2 D1 +
beta5*x2 D2 + beta6*x2 D3))));

run;

data artigo;

set artigo;

where TYPE ='PARMS’;

run;

/*Probabilidades*/

/*Probabilidade de nao fraudar*/

proc sql;

create table artigo.sim 4cat 1pcento limitada as select *,

(2.7182818228**(betal + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 + betad*x2 D1
+ betab5*x2 D2 + beta6*x2 D3)) as exp

from artigo.sim 4cat 1pcento, artigo;

alter table artigo.sim 4cat 1pcento limitada

add Prob bom num;

update artigo.sim_4cat 1pcento limitada

set Prob_bom = 1-(w*exp/(1+exp));

quit;

data artigo.sim 4cat 1pcento limitada;

set artigo.sim 4cat 1lpcento limitada;

escore = Prob__bom™*1000;

run;

/*criando um novo conjunto para nao ’estragar’ o que ja estd certo®/

/*-2LogL*/

/*intercepto mais covaridveis*/

data artigo.sim_4cat 1pcento limitada teste;

set artigo.sim 4cat 1pcento limitada;

run;

data artigo.sim 4cat 1pcento limitada teste;
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set artigo.sim 4cat lpcento limitada teste;

L 2 = -2*(fraude*log(w*exp/(1+exp))+(1-fraude)*log(1-(w*exp/(1+exp))));

run;

proc means data = artigo.sim 4cat Ipcento limitada teste sum;

var L 2;

run;

/*16534.63*/

/*s6 intercepto™/

data artigo.sim 4cat 1pcento limitada teste;

set artigo.sim 4cat 1pcento limitada teste;

L 2 int = -2*(fraude*log(w*exp(beta0)/(14+-exp(betal)))+(1-fraude)*
log(1-(w*exp(beta0)/(14-exp(betal)))));

run;

proc means data = artigo.sim 4cat 1lpcento limitada teste sum;

var L 2 int;

run;

/*18843.25%/

J*AIC*/

/*intercepto mais covaridveis*/

data artigo.sim 4cat 1pcento limitada teste;

set artigo.sim 4cat 1lpcento limitada teste;

/*s6 intercepto™/

AIC1=2*1+18843.25;

/*intercepto mais varidveis*/

AIC2=2%7+16534.63;

run;

/*s6 intercepto: 18845.25%/

/*intercepto mais varidveis: 16548.63*/

/*Schwarz criteria - SC*/

/*intercepto mais covaridveis*/

data artigo.sim 4cat 1pcento limitada teste;
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set artigo.sim 4cat lpcento limitada teste;
/*s6 intercepto™/
SC1=1*log(100000)-+18843.25;

/*intercepto mais varidveis*/
SC2=T*1og(100000)+16534.63;

run;

/*s6 intercepto: 18854.762925% /

/*intercepto mais varidveis: 16615.220478%*/



Apéndice E

Programa SAS - Amostras para
analise das amostras do Tipo

State-dependent

/*100 amostras - k=1 n=1860*/
Y%macro caso_kl;
%do i =1 %to 100;
proc surveyselect data=artigo.sim 4cat 1pcento zeros
method=srs
n=1860
seed=4&i
out=state.dados0_sim k1 &i; /* refere a analise balanceada */;
strata fraude;
ID fraude x1 D1x1 D2x1 D3x2 D1x2 D2x2 D3p;
run;
data state.amostrakl &i;
set artigo.sim 4cat 1pcento uns state.dadosO sim k1 &i;
run;
proc nlp data=state.amostrakl &i cov=2 VARDEF=N OUTEST=artigo k1 &i;
max I;

parms beta0 = -2, /*chutes iniciais */
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betal = 0.02,
beta2 = 0.02,
betad = 0.02,
betad = 0.02,
betab = 0.02,
betab = 0.02;

l=fraude*log(exp(betal + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 + betad*x2 D1
+ betab*x2 D2 + beta6*x2 D3)/

(exp(betal0 + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 + betad*x2 D1 +
beta5*x2 D2 + beta6*x2 D3)40.018952517))+

(1-fraude)*log(1-(exp(betal + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 + betad*x2 D1
+ betab*x2 D2 + beta6*x2 D3))/

(exp(beta0 + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 + betad*x2 D1 +
beta5*x2 D2 + beta6*x2 D3)+40.018952517))

run;

Y%end,;

Y%mend;

%caso_ kl;

data state.kl;

set artigol k1l 1artigol k1 2artigol kl 3artigol k1 4artigol kl 5artigol k1 6
artigol k1 7 artigol k1 8

artigol k1 9artigol k1 10artigol k1 11 artigol k1 12artigol k1 13 artigol k1 14
artigol k1 15 artigol k1 16

artigol k1 17 artigol k1 18artigol k1 19artigol k1 20artigol k1 21 artigol k1 22
artigol k1 23 artigol k1 24

artigol k1 25artigol k1 26 artigol k1 27 artigol k1 28artigol k1 29 artigol k1 30
artigol k1 31 artigol k1 32

artigol k1 33 artigol k1l 34 artigol k1 35artigol k1 36 artigol k1 37artigol k1 38
artigol k1 39 artigol k1 40

artigol k1 41 artigol k1 42 artigol k1 43 artigol k1 44 artigol k1 45 artigol k1 46
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artigol k1 47 artigol k1 48

artigol k1 49 artigol k1 50 artigol k1 51 artigol k1 52 artigol k1 53 artigol k1 54
artigol k1 55 artigol k1 56

artigol k1 b57artigol k1 b58artigol k1 59 artigol k1 60 artigol k1 61 artigol k1 62
artigol k1 63 artigol k1l 64

artigol k1 65artigol k1 66 artigol k1 67 artigol k1 68 artigol k1 69 artigol k1 70
artigol k1l 71 artigol k1 72

artigol k1 73 artigol k1l T74artigol k1 75artigol k1 76 artigol k1l 77artigol k1 78
artigol k1 79 artigol k1 80

artigol k1 81 artigol k1 82artigol k1 83 artigol k1 84 artigol k1 85artigol k1 86
artigol k1 87 artigol k1 88

artigol k1 89artigol k1 90artigol k1 91 artigol k1 92artigol k1l 93 artigol k1 94
artigol k1 95 artigol k1 96

artigol k1 97 artigol k1 98 artigol k1 99 artigol k1 100;

run;



Apéndice F

Programa SAS - Modelo Logito
Considerando Amostras do Tipo

State-dependent

/*Modelos*/
/*Amostra balanceada - K=1*/
proc nlp data=artigo.amostrakl cov=2;
max l;

parms betaQ = -2 , /*chutes iniciais */

betal = 0.02,
beta2 = 0.02,
betad = 0.02,
betad = 0.02,
betab = 0.02,
betab = 0.02;

I=fraude*log(exp(betal + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 + betad*x2 D1
+ betab*x2 D2 + beta6*x2 D3)/

(exp(beta0 + betal*x1 D1 + beta2*x1 D2 + betad*x1l D3 + betad*x2 D1 +
beta5*x2 D2 + beta6*x2_D3)-+0.018952517))+

(1-fraude)*log(1-(exp(betal 4+ betal*x1 D1 + beta2*x1 D2+ betad*x1 D3 + betad*x2 D1
+ betab*x2 D2 + beta6*x2 D3))/
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(exp(beta0 + betal*x1l D1 + beta2*x1 D2 + beta3*x1 D3 + betad*x2 D1 +
beta5*x2 D2 + beta6*x2_D3)+0.018952517))

run;



Apéndice G

Programa SAS - Modelo Logito
Considerando Amostras do Tipo

State-dependent

/*Amostra balanceada - K=1*/
proc nlp data=artigo.amostrakl cov=2;
max I;

parms betaO = -2 | /*chutes iniciais */

betal = 0.02,
beta2 = 0.02,
betad = 0.02,
betad = 0.02,
betad = 0.02,
beta6 = 0.02,
w = 0.01;

bounds 0 < w <1;

I=fraude*log((w*exp(betal + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 + betad*x2 D1
+ betab5*x2 D2 + beta6*x2 D3))/

(w*exp(beta0 + betal*x1 DI + beta2*x1 D2 + beta3*x1 D3 + betad*x2 DI +
betab5*x2 D2 + beta6*x2 D3)+

0.018952517*(14-exp(betal + betal*x1 D1 + beta2*x1 D2 + betad*x1 D3 + betad*x2 D1
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+ beta5*x2 D2 + beta6*x2 D3)-

w¥exp(beta0 + betal*x1 D1 + beta2*x1 D2 + betad*x1 D3 + betad*x2 D1 +
beta5*x2 D2 + beta6*x2 D3))))+

(1-fraude)*log(1-((w*exp(betal0 + betal*x1 D1 + beta2*x1 D2 + beta3*x1 D3 +
betad*x2 DI + betab*x2 D2 + beta6*x2_D3))/

(w*exp(beta0 + betal*x1 DI + beta2*x1 D2 + beta3*x1 D3 + betad*x2 DI +
betab*x2 D2 + beta6*x2 D3)+

0.018952517*(1+exp(betal + betal*x1 D1 + beta2*x1 D2 + betad*x1 D3 + betad*x2 D1
+ betab5*x2 D2 + beta6*x2 D3)-

w¥exp(beta0 + betal*x1 D1 + beta2*x1 D2 + betad*x1 D3 + betad*x2 D1 +
beta5*x2 D2 + beta6*x2 D3)))));

run;



Apéndice H
Programa Winbugs - Modelo Logito

model{
for(i in 1:N){
Fli]~dbern(p[i])
logit(p[i]) <- beta0 + betal*x1d1[i] + beta2*x1d2[i] + beta3*x1d3[i] + betad*x2d1]i]
+ beta5*x2d2[i] + beta6*x2d3[i]
}
beta0 ~dflat()
betal ~dflat()
beta2 ~dflat()
beta3 ~dflat()
betad ~dflat()
betab ~dflat()
beta6 ~dflat()
}
list(
F=¢(
#inserir dados
), N=100000)
list(beta0=-0.9, betal=2.3, w=0.01)
list(beta0= -1.1487, betal=0.2701, beta2= 0.1507, beta3= 0.2302, betad=-0.2667,
betab=0.2928, betab= 0.2357, beta7=-0.2745, beta8= 0.6152,
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beta9= 0.5868, betal0=0.2453, betall=-0.4074)



Apéndice 1

Programa Winbugs - Modelo Logito

Limitado

model{
for(i in 1:N){
Fli]~dbern(p[i])
logit(p[i]) <- beta0 + betal*x1d1[i] + beta2*x1d2[i] + beta3d*x1d3[i] + betad*x2d1]i]
+ betab*x2d2[i] + beta6*x2d3]i]
propli] <- log(w) + logit(pl[i])
}
beta0 ~dflat()
betal ~dflat()
beta2 ~dflat()
betad ~dflat()
betad ~dflat()
betab ~dflat()
beta6 ~dflat()
w ~dbeta(0.53,10)
}
list(
F=¢(

#inserir dados
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), N=100000)
list(beta0= 0, betal=0, beta2= 0, beta3= 0, betad=0, beta5=0, beta6= 0, w=0.5)
list(betaO= 1, betal=1, beta2= 1, beta3= 1, betad=1, beta5=1, beta6= 1, w=0.5)



