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Resumo

A crescente necessidade do desenvolvimento de eficientes técnicas computacionais e es-
tatisticas para analisar a profusao de dados bioldgicos transformaram o modelo Marko-
viano oculto (HMM), caso particular das redes bayesianas ou probabilisticas, em uma
alternativa interessante para analisar seqiiéncias de DNA. Uma razao do interesse no
HMM ¢ a sua flexibilidade em descrever segmentos heterogéneos da seqiiéncia através de
uma mesma estrutura de dependéncia entre as varidveis, supostamente conhecida. No
entanto, na maioria dos problemas praticos, a estrutura de dependéncia nao é conhecida
e precisa ser também estimada. A maneira mais comum para estimacgao da estrutura de
um HMM ¢é o uso de métodos de selecao de modelos. Outra solugao é a utilizacao de
metodologias para estimagao da estrutura de uma rede probabilistica. Neste trabalho,
propomos o HMM de segunda ordem e seus estimadores bayesianos, definimos o fator
de Bayes e o DIC para selegao do HMM mais adequado a uma seqiiéncia especifica,
verificamos seus desempenhos e a performance da metodologia proposta por Friedman e
Koller (2003) em conjuntos de dados simulados e aplicamos estas metodologias em duas
seqiiéncias de DNA: o intron 7 do gene oo — fetoprotein dos chimpanzés e o genoma do
parasita Bacteriophage lambda, para o qual o modelo de segunda ordem ¢ mais adequado.

Palavras-chave: Modelo Markoviano oculto; Redes probabilisticas; Ordem de de-

pendéncia; Selecao de modelos; MCMC.



Abstract

An increasing need to develop efficient computational and statistical techniques and sta-
tistics to analyse the profusion biological data sets, transformed HMM into an interesting
method to analyse DNA sequence. One reason for HMM interest is their flexibility in des-
cribing homogeneous segments inside the sequence through of a same dependence struc-
ture, supposely known. However, in many cases, the dependence structure is unknown
and need to be estimated. This estimation can be made through model selection methods
or techniques for probabilistic networks structure estimation. In this work, we propose
the second order HMM and present the bayesian estimators to the involved parameters.
We define the Bayes factor and DIC to select the most apropriate HMM to a specific
sequence, verify the performance of these model selection methods and the dependence
structure estimation method proposed by Friedman and Koller (2003), using simulated
data sets and apply the techniques to intron 7 of the chimpanzee o — fetoprotein gene and
genome of Bacteriophage lambda, to whichthe second-order HMM is more apropriated.

keywords: Hidden Markov model; Probabilistic networks; Order of dependence;
Model selection; MCMC.
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Capitulo 1

Introducao

A metodologia dos modelos Markovianos ocultos (HMM, do inglés Hidden Markov Mo-
dels) tem sido aplicada em uma grande variedade de problemas nas tltimas duas dé-
cadas. Inicialmente aplicados em reconhecimento de fala (Rabiner, 1989) e econometria
(Hamilton, 1989), os HMMs sao, atualmente, muito utilizados na Biologia Molecular e
Genética.

A vasta quantidade de seqiiéncias de DNA disponivel para anélise, principalmente
devido a projetos de seqiienciamento (entre eles o projeto Genoma Humano), e a cres-
cente necessidade do desenvolvimento de técnicas computacionais eficientes e estatisticas
para analisar esta profusao de dados bioldgicos transformam o HMM em uma alternativa
interessante para analisar seqiiéncias de DNA, que tem sido usado, sucessivamente, por
Churchill (1989, 1992), que descreve a estrutura de uma seqiiéncia de DNA através de
um HMM; por Muri (1998), que mostra como este modelo é uma ferramenta 1itil para a
segmentacao de seqiiéncias de DNA e por Boys et al. (2000, 2002), entre outros.

Uma razao do interesse no HMM ¢ a sua flexibilidade em descrever segmentos
heterogéneos da seqiiéncia através de uma mesma estrutura, supostamente conhecida.
Outra razao ¢ o HMM ser um caso especial das redes probabilisticas ou bayesianas e,
como tal, usualmente apresentado na forma de grafos que representam a dependéncia
condicional das varidveis e fornecem uma descricao compacta e natural da dependéncia
existente entre as varidveis aleatérias. Em particular, a estrutura de um modelo grafo
possibilita um melhor entendimento das relagoes de independéncia condicional presentes

no modelo associado.
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O HMM ¢ constituido por dois processos aleatérios, um observavel e outro oculto,
cujas varidveis se relacionam segundo uma estrutura de dependéncia especifica. Se esta
estrutura for conhecida, os algoritmos inferenciais de estimacao dos parametros envolvidos
nas distribuicoes de probabilidades condicionais e da seqiiéncia de estados ocultos mais
provavel segundo os dados observados podem ser especificados. Boys et al. (2000), por
exemplo, assumem que o processo observado se desenvolve como uma cadeia de Markov de
primeira ordem condicionada a cadeia de Markov oculta, adotam a abordagem bayesiana
e descrevem como informagoes a priori podem ser incorporadas no procedimento de esti-
macao das probabilidades de transicao entre os estados ocultos e observaveis e de identi-
ficacao da seqiiéncia de estados ocultos.

No entanto, na maioria dos problemas préaticos, a estrutura de dependéncia nao
é conhecida e precisa ser também estimada. A maneira mais comum para estimacao da
estrutura de uma rede probabilistica ou de um HMM ¢é o uso de métodos de selecao de
modelos. Contudo, estes métodos sao eficientes somente quando o conjunto de provaveis
e diferentes estruturas é pequeno. Quando ha muitas possiveis estruturas de dependén-
cia para modelar um conjunto de dados especifico, os métodos de selecao de modelos
nao sao apropriados e uma metodologia mais geral e eficiente é necessdria. Friedman e
Koller (2003) propoem uma metodologia bayesiana para estimacao da estrutura de uma
rede probabilistica baseada na probabilidade a posterior: de certas caracteristicas da rede
(presenga de um arco entre duas varidveis, por exemplo, que indica dependéncia condi-
cional entre elas).

Considerando, entao, a importancia e utilidade dos modelos Markovianos ocultos
em varias dreas de pesquisa, o objetivo principal deste trabalho é apresentar e desenvolver
os HMMs. Com este estudo, pretendemos, mais especificamente, introduzir os modelos
com independéncia entre os estados observaveis e os modelos com dependéncia de Markov
de primeira ordem, que sao os modelos mais simples e, por isso, mais utilizados. Tam-
bém ¢é nosso objetivo propor modelos mais complexos com dependéncia de segunda ordem
entre os estados observdveis ou entre os estados ocultos, apresentar estimadores para os
parametros envolvidos nos modelos propostos e metodologias de estimagao para modelos
mais gerais e sofisticados e testd-los em conjuntos de dados simulados. Finalmente, dese-

jamos verificar o desempenho de técnicas usuais de selecao de modelos, o fator de Bayes
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e o DIC (do inglés, deviance information criterion), em comparar e selecionar, entre os
modelos sugeridos, o modelo mais adequado aos dados.

Desta maneira, no Capitulo 2, definimos redes probabilisticas, introduzimos a
metodologia proposta por Friedman e Koller (2003), aplicamo-la em um conjunto de
varidveis bindrias e apresentamos um estudo de simulacao para avaliar a eficiéncia da
metodologia proposta para estimacao da estrutura de uma rede probabilistica. No Capi-
tulo 3, exibimos os HMMSs como um caso particular das redes probabilisticas e definimos
quatro diferentes modelos HMM e seus respectivos estimadores cldssicos ou bayesianos.
Dois métodos de selegdo de modelos (fator de Bayes e DIC') para comparagao e selegdo
do HMM mais adequado ao conjunto de dados observado sao descritos no Capitulo 4. No
Capitulo 5, aplicamos os modelos propostos em conjuntos de dados simulados e verificamos
o desempenho dos métodos de selegao de modelos na comparacao entre os modelos.

As aplicagoes a dados reais sao apresentadas no Capitulo 6, no qual modelamos
uma seqiiéncia de DNA através de um HMM, descrevemos como definir as informacoes
a priori dos pardmetros envolvidos no modelo e selecionamos, dentre um conjunto de
HMMs pré-selecionados, o modelo mais adequado ao intron 7 do gene a — fetoprotein
dos chimpanzés e ao genoma do parasita Bacteriophage lambda. As estimativas do modelo
mais apropriado a cada seqiiéncia também sao apresentadas no Capitulo 6.

As consideragoes finais e as propostas de trabalhos futuros sao apresentadas no

Capitulo 7.



Capitulo 2

Redes Probabilisticas

Seja X = {X1,Xs,...,X,} um conjunto de varidveis aleatérias. A este conjunto X
podemos associar um grafo G definido como G = (V) E), onde V denota o conjunto
de vértices ou nés do grafo, tal que exista correspondéncia um a um entre os nés do grafo
e as varidveis aleatdrias, ou seja, V = {X1, X», ..., X,,} e £ denota o conjunto de arestas,
{e(i,1)}, onde i e [ representam os nés X; e X;, 1 <i,l < p.

Se as arestas sdo direcionadas sdo denominadas entdo de arcos, sendo que e(i, ()
significa que o arco é direcionado do né i para o né [, 7 é o pai do filho [. O conjunto de
pais do filho [ é denotado por Pag(X;). Um antecedente do né i ¢ um né que tem como
filho o n6 7 ou outro antecedente de 7. Um descendente de ¢ é um filho de ¢ ou um filho
de um descendente de .

Dois nés, i e [, sdo adjacentes em G se E contém a aresta ou arco e(i,l). Um
caminho ¢ uma seqiiéncia de nés distintos {1, ..., m} tal que exista um arco para cada par
de nés subsequentes do caminho. Um caminho cujos nés inicial e final sao os mesmos é
denominado ciclo. Um ciclo direcionado ¢ um ciclo de arcos cujas pontas tém a mesma
diregao. Se E contém somente arestas nao direcionadas, o grafo G é um grafo nao di-
recionado. Se, em contrapartida, F contiver somente arcos direcionados e nenhum ciclo
direcionado, G é um grafo direcionado aciclico.

Neste capitulo introduzimos os modelos grafos direcionados aciclicos, conhecidos
como Redes Probabilisticas ou Redes Bayesianas, discutimos a metodologia proposta por
Friedman e Koller (2003) para estimacao da estrutura de uma rede e apresentamos um

conjunto de simulagoes que visam verificar a eficiéncia desta metodologia.
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2.1 Redes probabilisticas

As redes probabilisticas ou redes bayesianas (Pearl, 1988) sdo uma representacao através
de um grafo da distribuicao de probabilidades conjunta multivariada de X e fornecem
uma descrigao compacta e natural da dependéncia existente entre as varidveis aleatorias.

A rede probabilistica ou bayesiana (tal nomenclatura nao implicando, necessaria-
mente, o uso de métodos bayesianos, mas o uso da férmula de Bayes) para o conjunto
de varidgveis X = {Xi, X»,..., X;,} consiste de uma estrutura de rede e um conjunto de

distribuicoes de probabilidades.

1. A estrutura de rede G é um grafo direcionado aciclico, no qual os nés correspondem
as varidveis aleatorias, para ¢ = 1,...,p, e os arcos correspondem as dependéncias
probabilisticas diretas entre as varidveis. Formalmente, a estrutura da rede repre-
senta o conjunto de especificacoes das relagoes de independéncia condicional para o
modelo de probabilidades na forma de um grafo direcionado. Pode ser visto através
do grafo, que uma varidvel X; é condicionalmente independente de todas as outras

varidveis, exceto das suas descendentes, dados os valores de seus pais.

(a) (b)
Figura 2.1: (a) A estrutura de G. (b) O grafo moral para G, onde os pais de X,

foram "casados".
A estrutura G também pode ser representada pelo grafo moral, definido como

um grafo nao direcionado obtido de G através da inser¢ao de arcos nao direcionados
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entre os pais nao adjacentes de cada né e desconsiderando a dire¢ao dos arcos dire-
cionados restantes. O termo "moral" foi criado para denotar o "casamento dos pais
nao casados" (nao adjacentes) do inglés "marrying of unmarried parents". Neste
grafo, um né é condicionalmente independente de todos os outros nés dada sua

vizinhancga.

A estrutura de uma rede probabilistica e seu respectivo grafo moral sao exibidos
na Figura 2.1(a) e Figura 2.1(b), respectivamente. Na Figura 2.1(a) observamos que

a varidvel X, é condicionalmente independente de X; e X5 dados os valores de X,

e X3, ou seja, Xy L X7|Xo e Xy L X5|Xs.

2. O conjunto P é constituido pelas distribui¢oes de probabilidades a priori dos nés
raiz (nds sem antecedente) e condicionais associadas a cada né ndo raiz. Juntas,
estas distribuicoes definem a distribuicao de probabilidades conjunta de X que, dada

a estrutura G e por uma propriedade da probabilidade condicional, é definida por

P

Pr(x) = HPr(a:i|a:1, ey i), (2.1)

i—1
onde x ={z1, s, ..., T, } ¢ uma realizagao de X = {X;, Xo, ..., X, }.

Como cada varidvel X; é condicionalmente independente de todas as outras, ex-
ceto de suas varidveis descendentes, dados os valores de seus pais, relacao que pode ser

vista através do grafo, a equagao (2.1) pode ser definida como

p

Pr(x) = [ [ Pr(zilpas(Xy)), (2.2)

i=1
onde pa(X;) denota os valores assumidos pelos pais de X; e os termos do produto (2.2)
correspondem as distribui¢es condicionais ou a priori, se X; for né raiz, de P.

Consequentemente, o par (G, P) determina a distribuigdo conjunta de X.

Se todas as varidveis sao discretas, a distribuicao de probabilidades condicional
de cada né pode ser representada em forma de tabela, que lista a probabilidade do né
filho assumir cada um dos diferentes valores de seu dominio para cada combinacao dos
valores de seus pais. Uma tabela para uma varidvel bindria com k pais também bindrios

contém 2F*! probabilidades.
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2.2 Estimacao bayesiana da estrutura de uma rede
probabilistica

Um grande nimero de pesquisas dos 1iltimos anos tem focalizado o problema de estimar
a estrutura e os parametros a partir dos dados de uma rede (Buntine, 1996; Heckerman,
1998; entre outros). Estimar a estrutura é mais dificil do que estimar os parametros,
assim como estimar ambos quando ha dados perdidos ou varidveis ocultas é mais dificil
do que estimé-los em situacoes nas quais todas as varidveis sao observadas e os dados sao
completos.

A estrutura GG de uma rede probabilistica pode ser estimada através de métodos de
selecao de modelos ou, quando desejamos calcular a probabilidade de uma caracteristica
especifica da rede, por ponderacao de modelos.

Em problemas com poucas varidveis e com uma quantidade significativa de dados,
o uso da selecao de modelos produz resultados satisfatérios. No entanto, nos casos em
que esta situacao nao ocorre, ou seja, a quantidade de dados é pequena em relacao ao
nimero de varidveis no modelo, ha provavelmente muitos modelos que explicam os dados
razoavelmente bem e a selegao de modelos realiza uma escolha arbitrdria entre eles.

Dado que hd muitas estruturas diferentes com probabilidades muito préximas,
nao podemos estimar uma tnica estrutura a partir dos dados. Além disso, em algumas
situagoes, ha muitas estruturas que sao razoavelmente adequadas aos dados e enumera-las
é uma tarefa exaustiva. No entanto, podem haver algumas caracteristicas da distribui¢ao
que sao muito fortes e quase certas e, assim, ja podemos fixd-las no modelo. Extrair estas
caracterfsticas estruturais ¢ o primeiro passo para a estimacao da rede probabilistica.

A probabilidade de uma caracteristica estrutural, a presenca de um arco por

exemplo, dadas as observagoes D é calculdada por
r(f|D) = Zf (G| D), (2.3)
onde G representa um modelo, 7(G|D) ¢é a distribuigao a posteriori de G e

1 se a caracteristica estiver em GG
f(G) =

0 caso contrario
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Se esta probabilidade é préxima de 1, entao praticamente todos os modelos
proviveis apresentam a caracteristica. Caso contrério, se a probabilidade for baixa, sabe-
mos que a caracteristica estd ausente na maioria dos modelos mais provaveis.

O numero de estruturas para uma rede probabilistica é exponencial ao nimero
de varidveis aleatérias na rede. Assim, a soma em (2.3) pode ser calculada exatamente
somente para redes com poucas varidveis. Alternativamente, esta soma pode ser aproxi-
mada considerando somente o subconjunto de estruturas mais provaveis. Uma aproxi-
macao deste subconjunto de estruturas mais provaveis pode ser obtida através do método
Monte Carlo em Cadeias de Markov (MCMC), no qual definimos uma cadeia de Markov
sobre o conjunto das estruturas cuja distribuicao de equilibrio é a distribuicao a posteriori
7(G|D), geramos amostras desta cadeia e as usamos para estimar (2.3).

Apresentamos, a seguir, a metodologia proposta por Friedman e Koller (2003)
para estimar a probabilidade a posterior: de certas caracteristicas da estrutura da rede.
A idéia bdsica do método é usar uma ordenacao das varidveis da rede para separar o
problema em dois problemas de mais fédcil solucao. Uma ordem < corresponde a uma
ordenacao total das varidveis da rede, que coloca uma restricao na estrutura estimada de
uma rede probabilistica: se X < Y, nés restringimos a atengao as redes nas quais o arco
entre X e Y, se existir, vai de X para Y. Assim, o problema de estimar a probabilidade a
posteriort de uma caracteristica da rede sobre o conjunto das estruturas pode ser dividido
em dois subproblemas: estimar a probabilidade para as estruturas compativeis com a

dada ordem e soméd-la considerando todas as possiveis ordens.

2.2.1 Estimacgao bayesiana da estrutura

Considere o problema de analisar a distribui¢ao de um conjunto de varidveis X = (X, Xs,
. Xp). Seja D = {x1,...,%,} um conjunto de dados completos, onde cada x;, para
J =1,...,n, ¢ uma realizagao completa das varidveis X, X, ..., X,,.

Uma rede probabilistica B tem duas componentes: a estrutura G da rede e os
valores dos parametros associados as distribuigoes de probabilidades condicionais, repre-
sentados por 6. A parametrizagao 6 da rede varia . Em uma rede discreta de estrutura
G, o vetor paramétrico € pode definir, por exemplo, uma distribui¢ao multinomial x,,

para cada varidvel X; e cada combinacao dos valores u de Pag(X;) (conjunto composto
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pelas varidveis pais de X;). Se considerarmos uma rede Gaussiana de dominio continuo,
na qual todas as varidveis aleatérias sao normalmente distribuidas, X;, parai=1,2, ..., p,
serd normalmente distribuida em torno de uma média que depende, linearmente, dos valo-
res de seus pais e, assim, Ox,),, contém os coeficientes para uma combinagao linear de u e
um pardmetro de variancia.

Para definirmos a distribui¢ao a priori w(B), precisamos definir uma distribuigao
a priori discreta para as estruturas G, 7(G), e para cada possivel grafo G definir uma

distribuicao a priori sobre os possiveis valores de 0, 7(6|G).

Distribuicao a prior: para a estrutura GG

A distribuicao a priori sobre as estruturas é, geralmente, considerada a menos importante
das duas componentes de 7(B). A escolha mais simples e, por isso, mais comum é uma
distribuigao a priori uniforme sobre as estruturas (Heckerman, 1998). Para penalizar
redes muito densas e complexas, podemos definir uma distribuicao a priori usando uma
probabilidade [ da presenca de cada arco, assim uma rede com h arcos tem distribuicao a
priori proporcional a 3"(1—73 )(g)fh (Buntine, 1991). Uma distribui¢ao a priori alternativa
considera o nimero de opcgoes na determinagao das familias de GG, onde a familia do né
X; denota o conjunto de vértices que consiste de X; e seus pais. Intuitivamente, se
decidimos que o né X; tem k pais, ha (p ;1) possiveis conjuntos de pais. Se escolhermos

uniformemente entre estes conjuntos de pais, nés temos uma distribuicao a priori

(@) e H <|P§G_<>1<i>|)_l’ 24)

onde |Pag(X;)| é o nimero de elementos no conjunto Pag(X;).
Uma propriedade importante que estas distribuigoes a priori podem satisfazer é

a modularidade estrutural.
e Modularidade estrutural

Se a distribuicao a priori 7(G) satisfaz esta propriedade, entdo 7(G) pode ser escrita

da forma
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7(G) = [ . (Pac(X). (25)

onde py, (Pag(X;)) é uma distribuicao sobre os possiveis conjuntos de pais de X;, ou seja,
a distribuicao a prior: ¢ decomposta em um produto com um termo para cada varidvel

do dominio da rede.

Distribuicao a prior: para o vetor paramétrico 6

Considere, agora, a distribuicdo a priori sobre os parametros, m(0|G). A forma destas
distribuicoes a priori varia de acordo com o tipo de familia paramétrica considerada.
Em redes discretas com distribuicao multinomial nos vértices, a suposicao padrao ¢ uma
distribui¢ao a prior: Dirichlet sobre Ox,, para cada varidvel X; e cada combinagao u
de seus pais (Heckerman, 1998). Em redes gaussianas, podemos usar uma distribuicao a
priori Wishart (Heckerman e Geiger,1995). Nosso interesse é que a distribuicdo a priori
satisfaca duas suposicoes basicas: independéncia global de paradmetros e modularidade

dos pardmetros.
e Independéncia global de parametros

Sejam O, |pas(x,;) 05 parametros que especificam o comportamento da varidvel X;

dadas as vdrias combinacoes de seus pais. Existe independéncia global de parametros se

7(8|G) = H 7 (0x,pag(x)|G) - (2.6)

Dada a independéncia dos pardmetros, construimos as distribuicoes a priori para

os parametros de cada né separadamente.
e Modularidade dos parametros

Sejam G e G’ dois grafos nos quais Pag(X;) = Pag (X;) = U, entao

™ (exl‘U|G) =T (exi‘U|G/), (27)

ou seja, a distribuicao a priori dos pardmetros Ox,uv depende somente da familia de X;,

composta por X; e seus pais.
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Distribuicao a posteriori para a estrutura G

Definidas as distribuicoes a priori e usando a regra de Bayes, a distribuicao a posteriori

para a estrutura GG pode ser escrita como

7 (G|D) x Pr(D|G) n(G), (2.8)

onde o termo Pr (D|G) é a verossimilhanca marginal dos dados dado G, e é definido como
a integral da funcao de verossimilhanca sobre todos os possiveis valores dos pardmetros

para G,

Pr (D|G) = /Pr (D|G, 0) 7 (8]G) d6. (2.9)

O termo Pr(D|G,0) é a probabilidade dos dados dada uma rede probabilistica
especifica. Quando os dados sao completos, este termo é um produto de probabilidades
condicionais.

Usando as suposicoes anteriores, podemos mostrar (Heckerman et al., 1995) que,

se D é completo e 7 (0x,pas(x,)|G) satisfaz independéncia dos parametros,

p n
Pr (D|G) = H / H Pr (xijlpaG(Xi)jv eXi\PaG(Xi)) m (eXi\PaG(Xi)|G) dexi‘PaG(Xi)'
=Y j=1
(2.10)

Se a distribui¢do a priori w(G) satisfaz modularidade estrutural, podemos con-

cluir também que a probabilidade a posteriori se decompoe em

P
7 (G|D) x Pr(D|G) n(G) = H score (X;, Pag(X;)|D), (2.11)
i=1
onde
score (XI,U|D) = pXi (U)/HPI‘ (injlllj, eXi\U) ™ (OXZ\U|G) dOXl,‘U, (212)
j=1

Pas(X;) = U e pag(X;) =u
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Para distribuigdes a priori tais como Dirichlet ou Wishart, o score (X;, U|D) tem

forma fechada e simples.

2.2.2 Ponderacao bayesiana de modelos

O nosso principal objetivo é calcular a probabilidade a posterior: de alguma caracteristica

f sobre todos os possiveis grafos G. Esta probabilidade é

r(f|D) = Zf (G|D).

O problema ¢é que o nimero de possiveis estruturas da rede probabilistica é expo-
nencial ao nidmero de varidveis p. O nimero de estruturas pode diminuir se restringirmos
atencao as estruturas GG nas quais ha um limite £ no nimero de pais por né. Seja, entao,
Gr o conjunto de todos os grafos com nimero de pais limitado por alguma constante k.
O nimero de estruturas em G ainda é exponencial e a enumeragao sobre o conjunto de
possiveis estruturas é praticdvel somente para pequenos dominios.

Uma solugao proposta por alguns pesquisadores (Madigan e Raftery, 1994; Madi-
gan e York, 1995; Heckerman et al., 1997) é aproximar esta exaustiva enumeragao através
da determinacao de um conjunto G de estruturas mais provaveis e, entao, estimar a massa
relativa de cada estrutura em G que contém f através de

> [(G)n(G|D)

Geg

>, m(G|D)

Geg

Pr (f|D) ~ (2.13)

Esta aproximacao deixa aberta a questao sobre como construir G. Madigan e
York (1995) propuseram uma aproximagao para G baseada no uso da simulacdo de Monte
Carlo em Cadeias de Markov (MCMC). Green (1995) e Giudici et al. (2000) definiram
uma cadeia de Markov do tipo reversible jump e estenderam a metodologia MCMC para
casos nos quais a integragao sobre os parametros ¢ impraticdvel. Madigan et al. (1996)
desenvolveu uma aproximagao por amostragem MCMC sobre o espago de grafos aciclicos
parcialmente direcionados.

Estas construgoes de G por MCMC sao uma aproximagao que pode, a principio,

aproximar a verdadeira ponderacao bayesiana de modelos através de amostragem da dis-
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tribuicao a posteriori da estrutura das redes. Elas tém sido usadas com sucesso em uma
variedade de redes com pequenos dominios, geralmente 4 a 14 varidveis. No entanto, ha
alguns problemas que, potencialmente, limitam suas eficiéncias em dominios que envolvem

muitas varigveis.

2.2.3 Distribuicao a posterior: de uma caracteristica consistente

com uma ordem conhecida

Em vez de realizar ponderacao de modelos sobre o espaco de todas estruturas, nés podemos
considerar apenas as estruturas que sao consistentes com alguma ordem total conhecida
< das varidveis, ou seja, consideramos estruturas GG nas quais se X; € Pag (X)), entao, i
precede [ em <, ou ¢ < [.

Primeiramente, consideramos o problema de calcular a probabilidade dos dados

dada a ordem,

Pr(D| <) = > Pr(D|G,=)n(G| <)
Gegy

= ) Pr(D|G)x(G] <). (2.14)
Gegy
Embora esta soma seja restrita as redes com nimero de pais limitados e consis-
tentes com <, o nimero de estruturas ainda é exponencialmente grande. Podemos, entao,
escolher uma estrutura (G, consistente com <, através da escolha, independente, da familia

U para cada n6 X;.

Seja G < o conjunto de estruturas em Gy consistentes com < . Usando (2.11) e

(2.14) segue que

r (D] <) Z Hscore (X;, Pag(X;)|D) . (2.15)

GEGy < i=1
A suposi¢do de modularidade dos parametros em (2.7) estabelece que a escolha
dos parametros para a distribuicao de X; depende apenas de sua familia e nao de toda

a rede. Assim, se esta suposicao for satisfeita, somar sobre todos os possiveis grafos
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consistentes com < é equivalente a somar sobre as possiveis escolhas da familia de cada
no, cada uma com sua distribuicao a prior: dos parametros.
Dada a restricao sobre o tamanho da familia, o conjunto composto por todos os

possiveis conjuntos de pais para o né X; é

U ={U:U=<X,|U <k}, (2.16)

onde U < X significa que todos os nés em U precedem X; em < e k é o niimero maximo
de pais para cada varidvel. Assim, a probabilidade dos dados, dada uma ordem <, pode

ser escrita como

P
r (D] <) H Z score (X;, U|D). (2.17)

=1 Ueld; <

Intuitivamente, a igualdade estabelece que podemos somar sobre todas redes con-
sistentes com < através da soma sobre o conjunto de possiveis familias para cada varidvel
e, entao, multiplicar este resultado para diferentes varidveis. Esta transformacao nos per-
mite calcular Pr (D] <) eficientemente. A expressd@o em (2.17) consiste de um produto
com um termo para cada varidvel X;, cada um destes é uma soma sobre todas as possiveis
familias para X;. Dado o limite k£ sobre o niimero de pais, o niimero de possiveis familias
para a varidvel X; é no maximo (i) < p*. Portanto, a ordem de computacoes envolvidas
em (2.17) é no maximo p * p* = p**1. A computacio de Pr (D] <) ¢ um importante passo

no algoritmo MCMC.

Probabilidade a posteriori de uma caracteristica f

Para certos tipos de caracteristicas f, podemos usar a técnica descrita na se¢ao anterior
para calcular a probabilidade de f estar presente na estrutura dados a ordem e os dados,

Pr(f| <,D). Em geral, se f(.) é uma caracteristica, queremos calcular

Pr(f,D| <)

Pr(f1<.D) = 5

O célculo de Pr(D| <) ja foi discutido na secdo anterior. O numerador de

Pr(f| <, D) é uma soma sobre todas estruturas que contém a caracteristica e sao consis-
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tentes com a ordem,

r(f,Dl<)= > f(G)n(G|<)Pr(D|G). (2.18)

GeGy <
Este calculo depende do tipo especifico da caracteristica f. A situacdo mais
simples ocorre quando desejamos calcular a probabilidade a posterior: de uma particular
escolha dos pais U. Para isso precisamos somar sobre todos os grafos nos quais Pag(X;) =
U. Neste caso, podemos aplicar a mesma forma analitica fechada de (2.18). A tnica

diferenga ¢é que restringimos U; - a {U} . Assim,

score(X;,U|D)
> score(X;, U'|D)’

U’GMZ',{

Pr (Pag(X;) = U|D, <) = (2.19)

Uma situacao mais complexa ocorre quando desejamos calcular a probabilidade a
posteriori de um arco X; — X;. Novamente podemos aplicar (2.18). A tnica diferenca
¢ que restringimos U; . de maneira que seja constituido somente pelos subconjuntos que
contém X;. Entao

> score(X;, U|D)
{Uel, - X;€U}

> score(X;,U|D)

UGMZ,_<

Pr (X, € Pag(X))|D, <) =

(2.20)

2.2.4 Estimacao da distribuicao a posteriori de uma caracteris-

tica usando método M CMC

Introduzimos uma distribuicao a priori uniforme sobre todas as possiveis ordens < e
definimos 7 (G| <) como tendo a natureza das distribuicoes a priori usadas nas segoes
anteriores. Construimos, entao, uma cadeia de Markov M, com espaco de estados con-
sistindo de todas as p! ordens <, cuja distribuigao de equilibrio seja 7 (< |D) . Simulamos
esta cadeia de Markov, obtendo uma seqiiéncia de amostras <1, ..., <7 e, assim, podemos
aproximar o valor esperado de qualquer fungao g (<) como

E[g|D] ~ g(=4).

N =
]~

t

1

Especificamente, podemos assumir g (<) = Pr(f| <, D) para alguma caracteris-
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tica (arco) f e computar g (<;) = Pr(f| <;, D) como descrito nas segdes anteriores.
Para construir a cadeia de Markov, usamos o algoritmo Metropolis-Hastings e
definimos ¢ (<’ | <) como a densidade geradora da transi¢do de < para <’ . O algoritmo

entao aceita esta transicao com probabilidade

(=" 1D)g(=[<")

a(=<,<") =min |1, ,
(=) T(<1D) (< <)

e permanece em < com probabilidade 1 — « (<, <) .

A densidade geradora da transigao de < para <, ¢ (<’ | <), pode ser construida de
védrias maneiras, baseada nos diferentes vizinhos no espaco de ordens. Em uma construgao
simples, consideramos somente operadores que invertem dois nés na ordem (mantendo

todos os outros na mesma posi¢ao)

(i1.cieipip) > (i1eim.iy.ip) , <— <.

Maiores detalhes sobre o algoritmo Metropolis-Hastings e sua construgao pode

ser encontrado em Chib e Greenberg (1995).

2.3 Estimacao da estrutura de uma rede probabilis-
tica discreta

Considere o problema de analisar a distribui¢ao de um conjunto de varidveis X = (X, Xs,
..., Xp), onde X;, para i = 1,...,p, tem distribuicdo de probabilidades Bernoulli(6;),
com 0 = P (X; =1lpal(X;),G), pag(X;) denota a l-ésima combina¢do dos valores
assumidos por Pag(X;), parai =1,...pel =1,...,¢; e onde ¢; ¢ o nimero de possiveis
combinagoes dos valores de Pag(X;).

Seja D = {x1,...,X,} um conjunto completo de dados observados, onde cada x;,
para j = 1,...,n, ¢ uma realizagdo completa das varidveis X, Xs,..., X;,. Suponha 7(=<)
uma distribui¢ao a priori para <; 7(G| <) uma distribuicdo a priori para G consistente
com < e da natureza das distribuicoes a priori descritas na se¢ao anterior e; 7(0|G, <) uma
distribuicao a priori para @, onde 6 é o vetor de parametros associados as distribuicoes

de probabilidades condicionais, que satisfaz as condi¢oes de modularidade dos paradmetros
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e de independéncia global de paradmetros.

A distribuicao a priori conjunta para (<, G, 0) é dada por

m( < ,G,0) =7()n(G| )n(0]G, <)

= (pr (Pag(X )(HW Ox,Pac(x;
= m(=x) (H px, (Pag(X;)) 7 (0, pac(x

)
)) (2.21)

onde Ox,pas(x;) ¢ 0 vetor de probabilidades independentes de X; = 1 dadas as vdrias

combinacoes dos valores de seus pais Pag(X;) e py, (Pag(X;)) ¢ uma distribuigao sobre
os possiveis conjuntos de pais de X;.

A distribuicao a posteriori para (<, G, 0) é, entao, dada por

m(<,G,0|D) x n(<,G,0)Pr(D| <,G,0),

onde Pr(D| <, G, ) é a probabilidade dos dados dada uma rede probabilistica especifica.
Como os dados sao completos, ou seja, nao temos dados perdidos e nenhuma varidvel

oculta, este termo é o produto das probabilidades condicionais,

n p
PI‘(Dl -<, G, 0) = H H PI'(Xij = a:ij|paG(Xi)j, OXi\PaG(Xi))’ (222)

j=1i=1
onde z;; ¢ o valor da varidvel X; na j-ésima amostra.
Definidas Pr(D| <, G, 0) e ©(0|G, <), a distribuicdo a posteriori para (<,G,0)

pode ser escrita como

m( < ,G,0|D) (G| <)m(0|G, <) Pr(D] <,G,0)

|D) o m(<)
<) ( px, (Pac(X;)) 7 (0x, Pac(x,) )) X

n P
x (H [ Pr(xi = @ilpag(X);, 9X¢PaG(X¢))>
Jj=11

=1 =1
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(<, G, 0|D) x (<) H px, (Pag(X;)) (H Pr(X;; = $ij|paG(Xi)j’9XiPaG(Xi))) %

i=1

G, =)

X7 (eXi\Pag(Xi)

(2.23)

Seja G, < o conjunto de estruturas em Gy, conjunto de todos os grafos com niimero
de pais limitado pela constante k e consistentes com <, a distribui¢ao a posterior: marginal
para < pode ser obtida através da integragao de 7(<, G, 0|D) em relagdo a 6 e da soma

de 7(=<, G, 0]D) para todas as estruturas G € Gy, <,

(< D)= > [n=(=.G.,0|D)do
Gegk,-<
( )

px,; (Pac(X;)) x

(Hl Pr(X;; = ﬂfz'jlpac(Xi)j,BxiPaG(Xi))) X
j=

x m(=<) Z H

GeGy, < =1 X f

X (eXi‘PaG(Xi) G7 —<) deXi‘PaG(Xi)

\

= (=) Z Hscore(Xi,PaG(XiﬂD)

GGQk,_< i=1

P

(< |D) x 7(<) H Z score (X;, U|D), (2.24)

i=1 Uell; <
onde

score (X;, U|D) = px, (U) [ 'ﬁ1 Pr(X;; = xij|uj',9XiU)> 7 (0x,u|G, <) dOx,u e

U ={U:U=<X,;,|Ul < k:}]é o conjunto de todos os possiveis conjuntos de pais
para X; com no maximo k pais.

Se X;, para i = 1,...p, for a primeira varidvel em uma ordem especifica de X,

o conjunto U; < se restringe ao conjunto (), (U; <~ = ), pois nenhuma varidvel antecede
X; na ordem e, consequentemente, nenhuma varidvel é candidata a ser pai de X;. Ja

Ox,0 = 0, = Pr(X;; =1), para j = 1,...,n. Se X; for a segunda varidvel da ordem, o



2. REDES PROBABILISTICAS 19

conjunto U; - é composto pelo conjunto () e por {X(l)} (Z/{i,< = {(Z); {X(l)}}) , onde Xy
¢ a primeira varidvel da ordem. Neste caso, Ox,p = 0; = Pr(X;; =1), para j=1,...,ne
OX”{X(D} = (61,0,), onde 0; = Pr (Xz-j =1|Xn) = 0) ety ="Pr (Xij =1|Xn) = 1) , para
7=1,..n

Caso X seja a terceira varidvel da ordem, U; » = {0; {X(l)} ; {X(g)} ; {X(l), X(g)}},
onde X1y é a primeira varidvel da ordem e X7 é a segunda varidvel da ordem. O nimero
de elementos em O,y associado a cada conjunto U de Uf; - ¢ 21Ul onde |U| é o nimero
de varidveis em U, obrigatoriamente menor ou igual a k. Se X; for a quarta varidvel na
ordem, U; » = {0; {X(l)}, para | = 1,2, 3; {X(l),X(m)}, para [ = 1,23, m = 1,2,3 e
[ # m; {X(l), X2, X(g)}}, onde X ¢ a [-ésima varidvel da ordem.

Se a posicao de X; na ordem for superior & quarta, o conjunto U; ¢ construido
seguindo o mesmo procedimento descrito acima e sempre cuidando para que o ntimero de
varidveis em cada conjunto U de U; » nao seja superior a k, nimero méximo de pais por
varigvel.

A expressao matemdtica para Pr(X;; = z;;|u;, Ox,juy) varia para cada conjunto U
de U; <, assim como o niimero de elementos de O,y depende do conjunto U considerado
a cada instante. Como os elementos de cada Ox,y sdao probabilidades, supostamente
independentes, e como tal variam entre (0, 1) , é padrao assumir que a v-ésima componente
das 2/Yl probabilidades de 6 x;/u tem distribuicao Beta com parametros a,, > 0 e 3, > 0.

Desta maneira,

2|U]

7 (6x,ulG) = HBa 9%—% —6,)"7! (2.25)

e a funcao score (X;, U|D) tem uma expressdo matematica fechada para cada conjunto
UdelU; ~, parai=1,2,....p
Considerando U =0, a varidvel X;, parai = 1,2, ..., p, tem distribuicao Bernoulli (61),

consequentemente Ox,u = {61} ~ Beta (a1, ;) e

Pr(X;; = 24|0x,5u) = 677 (1 —6,)" " (2.26)

Desta maneira,
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score (X;,U|D) = px, (U)

B (Tl(1) + aq, Tl(o) + 51)
B(ala/gl) 7

(2.27)

onde 1, = ndmero de casos em D tal que X; = a, para a = 0,1 e B(-,-) é a funcéo
matematica Beta.

Considerando U ={ X}, tal que X; precede a varidvel X; na ordem < e [ # i,

Bernoulli(6y), se X; =0

X; ~ .
Bernoulli(0s), se X; =1

Consequentemente, Ox,u = {61,602}, 0, ~ Beta (o, 5,), parav =1,2¢

Pr(X;; = ;| Xy = 215, Ox,)u) = QTij(l_zu) (1— 91)(17%)(17%) 05771 (1 — 0y) ")
(2.28)

Assim,

score (X;, U|D) = py, (U) x

2
(HB@mﬂflﬂ_%wvvx

1 1 1
X/O /0 n efij(lfl’lj) (1 . 91)(1—15]')(1—111') % d91d92
X H Tij®T (1—245)z1;4
j=1 0” lj (1_9) ij ) %15
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n

pX (U> /1 Z R > w— Z zix5+6,—1
0

score (X;,U|D) = 0, (1 —0y)— dfy p x
2
1150,

! ;z”_éz”mlﬁal_l n—3 mzj—fj Zz‘ﬁri zija+5—1
></ 0 - (1—0y) 71 =1 o db,
0
B (ng,0) + a1,n0,0) + B4 (1.1) T a2, n0,1) + By
2 £) Bn L (29
H B (o, B,)
onde 1, = ntimero de casos em D tal que X; =a e X; =0, paraa=0,1,b=0,1.
Para U = { X}, X,,,}, tal que X; e X, precedem X; na ordem < el # m # i,
(
Bernoulli(60y), se X; = X, =0
X Bernoulli(6s), se X;=1e X, =0
z Bernoulli(03), se X;=0e X,, =1 '
Bernoulli(0,), se X; = X, =1
Consequentemente, Ox,u = {61,602,03,04}, 6, ~ Beta (o, 3,), parav =1,2,3,4 ¢
o o o o mij(l—mlj)(l—mmj)
Pr(Xy = x| Xi; = 215, Xonj = Tmj, Ox,u) = 0, X
% (1 _ 01)(17.1”')(17.11]')(17.1”1]') Hﬂgijﬂﬁlj(lfﬂb’mj) (1 o 92>(1*$ij)$lj(1*$mj)
Xegij(lfmlj)xmi (1 _ 93)(1—$z‘j)(1—$1j)$mj «
x (37T (1 — )T )T (2.30)

Assim,

score (X;, U|D) = / / {(H Bl )gav—l (1-16,)° *) X

X (H Pr(Xij = ajilelj = X4, ij = Tmy, 0X¢U)> } d91 ce d94
j=1
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px. (U
score (X;,U|D) = 4)(#3 (n(1,0,0) + @1,100,0,0) + 51) X

I1 B (o, 5,)

v=1

x B (n(1,1,0) + a2, n0,1,0) T 52) B (n(1,o,1) + a3, n0,0,1) T 53) X

x B (n(1,1,1) + g, n0,1,1) + 54) ; (2.31)

onde np,) = nimero de casos em D tal que X; = a, X; =be X,, = ¢, para a = 0,1,
b=0,1,¢c=0,1.

A determinacao da func@o score (X;, U|D) para conjuntos U com 3,4, ...ou k
varidveis candidatas a serem pais de X; é realizada de maneira semelhante & funcgao
score (X;, U|D) para conjuntos U com 0,1 ou 2 varidveis descrita acima.

Definida 7(< |D), podemos construir a cadeia de Markov M, com espago de
estados composto pelas p! possiveis ordens, usando o algoritmo Metropolis-Hastings, no

qual uma transicao da ordem < para a ordem <’ é aceita com probabilidade

a(<,<") = min {1, M} :

™ (=< |D)
onde <’ é gerada a partir de <, através da inversao de duas varidveis escolhidas aleatori-

amente e mantendo todas as outras na mesma posicao

(lellmlp) — (lemlllp) , <—=<".

Construida e simulada a cadeia de Markov, obtemos uma seqiiéncia de ordens

<1, ..., <7 €, assim, podemos aproximar o valor esperado de qualquer funcdo g(<) como

N =
Wk

E[g|D] ~ g (=)

t

1
Especificamente, podemos assumir g (<) = Pr(f| <, D) para alguma caracteris-
tica f e computar g (<:) = Pr(f| <, D).
A probabilidade a posteriori de um arco X; — X, nosso maior interesse neste

estudo, é aproximada por (2.20).
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2.3.1 Aplicacao em dados simulados

Para aplicacao da metodologia de estimagao da estrutura de dependéncia entre as varidveis
de uma rede probabilistica, consideramos um conjunto de varidveis X = (X, X, X3, X4, X5),
cuja estrutura de dependéncia entre as varidveis é descrita na Figura 2.2 (a) e onde as

varidveis X;’s sao varidveis bindrias com as seguintes distribuigoes,

X1 ~ Bernoulli(611),

Xy ~ Bernoulli(6s),

Bernoulli(f31), se X1 = Xo=0
% Bernoulli(fs3s), se X1 =0e Xy =1
3 )
Bernoulli(0s3), se X1 =1e X5 =0

Bernoulli(034), se X1 = Xo =1

Bernoulli(041), se X3 =0
X4 ~ €
Bernoulli(0,3), se X3 =1

¥ Bernoulli(fs1), se X3 =0
5 " 3
Bernoulli(0ss), se X3 =1

onde 0; = P(X; = 1|pal(X;),G), pa,(X;) denota a [-ésima combinagdao dos valores
assumidos por Pag(X;), parai =1,....,pel =1, ...,¢; e onde ¢; € o nimero de combinagoes
dos valores de Pag(X;).

Considerando 7(<) e 7(G| <) distribuigdes uniformes discretas, temos que

P
(< |D) x H Z score (X;,U|D), (2.32)
i=1 Uell; <
onde score (X;, U|D) = [ (H Pr(X;; = I‘ij|u]',9XiU)> ™ (0x,u|G) db.
j=1
Geramos a partir de @ = (911, 921, 931, 932, 933, 934, 941, 942, 951, 952) = (05, 03, 015,
0.25,0.7,0.85,0.15,0.9,0.15,0.7) 850 realizagoes da rede probabilistica ilustrada na Figura

2.2 (a) e através do algoritmo Metropolis-Hastings, discutido na segao anterior, geramos
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101000 ordens de 7 (< |D). O nimero maximo considerado de pais por familia, k, foi
igual a 3; a ordem para a inicializacdo do algoritmo, <), foi uma ordenacao aleatéria das
varidveis e assumimos distribuicoes a priori nao informativas para todos os elementos de
Ox,u, supondo o, = B, =1, paral <i<5el <v <2Vl

Das 101000 ordens geradas pelo algoritmo, coletamos uma amostra de 2000 or-
dens. Para isto, descartamos as 1000 primeiras ordens geradas e coletamos uma a cada 50
realizacoes da cadeia de Markov gerada. Como X é composto por cinco varidveis (p = 5),
temos 2(2) = 20 possiveis arcos na estrutura e, para cada ordem da amostra, calculamos
a probabilidade a posteriori Pr (X; € Pag(X))|D, <;) da presenca de cada arco, definida
em (2.20), parai=1,...,5,l=1,..5ei #I.

Xe)
)
%)

&)
&)
&)

(a) (b)
Figura 2.2: (a) Estrutura de X. (b) Estrutura estimada de X.

Finalmente, a probabilidade do arco X; — X, estar presente na estrutura de X

pode ser estimada por

2000

S Pr(X; € Pag(X))|D, <)

Pr(X; € Pag(X))|D, <) = = (2.33)

2000

Para o conjunto de dados considerado neste estudo, as probabilidades estimadas

de presenca dos arcos na estrutura sao apresentadas na matriz P a seguir,
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X1 X2 Xg X4 X5

X 0.150 0.237 0.011 0.018

Xy | 0.078 0.232 0.004 0.007
P= X3 | 0.763 0.732 0.866 0.891 |,

Xq | 0.022 0.032 0.134 0.200

X5 \ 0.012 0.013 0.109 0.078

onde Dit = f); (Xz S Pag(Xl)lD, -<) .

Fixando uma probabilidade de corte igual a 0.50, podemos construir a estrutura de
dependéncia de X = (X7, Xs, ..., X;5) como sendo composta pelos arcos com probabilidade
a posterior: estimada superior a 0.50. Desta maneira, a estrutura estimada para X possui
os arcos X3 — Xi, X3 — Xy, X3 — Xy e X3 — Xj, ou seja, as varidveis X, Xo, X4 e
X5 sao diretamente dependentes de Xs.

Comparando a estrutura estimada, representada na Figura 2.2 (b), com a estru-
tura utilizada para gerar os dados, representada na Figura 2.2 (a), observamos que os arcos
X3 — Xy e X3 — X5 foram corretamente estimados, ao passo que os arcos X; — X3 e
X5 — X3 foram invertidos.

Esta inversao na estimacao dos arcos X; — X3 e Xy — X3, que sao justamente os
arcos que associam os dois vértices raiz X; e X, (varidveis independentes) ao vértice filho,
X3, comum a ambos, nos indica a existéncia de uma possivel deficiéncia da metodologia em
identificar as varidveis independentes (vértices raiz que iniciam a rede e que influenciam,
diretamente ou indiretamente, na distribuicao de probabilidades das demais varidveis
da rede) e estimar seus vértices filhos. J& a estrutura de dependéncia entre varidveis
que nao sao noés raiz (no exemplo, X3, X; e X5) é corretamente estimada. Assim, a
metodologia apresentada neste estudo parece estimar como varidveis independentes os
filhos dos verdadeiros vértices raiz e identificar as verdadeiras varidveis independentes
como dependentes dos nés raiz estimados.

A convergéncia da cadeia de Markov para a distribuicao a posteriori de interesse
pode ser verificada graficamente, através do grafico do valor gerado a cada iteracao do
algoritmo versus a ordem de geracao dos valores. Na situagao considerada neste estudo, a

cada iteragdo uma seqiiéncia de varidveis (uma ordem) é gerada. Portanto, nao é possivel
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construir um gréafico plano dos valores gerados versus ordem de geragao.
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Figura 2.3: Gréficos de Convergéncia, onde Pa; = Pag (X))

Por este motivo, optamos, para verificar a convergéncia da cadeia para a dis-
tribuigao a posteriori da ordem, w(< |D), por analisar o comportamento de
Pr (X; € Pag(X))|D,<),parai=1,..,5,l=1,..,5 ei#[, acada nova ordem conside-
rada no estudo.

Como existem 20 possiveis arcos na estrutura de X = (X1, ..., X;5), consideramos
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na andlise da convergéncia apenas o comportamento de f’\r(Xi € Pag(X))|D, <) para
cinco arcos, dois deles altamente provaveis e corretamente estimados na estrutura (X; —
X4 e X3 — Xj), dois que foram estimados erroneamente (X; — X3 e Xy — X3) e
um arco pouco provavel ( X4, — Xs). Para cada um dos cinco arcos considerados na
andlise, construimos gréficos da Pr (X; € Pag(X))|D, <) parcial calculada em cada ordem
da amostra. A probabilidade parcial da t-ésima ordem ¢é calculada como em (2.33), levando
em consideracao apenas a t-ésima amostra e as ordens anteriores a ela e nao todas as 2000
ordens.

Assim, verificamos a convergéncia da cadeia para a distribuicao a posteriori da
ordem através da convergéncia das probabilidades parciais de cada arco para a sua res-
pectiva Pr (X; € Pag(X;)|D,=<). Na Figura 2.3 , observamos que, com a evolucao da
cadeia, as probabilidades parciais de cada arco convergem para Pr (X; € Pag(X))|D, <),
pois, a partir da ordem 500, praticamente todas as probabilidades parciais em cada ordem
se estabilizam em Pr (X; € Pag(X))|D, <) . Desta maneira, concluimos que a cadeia de

Markov M gerada pelo algoritmo convergiu para a distribui¢do a posteriori w(< |D).

2.3.2 Avaliagao dos estimadores

Na estimacao da estrutura de dependéncia do conjunto de varidveis considerada na secao
anterior e ilustrada na Figura 2.2 (a), observamos a possivel existéncia de uma deficién-
cia da metodologia apresentada neste estudo em identificar as varidveis independentes e
estimar as suas varidveis filhas. Desta maneira, com o objetivo de verificar se esta m4 esti-
macao das varidveis independentes é um problema da metodologia em estudo ou se foi oca-
sionada apenas devido ao conjunto de varidveis considerada na se¢ao anterior, realizamos
um estudo de simulagdo baseado no conjunto de varidveis bindrias X = (X, Xo, ..., X7)
com quatro diferentes estruturas de dependéncia que possuem distintas varidveis como
vértices raiz.

Geramos a partir de 8; =(0.3,0.5,0.3,0.6,0.6,0.3,0.75,0.25,0.3,0.85,0.15,0.9,
0.15,0.70), 6, =(0.3,0.5,0.6,0.3,0.75,0.25,0.3,0.85,0.15,0.9,0.15,0.70), 83 =(0.3, 0.5,
0.3, 0.6, 0.6, 0.3, 0.3, 0.85, 0.15, 0.9, 0.15, 0.70) e 8, =(0.3, 0.5, 0.3, 0.6, 0.6, 0.3,
0.85, 0.15, 0.9, 0.15, 0.70) 850 realizacoes das redes probabilisticas ilustradas, respecti-

vamente, nas Figuras 2.4 (a), 2.5 (a), 2.6 (a) e 2.7(a) e, para cada rede probabilistica,
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geramos através do algoritmo Metropolis-Hastings 251000 ordens de 7 (< |D) . O ntimero
méximo considerado de pais por familia, k, foi igual a 3; a ordem para a inicializagao
do algoritmo, <, foi uma ordenacio aleatéria das varidveis e assumimos distribuicdes a
priori nao informativas para todos os elementos de Ox,y, supondo o, = 3, = 1, para
1<i<7el<wv<2Ul.

Das 251000 ordens geradas pelo algoritmo para cada rede, coletamos uma amostra
de 5000 ordens. Para isto, descartando as 1000 primeiras ordens geradas e coletamos uma
a cada 50 ordens. Como X ¢ composto por sete varidveis (p = 7), temos 2(5) = 42
possiveis arcos na estrutura e, para cada ordem da amostra, estimamos a probabilidade
a posteriori Pr (X; € Pag(X))|D, <;) da presenga de cada arco, definida em (2.20), para
i=1,...,7,1l=1,.Tei#I.

Finalmente, a probabilidade do arco X; — X, estar presente na estrutura de X

pode ser calculada como

5000 __

> Pr(X; € Pag(X;)|D, <)
Pr (X; € Pag(X)|D, <) = =,

2.34
5000 (2:34)

Fixando uma probabilidade de corte igual a 0.50, podemos construir a estru-
tura de dependéncia de X como sendo composta pelos arcos com probabilidade estimada
superior a 0.50. As probabilidades estimadas de presenca dos arcos nas estruturas sao
apresentadas nas matrizes Py, P, P; e Py nas Figuras 2.4 (¢), 2.5 (¢), 2.6 (¢) e 2.7(c),
respectivamante, onde p; = Pr (X; € Pag(X))|D,<). As estruturas estimadas sao repre-
sentadas nas Figuras 2.4 (b), 2.5 (b), 2.6 (b) e 2.7(b).

Comparando as estruturas estimadas com as estruturas utilizadas para a geragao
dos dados, observamos que, geralmente, a relacao de dependéncia entre os vértices raiz e
seus filhos foi invertida na estimacao, ou seja, os verdadeiros vértices raiz foram estimados
como dependentes das varidveis que, na realidade, sao suas filhas.

Em algumas estruturas, a inversao entre vértices pais e filhos se repete entre
as varidveis filhas dos vértices raiz (varidveis da segunda geragdo na rede) e seus filhos
(varidveis da terceira geracao). No entanto, observamos nas matrizes de probabilidades
estimadas dos arcos que a probabilidade dos arcos que invertem a verdadeira relacao de

dependéncia entre varidveis da segunda e terceira geragao, apesar de serem superiores
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a 0.50, nao sao tao altas quanto as probabilidades dos arcos que invertem a verdadeira
relacao de associacao entre os vértices raiz e seus filhos e variam, geralmente, entre 0.50
e 0.60. Ja as probabilidades estimadas dos arcos que representam a verdadeira relagao de
dependéncia entre as varidveis da segunda e terceira geragao sao proximas a 0.50, apesar

de serem inferiores, e variam, usualmente, entre 0.40 e 0.50.

Xy % X) %
X3 (%9 (Xgr(X
X5 X5
Xs) (%) Xs) (%)

(a) Estrutura de X (b) Estrutura estimada
X1 XQ X3 X4 X5 XG X7

Xy 0.015 0.274 0.008 0.012 0.009 0.013
Xy | 0.006 0.007 0.096 0.001 0.009 0.006
Xz | 0.726 0.021 0.589 0.393 0.009 0.044
P= X, | 0.025 0.904 0.076 0.388 0.005 0.010
X5 | 0.017 0.014 0.089 0.603 0.883 0.857
X¢ | 0.013 0.009 0.008 0.003 0.117 0.072

X7 \ 0.006 0.011 0.043 0.004 0.143 0.036
(c) Matriz de Probabilidades Estimadas dos Arcos
Figura 2.4. Rede Probabilistica 1

Ja a estrutura de dependéncia entre varidveis alocadas a partir da terceira geragao
no grau de parentesco é, geralmente, estimada corretamente.
Na estrutura representada na Figura 2.4, observamos que os arcos X; — X3 e

Xy — X4, associados as varidveis independentes X; e X5, foram invertidos, assim como o
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arco que associa X4 a X5. O arco X3 — X, foi acrescentado a estrutura e X3 — X5 nao
foi evidente. J4 os arcos X5 — Xg e X5 — X foram corretamente estimados.

A Figura 2.5 apresenta uma estrutura com duas varidveis, no inicio da rede,
totalmente independentes das demais varidveis, ou seja, sem alguma associacao com os
outros vértices do conjunto. A metodologia identificou dois subconjuntos independentes de
varidveis dentro do conjunto X. O primeiro subconjunto é composto por Xi, Xo, X4 e X5
e o segundo por X3, Xg e X;. A dependéncia de Xg e X7 com X3, mesmo que seja indireta
e ocorra através de Xj, existe na estrutura verdadeira, mas a associacao estimada entre
X1, Xo, X4 e X5 é incorreta. As probabilidades das distribui¢es das varidveis utilizadas

para a geracao dos dados, 85, podem ser o motivo desta errada associagao.

&) 9 @\
X3 (%9 © 5
X

Xs) (%) Xs)

&) @)

)

(a) Estrutura de X (b) Estrutura estimada
X1 XQ X3 X4 X5 XG X7

Xy 0.352 0.021 0.640 0.709 0.040 0.204
Xy | 0.023 0.012 0.024 0.677 0.011 0.013
X3 | 0.024 0.032 0.020 0.010 0.777 0.640
P= X, | 0.281 0.030 0.014 0.022 0.021 0.016
X5 | 0.026 0.323 0.007 0.037 0.010 0.005
Xe | 0.042 0.025 0.223 0.013 0.014 0.012

X7 \ 0215 0.034 0.360 0.028 0.009 0.008
(c) Matriz de Probabilidades Estimadas dos Arcos
Figura 2.5. Rede Probabilistica 2
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A rede probabilistica representada na Figura 2.6 possui dois subconjuntos inde-
pendentes de varidveis. O primeiro subconjunto é formado pelas varidveis X, X3, X5 e
Xg e o segundo por Xs, X, e X;. Estes subconjuntos independentes foram corretamente
estimados, mas os arcos que associam os vértices raiz aos seus filhos foram invertidos.
O arco X3 — X5 também foi invertido, no entanto, a sua pro- babilidade estimada e a
probabilidade estimada do arco inverso X5 — X3 sao muito préximas. Este fato evidencia
que a metodologia identificou a associacao entre X3 e X5, mas nao percebeu precisamente

qual é a varidvel dependente.

(a) Estrutura de X (b) Estrutura estimada
X1 XQ X3 X4 X5 XG X7

X4 0.012 0.159 0.013 0.008 0.004 0.009
Xy | 0.012 0.009 0.232 0.008 0.005 0.018
X3 | 0.841 0.031 0.024 0.496 0.012 0.015
Ps= X, | 0.013 0.768 0.017 0.020 0.073 0.733
X5 | 0.019 0.028 0.504 0.024 0.864 0.024
X¢ | 0.007 0.117 0.008 0.048 0.136 0.015

X7 \ 0.014 0.030 0.010 0.267 0.014 0.009
(¢) Matriz de Probabilidades Estimadas dos Arcos
Figura 2.6. Rede Probabilistica 3
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A Figura 2.7 também apresenta uma rede probabilistica com subconjuntos inde-
pendentes de varidveis. Nesta estrutura, o primeiro subconjunto é composto por X; e Xs,
o segundo por X5 e X, e o terceiro pelas varidveis X5, Xg e X7. Estes trés subconjuntos
foram corretamente estimados, assim como a estrutura de dependéncia entre as varidveis
do primeiro e terceiro subconjunto. Ja a relacao entre X; e X, foi invertida, pois a
probabilidade estimada do arco X, — X5 é superior a 0.50. No entanto, a probabilidade

estimada de Xy — X4, apesar de ser inferior, ¢ muito préxima a 0.50.

(a) Estrutura de X (b) Estrutura estimada
X1 XQ X3 X4 X5 XG X7

Xy 0.021 0.559 0.021 0.010 0.010 0.015
Xy | 0.021 0.024 0.491 0.012 0.008 0.059
X3 | 0.441 0.020 0.016 0.010 0.009 0.014
Py= X4 | 0.029 0.509 0.029 0.008 0.007 0.015
X5 | 0.151 0.061 0.229 0.044 0.748 0.827
Xe | 0.105 0.027 0.125 0.023 0.252 0.029

X7 \ 0.025 0.124 0.033 0.066 0.173 0.014
(¢) Matriz de Probabilidades Estimadas dos Arcos
Figura 2.7. Rede Probabilistica 4



Capitulo 3

Modelos Markovianos Ocultos

As redes probabilisticas também descrevem processos estocasticos complexos, especifi-
cando de uma maneira simples as independéncias condicionais e fornecendo uma para-
metrizagdo compacta do modelo. Os modelos Markovianos ocultos, HMMs (do inglés
Hidden Markov Models), sao alguns dos modelos usualmente apresentados na forma de
grafos devido & complexidade da notacao necessaria para apresentd-los na forma analitica.

Neste capitulo, definimos alguns modelos Markovianos ocultos distintos e apre-

sentamos os estimadores para os pardmetros envolvidos em cada modelo.

3.1 Modelos Markovianos ocultos

O HMM ¢é um caso particular das redes probabilisticas dinamicas e pode ser definido como
um processo estocdstico finito, no qual cada estado estd associado a uma distribuicao de
probabilidades. As transigoes entre os estados deste processo sao governadas por um con-
junto de probabilidades denominado probabilidades de transicao e, em cada estado, um
resultado ou uma observacao é gerada de acordo com a distribuicao de probabilidades
associada. Somente o resultado, nao o estado, é visivel a um "observador" e, portanto, os
estados sao "ocultos" ao exterior; dai o nome modelo Markoviano oculto. Desta maneira,
este modelo é caracterizado pelos trés conjuntos de probabilidades, ou seja, pelos conjun-
tos das probabilidades iniciais dos estados ocultos, probabilidades de transicao entre os

estados ocultos e probabilidades condicionais.
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Na modelagem de um HMM estamos interessados no conjunto de varidveis aleatérias

Z - {517}/17 52’}/2’ M | ST_1’YT_17 ST’ YT}7

onde S; é a varidvel oculta no tempo ¢ e Y; é a varidvel observada, que pode ser discreta

ou continua, no tempo ¢, para 1 <t <T.

Seja Y; uma varidvel discreta, podemos definir os seguintes elementos comuns a

diferentes HMMs:

N : nimero de estados ocultos no modelo;

M : mimero de resultados observaveis (observagdes) em cada estado oculto;

T : tamanho da seqiiéncia de observagoes, ou seja, mimero de resultados observados;

S = S51,5,...,57 : seqiiéncia de varidveis ocultas, onde S; € {1,2,..., N} denota o
estado no tempo t;

Y =Y, Y,, ..., Yy : seqiiéncia de varidveis observiveis, onde Y; € {1,2, ..., M} denota
o resultado observavel no tempo t;

S = $1, S9, ..., 7 : realizacao do processo aleatério S = 51,55, ..., 57 €;

Y = Y1, Y2, ..., Y7 : realizacao do processo aleatério Y = Y1, Yo, ..., Y.

A utilizacao de HMMs consiste, basicamente, na resolucao de trés problemas
principais. Um dos problemas de interesse é o cédlculo da probabilidade de ocorréncia da
seqiiéncia de observacoes dado que a estrutura e os pardmetros das distribuicoes envolvidas
no modelo sao conhecidos, ou seja, Pr(Y = y| modelo). Outro problema envolve a identi-
ficacdo da seqiiéncia de estados ocultos mais provavel dada a seqiiéncia de observagoes e
o modelo. Por sua vez, a estimagao dos parametros envolvidos no modelo (probabilidades
inciais dos estados, probabilidades de transi¢ao entre os estados e os pardmetros envolvi-
dos nas distribuigoes de probabilidades condicionais) é o outro interesse no contexto do
HMM.

Estes problemas, principalmente a estimacao dos parametros, podem ser resolvi-
dos pelo critério da méaxima verossimilhanga ou através de métodos bayesianos.

Por simplicidade de notacao, o HMM com dependéncia de ordem r em S e de

ordem g em Y serd representado por HMM(r, q), parar =0,1,2,... e ¢ = 0,1,2, ....
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3.2 HMM com dependéncia de Markov de primeira
ordem entre os estados ocultos, HMM(1,0)

O HMM mais simples é o modelo que assume dependéncia de Markov de primeira ordem
somente entre os estados ocultos e que obedece as seguintes relacoes de independéncia

condicional,

St L {Sla}/la [EEE) St—?a}/t—Qa}/t—l}"st—la 2 S t S T e (31)

}/:fJ—{Sla}/lw"ast—la}/t—l}'sty QStST (32)

A estrutura de dependéncia das varidveis deste HMM, assim como o grafo moral
desta estrutura, sao representados, respectivamente, nas Figuras 3.1 (a) e 3.1 (b). Natu-
ralmente, a direcao dos arcos entre S; | e S; vai de S; 1 a S; e a direcao dos arcos entre S;
e Y, vai de S; a Y. A posicao dos arcos implica que Y; é condicionalmente independente

de S;_; dado S; e S; é condicionalmente independente de S;_s dado S;_;.
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Figura 3.1: (a) Estrutura do HMM(1,0). (b) Grafo moral da estrutura

Um HMM com dependéncia de Markov de primeira ordem somente entre os es-
tados ocultos é especificado pelos seguintes elementos:
m = {m}, onde m, = Pr(S; = k|r) é a probabilidade de estar no estado k no inicio

do experimento, ou seja, em t = 1, para k = 1,2, ..., N;
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A ={ap}, representa a matriz com as probabilidades de transigao, onde

ar; = PI'(SH_1 = llSt = I{T, A) (33)

¢é a probabilidade de estar no estado [ no tempo ¢t + 1 dado que no instante ¢ o estado era
k, para 1 < k,l < N,
P = {pkj}; onde

Prj = Pl‘(Yt = j|5t =k, P) (3-4)

¢ a probabilidade de observar o resultado j no instante ¢ dado que a cadeia oculta esta
no estado k, para k =1,2,... Nej=1,2,.... M ¢;
A= (A, P,m) é a notagdo compacta para denotar o HMM.
Uma maneira direta de calcular Pr(Y = y|\) é determinar Pr(Y = y| s, \) para
uma seqiiéncia de estados fixa s, multiplicd-la pela probabilidade de s dado o modelo,
Pr(S = s|)), e entao somd-la para todas as possiveis seqiiéncias de estados s de tamanho

T. Portanto,

Pr(Y = y[A)= )  Pr(Y =yls,\) Pr(S=s|})

Z Pr(S; = s1|A\) Pr(Y1 = y1]s1, A) X
= T
X (H Pr(S; = s¢si—1, ) Pr(Y: = ye|se, /\))

S1,.0,8T
t=2
T
- § ﬂ—SlpSlyl H ast—18tp5tyz ) (35)
S1s0.s8T =2

onde s; denota os possiveis valores da varidvel oculta S; e y; denota o valor observado da
varidgvel Y, parat =1,2,...T.

Este cédlculo exige computacoes da ordem de 27N, que dificulta sua utilizacio em
muitas aplicagoes. Na prética, o passo forward do algoritmo forward-backward (Poritz,
1988; Rabiner, 1989; Dugad e Desai, 1996), que calcula a probabilidade da seqiiéncia
observada, realiza este cdlculo inferencial com menos complexidade e computagoes na

ordem de T N?.
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O problema de identificagao da seqiiéncia de estados ocultos mais provavel pode
ser solucionado através do algoritmo de Viterbi (Poritz, 1988; Rabiner, 1989; Dugad e
Desai, 1996). Este é um método eficiente e recursivo, com complexidade na ordem de
TN?, assim como o passo forward do algoritmo forward-backward.

Ja as estimativas dos parametros A, P e m deste HMM podem ser obtidas através
da maximizacdo da funcdo de verossimilhanga definida em (3.5) em relacao a A, P e 7.
A maximizagdo da funcao (3.5) pode ser realizada através do algoritmo EM, também
conhecido como "Férmulas de re-estimacao de Baum-Welch"(Dugad e Desai, 1996) para
este problema particular.

Zuanetti e Milan (2003) estudaram a performance destes estimadores de méxima

verossimilhanca em diversas situagoes.

3.3 HMM com dependéncia de Markov de primeira
ordem entre os estados ocultos e os observaveis,

HMM(1, 1)

Um HMM mais sofisticado do que o apresentado na secao anterior e descrito em Boys et
al. (2000), é o modelo cuja seqiiéncia de varidveis observdveis também é considerada uma
cadeia de Markov de primeira ordem, ou seja, assumimos que transigoes entre os estados
observaveis (resultados) Y; 1 — Y; seguem um processo estocéstico de primeira ordem,

cuja escolha da matriz de transicao é determinada pelo estado oculto S;.

RS Se

—» 7, 7] w7, [ ] —m

Figura 3.2: Grafo Direcional Aciclico do HMM(1,1)

Uma maneira de entender a estrutura de dependéncia do modelo é através do
grafo direcional aciclico, representado na Figura 3.2, no qual podemos observar que o

modelo obedece as seguintes relagoes de independéncia condicional,
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St i {Slaifla ceey St727}/;5727%71}|5t717 2 S t S T e (36)

}/;‘, 1 {Sla}/h "'JSt72J}/;,72JSt71}|St € }/;5717 2 S t S T. (37)

Assumindo que Y] e S; seguem distribui¢oes uniformes discretas independentes,
este HMM ¢ especificado pelos seguintes elementos:
A = {aw}, representa a matriz com as probabilidades de transi¢do entre os estados
ocultos, onde

QArp — PI‘(St+1 = l|St = k), A) (38)

¢é a probabilidade de estar no estado [ no tempo ¢+ 1 dado que no instante ¢ o estado era
k,paral <k, [ <N e

P={PW pA _ PM} onde P® = { Ef)} , representa, a matriz com as probabili-
dades de transicao entre os estados observéveis (resultados) associada ao k-ésimo estado

oculto, e

ply =Pr(Y; = j|S, =k, Y1 =i, P) (3.9)

¢ a probabilidade de observar o resultado j no instante ¢ dado que a cadeia oculta esta
no estado k e no instante anterior, t — 1, foi observado o resultado i, para k =1,2,.... N
el <ij <M.

Assim, a fun¢ao de verossimilhanca para os parametros P e A do modelo, dada a

seqiiéncia observada y e a nao observada s, é

L(P,Aly,;s) = Pr(Y=y,S=s[4,P)
= Pr(51 = 51|A,P)Pr(Y1 = y1|s1, A, P) Pr(Sy = sa|s1,y1, A, P) x
xPr(Yo = wals1,y1,82, A4, P)... Pr(Sr = sp|s1, 41, ..., s7-1,y7-1, A, P) x

X PI‘(YT = yT|S,y1, ...,nyl,A,P).

Pelas relacoes de independéncia condicional e suposi¢coes do modelo,
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"U

L(P,Aly,s) = Pr(S = s1|A,P)Pr(Y) = y1|A, P) x

T
(H (St = si|si—1, A, P) Pr(Y; = ye|ys—1, 51, A, P))

2

1 T
- NM H sy 1Stpz(/fi)1yz
t=2

1 N N N M M ()
m )\ i
= N ( H%z“) (HHH () ) : (3.10)
k=1 1=1 k=1 i=1 j=1
onde
T-1
Mkl = ZI(St =k,sip1=1) e
=1
T
Tlgc) - Zl(ytfl = i’zyt :jvst = k)a
=2
1 se A é verdade
onde I(A) =

0 caso contrario
Neste HMM, as inferéncias sobre A e P podem ser realizadas através de métodos

bayesianos com simulacao da distribuicao a posteriori de A e P usando o método Monte
Carlo em cadeias de Markov (MCMC), assim como a identificagao dos estados ocultos, que

sao tratados como varidveis nao observadas e sao simuladas da distribui¢ao condicional.

3.3.1 Distribuicoes a priori

Considere p; = {p;; } uma linha de uma das matrizes de transi¢ao dos estados observéveis,
para j = 1,2,..., M. Dado a forma multinomial da funcao de verossimilhanca, a dis-
tribuicao a prior: conjugada para o vetor M-dimensional p; é uma distribuicao Dirichlet

definida no simplex, com densidade
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M

a;i—1

™ (pi) Hpijj 5
j=1

M
onde 0 <p;; <1,7=12,..,M, > pi; =1e a; ={a;;} sdo os parametros positivos da
j=1
distribuicao.
Supondo que as M linhas das IV matrizes de transicao entre os estados observaveis

sao independentes e que

Y=} ~ Dled”),

para k = 1,2,...,. N e i = 1,2,..., M, temos que a distribuicao a priori para P tem
densidade

) x [[1]*(»%)
k;l 1:11 M O
_ HHH(;;S?)) v (3.11)
k=1 i=1 j=1

Similarmente, usamos a distribui¢ao Dirichlet N-dimensional como a distribui¢ao
a priori para as linhas a; = {ay} da matriz de transi¢do entre os estados ocultos A.

Assumindo que N linhas da matriz A sao independentes e que

ai = {akl} ~ D(/gk)a

para 1 < k,l < N e onde 3, = {f,} sdo os parametros positivos da distribuigao, temos

que a distribuicao a priori para A tem densidade

N
x ]~
=1

= [ITTe" (3.12)

=11=1

el

el

Vale destacar que as componentes univariadas da distribuicao Dirichlet seguem
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uma distribuigao Beta e sao negativamente correlacionadas, ou seja, se (X1, Xo, ..., Xp) ~

p
D(d1,09,...,0,) com A =Y d;, entdo

=1

Xz‘ ~ Beta (51,A — 51) e
00,
Cor(X;, X;) = — — ,
(%o %) \/(A—@-)(A—é»

para 1 < 7,7 < p e 1 # j. Este resultado pode ser 1itil na obtencao dos parametros da

distribuicao a priori.

Outras possiveis distribuigoes a priori que permitem maior flexibilidade na es-
trutura de covariancia sao a distribuicao Normal Logistica e a distribuicao de Aitchison
(Aitchison, 1986), que inclui as distribui¢oes Dirichlet e Normal Logistica como casos
especiais. Uma desvantagem do uso da distribuicao Normal Logistica é o fato dela nao
ser conjugada para o modelo Multinomial, o que dificulta, mas nao impossibilita, o uso
do método MCMC. A distribuigao de Aitchison apresenta problemas na especificacao de

seus parametros, que apresentam estrutura analiticamente intratdvel.

3.3.2 Distribuicoes a posterior:

As distribuicoes a posteriori dos parametros A e P do modelo e da seqiiéncia nao obser-
vada s podem ser obtidas por simulacao através do método Gibbs sampling com dados
aumentados. Combinando a fungao de verossimilhanga dada em (3.10) com a informacao
a priori sobre A e P e usando o teorema de Bayes, a distribuicao a posteriori de A e P

pode ser definida como

(P, Aly,s) o< L(P, Aly,s)n (P, A),

assumindo que A e P sao independentes a priori temos

(P, Aly,s) x L(P, Aly,s)r (P)r(A)
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v () (T 60 )

k=11=1 k=11i=1 j=1

() (M ee) )

M
k=1 1=1 1 1
1 N N N M M ) LBy
_ mkz+5 1 i i
- — (H b ) TTTI11 (p” ) > . (3.13)
k=1 1=1 k=1 i=1 j=1
(k)

As distribuigoes a posteriori condicionais de p;

, e ag para i = 1,2,... M e

k=1,2,..., N, sao, respectivamente,

®) )

(pz y;s, A, P p(® ) OCH (pw ) )

(k)

onde P(p(@) = P\pgk), denota P com a linha p; "’ removida e

N
m (ak|YJ S, A(ak), P) X H aZ;kl+/8kl_17

=1

onde Ag,,) = A\a,, denota A com a linha a; removida, ou seja,

|yvst P( (k)) ~ D( ) +a(k))7

parat=1,2,... Mek=12,...Ne

axly,s, Agay), P ~ D(my, + 3y,),

para k =1,2,..., N e onde

n, = {nfj}, para j=1,2,.... M e

m; = {mkl}, para [l = 1,2,...,N.

Estas distribui¢oes formam as componentes da distribuicao a posteriori de P e

A? ™ (P’ A|Y’ S) ‘
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Outra componente do Gibbs sampling é a distribuicao da seqiiéncia de estados
ocultos, denominada  (s|y, A,P). Um modo de simulacdo deste bloco é considerar T’
blocos univariados. Assim, a seqiiéncia de estados ocultos é obtida através da simulagao
univariada e seqiiencial de 7 (st|s(t), v, A, P) ,parat =1,2,...,T e onde s;) = s\s; denota
a seqiiéncia s com o elemento ¢ removido. A estrutura de dependéncia destas distribuicoes
pode ser visualizada no grafo moral representado na Figura 3.3. Através do grafo, obser-

vamos que, parat=1,2, ... T es; =1,2,..., N,

m (St|s(t)7 Yy, Aa P) = 7 (St|st—17 St4+1, Yt, Yt—1, A7 P)
Pr(St = S¢, St+1 = S441,Y; = yt|5t—17 Yt—1, A, P)
Pr(Sit1 = si41, Yy = yelSe—1, Y1—1, A, P)

Pr(St = St|5t717 Yt—1, A7 P) Pr(% = yt|5t7 St—1, Yt—1, A7 P) X

X Pr(St+1 = 5t+1|yt, Sty 81-1, Yi—1, A, P)

N
Z PI"(St =k, 541 = 5041,V = yt|5t—17 Vi1, A, P)
k=1

pelas relacoes de independéncia condicional,

(st)
aSz_ S — zas St
7 (sis(0.y, A, P) = =il (3.14)

5 otk
ast,lkpyt—ﬂﬁ akst+1
k=1

Eod—E)—5)—6

Figura 3.3: Grafo moral

Uma desvantagem do uso deste método para simulagao de 7 (s|y, A, P) ¢ a dificul-
dade de convergéncia do algoritmo quando hd um niimero grande de blocos componentes
(Muri, 1997). Uma estratégia alternativa de simulacdo para a obtengao de realizagoes da
distribuigao 7 (s|y, A, P) faz uso de uma outra propriedade de independéncia condicional.

Seja Y' = (Y1,Y3,...,Y;) a seqiiéncia de estados observdveis até o tempo t. Através do



3. MODELOS MARKOVIANOS OCULTOS 44

grafo direcional aciclico na Figura 3.2 observamos que S; e Y; (i > t) sao condicional-
mente independentes dado S;y; e Y. Desta maneira, excluindo P e A da notacao por

simplicidade, temos para ¢t =1,2,....,T — 1.

Pr(S; = si|si41,y) = Pr(S; = s¢/s141,¥")
Pr(S; = s, 5111 = si14]y")
Pr(Sit1 = se1ly?)
Pr(S; = s,y") Pr(Sis1 = se1ls6,y")
Pr(Sii1 = siy1ly?)
Uspseyr PT(S; = sily?)

_ ] 3.15
Pr(Sit1 = si+1ly’) (3.15)

Desenvolvendo Pr(S; = s;|y*) e Pr(Sii1 = si11]y?) temos, respectivamente,

Pr(S, = sily') =Pr(Si = sifye, y'™")
Pr(S; = s,Y; = ytlyt’l)
Pr(Y, = yly*")
o Pr(S;=s,Y, = yly"™)

N
= Z Pr(St = 5S¢, }/;‘, = Ut, St,1 = llytil)

=1

N -1 t1
Pr(S; 1 =1ly" ) Pr(S; = s¢|S: 1 =1,y )X

=1 X Pr(Yt = yt|St—1 =1, s, yt_l)

pelas relacoes de independéncia condicional, temos

N
PI'(St = Stlyt) X PI'(Y; = yt|5t7yt—1> ZPI(St—l = l|yt_1) PI'(St = St|St_1 = l)
=1

N
= pz(jiiyz Z Qg Pr(Stfl = l|yt71) (S (316)

=1

=

Pr(St+1 = 5t+1|yt) = Z Pr(St+1 = 541,95 = k?|yt)

k=1
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=

Pr(Si1 = sealy’) =Y Pr(Si = kly") Pr(Sip1 = s14a] S = k,y")

k=1

N
= Z ks, iy PT(S = kly"). (3.17)
k=1

A equagao (3.16) fornece um esquema (forward) iterativo para determinar valores
de Pr(S; = s|y"), para t = 1,2, ..., T. A distribuicao inicial para as iteragoes ¢ fornecida
pela distribui¢ao discreta uniforme sobre (Y7, S1). Valores de Pr(S; 11 = s;11]y") e Pr(S; =
St|St41,y) podem ser calculados através das equagoes (3.17) e (3.15), respectivamente.

Uma realizacao do processo aleatério S pode, entao, ser simulada. Primeiro,
um valor de sr ¢ obtido pelo uso da distribuigao Pr(Sy = sr|y?) e, assim, os valores
restantes sa@o obtidos, através de um procedimento backward, usando a equacao (3.15),
parat=T—1,T—2,..., 1.

A performance do Gibbs sampling e, em particular, sua convergéncia, pode ser
verificada através do uso de uma variedade de gréficos e diagndsticos numéricos.

Batistela (2003) estudaram o desempenho dos estimadores bayesianos para o
HMM(1, 1) em diversas situagdes e definiram em que condicoes as estimativas sdo mais

precisas e corretas.

3.4 HMM com dependéncia de Markov de primeira
ordem entre os estados ocultos e de segunda or-

dem entre os estados observaveis, HMM(1, 2)

Um HMM mais complexo do que os apresentados nas secoes anteriores, ¢ o modelo cuja
seqiiéncia de varidveis observaveis é considerada uma cadeia de Markov de segunda ordem,
ou seja, assumimos que transi¢oes entre os estados observaveis (resultados) Y;_; — Y}
segue um processo estocdstico, cuja escolha da matriz de transicao é determinada pelo

estado oculto S; e pelo estado observavel Y; .
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Figura 3.4: Grafo Direcional Aciclico do HMM(1, 2)

Uma maneira de entender a estrutura de dependéncia do modelo é através do
grafo direcional aciclico, representado na Figura 3.4, no qual podemos observar que o

modelo obedece as seguintes relagoes de independéncia condicional,

St i {Slaifla ceey St727}/;5727%71}|5t717 2 S t S T e (318)

}/;‘, 1 {Sla}/h ) St737§/;‘,737 St727 St71}|}/;5727}/;71 € St7 3 S t S T. (319)

Assumindo que Sy, Y7, S e Y seguem distribuicoes uniformes discretas indepen-
dentes, este HMM ¢é especificado pelos seguintes elementos:
A = {aw}, representa a matriz com as probabilidades de transi¢do entre os estados
ocultos, onde

QApp — PI‘(St+1 = l|St = k}, A) (320)

¢é a probabilidade de estar no estado [ no tempo ¢+ 1 dado que no instante ¢ o estado era
k,paral <k, [ <N e

P={pPW P3O . PM} onde P¥ = { Eﬁ} , representa a matriz com as probabili-
dades de transicao entre os estados observaveis (resultados) associada ao k-ésimo estado

oculto, e

phi) = Pr(Yy = j|Si = k,Yiy =i,Yio = h, P) (3.21)

¢ a probabilidade de observar o resultado j no instante ¢ dado que a cadeia oculta esta
no estado k, no instante anterior ¢t — 1 foi observado o resultado i e no instante ¢t — 2 foi
observado o resultado h, para k =1,2,.... N e 1 < h,1,57 < M.

Assim, a fun¢ao de verossimilhanca para os parametros P e A do modelo, dada a

seqiiéncia observada y e a nao observada s, é
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L(P,Aly,s) =Pr(Y =y,S =5s|A,P),

que, pelas relagoes de independéncia condicional e suposicoes do modelo, pode ser escrita

Ccomo

onde

onde I(A) =

2
L(P,Aly,s) = (H Pr(S; = s;|A, P) Pr(Y; = yt|A,P)> X
t=1

T
X (H Pr St = 5t|5t717A7 P) Pr(Yt = ytlytfz, Yi—1, 5, A, P))
t
1
- Hast 151pyz 2Yt—1Yt

T
= (H Qs 15t) (prt 2Yt— 1yt>
t=3

o ([ ) (I G8) )

k=1h=11=1 j=1

T-1
Mg = ZI(St =k, sip1=1) e
=2
T
”5112 = Zf(yt—Q =hy1 =104y =jst=k),
t=3

1 se A é verdade

0 caso contrario

No HMM(1, 2), as inferéncias sobre A e P também podem ser realizadas através

de métodos bayesianos com simulacao da distribui¢do a posteriori de A e P usando o

método Monte Carlo em cadeias de Markov (MCMC), assim como a estimagcao dos estados

ocultos, que sao tratados como varidveis nao observaveis e sao simuladas da distribuicao

condicional.
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3.4.1 Distribuicoes a priori

Seja pg? = {pgﬁ} um vetor da matriz tripla de transicao entre os estados observéveis
associada ao k-ésimo estado oculto e a; = {ay} uma linha da matriz de transi¢ao entre
os estados ocultos A, para 1 < h,i,j < M, 1 < k < N e todos supostamente inde-
pendentes. Dada a forma multinomial da funcao de verossimilhanca, uma distribuicao a

(k)

priort conjugada para o vetor M —dimensional p;,” e para o vetor N —dimensional a;, ¢

uma distribuicao Dirichlet definida no simplex com densidade, respectivamente,

M a(k) 1
k k) Fhi
m (pgn)> X H (p%) ’ 5
=1

para 0 <p,n; <1, th” =1,k=1,2,...N,1<h,i,j<M e onde ag? = {ag:;} sa0

os parametros p081tlvos da distribuicao, e

1
ak x Haﬁkz ’

para0 < ag < 1, ay =1,k =1,2,..., N eonde B, = {5,,} sdo os pardmetros positivos
=1
da distribuicao.

Assim, a distribuicao a priori para A e P sao, respectivamente, definidas como

=

T(A) 7 (ax)

=
Il
—

[T "e (3.23)

11=1

’,:]z

=
Il

N M M

~®) o [ITIII~ (ef)
k=1 h=1i=1
N M M M

- TIITITII ()™ (3:24)

k=1 h=11i=1 j=1
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3.4.2 Distribuicoes a posterior:

As distribuicoes a posteriori dos parametros A e P do modelo e da seqiiéncia nao ob-
servavel s podem ser obtidas e simuladas através do método Gibbs sampling com dados
aumentados. Combinando a fungao de verossimilhanga dada em (3.22) com a informacao
a priori sobre A e P e usando o teorema de Bayes, a distribuicao a posteriori de A e P

pode ser definida como

™ (P, Aly,s) oc L(P, Aly,s)7 (P, A),

assumindo que A e P sao independentes a priori temos

(P, Aly,s) «x L(P,Aly,s)r (P)r(A)

p
k=1 1=1 k=1 h=1i=1 j=1
N N M M M "
Bri—1 (k) “ris
<\ ITTT o 11 Phij
k=1 1=1 k=1 h=11=1 j=1

(3.25)

As distribuigoes condicionais de pgz) eag, paral < hi < Mek=12,....N,

sao, respectivamente,

n(F) k)

hij +ah¢
(phz |yJS A P (k) ) X H (phzj> ’ : )

onde P (p;@) = P\pg:), denota P com a linha pgz) removida e

- (akly; s, A(ak . H amkz+/3kl_1

onde Ag,) = A\a,, denota A com a linha a; removida, ou seja,
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k k k
pgm')|yvst7 P( ) ~ D(ngn) + agu))’

p.

paral < h i< Mek=12,...Ne

axly,s, Agay), P ~ D(my, + 3y,),

para k =1,2,..., N e onde

R {nfw'j}v para j =1,2,...Me

m, = {my}, paral=1,2 ..., N.

Outra componente do Gibbs sampling é a distribuicao da seqiiéncia de estados
ocultos, 7 (s|y, A, P).

Um método de simulacao deste bloco é considerd-lo como 7' blocos univariados.
Assim, a seqiiéncia de estados ocultos é obtida através da simulagao univariada e seqiien-
cial de 7 (st|s(t),y,A, P) ,para t = 1,2,...,T e onde sy = s\s; denota a seqiiéncia s
com o elemento ¢ removido. A estrutura de dependéncia destas distribuigoes pode ser
visualizada no grafo moral representado na Figura 3.5. Através do grafo, observamos que,

parat=1,2,....T es; =1,2,...., N,

T (St|s(t)a Yy, Av P) = 7 (Stlst—lv St41, Yty Yt—1, Yt—2, Av P)
Pf(St = 5,141 = Sp41, V2 = yt|3t—1, Yt—1, Yt—2, AvP)
Pf(5t+1 = 5141,Y; = yt|3t—1, Yt—1, Yt—2, Av P)

Y

pelas relacoes de independéncia condicional,

(st)
a/St_ S — — zas St
T (st|s(t),y,A,P) — ~ 15:Pye—2ye—1y tSt41 . (326)

(k)
Z Qsy_1kPyt—oyi—1yt Aksy 41
k=1
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Figura 3.5: Grafo moral

Uma estratégia alternativa de simulagao para a obtencao de realizacoes da dis-
tribuicao 7 (s|y, A, P) faz uso de uma propriedade de independéncia condicional diferente.
Seja Y! = (Y1,Y5,....,Y}) a seqiiéncia de estados observdveis até o tempo t. Através do
grafo direcional aciclico na Figura 3.4 observamos que S; e Y; (i > t) sao condicional-
mente independentes dado Syy; e Y. Desta maneira, excluindo P e A da notacao por

simplicidade, temos para t =1,2,....,7 — 1.

Pr<St = 5t|5t+17 Y) = Pr(St = St|5t+1;yt)
Qsys441 PI‘(St = St|yt)

= . 3.27
Pr(Sii1 = si1ly?) (3:27)
Desenvolvendo Pr(S; = s;|y") e Pr(S;11 = si11]y") temos, respectivamente,
PI‘(St = St|yt> = Pr(St = St|yt7yt71)
N
o Py D ais, Pr(Si1 = y' ) e (3.28)
=1
N
Pr(Si = sialy’) = Pr(Ser = si01, S = kly")
k=1
N
= ) gy, Pr(Si = kly"). (3.29)
k=1

A equacao (3.28) fornece um esquema (forward) iterativo para determinar Pr(.S; =
sly?), para t = 1,2,....,T. A distribuigao inicial para as iteragoes ¢ fornecida pela dis-

tribuicao discreta uniforme sobre (Y1, S1) e (Y3,5,). Valores de Pr(S;,1 = siq|y’) e
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Pr(S; = sisi11,y) podem ser calculados através das equagoes (3.29) e (3.27), respec-
tivamente.

Uma realizacao do processo aleatério S pode agora ser simulada. Primeiro, um
valor de s ¢ obtido pelo uso da distribui¢ao Pr(Sy = sr|yT) e, assim, os valores restantes
sao obtidos, através de um procedimento backward, usando a equagao (3.27), para t =
T—-1,T-2,..1.

A performance do método Gibbs sampling e, em particular, sua convergéncia,

pode ser verificada através do uso de uma variedade de graficos e diagnésticos numéricos.

3.5 HMM com dependéncia de Markov de segunda
ordem entre os estados ocultos e de primeira or-

dem entre os estados observaveis, HMM(2, 1)

Nas segoes anteriores, apresentamos trés diferentes HMMs com dependéncia de Markov
de primeira ordem na cadeia de Markov oculta S. Nesta secao, introduzimos um HMM
cuja seqiiéncia oculta é considerada uma cadeia de Markov de segunda ordem, ou seja,
as transicoes entre os estados ocultos S; seguem uma cadeia de Markov, cuja escolha da
matriz de transigdo é determinada pelos estados ocultos S; o e S; 1. No HMM(2,1), a

seqiiéncia de estados observaveis Y ¢ uma cadeia de Markov de primeira ordem.

—» [V — [T [ — [ ] —

Figura 3.6: Grafo Direcional Aciclico do HMM(2,1)

A estrutura de dependéncia deste modelo é mais facilmente compreendida através
do grafo aciclico direcional representado na Figura 3.6, no qual podemos observar que o

modelo obedece as seguintes relagoes de independéncia condicional,

St i {Slalfla "‘7St737n737%727%71}|5t71 € St727 3 S t S Te (330)
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}/;‘, 1 {Sla}/h "'JSt72J}/;,72JSt71}|St € }/;5717 2 S t S T. (331)

Assumindo que 51, Y7, S e Y, seguem distribuicoes uniformes discretas indepen-
dentes, 0 HMM(2, 1) é especificado pelos seguintes elementos:
A = {apu}, representa a matriz com as probabilidades de transigdo entre os estados
ocultos, onde

appr = Pr(Sip1 =1|Se =k, Si-1 = h, A), (3.32)

para 1 < h, k,l < N e;
P = {PW PO _ PN onde P® = {pz(f)} , representa a matriz com as proba-
bilidades de transicao entre os estados observaveis associada ao k-ésimo estado oculto,

(S

pw =Pr(Y, =j|Si =k Y1 =1,P) (3.33)

¢ a probabilidade de observar o resultado j em ¢t dado que a cadeia oculta estd no estado k
e no instante anterior ¢t — 1 foi observado o resultado 7, para k =1,2,.... Ne 1 <i,j < M.
Assim, a funcao de verossimilhanca para os parametros P e A do modelo, dada a

seqiiéncia observada y e a nao observada s, é

L(P, Aly,s) =Pr(Y =y,S = s[4, P),

que, pelas relagoes de independéncia condicional e suposicoes do modelo, pode ser escrita

como

2
L(P, Aly,s) = (H Pr(S; = s,|A,P) Pr(Y; = y| A, P))

t=1

T
X (H Pr St = Stlst—h 5t—27AaP> PT(Yt = yt|yt_1, StaAaP)>

t=3
T

= | | St—25t— lsipyi 1Yt

=3




3. MODELOS MARKOVIANOS OCULTOS 54

T T
1
L P7A aS = asz 25t—15t (St)
( |y ) (NM)2 (tlj — — ) (gpyzuﬁ)
1 N N N M M ()
m (k) "id
- ATITIIT ) (H () ) L (330)
(VM) (h:l k=11=1 k=1i=1 j=1
onde
T-1
Mpk = ZI (sic1=h,si =k, 5.1 =1) e
t=2
T
ng“) = Zl(ytflziﬂyt:jvst:k)a
t=3
1 se A é verdade
onde I(A) =

0 caso contrario
No HMM(2, 1), as inferéncias sobre A e P podem ser realizadas através de métodos

bayesianos com simulacao da distribuicao a posteriori de A e P usando o método Monte
Carlo em cadeias de Markov (MCMC), assim como a estimagao dos estados ocultos, que

sao tratados como varidveis nao observaveis e sao simuladas da distribuicao condicional.

3.5.1 Distribuicoes a prior:

Considere p; = {p;; } uma linha de uma das matrizes de transi¢ao dos estados observéveis,
para j = 1,2,...,M. Dada a forma multinomial da funcao de verossimilhanca, uma
distribuicao a priori conjugada para o vetor M —dimensional p; ¢ a distribuicao Dirichlet

definida no simplex, com densidade
M
a;;—1
™ (Pi) sz'jj ’
j=1
M
onde 0 <p;; <1,7=12,..,M, > pi; =1e a; ={a;;} sdo os parametros positivos da
j=1

distribuicao.

Supondo que as M linhas das N matrizes de transicao entre os estados observiveis
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sao independentes a priori e que

Y= [p} ~ D),

para k = 1,2,...,. N e i = 1,2,..., M, temos que a distribuicao a priori para P tem
densidade

N M

« [TII=(»")
k=1 i=1
N M M o)1

TTTITI (# ) (3.35)

k=1 i=1 j=1

Similarmente, usamos a distribui¢ao Dirichlet N-dimensional como a distribui¢ao
a priori para os vetores an, = {anw} da matriz de transicdo entre os estados ocultos.

Assumindo que os vetores sao independentes a priori e que

aApg = {ahkz} ~ D(Bhk)a

para 1 < h,k,l < N e onde 3, = {8} sdo os parametros positivos da distribuicao,

temos que a distribuicao a priori para A tem densidade

N
L] 7 (@)

>1
Q
=

h=1k=1

N N N

= TITIT] e (3.36)
h=1k=11=1

3.5.2 Distribuicoes a posterior:

As distribuicoes a posteriori dos parametros A e P do modelo e da seqiiéncia nao ob-
servavel s podem ser obtidas e simuladas através do método Gibbs sampling com dados
aumentados. Combinando a funcdo de verossimilhanga dada em (3.34) com a informagao
a priori sobre A e P e usando o teorema de Bayes, a distribuicao a posteriori de A e P

pode ser definida como
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™ (P, Aly,s) oc L(P, Aly,s)7 (P, A),

assumindo que A e P sao independentes a priori temos

m (P, Aly,s) o« L(P Aly, s)m (P)m(A

(HHH) (,ﬁﬁlﬁ(” )

(3.37)

As distribuigoes a posteriori condicionais de p(k)

, € ap, para it = 1,2,..., M e

1< h, k < N, sao, respectivamente,

() 0y

(pz y;s, A, P p(® ) OCH (pw ) )

(k)

onde P(p(@) = P\pgk), denota P com a linha p,; "’ removida e

N

Mpki+Brr—1
7 (ankly, s, Aayy), P) o Hahkl ;

=1

onde A = A\a,,, denota A com a linha aj; removida, ou seja,

ahk

|yvst P( (k)) ~ D( ) +a(k))7

parat=1,2,.. Mek=12,...Ne

ahk|Y7 S, A(ahk)7P ~ D(mhk + Bhk)v

para 1 < h,k < N e onde
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= {nfj}, para j =1,2,....M e

my, = {mhkl}, paral: 1,2,...,N.

Outra componente do método Gibbs sampling é a distribuicao da seqiiéncia de
estados ocultos, 7 (s|ly, A, P).

Um método de simulacao deste bloco é considerd-lo como 7' blocos univariados.
Assim, a seqiiéncia de estados ocultos é obtida através da simulacao univariada e seqiien-
cial de 7 (st|s(t),y,A, P) ,para t = 1,2,....,T e onde sy = s\s; denota a seqiiéncia s
com o elemento ¢t removido. A estrutura de dependéncia destas distribui¢ées pode ser
visualizada no grafo moral representado na Figura 3.7. Através do grafo, observamos que,

parat=1,2,...Tes; =1,2,..., N,

™ (st|s(t), v, A, P) = 7 (St|5t_2, St—1, St41, St42, Yt, Yi—1, A, P)
PT(St = 54, St41 = St41, St42 = S42, Yy = yt|5t727 St-1, Y1, A, P)
Pr(Sii1 = si41, St42 = Sito, Y = Yi|Si—2, Si—1, Yt—1, A, P)

Pr(S; = silsi—2, 11, y1—1, A, P) x

X Pr(Y; = yilse, st—2, 11, yi—1, A, P) x
X Pl"(St+1 = St+1|yt, Sty St—2, St—1, Yi—1, A, P)X
X PT(St+2 = 5t+2|5t+1; Yt, Sty St—2, St—1, Yi—1, A, P)
N )

PPy

k=1

onde

PP, =Pr(S; =k, Siy1 = Si41, Stv2 = Sig2, Yo = Y| Si—2, St—1, Yi—1, A, P),
e pelas relagoes de independéncia condicional,

(st)

a’St—Qsi—lStpytflyiasz—15t32+1a5t5t+15t+2
T (silsw),y, A, P) = ~ : (3.38)

(k)
Z sy_osi_1kPys=1yt Usy_1ksi1 Aksit 15042
k=1
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O desenvolvimento de um método alternativo de simulagao para obtengao de rea-
lizagoes da distribuigao 7 (s]y, A, P) apresentado nos modelos anteriores e que se mostrou,
através de estudos de simulagao, mais eficiente que o método anteriormente discutido nao
foi possivel para este modelo, pois 0 HMM(2, 1) apresenta estrutura de dependéncia mais
complexa na cadeia de Markov oculta e S;, para t = 3, ..., T, depende diretamente de S;

e S;_» e nao apenas de uma tnica varidvel.

Figura 3.7: Grafo moral



Capitulo 4

Selecao de Modelos

Nas 1iltimas décadas, os modelos HMMs, apresentados no capitulo anterior, tém sido
aplicados com éxito em uma variedade de dreas de pesquisa, dentre as quais se destaca
a Biologia Molecular, na identificagao de segmentos homogéneos em seqiiéncias de DNA
(Boys et al., 2004, 2002 e 2000). No entanto, geralmente, a ordem de dependéncia entre
os estados observaveis ou ocultos é desconhecida, ou seja, a estrutura de dependéncia
entre as varidveis, que especifica o modelo, nao é conhecida e, assim, inferéncias sobre ela
através dos dados é necessdria.

A metodologia proposta por Friedman e Koller (2003) para estimagao da estrutura
de uma rede probabilistica descrita na Segao 2.2 é uma alternativa para identificagao da
estrutura quando os dados sao completos e da ordem de dependéncia entre as varidveis.
Contudo, o problema de estimar a ordem de dependéncia da cadeia de Markov também
pode ser visto como um problema de selecao de modelos, através do qual escolhemos o
modelo mais adequado aos dados observados dentro do conjunto de modelos mais provaveis
com diferentes ordens de dependéncia.

Neste capitulo, apresentamos dois métodos para selecao de modelos: o fator de
Bayes, descrito em Kass e Raftery (1995) e o DIC (do inglés deviance information crite-

rion), proposto em Spigelhalter et al. (2002).
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4.1 Fator de Bayes

Seja Y um conjunto de observagoes produzido sob um de dois modelos M, ou M; de acordo
com a densidade de probabilidades Pr(Y|My) ou Pr(Y|M;). Dadas as probabilidades a
priori Pr(My) e Pr(M;) = 1 — Pr(M,) e considerando a abordagem bayesiana, temos as
probabilidades a posteriori Pr(My|Y) e Pr(M;|Y) =1 — Pr(My|Y).
Através do teorema de Bayes, temos
Pr(Y| M) Pr(My,)

Pr(MY) = Pr(Y|Mo) Pr(Mo) + Pr(Y|M,) Pr(M,)’ (41)

para k = 0,1. Assim,

Pr(My|Y)  Pr(Y|Mp)Pr(M)

Pr(M|Y)  Pr(Y|M;)Pr(M)
e o fator de Bayes By pode ser definido como
Pr(Y|M,)

B = (Y1) (4.2)

As densidades Pr(Y|My), para k = 0, 1, podem ser obtidas pela integracao sobre

0 espago paramétrico, temos

onde 6, é o vetor paramétrico sob My, w(0|My) € a sua densidade a priori e Pr(Y |0y, My)
é a densidade de probabilidades de Y dado o valor @} ou a funcao de verossimilhanca de
0.

Quando vérios modelos sao envolvidos na comparacao, nés podemos escrever Bjy
como o fator de Bayes para M, contra Mj.

Seja My o HMM com dependéncia de Markov de primeira ordem entre os estados
ocultos e observdveis descrito na Secao 3.3 e M; o HMM com dependéncia de Markov
de segunda ordem na seqiiéncia de estados observdveis descrito na Secao 3.4, o fator de

Bayes By, pode ser definido como
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N N N M M ) o) _q
1 ME11+Br—1 (k)\ "4 & dAdP
f NM [T [Tay ) I1 (pi-
B AP (k—l =1 E=1i=1j=1 J
01— ) NN B N M M M 5 ng’?ﬁafﬁ;q
k12+0pk— . B
f (NM)? [T I ay [I (phij> dAdP
AP k=11=1 k=1 h=11i=1j=1
N N N M M n{® 4ol 1
8, —1 k ij ij k
NlM H H aZ;kll+/3kl dak H <p£j)> 1( )
k=la, =1 k=1i=1 (k) j=1
N N N M M M (k)+ (k) _
1 Myo+By—1 (k) hij " hij (k)
(NM)? [T /) ITay day, I1 f I1 DPhij hi
k=la, =1 k=1h=1i=1_ (k) j=1
hi
N M
N TI Tk +6y) N om T1T(n 4el?)
=1 J=
I1 Al I1 ; L1k, (k)
k=1T l;(mkl1+f3kl) k=li=1T _71( i T )
=NM - - : (4.4)
N ‘ T T () )
N zH T'(myi2+Br1) N M M 'H1 i T %)
=1 J=
I1 & I1 ; L (k) (k)
k=1T( > (mr2+8x1) k=1h=1¢=1T ( hz]+ahij)
=1 j=1
onde
T-1
Menn = E I (St =k, 8141 = l) )
t=1

T
Tlgc) :Zl(ytfl :i7yt:j78t:k)7

t=2

T-1

Myl = ZI(St =k,sip1=1) e

t=2

T
ng:; = ZI(yt—Q =hy1 =0,y =J,sc=k).
=3
O fator de Bayes é um resumo da evidéncia fornecida pelos dados em favor de

um modelo estatistico e em detrimento de outro. Considerando duas vezes o logaritmo

natural do fator de Bayes, que estd na mesma escala da deviance e do teste da razao de
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verossimilhanca, Kass e Raftery (1995) propdem a interpretagao para o fator apresentada

na Tabela 4.1.

Tabela 4.1. Interpretacao do fator de Bayes

2log(B1o) | (Big) | evidéncia contra M
0a?2 la3 fraca
2a6 3a20 positiva
6 a 10 20 a 150 forte
>10 >150 muito forte

4.2 DIC

O critério proposto por Spigelhalter et al.(2002) para comparagao e selecdo de modelos
combina medidas de ajuste (deviance estatistica) e complexidade (nimero de parametros
a serem estimados) do modelo com a finalidade de identificar o modelo que melhor explica
os dados observados.

Spiegelhalter et al.(2002) propoem o DIC', deviance information criterion, definido
como uma estimativa cldssica do ajuste mais o dobro do nimero de parametros efetivos,

dado por

DIC = D(8) + 2pp, (4.5)
onde D(0) = —2log(Pr(Y|0)) — 2log(h(y)), @ = E(0]Y) é a média a posteriori dos
parametros, h(y) ¢ uma funcdo dos dados e

pp = D(0) — D(0) (4.6)

é o nimero efetivo de parametros no modelo, calculado como a deviance média menos a
deviance da média a posteriori dos parametros.

Usando (4.6), o DIC pode ser reescrito como

DIC =2D(0) — D(0). (4.7)

O DIC pode ser calculado durante o processo de estimagao através dos métodos
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MCMC, monitorando os pardmetros estimados para 6 e, a cada iteracao do processo,
estimando D(@). No final das iteragoes, calculamos a média amostral dos valores estimados
de D(0) e subtraimos a estimativa da deviance calculada usando as médias amostrais dos
valores simulados de 6.

O modelo que melhor explica os dados observados é o modelo que apresenta o

menor valor de DIC.



Capitulo 5
Simulacoes

Neste capitulo, apresentamos a aplicacao dos HMMs com dependéncia de Markov de
primeira ordem, descrito na Segao 3.3, e segunda ordem, discutido na Secao 3.4, em dois
conjuntos de dados simulados e, para identificarmos o modelo mais adequado aos dados
entre os dois estimados, utilizamos os métodos de selecao de modelos apresentados no
Capitulo 4. Nosso principal objetivo é analisar a performance dos estimadores e dos
métodos de selecao de modelos.

O primeiro conjunto de dados considerado foi gerado através de um modelo com
dependéncia de primeira ordem entre os estados observaveis, HMM(1, 1), enquanto que
o segundo conjunto foi criado através de um HMM com dependéncia de segunda ordem
entre os estados observaveis, HMM(1,2). Em ambas as situacoes, a seqiiéncia de estados

ocultos foi fixa e especificada pelos autores.

5.1 Dados com dependéncia de Markov de primeira
ordem

Considerando uma seqiiéncia de tamanho 7' = 3000, simulamos a seqiiéncia de estados
observaveis a partir de um modelo Markoviano oculto com N = 2 estados ocultos, M = 4
estados observaveis (resultados), dependéncia de Markov de primeira ordem e a seguinte

seqiiéncia de estados ocultos
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s= {1,..,1, 2,.,2, 1,..1}

1000 1000 1000

cujos pontos de mudanca entre os estados ocultos foram fixados nas posicoes 1001 e 2001.
A seguir, apresentamos as matrizes de transicao entre os estados observaveis usadas para

gerar a seqiiéncia observada:

0.098 0.457 0.075 0.370 0.430 0.089 0.387 0.094

0.121 0.557 0.202 0.120 0.351 0.122 0.091 0.436
PO = e P? =

0.059 0.410 0.087 0.444 0.399 0.019 0.415 0.167

0.453 0.350 0.067 0.130 0.280 0.180 0.327 0.213

Na seqiiéncia observada aplicamos as metodologias de estimagao do HMM(1, 1)
e HMM(1,2). O conhecimento a priori sobre as probabilidades de transicao entre os
estados observdveis, em cada estado oculto, considerado neste estudo de simulacao foi
nao informativo e, por isso, escolhemos os hiperparametros das distribuicoes Dirichlet

envolvidas nos modelos como al(»k) =(1,1,1,1) e ag? =(1,1,1,1), parai =1,....,4, h =
(k)

1,..,4 ek =1,2. Desta maneira, cada componente p;;’ou p%, definidas respectivamente
em (3.9) e (3.21), para j = 1,...,4, tem meédia 0.25 e desvio padrao, aproximadamente,
0.19. Para a matriz de transi¢ao entre os estados ocultos assumimos distribuicoes Dirichlet
informativas, com hiperparametros 5;; = By = 99 € [15 = (15 = 2. Assim, E(ay;) =
E(a) = 0.98 e Var(a;;) = Var(az) = 0.0002, para ag; definido em (3.8) e (3.20) e

k=1,2.

5.1.1 Resultados

Para cada uma das duas metodologias foram simuladas 11000 iteragoes com as primeiras
1000 sendo descartadas como burn-in. Nossos resultados sao baseados em uma amostra
de tamanho 2000, composta pelos valores gerados a cada 5 iteragoes. O diagnéstico de
convergéncia Gelman-Rubin (Gelman e Rubin, 1992) foi utilizado para verificagdo de

convergéncia do algoritmo. Para isto, duas cadeias com diferentes seqiiéncias de estados
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ocultos iniciais foram simuladas. As seqiiéncias iniciais foram:

so= {1,..,1, 2,..
—

500

2 1,01, 2,02, 1.1, 2,..,2)
Se— —— ¢
500 500 500 500 500
S — {1,,1}
\q,—/.
3000

As Tabelas 5.1 e 5.2 contém, respectivamente, as estimativas do diagnéstico de

Gelman-Rubin para as probabilidades de transigao envolvidas no HMM(1, 1) e HMM(1, 2).

Devido ao grande nimero de probabilidades de transi¢ao entre os estados observaveis (32

no HMM(1,1) e 128 no HMM(1, 2)), selecionamos, aleatoriamente, algumas estimativas

do diagndstico para exibir nas tabelas. Estas mostram que nao hé evidéncia de falta de

convergéncia, pois as estimativas do diagnéstico Gelman-Rubin sao menores que 1.1.

Tabela 5.1. Estimativas do diagnéstico Gelman-Rubin (GR) do HMM(1, 1)

GR GR GR
a;; | 1.03 Y | Lol Y] 1.07
a;» | 1.03 »2 | 101 Py | 1.00
as; | 0.999 »2 | 101 e ]1.00
ass | 0.999 P | 0.995 P | 1.10

Tabela 5.2. Estimativas do diagnéstico Gelman-Rubin (GR) do HMM(1, 2)

CR CR GR CR GR
an | 104 | p® [109| P2 o992| P 0995  pil | 0.99
a | 104 | pl [ 106 pih | 101 | pig [0998|  pl | 101
an | 104 | P8 [100] P 0994 P | 100 | p2 | 0.994
am | 104 | PO [ tor]  p0 | 1too | p@ | o3| pY | 100
p@ (0996 | pU {108 | pS [ 1os | p | 1oz | pil | 103
piy | 102 | plyy (101 | pl | 100 | pgh | 103 | piEh | 104

Através da Tabela 5.3, que contém as estimativas do fator de Bayes (By) e do

DIC para os dois modelos, observamos que ambos os métodos selecionaram o HMM(1, 1)

como o modelo mais adequado ao conjunto de dados, pois By; > 1, 2log(Bo1) > 150
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e o DIC do HMM(1,1) é menor que o DIC do HMM(1,2). Este resultado indica boa
performance dos métodos de selecao de modelos em determinar a ordem de dependéncia
na seqiiéncia de estados observiveis, considerando que os dados foram gerados de um

HMM(1, 1).

Tabela 5.3. Estimativas dos métodos de selecao de modelos

Fator de Bayes (Bo) 1.10 * 10%7
21og(Bor) 216.634
DIC do HMM(1,1) 6983.53
DIC do HMM(1, 2) 7033.64

A Tabela 5.4 contém a média a posteriori das probabilidades de transi¢cao do
modelo HMM(1, 1), através da qual notamos que os valores estimados ndo sdo muito
diferentes dos valores a partir dos quais os dados foram gerados. Os pontos de mudanca
dos estados ocultos na seqiiéncia estimada foram 1001 e 1999, evidenciando um acerto de

99.93% na identificagdo da seqiiéncia dos estados ocultos.

Tabela 5.4. Médias a posteriori para as matrizes de transicao do HMM(1, 1)

~ 0.999 0.001

0.003 0.997
0.089 0.415 0.062 0.433 0.447 0.088 0.396 0.069
— 0.124 0.564 0.193 0.118 — 0.344 0.199 0.099 0.357
PO = P2 =
0.047 0.408 0.094 0.450 0.360 0.021 0.411 0.206
0.439 0.380 0.068 0.113 0.300 0.136 0.317 0.243

5.2 Dados com dependéncia de Markov de segunda
ordem

Assim como na segao anterior, consideramos uma seqiiéncia de tamanho 7" = 3000 e
simulamos a seqiiéncia de estados observaveis a partir de um modelo Markoviano oculto
com N = 2 estados ocultos, M = 4 estados observdveis (resultados), dependéncia de

Markov de segunda ordem e a seguinte seqiiéncia de estados ocultos
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s= {1,..,1, 2,.,2, 1,..1}

1000 1000 1000

cujos pontos de mudanca entre os estados ocultos foram fixados nas posicoes 1001 e 2001.
A seguir, apresentamos as matrizes de transicao entre os estados observaveis usadas para

gerar a seqiiéncia observada:

0.098 0.457 0.075 0.370 0.430 0.089 0.387 0.094
(1) 0.121 0.557 0.202 0.120 (1) 0.351 0.122 0.091 0.436
Pl - ) PQ.. = )
0.059 0.410 0.087 0.444 0.399 0.019 0415 0.167
0.453 0.350 0.067 0.130 0.280 0.180 0.327 0.213
0.30 0.40 0.10 0.20 0.21 0.29 0.17 0.33
(1) 0.10 0.20 0.30 0.40 0 0.10 0.35 0.15 0.40
P3.. = ’ P4.. = )
0.25 0.25 0.25 0.25 0.30 0.15 0.35 0.20
0.35 0.15 0.20 0.30 0.27 0.31 0.19 0.23
0.235 0.289 0.174 0.302 0.353 0.159 0.232 0.256
2) 0.042 0.447 0.017 0.494 @) 0.341 0.208 0.042 0.409
Pl = ) P2.. = )
0.171 0.258 0.242 0.329 0.325 0.198 0.217 0.260
0.036 0.390 0.056 0.518 0.233 0.166 0.208 0.393
0.318 0.251 0.121 0.310 0.15 0.45 0.25 0.15
@) 0.330 0.198 0.368 0.104 @) 0.40 0.10 0.30 0.20
0.106 0.107 0.726 0.061 0.50 0.20 0.05 0.25
0.092 0.586 0.040 0.282 0.20 0.25 0.15 0.40

Na seqiiéncia observada aplicamos as metodologias de estimacao do HMM(1, 1)
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e HMM(1,2). O conhecimento a priori sobre as probabilidades de transi¢do entre os
estados observaveis considerado neste estudo de simulagao foi nao informativo e, por isso,
escolhemos os hiperparametros das distribui¢oes Dirichlet envolvidas nos modelos como
a® = (1,1,1,1) e 0! = (1,1,1,1), parai = 1,...4, h = 1,..,4 e k = 1,2. Desta

(k) (k)

ij OW Ppij

maneira, cada componente p para j = 1,...,4, tem média 0.25 e desvio padrao,
aproximadamente, 0.19. Para a matriz de transicao entre os estados ocultos assumimos
distribuigoes Dirichlet informativas, com hiperparametros 8,; = B9 = 99 € 815, = B3 = 2.

Assim, E(ay;) = E(ax) = 0.98 ¢ Var(ay1) = Var(as) = 0.0002.

5.2.1 Resultados

Para cada uma das duas metodologias foram simuladas 11000 iteragoes com as primeiras
1000 sendo descartadas como burn-in. Nossos resultados sao baseados em uma amostra
de tamanho 2000, composta pelos valores gerados a cada 5 iteragoes. O diagnéstico de
convergéncia Gelman-Rubin (Gelman e Rubin, 1992) foi utilizado para verificagdo de
convergéncia do algoritmo. Para isto, duas cadeias com diferentes seqiiéncias de estados

ocultos iniciais foram simuladas. As seqiiéncias iniciais foram

Sg = {1,...,1, 2,..,2, 1,..,1, 2.2, 1,....1, 2,...,2}
N—_— NS S\ Y Y N—— ¢

500 500 500 500 500 500

Sg = {1,,1}
—_———

3000

As Tabelas 5.5 e 5.6 contém, respectivamente, as estimativas do diagndstico de
Gelman-Rubin para as probabilidades de transi¢ao envolvidas no HMM(1, 1) e HMM(1, 2).
Devido ao grande nimero de probabilidades de transi¢ao entre os estados observaveis (32
no HMM(1,1) e 128 no HMM(1, 2)), selecionamos, aleatoriamente, algumas estimativas
do diagnéstico para exibir nas tabelas.

Na Tabela 5.5 observamos que os valores do diagnéstico de Gelman-Rubin sao
maiores que 1.1, fato que indica a nao convergéncia das estimativas dos parametros en-
volvidos no HMM(1, 1), ou seja, a quantidade de iteragoes simuladas, o burn-in e o salto

na coleta da amostra talvez nao tenham sido suficientes para garantir a convergéncia
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do algoritmo. Por este motivo, ndo podemos utilizar as estimativas do HMM(1, 1) nos

métodos de selecao de modelos para comparar e selecionar o HMM mais adequado aos

dados.

Tabela 5.5. Estimativas do diagnéstico Gelman-Rubin (GR) do HMM(1, 1)

GR GR GR
a;; | 3.28 2| 4.09 Y| 3.8
a;z | 3.28 P2 | 3.43 e | 491
as; | 4.37 2 | 5.06 ) | 6.60
asy | 4.37 Py | 2.21

Em contrapartida, através da Tabela 5.6 observamos que nao hé evidéncia de falta

de convergéncia nas estimativas do HMM(1, 2).

Tabela 5.6. Estimativas do diagnéstico Gelman-Rubin (GR) do HMM(1, 2)

GR GR GR GR GR
an | 099 | pZ looes| Pl | 1oz | P2 | 1o | p2 | 1.03
as | 099 | p% | 108 | plh | 105 | pihy 0997 p | 0.992
s | 099 | P a0 |, | os | Y | 1os | p | L0
s |0.993 |  p2 | 104 | ) 0096  p2 | too | pY | 0.99
P2 | 1.03 P | 1.02 p2 | 1.02 2, 1 0.999 Pl | 1.00
p® (0999 | 0 | 104 | p2 | ron | pl (0993 ] ) | 0.996

A Tabela 5.7 contém a média a posteriori das probabilidades de transicao do

modelo HMM(1, 2), através da qual notamos que os valores estimados nao sdo muito

diferentes dos valores a partir dos quais os dados foram gerados. Os pontos de mudanca

dos estados ocultos na seqiiéncia estimada foram 1007 e 2002, evidenciando um acerto de

99.77% na identificagdo da seqiiéncia dos estados ocultos.



5. SIMULACOES

71

Tabela 5.7. Médias a posteriori para as matrizes de transicato do HMM(1, 2)

~ 0.998 0.002
0.003 0.997

0.099 0.439 0.084 0.377 0.467 0.076 0.370 0.087

/(T) 0.152 0.562 0.177 0.109 /(T) 0.328 0.139 0.100 0.432
P1.. PQ.. -

0.067 0.336 0.105 0.490 0.382 0.009 0.455 0.154

0.409 0.402 0.067 0.121 0.261 0.191 0.354 0.193

0.290 0.368 0.090 0.253 0.174 0.268 0.172 0.385

/(T) 0.091 0.171 0.334 0.404 /(\1) 0.118 0.358 0.165 0.358
P3.. P4.. =

0.243 0.220 0.299 0.238 0.306 0.121 0.341 0.232

0.417 0.147 0.200 0.236 0.256 0.297 0.205 0.242

0.281 0.297 0.105 0.317 0.340 0.114 0.195 0.351

/(3) 0.028 0.427 0.013 0.532 /(3) 0.357 0.223 0.025 0.395
P;° Py =

0.124 0.165 0.255 0.456 0.345 0.179 0.161 0.314

0.028 0.389 0.027 0.555 0.232 0.172 0.226 0.361

0.325 0.241 0.078 0.355 0.177 0.454 0.248 0.121

/(3) 0.312 0.239 0.309 0.139 /(3) 0.491 0.074 0.299 0.135
Py” Py =

0.088 0.150 0.679 0.083 0.318 0.381 0.044 0.257

0.133 0.381 0.083 0.402 0.195 0.228 0.149 0.429




Capitulo 6
Aplicacoes

Um grande nimero de pesquisas dos ltimos anos tem focalizado o entendimento e identi-
ficacao da estrutura de dependéncia presente em uma seqiiéncia de DNA. Neste capitulo,
aplicamos os métodos descritos nas segoes anteriores no intron 7 do gene oo — fetoprotein

dos chimpanzés e no genoma do Bacteriophage lambda.

6.1 Modelando uma seqiiéncia de DNA como um HMM

A metodologia dos modelos Markovianos ocultos tem sido aplicada em vdrias dreas de
pesquisa, principalmente na Biologia Molecular e Genética, para segmentacao da seqiién-
cia de DNA ou localizacao de segmentos homogéneos dentro desta seqiiéncia.

O 4cido desoxirribonucléico (DNA) é um portador basico de informacao genética
e ¢ encontrado em todas as células vivas. O DNA ¢ constituido por uma seqiiéncia de
quatro bases nitrogenadas {Adenina (A), Citosina (C'), Guanina (G) e Timina (7T)}.
Assim, uma seqiiéncia de DNA y = yq, 9, ...,y pode ser vista como uma realizacao
do processo aleatério observado Y = Y1,Ys, ... Yy, onde V; € {A,C,G, T} = {1,2,3,4}
para t = 1,2,...,T. Suponha que existam N tipos de segmentos homogéneos dentro da
seqiiéncia de DNA. O tipo de segmento nao observado na posigao t é representado por
Sy e{1,2,.., N}, parat =1,2,....,T.

Geralmente, as andlises realizadas através do HMM para modelar a heterogenei-
dade presente na composicao da seqiiéncia de DNA assumem que a seqiiéncia observada é

composta por observagoes condicionalmente independentes dada a seqiiéncia dos estados
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ocultos. No entanto, evidéncias empiricas sugerem que este modelo nao é suficiente para
capturar e modelar a estrutura de dependéncia rica e complexa do DNA. Nestas circuns-
tancias, os métodos descritos neste trabalho podem ser usados para estimar a ordem de
dependéncia das bases.

Como a metodologia proposta por Friedman e Koller (2003) para estimagao da
estrutura de dependéncia entre um conjunto de varidveis aleatdrias apresentou desem-
penho insatisfatério nas situagoes consideradas e os pesquisadores bidlogos acreditam que
os modelos com primeira, HMM(1, 1), ou segunda, HMM(1, 2), ordens de dependéncia sao
suficientes para modelar seqiiéncias de DNA, o modelo mais adequado aos dados, entre
os estudados, pode ser identificado através de métodos de selecao de modelos, tais como:
DIC e fator de Bayes, descritos no Capitulo 4.

[ustramos o uso dos métodos de sele¢ao e dos métodos de estimagao do HMM(1, 1)
e HMM(1, 2) apresentados nas segoes anteriores através da andlise do intron 7 do gene
«a — fetoprotein dos chimpanzés (Boys et al., 2000 e 2002) e do genoma do parasita
Bacteriophage lambda (Braun e Miiller, 1998; Churchill, 1989; da-Silva, 2003 e Boys e
Henderson, 2004).

6.2 Informacoes a priori sobre as probabilidades de
transicao entre as bases em cada segmento

Geralmente, temos pouco conhecimento sobre as probabilidades de transicao entre as
bases em cada segmento e um dos nossos principais objetivos (identificar e localizar os
possiveis segmentos homogéneos) se relaciona diretamente com os estados ocultos e nao
com os observaveis. Desta maneira, devemos usar distribuicoes a priori, no caso Dirichlet,
pouco informativas para P e, entao, escolhemos oM = (1,1,1,1) e ag? =(1,1,1,1), para

1=1,..,4,h=1,...,4ek=1,2,...,N. Nestes casos, as componentes pz(f)e pgg., definidas
em (3.9) e (3.21), para j = 1,...,4, seguem distribuicao a priori Beta(1l,3), média 0.25
e desvio padrao, aproximadamente, 0.19. A correlacao entre os elementos da linha é

préxima a —0.47.
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6.3 Informacoes a priori sobre as probabilidades de
transicao entre os segmentos homogéneos

A especificagao da distribuicao a priori da matriz A de transi¢ao entre os estados ocultos
é mais elaborada. Contudo, considerando o comprimento dos segmentos, temos mais
conhecimento sobre o comportamento destas transigoes.

Em geral, nao é realistico tentarmos descobrir pequenos segmentos dentro da
seqiiéncia de DNA, exceto quando procuramos por segmentos de uma dada matriz de
transicao de bases ou quando hd muitos fragmentos pequenos de um tipo de segmento par-
ticular. Assim, assumimos que transigoes entre tipos de segmentos sao raras e F(agx), para
air definido em (3.8) e (3.20) e k = 1,2, ..., N, sdo préximas a 1. Assumimos também que
os elementos ay; (k # 1) fora da diagonal principal sdo permutaveis dentro da linha e que
os parametros da distribui¢ao a priori Dirichlet tém a forma 8, = {d,d, ...,d, c,d, d, ..., d},
onde c é o k-ésimo elemento de 3, para k = 1,2, ..., N, e o nimero de elementos em 3,
é N.

Portanto, os elementos da diagonal ay, tém distribuigao a priori Beta(c, (N—1)d),

[

com média a prior: igual v a © desvio padrao

(N—1)cd
(cr(N—1)d+1)

c+(N-1)d"

6.4 Intron 7 do gene o — fetoprotein dos chimpanzés

O intron 7 do gene o — fetoprotein dos chimpanzés, analisado por Boys et al. (2000)
atraves do HMM(1, 1), é uma seqiiéncia com 7' = 1968 pares de bases e este gene é
um importante fator do desenvolvimento embriondrio nos mamiferos e também parece
interferir no desenvolvimento de tumores.

Para comparagdo com os resultados em Boys et al. (2000, 2002), assumimos
N = 3 estados ocultos.

Na seqiiéncia observada, aplicamos as metodologias de estimagao do HMM(1, 1)
e HMM(1,2). O conhecimento a priori sobre as probabilidades de transi¢ao entre os

estados observaveis, em cada estado oculto, considerado foi nao informativo e, por isso,
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escolhemos os hiperpardametros das distribuigoes Dirichlet envolvidas nos modelos como
o = (1,1,1,) el = (1,1,1,1), parai = 1,4, h = 1,..,4ek = 1,2 ¢ 3.
Para a matriz de transicao entre os estados ocultos assumimos distribuig¢oes Dirichlet
informativas, com hiperparametros 3;; = 97.02 para k = [ e ;; = 0.49 caso contrario.

Assim, E(ag) = 0.99 e Var(ag) = 0.0001.

6.4.1 Resultados

Para cada uma das duas metodologias foram simuladas 11000 iteragoes com as primeiras
1000 sendo descartadas como burn-in. Nossos resultados sao baseados em uma amostra
de tamanho 2000, composta pelos valores gerados a cada 5 iteragoes. O diagnéstico de
convergéncia Gelman-Rubin (Gelman e Rubin, 1992) foi utilizado para verificagdo de
convergéncia do algoritmo. Para isto, duas cadeias com diferentes seqiiéncias de estados

ocultos iniciais foram simuladas. As seqiiéncias iniciais foram

so= {1,..,1, 2,..,2, 3,...3
—_—— —— Y~ ¢
656 656 656

S — {1,,1}
————

1968

As Tabelas 6.1 e 6.2 contém, respectivamente, as estimativas do diagnéstico de
Gelman-Rubin para as probabilidades de transigao envolvidas no HMM(1, 1) e HMM(1, 2).
Devido ao grande nimero de probabilidades de transi¢ao entre os estados observaveis (48
no HMM(1,1) e 192 no HMM(1, 2)), selecionamos, aleatoriamente, algumas estimativas
do diagndstico para exibir nas tabelas. Estas mostram que nao hé evidéncia de falta de

convergéncia, pois as estimativas do diagnéstico Gelman-Rubin sao menores que 1.1.

Tabela 6.1. Estimativas do diagnéstico Gelman-Rubin (GR) do HMM(1, 1)

GR GR GR
ai; | 0.998 Y| 101 Y| 1.03
a3 | 1.00 p2 | 1.02 Y] 1.02
as | 1.02 S | 1.00 Py | 1.01
as; | 1.03 »2 1 0.99 ) 0.995
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Tabela 6.2. Estimativas do diagnéstico Gelman-Rubin (GR) do HMM(1, 2)

GR GR GR GR GR
an | 105| PP | vor | p | o3| p | oo | p% | 0.996

1.02 21 0.993 @ 1 1.00 | 1.00 2 | 1.04
a12 . P121 . P43 . Pas1 . D312 .

1.07 2 1.07 @) 1 1.00 10997 M1 1.02
a2 . P19 . Pi4a . DPogs . P31a .
ap | 100 p@ | roa | p@ | roo | p@ 0995  p@ | 102
P 103] P | 107 2 10992 P2 0992 PP | 1.02
P2 | 1.02 P2 | 101 3 10.994 Y| 101 3, 1 0.993

Através da Tabela 6.3, que contém as estimativas do fator de Bayes (By;) e do
DIC para os dois modelos, observamos que ambos os métodos selecionaram o HMM(1, 1)
como o modelo mais adequado ao conjunto de dados, pois By, > 1, 2log(Bp;) > 150 e o
DIC do HMM(1, 1), apesar de ser muito préximo, é menor que o DIC do HMM(1, 2).
Este resultado concorda com a anélise feita por Boys e Henderson (2002), que estimam a

ordem de dependéncia no processo observado através de outra metodologia.

Tabela 6.3. Estimativas dos métodos de selecao de modelos

Fator de Bayes (Bo) 5.92 x 1012
21og(Bo1) 196.97
DIC do HMM(1,1) 5196.96
DIC do HMM(1, 2) 5206.41

Sumérios a posteriori para as probabilidades de transigao envolvidas no HMM(1, 1)
sao apresentados na Tabela 6.4, através da qual observamos que a matriz de transigao mé-
dia P® contém as probabilidades estimadas mais diferentes, com baixas probabilidades
de observagao das bases "A"e "G"e probabilidades de emissao de "C"e "T"mais elevadas.

Um gréfico ttil para representar o processo dos estados ocultos pode ser construido
com as realizagoes de S produzidas durante o processo de estimagao. A probabilidade
de ocorréncia de cada estado oculto (tipo de segmento) em cada posigao da seqiiéncia,
Pr(S; = k|y), pode ser estimada pela proporgao de iteragbes nas quais cada tipo de

segmento ocorre em cada posicao, ou seja,

2000

Pr(S, = kly) = 555 > 1 (51" = k),
i=1
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parat = 1,2,....7T, k = 1,2,..., N e onde 2000 é o nimero de amostras consideradas

na estimacao dos parametros e I(A) é a funcao indicadora que assume o valor 1 se A é

verdade e 0 caso contrario.

Tabela 6.4. Sumarios a posteriori para as matrizes de transigdo do HMM(1, 1)

Média

Desvio Padrao

0.997 0.001 0.002

0.002 0.001 0.002

A 0.008 0.989 0.003 0.007 0.008 0.004
0.011 0.004 0.985 0.009 0.005 0.009
A C G T A C G T
A 0.35 0.16 0.23 0.26 A 0.02 0.02 0.02 0.02
p) C 0.34 0.21 0.04 041 C 0.03 0.02 0.01 0.03
G 0.32 0.20 0.21 0.26 G 0.03 0.02 0.03 0.03
T 0.23 0.17 0.20 0.39 T 0.02 0.02 0.02 0.02
A C G T A C G T
A 021 031 0.15 0.32 A 0.17 0.18 0.13 0.18
P C 0.04 0.45 0.01 0.50 C 0.03 0.06 0.02 0.06
G 0.13 0.26 0.24 0.37 G 0.12 0.15 0.14 0.17
T 0.03 0.39 0.05 0.53 T 0.02 0.06 0.03 0.06
A C G T A C G T
A 0.35 0.11 0.49 0.05 A 0.12 0.05 0.13 0.03
PO C 0.34 0.23 0.13 0.30 C 0.11 0.09 0.07 0.10
G 0.33 0.19 0.35 0.12 G 0.06 0.06 0.07 0.05
T 0.18 0.12 0.61 0.09 T 0.11 0.08 0.12 0.07

A Figura 6.1 mostra a estimativa da probabilidade de cada estado oculto no

decorrer da seqiiéncia. Através dela, observamos que a primeira metade da seqiiéncia

¢é constituida, basicamente, por um unico segmento, que se repete na regiao central da

segunda metade da seqiiéncia.
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Figura 6.1: (a)-(c) Gréficos da probabilidade estimada a posteriori dos

tipos de segmento

6.5 Genoma do Bacteriophage lambda

O Bacteriophage lambda € um parasita da bactéria intestinal Escherichia coli. O genoma
deste virus é constituido por T' = 48502 pares de bases nitrogenadas no comprimento e sua
seqiiéncia gendmica completa pode ser obtida na pégina http://www.ncbi.nlm.nih.gov/
do Centro Nacional de Informagao Biotecnolégica (NCBI).

Usando andlise quimica, Skalka et al. (1968) concluiram que este genoma é com-
posto por seis segmentos com diferentes proporgoes de C' 4+ G. Churchill (1989), por sua
vez, comparou modelos com observacoes independentes e e com dependéncia de primeira
ordem e determinou, através do critério de informacao bayesiano (BIC'), que o modelo
com dependéncia de primeira ordem e N = 3 estados ocultos fornece melhor descri¢ao
dos dados. da-Silva (2003) apresenta os mesmos resultados de Churchill (1989).

Boys e Henderson (2004) propoem uma andlise bayesiana da seqiiéncia de DNA,
assumindo um HMM no qual o processo observado envolve uma cadeia de Markov com
nimero de estados ocultos e ordem de dependéncia, a principio, desconhecidos e identifi-

cam o HMM(1,2) com N = 6 estados ocultos como o modelo mais adequado & seqiiéncia
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gendmica do Bacteriophage lambda.

Baseados nos estudos anteriores, estimamos e comparamos, para esta seqiiéncia,
seis HMMs diferentes: HMM(1,1) com N = 2 (M;); HMM(1,1) com N = 3 (My);
HMM(1,1) com N =4 (M3); HMM(1,2) com N =2 (M,); HMM(1,2) com N = 3 (M5)
e HMM(1,2) com N =4 (Mg).

O conhecimento a priori sobre as probabilidades de transigao entre os estados ob-
servaveis, em cada estado oculto, considerado foi nao informativo e, por isso, escolhemos os
hiperparametros das distribui¢oes Dirichlet envolvidas nos modelos como al(»k) =(1,1,1,1)
e ag? =(1,1,1,1), parai =1, ....4, h =1, ...,4 e k variando de acordo com o nimero de
estados ocultos em cada modelo considerado. Para a matriz de transicao entre os estados

ocultos assumimos distribui¢oes Dirichlet informativas, com hiperparametros calculados

para manter E(ag) = 0.99 e Var(ax) = 0.0001 em todos os modelos.

6.5.1 Resultados

Para cada um dos modelos foram simuladas 11000 iteragoes com as primeiras 1000 sendo
descartadas como burn-in. Nossos resultados sao baseados em uma amostra de tamanho
2000, composta pelos valores gerados a cada 5 iteragoes. A convergéncia do algoritmo
MCMC foi monitorada através do uso de grificos e diagnésticos de Gelman-Rubin.

A Tabela 6.5 contém as estimativas do DIC' de cada modelo ajustado e a Tabela
6.6 apresenta as estimativas do fator de Bayes para cada par de modelos, onde B;; re-
presenta o fator de Bayes de comparacao entre os modelos M; e M;, parai=1,2,...,5 e

j=i+1,i+2,..6.

Tabela 6.5. Estimativas do DIC

Modelo DIC
M, 132568.9
My 132699.7
M; 132942 .4
My 130936.6
Ms 131145.8
Mg 131017.4
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Tabela 6.6. Estimativas do fator de Bayes

B;; 2log(B;;)
By | 2.2x 10" 52.2
By | 4.95 % 10% 274.9
Bi4 | 1.35% 107! —1155.3
Bis | 3.72 % 10724 —1111.8
Big | 5.79 % 10~ % —843.8
B | 2.2%10% 222.6
By | 6.04 % 107263 —1207.6
Bos | 1.66 % 107253 —1164.1
Bog | 2.59 % 10719 —448.1
Bay | 2.7% 10731 —1430.2
Bss | 7.52 % 10302 —1386.7
Bsg | 1.17 % 107243 —1118.7
By | 3.67%10° 44.1
Bug | 4.28 % 1057 311.5
Bsg | 1.16 % 107 267.4

Através da Tabela 6.5, observamos que, pelo método de selecao DIC, o modelo
M,, HMM(1,2) com N = 2 segmentos homogéneos, foi selecionado como o modelo mais
adequado ao genoma do parasita Bacteriophage lambda, pois a estimativa do DIC' do M,
¢ menor do que a estimativa do DIC' dos demais modelos. Na Tabela 6.6, notamos o
mesmo resultado observado na tabela anterior, ou seja, o modelo My, entre os modelos
testados, também é apontado pelo fator de Bayes como o modelo mais adequado aos dados,
pois as estimativas de todos os fatores de Bayes que comparam modelos de primeira com
modelos de segunda ordem (B, Bis, Bis, Bos, Bas, Bag, Bss, Bss € Bsg) evidenciam a
favor do modelo de segunda ordem e, entre estes tiltimos, o modelo com N = 2 segmentos
homogéneos é o mais adequado.

A Tabela 6.7 contém sumérios a posteriori para as probabilidades de transi¢ao
envolvidas no My, através da qual notamos que a principal diferenca entre as estimati-
vas médias para P e P® sao os valores das probabilidades de transicao para a base

nitrogenada "T", que sao maiores no segundo segmento homogéneo. Vale destacar, tam-
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bém, as probabilidades estimadas de observacao da base "G"quando a base observada no
pentiltimo instante é a base "C"e o estado oculto é o primeiro segmento, cujos valores sao

altos comparados com as demais probabilidades estimadas.

Tabela 6.7. Sumdrios a posteriori para as matrizes de transi¢ao do My

Média Desvio Padrao
4 0.9997 0.0003 0.0001 0.0001
0.0004 0.9996 0.0002 0.0002
A C G T A C G T
A 0.35 0.24 0.23 0.17 A [ 0.010 0.010 0.009 0.009
P,Exl) C 0.24 0.27 0.33 0.16 C | 0.010 0.011 0.011 0.009
G 0.25 0.31 0.26 0.18 G | 0.010 0.011 0.010 0.009
T 0.16 0.25 0.38 0.22 T \ 0.009 0.011 0.012 0.010
A C G T A C G T
A 0.17 0.20 0.43 0.20 A [ 0.009 0.009 0.012 0.009
Pél) C 0.24 0.15 044 0.16 C | 0.011 0.009 0.013 0.009
G 0.18 0.26 0.35 0.22 G | 0.008 0.009 0.010 0.008
T 0.08 0.16 0.59 0.17 7 \ 0.008 0.010 0.014 0.010
A C G T A C G T
A 0.32 0.23 0.19 0.26 A [ 0.010 0.009 0.008 0.009
Pg) C 0.28 0.23 0.28 0.21 C | 0.009 0.008 0.009 0.008
G 0.27 0.31 0.21 0.22 G | 0.009 0.009 0.008 0.008
T 0.18 0.22 0.39 0.22 T\ 0.009 0.010 0.012 0.010
A C G T A C G T
A 0.28 0.31 0.04 0.37 A [ 0.015 0.015 0.007 0.016
P;l) C 032 0.25 0.24 0.18 C | 0.013 0.012 0.010 0.011
G 0.30 0.28 0.28 0.15 G | 0.010 0.009 0.009 0.007
T 0.20 0.28 0.24 0.28 7 \ 0.011 0.013 0.012 0.013
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Continuacao da Tabela 6.7

Média Desvio Padrao

A C G T A C G T

A 0.33 0.20 0.17 0.30 A [ 0.012 0.010 0.009 0.012
Pf) C 0.30 0.25 0.19 0.26 C | 0.016 0.015 0.014 0.015
G 0.25 0.25 0.21 0.29 G | 0.014 0.015 0.013 0.015

T 0.24 0.21 0.23 0.32 7 \ 0.011 0.010 0.010 0.012

A C G T A C G T

A 0.29 0.15 0.23 0.33 A [ 0.013 0.011 0.013 0.014
Pg) C 0.32 0.20 0.18 0.30 C | 0.017 0.013 0.013 0.016
G 0.27 0.26 0.20 0.28 G | 0.016 0.016 0.015 0.016

T 0.15 0.22 0.32 0.31 T \ 0.010 0.012 0.014 0.013

A C G T A C G T

A 0.32 0.15 0.20 0.33 A [ 0.015 0.011 0.012 0.015
PC(;Q) C 0.30 0.21 0.20 0.30 C | 0.014 0.013 0.013 0.015
G 0.27 0.27 0.17 0.29 G | 0.016 0.016 0.014 0.017

T 0.22 0.20 0.22 0.36 T \ 0.012 0.012 0.013 0.015

A C G T A C G T

A 0.35 0.16 0.14 0.35 A [ 0.014 0.010 0.010 0.014
P}Q) C 0.32 0.19 0.19 0.30 ¢ | 0.013 0.010 0.011 0.013
G 0.27 0.27 0.20 0.26 G | 0.012 0.012 0.011 0.012

T 0.20 0.24 0.21 0.36 T\ 0.009 0.010 0.009 0.011

A Figura 6.2 mostra a probabilidade estimada de ocorréncia dos segmentos ho-

mogéneos em cada posicao da seqiiéncia. Através dela, observamos que a primeira metade

da seqiiéncia, exceto no inicio, é constituida por um tnico segmento. A segunda metade

do genoma, por sua vez, ¢ constituida por subseqiiéncias menores que se alternam entre

o primeiro e o segundo segmento.
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Figura 6.2: (a)-(b) Graficos da probabilidade estimada a posteriori dos

tipos de segmento



Capitulo 7

Consideracoes Finais

Neste trabalho, apresentamos os modelos Markovianos ocultos, utilizados com éxito em
muitas dreas de pesquisa, principalmente em Genética e Biologia Molecular, como um caso
particular das redes probabilisticas ou redes bayesianas. Estas, representadas através de
um grafo, possibilitam um melhor entendimento das relagoes de dependéncia presentes em
um conjunto de varidveis e a especificacao de algoritmos, computacionalmente eficientes,
para inferéncias e estimagoes.

Um destes algoritmos é proposto por Friedman e Koller (2003) para a estimagao
bayesiana da estrutura de dependéncia em um conjunto de varidveis a partir de dados
completos, ou seja, sem existéncia de dados perdidos ou varidveis ocultas. Aplicamos esta
metodologia em alguns conjuntos de dados simulados tomando redes de varidveis bindrias
e verificamos que, em alguns casos, a estimacao da estrutura de dependéncia nao é precisa
e o desempenho da metodologia é insatisfatério.

A estrutura de dependéncia entre as varidveis, cuja estimacgao € mais dificil do que
a estimacao dos pardmetros envolvidos no modelo, ¢ um dos elementos que caracterizam
diferentes HMMSs. Neste estudo, apresentamos quatro HMMs distintos, que se diferenciam
através da ordem de dependéncia no processo aleatério oculto ou no processo observavel,
e discutimos métodos de estimacao para cada modelo considerado.

Os dois HMMs mais simples dentre os estudados e, portanto, mais utilizados na
préatica sao: o HMM com dependéncia de Markov de primeira ordem somente no processo

oculto (Dugad e Desai, 1996), representado como HMM(1, 0) por simplicidade de notagéao,
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e 0 HMM com dependéncia de primeira ordem em ambos os processos aleatérios (Boys et
al., 2000), notado por HMM(1, 1). Os parametros envolvidos no primeiro modelo, assim
como a seqiiéncia de estados ocultos mais provivel dadas as observagoes, sao estimados
através do algoritmo EM.

Os outros dois modelos propostos neste trabalho consideram dependéncia de se-
gunda ordem no processo observavel e de primeira ordem no oculto, representado por
HMM(1, 2), e dependéncia de primeira ordem na cadeia observével e de segunda ordem na
oculta, notado por HMM(2, 1). Para ambos os modelos s@o propostos métodos bayesianos
de estimagao.

No entanto, em situagoes praticas, as ordens de dependéncia nos processos aleatorios
oculto e observado, que especificam o modelo a ser ajustado, geralmente sao desconheci-
das e o melhor modelo, entre os mais provaveis, precisa ser selecionado e escolhido. Para a
identificagao do modelo mais adequado ao conjunto de dados, propomos o uso de métodos
de sele¢ao de modelos. Tanto o fator de Bayes quanto o DIC, discutidos neste estudo
para comparar o HMM(1,1) e o HMM(1, 2), segundo as simulagoes realizadas, parecem
ser métodos eficazes para a selecao de modelos HMM. Na aplicacao desenvolvida, com-
paramos apenas os HMM(1, 1) e HMM(1, 2) pois, pesquisadores biol6gos acreditam que as
ordens de dependéncia envolvidas nestes modelos sao suficientes para modelar a estrutura
presente em fragmentos das seqiiéncias de DNA.

Aplicamos a metodologia de estimagao dos modelos HMM(1, 1) e HMM(1, 2) em
duas seqiiéncias de DNA reais e verificamos, através dos métodos de selecao de modelos,
o HMM mais adequado a cada conjunto de dados. A primeira seqiiéncia analisada foi o
intron 7 do gene o — fetoprotein dos chimpanzés, para o qual o modelo HMM(1, 1) com
N = 3 segmentos homogéneos foi apontado, tanto pelo DIC' quanto pelo fator de Bayes,
como mais adequado do que o HMM(1, 2) com o mesmo nimero de segmentos homogéneos.
Para o genoma do virus Bacteriophage lambda, segunda seqiiéncia analisada, o modelo com
dependéncia de Markov de segunda ordem no processo aleatério observado com N = 2
segmentos homogéneos, HMM(1, 2), foi apontado, entre os seis HMMs comparados, como
o mais adequado por ambos os métodos de selecao. Para as duas seqiiéncias, apresentamos
as estimativas das probabilidades de transicao e das probabilidades de ocorréncia dos

estados ocultos em cada posicao da seqiiéncia envolvidas nos modelos selecionados.
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Uma alternativa para a identificacao das ordens de dependéncia presente em um
conjunto de varidveis é o uso de metodologias, disponiveis na drea de redes bayesianas,
para estimacao da estrutura de dependéncia como, por exemplo, a metodologia proposta
por Friedman e Koller (2003). Assim sendo, pretendemos, em trabalhos futuros, utilizar
e estender esta abordagem para a estimacao dos modelos HMM, que possuem varidveis

ocultas e cujos dados nao sao completos.
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