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Resumo

O aprendizado indutivo €, tradicionalmente, dividido em supervisionado € nao
supervisionado. No aprendizado supervisionado € fornecido ao método de aprendi-
zado um conjunto de dados rotulados (dados que tem a classe conhecida). Estes
dados sao adequados para problemas de classificacao e regressdao. No aprendi-
zado nao supervisionado sado analisados dados nao rotulados, com o objetivo de
identificar estruturas embutidas no conjunto.

Tipicamente, métodos de agrupamento nao se utilizam de conhecimento prévio,
como roétulos de classes, para desempenhar sua tarefa. A caracteristica de con-
juntos de dados atuais, grande volume e estruturas de atributos mistas, contribui
para a busca de melhores solucdes para tarefas de aprendizado de maquina.

E neste contexto em que se encaixa esta proposta de pesquisa. Trata-se da
aplicacao de métodos de agrupamento fuzzy semi-supervisionados na geracao de
bases de regras fuzzy. Os métodos de agrupamento semi-supervisionados realizam
sua tarefa incorporando algum conhecimento prévio a respeito do conjunto de da-
dos. O resultado do agrupamento €, entao, utilizado para rotulacao do restante do
conjunto. Em seguida, entram em acao algoritmos de aprendizado supervisionado
que tem como objetivo gerar regras fuzzy.

Este documento contém conceitos tedricos para compreensao da proposta de
trabalho e uma discussao a respeito do contexto onde se encaixa a proposta. Al-
guns experimentos foram realizados a fim de mostrar que esta pode ser uma solu-
cao interessante para tarefas de aprendizado de maquina que encontram dificul-
dades devido a falta de informacao disponivel sobre dados.

Palavras-chave: Aprendizado Semi-Supervisionado, Agrupamento Fuzzy de Da-
dos, Geracao de Regras Fuzzy



Abstract

Inductive learning is, traditionally, categorized as supervised and unsupervised.
In supervised learning, the learning method is given a labeled data set (classes
of data are known). Those data sets are adequate for problems of classification
and regression. In unsupervised learning, unlabeled data are analyzed in order to
identify structures embedded in data sets.

Typically, clustering methods do not make use of previous knowledge, such as
classes labels, to execute their job. The characteristics of recently acquired data
sets, great volume and mixed attribute structures, contribute to research on better
solutions for machine learning jobs.

The proposed research fits into this context. It is about semi-supervised fuzzy
clustering applied to the generation of sets of fuzzy rules. Semi-supervised cluste-
ring does its job by embodying some previous knowledge about the data set. The
clustering results are, then, useful for labeling the remaining unlabeled data in the
set. Following that, come to action the supervised learning algorithms aimed at
generating fuzzy rules.

This document contains theoretic concepts, that will help in understanding the
research proposal, and a discussion about the context wherein is the proposal.
Some experiments were set up to show that this may be an interesting solution for
machine learning jobs that have encountered difficulties due to lack of available
information about data.

Keywords: Semi-Supervised Learning, Fuzzy Data Clustering, Fuzzy Rules Ge-
neration
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CAPITULO

1

Intfroducdao

Nos ultimos anos, questdes relacionadas ao aprendizado de maquina e aquisi-
cao do conhecimento tém sido focalizadas com frequéncia nas pesquisas relaciona-
das a Sistemas Fuzzy. Os Sistemas Fuzzy sao sistemas fundamentados na teoria
de conjuntos fuzzy e caracterizam-se principalmente por utilizar variaveis linguis-
ticas para representacao de pelo menos uma parte do conhecimento. A utilidade
desses sistemas € reconhecida nos trabalhos reportados na literatura e, ainda nos
dias de hoje, motiva investigacoes sobre metodologias para construcao e otimizacao
automatica dos mesmos, a partir de conjuntos de dados.

A area de aprendizado de maquina, que tem como objetivo o estudo de métodos
para extrair conhecimento de dados, distingue entre aprendizado supervisionado,
que utilizada dados com classes conhecidas, ditos rotulados e nao supervisionado,
que utilizada dados sem classe conhecida, ou nao rotulados. Repetidamente nos
deparamos com a argumentacdo, nos trabalhos cientificos, sobre a necessidade
de investimentos de pesquisa para o tratamento do grande volume de dados dis-
poniveis nas mais diversas areas do conhecimento, devido a grande facilidade de
aquisicdo, acompanhada pelo alto custo de interpretacao e rotulacao manual des-
ses dados. Essa situacdo nos remete ao estudo de mecanismos de aprendizado
que considerem tanto dados rotulados quanto dados nao rotulados, que tem sido
chamado de aprendizado semissupervisionado.

Especificamente na construcio de sistemas baseados em regras fuzzy, o tipo
particular de sistemas fuzzy de interesse para este trabalho, tém sido aplicadas téc-
nicas tanto de aprendizado supervisionado quando de aprendizado nao-supervisionado.
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Entre as técnicas de aprendizado supervisionado, destacam-se as abordagens
que envolvem métodos hibridos que combinam a teoria de conjuntos fuzzy com
outras metologias, especialmente algoritmos evolutivos e redes neurais. NA com-
binacdo com redes neurais, surgem os sistemas neuro-fuzzy, que codificam um
sistema baseado em regras fuzzy em uma rede neural e aplicam mecanismos de
aprendizado para treinar a rede e assim definir parametros do sistema fuzzy. Na
combinacdo com algoritmos evolutivos, uma grande variedade de abordagens pode
ser encontrada, desde a otimizacdo de parametros dos conjuntos fuzzy, passando
pela construcao ou selecao das regras fuzzy, até a geracdo do sistema fuzzy com-
pleto.

Ainda nesta categoria de aprendizado supervisionado encontram-se também as
variacdes de arvore de decisdo, que sdao formas estendidas da arvore de decisdo
tradicional para geracdo de regras fuzzy. Entre as técnicas de aprendizado nao
supervisionado, encontramos a analise de grupos como um mecanismo explorado
para gerar regras e conjuntos fuzzy, a partir de dados nao rotulados. A abordagem
mais frequente € aplicar um algoritmo de agrupamento e transformar o resultado
em uma base de regras fuzzy, em que cada grupo é uma regra. Os conjuntos
fuzzy em cada dimensao sao obtidos por meio de projecoes dos grupos. Muitas
vezes essas sdo projecoes sdo aproximadas para conjuntos da forma triangular ou
trapezoidal.

O estagio atual das pesquisas evidencia que a combinacdo de metodologias traz
beneficios para o processo de aprendizado como um todo, por permitir o balan-
ceamento de vantagens entre métodos complementares. Este trabalho investiga a
combinacao de algoritmos de agrupamento semissupervisionado na construcéo de
regras fuzzy.

1.1 Motivacoes e Objetivos

O principal objetivo deste trabalho € investigar a combinacdo de agrupamento
semissupervisionado com sistemas baseados em regras fuzzy.

A organizaciao de dados em grupos é uma das formas mais fundamentais para
analisar caracteristicas intrinsecas dos dados. O objetivo do processo de agru-
pamento é encontrar uma estrutura dentro de conjuntos de dados. A analise de
grupos € o estudo de algoritmos e métodos de agrupamento de objetos de acordo
com a similaridade entre eles.

Em variados dominios podemos identificar a importancia da divisdo de dados
em classes que tenham algum significado. Tarefas de agrupamento de dados ocor-
rem em diversificados tipos de aplicacao, como processamento de imagens, classi-
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ficacao e organizacao de textos, gerenciamento de recursos, estudo de genooma. A
aplicacao de agrupamento fuzzy visa encontrar estruturas dentro de conjuntos de
dados que sejam mais maleaveis quanto ao particionamento dos dados, resultado
que pode ser aproveitado para o desenvolvimento de outros sistemas . E frequente
a associacao de algoritmos de agrupamento a outros processos, como a geracao de
modelos de inferéncia ou outras categorias de classificadores.

Tipicamente, métodos de agrupamento nao se utilizam de conhecimento pré-
vio, como roétulos de classes, para desempenhar sua tarefa. A caracteristica de
conjuntos de dados atuais, grande volume e estruturas mistas com atributos de
tipos variados (como texto, streamings de video e audio), contribui para a busca de
melhores solugoes para tarefas de aprendizado de maquina.

Pesquisas que envolvem agrupamento semissupervisionado tem o objetivo de
gerar estruturas mais fiéis a realidade dos conjuntos de dados. Estruturas sobre
as quais, ou conjuntamente, possam ser aplicados outros métodos de aprendizado.

Enquanto a geracdo de regras fuzzy €, na maioria das vezes, feita por meca-
nismos que requerem dados rotulados, a crescente disponibilidade de dados nao
rotulados evidencia a necessidade de pesquisar métodos adequados a situacodes
como essas, nas quais nao se dispoe de informacao prévia relativa as classes. Os
métodos de agrupamento, por outro lado, adequados a analise de dados nao ro-
tulados, apresentam dificuldades relativas a validacao e interpretacdo dos grupos
resultantes do processo, o que consequentemente dificulta sua utilizacdo. O mé-
todo de geracao de regras proposto visa estudar alternativas de superacao de tais
dificuldades.

O objetivo deste trabalho € estudar e analisar o uso de agrupamento semis-
supervisionado na geracao de regras fuzzy. A abordagem utilizada diferencia da
mais usual, e consiste de duas etapas: a primeira, € uma etapa de agrupamento
semissupervisionado dos dados e rotulacdo dos mesmos € a segunda etapa € a ge-
racao das regras propriamente dita, usando os dados rotulados na etapa anterior,
aplicando métodos proprios para classificacado, que requerem que todos os dados
estejam rotulados.

A motivacao para o estudo de métodos de agrupamento na geracao de regras
fuzzy decorre também da tentativa de ampliar o foco de trabalho de pesquisa do
grupo, incluindo outra metodologia para o estudo de sistemas hibridos na mode-
lagem fuzzy, além daquelas que tém sido investigadas. O trabalho do grupo de
pesquisa focaliza principalmente a geracdo automatica de bases de conhecimento
por meio de metodologias como algoritmos genéticos e agrupamento. Os resul-
tados obtidos até o momento incluem algumas propostas de métodos de geracao
e otimizacado de bases de conhecimento fuzzy por meio de algoritmos genéticos,
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que tratam questdes como a geracao de regras fuzzy pela abordagem de Pittsburgh
(Castro; Camargo, 2005), otimizacdo da base de dados (Pires; Camargo, 2004),
geracao genética com pré-selecao de regras candidatas (Cintra; Camargo, 2007;
Cintra et al., 2008), geracao de classificadores intervalares tipo-2 (Pimenta; Ca-
margo, 2010b,a), entre outras. Mais recentemente foi também explorado o uso
de agrupamento fuzzy condicional com a finalidade de gerar regras que contém
tanto variaveis como grupos no antecedente (Nogueira; Camargo, 2010) além das
arvores de decisado fuzzy (Cintra; Camargo, 2010; Cintra et al., 2010). O trabalho
descrito aqui visa ampliar os resultados obtidos com a exploracido dos métodos de
agrupamento semissupervisionados na geracao de regras.

1.2 Organizacdo do Trabalho

Esta pesquisa foi organizada com base nos principais assuntos focalizados: Sis-
temas Baseados em Regras Fuzzy, Agrupamento de Dados Semissupervisionado e
sua aplicacdo no contexto de Geracdo de Regras. O embasamento teérico dos as-
suntos mencionados possibilitou o desenvolvimento da proposta e sua validacao
por meio de experimentos.

Neste documento sdo descritos os resultados deste trabalho de pesquisa e esta
organizado como segue:

Capitulo 2 - Sistemas Baseados em Regras Fuzzy. Neste capitulo sdo descritos
conceitos basicos da teoria de conjuntos e légica fuzzy, destacando sua aplicacao
a sistemas de classificacao fuzzy.

Capitulo 3 - Agrupamento de Dados Semissupervisionado. Neste capitulo sao
abordados conceitos basicos de agrupamento de dados nao supervisionado e se-
missupervisionado dentro do contexto de aprendizado de maquina e, posterior-
mente descritos algoritmos relevantes para o trabalho.

Capitulo 4 - Agrupamento de Dados Semissupervisionado na Geracao de Regras
Fuzzy. Este € o capitulo onde é apresentada a contextualizacdo e descricdo do
projeto de pesquisa, citando uma série de abordagens que podem ser empregadas
a tarefas de agrupamento de dados, geracdo de regras fuzzy e, ainda, extensodes
desenvolvidas para o tratamento de aprendizado semissupervisionado.

Capitulo 5 - Experimentos e Resultados. Este capitulo apresenta detalhes dos
experimentos realizados para validacdo da proposta de trabalho, seus resultados e
analises feitas a respeito deles.

Capitulo 6 - Conclusao. Este capitulo € a finalizacdo do trabalho e inclui suges-
toes para melhorar e refinar a pesquisa iniciada no tema deste trabalho.
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Sistemas Baseados em Regras Fuzzy

O trabalho de Zadeh (1965), apresentou pela primeira vez a teoria de conjuntos
fuzzy e a logica fuzzy. Os sistemas baseados nestas teorias sio chamados Sistemas
Fuzzy. Estes sistemas utilizam um mecanismo de raciocinio baseado no raciocinio
aproximado, permitindo a expressdo da ambiguidade e subjetividade presentes no
raciocinio humano (Pedrycz; Gomide, 1998).

Neste capitulo sdo descritos alguns conceitos sobre conjuntos fuzzy, funcgées
de pertinéncia, operacdes sobre conjuntos fuzzy e relacdes fuzzy, além de uma
introducao a inferéncia utilizando regras fuzzy.

As definicoes da teoria de conjuntos fuzzy apresentadas neste capitulo foram
extraidas de Klir; Yuan (1995) e Nicoletti; Camargo (2004).

2.1 Conjuntos Fuzzy

Na teoria classica dos conjuntos, a pertinéncia de um elemento a um conjunto €
representada por uma fung¢io caracteristica que associa o valor 1 (pertence) e 0 (nao
pertence) aos elementos de um conjunto universo. Para muitas das situac¢ées do
mundo real, a representacao por conjuntos classicos € insuficiente para a descricao
de elementos, pois essa teoria forca a pertinéncia absoluta ou nao absoluta de um
elemento a um conjunto.

A imprecisao associada as situacoes reais pode ser representada de maneira
mais flexivel por meio dos conjuntos fuzzy, que possibilitam a transicdo gradual de
significado. A teoria de conjuntos fuzzy generaliza a teoria classica de conjuntos
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(conjuntos crisp), e permite que um elemento pertenca, com diferentes graus, a
mais de um conjunto.

A generalizacao da funcao caracteristica dos conjuntos classicos associa, a cada
elemento do conjunto universo, um valor, dentro de um intervalo, que reflete o
quanto o elemento pertence ao conjunto sendo definido. Conjuntos fuzzy sao defi-
nidos por esse tipo de funcdo, chamada funcao de pertinéncia. Seja X um conjunto
(crisp) universo e A um conjunto fuzzy, cuja funcio de pertinéncia mapeia X no
intervalo de numeros reais [0, 1], essa func¢éo pode ser notada por:

A: X = [0,1]

onde A(x) representa o grau com que o elemento z € X pertence ao conjunto fuzzy
A.

2.1.1 Funcoées de Pertinéncia

As funcées de pertinéncia mais utilizadas nas aplicacdes praticas geralmente
sdo apresentadas nos formatos triangular, trapezoidal ou gaussiano devido a sua
simplicidade de representacdo e utilizacdo. No entanto, o conjunto fuzzy esta bas-
tante ligado ao contexto do dominio, o que pode fazer com que tenha formas es-
pecificas, diferentes das mencionadas. A seguir sdo definidos os formatos mais
comuns e sua representacao grafica é apresentada na Figura 2.1.

e Triangular: parametros (a,m,b), tal que a <m <b

0 sex <a
- sex € (a,m)

Az) = 1 sex =m
é’__x sex € (m,b)

0 sex>b

e Trapezoidal: parametros (a,m,n,b), talque a <m <n <b

0 sex <a
T sex € (a,m)
A(z) = 1 sex € [m,n]
b7
= sex € (n,b)

0 sex>b
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e Gaussiana: parametros (m, k), tal que k > 0

A(x) _ efk(wfm)2

08 08 08

06 06 06

04

Alx)
Al
Alx)

< 04 S
depende
02 02 02 de k

X X X

(a) (b) (c)

Figura 2.1: Representacao grafica das func¢ées de pertinéncia: (a) Triangular, (b)
Trapezoidal e (c) Gaussiana

2.1.2 Operacgoes Sobre Conjuntos Fuzzy

Na teoria classica de conjuntos sdo definidas as operacdes de complemento,
uniao e interseccao de conjuntos crisp. Essas operacdes deixam de ser unicas
quando estendidas a conjuntos fuzzy, podendo ser implementadas por uma classe
de operacoes. Funcgdes que se qualificam como complemento fuzzy estdo dentro da
classe chamada complementos fuzzy, as que se qualificam como interseccao fuzzy
pertencem a classe chamada t-normas, e aquelas que se qualificam como uniédo
sao encontradas na classe chamada s-normas.

A generalizacdo das operacdes e alguns membros de suas classes sdo apresen-
tadas a seguir:

Complemento Fuzzy

Denota-se cA o complemento generalizado fuzzy de A do tipo ¢, onde ¢ € definida
pela funcéo ¢ : [0,1] — [0, 1]. Logo, cA(x) pode ser interpretado como o grau com que
x pertence a cA e, também, como o grau com que z nao pertence a A. A funcéao ¢
deve satisfazer os seguintes axiomas:

1. Condicées Limites: ¢(0) =1e¢(1) =0

2. Mono-tonicidade: para todo a,b € [0,1], se a < b, entao c(a) > ¢(b)
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3. Continuidade: ¢ é uma funcao continua
4. Involucao: c € involutiva, ou seja ¢(c(a)) = a, para cada a € [0, 1]

Seja X o conjunto universo € x um elemento de X. O complemento padrao do
conjuntos fuzzy A sobre X é definido para todo = € X por:

Alz) =1- A(x) (2.1)

Interseccdo Fuzzy

Sejam A e B conjuntos fuzzy definidos em um universo X. A interseccao fuzzy,
notada por AN B, é definida para todo = € X pela equacao

(AN B)(z) = igex{A(z), B(x)} (2.2)

onde i € uma t-norma, ou seja, i € uma operacdo binaria da forma i : [0,1]2 — [0, 1]
que deve satisfazer os axiomas abaixo, para todo a,b,c € [0, 1]:

1. Condicées Limites: i(a,1) =a

2. Mono-tonicidade: b < ¢ implica i(a,b) < i(a,c)

3. Comutatividade: i(a,b) = i(b,a)

4. Associatividade: i(a,i(b,c)) = i(i(a,b),c)
Operagoes t-norma frequentemente utilizadas:
e Interseccéo padrao: i(a,b) = min(a,b)

e Produto algébrico: i(a,b) = ab

e Diferenca limitada: i(a,b) = max(0,a+ b — 1)

Unido Fuzzy

Sejam A e B conjuntos fuzzy definidos em um universo X. A uniado fuzzy, notada
por AU B, é definida para todo = € X pela equacao

(AU B)(2) = uzex{A(z), B(z)} (2.3)

onde v € uma s-norma (ou t-co-norma), ou seja, v € uma operacao binaria da forma
u: [0,1]2 — [0, 1] que deve satisfazer os axiomas abaixo, para todo a,b,c € [0, 1]:
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1. Condicées Limites: u(a,0) =a

2. Mono-tonicidade: b < ¢ implica u(a,b) < u(a,c)

3. Comutatividade: u(a,b) = u(b,a)

4. Associatividade: u(a,u(b,c)) = u(u(a,b),c)
Operacodes s-norma frequentemente utilizadas:
e Unido padréao: u(a,b) = max(a,b)

e Soma algébrica: a+b— ab

e Soma limitada: u(a,b) = min(1,a +b)

2.1.3 Relacgodes Fuzzy

Assim como operacgoes fuzzy generalizam o conceito de operacdes sobre con-
juntos convencionais, relacdes fuzzy generalizam o conceito de relacdes da teoria
classica e representam o grau da associacao entre elementos de dois ou mais con-
juntos. Estas relacoes, definidas em universos que sao produtos cartesianos, sao
conjuntos fuzzy.

Sejam X e Y conjuntos crisp, a relacdo fuzzy binaria R(X,Y), € um conjunto
fuzzy caracterizado pela funcao de pertinéncia R(z,y), com z € X e y € Y, que
assume valores no intervalo [0, 1]. Estes valores definem o grau com que z e y estao
relacionados, pela relacdo R, ou seja:

R: X xY —[0,1]

Quando o conjunto universo é discreto, uma relacido binaria fuzzy pode ser
representada por lista de pares ordenados precedidos dos graus de pertinéncia
relativos a cada par.

A representacao da relacdo binaria fuzzy entre os conjuntos A = {a1,a2,a3} €
B = {b1,b2} € descrita abaixo usando a notacao de lista, na qual os niimeros antes
da barra representam o grau de pertinéncia de cada par:

R(A,B) = 0,5/(&1,[)1) + 1/((11, bg) -+ 0,9/(&2, bl) + 0/(&2,()2) + 0.,2/(0,3, bl) + 0, 7/(@3,[)2)
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2.1.4 Vardveis Linguisticas

A representacdo de conhecimento e de experiéncias de seres humanos ¢é feita
na forma linguistica, o que dificulta sua utilizacao por computadores, incapazes de
lidar com a imprecisdo desta representacdo. Com o conceito de variaveis linguis-
ticas, informacdes complexas e imprecisas passam a ser representadas de forma
matematica, tornando o conhecimento manipulavel por computadores.

Variaveis linguisticas sao aquelas cujos valores sdo palavras ou sentencas em
linguagem natural em vez de nimeros (Zimmerman, 1991). Estas variaveis sao de-
finidas sobre um dominio, o qual é granularizado em termos linguisticos definidos
por conjuntos fuzzy. O processo de granularizacdo de um dominio de uma variavel
em conjuntos fuzzy define a chamada particao fuzzy.

Na Figura 2.2, pode-se observar uma particao fuzzy, cujo dominio da varia-
vel temperatura € granularizado nos termos linguisticos alta, média-alta, média,
média-baixa e baixa. Assim, a variavel temperatura também poderia assumir valo-
res como baixa, muito alta, mais ou menos média-baixa, etc.

q Baixa IMédia-Baixa Media Media-Alta Alta

08

06

°C

Figura 2.2: Variavel Linguistica: Temperatura

2.2 Computacdo com Regras Fuzzy

Regras podem ser utilizadas para representar conhecimento de um determinado
dominio. Regras fuzzy permitem a representacdo de conhecimento impreciso, o
que, em muitos casos, torna a representacao mais fiel e adequada a realidade do
dominio. Processos computacionais envolvendo regras, fuzzy ou nao, consistem em
aplicar mecanismos de raciocinio que fardo inferéncias, baseados em um conjunto
de regras e um conjuntos de fatos sobre um dominio.
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2.2.1 Regras Fuzzy

Uma técnica das mais antigas para representacao de conhecimento sao as bases
de regras, que continuam a ser amplamente utilizadas por sua capacidade de ex-
pressar diretivas e estratégias, de captar o conhecimento de especialistas humanos
e de possuir um formato linguistico de facil compreensao.

A expressao de conhecimento impreciso por estas regras da ao sistema fuzzy
maior transparéncia e compreensibilidade.

Em geral, as regras fuzzy possuem o seguinte formato:

Se antecedente, entd@o consequente

e tem a finalidade de estabelecer relacées entre as variaveis que aparecem no an-
tecedente e as que aparecem no consequente.

O antecedente e o consequente das regras fuzzy sdo sempre proposicoes, que
representam informacao do tipo “o (atributo) do (objeto) € (valor)”. Essas proposi-
coes podem ser atdmicas ou compostas. As proposicoes atémicas especificam um
valor linguistico A (valor) para uma variavel linguistica V (atributo) e tem a forma:
V é A.

Uma regra fuzzy assume o formato de uma proposicao condicional, que no caso
mais simples fica:

Se X é AentaoY é B

onde X e Y sao variaveis linguisticas sobre os dominios X e Y, respectivamente,
e A e B sao termos linguisticos, que rotulam conjuntos fuzzy definidos sobre os
dominios X e Y, respectivamente.

As proposicoes compostas podem ser formadas por conjuncgdes ou disjuncoes
de proposicoes atdomicas. Por exemplos, as proposicoes:

X, éAeX,¢B
€
XléCOU.XQéD

podem representar conhecimento do tipo “A temperatura esta alta e a umidade estd
baixa” e “A dgua estd boa para consumo humano ou o trabalho é dificil”.

Em uma regra fuzzy, tanto o antecedente quanto o consequente podem ser
formados por proposicdes compostas, o que da origem, por exemplo, a regras da
forma:

Se X1 é A e Xo€é Ay entao Y, € ByouY; € By
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onde A;, As, By € By sao conjuntos fuzzy nos universos X;, Xo, Yy, Y,, respectiva-
mente, e X1, Xo, Y7 e Y5 sdo variaveis sobre os dominios X;, Xy, Y;, Yy, respectiva-
mente.

A parte consequente de uma regra fuzzy pode ser uma proposicao fuzzy ou uma
funcao, dependendo do modelo de regra utilizado. Na maioria das aplicacdes as
regras fuzzy utilizadas tem um formato restrito, com conjuncées no antecedente e
uma unica proposicao no consequente, como:

Se X1 éAje.. X, éA,entaoY é B

Os conceitos apresentados na sequéncia referem-se a esse formato especifico de
regra, que sera o formato tratado pela proposta de trabalho apresentada.

2.2.2 Semantica das Regras e Inferéncia Fuzzy

Uma proposicao condicional de forma
Se X é AentaoY é B

descreve uma relacao entre as variaveis X e Y, o que significa que uma regra
desse tipo pode ser definida por uma relacao fuzzy R. O grau de pertinéncia de
um par (z,y) em R, representa o quanto esse par € compativel com a relacdo entre
as variaveis X e Y da regra. A definicdo da relacdo R consiste na definicdo da
semantica da regra.

Assim, podemos definir:

Seja A um conjunto fuzzy sobre X, e B um conjunto fuzzy sobre Y. A regra Se
X é A entaoY é B induz uma relacao fuzzy R(z,y) sobre X e Y definida por

R(z,y) = f((A(z), B(y))

em que f é uma funcao da forma f : [0,1]> — [0,1]. Em geral, f pode ser de uma
entre trés classes de funcoes: conjuncao fuzzy, disjuncao fuzzy e implicacao fuzzy.
Definicoes detalhadas dessas classes de funcées fogem do escopo deste trabalho e
nao serao apresentadas aqui. As definicoes e discussoes relativas a esses conceitos
podem ser encontradas em Pedrycz; Gomide (1998).

A computacao com regras fuzzy envolve a aplicacao de um método de raciocinio,
o qual esta baseado em regras de inferéncia, que buscam tirar conclusées a partir
de um conjunto de regras fuzzy. A regra de inferéncia composicional € a regra de
inferéncia basica para os processos de raciocinio nos sistemas fuzzy.
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A regra de inferéncia composicional, também chamada de regra da composicao,
sera apresentada para o caso simples, isto €, quando a regra tem apenas uma
variavel no antecedente e uma no consequente.

O processo de inferéncia € aplicado a partir de uma regra, a qual estabelece um
conhecimento sobre algum dominio, e de um fato, o qual estipula uma informacao
especifica sobre a situacao da qual deseja-se obter alguma conclusao.

Considere a regra Se X é A entado Y é B definida anteriormente e a relacao R
induzida. Para usar essa regra em uma inferéncia, € necessario conhecer algum
fato que estabeleca um valor especifico para a variavel do antecedente X.

Dado o fato X é A’, pode-se inferir a conclusao Y é B’ , sendo que B’ é definido
pela equacao 2.4 (Pedrycz; Gomide, 1998), para todo y € Y , onde sup denota o
operador de supremo e ¢t uma t-norma.

B'(y) = supzex[A'(x)tR(z,y)] (2.4)

A aplicacao da regra de inferéncia composicional pode ser facilmente estendida
para regras com multiplas variaveis, e também para situacoes em que o conheci-
mento do problema € descrito por um conjunto de regras. A regra da inferéncia
composicional pode se tornar excessivamente custosa para regras com mais de
uma condicao no antecedente.

Como nas aplicacoes praticas o numero de variaveis e o numero de regras po-
dem ser elevados, métodos simplificados foram definidos, baseados na regra de
inferéncia composicional. Entre os mais conhecidos pode-se citar o método de in-
feréncia de Mamdani e o método de inferéncia escalonada. Outras modificacoes
podem ser adicionadas a esses métodos simplificados dependendo do tipo de con-
sequente da regra e do tipo de aplicacao focalizado.

Aspectos relativos aos método de inferéncia sdo discutidos na préxima secao.

2.3 Sistemas Fuzzy

Sistemas fuzzy sao aqueles que utilizam a légica fuzzy em seu processo de raci-
ocinio e as variaveis do problema sao representadas por valores linguisticos defini-
dos por conjuntos fuzzy.

Neste trabalho, o tipo especifico de SF de interesse é o Sistema Baseado em
Regras Fuzzy (SBRF), o qual € composto por dois componentes principais: a Base
de Conhecimento (BC) e o Mecanismo de Inferéncia (MI).

A Base de Conhecimento ¢ composta pela Base de Dados (BD), que contém as
definicdes dos conjuntos fuzzy relacionados aos termos linguisticos usados nas
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regras fuzzy e pela Base de Regras (BR), que armazena o conjunto de regras que
modelam um determinado problema.

O Mecanismo de Inferéncia € responsavel pelo processamento das regras, rea-
lizado por algum método de raciocinio. Este consiste da aplicacao de um procedi-
mento de inferéncia para derivar conclusdes a partir das regras e de fatos conheci-
dos.

No trabalho proposto aqui, os métodos de inferéncia de interesse baseiam-se no
processo de inferéncia escalonada, cujas descricdes sdo definidas, genericamente,
a seguir (Pedrycz; Gomide, 1998):

1. Compatibilidade de antecedentes: para cada regra, calcular a relacido entre
cada proposicao atomica do antecedente da regra e a proposicao atomica cor-
respondente a proposicao de entrada.

2. Agregacdo de antecedentes: para cada regra, calcular o nivel de ativacao da
regra de forma conjuntiva ou disjuntiva sobre o grau correspondente a com-
binacéo, dependendo da operacao entre proposicoes atomicas do antecedente
da regra.

3. Derivagéo do resultado da regra: para cada regra, calcular o valor de inferén-
cia correspondente, baseado na agregacao de antecedentes e na semantica da
regra escolhida.

4. Agregacdo de regras: calcular o valor inferido por todo o conjunto de regras,
agregando o resultado dos valores inferidos de cada regra.

O tipo de consequente usado nas regras distingue dois tipos de sistemas fuzzy:
Mamdani (1977) e Takagi; Sugeno (1985). O primeiro, possui proposicoes fuzzy
no antecedente e no consequente da regra onde X; a X,, representam as variaveis
linguisticas de entrada, Y € uma variavel linguistica de saida e A4;;, a A;, € B
representam os termos linguisticos.

Se X; €A, e...e X, éA; entaoY € B.

No sistema fuzzy do tipo Mamdani o processo de inferéncia é executado com o
operador de minimo para o passo de conjuncao de antecedentes e com a funcao
de conjuncao para a definicio da semantica das regras. A agregacao das regras ¢é
calculada usando o operador de maximo.

Os sistemas do tipo Mamdani obtém como resultado do seu processamento de
inferéncia um conjunto fuzzy que deve ser defuzificado para a obtencdo de uma
saida numeérica precisa.
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Ja os sistemas do tipo Takagi-Sugeno possuem proposicoes fuzzy no antece-
dente da regra e o consequente da regra € uma funcao f aplicada sobre os valores
de entrada z,...,z, onde X; a X,, representam as variaveis linguisticas e 4;; a A,
representam os termos linguisticos.

Se X1 €A, e...eX,¢éA;, entdo f(z1,...,x,).

No sistema fuzzy do tipo Takagi-Sugeno a etapa de derivacdo de resultado de
cada regra é o calculo do valor definido pela funcdo do consequente. A agregacao
dos resultados individuais € feita por um operados do tipo s-norma.

Os sistemas do tipo Takagi-Sugeno ja possuem uma saida numérica precisa
como resultado da aplicacdo de uma funcio sobre os valores de entrada, nao sendo
necessaria, portanto, a defuzificacao.

A seguir € destacado um tipo particular de SBRF de interesse para este trabalho:
os Sistemas de Classificacao Fuzzy.

2.3.1 Sistemas de Classificacdo Fuzzy

Classificacdo é uma importante tarefa encontrada nas areas de reconhecimento
de padroes, tomada de decisao, mineracao de dados e modelagem. Dado um objeto,
o objetivo da classificacdo € atribuir uma classe de um conjunto conhecido de
classes a esse objeto, o qual é descrito por n atributos.

Muitos métodos tém sido utilizados para a tarefa de classificacdo de padroes.
Entre eles: arvores de decisiao (Quinlan, 1986), métodos estatisticos (Duda; Hart,
1973), redes neurais (Bishop, 1995) e sistemas fuzzy (Kecman, 2001).

Sistemas de Classificacao Fuzzy (SCF) sido SBRF projetados com a finalidade
especifica de realizar a tarefa de classificacdo. Assim, os SCF utilizam métodos de
raciocinio préoprios para essa tarefa.

O formato da regra fuzzy de classificacao segue o formato geral das regras fuzzy
descrito na secao anterior e pode ser expressa por:

Se X1 €Ay, e...e X, ¢éA,, entdo Classe = Cj.

no qual Xy, ..., X,, sdo os atributos do dado considerado no problema (representados
aqui por variaveis linguisticas), Ay, ..., A, sdo os valores linguisticos usados para
representar os valores de tais atributos e C; € a classe a qual o dado pertence.

Meétodos de raciocinio fuzzy para classificacdo sdo procedimentos de inferéncia
que tiram conclusées de um conjunto de regras se...entdo e um dado de entrada,
com o objetivo de classificar esse dado. Os métodos mais utilizados sao: Método de
Raciocinio Fuzzy Classico e Método de Raciocinio Fuzzy Geral.
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O método de Raciocinio Fuzzy Classico classifica um dado de entrada de acordo
com a regra que possuir maior grau de compatibilidade com o mesmo.

Seja e, = (ap1,ap2,...,ap,) um dado a ser classificado e Ry, Ry,...,Rs um con-
junto de S regras do sistema de classificacdo, cada uma com n antecedentes. Seja
A, (ap;),i =1,...,n, o grau de pertinéncia do atributo a,; no i-ésimo conjunto fuzzy
da regra Ry.

O Método de Raciocinio Fuzzy Classico segue as seguintes etapas para a classi-
ficacdo do dado e):

1. Calcular o grau de compatibilidade entre o dado e, e cada regra Ry, para
k=1,..5.
Compat(Ry, ep) = t(Au, (ap1), Aoy (ap2), ..., Anin(apn))
no qual ¢t denota uma t-norma.

2. Encontrar a regra que possui o maior grau de compatibilidade com o dado.
Compat(Rmaz, ep) = mazx(Compat(Ry, ep), k =1,2,..., 5

3. Atribuir a classe C; ao dado e,, onde C; € a classe do consequente da regra R;,
que possui o maior grau de compatibilidade com o dado.

O método de Raciocinio Fuzzy Geral, o qual combina as informacées providas
por todas as regras de uma mesma classe para classificar o dado, é definido a
seguir.

O Método de Raciocinio Fuzzy Geral segue as seguintes etapas para a classifi-
cacao do dado ey:

1. Calcular o grau de compatibilidade entre o dado e, e cada regra Rj, para
k=1,..5.
Compat(Rk‘v ep) = t(Alll (apl)a AQlQ(GPQ)? ey Anln (apn))
no qual ¢ denota uma t-norma.

2. Calcular para cada classe C o valor de Classe., ou seja, o grau de classificacédo
do dado na classe, agregando os graus de compatibilidade do passo anterior
de todas as regras cuja classe predita é C:

Classec = f{Compat(Ry,e,)|C € a classe de Ry}
sendo f um operador de agregacao tal que min < f < maxz.

3. Aclasse C sera atribuida ao dado ¢,, sendo C a classe correspondente ao valor
maximo de Classec encontrado no passo anterior.
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Um meétodo alternativo de raciocinio fuzzy é descrito em Cordén et al. (1999),
cujas duas primeiras etapas seguem o padrao dos métodos anteriores, sendo dife-
renciado pela maneira como sao definidos os graus de associacio entre as regras e
o dado de entrada.

2.4 Consideracoes Finais

Este capitulo abordou alguns aspectos fundamentais a respeito da teoria de
conjuntos fuzzy e sistemas fuzzy, com enfoque em sistemas de classificacao base-
ados em regras fuzzy.

No proximo capitulo sera abordado o tema de agrupamento de dados, espe-
cificando o processo de agrupamento e descrevendo algoritmos de agrupamento
particionais que podem ser adotados dentro deste processo.



CAPITULO

3

Agrupamento de Dados
Semissupervisionado

O agrupamento de dados tem como objetivo agrupar exemplos semelhantes para
refletir a forma como um conjunto de dados esta estruturado. Estes exemplos sao
agrupados de acordo com suas similaridades ou dissimilaridades. O grupo que
representa um exemplo de um conjunto de dados € um conjunto de exemplos que
sdo mais similares entre si, de acordo com uma determinada métrica, do que os
exemplos contidos em outros grupos diferentes.

O processo de agrupamento envolve distintas etapas que vao da preparacao dos
exemplos até a interpretacdo dos grupos obtidos. A etapa de interpretacdo dos
grupos pode ser omitida, de acordo com o objetivo que se deseja atingir com o
agrupamento.

Neste capitulo sao colocadas ideias gerais a respeito de Aprendizado de Ma-
quina, a descricao do processo geral de agrupamento e uma selecdo de algoritmos
de agrupamento particionais que podem ser adotados durante este processo.

3.1 Aprendizado de Maquina

Aprendizado de Maquina (AM), de acordo com Mitchell (1997), refere-se a in-
vestigacao de métodos computacionais capazes de adquirir conhecimento de forma
automatica.

A inferéncia indutiva € um dos principais mecanismos utilizados para derivar

18
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conhecimento novo e predizer escritos futuros no contexto de AM. No aprendizado
indutivo o conhecimento é aprendido por meio de inferéncia indutiva sobre um
conjunto de dados ou exemplos.

O aprendizado indutivo €, tradicionalmente, dividido em supervisionado e néo
supervisionado. No aprendizado supervisionado € fornecido ao método de aprendi-
zado um conjunto de dados rotulados, que sao dados que tem a classe conhecida.
Estes dados sdo adequados para problemas de classificacao e regressao. No apren-
dizado nao supervisionado sao analisados dados nao rotulados, com o objetivo de
identificar estruturas embutidas no conjunto.

Mais recentemente surgiu o conceito de aprendizado semissupervisionado, que
visa considerar tanto os dados rotulados como nao rotulados (Witten; Frank, 2005),
que pode ser aplicado tanto a classificacdo quanto a regressio e ao agrupamento.

3.1.1 Aprendizado Supervisionado

O aprendizado supervisionado €, de longe, o paradigma mais comum de apren-
dizagem. Este tipo de aprendizado se baseia em um conjunto de dados cujos exem-
plos sao rotulados, ou seja, possuem um atributo que identifica a classe a qual per-
tencem. O aprendizado supervisionado vem resolver o problema de generalizacao
das regularidades encontradas em um conjunto de dados. Métodos de aprendizado
supervisionado podem ser divididos em métodos de classificacao e regressao.

Grande parte dos métodos de classificacdo utilizam-se de um conjunto de dados
de treinamento para a construcao de um classificador (etapa 1), que usualmente
consiste de conjunto de regras ou de uma estrutura da qual possam ser extrai-
das regras de classificacao. Um conjunto de testes com dados independentes do
conjunto de treinamento é aplicado ao classificador com a intencao de verificar a
qualidade do resultado obtido na etapa de construcao (etapa 2). Caso o resultado
seja satisfatdrio, o classificador pode ser aplicado a conjunto de novos dados (passo
3). Alguns métodos requerem um ajuste do classificador apés determinado periodo
de tempo ou aumento do volume de dados. Esse ajuste €, muitas vezes, realizado
pela reaplicacao dos passos 1 e 2 até que seja obtido um classificador melhor do
que o anterior.

Tentativas de resolver o problema de classificacao incluem a aplicacao de ar-
vores de decisdo, redes neurais e métodos estatisticos, como redes Bayesianas
(Mitchell, 1997). Métodos como o K-Nearest Neighbors (k vizinhos mais préximos)
(Cover; Hart, 1967) nao geram classificadores, mas utilizam as informacées de
rétulos no conjunto de dados atual para classificar novos exemplos, atribuindo
réotulos a estes exemplos por meio de medidas similaridade.
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Uma variacdo dos métodos de classificacao realiza a inducéo de regras fuzzy a
partir de um conjunto de dados. Uma maneira popular ¢é a utilizacao de sistemas
neuro-fuzzy, que se utilizam de algoritmos de aprendizado derivados da teoria de
redes neurais para gerar regras fuzzy (Klose et al., 2001). Outro grupo de abor-
dagens é baseado em arvores de decisdo, que podem ser eficientemente induzidas
a partir de heuristicas greedy divide-and-conquer, e regras pode ser extraidas da
arvore posteriormente (Quinlan, 1993). Algumas propostas podem ser encontradas
na literatura, com extensdées chamadas arvores de decisao fuzzy.

Algoritmos genéticos sao utilizados na otimizacdo e criacdo de sistemas fuzzy
(Secao 4.2.1). A vantagem de estratégias evolutivas € a habilidade de modificar e
otimizar a estrutura e parametros de modelos, enquanto a maior parte das estraté-
gias de otimizacio é capaz de apenas adaptar os parametros de um modelo (Klose;
Kruse, 2005).

3.1.2 Aprendizado Nao Supervisionado

O aprendizado nao supervisionado ocorre a partir de um conjunto de dados com
exemplos nao rotulados. O processo de aprendizado a partir de conjunto de dados
nao rotulados €, na maioria das vezes, feita por meio de analise de grupos ou agru-
pamento. A analise de grupos tenta encontrar subconjuntos dentro do conjunto de
dados, tais que exemplos pertencentes a um mesmo grupo sejam similares.

A nocao de similaridade pode ser definida de diferentes maneiras, de acordo com
a finalidade do processo e as caracteristicas dos dados. Quando os atributos sao
todos numéricos, a medida de similaridade mais comumente utilizada baseia-se
em medidas de distancia.

O maior problema do aprendizado nao supervisionado esta na forte dependén-
cia de medidas de distancia e normalizacao dos dados. Além disso, um problema
crucial é encontrar o nimero correto de grupos para a divisao, pois, de uma forma
geral, ndo podemos garantir que os grupos correspondem a subconjuntos de exem-
plos significativos dentro do conjunto de dados.

O processo de agrupamento € melhor descrito na Secao 3.2.

3.1.3 Aprendizado Semissupervisionado

Os métodos de aprendizado mencionados anteriormente, apesar de tuteis para
determinadas aplicacoes, possuem algumas desvantagens. No aprendizado su-
pervisionado ha a necessidade de que a base de dados esteja ja rotulada para
possibilitar a extracdo de regras. Ja o aprendizado nao-supervisionado depende
da escolha apropriada de funcées de medidas e distribuicdo, numero de grupos a
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serem criados e também ha o problema de representacao apropriada dos grupos
significativos do conjunto de dados. Os resultados do aprendizado nao supervi-
sionado sdo, muitas vezes, insatisfatorios, e o aprendizado supervisionado acaba
sendo mais comum na pratica (Klose; Kruse, 2005).

Com o crescimento dos conjuntos de dados em muitos dominios do conheci-
mento, a rotulacdo de dados total e manual torna-se cada vez mais dificil e one-
rosa. A exploracao de ambos os tipos de dados, rotulados e nao rotulados, torna-se
mais interessante. Com o passar dos anos, um numero crescente de publicacoes e
conferéncias sobre aprendizado semissupervisionado podem ser observadas, sendo
aplicadas com sucesso, especialmente, em processamento de imagens (Bensaid
et al., 1996; Grira et al., 2006; Pedrycz et al., 2008) e classificacdo de textos (Liu;
Huang, 2003; Geng et al., 2009)

As publicacdes sugerem e analisam modificacdées de métodos ja conhecidos a
fim de considerar sua aplicacdo a um conjunto com maioria de dados nao rotu-
lados € uma pequena parte de dados rotulados. A obra de Zhu (2005) apresenta
de forma resumida algumas tendéncias e caracteristicas para classificacdo semi-
supervisionada, como self-training, co-training e generative models (Chapelle et al.,
2006), e apontamentos a respeito de outras formas de aprendizado semissupervi-
sionado, como por agrupamento € regressao.

A utilizacao de métodos de agrupamento em aprendizado semissupervisionado
pode ocorrer de duas formas: colaboracido na rotulacdo do conjunto de dados ou
agrupamento considerando informacéo prévia. No primeiro caso, algoritmos de
agrupamento sido aplicados ao conjunto de dados nao rotulado para gerar grupos
que, posteriormente, serao rotulados por algum outro método, com base na porcao
rotulada do conjunto. No segundo caso, métodos consagrados de agrupamento sao
modificados a fim de implementar a semi-supervisao ja no processo de geracido de
grupos e, em alguns casos, poder definir rétulos para estes grupos.

Chama-se de agrupamento semissupervisionado aquele realizado por métodos
que incluem mecanismos para a consideracdo da informacao dos roétulos pré-
existentes no processo de geracao de grupos. Os mecanismos utilizados incluem:
modificacdo da funcao objetivo, para que inclua satisfacdo de restricoes (Pedrycz;
Waletzky, 1997); Reforco de restricoes durante o processo de agrupamento (Wag-
staff et al., 2001; Grira et al., 2005); Inicializacdo e restricido do agrupamento com
base nos exemplos rotulados (Bensaid et al., 1996; Basu et al., 2002).

Os métodos desta classe podem ser divididos em duas abordagens para incor-
poracao de semi-supervisao, dependendo do conhecimento disponivel: abordagem
por sementes e abordagem por restricoes entre pares. As sementes compdem uma
parte do conjunto de dados que pode ser utilizada para estabelecer restricées ao
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algoritmo, restricées entre pares de dados e para definicdo de rétulos de grupos.
As restricoes entre pares podem ser da forma must-link, indicando que um par de
dados deve pertencer ao mesmo grupo, ou cannot-link, indicando que os exemplos
do par devem pertencer a grupos distintos.

O agrupamento fuzzy semissupervisionado ocorre quando sao incluidos meca-
nismos de semi-supervisdo em métodos de agrupamento fuzzy. A ideia de explo-
racao de informacées rotuladas e nao rotuladas para agrupamento fuzzy data da
década de 80. A maior parte das publicacoes coloca a abordagem de Pedrycz (1985)
como o primeiro trabalho na area de agrupamento semissupervisionado. Anos apo6s
a primeira publicacdo, Pedrycz; Waletzky (1997) comenta sobre a falta de atencéao
dada aos mecanismos de supervisao parcial e discute mais amplamente suas ideias
de 1985.

Exemplos de algoritmo de agrupamento fuzzy semissupervisionado sao descri-
tos na Secao 3.3.

3.2 Processo de Agrupamento

Uma atividade de agrupamento exemplo, tipicamente, segue os passos abaixo
(Jain et al., 1999):

1. Preparacao de exemplos (opcionalmente inclui extracao e/ou selecao de ca-
racteristicas): determina como os exemplos serao representados. Ha casos em
que se faz necessaria a aplicacdo de algum tipo de transformacao nos dados,
como normalizacoes e selecao e/ou extracao de caracteristicas. A preparacao
de exemplos é detalhada na Secao 3.2.1.

2. Medida de similaridade: consiste em definir uma medida de similaridade
apropriada ao dominio da aplicacdo. Geralmente é fornecida por uma funcao
de distancia definida entre pares de exemplos. E possivel incluir na medida
de distancia aspectos conceituais (qualitativos) ou numéricos (quantitativos).
Algumas medidas de similaridade principais sao abordadas na Secao 3.2.2.

3. Agrupamento: consiste em aplicar um algoritmo com o intuito de agrupar da-
dos de acordo com um objetivo especifico. Existem intiimeros algoritmos que
podem ser aplicados nesta etapa que podem ter como resposta um exemplo
pertencente ou nao a um dado grupo ou atribuicdo de um grau de pertinén-
cia a cada exemplo para cada um dos grupos (fuzzy). Alguns algoritmos de
agrupamento sdo detalhados na Secao 3.2.3.
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4. Validacao: nesta fase ocorre a validacao dos resultados obtidos, apds aplicado
o algoritmo de agrupamento. Tem como objetivo determinar se o resultado é
significativo. As principais formas de validacao sdo apresentadas na Secao
3.2.4.

5. Interpretacao dos resultados: consiste em examinar resultados com relagao
a seus exemplos, com o objetivo de descrever a natureza dos grupos.

3.2.1 Preparacdao de Exemplos

A preparacao de dados envolve diversificados aspectos relacionados ao pré-
processamento e a forma de representacido apropriada para a sua utilizacido por
um algoritmo de agrupamento.

O pré-processamento pode envolver, por exemplo, normaliza¢ées, conversao de
tipos e reducao do numero de atributos por meio de selecao ou extracao de ca-
racteristicas. Este processo é importante, pois define os exemplos disponiveis e o
numero, tipo e escala das caracteristicas disponiveis para o algoritmo de agrupa-
mento.

Um exemplo pode medir um objeto fisico (por exemplo, uma cadeira) ou una
nocao abstrata (por exemplo, um estilo de escrita). Geralmente os exemplos sao
representados como vetores multidimensionais, onde cada dimensao € uma unica
caracteristica.

No que se refere as caracteristicas, um problema ¢é encontrar um conjunto delas
que melhor representa a similaridade que esta sendo trabalhada. Para resolver esta
questao podem ser utilizadas técnicas de selecao e/ou extracao de caracteristicas.

A selecdo de caracteristica € o processo de identificar o subconjunto mais efe-
tivo das caracteristicas disponiveis para ser utilizado no agrupamento. A extracao
de caracteristicas ¢ o uso de uma ou mais transformacdes das caracteristicas de
entrada disponiveis para salientar caracteristicas presentes nos dados.

O tipo e a escala das caracteristicas sao informacées importantes na escolha
da medida de similaridade e do algoritmo de agrupamento a ser empregado. Para
cada tipo/escala de atributo existem medidas de similaridade adequadas. O tipo
de um atributo diz respeito ao grau de quantizacao nos dados. A escala indica a
significancia relativa dos numeros. Os possiveis tipos de atributos:

1. Binarios: sao atributos que representam apenas dois valores;
2. Discretos: representam um numero finito de valores;

3. Continuos: podem assumir um numero infinito de valores.
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Em relacao a escala, as caracteristicas podem ser quantitativas e qualitativas:

1. Qualitativa

(a) Nominal: os valores sdo apenas nomes distintos. Exemplos: CEP, cores,

S€XO0.

(b) Ordinal: os valores apenas refletem uma ordenacdo. Exemplos: Ruim,
Regular, Bom ou cores ordenadas pelo espectro.

2. Quantitativa

(@) Intervalo: a diferenca entre os valores tem significado, isto €, existe uma
unidade de medida. Exemplos: Em uma escala de 1 a 10 para dar notas
as provas de alunos, duraciao de um evento.

(b) Razéo: uma escala que possui zero absoluto. Exemplos: altura, compri-
mento, largura de um objeto.

Algumas vezes os exemplos apresentam atributos de escalas diferentes ou a
representacao dos dados nao € adequada para aplicacdo do algoritmo de agrupa-
mento. Assim, € necessaria a aplicacao de algumas transformacoes antes de iniciar
a utilizacdo dos dados. Quando os limites dos intervalos de valores de atributos
sdo muito diferentes, um atributo pode dominar o resultado do agrupamento. Para
solucionar este problema, é comum a padronizacdo dos dados de forma que os
atributos estejam na mesma escala.

Os dados sao representados, na maioria dos casos, por uma matriz de exem-
plos X,«4, €em que n € o namero de exemplos € d € o numero de atributos que
representam os exemplos. Cada elemento desta matriz, X;;, contém o valor da j-
ésima caracteristica para o i-ésimo exemplo. Cada exemplo pode ser visto como
um ponto neste espaco e um grupo como um conjunto de exemplos préximos ou
que satisfazem uma relacao espacial.

Padrées também podem ser representados por uma matriz e um grafo de simi-
laridade ou proximidade. Uma matriz de similaridade S, «,, contém os valores da
similaridade/dissimilaridade entre dois exemplos i e j, representados respectiva-
mente na linha ¢ e coluna j da matriz. Este valor é geralmente calculado por uma
medida de similaridade.

3.2.2 Medidas de Similaridade

Medidas de similaridade indicam o grau de semelhanca entre dois exemplos. A
medida de similaridade tem um papel fundamental para a maioria dos algoritmos
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de agrupamento, por isso deve ser cuidadosamente escolhida, considerando os
diferentes tipos e as diferentes escalas mensuradas dos dados.

Uma vez que agrupamento consiste em agrupar exemplos de tal forma que os
exemplos pertencentes ao mesmo grupo sejam mais semelhantes entre si, do que
exemplos pertencentes a grupos diferentes, de acordo com alguma medida de si-
milaridade, é importante definir antecipadamente qual medida sera utilizada.

De uma forma geral, as medidas de similaridades devem satisfazer algumas
propriedades:

1. Para dissimilaridade: S;; = 0, para todo i
Para similaridade: S;; > maxS;j,i # j

2. S” = Sji (Simetria)
3. Si; > 0 para todo ¢ e j (Positividade)
4. S;; = 0 somente se i = j

5. Sy < Si; + Sji, para todo i, j e k (Desigualdade triangular)

As medidas que satisfazem todas as propriedades acima sao chamadas de mé-
tricas. Se a medida de similaridade nio satisfizer as propriedades 4 e 5, elas nao
sao consideradas meétricas.

De acordo com o tipo e escala das caracteristicas, um conjunto de medidas
de similaridade pode ser empregado. Para conjuntos de dados em que todas as
caracteristicas sdo continuas e a escala € do tipo relacional, as medidas mais co-
mumente utilizadas sdo as distancias baseadas na meétrica Minkowski, como a
distancia Euclidiana, de Manhattan e supremum. Para todas as caracteristicas bi-
narias € comum a utilizacao da distancia de Manhattan (distancia de Manhattan
entre dois vetores € chamada de distancia de Hamming). Para caracteristicas bina-
rias e nominais, existem coeficientes de casamento (matching), como coeficiente de
casamento simples e coeficiente de Jaccard. A seguir serao apresentadas algumas
das medidas citadas, maiores informac¢des quanto a métricas e suas caracteristicas
podem ser encontradas na obra de Jain et al. (1999).

Métricas de Minkowski

Métricas de Minkowski sao aquelas derivadas da equacao geral 3.1, de acordo
com um valor definido para p, sendo 1 < p < oo. Chamadas de L,, medem a
dissimilaridade entre exemplos, €, para os menores valores de p, correspondem a
estimativas mais robustas. Uma desvantagem das métricas de Minkowski é que
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estas sao sensiveis as variacoes de escala dos atributos, ou seja, atributos repre-
sentados em uma escala maior tendem a dominar os outros. Uma solucao para
este problema € realizar a normalizacao dos atributos para um intervalo comum,
ou outros esquemas de ponderacao.

d 1/p
Sij = (Z ik — ml”) (3.1)

k=1

Alguns valores de p definem métricas bem conhecidas:

e p = 1: Distancia de Manhattan, dada pela equacao 3.2:

d
S@‘j = Z |$1k — xjk| (32]
k=1

e p = 2: Distancia Euclidiana, muito utilizada, é apropriada para conjuntos de
dados que possuem grupos compactos e isolados. E dada pela equacio 3.3:

d 1/2
Sij = (Z i, — asjk|2> (3.3)
k=1

e p = oo: Distancia supremum, calcula o maximo da diferenca absoluta em
coordenadas, ou seja, € a diferenca maxima entre quaisquer componentes de
vetores. E dada pela equacio 3.4:

Sij = Mar1<k<d |Tik — Tjk (34]

Distancia de Mahalanobis

Dada pela equacao 3.5, em que Cj; € o elemento da k-ésima linha e [-ésima
coluna da inversa da matriz de covariancia.
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4 d 1/2
Sij = <Z Z (Tik — Tjk) Ckl) (3.5)
k=11=1

Esta distancia incorpora a correlacao entre os atributos e padroniza cada ca-
racteristica para média zero e variancia um. A ideia é associar diferentes pesos a
diferentes atributos com base em suas variancias e a correlacédo linear entre pares
de padroes. A aplicacao dessa medida de distancia pode minimizar as distorcoes
causadas pelas medidas de correlacées lineares entre atributos.

Medidas para atributos nominais e ordinais

Estas medidas tem foco na determinacao da contribuicdo de cada atributo. As
medidas de similaridade entre pares de padrdes sao obtidas pela soma das contri-
buicdes individuais de todas as variaveis.

Similaridade nominal/ordinal geral

A similaridade € dada pela equacao 3.6, em que S;j; € a contribuicao de cada
exemplo baseada em indices de discordancia entre pares de estados dos atributos.

d
Sij =Y Sijk (3.6)
k=1

Medidas para atributos mistos

A medida para atributos mistos é adequada para obter a similaridade entre
dados que contenham atributos de tipos diferentes, pois tem a capacidade de se
adequar a qualquer tipo de atributo individualmente.

Coeficiente geral de similaridade

Obtido por meio da equacao 3.7, onde s;;; € a contribuicao do do k-€simo atri-
buto para a similaridade e w;;, € 0 ou 1, dependendo se a comparacdo para a
variavel k € valida ou nao. O valor de s;j;, pode ser definido para atributos de tipos
diferentes, dependendo da complexidade apresentada quanto aos tipos do conjunto
de dados.
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d
—1 WijikSij
5,y = 2kt Wik Sk (3.7)
> k=1 Wijik

3.2.3 Técnicas de Agrupamento Ndo Supervisionado

Neste passo ocorre, efetivamente, a aplicacdo do algoritmo de agrupamento. Os
métodos de agrupamento sao divididos em dois conjuntos: agrupamento hierar-
quica e agrupamento particional.

Métodos de agrupamento hierarquico constroem uma sequéncia de parti¢coes
aninhadas. Isso significa que, ao final do agrupamento, obtemos uma estrutura
que pode ser dividida em varios niveis e, a cada divisdo, ha uma possivel particao
do conjunto de exemplos de entrada (Figura 3.1).

— L

Figura 3.1: Exemplo de estrutura resultante de um agrupamento hierarquico,
com possiveis divisoes de niveis (linhas tracejadas). Cada retangulo representa um
exemplo do conjunto de dados.

Os diferente métodos de agrupamento hierarquico podem ser divididos em duas
abordagens: aglomerativa (bottom-up) e divisiva (top-down). Na primeira, inicia-se
com agrupamento disjunto, onde cada um dos n exemplos do conjunto de dados ¢é
um grupo. Por uma matriz de similaridade os grupos individuais sdo aninhados em
novos grupos, até que haja apenas um grupo contendo todos os exemplos. Métodos
da segunda abordagem séao iniciados como um unico grupo que contém todos os
n exemplos do conjunto de dados, por uma matriz de similaridade os grupos que
contém mais de um exemplo sao divididos em sub-grupos, até que haja um grupo
para cada um dos n exemplos.

Devido ao resultado final ser uma taxonomia, os métodos de agrupamento hi-
erarquico sao bastante populares nas ciéncias biologica, social e comportamental.
No entanto, esse tipo de agrupamento passa a ter desvantagens, dependendo do
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dominio em que sera aplicado.

A maior dificuldade de visualizacdo do conjunto de particdoes aninhadas € pro-
porcional ao aumento do numero de exemplos dentro de um conjunto de dados. A
execucao desses algoritmos gera grupos que contem exemplos nao agrupaveis (nao
similares), por exemplo, em ambas as abordagens temos um grupo maior que con-
tém todos os exemplos. Além disso, grande parte dos algoritmos de agrupamento
hierarquico nao melhoram os grupos.

Agrupamentos particionais definem um procedimento para encontrar todos os
grupos de um conjunto de dados simultaneamente, como uma unica particao dos
dados (Figura 3.2). Além disso, € comum que este tipo de método tenha como parte
do resultado elementos tipicos para cada grupo, calculados a partir dos membros
do grupo. Esta técnica pode gerar grupos melhor definidos, mostrando uma situa-
cao mais proxima do real, para conjuntos de dados de certos dominios.

Figura 3.2: Exemplo de resultado de um agrupamento particional, que dividiu
o conjunto de dados em quatro grupos. Cada ponto representa um exemplo do
conjunto de dados.

A seguir, sdo apresentados dois exemplos de algoritmos simples de agrupa-
mento particional.

K-Means

O algoritmo K-Means (MacQueen, 1967), descrito em pseudo-codigo 3.1, € um
dos mais populares e simples algoritmos de agrupamento. Apesar do grande nu-
mero de publicacées com diferentes algoritmos de agrupamento, o K-Means ainda é
amplamente utilizado, muitas vezes servindo de base ao desenvolvimento de novos

algoritmos.
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O objetivo do K-Means € agrupar os dados em k grupos disjuntos, de maneira
que a soma das distancias entre os exemplos pertencentes a um grupo e seu res-
pectivo centro seja minima. O centro de grupo ou protétipo representa o ponto
meédio dos pontos pertencentes a um determinado agrupamento.

Algoritmo 3.1: K-Means
Entrada: X: conjunto de dados, k: numero de grupos.
Saida: P: particdo dos dados em k grupos, C: conjunto de exemplos
protoétipos (centros de grupos).
inicio
t:=0;
C' := conjunto de k exemplos = € X;
P!*! .= particao de X com relacio a C;
repita
Pt .= PtJrl;
Atualizacao de C;
Atualizacdo de P!,
até P! == pitl;

Fuzzy C-Means

O algoritmo Fuzzy C-Means (FCM) (Bezdek, 1981) (pseudo-codigo 3.2) € uma
extensao fuzzy do algoritmo K-Means. Extensoées fuzzy para agrupamento repre-
sentam os grupos por conjuntos fuzzy multidimensionais (Hoéppner et al., 1999),
ou seja, cada exemplo do conjunto de dados pertence aos grupos com um deter-
minado grau. O resultado da aplicacdo do FCM € uma pseudo-particdo fuzzy do
conjunto de dados.

Seja X = {1, z9,...,z,} um conjunto de dados. Uma pseudo-particao fuzzy de X
é uma familia de subconjuntos de X, denotados por p = {41, Ag, ..., A.}, onde A; é
o conjuntod os graus de pertinéncia de z; para cada particao e

Z AZ (.Ik) = 1
=1

para todo k € N, e
0< > Ai(ap) <n
k=1

para todo i € N, onde ¢ € um inteiro positivo e n € o nimero de elementos em X,
ou seja, uma particdao nao deve ter n elementos com grau de pertinéncia maximo
(equivalente ao conjunto X) ou minimo (particao vazia). Por exemplo, seja X =



CAPITULO 3. AGRUPAMENTO DE DADOS SEMISSUPERVISIONADO 31

{$17x27x3} €
A1 =0,6/x14+1/x2+0,1/x3

Ay =0,4/x1 +0/x24+0,9/23

entao {4, A2} é uma pseudo-particao fuzzy.
Dado um conjunto de dados X = {1, x9, ..., x,}, onde cada elemento, em geral,
€ um vetor

T = [Tg1, Tho, o Tip) € RP

para todo k € N,,, o objetivo do agrupamento FCM € encontrar uma pseudo-particao
fuzzy e os protétipos de grupos associados a ela de forma a representar a estrutura
dos dados da melhor forma possivel. Para isso é utilizado um critério de associacgao,
que neste caso € formulado em termos de um indice de desempenho, normalmente
baseado nos protétipos. Dada uma pseudo-particdao p = {44, As, ..., Ay}, 0s ¢ cen-
tros, U = vy, vy, ..., v, associados a particao sido calculados pela formula:

v — D ope [Ai (xp)]"
Y A )" (3.8)

para todo i € N¢, onde m > 1 € um nimero real que expressa a influéncia dos graus

de pertinéncia.
O indice de performance de uma pseudo-particao fuzzy p, J,,(p), € definido pela
férmula W e
In(9) = 33 (A (@)™ ek — vill? (3.9)
k=1 i=1
onde |z;, — v;||* representa a distancia euclidiana entre z; e v;. Este indice de de-
sempenho mede a soma ponderada das distancias entre os protétipos e os elemen-
tos dentro do grupo correspondente. Quanto menor o valor de J,(p), melhor a
particao fuzzy p. Pode-se dizer que o objetivo do agrupamento FCM € encontrar a
pseudo-particao p que minimize o indice de desempenho.

3.24 Vdlidacdo

As secoes anteriores apresentaram alguns algoritmos de agrupamento que divi-
diram o conjunto de dados baseado em critérios diferentes. No entanto, diferentes
algoritmos de agrupamento, ou até um unico algoritmo de agrupamento utilizando
diferentes parametros, geralmente resultam em diferentes conjuntos de grupos.

Assim, é importante comparar os varios resultados gerados e selecionar um
que seja adequado a melhor distribuicao verdadeira dos dados. Ao processo de
avaliar a qualidade e a confiabilidade dos grupos gerados dos varios processos de
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Algoritmo 3.2: Fuzzy C-Means
Entrada: X: conjunto de dados, ¢: namero de grupos, d: medida de
distancia, m: (1,00), € o nivel de fuzzificacio, e: erro.
Saida: p: pseudo-particao fuzzy dos dados em c grupos, U: conjunto de
prototipos para os grupos.

inicio
t := 0 Inicializacao randémica de p'*!;
repita
of 1=t

Atualizacao de U a partir da equagao 3.8, utilizando a medida de
distancia d;
Atualizacdo de p't!;

até |pt+1 _ pt| <e

agrupamento, da-se o nome de validacdo dos grupos (Jiang et al., 2004).

A avaliacao do resultado de um agrupamento deve ser objetiva, tendo como
proposito determinar se a solucao encontrada é representativa para o conjunto
de dados analisado. A validacao do resultado de um agrupamento € realizada com
base em dados estatisticos, que julgam, de maneira qualitativa, o mérito dos grupos
encontrados.

Um indice quantifica alguma informacao a respeito da qualidade do agrupa-
mento. A maneira pela qual um indice é aplicado para validar um agrupamento
€ dada pelo critério de validacao. Existem trés tipos de critérios para analisar a
qualidade de um agrupamento: internos, externos e relativos.

Critérios internos avaliam o agrupamento com base nos dados originais (ma-
triz de exemplos ou matriz de similaridade) sem nenhum conhecimento externo ao
agrupamento. Critérios externos avaliam um agrupamento de acordo com uma
estrutura pré-estabelecida que reflita a intuicdo do pesquisador sobre a estrutura
presente nos dados. Esta estrutura pré-estabelecida pode ser uma particido cons-
truida por um especialista da area com base em conhecimento prévio. Critérios re-
lativos comparam diversos agrupamentos para decidir qual deles € melhor em um
determinado aspecto (agrupamento mais estavel ou mais adequado, por exemplo).
Podem ser usados para determinar o valor mais apropriado para um parametro,
como numero de grupos, ou para comparar diferentes algoritmos de agrupamento.

Carvalho et al. (2006) sugere indices de interpretacao baseados em somas qua-
draticas (sum of squares - SSQ) para avaliacdo do resultado de agrupamentos
fuzzy aplicados a conjuntos de dados quantitativos. Os indices descritos neste
trabalho utilizam-se da pseudo-particao fuzzy (p) e do conjunto de protétipos fi-
nais (U = (vy,...,v.)), resultantes do algoritmo de agrupamento, além da medida
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de distancia utilizada pela algoritmo e um vetor z = (z!,..., 2?), que representa um
protoétipo geral para os n exemplos de um conjunto de dados, e é calculado como
segue:

n
7 = (Zl ZI?) — Z;‘::l ZZ:l(uik)mxk _ Z?:l HiVi [ = Z(U’k)m (Z -1 C)
- PR - - ) 1 T (2 - 9t
izt 2= (k)™ D limt i =

com , .
25:1 ZZ:1(uik)mxi _ 25:1 Mz’gg
D i1 2 p—y (Uig)™ D e M

As métricas e indices adaptados por Carvalho et al. (2006) sdo caracterizadas a

2=

(Gj=1,...,p)

seguir.

Métricas Baseadas em Somas Quadrdticas

Sao definidas trés meétricas, overall SSQ, within-cluster SSQ e between-cluster
SSQ, que sao as bases para a definicdo dos indices de interpretacido apresentados.

A métrica overall SSQ, representada por 7, avalia a heterogeneidade geral para
todos os n exemplos do conjunto de dados, de acordo com a funcao de distancia
usada pelo algoritmo de agrupamento. Esta métrica pode ser decomposta para
indicar a heterogeneidade especifica de um grupo (7;) e, ainda, para indicar a he-
terogeneidade especifica com relacao a um determinado atributo do conjunto (7}).
Esta métrica relaciona cada exemplo do conjunto de dados com o protoétipo geral z.

A heterogeneidade dentro de cada grupo € calculada pela métrica within-cluster
SSQ, representada por J;. Esta métrica relaciona os exemplos do conjunto de dados
com cada um dos protoétipos de grupos v; obtidos pelo algoritmo de agrupamento.
Partindo desta métrica, também € possivel obter uma avaliacao heterogeneidade
geral por grupos (J) e a heterogeneidade relacionada a atributos do conjunto (J;).

Between-cluster SSQ, representada por B, € a métrica que avalia a dispersao
dos protétipos de grupos e, portanto, a diferenca entre todos os grupos obtidos
com a aplicacdo do algoritmo de agrupamento. A meétrica relaciona os protétipos
de grupos v; com o protétipo geral z e utiliza-se dos graus de pertinéncia a grupos
obtidos por meio do algoritmo de agrupamento. A métrica pode ser decomposta
para encontrar a dispersao para cada protoétipo (B;) ou a dispersao relacionada a
atributos do conjunto (B;).

indices de Interpretacéo

Os indices de interpretacdo para agrupamento fuzzy sido definidos de forma a
avaliar a qualidade da particdo, a homogeneidade e excentricidade de cada grupo,
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além do papel dos diferentes atributos do conjunto de dados no processo de for-
macéao de grupos. O valor dos indices esta dentro do intervalo de O a 1.

1. Indices de interpretacdo de particdo fuzzy

Indice de heterogeneidade geral: obtido por

B
R=7

onde valores altos para R implicam que os grupos sao mais homogéneos e
melhor representados pelos protétipos de grupos.

Indice de heterogeneidade geral relacionado a atributos: obtido por

B .
COR(j) = =
() T,
quando realizada a comparacao entre COR(;) e R pode-se avaliar se o poder
discriminativo de um atributo esta acima ou abaixo da média. A razao
B .

CTR(j) =7

indica a contribuicdo do atributo para a dispersdo. Altos valores para esta
razao indicam que o atributo tem contribuicdo importante para a separacao
dos protétipos de grupos.

2. Indices de interpretacdo de grupo

Indice de heterogeneidade de grupo: siao definidas as proporcdes de cada mé-
trica SSQ para cada grupo i:

N5 . B N

T@) = T B(i) = 3 ¢ J(i) =

onde valores altos obtidos de B(i) indicam que o grupo especifico esta distante

do centro global do conjunto, comparativamente com os outros grupos gera-

dos. Valores altos para J(i) indicam que um grupo especifico é relativamente
heterogéneo em comparacao com os demais grupos.

Indice de heterogeneidade de grupo relacionado a atributos: pode ser avali-
ado com ajuda do indice de heterogeneidade geral relacionado a atributos. A
proporcao de um atributo j com relacao a um grupo ¢ € dada por:
B
COR(j,i) = =L
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onde altos valores de COR(j,i) mostram que o atributo j tem comportamento
relativamente homogéneo dentro do grupo i. A contribuicio relativa do atri-
buto j para a heterogeneidade do grupo ¢ € dada por:

CTR(j,i) = —".

E a contribuicao relativa do atributo j e grupo ¢ para a métrica between-cluster
SSQ € dada por:
Bij

B

e quando CE(j,7) € proximo de 1 o atributo j tem grande contribuicdo para a

CE(j,i) =

excentricidade do grupo i.

Ha outros indices de validaciao definidos de forma diferente, com relacao aos
resumidamente descritos nesta secdo. Por exemplo, Campello; Hruschka (2006)
define a métrica Fuzzy Silhouette, que € uma generalizacdo fuzzy da métrica Ave-
rage Silhouette Width Criterion, originalmente criada para aplicacao a parti¢coes de
dados crisp.

3.2.5 Interpretagdo dos Resultados

Nesta etapa os resultados do agrupamento sao examinados com base nos seus
exemplos, com o objetivo de descrever a natureza do grupo gerado. A interpretacao
dos grupos pode permitir avaliacées subjetivas que tenham significados praticos,
ou seja, especialistas podem ter interesse em encontrar caracteristicas semanticas
de acordo com os exemplos e valores de seus atributos em cada grupo.

3.3 Agrupamento de Dados Semissupervisionado

Durante o processo de agrupamento ocorre o passo de aplicacao de uma técnica
de agrupamento. O algoritmo nao supervisionado aplicado neste passo pode ser
substituido por uma técnica que se utiliza de semi-supervisao.

As subsecoes que seguem trazem a descricao de trés algoritmos de agrupa-
mento fuzzy semissupervisionado, relevantes para este trabalho, e também sao
colocados, de forma mais simplificada, outros algoritmos de agrupamento semis-
supervisionado que poderiam ser utilizados no passo de aplicacao de técnica de
agrupamento.
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3.3.1 Semi-Supervised Fuzzy C-Means

Bensaid et al. (1996) tomam como base o algoritmo FCM, descrito em 3.2, e
sugerem o algoritmo semi-supervised Fuzzy C-Means (ssFCM) (pseudo-codigo 3.3).
As adaptacdes propostas incluem exemplos rotulados para melhorar o desempenho
do FCM.

As modificacoes sugeridas foram realizadas no intuito de resolver trés proble-
mas da aplicacao do FCM original:

1. a escolha do nimero de grupos c: a falta de conhecimento sobre o conjunto
de dados que sera agrupado pode fazer com que o nuimero ¢ escolhido gere
um agrupamento que nao reflete a realidade do conjunto;

2. a associacéo de rétulos aos grupos definidos pelo algoritmo: apds o agrupa-
mento, nao sabemos qual o rétulo apropriado para cada grupo;

3. funcoes de desempenho que tendem a igualar o nimero de membros de cada
grupo: nem todos os conjuntos de dados estdo divididos em grupos com o
mesmo numero de elementos, podendo existir grupos com mais (ou menos)
exemplos do que outros grupos do mesmo conjunto. A figura ilustra este
problema.

Sao sugeridas trés propostas principais para a minimizacao dos problemas ci-
tados. As duas primeiras solucionariam os problemas 1 e 2, ja o problema 3 seria
resolvido pela ultima adaptacao sugerida:

1. Introducao de exemplos rotulados: o conjunto de dados inicial do FCM seria
substituido por uma uniio dos conjuntos de dados rotulados, X', e nio rotu-
lados, X". Seja n o namero de classes representadas em X!, entdo ao nimero
de grupos c é atribuido o valor n.

2. Definicao das pseudo-particoes fuzzy (p): a pertinéncia dos exemplos rotu-
lados sera igual a 1 e ndo sera alterada durante a atualizacdo da pseudo-
particao. A pertinéncia para exemplos nao rotulados é calculada como no
FCM.

3. Calculo dos prototipos de grupos: € incorporado um peso atribuido a cada
exemplo rotulado (wy) para realizar o calculo dos protétipos. Este peso € de-
finido segundo o grau de influéncia de cada dado rotulado. Caso nada se
conheca a respeito da influéncia destes exemplos, w, = w para todo z; € X/,
onde w pode ser uma valor definido de forma aleatéria. O calculo do protétipo
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v§t) do grupo 7 na iteracao ¢ do algoritmo ssFCM é
o = (Z’“ e [ ()]s [Az i) }n;x%> (3.10)
>kl wi [A] (= )] v [Ar (23)]

Algoritmo 3.3: semi-supervised FCM

Entrada: X': é um conjunto de sementes (exemplos rotulados), X*: é o
restante do conjunto de dados (exemplos nao rotulados), d: medida
de distancia, m: (1,00), € o nivel de fuzzificacao, e: erro,

W = wi,wa,...,wp, OU w: peso para exemplos rotulados.

Saida: p: pseudo-particdo fuzzy dos dados em grupos, U: conjunto de

protoétipos para os grupos e seus possiveis rotulos.

inicio
t := 0 ¢ := namero de rétulos distintos em X' Inicializacdo de pt+1;
repita
ol =t +1;

Atualizacao de U a partir da equacao 3.10, utilizando a medida de
distancia d;
Atualizacao de p't!

até |@t+1 _ pt| <e

3.3.2 Partially Supervised Gustafson and Kessel

O método partially supervised Gustafson and Kessel (Gustafson e Kessel par-
cialmente supervisionado) (pseudo-codigo 3.4) € a extensdo do método descrito na
publicacdo de Gustafson; Kessel (1978) (GK), que utiliza uma distancia quadra-
tica adaptativa no lugar da simples distancia euclidiana do FCM. Esta extensao foi
desenvolvida por Pedrycz (1985); Pedrycz; Waletzky (1997).

Como a abordagem tratada na Secao 3.3.1, esta também ¢ baseada no algoritmo
FCM. Neste método também trata-se o conjunto de dados de entrada X como a
unido de dados rotulados, X!, e ndo rotulados, X*. Adicionalmente, existe um vetor
de valores binarios (b)) que indica quais sdo os dados rotulados e nao-rotulados,
respectivamente representados pelos valores 1 e 0.

A funcao de desempenho para o método, sugerida na extensao, contém um
termo de penalidade que tem o objetivo de balancear a influéncia dos dados rotula-
dos. Isto significa que dados rotulados que nao tém um alto grau de pertinéncia a
uma classe devem ser “desconsiderados”, pois sua influéncia ocasionaria a distor-
cao do agrupamento resultante da aplicacdo do método. A funcao de desempenho
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seria modificada da seguinte forma

k n
Tm(9) = T35 () + Y Y ([Ai (7)) = figby)™ oy — vill %, (3.11)
i=1 j=1

onde J5¥ () é semelhante a funcdo 3.9 de desempenho do FCM original.
(t+1)

A funcao de atualizacdo da particdo p, representada por A; " ’/(z;), € estendida

para

. k .y
A(t+1)(xk) _ 1 1+a (1 B b] Zi/:l fZ ]> o

! S l4a’ k 3y, (z5,0:) " +1—|—
Y d?ui, CIRD

onde f;; € F, F' € uma matriz que contém o grau de pertinéncia de cada exemplo

~fisb; (3.12)

rotulado para cada grupo, b é o vetor indicador de dados rotulados e nao-rotulados
®)

e a distancia entre z;, € o prototipo v;” € calculado como segue

A3, (g, vi) = (zx — vi)T My(zy, — v;) (3.13)

onde M; é a matriz de covariancia para a particdo A;, atualizada a cada execugao
do algoritmo, entre o calculo dos protétipos de grupos e a atualizacdo da pseudo-
particao por meio do procedimento

M; = [det (C)] /P Ot com Cr = A(an)™ (ar — vi) (w — vi) "
k=1

Quando a penalidade a = 0, os rétulos de X' sdo totalmente ignorados e o
algoritmo tem desempenho similar ao GK original. Para o caso de @ — oo, o psGK
tem um desenvolvimento parecido com o do ssFCM.

3.3.3 Active Fuzzy Constrained Clustering

O Active Fuzzy Constrained Clustering (AFCC) (pseudo-codigo 3.5), apresentado
por Grira et al. (2008), € um método baseado no FCM que implementa semi-
supervisao pela utilizacao de restricdes do tipo must-link e cannot-link colocadas
para uma parte dos exemplos do conjunto de dados. O algoritmo proposto € ba-
seado em uma realocacao iterativa que particiona o conjunto de dados em um nu-
mero 6timo de grupos na tentativa de minimizar a soma de distancias intra-grupo
sem deixar de considerar as restricoes disponibilizadas pelo usuario.

De forma geral, pode-se dizer que o AFCC alterna entre os dois passos: atua-
lizacao de grau de pertinéncia e estimativa de prototipo. O algoritmo depende de
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Algoritmo 3.4: partially supervised Gustafson and Kessel
Entrada: ¢: namero de grupos, X: conjunto de dados, b: indicador de
exemplos rotulados, F: matriz de graus de pertinéncia dos
exemplos rotulados, e: erro.
Saida: p: pseudo-particdo fuzzy dos dados em grupos, U: conjunto de
protoétipos para os grupos e seus possiveis rotulos.
inicio
Inicializacao de ¢’;
repita
p = ¢
Calculo de U;
Calculo das matrizes P; de covariancia para cada grupo i;
@ = atualizacao de p;
até [[p — pl| <e

dois fatores importantes, que sdo calculados a cada iteragdo. O fator o garante o
equilibro da influéncia entre restricoes e exemplos nao rotulados e o fator g que
determina qual o termo da atualizacao de graus de pertinéncia sera dominante.

A aplicacao do AFCC considera que as similaridades entre exemplos de dados €
informacao confiavel com relacdo ao objetivo do agrupamento, tendo o conjunto de
restricées como um axilio na busca de grupos mais relevantes dentro do conjunto
de ados. Assim, ha pouca incerteza com de que o algoritmo nao identificara grupos
compactos e bem separados.

Uma diferenca notavel neste método é a adaptacdo do numero de protoétipos e
grupos durante a execucao do algoritmo. Os métodos apresentados anteriormente
definiam um valor para o numero de grupos e trabalhavam com este valor até o fim
da aplicacdo do método. O AFCC inicia um valor maximo para o numero de grupos
e, ao longo das iteracoes, vai aperfeicoando as particoes e pode eliminar grupos que
sejam considerados nao significativos apés avaliacao de densidade (Figura 3.3). A
re-distribuicdo dos exemplos do conjunto de entrada e o calculo para atualizacao
dos prototipos de grupo sao realizados a cada iteracao do algoritmo, até que os
protétipos sejam considerados estaveis.

3.3.4 Outros Algoritmos

Nesta secao sao descritos quatro algoritmos de agrupamento semissupervisi-
onado nao fuzzy. Estes algoritmos sao importantes por terem sido os primeiros
que surgiram no contexto de AM explorando a ideia de semi-supervisdo para agru-
pamento. Ainda nesta secao € apresentado um algoritmo de agrupamento semis-
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Figura 3.3: Ilustracao do processo de agrupamento. (a) conjunto de dados e agru-
pamento desejado. (b) Grupos formados em uma iteracdo t. (c) Grupo menos
bem-definido (destacado) é o que tem menor densidade. (d) Exemplos a fronteira
do grupo menos bem-definido (circulos cheios) sdo aqueles com menor grau de per-
tinéncia entre os dados do grupo. (e) Para cada exemplo de fronteira, € selecionado
(fronteira tracejada) o grupo mais proximo (segundo maior grau de pertinéncia para
o exemplo). Sao verificadas as restricées para o exemplo de fronteira. (f) adapta-
cao dos grupos para nao violacdo da restricao must-link entre os exemplos. (Grira
et al., 2005)
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Algoritmo 3.5: Active Fuzzy Constrained Clustering
Entrada: C: namero maximo de clusters, X: conjunto de dados, Const:
conjunto restricoes para exemplos de X
Saida: P: particdo do dados, U: conjunto de protétios para grupos.
inicio
Inicializacao de C protétipos;
Inicializacao de P mesma probabilidade de pertencer a cada grupo;
Computar cardinalidade inicial para os C' grupo;
repita
Computar 3;
Computar «;
Computar grau de pertinéncia;
Computar cardinalidades para os C grupos;
para cada k € C hacer
L se cardinalidade de k < limite entdo

L descartar o grupo k;

Atualizar C;
Atualizar P;

B até obter protétipos estdveis;

supervisionado fuzzy com uma proposta diferenciada com relacao aos algoritmos
colocados anteriormente.

SEEDED K-Means

O algoritmo SEEDED-K-Means (pseudo-cédigo 3.6), proposto por Basu et al.
(2002), € uma variante do K-Means, ou seja, também particiona o conjunto de da-
dos em k grupos. Este algoritmo utiliza exemplos rotulados (sementes - seeds) para
calcular os protétipos iniciais dos grupos ao invés de escolhé-los aleatoriamente.

Considerando um conjunto de exemplos X, toma-se um subconjunto S C X
como sendo o conjunto de sementes. Na inicializacao do algoritmo, o usuario ¢é
responsavel por atribuir cada z; € S a um dos k grupos a serem encontrados,
dividindo o conjunto S em k subconjuntos S;, de tal forma que S = Ufl S;. O algo-
ritmo exige que para cada grupo seja atribuido, no minimo, uma semente. Desta
maneira, cada grupo tera seu protoétipo inicializado com a média das sementes
atribuidas pelo usuario. A particdo definida pelas sementes é usada apenas para
inicializacao e as sementes nao sao usadas nos passos seguintes do algoritmo.
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Algoritmo 3.6: SEEDED K-Means
Entrada: X: conjunto de dados, k: numero de grupos, S: conjunto de
sementes iniciais.
Saida: P: particao dos dados em k grupos, C: conjunto de exemplos
protétipos (centros de grupos).
inicio
C := prototipos obtidos por meio do conjunto S;
repita
Atualizar P;
Atualizar C;
até nenhum x € X mudar de grupo;

CONSTRAINED K-Means

Também proposto por Basu et al. (2002), o algoritmo CONSTRAINED K-Means
(pseudo-codigo 3.7) € uma melhoria do algoritmo SEEDED-K-Means. A diferenca
esta nos passos seguintes a inicializacdo dos protoétipos, nos quais os exemplos
que fazem parte do conjunto das sementes, e que foram inicialmente associados
a um dado grupo pelo usuario, nao poderao ser associados a um outro grupo.
Assim, apenas os exemplos nao selecionados como sementes serdo reagrupados,
diferentemente do SEEDED-K-Means em que as sementes podem vir a pertencer a
grupos diferentes daqueles inicialmente associados. Desta maneira, o CONSTRAI-
NED K-Means € mais adequado quando as sementes, relacionados aos exemplos
rotulados, estao livres de ruidos.

Algoritmo 3.7: CONSTRAINED K-Means
Entrada: X: conjunto de dados, k: niumero de grupos, S: conjunto de
sementes iniciais.
Saida: P: particdo dos dados em k grupos, C: conjunto de exemplos
protétipos (centros de grupos).
inicio
C := protoétipos obtidos por meio do conjunto S ; repita
Atualizar P, mantendo z; € S em seus grupos iniciais;
Atualizar C;
até nenhum x € X mudar de grupo;

COP K-Means

Proposto por Wagstaff et al. (2001), o COP K-Means (pseudo-cédigo 3.8) é uma
variante do algoritmo nao supervisionado K-Means. Utiliza-se de conhecimento



CAPITULO 3. AGRUPAMENTO DE DADOS SEMISSUPERVISIONADO 43

prévio, descrito na forma de relacées entre os exemplos, que € utilizado no processo
de formacao dos grupos. As restricoes sao dos tipos must-link e cannot-link.

Os grupos encontrados pelo COP K-Means devem respeitar todas as relacoes
must-link e cannot-link impostas pelo usuario nos exemplos rotulados. Durante a
construcao dos k grupos, cada exemplo do conjunto de exemplos nao rotulados ¢é
associado ao grupo mais préximo.

Algoritmo 3.8: COP K-Means
Entrada: X: conjunto de dados, M: conjunto de restricoes must-link, CN:
conjunto de restri¢cées cannot-link.
Saida: P: particdo dos dados em k grupos, C: conjunto de exemplos
protétipos (centros de grupos).
inicio
C := conjunto de k exemplos = € X;
repita
Atualizar P, sem violar restricoes M e C'N;
Atualizar C;
até nenhum x € X mudar de grupo;

PCK-Means

Este algoritmo também é uma variante do algoritmo nao supervisionado K-
Means e foi proposto por Basu et al. (2004). Este algoritmo utiliza um cenario
de restricoes entre pares dos tipos must-link e cannot-link no conjunto de dados,
assim como o COP K-Means. A medida de similaridade utilizada nesse algoritmo é
adicionada de dois fatores que avaliam o custo de violagdo das restricées conheci-
das. O custo de violacao de uma restricao do tipo must-link € dado se os exemplos
ligados por must-link forem associados a dois diferentes grupos. Similarmente, o
custo de violacao de uma restricao do tipo cannot-link é dado se os exemplos ligados
por cannot-link forem associados ao mesmo grupo.

O PCK-Means (pseudo-codigo 3.9)adota o conceito de vizinhanca para a inicia-
lizacdo dos prototipos de grupos. A aplicacdo do fecho transitivo no conjunto de
restricoes must-link aumenta este conjunto pela adicao de novas restricoes. Uma
vizinhanca contém os exemplos que estdao conectados entre si no conjunto de res-
tricdes must-link. Seja z; um elemento de uma vizinhanca ;. Seja y tal que z; e
y estao relacionados dentro do conjunto de restricoes cannot-link. Para cada ele-
mento z; de )\; sera adicionada um restricdo entre z; e y no conjunto cannot-link.

Se o numero n de vizinhancas for maior que o numero k£ de grupos em que
deve ser dividido o conjunto de dados, sdo selecionadas as k£ maiores vizinhancas e
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seus centroides inicializarao os protoétipos de grupos. Se n < k, n prototipos serao
inicializados com os centréides das vizinhancas e os k — n protétipos restantes
serao inicializados com base em exemplos mantém restricoes do tipo cannot-link
com todas as n vizinhancas. Se ainda houver protétipos nao inicializados, estes
serdo iniciados aleatoriamente.

Algoritmo 3.9: PCK-Means
Entrada: X: conjunto de dados, M: conjunto de restricoes must-link, CN:
conjunto de restricées cannot-link, w: peso das restricoes, k:
numero de grupos.
Saida: P: particao dos dados em k grupos, C: conjunto de exemplos
protétipos (centros de grupos).
inicio
M := aplicacao do fecho transitivo no conjunto M;
Complemento de CN a partir de M;
Inicializacao e adaptacao de C para k grupos;
repita
Atualizar P, considerando custo de violagdo de restricoes;
Atualizar C;
até nenhumz € X mudar de grupo;

Semi-Supervised Point Prototype Clustering

O algoritmo semi-supervised Point Prototype Clustering (ssPPC) (pseudo-cé6digo
3.10) foi apresentado por Bensaid; Bezdek (1998); Labzour et al. (1998) e utiliza
exemplos rotulados para definir variaveis de entrada de agrupamento nao supervi-
sionado e para realizar o ajuste do grau de pertinéncia dos exemplos nao rotulados
a0s grupos.

Este método, como outros apresentados neste texto, separa o conjunto de dados
X em X! (dados rotulados) e X* (dados nio rotulados). A principal caracteristica
do ssPPC € a possibilidade de aplicacdo de qualquer algoritmo de agrupamento
nao supervisionado do tipo point-prototype. Os algoritmos K-Means e FCM sao
exemplos deste tipo de algoritmo, pois realizam a divisdo de grupos a partir de
exemplos (pontos) prototipos.

3.4 Consideracoes Finais

Este capitulo descreveu conceitos gerais de agrupamento nao supervisionado e
semissupervisionado contextualizados na area de aprendizado de maquina.
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Algoritmo 3.10: Semi-Supervised Point Prototype Clustering

Entrada: X': conjunto de dados rotulado, X*: conjunto de dados nao
rotulados ppc: agrupamento do tipo point-prototype a ser utilizado.

Saida: P: particao dos dados X* em n grupos (n € o numero de rétulos que
existem em X'), C: conjunto de exemplos protétipos (centros de
grupos).

inicio

k= |X!;

Aplicacdo do agrupamento ppc ao conjunto X* para divisdo em k grupos;

C := protoétipos finais obtidos apo6s ppc;

P := particao final obtida apés ppc;

Rotulacédo dos k grupos baseando-se na distancia entre ¢; € C e z; € X/;

Calculo de P com base em P,,,;

No proéximo capitulo sao especificados os objetivos € o método de geracdo de
regras fuzzy combinado com agrupamento semissupervisionado, proposto neste
projeto de dissertacao.



CAPITULO

4

Agrupamento de Dados
Semissupervisionado na GeracAo
de Regras Fuzzy

O objetivo deste trabalho € explorar o uso de algoritmos de agrupamento na ge-
racao de regras fuzzy. Este capitulo se inicia com uma breve discussio que resgata
as principais motivacdes para se utilizar métodos de agrupamento em sistemas
de aprendizado em geral e na geracdao de regras em particular. Em seguida, sao
descritos, resumidamente, os mecanismos mais utilizados na geracdo automatica
de regras fuzzy e o papel que os métodos de agrupamento tém ou tiveram nesse
processo, principalmente por meio da versao nao supervisionada. Na sequéncia,
€ descrita a proposta de abordagem de geracao de regras fuzzy desenvolvida aqui,
utilizando os algoritmos de agrupamento fuzzy semissupervisionados para a prévia
rotulacdo de dados nao rotulados.

4.1 Agrupamento de Dados

A geracao de regras fuzzy, assim como acontece com a geracao de regras sim-
bolicas, € feita, na maioria das vezes, por meio de métodos de classificacdo ou re-
gressao, ou seja, aqueles que utilizam dados rotulados. O grande volume de dados
nao-rotulados disponiveis, porém, exige investimentos em pesquisas que busquem
utiliza-los nos processos de aprendizado de maquina, ao invés de descarta-los.

46
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Este fato evidéncia a necessidade e a importancia dos métodos de agrupamento.
A organizacdo de dados em grupos é uma das formas mais fundamentais para
entender e aprender Jain (2010). Em variados dominios podemos identificar a im-
portancia da divisdo de dados em classes que tenham algum significado. Tarefas
de agrupamento de dados ocorrem em diversificados tipos de aplicacdo, como pro-
cessamento de imagens, classificacao e organizacdo de textos, gerenciamento de
recursos, estudo de genoma.

A dificuldade em realizar este tipo de tarefa pode servir de evidéncia a favor da
popularidade de algoritmos antigos e simples, como o K-Means, e do esforco em-
pregado na evolucao de algoritmos de agrupamento que possam lidar com distintos
tipos de dados.

Tipicamente, métodos de agrupamento nao se utilizam de conhecimento pré-
vio, como roétulos de classes, para desempenhar sua tarefa. A caracteristica de
conjuntos de dados atuais, grande volume e estruturas mistas com atributos de
tipos variados (como texto, streamings de video e audio), contribui para a busca de
melhores solucoes para tarefas de aprendizado de maquina.

Em decorréncia disso, o agrupamento semissupervisionado passou a ser consi-
derado, nos ultimos anos, um importante processo a ser explorado com a finalidade
de tratar o problema de dispormos de muitos dados, sem dispormos de recursos
para rotula-los manualmente. Pesquisas que envolvem agrupamento semissuper -
visionado tem o objetivo de gerar estruturas mais fiéis a realidade dos conjuntos de
dados. Estruturas sobre as quais, ou conjuntamente, possam ser aplicados outros
métodos de aprendizado. O trabalho desenvolvido aqui visa investigar os beneficios
que podem ser obtidos no processo de geracdo automatica de regras, com a prévia
identificacao de tais estruturas contidas nos conjuntos de dados.

4.2 Sistemas Baseados em Regras Fuzzy

Os Sistemas Baseados em Regras Fuzzy (SBRF) sdo compostos por dois compo-
nentes principais: a Base de Conhecimento (BC) e o Mecanismo de Inferéncia (MI).
A geracdo automatica desses sistemas € um tépico frequente nas pesquisas atuais
e caracteriza a aproximacao entre as areas de modelagem fuzzy e aprendizado de
maquina (Hullermeier, 2005). Como a BC de um SBREF inclui a Base de Dados (BD),
que contém os conjuntos fuzzy, e a Base de Regras (BR), que contém as regras, os
métodos para geracao desses sistemas variam desde o ajuste de conjuntos fuzzy,
passando pela geracdo de um dos componentes da BC, até a geracdo simultanea
de todos os componentes, incluindo parametros do MI.

Varias abordagens tém sido usadas para a geracdo automatica da BC a partir
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de dados numeéricos que representam amostras ou exemplos do problema. Dentre
as técnicas mais bem sucedidas estdo os algoritmos de agrupamento (clustering)
(Liao et al., 2003), os métodos baseados em gradiente (Nomura et al., 1992), as
arvores de decisdo fuzzy (Janikow, 1998), as redes neurais (Jang et al., 1997) e os
algoritmos genéticos (Cordom et al., 2004a).

O uso de agrupamento com a finalidade de construir SBRF consiste em identi-
ficar regides no espaco de entrada que podem formar o antecedente de uma regra.
Os resultados de agrupamentos fuzzy podem ser transformados em uma BR fuzzy
e podem, assim, ser utilizados para extracdo nao supervisionada de regras fuzzy de
um conjunto de dados. Cada grupo ou grupo representa uma regra fuzzy se...entao
(Secao 2.2.1).0s conjuntos fuzzy sao derivados da projecao dos grupos em deter-
minada dimensao. A base de regras fuzzy pode ser obtida por meio da projecao de
todos os grupos.

Devido a aproximacao da projecdo dos grupos, usualmente para conjuntos fu-
zzy triangulares ou trapezoidais, as regras fuzzy geradas podem nao representar a
realidade dos grupos originais. A projecao dos grupos pode trazer, ainda, um pro-
blema de interpretabilidade linguistica, pois nido ha restricées quanto a semantica
dos conjuntos fuzzy gerados (Klose; Kruse, 2005).

Alternativamente pode-se definir uma particdo fuzzy fixa para cada atributo,
o que determina regides fuzzy regulares do espaco de busca, e considerar cada
uma dessas regides como o antecedente de uma regra em potencial (Wang; Mendel,
1992). Essa abordagem € vantajosa do ponto de vista de interpretabilidade dos
conjuntos fuzzy mas pode definir modelos imprecisos quando a particao inicial
define regides que nao correspondem a estrutura dos dados.

A inducao de arvores de decisdao, uma das formas mais utilizadas de aprendi-
zado de maquina supervisionado, também tem sido explorada para a geracao de
regras fuzzy, por meio de variacdes fuzzy do método original (Janikow, 1998; Olaru;
Wehenkel, 2003). Depois que a arvore de decisao foi construida, cada caminho
pode ser considerado uma regra. A maneira mais simples de estender uma arvore
de decisao € utilizar predicados fuzzy nos nés internos das arvores para flexibilizar
os limites de decisdo. Essas abordagens sdo, de acordo com Hullermeier (2005),
um exemplo tipico de como pode ocorrer a fuzzificacao de métodos tradicionais de
aprendizado de maquina indutivo.

As abordagens hibridas, que combinam outras metodologias, especialmente re-
des neurais e computacao evolutiva, com a teoria de conjuntos fuzzy, sdo parti-
cularmente importantes para o campo de aprendizado de regras fuzzy. Os méto-
dos neuro-fuzzy incluem entre as abordagens mais utilizadas, a de codificar um
sistema fuzzy como uma rede neural e aplicar métodos conhecidos de aprendi-
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zado, como backpropagation, para treinar essa rede. Assim, os sistemas neuro-
fuzzy combinam o poder de representacio dos sistemas fuzzy com a capacidade de
aprendizado das redes neurais.

Os algoritmos evolutivos em geral e os algoritmos genéticos em particular, tém
sido extensivamente utilizados para o aprendizado de SFBR. Nessa abordagem
encontra-se uma grande variedade de mecanismos para otimizar ou construir um
SFBR ou partes dele, sequencialmente, simultaneamente ou ainda de forma com-
binada com outros métodos. Por serem de maior interesse para este trabalho, os
sistemas fuzzy genéticos sao descritos a seguir.

4.2.1 Sistemas Fuzzy Genéticos

Um Sistema Fuzzy Genético (SFG) € o nome utilizado para designar Sistemas
Fuzzy combinados com um processo de aprendizado baseado em Algoritmos Gené-
ticos. Os Sistemas Fuzzy buscam a representacido do conhecimento impreciso, por
meio do uso da légica fuzzy, cujos conceitos foram descritos no Capitulo 2. Algo-
ritmos Genéticos sdo aqueles de busca e otimizacdo que se baseiam nos principios
da genética e da selecdo natural para encontrar a solu¢do de um determinado pro-
blema Goldberg (1989).

A pesquisa sobre os SFGBR ja deu origem a um numero expressivo de traba-
lhos e continua em atividade nos dias de hoje. Embora seja dificil classificar as
abordagens mais recentes que surgem a cada ano, € possivel identificar algumas
como classicas e, também, novas tendéncias. Importantes contribuicoes que ca-
racterizam o estado da arte e as principais tendéncias podem ser encontradas nas
diversas edicoes especiais sobre o assunto, como Cordoén et al. (2004b); Casillas
et al. (2007); Carse; Pipe (2007); Herrera (2008); Casillas; Carse (2009).

Os dois grupos principais de métodos que combinam as abordagens fuzzy e
genética para geracdo de BC sao: Adaptacdao Genética (Bonissone et al., 1996;
Cordon; Herrera, 1997; Casillas et al., 2001; Castro; Camargo, 2004), que contém
os métodos que fazem o ajuste ou sintonia de componentes da BC; e Construcao
Genética (Ishibuchi et al., 1994; Hoffmann; Pfister, 1997; Ishibuchi et al., 1999),
que contém os métodos que constroem componentes da BC.

Os SFG sao particularmente relevantes para este trabalho, devido a esse ser
um tema que tem sido investigado ha alguns anos por outras pesquisas do grupo.
Assim, alguns dos métodos supervisionados para geracao de regras utilizados nesta
proposta foram selecionados entre os que se enquadram nessa proposta, visando
possiveis trabalhos futuros de comparacao dos métodos.
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4.3 Agrupamento de Dados na Geracdo de Regras Fuzzy

A analise de agrupamento passou a ser explorada como um importante meca-
nismo para geracdo de SBRF em funcéao do crescimento do interesse por técnicas
que permitam a construcdo automatica de tais sistemas a partir de conjuntos de
dados.

A abordagem mais comum para gerar regras por meio de métodos de agrupa-
mento fuzzy é considerar cada grupo como uma possivel regra. Assim, apos en-
contrar grupos por meio de algum algoritmo, o antecedente da regra é determinado
projetando-se o grupo em cada uma das dimensdes do espaco de entrada para
obter proposicoes fuzzy da forma “V € A”. A conjuncao dessas proposicdes forma,
portanto, o antecedente da regra e cada grupo € associado com uma classe. A des-
vantagem dessa abordagem € que cada regra faz uso de seus proprios conjuntos
fuzzy, gerados pela projecado, o que pode prejudicar a interpretabilidade. Exemplos
de trabalhos pioneiros seguindo essa abordagem sao Sugeno; Yasukawa (1993);
Yager (1993); Babuska et al. (1994); Skarmeta et al. (1999); Abonyi et al. (2002).
Em (Delgado et al., 1997) pode ser encontrada uma proposta baseada em formas
diferentes de induzir conjuntos fuzzy a partir dos grupos.

Em trabalhos mais recentes encontra-se, frequentemente, abordagens que com-
binam os métodos de agrupamento com outros mecanismos de aprendizado para
a geracao de regras fuzzy. Em (Juang, 2005), por exemplo, € proposto um método
que combina agrupamento on-line e algoritmo genético para a geracao de SFBR,
com reforco. Outras abordagens, combinado ag com agrupamento pode ser en-
contradas em (Saez et al., 2008). Em (Lee et al., 2008) é apresentado um novo
algoritmo de agrupamento fuzzy iterativo que incorpora um esquema de supervi-
sdo em um processo de agrupamento fuzzy nao supervisionado. O processo de
aprendizado comeca de uma maneira nao supervisionada e constréi gradualmente
particdes significativas no espaco de entrada. As regras fuzzy sao obtidas por um
processo iterativo de selecionar grupos com supervisao baseado nas nocées de pu-
reza e separabilidade dos grupos.

Finalmente, vale destacar que os métodos de agrupamento sao muito utiliza-
dos para geracao de conjuntos fuzzy, de forma combinada ou complementar ao
processo de geracao das regras fuzzy, feito por outro método (Liao et al., 2003).

Embora nao focalizem a geracao explicita de regras fuzzy, alguns trabalhos adi-
cionais relacionam-se com a proposta descrita aqui, por tratarem a questao de
classificacao por meio de agrupamento fuzzy. Stutz; Runkler (2002) apresentam
extensdes ao método de agrupamento fuzzy que permitem a incorporacao de co-
nhecimento adicional ao processo de agrupamento, que resultam em sistemas de
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classificacao e predicédo especificos para o problema de trafego. Geng et al. (2009)
apresentaram uma proposta para melhorar a classificacdo de paginas da Web
usando um algoritmo de agrupamento fuzzy estendido. O mecanismo de agrupa-
mento fuzzy ndo supervisionado e semissupervisionado para analise e classificacao
de imagens € estudado em (Pedrycz et al., 2008).

A proposta de trabalho desenvolvida aqui, aborda a combinacao de métodos
de agrupamento com sistemas fuzzy de uma maneira diferente das usualmente
encontradas na literatura. Essa proposta € apresentada na préxima secao.

4.4 Trabalho Proposto

O objetivo do trabalho proposto aqui € explorar e avaliar o uso de métodos de
agrupamento semi supervisionados na geracao de regras fuzzy para classificacao.
A ideia principal € rotular previamente os dados nao rotulados usando métodos de
agrupamento fuzzy e, na sequéncia, aplicar métodos de geracao de regras fuzzy co-
nhecidos, que utilizam dados rotulados. A principal motivacdao para esse trabalho
foi investigar mecanismos hibridos para utilizacido de dados nao rotulados, pela
combinacao de duas metodologias que podem se complementar. Enquanto a gera-
cao de regras fuzzy é, na maioria das vezes, feita por mecanismos que requerem
dados rotulados, a crescente disponibilidade de dados nao rotulados evidencia a
necessidade de pesquisar métodos adequados a situacdées como essas, nas quais
nao se dispde de informacao prévia relativa as classes. Os métodos de agrupa-
mento, por outro lado, adequados a analise de dados nao rotulados, apresentam
dificuldades relativas a validacido e interpretacao dos grupos resultantes do pro-
cesso, o que consequentemente dificulta sua utilizacdo. O método de geracao de
regras proposto visa estudar alternativas de superacao de tais dificuldades.

O método desenvolvido neste trabalho pode ser dividido em duas etapas: (a) agru-
pamento e rotulacao; (b) geracao de regras . Estas etapas sao descritas nas proxi-
mas secoes.

Etapa de Agrupamento e Rotulagdao

Para esta etapa foram selecionados quatro algoritmos de agrupamento fuzzy de
dados. O algoritmo nao supervisionado que serviu de base para as comparacoes €
o popular FCM, detalhado na Secéao 3.2.3.

Os algoritmos de agrupamento semissupervisionado ssFCM (Secao 3.3.1), psGK
(Secao 3.3.2) e AFCC (Secao 3.3.3) foram selecionados de acordo com suas caracte-
risticas e mecanismos de semi-supervisao empregados, de maneira a compreender



CAPITULO 4. AGRUPAMENTO DE DADOS SEMISSUPERVISIONADO NA
GERACAO DE REGRAS FUZZY 52

alguma diversidade. Os trés métodos sao adaptacoes do FCM, sendo que os dois
primeiros encaixam-se na abordagem por sementes e o terceiro na abordagem por
restricoes.

Ainda durante esta etapa, os exemplos nao rotulados do conjunto de dados
de entrada para os algoritmos de agrupamento semissupervisionado recebem um
rotulo.

Esta etapa visa avaliar o desempenho de algoritmos de agrupamento fuzzy que
incorporam algum tipo de supervisao parcial com rela¢do a um algoritmo que rea-
liza o agrupamento fuzzy de forma nao supervisionada. Além disso, preparar, pelo
processo de rotulagdo, o conjunto de dados parcialmente rotulado, que serviu de
entrada, para a aplicacao de métodos de geracao de regras fuzzy.

Etapa de Geracdo de Regras

Nesta etapa ocorre o aprendizado supervisionado de regras fuzzy, a partir do
conjunto de dados rotulados resultante da etapa anterior. Os algoritmos aplicados
sao de classificacdo e tem como resultado uma BR fuzzy para o conjunto de dados
de entrada. O objetivo € comparar os resultados obtidos apés aplicacao da geracao
de BR ao conjunto parcialmente rotulado que foi particionado por um algoritmo
de agrupamento semi-supervisionando e passou por um processo de rotulacido de
seus exemplos nao classificados, com aqueles obtidos pela geracao de regras a
partir do conjunto rotulado original

Para a execucao dessa etapa foram utilizados um método de geracao de regras
fuzzy nao-evolutivo, o Fuzzy Rule Learning Model (Chi et al., 1996; Cordén et al.,
1999; Ishibuchi; Yamamoto, 2005). O Fuzzy Rule Learning Model, que sera refe-
rido neste trabalho por Chi-RW, realiza a construcédo de um sistema fuzzy baseado
em regras, que sao obtidas por meio de uma técnica adaptada a partir da técnica
de Wang; Mendel (1992), e contam, ainda, com pesos que ajudam na classificacao.
Os outros algoritmos selecionados executam a tarefa de geracdo de regras fuzzy
por métodos evolutivos. O Hybrid Fuzzy GBML (Ishibuchi et al., 2005) (referido por
Ishib-Hybrid neste trabalho) € um método que implementa um hibridismo entre as
abordagens de algoritmos genéticos consagradas: Michigan (Ishibuchi et al., 1999)
e Pittsburgh (Hoffmann; Pfister, 1997). Ja o SGERD (Mansoori et al., 2008) é um al-
goritmo genético com nuimero de geracoes finitas e ligadas a dimensao do problema
avaliado. O objetivo do SGERD ¢ extrair uma BR mais compacta e mais legivel. O
método SLAVE (Gonzalez; Perez, 2001) ¢ um algoritmo genético que se encaixa na
abordagem iterativa. Os métodos selecionados foram implementados com a fer-
ramenta Keel — Knowledge Extraction based on Evolutionary Learning (Alcala-Fdez
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et al., 2009, 2011) (http://www.keel.es). A avaliacao do resultado foi feita com base
na porcentagem de acertos da classificacao.

4.5 Consideracoes Finais

Neste capitulo foi retomada a motivacao para desenvolvimento do projeto de
dissertacao e foram descritas as diferentes etapas do projeto. O capitulo seguinte
detalha a validacao do projeto, os experimentos realizados e apresenta avaliacoes
dos resultados obtidos.



CAPITULO

S

Experimentos e Resultados

O objetivo deste capitulo € apresentar e analisar os resultados dos experimentos
realizados com os algoritmos de agrupamento e de geracao de regras fuzzy. A
colaboracao entre agrupamento semissupervisionado e a geracao de regras fuzzy,
foco do trabalho, também sera analisada.

A Secao 5.1 descreve conjuntos de dados, caracteristicas dos experimentos re-
alizados, o processo de validacao, entre outras consideracées iniciais. A Secao 5.2
coloca os resultados obtidos e suas analises.

5.1 Consideracoes Preliminares

Para validagdo da proposta, foram utilizados 13 conjuntos de dados bastante
populares para avaliar os resultados obtidos pelos métodos de agrupamento e clas-
sificacdo. Os conjunto de atributos numéricos, descritos na Tabela 5.1, estdo dis-
poniveis no repositorio UCI para aprendizado de maquina (Frank; Asuncion, 2010).

O método cross-validation para 5-fold (5-CV) foi adotado para comparar a per-
formance de algoritmos de agrupamento e classificacdo. As performances sao ba-
seadas em multiplos conjuntos de treinamento e teste. Para 5-CV, cada conjunto
de dados € randomicamente dividido em cinco conjuntos disjuntos de igual cardi-
nalidade. Cada conjunto € utilizado como conjunto de teste, tendo como conjunto
de treinamento os quatro outros conjuntos restantes. Os métodos de agrupamento
e classificacao sao treinados 5 vezes, cada vez com um conjunto diferente de teste.

54
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Tabela 5.1: Conjuntos de dados utilizados nos experimentos para validagao

Conjunto de Dados Numero de Exemplos Dimensdao Niumero de Classes

Balance 625 4 3
Bupa 345 6 2
Haberman 306 3 2
Ionosphere 351 33 2
Iris 150 4 3
Monk 2 432 6 2
New Thyroid 215 5 3
Pima 768 8 2
Sonar 208 60 2
SPECTF Heart 267 44 2
Vehicle 846 18 4
WDBC 569 30 2
Wine 178 13 3

A performance estimada esta relacionada a média dos 5 resultados.

Os objetivos da proposta permitem que a validacao seja divida em duas partes:
a validacao dos resultados obtidos pela aplicacdo dos métodos de agrupamento e a
validacéo das regras fuzzy geradas por métodos de classificacao. As especificacoes
de cada uma das partes da validacido sao descritas de forma mais detalhada nas
secoes 5.1.1 e 5.1.2.

5.1.1 Vadlidacdo de Agrupamento

Para validacdo dos resultados dos métodos de agrupamento, foram realizados
experimentos considerando a aplicacdo de quatro algoritmos de agrupamento fuzzy
distintos, sendo um deles nao supervisionado, dois semissupervisionados basea-
dos em sementes e um semissupervisionado baseado em restri¢cées. Especificacoes
dos algoritmos sido descritas a seguir:

1 - FCM - Método nao supervisionado, descrito pelo algoritmo 3.2. Para os
experimentos, foram retirados os rétulos das bases de dados e a métrica utilizada
para comparacdo entre padroes de uma mesma base foi a distancia euclidiana
(Equacao 3.3).

2 - ssFCM - Método semissupervisionado baseado em sementes, descrito pelo
algoritmo 3.3. Para os experimentos, foram sorteados conjuntos de exemplos para
servirem de sementes.

3 - psGK - Método semissupervisionado baseado em sementes, descrito pelo
algoritmo 3.4. Para os experimentos, também foram sorteados conjuntos de exem-
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plos que sao as sementes para o algoritmo.

4 - AFCC - Método semissupervisionado baseado em restri¢coes, descrito pelo
algoritmo 3.5. Para os experimentos, foram sorteados conjuntos de exemplos (con-
junto de sementes), a partir dos quais foram definidas as restricées must-link e
cannot-link. O conjunto de sementes € uma porcentagem dos padrdes do conjunto
de treinamento.

O sorteio de exemplos para os conjuntos de sementes foram realizados de duas
maneiras diferentes. Foram utilizados conjuntos de sementes de 10%, 20% e 30%
do total de exemplos no conjunto de treinamento. Para cada porcentagem, foram
gerados dois tipos de conjuntos. Um deles foi definido por meio de sorteio entre
todos os exemplo do conjunto de dados, sem qualquer restricao. O outro conjunto,
também obtido por meio de sorteio, respeitava a restricdo de que, do total de se-
mentes, todas as classes do conjunto de dados deveriam estar representadas no
conjunto de sementes de forma igualitaria. Assim, supondo que a cardinalidade
do conjunto de sementes assumi-se o valor s, cada classe existente no conjunto de
treinamento teria s/c, onde ¢ é o nimero de classes do conjunto.

Para as implementacodes dos algoritmos de agrupamento foram utilizadas algu-
mas estruturas do pacote de software para mineracdao de dados WEKA (Hall et al.,
2009).

A validacao dos métodos de agrupamento € dada com relacao a uma parte dos
indices descritos na Secao 3.2.4.

5.1.2 Vadlidacdao de Classificacdo

A validacao desta etapa da-se pela comparacido dos resultados obtidos com a
aplicacao dos métodos de classificacdo sobre os conjuntos de dados originais se-
lecionados do repositério UCI e sobre os mesmo conjuntos de dados, apos passar
pelo processo de agrupamento semissupervisionado e rotulacao.

Para a comparacao dos resultados, o teste de Friedman (DemsSar, 2006; Lei;
Ren-hou, 2008) foi utilizado. O teste de Friedman faz a atribuicao de rankings
(um por conjunto de dados) para o resultados da aplicacdo de algoritmos de clas-
sificacao. Este teste € baseado em uma hipétese nula que assume que todos os
algoritmos tem desempenho semelhante e, entdo, teriam rankings semelhantes.
Se possivel provar que ha diferenca entre o desempenho de um ou mais algorit-
mos, € possivel aplicar testes chamados post-hoc para saber se a performance dos
algoritmos é significativamente diferente.

De uma forma geral, o teste de Friedman € aplicado para avaliagido entre algorit-
mos. Neste trabalho, a ideia € € que se possa mostrar se a aplicacao de algoritmos
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Tabela 5.2: Indice de heterogeneidade geral (R) para os métodos FCM

Conjunto FCM(2) FCM(3) FCM(4)
Balance 0,0042 0,0366 0,0818
Bupa 0,0001 0,0187 0,0717
Haberman 0,8935 0,9432 0,9607
Ionosphere 0 0 0

Iris 0,5224 0,6476 0,7188
Monk2 0,0174 0,0436 0,0697
New Thyroid 0,6579 0,7499 0,8184
Pima 0 0,0006 0,0072
Sonar 0 0 0

SPECTF Heart 0] 0] 0]

Vehicle 0,0026 0,0041 0,0058
WDBC 0,0025 0,0056 0,0161
Wine 0,0038 0,0116 0,1196

de classificacdo a conjuntos que passaram por processos de agrupamento semissu-
pervisionado tem alguma influéncia no desempenho do algoritmo de classificacao.
Os calculos para o teste de Friedman, e eventual teste post-hoc, foram realiza-
dos pelo software de analise de dados GraphPad (http://www.graphpad.com/).
A proxima secao apresenta os resultados dos experimentos realizados.

5.2 Resultados de Experimentos e Andlise

O objetivo de um algoritmo de agrupamento € encontrar a melhor particdo pos-
sivel para um determinado conjunto de dados. Isso implica em particionar o con-
junto de forma a obter grupos o mais homogéneos e compactos possivel.

Um dos inimigos do agrupamento pode ser, justamente, o conjunto de dados.
Conjuntos com alta dispersao dos dados podem influenciar negativamente o resul-
tado do agrupamento. As tabelas 5.2 e 5.3 indicam o indice R, apresentado na
Secao 3.2.4, para o resultado do agrupamento de 13 conjuntos de dados, com a
aplicacdo dos algoritmos FCM! e ssFCM?2.

Os baixos valores para R indicam que o conjunto é consideravelmente disperso.
E interessante verificar que ao aumentar o nuimero de grupos para o particiona-
mento com o algotritmo FCM, o valor de R também aumentou. A particio em
muitos grupos pode produzir melhor indices para R mas nao significa, necessaria-

'em FCM(i), i é o niimero de grupos em que o algoritmo particionou o conjunto
2em ssFCM(i), i é a porcentagem relativa ao total do conjunto que foi utilizada como conjunto de
sementes
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Tabela 5.3: Indice de heterogeneidade geral (R) para os métodos ssFCM

Conjunto ssFCM(10%) ssFCM(20%) ssFCM(30%)
Balance 0,0192 0,0168 0,0121
Bupa 0 0 0
Haberman 0,9049 0,8778 0,8628
Ionosphere 0 0 0
Iris 0,6800 0,6815 0,6825
Monk2 0,0221 0,0114 0,007
New Thyroid 0,6985 0,6842 0,6931
Pima 0 0 0
Sonar 0 0 0
SPECTF Heart 0 0 0
Vehicle 0,0019 0,0012 0,0005
WDBC 0,0020 0,0016 0,0012
Wine 0,0003 0,0003 0,0003

mente, que trata-se de uma boa particao.

Nota-se que o valor de R para este conjunto, com a aplicacao do agrupamento
ssFCM, diminui com o aumento do numero de sementes iniciais. A natureza do
conjunto, quanto a dispersao de dados, faz com que um maior nimero de sementes
“confunda” o algoritmo.

As tabelas 5.4, 5.5 e 5.6 apresentam a média taxa de classificacao correta (TCC)
para os experimentos realizados com os algoritmos Chi-RW, Ishib-Hybrid, SGERD
e SLAVE e os diferentes tipos de conjuntos de dados. A tabela 5.4 contém os
resultados para as bases de regras geradas a partir dos conjuntos de dados rotu-
lados originais (O). As tabelas 5.5 e 5.6 apresentam os resultados para conjuntos
de sementes planejadas (P) e sementes aleatérias (A), que foram submetidos a um
agrupamento semissupervisionado (ssFCM) e, entao, rotulados.

De uma forma geral, os resultados para geracido de regras nio parecem muito
diferentes quanto a aplicacao a conjuntos rotulados e conjuntos agrupados. Para
tentar avaliar esta observacao, € aplicado o teste de Friedman.

O teste esta divido em dois casos: no primeiro, verificamos o teste para um unico
tipo de dados (por exemplo, o conjunto original rotulado) e varia-se o método de
geracao de regras. Esse procedimento € realizado para os trés tipos de conjuntos.

Ao realizar o teste de Friedman para os tipos de conjuntos de dados individual-
mente, tem-se o objetivo de verificar se os algoritmos de classificacao apresentam
comportamento semelhante, independente do tipo de conjunto de dados. Ou seja,
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Tabela 5.4: TCC para conjuntos de dados O
Conjunto Chi-RW Ishib-Hybrid SGERD SLAVE
Balance 90,70 84,20 75,00 81,00
Bupa 59,13 70,43 60,11 63,80
Haberman 73,77 75,20 74,14 73,94
Ionosphere 81,39 65,39 76,71 94,59
Iris 92,83 95,17 93,92 96,83
Monk 2 69,43 95,91 80,55 97,22
New Thyroid 85,52 94,53 89,77 91,80
Pima 73,99 76,50 71,76 75,22
Sonar 79,59 48,95 72,86 78,73
SPECTF Heart 81,47 73,03 78,89 79,87
Vehicle 63,39 52,50 51,89 71,47
WDBC 94,40 91,78 91,81 92,05
Wine 95,70 91,13 90,81 95,62
Tabela 5.5: TCC para conjuntos de dados agrupado P

Conjunto Chi-RW Ishib-Hybrid SGERD SLAVE
Balance 85,56 84,52 85,00 84,82
Bupa 80,87 88,99 85,11 90,94
Haberman 67,79 90,12 64,05 83,10
Ionosphere 74,29 61,50 71,66 83,76
Iris 91,50 93,83 92,58 93,50
Monk 2 53,07 88,52 83,58 91,06
New Thyroid 58,84 58,84 58,84 58,84
Pima 77,38 85,94 78,74 82,03
Sonar 74,28 47,24 71,41 77,29
SPECTF Heart 81,47 73,03 78,89 79,87
Vehicle 81,09 77,69 84,18 84,62
WDBC 92,42 91,24 95,45 96,38
Wine 95,70 91,13 90,81 95,62
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Tabela 5.6: TCC para conjuntos de dados agrupado A

Conjunto Chi-RW Ishib-Hybrid SGERD SLAVE
Balance 79,32 80,32 77,86 82,96
Bupa 80,18 86,26 82,57 89,34
Haberman 70,26 88,85 29,68 87,75
Ionosphere 72,4 53,91 71,66 84,67
Iris 91,33 93,25 91,75 92,91
Monk 2 54,14 91,49 89,8 92,42
New Thyroid 77,15 88,37 78,43 81,33
Pima 78,22 87,5 79,07 84,98
Sonar 74,27 47,24 71,4 77,29
SPECTF Heart 83,8 68,93 71,67 82,25
Vehicle 79,03 76,48 79,09 83,89
WDBC 92,42 93,31 95,71 96,85
Wine 76,64 80,78 83,34 85,82

Tabela 5.7: Teste de Friedman com post-hoc de Dunn para os conjuntos O

Comparacao Diferenca entre Soma de Rank Valor de P
Chi-RW vs. Ishib-Hybrid 0,000 ns P>0,05
Chi-RW vs. SGERD 10,000 ns P>0,05
Chi-RW vs. SLAVE -8,000 ns P>0,05
Ishib-Hybrid vs. SGERD 10,000 ns P>0,05
Ishib-Hybrid vs. SLAVE -8,000 ns P>0,05
SGERD vs. SLAVE -18,000 * P<0,05

um algoritmo a1, que apresenta melhor desempenho, com alguma significancia,

que um outro algoritmo as, quando aplicado a um conjunto do tipo O, continu-
ara apresentando desempenho semelhante, quanto aos demais algoritmos, quando
aplicado a conjuntos P ou A.

Avaliando os resultados* expressos nas tabelas 5.7, 5.8 e 5.9, verifica-se que a
distribuicao de desempenho entre os algoritmos € proxima para qualquer tipo de
conjunto de dados. Percebe-se que o algoritmo SLAVE apresenta alguma vantagem
sobre os demais. Entretanto, com excecao do caso da tabela 5.9, nao € significativo.

Para o caso da tabela 5.9, é interessante verificar uma saida complementar®
para o teste de Friedman (tabela 5.10).

3A significancia, neste contexto, esta relacionada ao valor de P que aparece nas tabelas para o teste
de Friedman e determina o grau de relevancia da diferenca de desempenho entre dois algoritmos. Nas
tabelas, as letras “ns” indicam que a diferenca é “nao significativa”.

*0s resultados sido mostrados no formato de saida oferecido pelo software GraphPad.

5Trazida no relatério da execucéao do teste no software GraphPad
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Tabela 5.8: Teste de Friedman com post-hoc de Dunn para os conjuntos P

Comparacao Diferenca entre Soma de Rank Valor de P
Chi-RW vs. Ishib-Hybrid 2,000 ns P>0,05
Chi-RW vs. SGERD 3,000 ns P>0,05
Chi-RW vs. SLAVE -13,000 ns P>0,05
Ishib-Hybrid vs. SGERD 1,000 ns P>0,05
Ishib-Hybrid vs. SLAVE -15,000 ns P>0,05
SGERD vs. SLAVE -16,000 ns P>0,05

Tabela 5.9: Teste de Friedman com post-hoc de Dunn para os conjuntos A

Comparacao Diferenca entre Soma de Rank Valor de P
Chi-RW vs. Ishib-Hybrid -9,000 ns P>0,05
Chi-RW vs. SGERD -5,000 ns P>0,05
Chi-RW vs. SLAVE -24,000 ** P<0,01

Ishib-Hybrid vs. SGERD 4,000 ns P>0,05
Ishib-Hybrid vs. SLAVE -15,000 ns P>0,05
SGERD vs. SLAVE -19,000 * P<0,05

Tabela 5.10: Somas de Rank por algoritmo para cada tipo de conjunto (O, P e A)

Comparacao Soma de Ranks (O) Soma de Ranks (P) Soma de Ranks (A)

Chi-RW 33,00
Ishib-Hybrid 33,00
SGERD 23,00
SLAVE 41,00

30,50
28,50
27,50
43,50

23,00
32,00
28,00
47,00
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Tabela 5.11: Teste de Friedman com post-hoc de Dunn para algoritmo Ishib-
Hybrid

Comparacao Diferenca entre Soma de Rank Valor de P
Ishib-Hybrid (O) vs. Ishib-Hybrid (P) 0,5000 ns P>0,05
Ishib-Hybrid (O) vs. Ishib-Hybrid (A) 5,500 ns P>0,05
Ishib-Hybrid (P) vs. Ishib-Hybrid (A) 5,000 ns P>0,05

Tabela 5.12: Teste de Friedman com post-hoc de Dunn para o algoritmo SGERD

Comparacao Diferenca entre Soma de Rank Valor de P
SGERD (O) vs. SGERD (P) -2,500 ns P>0,05
SGERD (O) vs. SGERD (A) 2,500 ns P>0,05
SGERD (P) vs. SGERD (A) 5,000 ns P>0,05

Nota-se que o desempenho do algoritmo Chi-RW caiu consideravelmente quando
aplicado aos conjuntos do tipo A. A investigacao do motivo, talvez seja interessante,
porém envolveria conhecimento mais aprofundado sobre os mecanismos especifi-
cos adotados pelo algoritmo de geracao de BR.

Pode-se dizer, devido a semelhanca de desempenho ilustrada pelas tabelas 5.7,
5.8 € 5.9, que, de forma geral, o resultado da rotulacdo p6s agrupamento semissu-
pervisionado deve estar proxima aos rotulos originais dos conjuntos.

No segundo caso para analise do experimento, o método € fixo e sdo avaliadas as
combinacdes com os diferentes tipos de dados. Aqui o objetivo € avaliar o impacto
dos tipos de conjuntos com relacdo a um unico algoritmo. Considera-se que o foco
do agrupamento semissupervisionado com binado com a rotulacao é chegar o mais
proximo possivel dos rétulos originais. Assim, se o objetivo foi atingido, nao se deve
esperar diferencas significativas no desempenho do algoritmo.

As tabelas 5.11, 5.12 e 5.13 reforcam, mais uma vez, a observacao que foi
colocado anteriormente. As relacdo de desempenho entre algoritmos de geracao
de BR com aplicacdo a tipos de dados diferentes: o resultado do agrupamento e
rotulacdo deve estar bastante proximo ao original.

Tabela 5.13: Teste de Freidman com post-hoc de Dunn para o algoritmo SLAVE

Comparacao Diferenca entre Soma de Rank Valor de P
SLAVE (O) vs. SLAVE (P) -0,5000 ns P>0,05
SLAVE (O) vs. SLAVE (A) -2,500 ns P>0,05

SLAVE (P) vs. SLAVE (A) -2,000 ns P>0,05
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5.3 Consideracdes Finais

Neste capitulo foram aprsentados e discutidos os experimentos realizados com
os métodos de agrupamento de dados e geracdo de base de regras fuzzy sobre
diferentes dominios. O capitulo seguinte traz conclusées sobre os experimentos e
sobre o projeto como um todo, além da indicacao de trabalhos futuros.
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Este trabalho apresentou uma proposta de aprendizado semissupervisionado
que se utiliza de algoritmos de agrupamento fuzzy semissupervisionado, para a
rotulacdo de dados e posterior aplicacdo de métodos de classificacao, cujo objetivo
€ gerar uma base de regras fuzzy.

A proposta esta direcionada a tentativa de solucéo do problema de aprendizado
de maquina em dominios que se caracterizam pelo grande volume e a mistura
de tipos de dados, porém contam com um conjunto relativamente pequeno (ou
nenhum conjunto) de exemplos ja classificados.

Primeiramente a ideia foi apresentada para, entdo, descrever a fundamentacao
teorica. Esta descricao teve inicio no Capitulo 2, que abordou conceitos teodricos
basicos a respeito de teoria de conjuntos fuzzy e sistemas fuzzy.

No Capitulo 3 foi apresentada uma visdo do problema de aprendizado de ma-
quina, abordando conceitos gerais de agrupamento nao supervisionado e semissu-
pervisionado de dados, incluindo a descricao do processo geral de agrupamento e
variados algoritmos de agrupamento semissupervisionado.

No Capitulo 4 foi reforcada a motivacdo para a exploracido de algoritmos de
agrupamento na geracao de regras fuzzy. O detalhamento da proposta de trabalho
foi descrito neste capitulo.

Subsequente, no Capitulo 5, foram apresentados os modelos seguidos para a
realizacao de experimentos, detalhes sobre a validacao da proposta, resultados ob-
tidos e sua analise. Os experimentos realizados sugerem que o algoritmo de agru-
pamento semissupervisionado, de uma forma geral, alcancou o objetivo de gerar
particdes dos conjuntos avaliados que fossem semelhantes ao conjunto rotulado
original. Esta observacao foi feita em vista dos resultados apresentados pelo teste
de Friedman. A discussao do capitulo anterior confirmou a relevancia e importan-
cia da proposta de trabalho.

O desenvolvimento deste trabalho possibilitou a consideracao de questdes rele-
vantes que podem ser exploradas em trabalhos futuros:

1. Confirmacao do observado sobre a aproximacao (quanto aos rétulos) dos con-
juntos agrupados e conjuntos rotulados originais pela aplicacao medidas de
avaliacao multi-objetivo;

2. Adaptacido e proposta de métodos de agrupamento semissupervisionado, vi-
sando a questao da rotulacao dos dados parcialmente classificados;

3. Investigacao de outras solucgédes para rotulacdao de dados agrupados de forma
semi-supervisionada;
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4. Investigacdo de métodos semissupervisionados para geracao de regras fuzzy,
que nao ocorram por agrupamento;

5. Comparacao de resultados com distintas abordagens de aprendizado semis-

supervisionado;

6. Analise de resultados da aplicacdo do método proposto para a solucado de
problemas em dominios especificos.



Referéncias Bibliograficas

Abonyi, J.; Babuska, R.; Szeifert, F. Modified gath-geva fuzzy clustering for iden-
tification of takagi-sugeno fuzzy models. IEEE Transactions on Systems, Man,
and Cybernetics, Part B: Cybernetics. v. 32, n. 5, p. 612-621, 2002.

Alcala-Fdez, J.; Fernandez, A.; Luengo, J.; Derrac, J.; Garcia, S.; Sanchez, L.;
Herrera, F. Keel data-mining software tool: Data set repository and integration of
algorithms and experimental analysis framework. Journal of Multiple-Valued
Logic and Soft Computing. v. 17, n. 2-3, p. 255-287, 2011.

Alcala-Fdez, J.; Sanchez, L.; Garcia, S.; del Jesus, M.; Ventura, S.; Garrell, J.;
Otero, J.; Romero, C.; Bacardit, J.; Rivas, V.; Fernandez, J.; Herrera, F. Keel: A
software tool to assess evolutionary algorithms for data mining problems. Soft
Computing. v. 13, n. 3, p. 307-318, 2009.

Babuska, R.; Jager, R.; Verbruggen, H., 1994. Interpolation issues in sugeno-
takagi reasoning. In: Proceedings of the Third IEEE Conference on Fuzzy
Systems p. 859-863.

Basu, S.; Banerjee, A.; Mooney, R. J., 2002. Semi-supervised clustering by seeding.
In: ICML ’02: Proceedings of the Nineteenth International Conference on
Machine Learning p. 27-34.

Basu, S.; Banerjee, A.; Mooney, R. J., 2004. Active semi-supervision for pairwise
constrained clustering. In: Proceedings of the 2004 SIAM International Con-
ference on Data Mining p. 333-344.

Bensaid, A.; Bezdek, J. C. Semi-supervised point prototype clustering. Internati-
onal Journal of Pattern Recognition and Artifical Intelligence. v. 12, n. 4, p.
625-643, 1998.

66



REFERENCIAS BIBLIOGRAFICAS 67

Bensaid, A. M.; Hall, L. O.; Bezdek, J. C.; Clarke, L. P. Partially supervised clus-
tering for image segmentation. Pattern Recognition. v. 29, n. 5, p. 859-871,
1996.

Bezdek, J. C. Pattern Recognition with Fuzzy Objective Function Algorithms.
Norwell, MA, USA: Kluwer Academic Publishers, 1981.

Bishop, C. M. Neural Networks for Pattern Recognition. New York, NY, USA:
Oxford University Press, 1995.

Bonissone, P.; Khedkar, P. S.; Chen, Y., 1996. Genetic algorithms for automated
tuning of fuzzy controllers: A transportation application. In: Proceedings of the
5th IEEE International Conference on Fuzzy Systems p. 674-680.

Campello, R. J. G. B.; Hruschka, E. R. A fuzzy extension of the silhouette width
criterion for cluster analysis. Fuzzy Sets and Systems. v. 157, n. 21, p. 2858~
2875, 2006.

Carse, B.; Pipe, A. G. Introduction: Genetic fuzzy systems: Introduction. Interna-
tional Journal on Intelligent Systems. v. 22, n. 9, p. 905-907, 2007.

Carvalho, F. A. T.; Tenorio, C. P.; Junior, N. L. C. Partitional fuzzy clustering
methods based on adaptive quadratic distances. Fuzzy Sets and Systems. v.
157, n. 21, p. 2833-2857, 2006.

Casillas, J.; Carse, B. Special issue on genetic fuzzy systems: Recent developments
and future directions. Soft Computing. v. 13, n. 5, p. 417418, 2009.

Casillas, J.; Cordén, O.; Jesus, M. J. D.; Herrera, F. Genetic feature selection in
a fuzzy rule-based classification system learning process for high-dimensional
problems. Information Sciences. v. 136, n. 1-4, p. 135-157, 2001.

Casillas, J.; Herrera, F.; Pérez, R.; del Jesus, M. J.; Villar, P. Special issue on
genetic fuzzy systems and the interpretability-accuracy trade-off. International
Journal of Approximate Reasoning. v. 44, n. 1, p. 1-3, 2007.

Castro, P. A. D.; Camargo, H. A., 2004. A study of the reasoning methods impact
on genetic learning and optimization of fuzzy rules. In: Advances in Artificial
Intelligence — SBIA 2004, v. 3171 of Lecture Notes in Computer Science p.
414-423.

Castro, P. A. D.; Camargo, H. A., 2005. Focusing on interpretability and accuracy
of a genetic fuzzy system. In: The 14th IEEE International Conference on
Fuzzy Systems, 2005 p. 696-701.



REFERENCIAS BIBLIOGRAFICAS 68

Chapelle, O.; Schlékopf, B.; Zien, A., Eds. Semi-Supervised Learning. Cambridge,
MA, USA: MIT Press, 2006.

Chi, Z.; Yan, H.; Pham, T. Fuzzy Algorithms: With Applications To Image
Processing and Pattern Recognition. World Scientific, 1996.

Cintra, M. E.; Camargo, H. A., 2007. Fuzzy rules generation using genetic al-
gorithms with self-adaptive selection. In: IEEE International Conference on
Information Reuse and Integration, v. 1 p. 261-266.

Cintra, M. E.; Camargo, H. A., 2010. Feature subset selection for fuzzy classifica-
tion methods. In: International Conference on Information Processing and
Management of Uncertainty in Knowledge-Based Systems. Proceedings of
IPMU2010, v. 7 p. 33-43.

Cintra, M. E.; Camargo, H. A.; Hruschka Junior, E. R.; Nicoletti, M. C. Automa-
tic construction of fuzzy rule bases: a further investigation into two alternative
inductive approaches. Journal of Universal Computer Science. v. 14, p. 2456-
2470, 2008.

Cintra, M. E.; Monard, M. C.; Camargo, H. A., 2010. An evaluation of rule-based
classification models induced by a fuzzy method and two classic learning algo-
rithms. In: Brazilian Symposium on Neural Networks - SBRN p. 188-193.

Cordon, O.; del Jesus, M. J.; Herrera, F. A proposal on reasoning methods in
fuzzy rule-based classification systems. International Journal of Approximate
Reasoning. v. 20, n. 1, p. 21-45, 1999.

Cordén, O.; Gomide, F.; Herrera, F.; Hoffmann, F.; Magdalena, L. Special issue on
genetic fuzzy systems. Fuzzy Sets and Systems. v. 141, 2004a.

Cordon, O.; Gomide, F.; Herrera, F.; Hoffmann, F.; Magdalena, L. Ten years of
genetic fuzzy systems: current framework and new trends. Fuzzy Sets and
Systems. v. 141, n. 1, p. 5-31, 2004b.

Cordén, O.; Herrera, F. A three-stage evolutionary process for learning descriptive
and approximate fuzzy-logic-controller knowledge bases from examples. Inter-
national Journal of Approximate Reasoning. v. 17, n. 4, p. 369-407, 1997.

Cover, T. M.; Hart, P. E. Nearest neighbor pattern classification. IEEE Transacti-
ons in Information Theory. v. IT-13, n. 1, p. 21-27, 1967.



REFERENCIAS BIBLIOGRAFICAS 69

Delgado, M.; Gomez-Skarmeta, A.; Martin, F. A fuzzy clustering-based rapid pro-
totyping for fuzzy rule-based modeling. IEEE Transactions on Fuzzy Systems.
v. 5, n. 2, p. 223-233, 1997.

DemsSar, J. Statistical comparisons of classifiers over multiple data sets. Journal
of Machine Learning Research. v. 7, p. 1-30, 2006.

Duda, R. O.; Hart, P. E. Pattern classification and scene analysis. John Wiley
and Sons, 1973.

Frank, A.; Asuncion, A., 2010. UCI machine learning repository. Uni-
versity of California, Irvine, School of Information and Computer Sciences.
http://archive.ics.uci.edu/ml.

Geng, C.; Yuquan, Z.; Jianing, T.; Tianhan, H., 2009. An algorithm of semi-
supervised web-page classification based on fuzzy clustering. In: International
Forum on Information Technology and Applications, v. 1 p. 3-7.

Goldberg, D. E. Genetic Algorithms in Search, Optimization, and Machine
Learning. Addison-Wesley Professional, 1989.

Gonzalez, A.; Perez, R. Selection of relevant features in a fuzzy genetic learning
algorithm. IEEE Transactions on Systems, Man and Cybernetics, Part B:
Cybernetics. v. 31, n. 3, p. 417-425, 2001.

Grira, N.; Crucianu, M.; Boujemaa, N., 2005. Active semi-supervised fuzzy clus-
tering for image database categorization. In: MIR '05: Proceedings of the 7th
ACM SIGMM international workshop on Multimedia information retrieval p.
9-16: ACM.

Grira, N.; Crucianu, M.; Boujemaa, N. Fuzzy clustering with pairwise constraints
for knowledge-driven image categorisation. IEE Proceedings - Vision, Image
and Signal Processing. v. 153, n. 3, p. 299-304, 2006.

Grira, N.; Crucianu, M.; Boujemaa, N. Active semi-supervised fuzzy clustering.
Pattern Recognition. v. 41, n. 5, p. 1851-1861, 2008.

Gustafson, D. E.; Kessel, W. C., 1978. Fuzzy clustering with a fuzzy covariance
matrix. In: Proceedings of the IEEE Conference on Decision and Control
including the 17th Symposium on Adaptive Processes, v. 17 p. 761-766.

Hall, M.; Frank, E.; Holmes, G.; Pfahringer, B.; Reutemann, P.; Witten, I. H. The
weka data mining software: an update. SIGKDD Explorations Newsletter. v.
11, n. 1, p. 10-18, 2009.



REFERENCIAS BIBLIOGRAFICAS 70

Herrera, F. Genetic fuzzy systems: Taxonomy and current research trends and
prospects. Evolutionary Intelligence. v. 1, p. 27-46, 2008.

Hoffmann, F.; Pfister, G. Evolutionary design of a fuzzy knowledge base for a mobile
robot. International Journal of Approximate Reasoning. v. 17, n. 4, p. 447-
469, 1997.

Hoppner, F.; Klawonn, F.; Kruse, R.; Runkler, T. Fuzzy Cluster Analysis. John
Wiley and Sons, Inc., 1999.

Hullermeier, E. Experience-based decision making: A satisficing decision tree ap-
proach. IEEE Transactions on Systems, Man, and Cybernetics, Part A. v. 35,
n. 5, p. 641-653, 2005.

Ishibuchi, H.; Nakashima, T.; Murata, T. Performance evaluation of fuzzy classifier
systems for multidimensional pattern classification problems. IEEE Transacti-
ons on Systems, Man, and Cybernetics, Part B: Cybernetics. v. 29, n. 5, p.
601-618, 1999.

Ishibuchi, H.; Nozaki, K.; Tanaka, H.; Hosaka, Y.; Matsuda, M. Empirical study on
learning in fuzzy systems by rice taste analysis. Fuzzy Sets and Systems. v. 64,
n. 2, p. 129-144, 1994.

Ishibuchi, H.; Yamamoto, T. Rule weight specification in fuzzy rule-based classifi-
cation systems. IEEE Transactions on Fuzzy Systems. v. 13, n. 4, p. 428-435,
2005.

Ishibuchi, H.; Yamamoto, T.; Nakashima, T. Hybridization of fuzzy gbml approa-
ches for pattern classification problems. IEEE Transactions on Systems, Man
and Cybernetics, Part B: Cybernetics. v. 35, n. 2, p. 359-365, 2005.

Jain, A. K. Data clustering: 50 years beyond k-means. Pattern Recognition
Letters. v. 31, n. 8, p. 651-666, 2010.

Jain, A. K.; Murty, M. N.; Flynn, P. J. Data clustering: a review. ACM Computing
Survey. v. 31, n. 3, p. 264-323, 1999.

Jang, J. S. R.; Sun, C. T.; Mizutani, E. Neuro-Fuzzy and Soft Computing. Matlab
Curriculum Series. Prentice Hall, 1997.

Janikow, C. Z. Fuzzy decision trees: issues and methods. IEEE Transactions
on Systems, Man, and Cybernetics, Part B: Cybernetics. v. 28, n. 1, p. 1-14,
1998.



REFERENCIAS BIBLIOGRAFICAS 71

Jiang, D.; Tang, C.; Zhang, A. Cluster analysis for gene expression data: A survey.
IEEE Transactions on Knowledge and Data Engineering. v. 16, n. 11, p. 1370-
1386, 2004.

Juang, C. F. Combination of online clustering and g-value based ga for reinforce-
ment fuzzy system design. IEEE Transactions on Fuzzy Systems. v. 13, n. 3,
p- 289-302, 2005.

Kecman, V. Learning and Soft Computing. Cambridge, MA, USA: MIT Press,
2001.

Klir, G. J.; Yuan, B. Fuzzy Sets and Fuzzy Logic: Theory and Applications.
Upper Saddle River, NJ, USA: Prentice Hall, 1995.

Klose, A.; Kruse, R. Semi-supervised learning in knowledge discovery. Fuzzy Sets
and Systems. v. 149, p. 209-233, 2005.

Klose, A.; Nurnberger, A.; Nauck, D.; Kruse, R. Data mining with neuro-fuzzy
models. Data mining and computational intelligence, p. 1-35, 2001.

Labzour, T.; Bensaid, A.; Bezdek, J., 1998. Improved semi-supervised point-
prototype clustering algorithms. In: IEEE International Conference on Fuzzy
Systems p. 1383-1387.

Lee, H. E.; Park, K. H.; Bien, Z. Z. Iterative fuzzy clustering algorithm with su-
pervision to construct probabilistic fuzzy rule base from numerical data. IEEE
Transactions on Fuzzy Systems. v. 16, n. 1, p. 263-277, 2008.

Lei, Z.; Ren-hou, L. Designing of classifiers based on immune principles and fuzzy
rules. Information Sciences. v. 178, n. 7, p. 1836-1847, 2008.

Liao, T. W.; Celmins, A. K.; Hammell II, R. J. A fuzzy c-means variant for the
generation of fuzzy term sets. Fuzzy Sets and Systems. v. 135, n. 2, p. 241-
257, 2003.

Liu, H.; Huang, S. T., 2003. A genetic semi-supervised fuzzy clustering approach
to text classification. In: Proceedings of the 4th International Conference on
Advances in Web-Age Information Management (WAIM’'03) p. 173-180.

MacQueen, J. B., 1967. Some methods for classification and analysis of multi-
variate observations. In: Proceedings of the fifth Berkeley Symposium on
Mathematical Statistics and Probability, v. 1 p. 281-297.



REFERENCIAS BIBLIOGRAFICAS 72

Mamdani, E. H. Application of fuzzy logic to approximate reasoning using linguistic
synthesis. IEEE Transactions on Computers. v. 26, n. 12, p. 1182-1191, 1977.

Mansoori, E.; Zolghadri, M.; Katebi, S. Sgerd: A steady-state genetic algorithm
for extracting fuzzy classification rules from data. IEEE Transactions on Fuzzy
Systems. v. 16, n. 4, p. 1061-1071, 2008.

Mitchell, T. Machine Learning. McGraw-Hill Education (ISE Editions), 1997.

Nicoletti, M. C.; Camargo, H. A. Fundamentos da Teoria de Conjuntos Fuzzy.
Apontamentos. Sdo Carlos, SP, BRA: EQUFSCar, 2004.

Nogueira, T.; Camargo, H. A. Fuzzy-ccm: A context-sensitive approach to fuzzy
modeling. International Journal of Hybrid Intelligent Systems. v. 7, p. 33—
43, 2010.

Nomura, H.; Hayashi, L.; Wakami, N., 1992. A learning method of fuzzy inference
rules by descent method. In: IEEE International Conference on Fuzzy Sys-
tems p. 203-210.

Olaru, C.; Wehenkel, L. A complete fuzzy decision tree technique. Fuzzy Sets and
Systems. v. 138, n. 2, p. 221-254, 2003.

Pedrycz, W. Algorithms of fuzzy clustering with partial supervision. Pattern Re-
cognition Letters. v. 3, n. 1, p. 13-20, 1985.

Pedrycz, W.; Amato, A.; Di Lecce, V.; Piuri, V. Fuzzy clustering with partial super-
vision in organization and classification of digital images. IEEE Transactions on
Fuzzy Systems. v. 16, n. 4, p. 1008-1026, 2008.

Pedrycz, W.; Gomide, F. An Introduction to Fuzzy Sets: Analysis and Design.
Cambridge, MA, USA: MIT Press, 1998.

Pedrycz, W.; Waletzky, J. Fuzzy clustering with partial supervision. IEEE Tran-
sactions on Systems, Man, and Cybernetics, Part B. v. 27, n. 5, p. 787-795,
1997.

Pimenta, A. H. M.; Camargo, H. A., 2010a. Genetic interval type-2 fuzzy classi-
fier generation: A comparative approach. In: Brazilian Symposium on Neural
Network - SBRN p. 194-199.

Pimenta, A. H. M.; Camargo, H. A., 2010b. Interval type-2 fuzzy classifier design
using genetic algorithms. In: IEEE International Conference on Fuzzy Sys-
tems.



REFERENCIAS BIBLIOGRAFICAS 73

Pires, M. G.; Camargo, H. C., 2004. Genetic learning and optimization of fuzzy sets
in fuzzy rule-based systems. In: IEEE International Conference On Informa-
tion Reuse and Integration p. 623-628.

Quinlan, J. R. Induction of decision trees. Machine Learning.v. 1, n. 1, p. 81-106,
1986.

Quinlan, R. J. C4.5: Programs for Machine Learning. Machine Learning. Morgan
Kaufmann, 1993.

Saez, Y.; Zazo, F.; Isasi, P., 2008. A study of the effects of clustering and local se-
arch on radio network design: Evolutionary computation approaches. In: Eighth
International Conference on Hybrid Intelligent Systems p. 951-954.

Skarmeta, A.; Barbera, H.; Alonso, M., 1999. A fuzzy logic based language to model
autonomous mobile robots. In: IEEE International Fuzzy Systems Conference
Proceedings, v. 1 p. 550-555.

Stutz, C.; Runkler, T. A. Classification and prediction of road traffic using
application-specific fuzzy clustering. IEEE Transactions on Fuzzy Systems.
v. 10, n. 3, p. 297-308, 2002.

Sugeno, M.; Yasukawa, T. A fuzzy-logic-based approach to qualitative modeling.
IEEE Transactions on Fuzzy Systems. v. 1, n. 1, p. 7-31, 1993.

Takagi, T.; Sugeno, M. Fuzzy identification of systems and its applications to mo-
deling and control. IEEE Transactions on Systems, Man, and Cybernetics. v.
15, n. 1, p. 116-132, 1985.

Wagstaff, K.; Cardie, C.; Rogers, S.; Schrédl, S., 2001. Constrained k-means cluste-
ring with background knowledge. In: ICML '0O1: Proceedings of the Eighteenth
International Conference on Machine Learning p. 577-584.

Wang, L.; Mendel, J. Generating fuzzy rules by learning from examples. IEEE
Transactions on Systems, Man and Cybernetics. v. 22, p. 414-1427, 1992.

Witten, I. H.; Frank, E. Data Mining: Practical Machine Learning Tools and
Techniques. Morgan Kaufmann, 2005.

Yager, R. On a hierarchical structure for fuzzy modeling and control. IEEE Tran-
sactions on Systems, Man and Cybernetics. v. 23, n. 4, p. 1189-1197, 1993.

Zadeh, L. A. Fuzzy sets. Information and Control. v. 8, n. 3, p. 338-353, 1965.



REFERENCIAS BIBLIOGRAFICAS 74

Zhu, X., 2005. Semi-Supervised Learning Literature Survey. Relatério Técnico
1530, Computer Sciences, University of Wisconsin-Madison.

Zimmerman, H. J. Fuzzy Set Theory and Its Applications. Kluwer, 1991.



