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“It’s the questions we can’t answer that teach us the most.
They teach us how to think. If you give a man an answer,
all he gains is a little fact. But give him a question and
he’ll look for his own answers.”

(Patrick Rothfuss)






Resumo

A popularidade das redes sociais tem atraido a atencdo das empresas. O crescimento
do nimero de usudrios e das mensagens enviadas por dia transforma esse ambiente em
uma rica fonte de informagoes para descoberta de necessidades, tendéncias, opinides e
outras informagoes que podem auxiliar departamentos de vendas e marketing. Contudo,
a maioria das redes sociais impoe limite no tamanho das mensagens, o que leva os usué-
rios a usarem abreviagoes e girias para compactarem o texto. Trabalhos na literatura
demonstraram avango na minimizac¢ao do impacto de mensagens ruidosas nas tarefas de
categorizacao textual através da utilizacao de dicionarios semanticos e modelos ontologi-
cos. Com a aplicagao destes, as amostras sao normalizadas e expandidas antes de serem
apresentadas aos métodos preditivos. Assim, nesta dissertagdo é proposto um comité de
maquinas de classificacao utilizando técnicas de processamento de linguagem natural para
detectar opinides automaticamente em mensagens curtas de texto em inglés. Os resulta-
dos apresentados foram validados estatisticamente e indicaram que o sistema proposto

obteve capacidade preditiva superior aos métodos preditivos isolados.

Palavras-chaves: Deteccao de opiniao; Classificagao; Processamento de linguagem natu-

ral; Aprendizado de méaquina.






Abstract

The popularity of social networks have attracted attention of companies. The growing
amount of connected users and messages posted per day make these environments fruitful
to detect needs, tendencies, opinions, and other interesting information that can feed
marketing and sales departments. However, the most social networks impose size limit to
messages, which lead users to compact them by using abbreviations, slangs, and symbols.
Recent works in literature have reported advances in minimizing the impact created by
noisy messages in text categorization tasks by means of semantic dictionaries and ontology
models. They are used to normalize and expand short and messy text messages before
using them with a machine learning approach. In this way, we have proposed an ensemble
of machine learning methods and natural language processing techniques to find the best
way to combine text processing approaches with classification methods to automatically
detect opinion in short english text messages. Our experiments were diligently designed to
ensure statistically sound results, which indicate that the proposed system has achieved

a performance higher than the individual established classifiers.

Key-words: opinion detection; classification; natural language processing; machine learn-

ing.
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Prefacio

A difusao das redes sociais e a inclusao digital possibilitaram que as pessoas mani-
festassem suas opinioes através da Web. Tal fendmeno impactou o modo como as empre-
sas operam o atendimento ao cliente e a maneira como os consumidores expressam suas
opinides, abrindo novas oportunidades. Segundo publicacdo da ComScore!, as andlises
disponiveis online tém impacto significativo na decisao final de compra dos usuérios que
as leem. Consequentemente, as empresas notaram a importancia de identificar quais usué-
rios sao formadores de opiniao e quao importante é a tarefa de analisar grande volume de

mensagens de forma rapida para descobrir tendéncias.

Trabalhos da literatura indicam ser promissora a aplicacao de métodos de apren-
dizado de maquina para analisar opinioes em grande quantidade, predizer polaridade de
mensagens nao vistas e inferir sobre a opiniao da maioria (DENECKE, 2008; PANG; LEE;
VAITHYANATHAN, 2002). No entanto, as opinides compartilhadas em redes sociais cos-

tumam ter caracteristicas peculiares.

O tempo gasto nas redes sociais €, geralmente, compartilhado com tarefas relevan-
tes, como trabalho e estudo. Por causa do tempo curto e menos prioritario, as mensagens
costumam ser resumidas e repletas de palavras grafadas incorretamente, além de terem em
sua composicao muitos simbolos, girias e abreviagoes, usualmente empregados para com-
pactar a mensagem original e transmitir a informacao rapidamente. Consequentemente,
analisar o sentimento expresso nessas amostras nao é uma tarefa trivial, pois podem haver

diversas peculiaridades a respeito da estrutura textual.

Além da gramatica inadequada, hd problemas bem definidos na literatura rela-
cionados a extracdo de polaridade de mensagens de texto, tais como identificar frases
sarcasticas ou irdnicas, discernir significados de palavras ambiguas em um determinado
contexto (polissemia), mesclar diferentes palavras com o mesmo significado (sinonimia),
encontrar o melhor substituto para cada termo digitado incorretamente e descobrir sig-
nificados para simbolos como, por exemplo, smilefaces (PANG; LEE, 2008; MOSTAFA,
2013). HA um consenso de que tratar estes casos pode aumentar significativamente a

eficiéncia e a acurdcia dos métodos preditivos (MOSQUERA; MOREDA, 2013).

No tratamento de problemas como sinonimia e polissemia, destaca-se o emprego
de dicionérios seméanticos para realizar a desambiguacao de palavras (NAVIGLI; PON-
ZETTO, 2012; TAIEB; AOUICHA; HAMADOU, 2013). Tais dicionarios tragam a relagao

de significado entre os termos, permitindo encontrar termos com significados proximos ou

L Online Consumer-Generated Reviews Have Significant Impact on Offline Purchase Behavior. Dispo-

nivel em <http://goo.gl/PRIHMS>. Acessado em 22/10/2015.
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polissémicos. No entanto, lidar com sinonimia e polissemia nem sempre é suficiente para
obter resultados satisfatorios. Muitas vezes os termos resultantes nao sao suficientes para
discernir a polaridade da mensagem, sendo necesséario utilizar ontologias para explorar no-
vos termos que podem ser inseridos na amostra original. (KONTOPOULOS et al., 2013;
NASTASE; STRUBE, 2013).

Nesse cenario, no qual ha diversas técnicas envolvidas e cada uma endereca uma
série de dificuldades e as trata com eficiéncia, a utilizacado de comité de maquinas é uma
opcao viavel para aproveitar o melhor de cada técnica, sejam elas de processamento de
linguagem natural ou métodos de classificagao (DIETTERICH, 2000).

E de suma importancia para o cenério atual que sejam exploradas novas técnicas
para tratar eficientemente a analise de sentimento voltada para mensagens curtas. Através
das facilidades proporcionadas pela Internet, as pessoas tém compartilhado um ntmero
cada vez maior de opinioes nas redes sociais e, consequentemente, tém influenciado cada

vez mais pessoas dentro do circulo social onde tais opinides sao publicadas.

Objetivos e contribuicdes

O principal objetivo desta dissertacao é oferecer um sistema de comité de classi-
ficadores e técnicas de processamento de linguagem natural para detectar o sentimento
expresso em mensagens curtas e ofuscadas extraidas de redes sociais, através da melhoria

na qualidade dos atributos das amostras.

Dentre as contribuigoes oferecidas neste trabalho, destacam-se:

1. Introducao a andlise de sentimento no contexto de mensagens curtas e ruidosas;

2. Estudo relacionado a expansao de termos com dicionarios semanticos e associagao

de sentimento com dicionarios léxicos;
3. Anélise de diferentes abordagens de comité de maquinas de classificagao; e

4. Criacao de novas bases de dados rotuladas com mensagens curtas para futuras pes-

quisas.
Organizacao
Este manuscrito apresenta a seguinte estrutura:

e No Capitulo 1, é apresentada a area de analise de sentimentos e os principais traba-

lhos encontrados na literatura.
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No Capitulo 2, sao introduzidos conceitos de processamento de linguagem natural,

tais como normalizagao e indexacao semantica.
No Capitulo 3, sao oferecidos os métodos de classificacao envolvidos neste trabalho.

No Capitulo 4, é abordado o sistema online Sentminer resultante das pesquisas

realizadas ao longo deste trabalho.

No Capitulo 5, sao discutidos a realizacao dos experimentos e os resultados obtidos

nesta pesquisa.

Finalmente, no Capitulo 6, sao oferecidas as conclusoes e direcionamentos para

trabalhos futuros.
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1 Analise de sentimento

Obter opinides acerca de um assunto de interesse, e sumariza-las, era um desafio
nos dias que antecederam o crescimento da Internet. Tal desafio se apresentava para
consumidores que queriam obter opinides a respeito de um produto a ser comprado; para
empresas que desejavam medir a aceitagao de seus produtos no mercado; para partidos
politicos que queriam antecipar a aceitacao de seus candidatos pelo eleitorado; para os
acionistas que queriam entender melhor a especulacao acerca de certos papéis da bolsa
de valores; entre muitos outros exemplos. Este desafio levou aos estudos do que hoje é

conhecido como deteccao de opiniao.

A detecgao de opinido, atualmente mais conhecida como anélise de sentimento ou
mineragao de opinidao, procura sumarizar a opiniao de um grupo de pessoas sobre um
determinado assunto. Esta é uma tarefa dificil até mesmo para o julgamento humano, va-
riando de pessoa para pessoa o que se entende por ser positivo ou negativo, e a intensidade
expressa em uma determinada opinidao. Estudos nesta area derivam do processamento de
linguagem natural e aprendizado de maquina, os quais podem ser generalizados como

areas da inteligéncia artificial.

Segundo o dicionario Michaellis, a palavra opiniao pode ser descrita como “maneira
de opinar; modo de ver pessoal; parecer, voto emitido ou manifestado sobre certo assunto;
assercao sem fundamento; presungao; conceito; reputagao; juizo ou sentimento que se
manifesta em assunto sujeito a deliberacao” A palavra sentimento, que inclusive aparece
como uma das defini¢oes para opinido, é descrita como “sensacao psiquica, tal como as
paixdes, o pesar, a magoa, o desgosto; atitude mental a respeito de alguém ou de alguma
coisa; opiniao; faculdade intuitiva de perceber ou apreciar as qualidades ou méritos de
uma coisa”, entre outros que nao convém citar. Assim, pode-se observar que ambas as
palavras estao relacionadas no que cerne o sentimento ou opiniao a respeito de um objeto

de interesse.

Antigamente, o desafio imposto por esta tarefa era obter opinides suficientes que
representassem as comunidades interessadas. Hoje, o desafio é processar o niimero expres-

sivo de opinides facilmente encontradas em redes sociais, e sumariza-las.

Para compreender melhor o desafio que a analise de sentimento impoe hoje, é
necessario entender o surgimento da deteccao de opiniao e a evolucao da Internet como
catalisador para que as redes sociais se tornassem atrativas para a disseminacao de opi-
nioes. Desta forma, este capitulo apresenta a seguinte estrutura: a Secdo 1.1 revisita o
surgimento da deteccao de opinido. A Secao 1.2 apresenta, resumidamente, o impacto da

evolugao da Internet no crescimento das redes sociais. A necessidade de analisar opinides
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em redes sociais é abordada na Secao 1.3. Na Se¢ao 1.4, é discutida a andlise de sentimento

em mensagens postadas nas redes sociais.

1.1 As opinides antes da Internet

O primeiro exemplo de pesquisa de opiniao, que se tem conhecimento, foi conduzido
pelo jornal The Harrisburg Pennsylvanian em 1824, popularizando a pesquisa de opiniao
depois de predizer corretamente que o candidato a presidéncia, Andrew Jackson, venceria

as eleicoes.

Entre 1916 e 1932, a revista semanal Literary Digest usou a pesquisa de opiniao
para predizer corretamente os candidatos eleitos na corrida a presidéncia. Em 1936, um
erro de amostragem levou esta mesma revista a veicular que Alfred Landon seria eleito,
mas Roosevelt ganhou as elei¢coes. Como a amostragem era baseada na lista telefonica
e registro de veiculos, nem todo o eleitorado fora considerado, uma vez que nem todos
tinham acesso ao telefone (GRAY, 2014).

O erro do Literary Digest despertou o interesse de académicos por pesquisas de
opinido, como Elmo Roper? e George Gallup®. Ambos haviam acertado a prediciao da
reeleicio de Roosevelt em 1936 e continuaram a contribuir com metodologia para as

pesquisas e métodos estatisticos para amostragem.

Embora ter telefone fosse sinal de riqueza e status em 1940, trinta anos mais
tarde praticamente todos os lares americanos ja teriam um telefone instalado, abrindo
caminho para as pesquisas de opinido por telefone. Com custos mais baixos, as pesquisas de
opiniao por telefone foram exploradas até 1990, quando entraram em declinio e surgiram

as primeiras tentativas de pesquisa de opiniao realizadas pela Internet.

1.2 Evolucao da Internet

A evolucao da Internet trouxe maneiras nao-ortodoxas de realizar tarefas rotineiras
e afetou os costumes dos usuarios que aderiram a essa tecnologia. Nos primeiros passos da
Internet, o grupo de usuérios que a utilizava era restrito; o acesso era dificil, o contetido
bastante limitado e, geralmente, sua utilizagdo se dava no contexto bélico e, ou, cientifico.
Devido ao rapido alastramento e ado¢ao dos computadores, aliada a necessidade de melhor
comunicagao, a Internet virou um dos principais meios de comunicacao e cresceu pelo

mundo.

L The First Politic Poll. Disponivel em <http://goo.gl/PVwGky>. Acessado em 15/10/2015.
Elmo Roper - Biography. Disponivel em <http://goo.gl/V6bFFd>. Acessado em 22/10/2015.
3 George Gallup. Disponivel em <http://goo.gl/KxogOg>. Acessado em 22/10/2015.
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O grande crescimento da Internet se deve a inclusao digital, propiciada pelo barate-
amento da tecnologia e computadores em geral. Com a inclusao digital, a Internet deixou
de ser algo privilegiado e restritivo, permitindo que mais pessoas tivessem a oportunidade
de experimentar a tecnologia. Conforme mais usuarios aderiam ao uso da Internet, mais
se descobriu sobre o potencial dessa tecnologia (BENEVENUTO et al., 2012).

Pela primeira vez, os usuarios tinham como produzir contetido e publica-los de
forma relativamente simples, em compara¢ao aos outros meios de comunicacao existentes
na época. Isso porque a producao de conteiido geralmente associada aos usudrios de
Internet raramente passa por um processo de curadoria e nao se faz necessario té-lo. Tal
caracteristica facilita a publicacdo, torna abundante a quantidade de conteido e motiva

os préprios usudrios a se tornarem consumidores deste contetido.

Com o avanco na criagdo de conteudo e a troca de mensagens de forma facil e
barata pela Internet, surgiu a sociabilidade virtual. Alguns empreendedores vislumbraram
a necessidade de ferramentas que facilitassem a comunicagao e viabilizassem a pratica
da sociabilidade virtual. Comunicadores de mensagem instantanea, blogs, comunidades e
foruns, foram os precursores das ferramentas que causariam impacto real neste contexto:

as redes sociais.

As redes sociais, em sua grande maioria, podem ser representadas na forma de
grafo cujos vértices sao usudarios e cujas arestas indicam a proximidade ou conhecimento
reciproco dos vértices em suas extremidades. A interacao nas redes sociais se da através
do compartilhamento de algum tipo de contetido e este contetido pode ser visto, exclusi-
vamente ou nao, pelas pessoas conhecidas do autor. O tipo de contetido e as restrigoes
associadas ao mesmo dependem do nicho da rede social, os quais sao iniimeros, podendo
ser citados alguns exemplos como: microblog para compartilhamento de mensagens curtas

(Twitter), multivariado (Facebook), fotos (Instagram) e videos (YouTube).

A partir do momento que as pessoas comecaram a dividir tempo de tarefas impor-
tantes, como estudar e trabalhar, com a atualizacao de seus perfis nas redes sociais, as
atividades do dia a dia migraram para o ambiente virtual. Entre essas atividades estao:
contato com amigos e familiares, ler noticias, compartilhar novidades a respeito de si,
expressar opinioes, entre outras. O poder das redes sociais ficou conhecido rapidamente
no mundo inteiro e, conforme o nimero de usuarios aumentou, tal ambiente se consagrou

como promissor no mundo da propaganda no século XXI.

1.3 OpiniGes nas redes sociais

O poder da propaganda é inegavel, principalmente para areas como comércio e
politica. O interesse de tais areas no crescimento das redes sociais como ambiente para

propagandas se deve ao alcance maior de suas atividades de marketing e a facilidade na
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obtencao de feedback.

Na area da politica, os partidos e candidatos foram atraidos pela facilidade que
as redes sociais oferecem para fazer rapidas analises da opiniao e a intencao de voto
do eleitorado em suas regioes. Na area comercial, tornou-se viavel divulgar produtos e
servicos, além de analisar a opiniao do grupo de pessoas atingido por tal acdo. Segundo
pesquisa recentemente divulgada pela ComScore?, as anélises e opinides publicadas na

Internet sobre produtos tém impacto significativo na decisao de compra.

Nos diferentes nichos de redes sociais que surgiram, observou-se maneiras diferentes
de redigir criticas, propiciadas pelas caracteristicas das aplicagoes. Sites especificos, como
especializados em criticas de filmes, permitem que usuarios escrevam textos relativamente
longos. Os microblogs, por outro lado, impoem limites na quantidade de caracteres das
mensagens e nao sao ambientes exclusivamente destinados para publicagao de criticas
(Figura 1). No processo de descoberta e pesquisa que prosseguiu nas redes sociais, surgiu

a necessidade de expressar opinioes de forma mais direta.

Figura 1 — Exemplo de opiniao redigida

Jason Lastname (@JasonLastname - 46m
The iPhone is made from a special glass that will only shatter if anything
happens at all

3 54

Fonte: Twitter - Plataforma de microblog.

O modelo mais classico de expressar opiniao sem ser diretamente por texto é o
binario, indicando sentimento positivo ou negativo a respeito de algo. A Figura 2 contém
informagoes a respeito de um video publicado no YouTube, tais como titulo e autor (canto
superior esquerdo), além do nimero de visualizagoes. Também é possivel observar que o
YouTube usa uma contagem bindria (canto inferior direito) para contabilizar a quantidade

de pessoas que indicaram se gostaram ou nao do conteudo.

Com o tempo, surgiram formas diferentes da binaria. Os humanos, por exemplo,
podem ter opinido neutra acerca de algo ou podem expressar sentimentos com diferentes
niveis de intensidade, conforme ilustra a Figura 3. Neste comentario encontrado em uma
pagina de venda de um livro na Amazon, além de opiniao expressa por texto, a plata-
forma também permite que o usuario coloque seu sentimento em uma escala: quanto mais

estrelas, maior é a satisfacao do usuario.

Dificuldades comecaram a surgir a partir do momento em que as redes sociais

foram inundadas por criticas que salientavam aspectos negativos e os tornavam populares.

4 Online Consumer-Generated Reviews Have Significant Impact on Offline Purchase Behavior. Dispo-

nivel em <http://goo.gl/PRIHmMS>. Acessado em 22/10/2015.
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Figura 2 — Exemplo de opinidao expressa de forma binaria

NA LCS Playoffs VOD Review: CLG vs TSM Game 1

a gghonteCristo
4

42,077
+ Add 1g o Share  ses Mare l" 347 ’I 5

Fonte: YouTube - Plataforma de compartilhamento de videos.

Figura 3 — Exemplo de opiniao com intensidade

2 of 2 people found the following review helpful
-

T fun as always
By B. Nance on March 10, 2015

Format: Kindle Edition Verified Purchase
A nice quick stroll through another world with fun ties into the mosaic law. | always enjoy his strong female characters.

Fonte: Amazon - Comércio eletronico.

Tais criticas ficavam acessiveis a um ntmero cada vez maior de individuos, sem limites
demograficos ou geograficos. Assim, empresas e partidos politicos, dentre muitas outras
partes interessadas, foram pressionados a investirem na andlise das opinioes publicadas

em redes sociais a fim de terem tempo habil para realizar tomadas de decisoes.

Dado o volume muito grande de opinioes que pode ser gerado num pequeno in-
tervalo de tempo na Internet, a utilizacao de recursos humanos para analisar opiniao por
opiniao nao é viavel. Com o emprego de recursos computacionais, é possivel utilizar téc-
nicas de aprendizado de maquina, os quais simulam a decisdo humana baseando-se em
conhecimento prévio daquilo que se propoem a analisar. Na tarefa de detecgao de opiniao

automatica, as solugoes baseadas em métodos de classificacao se tornaram recorrentes na
literatura (DENECKE, 2008; PANG; LEE; VAITHYANATHAN, 2002).

Os estudos voltados para aplicar processamento de linguagem natural e aprendi-
zado de méaquina na analise de sentimentos vém se tornando abundantes. No entanto,
ainda é uma tarefa desafiadora identificar a polaridade de mensagens extraidas das redes
sociais. Isso se deve ao fato das amostras normalmente serem curtas e ruidosas, repletas

de girias, abreviacoes e simbolos.

1.4 A influéncia dos smartphones na comunicacao escrita

O conceito de smartphone, dado como telefonia moével aliada a computacgao, foi

delineado pela empresa Tesla 1909 em 1971 e patenteado em 1974. No entanto, foi a
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partir de 1999 que esta tecnologia se popularizou, aliada a Internet mével. Com recursos de
hardware cada vez mais poderosos e constante evolugao na Internet mével, os smartphones

consolidaram-se como principal meio de acesso as redes sociais nos dias atuais®.

O intuito de tentar escrever depressa nos smartphones leva as pessoas a cometerem
erros frequentes e a esquecerem a grafia correta das palavras ou até mesmo a gramatica
do idioma (CINGEL; SUNDAR, 2012). O uso dos smartphones e a popularidade das
redes sociais mudou drasticamente a forma como as pessoas escrevem suas mensagens.
Ao dividir o tempo do trabalho e dos estudos para atualizar seus perfis em redes sociais,
as pessoas se adaptaram a resumir suas mensagens. Além disso, também surgiram redes

sociais que impoem limites no tamanho das publicacoes, como o microblog Twitter.

A necessidade de escrever rapidamente e produzir mensagens curtas levou as pes-
soas a adotarem artificios para compactar suas mensagens, tais como abreviagoes, girias e
simbolos. Nao raramente, sao introduzidas palavras grafadas incorretamente em meio ao
texto devido a pressa, resultando em mensagens curtas e ruidosas. A Figura 4 ilustra um
exemplo deste tipo de mensagem, com abreviagoes como “dift”, “btw” e “2go”, as quais

podem ser transcritas como “difference”,“by the way” e “to go”, respectivamente.

Figura 4 — Exemplo de mensagem curta e ruidosa

ljaz Khan @ijazkhan - Aug 27
i Diff btw PMLN&PTI personal&tactical not ideclogical-Both Rightists status quo-
No genuine alternative-means PK continues 2go down or 2go Down

Fonte: Twitter - Plataforma de microblog.

Ruidos em mensagens compartilhadas nas redes sociais podem aparecer de diversas
maneiras. uinte fr ilustra um exemplo: “dz nel knw ripair dis terrible ;
aneiras. A se te frase ilustra exemplo: “d 1 knw h2 dis terrible LPT?
(7. i palavras grafadas incorretamente e abreviagoes “dz, nel, knw, h2, dis”, sigla
“LPT” e simbolo “:(”. Para que tal frase torne-se gramaticalmente correta na lingua
inglesa, ¢ necessario empregar um processo de normalizacao e tradugdo para que cada
f viacio sei . . . ,
iria, simbolo e abreviacao seja associado aos termos corretos da lingua. Apds essa etapa,
a frase seria transcrita para “Does anyone know how to repair this terrible printer? :(”, e

o simbolo ao final indicaria a insatisfacao do autor com relagao ao produto.

Além das mensagens ruidosas, ha outros problemas bem conhecidos na literatura,
relacionados a detecgdo de polaridade de mensagens de texto, como frases sarcasticas
ou ir6nicas, discernimento de palavras ambiguas em um determinado contexto (polisse-

mia) ou ocorréncia de diferentes palavras com o mesmo significado (sinonimia). H4 um

> Socially Mobile: Does the Smartphone Rule Social Media?. Disponivel em <http://goo.gl/eD9z4C>.
Acessado em 15/10/2015.
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consenso de que tratar estes casos pode conduzir a melhores resultados na detecgao de
opinido (PANG; LEE, 2008; MOSTAFA, 2013). Os exemplos a seguir refletem algumas
dessas dificuldades.

e Em “What a great car! It stopped working in two days.”, o adjetivo positivo “great”

é usado para expressar uma opiniao negativa ironicamente.

e Em “This vacuum cleaner really sucks.”, a palavra “sucks” é empregada de forma
positiva, embora ela seja normalmente empregada para expressar uma opiniao ne-

gativa.

e Em “I am going to read a book.” e “I am unable to book that hotel.”, a palavra “book”

possui diferentes significados, caracterizando a polissemia.

e Em “I bought a gift” e “I purchased a gift”, as palavras “bought” e “purchased” tém

o mesmo significado, caracterizando a sinonimia.

Problemas como sinonimia e polissemia podem ser minimizados através de indexa-
¢ao semantica, empregada para realizar a desambiguacao de palavras. Tal técnica traga a
relacao de significados dos termos, permitindo encontrar termos com significados proximos
ou polissémicos no contexto da mensagem. Em geral, o emprego eficiente dos dicionarios é
condicionado & qualidade da extragao dos termos das amostras (NAVIGLI; PONZETTO,
2012; TAIEB; AOUICHA; HAMADOU, 2013). Os métodos de indexac¢ao semdntica e

desambiguacao de palavras sao discutidos com mais detalhes no capitulo seguinte.
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2 Representacao computacional

Conforme descrito por Mitchell (MITCHELL, 1997), o campo de pesquisa do apren-
dizado de méaquina é focado em desenvolver algoritmos que aprendam com base em expe-
riéncia. Este mesmo autor oferece uma defini¢gao para programas de computador baseados

em aprendizado de maquina:

“Um programa de computador aprende a partir de uma experiéncia
E com relacao a classes de tarefa T e medida de desempenho P, se o
desempenho na tarefa T, medido por P, melhora com a experiéncia E.”

Para o problema tratado neste trabalho, a experiéncia £ é dada pelas mensagens,
que podem ser curtas e ruidosas. A andlise de sentimento a ser realizada sobre cada men-
sagem ¢é a tarefa T', cujo desempenho pode ser medido por P, onde P é o sentimento
esperado para as mensagens analisadas. Assim, dado um algoritmo de aprendizado de ma-
quina, espera-se que ele aprenda a partir de varias amostras de treinamento que possuem
opinibes associadas (rétulos), para gerar um modelo genérico e eficaz que seja capaz de

predizer satisfatoriamente qual sentimento esta associado as mensagens ainda nao vistas.

A experiéncia E também pode ser interpretada como a representacdo que uma
amostra tem baseada nas caracteristicas relevantes para a tarefa 7. Quanto melhor a

representacao de um problema, maior a probabilidade de um algoritmo de aprendizado
de maquina gerar hipdteses satisfatérias (HALEVY; NORVIG; PEREIRA, 2009).

Conhecendo as caracteristicas intrinsecas de um determinado problema, é possivel
projetar um sistema que leve em conta somente as caracteristicas mais relevantes do
dominio, sem inserir caracteristicas que sejam correlatas a outras existentes ou que nao

Y

ajudam a resolver o problema proposto.

Um exemplo classico de caracterfsticas relevantes é a base de dados Iris (FISHER,
1936), cujas amostras sao divididas em trés categorias (iris virginica, iris setosa e iris ver-
sicolor) e possuem quatro caracteristicas (comprimento e largura da pétala, comprimento
e largura da sépala). Essas quatro caracteristicas, comumente chamadas de atributo em
aprendizagem de méaquina, sao relevantes para o problema de classificar esse género de

flor iris entre as trés espécies disponiveis na base de dados.

Em alguns dominios, é bastante trivial abstrair potenciais caracteristicas para
descrever um problema, embora nem sempre seja facil de obté-las ou representa-las. Por
exemplo, no processamento de imagens seria comum pensar em classificar objetos de uma
imagem com base na forma, na textura e na cor. No entanto, supondo que todas as

imagens a serem analisadas tenham a mesma dimensao em quantidade de pixels, contar
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o numero de pixels de cada amostra nao constitui uma caracteristica relevante para o

problema.

Outra dificuldade comumente encontrada ¢ transferir a representacao baseada na
abstracao do mundo real para uma representacao computacional. No exemplo da base de
dados Iris, o comprimento e a largura da pétala e sépala podem ser representados como
quatro pontos flutuantes em termos computacionais, um para cada atributo, de forma
trivial. No entanto, representar quao concava é a pétala é mais abstrato, portanto mais

dificil de representar computacionalmente.

Encontrar formas de representar texto é um problema que tem sido explorado
ha muitos anos, e ha inimeras maneiras de realizar esta tarefa embora ainda nao exista
consenso de qual seja melhor. Algumas das técnicas exploram o significado do texto através
das palavras isoladas ou permitem a analise da estrutura morfolégica e sintatica. Tais
técnicas também diferem entre si com relagao a porcao da amostra de texto a ser analisada,
seja por sentenga, paragrafos ou todo o conjunto (HARRIS, 1954; AGGARWAL; ZHAI,
2012).

A representacao de texto e a sua implicacao nos métodos de aprendizado de méa-
quina ainda sdo desafios em aberto. Para explorar esta questao e prover conhecimento
necessario para se compreender o restante deste trabalho, este capitulo é dividido em
duas se¢oes. A Secao 2.1 aborda o conceito da representacao computacional de texto e a
Secao 2.2 detalha as diferentes técnicas de processamento de linguagem natural emprega-

das para lidar com mensagens curtas e ruidosas.

2.1 Representacao computacional de texto

A definicao de programa de computador que aprende a partir de experiéncias
sugerida por Mitchell, demanda uma representacao computacional eficiente. Neste traba-
lho, é utilizado o modelo de representagao mais tradicional, conhecido como bag-of-words.
Principalmente, aplicado no contexto de recuperacao de informacoes e processamento de

linguagem natural, tal modelo de representagao traca a relagao entre termos de um voca-

bulario conhecido e a presenga deles nas amostras (FRAKES; BAEZA-YATES, 1992).

Os termos podem ser considerados como a menor unidade de uma amostra de
texto. A obtencao dos termos se da pela aplicagao de regras de segmentacdo, as quais
separam a amostra original em um grupo de termos, cujos termos podem repetir dentro da
mesma amostra. Os termos resultantes da segmentacao podem ser vocabulos idiomaticos,
nimeros, simbolos ou uma mistura deles, tais como “ele”, “2015”, “:)” e “Jan/2015". A
regra mais simples e comum de segmentacao ¢ utilizar o espago em branco para dividir a
amostra original. No entanto, esta regra pode variar conforme a especificidade do idioma

e aplicacao. Por exemplo, os idiomas chinés e japonés nao usam espagos em branco na
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construcao de frases (GASPERIN; LIMA, 2001).

A regra de segmentagao (“tokenizagao”) pode ser aplicada com diferentes valores
de granularidade (n-gram), aumentando ou diminuindo a menor unidade possivel de uma
amostra. Por exemplo, para granularidade 2 em uma determinada regra de segmentagao,
o menor elemento de um vocabulario seria composto por dois termos. Define-se como
vocabulario, o conjunto de todos possiveis termos segmentados, respeitando a granulari-
dade definida. Na Tabela 1 sao apresentados dois vocabuldrios obtidos com granularidades

diferentes para uma mesma amostra.

Tabela 1 — Diferentes representacoes de vocabularios para a amostra “I bought a crappy
qift”.

Representacao ‘ Vocabulério

1-gram {I, bought, a, crappy, gift}
2-gram {I bought, bought a, a crappy, crappy gift}

Para o valor de granularidade igual a um (1-gram), cada termo é considerado
como um elemento diferente no vocabulario. No entanto, para granularidades maiores, a
combinag¢ao de termos préximos caracteriza um novo elemento do conjunto. No exemplo
dado, para granularidade 2-gram, cada elemento é composto por dois termos “I bought”,

bR EN14

“bought a”, “a crappy” e “crappy gift”.

E possivel notar que o vocabulrio computado com valor de granularidade superior
a um ¢ capaz de capturar o significado de termos proximos. Por exemplo, a negacao antes
de um termo seria levada em consideracgao, evitando que “not good” fosse separado em
“not” e “good”. No entanto, isso produz matrizes mais esparsas e nao apresenta grande
diferenga de desempenho em anélise de sentimento (GO; BHAYANI; HUANG, 2009).

Uma representacao bastante conhecida para texto é a bag-of-words. Tal repre-
sentacao se baseia na construgao do vocabuldrio e na segmentacao das mensagens em

termos. Considerando que cada mensagem m é composta por um conjunto de termos

m =tq,...,t,, sendo que cada termo ¢, corresponde a um dos elementos de um vocabula-
rio conhecido, pode-se representar cada mensagem como um vetor & = (xy, ..., z,), onde
x1,...,T, sao valores dos atributos Xi,..., X, associados aos termos ti,...,t,. Neste

trabalho, os atributos sao valores binarios que representam se determinado termo ocorre

ou nao na mensagernn.

Um exemplo de representacao bag-of-words é dado a seguir. Sejam as amostras:

(A) “I bought a crappy gift.”

(B) “I purchased a good gift.”
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O vocabulario computado com valor de granularidade igual a um, para estas amos-

tras, é dado por {I, bought, purchased, crappy, good, a, gift}.

Em sequéncia, a representagao é feita no formato de matriz documento-termo
(Tabela 2), onde o nimero de linhas m corresponde a quantidade de amostras e niimero
de colunas (n) corresponde ao tamanho do vocabulario, ou quantidade de atributos. O
valor dos atributos indica se determinado termo do vocabulario ocorre em determinada

amostra.

Tabela 2 — Exemplo de representacao com bag-of-words.

I | bought | purchased | crappy | good | a | gift
(A) | 1 1 0 1 0 1] 1
(B) | 1 0 1 0 1 1] 1

No exemplo dado, os vocabulos “bought” e “purchased” tém o mesmo significado,
mas sao representados em colunas distintas. Este fendomeno é conhecido como sinonimia

e ¢ bastante caracteristico ao lidar com texto.

Outro fendmeno bastante comum é a polissemia, o qual é caracterizado por voca-
bulos iguais que apresentam significados diferentes dependendo do contexto. Desta forma,
dois termos com significados diferentes sao representados na mesma coluna. Por exemplo,
nas frases “My head hurts.” e “You head the news office.”; o termo head tem significados

distintos: substantivo cabeca e verbo dirigir, respectivamente.

Tal dificuldade em lidar com sinonimia e polissemia para encontrar boas represen-
tagoes de texto sdo ainda mais agravantes em mensagens curtas e ruidosas. Ao abreviar
palavras, como “great” para “gr§”, as pessoas geram termos que afetam a representagao
de texto da mesma forma que a sinonimia; enquanto que palavras grafadas incorretamente,
como “mispelled” e “misspelled”, tém o mesmo efeito que a polissemia. Neste sentido, ha
diferentes técnicas de processamento de linguagem natural que auxiliam na reducao da

ocorréncia desses fendmenos.

2.2 Técnicas de processamento de linguagem natural

Em categorizacao de texto, o emprego direto da bag-of-words para representar
mensagens curtas e ruidosas, repletas de girias, simbolos e abreviacoes, geralmente conduz
a resultados insatisfatérios (GABRILOVICH; MARKOVITCH, 2005; GABRILOVICH;
MARKOVITCH, 2007).

As mensagens curtas e ruidosas sao decorrentes do limite imposto pelo canal de
comunicagao, como a rede social Twitter, e devido aos novos habitos de comunicacao es-
crita desenvolvido pelas pessoas. Estas mensagens podem ser tao pequenas ao ponto de

seu conteudo conter apenas um tnico simbolo, como “:)” ou “:(”. O ruido pode se caracte-
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rizar por palavras grafadas incorretamente ou abreviadas, siglas, expressoes idiomaticas,

vocabulos estrangeiros ou simbolos, como os ja citados.

Para lidar com as dificuldades impostas pelas mensagens curtas e ruidosas, um
sistema de expansdao’ com etapas bem definidas foi proposto em (SILVA et al., 2014).
Os autores identificaram dois problemas-chaves ao lidar com este contexto e propuseram
solugoes: as mensagens ofuscadas prejudicam o processamento de texto e a quantidade

pequena de informacao contida nelas é insuficiente para treinar os métodos de classificacao.

Tal sistema de expansao é utilizado neste trabalho como alicerce para a proposta
a ser discutida adiante. Nele, a mensagem de entrada é processada em etapas, sendo que
em cada uma delas é gerada uma saida diferente, as quais sdo combinadas posteriormente
para formar uma nova amostra. Dentre as etapas disponiveis estao a normalizacao léxica,
a geracao de conceitos por indexacao semantica e a desambiguacao de conceitos. Estas

etapas sao detalhadas nas subsecoes a seguir.

2.2.1 Normalizacao léxica

A tarefa de traduzir variantes léxicas de palavras e expressoes normalmente ofusca-
das para sua forma canonica se chama normalizagao léxica. As variantes léxicas e expres-
soes podem ser encontradas de diferentes formas, tais como letras repetidas, como “goood”
que pode ser traduzida para “good”; abreviacoes como “b4”, que significa “before”; siglas
como “afk” que pode ser traduzida como “away from keyboard”; ou até mesmo reduzir as
palavras para radicais, removendo termos muito semelhantes como plurais ou superlativos,

tais como “stores” para “store” e “largest” para “large”, respectivamente.

A importancia da aplicagdo da normalizacao léxica é devida justamente ao impacto
que a mesma causa na representacdo bag-of-words, ao aproximar termos equivalentes e
reduzir o nimero de elementos do conjunto vocabulério, além de auxiliar outras técni-
cas de processamento de linguagem natural que dependem de palavras grafadas correta-
mente (SILVA et al., 2014). Assim, ao pré-processar amostras desconhecidas, aumenta-se
a chance de algum termo semelhante ser substituido por um elemento contido no vocabu-
lario.

Nesta etapa, foram empregados dois dicionarios para normalizar e traduzir termos
conhecidos como Lingo, nome dado ao conjunto de girias e abreviagoes comumente uti-
lizados na Internet, por palavras da lingua inglesa. O primeiro é um dicionario padrao
de inglés?, usado para consultar se uma determinada palavra existe no idioma inglés ou

nao, e reduzir para seu radical quando possivel. O segundo diciondrio é o de Lingo®, que

TextExpansion. Disponivel em <http://lasid.sor.ufscar.br/expansion/>. Acessado em 22/10/2015.
Freeling English dictionary. Disponivel em <http://devel.cpl.upc.edu/freeling/>. Acessado em
22/10/2015.

NoSlang Lingo dictionary. Disponivel em <http://www.noslang.com/dictionary/full/>. Acessado em

2

3
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¢ utilizado para traduzir um termo Lingo para sua forma canonica em inglés. Caso nao

haja uma traducao para o termo de entrada, o termo original ¢ mantido.

2.2.2 Geracao de conceitos por indexacdo semantica

A tarefa de analisar termos isolados de uma mensagem e encontrar sinénimos
para eles a partir de uma base de conhecimento é chamada de geragao de conceitos
por indexagdo semantica. Neste trabalho, os conceitos sao provenientes do repositério
BabelNet (NAVIGLI; LAPATA, 2010), um moderno e grande dicionario seméntico da
lingua inglesa, composto por conceitos extraidos da WordNet e Wikipedia. Como esta
etapa demanda entradas em inglés, a normalizacao léxica é aplicada para garantir que os

termos estao, de fato, em inglés.

Nos estagios iniciais do experimento deste trabalho, a ser discutido posteriormente,
a base de conhecimento Wikipedia trouxe ruidos em excesso para as amostras ao ser
empregada a técnica de geragao de conceitos. Portanto, no contexto das futuras discussoes
abordadas neste trabalho, o repositério BabelNet foi configurado para utilizar apenas a

base de conhecimento WordNet?.

WordNet é um sistema online de referéncia léxica, projetado a partir de teorias
psicolinguisticas acerca da memoria léxica humana. A organizacao neste sistema se dd pelo
significado das palavras e nao pela forma delas. Sua principal estrutura é representada por
conjuntos de sindnimos contendo substantivos, verbos, adjetivos e advérbios. A versao 3.0
contém 155 mil palavras e 117 mil conjuntos de sindénimos (NAVIGLI; LAPATA, 2010).

O sistema de conjunto de sindnimos pode ser melhor compreendido com um exem-
plo. Considere o vocdbulo “drink” e trés possiveis diferentes significados para ele: (a)
“consumir liquidos”, (b) “consumir alcool” e (c¢) “brinde”. Para cada uma destas possiveis

interpretacoes, suponha que o sistema WordNet traz um conjunto diferente de sinénimos:

(a) {drink}, imbibe3}
(b) {drink?, boozel, fuddle?}

(c) {toast?, drink?, pledge?, salutel, wassail®}

Cada palavra do conjunto de sinénimos é anotada com o seu tipo gramatical (n
para substantivo, v para verbo, a para adjetivo e r para advérbio), e o ntimero atribuido
corresponde a ordem com que este termo e significado ocorrem no corpus do sistema
WordNet. No exemplo, o ntimero 1 estd atribuido a palavra “drink” do primeiro conjunto
de sinonimo, pois o termo “drink” ¢ mais frequente neste corpus com o significado de
consumir liquidos.

22/10/2015.
4 WordNet. Disponivel em <http://wordnet.princeton.edu/>. Acessado em 22/10,/2015.
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O funcionamento esperado na etapa de geragdo de conceitos ¢ a obtengao de uma
lista de sinonimos para cada termo de uma mensagem, combinando todos os possiveis sig-
nificados deste termo em diferentes conjunto de sindénimos. Assim, ao pesquisar a palavra

“drink”, os termos resultantes seriam a uniao dos conjuntos a, b e ¢ descritos anteriormente.

A geracao de conceitos deve ser usada com cautela, pois pode agregar muito ruido
a mensagem, prejudicando o desempenho da representagao de texto, em vez de melhora-lo.
A desambiguacao de conceitos é geralmente aplicada em combinagdo com a geracao de

conceitos para remover ruidos e tornar a amostra mais significativa.

2.2.3 Desambiguacao de conceitos

A quantidade de conceitos gerados para cada termo pode ser excessiva, deixando a
amostra original com bastante ruidos. Uma técnica de desambiguacao nao-supervisionada
foi proposta na literatura para selecionar o conceito mais relevante para cada palavra, de
acordo com o seu contexto na mensagem original (NAVIGLI; PONZETTO, 2012).

Tal técnica explora a conectividade do grafo montado pelas rela¢oes anotadas no
sistema WordNet. Cada vértice deste grafo é um conjunto de sinénimos e as arestas
sao relagoes léxicas e, ou, semanticas entre estes conjuntos de sindnimos. A partir da
mensagem original, sao separados os termos a serem procurados no grafo e, para cada
termo, é realizada uma busca em profundidade. Os menores caminhos encontrados para
cada busca, a partir de cada termo procurado, formam um novo grafo, e os melhores

conceitos sao selecionados a partir de medidas de adjacéncia calculadas neste novo grafo.

Para exemplificar, suponha a seguinte frase “She drunk some milk”. Uma lista de
palavras comuns (stopwords) pode ser empregada para excluir os termos “she” e “some”,
a fim de evitar buscas exaustivas e economizar recursos computacionais. O verbo “drunk”
também pode ser reduzido para o infinitivo a fim de generalizar o termo (“drink” sem a
particula “to”). Assim, a geragao de conceitos e a desambiguagao destes sao feitos a partir
das palavras “drink” e “milk”. O sistema WordNet é consultado para identificar quantos
sao os conjuntos de sinonimos para cada uma destas palavras e, em seguida, a busca em

profundidade é executada a partir destes conjuntos de sindnimos diferentes.

Com a busca em profundidade, é encontrado o menor caminho entre os elementos
do conjunto de sinénimos de “drink” e outro elemento dos conjuntos de sinénimos do
mesmo termo em outra ordem (um caminho de drink! até drink?, por exemplo) ou um
elemento do conjunto de sinénimos dos outros termos da mesma mensagem (um caminho
de drink! até milk', por exemplo). Finalmente, a decisdo de quais conceitos sao retornados

é tomada com base na distancia entre esses termos e seus sinonimos.
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As técnicas de processamento de linguagem natural descritas até aqui podem ser
combinadas de diferentes maneiras para gerarem amostras expandidas. Uma amostra pode
ser expandida utilizando uma tnica técnica ou a combinacao de mais de uma técnica. Para
cada combinagao de técnicas, um conjunto diferente de amostras expandidas é gerado.

As possiveis regras de combinacao podem ser pensadas como anélise combinatéria

o

das quatro possiveis etapas de expansao: “original”, “normalizacao”, “geracao de concei-

7

tos” e “desambiguacao”. No entanto, nem todas devem ser computadas, como a regra
de combinagao [“Geracao de conceitos” + “Desambiguagao”] que tem resultado idéntico
a regra [“Geracao de conceitos”], uma vez que a etapa de “desambiguacao” resulta em
um subconjunto dos conceitos obtidos na etapa “geracao de conceitos”. Nos experimentos

discutidos posteriormente, sao empregadas apenas as regras de combinacao listadas na
Tabela 3.

No cédigo de quatro letras associado as regras de combinagao, cada posi¢ao cor-
responde a uma etapa ou técnica de normalizacdo e indexacdo semantica. A letra em
determinada posicao indica se os termos de uma determinada etapa sao incluidos “Y”,
ou nao “N”. Assim, a regra de combinagdo “YNNN” indica que os termos originais sao

utilizados, mas nao sao utilizados os termos obtidos nas outras etapas.

Tabela 3 — Regras de combinagao de técnicas de normalizacao e indexagao semantica.

Técnicas de normalizagao e indexacao semantica
Regra Original | Normalizacao | Geragao de conceitos | Desambiguacao
E; - YNNN Sim Nao Nao Nao
Es - YYNN Sim Sim Nao Nao
Es-YYYN Sim Sim Sim Nao
E,-YYNY Sim Sim Nao Sim
Es - YNYN Sim Nao Sim Nao
E¢ - YNNY Sim Nao Nao Sim
E7; - NYNN Nao Sim Nao Nao
Eg - NYYN Nao Sim Sim Nao
Ey - NYNY Nao Sim Nao Sim
Ei9 - NNYN Nao Nao Sim Nao
E;; - NNNY Nao Nao Nao Sim

Para exemplificar como funciona a regra de combinacao, suponha que a frase “plz
lemme noe when u get der” fosse processada pela regra NYYN - [“Normalizagdo” + “Ge-
racao de conceitos”]. O resultado seria idéntico ao demonstrado na Tabela 4, onde cada
linha representa a saida de cada etapa. De acordo com a regra de combinacao escolhida,
a amostra expandida devera conter os termos resultantes da etapa de normalizacao acres-
cidos aos termos da geragao de conceitos, sem incluir elementos da amostra original e

desambiguacao.

Supondo que a regra de combinacao fosse NYNY - [“Normaliza¢ao” + “Desambi-
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Tabela 4 — Exemplo de amostra produzido pela regra de combinagao [“Normalizagdo” +
“Geracao de conceitos”] na mensagem “plz lemme noe when u get der”.

Original plz lemme noe when u get der
Normalizagao please let me know when you get there
Geracao de conceitos please army_of the_ righteous lashkar-e-taiba lashkar-

e-tayyiba lashkar-e-toiba let net_ball me knoe knowledge
noesis when you get there

Desambiguacao please lease me cognition when you get there

Amostra final (NYYN) | please let army_of the righteous lashkar-e-taiba
lashkar-e-tayyiba lashkar-e-toiba let net ball me know
know knowledge noesis when you get there

guagao”] para a mesma frase de entrada, a amostra final seria “please let lease me know
cognition when you get there”, pois seriam incluidos apenas os termos resultantes das

etapas de normalizacao e desambiguacao.

Apo6s utilizar essas técnicas de normalizacao e indexacdo seméantica, espera-se que
a amostra resultante seja mais informativa e adequada para os métodos de aprendizado
de maquina. Nota-se que neste contexto, a geracdo de conceitos pode preencher a amos-
tra com muito ruido. Isso pode ser decorrente dos termos pesquisados ou do dominio
no qual a mensagem esta inserida. Nao ha consenso de que exista uma regra de combi-
nacao unica que seja a melhor para todos os cendrios, variando conforme o dominio ao
qual sao aplicadas e a quais métodos de aprendizado de méaquina tais representacoes sao

submetidas.
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3 Métodos de classificacao

A tarefa da andlise de sentimento nos dias atuais é normalmente realizada através
de métodos de aprendizado de maquina. Esses métodos podem ser divididos pelo tipo de
sinal ou retorno que os sistemas utilizam para aprender, sendo geralmente divididos em
trés grandes grupos: aprendizagem por reforgo, supervisionada e ndo-supervisionada (RUS-
SELL; NORVIG, 2003).

e Aprendizagem por refor¢o: um programa de computador interage com um ambiente

dindmico e aprende conforme explora esse ambiente;

e Aprendizagem supervisionada: um programa de computador recebe amostras (en-
tradas) e respostas esperadas (saidas) para as mesmas, e gera uma hipdtese genérica

capaz de mapear as entradas para as saidas corretas; e

e Aprendizagem nao-supervisionada: um programa de computador recebe amostras

sem saidas esperadas e deve aprender diferentes estruturas para os dados recebidos.

Dentro destes grupos ha subdivisoes, dependendo do tipo de dado analisado, mas
no contexto deste trabalho o interesse estd voltado para a aprendizagem supervisionada.
Neste grupo, ha dois tipos diferentes de possiveis saidas: discretas e continuas. As saidas
discretas, também chamadas de rétulos ou classes, sdo caracteristicas nos métodos de

classificacao; enquanto as saidas continuas sao caracteristicas nos métodos de regressao.

A anélise de sentimento é uma tarefa tipicamente de aprendizagem supervisionada,
especificamente de classificacdo. Para cada mensagem de entrada é esperada uma saida
discreta, como categorias bem definidas, tais como “sentimento positivo”, “negativo” ou
“neutro”; ou um intervalo discreto, supondo que o sentimento seja denotado por um inter-
valo de inteiros [1,5], onde 1 corresponde ao sentimento mais negativo e 5 ao sentimento
mais positivo. Neste trabalho, as possiveis classes esperadas ao analisar o sentimento

associado a uma mensagem sao: sentimento positivo e sentimento negativo.

Na literatura, ha varias propostas de métodos de classificacdo empregados nas mais
diversas tarefas, os quais sdo normalmente agrupados pelo tipo de estratégia de selecao de
hipotese empregada, tais como probabilidade, otimizagao, distancia e arvores. Em 2008,
um importante estudo elencou os dez melhores métodos de classificagdo para contextos
diversos devido a alta capacidade de generalizagao (WU et al., 2008), os quais voltaram
a aparecer em outro estudo semelhante, porém mais recente (FERNANDEZ-DELGADO
et al., 2014).
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Consagrados como estado da arte, as se¢oes a seguir oferecem uma sucinta intro-
ducao acerca de cada um dos seguintes métodos: k-NN, regressao logistica, maquinas de
vetores de suporte, métodos baseados em arvores (C4.5 e florestas aleatérias), Naive Bayes

e comités de maquina de classificagao.

3.1 k-Vizinhos Préximos

O método k-Vizinhos Préximos (do inglés, k-Nearest Neighbors - k-NN) é da fami-
lia dos métodos de classificagdo baseados em proximidade, portanto é capaz de mapear
padroes entre dados de entrada e saidas discretas baseando-se em medidas de dissimilari-
dade. O principio de funcionamento destes algoritmos é que as amostras de uma mesma

classe sao proximas no espago n-dimensional e a medida de dissimilaridade habitualmente
utilizada é a distancia euclidiana (SALTON; MCGILL, 1986).

A etapa de classificacdo neste método envolve calcular a dissimilaridade de uma
nova amostra para todas as amostras conhecidas e classifici-la com a categoria mais
frequente entre as “k” amostras mais proximas a ela. O algoritmo k-NN ndo gera um
modelo a partir das amostras, mas consulta a todas para cada nova classificagao. Além
disso, o algoritmo k-NN ¢é bastante penalizado quando uma das classes do problema

apresenta muito mais amostras que as demais classes.

3.2 Regressao logistica

A regressao logistica é uma adaptacao da regressao linear, capaz de gerar hipdteses
com saidas discretas, a qual mapeia a relagao entre uma variavel dependente categorica

com uma ou mais variaveis independentes (WALKER; DUNCAN, 1967).

O funcionamento deste método é focado em encontrar os melhores coeficientes para
cada atributo que conduzem a melhor funcao para dividir as classes. No plano 2D, por
exemplo, a fungao 6tima seria aquela que projeta uma reta capaz de separar as amostras
de classes diferentes. Tais coeficientes sao obtidos por meio de otimizacao, semelhante aos

modelos lineares genéricos.

O processo de classificagao baseia-se em passar uma nova amostra pela funcao
otima, multiplicando os coeficientes encontrados com os valores da amostra, e utilizar
este resultado como entrada da fungao sigmoidal para que esteja no intervalo [0, 1]. Aos
valores maiores que 0,5, tal amostra é classificada como classe positiva, caso contrario

como classe negativa.
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3.3 Maquinas de vetores de suporte

A técnica maquinas de vetores de suporte (do inglés, Support-vector Machines -
SVM) foi proposta em (CORTES; VAPNIK, 1995) como um classificador linear e tem sido
reconhecida como um dos métodos de classificacao mais promissores dentre os disponiveis.
O funcionamento do método é semelhante a regressao logistica, que busca encontrar um
hiperplano capaz de separar as classes analisadas. A diferenca que torna as maquinas de
vetores de suporte tao poderosa, ¢ que este método busca o hiperplano 6timo, ou seja,
aquele com a maior margem de separacao das classes dentre os hiperplanos possiveis. O

hiperplano 6timo pode ser visto como a hipétese mais genérica também.

Classificadores nao-lineares baseados em SVM foram propostos utilizando dife-
rentes fungoes de kernel (BOSER; GUYON; VAPNIK, 1992). O kernel é uma fungao
nao-linear que substitui o produto escalar usado no classificador linear para transformar
o espaco dos atributos, de modo que possa existir um espago n-dimensional cujas clas-
ses sao separaveis por um hiperplano. Neste trabalho, além do SVM linear, sao utilizadas

outras duas varigoes deste método: SVM com kernel polinomial e SVM com kernel radial.

3.4 Meétodos baseados em arvores

Os métodos baseados em arvores de decisao sao populares na literatura. Basica-
mente, uma arvore de decisao é a decomposi¢ao hierarquica do espaco de dados, obtida
ao encontrar os melhores atributos para separar as classes de um determinado problema,
em passos sucessivos. Nas folhas da arvore estao as classes, e nos diferentes niveis acima
estao os atributos capazes de prover a melhor separacao, com o atributo mais relevante
no topo (BREIMAN et al., 1984).

A ordem que os atributos sdo escolhidos na estrutura da arvore é feita com base
1 did ia, inf a0 M1 indice gini, x?, ent t AG-
em algumas medidas, como entropia, informagao mutua, indice gini, x*, entre outros (

GARWAL; ZHAI, 2012).

Quanto mais decisoes tiver em uma arvore de decisdo e menos registros tiver em
cada folha, mais propicia a arvore fica em se tornar especialista nos dados de treinamento,
reduzindo seu potencial de generalizar o problema. Uma das propostas encontradas na
literatura para tornar as arvores de decisao mais genéricas ¢ o método de florestas aleato-

rias.

3.4.1 Florestas aleatérias

O método de classificacao conhecido como florestas aleatérias consiste em gerar
varias arvores de decisao e eleger a classe final com base no voto de cada uma das arvores

pertencentes a floresta. Sao iniciadas n arvores baseadas em subconjuntos aleatérios do
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conjunto de treinamento original, as quais compoem a floresta aleatéria (BREIMAN,
2001).

O processo de classificacao é feito de forma semelhante ao da arvore de decisdo.
Uma nova amostra é classificada em cada arvore da floresta aleatoria, e a classe mais

comum como resposta ¢ eleita a classe final da nova amostra.

3.5 NMNaive Bayes

O método naive Bayes é da familia dos métodos de classificacao probabilisticos
baseado no teorema de Bayes, e assume que o valor dos atributos contribuem de forma

independente da probabilidade de uma determinada amostra pertencer a uma classe (LAN-
GLEY; IBA AND; THOMPSON, 1992).

Seja uma amostra representada pelo vetor ¥ = (x1,...,xz,), com n atributos, a
probabilidade desta amostra pertencer a uma determinada classe Cj, é dada por p(Ck|x),

a qual pode ser decomposta com o teorema de Bayes em

C x|C
p(Crlx) = p(Ck) p(x|Ck)
p(x)
onde P(C}) é a probabilidade a priori associeda a ocorréncia da classe Cy, P(z) é a
probabilidade a priori associeda a ocorréncia da amostra z e P(z|Cy) é a probabilidade

associeda a ocorréncia da amostra x dada a classe C}.

Como este método assume que os atributos sao independentes, essa premissa per-
mite que o calculo de probabilidade de um evento para uma classe seja simplificado como

n

p(Crlzy, ... x,) = p(Ci) [ p(a:i|Ch),

i=1

o qual leva a um classificador probabilistico que oferece uma classe g, conhecendo-se as

probabilidades de cada valor de cada atributo ocorrer para cada classe, descrito como
)= kaer{gl,r.l}iz{}p(C’kp:l, Ce ).

Este grupo de métodos baseado no teorema de Bayes consegue generalizar hipote-
ses em torno de problemas multiclasses, trabalha bem com atributos categoéricos, além de
obter bons resultados com base de dados pequenas. No entanto, este método é sensivel ao
pré-processamento dos dados, tal como valores continuos que precisam ser discretizados
para que as probabilidades sejam calculadas (HARRINGTON, 2012). Além disso, um ou-
tro problema conhecido dos métodos probabilisticos é o baixo desempenho ao lidar com
espacos de atributos de alta dimensionalidade. Essa caracteristica é conhecida como mal-

dicao da dimensionalidade e muitos trabalhos na literatura recomendam aplicar sele¢ao
de atributos para evitd-la (ALMEIDA; ALMEIDA; YAMAKAMI, 2011).
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O método naive Bayes apresenta variagoes devido a modelagem de evento no
calculo da probabilidade. Nos experimentos deste trabalho foram avaliadas trés técnicas

diferentes: naive Bayes Gauss, naive Bayes Bernoulli e naive Bayes Multinomial.

3.5.1 MNaive Bayes Gauss

O modelo gaussiano aplicado ao método naive Bayes surgiu da necessidade de

utilizar atributos continuos. Seja p. a média dos valores dos atributos em x associado a

2

2 a variancia destes valores, a distribuicao da probabilidade de uma

uma classe C, e o
determinada amostra para uma classe passa a ser dada por

1 _(@=pe)?

e 202
/972
2mo;

onde a distribuicao normal é parametrizada com p. e o

p(x|Cy = ¢) =

)

2

c*

3.5.2 Naive Bayes Multinomial

O modelo multinomial é normalmente empregado em classificacao de texto, onde os
eventos sao descritos como a ocorréncia de um termo em uma determinada amostra. Desta
forma, cada amostra é representada como um histograma, onde os atributos armazenam
a contagem de um determinado evento z; para uma amostra particular (RENNIE et al.,
2003). Assim, a probabilidade de um evento com relagao a uma classe é dada por

C )]
p(xICe) = Z T o
onde pgi é a distribuicdo multinomial dos possiveis valores que um evento ¢ pode assumir

em uma determinada classe k.

3.5.3 Naive Bayes Bernoulli

Diferente do modelo multinomial, o modelo de Bernoulli também considera a ausén-
cia de um determinado evento no calculo da probabilidade de uma determinada amostra
pertencer a uma classe (MCCALLUM; NIGAM, 1998). Este modelo também tem como
entrada um vetor de atributos binarios. O célculo da probabilidade de um evento pertencer

a uma classe, neste método, ¢ dado por

p(x|Cr) = [T pki(1 = pua) =,
i=1

Ainda ha outra vertente de estudos na literatura que busca combinar diferentes
métodos de classificacdo para obter hipoteses ainda mais genéricas. Tais sistemas de com-

binagao sao conhecidos como comité de maquinas de classificagao ou ensemble. Ha diversas
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estratégias envolvidas na combinagao de classificadores e maiores detalhes sao oferecidos

na secao a seguir.

3.6 Comité de maquinas de classificacao

A técnica do comité de maquinas de classificagdo, ou ensemble, foi desenvolvida
para obter hipoteses mais genéricas através da combinacao de diferentes classificadores.
Em um comité, cada classificador é um membro com poder de voto e a decisdo final
depende dos votos de todos os membros, podendo cada um ter voto com peso diferente.
Essa técnica é aplicada normalmente para minimizar as deficiéncias de cada método de
classificacao, evitando o super-ajustamento e a maldicao da dimensionalidade. Embora
hajam diferentes tipos de comités de classificadores, comumente eles possuem maior poder
preditivo que métodos tradicionais isolados (DIETTERICH, 2000; WANG et al., 2014).

Em comités de maquinas de classificacao, a decisao da classe final e a relacao desta
com os votos de cada membro também é uma area de estudo. Os comités de maquinas de
classificacdo com votacdo majoritaria ponderada sao encontrados com bastante frequén-
cia na literatura. A eficicia desses métodos geralmente estd associada ao peso que cada
classificador tem em seu voto, de forma que, em um dado cenario, um classificador com
menor poder preditivo possui voto com peso inferior ao voto de um classificador com
maior capacidade de predigao (XIA; ZONG; LI, 2011).

A estratégia sobre a qual um comité de maquinas é montado pode variar, depen-
dendo de como os classificadores sao criados. Ha estratégias que envolvem treinar classi-
ficadores com subconjuntos diferentes de atributos, subconjuntos diferentes de amostras,
utilizar varios métodos de classificacao, entre outras. As duas estratégias mais conhecidas

sao bagging e boosting.

3.6.1 Bagging

A estratégia bagging de classificadores consiste em treinar diferentes métodos de
classificacdo em subconjuntos diferentes de dados. Estes classificadores podem ser basea-
dos em um mesmo método de classificacdo ou podem ser de métodos diferentes (BREI-
MAN, 1996). Por exemplo, a floresta aleatéria é intrinsecamente um comité de classifi-
cadores baseado em bagging, pois gera diferentes arvores de decisdo para subconjuntos

aleatérios das amostras originais.

Essa estratégia é capaz de tornar o modelo genérico, pois cada classificador fica
especializado em porgoes diferentes de dados, evitando ficar especialista no conjunto com-

pleto original.
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3.6.2 Boosting

A estratégia boosting de classificadores consiste em treinar diferentes métodos de
classificacao, ou modelos, incrementalmente a partir de erros dos classificadores anteriores.
As amostras rotuladas incorretamente sao reintroduzidas na fase de treino e um novo mo-
delo gerado. O algoritmo mais famoso a adotar essa estratégia é o Adaboost (SCHAPIRE,
1999).

A abundéancia de técnicas de processamento de texto e métodos de classificacao
existentes demanda a escolha de alguma estratégia para combina-los de tal forma a obter
hipéteses robustas e genéricas. Como as mensagens de texto podem ser processadas por
diversas técnicas de NLP que, por sua vez, podem ser combinadas com varios métodos
de classificacdo recomendados para a deteccao de polaridade, pressupoem-se que um so-
fisticado sistema de comité de méaquinas de classificacao seja capaz de gerar hipoteses
mais genéricas e, portanto, com maior capacidade preditiva. A proposta deste trabalho é

oferecer tal sistema, o qual é discutido no capitulo seguinte.
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4 Sentminer

Sentminer foi o nome escolhido para o sistema que derivou a partir das pesquisas
deste trabalho. Tal sistema combina diferentes métodos de classificacdo com técnicas de
processamento de linguagem natural a fim de oferecer modelos genéricos, porém robustos,
capazes de identificar a polaridade associada a uma mensagem, sendo esta positiva ou
negativa. Este sistema ¢ disponibilizado como uma ferramenta online para consulta e uso
publico, permitindo que os usuarios insiram uma ou mais mensagens e obtenham qual o

sentimento associado.

Neste capitulo sao oferecidas descri¢oes detalhadas sobre as etapas de funciona-
mento do sistema proposto nas Segoes 4.1 (selegdo de modelo) e 4.2 (classificagao), en-

quanto a Se¢ao 4.3 descreve o sistema online disponivel para o publico.

4.1 Etapa de selecao do modelo

O sistema de comité de méaquinas de classificacao proposto é dividido em duas

etapas: selecdo de modelo e classificacao.

Na etapa de selecao de modelo, inicialmente, os parametros de cada método de
classificagdo que compoem o sistema sao ajustados através de uma busca em grade (do
inglés, grid search). Este processo envolve combinar todas as variagbes de valores para
cada parametro de um determinado método, a fim de encontrar a melhor configuracao

que maximiza o desempenho do método.

Como a busca em grade pode consumir bastante tempo, apenas um subconjunto
estratificado e aleatorio de amostras é utilizado nesta etapa. A partir disso, as amostras
de entrada sao normalizadas e expandidas com as técnicas de normalizac¢dao e expansao
de texto (E1,..., Ey). Todas as possiveis regras de combinagao sao utilizadas, sendo que
cada uma delas produz um conjunto de saidas diferente, que sdo posteriormente usadas
para treinar e avaliar os métodos de classificacao (C1, ..., C,). Em seguida, o desempenho
alcangado por cada possivel combinagao expansor-classificador (E, — C;) é avaliado para
definir qual regra de combinacao é a mais adequada para cada método de classificacao
do sistema (E; = max(E,, Cj) V p € {1,...,k}, j € {1,...,n}). Finalmente, um peso
w; (grau de conflanca) é calculado para cada combinacdo j, baseado na sua acuracia

individual comparada com aquela que obteve melhor acurdcia no sistema (Eq. 4.1). A
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Figura 5 ilustra essa etapa.
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Figura 5 — Na etapa de selecao de modelo, o conjunto de dados original é processado
pelas técnicas de normalizagao e expansao de texto (Fy, ..., Ex). Em seguida,
cada base resultante da expansao ¢é usada no treinamento de cada método de
classificagao (Ci,...,C,). Para cada método de classificacao, é selecionada a
melhor combinacéo expansor-classificador, £, = max(E,, C;)Vpe{l,... k},
j €{1,...,n} e calculado um peso w,, correspondente ao grau de confianca de
tal combinagao.
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Na Equacao 4.1, uma constante 0 < T' < 1 foi adicionada para controlar o balan-
ceamento entre os maiores e menores pesos (w;). Quanto menor o valor de 7', maior é a
diferenca dos pesos entre os classificadores com melhor e pior desempenho, com base nas
acuracias obtidas. Assim, conforme 7" tende a 0, maior ¢ a diferenca do peso do voto w;
do classificador com maior acuracia (Acc; = max(Acc;)) e todos os demais classificadores
com Acc; < maz(Acc;). Por outro lado, conforme T tende a 1, menor serd a diferenca do
peso de voto entre todos os classificadores. A Figura 6 ilustra como a escolha do valor de
T pode influenciar na diferenga entre os pesos dos votos dos classificadores com diferentes

desempenhos obtidos na etapa de selecao de modelo.

4.2 Etapa de classificacao

Finalizada a etapa de selecao, o melhor modelo é escolhido e os métodos de classifi-
cagao sao treinados. Em seguida, na etapa de classificacao, as amostras sao pré-processadas
pelas técnicas de normalizagao e indexac¢ao semantica selecionadas na etapa anterior. As
saidas de cada uma dessas técnicas sao mescladas de acordo com a regra de combinacao

mais adequada para cada método de classificagdo, gerando a amostra de entrada que sera
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Figura 6 — A constante T" influencia na diferencga entre os pesos dos votos dos classificado-
res com desempenhos diferentes na etapa de selecao de modelo. Quanto menor
o valor de T', maior sera a diferenca de peso entre os classificadores com maior

e menor acuracia.

T = 0.50

processada por cada classificador que, por sua vez, emite uma predicdo com um certo

grau de confianga (w). O rétulo final é entdo computado pelo voto majoritario ponderado,

conforme ilustrado na Figura 7.

Figura 7 — Apos a etapa de selecao de modelo, o sistema associa quais técnicas de norma-
lizagao e expansdo de texto (e regra de combinagao) (Ey) sdo mais adequadas
para cada método de classificacdo (C;), e o treinamento é entao realizado. Em
seguida, na etapa de classificacao, dada uma amostra de entrada, ela é pré-
processada e classificada por cada modelo que envia ao concentrador (3) sua
predi¢ao (¢;) com um grau de confianga (w;). O rétulo final é entao computado

Acc;

com base no voto majoritario ponderado.

o
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Em resumo, neste trabalho foi projetado um comité de maquinas de classificacao

adequado para manipular mensagens de texto curtas e ruidosas, como as comumente
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utilizadas nas redes sociais e dispositivos moveis. O método proposto seleciona automa-
ticamente a melhor combinacao entre técnicas de normalizacdo e indexagao semantica
e métodos de classificacao, considerados estado da arte tanto em processamento de lin-
guagem natural quanto em aprendizado de maquina. Com isso, a abordagem proposta é
capaz de gerar hipoteses mais robustas e genéricas que podem conduzir a desempenhos

superiores aos métodos isolados e disponiveis na literatura.

4.3 Ferramenta online

O sistema Sentminer esta disponivel dentro da suite de ferramentas ML-Tools,
em <http://lasid.sor.ufscar.br/ml-tools/>, junto com outras potenciais ferramentas para

trabalhar com mensagens curtas e analisar mensagens que podem ser extraidas do Twitter.

Conforme descrito previamente, o intuito deste sistema é permitir que o publico
seja capaz de inserir mensagens e obter respostas do sistema com relagao ao sentimento
associado a informacao inserida pelo usuario. Embora o sistema seja especialista em men-
sagens curtas do Twitter, a ferramenta é genérica o suficiente para prover resultados

satisfatorios para mensagens extraidas de outras redes sociais e com tamanhos diferentes.

A tela inicial do sistema é apresentada na Figura 8 e traz as duas principais opgoes
de funcionamento ao usuério. Estas op¢oes permitem classificar uma mensagem individual

ou um lote (batch) de mensagens.

Figura 8 — O sistema abrange duas opgoes principais: classificar uma mensagem ou um
lote (batch) de mensagens, oferecidas ao usuario logo no comego da experiéncia
de navegacao pelo site.

WELCOME TO SENTMINER

It's a tool for opinion detection in English messages empowered by

ensemble and state-of-the-art natural language processing technigues.

Do you not believe us? The following buttons will make you dao.

CLASSIFY A LOT OF MESSAGES

Quando o usuario escolhe a opc¢ao de classificar uma tUnica mensagem, o sistema

o encaminha para a tela da Figura 9. Nesta tela, o usuario precisa informar qual é a



4.8. Ferramenta online 59

mensagem a ser classificada e qual o dominio, ou contexto, ao qual aquela mensagem esta
relacionada. Para a opcao de classificar mensagens em lote, o usuario deve enviar um
arquivo texto contendo uma mensagem por linha, além de indicar a qual dominio tais

mensagens estao associadas, conforme a Figura 10.

Figura 9 — Ao classificar uma mensagem, o usuario deve informar qual é a mensagem a
ser classificada e qual o dominio, ou contexto, ao qual aquela mensagem esta
relacionada.

SENTMINER BY LASID

SENTMINER

Apos o sistema processar a informacao, ou seja, normalizar e expandir a amostra
inserida pelo usuario com todas as regras de combinacao, as novas amostras sao submeti-

das a um modelo ja treinado, o qual define o sentimento associado.

A resposta para a classificacado de uma mensagem ou lote de mensagens é exibida
para o usuario conforme ilustram as Figuras 11 e 12, respectivamente. Na primeira figura,
a mensagem inserida é exibida juntamente com a intensidade do sentimento associado.
Quanto mais proxima das extremidades, mais forte é o sentimento negativo (a esquerda) ou
positivo (a direita). Quando o indicador permanece no centro, o sentimento associado pode
ser considerado como neutro. Na segunda imagem, é apresentado um sumario de quantas
mensagens do lote estao em cada classe, a intensidade geral de sentimento associado ao
lote e um link para que o usuario possa fazer download de um arquivo com todos os

rotulos gerados pelo sistema.
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Figura 10 — Ao classificar um lote de mensagens, o usuario deve enviar um arquivo texto
contendo uma mensagem por linha, além de indicar a qual dominio tais men-
sagens estao associadas.

SENTMINER BY LASID - FEDERAL UNIVERSITY OF 5

m
\
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| Choose File | No file chasen

Figura 11 — A mensagem inserida ¢ apresentada junto com a intensidade do sentimento
associado. Quanto mais proximo do extremo esquerdo, mais negativo é o
sentimento. Mais proximo a direita, mais positivo.

SENTMINER BY LASID - FEDERAL UNIVERSITY OF SAQ CARLOS

RESULT

YOUR MESSAGE

what a such poor design!
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Figura 12 — O resultado da classificagao de um lote de mensagens apresenta um sumario de
quantas mensagens do lote estao em cada classe de sentimento, a intensidade
geral de sentimento associado ao lote e um [ink para que o usuario possa fazer
download de um arquivo com todos os rétulos gerados pelo sistema.

SENTMINER BY LASID - FEDERAL UNIVERSITY OF 54

RESULTS: 15 POSITIVE(S). O NEUTRAL(S) AND 5 NEGATIVE(S).

Q { (¢

File containing results for each sample: Download
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5 Experimentos e resultados

Neste capitulo sao oferecidos detalhes sobre os experimentos realizados na vali-
dacao do sistema proposto, os resultados obtidos e a discussao destes. A metodologia
empregada nos diferentes experimentos é detalhada na Secao 5.1. Os resultados e a dis-

cussao de cada experimento sao oferecidos na Secao 5.2.

5.1 Metodologia

Para dar credibilidade aos resultados obtidos e para tornar os experimentos repro-

dutiveis, a metodologia utilizada neste trabalho ¢ detalhada a seguir.

5.1.1 Bases de dados e representacao

Foram empregadas nove bases de dados reais, publicas e nao-codificadas. Na Ta-
bela 5, é apresentada a quantidade de amostras em cada classe, bem como o tema relaci-
onado ao objeto de interesse de cada base. Cada amostra foi rotulada como positiva ou
negativa, de acordo com a opiniao que a mensagem expressa com relacao ao objeto de

interesse.

Tabela 5 — Bases de dados usadas na avaliagdo do sistema proposto.

Base de dados | # Positivas | # Negativas ‘ Tema

STS-Test 181 177 Geral
HCR 537 886 Medicina
OMD 709 1195 Politica
SS-Tweet 1252 1037 Geral
Sanders 519 572 Geral
UMICH 796 669 Filme
iPhone6 371 161 Smartphone
Archeage 724 994 Jogo
Hobbit3 354 168 Filme

As seis primeiras bases de dados foram propostas e utilizadas em trabalhos anteri-
ores, STS-Test em (AGARWAL et al., 2011), HCR em (SPERIOSU et al., 2011), OMD
em (SHAMMA; KENNEDY; CHURCHILL, 2009), SS-Tweet em (THELWALL; BUC-
KLEY; PALTOGLOU, 2012), Sanders em (ANALYTICS, 2011) e UMICH em (UMICH,
2011). Para a validagao deste trabalho, estas bases foram pré-processadas de acordo com

os procedimentos descritos em (SAIF et al., 2013).

As mensagens das tultimas trés bases de dados listadas na Tabela 5 foram cria-

das a partir de mensagens coletadas do Twitter e rotuladas pelo grupo de pesquisa do
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Laboratério de Sistemas Inteligentes e Distribuidos (LaSID) da Universidade Federal de
Sao Carlos, campus Sorocaba. Esta etapa foi realizada no segundo semestre de 2014,
utilizando uma ferramenta de rotulagao colaborativa, desenvolvida para essa finalidade,
chamada Labeling'. Todas as bases criadas estdo publicamente disponiveis em <http://

dcomp.sor.ufscar.br/talmeida/sentcollection/>.

As amostras foram representadas computacionalmente por unigramas gerados a
partir do contetido das mensagens. Os simbolos comumente utilizados no Twitter foram
preservados, tais como niimeros e sinalizadores de hashtags e retweets. Além disso, dois
novos atributos foram criados para indicar o nimero de termos positivos e negativos pre-
sentes na mensagem. Para isso, cada termo da amostra foi procurado em um dicionario
léxico?, e se tal termo estiver associado a um valor positivo, o atributo referente ao con-
tador de termos positivos é incrementado em um. Por outro lado, caso o termo esteja
associado a um valor negativo, entao o contador de termos negativos é incrementado
em um. Segundo Mostafa (MOSTAFA, 2013) e Nastase e Strube (NASTASE; STRUBE,
2013), abordagens semelhantes apresentam bons resultados em tarefas de detec¢ao de

opiniao.

5.1.2 Métodos de classificacao

O sistema proposto é formado por métodos de classificagao (Tabela 6) apresentados
no Capitulo 3. Tais métodos utilizam representacao e estratégia de selecao de hipotese
diferentes, tais como probabilidade, otimizacao, distancia e arvores. Com isso, é esperado
que o comité de maquinas de classificacao seja flexivel e capaz de gerar hipdteses genéricas
e robustas, ja que o proprio comité encontra de forma automatica a melhor estratégia e

modelo para cada base de dados.

Tabela 6 — Métodos de classificagao empregados no sistema proposto.

Métodos de classificacao

Naive Bayes Bernoulli (NB-B)

Naive Bayes Multinomial (NB-M)
Naive Bayes Gaussiano (NB-G)
Maquinas de vetores de suporte (SVM)
Arvores de decisio (C4.5)

N-vizinhos préximos (k-NN)

Boosted C4.5 (B.C4.5)

Regressao logistica (RL)

L Labeling. Disponivel em <http://lasid.sor.ufscar.br/ml-tools/>. Acessado em 22/10/2015.
2 Opinion Lexzicon English. Disponivel em <http://goo.gl/czIfkd>. Acessado em 22/10/2015.
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5.1.3 Avaliacdo do sistema

Para cada base de dados, primeiramente foram selecionadas aleatoriamente 20%
das amostras para a etapa de selecdo de modelo, e as demais 80% foram empregadas no

treinamento e teste do modelo selecionado.

Na selecao do modelo, a base de dados de entrada foi processada e expandida pelas
possiveis técnicas de processamento de texto, normalizacao e indexagao semantica, resul-
tando em um conjunto de bases expandidas (uma para cada possivel regra de combinacao).
Em seguida, para cada base expandida, foram ajustados os valores dos parametros dos

métodos de classificacao através de grid search.

Neste trabalho, todos os experimentos e processo de validagao foram implemen-
tados com a suite Scikit-learn (PEDREGOSA et al., 2011) para Python. Os métodos
de classificacao e os parametros configurados na fase de grid search sao descritos na Ta-
bela 7. Os nomes dos parametros foram mantidos conforme descritos na documentagao

do Scikit-learn.

Tabela 7 — Lista de parametros configurados na fase de grid search.

Método ‘ Parametro ‘ Intervalo

NB-M | alpha | 1077 ... 107, passo 1 na poténcia
NB-B alpha 10~7...107, passo 1 na poténcia
NB-B binarize 1072 ... 103, passo 1 na poténcia
SVM-L Ks | 1077 ... 10%, passo 1 na poténcia
SVM-R C 1072 ... 10%, passo 1 na poténcia
SVM-R gamma 1073 ...10%, passo 1 na poténcia
C4.5 ‘ mazx features ‘ sqrt, logs

k-NN ‘ K ‘ 1...20, passo 1

B.C4.5 ‘ max features ‘ sqrt, logs

B.C4.5 ‘ estimators ‘ [50,100,250,500]
Regressao Logistia ‘ C ‘ 1072 ... 10%, passo 1 na poténcia

A selecao dos melhores parametros foi feita com base na F-medida, usando valida-
¢ao cruzada com 5 particoes. Posteriormente, apos os parametros terem sido ajustados, o
sistema determinou qual base expandida obteve o melhor desempenho para cada método
de classificagdo. Em outras palavras, nesta etapa foi selecionada a regra de combinacao
mais adequada para cada método de classificacao do sistema. Finalmente, a constante 7T,
usada para ajustar a diferenga entre os pesos dos votos dos classificadores (Eq. 4.1), foi

empiricamente definida com valor igual a 0,05.

A maior parte do conjunto original dos dados (80% das amostras) foi usada para
treinar o modelo selecionado e testa-lo. Essas amostras foram aleatoriamente divididas

em duas partes: conjunto de treino (75%) e conjunto de teste (25%).
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Para comparar o desempenho alcancado pelo comité proposto, os mesmos passos
e condig¢oes foram usados para cada método de classificacao individualmente. Assim, para
prover uma comparacao justa, cada método de classificagdo também foi combinado com a
regra de combinacgao que obteve melhor desempenho, além de ter seus parametros também
ajustados por grid search, através do mesmo protocolo experimental empregado com o

comité de méaquinas.

Para nao correr o risco de algum método ter seu desempenho tendencioso de acordo
com a configuragao dos conjuntos de treino e teste, esses procedimentos foram repetidos
dez vezes para cada método, com selecao aleatéria e estratificada das amostras, e os

resultados foram analisados utilizando F-medida.

A métrica F-medida (F}) representa a média harménica das medidas precisao (P)

e revocacao (R) encontradas para um determinado conjunto de dados, sendo expressa por

5.1.4 Cenarios

Neste trabalho foram analisados quatro cenarios distintos seguindo a metodologia
descrita. Tais cenarios sao compostos pelas opcoes de utilizar ou nao tanto selecao de

atributo quanto a expansao das amostras, listados conforme:

Experimento 1 Usar amostras originais sem aplicar selecao de atributos;
Experimento 2 Usar amostras originais com selecao de atributos;
Experimento 3 Usar amostras expandidas sem aplicar selecao de atributos; e

Experimento 4 Usar amostras expandidas com sele¢ao de atributos.

5.1.5 Selecdo de atributos

A selecao de atributos foi realizada através de um processo incremental. Primeira-
mente, o teste estatistico y? é aplicado sobre as amostras de treino para encontrar uma
lista em ordem decrescente de quais atributos sao mais relevantes. Em seguida, o con-
junto de treino é reamostrado e, entao, submetido ao método Naive Bayes Multinomial,
o qual foi escolhido pelo baixo custo computacional e bom desempenho. A reamostragem
do conjunto de treino é feita de 5% em 5% até que todos os atributos (100%) tenham
sido testados. Ao final, é selecionada a quantidade de atributos que apresentou melhor

desempenho e os demais atributos sao descartados.
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Os resultados obtidos no experimento realizado com amostras expandidas e apli-
cacao de selecao de atributos foram os mais promissores, portanto sao demonstrados e
discutidos com maiores detalhes na secao seguinte. Os resultados obtidos em todos os

experimentos sao apresentados no Anexo A.

5.2 Resultados

Os resultados discutidos nesta Secao foram obtidos ao seguir criteriosamente a
metodologia descrita na secao anterior, através do cenario com amostras expandidas e se-
lecao de atributos. Portanto, sdo oferecidas discussoes acerca da diferenga de desempenho
entre métodos individuais e o sistema proposto com comité de maquinas de classificacao,

embasadas por andlise estatistica.

A Tabela 8 apresenta os resultados obtidos pelos métodos de classificacao para cada
base de dados. O desempenho de cada técnica foi avaliado pela média e desvio padrao da
F-medida obtida nos dez testes executados. Para cada base, os melhores resultados estao

destacados em negrito.

Sob as mesmas condigoes, é evidente que o sistema de comité de maquinas de classi-
ficacao proposto obteve desempenho superior a qualquer um dos métodos de classificacao
individuais avaliados. No entanto, fica evidente que algumas bases de dados oferecem mais
dificuldades aos métodos de classificacao do que outras. A base SS-Tweet é uma base de
assuntos mistos, o que dificulta a generalizacao dos métodos, ocasionando resultados de
F-medida baixos. Por outro lado, a base UMICH é composta por amostras muito claras

quanto ao sentimento expresso, resultando em desempenho alto.

Para garantir que os resultados nao foram obtidos por acaso, foi realizado o teste
estatistico nao-paramétrico de Friedman (FRIEDMAN, 1940), seguindo a metodologia
descrita em (JAPKOWICZ; SHAH, 2011).

O teste de Friedman avalia se a hipdtese nula, que neste caso afirma nao haver
diferencas entre os resultados obtidos, pode ser rejeitada com base no ranqueamento
computado através do desempenho obtido por cada método de classificacao para cada
base de dados. Assim, os métodos de classificacao foram ranqueados de acordo com a
F-medida e sao apresentados na Tabela 9. O método com melhor desempenho recebe a
posicao 1 de ranking, enquanto o método com pior desempenho recebe a posicao i, onde

7 ¢ o numero total de métodos.

Seja k a quantidade de métodos de classificacdo, n o niimero de bases de dados

e R a soma dos rankings de cada método, a medida y% foi calculada de acordo com a
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Tabela 8 — Média e desvio padrao da F-medida obtidos para cada método avaliado.

Método | Archeage | HCR |  Hobbit [ TPhone6 | OMD | Sanders | SS-Tweet [ STS-Test [ UMICH

B. C4.5 0,785+0,04 0,685+0,04 0,881+0,04 0,677+0,06 0,743+0,03 0,703+0,03 0,562+0,02 0,807+0,06 0,934+0,02
C4.5 0,753+0,02 0,643+0,03 0,864+0,02 0,681+0,05 0,68240,04 0,640+0,04 0,5643+0,03 0,75240,06 0,920+0,02
Comité | 0,869+0,02 | 0,733+10,03 | 0,921+0,02 | 0,738+0,04 | 0,811+0,02 | 0,756+0,03 | 0,61210,02 | 0,86310,03 | 0,969-0,01
KNN 0,72340,03 | 0,633%0,03 | 0,844%10,04 | 0,651£0,07 | 0,72840,05 | 0,67540,04 | 0,525+0,06 | 0,776£0,06 | 0,953%0,02
Logistic | 0,836£0,03 0,679+£0,03 0,908+0,03 0,698+0,05 0,775+£0,02 0,711+£0,03 0,585+0,02 0,804+0,03 0,962+0,02
NB B. 0,856+0,02 0,695+0,03 0,869+0,05 0,735+0,03 0,781+0,02 0,723+0,05 0,598+0,02 0,817+0,05 0,948+0,01
NB G. 0,793+0,02 0,590+0,02 0,772+0,08 0,689+0,04 0,628+0,04 0,651+0,02 0,530+0,03 0,751+0,04 0,760+0,06
NB M. 0,843+0,02 0,683+0,03 0,882+0,03 0,699+0,05 0,7814+0,04 0,727+0,03 0,593+0,04 0,8214+0,05 0,956+0,01
SVM-L 0,8424-0,03 0,686+0,03 0,91340,03 0,70840,04 0,771£0,01 0,6924-0,04 0,58340,03 0,813£0,03 0,96540,01
SVM-R | 0,820£0,02 | 0,695£0,02 | 0,856+0,07 | 0,651£0,07 | 0,736£0,05 | 0,673%0,00 | 0,539%0,09 | 0,756£0,07 | 0,953%0,02
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Tabela 9 — Ranqueamento de F-medida obtida pelos métodos para cada base de dados.

Bases [ B.C45 [ C4.5 [ Comité | kNN [ RL [ NB-B [ NB-G | NB-M [ SVM-L | SVM-R
Archeage 8 9 1 10 5 2 7 3 4 6
HCR 5 8 1 9 7 2 10 6 4 3
Hobbit 5 7 1 9 3 6 10 4 2 8
Iphone6 8 7 1 10 5 2 6 4 3 9
OMD 6 9 1 8 4 3 10 2 5 7
Sanders 5 10 1 7 4 3 9 2 6 8
SS-Tweet 6 7 1 10 4 2 9 3 5 8
STS-Test 5 9 1 7 6 3 10 2 4 8
UMICH 8 9 1 6 3 7 10 4 2 5
Soma | 56 | 7 | 9 [ 7 [41] 30 [ 8 | 30 | 35 [ 62
Equacao 5.1.
o = iiR? —3n(k +1) (5.1)
P nk(k+1) Z 77

A hipétese nula pode ser rejeitada se % estiver em uma distribuicao x?, com k—1
graus de liberdade para n > 15 ou k > 5. Para valores menores de n e k, a medida y?
aproximada ¢ imprecisa, sendo necessdrio procurar valores em tabelas de y% especificas
para o teste de Friedman (JAPKOWICZ; SHAH, 2011). Assim, considerando um intervalo
de confianca @ = 0,001, n =9 e k = 9, o valor critico é dado por 27,877. Portanto, como
X% = 63,3515, conclui-se que ha uma diferenga significativa entre os desempenhos obtidos

pelos métodos de classificacao avaliados e, portanto, a hipétese nula pode ser rejeitada.

Em seguida, o teste de Nemenyi (NEMENYT, 1963) foi empregado para comparar

o desempenho dos métodos em pares. Nesse cenario, para cada par de métodos, um

valor ¢ foi calculado com base na distribuicao do ranking de desempenho dos métodos de

classificagao avaliados (Eq. 5.2). Assim, a hipé6tese nula, que indica nao haver diferenga

no desempenho entre os dois métodos, pode ser rejeitada se ¢ for maior que o valor critico
qa, obtido para o grau de confianca o desejado.

q= Bp— B (5.2)

k(k+1)
6n

O resultado do teste de Nemenyi demonstrou que o sistema de comité de maquinas
de classificagao proposto neste trabalho é significativamente superior aos demais métodos
avaliados (p < 0,001). E possivel afirmar que sob as mesmas condicoes e bases de dados,
com 99,9% de grau de confianca, o desempenho do sistema proposto é estatisticamente

superior a qualquer outro método avaliado neste trabalho.

Outra andlise importante para o contexto deste trabalho se refere ao nimero de
vezes que uma regra de combinacao foi escolhida por um método de classificacao. Mais
importante, se as regras de combinagao propostas sao mais uteis para os métodos de

classificacao que os dados originais sem expansao (regra YNNN).
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Os experimentos foram repetidos dez vezes com 9 métodos para 9 bases, totali-
zando 810 escolhas de melhor regra de combinagao para cada método de classificacao
na etapa de selecao de modelo. Todas essas escolhas sao apresentadas na Tabela 10, so-
mando os valores individuais para todas as bases. Os valores destacados indicam a regra

de combinag¢ao mais utilizada para um determinado método de classificagao.

Tabela 10 — Quantidade de vezes que cada regra de combinacao foi escolhida pelos méto-
dos de classificacao.

Regra | B. C4.5 | C45 [ kNN | RL | NB-B | NB-G | NB-M [ SVM-L | SVM-R | Total

By 59 60 43 24 21 6 12 18 15 258
I 20 20 14 5 13 6 9 8 4 99
b5 10 9 9 21 2 6 3 18 30 108
N 0 0 4 0 3 3 4 0 1 15
Es 0 0 0 0 2 5 6 1 1 15
Ee 0 0 5 14 0 6 7 14 17 63
Er 1 1 5 2 13 14 23 2 1 62
By 0 0 2 7 2 19 2 10 5 47
Ey 0 0 3 1 14 5 9 1 0 33
Eio 0 0 2 2 17 5 12 1 0 39
Eiq 0 0 3 14 3 15 3 17 16 71

Em 31,8% dos casos, os dados originais apresentaram melhor resultado quando
combinados a algum método de classificacdo. No entanto, os métodos com maior de-
sempenho (a familia de métodos naive Bayes) utilizaram as outras regras de combinagao,

indicando que a expansao das amostras beneficiou o desempenho dessa classe de métodos.

Outra evidéncia importante que pode ser extraida desses dados é o fato de que as
regras de combinacao que envolvem “geracao de conceitos” (Es, Eg, Es e F11) representa-
ram 35,6% das escolhas realizadas, fortalecendo a hipétese apontada de que as mensagens
originais (curtas e ruidosas) tém pouca informagao e que é necessario utilizar técnicas de

linguagem natural para enriquecé-las.

Finalmente, na Tabela 11 é apresentada a média do tempo de execugao (em segun-
dos) demandado para concluir as etapas selecao de modelo, treinamento e teste de cada
método de classificacao para cada base de dados. Os menores valores estao destacados em
negrito. Tais experimentos foram realizados em um computador com processador Intel
Xeon X3430 (quatro nucleos - 2,4GHz) e 8GB de RAM.

Conforme esperado, embora o comité de maquinas de classificacao tenha obtido
resultados de predicao estatisticamente superiores aos métodos individuais, ele consumiu
maior tempo de processamento. Dado que o comité combina varias técnicas de proces-
samento de texto com diversos métodos de classificacdo, é natural que ele necessite de
mais tempo para realizar as etapas de selecao de modelo e treinamento. No entanto, é
importante destacar que em cenarios nos quais esses processos, computacionalmente mais
caros, podem ser executados offline, o comité de maquinas de classificacao é altamente

recomendado devido ao seu grande poder de generalizagao e predicao.



Tabela 11 — Média e desvio padrao do tempo de execucao (em segundos) consumido nas etapas de selegdo de modelo, treinamento e teste

de cada método de classificacao para cada base de dados.

Método | Archeage | HCR [ Hobbit [ TIPhone6 | OMD | Sanders [ SS-Tweet [ STS-Test | UMICH
B. C4.5 2,30+1,85 2,9042,55 2,5040,92 1,50+1,43 8,00+4,12 6,504+4,03 16,60+9,81 1,20£1,33 1,40+0,66
Ci5 0,7040,46 | 0,40£0,49 | 0,4040,49 | 0,2040,40 | 0,40£0,49 | 0,0040,30 1,4040,49 | 0,20+0,40 | 0,20+0,40
Comité | 93,104+23,74 | 41,10+£5,50 7,60+1,36 7,70+2,19 78,60+£17,56 | 61,70+39,11 | 386,10+49,31 6,50+0,92 37,60+10,54
k-NN 8,2042,27 2,70+1,10 0,8040,60 0,704-0,46 7,90+0,94 4,9041,87 29,40+7,49 0,7040,46 3,90+1,37
Logistic 0,50+0,50 0,30+0,46 0,10+0,30 0,10+£0,30 0,30+0,46 0,90+0,70 1,60£0,49 0,00+0,00 0,404-0,49
NB-B 5,404+1,62 2,50+0,50 1,40+0,49 1,40+0,49 3,90+0,94 4,204+1,99 13,00£1,79 1,50£0,50 3,10£1,04
NB-G | 0,40%0,49 | 0,10+0,30 | 0,00£0,00 | 0,00£0,00 | 0,30+0,46 | 0,30+0,46 | 1,50£0,81 | 0,00£0,00 | 0,30+0,64
NB-M 1,0050,63 | 0,40£0,49 | 0,2040,40 | 0,60£0,49 | 0,60£0,49 | 0,70£0,90 2,50£0,02 | 0,2040,40 | 0,8040,40
SVM-L 0,70+0,64 0,5040,50 0,00+0,00 0,40+0,49 0,70+0,46 0,5040,50 1,30+0,46 0,20+0,40 0,60+0,49
SVM-R 24,20+6,03 10,6041,96 0,6040,66 0,904-0,70 21,90+4,41 14,8048,32 110,404+16,17 | 0,8040,60 10,1042,98

SOPOYNSIY  'g"¢

1
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Conclusoes

Detectar automaticamente opinides expressas em mensagens curtas e ruidosas pos-
tadas em redes sociais ainda é um desafio tanto na area de aprendizado de maquina, quanto
em processamento de linguagem natural. Até mesmo os métodos considerados estado da
arte em classificacdo encontram pelo menos duas grandes dificuldades ao lidar com esse
tipo de problema: 1) a pequena quantidade de atributos extraidos por mensagem e 2) a
baixa qualidade desses atributos, ocasionada pelo uso constante de abreviacoes, girias e

simbolos que podem gerar problemas de polissemia e sinonimia.

Para contornar essas dificuldades, neste trabalho foi proposto um sistema de co-
mité de maquinas de classificacdo, que combina automaticamente técnicas consolidadas
de processamento de texto, normalizacdo e indexacao semantica com os métodos de clas-

sificacao considerados o estado da arte.

Nesse cenario, foi apresentado um sistema de normalizagao de texto e expansao
por indexacao semantica, que funciona com base em diciondrios semanticos e léxicos,
juntamente com técnicas de analise semantica e deteccao de contexto. As amostras sao
inicialmente normalizadas e, posteriormente, novos atributos sao gerados por meio de
conceitos usados para expandir e enriquecer a amostra original. Com isso, problemas de

polissemia e sinonimia podem ser evitados.

O sistema proposto foi avaliado com nove bases de dados ptblicas e os desempenhos
obtidos foram comparados com os métodos de classificaciao individuais. Os resultados da
andlise estatistica indicaram que, sob as mesmas condigoes e com grau de confiancga igual
4 99,9%, o comité de classificadores foi estatisticamente superior a qualquer outro método
de classificacao avaliado. Também foi constatado que, em 35,8% dos casos analisados, as
amostras expandidas contribuiram mais para o desempenho dos métodos de classificacao
do que a utilizagdo das amostras originais (curtas e ruidosas). Contudo, o comité demanda

maior tempo computacional durante a selecao de modelo e treinamento.

Atualmente, o sistema proposto esta sendo avaliado em contextos com caracteris-
ticas semelhantes aos descritos neste trabalho, tais como filtragem de comentarios curtos,
além de outras aplicacoes Web, como comentarios postados no Youtube, foruns e blogs.
Como trabalho futuro, pretende-se projetar uma versao paralelizada do sistema para ace-

lerar as etapas que demandam maior custo computacional.
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Publicacoes

Durante o periodo de curso de mestrado, os seguintes trabalhos foram produzidos
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1. ALBERTO, T. C.; LOCHTER, J. V.; ALMEIDA, T. A.. “Post or Block? Advances
in Automatically Filtering Undesired Comments.” Journal of Intelligent & Robotic
Systems, v. 1, p. 1-15, 2014.

2. LOCHTER, J. V.; ZANETTI, R. F.; ALMEIDA, T. A.. “Short Text Opinion Detec-
tion using Ensemble of Classifiers and Semantic Indexing.” Journal of Knowledge-

Based Systems, 2015. (Em avaliacao)

Congressos

1. CAMPANHA, J. M.; LOCHTER, J. V.; ALMEIDA, T. A.. “Deteccao Automatica
de Spammers em Redes Sociais.” Anais do XI Encontro Nacional de Inteligéncia
Artificial e Computacional (ENIAC’14), v. 1., p. 1-6, Sao Carlos - SP, Brasil. 2014.

2. ALBERTO, T. C.; LOCHTER, J. V.; ALMEIDA, T. A.. “TubeSpam: Comment
Spam Filtering on YouTube” 15th International Conference on Machine Learning
and Applications (ICMLA’15), Miami - FL., USA. 2015. (Aceito para publicagao)

3. LOCHTER, J. V.; ZANETTI, R. F.; ALMEIDA, T. A.. “Deteccao de Opiniao em
Mensagens Curtas usando Comité de Classificadores e Indexagao Seméantica.” Anais
do XII Encontro Nacional de Inteligéncia Artificial e Computacional (ENIAC’15),
Natal - RN, Brasil. 2015. (Aceito para publicacao)

4. ALBERTO, T. C.; LOCHTER, J. V.; ALMEIDA, T. A.. “Filtragem Automatica de
Spam nos Comentarios do YouTube” Anais do XII Encontro Nacional de Inteligén-
cia Artificial e Computacional (ENIAC’15), Natal - RN, Brasil. 2015. (Aceito para
publicagao)
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APENDICE A - Resultados

Neste trabalho foram analisados quatro cenarios distintos, utilizando as amostras
originais, amostras expandidas, todos os atributos e atributos selecionados. A descri¢ao
de cada experimento ¢é dada a seguir.
Experimento 1 Usar amostras originais sem aplicar sele¢ao de atributos;
Experimento 2 Usar amostras originais com selecao de atributos;
Experimento 3 Usar amostras expandidas sem aplicar selecao de atributos; e
Experimento 4 Usar amostras expandidas com sele¢ao de atributos.

Os melhores resultados foram obtidos através do Experimento 4 e sao discutidos

em detalhes no Capitulo 5. O restante deste apéndice apresenta os resultados de cada

experimento para eventual consulta.
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Tabela 12 — Média e desvio padrao da F-medida obtidos para cada método avaliado no Experimento 1.

Método | Archeage | HCR |  Hobbit [ TPhone6 | OMD | Sanders | SS-Tweet [ STS-Test [ UMICH

B. C4.5 0,74740,02 0,643%0,05 0,832+0,04 0,692+0,07 0,692+0,03 0,655+0,04 0,565+0,02 0,7414+0,04 0,919+0,03
C4.5 0,746+0,02 0,627+0,03 0,838+0,07 0,687+0,06 0,707+0,03 0,651+0,04 0,5673+0,02 0,736+0,05 0,907+0,02
Comité | 0,870+0,02 | 0,744+0,02 | 0,921+£0,02 | 0,744+0,05 | 0,833+0,01 | 0,758+0,03 | 0,618+0,02 | 0,867L0,04 | 0,966-0,01
KNN 0,688+0,03 | 0,63620,04 | 0,830£0,04 | 0,645£0,00 | 0,678£0,04 | 0,65940,05 | 0,590£0,04 | 0,794£0,04 | 0,950+0,01
Logistic | 0,855£0,02 0,733+0,02 0,910+0,02 0,681+0,10 0,822+0,01 0,738+0,03 0,577+0,02 0,839+0,04 0,958+0,01
NB B. 0,86240,02 0,710£0,02 0,88940,04 0,608+0,12 0,787+0,03 0,703+0,12 0,449+0,10 0,796+0,10 0,953+0,01
NB G. 0,79840,02 0,625+0,02 0,630+0,05 0,612+0,07 0,684+0,03 0,655+0,03 0,56214+0,02 0,765+0,06 0,785+0,07
NB M. 0,850+0,02 0,7044+0,02 0,865+0,04 0,637+0,08 0,800+0,03 0,713+0,07 0,503+0,07 0,85440,05 0,941+0,03
SVM-L | 0,846£0,03 | 0,72240,02 | 0,0064£0,02 | 0,727+0,05 | 0,82040,01 | 0,739+0,03 | 0,614£0,02 | 0,832£0,04 | 0,961%0,01
SVM-R | 0,84940,02 | 0,731£0,03 | 0,00940,02 | 0,705+£0,10 | 0,826£0,01 | 0,740+0,04 | 0,552%£0,10 | 0,845%0,05 | 0,963%0,01




Tabela 13 — Média e desvio padrao da F-medida obtidos para cada método avaliado no Experimento 2.

Método | Archeage | HCR [ Hobbit [ TPhone6 | OMD | Sanders | SS-Tweet [ STS-Test [ UMICH

B. C4.5 0,794+0,04 0,684+0,03 0,889+0,03 0,676+0,05 0,781+0,02 0,710+0,03 0,563+0,03 0,800+0,06 0,927+0,03
Ci5 0,75340,02 | 0,643£0,03 | 0,878£0,02 | 0,676+0,05 | 0,707£0,02 | 0,646£0,05 | 0,54940,04 | 0,76240,05 | 0,92040,02
Comité | 0,862+0,02 | 0,737+0,02 | 0,928+0,02 | 0,729+0,04 | 0,830+0,02 | 0,761-0,04 | 0,622+0,02 | 0,881+0,03 | 0,969+0,01
KNN 0,688+0,05 0,63240,03 0,85540,04 0,655+0,04 0,75440,04 0,679+0,03 0,52140,04 0,79940,03 0,953+0,02
Logistic 0,837+0,03 0,713+0,03 0,91140,02 0,665+0,10 0,807+0,03 0,73540,04 0,594-+0,03 0,84040,04 0,962+0,01
NB B. 0,856+0,02 0,723+0,03 0,909+0,04 0,712+0,04 0,793+0,02 0,73540,04 0,608+0,03 0,85240,05 0,949+0,01
NB G. 0,790+0,04 0,595+0,03 0,866+0,04 0,691£0,04 0,662+0,06 0,651£0,03 0,522+0,02 0,76940,04 0,78240,04
NB M. | 0,840%0,02 | 0,72840,03 | 0,010£0,02 | 0,703£0,04 | 0,301%0,03 | 0,744%0,03 | 0,572%0,05 | 0,833%0,05 | 0,955%0,02
SVM-L 0,84140,03 0,704+0,04 0,91140,02 0,67440,07 0,8184+0,02 0,72240,06 0,60540,02 0,836+0,05 0,96440,01
SVM-R 0,840+0,02 0,721+£0,03 0,9064+0,02 0,691+£0,03 0,819+0,02 0,7414£0,05 0,584-+0,08 0,84040,05 0,963+0,01
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Tabela 14 — Média e desvio padrao da F-medida obtidos para cada método avaliado no Experimento 3.

Método | Archeage | HCR |  Hobbit [ TPhone6 | OMD | Sanders | SS-Tweet [ STS-Test [ UMICH

B. C4.5 0,758+0,03 0,656+0,05 0,825+0,04 0,686+0,07 0,703+0,02 0,655+0,04 0,573+0,03 0,680+0,08 0,925+0,03
C4.5 0,746+0,02 0,627+0,03 0,838+0,07 0,687+0,06 0,707+0,03 0,651+0,04 0,5673+0,02 0,736+0,05 0,907+0,02
Comité | 0,871£0,02 | 0,746+0,02 | 0,924+0,02 | 0,755+0,05 | 0,826+0,02 | 0,751+0,03 | 0,61210,02 | 0,87010,04 | 0,968+0,01
KNN 0,70040,03 | 0,642+0,04 | 0,82810,04 | 0,650£0,10 | 0,680£0,04 | 0,667+£0,05 | 0,591£0,03 | 0,788£0,06 | 0,948%+0,01
Logistic | 0,855£0,02 0,733+0,02 0,914+0,02 0,715+0,06 0,806+0,03 0,706=£0,03 0,603+0,02 0,807+0,04 0,959+0,01
NB B. 0,860+0,02 0,716+0,02 0,8624+0,04 0,646+0,11 0,787+0,03 0,688+0,12 0,516+0,05 0,821+0,04 0,951+0,01
NB G. 0,79840,02 0,62940,02 0,592+0,07 0,612+0,07 0,684+0,03 0,634+0,03 0,5617+0,03 0,765+0,06 0,778+0,06
NB M. 0,848+0,02 0,705+0,02 0,862+0,05 0,696+0,06 0,790+0,04 0,710+0,05 0,545+0,06 0,833+0,06 0,941+0,03
SVM-L | 0,846£0,03 | 0,72240,02 | 0,013£0,02 | 0,733+0,05 | 0,802£0,02 | 0,705+0,04 | 0,593%0,02 | 0,818%0,03 | 0,962+0,01
SVM-R | 0,84240,02 | 0,73240,03 | 0,0004£0,02 | 0,692£0,11 | 0,781£0,03 | 0,698+0,04 | 0,515£0,10 | 0,845£0,05 | 0,948%0,03




Tabela 15 — Média e desvio padrao da F-medida obtidos para cada método avaliado no Experimento 4.

Método | Archeage | HCR [ Hobbit [ TPhone6 | OMD | Sanders | SS-Tweet [ STS-Test [ UMICH

B. C4.5 0,785+0,04 0,685+0,04 0,881+0,04 0,677+0,06 0,743+0,03 0,703+0,03 0,562+0,02 0,80740,06 0,934+0,02
Ci5 0,75340,02 | 0,643£0,03 | 0,864£0,02 | 0,681£0,05 | 0,682£0,04 | 0,640£0,04 | 0,54340,03 | 0,75240,06 | 0,92040,02
Comité | 0,869+0,02 | 0,733+0,03 | 0,921+0,02 | 0,738+0,04 | 0,811+0,02 | 0,756+0,03 | 0,612+0,02 | 0,863+0,03 | 0,969+0,01
KNN 0,723+0,03 0,633+0,03 0,84440,04 0,651£0,07 0,7284+0,05 0,67540,04 0,5254+0,06 0,776+0,06 0,953+0,02
Logistic 0,836+0,03 0,679+0,03 0,9084+0,03 0,698+0,05 0,775+0,02 0,711£0,03 0,585+0,02 0,80440,03 0,962+0,02
NB B. 0,856+0,02 0,695+0,03 0,86940,05 0,735+0,03 0,781+0,02 0,723+0,05 0,598+0,02 0,81740,05 0,948+0,01
NB G. 0,793+0,02 0,590+0,02 0,77240,08 0,689+0,04 0,628+0,04 0,651£0,02 0,530£0,03 0,75140,04 0,760+0,06
NB M. | 0,843%0,02 | 0,683£0,03 | 0,88240,03 | 0,699+£0,05 | 0,78140,04 | 0,72740,03 | 0,593£0,04 | 0,821%0,05 | 0,956+0,01
SVM-L 0,84240,03 0,686+0,03 0,91340,03 0,70840,04 0,771+0,01 0,69240,04 0,58340,03 0,8134+0,03 0,965+0,01
SVM-R 0,820+£0,02 0,695+0,02 0,85640,07 0,651£0,07 0,736+0,05 0,673+0,09 0,539+0,09 0,75640,07 0,953+0,02
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