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Resumo

A partir da distribuicdo normal generalizada e dos conceitos do modelo autor-
regressivo e de médias moéveis generalizado, introduzimos o modelo normal generalizada-
ARMA, como alternativa para modelar séries temporais, que exibem simetria e caudas
mais leves ou mais pesadas quando comparadas com a distribui¢ao normal. Apresentamos
aplicagoes do modelo proposto, usando trés séries temporais, das areas de hidrologia, po-
liticas publicas e economia. O modelo proposto se apresentou como uma boa alternativa
ao modelo ARMA com distribuicao normal. Estendemos o modelo para o caso de séries
que apresentam assimetria. Neste caso, utilizamos a transformagao de Box-Cox, denotado
por Box-Cox normal generalizada-ARMA. O caso particular quando utilizamos a transfor-
magao logaritmica é chamado de log-normal generalizada-ARMA. Ajustamos os modelos
com transformagao a séries de vazoes das usinas hidrelétricas de Furnas e Sobradinho.
Calculamos predicoes, que para o modelo com transformacao, foram melhores, quando
comparado ao modelo sem transformacao. Com o objetivo de tratar séries que apresentam
periodicidade na funcao de correlagao, definimos trés extensoes do modelo autorregressivo
periddico, chamando-os de modelo normal generalizada autorregressivo peridédico, modelo
log-normal generalizada autorregressivo periédico e modelo Box-Cox normal generalizada
autorregressivo periddico. Constatamos que as séries de vazoes das usinas hidrelétricas de
Furnas e Sobradinho apresentam correlagao periddica. Apresentamos duas aplicagoes dos
modelos periddicos propostos usando estas séries. Nos ajustes dos modelos, notamos que
nao ha necessidade da utilizacao da distribuicao normal generalizada em todos os meses,
mas em alguns a distribuicao normal generalizada se sobressaiu em relagao a distribuicao
normal. Por tdltimo, definimos a distribuicao normal generalizada zero inflacionada e o
modelo para séries temporais normal generalizada zero inflacionada-ARMA. Adotando o

método de méaxima verossimilhanca e o modelo para séries que apresentam inflacao de
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zeros, analisamos a série da quantidade de precipitacao pluviométrica da cidade de Sao

Carlos.

Palavras-chave: Modelo Normal Generalizada-ARMA. Modelo Box-Cox Nor-
mal Generalizada-ARMA. Modelo Normal Generalizada-PAR. Modelo Box-Cox Normal
Generalizada-PAR. Modelo Normal Generalizada Zero Inflacionada-ARMA.



Abstract

From the generalized normal distribution and concepts of the generalized auto-
regressive moving averages models we introduce the generalized normal-ARMA model as
an alternative way to model time series exhibiting symmetry and tails that may be lighter
or heavier when compared the normal distribution. We present application for proposed
model using three time series in the hydrology, economy and publics policy areas. The
proposed model is presented as good alternative when compared to ARMA model with
normal distribution. We extended this model the case of the asymmetric time series. In
this case we used the Box-Cox transformation, denoted by Box-Cox generalized normal
ARMA. The particular case, when we use the logarithmic transformation is called gene-
ralized log-normal ARMA. We adjusted the models with transformation to the series on
monthly average affluent streamflow of the Furnas and Sobradinho hydroelectric plants.
We obtain the prediction values for the model with transformation, that are better when
compared with the model without transformation. To treat time series that exhibit pe-
riodic in the correlation function we defined three extensions for periodic autoregressive
model, called generalized normal periodic autoregressive model, generalized log-normal
periodic autoregressive model and Box-Cox generalized normal periodic autoregressive
model. We can observed that the series on monthly average affluent streamflow of the
Furnas and Sobradinho hydroelectric plants have periodic correlation. We present two
applications of periodic models from these series. In the models, we note that is not
necessary the use of generalized normal distribution in every months, just in some the
generalized normal distribution presented better results than the normal distribution.
Finally, we define the generalized normal zero inflated distribution and the generalized
normal zero inflated ARMA model for time series. Adopting the model for series that

have zero inflation and the maximum likelihood method for estimation of parameters, we
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analyze the serie of the amount of rainfall in the city of Sao Carlos.

Keywords: Generalized normal ARMA model. Box Cox Generalized Normal
ARMA Model. Generalized Normal PAR Model. Box-Cox Generalized Normal PAR
Model. Generalized Normal Zero Inflated ARMA Model.
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Capitulo 1

Introducao

O estudo de séries temporais envolve observacoes dependentes ao longo do tempo,
por exemplo, estudar o lucro de uma determinada empresa em intervalos trimestrais
(Shumway e Stoffer, 2011)), avaliar o crescimento ou decrescimento do pre¢o de uma
determinada acdo da bolsa de valores de Sao Paulo no decorrer do ano (Morettin, 2008
e [Morettin e Toloi, 2006|) ou ainda acompanhar a dissemina¢do de uma certa doenga na
populagao durante um determinado periodo de tempo (Zeger, [1988). Note que todos
esses exemplos envolvem observacoes ordenadas no tempo, sendo que de alguma maneira
valores que ocorreram em um tempo passado, nao muito distante, podem influenciar os
valores presentes e futuros do processo. Modelar essa dependéncia e utiliza-l4 para o

calculo de previsoes de valores futuros pode trazer grandes vantagens.

Nas ultimas décadas, varios modelos de séries temporais tém sido propostos na
literatura. O artigo proposto por |Cox (1981) categoriza modelos de séries temporais
com parametros variando no tempo em duas classes: modelos observation driven e mo-
delos parameter driven. Na abordagem observation driven, a variagao dos parametros
no tempo ¢ introduzida fazendo os parametros dependerem de variaveis exdgenas e de
observagoes passadas. Embora os parametros sejam dependentes, eles sao perfeitamente
previsiveis dadas as informagoes passadas. Esta abordagem simplifica a avaliacao da fun-
¢ao de verossimilhanca e explica o porqué que esses modelos tém se tornado populares nas
mais diferentes aplicacoes de séries temporais. Exemplos de modelos classificados como
observation driven sao: o modelo heterocedastico condicional autorregressivo (ARCH)

proposto por Engle (1982), o modelo heterocedastico condicional autorregressivo genera-



lizado (GARCH) introduzido por Bollerslev (1986), o modelo para dados de contagem
utilizando a distribui¢do Poisson de Davis et al. (2003) e o modelo autorregressivo e de

médias moveis generalizado (GARMA) proposto por Benjamin et al. (2003).

A alternativa para modelos observation driven sao os modelos parameter driven.
Nesses modelos os parametros sao processos estocasticos que estao sujeitos a sua propria
fonte de erro. Dadas as observagoes passadas, os parametros nao sao perfeitamente pre-
visiveis. Como exemplos temos: o modelo para dados de contagem proposto por |Zeger
(1988), o modelo utilizando a distribuigao binomial negativa para dados de contagem
de Davis e Wu (2009)), o modelo de volatilidade estocastica (SV) (ver |Shephard (2005)
para detalhes e discussoes) e o modelo de intensidade estocéstica proposto por Bauwens e
Hautsch (2006)). Estimagao é usualmente mais dificil para esses modelos porque as fungoes

de verossimilhanca associadas nao estao disponiveis em forma fechada.

O modelo ARMA proposto por |[Box e Jenkins (1976) é categorizado como um mo-
delo observation driven e é uma abordagem padrao em estudos de séries temporais. Nessa
abordagem geralmente supoe-se que os ruidos seguem uma distribuicao gaussiana, porém
existem séries que violam essa suposi¢ao, como por exemplo, séries cuja distribui¢ao apre-
sentam caudas mais pesadas ou mais leves que as da distribuicao gaussiana, séries de dados
de contagem, séries com distribuigoes assimétricas e séries com varidancia nao constante.
Isso vem motivando muitos autores a estudar processos nao gaussianos, podemos citar por
exemplo Rocha e Cribari-Neto (2009)) que propuseram o modelo SARMA para variaveis
aleatorias continuas que assumem valores no intervalo unitario padrao (0,1), [Jose et al.
(2008) que propuseram o modelo autorregressivo de primeira ordem com distribui¢ao mar-
ginal normal-Laplace, Tomy e Jose (2009) que apresentaram o modelo autorregressivo que
utiliza a distribui¢ao normal-Laplace generalizada e |Davis et al. (2000) que apresentaram

um modelo para dados de contagem utilizando a distribuigao Poisson.

O modelo GARMA, que generaliza o modelo ARMA considerando séries com
distribuicao da familia exponencial, modelando a média da distribuigao, foi proposto
por Benjamin et al. (2003)), permitindo assim adotar diferentes distribui¢oes conforme as
caracteristicas da série, como por exemplo, a distribuicao gama caso a série apresente
apenas observagoes positivas, ou adotar a distribuicao Poisson, binomial ou binomial

negativa caso a série represente um processo de contagem.



Neste trabalho propomos uma nova classe de modelos de séries temporais que é a
juncao das ideias do modelo GARMA com a distribui¢ao normal generalizada, introduzida
por Nadarajah (2005). Adotamos essa distribuigao pois as distribui¢oes normal e Laplace
sao casos particulares e suas caudas podem ser mais leves ou mais pesadas do que as da
distribui¢ao normal, proporcionando, assim, uma maior flexibilidade para a modelagem

de séries temporais em relagao aos tradicionais modelos ARMA com distribuigdo normal.

Outras extensoes dos modelos ARMA sao os modelos peridédicos autorregressi-
vos ou ainda periddicos autorregressivos e de médias modveis, conhecidos como PAR ou
PARMA, respectivamente. Os modelos propostos por [Box e Jenkins (1976 consideram
que a correlagao é constante em relacao ao tempo, o que frequentemente nao é observado,
por exemplo, em séries de vazoes de rios. Segundo Tiao e Grupe (1980) essas séries podem
ser especificadas erroneamente por meio dos modelos ARMA. Os modelos PAR sao estu-
dados em diversos trabalhos, como por exemplo, no livro de [Hipel e McLeod (1994)), em
Pagano (1978)) que estudou propriedades assintoticas, Troutman (1979) que apresentou
condigbes para a estacionariedade e em [McLeod (1993)) que propos um novo diagnostico

para a correlagao perioddica.

Analisamos vérias séries de vazoes das usinas hidrelétricas do Brasil, notamos
que na maioria delas, ap6s eliminarmos o efeito da sazonalidade, a série resultante apre-
senta caudas mais pesadas do que as caudas da distribuicao normal. Para uma melhor
modelagem dessas séries, propomos o modelo autorregressivo peridédico com distribuigao
normal generalizada em vez dos tradicionais modelos periédicos com distribui¢ao normal.
A substituicao da distribuicao iré proporcionar uma maior flexibilidade no ajuste dos mo-
delos PAR, pois a distribuicdo proposta é simétrica e pode apresentar curtose diferente

da distribui¢cao normal.

Em diversos estudos relacionados a hidrologia, observamos a utilizagao da funcao
logaritmica para a diminui¢ao da assimetria da distribuicao das séries temporais. Em
trabalhos recentes, nas mais diferentes areas, notamos a adogao da transformacao de Box-
Cox, proposta em [Box e Cox (1964), para esse fim, citamos, por exemplo, os trabalhos
de Zheng e Song (2014), Gongalves e Meddahi (2011) e [Tsiotas (2009) que envolvem
a transformacao em questao com a volatilidade estocéstica e o trabalho de |Cordeiro e

Andrade (2009) no qual propuseram um modelo que unifica a transformagao de Box-Cox
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com os modelos GARMA.

Propomos também neste trabalho a utilizagao da transformacao de Box-Cox jun-
tamente com as modificagdes sugeridas dos modelos ARMA e PAR. Essa jungao resulta
em modelos nos quais as suposicoes de simetria e normalidade da série nao sao neces-
sarias, ou seja, os modelos propostos se credenciam para serem utilizados em séries que

apresentam assimetria e curtose diferente da distribuicao normal.

Como um exemplo de série temporal que nao apresenta distribuicao normal, te-
mos a série da quantidade de precipitacao pluviométrica diéria, que assume valores reais
nao negativos e com excesso de zero. Para a anélise de séries com essa peculiaridade, pro-
pomos uma modelagem utilizando uma modificacao da distribuicao normal generalizada,
incorporando a inflagao de zeros e levando em consideracao as estruturas autorregressiva

e de médias movelis.

1.1 Modelo ARMA

Como ja foi dito anteriormente, o modelo ARMA ¢ bastante utilizado em séries
temporais. Serd apresentada aqui apenas uma breve introdugao, mais detalhes sobre o

modelo ARMA podem ser encontrados em |Box et al. (2008)).

Considere {Z;,t € Z} uma série temporal, entdo o modelo ARMA(p, ¢q) é dado

por
Zt — ¢1Zt71 — ... ¢pZt7p = Q — 91@,571 — ... Qqat,q
(1-¢B—...—¢,B"Z = (1—6,B—...—0,B%a
@(B)Zt = @(B)Clt,
sendo que B ¢é o operador retardo ou backward, ®(B) é o polindmio autorregressivo, O(B)

¢ o polindmio de médias moveis e a; ¢ um ruido branco com E(a;) = 0, Var(a;) = % e

E(aia;—i) = 0 para k # 0.

O processo ARMA(p, q) é estacionario se as raizes de ®(B) = 0 estiverem fora do
circulo de raio unitério, e o processo ¢ invertivel se as raizes de ©(B) = 0 estiverem fora
do circulo de raio unitéario (as defini¢oes de estacionariedade e invertibilidade podem ser

vistas no Apéndice [A)).
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1.2 Modelo GARMA

Os modelos lineares generalizados (MLG), propostos por Nelder e Wedderburn
(1972)), modelam a média da distribuigao de interesse envolvendo trés componentes, sendo
essas, a componente aleatoria, que é uma variavel aleatéria que pertence a familia expo-
nencial com meédia g, a componente sistemética, que sao as varidveis explicativas que
normalmente sdo denotadas por n = x'3, sendo que x sao as covariaveis observadas e (3
é um vetor de parametros, e a funcao de ligacao, aqui denotada por g, que é uma fungao
que relaciona as médias dos componentes aleatorios com a sistemaética, g(pu) = n = x'(,

para mais detalhes sobre MLG ver McCullagh e Nelder (1989).

Benjamin et al. (2003) introduziram os modelos GARMA (generalizado autor-
regressivo e de médias moveis) baseando-se nos modelos lineares generalizados (MLG)
de [Nelder e Wedderburn (1972), acrescentando os termos autorregressivos e de médias

moéveis na componente sistematica.

Seja {Z;,t € Z} um processo estocastico com distribuigao condicional na familia

exponencial, com

Fa (1) = oxp {é[wt B9 + el w)} , (1)

sendo que ¥, e ¢ representam os parametros canonico e de dispersao, respectivamente, as
fungoes b(.) e ¢(.) definem uma distribui¢do especifica da familia exponencial ¢ §;—1 ¢ o

conjunto de informacoes das observacoes até o instante ¢ — 1, definido como

gt—l = {X17 sy Xty Ry ee ey Bt—1y M1y - - 7:U’t—1}7 (12)
em que z; é o valor observado no instante ¢, t = 1,...,t — 1, y; é a média da distribuigao
no instante ¢z, ¢ = 1,...,t — 1 e x; sao as covariaveis observadas no instante 7,7 =1,...,t.

Assim como nos MLG, temos que E(Z|Fi—1) = e = V'(9y) e Var(Z|Fi-1) =
©b”(Y;). Nos modelos GARMA escrevemos p; da forma

g(pe) = ne = X8 + 71,

sendo 7, = 30 ¢ A(z—j, %4, B) + D _7_1 0;M (21—, 1), sendo que A e M sdo fungdes

que representam os termos autorregressivos e de médias moveis. Segundo [Benjamin et al.
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(2003)), o modelo apresentado é muito geral e pode ser particularizado para uma forma

mais conveniente para aplicacoes. Entao o preditor linear pode ser escrito como

9(pe) = ne = %8 + Z ¢i(9(z—5) — X;&-j/@) + Z 0i(9(ze-5) — m—5),

j=1
sendo este mais flexivel e parcimonioso, lembrando que g é uma funcao de ligagao apro-

priada.

O modelo ARMA ¢é um caso particular do modelo GARMA quando adotamos a
distribuicao normal, a funcao de ligacao identidade, sem as variaveis exégenas e assumindo
a; = 2z — . O modelo GARMA apresenta uma flexibilidade muito grande, pois com
ele podemos ajustar modelos que envolvam séries que apresentam, por exemplo, apenas
valores inteiros, adotando as distribuicao Poisson, binomial ou binomial negativa, ou
que apresente apenas valores reais positivos, adotando a distribuicao gama ou inversa

gaussiana.

1.3 Série Temporal Periodica

Seja {x;,t € N} uma série temporal periodica com periodo ou niicleo de tamanho
S. Faremos algumas consideragoes para o indice de tempo, ¢, em que a série é observada.
Primeiramente, supomos que o numero de observagoes da série dentro de cada periodo
seja o mesmo e introduzimos um indice m para cada observacao dentro do periodo, assim
m = 1,2,...,5. Além disso, consideramos que a série foi observada por um numero
inteiro de periodos n = NS e introduzimos o indice r para representar um ciclo qualquer,

assim, r =1,2,..., V.

Dessa forma, o indice t referente a qualquer observacao x; pode ser escrito como

funcao dos dois indices r e m denotado por
t=t(r,m)=(r—1)S +m, (1.3)

sendor=1,2,..., Nem=1,2,...,5. Assim forma, para qualquer inteiro j > 0 temos

que

t—j=tlr,m)—j>0, (1.4)
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para todo j < (r —1)S +m. No caso de dados mensais S = 12, m representa o més e r o

ano, ja para o caso de observagoes trimestrais, S = 4, m refere-se ao trimestre e r ao ano.

Consideramos que o processo estocastico X, ) que da origem a série temporal

Ty(r,m) tenha as seguintes propriedades:

i) E{Xit.m)} = Ht(rm), sendo que [y, € uma funcao periodica de periodo S, tal que
pe = piris para qualquer K € N. Dessa forma g, fica completamente definida
pelo indice m, fiy(rm) = pm. Ou seja, supondo ry, ro € N com 7 < ry; e K € N tal
que ro — r; = K, temos que

t(ro,m) = (ro—1)S+m
= (m+K-1)S+m
= (m—-1)S4+m+KS
= t(r,m)+ KS,

1080 fit(ro;m) = Mt(ri,m)+KS = Hi(r,m)- Portanto fi(.,) € uma funcao somente do

indice m. Consideramos para pu,, uma fun¢ao nao paramétrica dada por
| XN
Ly = — Xitrmy,m=1,...,85. 1.5
fin = 3 2 Xetem (1.5)

ii) Var{Xym} = af(nm), sendo que Ut?(nm) também é uma funcao periddica de periodo

. A1 2 _ 2
S, com as mesmas propriedades da média. Temos que o7 = 0}, ¢ para qualquer

K € N. Desta forma Uf(nm) = 02, Adotamos para 02, uma fungiao nao paramétrica
dada por
|
62 = NZ[Xt(T,m) — ) m=1,...,5. (1.6)
r=1

Para simplificar a notagao consideramos as fungoes i, e 02, para representar

2 .
Ht(rm) € O im)> respectivamente.

Quando o processo estocéstico apresenta sazonalidade, um método largamente
adotado para eliminar a sazonalidade (em inglés deseasonalization), utilizado por exemplo
em [Hipel e McLeod (1994)) e [Souza et al. (2012), é subtrair a sazonalidade estimada, ou

seja, o processo livre de sazonalidade Zy(.,,) ¢ dado por

(1.7)
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comr >1lem=12...,95, assim E{Z;,m)} = 0 e Var{Zy,,»y} = 1. Optamos por
denotar o indice de tempo como uma fungao de r e m, ¢(r,m), pois temos interesse em
saber quem sao os indices r e m. Quando nao houver esse interesse, para simplificacao de

notagao, adotaremos apenas t.

Considerando os processos estocasticos Xim) € Zyrm), com r > 1 e m =
1,2,...,5, notemos que para qualquer K > 1

E{ (Xt(r,m) - ,um) (Xt(r,m)+K - Mm+K)}
\/VCLT{Xt(nm)}VCLT{Xt(T7m)+K}
E{ (Xt(r,m) - :um) (Xt(r,m)-i-K - Nm+K)}

COTT(Xt(T’m) s Xt('r,m)—l—K) =

OmOm+K
- E Xt(r,m) — HUm Xt(r,m)—i—K — Um+K
Om Om+K
= E(Zt(r,m) Zt(r,m)—i—k)
= COTT(Zt(T,m)a Zt(r,m)-ﬁ-K)v (18)

portanto os processos Xy(.m) € Zy(r,m) POSsuem a mesma estrutura de correlagao, ou seja,

retirando o efeito sazonal por meio da equagao (|1.7) eliminamos o efeito periodico de p e

0%, mas nao da correlacdo, caso exista.

Observamos ainda que a correlagao dos processos nao depende do indice r, pois

E{(Zt(rz,m) - :um)(Zt(rz,mHK — fimK)}
\/VCL’I“{Zt(m,m)}VaT{Zt(r27m)+K}
E{(Zt(’rl,m)—i—KS - N/m)(Zt(rl,m)-l—KS—i-K - /JJm—l-K)}
OmOm+K
E{(Zir1;m) — 1) (Zigri )+ — Pomt i) }
OmOm+K
= Corr(Zyrm)s Zyrim)+K )5

Corr(Zywamys Ze(ram)+K) =

sendo 75 e r; como definidos anteriormente.

A correlagao dos processos periédicos é conhecida na literatura como correlagao
periddica e é definida como

E{ (Zt(r,m) - :um) (Zt(r,m)-i-K - Nm+K)}
VVar{Zym) }Var{ Zygmy+x }

sendo uma funcao dos parametros K e m, comm =1,...,S.

pm(K) = CO?“T(Zt(T,m), Zt(r,m)+K> = s (1.9)

Quando o processo estocastico nao possuir periodicidade entao S = 1, m = 1,
t=r=1,...,n e a correlagao periodica se reduz a tradicional correlagao, dependendo

apenas da diferenca entre os tempos.
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Proposicao 1.1 Se o processo sem sazonalidade Zy,. ), definido na equagao , € um

processo ARMA(p,q), entio o processo Xy(rm) € um processo periodico ARMA(p,q).

Prova 1.1 Seja Zy(.,m) dado por

P q
Zt(r,m) - Z ¢th(r,m)—j + QAt(rm) — Z eja't(r,m)—ja (11(])
=1 =1
em que {aymy;r > 1,m=1,2,...,S} € um ruido branco com

i) E{at(r,m)} = 07
il) E{at(r,m)at(r,m)-l—K} - 07 K #07

iii) E{a’?('r‘,m)} =0,.
Portanto, uma vez que E{Zy,my} =0 e Var{Zy, )} =1 temos:

Xi(rm) = Hi(ram) + Ot(rm) Le(rm)- (1.11)

1.4 Proposta da Tese

A escolha de um modelo estatistico para a analise de séries temporais tem que
ser feita com muito cuidado, pois o modelo escolhido tem que satisfazer as peculiaridades
da série em estudo. Como exemplo, se a série apresenta apenas valores inteiros ou no
intervalo [0, 1] entao o ideal é que o modelo adotado também tenha essa caracteristica.
Além disso, deve-se definir, por exemplo, a utilizagao entre um modelo observation driven

ou parameter driven.

Entre as consideragoes, nos preocupamos principalmente com trés caracteristicas,

a saber:

i) A curtose, ou seja, o quanto que as caudas da distribui¢ao dos dados sdo mais leves ou

mais pesadas que as da distribuicao normal;

ii) A assimetria, ou seja, quando constatamos que a distribui¢ao dos dados reais apresenta

assimetria;
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iii) A correlagao periodica, ou seja, quando observamos que a série é oriunda de um

processo estocastico periddico.

Motivados por séries que apresentam simetria porém com curtose diferente da
distribuigdo normal, propomos o modelo ARMA com distribuigdo normal generalizada
(NG-ARMA), que inspirado no modelo GARMA modela a média da série. Como ex-
tensao do modelo NG-ARMA propomos o modelo ARMA com distribui¢ao log-normal
generalizada (LNG-ARMA) que se apresenta como uma alternativa para modelar séries
assimétricas. Também estudamos o modelo NG-ARMA com a transformagao de Box-Cox
(BC-NG-ARMA), que tem como caso particular o modelo LNG-ARMA, podendo ser con-
siderado para séries que apresentam assimetria cujo logaritmico nao é a transformacgao

mais adequada para tornar a distribuigao da série simétrica.

Interessados em apresentar uma modelagem mais flexivel para séries periodicas,
propomos o modelo normal generalizada autorregressivo periédico (NG-PAR), que se mos-
tra como uma alternativa para a analise de séries que exibem simetria, mas com func¢ao
de autocorrelagao periédica. Definimos também os modelos log-normal generalizada au-
torregressivo periodico (LNG-PAR) e normal generalizada autorregressivo periodico com
transformagao Box-Cox (BC-NG-PAR), que sao tuteis para a modelagem de séries perio-

dicas assimétricas.

Determinados em analisar séries temporais que exibem uma grande quantidade
de observagoes zeros, propomos uma reformulacao da distribuicao normal generalizada
incorporando excesso de zeros, chamando-a de distribui¢ao normal generalizada zero infla-
cionada (NGZI). A partir dela, definimos o modelo normal generalizada zero inflacionada

autorregressivo e de médias moveis (NGZI-ARMA).

1.5 Organizagao do Texto

Esta tese esté organizada nos seguintes capitulos:

No Capitulo 2 apresentamos o modelo NG-ARMA com algumas propriedades,
com um método para o célculo de previsoes e a funcao de verossimilhanca. Avaliamos o

modelo proposto por meio de alguns estudos de simulagoes. Exemplificamos as aplicagoes
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deste modelo a partir de trés séries reais de diferentes areas. Este modelo deu origem ao

trabalho Milani et al. (2015).

No Capitulo 3 apresentamos o modelo LNG-ARMA, com uma transformacao lo-
garitmica da série original e utilizamos o modelo NG-ARMA para fazermos o célculo das
previsoes. O modelo BC-NG-ARMA também é apresentado neste capitulo, juntamente
com a descricao da funcao de verossimilhanca, um método de previsao, um estudo de
simulagao para verificar as propriedades frequentistas do estimador de maxima verossimi-

lhanca. Duas aplicacoes com séries de vazoes médias mensais sao apresentadas.

No Capitulo 4 definimos o modelo NG-PAR, mostramos a funcao de verossimi-
lhanca e apresentamos um procedimento para prever valores futuros da série analisada.
[lustramos a aplicagao do modelo proposto por meio de uma série de vazoes médias men-

sais.

No Capitulo 5 formulamos os modelos LNG-PAR e BC-NG-PAR, sendo que o pri-
meiro é um caso particular do segundo, expomos as func¢oes de verossimilhanca e métodos
para o calculo de previsoes. Demonstramos a aplicagao dos modelos propostos através
das série de vazoes médias mensais das usinas hidrelétricas de Furnas e Sobradinho. Os
resultados dos modelos NG-PAR e LNG-PAR sao apresentados no artigo “Generalized

Normal Periodic Autoregressive Model Applied to Area of Hydrology” a ser publicado.

No Capitulo 6 definimos a distribuicao normal generalizada zero inflacionada
(NGZI) e a consideramos para desenvolver o modelo para séries temporais denominado
de NGZI-ARMA. Expomos a fun¢ao de verossimilhanca condicional do modelo NGZI-
ARMA. A partir da série da quantidade de precipitacao pluviométrica da cidade de Sao

Carlos exemplificamos o modelo proposto.

No Capitulo 7 apresentamos as conclusoes e algumas propostas para futuras pes-

quisas que podem ser realizadas como continuacao desta tese.



Capitulo 2

Modelo Normal Generalizada ARMA

A distribui¢ao normal generalizada tem as distribui¢oes normal e Laplace como
casos particulares, foi proposta por Nadarajah (2005)) e tem como uma de suas principais
caracteristicas o fato de que suas caudas podem ser mais leves ou mais pesadas do que as

da distribuicao normal.

Motivados por séries que apresentam simetria mas com curtose diferente da dis-
tribuigao normal, neste capitulo apresentamos um modelo observation driven denominado
por normal generalizada ARMA (NG-ARMA) que modela a média da série temporal da
mesma forma que o modelo GARMA. Na Secao apresentamos a distribui¢ao nor-
mal generalizada e algumas de suas propriedades. Na Secao mostramos o modelo
NG-ARMA com algumas propriedades, um método para fazer previsoes e estudos de
simulagao para analisar o estimador de méaxima verossimilhanca. Na Secao exempli-
ficamos trés aplicagoes do modelo proposto ajustando-o & séries temporais das areas de

hidrologia, politicas publicas e economia. As conclusoes sao apresentadas na Secao [2.4]

12
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2.1 Distribuicao Normal Generalizada

Uma variavel aleatéria X tem distribuigao normal generalizada com parametros
i, 0 e s se a fungao densidade de probabilidade é dada por

x_“D, (2.1)

S

1) = gorti > (-

sendo que —o0o < r <00, —o0o < < oo, 0 >0es>0.

g

Algumas distribuigoes sao casos particulares da distribuicao normal generalizada.
Para s = 2 temos a distribuicao normal e para s = 1 temos a distribuicao Laplace. Uma
propriedade interessante da distribui¢ao normal generalizada em relagao a normal é a fle-
xibilidade das caudas, ou seja, as caudas da distribuicao normal generalizada podem ser
mais leves ou mais pesadas do que as da distribuicao normal dependendo do valor de s
(Nadarajahl [2005). Algumas formas da funcao densidade de probabilidade sao apresen-
tadas na Figura [2.1]

PPRPPPR

w0 onono

NWN R R
w

Qaaaqaq
L I T T |

f(x)

Figura 2.1: Formas da distribui¢ao normal generalizada

O n-ésimo momento da distribuicao normal generalizada é dado por

iy (0 /)L + (~D)MIDI(k + 1) /5]

21°(1/s) ’

B(X™) =
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para n=1, temos E(X) = p. Além disso, o n-ésimo momento central ¢ dado por

E[(X — )] = (2.3)

sendo que para n = 2 temos que Var(X) = —U;Z(%; ),

A partir da equagao (2.3) observamos que o terceiro momento central é igual a
zero, indicando assim que a distribuicao é simétrica. A curtose, que é definida em Mood
et al. (1974) como sendo o nivel de “achatamento” da densidade perto do seu centro, para

a distribuicao normal generalizada é dada por

Curtose(X) = E[(X —p)'] _ 3 I'(5/s)I'(1/s)

(BE[(X —p2D2 ~ (T(1/3))

observamos que o valor da curtose depende do valor do parametro s. Analisamos melhor

-3,

o comportamento da curtose por meio da Figura [2.2 Por ela notamos que a distribui-
¢ao normal generalizada apresenta curtose maior do que a da distribuicao normal para
valores de s menor que 2, o contrario acontece para valores de s maior do que 2. Em ou-
tras palavras, temos que a densidade da distribuicao normal generalizada exibe formato

O : 7 ta G 9 : : P XAA
mais “pontiagudo” ou mais “vago” em torno do centro da distribuicao em comparacao a
densidade da distribui¢ao normal, quando s assume valores abaixo ou acima de 2, respec-

tivamente.

50
|

40

30
|

Curtose

20
|

10

2 4 6 8 10

Figura 2.2: Variacao da curtose versus valores de s
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Proposicao 2.1 Sejam X, e Xy varidveis aleatorias independentes, sendo X1 com dis-
tribuicao uniforme continua no intervalo [—1,1] e Xy com distribuicao gama (forma
=1+ 1/s, escala = 1). Se X € uma varidvel aleatoria com distribuicao normal ge-

neralizada com os parametros p, o >0 e s > 0 entao X pode ser reescrita como

X =0X1X,"" + p.

A prova da proposicao se encontra no Apéndice [B]

A Proposigao [2.1] ¢ extremamente 1til quando estamos interessados em simular
valores da distribuicao normal generalizada, pois conseguimos simular valores da distribui-
¢ao normal generalizada a partir de valores simulados das distribui¢oes uniforme e gama,
uma vez que na maioria dos softwares estatisticos a distribui¢ao normal generalizada nao

estd implementada.

Proposicao 2.2 Sejam X|Xy e Xy varidveis aleatorias, sendo X| Xy com distribuicdo
1/

. ) . 1 . . .~
uniforme continua no intervalo [p—x5 °o, u—i—xz/sa] e Xy com distribui¢ao gama (forma =

1+1/s, escala =1). Se X € uma varidvel aleatoria com distribuicao normal generalizada
com os pardmetros u, o > 0 e s > 0 entao a fun¢ao densidade de probabilidade de X pode

Ser T@eSCT’éta como
fx(x) = / Ix1x, (2] 22) fxy (72) doy
0

A prova da proposigao [2.2] se encontra no Apéndice [B]

A Proposigao apresenta uma maneira de representar a distribuicao normal

generalizada como uma mistura de distribui¢oes uniformes.

2.2 Modelo Normal Generalizada ARMA

Considere { Xy my;7 > 1;m = 1,...,5} uma série temporal com t(r,m) = (r —

1)S + m. A série livre de sazonalidade ¢ dada por

_ Xt(r,m) — Mm
Om

Z, (2.4)
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com fin, = E{Xyrm)}, 0m = /Var{Xyum) }. Suponhamos que a distribuicao condicional
da série {Z;;t € N} dada toda a informagao passada do processo possui fungao densidade

de probabilidade normal generalizada, ou seja,

Zy|Fi1 ~ NG(uy, 0, 5) (2.5)
sendo que E[Z;|§i-1] = e i1 € o conjunto de informacgoes das observagoes até o
instante ¢t — 1, definido como
Sto1 = X1y Xy 2y ey Ze1y My - ey ft—1 ) (2.6)
em que X; sao as covariaveis no instante de tempo i, parat=1,...,t.

Similarmente como no modelo autorregressivo e de médias moéveis generalizado
(Benjamin et al., 2003)), o nosso interesse aqui ¢ modelar a média condicional do processo
estocastico, logo u; € relacionada com o preditor linear, 7;, por uma funcao de ligagao, g,

monotona, bijetiva e duas vezes diferenciavel. A relagao é expressa por
g(p) = ne = X8 + 7,
em que 7; representa os termos autorregressivos e de médias moéveis, sendo definido como
p q
n=> ¢i{glzy) —x1_;BY+ > 0i{g(z—y) — mj}- (2.7)
j=1 j=1
Adotamos a funcao identidade como func¢ao de ligacao, logo

p q
m=pm = B+ Y bz —x_B) + D> 0;(z — )
j=1 j=1
p p q
= XB-Y oxX_ B+ b+ Y 0z — ),
j=1 j=1 j=1

p p q
= Z X; Vi + Z Pj2—j + Z 0; (25 — 1), (2.8)
=0 i=1 j=1

sendo que vy = 3, v; = —¢;3, parat = 1,...,p. Note que se utilizarmos o parametro
s = 2 e adotarmos z; — j; = a;, em que a; é o ruido branco, para qualquer instante de

tempo ¢, o modelo NG-ARMA torna-se o modelo ARMAX(p, ¢,p) (Caines, |1988)).

Caso nao haja covaridveis, ou seja, assumindo x; = 1, para qualquer instante de

tempo ¢, temos que

p q
N == Po+ Z Pjz—j + Z 0;(2t—j — He—j), (2.9)
j=1 j=1
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sendo que By = (1— ?:1 ¢;)B. Se utilizarmos o parametro s = 2 e adotarmos z; — jiy = ay,

o modelo NG-ARMA se transforma no modelo ARMA(p, q).

O modelo NG-ARMA que é definido pelo par de equagoes e (2.9) ou por ({2.5))
e , apresenta uma maior flexibilidade em relacao ao modelo ARMA ou ao ARMAX,
respectivamente, por assumir a distribuicao condicional normal generalizada em vez da
distribuigdo normal. Portanto o modelo NG-ARMA ¢é uma alternativa para modelar séries

temporais que apresentam simetria e curtose diferente da distribui¢ao normal.

A partir do modelo NG-ARMA a variancia condicional é dada por

oT'(3/s)

Var(Z|§w.) = T/s)

(2.10)

Sejam os polinémios ®(B) =1—- ¢ B — ... —¢,B?, O(B) =1+ 6,B+ ...+ 0,B¢
e U(B) = ®(B)'O(B) = 1y + ¢ B + 2B + ..., como definidos no Apéndice

Teorema 2.1 A esperanga marginal (ou incondicional) de Z; do modelo NG-ARMA de-
finido pelas equagoes (w (@) ou por (W (@ € dada respectivamente por

E[Z;] = 5—2 =3, (2.11)
1-> ¢
j=1
E[Z] = x3, (2.12)

desde que Y .5 2 < +oo.
A prova do Teorema se encontra no Apéndice [B]

Teorema 2.2 A wvaridncia marginal (ou incondicional) de Z; do modelo NG-ARMA ¢

dada por
2F 3
Var(Z,) = /S Z% (2.13)

desde que Z S < 4oo. Observe que a varidncia de Z; é a mesma com ou sem a

presenca de covaridveis.
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A prova do Teorema [2.2] se encontra no Apéndice [B]

A variancia marginal no casop=q¢=1¢

o?T'(3/s) ¢1 + 61
Var(Z) — 1 .
w@) = T (1 10)
Considere {Xy(m);7 > 1;m = 1,..., 5} o processo sazonal, a esperanga condi-

cional é dada por

E[Xt(r,m)‘gt—l] = E[,Um + O—mZtlgt—l] = [y + UmE[Zt"St—l] = W T Omfhts (214)

enquanto que a variancia condicional do processo sazonal é dada por

o*I'(3/s
Var[ Xym|Si-1] = Var{pm + omZ|§e.] = o2 Var|Z|F . = aiM, (2.15)
I'(1/s)
ja a esperanca marginal (ou incondicional) do processo sazonal é dado por
E[Xt(r,m)] = E[Nm + UmZt] = Um + Um(X;/B)a (216>
quando adotamos covariaveis, e
Bo
E[Xt(r,m)] = Mm + Om— p (217)

1-2@
j=1

quando assumimos que ndo haja covariaveis (x;3 = ). E por fim, a varidncia marginal

(ou incondicional) do processo sazonal é dada por

a’T'(3/s
Var[Xt(r,m)] - Varl:um + UmZt] - 72n T 1/£ szu (218>

desde que S°77% 12 < +oc.

Além da formulacao do modelo NG-ARMA apresentada anteriormente para me-
lhor estudar séries que apresentam sazonalidade, podemos formular o modelo NG-ARMA
para contemplar séries que apresentam tendéncia ou componente sazonal na funcao de au-

tocorrelagao. A seguir apresentamos estas duas novas formulagoes do modelo NG-ARMA.

Seja Z; dado pela equagao (2.4]) e {Y;;t = 1,...,n} a série temporal resultante

da operagao

Yi=Zun — 2, (2.19)
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ou seja, da primeira diferenca da série temporal Z;, adotamos que Y;|§;—1 ~ NG(p, 0, s),
sendo que pu; ¢ dado como na equagao (2.9)). Assim o modelo resultante considera que a
série temporal apresenta sazonalidade, que pode ser eliminada pela equagao (2.4), e uma

diferenca, que pode ser tutil para séries nao estacionarias ou com tendéncia.

Considere agora Z; dado pela equagao (2.4) com Z;|§;_1 ~ NG(uu,0,s). Mas a
série resultante apresenta comportamento sazonal na funcao de autocorrelagao, ou seja, a
funcao de autocorrelacao apresenta lags significativos com defasagem de um, dois ou mais

anos. Para melhor explicar séries com estas caracteristicas assumimos que p; ¢ dado por

P q p* q*
pe = Bo + Z Gjz—j + Z 0;(z—j — ph—j) + Z 2125 + Z 9;(%712]' — M—j—11),
Jj=1 Jj=1 Jj=1 j=1
(2.20)

o modelo definido é chamado de NG-ARMA com componente sazonal e sera representado

como NG-ARMA (p, ¢)S(p*, ¢*).

2.2.1 Estimacao de Maxima Verossimilhanca

Denote os parametros do modelo para serem estimados por (S, @, 0, o, s), sendo
que ¢ = (¢1,...,0p) €0 =(01,...,0,). Seja z = {z1,...,2,} asérie temporal observada,
g como descrito na equagao (2.9) e r* = max(p, ¢). Considerando a fungao de verossimi-
lhanga condicional introduzida por |Cox (1975)), que é baseada inteiramente na distribuigao
condicional da resposta atual, dados seus valores passados, a fungao de verossimilhanca
condicionada nas r*-primeiras observagoes ¢ dada por

L(By, ¢.0,0,51z) = [] f(zlFi)

t=r*41

-1 mexp{_

t=r*+1

- (i)~

1 n p 4q
S E DO BT SRR SR
j=1 J=1

t=r*+1

Zt — Mt
o

)

(2.21)

Observamos pela equagao (2.21]) que a funcdo de verossimilhanga é bastante com-
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plexa, e em muitos casos é conveniente trabalhar com a fungao log-verossimilhanga, que

é dada por

l(ﬁOa d)v 07 g, S|Z) = 1Og[L(507 ¢a 97 g, 3”2)]

. S
= =8 (g )
—% Z 2t — Bo — Z%‘%—j - Zej(zt—j - Mt—j)
j=1 J=1

t=r*+1

S

Devido a complexidade da equacao log-verossimilhanca e das suas derivadas em
relacao aos paradmetros, nao conseguimos encontrar os estimadores de maxima veros-
similhanca de forma fechada. Portanto as estimativas de méaxima verossimilhanca sao
encontradas utilizando métodos iterativos, como por exemplo, o método “L-BFGS-B”
(Byrd et all 1995) que esta disponivel no software R Core Team (2014). Os intervalos de

confianca sao construidos considerando normalidade assintotica.

2.2.2 Previsao

Estamos interessados em prever um valor de X;,, com h > 1, supondo que temos
as observagoes {xy,xs,...,2;} até o instante ¢, que é chamando origem das previsoes.
Adotamos p; como descrito na equacao . O valor )?t(h) -F (Xi11|S¢) sera a previsao
de origem t e horizonte h, mas para que conseguissemos encontrar as previsoes para a
série original precisamos inicialmente calcular as previsoes para a série Z;, ou seja, prever
um valor de Z;,, com h > 1. A partir das observagoes da série original conseguimos
obter a série {21, 22, ..., 2}, até o instante ¢, a previsao para o modelo NG-ARMA ¢é feita

através do preditor linear. Para h = 1 temos a previsao a um passo a frente dada por

p q
Zi(1) = Bo+ Y bz + > 0i(z—y — fies1—j), (2.22)
j=1 j=1
sendo que BO, ;b\j, e @-, para j = 1,...,pei = 1,...,q, sao as estimativas de maxima

verossimilhanca dos respectivos parametros e fi;11_; é encontrado adotando iy = ... =
I, = 0 e substituindo as estimativas dos parametros na equacdo (2.9). Observando a

equagao ([2.22)) notamos que ji;41 coincide com Z(l).
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Nas previsoes para h > 1 utilizamos o fato que

~ Ziin—i seh <7
ElZul§] = o (2.23)
Zt(h_]) Seh’>j7

. Hiyn—j seh <j
iy, = 4 (2.24)

Zt(h_j) se h >j7

com isso a previsao é dada por
Zy(h) = Bo+ D 6B Zin 130 + D 05(E[Zipn3I8 — Fsn—y)- (2.25)
j=1 j=1

Notamos também que quanto maior o horizonte de predicao maior a quantidade
de erros que cometemos, pois sempre assumimos que o valor que observaremos ¢ igual a

média condicional naquele instante e isso dificilmente acontece.

Para um grande horizonte de previsao os valores preditos convergem para a média
incondicional da série. Uma sugestao quando o interesse é esse caso, é a atualizacao dos
dados periodicamente, se possivel. Por exemplo, se pretendemos fazer previsoes para 30
dias e a cada dia que se passa observamos o evento de interesse, entao podemos fazer um
novo ajuste com esse dia a mais, e assim, fazer previsoes para os outros 29 dias restantes.
Repetindo esse procedimento, dias proximos do ultimo dia observado irao apresentar erros
de previsoes menores quando comparados com as previsoes feitas quando ajustamos a série

apenas uma vez.

Observemos agora que

~

Xi(h) = E(Xesnl§) = E(fimy + OmoZirnlF0)
ﬁmo + 6\-mo/E\<Zt+h|gt)

= ﬁmo + amoﬁt-i-h» (2'26)

considerando que t+h = (rg—1)S+myg. Portanto, a partir da equagao (2.26]) conseguimos

predizer a série original a partir das predi¢oes da série Z;, para qualquer horizonte h > 1.

2.2.3 Estudo de Simulacgao

Para o estudo de simulagao a geracao de uma série temporal do modelo NG-

ARMA é feita seguindo os seguintes passos:
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1. definir os valores dos parametros (g, ¢, 8, o e s;

2. definir os valores iniciais para p; e z;;

p q
3. calcular g(u¢) = po + Z bi9(z—j) + Z 0;(g(z—j) —m—;) e gerar z; da distribuicao
— =

NG(uy, 0,8), para t=max(p,q) + 1,...;
4. repetir o item 3 até conseguir uma série com K valores a mais do que se deseja;

5. desconsiderar os K primeiros valores da série para conseguir o tamanho da série

desejada.

A justificativa de se construir uma série com K valores a mais e depois descon-
siderar os K primeiros valores é para que os valores iniciais afetem o minimo possivel a
série.

A fim de verificar as propriedades empiricas dos estimadores de méxima verossimi-
lhanca, repetimos 1000 vezes o processo de geracao e estimagao, para diferentes tamanhos
de séries (n=100, 200, 500 e 1000), sendo que para cada repeticdo obtemos o valor das
estimativas pontuais e a matriz de informacao observada de Fisher. A partir destes valo-
res, calculamos a média das estimativas (ME), o vicio absoluto médio (VAM), que é dado,

por exemplo para o parametro 3y, por

Zlﬁo—ﬁo

VAM(3y) = T’ (2.27)

sendo que M ¢é a quantidade de repeticoes, [y ¢ o verdadeiro valor do parametro e B{) é
a estimativa de méxima verossimilhanca de [y na j-ésima repeticao. O erro quadrético
médio (EQM), por sua vez é dado, também por exemplo para [y, por

M
Zﬁo—/@o

EQM(fy) = W’ (2.28)

e o percentual de cobertura (PC) dos parametros, que é o quociente entre o nimero de
intervalos de confianga que contém o verdadeiro valor do parametro e o namero total de
intervalos de confianca construidos, sendo que o intervalo de confianca de 95% do vetor

de parametros é construido assumindo normalidade assintotica.
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Para o estudo consideramos o modelo NG-ARMA(1,1) com os valores 5y = 0, 1;
¢1 =0,2; 0, = 0,35, 0 = 2 e com o objetivo de investigar a influéncia do valor de s nas

medidas de interesse adotamos s = 1,5; 3,0 e 4,5. Os resultados estao apresentados na

Tabela 2.11

Tabela 2.1: Estudo de simulagao do modelo NG-ARMA considerando as métricas VAM,
ME, EQM e PC

s=1,5 s=3,0 s=4,5
VAM ME EQM PC VAM ME EQM PC VAM ME EQM PC
n=100

Bo | 0,1896 0,1036 0,0583 0,8750 | 0,1379  0,1052  0,0309  0,9320 | 0,1107  0,1029  0,0204  0,9360
é1 | 0,1582  0,1765 0,0422 0,8450 | 0,1548 0,1696  0,0391  0,9110 | 0,1391  0,1754  0,0325  0,8970
61 | 0,1573  0,3598  0,0413 0,8130 | 0,1487 0,3706  0,0375 0,8780 | 0,1337  0,3652  0,0305  0,8780
o | 03128 11,9827 0,1628 0,9170 | 0,1642  1,9853  0,0438 0,9160 | 0,1175 1,9735  0,0226  0,9330
s 0,3276  1,6216  0,2541  0,9300 | 1,0910  3,6829  3,3141  0,9570 | 1,8578 57015 8,1732  0,9610
n=200
Bo | 0,1309 0,1031  0,0279  0,9310 | 0,0934  0,0992  0,0128  0,9450 | 0,0748  0,1035  0,0090  0,9390
é1 | 0,1047 0,1888 0,0181  0,9190 | 0,1073 0,1845 0,0185 0,9350 | 0,0939  0,1848  0,0140  0,9240
61 | 0,1017 0,3584 0,0167 0,9230 | 0,1043 0,3597 0,0171  0,9300 | 0,0909  0,3594  0,0129  0,9110
o | 0,2114 1,9771  0,0699 0,9440 | 0,1083  1,9920 0,0190  0,9370 | 0,0795  1,9957  0,0102  0,9330
s 0,1905  1,5338  0,0627 0,9510 | 0,5500  3,2591  0,6059  0,9560 | 1,1963  5,2253  3,3017  0,9570

n=500
Bo | 0,0831  0,0986 0,0110 0,9490 | 0,0563  0,1023  0,0050  0,9480 | 0,0458  0,1021  0,0033  0,9530
1 | 0,0678 0,1921  0,0075  0,9290 | 0,0664  0,1923  0,0068  0,9430 | 0,0565 0,1931  0,0051  0,9390
61 | 0,0639 0,3557  0,0066 0,9370 | 0,0604 0,3530  0,0057  0,9490 | 0,0545  0,3529  0,0047  0,9470
o | 0,1331  1,9940 0,0277 0,9380 | 0,0655 1,9991  0,0069  0,9410 | 0,0478  1,9991  0,0036  0,9460
s 0,1175  1,5129  0,0219  0,9410 | 0,2954  3,0859  0,1456  0,9630 | 0,5374  4,7123  0,5245  0,9630
n=1000
Bo | 0,0584 0,1025 0,0054  0,9390 | 0,0402 0,1017  0,0025 0,9520 | 0,0316 0,1017  0,0016  0,9490
1 | 0,0481  0,1961  0,0036  0,9460 | 0,0465 0,1964 0,0034  0,9300 | 0,0384  0,1968  0,0024  0,9470
61 | 0,0453  0,3529 0,0032 0,9470 | 0,0436  0,3508  0,0030  0,9420 | 0,0370  0,3508  0,0022  0,9450
o | 0,0046 1,9975 0,0141  0,9390 | 0,0468  1,9979  0,0034  0,9480 | 0,0342 1,9989  0,0018  0,9580
s 0,0813  1,5052  0,0105 0,9450 | 0,1938  3,0304  0,0626  0,9530 | 0,3473  4,5817  0,1982  0,9600

Notamos que com o aumento do tamanho da amostra, o percentual de cobertura
fica proximo do nominal, a média das estimativas se aproximam do verdadeiro valor e o

vicio absoluto médio e o erro quadratico médio diminuem.

Comparando as métricas estudadas para os diferentes valores de s, observamos
que para todos os tamanhos de séries e para todos os parametros, exceto o parametro
s, o valor das métricas EQM e VAM tendem a diminuir conforme o valor de s aumenta.

Enquanto isso as métricas ME e PC parecem nao ser afetadas pelo valor de s.

Com o objetivo de verificar quantos termos autorregressivos e de médias moéveis
devem ser incorporados no modelo para melhor explicar a série, apresentamos um estudo

de simulacao que segue os seguintes passos:

1. gerar uma série de tamanho n a partir de uma determinada ordem do modelo;
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2. obter o valor de méxima verossimilhanca e a inversa da matriz de informacao ob-
servada de Fisher dos modelos com as ordens (1,1), (2,1), (1,2) e (2,2), utilizando o

processo de estimagao descrito anteriormente;

3. construir os intervalos de confianga dos parametros assumindo normalidade assin-

totica, para cada ordem do modelo;

4. verificar nos modelos de ordem diferente da (1,1) se os parametros autorregressivos
e/ou de médias moveis incluidos a mais em rela¢do a ordem (1,1) sdo significativos,

para os modelos que nao sao significativos descarta-los;

5. escolher a melhor ordem segundo os critérios AIC e BIC dos modelos que nao foram

descartados no item anterior.

6. repetir 5000 vezes os passos de 1 até 5.

As ordens utilizadas no estudo foram as (1,1), (2,1), (1,2) e (2,2). Com os passos
descritos acima temos que para cada ordem e tamanho de série escolhidos no item 1,
obtemos a quantidade de vezes que cada uma das quatro ordens adotadas no estudo
foram indicadas como a melhor ordem para explicar as séries simuladas, isso para cada
um dos critérios AIC e BIC. A quantidade de indicacoes, em porcentagem, de cada critério

é apresentada na Tabela [2.2]

Observamos que para as diferentes ordens utilizadas na geragao, a quantidade de
acertos aumenta com o aumento do tamanho da série. Observamos também que mesmo
para séries de tamanho pequeno (n=100) o critério AIC acertou em torno de 70% e o
critério BIC acertou por volta de 75%, nas ordens (1,1) e (2,1). Para as ordens (1,2) e
(2,2) o critério AIC acertou por volta de 50%, enquanto o critério BIC teve um desempenho

um pouco pior, acertando em torno de 40%.

Para séries com n igual a 1000, notamos que os critérios acertam mais de 80%,
exceto o critério AIC na ordem p = ¢ = 1. De uma maneira geral, o critério BIC é o mais
indicado, pois quando geramos das ordens (1,1) e (2,1) ele acertou mais que o critério
AIC, para todos os tamanhos de série em estudo e, nas demais ordens, com o aumento do
tamanho da série a quantidade de acerto ou ficou muito préoxima ou até mesmo superou

o desempenho do critério AIC.
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Tabela 2.2: Porcentagem das indicativas da melhor ordem segundo os critérios AIC/BIC

quando a geragao ¢é feita a partir do modelo NG-ARMA

Gerado n Estimado
NG-ARMA(1,1) NG-ARMA(1,2) NG-ARMA(2,1) NG-ARMA(2,2)
NG-ARMA(1,1) 100 | 67,76/75,92  6,24/6,40  20,50/16,08  5,50/1,60
Bo=0,1;¢1 = 0,9;01 = 0,2 200 | 72,16/83,20  4,88/4,92  15,56/10,98  7,40/0,90
c=2%s=3 500 | 76,08/89,82  4,22/4,06 9,20/5,62 10,50/0,50
1000 | 76,86/92,24  3,74/3,24 6,88/4,20 12,52/0,32
NG-ARMA(1,2) 100 | 29,22/37,88 45,84/40,46 18,22/18,78  6,72/2,88
Bo = 0,1;¢1 = 0,501 = 0,45; 200 | 20,12/30,04 58,40/51,58 16,36/17,06  5,12/1,32
02 = —0,750 = 25 = 3 500 | 5,60/10,66 74,50/72,44 15,02/16,10  4,88/0,80
1000 | 0,86/1,78  85,04/87,76  8,86/9,90 5,24/0,56
NG-ARMA(2,1) 100 4,10/6,32 5,60/5,98  71,90/77,90  18,40/9,80
Bo =0,1;¢1 = 0,9 ¢g = —0, 4; 200 0,20/0,84 2,76/3,06  81,40/88,58  15,64/7,52
01=0,60=25=3 500 0,00/0,00 0,18/0,30  88,06/94,74  11,76/4,96
1000 | 0,00/0,00 0,00/0,00  90,20/97,12  9,80/2,88
NG-ARMA (2,2) 100 0,20/0,70 0,40/0,44  43,58/54,98 55,82/43,88
Bo=0,1;¢1 = 0,956, = —0,65; 200 0,00/0,00 0,00/0,20  25,04/38,06 74,96/61,92
61 =0,80s = —0,3550 =25 =3  H00 0,00/0,00 0,00/0,00 3,26/8,76  96,74/91,24
1000 | 0,00/0,00 0,00/0,00 0,08/0,54  99,92/99,46

Notemos que o critério AIC nao escolheu de maneira generalizada os modelos com
maiores ordens. De maneira anédloga, o critério BIC nao escolheu de forma sistematica os

modelos com menores ordens.

Com o objetivo de verificar qual o erro que cometemos na previsao de valores fu-
turos, geramos 1000 séries do modelo NG-ARMA(1,1) (com os parametros Sy = 2,0; ¢; =
0,80 =0,35;0 = 1;s = 1,5) com tamanhos iguais a 110, 210, 510 e 1010. Utilizando o
método de estimacgao ja descrito, encontramos as estimativas de maxima verossimilhanca
para os parametros do modelo NG-ARMA(1,1), sendo que os ultimos dez valores de cada

série nao foram utilizados na estimacao.

Através do método de previsao descrito na Segao fizemos previsoes de dez

passos a frente (h=10) e comparamos as previsoes com os verdadeiros valores através dos
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critérios: erro absoluto médio (EAM), que é dado por

n+h
Z ET
EAM = % (2.29)
erro quadrado médio (EQM), que é dado por
n+h
Z (2 — ﬁt)2
EQM = = ; : (2.30)
e erro médio absoluto percentual (MAPE), que é dado por
n+h o~
Z |2 — Ty
t=n+1 “t
MAPE = 100————%, (2.31)

h

sendo que n é o tamanho da série utilizada na otimizacao e [i;’s sdo os valores previstos
(detalhes destes e de mais métodos sao apresentados em [Flores (1986)). Apresentamos
na Tabela as médias e os intervalos de confianca com 95% dos valores dos critérios,

sendo estes construidos a partir dos percentis 2,5% e 97,5%.

Notamos pela Tabela [2.3] que com o aumento do tamanho da série as médias dos
critérios apresentaram uma pequena variacao dos valores. Observamos também que a
amplitude dos intervalos de confianga dos critérios tendem a diminuir com o aumento do

tamanho da série.

Tabela 2.3: Avaliacdo das previsoes feitas a partir do modelo NG-ARMA segundo os
critérios MAPE, EQM e EAM

MAPE(%) EQM EAM
Tamanho Média IC Média IC Média IC
100 14,122 (4,314; 37,557) 2,952  (0,298; 11,153) 1,335  (0,446; 3,012)
200 13,737  (4,693; 36,143) 2,841  (0,335; 11,183) 1,301  (0,485; 2,997)
500 13,817  (4,505; 34,586) 2,691  (0,333;9,391) 1,278  (0,468; 2,790)
1000 13,828  (4,854; 36,325) 2,736 (0,390; 10,250) 1,289  (0,498; 2,807)

Este estudo de simulagao nos informa como os dez valores preditos se comportam.
Para que possamos ter a sensibilidade do que acontece em cada horizonte repetimos o
estudo anterior, mas agora calculamos as métricas para cada horizonte de previsao, o

resultado é apresentado na Tabela [2.4]
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Observamos através da Tabela[2.4] que o valor médio do MAPE cresce conforme o
horizonte de predicao aumenta, por exemplo, para o horizonte igual a 4 o valor do critério
é o dobro do observado para o horizonte igual a 1. Notamos também que com o aumento

do horizonte o valor médio do critério se estabiliza em torno de 15%.

Os valores médios dos critérios EQM e EAM também crescem com a expansao
do horizonte, mas para o critério EQM o dobro do registrado para o horizonte igual a 1

j& é visto para o horizonte igual a 2, enquanto para o critério EAM esse mesmo aumento

s 2

sO é visto no horizonte igual a 3. Observamos que para os maiores horizontes em estudo

os valores médios dos critérios ficaram por volta de 3,5 e 1,5, respectivamente para os

critérios EQM e EAM.

Tabela 2.4: Avaliacao das previsoes feitas a partir do modelo NG-ARMA segundo os
critérios MAPE, EQM e EAM para cada horizonte de predicao

MAPE EQM EAM
Tamanho Média I1C Média 1C Média I1C
h=1
100 7,056 (0,263; 22,161) 0,763 (0,001; 4,374) 0,671 (0,031; 2,092)
200 6,938 (0,230; 24,450) 0,715 (0,001; 4,354) 0,640 (0,023; 2,087)

500 7,400  (0,184; 23,843) 0,822 (0,001; 4,226) 0,697  (0,020; 2,056)

1000 7,027  (0,297; 22,419) 0,749 (0,001; 3,981) 0,673  (0,029; 1,995)
h=2

100 10,832  (0,395; 33,582) 1,736 (0,002; 8,840) 1,034 (0,040; 2,973)

200 11,300  (0,294; 39,583) 1,801 (0,001; 9,736) 1,022 (0,030; 3,120)
500 11,639  (0,499; 40,022) 1,888  (0,003; 10,092) 1,077  (0,051; 3,177)
1000 10,578  (0,456; 34,744) 1,642 (0,002; 8,675) 1,003 (0,046; 2,945)

100 13,263 (0,435; 44,792) 2,532 (0,002; 13,547) 1,257  (0,040; 3,681)
200 13,365  (0,332; 56,210) 2,533  (0,001; 13,763) 1,228  (0,034; 3,710)
500 13,265  (0,402; 44,525) 2,413  (0,002; 11,908) 1,224  (0,041; 3,451)
1000 12,916  (0,529; 41,945) 2,376  (0,003; 13,376) 1,221  (0,053; 3,657)

100 14,577  (0,516; 47,900) 3,051  (0,003; 16,011) 1,389  (0,052; 4,001)
200 14,466  (0,545; 55,065) 3,012  (0,002; 17,096) 1,366  (0,050; 4,135)
500 14,211  (0,507; 47,131) 2,783  (0,002; 13,783) 1,312  (0,048; 3,713)
1000 13,829  (0,498; 46,968) 2,771  (0,002; 13,716) 1,310  (0,048; 3,703)

100 15,210  (0,737; 47,670) 3,353  (0,005; 16,389) 1,461  (0,071; 4,048)
200 15,142  (0,581; 49,758) 3,310  (0,004; 17,007) 1,448  (0,064; 4,124)
500 14,721  (0,512; 48,896) 2,960  (0,003; 15,414) 1,370  (0,054; 3,926)
1000 14,917  (0,520; 53,547) 3,094  (0,003; 18,050) 1,400  (0,051; 4,249)

100 16,984  (0,586; 54,759) 3,704  (0,003; 17,274) 1,546  (0,052; 4,156)
200 15,124  (0,794; 49,834) 3,368  (0,006; 17,549) 1,459  (0,078; 4,189)
500 15,428  (0,531; 60,891) 3,288  (0,003; 17,255) 1,407  (0,051; 4,154)
1000 16,258  (0,656; 59,909) 3,399  (0,004; 17,845) 1,456  (0,064; 4,224)




2.3. Aplicagoes 28

2.3 Aplicacoes

Nesta Se¢ao analisamos o ajuste do modelo NG-ARMA em trés séries temporais

reais. Os dados reais sao das areas de hidrologia, politicas piblicas e economia.

2.3.1 Série de Vazoes da Usina Hidrelétrica de Furnas

Consideramos a série de vazoes médias mensais afluente (m?3/s) da usina hidrelé-
trica de Furnas observada de janeiro de 1931 até dezembro de 2012, apresentada na Figura
2.3(a). Devido ao fato que mais a frente faremos previsoes, desconsideraremos o ano de

2012 para que posteriormente possamos comparar as previsoes com as observagoes.

LU L
Tiiiiiii

Figura 2.3: Série de vazdo média mensal de Furnas em (a) e a fun¢ao de autocorrelac¢ao

em (b)

Por se tratar de uma série que apresenta comportamento sazonal, utilizamos a
equacgao ([2.4]) para a obtencao do processo livre de sazonalidade, adotando r =1, ...,82,
m=1,...,12, i, e 0, sao dados pelas respectivas equagoes (1.5 e (1.6). A utilizacao

do valor S = 12 é porque a série tem um ciclo hidrolégico de 12 meses.

Para verificar se a série livre de sazonalidade apresenta tendéncia utilizamos o
teste Cox-Stuart, proposto em |Cox e Stuart (1955). Adotando o nivel de significancia de
5%, nao existe evidéncias para rejeitarmos a hipotese de nao haver tendéncia (p-valor de

0,8918). Utilizando o software |R Core Team (2014)), o teste pode ser calculado a partir
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do pacote (Caeiro e Mateus (2014)

As fungoes de autocorrelagao e de autocorrelacao parcial da série sem sazonali-
dade sao apresentadas na Figura [2.4, Por meio dos graficos notamos que a funcao de
autocorrelagao decai lentamente enquanto que a funcao de autocorrelagao parcial apre-

senta valores diferentes de zero apenas nos trés primeiros lags.
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Figura 2.4: Funcgoes de autocorrelacao e de autocorrelagao parcial da série livre de sazo-

nalidade a partir da equagao (2.4)) em (a) e em (b), respectivamente

Para a escolha do melhor modelo para representar a série de vazoes médias men-
sais ajustamos algumas ordens utilizando os modelos ARMA e NG-ARMA sem intercepto,
os resultados estdao apresentados na Tabela [2.5] Notamos pela mesma que o modelo que
apresentou menor AIC e menor BIC em ambos os critérios foi o modelo NG-ARMA(1,1)

sem intercepto.

As estimativas de méaxima verossimilhanca e os intervalos de confianca de 95%
do modelo NG-ARMA(1,1) estao apresentados na Tabela 2.6, Por meio dos resultados
observamos que todos os parametros sao significativos e que a série apresenta caudas mais
pesada do que as da distribuicao normal, pois o valor de s é menor que 2, e notamos ainda
que o intervalo de confian¢a nao contém o valor 2, implicando assim que a distribuicao

normal nao pode ser usada para explicar a série.

Através dos graficos das fungoes de autocorrelagao e autocorrelagao parcial dos
residuos, que sdo apresentados na Figura [2.5] notamos que o ajuste do modelo NG-

ARMA(1,1) eliminou a correlagao dos residuos. Também verificamos a aleatoriedade dos
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Tabela 2.5: Selegao entre os modelos NG-ARMA e N-ARMA utilizando os critérios AIC

e BIC para explicar a série de Furnas

Modelo Log-Verossimilhanca AIC BIC
NG-ARMA(2,0) -961,96 193191 195143
NG-ARMA(3,0) -958,24 1926,48  1950,88
NG-ARMA(0,1) -1124,33 2254,67  2269,31
NG-ARMA(1,1) -956,67 1921,33 1940,85

ARMA(3,0) -999,76 2007,52  2027,04
ARMA(2,0) -1001,81 2009,63  2024,27
ARMA(0,1) -1174,87 2353,73  2363,49
ARMA(1,1) -1000,52 2007,04  2021,67

Tabela 2.6: Estimativas pontual e intervalar dos parametros do modelo NG-ARMA(1,1)

que melhor se ajustou a série de Furnas

Parametro EMV IC
1 0,877  (0,830; 0,924)
01 -0,358  (-0,456; -0,261)
o 0,625  (0,543; 0,708)
s 1,212 (1,078; 1,346)

residuos utilizando os testes Box-Pierce e Ljung-Box, mais detalhes sobre os testes podem
ser encontrados em Brockwell e Davis (2002) e Harvey (1993), eles podem ser calculados
a partir do software R Core Team (2014)) utilizando Caeiro e Mateus (2014). Aplicando os

testes nos residuos, observamos que os resultados indicam que os residuos sao aleatorios.

Examinamos a adequabilidade da distribui¢ao normal generalizada a série a partir
do grafico quantil tedrico da distribuicao normal generalizada versus quantil observado
dos residuos, o grafico é apresentado na Figura [2.6 Observamos que os valores extremos
dos residuos divergem dos valores da distribuicao normal generalizada, sendo que o mais

grave ocorre para valores pequenos.

As previsoes foram feitas para os meses do ano de 2012 considerando dois cenérios:
no 1° cenario adotamos que temos as observacoes até o més de dezembro de 2011, para o

2° cenario assumimos que as previsoes foram feitas apenas a um passo a frente, ou seja,
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Figura 2.5: Funcoes de autocorrelacao e autocorrelagao parcial dos residuos do ajuste do

modelo NG-ARMA(1,1) a serie de Furnas em (a) e em (b), respectivamente
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Figura 2.6: Grafico quantil tedrico da distribuicao normal generalizada versus quantil

observado dos residuos do ajuste do modelo NG-ARMA(1,1) a série de Furnas

para prever o més de janeiro de 2012 levamos em conta no ajuste do modelo as observagoes
até dezembro de 2011, mas para prever o més de fevereiro de 2012 reajustamos o modelo
considerando as observacoes até o més de janeiro de 2012, as previsoes para os demais

meses seguem essa mesma linha de raciocinio. Os valores preditos sao apresentados na
Figura 2.7]

Observando os dois cenérios de predicao apresentados na Figura notamos que

em ambos os cendarios os erros de predi¢oes sao maiores no inicio do ano. Esse resultado
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Figura 2.7: Previsoes para a série de Furnas adotando o modelo NG-ARMA(1,1) e con-

siderando o 1° cenario em (a), e 0 2° cenario em (b)

j& poderia ser esperado, pois sao nos meses de janeiro e fevereiro que sao apresentados os

maiores volumes de vazao do ano, juntamente com a maior variabilidade.

Através da analise grafica conseguimos notar que as predigoes do segundo cena-
rio se aproximam mais dos valores verdadeiros do que as predig¢oes do primeiro cenario,
também observamos esse resultado através dos critérios MAPE, EQM e EAM, que sao
apresentados na Tabela [2.7] Sabemos que essa comparacao nao é justa, pois no segundo
cenario é utilizado mais informagao do que no primeiro cenario, mas gostariamos aqui
de destacar que o resultado estd em consonancia com o estudo de simulagao, porque no
estudo de simulacao vimos que predi¢oes a um passo a frente produz erro de predigao

menor do que quando utilizamos predigoes com vérios passos a frente.

Tabela 2.7: Avaliagdo das previsoes para a série de Furnas feitas a partir do modelo

NG-ARMA(1,1) segundo os critérios MAPE, EQM e EAM
Cenario MAPE(%) EQM  EAM

10 50,3 165.263,7 331,6
20 31,4 134.174,0 254,2
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2.3.2 Série da Média Mensal de Passageiros de Onibus da Cidade

de Towa

Adotamos a série da média mensal de passageiros de énibus da cidade de Towa,
localizada no estado de Iowa nos Estados Unidos. O estudo e predigoes desta série é

importante para o planejamento de futuras a¢oes para o melhoria do transporte publico

coletivo.

A série foi observada de setembro de 1971 até dezembro de 1981, apresentada na
Figura (a). Desconsideramos da analise da série as tultimas 12 observagoes, ou seja,
o ano de 1981, isso para que posteriormente possamos comparar as previsoes com o0s

verdadeiros valores. A série analisada possui 124 observagoes.

Podemos observar na Figura[2.8|(a) que a série apresenta sazonalidade e tendéncia.
Para a analise da série eliminamos primeiro a sazonalidade utilizando a equacao , e
depois retiramos a tendéncia, ainda existente, através da diferenciacao da série, adotando
a equacao ([2.19)), assim, para o ajuste consideramos a configuragao do modelo NG-ARMA
para séries que apresentam sazonalidade com tendéncia, como apresentado na Segao [2.2]

A série resultante é apresentada na Figura 2.8(b).
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Figura 2.8: Série da média mensal de passageiros de dnibus da cidade de Iowa em (a) e

série resultante livre de sazonalidade e tendéncia em (b)

Analisamos a correlagao existente na série por intermédio das funcoes de autocor-

relacdo e de autocorrelagdo parcial, que sdo apresentadas na Figura 2.9 Reconhecemos
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através dos graficos que possiveis modelos que melhor se ajustaram a série sao os modelo
NG-ARMA(1,0) ou NG-ARMA(0,1), pois as fungoes de autocorrelagao e autocorrelagao

parcial apresentam valores diferentes de zero apenas no primeiro lag.
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Figura 2.9: Funcgoes de autocorrelagao e de autocorrelagao parcial da série livre de sazo-

nalidade e de tendéncia em (a) e em (b), respectivamente

Adotamos os critérios AIC e BIC para as escolhas de qual distribuigao utilizar,
entre as distribuigoes normal e normal generalizada, e qual a melhor ordem. Ajustamos
diferentes ordens com ambas distribuicoes, os resultados dos critérios sao apresentados na

Tabela 2.8

Tabela 2.8: Selecao entre os modelos NG-ARMA e N-ARMA utilizando os critérios AIC

e BIC para explicar a série de passageiros de 6nibus da cidade de Iowa

Modelo Log-Verossimilhanga  AIC BIC
NG-ARMA(2,0) 16,74 -25,49  -14,24
NG-ARMA(0,1) 18,09 -30,19 -21,75
NG-ARMA(0,2) 18,19 -28,38 -17,13
NG-ARMA(1,1) 18,09 -28,19  -16,94

ARMA(2,0) 14,37 2273 -14,29
ARMA(0,1) 15,58 -27,15  -21,53
ARMA(0,2) 15,67 -2534  -16,90
ARMA(1,1) 15,58 -25,16  -16,72

Por meio dos resultados apresentados na Tabela observamos que o modelo
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que melhor explica a série em estudo ¢ o NG-ARMA(0,1). Comparando a melhor ordem
adotando a distribuicao normal com a melhor ordem utilizando a distribuicao normal
generalizada, observamos que os valores dos critérios BIC ficaram mais préximos em

comparacao com os valores dos critérios AIC.

As estimativas de maxima verossimilhanca e os intervalos de confianga dos para-
metros utilizando o modelo NG-ARMA(0,1) s@o apresentados na Tabela [2.9] Através dos
resultados apresentados observamos que todos os parametros sao significativos, e ainda
notamos que o intervalo de confianca para o parametro s nao contém o valor 2, indi-
cando assim que a distribui¢ao normal generalizada apresenta um ajuste melhor do que

a distribui¢cao normal.

Tabela 2.9: Estimativas pontual e intervalar dos parametros do modelo NG-ARMA(0,1)

que melhor se ajusta a série de passageiros de 6nibus da cidade de Towa

Parametro EMV IC
01 -0,5162  (-0,6687;-0,3637)
o 0,2162  (0,1296; 0,3027)
s 1,2993  (0,8061; 1,7926)

Analisamos a qualidade do ajuste do modelo NG-ARMA(0,1) & série de passa-
geiros de Onibus por meio das func¢oes de autocorrelacao e autocorrelagao parcial dos
residuos, que sdo apresentados na Figura [2.10] Notamos que os residuos nao sao correla-
cionados. Aplicando os testes Box-Pierce e Ljung-Box observamos indicios que os residuos

sao aleatorios, indicando assim que houve um bom ajuste do modelo a série.

De maneira anéloga ao apresentado na Segao [2.3.1] verificamos a adequabilidade
da distribuicao normal generalizada & série a partir do grafico quantil teérico da distri-
bui¢ao normal generalizada versus quantil observado dos residuos, apresentado na Figura
2.11] Notamos que a maiores dos valores convergem para os valores da distribui¢ao normal
generalizada, mas nos extremos observamos alguns valores em divergéncia com os valores

da distribuigao normal generalizada.

Na Figura [2.12(a) apresentamos as previsoes para a série transformada, calcu-
lamos aqui apenas previsdes a um passo a frente, ou seja, adotamos a equagao (2.22)) e

fazemos a atualizagao da série. Observe que para a previsao para a série original nao
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Figura 2.10: Funcoes de autocorrelacao e autocorrelacao parcial dos residuos do ajuste
do modelo NG-ARMA(0,1) a serie de passageiros de dnibus da cidade de Iowa em (a) e
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Figura 2.11: Grafico quantil tedrico da distribuicao normal generalizada versus quantil
observado dos residuos do ajuste do modelo NG-ARMA(0,1) a série de passageiros de

oOnibus da cidade de Iowa

podemos apenas aplicar a equagao (2.26]), pois ajustamos a série livre de sazonalidade e
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com uma diferenciacao, portanto a equagao de previsao para a série original é dada por

~

X(1) = E(Xe|§) = E(fimg + 0moZes1]30)
= ﬁmo + amoE\<Zt+l‘St>

- ﬁmo _I_ amoE(}/; + Ztlg’t)

= img + Oy (Ys + Z4), (2.32)

sendo que t +1 = (rg +1)S +mg e EA/t é a previsao para a série livre de sazonalidade e

diferenciada. As previsoes para a série original sdo apresentadas na Figura [2.12|(b).
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Figura 2.12: Previsao a um passo a frente para a série livre de sazonalidade e diferenciada

em (a) e para a série de passageiros de dnibus da cidade de Iowa em (b)

Observamos na Figura (b) que as previsoes em geral se apresentam proxi-
mas dos verdadeiros valores, mas nos meses de janeiro, fevereiro, outubro e novembro
os valores preditos se mostraram mais longe dos verdadeiros valores em comparacao ao
restante do ano, notamos também que neste cenario as previsoes subestimaram os valores
observados. Para quantificar a qualidade das predi¢oes calculamos algumas métricas, que

sao apresentadas na Tabela

Tabela 2.10: Avaliagao das previsoes para a série de passageiros de dnibus feitas a partir

do modelo NG-ARMA(0,1) segundo os critérios MAPE, EQM e EAM
MAPE(%) EQM EAM

11,47 1,37 1,01
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2.3.3 Série do Indice HICP dos Estados Unidos

Consideramos a série do indice HICP dos Estados Unidos observada mensalmente
de dezembro de 1998 até maio de 2014, série apresentada na Figura2.13|(a). O indice HICP
(do inglés Harmonised Index of Consumer Prices) é um importante indice que mede a in-
flacao, para um melhor esclarecimento do indice HICP traduzimos o texto explicativo en-
contrado no site “eurostat.com” através do link “http://epp.eurostat.ec.europa.eu/portal/

page/portal /hicp /introduction” e o apresentamos no paragrafo abaixo.

Os indices HICPs sao indicadores econémicos construidos para medir as variacoes
no tempo dos precos de bens de consumo e servigos adquiridos pelas familias. Os HICPs
dao medidas comparéveis de inflagao na zona do euro, da Uniao Europeia, do espago
economico Europeu e de outros paises, incluindo paises aderentes e candidatos. Eles sao
calculados de acordo com uma abordagem harmonizada e um tnico conjunto de definigoes.
Eles fornecem a medida oficial da inflacao de precos ao consumidor na zona do euro, para
efeitos de politica monetaria na area do euro e avaliar a convergéncia da inflagao, conforme

exigido nos termos dos critérios de Maastricht.

Como descrito no paragrafo anterior o indice HICP é um importante parametro
econdmico, portanto seu estudo e predigoes de seus valores sao de grande interesse de

governos, de economistas e da sociedade como um todo.

Neste estudo desconsideramos as tltimas doze observagoes, ou seja, as observagoes
de junho de 2013 a maio de 2014, para que futuramente possamos comparar as predigoes
obtidas a partir do modelo ajustado com as verdadeiras observagoes. Diferenciamos a
série temporal para torna-la estacionaria, a série diferenciada é apresentada na Figura

2.13(h).

Investigamos a correlacao existente na série diferenciada através das funcoes de
autocorrelagao e autocorrelagao parcial, estas sdo apresentadas na Figura [2.14] Observa-
mos a existéncia de correlagao nos primeiros lags e também em torno dos lags 12 e 13,
indicando assim uma correlagao sazonal, com isso notemos a necessidade de um compo-

nente sazonal na modelagem.

O modelo NG-ARMA com componente sazonal, definido na Segao [2.2] sera ajus-

tado a série temporal diferenciada. Utilizamos os critérios AIC e BIC para as escolhas
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Figura 2.13: Série do indice HICP em (a) e série do indice HICP diferenciada em (b)

(@ (b)

o | <
il o
N ]
o
Ch ‘l
o
2 T [ 1 “ ‘ ‘
| S A
N SO S S O B S A
N
o | 1“11 ?
P x{rxy{‘I |
,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,, -
S 4
I
[t)
o ©
[ o -
T T T T T ! T T T T
0 5 10 15 20 5 10 15 20
Lag Lag

Figura 2.14: Fungoes de autocorrelacao e autocorrelacao parcial da série diferenciada do

indice HICP em (a) e (b), respectivamente

da melhor distribuicao, entre as distribui¢goes normal e normal generalizada, e da melhor
ordem. A escolha do melhor modelo é decidida entre varios ajustes, para isso adotamos
diferentes ordens, sendo considerado também modelos com parametros autorregressivos
(AR) e de médias moveis (MA) com defasagem de um ano ou mais. Os resultados dos

critérios sao apresentados na Tabela 2.11]

A partir dos resultados mostrados na Tabela observamos que o melhor mo-
delo segundo ambos os critérios ¢ 0 NG-ARMA(2,0)S(1,1), ou seja, a distribuigado normal

generalizada se sobressai em relagao a normal e o modelo apresenta componente sazonal
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Tabela 2.11: Selecao entre os modelos NG-ARMA e N-ARMA utilizando os critérios AIC
e BIC para explicar a série do indice HICP

Modelo Log-Verossimilhanca AIC BIC
NG-ARMA(2,0)S(0,1) -89,13 188,27 204,03
NG-ARMA(2,0)S(1,1) -85,02 182,04 200,96
NG-ARMA(2,0)S(1,0) -106,63 223,27 239,03

N-ARMA(2,0)S(0,1) -96,13 200,26 212,87
N-ARMA(2,0)S(1,1) -91,88 193,77 209,54
N-ARMA(2,0)S(1,0) -115,25 238,50 251,12

com defasagem de um ano de ordem (1,1). As estimativas de maxima verossimilhanga e

os intervalos de confianca dos parametros do modelo escolhido por meio dos critérios sao

exibidos na Tabela [2.12

Tabela 2.12: Estimativas pontual e intervalar dos parametros do modelo NG-

ARMA(2,0)S(1,1) que melhor se ajustou a série do indice HICP

Parametro EMV IC
o1 0,4430  (0,2944; 0,5915)
02 -0,2240 (-0,3488; -0,0993)
(0N -0,2370  (-0,2980; -0,1761)
03 -0,7289  (-0,8250; -0,6327)
o 0,3631  (0,2196; 0,5067)
s 1,1233  (0,7795; 1,4671)

Através dos resultados expostos na Tabela observamos que todos os pa-
rametros sao significativos no nivel de significancia de 5%, o intervalo de confianca do

pardmetro s nao contém o valor dois.

Verificamos a adequabilidade do ajuste por meio das fungoes de autocorrelacao e
autocorrelagao parcial, apresentadas na Figura[2.15] e dos testes Box-Pierce e Ljung-Box.
Notamos a nao existéncia de correlagao nos residuos, indicando assim que houve um bom

ajuste do modelo a série.

Investigamos a adequabilidade da distribuicao normal generalizada & série a par-

tir do grafico quantil teérico da distribuicao normal generalizada versus quantil observado
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Figura 2.15: Funcoes de autocorrelacao e autocorrelacao parcial dos residuos do ajuste
do modelo NG-ARMA(2,0)S(1,1) a serie do indice HICP dos Estados Unidos em (a) e em

(b), respectivamente

dos residuos, mostrado na Figura [2.16], Notamos que a maioria dos valores dos residuos
apresentam comportamento similar ao comportamento da distribuicao normal generali-

zada.
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Figura 2.16: Grafico quantil tedrico da distribuicao normal generalizada versus quantil

observado dos residuos do ajuste do modelo NG-ARMA(2,0)S(1,1) a série do indice HICP

Para a predigao da série original utilizamos a equagao dada por

~

X,(1) = E(Xi|F) = EYi+ X3
= Y, +X, (2.33)
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sendo que 1//\; é a predicao para a série diferenciada. Portanto a partir da equacao ([2.33])
e das predicoes da série diferenciada obtemos as predigoes para a série original, para os

dois cenarios adotados na Secao [2.3.1] que sao apresentadas na Figura [2.17]
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Figura 2.17: Previsoes para a série HICP adotando o modelo NG-ARMA(2,0)S(1,1) con-

siderando o 1° cenario em (a), e 0 2° cenario em (b)

Verificamos por meio da Figura que as previsoes para O primeiro cenario vao
se distanciando dos verdadeiros valores, este comportamento ja era esperado, pois nao
utilizamos novas informagoes. No segundo cenério as previsoes se apresentaram proxi-
mas dos verdadeiros valores, sendo que nos meses de maio, novembro e dezembro foram

observados os valores mais discrepantes.

Quantificamos a qualidade das predi¢oes por meio de trés métricas, apresentadas
na Tabela [2.13] Observamos que as métricas apresentam um baixo valor para o segundo

cenario.

Tabela 2.13: Avaliacao das previsoes para a série do indice HICP feitas a partir do modelo
NG-ARMA(2,0)S(1,1) segundo os critérios MAPE, EQM e EAM

Cenario MAPE(%) EQM EAM

1° 45,47 0,26 0,46

2° 12,22 0,03 0,12
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2.4 Conclusao

Neste capitulo propusemos um novo modelo para séries temporais que apresentam
distribuicao dos dados com caudas mais leves ou mais pesadas do que as da distribuicao
normal. Algumas importantes propriedades do novo modelo foram apresentadas, junta-
mente com um método de estimacao utilizando a funcao de méxima verossimilhanga e
também um método de previsao. Estudos de simulacao para verificar as propriedades fre-

quentistas e escolha da ordem pelos critérios AIC e BIC apresentaram 6timos resultados.

Através das aplicagbes com as séries de vazoes médias mensais da usina hidrelé-
trica de Furnas, da quantidade de passageiros de 6nibus da cidade de Iowa e do indice
HICP dos Estados Unidos, mostramos que o modelo NG-ARMA é uma alternativa ao
modelo ARMA com distribui¢cao normal quando os dados apresentam curtose diferente

da distribuicao normal.



Capitulo 3

Modelo Assimétrico Normal

Generalizada ARMA

O modelo NG-ARMA, apresentado no Capitulo[2] é uma alternativa para modelar
séries temporais que apresentam simetria e curtose diferente da distribuicao normal. Com
o interesse em estender este modelo para que possa ser uma alternativa para modelar séries
temporais onde a suposicao de simetria nao seja verificada, propomos duas alternativas,
a primeira ¢é a utilizacao da distribuigao log-normal generalizada e a segunda ¢é a adogao

da transformacao Box-Cox.

Neste capitulo apresentamos os modelos log-normal generalizada ARMA (LNG-
ARMA) e o Box-Cox normal generalizada ARMA (BC-NG-ARMA), que podem ser utili-
zados para explicar séries temporais que apresentam assimetria. Na Secao [3.1] apresenta-
mos o modelo LNG-ARMA, descrevemos uma maneira para fazer previsoes e aplicamos o
modelo proposto na série de vazoes médias mensais afluentes da usina hidrelétrica de Fur-
nas. O modelo BC-NG-ARMA ¢ apresentado na Secao juntamente com um método
de previsao, a construcao da funcao de verossimilhanca e a aplicacao do modelo proposto
para explicar as séries de vazoes das usinas de Furnas e de Sobradinho. As conclusoes sao

apresentadas na Secao

44
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3.1 Modelo Log-Normal Generalizada ARMA

Uma variavel aleatéria Y tem distribuicao log-normal generalizada se a trans-
formacao X = log(Y) tem distribui¢do normal generalizada. A funcdo densidade de

probabilidade da variavel aleatoria Y é dada por

fylp, o,s) = WGXP <—

log(zg — MD | (3.1)

sendo que y > 0, —00o < < 00, 0 > 0 e s > 0. Algumas formas da fungdao densidade
de probabilidade da distribui¢cao log-normal generalizada sao apresentadas na Figura |3.1.
Alguns trabalhos que utilizam a distribui¢ao log-normal generalizada sao [Singh et al.
(2012), \Gupta e Lvin (2005) e Martin e Pérez (2009), sendo os dois primeiros na area de

analise de sobrevivéncia.
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Figura 3.1: Algumas formas da fun¢@o densidade da distribuigao log-normal generalizada

Uma extensao natural do modelo NG-ARMA para considerar um caso especifico
de assimetria é considerar a distribuicao log-normal generalizada em vez da distribuicao
normal generalizada, obtendo-se entao o modelo log-normal generalizada ARMA (LNG-

ARMA). Considere { Xy my;r > 1I;m = 1,...,S} um processo estocéstico sazonal com

) . (3.2)

distribuicao condicional log-normal generalizada, ou seja,

S

szlgtA (xt|/'t7 g, 5) = m exp (—

log(x¢) — pue
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O processo {Z;, t > 1} obtido a partir da equagao

1 er - Mm
Zt: Og( t(r, )) I ’ (33)

Om

sendo que fi,, = E{log(Xi(m))} € om = \/Var{log(Xypm))} € livre de sazonalidade. No-
temos ainda que a distribuigao condicional do processo {Z;, t > 1} depende do logaritmo
da distribuigao condicional do processo {Xypm);7 > 1;m = 1,..., S}, que tem distribui-
¢ao log-normal generalizada, logo a distribuigao condicional do processo {Z;, t > 1} tem
distribuicao normal generalizada, portanto tudo o que foi feito no Capitulo [2| vale para
o processo {Z;, t > 1}. Ou seja, para adotarmos a distribui¢ao log-normal generalizada
como sendo a distribuicao condicional da série temporal, basta aplicarmos o logaritmo na

série temporal e ajusta-la com a distribuicao normal generalizada.

3.1.1 Previsao

Estamos interessados em prever um valor de X;,, com h > 1, supondo que a
série foi observada até o instante ¢, para isso precisamos inicialmente calcular as previsoes
para a série Z;. A partir das observagoes da série original conseguimos obter a série
{z1,7, ..., 2z}, até o instante ¢, o valor Z,(h) = E(Zy4|3:) serd a previsao de origem t
e horizonte h. Como Z; tem distribui¢ao condicional normal generalizada entao para o
modelo de ordem p e g a previsao para h = 1 é feita através da equacao dada em ([2.22))

e para h > 1 temos que a previsao ¢ dada por (2.25)).

Para que nao precisemos fazer aproximagoes optamos por prever a série original

através da mediana, para isso definimos

P(Zt+h < Zé-sz)lgt) = 07 57

(M)

i+n, € 0 valor da mediana da distribuigao Zy+1|St, mas podemos reescrever a série

assim z
Z; como funcao da série X;, disto temos que

p (o8 m) =
Omy

< sz,ﬂ&) = 0,5,
em que t(r,m)+h = t(r;,m;). Definindo y;(h) como a previsao para Xy(,,)+x temos que

* M ~ A~
i (h) = exp [Zt(+lz)am1 + T, )
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como a distribuicao normal generalizada é simétrica em torno da média, assim a média é
igual a mediana, disto aproximamos a mediana pela previsao da série sem sazonalidade,

resultando em

/"L:(h) = eXp[ﬁt-‘rha-\ml _l_ ﬁml]a (34)

para qualquer h > 1.

Portanto, mesmo ajustando o modelo NG-ARMA a série transformada consegui-
mos fazer previsoes para a série original. Mas observamos que antes devemos calcular as

previsoes para a série transformada.

3.1.2 Aplicacao a Série de Furnas

Para exemplificar a teoria desenvolvida nesta Secao, utilizamos a série de vazoes
médias mensais afluente (m?3/s) da usina hidrelétrica de Furnas apresentada na Secao
[2.31] Por se tratar de uma série que apresenta apenas valores positivos e sazonalidade,
como pode ser visto na Figura [2.3] para o ajuste utilizamos a série obtida a partir da

equacao (3.3), sendo que r =1,...,82, m=1,...,12.

Ajustamos algumas ordens utilizando os modelos LN-ARMA e LNG-ARMA sem
intercepto, e a escolha do melhor modelo para representar a série de vazoes médias mensais
foi feita utilizando os critérios AIC e BIC, os resultados estao apresentados na Tabela[3.1]
Notamos que o modelo que apresentou menor AIC e menor BIC foi o modelo LNG-

ARMA(1,1) sem intercepto, em ambos os critérios.

Os resultados do ajuste do modelo LNG-ARMA(1,1) estdo apresentados na Ta-
bela [3.2] lembrando que os intervalos de confianga foram construidos assumindo norma-
lidade assintotica e nivel de confianga de 95%. Observando os intervalos de confianga
notamos que todos os pardmetros sao significativos e a partir das estimativas de maxima
verossimilhanca constatamos que a distribuicao da série apresenta caudas mais pesada do

que as da distribui¢ao normal, pois o valor de s é menor que 2.

Através dos graficos das funcoes de autocorrelagao e autocorrelagao parcial, apre-
sentados na Figura (3.2)), e dos testes Box-Pierce e Ljung-Box investigamos a correlagao
dos residuos. Observamos indicios que os residuos nao sao correlacionados tanto pelas

funcoes quanto pelos testes.
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Tabela 3.1: Selecao de modelo utilizando os critérios AIC e BIC

Modelo Log-Verossimilhanca AIC BIC
LNG-ARMA(2,0) -999,09 2006,19  2025,70
LNG-ARMA(3,0) -997,19 2004,38  2028,77
LNG-ARMA(0,1) -1168,02 2342,04  2356,68
LNG-ARMA(1,1) -996,35 2000,68 2020,22

LN-ARMA(3,0) -1004,39 2016,78  2036,30
LN-ARMA(2,0) -1007,80 2021,60  2036,24
LN-ARMA(0,1) -1173,05 2350,10  2359,86
LN-ARMA(1,1) -1007,80 2021,60  2036,24

Tabela 3.2: Estimativas do modelo LNG-ARMA(1,1)

Parametro EMV 1C
01 0,869  (0,825; 0,912)
0, -0,307 (-0,389; -0,224)
o 0,776  (0,686; 0,865)
s 1,458  (1,275; 1,652)
(@) (b)
. Ll b
g , AT
o [ L [ I R R
N L R R AN o |
g é 1‘0 1‘5 2‘0 2‘5 3‘0 | (‘) é 1‘0 1‘5 2‘0 2‘5 3‘0
Lag Lag

Figura 3.2: Fungoes de autocorrelagao e autocorrelacao parcial dos residuos do ajuste do

modelo LNG-ARMA(1,1) a serie de Furnas em (a) e em (b), respectivamente

Testamos a adequabilidade da distribuicao normal generalizada analisando o gra-

fico quantil teérico da distribuicao normal generalizada versus quantil observado dos resi-
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duos, apresentado na Figura[3.3] Por ele notamos que a distribuigao dos residuos apresenta

um comportamento muito parecido com a distribui¢ao normal generalizada.

Quantis Amostrais

Quantis Teoricos

Figura 3.3: Grafico quantil tedrico da distribuicao normal generalizada versus quantil

observado

A partir das predigoes para a série transformada e utilizando a equagao (3.4))
apresentamos as previsoes para a série original para o ano de 2012 na Figura , em (a)
as previsdes para o 1° cenario e em (b) as previsdes para o 2° cendrio, considerando os

dois cenarios definidos na Segéao [2.3.]
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Figura 3.4: Previsoes para a série de Furnas considerando o 1° cenario em (a) e o 2°

cenario em (b)

Notamos através da Figura[3.4 que para os trés primeiros meses do ano de 2012 as

previsoes ficaram mais distantes dos valores observados em comparagao aos outros meses,
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isso em ambos os cenarios. J& no 2° cenério, as previsoes de um modo geral se apresentam

proximas dos valores observados principalmente a partir do més de abril.

Através da Tabela[3.3]observamos os resultados dos critérios MAPE, EQM ¢ EAM
para as predicoes. Comparando estes resultados com os obtidos através das predigoes
na Segao [2.3.1], notamos que os resultados obtidos através do ajuste com a distribuicao
log-normal generalizada apresentam menor erro de predi¢ao do que quando utilizamos a

distribuicao normal generalizada, isso para os trés critérios adotados.

Tabela 3.3: Resumos dos critérios MAPE, EQM e EAM para a série de Furnas
Cenario MAPE(%) EQM  EAM

10 44,2 144.289.2 3042
20 27,8 130.952,8 2381

3.2 Modelo Box-Cox Normal Generalizada ARMA

Box e Cox (1964) propuseram uma transformagao, conhecida como transforma-
¢ao de Box-Cox, que tem como objetivo a transformacao dos dados para que o modelo
linear e homocedastico seja adequado, ou seja, tornar os dados com distribuicao apro-
ximadamente normal e com varidncia constante. Com basicamente os mesmo objetivos,
mas agora no contexto de séries temporais, aplicamos a transformacao Box-Cox para
tentarmos obter uma série resultante mais simétrica do que a original, que tenha dis-
tribuicao aproximadamente normal generalizada e que seja homocedéastica. Seja entao
{Xirsmy;m > 1;m =1,..., 5} uma série temporal sazonal observada. Aplicando a trans-

formacao Box-Cox na série temos

X7 -1

t(r,m)
N — s A#0
log(Xt(r,m)), A=0
sendo {Y;((i)m); r>1;m=1,...,5} a série resultante. Eliminamos a sazonalidade perten-
cente a série utilizando a equacao dada por
Y(A) — Hm
e - Hem) T (3.6)

Om
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sendo que p,, = E{Y;((;\)m)}, Om = Var{Yt((;\)m hr>1lem=1,2,...,5. Assumindo
que a distribuicao condicional da série {Zt ;t > 1} dada toda a informagao passada do
processo possui fungao densidade de probabilidade normal generalizada, ou seja, adotamos

que Z |$t 1 ~ NGy, 0,s) sendo que

p q
A by
= Z gf)jzt(_)j + 29 (22 )J Hi—j), (3.7)
j=1 =1

portanto usamos a transformacao Box-Cox para que a série transformada tenha distri-
buigao aproximadamente normal generalizada e variancia constante. O modelo definido
pelas equagoes , e é chamado de Box-Cox Normal Generalizada ARMA
(BC-NG-ARMA).

3.2.1 Estimacao de Maxima Verossimilhanca

A estimagao de méxima verossimilhanca seré feita em dois passos. No primeiro
passo iremos estimar o paradmetro A\, que definimos como parametro perturbador, e no
segundo passo estimamos o vetor (¢, 0,0, s) sendo que ¢ = (¢1,...,¢,), 0 = (01,...,6,)

e 0 e s sao escalares, sendo estes os parametros de interesse.

Sejam {x1,...,z,} asérie temporal observada e {zlf’\); t > 1} a série transformada
e livre de sazonalidade, para algum valor de A em (3.5]). A fungao de verossimilhanga para

o vetor de parametros de interesse condicional ao valor de A é dada por
L((ﬁ,e,U,S‘)\,.’B) = H f /\) JZX)
J=r*+1
sendo que 7 = max(p,q) e Jzx = g_)z(. Com A # 0 observe que

A
Zt(r,m) -1

\ _ X Hm
Om

*

N S xtA(—l) s n—r
L(d)vea(j?sp"w) - [HH Om ](20F(1/8)> :
q
z@ng 2 Oi(eisy = )
j=1

)

(3.8)
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mas caso A = 0 entao

oy log(Zi(rm)) — Hm
Zt - )
Om

logo

soomne) - | ] ()~

r=1m=1 xt(r,m)a
1 © A : A )
ool 3 =30 - 3ot - .
t=r*+1 Jj=1

(3.9)

note que nas equagoes (3.8)) e (3.9) temos o e o,,, sendo que o0, é estimado como na

equagao (3.6) e o é estimado na fungao de verossimilhanca.

Seja (¢, 0, 0,5\, x) = log[L(¢,0,0,s|\,z)], entao a fungao

log-verossimilhanca condicional quando A # 0 é dada por

N S s
l(¢,0,0,5\ D> log(itm) = NZlOg("”“" —r)log (QJFfl/S))

r=1 m=1
n q
_; Z | Z¢J'Zt —j ZQJ — p—j)°,
7j=1

t=r*+1

e quando A = 0 a fungao log-verossimilhanca condicional é dada por
N S s 5
(ql’) 9 o, S|/\ Zmzllog It(rm - N Z log(am) + (n — r*) log (m)

r=1
NS Z@z% Ze )l

t=r*+1

Para o calculo das estimativas de maxima verossimilhanca adotamos a utilizacao
de métodos iterativos devido a complexidade da funcao de méxima verossimilhanga. Neste
trabalho adotamos o método “L-BFGS-B” que esté disponivel no software R Core Team
(2014) (Byrd et al., 1995). Os intervalos de confianca assintoticos para os parametros de
interesse sao obtidos considerando os estimadores de maxima verossimilhanca, a inversa da
matriz de informacgao observada de Fisher e que os estimadores apresentam normalidade

assintotica.

Observe que a fung¢ao de méxima verossimilhanga descrita anteriormente é con-

dicional ao parametro A, com isso antes de estimarmos os parametros de interesse temos
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que inferir sobre o pardmetro perturbador. A estimativa de méaxima verossimilhanca do
parametro A é obtida a partir da funcao de verossimilhanca perfilada, ou seja, previ-
amente determinamos um conjunto de possiveis valores para A, para cada valor deste
conjunto encontramos o valor do méaximo da fungao log-verossimilhanga condicional. O
valor escolhido para A é o correspondente ao maior valor da funcao log-verossimilhanga

condicional.

Adotamos que a quantidade de termos autorregressivos e de médias moéveis pre-
sentes na funcao log-verossimilhanca perfilada sao obtidos a partir do modelo NG-ARMA

e dos critérios AIC e BIC.

O calculo do intervalo de confianca para o parametro A é obtido através da in-
versao da estatistica da razao de verossimilhanga (RV) w = 2{I (X) — (A"}, sendo que
A0 & um valor hipotético. A estatistica w da RV sob a hipétese nula tem distribuicao

assintotica y3. Portanto o intervalo de confianga (100-a))% aproximado é dado por

NI > 1) = Sx3 (@)}, (3.10)

1
X
para mais detalhes sobre intervalos de confianca obtidos a partir de testes de hipotese

consulte Shao (2003)).

3.2.2 Previsao

Supondo que temos as observagoes até o instante ¢, chamando origem das previ-
soes, o valor Zt(’\)(h) = E(Zt(i)ﬂ&) sera a previsao de origem t e horizonte h, com h > 1.

Adotando h = 1 temos que a previsao a um passo a frente é dada por
Z biins + Ze 2 — Freay), (3.11)

sendo que ¢; e ¢; para j = 1,...,pei = 1,...,q sao as estimativas de méxima veros-
similhanga dos respectivos pardmetros e [i; é encontrado adotando iy = ... =, =0 e
substituindo as estimativas dos parametros na equagao (3.7). Observe que Ji;;1 coincide

com Z(A)(l).



3.2. Modelo Box-Cox Normal Generalizada ARMA 54

Nas previsoes para h > 1 utilizamos o fato que

ey -

A PN se h <
[Zt(-i-;l ]|St] = A()\)t_‘— K . . (312)

Z,(h—j) seh>j

N irn—j  seh <
lut'f‘h_j = /\(}\) ’ . . (3]‘3)
Z,(h—j) seh>j

com i8so a previsao para h passos a frente é dada por
70 (h ~ 2 -
Zy Z(b ElZ t+h ]‘& Z t+h j,gt] Htn—j)- (3.14)

Note que até agora fizemos previsao para a série transformada e livre de sazona-
lidade, mas estamos interessados na previsao da série original. Para que nao precisemos

fazer aproximacoes optamos por prever a série original através da mediana, observe que

P(Ziyn < zt‘ﬁ)l&) = 0,5,

(M)

ass1lm Zt+h

¢ o valor da mediana da distribui¢do Z;,,|F:, mas conseguimos escrever a série

Z; como funcao da série X;, disto temos que

P _
Xt(rlvjll) ! _ ﬁ
P A -

t+h ’gt = 0757

O,

sendo t(r,m) 4+ h = t(ry,m1). Definindo p;(h) como a previsao para Xy ,)4+s temos que
* N (M)~ ~ A
i () = NG, + o) + 172,

como a distribuicao normal generalizada é simétrica em torno da média, e a média é
igual a mediana, podemos aproximar a mediana pela previsao da série sem sazonalidade,

resultando em

N: (h> [)‘(:utJrhaml + le) + 1]1//\

para qualquer h > 1.

Note que as previsoes s6 foram feitas para A # 0, pois para A = 0 temos que
a transformacao de Box-Cox coincide em adotar que a série temporal possui distribui-
¢ao LNG, logo, a previsao neste caso ja foi apresentada na Se¢ao [3.1.1l Portanto, para
qualquer valor do parametro A podemos fazer previsoes tanto para a série transformada

quanto para a série original.
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3.2.3 Estudo de Simulacao

Para o estudo de simulacao a geragao da série temporal nao levara em conta a
periodicidade na média e na varidncia. A geracao da série é feita seguindo os seguintes

passos:

. . e A
1. definir os valores dos parametros do modelo e dos valores iniciais para j; e zt( );

p q
2. calcular p; = Z Gjzi—; + Z 0;(zi—; — pu—;) e gerar z; da distribuicao NG(u, 0, s),
j=1 j=1
para t=r*+1,..., com r* = max(p, q);

3. calcular 2, = (A} + 1)V,
4. repetir os itens 2 e 3 até conseguir uma série com K valores a mais do que se deseja;

5. desconsiderar os K primeiros valores da série para conseguir o tamanho da série

desejada.

Essa geragao leva em consideragao que A # 0, caso A = 0 entao no item 3 devemos

calcular z; = exp(yy).

Com o objetivo de verificar as propriedades frequentistas dos estimadores de méa-
xima verossimilhancga, repetimos 1000 vezes a geracao de séries com diferentes tamanhos
(100, 200, 500 e 1000), sendo que para cada repeticdo obtemos inicialmente o valor de
A e a partir dele encontramos o valor das estimativas pontuais e a matriz de informacao
observada de Fisher. A partir destes valores, calculamos o vicio absoluto médio (VAM),
o erro quadratico médio (EQM), a média das estimativas (ME), o intervalo de confianga
assintotico com 95% e a distribui¢do amostral de A. A probabilidade de cobertura (PC)
dos parametros é o quociente entre o ntmero de intervalos que contém o verdadeiro valor

do parametro e o nimero total de intervalos construidos.

Neste estudo de simulagao adotamos o modelo BC-NG-ARMA(1,1) com os valores
o = 0,9, 6, = 0,2 e 0 = 0,3 e, como sabemos que o comportamento das caudas
da distribuicao normal generalizada se comporta dependendo do valor de s, assumimos
os valores s = 1,5 e s = 3,0, contemplando assim caudas mais pesadas e mais leves,

respectivamente.
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Adotamos que o valor verdadeiro de A é igual a-0,5; 0 e 0,5. Devido aos resultados

serem muito parecidos quando apenas substituimos o valor de A entao apresentamos na
Tabela os resultados das medidas VAM, EQM, ME, PC apenas quando o verdadeiro

valor de A é igual a 0,5.

Tabela 3.4: Estudo de simulagdo do modelo NG-ARMA considerando as métricas VAM,

ME, EQM e PC quando o A correto é igual a 0,5
s=1,5 5=3,0

ME VAM EQM PC | ME VAM EQM PC
n=100

¢1 | 0,8827 0,0404 0,0030 0,907 | 0,8864 0,0394 0,0032 0,931

61 | 0,2002 0,0813 0,108 0,887 | 0,1901 0,0865 0,0124 0,908

o | 03059 00500 0,0040 0,905 | 0,3000 0,0248 0,0010 0,902

s | 1,6836 0,3632 03133 0945 | 3,7597 1,1086 1,0959 0,955

n=200

¢1 | 0,8927 0,0256 0,0012 0,947 | 0,8939 0,0262 0,0012 0,947

61 | 0,1961 0,0595 0,0055 0,929 | 0,1973 0,0582 0,0054 0,925

o | 02992 00326 0,0017 0930 | 0,3006 0,0161 0,0004 0,942

s | 1,471  0,1960 0,0670 0,952 | 3,3054 0,5876 0,6955 0,967

n=500

¢1 | 0,8974 0,0162 0,0004 0,948 | 0,8972 0,0158 0,0004 0,954

6 | 0,982 10,0355 0,0020 0,943 | 0,1989 0,0351 0,0019 0,946

o | 03006 00199 0,0006 0944 | 0,3003 0,0105 0,0002 0,945

s | 1,242 0,1168 0,0220 0,956 | 3,0844 0,3052 0,1539 0,961

n=1000

#1 | 0,8983 0,0120 0,0002 0,935 | 0,8987 0,0110 0,0002 0,952
6, | 0,1976 0,0272 0,0011 0,941 | 0,1978 0,0243 0,0010 0,948
o | 0,3003 0,0146 0,0003 0,931 | 0,2997 0,0074 0,0001 0,954
s 1,5108 0,0820 0,0109 0,936 | 3,0324 0,1949 0,0617 0,950

Notamos que, aparentemente, o valor de A nao influencia nas métricas estudadas.
Observamos também que a média das estimativas se aproxima do verdadeiro valor do
parametro, o vicio absoluto médio e o erro quadratico médio diminuem com o aumento
do tamanho da série. A probabilidade de cobertura se apresenta um pouco abaixo da
nominal para séries pequenas (n=100), mas se aproxima da nominal quando o tamanho

da série é igual ou superior a 200.

Verificamos também que o valor do pardmetro s influencia nas métricas EQM e
VAM do parametro o, sendo que para s < 2 o valor destas métricas sao maiores do que
quando s > 2. Para os parametros ¢; e #; nao observamos influéncia do parametro s nas

métricas estudadas.
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Os histogramas das distribui¢oes amostrais de h\ quando o verdadeiro valor de A

¢ 0,5 e o valor de s é 1,5 e 3,0 sdao apresentados nas Figuras e[3.6
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Figura 3.5: Histogramas da distribui¢ao amostral de h) quando ajustamos o modelo BC-
NG-ARMA sendo A = 0,5 e s = 1,5 os valores verdadeiros e adotando os tamanhos de

séries iguais a 100, 200, 500 e 1000 em (a), (b), (c) e (d), respectivamente

Notamos que para séries de tamanho pequeno, a distribuicao amostral do para-
metro é mais vaga em comparagao a séries com tamanho maior. Verificamos também
que o valor verdadeiro de A é o que apresenta maior probabilidade de ocorrer, para todos
os tamanhos de séries estudados. Este comportamento é verificado em todos os cenérios

estudados.

Na comparacao entre as distribuicoes amostrais obtidas quando utilizamos
s = 1,5 e s = 3,0, observamos que quando adotamos s = 3,0 a distribuicao amos-
tral do A\ parece ser mais simétrica do que quando usamos s = 1,5 para a geracao das

séries.
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Figura 3.6: Histogramas da distribui¢ao amostral de hy quando ajustamos o modelo BC-
NG-ARMA sendo A = 0,5 e s = 3,0 os valores verdadeiros e adotando os tamanhos de

séries iguais a 100, 200, 500 e 1000 em (a), (b), (c) e (d), respectivamente
3.2.4 Aplicacao a Série de Furnas

Considerando a série de vazoes médias mensais de Furnas observada de 01/1931
a 12/2012, apresentada na Secao [2.3.1] observamos pelo histograma, mostrado na Figura
3.7, que a distribuigao da série apresenta assimetria e como jé foi exibido na Figura
a série também possui sazonalidade. Devido a essas caracteristicas temos que o modelo

BC-NG-ARMA se apresenta com uma alternativa para modelar a série em estudo.

Para estimarmos o valor de A adotamos a ordem (1,1), essa é a ordem que apre-
sentou os melhores valores dos critérios AIC e BIC utilizando as distribui¢goes normal

generalizada e normal, respectivamente, como apresentado na Tabela 2.5

Para o ajuste utilizamos o processo de transformacao, eliminagao da sazonalidade

e otimizagao da funcao log-verossimilhanca para cada valor de A dentro do conjunto
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Figura 3.7: Histograma da série de vazoes médias mensais de Furnas

{-0,9;-0,8;...;-0,1;0;0,1;...;0,8;0,9}. Na Figura observamos os graficos com
os valores de A versus o valor do maximo da funcao log-verossimilhanca. Notamos que o
maior valor da log-verossimilhanca encontrado, quando adotamos a distribuicao normal
generalizada, é corresponde ao A = —0.1, e quando adotamos a distribui¢cao normal, o

valor é correspondente ao A = 0.

() (b)

-6420
1

-6420
1
°
°
-6440
1

-6460
1

-6440
°

-6480
1

-6460
1
°

-6480

Maximo da Log-verossimilhanga
°
°

-0.5

-0.10.0

0.5

Maximo da Log-verossimilhanga
-6500
°

-6520

-0.5

0.0

0.5

Figura 3.8: Os valores do méximo da funcao log-verossimilhanga para alguns valores de
A quando adotamos os modelos BC-NG-ARMA e BC-N-ARMA, respectivamente em (a)
e (b)

Os intervalos de confianga para A segundo cada um dos modelos sao os conjun-
tos {—0,2;—0,1;0} e {—0,1;0;0, 1}, respectivamente quando adotamos as distribui¢oes

normal generalizada e normal. Observemos que a interseccao dos intervalos é o conjunto
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{—=0,1;0}. Escolhemos para o ajuste o valor de A = 0, que é a estimativa pontual obtida
através do modelo BC-N-ARMA e que esta na intersec¢ao dos intervalos de confianga.
Assim as estimativas de méxima verossimilhanca dos modelos com distribui¢oes normal
e normal generalizada e as previsoes para a série original sao as apresentadas na Sec¢ao

o. 1.2

Notamos entao que mesmo escolhendo a estimativa de A oriunda do ajuste com
a distribuicao normal, o modelo BC-NG-ARMA se ajustou melhor & série em estudo em
comparacao ao modelo BC-N-ARMA, resultado obtido analisando os valores dos critérios

AIC e BIC apresentados na Tabela [3.1]

3.2.5 Aplicacao a Série de Sobradinho

Adotamos a série de vazoes médias mensais afluente da usina hidrelétrica de
Sobradinho observada de 01/1931 a 12/1998, apresentada na Figura (a). Para que
mais a frente possamos comparar as previsoes com os valores reais desconsideramos do
ajuste os ultimos 12 meses. A distribuicdo da série em questao exibe assimetria, como

pode ser visto no histograma apresentado na Figura (b)
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Figura 3.9: Série de vazoes médias mensais da usina hidrelétrica de Sobradinho em (a) e

seu histograma em (b)

Para encontrar o valor de A precisamos inicialmente encontrar a ordem que melhor
representa a série temporal de Sobradinho utilizando os modelos NG-ARMA e ARMA com
distribuicao normal, para os ajustes eliminamos a sazonalidade adotando a equagao ([2.4]).

Sao mostrados na Tabela [3.5] os valores dos critérios AIC e BIC de diferentes ordens.
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Tabela 3.5: Selecao da melhor ordem a partir dos modelos NG-ARMA e N-ARMA utili-

zando os critérios AIC e BIC

Modelo Log-Verossimilhanca AIC BIC
NG-ARMA(1,0) -T47,47 1500,93  1515,00
NG-ARMA(2,0) -742,22 1492,44  1511,19
NG-ARMA(0,1) -924,74 1855,49  1869,56
NG-ARMA(1,1) -740,24 1488,47 1507,23

ARMA(1,0) -806,60 1617,20  1626,58
ARMA(2,0) -805,18 1616,35  1630,42
ARMA(0,1) -933,56 1871,43  1738,50
ARMA(1,1) -805,50 1617,00  1631,06

Observamos através da Tabela que o melhor modelo, entre os apresentados,
¢ 0o NG-ARMA(1,1). Observamos também que entre aqueles que utilizam a distribuigao
normal, o melhor ¢ 0 ARMA(1,0), para o critério BIC , enquanto que para o critério AIC ¢
0 ARMA(2,0). Para a estimagao de A optamos por adotar os modelos BC-NG-ARMA(1,1)
e BC-N-ARMA(1,0).

Para estimar o valor de \ utilizamos o processo de transformacao, eliminagao da
sazonalidade e otimizagao da fungao log-verossimilhanga para cada valor de A dentro do
conjunto {—0,9;-0,8;...;-0,1;0;0,1;...;0,8;0,9}. Na Figura observamos que o
valor de A correspondente ao maior valor da fungao log-verossimilhanga do modelo BC-
NG-ARMA(1,1) é igual a -0,3, e quando adotamos o modelo BC-N-ARMA(1,0) o valor é
de -0,1.

Os intervalos de confianga para A sdo os conjuntos: {—0,4;—0,3;—-0,2;—-0,1} e
{-0,2; -0, 1;0}, respectivamente para os modelos BC-NG-ARMA e BC-N-ARMA. No-
temos que a interseccao é o conjunto {—0,2; —0, 1}. Escolhemos novamente para o ajuste
o valor de A que mais favorece o modelo com a distribuicao normal, ou seja, adotamos o

valor de A = —0, 1.

A partir da série transformada, considerando A = —0, 1, e livre de sazonalidade,
adotando a da equacao (3.6)), construimos os graficos das fungoes de autocorrelagao e de

autocorrelagao parcial que s@o apresentados na Figura Notamos na Figura [3.11)(a)
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Figura 3.10: Os valores do maximo da fun¢ao log-verossimilhanga para alguns valores de

A considerando os modelos BC-NG-ARMA e BC-N-ARMA, respectivamente em (a) e (b)

que existe uma forte correlagdo nos primeiros lags, ja na Figura [3.11{b) a fungao de

autocorrelagao parcial apresenta correlagao mais forte nos lags iguais a 1, 4, 11 e 13.
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Figura 3.11: Funcoes de autocorrelacao e autocorrelacao parcial da série de Sobradinho

livre de sazonalidade em (a) e em (b), respectivamente

Ajustamos diversos modelos usando as distribui¢goes normal e normal generali-
zada, com diferentes ordens, a escolha do modelo que melhor representa a série é feita

utilizando os critérios AIC e BIC. O resultados dos critérios sao apresentados na Tabela

3.6l

Observando os resultados apresentados na Tabela |3.6| notamos que o melhor mo-
delo segundo os critérios é o BC-NG-ARMA(3,0), mas a estimativa do segundo termo
autorregressivo é nao significativa, assim adotamos que o modelo que melhor se ajusta a

série € 0 BC-NG-ARMA(1,1), pois apresenta o menor valor dos critérios quando elimina-
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Tabela 3.6: Selecao entre os modelos BC-NG-ARMA e BC-N-ARMA utilizando os crité-

rios AIC e BIC para explicar a série de Furnas
AIC BIC

BC-N-ARMA
BC-N-ARMA

12144,96  12154,34
12127,20  12141,36
1214584  12159,91
1242149  12430,87

)
)
BC-N-ARMA(1,1)
)
) 12069,92  12083,99
)
)
)
)

(1,0
(2,0
(1,1
BC-N-ARMA(0,1
BC-NG-ARMA(1
BC-NG-ARMA(
BC-NG-ARMA(
BC-NG-ARMA(
(

BC-NG-ARMA

12047,68  12066,44
12020,72 12044,17
12046,61  12065,36
12423,23  12437,30

o = w o

mos da comparagao o modelo BC-NG-ARMA (3,0).

Na Tabela observamos os valores das estimativas de maxima verossimilhanca
e os intervalos de confianga assintoticos obtidos no ajuste do modelo BC-NG-ARMA(1,1).
Notamos que o valor de s é menor que 2, implicando que as caudas da distribuicao da
série sao mais pesadas do que as da distribuicao normal. Constatamos ainda que todos

os parametros sao significativos.

Tabela 3.7: Estimativas pontual e intervalar dos parametros do modelo BC-NG-

ARMA(1,1) que melhor se ajusta a série de Sobradinho

Parametro EMV IC
01 0,8830  (0,8479; 0,9180)
01 -0,0869 (-0,1210; -0,0529)
o 0,4753  (0,3780; 0,5725)
s 1,0169  (0,8756; 1,1581)

A vpartir do ajuste do modelo BC-NG-ARMA(1,1) com A = —0,1, calculamos
o residuo, que é a diferenca entre o valor da série transformada e livre de sazonalidade
e a média estimada pelo modelo, para que possamos analisar o ajuste. Na Figura [3.12]
mostramos as funcoes de autocorrelacao e autocorrelacao parcial dos residuos. Notamos

que a correlacao nao desaparece nos lags 2, 3, 10 e 13, e que a partir da fungao de
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autocorrelagao parcial observamos diversos valores significativos. Comparando o ajuste
das ordens (1,1) e (3,0), quando ajustamos o modelo com a ordem (3,0) & série observamos
que além do segundo parametro autorregressivo nao ser significativo os residuos apresenta

correlagao nos lags 3, 10 e 13, assim optamos utilizar a ordem (1,1).
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Figura 3.12: Funcoes de autocorrelacao e autocorrelacao parcial dos residuos do ajuste
do modelo BC-NG-ARMA(1,1) com A = —0,1 & série de Sobradinho em (a) e em (b),

respectivamente

A partir do grafico quantil teorico da distribuicao normal generalizada versus
quantil observado dos residuos, apresentado na Figura|3.13| verificamos que a distribuigao

proposta apresentou um bom ajuste aos dados.

Na Figura [3.14] mostramos os valores preditos nos dois cenérios para a série real,
sendo que os cenarios sao os mesmos ja definidos anteriormente. Observamos claramente
que os valores previstos para o 2° cenério se aproximam mais dos verdadeiros valores do
que os valores previstos no 1° cenario. Notamos também que nos meses em que a vazao
apresenta um maior volume, as previsoes tendem a cometer um maior erro comparado

com os meses de vazao menor.

Podemos quantificar a qualidade dos dois cenarios de previsoes através das me-
didas MAPE, EAM e EQM, que estao apresentadas na Tabela 3.8, Observamos que a
qualidade dos valores preditos no 2° cenario é amplamente superior em comparagao aos

obtidos no 1° cenério.
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Figura 3.13: Grafico quantil tedrico da distribuicao normal generalizada versus quantil

observado dos residuos do ajuste do modelo BC-NG-ARMA(1,1) com N = —0,1 a série

de Sobradinho
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Figura 3.14: Previsoes para a série de Sobradinho adotando o modelo BC-NG-ARMA(1,1)

com A = —0,1 e considerando o 1° cenério em (a), e 0 2° cenério em (b)

Tabela 3.8: Avaliacao das previsoes para a série de Sobradinho feitas a partir do modelo

BC-NG-ARMA(1,1) com A = —0, 1 segundo os critérios MAPE, EQM e EAM

Cenario MAPE(%)
1° 39,6
90 17,7

EQM  EAM
702.413,1 666,83
281.210,9 362,3
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3.3 Conclusao

Neste capitulo propusemos uma nova classe de modelos para séries temporais
que apresentam assimetria e que a transformacao de Box-Cox consegue transformé-las
em séries aproximadamente simétricas e com variancia constante. Para esta nova classe
de modelos apresentamos as fungoes de verossimilhanca e log-verossimilhanga e um mé-
todo para o célculo de previsoes. A partir do estudo de simulacao observamos Otimas

propriedades das estimativas de méxima verossimilhanga.

Notamos a aplicabilidade do modelo proposto através dos ajustes do mesmo as
séries de vazoes médias mensais das usinas hidrelétricas de Furnas e de Sobradinho, sendo
que os ajustes conseguiram capturar a correlagao na maioria dos lags e as caudas mais
pesadas da distribuicao dos dados. Também foi observado em ambas as séries que o

método de previsao fornece resultado satisfatorio.



Capitulo 4

Modelo Normal Generalizada

Autorregressivo Periédico

Modelos autorregressivos periodicos sao extensoes dos modelos ARMA no sentido
de flexibilizar a estrutura de correlagao, possibilitando uma melhor capacidade para se
ajustar a séries que apresentam correlagao periddica, resultando em ajustes mais precisos

e consequentemente em previsoes mais apuradas.

Motivados por séries que apresentam periodicidade tanto na média e variancia
quanto na funcao de correlacao, neste capitulo apresentamos um modelo denominado
por normal generalizada autorregressivo periodico (NG-PAR), que modela a média da
série temporal. Na Segao formulamos o modelo NG-PAR e a fun¢ao de méaxima
verossimilhanga é apresentada na Secgao [4.2] Na Secao mostramos um meétodo para
o calculo de previsoes. Estudos de simulagoes para verificar propriedades frequentistas
dos estimadores de méxima verossimilhanga e o comportamento dos critérios AIC e BIC
sdo apresentados na Sec¢ao [4.4, Comparamos o desempenho do modelo NG-PAR com o
modelo PAR com distribui¢gao normal utilizando a série de vazoes da usina hidrelétrica

de Furnas na Se¢ao [4.5] Alguns comentérios sao apresentados na Se¢ao [4.6]

67
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4.1 Modelo Normal Generalizada Autorregressivo Pe-
riddico

Considere {Xypmy;r = 1,...,Rym = 1,...,5} uma série temporal periddica.

Eliminamos a sazonalidade presente adotando a equacao dada por

X rm) — Hm
iy = ——, (4.1)

Om

sendo que fip, = E{Xy4m)}, Om = \/m e{Zipm;r=1,...,Rom=1,...,5}
é uma série temporal que apresenta funcao de correlacao periédica. Comparando as
equagoes e observamos que a diferenca esté no indice de tempo da série Z;, ou
seja, no Capitulo [2| nao fizemos nenhuma suposicao acerca da série Z;, sendo que neste
capitulo estamos impondo que a série Z; apresente uma estrutura de correlacao periddica.
Por isso optamos por denotar o indice de tempo da série Z; por uma funcao de r e m,

pois agora temos interesse em saber quem sao os indices r e m.

Assumimos que a distribuigao condicional da série Z,) para cada m,
m = 1,...,5, dada toda a informacao passada do processo possui funcao densidade

de probabilidade normal generalizada com parametros p,, oy, € sp, ou seja,

Zt(r,m) ’St(r,m)—l ~ NG(,U:;w sz Sm)7

sendo que Fy(rm)—1 € 0 conjunto de informacoes das observacoes até o instante t(r, m) —1,

definido como
St(r,m)—l = {Zh s 7Zt(r,m)—1}7 (42)
e i, = ElZyrm)|St(r,m)—1] sendo dado por
Pm
N;kn = Z (bj,mzt(r,m)—j? (43)
j=1

em que p;. € a média da distribuicao normal generalizada da m-ésima observacao dentro
de qualquer periodo e ¢1 ;- .., Pp,..m 520 0s coeficientes do modelo autorregressivo para

a m-ésima observagao.



4.2. FEstimacao de Méxima Verossimilhanga 69

4.2 Estimacao de Maxima Verossimilhanca

Denotemos os pardametros do modelo a serem estimados por (¢,...,¢g,0,5)
sendo que ¢, = {P1.m, ..., Op, mfcomm=1,...,5 0 ={0],...,05}es={s1,...,s5}.
Seja z = {z1,...,2,} a série temporal observada, p; como descrito na equagao (4.3) e

Tim = 1 sepp, <moury, =2sem < p, <. Para cada m as estimativas dos
parametros podem ser obtidas utilizando a fungao verossimilhanca condicional introduzida

por |Cox (1975)), que é dada por

R
L(d)m? m75m’z) = H f(zt(r,m)‘gt(r,m)fﬁ

T=Tr1,m
R * s
— H ; ex B “t(r;m) Mt(r,m)
20+ T'(1/s) P o5
T=Tr1,m

R—r1,m
S ’ * s
B (20;r(1/3)> o Z [2utrm) = Firam)|

r= 7‘1
R—7r1.m
— S , X
a (20;#(1/8))

R
Ztrm Z¢Jm t(rm) J

1
RA TPy

My r=rim

, (4.4)

a funcao de verossimilhanca para todos os parametros é dada pelo produto das funcoes

de verossimilhanca de cada m, ou seja,
s
L(¢17‘~7¢S70‘73|Z HL m’ m,Sm|Z). (45)
m=1

Observamos pela equagao (4.5)) que a fungao de log-verossimilhanga é dada por

Hy,...,¢05,0,8|z) = L(¢y,...,¢g,0,5|2)
s
= ZlogL(¢m, oy Sm|Z)
mS:I
= ) U T Sml2)
m=1

sendo que

(busnls) = (1=riln (m)

Z¢J,zztrm) J| ) (46)

T=T1,m
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ou seja, as estimativas de maxima verossimilhanca dos parametros para cada m podem
ser encontradas de maneira separada. Mas observamos pela equacao que a funcao
de verossimilhanca é bastante complexa, por isso indicamos métodos iterativos para a
obtencao das estimativas de méxima verossimilhanca, sendo que nesse caso a func¢ao
que é bastante utilizada é a log-verossimilhanca, que ¢ dada por . Os intervalos
de confianca sao obtidos assumindo normalidade assintotica dos estimadores de maxima

verossimilhanga.

Algumas maneiras de escolher as ordens do modelo PAR sao discutidas na litera-
tura, por exemplo, para cada periodo m, a ordem seré i se todos os coeficientes estimados
da funcdo de autocorrelagao periddica (FACP) maiores que i sejam nao significativos, ou
ainda, a ordem i seja escolhida de tal maneira que todos os coeficientes da FACP menores
que 7 sejam significativos. Uma extensao é sugerida por |Oliveira e Souza (2011) que ana-
lisa os dois métodos utilizando bootstrap para a construcao dos intervalos de confianca

para os coeficientes da FACP.

Neste trabalho iniciamos a investigacao da ordem do modelo NG-PAR para cada
um dos periodos através das fungoes de autocorrelacao peridédica e autocorrelagao parcial
periddica, mas optamos por escolher a ordem através dos critérios AIC e BIC calculados

em cada um dos periodos, que sao dados por

AIC, = —2Urams-- s Opyns Ty Sim|2) + 2(pm + 2)
BICy = —2U($1m:- - Oppoms Frs S 2) + (b +2) l0g(R — r1n),
sendo que @m, OmsSm, com i =1,...,p, sao as estimativas de maxima verossimilhanca

dos respectivos parametros, desde que todos os parametros autorregressivos sejam signi-

ficativos. Os valores dos critérios AIC e BIC resultante do ajuste sao dados por
s
AIC =" AIC,
m=1

S
BIC = Z BIC,,.

m=1
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4.3 Previsao

Estamos interessados em prever valores da série original, mas para isso inici-
almente prevemos valores da série sem sazonalidade e depois adicionamos o efeito da

sazonalidade para encontramos previsoes para a série original.

Suponha que temos as observagoes até um instante ¢, sendo
t = (ro — 1)S 4+ mg, e queremos agora prever as observagdes h passos a frente. Ado-
tamos a previsao com erro quadratico médio minimo, ou seja, assumimos que o valor

previsto é dado através da média, portanto a previsao de origem t e horizonte h é dada
por X(Tofl)Sero(h) = E(X(T071)5+mo+h|3t)-

Observe que a previsao a um passo a frente (h = 1) para a série sem sazonalidade

utilizando o modelo NG-PAR é dada por

~

Zt(T‘mmo) (1) = E(Zt(ro,mo)-l-l |St(ro,m0))

Pmg+1
= Z ¢j,mo+lzt(ro,mo)+l—j; (47)
Jj=1
sendo que @; 41 com j = 1,..., ppyy1 Sa0 as estimativas de maxima verossimilhanga dos

respectivos parametros. Observando as equagoes (4.3)) e (4.7) notamos que a equagao de
previsao a um passo a frente é dada através da equacao da média da distribuicao normal
generalizada da observacao mg+1 dentro de qualquer periodo, substituindo os parametros

®j.mo+1 POI suas estimativas de maxima verossimilhanca.

Observe que para predizer o valor no instante t+2 precisamos do valor do instante
t + 1. Para resolver esse problema podemos ou observar o valor no instante ¢t + 1 e
novamente fazer a previsao a um passo a frente ou considerar o valor predito no instante

t + 1 como sendo o valor observado e assim predizer o instante t + 2.

Quando nao hé o acréscimo de informagoes, a previsao com horizonte maior que

1 (h > 1) precisa de todas as previsoes até o instante ¢ + h — 1 para conseguir prever o
valor da série no instante t + h, por isso definimos que

- Zt(ro,mo)+h—j se h < j

E[Zt(ro,mo)-i-h—j|St(’r’0,mo)] —~ . .
Zt(ro,mo)(h - ]) se h > j,
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com isso a previsao para qualquer h > 1 é dada por

Zt(To,mo)(h) = E(Zt(ro,mo)+h’{§f)

~

= E(Zt(rlmh) |{§’t)

Pmy
= Z ¢j7m1 E[Zt(rhml)*j ’S’t]v (49)

j=1
em que (ro—1)S+mo+h=(r1—1)S+my e g/gj,ml com j=1,...,pn,, sao as estimativas

de méaxima verossimilhanca dos respectivos parametros. Observe que com as equagoes
(4.7) e (4.9) conseguimos predizer a série sem sazonalidade para qualquer horizonte. Mas

0 nosso interesse é a obtencao das previsoes para a série original, sendo assim note que

E<Xt(ro,mo)+h|gt) = E<Xt(rl,m1)‘gt>
= E(ﬁml + a\'77”L1Zt(7“1,m1)’St)

= ﬁm1 + a\n"qE(Zt(m,ml)|St)
- ﬁm1 + 8m1 Zt(m,ml)(h)a (4'10)

ou seja, a partir da equagao (4.10) temos que a previsao para a série original depende da
previsao para a série sem sazonalidade e das estimativas da média e do desvio padrao da

m-ésima observacao de todos os periodos, param =1,...,5.

4.4 Estudo de Simulacao

Antes de qualquer estudo de simulacao precisamos primeiro esquematizar o pro-
cesso de geragao de séries temporais que seguem o modelo NG-PAR. Apresentamos os

passos utilizados para a geragao a seguir

1. definir os valores dos parametros S, R, p1,...,ps, @0, - - -, Pm, 0, S;
2. definir os valores iniciais de 2 m);
pm
3. calcular ,u;‘(nm) = Z G jm Zt(rm)—j
j=1
4. gerar 2y, da distribuigao NG(u;‘(T’m), Ty Sm)s

5. repetir os itens 3 e 4 até conseguir uma série com K valores a mais do que se deseja;
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6. desconsiderar os K primeiros valores da série para conseguir o tamanho da série

desejada.

Para que possamos analisar algumas propriedades frequentistas dos estimadores
de méaxima verossimilhanca, repetimos 1000 vezes o processo de geracao e estimacao,
considerando diferentes tamanhos de séries, sempre considerando S = 12 e adotando
R = 30, 50, 80 e 100, com isso estamos considerando séries com tamanho igual a 360,
600, 960 e 1200, sendo que para cada repeticao no processo de estimagao o interesse ¢ a
obtencgao das estimativas de maxima verossimilhanga e a matriz de informagao de Fisher.
A partir destes valores, calculamos o vicio absoluto médio (VAM), o erro quadratico
médio (EQM), a média das estimativas (ME) e a probabilidade de cobertura (PC) dos

parametros.

Neste primeiro estudo de simulacao os valores adotados para os parametros sao
apresentados na Tabela [£.1] Observe que no vetor s adotamos tanto valores maiores
quanto valores menores que 2, isso para que possamos contemplar caudas mais leves e

mais pesadas do que as da distribui¢cao normal. Os resultados das métricas ME, VAM,

EQM e PC sao apresentados nas Tabelas [4.2] e[d.5

Tabela 4.1: Parametros adotados para o estudo de simula¢ao do modelo NG-PAR para a

analise das métricas ME, VAM, EQM e PC

1 2 3 4 ) 6 7 8 9 10 11 12

$1,m | 0,60 0,50 040 0,35 0,30 0,70 0,80 0,75 0,60 0,50 0,30 0,55
1,10 1,50 090 0,85 1,20 1,00 1,80 1,30 0,60 0,50 1,40 0,75
sm | 1,60 1,50 3,00 1,70 2,00 1,40 1,80 2,10 2,50 3,20 1,60 3,00

S*

Através dos resultados apresentados nas Tabelas [4.2] [4.3] [£.4] e [4.5] notamos que
a média das estimativas se apresentam proximas dos verdadeiros valores dos parametros
mesmo com séries de tamanho pequeno, exceto para s,,. Observamos também que o vicio
absoluto médio e o erro quadratico médio diminuem com o incremento do tamanho da
série. A probabilidade de cobertura para tamanho de série igual a 360 se apresenta, em
geral, abaixo da nominal, mas com o aumento do tamanho da série a probabilidade de
cobertura tende & nominal, contudo é observado uma baixa probabilidade de cobertura

para o parametro ¢ ,, para m = 2 e 6.
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Tabela 4.2: Estudo de simulacao do modelo NG-PAR considerando as métricas VAM,

ME, EQM e PC param =1,2¢ 3

m=1 m=2 m=3
ME VAM EQM PC ME VAM EQM PC ME VAM EQM PC
R=30 R=30 R=30
¢1,m | 0,5965 0,1849 0,0563 0,7620 | 0,5000 0,1974 0,0647 0,7290 | 0,3987 0,0606 0,0060 0,8990
or, 1,0779  0,2963 0,1373 0,8740 | 1,4826 0,4184 0,2754 0,8840 | 0,8465 0,1360 0,0325 0,9130
Sm 2,2254  0,9944 3,6255 0,9200 | 2,0170 0,8547  2,7410 0,9070 | 3,8660 1,6508 7,4639  0,9170
R=50 R=50 R=50
¢1,m | 0,6044 0,1352 0,0297 0,8400 | 0,5104 0,1474 0,0350 0,8100 | 0,3983 0,0460 0,0035 0,9220
or, 1,1020 0,2168 0,0730 0,9160 | 1,5052 0,3214 0,1608 0,9140 | 0,8902 0,0944 0,0145 0,9290
Sm 1,9372  0,6099 1,6181 0,9480 | 1,7750 0,5325 0,9492 0,9530 | 3,9911 1,4950 6,1332 0,9580
R=80 R=80 R=80
¢1,m | 0,5939 0,1081 0,0183 0,9030 | 0,5060 0,1146 0,0209 0,8680 | 0,4007 0,0349 0,0019  0,9340
o, 1,1100 0,1697 0,0453 0,9270 | 1,4908 0,2578 0,1066 0,9150 | 0,8919 0,0744 0,0093  0,9320
Sm 1,7697 0,3967 0,3139 0,9490 | 1,6305 0,3636 0,3176 0,9270 | 3,5508 1,0110 2,5935 0,9560
R=100 R=100 R=100
é1,m | 0,5959 0,0933 0,0138 0,9080 | 0,5026 0,1033 0,0168 0,8850 | 0,3998 0,0311 0,0016 0,9220
o, 1,1027  0,1553 0,0371  0,9270 | 1,5001 0,2272 0,0789 0,9290 | 0,8978 0,0705 0,0080 0,9280
Sm 1,7196  0,3298 0,2040 0,9550 | 1,5906 0,2932 0,1648 0,9560 | 3,4967 0,9218  2,5567  0,9420

Tabela 4.3: Estudo de simulacao do modelo NG-PAR considerando as métricas VAM,

ME, EQM e PC param =4,5¢€e 6

m=4 m=5 m=6
ME VAM EQM PC ME VAM EQM PC ME VAM EQM PC
R=30 R=30 R=30
¢1,m | 0,3448 0,1348 0,0296 0,8220 | 0,2881 0,1348 0,0567 0,8530 | 0,6953 0,1593 0,0417  0,6990
ok, 0,8457  0,2066 0,0673 0,8950 | 1,1748 0,2066 0,0970 0,8970 | 1,0022 0,3085 0,1429 0,8820
Sm 2,3273  0,9897  3,5693  0,9260 | 2,7117 0,9897  4,2790 0,9320 | 1,9095 0,8240 2,5316  0,9290
R=50 R=50 R=50
¢1,m | 0,3533 0,0999 0,0160 0,8860 | 0,3100 0,0999 0,0359 0,8800 | 0,6943 0,1254 0,0253 0,7830
o, 0,8541 0,1646 0,0423 0,8900 | 1,2029 0,1646 0,0632 0,9090 | 1,0174 0,2385 0,0897  0,9040
Sm 2,0754  0,6718 1,4267 0,9440 | 2,5538 0,6718 2,4408 10,9450 | 1,6852 0,5214 0,9228 0,9560
R=80 R=80 R=80
¢1,m | 0,348 0,0763 0,0093 0,9150 | 0,3015 0,0763 0,0194 0,9270 | 0,6985 0,0899 0,0133  0,8520
o, 0,8563 0,1255 0,0248 0,9200 | 1,2114 0,1255 0,0347 0,9180 | 1,0054 0,1849 0,0522 0,9340
Sm 1,9189 0,4627 0,6622 0,9470 | 2,3133 0,4627 0,8794 0,9520 | 1,5282 0,3256 0,3141  0,9460
R=100 R=100 n=100
¢1,m | 0,3525 0,0696 0,0076 0,9300 | 0,3016 0,0696 0,0158 0,9180 | 0,6981 0,0808 0,0102 0,8670
o 0,8559  0,1139 0,0196 0,9320 | 1,2041 0,1139 0,0287 0,9240 | 1,0033 0,1616 0,0410 0,9260
Sm 1,8528  0,3669 0,2663 0,9590 | 2,2215 0,3669 0,5176 0,9510 | 1,4921 0,2742 0,1471  0,9560

Com o objetivo de verificar quantos termos autorregressivos devem ser incorpo-

rados no modelo para que a série fique melhor explicada, apresentamos um estudo de

simulagao que segue os seguintes passos:
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Tabela 4.4: Estudo de simulacao do modelo NG-PAR considerando as métricas VAM,

ME, EQM e PC param =7,8 ¢ 9

m=7 m=8 m=9
ME VAM EQM PC ME VAM EQM PC ME VAM EQM PC
R=30 R=30 R=30
¢1,m | 0,7897 0,1904 0,0582 0,8130 | 0,7481 0,0918 0,0132 0,8560 | 0,5996 0,0412 0,0027  0,8880
or, 1,7298 0,4108 0,2757 0,8970 | 1,2536 0,2470 0,1048 0,9130 | 0,5736 0,0980 0,0167 0,9340
Sm 2,3596 0,9940 2,6699 0,9130 | 2,7531 11,1111  3,1707 0,9390 | 3,2872 11,3766 5,0040 0,9270
R=50 R=50 R=50
¢1,m | 0,7966  0,1429  0,0327 0,8960 | 0,7504 0,0651 0,0070 0,9100 | 0,6013 0,0300 0,0014 0,9130
or, 1,8078  0,3295 0,1748 0,8900 | 1,2834 0,1969 0,0614 0,9190 | 0,5914 0,0775 0,0096  0,9250
Sm 2,2568  0,7700 1,9848 0,9460 | 2,5883 0,8681  2,3269 0,9530 | 3,2083 1,1600 3,9350 0,9460
R=80 R=80 R=80
¢1,m | 0,8044 0,1157 0,0205 0,9180 | 0,7469 0,0525 0,0043 0,9210 | 0,5993 0,0236 0,0009 0,9190
o, 1,8055 0,2540 0,1008 0,9230 | 1,2885 0,1536 0,038 0,9320 | 0,5963 0,0602 0,0058 0,9270
Sm 2,0107 0,4715 0,5296 0,9510 | 2,3900 0,5996 0,8972 0,9490 | 2,9468 0,8186 1,9080 0,9470
R=100 R=100 R=100
¢1,m | 0,7952 0,1031 0,0163 0,9270 | 0,7502 0,0464 0,0034 0,9260 | 0,5983 0,0211 0,0007 0,9410
o, 1,8086  0,2207 0,0761 0,9340 | 1,3033 0,1363 0,0299 0,9320 | 0,5959 0,0545 0,0048  0,9230
Sm 1,9595 0,3994 0,3208 0,9600 | 2,3410 0,5026 0,6250 0,9670 | 2,7978 0,6795 1,1947  0,9450

Tabela 4.5: Estudo de simulacao do modelo NG-PAR considerando as métricas VAM,
ME, EQM e PC para m = 10,11 e 12

m=10 m=11 m=12
ME VAM EQM  PC ME VAM EQM  PC ME VAM EQM  PC
R=30 R=30 R=30
é1.m | 0,4981 0,0457 0,0034 0,9060 | 0,2934 0,3088 0,1561 0,7850 | 0,5538 0,0618 0,0060 0,9060
on, | 04731 00712 0,006 0,9230 | 1,3618 0,3615 0,2033 0,8920 | 0,7077 0,1076 0,0201  0,9330
sm | 4,1956 18499 84437 0,9090 | 2,0733 0,8405 2,3592 0,9200 | 3,7939 1,5661 6,3293  0,9160
R=50 R=50 R=50
é1.m | 0,5017 0,0356 0,0021 0,8990 | 0,2933 0,2328 0,0885 0,8200 | 0,5503 0,0457 0,0034  0,9120
on, | 0,4919 0,528 0,0047 0,9280 | 1,3897 0,2973 0,1379 0,8850 | 0,7405 0,0815 0,0109  0,9050
sm | 4,3054 11,7175 81886 0,9480 | 1,9724 0,6814 2,0870 0,9300 | 4,0727 1,5970 7,1973  0,9570
R=80 R=80 R=80
é1.m | 0,4989 00271 0,0011  0,9300 | 0,2949 0,1792 0,0495 0,8890 | 0,5477 0,0354 0,0021  0,9170
on, | 0,4973 0,0409 0,0027 0,9280 | 1,4180 0,2191 0,0743 09330 | 0,7538 0,0652 0,0068 0,9200
smo | 3,8946 1,1854 37496  0,9620 | 1,760 0,3897 0,4248  0,9620 | 3,6854 1,0901 3,1536  0,9610
R=100 R=100 R=100
é1.m | 0,5000 0,0233 0,0009 0,9360 | 0,2904 0,1596 0,0406 0,9140 | 0,5485 0,0326 0,0017  0,9180
on, | 0,4962 0,377 0,0023 0,9330 | 1,3974 0,1941 0,0590 0,9370 | 0,7508 0,0578 0,0053  0,9260
sm | 3,7448 10231 2,8285 0,9510 | 1,7104 0,3226 0,1984 0,9520 | 3,5282 0,9229 2,4489  0,9640
1. gerar uma série com S = 12, R = 30, 50, 80 ou 100 e p; = ... = p12 =1, 2 ou 3;

2. utilizando o processo de estimacgao descrito anteriormente obter o valor do méaximo
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da funcao log-verossimilhanca e a inversa da matriz de informagao observada de
Fisher para todas as possiveis combinagoes de m e p,,, sendo m = 1,...,12 e

pm=1,2¢3;

3. construir os intervalos de confianca dos parametros autorregressivos para todas as

possiveis combinacoes de m e p,y,;

4. verificar para cada combinacao de valor de m e p,, se o parametro autorregressivo
incluido a mais em relagao ao cenério p,, = 1 é significativo, para as combinagoes

que nao sao significativos descarta-los;

5. escolher a melhor ordem segundo os critérios AIC e BIC para todas as combinacgoes

que nao foram descartadas no item anterior.

6. repetir 1000 vezes os passos de 1 até 5.

Com os passos descritos temos que para cada combinacao de m, p,, e tamanho
de série escolhidos no item 1, obtemos a quantidade de vezes que cada uma das trés
ordens adotadas no estudo foram indicadas como a melhor ordem para explicar as séries
simuladas, isso para cada um dos critérios AIC e BIC. A quantidade de indicagbes, em
porcentagem, de cada critério é apresentado nas Tabelas a [£.12] Os valores dos

parametros utilizados neste estudo estao apresentados na Tabela [4.6]

Tabela 4.6: Parametros adotados para o estudo de simulacao do modelo NG-PAR para a

anélise dos critérios AIC e BIC

1 2 3 4 5 6 7 8 9 10 11 12
$1m | 0,60 070 045 -0,65 080 -0,75 039 -065 -045 -059 0,73 0,75
Gom | -0,45 -0,53 -082 047 -055 055 055 045 065 041 -059 -0,51
¢3m | -0,50 043 0,63 056 042 035 -038 030 035 029 -039 041
om | 1,10 1,00 090 085 095 100 1,15 070 0,60 085 095 1,10
sm | 1,60 1,50 250 1,70 2,00 140 1,80 2,10 250 240 1,60 2,00

Observamos através dos resultados apresentados nas Tabelas a que de
uma maneira geral a quantidade de acertos dos critérios cresce com o aumento do tamanho
da série temporal. Quando a série foi gerada com um ou dois termos autorregressivos e

com tamanho de 360 e 600, notamos que o acerto do critério AIC gira em torno de 70%,
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Tabela 4.7: Porcentagem das indicativas da melhor ordem segundo os critérios AIC/BIC

quando a geracgao é feita a partir do modelo NG-PAR param =1 e 2

m=1 m=2
Gerado Estimado Gerado Estimado
Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3) Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3)

NG-PAR(1) 30 68,8/82,4 19,7/12,9 11,5/4,7 NG-PAR(1) 30 72,2/85,8 17,3/10,5 10,5/3,7
50 82,7/94,3 11,1/4,0 6,2/1,7 50 80,5/95,3 12,1/3,5 7,4/1,2
80 89,3/97,9 7,5/1,8 3,2/0,3 80 90,7/99,2 7,0/0,7 2,3/0,1
100 92,1/98,4 6,0/1,3 1,9/0,3 100 90,2/98,7 7,5/1,3 2,3/0

NG-PAR(2) 30 12,0/20,3 69,6/69,6 18,4/10,1 NG-PAR(2) 30 11,9/23,8 67,6/66,4 20,5/9,8
50 1,5/2,9 88,7/93,3 9,8/3,8 50 3,3/7,4 85,4/88,2 11,3/4,4
80 1,0/1,1 92,9/96,9 6,1/2,0 80 1,2/2,1 88,7/96,2 10,1/1,7
100 0/0 94,6,/99,4 5,4/0,6 100 0,1/0,1 90,8/98,6 9,1/1,3

NG-PAR(3) 30 5,0/7,8 59,5/69,6 35,5/22,6 NG-PAR(3) 30 27,8/54,2 21,8/17,7 50,4/28,1
50 0,9/1,1 55,7/71,7 43,4/27,2 50 15,5/42,2 9,9/11,4 74,6,/46,4
80 0,2/0,2 34,0/55,0 65,8/44,8 80 5,3/23,3 4,3/6,2 90,4/70,5
100 0,1/0,1 18,9/42,1 81,0/57,8 100 2,5/14,8 4,0/3,9 93,5/81,3

Tabela 4.8: Porcentagem das indicativas da melhor ordem segundo os critérios AIC/BIC

quando a geracgao é feita a partir do modelo NG-PAR para m =3 e 4

m=3 m=4
Gerado Estimado Gerado Estimado
Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3) Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3)

NG-PAR(1) 30 70,4/82,9 21,5/14,2 8,1/2,9 NG-PAR(1) 30 70,0/85,6 18,6/10,8 11,4/3,6
50 87,6/95,7 8,2/3,3 4,2/1,0 50 82,9/93,7 11,3/5,5 5,8/0,8
80 90,7/97,2 7,1/2,5 2,2/0,3 80 88,0/98,6 8,7/1,4 3,3/0
100 92,5/98,5 6,2/1,3 1,3/0,2 100 92,1/99,2 5,8/0,7 2,1/0,1

NG-PAR(2) 30 33/38 84,2/87,8 12,5/8,4 NG-PAR(2) 30 8,0/12,8 74,3/77,3 17,7/9,9
50 11/11 90,5/94,5 8,4/4,4 50 3,0/3,5 84,5/91,7 12,5/4,8
80 4/4 93,5/97,5 6,1/2,1 80 1,4/1,5 89,4/96,5 9,2/2,0
100 1/1 94,7/98,5 5,2/1,4 100 0,3/0,3 90,8/97,9 8,9/1,8

NG-PAR(3) 30 3,2/3,8 15,7/19,3 81,1/76,9 NG-PAR(3) 30 2,6/2,9 26,7/31,6 70,7/65,5
50 1,1/1,1 7,5/7,8 91,4/91,1 50 0,5/0,5 9,0/10,7 90,5/88,8
80 0/0 2,6/2,6 97,4/97,4 80 0/0 2,4/2,5 97,6/97,5
100 0/0 1,5/1,5 98,5/98,5 100 0/0 1,5/1,5 98,5/98,5

Tabela 4.9: Porcentagem das indicativas da melhor ordem segundo os critérios AIC/BIC

quando a geragao é feita a partir do modelo NG-PAR param =5¢e 6

m=>5 m=6
Gerado Estimado Gerado Estimado
Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3) Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3)

NG-PAR(1) 30 66,7/80,3 22,4/15,7 10,9/4,0 NG-PAR(1) 30 67,0/85,4 20,9/10,2 12,1/4,4
50 85,7/95,4 10,1/3,7 4,2/0,9 50 80,7/94,9 11,4/3,6 7,9/1,5
80 91,3/98,9 6,2/1,0 2,5/0,1 80 87,1/98,5 9,0/1,5 3,9/0
100 92,3/99,1 5,9/0,8 1,8/0,1 100 90,1/99,2 7,7/0,8 2,2/0

NG-PAR(2) 30 15,6/26,7 68,4/64,9 16,0/8,4 NG-PAR(2) 30 30,9/56,1 50,3/36,6 18,8/7,3
50 4,9/7,9 85,2/88,0 9,9/4,1 50 20,1/44,3 65,4/51,8 14,5/3,9
80 1,1/2,1 91,6/96,8 7,3/1,1 80 14,4/30,4 75,5/67,6 10,1/2,0
100 0,3/0,3 93,4/98,7 6,3/1,0 100 5,9/16,1 85,6/82,1 8,5/1,8

NG-PAR(3) 30 28,2/52,1 21,6/18,3 50,2/29,6 NG-PAR(3) 30 36,6/63,3 32,6/24,6 30,8/12,1
50 13,2/37,6 13,4/13,6 73,4/48,8 50 24,3/51,6 29,8/26,7 45,9/21,7
80 3,3/12,2 4,0/6,0 92,7/81,8 80 12,7/29,6 25,5/32,8 61,8/37,6
100 0,9/5,0 1,6/3,1 97,5/91,9 100 7,3/19,8 22,0/31,5 70,7/48,7

enquanto do critério BIC fica em torno de 80%. Para estas ordens e com séries de tamanho

igual a 1200, na maioria dos casos, o acerto dos critérios ultrapassa os 90% para ambos
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Tabela 4.10: Porcentagem das indicativas da melhor ordem segundo os critérios AIC/BIC

quando a geracgao é feita a partir do modelo NG-PAR param =7 e 8

m="7 m=8
Gerado Estimado Gerado Estimado
Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3) Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3)
NG-PAR(1) 30 73,6,/84,7 15,7/11,2 10,7/4,1 NG-PAR(1) 30 72,5,/88,4 17,5/9,0 10,0/2,6
50 84,6/95,3 8,8/3,0 6,6/1,7 50 84,4/93,5 10,5/5,0 5,1/1,5
80 90,9/98,2 6,1/1,3 3,0/0,5 80 89,5/98,2 7,5/1,6 3,0/0,2
100 91,1/98,8 7,0/1,2 1,9/0 100 89,5/98,4 8,3/1,5 2,2/0,1
NG-PAR(2) 30 12,2/14,2 72,6/76,2 15,2/9,6 NG-PAR(2) 30 15,5/16,5 71,8/75,8 12,7/7,7
50 2,2/2,5 87,6/93,7 10,2/3,8 50 4,9/4,9 85,3/91,3 9,8/3,8
80 0,8/0,8 92,5/97,7 6,7/1,5 80 0,7/0,7 91,5/97,0 7,8/2,3
100 0,1/0,1 92,8/99,1 7,1/0,8 100 0,2/0,2 93,9/98,8 5,9/1,0
NG-PAR(3) 30 18,7/26,0 47,8/51,4 33,5/22,6 NG-PAR(3) 30 24,4/35,8 11,4/9,2 64,2/55,0
50 5,5/10,7 46,9/58,1 47,6/31,2 50 8,3/12,2 5,4/3,3 86,3/84,5
80 0,8/2,7 39,8/61,2 59,4/36,1 80 0,5/0,8 1,1/0,8 98,4/98,4
100 0,4/2,0 27,1/52,5 72,5/45,5 100 0,1/0,1 0,5/0,5 99,4/99,4

Tabela 4.11: Porcentagem das indicativas da melhor ordem segundo os critérios AIC/BIC

quando a geragao é feita a partir do modelo NG-PAR para m =9 e 10

m=9 m=10
Gerado Estimado Gerado Estimado
Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3) Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3)

NG-PAR(1) 30 75,2/877 17,2/10,0 7,6/2,3 NG-PAR(1) 30 73,1/85,4 18,0/10,9 8,9/3,7
50 84,8/948 10,5/3,9 4,7/1,3 50 85,3/94,5 9,8/4,8 4,9/0,7
80 91,2/986 7,6/1,2 1,2/0,2 80 88,5/97,9 8,2/2,0 3,3/0,1
100 92,8/982 6,3/1,6 0,9/0,2 100 91,4/99,2 6,9/0,7 1,7/0,1

NG-PAR(2) 30 17,7/18,2 71,8/75,8 10,5/6,0 NG-PAR(2) 30 44,1/59,5 47,6/36,8 8,3/3,7
50 5,1/5,1 85,6/91,6 9,3/3,3 50 24,7/42,4 69,2/54,5 6,1/3,1
80 0,7/0,7 91,6/97,9 7,7/1,4 80 8,2/21,6 87,1/77,8 4,7/0,6
100 0,2/0,2 91,1/98,0 8,7/1,8 100 1,7/9,0 93,1/90,3 5,2/0,7

NG-PAR(3) 30 18,5/18,7 17,1/17,3 64,4/64,0 NG-PAR(3) 30 36,9/54,2 39,3/33,0 23,8/12,8
50 8,7/8,7 8,5/8,5 82,8/82,8 50 15,4/32,0 39,5/41,9 45,1/26,1
80 1,0/1,0 2,8/2,8 96,2/96,2 80 2,8/11,3 26,3/41,8 70,9/46,9
100 0,2/0,2 0,5/0,5 99,3/99,3 100 1,1/5,9 15,9/34,8 83,0/59,3

Tabela 4.12: Porcentagem das indicativas da melhor ordem segundo os critérios AIC/BIC

quando a geragao é feita a partir do modelo NG-PAR para m = 11 e 12

m=11 m=12
Gerado Estimado Gerado Estimado
Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3) Modelo R NG-PAR(1) NG-PAR(2) NG-PAR(3)

NG-PAR(1) 30 71,4/86,2 17,1/10,0 11,5/3,8 NG-PAR(1) 30 73,5/87,7 16,3/9,3 10,2/3,0
50 84,3/95,2 8,5/3,6 7,2/1,2 50 84,5/93,9 10,2/5,0 5,3/1,1
80 87,9/98,3 9,2/1,7 2,9/0 80 91,1/99,0 6,6/0,9 2,3/0,1
100 89,0/98,5 7,7/1,5 3,3/0 100 93,0/98,8 5,7/1,1 1,3/0,1

NG-PAR(2) 30 42,1/61,6 45,3/33,2 12,6/5,2 NG-PAR(2) 30 46,1/67,2 44,9/28,8 9,0/4,0
50 18,9/34,2 71,2/63,8 9,9/2,0 50 24,0/42,4 68,3/55,8 7,7/1,8
80 6,2/14,2 85,1/83,7 8,7/2,1 80 8,9/25,1 83,0/73,0 8,1/1,9
100 1,9/6,3 89,4/92,2 8,7/1,5 100 2,8/12,7 92,0/86,5 5,2/0,8

NG-PAR(3) 30 32,8/50,0 34,5/31,9 32,7/18,1 NG-PAR(3) 30 19,0/28,3 55,0/55,7 26,0/16,0
50 11,8/22,0 35,6/44,6 52,6/33,4 50 7,0/13,0 45,7/56,4 47,3/30,6
80 1,3/3,9 24,3/43,3 74,4/52,8 80 0,6/3,1 23,6/36,7 75,8/60,2
100 0,5/1,1 16,8,/38,8 82,7/60,1 100 0,3/1,1 11,6/22,3 88,1/76,6

os critérios, constatamos ainda que o critério BIC apresenta maior quantidade de acertos

em comparagao ao outro critério.
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Verificamos também que o critério AIC apresenta melhor desempenho do que o
critério BIC quando geramos séries com trés termos autorregressivos, observamos ainda
dificuldades dos critérios em escolher o modelo com trés termos quando a série é de
tamanho igual a 360 ou 600. Esta dificuldade é amenizada quando o tamanho da série

passa a ser de 960 e 1200.

4.5 Aplicacao a Série de Furnas

Adotamos a série de vazoes médias mensais afluente da usina hidrelétrica de
Furnas, apresentada na Secao e retiramos a sazonalidade utilizando a equagao (4.1))
e adotando i, e 7, dados pelas equagoes e . Investigamos a existéncia de
correlacao periodica por meio de graficos de dispersao de diferentes periodos, pois segundo
Hurd e Gerr (1991) a correlagao periddica pode ser investigada desta maneira. Na Figura

apresentamos os graficos de dispersao para alguns meses.

Observamos através da Figura que as correlacoes entre diferentes periodos
sao diferentes, com isso existe indicios da existéncia de correlacao peridédica. Para uma
melhor anélise utilizamos as fungoes de autocorrelacao periddica e autocorrelagao parcial

periodica, que sao apresentadas na Figura

Através da Figura observamos que a série em estudo apresenta funcao de
autocorrelagdo que nao é igual em todos os meses, indicando assim que o modelo NG-
PAR ¢ indicado para modelar a série em estudo. Por meio da fung¢ao de autocorrelagao
parcial periddica podemos ter ideia das ordens do modelo periédico autorregressivo que

sao (1,1,1,2,3,1,2,1,3,3,1,2) para os meses de janeiro a dezembro, respectivamente.

A fim de escolher as melhores ordens que representam a série de Furnas, ajusta-
mos para cada més, m = 1,...,12, diferentes ordens do modelo NG-PAR. Utilizando os
critérios de selecao AIC e BIC escolhemos a melhor ordem para cada m. Os resultados

dos critérios para as diferentes ordens e para todos os meses estao apresentados na Tabela

413

Note que para os meses de julho e outubro aparecem *** na ordem 2, pois essa foi

a ordem escolhida mesmo que ambos os critérios indicassem a ordem superior. A decisao



4.5. Aplicacao a Série de Furnas 80

(@) (b)
o
< <
o
°
S ° ° ~
& - o o S o~
b o « °
b= |
b= o © o & o N
2} 00 8 o 2} oo %o
3 o oo N 2t %
£ o oo go o ° o 008 0@%o © ©
o 0@, %0 8° ° 4 o 900 88°°
g (SIS ® © 02 g% S © % H°
] 8800 < Y Dswo °
o o @o° o © w® o
° o 0 %90 o0
) ° x
o © 09 °
5 . % o
T T T T T T T T T T
-2 0 2 4 6 -2 0 2 4 6
Janeiro 1931-2012 Julho 1931-2012
(© (d)
< < e
o
] °
i S -
m o~ ° ° (?l N o
g . g o
4 ° 33 3 °
b g .o 5 % "8 0°
= 0 oy £ o °
.2 o ° ‘:ouo %0 e o 0° o%E, N oo
0® oo © g 2o @B: 0 ° 0®
of ° o oo o
o 2o
o oo
2 B Lol &
o6 00 o
o ° o
| | °
T T T T T T T T T T
-2 0 2 4 6 -2 0 2 4 6
Margo 1931-2012 Novembro 1931-2012

Figura 4.1: Gréafico de dispersao entre os meses de janeiro e fevereiro em (a), entre julho
e agosto em (b), entre margo e abril em (c) e entre novembro e dezembro em (d) da série

de Furnas

de escolher essas ordens é devido ao fato que o ajuste com a ordem superior apresentou
parametro(s) nao significativo(s). Observe também que para os meses de fevereiro, margo,

abril e novembro aparecem *

nas ordens 1, 1, 2 e 1, respectivamente, isso significa que
escolhemos essas ordens, pois cada critério indicou uma ordem e decidimos pela ordem
que apresenta menor quantidade de parametros. Nos demais meses as ordens escolhidas

sao as indicadas através dos critérios.

Comparando as ordens resultantes da aplicagao dos critérios AIC e BIC e das
obtidas por meio da anélise da funcao de autocorrelacao parcial peridédica, notamos que
houve divergéncia apenas nos meses de junho, setembro e outubro, sendo que a anélise

grafica forneceu ordens 1, 3 e 3 enquanto através dos critérios obtemos as ordens 3, 1 e 2,
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Figura 4.2: Fungoes de autocorrelagao periddica
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Tabela 4.13: Selecao da melhor ordem do modelo

BIC para explicar a série de Furnas

12

20

15

10

period

m=1 m=2 m=3
Ordem AIC BIC Ordem AIC BIC Ordem AIC BIC
1 209,18 216,36 1* 218,69 225,87 1* 197,18 204,37
2 211,16 220,73 2 211,75 221,33 2 195,51 205,09
3 212,32 224,30 3 213,28 225,25 3 196,03 208,00
m=4 m=5 m=6
Ordem AIC BIC Ordem AlIC BIC Ordem AIC BIC
1 165,38 172,57 1 141,97 149,15 1 78,81 85,99
o 152,84 162,41 2 136,43 146,01 2 78,21 87,78
3 152,76 164,73 3 116,92 128,89 3 70,34 82,31
m=7 m=8 m=9
Ordem AIC BIC Ordem AlIC BIC Ordem AIC BIC
1 83,49 90,67 1 80,97 88,15 1 142,29 149,47
il 57,40 66,98 2 81,19 90,76 2 143,58 153,16
3 54,11 66,09 3 81,21 93,18 3 144,70 156,67
m=10 m=11 m=12
Ordem AlIC BIC Ordem AlIC BIC Ordem AIC BIC
1 166,54 173,73 1% 177,41 184,59 1 189,32 196,50
2%Fk 16206 171,64 2 176,85 186,43 2 182,81 192,38
3 153,17 165,14 3 177,47 189,44 3 184,43 196,40

respectivamente para os meses de junho, setembro e outubro.

(esquerda) e autocorrelagao periddica

NG-PAR utilizando os critérios AIC e

Na Tabela 4.14] apresentamos as estimativas de maxima verossimilhanca e os

intervalos de confianca dos parametros das ordens escolhidas. Observamos que todos os
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parametros sao significativos, mas note também que para os meses de janeiro, fevereiro,
agosto, outubro, novembro e dezembro o intervalo de confianca para o parametro s contém
o valor 2, implicando assim que a distribuicao normal pode ser utilizada nesses meses.
Para os demais meses, os intervalos de confianga para s nao contém o valor 2, indicando
assim que a distribuicao normal generalizada ¢ a mais indicada para o ajuste, havendo
assim um empate entre as distribuicoes normal e normal generalizada, pois cada uma

delas é indicada no ajuste de seis meses.

Tabela 4.14: Estimativas pontual e intervalar dos parametros do modelo NG-PAR que

melhor se ajusta a série de Furnas
EMV 1C EMV 1C EMV IC

Janeiro Fevereiro Marco
¢1 0,5095 (0,3341; 0,6849) 0,4305 (0,2339; 0,6271) 0,5646 (0,4469; 0,6823)
o 1,3424 (1,0319; 1,6529) 11,3227 (0,9324; 1,7131) 0,7827 (0,4607; 1,1047)
s 2,4876  (1,2710; 3,7041) 2,1667 (0,9678; 3,3655) 1,2462 (0,8090; 1,6835)
Abril Maio Junho
¢1 05576 (0,3640; 0,7512) 0,4595 (0,2521; 0,6668) 0,4950 )
¢2 0,3080 (0,1715; 0,4444) 0,2531 (0,0912; 0,4150) 0,1536 (0,1399; 0,1672)
o3 0,2865 (0,1374; 0,4356) 0,1076 (0,0931; 0,1222)
( ) )
( ) )

(0,4845; 0,5054
(
(
o 0,5603 (0,2930; 0,8276) 0,5068 (0,2852; 0,7284) 0,1386 (0,0220; 0,2553
s 1,1912 (0,7230; 1,6594) 1,3613 (0,7684; 1,9542) 0,6986 (0,4678; 0,9294

Julho Agosto Setembro
¢1  0,5437 (0,4259; 0,6616) 0,9215 (0,8348; 1,0083) 0,5569 (0,5183; 0,5954)
¢2 0,4188 (0,2742; 0,5634)
o 0,3003 (0,1547; 0,4459) 0,5298 (0,3752; 0,6843) 0,3998 (0,1875; 0,6121)
s 1,1553 (0,7138; 1,5968) 1,9066 (1,0644; 2,7487) 0,9568 (0,6527; 1,2609)
Outubro Novembro Dezembro

¢ 05482  (0,3526; 0,7439
¢s 02709 (0,0692; 0,4725
o 09453  (0,7249; 1,1656
s 22973 (1,3026; 3,2921

0,7122  (0,5735; 0,8509) 0,3929  (0,1606; 0,6252

0,3459  (0,1191; 0,5726
0,9232  (0,6431; 1,2032) 1,0715  (0,7680; 1,3750
1,7805 (1,0386; 2,5224) 2,2827  (0,9823; 3,5831

—_ — = =
_ — D =

A fim de comparacao ajustamos o modelo peridédico autorregressivo para todos
os meses utilizando a distribuigao normal. Apresentamos os resultados dos critérios AIC
e BIC na Tabela|4.15] ja as estimativas de méaxima verossimilhanga dos parametros para

as ordens escolhidas sao apresentadas na Tabela 4.16]|
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Tabela 4.15: Selecao da melhor ordem do modelo N-PAR utilizando os critérios AIC e

BIC para explicar a série de Furnas

m=1 m=2 m=3
Ordem AlIC BIC Ordem AIC BIC Ordem AIC BIC
1 207,93 212,72 1Hxx 216,77 221,56 1Hxx 203,02 207,81
2 200,88 217,06 2 209,94 217,12 2 201,57 208,75
3 211,40 220,98 3 211,47 221,04 3 202,00 211,58
m=4 m=>5 m=6
Ordem AIC BIC Ordem AlIC BIC Ordem AIC BIC
1 169,62 174,41 1 144,97 149,76 1 145,64 150,43
2 158,58 165,77 2 136,13 143,31 2 142,31 149,49
3 158,67 168,24 3 117,77 127,35 3 140,07 149,65
m="7 m=8 m=9
Ordem AlIC BIC Ordem AlIC BIC Ordem AIC BIC
1 91,45 96,24 1 79,01 83,80 | 1*** 161,11 165,90
2% 65,35 72,54 2 79,20 86,38 2 153,69 160,87
3 63,31 72,89 3 79,47 89,05 3 148,22 157,80
m=10 m=11 m=12
Ordem AlIC BIC Ordem AlIC BIC Ordem AIC BIC
1 164,56 169,35 1* 175,71 180,50 1 187,36 192,15
2%Fk 160,45 167,64 2 175,51 182,69 2 181,01 188,20
3 151,18 160,76 3 176,39 185,96 3 182,66 192,24

A utilizacao da * e *** na Tabela tem o mesmo significado empregado na
Tabela[4.13] Observamos na Tabela que a escolha das ordens usando os critérios AIC
e BIC quando adotamos a distribui¢ao normal s6 diferem das escolhas das ordens quando

utilizamos a distribuicao normal generalizada no més de junho.

Analisando as estimativas de maxima verossimilhanca dos parametros ¢’s, dos
meses com as mesmas ordens quando utilizamos as distribui¢oes normal e normal gene-
ralizada, observamos que exceto no més de setembro as estimativas sao proximas, pois a
estimativa do ¢; quando usamos a distribuicao normal é de 0,7670 e quando adotamos
a distribuigdo normal generalizada esse valor é de 0,5569. Acreditamos que o motivo
da diferenca desses valores é o comportamento das observagoes do més de setembro que

apresentam caudas que diferem em muito das caudas da distribui¢ao normal.

Para a escolha entre as distribui¢oes normal e normal generalizada utilizamos os
critérios AIC e BIC, que por sua vez é a soma dos valores para cada més. O resultado é
apresentado na Tabela [£.17] Notamos que o modelo NG-PAR se ajusta melhor a série de

vazoes médias mensais da usina hidrelétrica de Furnas em comparacao ao modelo PAR
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Tabela 4.16: Estimativas pontual e intervalar dos parametros do modelo N-PAR que

melhor se ajusta a série de Furnas

EMV 1C EMV IC EMV IC
Janeiro Fevereiro Margo
¢1 0,4969 (0,3056; 0,6883) 0,4334 (0,2357; 0,6312) 0,5540 (0,3735; 0,7346)
o 08656 (0,7314; 0,9997) 0,8998 (0,7613; 1,0384) 10,8266 (0,6993; 0,9539)
Abril Maio Junho
¢1  0,5643 (0,4007; 0,7278) 0,4358 (0,2683; 0,6033) 0,6061 (0,3945; 0,8177)
¢ 0,3128 (0,1497; 0,4758) 0,2417 (0,0846; 0,3989) 0,2544  (0,0420; 0,4668)
o3 0,3067 (0,1694; 0,4441)
o 0,6206 (0,5250; 0,7162) 0,4765 (0,4031; 0,5499) 0,5613 (0,4749; 0,6477)
Julho Agosto Setembro
¢1 0,5959 (0,4649; 0,72694 0,9204 (0,8367; 1,0041) 0,7670 (0,6277; 0,9064)
¢2 0,3871 (0,2562; 0,5179)
o 0,3490 (0,2953; 0,4028) 0,3845 (0,3253; 0,4437) 0,6382 (0,5399; 0,7365)
Outubro Novembro Dezembro
¢1 0,5384 (0,3242; 0,7527) 0,7139 (0,5605; 0,8673) 0,4099 (0,1877; 0,6322)
¢ 0,2748  (0,0609; 0,4888) 0,3371 (0,1142; 0,5600)
o 0,6278 (0,5311; 0,7245) 0,6984 (0,5908; 0,8059) 0,7128 (0,6030; 0,8225)

com distribui¢cao normal.

Tabela 4.17: Resultado dos critérios AIC e BIC dos ajustes dos modelo NG-PAR e N-PAR

& série de Furnas

AIC BIC

N-PAR

1869,02

1943,28

NG-PAR 1768,09 1873,42

Analisando os critérios de selecao em cada més, observamos o fato que cada dis-

tribuicao é indicada para o ajuste de seis meses. Consideramos que o melhor ajuste é

aquele que mescla as duas distribuigoes, ou seja, ¢ o ajuste que leva em conta a distri-

bui¢ao normal generalizada nos meses de margo, abril, maio, junho, julho e setembro, e

a distribuigdo normal nos demais meses. Os valores dos critérios AIC e BIC do modelo

final é 1757,85 e 1848,85, respectivamente.

Para examinar a qualidade do ajuste, Mondal e Wasimi (2006) sugerem as analises

das funcoes de autocorrelagao periddica e autocorrelagao parcial periddica dos residuos,
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e agrupar os residuos e explorar as fungoes de autocorrelagao e autocorrelagao parcial.

A partir do modelo final e das estimativas de maxima verossimilhanga obtidas

calculamos os residuos. Para examinar a qualidade do ajuste apresentamos na Figura 4.3

as fungoes de autocorrelacao periddica e autocorrelacao parcial peridédica dos residuos.

Ja na Figura mostramos as fungoes de autocorrelagdo e autocorrelagdo parcial dos

residuos agrupados.
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Figura 4.3: Fungbes de autocorrelacdo periodica (esquerda) e autocorrelagdo periodica

parcial (direita) dos residuos do ajuste do modelo final & série de Furnas
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Figura 4.4: Fungbes de autocorrelagdo em (a) e autocorrelagdo parcial dos residuos em

(b) dos residuos do ajuste do modelo final & série de Furnas

Observamos através das Figuras e que o ajuste eliminou a correlagao
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existente na série, indicando assim que houve um bom ajuste do modelo aos dados.

As previsoes foram feitas considerando os dois cenérios apresentados no Capi-
tulo [2] lembrando que as previsoes do segundo cenario utilizam mais informagoes que as

previsoes do primeiro cenario. As previsoes sao apresentadas na Figura [4.5]
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Figura 4.5: Previsoes para a série de Furnas adotando o modelo PAR com distribuicao

condicional normal e normal generalizada e considerando o 1° cenario em (a) e o 2° cenério

em (b)

Comparando as previsdes apresentadas nas Figuras 2.7 e [£.5] notamos peque-
nas diferencas em ambos os cenérios, para uma compara¢ao mais justa comparamos as

previsoes dos modelos a partir dos resultados das métricas adotadas neste trabalho.

Através da Tabela apresentamos os resultados dos critérios MAPE, EQM e
EAM que medem a eficiéncia das previsoes para o ano de 2012 da série de vazao de Furnas
quando utilizamos o modelo NG-PAR. Comparando com os resultados obtidos a partir do
modelo NG-ARMA, apresentados na Tabela [2.7, notamos que em ambos os cenarios as
previsoes utilizando o modelo NG-PAR alcancaram melhores resultados nas trés métricas

utilizadas.
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Tabela 4.18: Avaliacao das previsoes para a série de Furnas feitas a partir do modelo PAR
com distribuicdo condicional normal e normal generalizada segundo os critérios MAPE,

EQM e EAM

Censrio MAPE(%) EQM  EAM
10 46,5 137.053,7 303,7
20 26,8 92.918,9 2126

4.6 Conclusao

Com o interesse em uma maior robustez, apresentamos neste capitulo uma modi-
ficagao dos modelos PAR substituindo a distribuicao normal, usualmente utilizada, pela
normal generalizada, aderindo assim ao modelo uma maior flexibilidade no ajuste de séries
que apresentam simetria, mas com caudas que podem ser mais leves ou mais pesadas do

que as da distribuigao normal.

Mostramos também neste capitulo a funcao de verossimilhanga condicional. De-
senvolvemos dois estudos de simulagoes para verificar as propriedades dos estimadores de
méxima verossimilhanga e o comportamento dos critérios de selecao AIC e BIC. A partir

do modelo NG-PAR mostramos um método para o calculo de previsoes.

Exemplificamos uma aplicagao do modelo proposto ajustando-o a série de vazoes
médias mensais afluentes da barragem na usina hidrelétrica de Furnas. Comparando os
ajustes dos modelos NG-ARMA e NG-PAR a série de Furnas, notamos que as previsoes

para o modelo NG-PAR apresentaram melhores resultados.



Capitulo 5

Modelo Assimétrico Normal

(Generalizada Autorregressivo Periédico

O modelo desenvolvido no Capitulo {4 flexibiliza o tradicional modelo autorregres-
sivo periddico com distribui¢ao normal no sentido de melhor explicar séries que apresentam
periodicidade e distribuicao simétrica com curtose diferente da distribuicao normal. A fim
de estender o modelo autorregressivo periddico para que possa ser utilizado para séries
que possuam distribui¢ao assimétrica, neste trabalho adotamos duas alternativas, a pri-
meira € a utilizagao da distribuicao log-normal generalizada como a distribuicao marginal,
a segunda é fazer o uso da transformagao de Box-Cox para atenuar a assimetria da série

temporal.

Neste capitulo apresentamos os modelos log-normal generalizada autorregressivo
periodico (LNG-PAR) e o Box-Cox normal generalizada autorregressivo periodico (BC-
NG-PAR) como sendo alternativas para a modelagem de séries temporais que apresentam
comportamento periodico e distribuicao assimétrica. Na Secao [5.1|apresentamos o modelo
LNG-PAR, juntamente com um procedimento de previsao através do modelo proposto e
uma aplicagao com a série temporal de vazoes da usina de Furnas. O modelo BC-NG-PAR
é exposto na Secao em conjunto com a funcao verossimilhanca, um método para o
calculo de previsoes e com duas aplicagoes, adotando as séries de vazoes das usinas de

Furnas e Sobradinho. Na Segao [5.3] apresentamos alguns comentarios.

88
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5.1 Modelo Log-Normal Generalizada Autorregressivo
Periédico

Consideremos {X;(my;r =1,..., R;m = 1,..., S} uma série temporal periddica,

assumindo que a distribuicao da série temporal, para todo instante de tempo, condicional

*

em todo o passado seja a distribuigao log-normal generalizada com os parametros pu;,, oo,

e Sm, sendo que p, ¢ dado pela equagao (4.3).

Definimos o modelo LNG-PAR através da equacao (4.3)) e da utilizagao da dis-
tribuicao log-normal generalizada como distribuicao condicional. O modelo proposto é
apresentado como uma alternativa para modelar séries temporais que apresentam perio-

dicidade, assimetria e com valores nos reais positivos.

Eliminamos a sazonalidade da série observada adotando a equacao

IOgX rm)) — Mm
Zt(r,m): ( d )) a ) (51)

Om

sendo que fi,, = E{10g(Xy(rm))}, om = /Var{log(Xim)} € {Zigmy;r = 1,..., Rym =
1,...,S} é uma série temporal que exibe comportamento periédico na fungdo de corre-
lacao. Comparando as equagoes e observamos que a diferenca entre elas esta
no indice de tempo da série Z;, ou seja, no Capitulo [3| ndo fizemos nenhuma suposicao a
cerca da série livre de sazonalidade, sendo que neste capitulo impomos que a série livre

de sazonalidade apresenta funcao de correlagao periddica.

Observemos que na equacao aplicamos a funcao logaritmo na série obser-
vada, o que resulta que a série livre de sazonalidade apresenta distribuicao marginal
normal generalizada, pois o modelo LNG-PAR é definido utilizando a distribui¢do con-
dicional log-normal generalizada. Portanto, para utilizarmos o modelo LNG-PAR basta
eliminar a sazonalidade da série original usando a equacao e adotar tudo o que foi

desenvolvido para o modelo NG-PAR, apresentado no Capitulo [4

5.1.1 Previsao

Nesta Se¢ao o nosso interesse é desenvolver um procedimento para predizer valores

futuros da série X;, ou seja, estamos empenhados em prever um valor da série original no
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instante t4+h com h > 1, supondo que temos as observacoes até o instante t. Para predizer
valores para a série original precisamos inicialmente profetizar valores para a série livre de
sazonalidade. Desde que a equacao (b.1]) seja usada para eliminar a sazonalidade da série
original, como apresentado na Secao [5.1], utilizamos o modelo NG-PAR para inferir sobre

o modelo LNG-PAR. Logo, a partir do modelo NG-PAR conseguimos predizer valores
livres de sazonalidade a partir das equagoes (4.7]) e (4.9).

A partir dos valores preditos do modelo NG-PAR conseguimos predizer os valores
para a série original. Optamos por prever através da mediana para que nao precisemos

fazer aproximacoes, para isso definimos

M
P(Zyramyin < Zpmyol80) = 0,5,

(M)

asSS1II Zt(r,m)Jrh

¢ o valor da mediana da distribuicao Zy( )11 |8¢, mas podemos reescrever
a série Zy(,m) como funcao da série Xy, ), disto temos que

P (1Og(Xt(7"o/,\mo)) - ﬁmo

Omy

< Zt(_|]\_4h)’$t> = 0,5,
em que t(r,m)+h = t(ry,mg). Definindo p;(h) como a previsao para Xy, )45 temos que
* M ~ ~
pi (k) = P13 Gy + fimo)

por constru¢ao Z;|§;_1 segue uma distribuicdo normal generalizada entdo a mediana é

igual & média. Mas predizemos a série livre de sazonalidade a partir das equagoes (4.7)) e

4.9) utilizando a média condicional, logo a mediana é igual a média predita através do
)

modelo NG-PAR. Definindo i (h) como a previsao para X;.p, entao

p1; (h) = expllie+nGmo + Hin ), (5.2)

sendo que ji;, 5 € a predicao através do modelo NG-PAR, a equagao é vélida para qualquer

h>1.

5.1.2 Aplicacao & Série de Furnas

Adotamos a série de vazoes médias mensais afluente da usina hidrelétrica de

Furnas apresentada na Secao [2.3.I] e eliminamos a sazonalidade utilizando a equagao

(D).
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Utilizamos as fungoes de autocorrelacao periddica e autocorrelacao parcial perio-

dica para investigar a existéncia de correlagao perioddica, as funcoes sao apresentada na

Figura 5.2
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Figura 5.1: Fungoes de autocorrelagdo periddica (esquerda) e autocorrelagao periodica

parcial (direita)

Observamos por meio da Figura que a série em estudo apresenta correlagao
e correlagao parcial diferente para cada més. Como os valores observados da série sao
positivos entao o modelo LNG-PAR ¢ indicado para modelar a série em estudo. Por meio
da funcao de autocorrelacao parcial periddica podemos ter ideia das ordens do modelo
periodico autorregressivo, que sao (1,1,1,2,3,1,2,1,1,3,1,1) para os meses de janeiro a

dezembro, respectivamente.

Escolhemos as melhores ordens que representam a série de Furnas ajustando
para cada més diferentes ordens do modelo LNG-PAR. Utilizando a combinagao entre
verificagdao de significAncia dos parametros autorregressivos e os critérios de selecao AIC
e BIC, escolhemos a melhor ordem para cada més. Os resultados dos critérios para as

diferentes ordens e para todos os m estao apresentados na Tabela [5.1]

O significado dos simbolos * ¢ *** na Tabela|5.1|é o mesmo empregado na Tabela
4.13 Comparando as ordens escolhidas e das indicadas por meio da analise da fungao
de autocorrelagao parcial periddica observamos que houve divergéncia apenas no més de

outubro, sendo que a analise grafica forneceu a ordem 3 enquanto através dos critérios
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Tabela 5.1: Sele¢ao dos modelos utilizando os critérios AIC e BIC quando adotamos a

distribuicao log-normal generalizada

Janeiro (m=1) Fevereiro (m=2) Marco (m=3)
Ordem AlIC BIC Ordem AIC BIC Ordem AIC BIC
1 207,58 214,76 | 1*** 21246 219,65 1* 197,04 204,22
2 209,25 218,83 2 208,93 218,51 2 195,63 205,21
3 210,22 222,20 3 210,74 222,71 3 196,03 208,00
Abril (m=4) Maio (m=5) Junho (m=6)
Ordem AIC BIC Ordem AlIC BIC Ordem AIC BIC
1 160,96 168,14 1 133,95 141,13 1* 102,64 109,83
2 148,34 157,92 2 127,11 136,69 2 100,34 109,92
3 150,31 162,28 3 117,00 128,98 3 99,31 111.28
Julho (m=T7) Agosto (m=8) Setembro (m=9)
Ordem AIC BIC Ordem AlIC BIC Ordem AIC BIC
1 85,85 93,04 1 90,63 97,81 1 161,32 168,50
2 71,37 80,96 2 91,58 101,16 2 162,70 172,28
3 73,06 85,03 3 92,56 104,54 3 164,07 176,04
Outubro (m=10) Novembro (m=11) Dezembro (m=12)
Ordem AIC BIC Ordem AIC BIC Ordem AIC BIC
1 196,99 204,18 1* 189,03 196,22 1 201,97 209,15
Pioa 192,01 201,59 2 188,73 198,31 2 202,34 211,91
3 186,87 198,85 3 190,44 202,41 3 203,75 215,72

obtemos a ordem 2.

As estimativas de maxima verossimilhanca e os intervalos de confianga dos para-
metros para as ordens escolhidas sao apresentados na Tabela [5.2] observamos que todos
os parametros sao significativos. Note também que para os meses de fevereiro e agosto a
estimativa pontual do parametro s ficou muito proxima do valor 2, para os meses janeiro,
outubro e novembro a estimativa de s ficou acima de 2, indicando caudas mais leves que
as da distribuicao normal. Para os demais meses o valor de s indicou caudas mais pesadas

que as da distribui¢ao normal.

Analisando as estimativas intervalares para o parametro s observamos que o valor
2 s6 nao esté contido nos intervalos de confianga dos meses de junho e julho, indicando
assim que a distribuicdo normal pode ser utilizada nos demais meses. Mas a fim de
comparagao ajustamos o modelo peridédico autorregressivo para todos os meses utilizando
a distribuigdo normal. Apresentamos os resultados dos critérios AIC e BIC na Tabela [5.3]

ja as estimativas de maxima verossimilhanca dos parametros para as ordens escolhidas

sao apresentadas na Tabela [5.4]
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Tabela 5.2: Estimativas de méaxima verossimilhanca utilizando a distribuicao log-normal

generalizada
EMV IC EMV 1C EMV 1C
Janeiro (m=1) Fevereiro (m=2) Margo (m=3)
o1 0,5473  (0,4010; 0,6937) 0,5032 (0,3133; 0,6931) 0,6123 (0,4364; 0,7881)
o, 14636 (1,1832; 1,7440) 1,2595 (0,8422; 1,6768) 1,0380 (0,7056; 1,3704)
s 3,6553  (1,0838; 6,2268) 12,1185 (0,8050; 3,4320) 11,7691 (0,9831; 2,5552)
Abril (m=4) Maio (m=5) Junho (m=6)
¢ 0,6021 (0,4779; 0,7262) 0,5147 (0,3339; 0,6955) 0,8427 (0,7771; 0,0084)
¢2  0,2750 (0,1493; 0,4006) 0,2149 (0,0524; 0,3773)
®s3 0,2592  (0,1258; 0,3926)
of 0,6373  (0,3656; 0,0000) 0,5782 (0,3428; 0,8137) 0,4395  (0,2620; 0,6170)
s 1,3966 (0,7826; 2,0106) 1,6016 (0,7761; 2,4270) 1,2541 (0,8203; 1,6880)
Julho (m=7) Agosto (m=8) Setembro (m=9)
o1 0,6022 (0,3676; 0,8368) 10,9104 (0,8214; 0,9995) 0,7446 (0,5875; 0,9017)
¢2  0,3481 (0,0099; 0,6863)
of 0,3756  (0,2237; 0,5275) 0,5728  (0,3847; 0,7608)  0,7999  (0,5033; 1,0966)
s 13160 (0,8231; 1,8106) 1,9722 (0,8930; 3,0515) 1,6631 (0,8530; 2,4733)
Outubro (m=10) Novembro (m=11) Dezembro (m=12)
o1 0,3243  (0,0791; 0,5695) 0,6471 (0,4771; 0,8171) 0,5835 (0,3987; 0,7683)
¢ 0,3374  (0,0942; 0,5806)
of, 11645 (0,9026; 1,4265) 1,1551 (0,8718; 1,4384) 0,9512 (0,5825; 1,3199)
s 2,4352  (1,3333; 3,5370) 2,4225 (1,1803; 3,6647) 11,4959 (0,8448; 2,1469)

Comparando as ordens escolhidas através dos ajustes com as distribuigoes log-

normal generalizada e log-normal observamos que a escolha s6 diferiu no més de junho.

Comparando as estimativas de maxima verossimilhanc¢a dos parametros ¢’s quando

utilizamos as distribui¢oes log-normal e log-normal generalizada observamos que as esti-

mativas estao proximas, exceto para o més de junho, o que ja era esperado pois foram

escolhidas ordens diferentes para esse més.

O valor dos critérios AIC e BIC, quando utilizamos as distribuigbes log-normal e

log-normal generalizada é a soma dos valores desses critérios para cada més. O resultado

é apresentado na Tabela Através da mesma, notamos que o modelo utilizando a

distribuicao log-normal apresenta menor valor de ambos os critérios, o que ja poderia ser

esperado, pois em apenas dois meses (junho e julho) o parametro adicional, comparando
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Tabela 5.3: Sele¢ao dos modelos utilizando os critérios AIC e BIC quando adotamos a

distribuicao log-normal

Janeiro (m=1) Fevereiro (m=2) Marco (m=3)
Ordem AlIC BIC Ordem AIC BIC Ordem AIC BIC
1 208,39 213,18 | 1*** 21050 21529 1* 19534 200,12
2 210,36 217,54 2 206,93 214,12 2 194,23 201,41
3 211,91 221,49 3 208,74 218,32 3 198,30 207,87
Abril (m=4) Maio (m=5) Junho (m=6)
Ordem AIC BIC Ordem AlIC BIC Ordem AIC BIC
1 159,83 164,62 1 132,08 136,87 1 108,61 113,40
2 148,95 156,13 2 125,20 132,38 2 106,04 113,23
3 150,63 160,21 3 115,71 125,28 3 106,30 115,87
Julho (m=T7) Agosto (m=8) Setembro (m=9)
Ordem AIC BIC Ordem AlIC BIC Ordem AIC BIC
1 86,66 91,45 1 88,63 93,42 1 159,86 164,65
2 74,78 81,97 2 89,59 96,77 2 160,72 167,91
3 75,98 85,56 3 90,57 100,15 3 162,19 171,77
Outubro (m=10) Novembro (m=11) Dezembro (m=12)
Ordem AIC BIC Ordem AIC BIC Ordem AIC BIC
1 195,33 200,12 1* 187,57 192,36 1* 201,80 206,59
Pioa 190,76 197,94 2 186,75 193,93 2 201,75 208,93
3 185,31 194,89 3 188,46 198,04 3 203,67 213,24

Tabela 5.4: Estimativas de maxima verossimilhanca utilizando a distribuicao log-normal
EMV 1C EMV IC EMV IC
Janeiro (m=1) Fevereiro (m=2) Margo (m=3)
¢ 05127 (0,3229; 0,7025) 0,5014 (0,3113; 0,6914) 0,6041 (0,4321; 0,7760)
of 0,8545 (0,7229; 0,9860) 0,8657 (0,7324; 0,0990) 0,7883  (0,6669; 0,9097)
Abril (m=4) Maio (m=5) Junho (m=6)
é1 05868 (0,4253; 0,7484) 0,5194 (0,3442; 0,6946) 0,7117 (0,5285; 0,8948)
¢o 03062 (0,1456; 0,4668) 0,2123  (0,0466; 0,3780) 0,2035 (0,0195; 0,3874)
b3 0,2508  (0,1109; 0,3907)
of 05848 (0,4947; 0,6748) 0,4704  (0,3980; 0,5429) 0,4487 (0,3796; 0,5178)
Julho (m=7) Agosto (m=8) Setembro (m=9)
¢ 06114  (0,4369; 0,7860) 0,9107 (0,8218; 0,9995) 0,7657 (0,6275; 0,9039)
¢o  0,3452  (0,1713; 0,5192)
of. 03700  (0,3130; 0,4269) 0,4080 (0,3452; 0,4708) 0,6333 (0,5358; 0,7308)
Outubro (m=10) Novembro (m=11) Dezembro (mm=12)
¢ 0,3202  (0,0599; 0,5805) 0,6608 (0,4939; 0,8277) 0,5509  (0,3708; 0,7309)
¢2  0,3455 (0,0866; 0,6044)

S*

0,7570  (0,6404; 0,8735)

0,7514  (0,6357; 0,8671)

0,8204 (0,6941; 0,9468)
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as duas distribuigoes, foi significativamente diferente de 2, o que implica em um ganho
no ajuste utilizando a distribuicao log-normal generalizada. Para os demais meses a
utilizagao da distribuicao log-normal generalizada acarretou em uma maior penalidade,

pois apresenta uma parametro a mais, sem um ganho expressivo no ajuste.

Tabela 5.5: Resultado dos critérios AIC e BIC dos ajustes utilizando os modelo LNG-PAR
e LN-PAR

AIC BIC
LN-PAR 1888,33 1960,16
LNG-PAR 1891,39  1989,59

Adotamos que o melhor modelo é uma mescla entre as distribui¢des log-normal e
log-normal generalizada, ou seja, escolhemos a ordem e a distribuicao que melhor se ajusta
a cada més, com isso o resultado é a utilizagao da distribuigao log-normal generalizada nos
meses de junho e julho, para os demais meses a distribuigao log-normal é a escolhida. Para
o més de janeiro e abril, o critério AIC com a distribui¢ao log-normal generalizada é menor
do que com a distribuicao log-normal, mas esse resultado se inverte quando comparamos
o critério BIC, escolhemos entao pela distribuigao com menor quantidade de parametros.

Portanto, a ordem do modelo autorregressivo periddico final é (1,1,1,2,3,1,2,1,1,2,1,1).

A partir das estimativas de méxima verossimilhanca do modelo final calculamos
os residuos. Para verificar a qualidade do ajuste analisamos as fungoes de autocorrelagao
periddica e autocorrelacao parcial periddica dos residuos e as fungoes de autocorrelagao
e autocorrelacao parcial dos residuos agrupados. Constatamos que o ajuste eliminou a

correlacao existente na série.

As previsoes para a série original sao apresentados na Figura [5.2] isso para os
dois cenérios ja adotados anteriormente. As predi¢oes podem ser comparadas através da

Figura[3.4f Observamos através desses graficos pequenas diferengas em ambos os cenarios.

Através da Tabela [5.6) apresentamos os resultados dos critérios MAPE, EQM e
EAM que medem a eficiéncia das previsdes para o ano de 2012 da série de vazoes de
Furnas quando utilizamos o modelo autorregressivo peridédico com mescla na distribuicao

condicional.

Comparando os resultados das métricas MAPE, EQM e EAM obtidas a partir
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Figura 5.2: Previsoes para a série original utilizando o modelo autorregressivo periodico

com mescla na distribuicao condicional

Tabela 5.6: Resumos dos critérios MAPE, EQM e EAM para as previsoes da série de Fur-

nas utilizando o modelo autorregressivo periédico com mescla na distribui¢cao condicional

Censrio MAPE(%) EQM  EAM
10 4155  118.344,7 2792
20 26,1 96.980,0 214,0

das predigoes calculadas dos modelos PAR com a mescla das distribui¢oes log-normal
generalizada e log-normal e com o LNG-ARMA, apresentadas nas Tabelas [5.6] e [3.3]
respectivamente, notamos que em ambos 0s cenarios as predig¢oes utilizando o modelo
PAR com a mescla das distribuigoes log-normal generalizada e log-normal alcangaram

melhores resultados nas trés métricas utilizadas.

5.2 Modelo Box-Cox Normal Generalizada Autorregres-

sivo Peri6dico

A utilizacao da transformacao de Box-Cox é bastante aplicada em estudos de
séries temporais periddicas, principalmente quando a série em estudo é um série de vazoes,
como pode ser visto no livro do |Hipel e McLeod (1994). A transformagao é utilizada para

a corre¢ao de assimetria e estabilizar a variabilidade da série original.
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Considere que { X, m);r > 1;m = 1,...,S} seja uma série temporal periddica,

empregando a transformacao de Box-Cox na série original temos

Nt =1 £0
log(X(rmy), A=0
sendo {Yt((;\?m); r>1;m=1,...,5} a série transformada. Como definimos que a série

original apresenta periodicidade entao optamos por retirar a sazonalidade da série trans-

formada utilizando a equacao dada por

)
& Vi) ~ Hm

t(T7m) - o'm ’

sendo que u,, = E{Y;((i\,)m)}’ Om = «/Var{Y;((;\’)m)} comr >1lem=12,...,5¢e

{Zt((’\) ;r > 1;m=1,...,5} é a série resultante.

r,m)’

(5.4)

Assumimos que a distribuicao condicional da série temporal transformada e livre
de sazonalidade ainda tem comportamento peridédico, ou seja, apresenta funcao de auto-
correlagao perioddica, por isso atribuimos que a distribui¢ao condicional da série resultante
para todo instante de tempo tem distribuigao normal generalizada com os parametros p,

oy, € Sy, Ou seja,
23y Bitram 1 ~ NG (p13, 07, 500), (5.5)

sendo que pf, é dado pela equagao (4.3)).

5.2.1 Estimacao de Maxima Verossimilhanca

Denotamos os parametros do modelo BC-NG-PAR a serem estimados por
(A, ¢1,...,¢s,0,8) sendo que @, = {d1m,. . Gp.m} com m = 1,....85,
o={of,...,05} es={s1,...,8n}. A estimagdo de maxima verossimilhanca sera feita
em dois passos, de maneira parecida a desenvolvida no Capitulo[3] Definimos o parametro
A como pertubador e o restante como parametros de interesse. Sejam x = {xy,...,2,} a
série temporal observada e {zfé?m), r=1,...,R,m=1,...,S} asérie transformada e livre
de sazonalidade, para algum valor de A em ([5.3)). Para cada m a funcao verossimilhanca,
condicional nas primeiras observagoes e ao valor de A, é dada por

R
L( m,afn,sml)\,w) = H f(zt(r,m)|3t(r,m)fl)JZXa

T=T1,m
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sendo 11, = 1sep, <moury,, =2sem<p, <Seldzx = g_)z(. Se X\ # 0 observe que

) 1

('r,'m)i
LN T
t(r,m) o
entao
R A1 Reri
* _ xt(r,m) S ’
Lo ormsalh@) = [ = 5rq7y «
T=r1,m
1 S . o |
eXp § — (0%)* Z “irm) Z ¢j,mzt(nm)_j , (5.6)
m T=T1,m m=1
mas caso A = 0 entao
Z()\) _ 1Og<xt(7‘,m)) — Um
t(r,m) o ,
logo
i R—r1,m
1 S ,
L Y Sml\x) = y
( ms Oms S | w) H Zi(r,m)Om (QO:nF(l/s))
T=r1,m
Py o) D o = 2 G| 0 (BT)
mr=rim m=1

note que nas equagoes (5.6) e (5.7) temos o}, e 0,,, sendo que o, é estimado através da
equagao g, = \/Var{Yt((i‘)m)} enquanto que o, ¢ estimado a partir da funcao de verossi-
milhanca. Observe também que a obtencao das estimativas de méxima verossimilhanca

dos parametros para cada m podem ser encontradas separadamente.

Notemos que a equacao de méxima verossimilhanga condicional em A é bastante
complexa, por isso indicamos e utilizamos métodos iterativos para a obtengao das estima-
tivas de maxima verossimilhanca, por exemplo, o método “L-BFGS-B” que esté disponivel
no softwares R Core Team (2014)) (Byrd et al, {1995). Em muitos software a funcao log-

verossimilhanga é requerida. Para \ # 0 a fungao log-verossimilhanga é dada por
U, 00, smIN, &) = loglL(,,, 00, Sm|\, )]

= (A=1) > log(@iirm) — Rlog(oy,)

T=T1,m

S
v (g7
Pm
() ()
Zt(r,m) - Z gbj’mzt(rvm)*j
m=1

s

R

1
_<U ) Z

*
m _
T=T1,m

?
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e quando A = 0 a fungao log-verossimilhanca é dada por

R
l( m,U;,SmP\,iB) = = Z log(xt(r,m))_Rlog(am)

T=Tr1,m

+(R —rym)log (m)

R m
e pz PRy
t(r,m) 1M “t(rm)—j
m=1

1
_(O-* )s Z

m —
T=T1,m

S

Os intervalos de confianca assintéticos sao obtidos através das estimativas pontu-
ais e das variancias amostrais. Iniciamos a investigagao da ordem do modelo BC-NG-PAR,
para cada um dos periodos, através das func¢oes de autocorrelagao peridédica e autocorre-
lagao parcial peridédica. Mas adotamos os critérios AIC e BIC para a escolha da ordem

em cada um dos periodos, que sao dados por

AICm - _2l((/b\l,m7"'7$pm,m78:n7§m|)\7 Z) +2(pm+2>
BICy, = —2U1m: - Pomins 0 SmlA 2) + (D + 2) 10g(R — 71.m),
sendo que éﬁ\i’m, Gy Sm, com i =1,...,py,, sdo as estimativas de méxima verossimilhanca

dos respectivos parametros, quando todos os parametros autorregressivos sao significati-
vos. Os valores dos critérios AIC e BIC resultante do ajuste sao dados pela soma dos

critérios para cada periodo.

Observamos que a fungao de maxima verossimilhanga para cada m descrita anteri-
ormente é condicional ao parametro A. Obtemos a estimativa de méaxima verossimilhanca
e o intervalo de confianca assintotico deste parametro a partir do modelo BC-NG-ARMA,
como descrito na Secao |3.2.1] Destacamos que neste trabalho o valor do parametro A\ é

dnico para todos os m’s.

5.2.2 Previsao

O nosso interesse é a previsao de valores da série original, mas devido ao fato que
ajustamos o modelo & série sem sazonalidade precisamos primeiramente prever valores

para a série livre de sazonalidade, para depois calcular as previsoes para a série original.

Adotamos que a série temporal foi observada até o instante t = t(rg,mq), e

supomos que queremos prever valores da série h passos a frente. Optamos pela previ-
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sao que minimiza o erro quadratico médio, ou seja, assumimos que o valor previsto é
dado através da média. Definimos que a previsao de origem t e horizonte h é dada por

~

)?t(ro,mo)(h) = E(Xi(ro,mo)+h|St(ro,mo)), DOtE que essa previsao ¢ para a série original.

A previsdo a um passo a frente (h = 1), para a série livre de sazonalidade,

utilizando o modelo BC-NG-PAR é dada por

Pmg+1
7(N) _ oy (N)
Zt(?‘o,mg)(]‘> - Z ¢jvm0+lz(m—1)5+mo+1—j7 (58)
j=1
sendo que aj,moﬂ, J=1,...,Pmo+1 @0 as estimativas de méaxima verossimilhanca dos

respectivos pardmetros. Note que a equagao (5.8) é a equagao (4.3) substituindo os
parametros ¢;.,,4+1 por suas estimativas de méaxima verossimilhanca, portanto a equacao
de previsao a um passo a frente é dada através da equagao da média da distribuicao

normal generalizada.

Note que precisamos do valor do instante ¢ + 1 para predizer o valor no instante
t+2, o que pode ser resolvido ou observando o valor no instante ¢+ 1 e fazendo a previsao
a um passo a frente, ou considerando o valor predito no instante ¢ + 1 como sendo o valor

observado e assim predizendo o instante ¢ + 2.

Para o calculo das previsoes para horizonte maior que 1, quando nao acrescenta-

mos novas informacoes, definimos que

) .
Elz _ Yromo)thj  SC =
E[Zt(r07m0)+h7j|8/t] o 2()\) i O(h j]) se h > '] (59)
t(ro,mo)\'" ’

com i8so a previsao para h passos a frente é dada por

7(N) I -TreN
Zt(m’mo)(h> N E(Zt(ro,mo)+h|gt>

- A
— E(Zf()hml)!&)

Py
> By
= > G EIZ) i IB, (5.10)
j=1
em que (ro—1)S+mo+h = (r1—1)S+m; e $j7m1, comj=1,...,pn,, sao as estimativas

de méaxima verossimilhanca dos respectivos parametros.

A partir das equacoes (5.8]) e (5.10]) conseguimos predizer a série livre de sazona-

lidade para qualquer horizonte. Como o nosso interesse ¢ a obtencao das previsoes para
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a série original, observe que

M
P(Zirmyin < 24y inl§) = 0,5,
assim 2™ ¢ o valor da mediana da distribuigdo Z;,,|§;, mas conseguimos escrever a
t(r,m)+h +

série Z; como funcao da série X;, disto temos que

P A ~ t+h |gt = O) 57

sendo t(rg,mg) + h = t(r1,my). Definindo pf(h) como a previsao para Xy m)+n temos

que
i (h) = P‘(ZHh Omy + Him, ) + 1]1//\a

como a distribuicao normal generalizada é simétrica em torno da média, e a média é
igual a mediana, podemos aproximar a mediana pela previsao da série sem sazonalidade,

resultando em
N: (h> = [)\(//’Zt‘i’ha\ml + //Jml) + 1]1/)\7

para qualquer h > 1. Portanto o calculo das previsoes para a série original depende das

previsoes para a série sem sazonalidade.

5.2.3 Estudo de Simulacao

Primeiramente vamos esquematizar o processo de geracao de séries temporais que
seguem o modelo BC-NG-PAR. Os passos a seguir sao utilizados para a geracao de uma

série temporal:

1. definir os valores dos parametros S, R, p1,...,ps, @1, -, Pm, 0, S;

2. definir os valores iniciais de 2 n);

Pm
3. calcular ,u;‘(nm) = Z Gjm Z(rym)—j
=1

4. gerar zy(,m) da distribuicdo NG (4., 0, Sm),

5. calcular Ty m) = (A2e(rm) + YA,
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6. repetir os itens 3 a 5 até conseguir uma série com K valores a mais do que se deseja;

7. desconsiderar os K primeiros valores da série para conseguir o tamanho da série

desejada.

A geragao esquematizada leva em consideragao que A # 0, mas caso o interesse
seja a geracao de séries para A = ( entao basta substituir a equacao do item 5 por
Ti(rm) = €XP(Ye(r,m)). O descarte dos K primeiros valores da série gerada ¢ para diminuir

a influéncia dos valores iniciais.

Neste estudo de simulagao estamos interessados em analisar o comportamento
das estimativas de méxima verossimilhanca com respeito as métricas vicio absoluto médio
(VAM), o erro quadratico médio (EQM), a média das estimativas (ME) e a probabilidade
de cobertura (PC), para cada um dos parametros. Para isto repetimos 1000 vezes o
processo de geracao e estimacgao, considerando S = 12 e adotando R = 30, 50, 80 e 100,
com isso estamos considerando séries com tamanho igual a 360, 600, 960 e 1200. Em cada
uma das repeticoes o interesse é nas estimativas de méxima verossimilhanca e na matriz

de informacao observada de Fisher.

Para este estudo adotamos que o verdadeiro valor de A é 0 e dos demais parametros
sao os apresentados na Tabela [5.7 Notemos que no vetor s existem valores maiores e
menores que 2, assim conseguimos gerar séries com caudas mais leves e mais pesadas do

que as da distribui¢ao normal. Apresentamos os resultados das métricas ME, VAM, EQM

e PC nas Tabelas [5.8 [5.9] e

Tabela 5.7: Parametros adotados para o estudo de simulacao do modelo NG-PAR para a

analise das métricas ME, VAM, EQM e PC

1 2 3 4 5 6 78 9 10 11 12

drm | 0,60 050 040 035 030 0,70 080 0,75 0,60 0,50 0,30 0,55
o* | 1,00 1,50 090 085 120 1,00 1,80 1,30 0,60 0,550 1,40 0,75
$m | 1,60 1,50 240 1,70 2,00 140 1,80 250 1,90 1,75 1,60 2,30

Observamos que a média das estimativas se apresentam proximas do verdadeiro
valor do pardmetro mesmo com séries de tamanho pequeno. As métricas vicio abso-

luto médio e erro quadratico médio diminuem com o aumento do tamanho da série. A
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Tabela 5.8: Estudo de simulagao do modelo BC-NG-PAR considerando as métricas VAM,

ME, EQM e PC m = 1,2 e 3 quando o valor verdadeiro de A é 0

VAM ME EQM PC VAM ME EQM PC VAM ME EQM PC
n=360 n=360 n=360
@ 0,1770  0,5999  0,0508  0,7590 | 0,1883  0,4972  0,0591  0,7400 | 0,0702  0,3973  0,0079  0,8780
ok | 0,3056 1,0857  0,1425 0,8720 | 0,4464  1,4921  0,3066  0,8600 | 0,1495 0,8672  0,0377  0,9240
s 0,9689  2,1940  3,0606  0,9240 | 0,9063  2,0597  2,7775  0,9200 | 1,4077  3,2939  5,6502  0,9420
n=600 n=600 n=600
@ 0,1311  0,5980  0,0275  0,8600 | 0,1475  0,4977  0,0332  0,8130 | 0,0488  0,3980  0,0039  0,9150
ok | 0,2308 11,1242 0,0846 0,8880 | 0,3363 1,5173  0,1798  0,8910 | 0,1145 0,8938  0,0213  0,9230
s 0,6701  2,0071  1,5222  0,9450 | 0,5809  1,8281  1,1602  0,9340 | 1,1869  3,1870  4,2253  0,9540
n=960 n=960 n=960
@ 0,1083  0,6038  0,0183  0,8700 | 0,1103  0,4983  0,0196 0,8520 | 0,0404 0,4010  0,0026  0,9250
ok | 01767  1,0973  0,0486  0,9240 | 0,2551  1,4944  0,1001  0,9200 | 0,0932  0,8989  0,0138  0,9320
s 0,3947  1,7539  0,3181  0,9460 | 0,3532  1,6279  0,2490  0,9340 | 0,7700  2,8427  1,8228  0,9640
n=1200 n=1200 n=1200
0,0876  0,5978  0,0122  0,9230 | 0,1025 0,5036  0,0163  0,8900 | 0,0337  0,4001  0,0018  0,9370
o¥ | 0,1537  1,0993  0,0373  0,9330 | 0,2407 1,5150 0,0913  0,9040 | 0,0876  0,8958  0,0117  0,9440
s 0,3375  1,7276  0,3025  0,9610 | 0,3201  1,6276  0,2241  0,9510 | 0,5958  2,6697  0,7008  0,9600

Tabela 5.9: Estudo de simulagao do modelo NG-PAR considerando as métricas VAM,

ME, EQM e PC param =4,5¢ 6

quando o valor verdadeiro de \ é 0

m=4 m=5 m=6
VAM ME EQM PC VAM ME EQM PC VAM ME EQM PC
n=360 n=360 n=360
@ 0,1342  0,3437  0,0285  0,7900 | 0,1342  0,2990  0,0596  0,8570 | 0,1585  0,7015  0,0421  0,7060
ok | 0,2080 08329 0,0691 0,8870 | 0,2080  1,1855  0,0913  0,9010 | 0,3028 0,9932  0,1411  0,8780
s 0,9547  2,2830  3,0160  0,9180 | 0,9547  2,7930  4,1792  0,9490 | 0,7711  1,8543  2,2183  0,9310
n=600 n=600 n=600
® 0,0994 0,3518 0,0156  0,8750 | 0,0994 0,2972  0,0300 0,9120 | 0,1213  0,6969  0,0235  0,7940
ok | 01643 0,8573  0,0413 0,9060 | 0,1643  1,2041  0,0590  0,8940 | 0,2279  1,0189  0,0813  0,9140
s 0,7117  2,1269  1,5126  0,9480 | 0,7117  2,5784  2,5597  0,9490 | 0,4815  1,6564  0,6866  0,9470
n=960 n=960 n=960
0,0744  0,3573  0,0087  0,9220 | 0,0744  0,3039  0,0206 0,9110 | 0,0969  0,6948  0,0149  0,8050
ok | 0,1286 0,8660  0,0256 09150 | 0,1286  1,2000  0,0357  0,9170 | 0,1849 0,9951  0,0536  0,9110
s 0,4595  1,9457  0,5164  0,9470 | 0,4595  2,2944  1,0611  0,9580 | 0,3171  1,5052  0,2135  0,9390
n=1200 n=1200 n=1200
@ 0,0667  0,3470  0,0070  0,9240 | 0,0667  0,2997  0,0149  0,9400 | 0,0848  0,7015 0,0113  0,8460
ok | 0,1108 0,8536  0,0192 09360 | 0,1108  1,2007  0,0285  0,9390 | 0,1647  1,0039  0,0417  0,9290
s 0,3577  1,8440  0,2604  0,9520 | 0,3577  2,2029  0,5440  0,9560 | 0,2786  1,5031  0,1543  0,9440

probabilidade de cobertura, em geral, fica abaixo do nivel nominal para séries de tama-

nho pequeno, mas com o aumento do tamanho da série a probabilidade de cobertura se

aproxima da nominal.

Verificamos um bom comportamento das métricas estudadas, indicando assim

que a estimagao do parametro A, a partir dos dados, nao influenciou o desempenho destas

meétricas.

Apresentamos na Figura [5.3] os histogramas das estimativas do parametro A con-

siderando os quatro tamanhos de séries. Por meio dela verificamos que a distribuicao

do parametro torna-se mais compacta com o aumento do tamanho da série, sendo que o
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Tabela 5.10: Estudo de simulagao do modelo NG-PAR considerando as métricas VAM,
ME, EQM e PC para m =7, 8 e 9 quando o valor verdadeiro de A é 0

m=7 m=8 m=9
VAM ME EQM PC VAM ME EQM PC VAM ME EQM PC
n=360 n=360 n=360
) 0,1996 0,8044 0,0673 0,8240 0,0813 0,7493 0,0105 0,8840 0,0471 0,6005 0,0035 0,8550
o, 0,4041 1,7761 0,2597 0,9000 0,2099 1,2470 0,0748 0,9130 0,1357 0,5823 0,0306 0,8950
s 1,1116 2,5568 4,3229 0,9290 1,4689 3,4028 6,3026 0,9320 1,1296 2,5924 4,2735 0,9070
n=600 n=600 n=600
) 0,1506 0,7946 0,0368 0,8770 0,0627 0,7496 0,0063 0,9190 0,0337 0,5973 0,0018 0,9220
or, 0,3193 1,7963 0,1655 0,9070 0,1634 1,2942 0,0424 0,9360 0,0975 0,6071 0,0152 0,9250
s 0,7203 2,2168 1,5172 0,9490 1,1315 3,2140 3,5735 0,9530 0,7721 2,3892 1,8563 0,9680
n=960 n=960 n=960
0,1173 0,8065 0,0215 0,8990 0,0498 0,7485 0,0040 0,9120 0,0275 0,6004 0,0012 0,9230
or, 0,2666 1,8135 0,1098 0,9150 0,1343 1,3008 0,0282 0,9300 0,0789 0,6003 0,0101 0,9190
s 0,5080 2,0489 0,9462 0,9600 0,7857 2,9405 1,5865 0,9560 0,5402 2,1731 1,0211 0,9440
n=1200 n=1200 n=1200
0,1051 0,8056 0,0170 0,9220 0,0403 0,7504 0,0026 0,9430 0,0249 0,5994 0,0010 0,9360
o 0,2211 1,8209 0,0785 0,9280 0,1144 1,2946 0,0212 0,9410 0,0710 0,6070 0,0080 0,9260
s 0,4059 1,9905 0,3914 0,9620 0,6581 2,8086 1,0849 0,9500 0,4505 2,1240 0,5531 0,9590

Tabela 5.11: Estudo de simulagao do modelo NG-PAR considerando as métricas VAM,
ME, EQM e PC para m = 10,11 e 12 quando o valor verdadeiro de A é 0

m=10 m=11 m=12
VAM ME EQM PC VAM ME EQM PC VAM ME EQM PC
n=360 n=360 n=360
@ 0,0617  0,5052  0,0061  0,8360 | 0,3012  0,3094  0,1455 0,7750 | 0,0706  0,5478  0,0078  0,8770
ok | 0,1199  0,4885 0,0229 0,8790 | 0,3607  1,3965  0,2038  0,8960 | 0,1299  0,7265  0,0278  0,9200
s 1,0148  2,3777  2,8410  0,9230 | 0,8627  2,1363  2,3141  0,9340 | 1,3407  3,1359  5,6732  0,9500
n=600 n=600 n=600
@ 0,0484  0,5032  0,0038 0,8750 | 0,2123  0,2996  0,0726 0,8560 | 0,0523  0,5502  0,0043  0,9160
ok | 00051 05028 0,0142 0,8940 | 0,2887  1,4268  0,1273  0,9010 | 0,0995 0,7542  0,0156  0,9210
s 0,7726  2,2182  2,2901  0,9520 | 0,7048  2,0427  1,8031  0,9520 | 1,0886  3,0322  4,2268  0,9620
n=960 n=960 n=960
0,0343  0,5011  0,0018  0,9230 | 0,1663  0,2914  0,0431  0,9060 | 0,0388  0,5517  0,0024  0,9400
o¥ | 0,0737 0,4986  0,0085 09130 | 0,2195  1,4245 0,0741  0,9310 | 0,0803  0,7509  0,0100  0,9360
s 0,4775  1,9668  0,5002  0,9500 | 0,4313  1,8189  0,4870  0,9670 | 0,7197  2,7047  1,4638  0,9620
n=1200 n=1200 n=1200
@ 0,0323  0,4986  0,0016  0,9280 | 0,1511  0,3129  0,0355 0,9240 | 0,0361  0,5497  0,0021  0,9280
ok | 0,0637 05054 0,0065 09110 | 0,1960  1,4178  0,0599  0,9290 | 0,0756  0,7498  0,0092  0,9200
s 0,3976  1,9444  0,4280  0,9590 | 0,3442  1,7447  0,2414  0,9630 | 0,6240  2,6147  0,9543  0,9490

centro da distribuicao é o verdadeiro valor do parametro.

5.2.4 Aplicacao a Série de Furnas

Adotamos a série de vazoes médias mensais afluente da usina hidrelétrica de Fur-
nas apresentada na Secao [2.3.1. Como descrito na Secao precisamos inicialmente
estimar o valor de A utilizando o modelo BC-NG-ARMA, mas na Segao [3.2.4] sao apre-

sentadas as estimativas pontuais A= -0le\= 0, e as intervalares {—0,2;—0,1;0} e

{-=0,1;0;0, 1}, respectivamente quando adotamos as distribui¢des normal e normal gene-
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Figura 5.3: Histogramas da distribui¢ao amostral de hy quando ajustamos o modelo BC-
NG-PAR adotando A verdadeiro igual a 0,5 e tamanhos de séries iguais a 360, 600, 960 e
1200 em (a), (b), (c) e (d), respectivamente

ralizada.

Utilizamos aqui a mesma estimativa de A adotada na Secao [3.2.4] ou seja, a
estimativa obtida por meio da distribuicao normal, que é X\ = 0. Com isso transformamos
os dados utilizando a fungao logaritmica, que é o mesmo se adotarmos o modelo LNG-
PAR. Portanto o ajuste do modelo BC-NG-PAR & série de vazoes médias mensais de

Furnas se reduz ao ajuste do modelo LNG-PAR apresentado na Se¢ao |5.1.2

5.2.5 Aplicagao a Série de Sobradinho

Consideramos agora a série de vazoes médias mensais afluente da usina hidrelé-
trica de Sobradinho, apresentada na Secao[3.2.5| na qual estimamos o valor de A adotando

as distribui¢coes normal e normal generalizada, que sao A= —0,1e A= —0, 3, respectiva-
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mente.

Utilizando a estimativa pontual de A, quando adotamos a distribui¢ao normal
generalizada, encontramos as fungoes de autocorrelagao periddica e autocorrelagao parcial
periodica, que sao apresentadas na Figura[s.4] A partir dos graficos notamos que a funcao
de autocorrelacao muda de um més para o outro. As ordens indicadas por meio dos graficos

sao (1,1,1,1,1,3,1,1,2,1,1,1), de janeiro a dezembro, respectivamente.

10
1
10
1

acf
pacf

period period

Figura 5.4: As fungoes de autocorrelacdo periddica (esquerda) e autocorrelagdo parcial

periddica (direita) da transformacdo da série de sobradinho adotando A = —0, 3

Escolhemos para cada més as ordens do modelo utilizando os critérios AIC e BIC.
Os resultados dos critérios de selecao considerando as distribui¢oes normal generalizada

e normal, sao apresentados respectivamente nas Tabelas efh.13|

O significado dos simbolos * e *** nas Tabelas e ¢ 0 mesmo empregado
anteriormente. Comparando as ordens escolhidas para cada més utilizando as distribui-
¢oes normal generalizada e normal, verificamos que apenas nos meses de maio e junho as
ordens sao diferentes. Nos demais meses, o ajuste contém a mesma quantidade de termos

autorregressivos.

As estimativas de méaxima verossimilhanca para cada més considerando as dis-

tribuicoes normal generalizada e normal, sao apresentadas respectivamente nas Tabelas

(.14 e 515
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Tabela 5.12: Sele¢ao da melhor ordem do modelo BC-NG-PAR utilizando os critérios AIC

e BIC para explicar a série de Sobradinho quando adotamos A=-03
Janeiro (m=1) Fevereiro (m=2) Marco (m=3)

Ordem AIC BIC Ordem AIC BIC Ordem AIC BIC
1 -118,33  -111,72 1 -72,45  -65,83 1 -106,56  -99,94
2 -118,16  -109,34 2 67,87  -59,05 2 104,57 -95,75
3 -116,20 -105,17 3 -66,19 -55,17 3 -99,20 -88,17

Abril (m=4) Maio (m=5) Junho (m=6)

Ordem AlIC BIC Ordem AIC BIC Ordem AIC BIC
1 -92,42  -85,81 1 -157,67  -151,06 1 222955  -222,04
2 90,47 81,65 2 -162,00  -153,18 2 23460  -225,78
3 -89,13 -78,10 3 -172,19 -161,17 3 -242,24 -231,22

Julho (m=T7) Agosto (m=8) Setembro (m=9)

Ordem AlIC BIC Ordem AIC BIC Ordem AlIC BIC
1 -289,40 -282,79 1* -303,01  -296,40 1 233,53  -226,91
2 -287,68 -278,86 2 -302,08 -293,26 2 -240,89 -232,07
3 -286,79 -275,77 3 -307,13  -296,10 3 -229,53 -218,50

Outubro (m=10) Novembro (m=11) Dezembro (m=12)

Ordem AlIC BIC Ordem AIC BIC Ordem AIC BIC
1 -150,98 -144,37 1* 7531 -68,70 1 -91,79  -85,17
2 -148,99 -140,17 2 -76,02 -67,20 2 -90,26 -81,44
3 -147,79 -136,76 3 -74,06 -63,03 3 -90,36 -79,34

Tabela 5.13: Selegao da melhor ordem do modelo BC-N-PAR utilizando os critérios AIC

e BIC para explicar a série de Sobradinho quando adotamos A=-03
Janeiro (m=1) Fevereiro (m=2) Margo (m=3)
Ordem AlIC BIC Ordem AIC BIC Ordem AlIC BIC
1 -111,05 -106,64 1 -74,33  -69,92 1 -106,33 -101,92
2 -109,30 -102,69 2 -69,69 -63,07 2 -104,59 -97,97
3 -107,30 -98,48 3 -68,11 -59,29 3 -99,15 -90,33
Abril (m=4) Maio (m=5) Junho (m=6)
Ordem AlIC BIC Ordem AIC BIC Ordem AIC BIC
1* 80,60  -86,19 1 156,56  -152,15 1 230,88  -226,47
2 -88,62 -82,00 2¥HK -159,45 -152,83 Pioa -233,95 -227,34
3 -88,33 -79,51 3 -165,52 -156,70 3 -243,18 -234,36
Julho (m=7) Agosto (m=8) Setembro (m=9)
Ordem AIC BIC Ordem AIC BIC Ordem AIC BIC
1 -290,47 -286,06 1 -296,14 -291,73 1 -224,89 -220,48
2 -288,65 -282,03 2 -294,18 -287,56 2 -229,88 -223,27
3 -287,80 -278,98 3 -293,00 -284,19 3 -228,43 -219,61
Outubro (m=10) Novembro (m=11) Dezembro (m=12)
Ordem AlIC BIC Ordem AIC BIC Ordem AIC BIC
1 -145,41 -141,00 1* 77,30 -72,89 1* 88,65  -93,06
2 -143,42 -136,81 2 -78,00 -71,39 2 -91,41 -84,79
3 -142,41 -133,59 3 -76,05 -67,23 3 -91,82 -83,00
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Tabela 5.14: Estimativas pontual e intervalar dos parametros do modelo BC-NG-PAR

que melhor se ajusta a série de Sobradinho quando utilizamos A=-03
EMV 1C EMV 1C EMV 1C
Janeiro Fevereiro Margo

¢ 05829  (0,5402; 0,6257)  0,4805  (0,2787; 0,6823)  0,7900  (0,7405; 0,8395)
o*  0,6354  (0,2336;1,0372)  1,2882  (0,9160; 1,6605)  0,6537  (0,2377; 1,0697)
s 1,0273  (0,5874; 1,4673)  2,1890  (1,0365; 3,3415)  1,2403  (0,5259; 1,9546)

Abril Maio Junho
¢1  0,5957  (0,4097; 0,7817) 0,7634 (0,7346; 0,7922) 0,6964 (0,5373; 0,8555)
Po -0,0997  (-0,1624; -0,0370)  0,1659  (-0,0041; 0,3360)

b3 0,2426  (0,2038; 0,2815)  0,1516  (0,0539; 0,2493)
or 12317  (1,0056; 1,4579)  0,2605  (0,0344; 0,4866)  0,4537  (0,3331; 0,5744)
s 45176  (0,5072; 8,5280)  0,9174  (0,4452; 1,3895)  2,8552  (0,7859; 4,9245)

Julho Agosto Setembro
¢1 0,9749  (0,9273; 1,0225) 1,0030  (0,9787; 1,0273)  1,5404  (1,5192; 1,5616)
P2 -0,5843  (-0,6058; -0,5629)
of, 03501  (0,2539; 0,4464)  0,1615  (0,0620; 0,2609)  0,1781  (0,0221; 0,3340)

s 28458  (0,6989: 4,9927)  1,0311  (0,5997; 1,4626)  0,8407  (0,4569; 1,2245)

Outubro Novembro Dezembro
¢1  0,7823  (0,6800; 0,8845) 0,5782  (0,3667; 0,7897)  0,6100  (0,4375; 0,7826)
1,1073  (0,9596; 1,2550) 1,1689  (0,7023; 1,6355)  1,2310  (0,9083; 1,5537)
s 6,9193 (-0,3953; 14,2338) 2,0648  (0,5511; 3,5785)  2,6150  (1,0080; 4,2220)

S*

Notamos que todos os termos autorregressivos sao significativos, exceto o segundo
termo do més de junho quando utilizamos a distribui¢cao normal generalizada, mas o limite

inferior ¢ muito préoximo de zero, por isso o consideramos na modelagem.

Comparando as estimativas pontuais dos termos autorregressivos observamos que
as dos meses de fevereiro, julho, agosto, outubro, novembro e dezembro sao bem proxi-
mas. Verificamos também que a diferenca entre as estimativas nos demais meses nao é
muito grande, comparando os meses que apresentam a mesma quantidade de parametros

autorregressivos.

Utilizando o critério de selegao AIC para selecionar qual a melhor distribuigao
para cada més, verificamos que a distribuicao normal generalizada é a mais indicada para
0s meses janeiro, margo, abril, maio, junho, agosto, setembro e outubro. Para os demais

meses a distribuigdo normal é a mais indicada. Adotando o critério BIC observamos
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Tabela 5.15: Estimativas pontual e intervalar dos parametros do modelo BC-N-PAR que

melhor se ajusta a série de Sobradinho quando utilizamos A=-03
EMV 1C EMV IC EMV 1C
Janeiro Fevereiro Margo

¢ 05018 (0,2048; 0,7088) 0,4834 (0,2731; 0,6936) 0,7412  (0,5796; 0,9028)

o, 08643 (0,7169; 1,0117) 0,8726 (0,7248; 1,0203) 0,6722  (0,5584; 0,7860)
Abril Maio Junho

$1  0,6913 (0,5238; 0,8589) 0,7631 (0,6117; 0,9145) 0,7904  (0,6313; 0,9496)

P2 0,1711 (0,0222; 0,3200) 0,1864  (0,0271; 0,3457)

or,  0,6985 (0,5803; 0,8168) 0,4416 (0,3668; 0,5163) 0,3044  (0,2529; 0,3560)
Julho Agosto Setembro

$1 09658 (0,9136; 1,0180) 0,9756 (0,9225; 1,0287) 1,4326  (1,0562; 1,8090)

o2 -0,5215  (-0,8981; -0,1449)

of, 02161 (0,1795; 0,2526) 0,2174 (0,1806; 0,2542)  0,3418 (0,2839; 0,3997)

Outubro Novembro Dezembro
¢1  0,8069 (0,6566; 0,9572) 0,5819 (0,3866; 0,7771)  0,6262 (0,4393; 0,8131)
0,6125 (0,5088; 0,7162) 0,8133 (0,6756; 0,9510)  0,7800 (0,6479; 0,9121)

5*

divergéncia em relagao ao critério AIC nos meses de marco e abril, sendo que para o

critério BIC a melhor distribuicao para estes meses é a distribuicao normal.

Consideramos que o ajuste que melhor representa a série de vazoes de Sobradi-
nho é adotar a distribuicao normal generalizada para os meses de janeiro, maio, agosto,
setembro e outubro, e para os demais meses utilizar a distribui¢ao normal. Observamos
que, segundo os critérios de selecao, o més de junho é melhor representado pela distribui-
¢ao normal generalizada, mas verificamos que o intervalo de confianga para o pardmetro

s contém o valor dois, por isso optamos por adotar a distribuicao normal. A ordem para

cada més é mostrado nas Tabelas e

A partir do modelo com a mescla das distribui¢goes obtemos os residuos, a partir
dele calculamos as fungoes de autocorrelagao periddica e autocorrelagao parcial periddica,
apresentadas na Figura[5.5] e as funcoes de autocorrelagao e autocorrelagao periédica dos

residuos agrupados, mostradas na Figura [5.6]

Notamos por meio das Figuras [5.5] e [5.6] que o ajuste utilizando os modelos BC-

NG-PAR e BC-N-PAR eliminou a correlagao existente na série de vazoes de Sobradinho.
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Figura 5.5: Fungoes de autocorrelagdo periddica (esquerda) e autocorrelagao periodica

parcial (direita) dos residuos do ajusto do modelo com transformagao de Box-Cox, as

distribuicoes normal e normal generalizada e A = —0.3 a série de vazoes de Sobradinho
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Figura 5.6: Fungoes de autocorrelacao e autocorrelacao parcial dos residuos agrupados
do ajuste do modelo com transformacao de Box-Cox, as distribui¢oes normal e normal

generalizada e A = —0.3 4 série de vazdes de Sobradinho em (a) e em (b), respectivamente

Considerando os dois cenéarios ja adotados anteriormente, calculamos as previsoes

para o ano de 1998. Na Figura apresentamos os resultados.

Comparando as previsoes obtidas por meio dos modelos BC-NG-ARMA e BC-
NG-PAR, apresentadas nas Figuras e [5.7] nao notamos diferengas no primeiro cena-

rio. J& no segundo cenéario, verificamos diferencas principalmente nos meses de fevereiro,



5.2. Modelo Box-Cox Normal Generalizada Autorregressivo Periodico

111

Vazao(m3/s)

3000 4000 5000

2000

(@

0 Observado
* Previsto

Vazao(m3/s)

3000 4000 5000

2000

(b)

0 Observado
* Previsto

- S
=} -~ ) =} o 5
S ~ ok S LR
=1 ° - - — e, x
o &

o - o -

T T T T T T T T T T T T

2 4 6 8 10 12 2 4 6 8 10 12

Tempo (més) Tempo (més)

Figura 5.7: Previsoes para a série de Sobradinho utilizando o modelo com transformagao
de Box-Cox, as distribui¢oes normal e normal generalizada e A = —0.3 com o primeiro

cenério em (a) e o segundo em (b)

marco, novembro e dezembro.

Utilizando as métricas ja utilizadas neste trabalho, medimos a eficiéncia das pre-
digoes para o ano de 1998. Os resultados estao mostrados na Tabela [5.16] Comparando
os resultados destas métricas com os obtidos quando adotamos o modelo BC-NG-ARMA
para o ajuste, observamos que em todos os cenarios e para todas as métricas o modelo

BC-NG-PAR apresentou melhores resultados.

Tabela 5.16: Resumos dos critérios MAPE, EQM e EAM para as previsoes da série de

Sobradinho utilizando o modelo com transformagao de Box-Cox, as distribui¢goes normal

e normal generalizada e N = -0,3
Cenario MAPE(%) EQM  EAM
1° 38,8 674.624,5 657,8
2° 16,4 281.019,1 339,9

Com o interesse em saber o que ocorreria se ao invés de escolher o valor -0,3 para
A tivéssemos escolhido o valor -0,1, que sao as respectivas estimativas quando utilizamos

as distribui¢coes normal generalizada e normal, para repetimos o ajuste considerando A =

—0,1.

Comparando as estimativas de méxima verossimilhanca dos termos autorregres-
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sivos obtidas para os dois valores de A verificamos que, de um modo geral, as estimativas

pontuais sao proximas, considerando os ajustes com as duas distribui¢oes utilizadas.

No modelo final considerando A = —0,1, a distribuicao normal generalizada é
indicada para os meses de janeiro, maio, agosto e setembro, e a distribuicao normal para
os demais meses. Comparando com o outro ajuste observamos que a tnica alteragao é
referente ao més de outubro, pois adotando N = —0, 3 obtemos que a distribui¢ao normal

generalizada ¢ a mais indicada.

As métricas que medem a eficiéncia das previsoes para o ano de 1998 quando

adotamos \ = —0, 1 sao apresentadas na Tabela .

Tabela 5.17: Resumos dos critérios MAPE, EQM e EAM para as previsoes da série de

Sobradinho utilizando o modelo com transformacao de Box-Cox, as distribui¢goes normal

e normal generalizada e N = —0,1
Cenario MAPE(%) EQM EAM
1° 39,8 726.482,9 6759
2° 16,4 296.510,1 3472

Comparando as previsoes quando adotamos os valores —0,3 e —0, 1 para X ob-
servamos que os valores preditos sao proximos, mas notamos que em todos os cenérios e
para todas as métricas o modelo final utilizando )= —0, 3 apresenta resultados melhores,
exceto no segundo cenario e para a métrica MAPE, neste caso os valores das métricas sao

iguais.

5.3 Conclusao

Neste capitulo apresentamos um novo modelo, chamado de BC-NG-PAR, para
séries temporais que apresentam periodicidade na média, na variancia e na funcao de au-
tocorrelagao, sendo definido também um caso particular, denominado de LNG-PAR. Para
o modelo geral, encontramos as estimativas de maxima verossimilhanca utilizando dois
passos, analisamos este procedimento através de um estudo de simulacao que apresentou
6timos resultados. Mostramos também um método para calcular as previsoes a partir do

modelo proposto.
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Exemplificamos duas aplicagoes dos modelos sugeridos utilizando as séries de
vazoes das usinas hidrelétricas de Furnas e de Sobradinho, ja estudadas neste trabalho. As
previsoes calculadas a partir dos modelos apresentados neste capitulo mostraram melhores
resultados comparado com as previsoes obtidas por meio dos modelos mostrados nos

capitulos anteriores.



Capitulo 6

Modelo Normal Generalizada Zero

Inflacionada ARMA

Sao varios os conjuntos de dados que apresentam excesso de zero, neste capitulo
estamos interessados em analisar uma série temporal resultante da observacao diaria da
quantidade de precipitagao pluviométrica. A série em questao apresenta uma grande
quantidade de observacoes cujo valor é zero, além de apresentar correlagao entre os valores,

dificultando assim a anéilise da mesma.

Mostramos neste capitulo a definicao da distribuigao normal generalizada zero
inflacionada na Secao [6.1], juntamente com a funcao de méaxima verossimilhanca. De-
senvolvemos, a partir da distribuicao proposta, um modelo que pode ser utilizado para
modelar séries temporais que apresentam excesso de zero. Este é apresentado na Sec¢ao
[6.2] Nesta mesma Segao apresentamos a fun¢ao de verossimilhanga do modelo proposto.
Exemplificamos uma aplicagao do modelo a partir da série da quantidade de precipitacao
pluviométrica diaria da cidade de Sao Carlos, que é mostrado na Segdo [6.2.2] Algumas

discussoes e conclusoes sao expostas na Sec¢ao [6.3]

114
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6.1 Distribuicao Normal Generalizada Zero Inflacionada

Uma variavel aleatoria X ¢ dita ter distribuicao normal generalizada zero infla-

cionada (NGZI) se sua funcao densidade de probabilidade é definida por

fNGZI(QJ‘pu W, o, 8) = pI{O}(x)<1 - p)lil{O}(I){fNG(‘rlua g, S)}lil{o}(x% (61)

sendo que o parametro p é restrito por 0 < p < 1, fng(x|p,0,s) é a funcao densi-
dade de probabilidade da distribuigao normal generalizada com os parametros p, o e s

(NG(p,0,5)) e Irgy(z) ¢ uma fungao indicadora, definida como

1 sexz=0
@ = (6.2)
se x .

Interpretamos a fungao densidade de probabilidade fygzr(.) como sendo uma
mistura da densidade de probabilidade da variavel aleatéria normal generalizada com
uma fun¢ao com toda massa de probabilidade no ponto zero. Desta forma, fngzs(0) =p
e fnazi(x) = (1 — p) fyva(x), para todo x € R — {0}. Pode ser mostrado por integracao
que fyezr(.) € uma funcdo densidade de probabilidade, ou seja, tem integral igual 1 no

suporte Qx = {z € R}.

A distribuigao fygzr(.) pode ser util na anélise de conjuntos de dados reais cu-
jas observagoes seguem uma distribuicao normal generalizada e apresente uma grande

quantidade de observacoes com valor zero.

6.1.1 Funcao de Verossimilhancga

Seja = {x1,...,r,} uma amostra aleatoria da distribui¢ao normal generalizada
zero inflacionada. A funcao de verossimilhanca associada a @ para obter as estimativas

de maxima verossimilhanca dos parametros de interesse p, i, o e s é dada por

n

L(p, p,0,sl2) = [ [ o7 (1 =)' { fwa(iln, 0, )}, (6.3)

=1
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em que ¢ = Iqy(z;), ou seja, ¢ = 1 sex; = 0eeg = 0sex; # 0. A funcdo log-

verossimilhanca é dada por

n n

l(p,p,0,slx) = Zei log(p) + Z(l —¢;)log(1 —p) + Z(l —€;)log fna(zi|p, o, )

=1 =1 =1

= ) elog (%) +nlog(l—p)+ > (1 —€)log fyal(ailu, o, 5).
i=1 i=1

(6.4)

Notemos que a fungao log-verossimilhanca pode ser escrita como

Up, 0, slz) = Uple) + U(p, 0, s[x™),

em que 1 é o vetor contendo somente as observacoes positivas do vetor de observacoes

x. As fungoes l(p|x) e (i, o, s|x™) sdo dadas respectivamente por

I(plz) = Z;e log (%) +nlog(1 — p), (6.5)
lp,0,sl@™) = Y log fna(w:), (6.6)
;>0
portanto as fungoes [(p|x) e I(u, 0, s|x™) podem ser utilizadas para a obtengao das esti-
mativas de maxima verossimilhanca do parametro p separadamente dos parametros p, o

e S.

O estimador de p pode ser encontrado de maneira fechada, pois observamos que

di(plz) o ny  n 6.7)
dp p l-p 1-p

sendo que ng é a quantidade de vezes que foram observados valores zero na amostra.
Igualando a zero a equagao ([6.7)) obtemos um candidato a estimador de maxima verossi-

milhanc¢a dado por

no

= (6.8)

A segunda derivada em relacao a p é dada por

d*l(p|x) no ng n
w7 A= A=pp (6.9

confirmamos que o candidato é mesmo o estimador de maxima verossimilhanca, pois a

segunda derivada é negativa para todo 0 < p < 1.
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Observamos que a func¢ao de verossimilhanca para (u, o, s) é bastante complexa,
por isso indicamos métodos iterativos para a obtengao das estimativas de maxima veros-

similhanca.

6.2 Modelo Normal Generalizada Zero Inflacionada ARMA

Considere {X;;t € N} um processo estocastico, suponhamos que a distribuigao
condicional do processo dada toda a informacao passada possui funcao densidade de pro-

babilidade normal generalizada zero inflacionada, ou seja,

I x ) PR
th|St71(xt|pt7/“Lt7o-7 s) :ptm}( t)(l p)l T {fva(xe e, o, 5)}1 Trop( ) (6.10)

sendo que §;_1 é o conjunto de informacgoes das observagoes até o instante ¢t — 1, definido

CcOo1mo

gt—l - {xla sy Tt—1,P15 - - -5 Pt—1, H1, - - - 7Mt—1}' (611)

Observamos que os parametros p; e ; variam com o tempo. Como o interesse é
inserir uma estrutura de correlagao nesses parametros, assumimos que p; se relaciona com
os termos autorregressivos e de médias moéveis por uma funcao de ligagao, g, mondtona,

bijetiva e duas vezes diferenciavel, sendo dada por

g(pe) = ag + Z a;a(Ti—;) — Z v;0(pe—;) (6.12)

sendo g, a e b fungbes apropriadas. Adotamos para as fungoes g e b a fungao logito e para

a funcao a a composicao da fungao logaritmica com a inversa da funcao logito que resulta

log ("
- (25,
logo, a equagao (6.12) fica dada por

p*
pt ]
—ao+ Y ail § 1 6.13

Dt—j

em

Assumimos que y; é dado da mesma maneira como no Capitulo 2, quando nao

admitimos variaveis exégenas, ou seja,

p q
= o+ Y b+ Y 0;(1i;— pu_j). (6.14)
i=1 =1
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6.2.1 Funcao de Verossimilhancga

Denotemos por © = {x1,...,x,} a série temporal observada. Assumindo que os

dados observados seguem o modelo normal generalizada zero inflacionada ARMA, os para-

metros a serem estimados sao (o, v, @, 0,0, s) sendo que o = g, ..., Qpry Y = V1y- -5 Vg*s
¢ = ¢o,....,0p €80 =06...,0, Sejam r* = max(p*,¢*,p,q) e x,» as r*-primeiras ob-
servagoes, ou seja, &+ = {r1,...,&~}, a fungdo de verossimilhanga condicionada nas

r*-primeiras observagoes é dada por
Lia,v,¢,0,0,sl2) = [[ pi'(1—p)"“{fval@lm 0,8}, (6.15)
t=r*+1
em que ¢ = Iro)(x;). A funcao log-verossimilhanga ¢ dada por

n n

l(a,v,¢,0,0,s|x) = Z e log(pe) + Z (1 —¢€)log(l—py)
t=r*+1 t=r*+1
+ Z (1 — &) log fna (@i, 0, 8). (6.16)
t=r*+1

Notemos que de maneira analoga a funcao log-verossimilhancga descrita na equa-

¢ao ((6.4), podemos reescrever a equagao ([6.16]) como
l(au ’77 d)a 67 U? 8|'r'c) = l<a7 ’Y‘.’B) + l(¢7 07 07 S|w+)7

em que " como definido anteriormente. As fungoes l(a,v|x) e (¢, 0, 0, s|x™) sdo dadas

por

layle) = 3 Et10g< P )+ S log(1 - py), (6.17)

t=r*+1 1=p t=r*+1
l(¢,970',8|$+> - ZlongG(xt>7 (618)
x>0

em que p; e iy como descrito nas equagoes (6.13) e (6.14]), respectivamente. Mesmo

dividindo a func¢ao log-verossimilhanga em duas fungoes, estas continuam apresentando
alta complexidade. Consequentemente, utilizamos métodos iterativos para a obtencao das
estimativas de maxima verossimilhanga. Construimos os intervalos de confianca adotando

normalidade assintética dos estimadores de maxima verossimilhanca.
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6.2.2 Aplicacao

Consideramos a série temporal em que foi observado a quantidade de precipi-
tagao pluviométrica diaria da cidade de Sao Carlos - Sao Paulo - Brasil, entre os dias
01/01/2000 e 10/10/2013. A série temporal foi obtida através do site do Instituto Na-
cional de Meteorologia do Brasil (http://www.inmet.gov.br), e é apresentada na Figura

6.11

120
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Figura 6.1: Quantidade de precipitagao pluviométrica diaria da cidade de Sao Carlos

Analisamos a correlagao existente na série por meio dos graficos das fungoes
de autocorrelagdo e autocorrelagdo parcial, que sdo mostrados na Figura [6.2 Por ela

observamos que a série apresenta correlagao.

() (b)
) it
g ,,,,MW,WUjH:‘:HfUH,‘H,‘,H,‘,H‘,UB ,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,, o
0 0 20 % o s 1 1w 5 %
Lag Lag

Figura 6.2: Fungoes de autocorrelacao e autocorrelacao parcial da série de precipitagao

pluviométrica diaria da cidade de Sao Carlos em (a) e (b), respectivamente
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Adotando o modelo normal generalizada zero inflacionada ARMA para modelar
a série da quantidade de precipitagao pluviométrica temos que p; é a probabilidade de

nao ocorrer chuva, e quando chover p; representa a quantidade de precipitagao.

Como apresentado na Secao podemos ajustar o modelo em duas partes.
Para a modelagem de p; criamos uma série auxiliar com apenas os valores maiores que
zero da série original, para um melhor ajuste utilizamos o logaritmo da série auxiliar,

analisamos a correlacao desta série na Figura

(a) (b)

1.0

0.10
1

0.05
1

FAC
FACP

0

0.0

-0.05

Figura 6.3: Funcgoes de autocorrelagao e autocorrelacao parcial do logaritmo da série de
precipitacdo pluviométrica diaria positiva da cidade de Sdo Carlos em (a) e (b), respecti-

vamente

Adotamos os critérios AIC e BIC para a escolha da melhor ordem, utilizamos os
modelos NGZI-ARMA e também o caso particular NZI-ARMA, os resultados dos critérios

sao apresentados na Tabela [6.1].

Por meio da Tabelal[6.I] observamos que ambos os critérios indicaram que o melhor

ajuste é utilizando a distribuicao normal generalizada e com um termo autorregressivo.

As estimativas de maxima verossimilhanga e os intervalos de confianga assumindo
normalidade assintética do modelo indicado, por meio dos critérios, sao mostrados na

Tabela [6.2

Notemos que a estimativa pontual do parametro s é maior do que 2, ou seja, o
ajuste indicou que a série temporal apresenta caudas mais leves do que as da distribuicao
normal. Observamos também que seu intervalo de confianga assintético nao contém o

valor dois, indicando assim que a distribuicao normal generalizada apresenta melhores
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Tabela 6.1: Selecao entre os modelos NGZI-ARMA e NZI-ARMA utilizando os critérios
AIC e BIC para explicar a quantidade de precipitacao

Modelo AIC BIC
NGZI-ARMA(1,0) 5885,72 5907,27
NGZI-ARMA(2,0) 5891,70  5918,65
NGZI-ARMA(0,1)  5886,70  5908,26
NGZI-ARMA(1,1) 5887,27  5914,21

NZI-ARMA(1,0) 591526 5931,43
NZI-ARMA(0,1)  5916,76  5932,92
NZI-ARMA(1,1)  5916,61  5938,16

Tabela 6.2: Estimativas pontual e intervalar dos parametros do modelo NGZI-ARMA(1,0)

para explicar a quantidade de precipitagao

Parametro EMV IC
o 1,3513  (1,2417; 1,4610)
01 0,1141 (0,0686; 0,1597)
o 24811 (2,3519; 2,6103)
s 3,0357 (2,5671; 3,5044)

resultados do que a distribuicao normal.

Analisamos o ajuste da distribuicao normal generalizada ao logaritmo da série
positiva e maior que zero através dos residuos. Usamos as funcoes de autocorrelacao e
autocorrelagdo parcial, estas estdo apresentadas na Figura Por meio dos gréficos

observamos que o ajuste eliminou a correlacao existente na série.

Investigamos a probabilidade de nao ocorrer chuva, p;, através das fungoes de

autopersisténcia, introduzidas por Startz (2012), que sao dadas por

APFU(k) = P(yerr = 1ly: = 0), (6.19)
APFY(k) = P(ymr = 1lys = 1), (6.20)
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Figura 6.4: Fungoes de autocorrelagao e autocorrelagao parcial dos residuos do ajuste do
modelo NGZI-ARMA(1,0) para explicar a quantidade de precipitagdo u; em (a) e (b),

respectivamente

que é estimada, segundo Wang e Li (2011)), por

n—=k
Zj{yt+k =1y = 0}

APFO(F) = — 1=t 6.21
() = = , (6:21)
Z[{yt:()}

t=1
n—~k
Zj{yt+k:17yt:1}
APF\(k) = —1 1= 6.22
() = = , (6.22)
Z[{ytzl}
t=1

sendo que I{yx =i,y =j} e I{y; =1} sdo fungoes indicadoras. Para analisar p,
criamos uma nova série auxiliar, essa série recebe o valor zero quando nao houve pre-
cipitacao pluviométrica, e recebe o valor um quando ocorreu precipitagao, portanto, a
série auxiliar é uma série binaria. O grafico com as funcoes de autopersisténcia é apre-

sentado na Figura [6.5]

Observamos por meio da Figura que a probabilidade de nao ocorrer chuva
apresenta um comportamento sazonal, por isso substituimos o parametro oy da equagao

(6.13)) por duas fungoes periodicas, resultando em

xtz

p*
‘ Dt
9(pt) = a1 cos(2m fi) + apsin(27 f;) + ; a; log (1 + evi- ) Z% o (1 - th ])

sendo f; = assim esperamos capturar a sazonalidade da nao probabilidade de chuva.

i
3657
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Figura 6.5: Funcoes de autopersisténcia estimada para a série que indica se ocorreu chuva

ou nao

Novamente adotamos os critérios AIC e BIC para a escolha da melhor ordem,

apresentamos os resultados dos critérios para a escolha do melhor modelo para explicar

p¢ na Tabela [6.3]

Tabela 6.3: Selecao da melhor ordem do modelo NGZI-ARMA utilizando os critérios AIC

e BIC para explicar a probabilidade de nao ocorrer chuva p;

Modelo AIC BIC
NGZI-ARMA(1,0) 5323,35 5342,91
NGZI-ARMA(0,1) 632798  6347,55
NGZI-ARMA(1,1) 532295 5349,04
NGZI-ARMA(2,0) 5322,18 5348,27

Y

Por meio da Tabelal[6.3|observamos que o critério AIC indicou que o melhor ajuste
¢ o modelo de ordem (2,0), ja o critério BIC apontou o modelo de ordem (1,0). Optamos
por adotar o modelo escolhido por meio do critério BIC como sendo o melhor modelo que
se ajusta a série, pois o modelo com ordem (2,0) apresenta o segundo termo autorregressivo
nao significativo. Apresentamos as estimativas de maxima verossimilhanca e os intervalos

de confianga, assumindo normalidade assintotica, na Tabela [6.4]

Notamos que as estimativas pontuais apresentadas na Tabela sao todas ne-
gativas, a partir das estimativas intervalares observamos que todas as estimativas sao

significativas.
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Tabela 6.4: Estimativas pontuas e intervalar dos paradmetros do modelo NGZI-ARMA(1,0)

que melhor explicou a probabilidade de nao ocorrer chuva p;

Parametro EMV IC
ay -0,9755  (-1,0714; -0,8796)
Qo -0,1992  (-0,2905; -0,1080)
01 -1,7860 (-1,9062; -1,6658)

Interpretando os resultados, observamos que a probabilidade de nao ocorréncia
de chuva em um determinado dia é correlacionada com a precipitagao do dia anterior e
qual o dia do ano. A quantidade de precipitagdo de um dia chuvoso é relacionado com a

quantidade de precipitagao do tltimo dia chuvoso.

A probabilidade de nao chover do ano de 2000 estimada por meio do modelo
NGZI-ARMA(1,0) é apresentada na Figura . Observamos que a probabilidade de nao
chover é menor no comeco e no final do ano e que a ocorréncia de chuva em um determinado
dia faz com que a probabilidade de nao ocorrer precipitacao no dia seguinte diminua, e

esta diminuicao depende da quantidade pluviométrica do dia anterior.
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Figura 6.6: Probabilidade de nao ocorrer chuva do ano de 2000 estimada através do

modelo NGZI-ARMA(1,0)

6.3 Conclusao

A distribui¢ao normal generalizada zero inflacionada e o modelo para séries tem-
porais normal generalizada zero inflacionada ARMA sao as propostas apresentadas neste

capitulo. Mostramos também as funcoes de verossimilhanca, sendo que em ambos os
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casos conseguimos dividir a funcao log-verossimilhanga em duas fungoes, a partir de cada
uma delas obtemos as estimativas de méxima verossimilhanca para um subconjunto dos

parametros a serem estimados.

A partir da série temporal em que foi observada a quantidade de precipitagao
pluviométrica diaria da cidade de Sao Carlos - Sao Paulo - Brasil, ajustamos o modelo
proposto e observamos que a probabilidade de nao ocorrer chuva em um determinado dia

¢ altamente correlacionada com a precipitacao pluviométrica do dia anterior.



Capitulo 7

Conclusoes e Propostas Futuras

A opcao pela escolha da distribui¢ao normal generalizada é devida a possibilidade
das suas caudas serem mais leves ou mais pesadas do que as da distribuicao normal. Na
maioria das aplicagoes desenvolvidas aqui, as séries apresentam caudas mais pesadas que
as da distribuicao normal, sendo assim outras distribui¢oes poderiam ser utilizadas, como
por exemplo a distribuicao t de Student. Mas observamos que a distribuicao da quantidade
de precipitagao pluviométrica dos dias chuvosos apresenta caudas mais leves comparadas
com as da distribuicao normal, com isso a formulacao do modelo, por exemplo, com
distribuicao t de Student nao é adequado. Por isso optamos pela distribuicao normal
generalizada, assim os modelos propostos podem ser adotados independentemente do

comportamento das caudas da distribuicao da série.

No estudo de simulagao do modelo NG-ARMA observamos a influéncia do valor
do parametro s sobre as métricas EQM e VAM dos demais parametros. Esse comporta-
mento também foi notado no estudo de simulagao dos modelos BC-NG-ARMA e LNG-
ARMA, mas apenas para o parametro o. Para os modelos NG-ARMA, LNG-ARMA
e BC-NG-ARMA os ajustes as séries temporais reais apresentaram melhores resultados

comparados ao tradicional modelo ARMA com distribui¢gao normal.

A extensao do modelo periodico autorregressivo considerando a distribui¢ao nor-
mal generalizada, chamado de NG-PAR, mostrou a partir da aplicacao a série de vazoes da
usina hidrelétrica de Furnas que seis meses apresentaram caudas mais pesadas do que as

da distribuicao normal. Quando consideramos o modelo mais robusto, ou seja, adotando

126
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a transformacao da série a partir do modelo BC-NG-PAR, notamos a diminui¢ao de meses
com curtose diferente da distribuigao normal, mas nao a total eliminacao, indicando que
mesmo com a transformacao da série existe a necessidade da utilizacao da distribuicao

mais flexivel.

Adotando as métricas MAPE, EQM e EAM para a comparacao das previsoes
obtidas para as séries de vazoes das usinas hidrelétricas de Furnas e Sobradinho por
meio dos modelos NG-ARMA, NG-PAR, BC-NG-ARMA e BC-NG-PAR, notamos que as
previsoes a partir dos modelos peridédicos apresentaram menor erro nas métricas adotadas.
Portanto, a partir dessas duas séries observamos que uma melhor modelagem da estrutura

de autocorrelagao produziu melhores previsoes.

Analisamos a série da quantidade de precipitacao pluviométrica da cidade de
Sao Carlos adotando o modelo proposto NGZI-ARMA e obtivemos que a distribuigao da
quantidade de precipitacao pluviométrica dos dias chuvosos apresenta curtose diferente
da distribuicao normal e a probabilidade de nao ocorrer chuva é correlacionado com a

precipitacao pluviométrica do dia anterior.

Algumas das propostas futuras de pesquisas sao:

1. Apresentar uma abordagem bayesiana para o modelo NG-ARMA, adotando por
exemplo as distribui¢oes a priori dadas por 7(5y), m(¢1), ..., 7(¢p), 7(61), ..., 7(0,) x
constante, 7(o) o %, m(s) ox %, com isso a distribuicao a priori conjunta ¢ dada por
7(Bo, @, 0,0,5) x %

A abordagem bayesiana pode trazer como beneficio a eliminacao da influéncia do
pardmetro s nas métricas vicio absoluto médio e erro quadratico médio dos de-
mais parametros, além da utilizagao da distribuicao a posteriori preditiva para as

previsoes, considerando estimativas pontuais e intervalares.

2. Propor uma abordagem bayesiana para o modelo BC-NG-ARMA, utilizando as
mesmas distribui¢oes a priori para o vetor (5o, ¢1,. .., ¢p,01,...,04,0,s) e adotando

para A a distribuicao a priori U(—1,1).

Neste cenario a abordagem bayesiana elimina a imposi¢ao da discretizagao do para-
metro \ e da necessidade da estimacao em dois passos, podendo eliminar a influéncia

do parametro s nas métricas vicio absoluto médio e erro quadratico médio do para-
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metro o, além dos beneficios relacionados a previsao ja citados no item anterior.

. Investigar a eficiéncia dos métodos bootstrap para séries temporais quando adotados
em séries periodicas. Utilizar o método bootstrap para melhorar as estimativas pon-
tuais e intervalares dos modelos NG-PAR e BC-NG-PAR. Também usar o método

bootstrap para apresentar intervalos de confianga para as predigoes.

. Desenvolver um método para calcular as previsoes a partir do modelo NGZI-ARMA
e produzir um estudo de simulacao para avaliar as estimativas de méaxima veros-
similhanca utilizando, por exemplo, as métricas probabilidade de cobertura, vicio

absoluto médio e erro quadratico médio.
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Apéndice A

Algumas Consideracoes sobre Processo

Estocastico

Definigao A.1 Um processo estocdstico {Z;,t € N} diz-se fortemente estaciondrio se e

somente se,

Fth,...,th (331, S ,xn) = Fxt1+7,...7xtn+T (351, - ,ﬂfn),

para quaisquer ty € N, n e N et e R.

Definicao A.2 Um processo estocdstico {Zy,t € N} diz-se fracamente estaciondrio ou

estaciondrio se e somente se,

o (7)) = uy = p, constante para todo tempo t € N;
o E(Z?%) < oo, constante para todo tempo t € N;
o Cov(Zy,, Zy,) € uma fungao de |ty — tof.

Teorema A.1 (Representacao de Wold) Se {Z;,t € N} ¢ um processo estocdstico

estaciondrio entao este pode ser representado por
o
a = o+ Y vjaj+a,
j=1
= ¥(B)ay,

em que {a;, t € N} € um processo estocdstico com E(a;) = 0, Var(a;) = 02 e E(azaz,) =0

para todo T # 0.
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Corolario A.1 Um processo estocdstico {Z;,t € N}, dado por Z, = V(B)a, € fracamente

estaciondrio se Z |1;] < 00, com ¥(B) = Z%(B) ey =1.
=0

J=0

Definicao A.3 A representagao do processo estocdstico {Z;,t € N} em fungao de valores

passados Zy_j, j = 1,2,..., € dada por

Zt = —ZWJZ,:_] +a,t, (Al)
j=1

ou seja

Zt + Z Wth_j = Ay, (AQ)
j=1
entao definindo II(B) =14+ mB+mB+...=1+ Z 7;B’, podemos representar Z; por
j=1

H(B)Zt = Ay, (A3)

para que as duas representacoes Zy = V(B)ay e I1(B)Z; = a; sejam a unica para o mesmo

processo {Z;,t € N} devemos assequrar que
Zy = V(B)II(B)Z,, (A.4)

ou seja, [1I(B) = ¥(B)™!,

Definicao A.4 Um processo estocdstico {Z;,t € N}, dado por Z, = V(B)a; é invertivel

se existe um polinomio II(B) = W=(B) tal que

(B)Z, = a,

> |l < o0 (A.5)
j=0

sendo my = 1.



Apéndice B

Algumas Demonstracoes

Prova da Proposicao 2.1l

Defina X e W duas varidveis aleatorias tais que X = UXIXQI/S +ueW = X,
disto temos que Xo =W e X; = 0:)‘(/[/;17 As primeiras derivadas de X; e X5 em relacao a
X e W sao

8X1 1 8X1 X — 12 8X2 (9X2

— - - =0, == =1
OX — oWUs' oW~ soWst X oW

com isso temos que o determinante do jacobiano da transformagao, J, é UW+/

Do fato que X; e X5 sao independentes segue que a densidade conjunta de X; e

X, é dada por

fxix (v, 2) = fx,(21) fx (22)

— 1[ 1 1/8 -T2

R RN VAL
A densidade conjunta de X e W é dada por

fX,W(xa w) - |J|fX1 (xl(x7 w))fX2 ({EQ(ZL‘, w))

1 I T— 1Y\ _y
— I — e
200(1 + 1/s) TPV \ gwl/s

— ~ — S .
Observando que —1 < “5- < 1 entdo w > |% , com 1sso temos

1

fX,W(x,w) = m](’%ls’m)@u)e_w' (Bl)
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Como o objetivo é a densidade de X entao integramos a densidade conjunta, dada

em (B.1)), em W, ou seja,
fx(x) = /fX,W(%w)dw

= —— € w
|u’s 20’F(1 =+ 1/8)
1 _’uls
fr— —e o .

20T (1 + 1/s)

Usando a propriedade I'(1+1/s) = 1I'(1/s) temos

S z—p |

P = 5oz

Prova da Proposicao 2.2

* ! 1y
Ay, = —1 s s —
[ Pl et = [ oty o @

1 [e’¢)
T 20T(1+1/s) / Ly oy oty (B) €XD(-22)dy, (B.2)
0

* exp(-r2)dy,

L/ /

observe que [ — o

reescrever a equacao (B.2)) como

o 1 (o)
/0 Ix1x,(x]72) fxy (72)dyy, = m/o I(|zzn

utilizando a propriedade I'(1 +1/s) = 1I'(1/s) e resolvendo a integral na equagao (B.3)

®. logo podemos

1 L _
‘0 < x < p+ xy°0, implicando em zy > {%

* o) (#2) exXp(-22)day, (B.3)

temos

l““'s) )

g

/O fX\XQ(fE|$2>fX2<Jf2)dI2 = mexp (—

Prova do Teorema 211

Defina z; = p; + 14, logo vy = z; — g € v, sao erros martingale (ou seja, a média
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é zero e sao nao correlacionados). Reescrevendo a equagao ([2.8) temos
P q
p—=xiB = > Gi(a =X B) + > Oz — ) =
j=1 j=1
p q
u—y—-x0 = Z Gj(zt—j — ngjﬂ) + Z 0j(zt—j — pe—j) =
j=1 j=1

p q
a—xB = Z Gz — x4_;8) + Z 0j(z1—j — —j) + v =
j=1

Jj=1
p q
wy = E ¢jwt,]- + E Qth,j + Vy, (B4)
j=1 j=1
sendo que wy = z — X, B, w1 = 21 — X 10, ...,w; = z1 — x;B. Com isso, temos

w, = ®(B)'O(B)y,
= U(B)wy,

sendo ®(B) =1— ¢, B —...— ¢,B?, O(B) = 1+ 6, B+ ...+ ,B% ¢ U(B) = ®(B)'O(B) =
1+ B+ 1 B% + ... (desde que Y % |¢;] < +oc). Portanto

E{Z,} = E{x;B + W,} = x;8 + E{W,} = x,0.

Adotando x;3 = x; B =...=X\B =0,z =m+rew =z — P,w_1 =

zi1—B,...,w; = 2z, — [, conseguimos reescrever a equagao ([2.8)) como a equagao (B.4).
Logo, E{Z;} = E{8 + W,} = . Observe que ainda podemos reescrever a equagao (2.8

na forma
p p q
2 o= f- Z 0;b + Z Pjz—j + Zej(ztfj — ) + v =
j=1 j=1 j=1
p p q
Zt = (1 - Z %)ﬁ + Z quzt,j + Zt%(zt,j - ,LLtfj) + v =
j=1 j=1 j=1
p q
a o= Bot Y Gimjt+ y 0i(z; — m—j) + v
=1 j=1
ou seja, By = (1 = 3°F_, ¢;)3, assim

Bo

E{Z} = E{p+ Wi} =B = -5 o
j=1%j
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Prova do Teorema 2.2

Sejam w; = z — x;3, ®(B), O(B) e ¥(B) como definidos no teorema anterior e

no enunciado, observamos que

Var(Z,) = Var(x,8+W,) =Var(Wy) = E

mas

E(Vf) = E(E(Vt2|3t—1)) = E(BE(Z — Mt)2|;§t—1))

= E(Var(Z,|§i.))
B a’T'(3/s) _02F(3/s))
- E< T(1/5) )‘ T(1/s)

logo reescrevendo a equagao (B.5]) temos

Var(Z,) = Zfliis Zw

e no caso particular em que p = ¢ = 1, observemos que
U(B)=®(B)'0(B) = ®(B)¥(B) = 6(B),
logo
(1 —¢1B)(tho + 1B+ 2B+ ...) = (14 6,B),
portanto ¢y = 1, ¥y = ¢ + 01, o = ¢1(¢p1 +61), ..., Y = &7 (¢ + 6y), disto temos

Var(Z,) = 2F 3/8 ( Z¢ (o1 + 61) >

)
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