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RESUMO

A construção da base de conhecimento de sistemas fuzzy tem sido beneficiada intensamente

por métodos automáticos que extraem o conhecimento necessário a partir de conjuntos de

dados que representam exemplos do problema. Entre os tópicos mais investigados nas pes-

quisas recentes está a questão do balanceamento entre acuidade e interpretabilidade, que

têm sido abordada por meio dos algoritmos genéticos multiobjetivo, sendo o NSGA-II um

dos mais populares. Neste escopo, identificou-se a necessidade do controle da distribuição

das soluções encontradas por estes algoritmos, a fim de que cada solução possa equilibrar

a fronteira de Pareto com relação aos objetivos otimizados pelo algoritmo genético multi-

objetivo. Neste sentido, desenvolveu-se neste projeto de doutorado um algoritmo genético

multiobjetivo, chamado NSGA-DO, capaz de encontrar soluções não dominadas que equi-

libram a fronteira de Pareto nos objetivos a serem otimizados. A principal característica do

NSGA-DO é a seleção de soluções orientada à distância. Uma vez encontrada a fronteira

de Pareto, o algoritmo usa a localização das soluções nesta fronteira para encontrar a me-

lhor distribuição das soluções. Para a validação da proposta, aplicou-se o NSGA-DO em

uma metodologia para a geração de bases de conhecimento fuzzy. Experimentos realiza-

dos comprovaram a superioridade do NSGA-DO com relação ao NSGA-II nos três quesitos

analisados: dispersão, acurácia e interpretabilidade.

Palavras-chave: Algoritmos Genéticos, Algoritmos Genéticos Multiobjetivo, Sistemas Fuzzy Genéticos,

Geração Automática de Regras Fuzzy, Fronteira de Pareto



ABSTRACT

The process of building the knowledge base of fuzzy systems has benefited extensively

of methods to automatically extract the necessary knowledge from data sets that represent

examples of the problem. Among the topics investigated in the most recent research is the

matter of balance between accuracy and interpretability, which has been addressed by means

of multi-objective genetiv algorithms, NSGA-II being on of the most popular. In this scope,

we identified the need to control the diversity of solutions found by these algorithms, so that

each solution would balance the Pareto frontier with respect to the goals optimized by the

multi-objective genetic algorithm. In this PhD thesis a multi-objective genetic algorithm,

named NSGA-DO, is proposed. It is able to find non dominated solutions that balance

the Pareto frontier with respect optimization of the objectives. The main characteristicof

NSGA-DO is the distance oriented selection of solutions. Once the Pareto frontier is found,

the algorithm uses the locations of the solutions in the frontier to find the best distribution of

solutions. As for the validation of the proposal, NSGA-DO was applied to a methodology

for the generation of fuzzy knowledge bases. Experiments show the superiority of NSGA-

DO when compared to NSGA-II in all three issues analyzed: dispersion, accuracy and

interpretability.

Keywords: Genetic Algorithms, Multiobjective Genetic Algorithms, Genetic Fuzzy Systems, Automatic

Generation of Fuzzy Rule, Pareto-Optimal Front
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Capítulo 1
INTRODUÇÃO

As metodologias da Inteligência Computacional (IC), particularmente os Sistemas Fuzzy

(SF), têm provado ser ferramentas importantes para a modelagem de sistemas para os quais,

devido à complexidade ou imprecisão, as abordagens clássicas não são adequadas. A bem su-

cedida utilização dos SF gerou a necessidade de investigação de metodologias complementares

que possibilitassem o projeto automático de tais sistemas. Os crescentes esforços empregados

nas duas últimas décadas para explorar o uso de algoritmos genéticos no projeto de SF deram

origem ao campo dos Sistemas Fuzzy Genéticos (SFG), que têm atraído a atenção de pesquisa-

dores de diferentes áreas (HERRERA, 2008; ZHANG; WANG; ZHANG, 2009; CORDóN, 2011).

A área de SFG é considerada uma área de pesquisa bem estabelecida e bastante ativa, com

um volume muito grande de publicações sendo geradas em todo o mundo. Importantes contri-

buições podem ser encontradas em diversos trabalhos sobre o assunto, como (CORDóN, 2011;

NOJIMA; ISHIBUCHI, 2009; STAVRAKOUDIS; THEOCHARIS, 2009a, 2009b; CORDóN et al., 2007).

Um dos SF amplamente usados são os Sistemas Fuzzy Baseados em Regras (SFBR), os

quais são, geralmente, constituídos de um Mecanismo de Inferência (MI) e de uma Base de

Conhecimento (BC), que por sua vez é composta pela Base de Regras (BR) e pela Base de

Dados (BD). Dentre estes SFBR encontram-se os Sistemas de Classificação Fuzzy (SCF), que

são SFBR projetados com a finalidade específica de realizar a tarefa de classificação. Essa sub-

classe dos SFBR é uma das áreas que mais se beneficiam das vantagens do uso de conjuntos

fuzzy, como trabalhar com informações imprecisas e modelar o problema de forma compreen-

sível ao ser humano.

Um dos desafios existentes na modelagem dos SCF é a construção da BC. O número de

regras, bem como o formato das regras que compõem a sua BR têm impacto direto no desem-

penho dos SCF. Quanto maior for o número de regras da BR dos SCF, maior será a sua acurácia
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e menor será a sua interpretabilidade. Por outro lado, quanto menor for o número de regras da

BR dos SCF, menor será a sua acurácia e maior será a sua interpretabilidade.

Outro fator que impacta diretamente o desempenho dos SCF é o formato dos conjuntos fuzzy

que compõem a sua BD. Dependendo de como estes conjuntos foram ajustados, a acurácia e a

interpretabilidade podem variar.

A partir deste contexto, a motivação, a hipótese e o objetivo que norteiam este doutorado

são apresentados a seguir.

1.1 Motivações, hipótese e objetivo

A busca por SFBR com alta acuidade e boa interpretabilidade tem sido o foco de muitas

pesquisas nos últimos anos. Uma vez que o aumento da acuidade e o aumento da interpreta-

bilidade são objetivos conflitantes, os Algoritmos Genéticos Multiobjetivos (AGMO) têm sido

amplamente empregados no esforço de balancear estes dois objetivos no processo de geração de

regras fuzzy e de ajuste do formato dos conjuntos fuzzy (ISHIBUCHI; NOJIMA, 2007; SáEZ; COR-

TéS; nEZ, 2008; GACTO; ALCALá; HERRERA, 2008; ALCALá et al., 2009b; AGUILAR-LASSERRE

et al., 2009; NOJIMA; ISHIBUCHI, 2009; PULKKINEN, 2009; KAYLANI et al., 2010; ISHIBUCHI;

NAKASHIMA; NOJIMA, 2011; FAZZOLARI et al., 2013).

A otimização multiobjetivo por meio de AGMO fornece soluções não dominadas que nem

sempre equilibram os objetivos devido à baixa diversidade entre estas soluções, fazendo com

que as soluções encontradas beneficiem um dos objetivos. Com isso, um grande esforço vem

sendo feito com o intuito de garantir a diversidade das soluções e, consequentemente, obter

uma fronteira de Pareto cujas soluções estejam bem distribuídas (ADRA; FLEMING, 2011; HáJEK;

SZöLLöS; VSÍSTEK, 2010; YANG et al., 2011). Entretanto, nos trabalhos encontrados na literatura,

a distribuição das soluções ao longo da fronteira de Pareto é obtida tendo por base a diversidade

da população total de indivíduos sem considerar de forma isolada a distribuição das soluções

ao longo da fronteira de Pareto a cada geração do AGMO (HáJEK; SZöLLöS; VSÍSTEK, 2010;

ZADOROJNIY et al., 2012; LI; YANG; LIU, 2014; AZEVEDO; ARAUJO, 2011).

Uma vez que o foco destas abordagens está na diversidade da população como um todo,

a distribuição das soluções ao longo da fronteira de Pareto nem sempre será uma distribuição

uniforme. Consequentemente, isso permite que haja um desbalanceamento entre as soluções

localizadas na fronteira de Pareto.

Desta maneira, dado ao fato de que as abordagens encontradas na literatura não conside-
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ram o posicionamento de cada solução ao longo da fronteira de Pareto como um critério de

avaliação do balanceamento das soluções encontradas, este doutorado faz uso deste ambiente

motivacional e é dirigido pela seguinte hipótese:

Considerar a distância entre as soluções presentes na fronteira de Pareto, durante o pro-

cesso evolutivo de um AGMO, como uma medida de avaliação da qualidade do balanceamento

entre acuidade e interpretabilidade, fará com que este AGMO convirja para uma fronteira de

Pareto cujas soluções estejam distribuídas de uma maneira próxima a uma distribuição uni-

forme ao longo da fronteira de Pareto.

Tendo por base esta hipótese, este doutorado tem como principal objetivo:

Criar um método que permita a um AGMO encontrar soluções com alto grau de diversidade

na fronteira de Pareto. O AGMO será usado na geração automática de um SCF, mantendo o

equilíbrio entre a acuidade e a interpretabilidade.

Dados esta hipótese e objetivo, este doutorado apresenta como contribuição principal um

método que permite a geração de um SCF com alto balanceamento entre a acurácia e a inter-

pretabilidade. Partindo-se desta contribuição, outras contribuições específicas são apresentadas

a seguir.

1.2 Contribuições

De forma abrangente, a inovação de pesquisa obtida por meio deste trabalho consiste no

estudo, proposta, desenvolvimento e avaliação de um método capaz de gerar SCF a partir de

dados numéricos, mantendo o balanceamento entre a acurácia e a interpretabilidade. Neste

sentido, três contribuições específicas foram obtidas neste doutorado.

A primeira contribuição consiste da proposta e desenvolvimento de um índice que reflita

o balanceamento das soluções observando a distribuição das soluções ao longo da fronteira de

Pareto. Este índice não leva em consideração a diversidade da população, mas sim a distância

entre as soluções presentes na fronteira de Pareto. Quanto mais uniforme é a distribuição das

soluções ao longo da fronteira de Pareto, menor é o valor obtido pelo índice.

A segunda contribuição consiste da proposta e desenvolvimento de um método para a es-

colha eficiente de uma solução final presente na fronteira de Pareto. Uma vez que os AGMOs

geram mais de uma solução factível, é importante dispor de um método que auxilie na escolha

da solução que reflete o maior equilíbrio entre os objetivos que estão sendo otimizados.

Por fim, uma terceira contribuição consiste da proposta e desenvolvimento de um AGMO
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capaz de gerar SCF com boa acurácia e interpretabilidade. Para tanto, este AGMO utiliza em

seu operador de seleção o índice desenvolvido nesta tese. O intuito é beneficiar as soluções que

melhor se distribuem ao longo da fronteira de Pareto de cada geração genética.

Cada uma destas três contribuições são apresentadas e discutidas ao longo desta tese, a qual

é organizada conforme apresentado na próxima seção.

1.3 Organização da Tese

Para mostrar a validação da hipótese e atingir o objetivo proposto neste doutorado, esta tese

está dividida nos seguintes capítulos:

• No Capítulo 2 são apresentados os conceitos relacionados aos sistemas fuzzy, bem como

aspectos relacionados à interpretabilidade;

• O Capítulo 3 apresenta temas da Computação Evolutiva relevantes para este trabalho, tais

como Algoritmos Genéticos e Algoritmos Genéticos Multiobjetivos;

• No Capítulo 4 são apresentados o método proposto para a geração de SFBR, o algoritmo

NSGA-DO, bem como a metodologia em que o algoritmo proposto é aplicado para a

geração de Classificadores Fuzzy;

• No Capítulo 5 são apresentados os experimentos realizados e os resultados obtidos;

• Por fim, no Capítulo 6 são apresentadas as conclusões, as principais contribuições e limi-

tações da proposta desenvolvida.



Capítulo 2
SISTEMAS Fuzzy

2.1 Considerações Iniciais

Os Sistemas Fuzzy (SF) podem ser definidos, de maneira bastante geral, como sistemas

que utilizam a teoria dos conjuntos fuzzy proposta por Zadeh (1965) com o objetivo de propor

um formalismo capaz de capturar, representar e processar dados associados a noções linguís-

ticas ou objetos com fronteiras imprecisas. O resultado foi a formalização de uma plataforma

de processamento de informações imprecisas inspirada no conhecimento humano. Desta ma-

neira os sistemas fuzzy representam uma possível ponte entre o processamento linguístico e o

processamento numérico (DUBOIS; PRADE, 1998).

A lógica fuzzy pode ser entendida como uma extensão da lógica binária. Na lógica binária

uma proposição sempre assume os valores-verdade verdadeiro ou falso. A lógica fuzzy, em

contrapartida, assume que os valores-verdade são conjuntos fuzzy, permitindo assim a utilização

de um raciocínio aproximado que pode ser linguisticamente interpretável.

Nas próximas seções são discutidos os fundamentos da teoria de conjuntos fuzzy, da lógica

fuzzy e dos sistemas fuzzy.

2.2 Conjuntos Fuzzy

Os conjuntos clássicos (crisp sets) são amplamente usados na matemática e na ciência da

computação. Entretanto, este tipo de conjunto não é adequado para representar a natureza do

pensamento humano, que tende a ser impreciso e abstrato (JANG; SUN; MIZUTANI, 1997a).

Em um conjunto clássico um elemento pertence completamente ao conjunto ou não per-

tence ao conjunto. Todavia, o mundo real apresenta situações em que os conjuntos clássicos
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não são capazes de definir de forma adequada certas classes de elementos por não possuírem

flexibilidade suficiente, fazendo com que ocorra uma transição abrupta entre a pertinência ab-

soluta e a não pertinência absoluta.

Já os conjuntos fuzzy, considerados uma generalização dos conjuntos clássicos, possibilitam

a transição gradual de conjunto, permitindo que cada elemento pertença parcialmente a um ou

mais conjuntos.

2.2.1 Funções de Pertinência

Um dos conceitos mais importantes da teoria de conjuntos fuzzy é o conceito de função de

pertinência. Define-se uma função de pertinência como um mapeamento como explicitado em

2.1.

µA : X→ [0,1] (2.1)

em que X um conjunto de objetos, denominado universo de discurso, e x um elemento de X.

Um conjunto fuzzy A é definido como:

A = {(x,µA(x))|x ∈ X} (2.2)

em que µA(x) é uma função de pertinência que indica o grau de pertinência de um objeto x

ao conjunto fuzzy A. Assim µA(x) = 1 indica que o elemento pertence totalmente ao conjunto

fuzzy A e µA(x) = 0 indica que o elemento não pertence ao conjunto fuzzy A. O grau com que x

pertence a A é dado pela função de pertinência µA(x).

Os formatos mais comuns de funções de pertinência são: triangular, trapezoidal e Gaussiana

(KLIR, 1995).

Função triangular: A função triangular pode ser apresentada na forma parametrizada

como:

µA(x) =


0, se x≤ a,

x−a
b−a , se a < x≤ b,
c−x
c−b , se b < x≤ c,

0, se k > c

(2.3)

Alternativamente, pode-se reescrever a Equação 2.3 como:
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µA(x) = max
(

min
(

x−a
b−a

,
c− x
c−b

)
,0
)

(2.4)

em que b é o valor modal de µ , ou seja, o maior valor de µ . Os pontos a e c representam os

limites inferior e superior dos elementos compatíveis com o conjunto fuzzy, respectivamente.

Graficamente, pode-se interpretar o conjunto {a,b,c} como as coordenadas dos três vértices do

triângulo formado pela função de pertinência.

Função trapezoidal: A função trapezoidal é especificada por um conjunto de quatro parâ-

metros, {a,b,c,d}, conforme a Equação 2.5:

µA(x) =



0, se x≤ a,
x−a
b−a , se a < x≤ b,

1, se b < x≤ c
d−x
d−c , se c < x≤ d,

0, se x > d

(2.5)

Alternativamente, pode-se reescrever a Equação 2.5 como:

µA(x) = max
(

min
(

x−a
b−a

,
d− x
d−b

)
,0
)

(2.6)

Graficamente, pode-se interpretar o conjunto {a,b,c,d} como as coordenadas dos quatro

vértices do trapézio formado pela função de pertinência. Para o caso especial em que b=c a

função trapezoidal se reduz a uma função triangular. Para o caso especial a=b e c=d tem-se um

conjunto clássico.

Função Gaussiana: Uma função de pertinência Gaussiana é especificada por dois parâme-

tros, a média (ω) e a abertura (σ ), conforme a Equação 2.7.

µA = e−
1
2(

x−ω

σ )
2

(2.7)

A função Gaussiana é simétrica ao redor de ω e sua abertura é especificada pelo parâmetro

σ .

Devido à sua formulação simples e eficiência computacional, as funções do tipo triangular

e trapezoidal são amplamente utilizadas, especialmente em implementações com requisitos de

funcionamento em tempo real (KAYA; ALHAJJ, 2003).

A especificação do formato de uma função de pertinência nem sempre é óbvia, podendo
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inclusive não estar ao alcance do conhecimento de um especialista para a aplicação desejada.

No entanto, existem conjuntos fuzzy cujos parâmetros das funções de pertinência são com-

pletamente definidos pelo especialista. Nestes casos, a escolha de funções triangulares e trape-

zoidais é mais comum porque a ideia de definição de regiões de pertinência total, média e nula é

mais intuitiva que a especificação de valor modal e dispersão, associados ao projeto de funções

Gaussianas. Em trabalhos mais recentes existe a tendência ao projeto automático de sistemas

fuzzy nos quais os parâmetros das funções de pertinência são ajustados no sentido de otimizar

alguma função objetivo.

Em geral essa otimização é realizada a partir de um conjunto significativo de dados de

treinamento, ou seja, um conjunto de dados que descreva adequadamente o comportamento do

sistema.

2.2.2 Operações Básicas sobre Conjuntos Fuzzy

As operações sobre conjuntos são essenciais para a representação e processamento do co-

nhecimento. A seguir são descritas as operações fuzzy de complemento, interseção e união.

Complemento Fuzzy

Se A é um conjunto fuzzy em X, o complemento fuzzy de A é um conjunto fuzzy denotado

por cA e o valor de cµA(x) para x ∈ X é interpretado como o grau com que x pertence a cA e

pode ser definido pela função:

c : [0,1]→ [0,1] (2.8)

que atribui o valor c(µA(x)) a cada grau de pertinência µA(x) de qualquer conjunto fuzzy

A. O valor c(µA(x)) é interpretado como o valor cA(x), ou seja, para todo x ∈ X, por definição,

c(A(x)) = cA(x).

Dado um conjunto fuzzy A, o complemento fuzzy cA é obtido por meio da aplicação da

função c aos valores µA(x) para todo x ∈ X .

Para que os complementos fuzzy obtidos possam ser significativos e possam efetivamente

expressar a ideia de complemento, é importante que a função c satisfaça os seguintes axiomas:

• Condições limites: c(0) = 1 e c(1) = 0

• Monotonicidade: ∀a,b,c ∈ [0,1] se a≤ b então c(a)≥ c(b).
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Todas as funções que satisfaçam esses axiomas formam a classe geral de complementos

fuzzy. O primeiro axioma garante que os complementos fuzzy podem ser utilizados para con-

juntos clássicos. O segundo axioma garante que um aumento do grau de pertinência de um

elemento a em um conjunto fuzzy A implica uma diminuição da pertinência desse elemento ao

complemento.

Um requisito opcional, que não costuma ser satisfeito pela maioria dos complementos fuzzy,

é a condição de involução da negação fuzzy c(c(a)) = a, que garante que a negação dupla do

conjunto é o próprio conjunto.

Os tipos mais comuns de negação fuzzy encontrados na literatura (KLIR, 1995) são:

• Complemento: c1(a) = 1−a

• Sugeno: c2(a,s) = 1−a
1+s·a , s >−1

• Yager: c3(a,w)
1
w = (1−aw)

1
w , w > 0

Podemos observar que c2(a,0) = c1(a) e também c3(a,1) = c1(a).

Interseção (t-normas)

A interseção de dois conjuntos fuzzy é definida pela operação binária t : [0,1]2→ [0,1] que

associa um valor de pertinência a um par de valores de pertinência.

Sejam A e B dois conjuntos fuzzy definidos no universo de discurso X , e µA(x) e µB(x) suas

funções de pertinência, respectivamente, então:

µA∩B(x) = µA(x) t µB(x) (2.9)

De maneira semelhante ao complemento fuzzy, para que uma função t assim definida possa

ser considerada e adotada como interseção fuzzy, deve satisfazer às seguintes propriedades que

garantem que os conjuntos fuzzy resultantes da aplicação de t sejam significativos como inter-

seções fuzzy, para todo x,y,z ∈ [0,1]:

• Condição limite: 0 t a = 0 e 1 t a = a

• Monotonicidade: Se a≤ b, então c t a≤ c t b

• Comutatividade: at b = bt a

• Associatividade: at (bt c) = (at b) t c
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As funções conhecidas como t-normas possuem tais propriedades e, geralmente, são ado-

tadas como intersecções fuzzy. Algumas das t-normas mais utilizados na literatura (KLIR, 1995)

são:

• mínimo: atb = min{a,b}

• produto algébrico: atb = ab

• produto restrito: atb = max{0,a+b−1}

• produto drástico: atb =


a, se b = 1,

b, se a = 1,

c, se a e b = 1

• Schweizer e Sklar: atb = [max{0,(a−p +b−p−1)}]
−1
p , p > 0

• Yager: atb = 1−min{1, [(1−a)q +(1−b)q]
1
q}, q > 0

• Dubois e Prade: atb = ab
max{a,b,α} , α ∈ [0,1]

• Hamacher: atb = ab
γ+(1−γ)(a+b−ab) , γ > 0

• Frank: atb = logs

[
1+ (sa−1)(sb−1)

s−1

]
, s > 0

• Sugeno: atb = max{0,(λ +1)(a+b−1)−λ ·a ·b}, λ ≥ 1

• Dombi: 1

1+[(a−1−1)λ+(b−1−1)λ ]
1
λ

, λ > 0

União (s-normas)

De maneira semelhante à interseção fuzzy, a união fuzzy de dois conjuntos fuzzy é definida

pela operação binária s : [0,1]2→ [0,1] que associa um valor de pertinência a um par ordenado

de valores de pertinência. Se A e B são os conjuntos fuzzy em questão e X o universo de discurso

em que estão definidos, para todo x ∈ X temos:

µA∪B(x) = µA(x)sµB(x) (2.10)

De maneira semelhante ao complemento e à interseção fuzzy, para que uma função s, assim

definida, possa ser considerada e adotada como união fuzzy, ela deve satisfazer propriedades que

garantam que os conjuntos fuzzy resultantes da aplicação de s sejam significativos como uniões

fuzzy. As funções conhecidas como t-conormas, ou s-normas, possuem tais propriedades e,

geralmente, são adotadas como uniões fuzzy. As propriedades das s-normas citadas são:
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• Condição limite: 0sx = x e 1sx = 1

• Monotonicidade: Se x≤ y e w≤ z, então xsw≤ ysz

• Comutatividade: xsy = ysx

• Associatividade: xs(ysz) = (xsy)sz

Os tipos de s-normas triangulares mais utilizados na literatura (KLIR, 1995) são:

• máximo: asb = max{a,b}

• soma algébrica: asb = a+b−ab

• soma restrita: asb = max{1,a+b}

• soma drástica: asb =


a, se b = 0,

b, se a = 0,

1, se a e b = 0

• Schweizer e Sklar: asb = 1− [max{0,((1−a)−p +(1−b)−p−1)}]
−1
p , p > 0

• Yager: asb = min{1, [aq +bq]
1
q}, q > 0

• Dubois e Prade: asb =
[
a+b−ab− min{a,b,(1−α)}

max{1−a,1−b,α}

]
, α ∈ [0,1]

• Hamacher: asb = a+b−(γ−2)ab
1+(γ−1)ab) , γ > 0

• Frank: asb = 1− logs

[
1+ (s1−a−1)(s1−b−1)

s−1

]
, s > 0

• Sugeno: asb = min{1,a+b− γab}, γ ≥−1

• Dombi: 1

1+[(a−1−1)−λ+(b−1−1)−λ ]
1
λ

, λ > 0

2.2.3 Relações Fuzzy

A relação fuzzy binária R(X,Y), onde X e Y são conjuntos clássicos (crisp), é um conjunto

fuzzy caracterizado pela função de pertinência µR(x,y) no qual x ∈ X e y ∈ Y e µR(x,y) é um

valor no intervalo [0,1] que define o grau com que x e y estão relacionados pela relação R.

Relação Fuzzy Binária

Sejam X e Y dois universos de discurso. Pode-se definir o conjunto fuzzy R como:
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R : X×Y→ [0,1] (2.11)

R : {((x,y),µR(x,y))|(x,y) ∈ X×Y} (2.12)

a Equação 2.12 é uma relação fuzzy binária no universo de discurso. Por exemplo, seja

X≡ Y≡ R+ e R = "x é muito menor que y". Supondo que a função de pertinência de R possa

ser aproximada por:

µR(x,y) =

{
y−x

x+y−2 , se y > x,

0, se y≤ x
(2.13)

Para os universos de discurso X = {3,4,5} e Y = {3,4,5,6,7}, pode-se expressar a mesma

relação fuzzy R por meio de uma matriz de relação:

R =


0 0,200 0,333 0,429 0,500

0 0 0,143 0,250 0,333

0 0 0 0,111 0,200

 (2.14)

no qual o elemento na linha i e coluna j indica o grau de pertinência ao conjunto "muito

maior" do elemento (i, j) sendo i ∈ X e j ∈ Y.

2.2.4 Composição de Relações Fuzzy

As relações fuzzy definidas em produtos cartesianos distintos podem ser combinadas utili-

zando operadores de composição. Existem diversos operadores de composição possíveis, sendo

que o mais conhecido é a composição max-min proposta por (ZADEH, 1965).

Composição Max-min

Sejam R1 e R2 duas relações fuzzy definidas em X1×X2 e X2×X3 respectivamente. A

composição Max-min de R1 e R2 é um conjunto fuzzy definido por:

R1 ◦R2 = {((x1,x3),µR1◦R2(x1,x3))|x1 ∈ X1, x2 ∈ X2, x3 ∈ X3} (2.15)

em que:
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µR1◦R2(x1,x3) = max
x2∈X2

min(µR1(x1,x2),µR2(x2,x3)) (2.16)

Quando as relações R1 e R2 são expressas como matrizes de relação, o cálculo de R1 ◦R2 é

semelhante a uma multiplicação matricial, exceto pelo fato que os operadores de multiplicação

e soma são substituídos por min e max respectivamente. A composição Max-prod foi proposta

como uma alternativa à composição Max-min (JANG; SUN; MIZUTANI, 1997a), para alcançar

maior tratabilidade matemática.

Composição Max-Prod

Assumindo a mesma notação utilizada na definição da composição Max-min, pode-se defi-

nir a composição Max-prod como:

µR1◦R2(x1,x3) = max
x2∈X2
{µR1(x1,x2) ·µR2(x2,x3)} (2.17)

Composição genérica

Analogamente pode-se utilizar o mesmo raciocínio para definir uma composição através de

quaisquer pares de s-normas e t-normas (NGUYEN; GANESH; GONG, 1998).

µR1⊕R2(x1,x3) = sx2∈X2[µR1(x1,x2)tµR2(x2,x3)] (2.18)

ou ainda:

µR1⊕R2(x1,x3) = tx2∈X2[µR1(x1,x2)sµR2(x2,x3)] (2.19)

2.3 Regras Fuzzy

Regras fornecem uma maneira formal de representar diretrizes e estratégias, sendo muitas

vezes apropriadas quando o conhecimento do domínio resulta da experiência ou de associações

empíricas. Sistemas baseados em regras são construídos sobre um conjunto de regras e usam

uma coleção de fatos para fazer inferências.

Regras são úteis para a representação de conhecimento sobre um determinado domínio. A

modelagem de sentenças em linguagem natural ou artificial é relativamente simples por meio de

regras fuzzy (JANG; SUN; MIZUTANI, 1997b). Além disso, as regras permitem a representação do
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conhecimento impreciso, o que facilita a modelagem de problemas do mundo real. As regras,

fuzzy ou não, podem ser usadas por sistemas computacionais em seus mecanismos de raciocínio

para inferir conclusões a partir de fatos conhecidos.

A próxima seção descreve os conceitos de variáveis e regras fuzzy, bem como os fundamen-

tos dos processos de inferência que utilizam regras fuzzy.

2.3.1 Variáveis Linguísticas

Conforme apontado por Zadeh, técnicas convencionais para análise de sistemas são essen-

cialmente inadequadas para o tratamento de sistemas baseados no conhecimento humano, cujo

comportamento é influenciado pela percepção, julgamento e emoções. Essa é uma manifestação

do princípio da incompatibilidade: “Com o aumento da complexidade do sistema, nossa habi-

lidade de realizar indicações precisas e significativas sobre seu funcionamento diminui até ser

alcançado um nível em que precisão e significado se tornam características quase que mutua-

mente exclusivas” (ZADEH, 1973). Isso motivou a proposta do conceito de variáveis linguísticas

como uma alternativa na modelagem do pensamento humano em que a informação é proces-

sada através de conjuntos fuzzy. Formalmente uma variável linguística é caracterizada por uma

quíntupla:

〈χ,T,X,G,M〉 (2.20)

na qual:

• χ é o nome da variável linguística;

• T é o conjunto de rótulos linguísticos primários associados a χ . Cada elemento de T

representa um rótulo dos termos que a variável χ pode assumir;

• X é o universo de discurso da variável linguística χ;

• G é a gramática para geração dos rótulos;

• M é a regra que associa cada rótulo a um conjunto fuzzy no universo X, representando o

seu significado.

Por exemplo, seja a variável linguística velocidade (χ = velocidade) no universo de dis-

curso X = [0,150] e uma variável base x. Um conjunto de termos linguísticos associados à
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variável velocidade poderia ser: T (velocidade) = {baixa, média, alta}. Seja P(X) uma coleção

de conjuntos fuzzy definidos no universo X. A semântica de uma variável linguística define um

mapeamento:

M : T (χ)→ P(X) (2.21)

que estabelece uma relação entre o conjunto de termos T (χ) a uma partição fuzzy P.

A gramática G define como os termos linguísticos primários {baixa, média, alta} serão as-

sociados aos modificadores {muito, pouco, maior, menor, ou, não} para formar os nomes dos

termos não-primários. Usualmente as funções de pertinência associadas aos termos linguísticos

primários têm formatos conhecidos. Os conjuntos fuzzy associados aos termos não primários,

em contrapartida, podem ser obtidos através de modificadores pré-especificados (PEDRYCZ; GO-

MIDE, 1998).

O processo de divisão de um domínio de uma variável em conjuntos fuzzy define a chamada

partição fuzzy. Uma partição fuzzy pode ser uniforme (os termos linguísticos têm funções de

pertinência de formato semelhante, transladadas e equidistantes) ou não-uniforme. A granula-

ridade da partição é definida pelo número de termos linguísticos. Um número baixo de termos

linguísticos define uma partição esparsa ou grossa, enquanto um número alto resulta em uma

partição fina.

Não existe uma metodologia consistente para a determinação da partição fuzzy ideal. Em

geral essa tarefa é realizada manualmente através da intervenção de um especialista ou utili-

zando um método de particionamento automático a partir de dados de treinamento. Na ausên-

cia de um especialista ou de abordagens de ajuste automático, partições utilizando de 5 a 7

termos linguísticos uniformemente distribuídos, são utilizadas com frequência (PEDRYCZ; GO-

MIDE, 1998).

2.3.2 Sintaxe e Semântica das Regras Fuzzy

As regras fuzzy são também conhecidas como implicações fuzzy ou declarações condicio-

nais fuzzy. Elas são apropriadas quando o conhecimento do problema é resultado de associações

empíricas e experiências de um especialista, ou quando se deseja uma representação linguística

do conhecimento adquirido. Em geral, as regras fuzzy assumem a forma:

Se x é A então y é B (2.22)
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em que A e B são rótulos (ou termos) linguísticos de conjuntos fuzzy definidos nos conjuntos

base X e Y, respectivamente, e x e y são variáveis linguísticas. Frequentemente “x é A” é

denominado de antecedente ou premissa, enquanto “y é B” é denominado de consequente ou

conclusão (JANG; SUN; MIZUTANI, 1997a).

A regra fuzzy mostrada na equação 2.22 pode ser abreviada por A→ B e pode ser definida

como uma relação fuzzy R no produto cartesiano X×Y, onde X e Y são conjuntos convenci-

onais. Seja µR a função de pertinência associada à relação fuzzy R, a semântica da regra fuzzy

pode ser especificada através de uma função f : [0,1]× [0,1]→ [0,1]:

µR(x,y) = f (µA(x),µB(y)) (2.23)

De acordo com Pedrycz e Gomide (1998), as relações fuzzy induzidas por regras fuzzy são

derivadas de três classes principais de funções: conjunções fuzzy, disjunções fuzzy e implica-

ções fuzzy, sendo as conjunções e implicações as mais comuns. As conjunções e as disjunções

podem ser vistas como generalizações duais do produto cartesiano fuzzy através de t-normas

e s-normas, enquanto implicações fuzzy representam generalizações das implicações da lógica

multi-valorada de Lukasiewicz (1970).

2.4 Sistemas de Inferência Fuzzy

As regras fuzzy são ferramentas eficientes na modelagem de sentenças em linguagem natu-

ral (JANG; SUN; MIZUTANI, 1997a). Esta modelagem utiliza o conceito de variáveis linguísticas

para gerar regras fuzzy que são mapeadas através de relações fuzzy, permitindo a investigação

de diferentes esquemas de raciocínio aproximado. Nestes esquemas, procedimentos de infe-

rência baseados no conceito de regra composicional de inferência são utilizados para derivar

conclusões, a partir de um conjunto de regras e fatos conhecidos.

Um sistema de inferência fuzzy é uma ferramenta de computação baseada nos conceitos

de conjuntos fuzzy, regras fuzzy e raciocínio fuzzy. Tais sistemas são utilizados em diversas

áreas, tais como controle automático, classificação de dados, tomada de decisões, predição de

séries temporais, robótica e reconhecimento de padrões (JANG; SUN; MIZUTANI, 1997a). Ou-

tras nomenclaturas para os sistemas fuzzy encontradas na literatura incluem: Sistemas Fuzzy

Baseados em Regras (SFBR), Sistemas Especialistas Fuzzy (KANDEL, 1992), Modelos Fuzzy

(TAKAGI; SUGENO, 1985; SUGENO; KANG, 1988), Memórias Associativas Fuzzy (KOSKO, 1992)

e Controlador Lógico fuzzy (KANDEL, 1992; LEE, 1990b, 1990a).
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A estrutura básica de um sistema de inferência fuzzy é constituída de dois componentes

principais:

• Base de Conhecimento (BC), formada pela Base de Regras (BR), que contém um con-

junto de regras fuzzy, e pela Base de Dados (BD), que define as funções de pertinência

utilizadas nas regras fuzzy;

• Mecanismo de Inferência (MI), que executa o procedimento de inferência sobre as regras

fuzzy e retorna fatos para formar uma saída aceitável ou conclusão.

Observa-se que o sistema básico de inferência fuzzy pode receber como entrada tanto con-

juntos fuzzy quanto entradas não-fuzzy (que são interpretadas como conjuntos do tipo singleton).

As saídas produzidas são geralmente conjuntos fuzzy ou valores numéricos, dependendo do mo-

delo de inferência utilizado. Em alguns casos é necessário obter como saída um valor escalar,

mesmo nos casos em que as regras produziram uma saída não-fuzzy. Portanto, é necessário um

método de transformação da saída fuzzy em não-fuzzy, chamado de defuzificador, para obter um

valor escalar que melhor represente o conjunto fuzzy obtido.

O tipo de sistema fuzzy utilizado ao longo desse trabalho, entretanto, não necessita de tal

procedimento, o que por essa razão, não será profundamente detalhado.

Existem vários tipos de sistemas fuzzy. Na maioria dos casos, o antecedente é formado por

proposições linguísticas e a distinção entre os modelos se dá no consequente das regras fuzzy.

Entre os modelos mais conhecidos pode-se destacar:

Linguístico ou Mamdani: utiliza conjuntos fuzzy nos consequentes das regras fuzzy (MAM-

DANI; ASSILIAN, 1975). A saída final é representada por um conjunto fuzzy resultante da agre-

gação da saída inferida de cada regra. Para se obter uma saída final não fuzzy adota-se um dos

métodos de transformação da saída fuzzy em não fuzzy (JANG; SUN; MIZUTANI, 1997a).

Interpolativo ou Takagi-Sugeno: o consequente é representado por uma função das va-

riáveis de entrada (TAKAGI; SUGENO, 1993). A saída final é obtida pela média ponderada das

saídas inferidas de cada regra. Os coeficientes de ponderação são dados a partir do grau de

ativação de cada regra.

Tsukamoto: utiliza funções de pertinência monotônicas no consequente (TSUKAMOTO,

1993). A saída do sistema é um valor não-fuzzy obtido da média ponderada das saídas inferidas

de cada regra.
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2.5 Sistema de Classificação Fuzzy

Sistemas de Classificação Fuzzy (SCF) são Sistemas Fuzzy Baseados em Regras projetados

com a finalidade específica de realizar a tarefa de classificação. Assim, os SCF utilizam métodos

de raciocínio próprios para essa tarefa.

O formato da regra fuzzy de classificação segue o formato geral das regras fuzzy descrito na

Seção 2.4 e pode ser expresso por:

RK : SE x1 é AK1 e x2 é AK2, ENT ÃO Classe =C j (2.24)

no qual RK é o identificador da regra k, x1, . . . ,xn são os atributos do padrão considerado no

problema (representados aqui por variáveis linguísticas), AK1, . . . ,AKn são os rótulos linguísticos

usados para representar os valores de tais n atributos e C j ( j = 1, ...M) é a classe a que pertence

o padrão.

Métodos de raciocínio fuzzy para classificação são procedimentos que permitem a inferên-

cia a partir dos consequentes de um conjunto de regras do tipo SE...ENTÃO, e um padrão de

entrada, com o objetivo de classificar esse padrão. Os métodos mais utilizados são: Método de

Raciocínio Fuzzy Clássico e Método de Raciocínio Fuzzy Geral.

O método de Raciocínio Fuzzy Clássico (CHI; YAN; PHAM, 1996; GONZáLEZ; PéREZ, 1999)

classifica um padrão de entrada de acordo com a regra que possuir maior grau de compatibili-

dade com o mesmo, conforme a definição a seguir.

Seja ep = (ap1,ap2 , . . . ,apn) um padrão a ser classificado, R1,R2, . . . ,RS um conjunto de S

regras do SCF, cada uma com n antecedentes e L j um subconjunto de R (L j ⊆ R). Seja AKi(api),

o grau de pertinência do atributo api no i-ésimo conjunto fuzzy da regra RK .

O Método de Raciocínio Fuzzy Clássico segue as seguintes etapas para a classificação do

padrão ep:

1. Calcular o grau de compatibilidade entre o padrão ep e cada regra RK , para K = 1, ...,S.

Compat(RK,ep) = t(AK1(ap1),AK2(ap2), . . . ,AKn(apn))

no qual t denota uma t-norma.

2. Encontrar a regra RKmax que possui o maior grau de compatibilidade com o padrão.

Yj = max{Compat(RK,ep)},k = 1,2, ...,S
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3. Atribuir a classe Ch ao padrão ep, onde Ch é a classe do consequente da regra Rk.

Yh = max
j=1...,M

Yj

O método de Raciocínio Fuzzy Geral, que combina as informações providas por todas as

regras de uma mesma classe para classificar o padrão, é definido a seguir para classificar o

padrão ep:

1. Calcular o grau de compatibilidade entre o padrão ep e cada regra RR, para R = 1, . . . ,S.

Compat(RK,ep) = t(AK1(ap1),AK2(ap2), . . . ,AKn(apn))

no qual t denota uma t-norma.

2. Calcular para cada classe C o valor de ClasseC , ou seja, o grau de classificação do

padrão na classe, agregando os graus de compatibilidade do passo anterior de todas as regras

cuja classe predita é C:

ClasseC = f{Compat(RK,ep)|C é a classe do consequente de RK}

sendo f um operador de agregação tal que min≤ f ≤max

3. A classe C será atribuída ao padrão ep , sendo C a classe correspondente ao valor máximo

de ClasseC encontrado no passo anterior.

2.6 Interpretabilidade de Sistemas Fuzzy Baseados em Re-
gras

A interpretabilidade tem um papel importante na modelagem fuzzy (ZHOU; GAN, 2008), e

é reconhecida como a principal vantagem dos sistemas fuzzy em relação aos sistemas clássicos

como, por exemplo, as Redes Neurais Artificiais, que são vistas como caixas pretas, pois fór-

mulas matemáticas definem o mapeamento entre entradas e saídas, sendo assim difícil para o

usuário entender o porquê de o sistema ter inferido algumas conclusões.

Por outro lado, as decisões tomadas pelos sistemas fuzzy são transparentes, já que todos os

elementos do sistema podem ser verificados e compreendidos por um ser humano. Todavia,

a interpretabilidade depende de vários fatores, tais como a estrutura do SFBR, o número de

regras, o número de atributos, o número de rótulos linguísticos e o formato dos conjuntos fuzzy.

Por esta razão, um grande esforço tem sido empregado pela comunidade científica para definir
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medidas que possam ser utilizadas com o objetivo de se obter um índice que possa aferir quão

interpretável é um SFBR.

Embora seja possível encontrar na literatura diversas tentativas de definir um índice de

interpretabilidade, ainda não há um índice universal amplamente aceito (ZHOU; GAN, 2008).

O conceito de interpretabilidade aparece em muitas áreas como a educação, medicina e a

ciência da computação, sob vários nomes como compreensibilidade, compreensão, inteligibili-

dade, transparência, legibilidade, etc.

Todos esses termos são geralmente considerados como sinônimos, o que poderia gerar al-

guma confusão. No entanto, alguns autores (MENCAR; FANELLI, 2008) fazem distinção entre o

termo transparência (legibilidade), que diz respeito à estrutura do modelo e o termo compre-

ensibilidade (compreensão), que está voltado aos aspectos cognitivos, pois está relacionado ao

ser humano ou, mais especificamente, para sistemas humanísticos, definidos por Zadeh como

aqueles cujo comportamento é fortemente influenciado pelo julgamento humano, percepção e

emoções (ZADEH, 1965).

Pode-se observar que a legibilidade é considerada um pré-requisito para compreensibili-

dade. Por conta disto, em alguns trabalhos, o termo interpretabilidade é usado para se referir a

ambos os termos: legibilidade e compreensibilidade.

Não é fácil encontrar na literatura uma definição formal para a interpretabilidade que te-

nha aceitação unânime. A primeira tentativa de uma definição formal para a interpretabilidade

foi feita por (TARSKI; MOSTOWSKI; ROBINSON, 1953), que formulou uma definição matemática

dentro do contexto da lógica clássica, estabelecendo-se a base para identificar teorias interpre-

táveis. Para Tarski, Mostowski e Robinson (1953), se considerar T e S como teorias formais, T

será interpretável em S se e somente se houver uma forma de passar de T para S, certificando-se

de que cada teorema de T pode ser traduzido e provado em S.

Dentro do contexto dos sistemas fuzzy, pode-se encontrar na literatura (MENCAR; CASTEL-

LANO; FANELLI, 2005) uma definição de interpretabilidade semelhante à que foi proposta por

(TARSKI; MOSTOWSKI; ROBINSON, 1953), em que é feita uma distinção entre uma linguagem

formal L (lógica fuzzy), utilizada para descrever o modelo em análise, e uma linguagem orien-

tada ao usuário L′ (geralmente a língua natural), utilizada para explicar o modelo para o usuário.

Se o sistema é interpretável, então a tradução de L para L′ deve ser feita pelo usuário com um

esforço pequeno. De uma maneira informal, as pessoas dizem que um modelo é interpretável

se elas são capazes de descrever e explicar este modelo facilmente.

Uma definição bastante aceita foi dada por Bodenhofer e Bauer (2003): “interpretabilidade
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é a possibilidade de estimar o comportamento do sistema por meio da leitura e compreensão da

base de regras”.

2.6.1 Taxonomia para Índices de Interpretabilidade de SFBR

Conforme comentado anteriormente, a legibilidade de um SFBR influencia diretamente a

compreensão do sistema. Por sua vez, em uma visão global, os dois fatores que influenciam a

legibilidade são: o conjunto de regras e a partição fuzzy (GUILLAUME; CHARNOMORDIC, 2004)

(Espinosa & Vandewalle, 2000; Guillaume & Charnomordic, 2004).

Além disso, como explicado por (MENCAR; FANELLI, 2008), é possível distinguir dois níveis

de interpretabilidade principais: baixo nível (ou nível do conjunto fuzzy); e alto nível (ou nível

da regra fuzzy).

Baseados nestes fatores e nas restrições inerentes à legibilidade e compreensão de um

SFBR, Zhou e Gan (2008) apresentaram uma taxonomia de interpretabilidade em SFBR (ZHOU;

GAN, 2008). Mais tarde, essa taxonomia foi estendida por Alonso, Magdalena e González-

Rodríguez (2009) fundamentados em um estudo completo sobre as restrições em interpretabili-

dade mais utilizada na modelagem fuzzy (MENCAR; FANELLI, 2008). Essa taxonomia é ilustrada

na Figura 2.1.

Figura 2.1: Caracterização da interpretabilidade. Figura baseada em (ALONSO; MAGDALENA;
GONZáLEZ-RODRÍGUEZ, 2009).

A descrição (legibilidade da estrutura) de um SFBR pode ser analisada observando dife-

rentes níveis de abstração, como ilustrado na parte esquerda da Figura 2.1. O nível mais baixo
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corresponde ao nível dos conjuntos fuzzy. Ele inclui as restrições exigidas para construir conjun-

tos fuzzy interpretáveis levando em conta propriedades matemáticas (convexidade, protótipos,

etc.) das funções de pertinência. No segundo nível, existem algumas restrições com relação à

combinação de vários conjuntos fuzzy para formar uma partição fuzzy.

O uso de variáveis linguísticas favorece a legibilidade, mas não é o suficiente para garantir

a interpretabilidade. Assim, algumas restrições linguísticas devem ser aplicadas à definição da

partição fuzzy para que elas sejam interpretáveis. Com o intuito de satisfazer algumas restri-

ções semânticas (distinguibilidade, cobertura, normalidade, convexidade, etc.), Ruspini definiu

um tipo especial de partição chamada partição fuzzy forte (Strong Fuzzy Partition), em que as

funções de pertinência se sobrepõem duas a duas no valor de 50% (RUSPINI, 1969). Podemos

ver na Figura 2.2 um exemplo de partição fuzzy forte com cinco conjuntos fuzzy se sobrepondo

exatamente no grau de pertinência de 50%.

Figura 2.2: Partição fuzzy forte

Devido às limitações da memória humana, torna-se essencial trabalhar com partições fuzzy

fortes compostas por um número pequeno de termos linguísticos. De acordo com psicólogos

(MILLER, 1956; SAATY; OZDEMIR, 2003), o limite da capacidade humana de processamento de

informação é 7±2 termos linguísticos.

O uso de partições fuzzy fortes resulta em partições fuzzy interpretáveis, pois estas mantêm

estruturas claras e transparentes. No entanto, do ponto de vista da interpretabilidade, outra

questão importante é a escolha correta dos rótulos linguísticos, que deve ser feita de acordo

com o contexto do problema. Este é o terceiro nível de abstração da Figura 2.1.

Uma vez definidos os termos linguísticos, juntamente com a sua semântica, eles podem

ser usados para expressar proposições linguísticas (quarto nível de abstração). As restrições

relacionadas às proposições linguísticas incluem o uso de modificadores linguísticos e a com-

posição de termos linguísticos. Deste modo, várias proposições são combinadas para formar

regras fuzzy que descrevem o comportamento do sistema (quinto nível de abstração). As restri-
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ções relacionadas às regras fuzzy consideram o tamanho do consequente da regra e o número de

variáveis em cada regra.

Além da análise de cada regra individual, há a necessidade de estudar a combinação de

várias regras, alcançando assim o maior nível de abstração. Neste nível de abstração são consi-

derados o tamanho da BR (número total de regras na BR) e o tamanho da regra (número total

de premissas).

Quando todas as restrições listadas na parte esquerda da Figura 2.1 são satisfeitas, a inter-

pretabilidade do SFBR é garantida do ponto de vista estrutural. Na prática, satisfazer todas essas

restrições é quase impossível, pois elas representam um grande conjunto de condições que nor-

malmente direcionam o sistema para um baixo nível de acurácia. De fato, Fazendeiro, Valente

de Oliveira e Pedrycz (2007) mostraram que, quando se desconsidera a propriedade de partições

fuzzy fortes, pode-se obter sistemas mais precisos, mas à custa de diminuir a legibilidade.

A explicação (compreensão) do comportamento de um SFBR, lado direito da Figura 2.1,

leva em consideração a interpretação adequada da própria regra e como as regras são combina-

das.

A explicação do comportamento do sistema também leva em consideração o sistema de

inferência. Há diversos tipos de regras fuzzy (regra gradual, regra possibilística, regras com

pesos, etc.) que podem ser utilizadas, sendo que cada uma delas possui um mecanismo de

inferência específico (Dubois & Prade, 1996). Desta forma, a escolha da regra apropriada é um

aspecto importante durante a modelagem do sistema, não apenas pela acurácia, mas também

pela semântica das regras fuzzy. Cada regra fuzzy tem uma semântica diferente que corresponde

a uma interpretação diferente.

O nível de inferência também inclui as definições do operador fuzzy para conjunção, disjun-

ção, agregação e defuzificação. Toda a BR deve ser consistente (não pode existir redundância,

contradições, etc.) e deve abranger as situações mais prováveis.

De acordo com Guillaume (2001), completude significa que para qualquer vetor de entrada

possível, pelo menos uma regra é disparada. A completude da BR depende do conjunto de dados

disponíveis. Quanto maior o número de casos no conjunto de dados, maior será o número de

casos cobertos pela BR. Entretanto, a coleta de dados implica fazer muitos experimentos que

custam tempo. Além disso, alguns experimentos não são viáveis porque exigem condições

extremas. Sendo assim, os requisitos de completude variam dependendo da aplicação.

A falta de completude é normalmente tratada usando regras default que só são disparadas

quando nenhuma outra regra foi disparada. O objetivo é evitar situações anormais que possam
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produzir algum dano. Para alguns sistemas, a completude da BR não é essencial, pois envolvem

interação com os seres humanos. Como exemplo destes sistemas tem-se sistemas de apoio à

decisão, classificação supervisionada, diagnósticos, etc.

Levando em consideração que como o resultado de um mecanismo de inferência fuzzy vá-

rias regras podem ser disparadas ao mesmo tempo para um dado vetor de entrada, a com-

preensão do sistema está diretamente ligada ao número de regras que podem ser disparadas

simultaneamente. Quanto menor o número de regras disparadas ao mesmo tempo, maior será

a compreensão que teremos do sistema. Um modelo composto por milhares de regras, onde no

máximo dez regras são disparadas simultaneamente, pode ser visto como mais compreensível

do que um modelo incluindo apenas cem regras, onde a maioria delas é disparada simultanea-

mente (ALONSO; MAGDALENA; GONZáLEZ-RODRÍGUEZ, 2009).

Apenas a leitura da BR não é suficiente para entender o comportamento do sistema, pois

a saída é obtida como resultado da combinação de um conjunto de regras. Por isso, explicar a

saída de um SFBR não é uma tarefa simples, já que ainda há uma lacuna entre a descrição do

sistema e a compreensão do seu comportamento.

Outra taxonomia encontrada na literatura foi proposta por (GACTO; ALCALá; HERRERA,

2011). Esta taxonomia é baseada na complexidade e na semântica da BR e das partições fuzzy,

conforme segue:

- Quadrante 1 (Q1): complexidade em nível da BR;

- Quadrante 2 (Q2): complexidade em nível das partições fuzzy;

- Quadrante 3 (Q3): semântica em nível da BR;

- Quadrante 4 (Q4): semântica em nível das partições fuzzy.

No quadrante Q1 estão inseridos os trabalhos que tentam reduzir ou controlar a complexidade

da BR. As medidas mais utilizadas por trabalhos que pertencem a Q1 são:

• Número de regras: O conjunto de regras fuzzy deve ser o menor possível sob condições

nas quais o desempenho do modelo seja mantido em um nível satisfatório.

• Número de condições: O número de condições no antecedente de uma regra não deve

exceder o limite de 7± 2 condições distintas. Além disso, o número de condições deve

ser o menor possível, a fim de facilitar a leitura das regras. O desempenho do modelo

também deve ser mantido em um nível satisfatório.
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Para o quadrante Q2, as medidas mais utilizadas para controlar a complexidade em nível

das partições fuzzy são:

• Número de atributos ou variáveis: Esta medida é utilizada principalmente para reduzir

a dimensionalidade em problemas de alta dimensionalidade. A redução do número de

atributos pode melhorar a legibilidade da BC.

• Número de funções de pertinência: Para controlar a complexidade em nível das parti-

ções fuzzy, é necessário que haja um número moderado de funções de pertinência. Em

geral considera-se que o número de funções de pertinência não deve exceder o limite de

7± 2 funções distintas. Quanto maior for o número de funções de pertinência, mais a

acurácia do sistema pode aumentar, porém a relevância das funções de pertinência pode

diminuir.

O quadrante Q3 está relacionado com as medidas ou propriedades que controlam a interpre-

tabilidade semântica em nível da BR. Este quadrante leva em conta principalmente as seguintes

propriedades:

• Consistência da BR: observa a ausência de regras contraditórias na BR, ou seja, regras

com antecedentes iguais devem ter consequentes iguais.

• Número de regras disparadas ao mesmo tempo: consiste em minimizar o número de

regras de disparo que são ativadas para um determinado vetor de entrada.

Durante o processo de geração de SFBR mais precisos, pode-se alterar algumas proprieda-

des dos conjuntos fuzzy e, consequentemente, afetar a sua interpretabilidade. A Figura 2.3 mos-

tra um exemplo de uma partição fuzzy com enorme sobreposição entre as funções de pertinência,

o que deteriora a interpretabilidade global do ponto de vista da interpretabilidade semântica.

Figura 2.3: Particionamento com baixo significado semântico
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No quadrante Q4 há muita preocupação com a manutenção da interpretabilidade semântica

em nível da partição fuzzy. Este problema tem sido abordado através da aplicação de algumas

restrições para a definição das funções de pertinência a fim de preservar ou melhorar algumas

propriedades desejáveis. Algumas das propriedades mais importantes que devem ser lembradas

ao definir a partição fuzzy são (ISHIBUCHI; YAMAMOTO, 2004a), são (Ishibuchi & Yamamoto,

2004):

• Cobertura: As funções de pertinência devem cobrir o universo de discurso inteiro da

variável, e cada ponto do domínio deve ter pertinência diferente de zero a pelo menos um

dos conjuntos fuzzy;

• Normalização: Uma função de pertinência é normal se existe pelo menos um ponto do

domínio em que o grau de pertinência deste ponto na função de pertinência seja igual a 1.

• Distinguibilidade: As funções de pertinência devem representar um termo linguístico

com um significado claro e devem ser facilmente distinguíveis entre si.

• Complementaridade: Para cada elemento do domínio, a soma de todos os graus de per-

tinência deve estar próximo a 1. Isto garante a distribuição uniforme entre os elementos.

Uma visão geral desta taxonomia pode ser vista na Tabela 2.1, em que são expostas as

medidas consideradas em cada quadrante.

Nível da Base de Regras Nível das partições fuzzy
Interpretabilidade Q1 Q2

baseada em Número de regras Número de funções de pertinência
complexidade Número de condições Número de atributos

Q3 Q4
Interpretabilidade Consistência da regra Cobertura

baseada em Regras disparadas ao mesmo tempo Normalização
semântica Transparência da estrutura da regra Distinguibilidade

Igualdade Complementaridade
Medidas relativas

Tabela 2.1: Taxonomia para a interpretabilidade. Traduzida de (GACTO; ALCALá; HERRERA, 2011)

2.7 Considerações finais

Neste capítulo foram apresentados os principais conceitos sobre conjuntos fuzzy, em espe-

cial os Sistemas de Classificação Fuzzy, alvo de estudo deste trabalho.
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Também foi apresentado o conceito de interpretabilidade em SFBR e alguns trabalhos rela-

cionados, mostrando os fatores que envolvem a interpretabilidade de um Sistema Fuzzy Baseado

em Regras.

No próximo capítulo serão apresentados os conceitos básicos de Algoritmos Genéticos,

Algoritmos Genéticos Multiobjetivos e Sistemas Fuzzy Genéticos.



Capítulo 3
COMPUTAÇÃO EVOLUTIVA

3.1 Considerações Iniciais

A Computação Evolutiva (CE), também conhecida como Computação Evolucionária, é um

ramo de pesquisa que compreende um conjunto de técnicas de busca e otimização baseadas nos

princípios da evolução biológica, como a seleção natural e a herança genética, para resolver

diferentes tipos de problemas. Essas técnicas estão sendo cada vez mais utilizadas para resol-

ver uma grande variedade de problemas, que vão desde as aplicações práticas na indústria e

comércio até a investigação científica (EIBEN et al., 2007).

Por meio de técnicas da CE, cria-se uma população de indivíduos que se reproduzem e

competem entre si pela sobrevivência. Os melhores indivíduos possuem maiores chances de

sobreviver e de transferir suas características às novas gerações.

As técnicas principais da CE são as Estratégias Evolutivas (EE), a Programação Evolutiva

(PE), a Programação Genética (PG) e os Algoritmos Genéticos (AG) (PEDRYCZ; GOMIDE, 1998;

BANZHAF et al., 1998). Todas estas técnicas utilizam o mesmo princípio básico da CE, mas

operam de formas distintas.

As EE codificam uma população em um vetor único de indivíduos com valores reais e a sua

ideia principal é a combinação dos indivíduos, mediante cruzamento, para gerar um descendente

que substituirá o pior indivíduo da população. O primeiro algoritmo usando uma estratégia

evolutiva foi desenvolvido em 1964 na Universidade Técnica de Berlim (KUSIAK, 2000).

Já a PE utiliza a predição do comportamento de máquinas de estado finito e sua otimização

(PEDRYCZ; GOMIDE, 1998). Dessa forma, cada indivíduo representa uma máquina de estado

finito. A seleção dos indivíduos é baseada no elitismo.
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A PG é uma técnica de geração automática de programas de computador proposta por Koza

(1992), inspirada na teoria dos AG proposta por Holland (1975). É possível criar e manipular

software geneticamente usando-se PG e aplicando conceitos herdados da biologia para gerar

programas de computador automaticamente.

Os AG são algoritmos que modelam uma solução para um problema específico em uma

estrutura de dados e aplicam operadores que recombinam essas soluções preservando informa-

ções críticas. Os AG foram concebidos por Holland (1975), com o objetivo inicial de estudar

os fenômenos relacionados à adaptação das espécies e da seleção natural que ocorrem na na-

tureza, bem como desenvolver uma maneira de incorporar estes conceitos aos computadores

(MITCHELL, 1998). Os AG e a PG são as duas principais frentes de pesquisa na computação

evolutiva. Na próxima seção são apresentados os conceitos principais de AG. A PE, PG e as

EE não serão estudadas nesta proposta. Informações mais detalhadas sobre estas técnicas po-

dem ser encontradas em diversos trabalhos (BäCK; SCHWEFEL, 1993; De Jong, 2006; EIBEN et al.,

2007).

3.2 Algoritmos Genéticos

Os AG podem ser definidos como métodos iterativos que contêm uma população com um

número fixo de indivíduos, em que cada um deles é representado por uma sequência linear

finita de símbolos, denominada cromossomo, que codificam uma possível solução para um

dado problema, ou, dependendo da codificação, parte da solução. Essas possíveis soluções são

codificadas em um espaço, chamado de espaço de busca, que pode conter todas as soluções

possíveis para o problema em questão. A cada cromossomo é associado um valor de aptidão

e este valor representa quão adequada ao problema é a solução que ele codifica. Dessa forma,

os indivíduos podem ser alterados até que se obtenha um indivíduo que codifique uma solução

satisfatória para o problema abordado.

Os AG são frequentemente usados em problemas de busca, tendo encontrado ampla aplica-

ção em diversas áreas científicas, entre as quais podem ser citadas aquelas relativas a problemas

de otimização de soluções, aprendizado de máquina, desenvolvimento de estratégias e fórmulas

matemáticas, análise de modelos econômicos, problemas de engenharia, diversas aplicações na

biologia tais como simulação de bactérias, sistemas imunológicos, ecossistemas e descoberta

de topologias e propriedades de moléculas orgânicas (GOLDBERG, 1989; HAUPT; HAUPT, 2004;

CHAMBERS, 2001; MICHALEWICZ, 1996; MITCHELL, 1998).

O funcionamento de um AG dá-se a partir do processo de inicialização, que cria uma po-
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pulação de indivíduos representando soluções iniciais que são, então, submetidas ao processo

de evolução, que passa pelas seguintes etapas: avaliação, seleção, cruzamento e mutação. Cada

uma destas etapas serão abordadas a seguir.

3.2.1 Avaliação

É nesta fase que é dado o primeiro passo para a seleção. Cada indivíduo recebe uma ava-

liação de acordo com o seu grau de aptidão, ou seja, mede-se quão bom é o indivíduo para

solucionar o problema em questão. Levando-se em conta que esta tarefa é executada para cada

indivíduo a cada geração, pode-se dizer que o seu custo computacional é relativamente alto.

3.2.2 Seleção

Na etapa de seleção, os indivíduos são selecionados para a próxima etapa, o cruzamento.

Utiliza-se o grau de aptidão de cada indivíduo para fazer um sorteio no qual os indivíduos mais

aptos possuem maior probabilidade de serem escolhidos.

A seguir são listados alguns métodos de seleção.

Roleta: Neste método os indivíduos de uma população são selecionados para a próxima

geração utilizando uma roleta. Cada indivíduo da população é representado na roleta por uma

fatia proporcional ao seu índice de aptidão. Assim, indivíduos com maior aptidão ocupam

fatias maiores da roleta, enquanto indivíduos com menor aptidão ocupam fatias menores. Para

a seleção dos indivíduos, a roleta é girada N vezes, onde N é número da população inicial.

A cada vez que a roleta parar de girar, o cromossomo selecionado pelo marcador será copiado

para a próxima geração. Cromossomos com maior espaço na roleta terão maior chance de serem

selecionados.

Na Figura 3.1 é apresentada uma roleta que reflete os valores de aptidão dos 5 indivíduos

(S1, S2, S3, S4 e S5) de uma população, sendo que o indivíduo S2 (com a maior fatia) foi

selecionado pelo marcador.

Torneio: Quando este método é utilizado, um número n de indivíduos da população é

escolhido de modo aleatório e com mesma probabilidade. O cromossomo com maior aptidão

dentre estes n cromossomos é selecionado para a população intermediária. Este processo se

repetirá até que a população intermediária seja preenchida.

Pode-se, ainda, adicionar a esses métodos uma técnica chamada elitismo. Nesta técnica

todos os indivíduos são ordenados de acordo com o seu valor de aptidão e os indivíduos que
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Figura 3.1: Método de seleção por roleta.

ficarem abaixo do valor médio são descartados. Esta técnica resulta em uma população que terá

indivíduos com valor de aptidão acima da média da população anterior. Esta técnica também

garante que o melhor indivíduo obtido na geração atual estará presente na próxima geração que

está sendo gerada, preservando suas características genéticas.

3.2.3 Cruzamento

Selecionados os indivíduos, eles passam com uma probabilidade pré-estabelecida pelo pro-

cesso de cruzamento. Essa probabilidade é chamada de taxa de cruzamento. Neste processo

são selecionados dois indivíduos para o cruzamento, gerando dois novos indivíduos que irão

compor a próxima geração substituindo, assim, os dois indivíduos selecionados.

Dentre os métodos de cruzamento pode-se destacar (GOLDBERG, 1989):

Cruzamento de 1 ponto Neste método, é escolhido um ponto de corte p qualquer onde

1 < p < w, sendo w o comprimento do cromossomo. O primeiro cromossomo filho receberá os

mesmos genes do pai 1 compreendidos entre o índice 1 e p. Os genes seguintes serão preen-

chidos com os genes do pai 2 compreendidos entre o índice p+1 e w. O segundo cromossomo

filho terá o preenchimento pela forma contrária, ou seja, receberá os mesmos genes do pai 2

compreendidos entre o índice 1 e p. Os genes seguintes serão preenchidos com os genes do

pai compreendidos entre o índice p+ 1 e w. A Figura 3.2 ilustra um exemplo deste tipo de

cruzamento.

Cruzamento de 2 pontos No cruzamento de 2 pontos são escolhidos aleatoriamente 2

pontos, p1 e p2, dos cromossomos pais tal que p1 < p2. O primeiro cromossomo filho terá os

mesmos genes do cromossomo do pai 1. Entretanto, a região que compreende p1 e p2 terá os

genes do pai 2. O segundo cromossomo filho terá os mesmos genes do cromossomo do pai 2.

Entretanto, a região que compreende p1 e p2 terá os genes do pai 1. A Figura 3.3 ilustra um
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Figura 3.2: Cruzamento de 1 ponto.

exemplo deste tipo de cruzamento.
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Figura 3.3: Cruzamento de 2 pontos.

3.2.4 Cruzamento Aritmético

O cruzamento aritmético é definido como uma combinação linear de dois vetores. Se x1 e

x2 são cruzados, os descendentes serão x′1 = a ·x′1 +(1−a) ·x′2 e x′2 = a ·x′2 +(1−a) ·x′1, onde

a é um número aleatório no intervalo [0,1].

3.2.5 Mutação

A mutação é um processo que garante a exploração de diversas alternativas e é aplicada

aleatoriamente sobre os indivíduos da geração atual com uma taxa de probabilidade pré-definida

chamada taxa de mutação. A mutação nada mais é do que algum tipo de mudança que deve

ser realizada sobre um gene. Essa mudança depende de como o gene foi projetado. Em um

cromossomo com codificação binária, por exemplo, a mutação altera um gene com valor 1 para

valor 0 e vice-versa. Em um cromossomo com codificação real ou inteira, o gene é alterado

trocando o valor atual do gene por algum outro valor dentre os possíveis valores válidos para o

gene em questão.

Apesar de a aleatoriedade ser uma característica intrínseca aos AG, eles fazem uma busca

direcionada. Os novos indivíduos gerados possuem características da população anterior, e
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essas características são usadas como histórico que direciona a busca para um resultado melhor

que o resultado gerado pela população anterior.

No Algoritmo 3.1 são apresentados os passos básicos de um AG em que o critério de parada

é dado pelo parâmetro maxGeracoes.

Algoritmo 3.1: AlgoritmoGenetico
1 Início
2 t := 1;
3 inicializa(Pt); // Pt é a população da geração t
4 Enquanto t <= maxGeracoes Faça
5 avalia(Pt);
6 t := t +1 ;
7 seleciona(t, Pt−1);
8 aplicaCruzamento(Pt);
9 aplicaMutacao(Pt);

10 Fim-Enquanto
11 Fim

3.3 Otimização Multiobjetivo

Em um problema de otimização simples (mono-objetivo) o espaço de busca geralmente é

bem definido. Mas quando o problema tem múltiplos objetivos, contraditórios entre si, não

existe apenas uma única solução ótima, mas sim um conjunto de possíveis soluções.

Mesmo que alguns problemas do mundo real possam ser reduzidos a um único objetivo,

muitas vezes é difícil resumir todas as características do problema em um único objetivo e

resolvê-lo utilizando técnicas de otimização mono-objetivo, como, por exemplo, os AG (ABRAHAM;

JAIN; GOLDBERG, 2005). Assim, definir múltiplos objetivos frequentemente é a melhor forma

de resolver um problema multiobjetivo.

A otimização multiobjetivo busca encontrar soluções de problemas que possuem objetivos

que sejam conflitantes, ou seja, caso seja possível melhorar o resultado de um dos objetivos, o

outro objetivo do problema ficará prejudicado. Diz-se que uma função f1 é conflitante com uma

função f2 quando não é possível, ao mesmo tempo, melhorar o valor de ambas.

Um exemplo didático que ilustra bem este tipo de problema é o de uma viagem de auto-

móvel em que se deseja minimizar o tempo de viagem e o consumo de combustível (custo).

Sabe-se que quanto mais se acelera um veículo para diminuir o tempo de viagem, mais se gasta

combustível. Matematicamente, o problema de otimização multiobjetivo pode ser formulado
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como apresentado por (DIAS; VASCONCELOS, 2002), pela Equação 3.1, como segue.

max imizar/min imizar fm(x), m = 1,2, . . . ,M

restrita a g j(x)≥ 0, j = 1,2, . . . ,J

hk(x) = 0, k = 1,2, . . . ,K

x(L)i ≤ xi ≤ x(U)
i , i = 1,2, . . . ,n


(3.1)

em que x é o vetor de n variáveis de decisão x = (x1,x2, . . . ,xn)
T . Os valores x(L)i e x(U)

i ,

representam o mínimo e máximo valores respectivamente para a variável xi. Estes limites de-

finem o espaço das variáveis de decisão ou espaço de decisão D. Além disso, o vetor x será

referido também como solução.

As J desigualdades (g j) e as K igualdades (hk) são chamadas de funções de restrição. Uma

solução x factível será aquela que satisfaça as J +K funções de restrição e os 2n limites. Caso

contrário a solução será não factível. O conjunto de todas as soluções factíveis formam a região

factível ou espaço de busca S.

Cada uma das M funções objetivo f1(x), f2(x), . . . , fM(x) pode ser maximizada ou mini-

mizada. O vetor funções objetivo f(x) forma um espaço multi-dimensional chamado espaço

de objetivos Z. Então, para cada solução x no espaço de decisão, existe um f(x) no espaço de

objetivos. Esta é uma diferença fundamental em relação à otimização de objetivos simples, cujo

espaço de objetivos é unidimensional.

O mapeamento acontece então entre um vetor x (n-dimensional) e um vetor f(x) (M-dimensional).

Por exemplo, se cada elemento de x e f(x) é um número real, então f(x) é definida como f(x):

Rn→ RM.

3.3.1 Soluções Pareto-ótimas

Tomar decisões implica em um processo que consiste de vários fatores e cujo objetivo é

encontrar a melhor solução. Em alguns casos, é possível encontrar várias soluções boas, sendo

que nenhuma é quantitavamente melhor do que a outra. Por exemplo, ao se comprar um carro,

pode-se supor-se que se está procurando um carro com o menor preço e o maior conforto. A

Figura 3.4 ilustra várias alternativas de escolha.

O objetivo é minimizar o custo e maximizar o conforto. Neste caso tem-se cinco possíveis

opções de compra. Intuitivamente, descarta-se a solução 1, já que a solução 5 fornece mais

conforto por igual preço. A solução 2 também é descartada, já que as soluções 3 e 5 fornecem
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Figura 3.4: Exemplo de compra de carro, considerando o custo e o conforto.

mais conforto que a solução 2 e por um preço menor. Tem-se então três soluções (3, 4 e 5) que

são boas alternativas de compra. Em termos quantitativos, nenhuma é melhor do que a outra,

pois uma é mais confortável, porém menos barata, e vice-versa. Existe então um balanceamento

entre os objetivos. Quanto maior o conforto, maior é o preço do carro e quanto mais barato,

menor é o conforto do carro.

Diz-se que uma solução domina uma outra se os seus valores são melhores em todos os

objetivos, ou é melhor em um dos objetivos e empata nos outros. Por exemplo, a solução

1 domina a solução 2, mas é dominada pelas soluções 4 e 5. Nenhuma solução domina as

soluções 3, 4, e 5. Pode-se dizer que as soluções 3, 4, e 5 são igualmente boas. Portanto, existe

um conjunto de soluções ótimas. A este conjunto dá-se o nome de conjunto de soluções não

dominadas. As outras soluções (1 e 2) formam o conjunto de soluções dominadas.

Considerando que os pontos não dominados estão em um espaço contínuo, pode-se dese-

nhar uma curva ligando esses pontos. Todos os pontos contidos na curva formam a frente de

Pareto ou fronteira de Pareto.

3.3.2 Metas em Problemas de Otimização Multiobjetivo

Em um problema de otimização multiobjetivo, todas as soluções Pareto-ótimas, ou seja, as

soluções encontradas na fronteira de Pareto, são igualmente importantes. Deb et al. (2002a)

destaca duas importantes metas em otimização multiobjetivo:

• Encontrar um conjunto de soluções que estejam o mais próximo possível da fronteira de

Pareto;
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• Encontrar um conjunto de soluções não dominadas com a maior diversidade possível.

A primeira meta é comum para qualquer processo de otimização. Soluções muito distantes

da Fronteira de Pareto não são desejáveis, pois isto indica que estas soluções estão distantes das

melhores soluções. Porém, encontrar a maior diversidade dentro das soluções não dominadas

é uma meta específica para a otimização multiobjetivo. A Figura 3.5a apresenta uma fronteira

de Pareto com uma boa distribuição de soluções quando comparada com a da apresentada na

Figura 3.5b.

f2

f1

(a) Distribuição balanceada

f2

f1

(b) Distribuição desbalanceada

Figura 3.5: Distribuição das soluções ao longo da fronteira de Pareto

Na Figura 3.5b as soluções estão distribuídas apenas em algumas regiões, sendo que cada

região privilegia um dos objetivos, o que caracteriza essas soluções como desbalanceadas. É

necessário assegurar a maior cobertura possível da fronteira, fazendo com que se obtenha um

conjunto de soluções com os objetivos balanceados.

3.3.3 Diferenças entre Otimização Mono-objetivo e Multiobjetivo

Deb et al. (2002a) identifica três diferenças importantes entre a otimização multiobjetivo e

a otimização de mono-objetivo:

• Em problemas de otimização mono-objetivo, a meta é achar uma solução ótima global

(máximo ou mínimo). Em problemas multiobjetivo pode existir mais de um ótimo global.

Achar o conjunto de soluções da fronteira de Pareto é tão importante quanto preservar a

diversidade neste conjunto. Um algoritmo eficiente para otimização multiobjetivo deve

considerar ambos os aspectos;

• Em problemas de otimização multiobjetivo são considerados dois espaços (o de variáveis

e o de objetivos) ao invés de um. Problemas de otimização mono-objetivo trabalham
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unicamente no espaço de variáveis, já que procuram apenas uma solução no espaço de

objetivos. Manter a diversidade em ambos espaços aumenta a complexidade do problema,

dado que a proximidade entre duas soluções no espaço de variáveis não implica proximi-

dade no espaço de objetivos;

• Os métodos tradicionais de otimização multiobjetivo estão baseados em uma função sim-

ples que pondera cada objetivo. Podem também tratar cada objetivo separadamente, uti-

lizando os demais objetivos como restrições. Portanto, um problema de otimização mul-

tiobjetivo pode ser convertido em um problema de otimização simples.

3.3.4 Operador de Dominância de Pareto

Os problemas multiobjetivos, diferentemente dos problemas mono-objetivos, possuem mais

de uma solução. Estas soluções são conhecidas como soluções não-dominadas ou soluções

eficientes.

Se existem M funções objetivo fm, m = 1, . . . ,M o operador / entre duas soluções, x / y,

significa que a solução x é melhor do que a solução y em pelo menos um objetivo em particular.

Reciprocamente x. y denota que a solução x é pior do que a solução y para algum objetivo.

Diz-se que uma solução x(1) domina uma outra solução x(2) (representado matematicamente

como x(1) ≺ x(2)) se as seguintes condições são satisfeitas:

• A solução x(1) não é pior que x(2) em todos os objetivos, ou seja, fm(x(1))7 fm(x(2)) para

todo m = 1,2, . . . ,M;

• A solução x(1) é estritamente melhor que x(2) pelo menos em um objetivo, ou seja,

fm(x(1))/ fm(x(2)) pelo menos em um m = 1,2, . . . ,M.

Se ambas as condições são satisfeitas, pode-se dizer que x(1) domina x(2):

• x(1) domina x(2);

• x(1) é não dominada por x(2);

• x(1) é não inferior que x(2).

Se a solução x(1) não é dominada por nenhuma solução x(i) qualquer, em todo o espaço

factível, diz-se que x(1) é uma solução eficiente, não-dominada ou solução Pareto-ótima.
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Na Figura 3.4, a solução 5 domina a solução 1 (5 ≺ 1), e a solução 3 domina a solução 2 (3

≺ 2). Portanto, o conceito de dominância permite comparar soluções com múltiplos objetivos.

Assim, utilizando estas definições, quando um conjunto de soluções finito é encontrado,

torna-se possível realizar comparações das soluções duas a duas, dividindo-as em um grupo

chamado de soluções dominadas P e de soluções não-dominadas P′. As soluções de P′ são não-

dominadas por qualquer outra solução presente em P. Se o conjunto não-dominado P′ abrange

a totalidade do espaço de busca factível, ele é chamado de conjunto Pareto-ótimo global. A

Figura 3.6 ilustra os espaços das variáveis de decisão e dos objetivos. É também mostrado nesta

figura a fronteira Pareto-ótima global.

Figura 3.6: Soluções Pareto-ótimo locais e globais.

A fronteira Pareto-ótima ilustrada na Figura 3.6 é formada por valores das funções obje-

tivo f(x)= ( f1(x), . . . , fm(x)) correspondentes a cada solução no espaço de busca. Logo, para

cada uma das soluções encontradas no espaço de variáveis, estas soluções são representadas no

espaço dos objetivos, avaliando cada uma delas em cada um dos objetivos existentes.

3.4 Algoritmos Genéticos Multiobjetivo

Para resolver problemas de otimização multiobjetivo, pode-se empregar os AG, transfor-

mando o problema de otimização multiobjetivo em um problema de otimização mono-objetivo,

utilizando algum critério de preferência para encontrar uma única solução. Essa solução deve

possuir valores aceitáveis em todos os objetivos segundo o critério de preferências estabelecido,

como, por exemplo, priorizar um ou mais objetivos dando pesos a eles. Se mais de uma solu-

ção for requerida, é necessário executar repetidamente o algoritmo modificando o critério de
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preferências.

Por outro lado, pode-se também obter múltiplas soluções em uma execução do AG para

resolver problemas multiobjetivo, tentando encontrar as soluções que estejam na fronteira de

Pareto considerando a dominância destas soluções.

Os AG que consideram a dominância das soluções utilizando um conjunto de funções ob-

jetivo são denominados Algoritmos Genéticos Multiobjetivo (AGMO).

Goldberg (1989) afirma em seu livro que o uso de AGs para a solução de problemas mul-

tiobjetivo teve início quando Schaffer (1985) implementou a primeira versão de um AGMO

denominado VEGA (Vector Evaluated Genetic Algorithm). No algoritmo proposto, conside-

rando uma população de N indivíduos e K objetivos, divide-se esta população em K subpopu-

lações com N/K indivíduos em cada uma delas. O operador de seleção dos AGs é aplicado

separadamente para cada uma das subpopulações, isto é, para a subpopulação k considera-se

apenas o k-ésimo objetivo para fins da seleção, e, posteriormente, unem-se estas subpopulações

e aplica-se os outros operadores genéticos de cruzamento e mutação.

O trabalho de Coello (2006) apresenta uma visão geral da história da otimização multiob-

jetivo. Este trabalho divide os algoritmos existentes até então. A primeira delas possui algorit-

mos que possuem como característica a ênfase maior na simplicidade. Entre estes algoritmos

destacam-se o VEGA, o Nondominated Sorting Genetic Algorithm (NSGA), o Niched-Pareto

Genetic Algorithm (NPGA) e o Multi-Objective Genetic Algorithm (MOGA). A segunda ge-

ração dos algoritmos dá maior ênfase à eficiência. Entre os algoritmos classificados nesta ge-

ração estão: Strength Pareto Evolutionary Algorithm (SPEA), Strength Pareto Evolutionary

Algorithm II (SPEA2), Pareto Archived Evolution Strategy (PAES) e o Nondominated Sorting

Genetic Algorithm II (NSGA-II). A Tabela 3.1 mostra um resumo dos principais AGMO.

Dentre os diversos métodos citados para se encontrar soluções não-dominadas, neste tra-

balho o foco será dado ao algoritmo NSGA-II. O interesse neste algoritmo em especial se dá

pelo fato de ele ser um dos mais populares e um dos que possuem melhores resultados re-

portados na literatura quando comparado a outras abordagens (ZITZLER; LAUMANNS; THIELE,

2001; ZONG-YI et al., 2008; ANTONELLI; DUCANGE; MARCELLONI, 2014; MARTIN et al., 2014).

O funcionamento do NSGA-II é detalhado a seguir.

3.4.1 Nondominated Sorting Genetic Algorithm II (NSGA-II)

Proposto por (DEB et al., 2002a), este método de otimização foi baseado em seu predecessor

NSGA, que, por sua vez, foi implementado a partir de uma ideia de (GOLDBERG, 1989). A ideia



3.4 Algoritmos Genéticos Multiobjetivo 53

Tabela 3.1: Diferentes tipos de AGMO

Sigla Nome do Algoritimo Referência
VEGA Vector Evaluated Genetic Algo-

rithm
(SCHAFFER, 1985)

WBGA Weight Based Genetic Algorithm (HAJELA; LIN, 1992)
MOGA Multiple Objective Genetic Algo-

rithm
(FONSECA; FLEMING, 1993)

NSGA Non-Dominated Sorting Genetic Al-
gorithm

(SRINIVAS; DEB, 1994)

NPGA Niched-Pareto Genetic Algorithm (HORN; NAFPLIOTIS; GOLDBERG,
1994)

PPES Predator-Prey Evolution Strategy (LAUMANNS; RUDOLPH; SCHWE-
FEL, 1998)

REMOEA Rudoph’s Elitist Multi-Objective
Evolutionay Algorithm

(RUDOLPH, 2001)

NSGA-II Elitist Non-Dominated Sorting Ge-
netic Algorithm

(DEB et al., 2002a)

SPGA,
SPEA2

Strenght Pareto Evolutionary Algo-
rithm 1 e 2

(ZITZLER; THIELE, 1998; ZITZ-
LER; LAUMANNS; THIELE, 2001)

TGA Thermodynamical Genetic Algo-
rithm

(KITA et al., 1996)

PAES Pareto-Archived Evolutionary Stra-
tegy

(KNOWLES; CORNE, 1999)

MOMGA-I,
MOMGA-II

Multi-Objective Messy Genetic Al-
gorithm

(Van Veldhuizen, 1999)

PESA-I,
PESA-II

Pareto Envelope-Base Selection Al-
gorithm

(CORNE; KNOWLES; OATES,
2000; CORNE et al., 2001)

central do NSGA é classificar os indivíduos em fronteiras não-dominadas e aplicar um método

para diversificar o máximo possível as soluções.

A diferença desta implementação em relação à de um AG mono-objetivo está apenas no

modo com que o operador de seleção é empregado. Tanto os operadores de cruzamento quanto

os operadores de mutação são idênticos aos utilizados na versão mono-objetivo do AG.

O NSGA-II apresentou soluções para problemas encontrados no NSGA, tais como a alta

complexidade do procedimento proposto para a ordenação de não-dominância e a inexistência

de elitismo. Para a solução dos problemas citados, o NSGA-II define um novo procedimento

para a ordenação das soluções com base no critério de não-dominância e cria um novo conceito,

chamado de crowding distance (distância de multidão), que se torna responsável por manter a

diversidade da população. Também define um método chamado crowded comparison (compa-

ração de multidão), que tem como objetivo comparar as soluções geradas.

O NSGA-II trabalha com uma população pai P para gerar uma população filha Q. Na pri-

meira geração, a população inicial P0 é ordenada por não-dominância. Cada uma das soluções
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presentes na população P0 recebe um valor de aptidão conforme o seu nível de não-dominância

(1 para o melhor nível, 2 para o seguinte e assim por diante). Após este processo aplicam-se

os operadores de seleção, cruzamento e mutação, obtendo-se assim uma população filha Q0.

Ambas as populações existentes possuem tamanho N.

O pseudocódigo do algoritmo NSGA-II é apresentado no Algoritmo 3.2 com todos os de-

talhes do processo iterativo.

Algoritmo 3.2: NSGA-II
1 Início
2 P: População pai;
3 Q: População filha;
4 T : Tamanho fixo para P e Q;
5 Fi: Conjunto de soluções na fronteira j;
6 n: Número da geração atual;
7 N: Número máximo de gerações;
8 Gerar a população inicial P0 aleatóriamente;
9 Q0 = {};

10 Atribuir n = 0;
11 Realizar a seleção, o cruzamento e a mutação em Pn para gerar a população filha Qn;
12 Fazer Rn = Pn∪Qn;
13 Realizar a ordenação por não dominância em Rn, gerando Fi, i = {1, . . . ,v} em Rn;
14 Criar Pn+1 = {};
15 Enquanto |Pn+1|+ |Fi| ≤ N Faça
16 Copiar as soluções de Fi em Pn+1;
17 i = i+1
18 Fim-Enquanto
19 Calcular a distância de multidão para cada solução em Fi;
20 Ordenar Fi decrescentemente de acordo com a distância de multidão de cada solução;
21 Copiar as primeiras N−|Pn+1| soluções ordenadas de Fi para Pn+1;
22 Se n≥ N Então
23 Pare;
24 Senão
25 Atribuir n = n+1 e voltar ao passo 10;
26 Fim-Se
27 Fim

No NSGA-II é necessário calcular a distância de multidão para cada solução em uma fron-

teira Fi. A distância de multidão d de uma solução j, denotada por d j, representa uma estimativa

do perímetro formado pelo cubóide cujos vértices são os seus vizinhos mais próximos. A Figura

3.7 mostra a distância de multidão para uma solução i.

O cálculo da distância de multidão pode ser visto em detalhes no Algoritmo 3.3.

onde:
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f2

f1

i-1

i

i+1

d0 = 

di

di+1

dN = 

Figura 3.7: Cálculo da distância de multidão do NSGA-II em um espaço bidimensional (DEB et al.,
2002a)

Algoritmo 3.3: Distância de Multidão
1 Fi: conjunto de soluções na fronteira i vi: número de soluções na fronteira i m: número

de funções objetivo
2 Para cada solução j em Fi atribui-se d j = 0 Para cada função objetivo k = 1,2, . . . ,m
3 Gerar a lista de soluções Im igual ao conjunto soluções de Fi ordenadas

decrescentemente por fk
4 Fazer dIm

1
= dIm

vi
= ∞

5 Para as soluções t = 2, . . . ,vi−1

6 dIm
t
= dIm

t
+

f
(Im

t+1)
k − f

(Im
t−1)

k
f max
k − f min

k

fk: valor da função objetivo k

Im: lista ordenada decrescentemente por fk das soluções em Fi

dIm
t

: distância de multidão da t-ésima solução em Im

f
(Im

t+1)

k e f
(Im

t−1)

k : fk dos vizinhos da t-ésima solução em Im

f max
k e f min

k : máximo e mínimo global para o fk

3.5 Sistemas Fuzzy Genéticos

A construção automática de Sistemas Fuzzy (SF) pode ser considerada como um processo

de otimização, ou busca no espaço de soluções potenciais. A estrutura do código genético e

as características funcionais dos AG os tornam candidatos apropriados para incorporar qual-
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quer informação conhecida ou definida previamente, ou seja, é fácil incorporar informações

coletadas de especialistas à estrutura dos cromossomos em vários domínios.Recentemente es-

tas vantagens têm sido usadas para estender o uso de AG para o desenvolvimento de uma ampla

gama de abordagens para a construção de SF.

Uma dessas vantagens é a possibilidade de incorporar facilmente conhecimento prévio, na

forma de variáveis linguísticas, parâmetros de funções de pertinência fuzzy, regras fuzzy, número

de regras, etc., ao processo de construção genética. Assim, durante as últimas duas décadas,

aproximadamente, vários artigos e aplicações combinando conceitos fuzzy e AG surgiram na

literatura e existe uma preocupação crescente sobre a integração entre eles (CORDóN et al., 2004).

Em particular, um grande número de trabalhos explora o uso de AG para o projeto automático

de SF. Estas abordagens receberam o nome geral de Sistemas Fuzzy Genéticos (SFG).

Este trabalho aborda um tipo particular de SFG, que utiliza AG para gerar os chamados

Sistemas Fuzzy Baseados em Regras (SFBR), em que um AG é empregado para aprender ou

otimizar diferentes componentes de um SFBR (CORDóN et al., 2004; CASILLAS; CARSE; BULL,

2007; CORDóN et al., 2007; HERRERA, 2008).

O termo Sistemas Fuzzy Genéticos é utilizado para denominar um Sistema Fuzzy combi-

nado com um processo de aprendizado baseado em AG. A classe dos SFG inclui as Redes

Neurais Fuzzy Genéticas, os Algoritmos de Agrupamento Fuzzy Genéticos e os SFG Baseados

em Regras (SFGBR). As abordagens de SFGBR se baseiam em dois aspectos básicos:

- Qual componente da Base de Conhecimento será otimizada pelos AG - a Base de Regras

(BR), a Base de Dados (BD) ou a Base de Conhecimento (BC) completa;

- Qual classe de problemas será abordada: adaptação de elementos da base de conheci-

mento já definidos, ou a construção de partes de base de conhecimentos sem conheci-

mento prévio.

Existem dois grupos que combinam as abordagens fuzzy e genética para a geração de ba-

ses de conhecimento: a Adaptação Genética, que ajusta componentes da base de regras, e a

Construção Genética, que constrói os componentes da base de conhecimento. Baseado nes-

tes dois grupos, Herrera (2008) propôs uma taxonomia, apresentando exemplos de cada grupo,

conforme mostrado na Figura 3.8 e discutido a seguir.
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Sistemas Fuzzy Genéticos Baseados em Regras

Adaptação genética
Aprendizado genéticos dos 

componentes do SFBR

Adaptação genética 
dos parâmetros da BC

Adaptação 
genética do MI

Aprendizado 
genético da BC

Aprendizado genético 
dos componentes da BC 
e dos parâmetros do MI

Adaptação genética do 
sistema de inferência

Adaptação genética dos 
métodos de 

defuzificação

Figura 3.8: Classificação dos Sistemas Fuzzy Genéticos. Adaptado de (HERRERA, 2008).

3.5.1 Adaptação Genética

Neste grupo estão incluídos os métodos que utilizam AG para, a partir de uma base de

dados ou base de regras já existente, aperfeiçoar o desempenho do sistema fazendo ajuste ou

adaptação de uma ou mais partes da BC ou do Mecanismo de Inferência (MI). Esses métodos

podem ser subdivididos em grupos de acordo com o enfoque adotado. A seguir são brevemente

apresentados esses métodos:

• Adaptação genética dos parâmetros da BC

Neste grupo encontram-se os métodos que focalizam a sintonia de conjuntos fuzzy (KISSI

et al., 2003; HONG et al., 2009; ZHANG; WANG; ZHANG, 2009). Nesses métodos a BR e

a BD são previamente definidas, manualmente ou por um processo automático. A BR

permanece fixa e a BD é ajustada pelo AG, por meio da alteração dos parâmetros das

funções de pertinência de todas as partições fuzzy envolvidas no problema. O número de

termos linguísticos em cada partição permanece fixo desde o início do processo.

• Adaptação genética do sistema de inferência

O principal alvo desta abordagem é obter uma alta cooperação entre as regras fuzzy, para

aumentar a precisão nos modelos fuzzy, sem perder a interpretabilidade linguística, tal

como buscar a melhor t-norma utilizada na inferência de um SFBR para aumentar a pre-

cisão. Em (ALCALá-FDEZ et al., 2007; CROCKETT; BANDAR; MCLEAN, 2007) se pode en-

contrar propostas nesta área, focadas em problemas de regressão e classificação.
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• Adaptação genética do método de defuzificação

A técnica de defuzificação mais usada na prática consiste em aplicar a função de defu-

zificação para cada conjunto fuzzy das regras disparadas e, depois, calcular o valor de

defuzificação por um operador de média ponderada. Esta forma de cálculo introduz a

possibilidade de usar funções de média baseadas em parâmetros, e a utilização de AG

pode permitir adaptar o método de defuzificação. Em (KIM; CHOI; LEE, 2002) pode-se

encontrar uma proposta nesta área.

3.5.2 Aprendizado Genético dos Componentes dos SFBR

Estão incluídos no grupo do aprendizado genético dos componentes dos SFBR os métodos

de aprendizado genético da BC e os métodos baseados em um modelo híbrido entre o aprendi-

zado genético da BC e a adaptação genética do MI. Esse modelo híbrido tenta encontrar uma alta

cooperação entre os parâmetros do MI e o aprendizado dos componentes da BC, incluindo-os

em um processo de aprendizado simultâneo. Uma proposta desse modelo pode ser encontrada

em (MARQUEZ; PEREGRIN; HERRERA, 2007).

Os métodos de aprendizado genético da BC utilizam AG para construir, gerar ou projetar

efetivamente um ou mais componentes da BC. Esse grupo de métodos gerou o maior número

de pesquisas e pode ainda ser subdividido em quatro subgrupos ou abordagens, brevemente

apresentados a seguir.

• Aprendizado genético da BR

Essa abordagem estuda a construção das regras fuzzy considerando um conjunto de fun-

ções de pertinência já definido e fixo. Usualmente a definição da BD é feita escolhendo-se

um número de valores linguísticos para as variáveis e distribuindo uniformemente os va-

lores, que são rótulos dos conjuntos fuzzy no domínio de cada variável (ABADEH; HABIBI;

LUCAS, 2007; EVSUKOFF et al., 2009; SáNCHEZ; COUSO; CASILLAS, 2009; XIONG, 2009).

No aprendizado genético de regras, quatro abordagens são comumente utilizadas (COR-

DóN et al., 2004): (1) abordagem de Pittsburgh, em que cada cromossomo representa uma

BR completa, na qual a BR final é o melhor cromossomo obtido (SMITH, 1980); (2) abor-

dagem de Michigan, em que cada regra é codificada como um cromossomo e a BR final é

a união de todos os cromossomos da melhor população (HOLLAND; REITMAN, 1978); (3)

abordagem iterativa, em que cada regra é codificada como um cromossomo adicionada

à BR final de forma iterativa a cada execução do AG (GONZáLEZ; PéREZ, 1999); (4) e

a abordagem Cooperativa-Competitiva, em que a população inteira, ou um subconjunto
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desta população, codifica a BR e os cromossomos competem e cooperam simultanea-

mente (GREENE; SMITH, 1993).

• Seleção genética de regras

Ocasionalmente, pode-se ter um grande número de regras extraídas por meio de um mé-

todo de mineração de dados. Uma BR com um número excessivo de regras dificulta o

entendimento do comportamento do SFBR. Diferentes tipos de regras podem ser encon-

trados em um conjunto de regras fuzzy: regras irrelevantes, redundantes, erradas e con-

flitantes, que comprometem o desempenho do SFBR. Para tratar este problema, pode-se

utilizar um processo de seleção de regras genético para obter um subconjunto de regras a

partir de um conjunto prévio de regras fuzzy mediante a seleção de algumas dessas regras

(KUWAJIMA; ISHIBUCHI; NOJIMA, 2008).

• Aprendizado genético da BD

Existem outras formas para gerar a BC que consideram dois diferentes processos que de-

rivam ambos os componentes, a BD e a BR. Na primeira possibilidade, definida como

aprendizado genético a priori da BD, um processo de geração da BD permite aprender

a forma da função de pertinência dos conjuntos fuzzy. Este processo de geração da BD

pode usar uma medida para avaliar a sua qualidade; em seguida, um método de geração

de regras é utilizado. A segunda possibilidade é considerar um processo de aprendizado

genético embutido, onde a geração da BD envolve um aprendizado da BR, ou seja, cada

vez que uma BD é obtida pelo processo de geração, o método de geração da BR é usado

para derivar as regras; um tipo de medida de erro é então utilizado para validar a BC. Al-

gumas propostas sobre o aprendizado genético da BD podem ser encontradas em (PIRES;

CARMARGO, 2004; HONG et al., 2009). A Figura 3.9 ilustra as subdivisões do aprendizado

genético da BD.

• Aprendizado genético simultâneo dos componentes da BC

Esta abordagem tem como objetivo aprender os dois componentes da BC simultanea-

mente (B. Filipic, 1996). Seguindo esta abordagem é possível gerar uma melhor definição

do SFBR, mas a necessidade de lidar com um grande espaço de busca torna o processo

difícil e lento.

3.6 Sistemas Fuzzy Genéticos Multiobjetivo

Os AGMO, apresentados na Seção 3.4, constituem uma das áreas mais ativas de pesquisa no

campo da Computação Evolutiva (HERRERA, 2008). Estes algoritmos são capazes de encontrar
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Aprendizado 
genético da BC

Aprendizado 
genético da BR (BD 

pré-definida)

Seleção genética de 
regras (regras 

extraídas a priori)

Aprendizado 
genético da BD

Aprendizado genético 
simultâneo dos 

componentes da BC

Extração 
descritiva 

genética de 
regras

Aprendizado 
genético da BR 
para predição

Aprendizado 
genético 

embutido da 
BD

Aprendizado 
genético de 

modelos 
linguísticos 

da BR e da BD

Aprendizado 
genético de 
regras fuzzy

(modelos 
aproximados, 

regras-TS, etc.)

Aprendizado 
genético 

prévio da BD

Figura 3.9: Aprendizagem genética simultânea dos componentes da BC. Adaptado de (HERRERA,
2008).

um conjunto de soluções não dominadas em uma única execução.

O projeto de sistemas fuzzy estabelece dois requisitos para o modelo a ser definido:

• Acuidade (ou precisão), que é a capacidade de representar o sistema real com fidelidade;

• Interpretabilidade (ou clareza), que é a capacidade de expressar o comportamento do

sistema real de uma maneira compreensível ao ser humano.

Entretanto, obter altos graus de interpretabilidade e acuidade são objetivos contraditórios e,

na prática, um dos dois objetivos frequentemente prevalece sobre o outro. Esta é uma dificul-

dade frequentemente encontrada em SFBR e, no decorrer dos últimos anos, reconheceu-se não

ser apropriado negligenciar qualquer um desses objetivos, fato este que originou a tendência de

procurar um balanceamento entre interpretabilidade e acuidade no projeto de SF.

Por serem objetivos contraditórios, a busca por alta interpretabilidade e alta acurácia na

geração de SFBR tem sido grandemente explorada por meio do uso de AGMO, originando os

Sistemas Fuzzy Genéticos Multiobjetivo (SFGMO).

Fazzolari et al. (2013) apresentam uma taxonomia para os trabalhos que utilizam os SFGMO.

Essa taxonomia é dividida em dois grupos principais. O primeiro grupo aborda os trabalhos de

acordo com os objetivos a serem otimizados. O segundo grupo aborda os trabalhos de acordo

com o componente do SFBR a ser otimizado. A Figura 3.10 mostra esta taxonomia. A linha

tracejada divide os dois principais grupos.
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SFGMO

Geração de SFBR com balanceamento 
entre acurácia e interpretabilidade
(Desempenho vs Interpretabilidade)

Problemas de controle multiobjetivo
(Desempenho vs Desempenho)

Mineração de regras de associação 
Fuzzy

(Qualidade das regras vs Descrição)

Ajuste de SFBR 
(Incluindo o 

ajuste da BR)

Aprendizado da 
BC

Ajuste dos 
parâmetros dos 

CLF

Aprendizado dos 
componentes da 

BC dos CLF

Ajuste das 
funções de 
pertinência

Ajuste dos 
parâmetros de 

inferência

Aprendizado por 
seleção de regras

Aprendizado da 
BR

Aprendizado dos 
componentes da 

BC

CATEGORIAS AGRUPADAS PELA NATUREZA DO OBJETIVO

CATEGORIAS AGRUPADAS PELOS COMPONENTES DO SFBR QUE SERÃO OTIMIZADOS

Figura 3.10: Classificação dos SFGMO. Adaptado de (FAZZOLARI et al., 2013).

Nesta taxonomia, a área classificada como Geração de SFBR com balanceamento entre

acurácia e interpretabilidade é a área de interesse deste trabalho.

Nos últimos anos, diversos trabalhos têm dado atenção ao problema de interpretabilidade

em SFBR (CORDóN, 2011). Alguns destes trabalhos têm buscado encontrar formas de medir

a interpretabilidade de SF de forma a encontrar um índice de interpretabilidade amplamente

aceitável pela comunidade (ALONSO; MAGDALENA; GONZáLEZ-RODRÍGUEZ, 2009).

Encontrar o balanceamento entre a acurácia e a interpretabilidade de um SF é uma tarefa

difícil já que estes objetivos são conflitantes. Desta maneira, os AGMO são utilizados para

encontrar um conjunto de soluções factíveis com diferentes níveis de balanceamento entre a

acurácia e a interpretabilidade (CANNONE; ALONSO; MAGDALENA, 2011).

A seguir são descritos alguns trabalhos relacionados à tarefa de balancear a acurácia e a

interpretabilidade do SFBR.

3.6.1 Adaptação Genética Multiobjetivo

Neste grupo estão incluídos os trabalhos que utilizam AGMO para, a partir de uma base

de dados ou base de regras já existente, ajustar ou adaptar uma ou mais partes da BC. Esses

métodos podem ser subdivididos em grupos de acordo com o enfoque adotado.
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• Ajuste da BD:

Os trabalhos com foco no ajuste da BD fazem uso dos AGMO para ajustar os parâme-

tros das funções de pertinência da BD. A BR utilizada permanece fixa até o término do

AGMO. Em Gacto, Alcala e Herrera (2009), os autores propuseram um AGMO para en-

contrar a granularidade de cada variável e ajustar os parâmetros das funções de pertinência

com o intuito de tratar problemas de alta dimensionalidade. Di Nuovo e Catania (2009)

e Pulkkinen e Koivisto (2008) utilizam um AGMO para otimizarem a BD buscando o

equilíbrio entre a acurácia e a interpretabilidade do SFBR.

• Ajuste dos parâmetros do mecanismo de inferência:

Uma outra abordagem utilizada para aumentar a acurácia dos SFBR é o ajuste dos parâ-

metros dos mecanismos de inferência (ALCALá-FDEZ et al., 2007). Em (MáRQUEZ; MáR-

QUEZ; PEREGRÍN, 2008) o NSGA-II e o SPEA2 foram alterados a fim de ajustar os opera-

dores do mecanismo de inferência juntamente com as regras, obtendo BRs mais compac-

tas e precisas. Em (MARQUEZ; MARQUEZ; PEREGRIN, 2012) um AGMO é proposto para

ajustar os operadores de conjunção do mecanismo de inferância.

3.6.2 Aprendizado Genético Multiobjetivo dos Componentes dos SFBR

Pertencem ao grupo de aprendizagem genética dos componentes dos SFBR os métodos que

utilizam AGMO para selecionar regras a partir de um conjunto de regras previamente extraídas

dos conjuntos de dados; os métodos que utilizam AGMO para gerar BRs a partir de um conjunto

de dados; e os métodos que utilizam AGMO para gerar a BC completa. Estes métodos são

brevemente apresentados a seguir.

• Aprendizado por seleção de regras

Para tratar o problema de dimensionalidade, Ishibuchi e Yamamoto (2004b) utilizam um

AGMO para extrair regras fuzzy a partir de um conjunto de dados levando em conside-

ração três objetivos: aumentar a acurácia, minimizar o número de regras e minimizar o

número de antecedentes das regras. Em (GACTO; ALCALA; HERRERA, 2011) os autores

usaram AGMO para seleção de regras fuzzy para a geração de BR compactas e com boa

acurácia de controladores.

• Aprendizado da BR

Em (ANTONELLI et al., 2008) os autores apresentam um AGMO para aprender a BR e

a granularidade da BD simultaneamente. Em (REY et al., 2013), os autores usam o con-

ceito de transformação ortogonal que fornece ao AGMO informações a respeito de regras
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candidatas, auxiliando-o a selecionar as melhores regras e gerar BRs mais compactas. Re-

centemente, (JEE et al., 2014) apresentaram uma proposta para geração de SFBR a partir

de seleção de regras.

• Aprendizado dos componentes da BC

Em (CORDON et al., 2001), os autores propuseram um método para a seleção de atribu-

tos e aprendizagem da BD para obterem um SFBR com BR compactas, compreensivas e

precisas. O AGMO tinha dois objetivos: minimizar o erro de classificação e obter uma

BD interpretável, penalizando os classificadores fuzzy com grande quantidade de atribu-

tos selecionados e alta granularidade.O segundo objetivo é expresso como o produto de

atributos selecionados e suas granularidades médias.

Em (ALCALá et al., 2009a),foi proposta uma técnica que aprende simultaneamente a BR e a

BD de modelos de regressão fuzzy. Dois AGMO são utilizados para gerarem um conjunto

de SFBR com diferentes taxas de balanceamento entre a acurácia e a interpretabilidade.

O AGMO aprende a BR e os parâmetros da função de pertinência simultaneamente.

3.7 Considerações finais

Neste capítulo foi apresentada uma breve descrição sobre algoritmos genéticos, assim como

uma breve introdução sobre as outras técnicas abrangidas pela computação evolutiva. Foi apre-

sentado também como os AG podem ser utilizados para resolver problemas de otimização mul-

tiobjetivo, definidos como Algoritmos Genéticos Multiobjetivo (AGMO), mudando-se princi-

palmente a forma de cálculo da aptidão de cada solução, baseada na dominância das soluções.

Neste contexto, foi apresentado o funcionamento do NSGA-II, um dos AGMO mais conheci-

dos.

Também foram discutidos os SFG. Os SFG têm sido amplamente investigados nas últimas

duas décadas, período em que surgiram as mais variadas abordagens para tratamento da questão

de aprendizado e otimização de sistemas fuzzy com o uso de AGs. Mais recentemente, o uso de

AGMO tem sido muito explorado na geração de SFBR com foco na questão do balanceamento

entre a acurácia e a interpretabilidade. O sucesso obtido em muitos casos indica que esse é um

ramo promissor na pesquisa da geração automática de bases de conhecimento.

No próximo capítulo será apresentada a proposta para geração genética multiobjetivo de

SFBR.



Capítulo 4
GERAÇÃO GENÉTICA MULTIOBJETIVO DE SFBR

COM FOCO NA DISTRIBUIÇÃO DAS SOLUÇÕES

4.1 Considerações Iniciais

Como exposto no Capítulo 3, a preocupação com a distribuição das soluções na fronteira

de Pareto é um tópico de interesse para a comunidade científica que trabalha com os AGMOs.

Este tópico torna-se importante quando se observa que as soluções obtidas por meio dos AG-

MOs podem fornecer poucas opções ao usuário quanto ao equilíbrio entre os objetivos a serem

otimizados, ou seja, um conjunto de soluções pode convergir para uma área restrita do espaço

de busca, onde se pode encontrar soluções pouco diversificadas.

Para abordar este problema, propõe-se neste trabalho um método para a geração genética de

SFBR que possibilita uma boa distribuição das soluções ao longo da fronteira de Pareto, tendo

como classe de problemas abordada a de classificação de padrões multidimensionais.

4.2 Metodologia para Geração de Base de Conhecimento Fuzzy

A metodologia para a geração genética multiobjetivo de SFBR com foco na distribuição

das soluções, proposta neste trabalho, é composta por duas etapas:

• Seleção de regras: nesta etapa um AGMO é utilizado com o intuito de gerar regras fuzzy

capazes de representar o conhecimento existente no conjunto de dados. Cada variável é

granularizada em 3 conjuntos fuzzy igualmente espaçados que permanecem fixos durante

o processo genético desta etapa;

• Otimização da BD: nesta etapa um AGMO é utilizado para otimizar os conjuntos fuzzy
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utilizados na etapa anterior.

A Figura 4.1 ilustra de maneira ampla os processos envolvidos na etapa 1 da metodologia.

Pool

Início

Gerar a população 
inicial

Gerar a nova 
população

Avaliar BR

Parar?

BR final Selecionar BR final

Fim

Não

Sim

Conjunto de 
Dados

Figura 4.1: Etapa1 - Seleção de regras

Inicialmente, é gerada uma população de indivíduos, em que cada indivíduo armazena ín-

dices de regras selecionadas de um pool de regras e representa uma BR completa. Estes índices

são escolhidos aleatoriamente, não sendo permitida a escolha de índices repetidos para o mesmo

indivíduo a fim de evitar redundâncias.

Enquanto o critério de parada não é satisfeito, novas populações serão geradas por meio dos

operadores genéticos do AGMO.

Por fim, quando se atinge o critério de parada (número máximo de gerações), a solução

central da fronteira de Pareto é escolhida para a etapa 2.

Escolhe-se a solução central da fronteira por ser esta a solução que mantém o maior equilí-

brio entre a Taxa de Classificação Correta (TCC) e a complexidade da BR.

A etapa 2 da metodologia é ilustrada na Figura 4.2. Nesta etapa, a BR encontrada na etapa

anterior permanecerá fixa, enquanto que a BD será otimizada por um AGMO.

O primeiro indivíduo da população inicial é a BD utilizada na etapa anterior; os demais

indivíduos são gerados de forma aleatória e, após a avaliação da população atual, novas popula-

ções serão geradas por meio dos operadores genéticos do AGMO até que a condição de parada

seja satisfeita.
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BR final

Início

Gerar a população 
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Figura 4.2: Etapa 2 - Otimização da BD

Após atingir a condição de parada do AGMO desta etapa, a solução central da fronteira da

última geração do AGMO será a solução escolhida.

Com o intuito de atacar o problema da dispersão das soluções não dominadas, neste trabalho

é proposta uma abordagem de seleção de indivíduos para comporem a geração seguinte a cada

passo do AGMO que visa a manter uma boa distribuição das soluções na fronteira de Pareto.

Para isso, a cada geração do AGMO é avaliada a dispersão das soluções ao longo da fronteira

de Pareto. A seleção dos indivíduos é, então, feita com base nessa avaliação, com o objetivo de

gerar soluções equidistantes.

A abordagem proposta parte do pressuposto de que as soluções não dominadas precisam

estar equidistantes para que a dispersão destas soluções seja equilibrada.

Uma vez encontradas soluções não dominadas equidistantes, pode-se dizer que a distância

entre estas soluções é a distância ideal para as soluções da fronteira de Pareto da geração atual

do AGMO.

A partir do momento em que se conhece a distância ideal entre as soluções para uma de-

terminada fronteira, pode-se medir quão bem distribuídas estão estas soluções e, consequente-

mente, avaliar a sua dispersão.

O cálculo do espaçamento ideal, o índice de distribuição das soluções e o método de escolha

da solução central serão discutidos nas próximas seções.
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4.3 Cálculo do Espaçamento Ideal entre as Soluções

A cada geração de um AGMO, encontra-se um conjunto de soluções não dominadas St que

definem a fronteira de Pareto na geração t do AGMO. A distância entre as soluções de uma

mesma fronteira, bem como o formato e o comprimento de cada fronteira, variam de geração

para geração.

Para encontrar o espaçamento ideal entre as soluções não dominadas de uma determinada

fronteira, é necessário primeiramente conhecer o comprimento desta fronteira. Para tanto, deve-

se inicialmente encontrar a função linear f k
i j que intercepta uma solução não dominada si e a

solução não dominada vizinha s j. Esta função f k
i j que intercepta as soluções não dominadas si

no ponto (xi,yi) e s j no ponto (x j,y j) é definida pela equação 4.1:

f k
i j(x) = akx+bk (4.1)

a qual:

• ak é o coeficiente angular da reta definida pela função k calculada de acordo com a equa-

ção 4.2, sendo k = 1, ...,nS− 1 e nS é o número de soluções não dominadas da geração

atual;

• bk é o intercepto do eixo y no plano cartesiano;

• xi e x j representam a taxa de interpretabilidade das soluções i e j, respectivamente;

• yi e y j representam a taxa de classificação correta das soluções i e j, respectivamente.

ak =
y j− yi

x j− xi
(4.2)

Após encontrar todas as k = {1,2, ...,nF} funções, com nF = nS−1, calcula-se o compri-

mento lk da função f k
i j entre os pontos (xi,yi) e (x j,y j) pela equação 4.3.

lk = gk(x j)−gk(xi), j > i (4.3)

sendo gk definida por:

gk = x
√

1+a2
k (4.4)
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Desta forma, o comprimento L da fronteira é calculado conforme a equação 4.5.

L =
nF

∑
k=1

lk (4.5)

A partir do momento em que o comprimento L da fronteira é conhecido, o espaçamento

ideal E estre as soluções não dominadas desta fronteira pode ser calculado utilizando-se a equa-

ção 4.6.

E =
L

nF
(4.6)

O espaçamento E é a medida que será utilizada como referência para calcular a coordenada

dos pontos ideais da fronteira de Pareto atual onde deveria existir uma solução para que o

espaçamento entre as soluções seja igual, encontrando desta forma uma distribuição equilibrada

das soluções ao longo da fronteira de Pareto. Para calcular a coordenada dos pontos ideais é

proposto o Algoritmo 4.1.

4.4 Índice de Distribuição

Em alguns trabalhos (HáJEK; SZöLLöS; VSÍSTEK, 2010; Da Ronco; BENINI, 2013; LAUMANNS

et al., 2002; TOFFOLO; BENINI, 2003), os autores fazem a análise da distribuição das soluções ao

longo da fronteira de Pareto de forma visual observando os pontos plotados em gráficos. Muitos

dos trabalhos em que a análise da distribuição das soluções é feita de forma visual, aplicam

o AGMO para otimizar funções cujo formato simples da fronteira de Pareto não dificulta a

observação visual. Como exemplos de funções que apresentam esta característica tem-se os

problemas de otimização matemática introduzidos por Deb et al. (2002b).

A Figura 4.3 mostra um exemplo em que avaliar a distribuição das soluções de forma vi-

sual não é difícil. Na figura, pode-se observar que a distribuição das soluções não dominadas

(círculos pretos) ao longo da fronteira aparentemente é uniforme.

Entretanto, no caso da Figura 4.4, ter-se-á mais dificuldade de avaliar se as soluções não

dominadas estão uniformemente distribuídas. Isto porque as curvas nos pontos de inflexão da

função que define a fronteira de Pareto podem confundir o observador, levando-o à uma análise

imprecisa e incorreta.

A fim de obter uma análise mais precisa, algumas medidas têm sido empregadas para ve-

rificar a distribuição das soluções na fronteira de Pareto. Como exemplo, tem-se a diversidade
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Algoritmo 4.1: EncontraPontosIdeais
Entrada:
E: espaçamento ideal.
St : matriz de dimensão nS×2 que representa as coordenadas das soluções da fronteira
de Pareto da geração t.
Saída:
SIt : matriz de dimensão nS×2 que representa as coordenadas dos pontos ideais na
fronteira de Pareto da geração t.

1 Início
2 cP := 0; // Comprimento percorrido

3 cFAtual := 0; // Comprimento da função atual

4 trocaAtual := 2; // Comprimento atual

5 pAtual := 2; // Ponto real atual

6 Para k = 1 até nF Faça
7 cFAtual := gk(St(pAtual,1))−gk(St(pAtual−1,1));
8 Enquanto cP+ cFAtual > E && trocaAtual == nS Faça
9 Se cP <> 0 Então

10 xIdeal := |gk(xIdeal)−gk(St(pAtual−1,1))−|(E− cP)|| ;
11 Senão
12 xIdeal := |gk(xIdeal)−gk(SIt(trocaAtual−1,1))−E| ;
13 Fim-Se
14 yIdeal := ak ∗ xIdeal +bk;
15 SIt(trocaAtual,1) := xIdeal;
16 SIt(trocaAtual,2) := yIdeal;
17 cFAtual := gk(St(pAtual,1))−gk(SIt(trocaAtual,1));
18 trocaAtual := trocaAtual +1;
19 cP := 0;
20 Fim-Enquanto
21 cP := cP+ cFAtual;
22 pAtual := 0;
23 Fim-Para
24 Fim

Figura 4.3: Fronteira com uma única inflexão

genética, que mede a variedade e a distribuição de indivíduos, definida por Solow e Polasky

(1994) como:

D(P) = eM−1eT (4.7)
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Figura 4.4: Fronteira com muitas inflexões

Nesta equação, e é um vetor de n posições contendo o valor 1 e M é uma matriz n×n definida

pela equação 4.8, em que d é a distância euclidiana entre os pontos xi e x j, e o parâmetro θ é

definido arbitrariamente.

mi j = exp
(
−θ ·d

(
xi,x j

))
, i = 1,2, . . .n; j = 1,2, . . .n;θ > 0 (4.8)

A ideia geral desta medida é avaliar a diversidade das soluções no espaço de decisão e foi

usada por Ishibuchi et al. (2012) para medir a diversidade das soluções no espaço de busca e

na fronteira de Pareto obtida. Esta é uma medida que reflete principalmente a densidade de

grupos de soluções presentes no espaço de busca e não avalia a uniformidade da distribuição

das soluções na fronteira de Pareto.

Ao definir o parâmetro θ , o espaço de interesse na fronteira de Pareto diminui, e, con-

sequentemente a diversidade diminui. Mesmo que as soluções estejam igualmente espaçadas

naquela região, a diversidade é menor do que o mesmo número de soluções igualmente espaça-

das ao longo de toda a fronteira. Isto se deve ao fato de esta medida utilizar todo o espaço de

busca como referência, e não apenas a função que define a fronteira de Pareto.

Duas outras medidas amplamente utilizadas na literatura para medir a diversidade das so-

luções na fronteira de Pareto são: hipervolume (AZEVEDO; ARAUJO, 2011) e hipercubo (ADRA;

FLEMING, 2011). A desvantagem destas medidas é a utilização da distância euclidiana como

base. Considerando o fato de que, dependendo do problema, a fronteira de Pareto pode ser

definida por uma função com muitos pontos de inflexão, usar um segmento de reta entre dois

pontos para medir a distância entre eles faz com que a informação contida no ponto de inflexão

seja perdida.

Considerando que a melhor distribuição das soluções na fronteira é aquela cujas soluções
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estão sobre os pontos ideais, define-se o seguinte índice de distribuição ID:

ID =
1
L

nS−1

∑
i=1

j=i+1

∣∣di j−E
∣∣ (4.9)

Uma vez encontrados os pontos ideais na fronteira de Pareto na geração t, pode-se medir quão

distantes as soluções St estão destes pontos. O espaçamento E contém parte das informações

contidas nos pontos de inflexão da função que define a fronteira de Pareto, fornecendo então

uma avaliação mais precisa da uniformidade da distribuição das soluções ao longo da fronteira

de Pareto.

Como exemplo do uso deste índice, considere-se a Figura 4.5.
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(b) ID=0.7626

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

(c) ID=0.2360
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

(d) ID=0.0000

Figura 4.5: Exemplos do uso do Índice de Distribuição

Nesta figura, os círculos verdes são as soluções não dominadas encontradas, e os pontos

azuis são os pontos ideais. Pode-se ver que quanto mais próximas as soluções encontradas

estiverem dos pontos ideais, menor será o ID e mais equilibrada estas soluções estarão.
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4.5 Escolha da Solução Central

Após atingir a condição de parada, o AGMO fornece um conjunto de soluções não domina-

das. A partir deste ponto, é necessário decidir qual das soluções não dominadas será retornada

ao usuário. Esta é uma tarefa importante, pois entra como fator de decisão o equilíbrio entre os

objetivos.

Uma das formas de fazer esta escolha, é por meio de um especialista (DELGADO; Von Zuben;

GOMIDE, 2002; CORDON et al., 2001). Dentre as opções fornecidas pelo AGMO, o especialista

irá optar pela solução que melhor se adeque ao problema. A desvantagem desta abordagem é a

eventual inexistência de um especialista que possa ser consultado. Além disso, em metodologias

em que há mais de um estágio, o sistema fica ocioso até que o especialista faça a escolha. Só

então o sistema pode prosseguir para a próxima etapa. Por conta disso, métodos automáticos de

escolha são desejados.

Criar métodos automáticos envolve a tarefa de encontrar a solução que mais bem equilibra

os objetivos, o que nem sempre é possível dependendo da diversidade das soluções encontradas

(ISHIBUCHI; NOJIMA, 2013).

Um exemplo de método automático de escolha é o método baseado na inflexão da função

que define a fronteira. O problema deste método de escolha é a necessidade de dar um peso

maior para um dos objetivos quando há mais de um ponto de inflexão. Se existir um ponto de

inflexão e este ponto de inflexão não estiver no meio da fronteira de Pareto, um dos objetivos

será beneficiado.

O método automático mais utilizado consiste em medir a distância euclidiana entre as duas

soluções mais extremas e encontrar o ponto médio (PM) desta distância. A solução que mais

se aproximar deste ponto será a solução escolhida (CáRDENAS; CAMARGO, 2012). A principal

desvantagem deste método, semelhantemente à questão discutida na seção 4.4 sobre a dispersão

das soluções na fronteira, é o fato de este método não considerar as informações contidas nas

inflexões da função que define a fronteira.

Para escolher a solução central, é proposto um método que calcula a coordenada do Ponto

de Equilíbrio da Fronteira (PEF). O PEF representa o ponto máximo de equilíbrio entre os

objetivos da fronteira da geração atual do AGMO.

Para encontrar o PEF, basta fazer uma adaptação do Algoritmo 4.1, como pode-se observar

no algoritmo 4.2.

Pode-se observar na Figura 4.6 uma comparação entre método automático baseado na pro-
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Algoritmo 4.2: EncontraPontoDeEquilibrio
Entrada:
St : matriz de dimensão nS×2 que representa as coordenadas das soluções da fronteira
de Pareto da geração t.
Saída:
PEF : coordenada do Ponto de Equilíbrio da Fronteira de Pareto da geração t.

1 Início
2 cP := 0; // Comprimento percorrido

3 cFAtual := 0; // Comprimento da função atual

4 pAtual := 2; // Ponto real atual

5 mL := L/2; // L representa o tamanho da fronteira

6 k := 1; // Função matemática atual

7 Enquanto k <= nF Faça
8 cFAtual := gk(St(pAtual,1))−gk(St(pAtual−1,1));
9 Se cP+ cFAtual > mL Então

10 x := 0;
11 y := 0;
12 xPEF := |gk(xIdeal)−gk(St(pAtual−1,1))−|(mL− cP)|| ;
13 yPEF := ak ∗ xPEF +bk;
14 k := nF +1; // Força sair do laço

15 Fim-Se
16 cP := cP+ cFAtual;
17 pAtual := 0;
18 k := k+1;
19 Fim-Enquanto
20 Fim

ximidade com o PM entre as soluções extremas da fronteira e o método automático baseado na

proximidade com o PEF.

Os pontos em vermelho representam as soluções reais encontradas pelo AGMO. Os pontos

azuis representam a posição em que a distribuição é uniforme. O ponto verde indica o PEF e

o ponto magenta indica o PM, que está localizado no meio da reta magenta que liga os dois

pontos extremos da fronteira. A linha azul é a fronteira de Pareto. Por fim, os círculos azul e

magenta representam a solução mais próxima do PEF e do PM, respectivamente.

Considerando que o eixo x é a interpretabilidade e o eixo y a acurácia do sistema, as Figuras

4.6a e 4.6b representam um AGMO em que se deseja maximizar os dois objetivos. Pode-se

observar na Figura 4.6a que a solução mais próxima do PEF tem interpretabilidade um pouco

inferior à solução mais próxima do PM. Porém, a acurácia é aproximadamente 20% maior na

primeira solução. Já na Figura 4.6b a solução mais próxima do PEF possui a acurácia um pouco

mais baixa com relação à solução mais próxima do PM. Entretanto, a interpretabilidade é quase

40% maior.
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Nas Figuras 4.6c e 4.6d, que ilustram o caso em que o AGMO está buscando minimizar

o índice da interpretabilidade e maximizar o índice da acurácia, pode-se observar que algo

similar acontece. A solução mais próxima do PEF possui aproximadamente 35% a mais de

interpretabilidade do que a solução mais próxima do PM na Figura 4.6c e aproximadamente

65% a mais de acurácia com relação à solução mais próxima do PM. No objetivo em que a

solução mais próxima do PEF perde para a solução mais próxima do PM, a diferença é muito

pequena quando comparada ao ganho no outro objetivo.

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

(a) Maior acurácia
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

(b) Maior interpretabilidade

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

(c) Maior interpretabilidade
0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

(d) Maior acurácia

Figura 4.6: Diferença entre a escolha por PM e por PEF

Com isso pode-se ver que o PEF é uma boa medida de referência para a escolha da solu-

ção central da fronteira de Pareto, fornecendo desta maneira a solução que apresenta o maior

equilíbrio nos objetivos do problema.

4.6 Non-Dominated Sorting Genetic Algorithm Distance Ori-
ented (NSGA-DO)

Uma das principais características do NSGA-II é o conceito de distância de multidão in-

troduzido para manter a diversidade das soluções. Todavia, se o conjunto de soluções não
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dominadas F1 tem um tamanho maior que N (tamanho da população P), o processo de escolher

apenas N soluções usando a distância de multidão faz com que algumas soluções sejam perdi-

das. Considere-se F1 contendo várias soluções Pareto-ótimas muito próximas e alguma solução

distante não Pareto-ótima, mas não dominada no momento. Dado que o cuboide da solução não

dominada é maior, esta solução será copiada em |Pn+ 1| (sendo n a geração atual) enquanto

uma solução Pareto-ótima é eliminada. A Figura 4.7 ilustra esta situação.

f2

f1

Fronteira de Pareto

(a) Fronteira de Pareto

f2

f1

Fronteira de Pareto

(b) Fronteira de Pareto

Figura 4.7: Situação em que o algoritmo de corte do NSGA-II erra

Esta situação faz que o NSGA-II possa cair em um ciclo de gerar soluções Pareto-ótimas e

não Pareto-ótimas até convergir finalmente a um conjunto de soluções Pareto-ótimas.

Nesta tese proposta, é apresentada a versão do NSGA-II orientada à distância, denominada

aqui Non-Dominated Sorting Genetic Algorithm Distance Oriented (NSGA-DO).

O NSGA-DO tem como principal característica orientar as soluções de forma a convergirem

para os pontos ideais da fronteira de Pareto, privilegiando as soluções mais próximas a algum

ponto ideal da fronteira ao trocar a distância de multidão do NSGA-II pela distância entre uma

solução real encontrada e o ponto ideal mais próximo desta solução. Isso faz com que soluções

contidas na fronteira de Pareto de uma geração t não sejam trocadas por uma solução não

dominada que não pertence à fronteira atual.

A Figura 4.8 ilustra um exemplo da diferença de usar como critério de seleção a solução

mais próxima a um ponto ideal em vez da distância de multidão.

Nesta figura, F2 representa uma fronteira de Pareto e F1 representa a fronteira de Pareto

ótima. Os círculos cinzas representam as soluções encontradas por um AGMO e que formam

F1 e F2. Os pontos pretos na fronteira F1 representam os pontos ideais.

Supondo que tivéssemos que selecionar oito soluções para a próxima geração, o NSGA-II

escolheria as soluções das primeiras fronteiras. Assim, todas as soluções na fronteira F1 seriam
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Figura 4.8: Escolha de solução por proximidade ao ponto ideal

selecionadas.

Para completar o total de oito soluções, o NSGA-II usará a distância de multidão para esco-

lher três soluções na fronteira F2. As soluções S1 e S4, por estarem nas extremidades, possuem

distância de multidão igual a infinito e seriam as primeiras escolhidas. Entre as soluções S2 e

S3, a solução S2 seria escolhida, pois possui distância de multidão maior que S3.

Pode-se ver que a distância de multidão fez com que a solução S3, a mais próxima de um

ponto ideal (ponto I4), fosse descartada.

As soluções escolhidas pelo NSGA-DO são aquelas mais próximas dos pontos ideias. Para

este exemplo, todas as soluções da fronteira F1 seriam escolhidas. Dentre as soluções da fron-

teira F2, a ordem de escolha seria S3, S4 e S2. Com S3 e S4 pertencendo a população próxima

geração aumenta a quantidade de soluções próximas aos pontos ideais.

Quando há concentração de soluções próximas aos pontos ideais, as chances de gerar solu-

ções filhas ainda mais próximas do ponto ideal aumenta.

Outra característica do NSGA-DO é não considerar a as fronteiras durante o processo de

seleção, aqui chamado de seleção por torneio de distância. No torneio por distância, a solução

com a menor proximidade com um ponto ideal é escolhida.

Os passos do NSGA-DO são descritos no Algoritmo 4.3.
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Algoritmo 4.3: NSGA-DO
1 Início
2 P: População pai;
3 Q: População filha;
4 T : Tamanho fixo para P e Q;
5 Fi: Conjunto de soluções na fronteira j;
6 n: Número da geração atual;
7 N: Número máximo de gerações;
8 Gerar a população inicial P0 e Q0 = {};
9 Atribuir n = 0;

10 Realizar a seleção, o cruzamento e a mutação em Pn para gerar a população filha Qn;
11 Fazer Rn = Pn∪Qn;
12 Realizar a ordenação por não dominância em Rn, gerando Fi, i = {1, . . . ,v} em Rn;
13 Criar Pn+1 = {};
14 Enquanto |Pn+1|+ |Fi| ≤ N Faça
15 Copiar as soluções de Fi em Pn+1;
16 i = i+1
17 Fim-Enquanto
18 Para cada solução em Fi calcular a distância para os pontos ideais;
19 Ordenar Fi decrescentemente de acordo a distância para os pontos ideais;
20 Copiar as primeiras N−|Pn+1| soluções ordenadas de Fi para Pn+1;
21 Se n≥ N Então
22 Pare;
23 Senão
24 Atribuir n = n+1 e voltar ao passo 10;
25 Fim-Se
26 Fim

4.7 Geração de Base de Conhecimento Fuzzy usando NSGA-
DO

Nesta seção será apresentada a metodologia utilizada neste trabalho para geração de SFBR

usando AGMO. O trabalho desenvolvido visa investigar o impacto da substituição da Distância

de Multidão do NSGA-II pela proximidade com um ponto ideal na fronteira de Pareto de forma

a melhorar a diversidade das soluções na fronteira de Pareto.

A metodologia utilizada é composta por duas etapas:

Seleção de regras: Nesta etapa o NSGA-DO é utilizado para selecionar regras fuzzy a

partir de um pool de regras candidatas extraídas previamente. O objetivo é gerar uma BR capaz

de representar o conhecimento existente no conjunto de exemplos e que seja ao mesmo tempo

interpretável e com boa acurácia.

Otimização da Base de Dados: Nesta etapa o NSGA-DO é utilizado para otimizar os
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conjuntos fuzzy utilizados na etapa anterior.

Com essas duas etapas, a metodologia é capaz de gerar BRs diversificadas, compactas com

alta habilidade para classificação.

4.7.1 Seleção de Regras Fuzzy

Nesta etapa o NSGA-DO será responsável por selecionar regras que irão compor uma BR,

a partir de um pool de regras. As regras do pool são extraídas dos conjuntos de dados a partir

do método FCA-BASED, proposto no trabalho em Cintra (2012).

Codificação da BR

O cromossomo desta etapa, ilustrado na Figura 4.9, é um vetor de tamanho máximo previamente

definido. Neste cromossomo, cada posição contém um número que serve como índice para as

regras do pool. Este índice varia de 1 até o tamanho do pool. O número 0 indica a ausência de

regra, o que permite diminuir o tamanho da BR tornando-a, desta forma, mais interpretável.

1 21 13 29 31 0 11 54 98 65 0 52 76 0 0

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15

Figura 4.9: Representação cromossômica de uma BR

A BD utilizada neste processo é uma base com três conjuntos fuzzy triangulares igualmente

espaçados. Esta BD permanecerá fixa durante este processo.

Objetivos

Nesta etapa, o NSGA-DO terá como objetivos a maximização da Taxa de Classificação Correta

(TCC) e a minimização do índice de interpretabilidade iBR da BR medida pela equação 4.10

dada a seguir:

iBR =

(
nR/

nT R
)
+
(

nA/
nTA

)
2

(4.10)

onde:

• nR é o número de regras da BR atual;

• nT R é o tamanho máximo da BR;

• nA é o número de antecedentes da regra;
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• nTA é o número total possível de antecedentes da BR. Este valor pode ser obtido multiplicando-

se tBR pela quantidade de regras da BR.

Operadores genéticos

A seleção é a primeira operação a ser empregada e utiliza o método da seleção por torneio de

distância. A segunda operação a ser realizada é o cruzamento. Neste trabalho foi utilizado o

cruzamento uniforme. Os pares de cromossomos a serem cruzados e a máscara de cruzamento

são escolhidos aleatoriamente. Por fim, a mutação padrão é aplicada para alterar um gene ci j

para um novo valor escolhido aleatoriamente dentro dos possíveis valores 0,1, ...,G, sendo G

o número máximo que o gene pode assumir, ou seja, o tamanho do pool. Para que o número

de regras na BR diminua, é utilizada uma taxa pZerar que determina se o operador de mutação

exclui a regra de um determinado gene ou se altera a regra.

Condição de parada

O critério de parada adotado para este AGMO é o número máximo de gerações. Ao atingir esse

número, o AGMO retornará um conjunto de soluções não dominadas.

4.7.2 Otimização de Base de Dados

Ao término da etapa anterior, uma das soluções não dominadas será escolhida pelo método

de proximidade ao PEF. Esta BR escolhida será utilizada de maneira fixa nesta segunda etapa,

que é responsável por evoluir uma população de BD para encontrar o melhor ajuste para cada

conjunto de cada partição fuzzy.

Codificação da BD Os cromossomos possuem tamanho fixo e é necessário estabelecer

previamente a quantidade de conjuntos que as partições terão. Os conjuntos são codificados

com números reais, os quais representam os parâmetros de cada função de pertinência de cada

partição.

Cada indivíduo da população representa uma BD completa. A Figura 4.10 ilustra a repre-

sentação de um cromossomo que está codificando nP partições, sendo que cada partição possui

nC conjuntos fuzzy.
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Figura 4.10: Representação cromossômica de uma BD
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A população inicial é gerada introduzindo um cromossomo que representa as funções de

pertinência utilizadas de forma fixa na etapa 1. Os outros cromossomos são gerados aleatoria-

mente.

Objetivos

Nesta etapa, o NSGA-DO terá como objetivos a maximização da TCC e a maximização do

índice de interpretabilidade.

O índice de interpretabilidade utilizado nesta tese é o proposto por Gacto, Alcalá e Herrera

(2010), denominado GM3M. Este índice está focado na semântica das partições, sendo que os

autores propõem algumas condições para garantir a distinguibilidade e a cobertura das partições:

• Condição de simetria: As funções de pertinência devem ser simétricas. Por definição, a

simetria é garantida quando são utilizadas funções Gaussianas.

• Condição δ : Essa condição controla o ponto de intersecção de duas funções de pertinên-

cia. Esse ponto deve ser maior ou igual ao valor de δ .

• Condição γ: Essa condição controla a sobreposição no centro de cada função de pertinên-

cia. No centro de uma função de pertinência, outra função não pode ter valor maior do

que γ .

• Condição ρ: Essa condição garante que o universo de discurso seja totalmente coberto

pelas funções de pertinência. Para cada ponto do universo de discurso, pelo menos uma

função de pertinência tem valor de pertinência maior ou igual a ρ naquele ponto.

Os valores sugeridos pelos autores são: δ = 0.8, γ = 0.25 e ρ = 0.05.

Este índice busca manter o formato original da função de pertinência enquanto o processo

de otimização dos parâmetros da função é executado. O índice é obtido pela Equação 4.11.

GM3M = 3
√

δγρ (4.11)

A medida δ trata do deslocamento das funções de pertinência medindo a proximidade dos

pontos centrais das funções obtidas com os pontos centrais das funções originais. Quanto mais

próximos eles estiverem dos pontos originais, maior será o valor de δ .

A medida γ trata da taxa de amplitude lateral. Esta métrica mede o quanto cada lateral da

função mudou em relação ao formato original. Para isso, divide-se a distância entre primeiro
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ponto da função e o ponto central da função, pela distância entre o ponto central e o terceiro

ponto da função. Quanto mais próximas as taxas, maior a taxa de amplitude lateral.

A medida ρ trata da semelhança área. Esta métrica mede a semelhança entre a área da

função otimizada e a área da função original. Quanto mais semelhante for a área, maior será o

valor de ρ .

Operadores genéticos

O método de seleção aplicado nesta etapa, assim como na primeira etapa, é a seleção por

torneio de distância. O operador de cruzamento utilizado nesta etapa é o cruzamento aritmético

exemplificado na Seção 3.2.4. Por fim, a mutação é aplicada obedecendo a restrição para que

os conjuntos não fiquem deformados, ou seja, com muitas sobreposições.

Condição de parada

O critério de parada adotado para este AGMO, assim como na etapa anterior, é o número má-

ximo de gerações.

4.8 Considerações Finais

Neste capítulo foi apresentado um novo AGMO baseado no NSGA-II, denominado NSGAII-

DO, que usa os pontos ideais (uniformemente distribuídos na fronteira de Pareto) como referên-

cia para guiar as soluções geradas de maneira a melhorar a diversidade das soluções na fronteira

de Pareto. Uma abordagem utilizando o NSGA-DO foi proposta para a geração de bases de co-

nhecimento fuzzy.

No próximo capítulo são apresentados os experimentos realizados, os resultados obtidos e

a comparação entre os resultados obtidos por meio do NSGA-DO e os resultados obtidos por

meio do algoritmo original NSGA-II.



Capítulo 5
EXPERIMENTOS E ANÁLISE DOS RESULTADOS

5.1 Considerações Iniciais

Para analisar o desempenho, as contribuições e as limitações do NSGA-DO, foram realiza-

dos experimentos envolvendo alguns dos conjuntos encontrados no UCI Repository of Machine

Learning Databases (LICHMAN, 2013). Com intuito de comparação, os mesmos experimen-

tos também foram realizados com o NSGA-II. Ambos algoritmos foram executados com as

mesmas configurações.

Neste capítulo são apresentados os detalhes dos experimentos realizados, os parâmetros

de configuração dos AGMOs, os resultados e a discussão sobre os resultados obtidos para a

avaliação do método.

Durante a condução dos experimentos, os seguintes aspectos foram considerados:

• Dispersão das soluções na fronteira de Pareto;

• Desempenho, com relação a TCC;

• Interpretabilidade dos modelos gerados, com relação à complexidade da BR, levando em

consideração o número de regras e o número de antecedentes, e com relação à semântica

da BD, levando em consideração o formato e o posicionamento dos conjuntos.

5.2 Descrição dos Conjuntos de Dados

Na Tabela 5.1 são listados os conjuntos de dados do repositório UCI utilizados nos experi-

mentos, bem como a descrição de algumas características dos conjuntos utilizados.
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Tabela 5.1: Conjuntos do repositório UCI utilizados nos experimentos

Conjunto de dados Exemplos Atributos Classes Pool

australian 690 14 2 9998
balance 625 4 3 1834
cleveland 297 13 5 36983
contraceptive 1473 9 3 18005
dermatology 358 16 6 13646
ecoli 336 7 8 532
haberman 306 3 2 63
hayesroth 159 4 3 194
heart 269 13 2 38737
iris 150 4 3 61
newthyroid 215 5 3 75
pima 767 8 2 2438
saheart 462 9 2 7156
tae 151 5 3 275
titanic 2201 3 2 44

Os domínios de cada um dos atributos dos conjuntos de dados estão representados por va-

lores numéricos contínuos e precisam ser granularizados em um número de conjuntos fuzzy que

representem os valores linguísticos que cada atributo pode assumir, para permitir a generaliza-

ção do conhecimento. Para cada conjunto de dados, o pool de regras candidatas foi extraído do

trabalho (CINTRA, 2012).

5.3 Experimentos Realizados

A Tabela 5.2 apresenta a configuração dos parâmetros dos AGMOs utilizados neste traba-

lho. Os valores utilizados foram escolhidos com base em experimentos preliminares em que as

taxas utilizadas em experimentos similares foram variadas. Para a avaliação dos resultados foi

utilizada a validação cruzada para 5-folds.

Tabela 5.2: Configuração dos parâmetros dos AGMOs

Parâmetro BR BD
Gerações 1000 1000
Tamanho de P 200 100
Tamanho máximo da BR 20 -
Taxa de mutação 20% 20%
Taxa de cruzamento 70% 70%
Probabilidade de zerar 50% -

Na primeira etapa dos testes, foi analisado o comportamento do NSGA-DO durante o pro-
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cesso de seleção de regras do pool para a construção da BR. A taxa do Índice de Distribuição

(ID), definida na Seção 4.4 do Capítulo 4, foi coletada ao final de cada execução do AGMO

para cada fold. A média dessas taxas pode ser observada na Tabela 5.3.

Tabela 5.3: Dispersão das soluções na fronteira final

Base de Regras Base de Dados
Dataset NSGAII NSGA-DO NSGAII NSGA-DO
australian 0,6781 0,2448 0,6563 0,2375
balance 0,6435 0,2059 0,5419 0,0489
cleveland 0,6248 0,2066 0,5959 0,1094
contraceptive 0,5173 0,2167 0,5121 0,2959
dermatology 0 0 0 0
ecoli 0,6978 0,1901 0 0
haberman 0,5531 0,2578 0,7612 0,2812
hayesroth 0,598 0,2587 0,558 0,206
heart 0,5038 0,1858 0,559 0,2057
iris 0,5925 0,1506 0,5765 0,1624
newthyroid 0,5455 0,1669 0,2142 0,2612
pima 0,5133 0,2718 0,9917 0,3542
saheart 0,4462 0,1384 0,7434 0,2515
tae 0,4319 0,2516 0,4788 0,181
titanic 0,4293 0,1899 0,1879 0

Pode-se observar que o NSGA-DO obteve baixo valor no índice de distribuição utilizado,

o que indica que a distância entre as soluções não dominadas da fronteira de Pareto está equi-

librada. O mesmo não ocorre com o NSGA-II, cujo valor do ID foi maior para todos os casos,

com exceção dos conjuntos Dermatology e Ecoli.

Todavia, é importante analisar se o fato do processo de busca direcionar as soluções a pontos

específicos da fronteira não está influenciando de forma negativa a acurácia do modelo.

Também é necessário verificar se, de alguma maneira, o direcionamento das soluções está

fazendo com que o algoritmo perca a sua habilidade de busca, deixando de encontrar soluções

com melhor acurácia, ao custo de encontrar soluções com baixo valor no índice de distribuição.

Para efetuar esta análise, o desempenho dos algoritmos na etapa 1 foi medido com relação

à acurácia, observando os dados da TCC e da complexidade da BR (calculada pela Equação

4.10, no Capítulo 4). Estes dados foram coletados a partir das médias das soluções centrais da

fronteira final de cada fold e podem ser vistos na Tabela 5.4 juntamente com o número de regras

da BR (#Regras) e o número total de antecedentes da BR (#Antedecentes).

Pode-se observar na Tabela 5.4 que o NSGA-DO consegue encontrar um conjunto de solu-

ções não dominadas com valor baixo no índice de distribuição e ao mesmo tempo aumentar a
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Tabela 5.4: Taxa média das soluções centrais para a BR

TCC Interpretabilidade #Regras #Antecedentes
Dataset NSGA-II NSGA-DO NSGA-II NSGA-DO NSGA-II NSGA-DO NSGA-II NSGA-DO

australian 0,7054 0,7578 0,6257 0,5394 17,60 6,60 62,20 20,00
balance 0,6804 0,7476 0,6075 0,5678 8,00 4,20 14,20 6,60
cleveland 0,5790 0,5882 0,5985 0,5306 12,20 5,80 41,80 13,40
contraceptive 0,4657 0,4660 0,6678 0,5322 16,40 4,20 54,80 10,00
dermatology 0,3108 0,2886 0,7366 0,5238 17,20 3,00 151,40 15,40
ecoli 0,2082 0,4318 0,6429 0,5140 7,80 2,00 30,60 4,00
haberman 0,7306 0,7648 0,6333 0,5634 5,40 3,40 11,20 7,20
hayesroth 0,6219 0,7892 0,7950 0,5840 12,60 5,60 28,60 13,20
heart 0,7639 0,7926 0,6046 0,5340 14,20 6,20 52,00 17,20
iris 0,8167 0,9350 0,6513 0,5550 8,00 3,80 18,60 8,00
newthyroid 0,8302 0,8838 0,6480 0,5610 7,60 3,60 22,20 8,60
pima 0,7534 0,7632 0,6238 0,5668 13,40 7,40 36,80 18,80
saheart 0,7200 0,7324 0,6100 0,5526 12,00 7,20 32,20 18,20
tae 0,5074 0,5618 0,6730 0,5340 13,60 3,20 39,20 6,40
titanic 0,6062 0,6770 0,5983 0,5466 4,40 2,80 9,20 5,60

TCC e a interpretabilidade.

Para todos os conjuntos de dados, com exceção do conjunto Dermatology, o NSGA-DO

obteve BRs com maior TCC e menor complexidade do que o NSGA-II logrou obter.

A mesma análise de desempenho dos algoritmos observando os dados da TCC e da interpre-

tabilidade (calculada pela Equação 4.11) foi feita para a etapa 2. Os resultados são mostrados

na Tabela 5.5.

Tabela 5.5: Taxa média das soluções centrais para a BD

TCC Interpretabilidade
Dataset NSGAII NSGA-DO NSGAII NSGA-DO
australian 0,7472 0,7080 0,9902 0,9858

balance 0,6632 0,6844 0,9042 0,9248
cleveland 0,5714 0,5678 0,9794 0,9792

contraceptive 0,4622 0,4630 0,9800 0,9776
dermatology 0,3110 0,3110 1,0000 1,0000

ecoli 0,4318 0,4318 1,0000 1,0000
haberman 0,7716 0,7688 0,9198 0,9650
hayesroth 0,7422 0,7298 0,9860 0,9904

heart 0,7712 0,7362 0,9856 0,9916
iris 0,8916 0,8918 0,9022 0,9524

newthyroid 0,6558 0,7348 0,9654 0,9684
pima 0,7650 0,7606 0,8276 0,8452

saheart 0,7212 0,7206 0,9122 0,9230
tae 0,5258 0,5356 0,9558 0,9760

titanic 0,7018 0,6770 0,9896 1,0000

A Tabela 5.5 mostra que, para a etapa 2, apesar do NSGA-II apresentar TCC maior que

o do NSGA-DO para 8 conjuntos de dados, os valores estão próximos. Entretanto, para a

interpretabilidade, o NSGA-DO teve desempenho superior ao NSGA-II para 10 conjuntos de
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dados e empatando em outros 2 conjuntos.

Considerando que os dados que compõem as tabelas 5.4 e 5.5 foram obtidos a partir da

média dos valores obtidos ao final de cada fold, analisou-se também a possibilidade de existir

alguma fronteira, de algum fold, em que algumas soluções do NSGA-II que estivessem do-

minando as do NSGA-DO. Em caso afirmativo, isto significaria que há soluções boas que o

NSGA-DO não foi capaz de encontrar.

Para ilustrar esta situação, considere-se a Figura 5.1, em que o valor da função objetivo no

eixo x deve ser minimizado e o valor da função objetivo no eixo y deve ser maximizado.

y

x

Figura 5.1: Problema de dominância

Nesta figura, tem-se duas fronteiras. Os círculos vermelhos representam as soluções não

dominadas que formam a fronteira de Pareto. Pode-se observar que, em geral, as soluções da

fronteira azul não apresentam melhor desempenho do que as soluções da fronteira vermelha.

Isso faz com que a maioria das soluções da fronteira vermelha venha a dominar as soluções da

fronteira azul. Supondo que a fronteira azul é a fronteira de Pareto gerada pelo algoritmo A em

um determiado fold e que a fronteira vermelha é a fronteira de Pareto gerada pelo algoritmo B

no mesmo fold, a tabela de comparação recairá sobre as soluções indicadas dentro do quadrado

tracejado nesta figura. Observa-se, todavia, que essas duas soluções não representam o real

desempenho dos algoritmos em questão, trazendo a falsa ideia de que as soluções do algoritmo

A são melhores do que as do algoritmo B.

Neste exemplo o algoritmo B irá ter um desempenho inferior ao do algoritmo A quando

usado na comparação somente a solução central de cada fronteira, sendo que todas as outras

soluções do algoritmo B dominam as outras soluções do algoritmo A.

Com o intuito de analisar esta situação, para cada conjunto de dados, foram plotadas todas

as soluções não dominadas da última geração dos dois AGMOs de todos os folds no mesmo

gráfico conforme mostram as figuras 5.2, 5.3, 5.4 e 5.5.

Nas figuras 5.2 e 5.3 pode-se observar que as soluções que compõem as fronteiras do
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Figura 5.2: Dominância entre o NSGA-II e o NSGA-DO para a seleção de regras - Parte I.
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Figura 5.3: Dominância entre o NSGA-II e o NSGA-DO para a seleção de regras - Parte II.
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Figura 5.4: Dominância entre o NSGA-II e o NSGA-DO para a otimização da BD - Parte I.
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Figura 5.5: Dominância entre o NSGA-II e o NSGA-DO para a otimização da BD - Parte II.
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NSGA-DO possuem distância significativa com relação às que compõem as fronteira do NSGA-

II, e estão mais próximas da fronteira real de Pareto, eliminando portanto a hipótese de que o

problema ilustrado na Figura 5.1 pudesse estar acontecendo com o algoritmo proposto durante

a etapa de seleção de regras.

De acordo com as figuras 5.2b, 5.2d, 5.3a, 5.3e e 5.3g, pode-se observar que os conjuntos

Balance, Contraceptive, Heart, Saheart e Titanic foram os únicos conjuntos em que soluções

do NSGA-II pertencem à fronteira de Pareto. Entretanto, o número de soluções encontradas

pelo NSGA-II que compõem a fronteira de Pareto é muito menor do que o número de soluções

encontradas pelo NSGA-DO que compõem a fronteira de Pareto.

Nas figuras 5.2a, 5.2d, 5.2e, 5.2f, 5.3a e 5.3f pode-se perceber que do ponto de vista da in-

terpretabilidade, a pior solução do NSGA-DO, isto é, a de mais baixa interpretabilidade, possui

interpretabilidade maior do que a melhor solução do NSGA-II no mesmo objetivo. As figuras

5.2h e 5.3b indicam que o mesmo pode ocorrer do ponto de vista da TCC.

Na Figura 5.4 pode-se observar que há muita sobreposição entre as soluções, o que impede

afirmar que, visualmente, as fronteiras dos dois algoritmos possuem distância significativa entre

si. Desta forma, não é possível verificar se ocorre o problema ilustrado pela Figura 5.1.

Para avaliar de maneira mais segura o grau de dominância entre as soluções dos dois algo-

ritmos, foi calculado quantas das soluções de cada algoritmo compõem a fronteira de Pareto.

Esses dados podem ser observados na Tabela 5.6.

Tabela 5.6: Número de soluções na fronteira ótimo de Pareto

Base de Regras Base de Dados
NSGAII NSGA-DO NSGAII NSGA-DO

Dataset Qtd. (%) Qtd. (%) Qtd. (%) Qtd. (%)
australian 0 0% 7 100% 3 100% 0 0%
balance 2 22% 7 78% 7 37% 12 63%
cleveland 0 0% 5 100% 7 70% 3 30%
contraceptive 1 11% 8 89% 9 30% 21 70%
dermatology 0 0% 1 100% 1 50% 1 50%
ecoli 0 0% 1 100% 1 50% 1 50%
haberman 0 0% 8 100% 3 19% 13 81%
hayesroth 0 0% 5 100% 8 89% 1 11%
heart 1 25% 3 75% 6 33% 12 67%
iris 0 0% 6 100% 7 35% 13 65%
newthyroid 0 0% 8 100% 12 46% 14 54%
pima 0 0% 5 100% 8 22% 28 78%
saheart 2 22% 7 78% 25 76% 8 24%
tae 0 0% 5 100% 3 21% 11 79%
titanic 1 33% 2 67% 2 100% 0 0%
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Pode-se observar que há um alto grau de dominância das soluções do NSGA-DO sobre as

soluções do NSGA-II para o processo de seleção de regras.

Os dados apresentados na Tabela 5.6 comprovam que o grau de dominância das soluções

do NSGA-DO sobre as soluções do NSGA-II é alto para a primeira etapa de seleção de regras.

Para o processo de otimização da BD, pode-se observar que a maior parte das soluções que

formam a fronteira de Pareto provém do NSGA-DO para a maioria dos conjuntos de dados,

evidenciando o alto grau de dominância das soluções encontradas pelo NSGA-DO.

Para cada um dos conjuntos de dados, foi feita também a análise da dominância entre todas

as soluções não dominadas da última geração dos dois AGMOs de todos os folds da etapa de

seleção de regras. O resultado desta análise pode ser visto nas tabelas 5.7 e 5.8.

Tabela 5.7: Dominância do NSGA-II sobre o NSGA-DO na etapa de seleção de regras

100% a 71% 70% a 41% 40% a 21% 20% a 5%
Dataset # Sol. % # Sol. % # Sol. % # Sol. %
Australian 0 0,00% 0 0,00% 0 0,00% 0 0,00%

Balance 0 0,00% 0 0,00% 0 0,00% 1 2,94%
Cleveland 0 0,00% 0 0,00% 0 0,00% 0 0,00%

Contraceptive 0 0,00% 0 0,00% 0 0,00% 0 0,00%
Dermatology 0 0,00% 0 0,00% 0 0,00% 0 0,00%

Ecoli 0 0,00% 0 0,00% 0 0,00% 0 0,00%
Haberman 0 0,00% 0 0,00% 0 0,00% 0 0,00%
Hayesroth 0 0,00% 0 0,00% 0 0,00% 0 0,00%

Heart 0 0,00% 0 0,00% 0 0,00% 0 0,00%
Iris 0 0,00% 0 0,00% 0 0,00% 0 0,00%

Newthyroid 0 0,00% 0 0,00% 0 0,00% 0 0,00%
Pima 0 0,00% 0 0,00% 1 4,00% 0 0,00%

Saheart 0 0,00% 0 0,00% 0 0,00% 0 0,00%
Tae 0 0,00% 0 0,00% 0 0,00% 0 0,00%

Titanic 0 0,00% 0 0,00% 1 16,67% 3 50,00%

Na Tabela 5.7 foram separadas as soluções do NSGA-II em quatro grupos:

• Quantidade de soluções do NSGA-II que dominam entre 100% e 71% das soluções do

NSGA-DO;

• Quantidade de soluções do NSGA-II que dominam entre 70% e 41% das soluções do

NSGA-DO;

• Quantidade de soluções do NSGA-II que dominam entre 40% e 21% das soluções do

NSGA-DO;
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Tabela 5.8: Dominância do NSGA-DO sobre o NSGA-II na etapa de seleção de regras

100% a 71% 70% a 41% 40% a 21% 20% a 5%
Dataset # Sol. % # Sol. % # Sol. % # Sol. %
Australian 19 67,86% 4 14,29% 5 17,86% 0 0,00%

Balance 0 0,00% 22 61,11% 4 11,11% 8 22,22%
Cleveland 7 30,43% 7 30,43% 4 17,39% 5 21,74%

Contraceptive 12 42,86% 4 14,29% 5 17,86% 6 21,43%
Dermatology 2 33,33% 1 16,67% 0 0,00% 2 33,33%

Ecoli 2 40,00% 3 60,00% 0 0,00% 0 0,00%
Haberman 4 18,18% 7 31,82% 5 22,73% 5 22,73%
Hayesroth 24 100,00% 0 0,00% 0 0,00% 0 0,00%

Heart 8 50,00% 2 12,50% 3 18,75% 1 6,25%
Iris 9 47,37% 10 52,63% 0 0,00% 0 0,00%

Newthyroid 15 45,45% 4 12,12% 2 6,06% 5 15,15%
Pima 11 40,74% 2 7,40% 10 37,04% 4 14,81%

Saheart 2 6,45% 14 45,16% 8 25,81% 4 19,20%
Tae 6 35,29% 3 17,65% 3 17,65% 4 23,53%

Titanic 1 20,00% 1 20,00% 1 20,00% 2 40,00%

• Quantidade de soluções do NSGA-II que dominam entre 20% e 5% das soluções do

NSGA-DO.

Pela análise desta tabela vê-se que o grau de dominância das soluções do NSGA-II sobre as

soluções do NSGA-DO, para a etapa de seleção de regras, é praticamente nulo, sendo que ape-

nas dois conjuntos de dados (Pima e Titanic) possuem uma única solução que domina somente

entre 40% e 21% das soluções do NSGA-DO. Ainda por esta tabela pode-se observar que o

conjunto Balance possui uma solução que domina entre 20% e 5% das soluções do NSGA-DO

e o conjunto Titanic possui três soluções que dominam soluções do NSGA-DO também entre

20% e 5%.

A Tabela 5.8 faz a separação das soluções também em quatro grupos, porém considerando

agora a quantidade de soluções do NSGA-DO que dominam as soluções do NSGA-II em cada

grupo.

Para catorze dos quinze conjuntos de dados utilizados, o NSGA-DO gerou soluções que

dominam entre 100% e 71 % das soluções do NSGA-II. Para o conjunto Hayesroth, 100%

das soluções geradas pelo NSGA-DO dominam entre 100% e 71% das soluções geradas pelo

NSGA-II.

Utilizando as tabelas 5.7 e 5.8 verificou-se a quantidade de conjuntos de dados em que o

NSGA-II tem mais soluções que dominam o NSGA-DO, a quantidade de conjuntos de dados em

que o NSGA-DO tem mais soluções que dominam o NSGA-II e a quantidade de conjuntos de
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dados em que o número de soluções de um algoritmo dominam as soluções do outro algoritmo

é igual. Esses valores podem ser observados na Tabela 5.9.

Tabela 5.9: Maior dominância por conjunto de dados na etapa 1

NSGA-II > NSGA-DO NSGA-DO > NSGA-II NSGA-II = NSGA-DO

100% a 71% 0 14 1
70% a 41% 0 14 1
40% a 21% 0 10 5
20% a 5% 1 10 4

A Tabela 5.9 mostra com clareza em quantos conjuntos o NSGA-DO possui uma quantidade

maior de soluções que dominam as soluções do NSGA-II para cada intervalo definido.

O único caso de empate para o intervalo entre 100% e 71% foi para o conjunto de dados

Balance. Para este conjunto, a dominância do NSGA-DO sobre o NSGA-II ficou concentrada

no intervalo entre 70% e 40%.

O empate ocorrido para o intervalo entre 70% e 40% foi para o conjunto de dados Hayes-

roth. Para este conjunto, todas as soluções não dominadas encontradas pelo NSGA-DO domi-

naram entre 100% e 71% das soluções do NSGA-II.

Os outros casos de empate são justificados pela concentração das soluções não dominadas

encontradas pelo NSGA-DO em intervalos de dominância maiores.

O mesmo procedimento de comparação foi feito para a etapa de otimização da BD. Pode-

mos verificar os resultados nas Tabelas 5.10 e 5.11.

Para facilitar a análise dos resultados destas tabelas, verificou-se também a quantidade de

conjuntos de dados em que o NSGA-II tem mais soluções que dominam o NSGA-DO, a quan-

tidade de conjuntos de dados em que o NSGA-DO tem mais soluções que dominam o NSGA-II

e a quantidade de conjuntos de dados em que o número de soluções de um algoritmo domina as

soluções do outro algoritmo é igual. Esses valores podem ser observados na Tabela 5.12.

Pode-se observar nesta tabela que para o intervalo entre 100% e 71% há empate para a

maior parte dos conjuntos de dados. Para o intervalo entre 70% e 41%, o NSGA-II obteve

dominância em um número um pouco maior de conjunto de dados (6 para o NSGA-II contra 4

para o NSGA-DO). Já para o intervalo entre 40% e 21%, há um empate entre as dominâncias

dos dois algoritmos. Por fim, no intervalo entre 20% e 5%, o NSGA-DO possui uma quantidade

maior de soluções que dominam o NSGA-II.

Com o intuito de analisar a significância estatística das diferenças entre o algoritmo NSGA-
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Tabela 5.10: Dominância do NSGA-II sobre o NSGA-DO na etapa de otimização da BD

100% a 71% 70% a 41% 40% a 21% 20% a 5%
Dataset # Sol. % # Sol. % # Sol. % # Sol. %
Australian 4 10,53% 14 36,84% 15 39,47% 2 5,26%

Balance 0 0,00% 2 3,03% 11 16,67% 14 21,21%
Cleveland 0 0,00% 4 9,75% 7 17,07% 12 29,27%

Contraceptive 0 0,00% 0 0,00% 0 0,00% 57 74,03%
Dermatology 1 20,00% 1 20,00% 1 20,00% 1 20,00%

Ecoli 1 20,00% 1 20,00% 0 0,00% 2 40,00%
Haberman 0 0,00% 0 0,00% 2 2,99% 24 35,82%
Hayesroth 0 0,00% 2 6,25% 4 12,50% 10 31,25%

Heart 0 0,00% 4 5,06% 20 25,32% 38 48,10%
Iris 0 0,00% 0 0,00% 9 6,77% 29 21,80%

Newthyroid 0 0,00% 2 1,21% 17 10,24% 20 12,05%
Pima 0 0,00% 0 0,00% 25 11,63% 130 60,47%

Saheart 0 0,00% 1 0,60% 33 20,00% 35 21,21%
Tae 0 0,00% 0 0,00% 1 1,61% 20 32,26%

Titanic 2 33,33% 1 16,67% 1 16,67% 0 0,00%

Tabela 5.11: Dominância do NSGA-DO sobre o NSGA-II na etapa 2 (Otimização BD)

100% a 71% 70% a 41% 40% a 21% 20% a 5%
Dataset # Sol. % # Sol. % # Sol. % # Sol. %
Australian 0 0,00% 4 5,97% 4 5,97% 3 4,48%

Balance 0 0,00% 11 16,18% 6 8,82% 38 55,88%
Cleveland 0 0,00% 2 4,87% 19 46,34% 11 26,83%

Contraceptive 0 0,00% 1 1,38% 19 26,39% 23 31,94%
Dermatology 1 20,00% 1 20,00% 1 20,00% 1 20,00%

Ecoli 1 20,00% 1 20,00% 0 0,00% 2 40,00%
Haberman 0 0,00% 0 0,00% 24 36,36% 33 50,00%
Hayesroth 0 0,00% 0 0,00% 1 4,76% 12 57,14%

Heart 0 0,00% 2 2,38% 5 5,95% 29 34,52%
Iris 0 0,00% 0 0,00% 29 22,83% 58 45,67%

Newthyroid 0 0,00% 0 0,00% 35 17,68% 114 57,58%
Pima 0 0,00% 5 2,16% 17 7,32% 59 25,43%

Saheart 0 0,00% 0 0,00% 23 12,04% 141 73,82%
Tae 0 0,00% 5 10,87% 17 36,96% 13 28,26%

Titanic 0 0,00% 1 20,00% 1 20,00% 1 20,00%

Tabela 5.12: Maior dominância por conjunto de dados na etapa 2

NSGA-II > NSGA-DO NSGA-DO > NSGA-II NSGA-II = NSGA-DO

100% a 71% 2 0 13
70% a 41% 6 4 5
40% a 21% 6 6 3
20% a 5% 5 8 2
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II e o algoritmo NSGA-DO, foi aplicado o teste de Wilcoxon para todas as tabelas de compara-

ção.

Na Tabela 5.13 são apresentados os resultados dos testes estatísticos.

Tabela 5.13: Teste Wilcoxon

NSGA-II vs NSGA-DO R+ R− H0 (a = 0,05) Valor p

BR

Acurácia 5 115 Rejeitada 0,0006
Interpretabilidade 120 0 Rejeitada 0,0001

Dispersão de soluções 105 0 Rejeitada 0,0001
# soluções na fronteira 0 120 Rejeitada 0,0007

BD

Acurácia 58 33 Aceita 0,4143
Interpretabilidade 7 84 Rejeitada 0,0046

Dispersão de soluções 90 1 Aceita 0,0005
# soluções na fronteira 28,5 62,5 Rejeitada 0,2486

Supondo como hipótese nula h0 que não há diferença significativa entre as soluções ob-

tidas pelo NSGA-II e as soluções obtidas pelo NSGA-DO, pode-se observar que tanto para a

etapa de seleção de regras, quanto para a etapa de otimização da BD, o NSGA-DO mostrou-se

estatisticamente mais significativo que o NSGA-II.

Podemos ver que para os dois estágios, Seleção de Regras e Otimização da BD, o NSGA-

DO foi estatisticamente mais significativo que o NSGA-II. A acurácia do sistema na etapa

de otimização da BD não foi significativamente diferente. Isso demonstra que o NSGA-DO

obtém maior interpretabilidade do que o NSGA-II sem perder significativamente a precisão. O

número de soluções encontradas na fronteira de Pareto não foi significativamente diferente. No

entanto, o baixo valor do Índice de Distribuição, combinado com uma boa acurácia e maior

interpretabilidade tornam a NSGA-DO uma proposta promissora.

5.4 Considerações Finais

Neste capítulo foram apresentados os experimentos realizados com o NSGA-DO e com o

NSGA-II aplicando-os na seleção de regras fuzzy a partir de um pool de regras e, em seguida,

otimizando a BD.

Os experimentos realizados mostraram que o NSGA-DO foi capaz de encontrar soluções

distribuídas ao longa da fronteira de Pareto de forma mais uniforme do que o NSGA-II aumen-

tando, assim, o equilíbrio entre as soluções encontradas com relação a TCC e a interpretabili-

dade ao longo da fronteira de Pareto.
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Além de encontrar fronteiras com soluções melhor distribuídas, o NSGA-DO foi capaz de

encontrar soluções centrais com TCC e interpretabilidade maiores do que o NSGA-II.

Uma análise sobre a dominância das soluções foi feita com o objetivo de verificar a qua-

lidade de todas as soluções encontradas na fronteira de Pareto. Esta análise mostrou que as

soluções encontradas pelo NSGA-DO, além de apresentarem uma distribuição mais uniforme,

também dominam a maior parte das soluções encontradas pelo NSGA-II.

A partir dos resultados obtidos com os experimentos realizados, o próximo capítulo des-

creve as conclusões da tese, discutindo as principais contribuições e limitações da abordagem

desenvolvida. Além disso, serão apresentadas as possibilidades de expansão da pesquisa com

trabalhos futuros.



Capítulo 6
CONCLUSÕES E TRABALHOS FUTUROS

6.1 Considerações Iniciais

Neste trabalho foi investigada a distribuição das soluções não dominadas na fronteira de

Pareto e temas relacionados a este problema, tais como o comprimento da fronteira de Pareto, a

identificação dos pontos ideais na fronteira de Pareto, a distância entre estes pontos ideais e as

soluções encontradas por um AGMO no contexto de classificação fuzzy.

Neste capítulo final, listaremos as contribuições deste trabalho e os possíveis trabalhos fu-

turos a serem desenvolvidos.

6.2 Contribuições

Uma das principais contribuições deste trabalho é a introdução da ideia de orientar as solu-

ções de um AGMO com base na distância das soluções encontradas por este AGMO e os pontos

ideais da fronteira de Pareto, ou seja, os pontos que representam a melhor distribuição das so-

luções ao longo da fronteira de Pareto. Neste sentido, foi proposto o NSGA-DO, que substituiu

a distância de multidão usada pelo algoritmo NSGA-II pela distância mínima entre as soluções

encontradas e os pontos ideais da fronteira de Pareto.

Foi proposto neste trabalho o uso do algoritmo NSGA-DO para geração de bases de co-

nhecimento fuzzy em uma metodologia dividida em duas etapas: uma etapa responsável pela

seleção de regras e uma outra responsável pela otimização da BD. Em ambas, o NSGA-DO

apresentou melhor desempenho do que o NSGA-II quanto à distribuição das soluções, à acurá-

cia e à interpretabilidade.

Desta maneira, cumpriu-se o principal objetivo deste trabalho de doutorado:
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Criar um método que permita a um AGMO encontrar soluções com alto grau de diversidade

na fronteira de Pareto. O AGMO será usado na geração automática de um SCF, mantendo o

equilíbrio entre a acuidade e a interpretabilidade.

Neste trabalho mostrou-se que, a partir do cálculo das funções que representam a fronteira

de Pareto, podem ser encontrados os pontos ideais desta fronteira. Estes pontos são, então,

utilizados como referência para o NSGA-DO selecionar as soluções para as próximas gerações.

Os pontos ideais foram explorados, também, para analisar a distribuição das soluções ao

longo da fronteira de Pareto. Com este intuito, foi proposto um índice que mede quão bem

distribuídas estão as soluções ao longo da fronteira de Pareto. Este índice reflete com precisão a

distribuição das soluções ao longo da fronteira, pois considera os pontos de inflexão que podem

ser encontrados na fronteira de Pareto.

Outra contribuição deste trabalho foi a criação de um método para a escolha de uma so-

lução na fronteira de Pareto. Este método, baseado nos pontos ideais da fronteira, é capaz de

selecionar a solução que possui o maior balanceamento entre os objetivos a serem otimizados,

provando desta forma a hipótese que dirigiu este trabalho:

Considerar a distância entre as soluções presentes na fronteira de Pareto, durante o pro-

cesso evolutivo de um AGMO, como uma medida de avaliação da qualidade do balanceamento

entre acuidade e interpretabilidade, fará com que este AGMO convirja para uma fronteira de

Pareto cujas soluções estejam distribuídas de uma maneira próxima a uma distribuição uni-

forme ao longo da fronteira de Pareto.

A Tabela 6.1 sumariza os métodos propostos neste trabalho distribuídos de acordo com a

tarefa que eles tratam.

Tabela 6.1: Métodos propostos neste trabalho

Tarefa Proposta

Determinar o espaçamento ideal entre as soluções Capítulo 4 Seção 4.3
Índice de distribuição das soluções Capítulo 4 Seção 4.4

Escolha da solução final Capítulo 4 Seção 4.5
Manutenção da diversidade das soluções na otimização genética multiobjetivo Capítulo 4 Seção 4.6

6.3 Limitações e Trabalhos Futuros

A partir deste trabalho surgem novas oportunidades de pesquisa, tanto no sentido de me-

lhorar os métodos propostos, quanto na elaboração de novas ideias.
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Embora o uso dos pontos ideais como base para as propostas apresentadas neste trabalho

tenham apresentado bons resultados, o método usado para encontrar estes pontos ideais está

concentrado no espaço de busca bidimensional, o que traz uma limitação para o método. Para

que este método possa contribuir com classes de problemas de otimização em um espaço de

busca com mais de duas dimensões, é preciso estendê-lo para que possa lidar com estes proble-

mas.

O método proposto neste trabalho pode ser aplicado a outros conjuntos de dados e compa-

rado com outros métodos encontrados na literatura para verificar se a tendência de obtenção de

melhores resultados com o NSGA-DO se mantém.

Não obstante, o conceito de distância com relação aos pontos ideais pode ser introduzido

no operador de cruzamento. Uma possível abordagem é escolher as n soluções mais próximas

do ponto ideal Ik com o intuito de gerar soluções próximas a este ponto ideal. Para evitar a

convergência prematura, os outros indivíduos não seriam gerados por meio desta abordagem.

Por fim, a ideia de seleção dirigida por distância pode, também, ser estendida a outros

algoritmos genéticos multiobjetivos.
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