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Resumo

RIBEIRO, T.R. Modelagens estat́ıstica para dados de sobrevivência bivariados:

uma abordagem bayesiana. 2017. 103 p. Dissertação (Mestrado em Estat́ıstica - Inte-

rinstitucional de Pós-Graduação em Estat́ıstica) - Instituto de Ciências Matemáticas e de

Computação, Universidade de São Paulo, São Carlos - SP, 2017.

Os modelos de fragilidade são utilizados para modelar as posśıveis associações entre os tempos

de sobrevivência. Uma outra alternativa desenvolvida para modelar a dependência entre

dados multivariados é o uso dos modelos baseados em funções cópulas.

Neste trabalho propusemos dois modelos de sobrevivência derivados das cópulas de Ali-

Mikhail-Haq (AMH) e de Frank para modelar a dependência de dados bivariados na presença

de covariáveis e observações censuradas. Para fins inferenciais, realizamos uma abordagem

bayesiana usando métodos Monte Carlo em Cadeias de Markov (MCMC). Algumas discussões

sobre os critérios de seleção de modelos são apresentadas. Com o objetivo de detectar ob-

servações influentes utilizamos o método bayesiano de análise de influência de deleção de

casos baseado na divergência ψ. Por fim, mostramos a aplicabilidade dos modelos propostos

a conjuntos de dados simulados e reais.

Apresentamos, também, um novo modelo de sobrevivência bivariado com fração de cura,

que leva em consideração três configurações para o mecanismo de ativação latente: ativação

aleatória, primeira ativação e última ativação. Aplicamos este modelo a um conjunto de

dados de empréstimo de Crédito Direto ao modo do Consumidor (DCC) e comparamos os

ajustes por meio dos critérios bayesianos de seleção de modelos para verificar qual dos três

modelos melhor se ajustou. Por fim, mostramos nossa proposta futura para a continuação

da pesquisa.

Palavras-chave: Análise de Sobrevivência, dados de sobrevivência bivariados, funções cópulas,

fração de cura.





Abstract

RIBEIRO, T.R. Statistical modeling to bivariate survival data: a bayesian ap-

proach. 2017. 103 p. Dissertação (Mestrado em Estat́ıstica - Interinstitucional de Pós-

Graduação em Estat́ıstica) - Instituto de Ciências Matemáticas e de Computação, Universi-

dade de São Paulo, São Carlos - SP, 2017.

The frailty models are used to model the possible associations between survival times. An-

other alternative developed for modeling the dependence between multivariate data is the

use of models based on copulas functions.

In this paper we propose two derived survival models of copula of the Ali-Mikhail-Haq (AMH)

and of the Frank to model the dependence of bivariate data in the presence of covariates and

censored observations. For inferential purposes, we conducted a Bayesian approach using

Monte Carlo methods in Markov Chain (MCMC). Some discussions on the model selection

criteria were presented. In order to detect influential observations we use the Bayesian

method of cases of deletion of influence analysis based on the difference ψ. Finally, we show

the applicability of the proposed models to sets of simulated and real data.

We present, too, a new survival model with bivariate fraction of healing, which takes into

account three settings for the latent activation mechanism: random activation, first activation

and final activation. We apply this model to a set of Direct Credit loan data to the Consumer

mode (DCC) and compare the settings, through Bayesian criteria for selection of models,

which of the three models best fit. Finally, we show our future proposal for further research.

Keywords: Survival analysis, bivariate survival data, copula functions, cure fraction.
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3 MODELO DE SOBREVIVÊNCIA BIVARIADO DERIVADO DA CÓPULA
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CURA . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 81

5.1 Função de Verossimilhança . . . . . . . . . . . . . . . . . . . . . . . . . 87

5.2 Distribuições a priori e a posteriori . . . . . . . . . . . . . . . . . . . . . 91
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6 CONSIDERAÇÕES FINAIS E PERSPECTIVAS FUTURAS . . . . . . 97
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1 Introdução

A Análise de Sobrevivência se caracteriza como um conjunto de técnicas que visam es-

tudar os tempos de vida de um indiv́ıduo e os tempos de falha de um ı́tem ou componente.

Como exemplos, podemos citar os estudos médicos, em que o interesse é medir o tempo de

sobrevida dos pacientes à partir do ińıcio de um tratamento, considerando, ou não, uma

proporção de pacientes curados; no setor industrial em que, para se conhecer as durações

dos itens fabricados, deve-se montar um programa de manutenção por meio da determinação

do intervalo de tempo entre falhas sucessivas. Mais exemplos podem ser encontrados em

Nelson (1990), Freitas & Colosimo (1997), Meeker & Escobar (1998), Louzada et al. (2002a),

Louzada et al. (2002b), Lawless (2003), César (2005), Carvalho et al. (2011), Rodrigues et

al. (2008), Santos & Achcar (2011), Gyõrffy et al. (2013) e Schadendorf et al. (2015).

Em Análise de Sobrevivência, a variável resposta é, geralmente, o tempo até a ocorrência

de um evento de interesse (o tempo de falha). Como este tempo é uma variável aleatória,

muitas vezes deseja-se estimar a função de sobrevivência utilizando a Tabela de Vida e o

estimador de Kaplan-Meier (Souza, 2015). Além disso, a principal caracteŕıstica dos dados

de sobrevivência é a presença de censura, que é a observação parcial da resposta acarretada

por uma interrupção no acompanhamento do paciente, seja porque o paciente abandonou

o estudo, ou o estudo terminou para a análise dos dados ou porque o indiv́ıduo morreu de

causa diferente da estudada.

Ainda em relação aos tempos de falha em Análise de Sobrevivência, temos situações em

que não é válida a suposição de independência entre os tempos de sobrevivência. Por exemplo,

pode ocorrer a situação em que indiv́ıduos de um estudo estão sujeitos a múltiplos eventos

recorrentes, tais como ataques epiléticos e/ou ataques card́ıacos, dentre outros. Nesses casos,

mais de um tempo de sobrevivência é observado para cada indiv́ıduo em estudo e, desse

modo, supõe-se que exista associação entre os tempos de um mesmo indiv́ıduo (Colosimo &

Giolo, 2006).

Na literatura, esta provável dependência entre os tempos de sobrevivência é frequente-

mente modelada por meio de modelos de fragilidade, que foram propostos por Vaupel et al.

(1979), em que um ou mais efeitos aleatórios, denominado fragilidade, são introduzidos na

função de risco para descrever essa posśıvel heterogeneidade entre as unidades em estudo.

Além disso, nestes tipos de modelos, os tempos marginais são condicionalmente independen-

tes dada a variável fragilidade. Uma alternativa para modelar completamente a dependência

entre dados multivariados são os modelos baseados em cópulas. Estes modelos vêm sendo

cada vez mais desenvolvidos atualmente, como por exemplo, nas áreas biológicas, ciências
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atuariais e finanças.

As funções cópulas são descritas em Nelsen (2006), Mikosch (2006), Viola (2009) e Joe

(2014), dentre outras fontes, e conceituam-se como funções que ligam (conectam) a função de

distribuição conjunta com suas funções de distribuição marginais univariadas. De acordo com

Fischer (1997), cópulas são de interesse para estat́ısticos por duas razões: primeiro, é uma

forma de estudar medidas de dependência e, segundo, à partir delas se constroem famı́lias de

distribuições bivariadas.

Funções cópulas são usadas, por exemplo, no estudo dos tempos de vida de pessoas “asso-

ciadas” tais como os cônjuges, em que, de acordo com estudos, estes tempos podem apresentar

“dependência” devido as condições como desastre comum, estilo de vida comum, ou a cha-

mada “śındrome do coração partido”, sendo este tipo de estudo extremamente importante

para empresas de seguro de vida (Purwono, 2005). Outros exemplos são para a construção da

distribuição conjunta de intensidade e profundidade de precipitação, intensidade e duração da

chuva, ou profundidade e duração de chuvas, que são elementos fundamentais na elaboração

de um projeto hidrológico (Zhang & Singh, 2007); para a determinação de uma estrutura

de dependência entre as taxas de resgate dos seguros de capital diferido e as taxas de juro

(Leal, 2010). Há inúmeras outras situações nas quais o uso de funções cópulas é adequado

e eficiente, tais como nas ciências atuariais, em que cópulas são utilizadas na modelagem de

mortalidade e perdas (Frees & Wang, 2005), em finanças (Cherubini et al., 2004; Cherubini

et al., 2011; Irene & Klaus, 2014), na classificação de crédito e modelagem de risco (Em-

brechts et al., 2003), assim como na modelagem do contágio financeiro (Santos, 2010), em

estudos biomédicos, na modelagem de eventos correlacionados e riscos competitivos (Achcar

& Boleta, 2012; Louzada et al., 2013) e, até mesmo, na poĺıtica (Quiroz Flores, 2008).

Aplicações de funções cópulas em dados médicos foram feitos por Oliveira et al. (2014),

no qual são considerados modelos baseados nas cópulas arquimedianas de Clayton e Frank

para modelar a dependência de dados de sobrevivência bivariados na presença de covariáveis

e observações censuradas. Suzuki et al. (2011) propuseram uma distribuição para os tempos

de sobrevivência bivariados baseados na cópula de Farlie-Gumbel-Morgenstern para modelar

a dependência nos dados de sobrevivência. Já Suzuki et al. (2012) propuseram um novo

modelo de sobrevivência bivariado de longa duração baseado na cópula de Farlie-Gumbel-

Morgenstern para dados de pacientes brasileiros com HIV. Gupta & Kundu (2016) introdu-

ziram a distribuição Weibull Inversa Bivariada como a distribuição de ambas marginais para

o modelo com cópula de Marshal-Olkin. Além destes, outros trabalhos envolvendo Análise

de Sobrevivência ou funções cópulas foram publicados por Achcar & Louzada (1992), Can-

cho et al. (1999), Klein & Moeschberger (2003), Romeo et al. (2006), Charpentier et al.

(2007), Kleinbaum & Klein (2012), Fleming & Harrington (2011), Harrell (2015), Achcar et

al. (2015) e Achcar & Moala (2015).
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Nesse contexto, o objetivo deste trabalho é modelar dados de sobrevivência bivariados,

que são os dados que caracterizam situações em que se observam dois tempos de vida para

um mesmo equipamento ou indiv́ıduo. Por exemplo, na área médica pode ocorrer o interesse

em estudar os tempos de vida de orgãos humanos pareados como rins e olhos ou o tempo

entre a primeira e a segunda internação por determinada enfermidade, dentre outras. Por

outro lado, em aplicações industriais, o estudo de dados bivariados exemplifica-se na análise

de um sistema cujo o tempo de duração depende da durabilidade de dois componentes, como

o tempo de vida de motores de um avião bimotor.

Dessa forma, o restante do texto está organizado da seguinte maneira: no Caṕıtulo 2

apresentamos uma breve revisão dos conceitos básicos de Análise de Sobrevivência e funções

cópulas, bem como alguns exemplos das principais cópulas denominadas Arquimedianas.

Nos Caṕıtulos 3 e 4, sob uma abordagem bayesiana, modelamos a dependência de dados

de sobrevivência bivariados na presença de covariáveis e observações censuradas por meio das

cópulas Arquimedianas de Ali-Mikhail-Haq (AMH) e de Frank. Para as distribuições mar-

ginais, assumimos a distribuição Exponencial Generalizada e a distribuição Weibull, sendo

que estas escolhas das marginais foram feitas levando-se em consideração os gráficos do Teste

do Tempo Total que plotamos para os dados reais de retinopatia diabética (The Diabetic

Retinopathy Study Research Group, 1976) e de insuficiência renal (McGilchrist & Aisbett,

1991), com os quais trabalhamos como nossa aplicação e cujos detalhes em relação às suas

descrições serão especificados adiante. Para fins inferenciais, foram utilizados métodos Monte

Carlo em Cadeias de Markov (MCMC), pois a distribuição a posteriori conjunta é analitica-

mente intratável. Com o objetivo de detectar observações influentes nos dados foi utilizado

o método bayesiano de análise de influência caso a caso baseado na divergência ψ (Cook &

Weisberg, 1982).

No Caṕıtulo 5 trabalhamos com modelos com fração de cura, nos quais considera-se uma

população heterogênea que pode ser dividida em duas subpopulações: imunes (curados) e

suscet́ıveis (não curados). Este tipo de modelo vem sendo muito utilizado devido ao fato dos

modelos de sobrevivência apenas considerarem que os indiv́ıduos do estudo são suscet́ıveis ao

evento de interesse e isto nem sempre ocorre. Como exemplo, temos os pacientes v́ıtimas de

câncer de pele, em que a taxa de mortalidade é baixa e a maioria consegue se curar (Claudino

& Oliveira, 2013). Outra situação é retratada por Pierce et al. (1979), em que observaram

que havia um considerável número de animais expostos a toxinas que continuavam vivos ao

final do experimento e, de acordo com eles, não fazia sentido classificar tais animais como

observações censuradas vindas da mesma população daqueles que haviam morrido. Mais in-

formações sobre análise de dados com proporção de curados podem ser encontradas em Fang

et al. (2005), Lam & Xue (2005), Li & Feng (2005), Yin & Ibrahim (2005), Zhao & Zhou

(2006), Borges (2011), Gonzales (2014) e Martinez & Achcar (2014). Neste trabalho, apre-
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sentamos e generalizamos o modelo de sobrevivência bivariado com fração de cura proposto

por Chen et al. (2002).

Por fim, no Caṕıtulo 6 apresentamos as considerações finais juntamente com nossas pers-

pectivas para pesquisa.
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2 Análise de Sobrevivência e Funções Cópulas

Neste caṕıtulo apresentamos alguns conceitos básicos de Análise de Sobrevivência que

são essenciais para a compreensão do trabalho, assim como algumas propriedades e teoremas

envolvendo funções cópulas.

2.1 Análise de Sobrevivência

Esta seção é subdividida em conceitos em Análise de Sobrevivência e Análise de Sobre-

vivência Bivariada, na qual definimos como foi feito o trabalho com dados de sobrevivência

bivariados.

2.1.1 Alguns Conceitos em Análise de Sobrevivência

Segundo Colosimo & Giolo (2006), os principais componentes constituintes de um con-

junto de dados de sobrevivência são os tempos de falha e o tempo de censura.

2.1.1.1 Tempo de Falha

Tempo de falha é o tempo decorrido, a partir de um instante inicial, até a ocorrência de

um evento de interesse (morte, falha, recorrência de uma doença, etc...).

O tempo de falha é definido pelo tempo inicial, a escala de medida e o evento de interesse

(Colosimo & Giolo, 2006). O tempo inicial do estudo deve ser definido com precisão. Na área

médica, por exemplo, pode-se considerar a data do ińıcio do tratamento ou do diagnóstico

da doença como posśıveis escolhas.

A escala de medida depende do problema em estudo. Para dados médicos, a escala de

medida é o tempo real (em horas, dias, etc...). Nas engenharias, a escala pode ser dada, por

exemplo, pelo número de ciclos, de quilometragem de um carro, entre outros.

Quanto ao evento de interesse, também chamado de falha, precisa ser definido de forma

clara e precisa. Em algumas situações o evento de interesse, na maioria dos casos indesejável,

é simples de ser diagnosticado, tais como morte ou recidiva de uma doença, mas às vezes

pode ser mais complexo de ser demarcado, como por exemplo, para os fabricantes de pro-

dutos aliment́ıcios que desejam saber quando seu produto fica inapropriado para o consumo.

Outro tipo de evento de interesse bem comum em Análise de Sobrevivência são os eventos

recorrentes, que acontecem mais de uma vez para um mesmo indiv́ıduo ou equipamento,

dentre os quais podemos citar gestações, internações, cáries, infartos do miocárdio, fraturas
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e danificação de máquinas que podem ser reparadas. Por fim, temos também os diferentes

tipos de eventos decorrentes de um mesmo fator de risco em estudo como efeitos adversos de

medicamentos, doenças oportunistas da AIDS e óbito de um paciente, quando são posśıveis

várias causas.

2.1.1.2 Censura

A censura ocorre quando o tempo de vida (ou durabilidade) de um indiv́ıduo (ou peça)

não é observado, ou seja, o paciente deixa de ser observado (ou o experimento deve ser

encerrado e ainda existem ı́tens em funcionamento). Outro fator de censura é quando a falha

acontece por outras causas que não é a esperada no estudo.

Segundo Colosimo & Giolo (2006), podemos classificar a censura em:

• Tipo I: o estudo é conduzido até um tempo limite L pré-fixado e os indiv́ıduos que

ainda não experimentaram o evento são censurados;

• Tipo II: é aquela em que o teste será terminado após ter ocorrido a falha em um

número pré-estabelecido de elementos sob teste;

• Aleatória: semelhante à censura do Tipo I, porém com os indiv́ıduos sendo incorpo-

rados de maneira aleatória.

Quanto aos mecanismos, a censura é subdividida em:

• À direita: não se observa o desfecho e sabe-se que o tempo entre o ińıcio do estudo e

o evento é maior do que o tempo observado;

• À esquerda: acontece quando não conhecemos o momento da ocorrência do evento,

mas sabemos que ocorreu antes do tempo observado;

• Intervalar: ocorrência do evento entre tempos conhecidos.

A Figura 1 apresenta a ilustração de alguns mecanismos de censura em que • representa

a falha e ◦ a censura. No caso (a) todos os pacientes experimentaram o evento antes do

final do estudo, (b) alguns pacientes não experimentaram o evento até o final do estudo, (c)

o estudo foi finalizado após a ocorrência de um número pré-estabelecido de falhas e (d) o

acompanhamento de alguns pacientes foi interrompido por alguma razão e alguns pacientes

não experimentaram o evento até o final do estudo.
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Figura 1 – Mecanismos de censura.

2.1.1.3 Função de Sobrevivência e Função de Taxa de Falha

Seja T uma variável aleatória cont́ınua não-negativa com função densidade de probabili-

dade f(t), descrevendo os tempos de vida de uma população. Em Análise de Sobrevivência

a variável aleatória T é geralmente especificada pela sua função de sobrevivência ou pela

função taxa de falha. Em termos probabiĺısticos, isto é escrito como (Colosimo & Giolo,

2006):

S(t) = P (T > t). (2.1)

Em consequência, a função de distribuição acumulada é definida como a probabilidade de

uma observação falhar no tempo t, isto é, F (t) = 1− S(t).

Assim, a probabilidade de ocorrer uma falha no intervalo [t1, t2) é dada por:

P (t1 ≤ T < t2) = F (t2)− F (t1) = (1− S(t2))− (1− S(t1)) = S(t1)− S(t2). (2.2)

A taxa de falha no intervalo [t1, t2) é definida como sendo a probabilidade de que a falha

ocorra neste intervalo, dado que não ocorreu antes de t1, dividida pelo comprimento do

intervalo, isto é,

P (T ∈ [t1, t2)|T ≥ t1)

(t2 − t1)
=

P (T ∈ [t1, t2))

(t2 − t1)P (T ≥ t1)
=
S(t1)− S(t2)

∆(t)S(t1)
, (2.3)
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em que ∆(t) = t2 − t1.

De forma geral, redefinindo o intervalo como [t, t+ ∆t), a expressão (2.3) se torna:

λ(t) =
S(t)− S(t+ ∆t)

∆tS(t)
. (2.4)

Assumindo ∆t bem pequeno, λ(t) representa a taxa de falha instantânea no tempo t

condicional à sobrevivência até o tempo t.

Então, a função de taxa de falha de T é, então, definida como:

λ(t) = lim
∆t→0

P (t ≤ T < t+ ∆t|T ≥ t)

∆t
= lim

∆t→0

P (t ≤ T < t+ ∆t, T ≥ t)

∆tP (T ≥ t)

= lim
∆t→0

P (t ≤ T < t+ ∆t)

∆tS(t)
=

1

S(t)
lim

∆t→0

F (t+ ∆t)− F (t)

∆t

=
F ′(t)

S(t)
=
f(t)

S(t)
. (2.5)

Além disso, como F (t) = 1− S(t), temos que:

λ(t) =
F ′(t)

S(t)
=

1

S(t)

dF (t)

dt
=

1

S(t)

d(1− S(t))

dt
= − 1

S(t)

dS(t)

dt
= −d log(S(t))

dt
. (2.6)

As taxas de falha são números positivos sem limite superior. Este fato é útil para descrever

a distribuição do tempo de vida de indiv́ıduos (ou produtos, máquinas, ...) que pode ser:

crescente, decrescente, constante ou em forma de banheira, como ilustrado na Figura 2.
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Figura 2 – Formas da curva de risco.

2.1.1.4 O Estimador de Kaplan-Meier

O estimador não-paramétrico de Kaplan-Meier (Kaplan & Meier, 1958) para estimar a

função de sobrevivência, é também chamado de estimador limite-produto. É uma adaptação

da função de sobrevivência emṕırica que, na ausência de censuras, é definida como (Colosimo
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& Giolo, 2006):

Ŝ(t) =
no de observações que não falharam até o tempo t

no total de observações no estudo
, (2.7)

a função Ŝ(t) é uma função do tipo escada com degraus nos tempos observados de falha de

tamanho 1/n, em que n é o tamanho da amostra. Se existirem empates em um certo tempo

t, o tamanho do degrau fica multiplicado pelo número de empates.

Para obtermos a expressão geral do estimador de Kaplan-Meier, considere:

• t1 < t2 < ... < tk, os k tempos distintos e ordenados de falha;

• dj o número de falhas em tj, j = 1, ..., k;

• nj o número de indiv́ıduos sob risco em tj, ou seja, os indiv́ıduos que sobreviveram e

não foram censurados até o instante imediatamente anterior a tj.

O estimador de Kaplan-Meier é, então, definido como:

Ŝ(t) =
∏

j:tj<t

(
nj − dj
nj

)
=
∏

j:tj<t

(
1− dj

nj

)
. (2.8)

2.1.1.5 Análise de Sobrevivência com Fração de Cura

Na Análise de Sobrevivência usual, parte-se do pressuposto de que, se o indiv́ıduo for

acompanhado por um peŕıodo suficientemente longo, o evento de interesse irá ocorrer. En-

tretanto, na prática, alguns indiv́ıduos podem ser considerados imunes à ocorrência do evento,

ou curados. Modelos que tratam de dados de sobrevivência com estas caracteŕısticas são cha-

mados de modelos com fração de cura ou modelos de longa duração (Ibrahim et al., 2001;

Rodrigues et al., 2008; Barros, 2014).

Dessa forma, nos modelos de longa duração, a população em estudo é dividida em dois

grupos, no qual um dos grupos é o dos imunes e o outro, o dos suscet́ıveis. No grupo

dos imunes, mesmo que o tempo de estudo se prolongue infinitamente, o evento nunca será

observado. Por outro lado, no grupo dos suscet́ıveis, temos que todos os indiv́ıduos estão sob

risco de falha.

Uma caracteŕıstica que indica a presença de fração de cura em um conjunto de dados é a

ocorrência de um alto percentual de censura à direita no término do estudo, quando o tempo

de acompanhamento é suficientemente grande, segundo Maller & Zhou (1996). De forma

gráfica, isto pode ser visualizado quando a curva de sobrevivência estimada pelo método de

Kaplan-Meier (Kaplan & Meier, 1958) se estabiliza em um patamar acima do zero por um

peŕıodo de tempo razoável (Silva, 2013).
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2.1.2 Alguns Conceitos em Análise para Dados de Sobrevivência Bivariados

Como nossa proposta de pesquisa é trabalhar com dados de sobrevivência bivariados, es-

colhemos como dados reais para a aplicação os dados de retinopatia diabética e insuficiência

renal, cujos detalhes de suas descrições são apresentados no Caṕıtulo 3. A seguir, apresenta-

mos alguns conceitos essenciais para o estudo.

2.1.2.1 Gráfico do Teste do Tempo Total

Com o objetivo de verificarmos o comportamento da função de risco dos tempos obser-

vados, utilizamos um método gráfico baseado no Teste do Tempo Total (TTT plot), em que

podemos encontrar mais detalhes em Aarset (1985). A versão emṕırica do gráfico do Teste

do Tempo Total é dada por:

G(r/n) =

∑r
i=1 Yi:n − (n− r)Yr:n∑r

i=1 Yi:n
, (2.9)

em que r = 1, ..., n e Yi:n representam as estat́ısticas de ordem da amostra.

Temos que a função de risco cresce (decresce) se o gráfico do Teste do Tempo Total é

côncavo (convexo). Se o gráfico aproxima de uma linha diagonal temos função de risco cons-

tante e, se a curvatura é côncava e depois convexa a função de risco tem forma unimodal. Se

o gráfico apresentar curvatura convexa e depois côncava a função de risco é em forma de ba-

nheira. O gráfico do Teste do Tempo Total é apenas uma condição suficiente e não necessária

para indicar a forma da função de risco. As Figuras 3 e 4 representam os gráficos TTT apli-

cados aos conjuntos de dados de retinopatia diabética e insuficiência renal, respectivamente,

indicando função de risco crescente e decrescente.

Como as curvas de risco das distribuições Weibull e Exponencial Generalizada apresentam

um comportamento crescente e decrescente, igual o apresentado nos gráficos TTT 3 e 4,

escolhemos trabalhar com estas distribuições marginais.
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Figura 3 – Gráfico do Teste do Tempo To-
tal para os dados de retinopatia
diabética.
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Figura 4 – Gráfico do Teste do Tempo To-
tal para os dados de insuficiência
renal.

2.1.2.2 Inferência

Vamos supor que T1 e T2 são duas variáveis aleatórias relativas aos tempos até a ocorrência

de falha, e t1i e t2i observações amostrais de T1 e T2, respectivamente, para o i-ésimo indiv́ıduo,

i = 1, . . . , n. Ao classificar os n pares de observações (t1i, t2i) em classes, tem-se:

• C1: t1i e t2i são tempos de sobrevida observados;

• C2: t1i é o tempo de sobrevida observado e t2i é o tempo de censura;

• C3: t1i é o tempo de censura e t2i é o tempo de sobrevida;

• C4: t1i e t2i são os tempos de censura.

Considere θ1 e θ2 vetores de parâmetros desconhecidos para as distribuições marginais

de T1 e T2, respectivamente. Então, a função de verossimilhança para θ1 e θ2 é dada por

(Lawless, 2003):

L(θ1,θ2|t1, t2) =
∏

i∈C1

f(t1i, t2i)
∏

i∈C2

(
−∂S(t1i, t2i)

∂t1i

) ∏

i∈C3

(
−∂S(t1i, t2i)

∂t2i

) ∏

i∈C4

S(t1i, t2i),

(2.10)

em que f(t1i, t2i) é a função densidade de probabilidade conjunta para T1i e T2i e S(t1i, t2i) é

a função de sobrevivência conjunta.

Por outro lado, considere:
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δji =

{
0, se tji é uma observação censurada

1, se tji é o tempo de sobrevida observado

para j = 1, 2 e i = 1, ..., n, em que n é o número de observações, como uma função indicadora

de censura e seja D = {x1, ..., xn}, em que xi = (t1i, t2i, δ1i, δ2i), os dados observados. Assim,

a função de verossimilhança em (2.10) pode ser reescrita como:

L(θ1,θ2|D) =
n∏

i=1

[
f(t1i, t2i)

δ1iδ2i

(
−∂S(t1i, t2i)

∂t1i

)δ1i(1−δ2i)

×
(
−∂S(t1i, t2i)

∂t2i

)δ2i(1−δ1i)
S(t1i, t2i)

(1−δ1i)(1−δ2i)
]
. (2.11)

Observe que, se não houver dados censurados, a função verossimilhança (2.11) se reduz

a:

L(θ1,θ2|D) =
n∏

i=1

f(t1i, t2i), (2.12)

que é produto das funções densidade de probabilidade conjunta.

2.1.2.3 Funções Densidade de Probabilidade

A seguir, apresentamos algumas caracteŕısticas que envolvem as distribuições marginais

do trabalho: Exponencial Generalizada e Weibull.

• Distribuição Exponencial Generalizada

A distribuição Exponencial Generalizada (Gupta & Kundu, 1999) pode ser uma boa

alternativa ao uso das tradicionais distribuições Gama e Weibull utilizadas na análise

de dados de sobrevivência (Boleta, 2012).

A distribuição Exponencial Generalizada de dois parâmetros tem função densidade de

probabilidade dada por:

f(t;α, λ) = αλ (1− exp(−λt))α−1 exp(−λt), (2.13)

em que t ≥ 0; α > 0 e λ > 0 são os parâmetros de forma e escala, respectivamente.

As funções de sobrevivência e de risco associadas à essa densidade são dadas, respecti-

vamente, por:

S(t;α, λ) = P (T > t) = 1− (1− exp(−λt))α (2.14)
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e

h(t;α, λ) =
f(t;α, λ)

S(t;α, λ)
=
αλ (1− exp(−λt))α−1 exp(−λt)

1− (1− exp(−λt))α . (2.15)

Na Figura 5 apresentamos os gráficos da função densidade, da função de sobrevivência

e da função de risco da distribuição Exponencial Generalizada. O objetivo destes

gráficos é verificar o comportamento desta distribuição para diferentes valores de seus

parâmetros α e λ.
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Figura 5 – Gráfico da função densidade de probabilidade (esquerda), da função de so-
brevivência (centro) e da função de risco (direita) para diferentes valores dos
parâmetros α e λ do modelo Exponencial Generalizada.
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• Distribuição Weibull

A distribuição Weibull (Weibull, 1939) é frequentemente usada em estudos biomédicos

e industriais e é amplamente conhecida em virtude de sua simplicidade e flexibilidade

em acomodar diferentes formas de função de risco.

Para uma variável aleatória T com distribuição Weibull, a função densidade de proba-

bilidade é dada por:

f(t;α, λ) =
α

λα
tα−1 exp

(
−
(
t

λ

)α)
, (2.16)

em que t ≥ 0, α > 0 e λ > 0 são os parâmetros de forma e escala, respectivamente.

A função de sobrevivência do modelo Weibull é dada por:

S(t;α, λ) = exp

(
−
(
t

λ

)α)
(2.17)

e a função de risco por:

h(t;α, λ) =
α

λα
tα−1. (2.18)

Esta distribuição possui riscos crescentes para α > 1, decrescentes para α < 1 e cons-

tantes para α = 1, em que o modelo se reduz a distribuição Exponencial.

Os gráficos da função densidade, da função de sobrevivência e da função de risco da

distribuição Weibull são apresentados na Figura 6, em que verifica-se o comportamento

desta distribuição para diferentes valores de seus parâmetros α e λ.
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Figura 6 – Gráfico da função densidade de probabilidade (esquerda), da função de so-
brevivência (centro) e da função de risco (direita) para diferentes valores dos
parâmetros α e λ do modelo Weibull.

2.1.2.4 Análise Bayesiana

Utilizando a metodologia bayesiana para inferirmos sobre os parâmetros, assumimos dis-

tribuições a priori pouco informativas, já que não há conhecimentos prévios dos parâmetros.

Consideramos que as marginais Tj tem distribuição Exponencial Generalizada ou Weibull

com parâmetros αj e λij = exp(β0j + β1jxi), i = 1, ..., n e j = 1, 2, em que xi representa a

covariável dicotômica do modelo.

Com o objetivo de garantir que a distribuição a posteriori conjunta seja própria, considera-

mos uma distribuição a priori conjunta própria para os parâmetros do modelo. Assumindo as

distribuições a priori independentes, a densidade a priori conjunta de θ = (φ, α1, α2,β1,β2),

em que φ é parâmetro de dependência da função cópula vista com detalhes na Seção 2.2, é

dada por:

π(θ) = π(φ)
2∏

j=1

π(αj)
2∏

j=1

π(βj), (2.19)

em que

π(βj) = π(β0j, β1j, ..., βqj) =

q∏

k=0

2∏

j=1

π(βkj), e (2.20)

q representa o número de covariáveis, j = 1, 2 e k = 0, ..., q.
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Combinando as distribuições a priori independentes (2.19) com a função de verossimi-

lhança (2.11), obtemos a distribuição conjunta a posteriori do vetor de parâmetros θ, π(θ|D),

em que D é o conjunto de dados observados. As estimativas dos parâmetros são dadas pelas

médias da distribuição a posteriori.

Esta densidade a posteriori conjunta é analiticamente intratável e suas condicionais não

são conhecidas. Assim, para inferência utilizamos métodos Monte Carlo em Cadeias de

Markov (MCMC). Realizamos aplicações em conjuntos de dados simulados e reais. Todas as

implementações computacionais foram realizadas utilizando os sistemas JAGS - Just Another

Gibbs Sampler (Plummer, 2003) e R (R Development Core Team, 2007) por meio do pacote

rjags (Denwood et al., 2016).

2.1.2.5 Critérios de Comparação de Modelos

Os critérios de comparação de modelos objetivam analisar o ajuste dos modelos para um

determinado conjunto de dados, funcionando como uma ferramenta para a escolha do melhor

modelo dentre uma coleção de modelos ajustados.

Neste trabalho, assim como foi feito em Louzada et al., (2013), utilizamos quatro critérios

Bayesianos de seleção de modelos: o DIC (Deviance Information Criterion), o EAIC (Expec-

ted Akaike Information Criterion), o EBIC (Expected Bayesian (ou Schwarz ) Information

Criterion) e o LPML.

O critério DIC proposto por Spiegelhalter et al. (2002), o EAIC proposto por Brooks et

al. (2002) e o EBIC por Carlin & Louis (2001) são critérios baseados na média a posteriori

da deviance, E[D(θ)], que é uma medida de ajuste e que pode ser aproximada por:

D̄ =
1

M

M∑

m=1

D(θm), (2.21)

sendo m indicando a m-ésima realização de um total de M realizações (após o burn-in) e

D(θ) = −2
∑n

i=1 ln(f(t1i, t2i|θ)), em que f(.) é a função densidade de probabilidade corres-

pondente ao modelo.

Dessa forma, os critérios EAIC, EBIC, DIC podem ser calculados, respectivamente, por

ÊAIC = D̄ + 2q, ÊBIC = D̄ + q ln(n) e D̂IC = 2D̄− D̂, em que q é o número de parâmetros

no modelo e D̂ = D
(

1
M

∑M
q=1 θq

)
, que é um estimador para D{E(θ)}.

A partir dos valores obtidos através do cálculo destes critérios, temos que o modelo

preferido, dentre uma coleção, é aquele com menores valores destes critérios.

Um outro critério que será utilizado nesse trabalho é derivado das ordenadas da densidade

preditiva condicional (CPO) (Ibrahim et al., 2001).

Para o modelo proposto não é posśıvel encontrar uma forma fechada de CPO. Entretanto,

uma estimativa Monte Carlo de CPO pode ser obtida por meio de uma simples amostra
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MCMC a partir da distribuição a posteriori π(θ|D). Considere θ(1),θ(2), . . . ,θ(M) uma

amostra de tamanho M de π(θ|D) após o burn-in. Uma aproximação Monte Carlo de CPO

é dada por:

ĈPOi =

(
1

q

M∑

q=1

1

f(t1i, t2i|θ(q))

)−1

. (2.22)

Utilizamos a estat́ıstica LPML =
∑n

i=1 log(ĈPOi) na seleção de modelos, em que maiores

valores de LPML indicam o melhor modelo.

2.1.2.6 Diagnóstico de Observações Influentes

O método da deleção de casos (Cook & Weisberg, 1982) é uma ferramenta muita utilizada

quando se objetiva avaliar a influência de uma observação no ajuste de um modelo, inclusive,

técnicas de influência local têm sido amplamente utilizadas, por exemplo em Cancho et al.

(2010), Vidal & Castro (2010), Suzuki et al. (2012), Louzada et al. (2013) e Suzuki et al.

(2016).

Neste trabalho, vamos considerar a análise de influência de deleção de casos baseado

na divergência ψ. Seja Dψ(P ;P(−i)) a divergência ψ entre P e P(−i), em que P indica a

distribuição a posteriori de θ para os dados completos e, P(−i) a distribuição a posteriori

sem o i -ésimo caso. Especificamente,

Dψ(P ;P(−i)) =

∫
ψ

(
π(θ|D(−i))

π(θ|D)

)
π(θ|D) dθ, (2.23)

em que ψ é uma função convexa com ψ(1) = 0. Várias escolhas de ψ são dadas em Dey

& Birmiwal (1994). Por exemplo, ψ(z) = − log(z) define a divergência de Kullback-Leibler

(K-L), ψ(z) = (z − 1) log(z) a distância J (ou a versão simétrica da divergência de K-L),

ψ(z) = 0, 5|z − 1| a distância variacional ou norma L1 e ψ(z) = (z − 1)2 define a divergência

χ2.

Temos que Dψ(P ;P(−i)) pode ser calculado considerando uma amostra da distribuição a

posteriori de θ via métodos MCMC. Considere θ(1), . . . ,θ(M) uma amostra de tamanho M

de π(θ|D). Então, uma estimativa Monte Carlo é dada por:

D̂ψ(P ;P(−i)) =
1

M

M∑

q=1

ψ

(
π(θ(q)|D(−i))

π(θ(q)|D)

)
. (2.24)

Dizemos que esta medida Dψ(P ;P(−i)) define a divergência ψ do efeito da exclusão do

i-ésimo caso dos dados completos na distribuição a posteriori de θ.

Para um profissional na área médica, é uma tarefa muito dif́ıcil tentar avaliar o ponto de

corte da medida de divergência, de modo a determinar se uma observação ou um pequeno
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subconjunto de observações é influente ou não. Sendo assim, usaremos a proposta dada por

Peng & Dey (1995) e Weiss (1996), em que uma moeda viesada com probabilidade de sucesso

p é considerada. Então, a divergência ψ entre a moeda viesada e a não viesada é:

Dψ(f0; f1) =

∫
ψ

(
f0(x)

f1(x)

)
f1(x)dx, (2.25)

em que f0(x) = px(1− p)1−x e f1(x) = 0, 5 para x = 0, 1. Se Dψ(f0, f1) = dψ(p), então pode

ser facilmente verificado que dψ satisfaz a seguinte equação:

dψ(p) =
ψ(2p) + ψ(2(1− p))

2
. (2.26)

Observa-se que, para as medidas de divergência consideradas, dψ aumenta à medida que p

afasta-se de 0, 5. Além disso, dψ(p) é simétrica em torno de p = 0, 5 e dψ atinge seu mı́nimo

em p = 0, 5. Neste ponto, dψ(0, 5) = 0 e f0 = f1. Portanto, se considerarmos p > 0, 80 (ou

p ≤ 0, 20) como uma moeda muito viciada, então dL1(0, 80) = 0, 30. Esta relação implica

que o i-ésimo caso é considerado influente quando dL1(0, 80) > 0, 30.

Assim, se usarmos a divergência de Kullback-Leibler, podemos considerar que uma ob-

servação é influente quando dK-L > 0, 223. Da forma análoga, utilizando a distância J ou a

divergência χ2, uma observação na qual dJ > 0, 416 ou dχ2(0, 80) > 0, 360 pode ser conside-

rada influente.

2.2 Funções Cópulas

Nesta seção apresentamos uma breve introdução sobre as funções cópulas, bem como

alguns de seus resultados básicos. O uso destas funções permite a construção da distribuição

conjunta de variáveis com as distribuições marginais conhecidas.

Cópulas são funções que ligam (conectam) a função distribuição conjunta com suas funções

distribuição marginais univariadas. Por outro lado, cópulas também são conceituadas como

funções distribuição multivariadas cujas marginais unidimensionais são Uniformes em (0, 1).

As referências básicas para o estudo destas funções são os livros de Cherubini et al. (2004),

Nelsen (2006), Kolev et al. (2006) e Jaworski et al. (2010).

A seguir apresentamos alguns conceitos em relação as cópulas e suas propriedades.

Definição 2.2.1 Uma cópula é uma distribuição multivariada cujas marginais são Uniforme

(0,1). Considere o vetor aleatório U = (U1, . . . , Un) ∈ In com cópula n-dimensional C,

temos:

C(u1, . . . , un;φ) = P (U1 ≤ u1, . . . , Un ≤ un;φ), (2.27)

em que φ é o parâmetro associado à função cópula.
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O teorema apresentado a seguir, conhecido como Teorema de Sklar (Sklar, 1959), é um

importante resultado referente a teoria e aplicações de cópulas, em que a partir deste, temos

que uma cópula conecta as distribuições marginais univariadas formando uma distribuição

multivariada, ou então que uma função distribuição multivariada pode ser decomposta nas

marginais univariadas e na estrutura de dependência dada pela cópula.

Teorema 2.2.1 Seja H uma função de distribuição conjunta com marginais F1(t1), ...,

Fn(tn). Então existe uma cópula n-dimensional C tal que:

H(t1, . . . , tn;φ) = C(F1(t1), . . . , Fn(tn);φ). (2.28)

Se F1(t1), . . . , Fn(tn) são todas absolutamente cont́ınuas então C é única.

Reciprocamente, se C é uma cópula n-dimensional e F1(t1), . . . , Fn(tn) são funções de

distribuição, então a função H é uma função de distribuição conjunta n-dimensional.

Logo, podemos dizer que a cópula C é uma função que liga a função distribuição conjunta

às suas marginais.

Atualmente, a classe de cópulas Arquimedianas é a mais utilizada na prática, pois sua

representação permite reduzir o estudo de cópula multivariada ao estudo de uma função

univariada ϕ, comumente chamada de gerador de uma cópula Arquimediana. Além disso, a

classe de cópulas Arquimedianas é bastante flex́ıvel, permitindo a modelagem de diversas for-

mas de dependência, incluindo assimetria e dependência nas extremidades. Alguns exemplos

dessas cópulas são a de Clayton, a de Frank, a de Gumbel-Hougard e a de Ali-Mikhail-Haq

(AMH).

Nesse contexto, uma distribuição bivariada pertence à famı́lia de cópulas Arquimedianas

se tem a seguinte representação:

Cφ(u, v) = ϕ(ϕ(u)−1 + ϕ(v)−1), 0 ≤ u, v ≤ 1, (2.29)

em que ϕ(t) assume valores entre 0 e 1, limt→0 ϕ(t) = 1, ϕ′(t) é estritamente decrescente,

ϕ′′(t) é estritamente crescente e φ é o parâmetro de dependência da cópula.

Todas as cópulas Arquimedianas usualmente encontradas possuem expressões com forma

fechada. O Teorema 2.2.2 é um importante resultado em relação às cópulas Arquimedianas,

pois apresenta algumas propriedades que este tipo de cópula possui.

Teorema 2.2.2 Seja C uma cópula Arquimediana com gerador ϕ. Então:

1. C é simétrica, isto é, C(u, v) = C(v, u) para todo u, v ∈ I;

2. C é associativa, isto é, C(C(u, v), w) = C(u,C(v, w)) para todo u, v, w ∈ I;

3. Se c > 0 é uma constante qualquer, então cϕ é também um gerador de C.
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2.2.1 Dependência

Aqui, serão exploradas formas com as quais as funções cópulas podem ser usadas no

estudo de dependência ou associação entre variáveis aleatórias.

2.2.1.1 Concordância

Seja (xi, yi) e (xj, yj) duas observações de um vetor (X, Y ) de variáveis aleatórias cont́ınuas.

Dizemos que (xi, yi) e (xj, yj) são concordantes se xi < xj e yi < yj, ou se xi > xj e yi > yj.

Por outro lado, dizemos que (xi, yi) e (xj, yj) são discordantes se xi < xj e yi > yj ou se xi >

xj e yi < yj. De maneira análoga, (xi, yi) e (xj, yj) são concordantes se (xi−xj)(yi−yj) > 0 e

discordantes se (xi−xj)(yi− yj) < 0, (Nelsen, 2006). As principais medidas de concordância

são o tau de Kendall e o rho de Spearman, dadas a seguir.

• Tau de Kendall: De acordo com Kruskal (1958), Hollander & Wolfe (1973) e Leh-

mann (1975), o Tau de Kendall é dado em termos de concordância da seguinte forma:

considere uma amostra aleatória {(x1, y1), (x2, y2), ..., (xn, yn)} de n observações de um

vetor (X, Y ) de variáveis aleatórias cont́ınuas. Há

(
n

2

)
pares distintos (xi, yi) e (xj, yj)

de observações na amostra, sendo cada par concordante ou discordante. Considere c

o número de pares concordantes e d o número de pares discordantes. Então, o tau de

Kendall para a amostra é definido como:

t =
c− d
c+ d

. (2.30)

Equivalentemente, t é a probabilidade da concordância menos a probabilidade da dis-

cordância para um par de observações (xi, yi) e (xj, yj) que é escolhido aleatoriamente

da amostra. A versão populacional do tau de Kendall para o vetor (X, Y ) de variáveis

aleatórias cont́ınuas com função de distribuição conjunta H é definida de maneira

análoga. Sejam (X1, Y1) e (X2, Y2) vetores aleatórios independentes e identicamente

distribúıdos, cada um com função de distribuição conjunta H. Então a versão popu-

lacional do tau de Kendall é definida como a probabilidade da concordância menos a

probabilidade da discordância:

τ = τX,Y = P [(X1 −X2)(Y1 − Y2) > 0]− P [(X1 −X2)(Y1 − Y2) < 0]. (2.31)

Apresentamos, no Teorema 2.2.3, a expressão da versão populacional do tau de Kendall

para X e Y .
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Teorema 2.2.3 Sejam X e Y variáveis aleatórias cont́ınuas cuja cópula é C. Então

a versão populacional do tau de Kendall para X e Y (denotado por τX,Y ou τC) é dada

por:

τX,Y = τC = 4

∫ ∫

I2
C(u, v)dC(u, v)− 1. (2.32)

• Rho de Spearman: Para obtermos a versão populacional da medida do rho de Spear-

man (Kruskal, 1958; Lehmann, 1966), considere (X1, Y1), (X2, Y2) e (X3, Y3) três veto-

res aleatórios independentes com uma função de distribuição conjunta H comum (cujas

marginais são F e G) e cópula C. A versão populacional ρX,Y do rho de Spearman é

definido como sendo proporcional a probabilidade da concordância menos a probabili-

dade da discordância para os dois vetores (X1, Y1) e (X2, Y3), isto é, um par de vetores

com as mesmas marginais, mas um vetor tem função de distribuição H, enquanto os

componentes do outro são independentes:

ρ = ρX,Y = 3(P [(X1 −X2)(Y1 − Y3) > 0]− P [(X1 −X2)(Y1 − Y3) < 0]). (2.33)

Note que, enquanto a função de distribuição conjunta de (X1, Y1) é H(x, y), a função

de distribuição conjunta de (X2, Y3) é F (x)G(y), já que X2 e Y3 são independentes.

No Teorema 2.2.4 temos a expressão da versão populacional do rho de Spearman para

X e Y .

Teorema 2.2.4 Sejam X e Y variáveis aleatórias cont́ınuas cuja cópula é C. Então,

a versão populacional do rho de Spearman para X e Y (denotado por ρX,Y ou ρC) é

dada por:

ρX,Y = ρC = 12

∫ ∫

I2
C(u, v)dudv − 3. (2.34)

2.2.2 Alguns Exemplos de Cópulas Arquimedianas

Apresentamos, agora, algumas das principais cópulas Arquimedianas existentes.

• Cópula de Clayton: Esta função cópula assume a seguinte forma:

Cφ(u, v) = (u−φ + v−φ − 1)−
1
φ , φ ∈ R+. (2.35)

Para φ tendendo a 0 temos Cφ(u, v) = uv, que denota independência. Além disso, a

sua função geradora é dada por:

ϕ(t) =
1

φ
(t−φ − 1), (2.36)
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e sua medida de concordância Tau de Kendal é τφ = φ
φ+2

.

Na Figura 7, temos o gráfico de contorno e a superf́ıcie da densidade da cópula de

Clayton para φ = 0, 5.
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Figura 7 – Gráfico de contorno e superf́ıcie da densidade da cópula de Clayton para φ = 0, 5.
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• Cópula de Frank: Esta função cópula assume a seguinte forma:

Cφ(u, v) = logφ

(
1 +

(φu − 1)(φv − 1)

φ− 1

)
, φ ∈ (0, 1). (2.37)

Para φ tendendo a 1 temos Cφ(u, v) = uv denotando independência. Além disso, a sua

função geradora é dada por:

ϕ(t) = − ln

(
1− φt
1− φ

)
. (2.38)

e sua medida de concordância Tau de Kendal é τφ = 1 + 4
ln(φ)

(
1

ln(φ)

− ln(φ)∫
0

t
et−1

dt+ 1

)
.

Na Figura 8, temos o gráfico de contorno e a superf́ıcie da densidade da cópula de Frank

para φ = 0, 4.
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Figura 8 – Gráfico de contorno e superf́ıcie da densidade da cópula de Frank para φ = 0, 4.
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• Cópula de Ali-Mikhail-Haq: Considere X e Y variáveis aleatórias independentes,

FX(x) e FY (y) distribuições acumuladas em X e Y , respectivamente, e H(x, y) como

definida no Teorema 2.2.1, temos que:

1−H(x, y)

H(x, y)
=

1− FX(x)

FX(x)
+

1− FY (y)

FY (y)
+

(1− FX(x))

FX(x)

(1− FY (y))

FY (y)
. (2.39)

Ali et al. (1978) propuseram o estudo de distribuições bivariadas para os quais os

excedentes de sobrevivência relativos a (X, Y ), X e Y satisfazem:

1−H(x, y)

H(x, y)
=

1− FX(x)

FX(x)
+

1− FY (y)

FY (y)
+ (1− φ)

(1− FX(x))

FX(x)

(1− FY (y))

FY (y)
, (2.40)

para alguma constante φ.

Supondo que a igualdade (2.40) é sempre satisfeita para X e Y cont́ınuas, com −1 ≤
φ ≤ 1, segue então, do Teorema de Sklar o fato da famı́lia de cópulas de Ali-Mikhail-Haq

ser definida como na expressão:

Cφ(u, v) =
uv

1− φ(1− u)(1− v)
, −1 ≤ φ ≤ 1. (2.41)

Para φ tendendo a 0 temos Cφ(u, v) = uv que denota independência.

Após algumas manipulações algébricas, a igualdade dada em (2.40) pode ser expressa

da seguinte forma:

1+(1−φ)
1−H(x, y)

H(x, y)
=

[
1 + (1− φ)

(1− FX(x))

FX(x)

] [
1 + (1− φ)

(1− FY (y))

FY (y)

]
, (2.42)

ou seja, h(H(x, y)) = h(FX(x))h(FY (y)), em que h(t) = 1 + (1 − φ) (1−t)
t

, para −1 ≤
φ < 1. Note que podemos escrever h(t) = 1−φ(1−t)

t
, para −1 ≤ φ < 1.

Definindo a função ϕ tal que ϕ(t) = lnh(t), podemos denotar H como a soma das

marginais FX e FY :

ϕ(H(x, y)) = ϕ(FX(x)) + ϕ(FY (y)), ∀ (x, y) ∈ R2, (2.43)

ou, para a cópula de Ali-Mikhail-Haq, CAMH
φ , para −1 ≤ φ < 1:

ϕ(CAMH
φ (u, v)) = ϕ(u) + ϕ(v), (2.44)



40 Caṕıtulo 2. Análise de Sobrevivência e Funções Cópulas

demonstrando, assim, o fato da cópula AMH ser Arquimediana, uma vez que é expressa

de acordo com a equação (2.29), com função geradora ϕ(t) = ln 1−φ(1−t)
t

.

Além disso, a medida de concordância, tau de Kendal, da cópula AMH é dada por

τφ = 1− 2(φ+ (1− φ)2 log(1− φ))/(3φ2).

Na Figura 9, temos o gráfico de contorno e a superf́ıcie da densidade da cópula AMH

para φ = −0, 3.
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Figura 9 – Gráfico de contorno e superf́ıcie da densidade da cópula AMH para φ = −0, 3.
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3 Modelo de Sobrevivência Bivariado Derivado

da Cópula de Ali-Mikhail-Haq

Neste caṕıtulo, publicado em Ribeiro et al. (2017), apresentamos um modelo de sobre-

vivência bivariado derivado da cópula de Ali-Mikhail-Haq.

Para a construção da função de verossimilhança descrita na Seção 2.1.2.2, a função de

sobrevivência conjunta dada pela cópula AMH, tomando as funções de sobrevivência u =

S1(t1) e v = S2(t2), é dada por:

S(t1, t2) = Cφ(S1(t1), S2(t2)) =
S1(t1)S2(t2)

1− φ(1− S1(t1))(1− S2(t2))
=

S1(t1)S2(t2)

1− φF1(t1)F2(t2)
(3.1)

Assim, de acordo com a equação (3.1), temos:

∂S(t1, t2)

∂t1
=
f1(t1)S2(t2)(−1 + φF2(t2))

[
1− φ

2∏

j=1

Fj(tj)

]2 ; (3.2)

∂S(t1, t2)

∂t2
=
S1(t1)f2(t2)(−1 + φF1(t1))

[
1− φ

2∏

j=1

Fj(tj)

]2 ; (3.3)

∂2S(t1, t2)

∂t1∂t2
=

2∏

j=1

fj(tj)

[
(1 + φ)

(
1 + φ

2∏

j=1

Fj(tj)

)
− 2φ(F1(t1) + F2(t2))

]

[
1− φ

2∏

j=1

Fj(tj)

]3 (3.4)

Para realizarmos a análise bayesiana, foram consideradas as seguintes distribuições a pri-

ori independentes αj ∼ Gama(0, 1; 0, 01) e βij ∼ N(0, 103) tanto para o caso da distribuição

Weibull quanto para a distribuição Exponencial Generalizada, i = 0, 1 e j = 1, 2. Assumimos

φ ∼ U(−1, 1) para o parâmetro da cópula AMH. As densidades a posteriori condicionais para

cada parâmetro, considerando as marginais com distribuição Exponencial Generalizada, são

dadas por:
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π(α1|Dobs,θ(−α1)) ∝
n∏

i=1

[(
gi(1− φv1iv2i)

l1i(−1 + φv1i)

)δ1iδ2i ( α1p1i

(1− φv1iv2i)2

)δ1i ( l1i(−1 + φv1i)

(1− φv1iv2i)2

)δ2i

×
(

l1i
1− φv1iv2i

)]
α0,1−1

1 exp(−0, 01α1), (3.5)

π(α2|Dobs,θ(−α2)) ∝
n∏

i=1

[(
gi(1− φv1iv2i)

l2i(−1 + φv2i)

)δ1iδ2i ( l2i(−1 + φv2i)

(1− φv1iv2i)2

)δ1i ( α2p2i

(1− φv1iv2i)2

)δ2i

×
(

l2i
1− φv1iv2i

)]
α0,1−1

2 exp(−0, 01α2), (3.6)

π(φ|Dobs,θ(−φ)) ∝
n∏

i=1

[(
gi(1− φv1iv2i)

(−1 + φv1i)(−1 + φv2i)

)δ1iδ2i ( (−1 + φv2i)

(1− φv1iv2i)2

)δ1i

×
(

(−1 + φv1i)

(1− φv1iv2i)2

)δ2i ( 1

1− φv1iv2i

)]
, (3.7)

π(β01|Dobs,θ(−β01)) ∝
n∏

i=1

[(
gi(1− φv1iv2i)

l1i(−1 + φv1i)

)δ1iδ2i (exp(β01)p1i exp(− exp(β01 + β11xi)t1i)

(1− φv1iv2i)2

)δ1i

×
(
l1i(−1 + φv1i)

(1− φv1iv2i)2

)δ2i ( l1i
1− φv1iv2i

)]
exp

(
−1

2

(
β01

103

)2
)
, (3.8)

π(β02|Dobs,θ(−β02)) ∝
n∏

i=1

[(
gi(1− φv1iv2i)

l2i(−1 + φv2i)

)δ1iδ2i ( l2i(−1 + φv2i)

(1− φv1iv2i)2

)δ1i

×
(

exp(β02)p2i exp(− exp(β02 + β12xi)t2i)

(1− φv1iv2i)2

)δ2i ( l2i
1− φv1iv2i

)]

× exp

(
−1

2

(
β02

103

)2
)
, (3.9)

π(β11|Dobs,θ(−β11)) ∝
n∏

i=1

[(
gi(1− φv1iv2i)

l1i(−1 + φv1i)

)δ1iδ2i (exp(β11xi)p1i exp(− exp(β01 + β11xi)t1i)

(1− φv1iv2i)2

)δ1i

×
(
l1i(−1 + φv1i)

(1− φv1iv2i)2

)δ2i ( l1i
1− φv1iv2i

)]
exp

(
−1

2

(
β11

103

)2
)

(3.10)

e
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π(β12|Dobs,θ(−β12)) ∝
n∏

i=1

[(
gi(1− φv1iv2i)

l2i(−1 + φv2i)

)δ1iδ2i ( l2i(−1 + φv2i)

(1− φv1iv2i)2

)δ1i

×
(

exp(β12xi)p2i exp(− exp(β02 + β12xi)t2i)

(1− φv1iv2i)2

)δ2i ( l2i
1− φv1iv2i

)]

× exp

(
−1

2

(
β12

103

)2
)
, (3.11)

em que xi representa a covariável e lji, pji, vji e gi, para j = 1, 2 e i = 1, ..., n são dadas por:

lji = (1− (1− exp(− exp(β0j + β1jxi)tji))
αj), pji = (1− exp(− exp(β0j + β1jxi)tji))

αj−1,

vji = (1− exp(− exp(β0j + β1jxi)tji))
αj e gi = (1 + φ)(1 + φv1iv2i)− 2φ(v1i + v2i).

Como podemos notar, estas condicionais não possuem um núcleo de uma distribuição

conhecida com a qual podemos trabalhar, sendo assim, utilizamos o método Metrópolis-

Hastings.

3.1 Estudo de Simulação

Partindo do pressuposto de que os parâmetros do modelo são conhecidos, geramos con-

juntos de dados para estudar as propriedades dos estimadores bayesianos. O objetivo deste

estudo de simulação é verificar o bom comportamento das estimativas bayesianas, com base

na média a posteriori, além de realizar comparação de modelos por meio das medidas EAIC,

EBIC, DIC e LPML.

Para simular n observações (ti1, ti2) do modelo baseado na cópula AMH, assumindo que

as distribuições marginais Tj são Exponencial Generalizada ou Weibull, com paramêtros αj

e λij = exp(β0j + β1jxi), j = 1, 2, realizamos os seguintes passos:

Passo 1: Faça i = 1 e fixe o tamanho de amostra n.

Passo 2: Gerar as covariáveis xi de uma distribuição Bernoulli com parâmetro 0, 5.

Passo 3: Gerar os tempos de censura Cij a partir de uma distribuição Uniforme U(0, τj),

com τj controlando o percentual de observações censuradas, j = 1, 2.

Passo 4: Gerar ui1 ∼ U(0, 1) para obter o Ti1 e calcular ti1 da seguinte forma:

• Para a distribuição Weibull: obter Ti1 = (−log(1− ui1)/λi1)1/α1 .

• Para a distribuição Exponencial Generalizada: obter Ti1 = − log(1− u1/α1

i1 )/λi1.
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Comparar Ti1 com o valor de censura Ci1 a fim de determinar o indicador de censura

δi1 e o valor observado dado por ti1 = min(Ti1, Ci1).

Passo 5: Gerar ui2 ∼ U(0, 1) e obter wi, a solução da equação não linear ui2− wi[1−φ(1−wi)]
[1−φ(1−ui1)(1−wi)]2

= 0. Calcular o tempo Ti2 da seguinte forma:

• Para a distribuição Weibull: Ti2 = (−log(1− wi)/λi2)1/α2 .

• Para a distribuição Exponencial Generalizada: Ti2 = − log(1− w1/α2

i )/λi2.

Comparar Ti2 com o valor de censura Ci2 a fim de determinar o indicador de censura

δi2 e o valor observado dado por ti2 = min(Ti2, Ci2).

Passo 6: Faça i = i+ 1. Se i = n pare. Caso contrário, retorne ao Passo 2.

Neste estudo de simulação, geramos os conjuntos de dados assumindo ausência de dados

censurados (0%, 0%) e (30%, 20%) de censuras para três diferentes tamanhos de amostras

N = 50, 100 e 200. Para cada caso, geramos 200 conjuntos Monte Carlo (amostras) de

dados.

Para o modelo com marginais Weibull foram considerados os seguintes valores para os

parâmetros: α1 = 2, β01 = −1, β11 = 0, 5, α2 = 3, β02 = 1, 5, β12 = −0, 5 e φ = 0, 5. Para

o modelo com marginais Exponencial Generalizada, foram considerados α1 = 0, 5, β01 =

−1, 5, β11 = 1, α2 = 2, β02 = 1, 5, β12 = −0, 5 e φ = 0, 5.

Para cada conjunto de dados gerados, consideramos duas cadeias de tamanho 60.000. Para

eliminar o efeito dos valores iniciais, foram desconsideradas as primeiras 10.000 iterações.

Para evitar problemas de autocorrelação, considerou-se um salto de tamanho 10, obtendo

uma amostra efetiva de tamanho 10.000 sobre a qual a inferência a posteriori é baseada.

Para cada amostra, a média e o desvio padrão a posteriori dos parâmetros e os valores dos

critérios de seleção de modelo EAIC, EBIC, DIC e LPML são obtidos.

A convergência das cadeias foi monitorada de acordo com os métodos recomendados por

Cowless & Carlin (1996), por meio do pacote CODA (Plummer et al., 2006). Em todos os

casos, a convergência foi verificada por meio do diagnóstico de Gelman-Rubin (Gelman &

Rubin, 1992) sendo muito próximo a 1 (≤ 1, 01).

Na Tabela 1, temos a média Monte Carlo (MC) das estimativas dos parâmetros ajustando

a cópula AMH com distribuições marginais Weibull e Exponencial Generalizada para o caso

sem censura (0%, 0%) e com censura (30%, 20%). Nota-se que, nos casos em que os dados

ajustados foram gerados do modelo verdadeiro, com e sem a presença de censura, as estima-

tivas obtidas estão próximas, em média, do verdadeiro valor, enquanto que, para os modelos

cruzados, isto não acontece. Como exemplo, note o caso em que estamos gerando a partir

do modelo com marginais Exponencial Generalizada e observe que, para o parâmetro α1, em
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que o verdadeiro valor é 0, 5, no caso N = 50 e sem censura, o ajuste do modelo com margi-

nais Exponencial Generalizada fornece como estimativa para este mesmo parâmetro o valor

0, 509 que é mais próximo de 0, 5 do que 0, 652, que é o valor da estimativa deste parâmetro

considerando o ajuste do modelo com marginais Weibull. Vale ressaltar, igualmente, que

estas diferenças nas estimativas dos parâmetros para os modelos cruzados acentuam-se ainda

mais no caso em que o verdadeiro modelo é Weibull e estimamos a partir da Exponencial

Generalizada.

A Tabela 2 apresenta a média Monte Carlo (MC) dos quatro critérios de comparação

de modelos, com o intuito de comparar os modelos de sobrevivência bivariados baseados na

cópula de AMH com marginais Weibull ou Exponencial Generalizada. Podemos observar

que, para os casos com e sem censura, o verdadeiro modelo gerado supera o outro de acordo

com todos os critérios considerados, mesmo com a presença de dados censurados. Por exem-

plo, para o caso em que estamos gerando a partir do modelo com marginais Weibull para

N = 100 com censura, em que, analisando os valores dos critérios de comparação, para o

ajuste do modelo com marginais Weibull, temos DIC = 143, 945, EAIC = 151, 170, EBIC =

169, 406 e LPML = −72, 282, enquanto que, para o ajuste do modelo com marginais Expo-

nencial Generalizada, temos DIC = 156, 725, EAIC = 164, 120,EBIC = 182, 357 e LPML =

−78, 801, ou seja, para o caso em que estamos gerando a partir do modelo com marginais

Weibull, o ajuste do modelo com marginais Weibull obtém um melhor resultado, já que al-

cançamos menores valores de DIC,EAIC e EBIC em comparação ao ajuste do modelo com

marginais Exponencial Generalizada e um maior valor de LPML.
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3.2 Diagnóstico de Observações Influentes

Para examinar o desempenho da medida de diagnóstico, geramos uma amostra de tama-

nho 300 para o modelo AMH bivariado com marginais Weibull, considerando os seguintes

valores para os parâmetros: β01 = −1, 0, β11 = 0, 5, α1 = 2, β02 = 1, 5, β12 = −0, 5, α2 = 3

e φ = 0, 5. As porcentagens de observações censuradas, na amostra, para os tempos t1 e t2

foram, respectivamente, 33, 3% e 18, 7%.

Selecionamos os casos 10, 149 e 285 para perturbação. Para criar observações artificial-

mente influentes no conjunto de dados, escolhemos um, dois ou três destes casos selecionados.

Para cada caso, pertubamos os dois tempos de vida da seguinte forma: t̃jb = tjb + 5Dt, j =

1, 2 e b ∈ {10, 149, 285}, em que Dt é o desvio padrão dos ti’s.

Para a implementação do algoritmo MCMC, assim como a verificação da convergência

das cadeias, realizamos os mesmos procedimentos descritos anteriormente na Seção 3.1.

A Tabela 3 nos mostra as inferências a posteriori dos parâmetros do modelo AMH biva-

riado com marginais Weibull para cada conjunto de dados simulados.
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Como podemos notar na Tabela 3, o conjunto de dados (A), que denota os dados originais

simulados sem perturbação, tem suas médias das estimativas a posteriori dos parâmetros do

modelo considerado muito próximas dos verdadeiros valores destes parâmetros, principal-

mente se comparadas com a maior parte das médias das estimativas dos conjuntos de dados

(B) a (H), que representam os conjuntos de dados com casos perturbados.

A Tabela 4 apresenta os critérios bayesianos do ajuste de diferentes casos de conjuntos

de dados perturbados. Podemos observar que o conjunto de dados (A) teve o melhor ajuste,

ou seja, menores valores de EAIC,EBIC e DIC e maior valor de LPML em comparação com

os conjuntos de dados (B) a (H), o que era de se esperar, uma vez que consiste no conjunto

dos dados originais simulados.

Tabela 4 – Critérios de seleção de modelos de sobrevivência AMH bivariado com marginais
Weibull para cada conjunto de dados simulados.

Critérios Bayesianos
Nomes dos dados EAIC EBIC DIC LPML

A 443,242 469,168 436,150 -218,261
B 485,839 511,765 478,694 -241,912
C 473,508 499,435 466,322 -234,217
D 466,057 491,983 458,960 -230,505
E 513,740 539,666 506,464 -256,997
F 504,424 530,350 497,287 -251,869
G 495,786 521,713 488,572 -246,533
H 526,680 552,607 516,568 -266,260

Na Tabela 5 apresentamos as estimativas das quatro medidas de divergência para o modelo

de AMH bivariado com marginais Weibull para cada conjunto de dados simulados. Note que,

antes da perturbação, representado pelo conjunto de dados (A), todos os casos selecionados

não são influentes, com pequenas medidas de divergência. Entretanto, após perturbações,

representado pelos conjuntos de dados (B) a (H), as quatro medidas aumentam, indicando

que os casos são influentes.

As Figuras 10 e 11 mostram os gráficos de ı́ndices das quatro medidas de divergência para

o conjunto de dados (A) e (E). Em relação ao conjunto de dados (A), observe que em nenhum

dos quatro gráficos foram detectados pontos influentes, o que era o esperado, pois nenhum

caso foi perturbado neste conjunto de dados. Por outro lado, no conjunto de dados (E), em

que os casos 10 e 149 foram perturbados, observa-se que os quatro gráficos das medidas de

divergência conseguiram detectá-los como posśıveis pontos influentes.
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Tabela 5 – Medidas de divergência para o modelo AMH bivariado com marginais Weibull
para cada conjunto de dados simulados.

Nome dos dados Caso perturbado Medidas de divergência
K-L J L1 χ2

10 0,008 0,016 0,050 0,016
A 149 9× 10−5 1, 8× 10−4 0,005 2× 10−4

285 0,010 0,020 0,057 0,021
B 10 2,854 5,512 0,785 47,600
C 149 1,221 2,423 0,569 7,449
D 285 1,146 2,454 0,563 11,816
E 10 2,600 4,982 0,736 41,711

149 1,399 2,711 0,586 9,367
F 10 2,407 4,601 0,727 27,127

285 1,024 1,992 0,519 4,763
G 149 1,483 2,981 0,619 12,600

285 1,078 2,194 0,545 6,815
10 2,707 5,045 0,755 37,350

H 149 2,410 5,199 0,752 104,256
285 1,642 3,176 0,653 11,057
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Figura 10 – Gráficos de ı́ndices das medidas
de divergência para o caso (A).
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Figura 11 – Gráficos de ı́ndices das medidas
de divergência para o caso (E).

3.3 Aplicação a Dados Reais

Nesta seção, aplicamos o modelo proposto a dois conjuntos de dados reais. O primeiro é

um conjunto de dados de insuficiência renal, descrito em McGilchrist & Aisbett (1991). O
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segundo é um conjnto de dados de retinopatia diabética (The Diabetic Retinopathy Study

Research Group, 1976).

3.3.1 Dados de Insuficiência Renal

A insuficiência renal é a perda das funções dos rins, podendo ser aguda ou crônica. A in-

suficiência renal crônica torna-se avançada quando a porcentagem de rim funcional é inferior

a 20% e, muitas vezes, só nesta fase surgem os primeiros sintomas. Os principais indica-

dores de insuficiência renal são as alterações do equiĺıbrio dos electrólitos ou ácido-base e a

acumulação de produtos residuais.

Nossa primeira aplicação a dados reais diz respeito a 38 pacientes com insuficiência renal

(McGilchrist & Aisbett, 1991). Os tempos bivariados medidos em dias são a respeito de

recorrência de infecção no local onde foi inserido o catéter nos pacientes que utilizaram um

aparelho portátil de diálise, sendo dado para cada paciente dois tempos de recorrência.

Como covariável temos o sexo do paciente, atribuindo-se 0 para o sexo masculino e 1 para

o sexo feminino.

Ajustamos o modelo AMH bivariado com ambas marginais Weibull ou Exponencial Ge-

neralizada, considerando duas cadeias de tamanho 60.000 para cada parâmetro, desconside-

rando as primeiras 10.000 iterações para eliminar o efeito dos valores iniciais e, para evitar

problemas de autocorrelação, foi considerado um salto de tamanho 10, obtendo uma amostra

efetiva de tamanho 10.000 sobre a qual a inferência a posteriori é baseada. A convergência

das cadeias foi monitorada de acordo com os métodos recomendados por Cowless & Carlin

(1996).

Na Tabela 6 apresentamos os resumos a posteriori para os parâmetros do modelo AMH

bivariado para ambas as distribuições marginais, Exponencial Generalizada e Weibull. Como

podemos notar, para o parâmetro de dependência φ, temos que as estimativas, tanto em

relação ao modelo com distribuições marginais Weibull quanto em relação ao modelo com

distribuições marginais Exponencial Generalizada, são próximas, o que se deve ao fato da

estimativa do parâmetro de dependência da cópula não depender de qual marginal foi consi-

derada.
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A Tabela 7 apresenta os critérios de comparação de modelos, cujo o objetivo é comparar o

desempenho do modelo de sobrevivência bivariado baseado na cópula AMH com distribuições

marginais Weibull com o desempenho desse mesmo modelo considerando distribuições mar-

ginais Exponencial Generalizada. De acordo com todos os critérios, o modelo que apresentou

melhores resultados foi o modelo de sobrevivência bivariado baseado na cópula AMH com

distribuições marginais Weibull.

Tabela 7 – Critérios de comparação dos modelos.

Modelo Critérios Bayesianos
EAIC EBIC DIC LPML

EG 743,353 754,816 735,212 -370,409
W 741,891 753,354 734,020 -369,570

Na Figura 12 apresentamos os gráficos de ı́ndices considerando o modelo AMH com distri-

buições marginais Weibull. Podemos observar que todas as medidas detectam a observação

21 como posśıvel ponto influente.
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Figura 12 – Gráficos de ı́ndices das medidas de divergência considerando o modelo AMH com
marginais Weibull.

A Tabela 8 mostra as quatro medidas de divergência para a observação 21 e, como pode-

mos notar pelos valores altos, é uma observação influente.
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Tabela 8 – Medidas de divergência para a observação 21.

Medida de divergência
Nome do dado K-L J L1 χ2

Observação 21 3,093 6,331 0,822 90,230

As Figuras 13 e 14 mostram, respectivamente, as curvas de Kaplan-Meier para as variáveis

T1 e T2 dicotomizadas pelo sexo do paciente juntamente com os ajustes do modelo de sobre-

vivência bivariado baseado na cópula AMH com distribuições marginais Weibull, nas quais

podemos observar o bom ajuste do modelo.
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Figura 13 – Curvas de Kaplan-Meier e cur-
vas de sobrevivências Weibull
estimadas para a variável T1.
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Figura 14 – Curvas de Kaplan-Meier e cur-
vas de sobrevivências Weibull
estimadas para a variável T2.

3.3.2 Dados Reais de Retinopatia Diabética

A retinopatia diabética é uma complicação que ocorre quando o excesso de glicose no

sangue danifica os vasos sangúıneos de dentro da retina, tornando esta doença uma das

principais causas de cegueira no mundo e os diabéticos 25 vezes mais propensos de se tornarem

cegos do que os não diabéticos.

O sintoma mais comum é a vista embaçada, sendo que a perda visual pode ser um sintoma

tardio, expressando a gravidade da situação.

O interesse do estudo é verificar a eficácia do tratamento de fotocoagulação com raio laser,

para a retinopatia diabética, em retardar o aparecimento da cegueira. Para esta análise do
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tratamento foi realizada uma pesquisa composta por 197 pacientes (The Diabetic Retinopathy

Study Research Group, 1976).

O tratamento foi aleatoriamente atribúıdo para um olho de cada paciente. O olho que

não recebeu tratamento foi considerado como controle. A censura foi causada por morte,

abandono ou término do estudo, sendo que estas observações censuradas aconteceram em

73% dos olhos tratados e 49% dos olhos não tratados.

A idade no ińıcio da diabete foi considerada como covariável e para criar dois grupos

foi considerado um ponto de corte de 20 anos (58% dos pacientes tinham menos de 20 anos

de idade). Considerou-se T1 como um vetor de tempos até a perda visual para o olho de

tratamento e T2 como o vetor de tempos até a perda visual para o olho controle.

Para realizarmos o ajuste do modelo AMH bivariado com ambas distribuições marginais

Weibull ou Exponencial Generalizada, assim como para monitorarmos a convergência das

cadeias, realizamos os mesmos procedimentos descritos na Seção 3.3.1 para os dados de

insuficiência renal.

Na Tabela 9 apresentamos os resumos a posteriori para os parâmetros do modelo AMH bi-

variado para ambas as distribuições. Como podemos notar, para o parâmetro de dependência

φ, temos que as estimativas são próximas, tanto em relação ao modelo com distribuições

marginais Weibull quanto em relação ao modelo com distribuições marginais Exponencial

Generalizada, o que se deve ao fato da estimativa do parâmetro de dependência da cópula

não depender de qual distribuição marginal foi considerada.
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A Tabela 10 apresenta os critérios de comparação de modelos, cujo objetivo é comparar o

desempenho do modelo de sobrevivência bivariado baseado na cópula AMH com distribuições

marginais Weibull com o desempenho do modelo de sobrevivência bivariado baseado na

cópula AMH com distribuições marginais Exponencial Generalizada. De acordo com todos

os critérios, o modelo que apresentou melhores resultados foi o modelo de sobrevivência

bivariado baseado na cópula AMH com distribuições marginais Weibull, mediante menores

valores de EAIC,EBIC e DIC e um maior valor de LPML em comparação com o modelo de

sobrevivência bivariado baseado na cópula AMH com distribuições marginais Exponencial

Generalizada.

Tabela 10 – Critérios de comparação dos modelos.

Modelo Critérios Bayesianos
EAIC EBIC DIC LPML

EG 1673,120 1696,102 1665,413 -832,525
W 1671,481 1694,464 1663,862 -831,725

Na Figura 15 apresentamos os gráficos de ı́ndices considerando o modelo AMH com dis-

tribuição marginal Weibull. Podemos observar que todas as medidas não detectam nenhum

ponto influente.
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Figura 15 – Gráficos de ı́ndices das medidas de divergência considerando a distribuição Wei-
bull.
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As Figuras 16 e 17 mostram, respectivamente, as curvas de Kaplan-Meier para as variáveis

T1 e T2 dicotomizadas pela idade do paciente juntamente com os ajustes do modelo de

sobrevivência bivariado baseado na cópula AMH com distribuições marginais Weibull, nas

quais podemos observar o bom ajuste do modelo.
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Figura 16 – Curvas de Kaplan-Meier e cur-
vas de sobrevivências Weibull
estimadas para a variável T1.
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4 Modelo de Sobrevivência Bivariado Derivado

da Cópula de Frank

Neste caṕıtulo propomos um modelo de sobrevivência bivariado derivado da cópula de

Frank.

Assumindo a sobrevivência conjunta modelada pela cópula de Frank descrita na Seção

2.2.2 para a construção da função de verossimilhança (Seção 2.1.2.2) e tomando as funções

de sobrevivência u = S1(t1) e v = S2(t2), temos:

S(t1, t2) = Cφ(S(t1), S(t2)) = logφ

(
1 +

(φS1(t1) − 1)(φS2(t2) − 1)

φ− 1

)
, φ ∈ (0, 1) (4.1)

Assim, de acordo com a equação (4.1), temos:

∂S(t1, t2)

∂t1
= − φS1(t1)f1(t1)(φS2(t2) − 1)

(φ− 1)
(

1 + (φS1(t1)−1)(φS2(t2)−1)
φ−1

) ; (4.2)

∂S(t1, t2)

∂t2
= − φS2(t2)f2(t2)(φS1(t1) − 1)

(φ− 1)
(

1 + (φS1(t1)−1)(φS2(t2)−1)
φ−1

) ; (4.3)

∂2S(t1, t2)

∂t1∂t2
=

2∏

j=1

φSj(tj)fj(tj) ln(φ)

(
1 + (φS1(t1)−1)(φS2(t2)−1)

φ−1

)[
(φ+ 1)

2∏

j=1

(φSj(tj) − 1)

] . (4.4)

Para a análise bayesiana (Seção 2.1.2.4), foram consideradas as seguintes distribuições a

priori independentes αj ∼ Gama(0, 1; 0, 01) e βij ∼ N(0, 103) para o caso das duas distri-

buições, i = 0, 1 e j = 1, 2. Assumimos φ ∼ U(0, 1) para o parâmetro da cópula de Frank.

As densidades a posteriori condicionais para cada parâmetro, considerando as distribuições

marginais Exponencial Generalizada, são dadas por:

π(α1|Dobs,θ(−α1)) ∝
n∏

i=1

[(
qi logφ(qi)

(φ(1−v1i) − 1)2

)δ1iδ2i (φ(1−v1i)α1l1i
qi logφ(qi)

)δ1i

×
(

(φ(1−v1i) − 1)

qi logφ(qi)

)δ2i
logφ(qi)

]
α0,1−1

1 exp(−0, 01α1), (4.5)
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π(α2|Dobs,θ(−α2)) ∝
n∏

i=1

[(
qi logφ(qi)

(φ(1−v2i) − 1)2

)δ1iδ2i ((φ(1−v2i) − 1)

qi logφ(qi)

)δ1i

×
(
φ(1−v2i)α2l2i
qi logφ(qi)

)δ2i
logφ(qi)

]
α0,1−1

2 exp(−0, 01α2), (4.6)

π(φ|Dobs,θ(−φ)) ∝
n∏

i=1

[(
qi logφ(qi) ln(φ)(φ− 1)2

(φ+ 1)(φ(1−v1i) − 1)2(φ(1−v2i) − 1)2

)δ1iδ2i

×
(

(φ(1−v2i) − 1)(φ(1−v1i))

(φ− 1)qi logφ(qi)

)δ1i ((φ(1−v1i) − 1)(φ(1−v2i))

(φ− 1)qi logφ(qi)

)δ2i

× logφ(qi)
]
, (4.7)

π(β01|Dobs,θ(−β01)) ∝
n∏

i=1

[(
qi logφ(qi)

(φ(1−v1i) − 1)2

)δ1iδ2i (φ(1−v1i)eβ01−β01t1il1i
qi logφ(qi)

)δ1i

×
(

(φ(1−v1i) − 1)

qi logφ(qi)

)δ2i
logφ(qi)

]
exp

(
−1

2

(
β01

103

)2
)
, (4.8)

π(β02|Dobs,θ(−β02)) ∝
n∏

i=1

[(
qi logφ(qi)

(φ(1−v2i) − 1)2

)δ1iδ2i ((φ(1−v2i) − 1)

qi logφ(qi)

)δ1i

×
(
φ(1−v2i)eβ02−β02t2il2i

qi logφ(qi)

)δ2i
logφ(qi)

]
exp

(
−1

2

(
β02

103

)2
)
, (4.9)

π(β11|Dobs,θ(−β11)) ∝
n∏

i=1

[(
qi logφ(qi)

(φ(1−v1i) − 1)2

)δ1iδ2i (φ(1−v1i)eβ11xi−β11xit1il1i
qi logφ(qi)

)δ1i

×
(

(φ(1−v1i) − 1)

qi logφ(qi)

)δ2i
logφ(qi)

]
exp

(
−1

2

(
β11

103

)2
)

(4.10)

e

π(β12|Dobs,θ(−β12)) ∝
n∏

i=1

[(
qi logφ(qi)

(φ(1−v2i) − 1)2

)δ1iδ2i ((φ(1−v2i) − 1)

qi logφ(qi)

)δ1i

×
(
φ(1−v2i)eβ12xi−β12xit2il2i

qi logφ(qi)

)δ2i
logφ(qi)

]

× exp

(
−1

2

(
β12

103

)2
)
, (4.11)
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em que, xi representa a covariável e lji, vji e qi, para j = 1, 2 e i = 1, ..., n são dadas por:

lji = (1 − exp(− exp(β0j + β1jxi)tji))
αj−1, vji = (1 − exp(− exp(β0j + β1jxi)tji))

αj e

qi = 1 + (φ(1−v1i)−1)(φ(1−v2i)−1)
φ−1

.

Como podemos notar, estas condicionais não possuem um núcleo de uma distribuição

conhecida com a qual podemos trabalhar, sendo assim, utilizamos o método Metrópolis-

Hastings.

4.1 Estudo de Simulação

Nesta seção iremos verificar o bom comportamento das estimativas bayesianas, com base

na média, além de realizarmos comparações de modelos por meio das medidas EAIC, EBIC,

DIC e LPML. Para isso, assumimos que os parâmetros do modelo são conhecidos e, assim,

geramos conjuntos de dados para estudarmos as propriedades dos estimadores Bayesianos.

Para simular n observações (ti1, ti2) do modelo baseado na cópula de Frank, assumindo

que as distribuições marginais Tj são Exponencial Generalizada ou Weibull, com paramêtros

αj e λij = exp(β0j + β1jxi), j = 1, 2, realizamos os seguintes passos:

Passo 1: Faça i = 1 e fixe o tamanho de amostra n.

Passo 2: Gerar as covariáveis xi de uma distribuição Bernoulli com parâmetro 0, 5.

Passo 3: Gerar os tempos de censura Cij a partir de uma distribuição Uniforme U(0, τj),

com τj controlando o percentual de observações censuradas, j = 1, 2.

Passo 4: Gerar ui1 ∼ U(0, 1) para obter o Ti1 e calcular ti1 da seguinte forma:

• Para a distribuição Weibull: obter Ti1 = (−log(1− ui1)/λi1)1/α1 .

• Para a distribuição Exponencial Generalizada: obter Ti1 = − log(1− u1/α1

i1 )/λi1.

Comparar Ti1 com o valor de censura Ci1 a fim de determinar o indicador de censura

δi1 e o valor observado dado por ti1 = min(Ti1, Ci1).

Passo 5: Gerar ui2 ∼ U(0, 1) e calcular wi = −(1/θ) log(1 + (ui2(1 − e−θ))/(ui2(e−θui1 −
1)− e−θui1)), em que θ = − log(φ). Calcular o tempo Ti2 da seguinte forma:

• Para a distribuição Weibull: Ti2 = (−log(1− wi)/λi2)1/α2 .

• Para a distribuição Exponencial Generalizada: Ti2 = − log(1− w1/α2

i )/λi2.
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Comparar Ti2 com o valor de censura Ci2 a fim de determinar o indicador de censura

δi2 e o valor observado dado por ti2 = min(Ti2, Ci2).

Passo 6: Faça i = i+ 1. Se i = n pare. Caso contrário, retorne ao Passo 2.

Neste estudo de simulação, os conjuntos de dados foram gerados assumindo ausência

de dados censurados (0%, 0%) e (30%, 20%) de censura, ambas as configurações para três

diferentes tamanhos de amostras N = 50, 100 e 200. Para cada caso, geramos 200 conjuntos

Monte Carlo de dados (réplicas).

Tomando o modelo com distribuições marginais Exponencial Generalizada e Weibull fo-

ram considerados os seguintes valores para os parâmetros: α1 = 2, β01 = −1, β11 = 0, 5, α2 =

3, β02 = 1, β12 = −0, 5 e φ = 0, 5.

Consideramos duas cadeias de tamanho 60.000 para cada conjunto de dados gerados.

Além disso, para eliminar o efeito dos valores iniciais, foram desconsideradas as primeiras

10.000 iterações e para evitar problemas de autocorrelação, considerou-se um salto de tama-

nho 10, obtendo uma amostra efetiva de tamanho 10.000 sobre a qual a inferência a posteriori

é baseada. Para cada amostra, a média e o desvio padrão a posteriori dos parâmetros e os

valores dos critérios de seleção de modelo EAIC, EBIC, DIC e LPML são obtidos.

Em relação à convergência das cadeias, foi posśıvel monitorá-la de acordo com os métodos

recomendados por Cowless & Carlin (1996), por meio do pacote CODA (Plummer et al.,

2006). Em todos os casos, a convergência foi verificada por meio do diagnóstico de Gelman-

Rubin (Gelman & Rubin, 1992) sendo muito próximo a 1 (≤ 1, 01).

Na Tabela 11 temos a média Monte Carlo (MC) das estimativas dos parâmetros ajustando

a cópula de Frank com distribuições marginais Weibull e Exponencial Generalizada para o

caso sem censura (0%, 0%) e com censura (30%, 20%) e três tamanhos de amostras simuladas

(N = 50, N = 100 e N = 200). Nos casos em que se gera e se obtém o ajuste do mesmo

modelo, com e sem a presença de censura, as estimativas obtidas estão próximas, em média,

do verdadeiro valor e, para os modelos cruzados, as estimativas diferem bastante.

A Tabela 12 apresenta a média Monte Carlo (MC) dos quatro critérios de comparação

de modelos. Podemos observar que, para os casos com e sem censura, o verdadeiro modelo

gerado supera o outro de acordo com todos os critérios considerados.
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66 Caṕıtulo 4. Modelo de Sobrevivência Bivariado Derivado da Cópula de Frank
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çõ
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4.2 Diagnóstico de Observações Influentes

Geramos uma amostra de tamanho 300 para o modelo de Frank bivariado com distri-

buições marginais Weibull, considerando os seguintes parâmetros: β01 = 2, 5, β11 = 0, 5,

α1 = 2, β02 = 3, 5, β12 = −1, α2 = 3 e φ = 0, 5, com o objetivo de avaliarmos o desempenho

da medida de diagnóstico. As porcentagens de observações censuradas, na amostra, para os

tempos t1 e t2 foram, respectivamente, 33, 3% e 18, 7%.

Para perturbação, foram selecionados os casos 20 (ambos os tempos censurados), 100

(ambos os tempos observados) e 286 (um tempo observado e outro censurado), sendo que, com

o objetivo de criar observações artificialmente influentes no conjunto de dados, escolhemos

um, dois ou três desses casos selecionados. Para cada caso, pertubamos ambos os tempos de

vida da seguinte forma: t̃jb = tjb + 5Dt, j = 1, 2 e b ∈ {20, 100, 286}, em que Dt é o desvio

padrão dos ti’s.

A implementação do algoritmo MCMC e a verificação da convergência das cadeias foram

feitos de forma análoga a descrita na Seção 4.1.

A Tabela 13 nos mostra as inferências a posteriori dos parâmetros do modelo de Frank

bivariado com marginais Weibull para cada conjunto de dados simulados.
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De acordo com a Tabela 13, o conjunto de dados (A), como era de se esperar, pois

denota o conjunto de dados no qual nenhum dos seus casos foram perturbados, tem suas

médias das estimativas a posteriori dos parâmetros do modelo considerado muito próximas

dos verdadeiros valores, principalmente se comparadas com as médias das estimativas dos

conjuntos de dados (B) a (H), que representam os conjuntos de dados com casos perturbados.

A Tabela 14 apresenta os critérios Bayesianos do ajuste de diferentes casos de conjuntos

de dados perturbados. Podemos observar que o conjunto de dados (A) teve o melhor ajuste

em comparação com os conjuntos de dados (B) a (H).

Tabela 14 – Critérios Bayesianos ajustando o modelo de sobrevivência de Frank bivariado
com marginais Weibull para cada conjunto de dados simulados.

Critérios Bayesianos
Nomes dos dados EAIC EBIC DIC LPML

A -557,129 -531,203 -564,257 282,112
B -526,991 -501,064 -534,363 266,151
C -508,325 -482,398 -515,587 254,011
D -515,442 -489,516 -522,677 259,218
E -479,394 -453,467 -486,770 239,047
F -486,522 -460,596 -493,960 243,820
G -476,133 -450,206 -483,386 238,132
H -448,097 -422,170 -455,374 223,563

Na Tabela 15 apresentamos uma estimativa das quatro medidas de divergência para o

modelo de Frank bivariado com distribuições marginais Weibull para cada conjunto de da-

dos simulados e, como podemos notar, ao perturbarmos um dos casos selecionados, este é

identificado como ponto influente pelas quatro medidas de divergência.

As Figuras 18 e 19 mostram os gráficos de ı́ndices das quatro medidas de divergência para

o conjunto de dados (A) e (F). Quanto ao conjunto de dados (A), em nenhum dos quatro

gráficos foram detectados pontos influentes, o que não acontece no conjunto de dados (F),

no qual, como os casos 20 e 286 foram perturbados, os quatro gráficos os detectaram como

pontos influentes.
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Tabela 15 – Medidas de divergência para o modelo de Frank bivariado com marginais Weibull
para cada conjunto de dados simulados.

Nome dos dados Caso perturbado Medidas de divergência
KL J L1 χ2

A 20 0,003 0,006 0,030 0,006
100 0,007 0,015 0,048 0,015
286 0,002 0,003 0,022 0,003

B 20 1,367 2,807 0,609 11,726
C 100 4,307 8,446 0,882 242,913
D 286 2,605 5,503 0,763 108,708
E 20 1,198 2,504 0,574 10,268

100 3,929 7,604 0,853 148,222
F 20 1,133 2,506 0,565 25,570

286 2,736 6,327 0,796 271,944
G 100 2,863 5,749 0,794 56,695

286 1,435 2,987 0,611 17,962
H 20 0,987 2,062 0,534 6,625

100 2,615 5,420 0,772 61,398
286 1,461 3,125 0,624 21,304
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Figura 18 – Gráficos de ı́ndices das medidas
de divergência para o caso (A).
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Figura 19 – Gráficos de ı́ndices das medidas
de divergência para o caso (F).

4.3 Aplicação a Dados Reais

Nesta seção, aplicamos o modelo proposto aos conjuntos de dados reais de insuficiência

renal e retinopatia diabética, descritos na Seção 3.3.
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4.3.1 Dados de Insuficiência Renal

Neste conjunto de dados foi levado em consideração o sexo do paciente como covariável,

atribuindo-se 0 para o sexo masculino e 1 para o sexo feminino.

Ajustamos o modelo de Frank bivariado com ambas distribuições marginais Weibull e Ex-

ponencial Generalizada, considerando duas cadeias de tamanho 60.000 para cada parâmetro,

desconsiderando as primeiras 10.000 iterações para eliminar o efeito dos valores iniciais e,

para evitar problemas de autocorrelação, foi considerado um salto de tamanho 10, obtendo

uma amostra efetiva de tamanho 10.000 sobre a qual a inferência a posteriori é baseada.

A convergência das cadeias foi monitorada de acordo com os métodos recomendados por

Cowless & Carlin (1996).

Na Tabela 16 apresentamos os resumos a posteriori para os parâmetros do modelo de

Frank bivariado para ambas distribuições. Como podemos notar, para o parâmetro de

dependência φ, temos que as estimativas são próximas, tanto em relação ao modelo com

distribuições marginais Weibull quanto em relação ao modelo com distribuições marginais

Exponencial Generalizada, o que se deve ao fato da estimativa do parâmetro de dependência

da cópula não depender de qual distribuição marginal foi considerada.
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óp

u
la

φ
0,

56
4

0,
24

8
(0

,1
17

;
0,

97
7)

0,
57

2
0,

24
4

(0
,1

25
;

0,
97

5)



4.3. Aplicação a Dados Reais 73

A Tabela 17 apresenta os critérios de comparação de modelos, que nos mostra que o

modelo que apresentou melhores resultados foi o modelo de sobrevivência bivariado baseado

na cópula de Frank com distribuições marginais Weibull.

Tabela 17 – Critérios de comparação dos modelos.

Modelo Critérios Bayesianos
EAIC EBIC DIC LPML

EG 743,527 754,990 735,596 -369,854
W 742,034 753,497 734,242 -368,883

Na Figura 20 apresentamos os gráficos de ı́ndices considerando o modelo de Frank com dis-

tribuição marginal Weibull. Podemos observar que todas as medidas detectam a observação

21 como ponto influente.
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Figura 20 – Gráficos de ı́ndices das medidas de divergência considerando a distribuição Wei-
bull.

A Tabela 18 mostra as quatro medidas de divergência para a observação 21, cujos valores

altos a apontam como observação influente.

As Figuras 21 e 22 mostram, respectivamente, as curvas de Kaplan-Meier para as variáveis

T1 e T2 dicotomizadas pelo sexo do paciente juntamente com os ajustes do modelo de so-
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Tabela 18 – Medidas de divergência para a observação 21.

Medida de divergência
Nome do dado K-L J L1 χ2

Observação 21 2,822 5,797 0,794 80,312

brevivência bivariado baseado na cópula de Frank com distribuições marginais Weibull, nas

quais podemos observar o bom ajuste do modelo.
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Figura 21 – Curvas de Kaplan-Meier e cur-
vas de sobrevivências Weibull
estimadas para a variável T1.
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Figura 22 – Curvas de Kaplan-Meier e cur-
vas de sobrevivências Weibull
estimadas para a variável T2.
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4.3.2 Dados Reais de Retinopatia Diabética

Neste conjunto de dados a idade no ińıcio da diabete foi considerada como covariável

e para criar dois grupos foi considerado um ponto de corte de 20 anos (58% dos pacientes

tinham menos de 20 anos de idade).

Considerou-se T1 como um vetor de tempos até a perda visual para o olho de tratamento

e T2 como o vetor de tempos até a perda visual para o olho controle.

Para realizarmos o ajuste do modelo de Frank bivariado com distribuições marginais

Weibull ou Exponencial Generalizada, assim como para monitorarmos a convergência das

cadeias, realizamos os mesmos procedimentos descritos na Seção 4.3.1 para os dados reais de

insuficiência renal.

Na Tabela 19 apresentamos os resumos a posteriori para os parâmetros do modelo de

Frank bivariado para ambas distribuições. Como podemos notar, para o parâmetro de

dependência φ, temos que as estimativas são próximas, tanto em relação ao modelo com

distribuições marginais Weibull quanto em relação ao modelo com distribuições marginais

Exponencial Generalizada, o que se deve ao fato da estimativa do parâmetro de dependência

da cópula não depender de qual distribuição marginal foi considerada.
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âm
et

ro
s

d
o

m
o
d
el

o
d
e

F
ra

n
k

b
iv

ar
ia

d
o

co
m

m
ar

gi
n
ai

s
W

ei
b
u
ll

e
E

x
p

on
en

ci
al

G
en

er
al

iz
ad

a.

P
ar

âm
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A Tabela 20 apresenta os critérios de comparação de modelos, que nos aponta como

melhor modelo o de sobrevivência bivariado baseado na cópula de Frank com distribuições

marginais Weibull.

Tabela 20 – Critérios de comparação dos modelos.

Modelo Critérios Bayesianos
EAIC EBIC DIC LPML

EG 1672,585 1695,567 1664,996 -832,582
W 1671,090 1694,073 1663,660 -831,860

Na Figura 23 apresentamos os gráficos de ı́ndices considerando o modelo de Frank com

distribuição marginal Weibull. Podemos observar que todas as medidas não detectaram

nenhum ponto influente.
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Figura 23 – Gráficos de ı́ndices das medidas de divergência considerando a distribuição Wei-
bull.

As Figuras 24 e 25 mostram, respectivamente, as curvas de Kaplan-Meier para as variáveis

T1 e T2 dicotomizadas pela idade do paciente juntamente com os ajustes do modelo de

sobrevivência bivariado baseado na cópula de Frank com distribuições marginais Weibull,

nas quais podemos observar o bom ajuste do modelo.
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Figura 24 – Curvas de Kaplan-Meier e cur-
vas de sobrevivências Weibull
estimadas para a variável T1.
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Figura 25 – Curvas de Kaplan-Meier e cur-
vas de sobrevivências Weibull
estimadas para a variável T2.

4.4 Comparação dos Desempenhos dos Modelos de Sobrevivência Bi-

variados Derivados das Cópulas de Ali-Mikhail-Haq e de Frank

Conforme constatamos neste caṕıtulo e no Caṕıtulo 3, os modelos de sobrevivência bi-

variados derivados das cópulas AMH e de Frank com distribuições marginais Weibull foram

os que apresentaram um melhor desempenho, de acordo com os critérios de comparação de

modelos DIC, EAIC, EBIC e LPML, em relação aos modelos de sobrevivência bivariados

com distribuições marginais Exponencial Generalizada, para os dados reais que trabalhamos.

Nesta Seção, vamos comparar então os resultados obtidos para os modelos de sobreviência

bivariados derivados das cópulas AMH e de Frank, ambas com distribuições marginais Wei-

bull, com o objetivo de identificar qual cópula obteve melhores resultados.

4.4.1 Dados Reais de Insuficiência Renal

A Tabela 21 nos mostra os resultados dos critérios de comparação para os modelos de-

rivados das cópulas AMH e de Frank, ambas com distribuições marginais Weibull, para o

conjunto de dados reais de insuficiência renal.
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Tabela 21 – Critérios de comparação dos modelos.

Modelo Critérios Bayesianos
EAIC EBIC DIC LPML

AMH 741,891 753,354 734,020 -369,570
Frank 742,034 753,497 734,242 -368,883

Como podemos notar, temos que o modelo de sobrevivência bivariado derivado da cópula

AMH apresenta um melhor desempenho do que o derivado da cópula de Frank.

4.4.2 Dados Reais de Retinopatia Diabética

A Tabela 22 nos mostra os resultados dos critérios de comparação para os modelos de-

rivados das cópulas AMH e de Frank, ambas com distribuições marginais Weibull, para o

conjunto de dados reais de retinopatia diabética.

Tabela 22 – Critérios de comparação dos modelos.

Modelo Critérios Bayesianos
EAIC EBIC DIC LPML

AMH 1671,481 1694,464 1663,862 -831,725
Frank 1671,090 1694,073 1663,660 -831,860

Como podemos notar, temos que o modelo de sobrevivência bivariado derivado da cópula

de Frank apresenta um melhor desempenho do que o derivado da cópula AMH.
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5 Modelos de Sobrevivência Bivariados com

Fração de Cura

Neste caṕıtulo apresentamos os modelos de sobrevivência bivariados com fração de cura

propostos por Cancho et al. (2016) e que têm como caso particular o modelo de Chen

et al. (2002). Considere T = (T1, T2) um tempo de falha bivariado. Para um paciente

qualquer na população, seja N = (N1, N2) variáveis latentes para (T1, T2), respectivamente.

Assumimos que Nk tem uma distribuição Poisson com média θkw, k = 1, 2, e que N1 e N2

são independentes. A quantidade w é um componente de fragilidade no modelo que induz

uma correlação entre as variáveis latentes (N1, N2). Tomamos w com distribuição Positive

Stable indexada pelo parâmetro α, denotada por w ∼Stable(α), em que 0 < α < 1. Seja

(Z1i, Z2i) o tempo aleatório para o i -ésimo fator de risco latente causar o evento de interesse.

Dizemos que (Z1i, Z2i), i = 1, 2, ... é o tempo latente para (T1i, T2i), sendo independentes e

identicamente distribúıdos. A função de distribuição acumulada de Zki é dada por FZk(tki) =

1 − SZk(tki), k = 1, 2, e Fk é independente de N . O tempo de sobrevivência observado é

definido pela variável aleatória Tki = min{Zki, 0 6 i 6Nk}, em que P (Zk0 =∞) = 1 e Nk é

independente da sequência Zk1, Zk2, ..., para k = 1, 2. Assim, a função de sobrevivência para

T , dado w, é definida por:
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Spop(t1, t2|w) =
2∏

k=1

(P (Nk = 0) + P (Zk1 > tk, ..., ZkN > tk, Nk > 1))

=
2∏

k=1

(
exp(−wθk) +

( ∞∑

r=1

Sk(tk)
r (wθk)

r

r!
exp(−wθk)

))

=
2∏

k=1

[exp(−wθk)

+

(
exp(−wθk) exp(wθkSk(tk))

∞∑

r=1

(wθkSk(tk))
r exp(−wθkSk(tk))
r!

)]

=
2∏

k=1

(exp(−wθk) + exp(−wθk) exp(wθkSk(tk))(1− exp(−wθkSk(tk))))

=
2∏

k=1

(exp(−wθk)(1 + exp(wθkSk(tk))(1− exp(−wθkSk(tk)))))

=
2∏

k=1

(exp(−wθk)(1 + exp(wθkSk(tk))− 1))

=
2∏

k=1

(exp(−wθk + θkwSk(tk)))

= exp(−w[θ1F1(t1) + θ2F2(t2)]). (5.1)

A variável de fragilidade w, além de induzir a correlação entre T1 e T2, também serve

como uma variação adicional na distribuição Poisson de N1 e N2 por meio de suas médias

θ1w e θ2w.

De acordo com Ibragimov & Chernin (1959), a densidade Stable(α) para w (0 < α < 1)

pode ser expressa da seguinte forma:

fs(w|α) = aw−(a+1)

∫ 1

0

s(u) exp

{
−s(u)

wa

}
du, w > 0, (5.2)

em que

a =
α

1− α e s(u) =

(
sin(απu)

sin(πu)

)a(
sin[(1− α)πu]

sin(πu)

)
.

Relembrando, agora, a definição de transformada de Laplace, temos que, considerando

uma função f : [0,∞)→ R, então a sua transformada de Laplace é dada por:

L(f)(x) = F (x) =

∫ ∞

0

exp(−st)f(t)dt,



83

para todo s > 0 em que a integral acima exista. Portanto, a transformada de Laplace de w

é dada pela esperança E(exp(−sw)) = exp(−sα). Dessa forma, a função de sobrevivência

(5.1) derivada diretamente desta transformada de Laplace de w é dada por:

Spop(t1, t2) = exp{−[θ1F1(t1) + θ2F2(t2)]α}. (5.3)

Da expressão (5.3), temos que as funções de sobrevivência marginais são dadas por:

Sk(t) = exp(−θαk (Fk(t))
α), k = 1, 2. (5.4)

A equação (5.4) nos diz que as funções de sobrevivência marginais tem uma estrutura de

taxa de cura com probabilidade de cura igual a limt→∞ Sk(t) = exp(−θαk ) para Tk, k = 1, 2.

Além disso, cada função de sobrevivência marginal tem uma estrutura de riscos proporcionais,

desde que, as covariáveis xi’s sejam inseridas apenas por meio de θk. A função de risco mar-

ginal é dada por αθαk fk(t)(Fk(t))
α−1, em que fk(t) é a densidade da função de sobrevivência

correspondente a Fk(t).

Podemos, também, escrever a função de sobrevivência marginal, expressa em (5.4), em

termos de modelos de mistura padrão (Boag, 1949):

Sk(t) = exp(−θαk (Fk(t))
α)

= exp(−θαk ) + exp(−θαk (Fk(t))
α)− exp(−θαk )

= exp(−θαk ) + (1− exp(−θαk ))

(
exp(−θαk (Fk(t))

α)− exp(−θαk )

1− exp(−θαk )

)

= exp(−θαk ) + (1− exp(−θαk ))S∗k(t), (5.5)

em que

S∗k(t) =
exp(−θαk (Fk(t))

α)− exp(−θαk )

1− exp(−θαk )
, k = 1, 2.

Temos que S∗k(t) define uma função de sobrevivência própria. Sendo assim, a expressão

(5.5) designa um modelo de mistura padrão, com taxa de cura dada por πk = exp(−θαk ) e

função de sobrevivência para a população não-curada dada por S∗k(t), para k = 1, 2.

O parâmetro α (0 < α < 1) é um parâmetro de escala que representa a medida de

associação entre (T1, T2), em que pequenos valores de α indicam uma grande associação entre

(T1, T2). Quando α → 1, temos uma baixa associação entre (T1, T2), que pode ser visto na

equação (5.3). De acordo com Clayton (1978) e Oakes (1989), podemos calcular uma medida
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de associação local, denotada por θ∗(t1, t2), que é uma função de α. Dessa forma, a medida

de associação introduzida por Clayton (1978) é definida como:

θ∗(t1, t2) =
Spop(t1, t2) ∂2

∂t1∂t2
Spop(t1, t2)(

∂
∂t1
Spop(t1, t2)

)(
∂
∂t2
Spop(t1, t2)

) , (5.6)

em que, no nosso caso, como estamos trabalhando com o modelo (5.3), temos:

• ∂
∂t1
Spop(t1, t2) = −αθ1f1(t1)[θ1F1(t1) + θ2F2(t2)]α−1 exp{−[θ1F1(t1) + θ2F2(t2)]α};

• ∂
∂t2
Spop(t1, t2) = −αθ2f2(t2)[θ1F1(t1) + θ2F2(t2)]α−1 exp{−[θ1F1(t1) + θ2F2(t2)]α};

• ∂2

∂t1∂t2
Spop(t1, t2) = αθ1θ2f1(t1)f2(t2)(1 − α)[θ1F1(t1) + θ2F2(t2)]α−2 exp{−[θ1F1(t1) +

θ2F2(t2)]α}+ α2θ1θ2f1(t1)f2(t2)[θ1F1(t1) + θ2F2(t2)]2α−2 exp{−[θ1F1(t1) + θ2F2(t2)]α}.

Essa medida tem a interpretação da proporção de taxa de risco condicional da distribuição

condicional de T1, dado T2 = t2, ao de T1 dado T2 > t2. Portanto, para o modelo com taxa

de cura multivariado (5.3), θ∗(t1, t2) é bem definida e é dada por:

θ∗(t1, t2) = α−1(1− α)(θ1F1(t1) + θ2F2(t2))−α + 1. (5.7)

Assim, temos que θ∗(t1, t2) em (5.7) diminui em (t1, t2), isto é, a associação entre (T1, T2)

é maior quando (T1, T2) são menores e a associação diminui ao longo do tempo. Por outro

lado, de acordo com Chen et al. (2002), uma medida de dependência global, tal como o tau

de Kendall ou o coeficiente de correlação de Pearson, não é bem definida para o modelo com

taxa de cura (5.3).

Então, voltando às condições de construção do modelo descritas no ińıcio desta seção,

considere agora, que o tempo de sobrevivência observado é definido pela variável aleatória

Tk = Zk(Rk), em que Rk depende de Nk, Zk(1) 6 Zk(2) 6 ... 6 Zk(Rk) 6 ... 6 Zk(Nk) são

as estat́ısticas de ordem e Tk = ∞ se Nk = 0. Se o evento de interesse ocorre, então a

variável aleatória Tk assume o valor de Rth
k estat́ıstica de ordem Zk(Rk). Neste trabalho,

iremos abordar três especificações para Rk, em que, primeiramente, assumiremos que, dado

Nk > 1, a distribuição condicional de Rk é Uniforme em {1, 2, ..., Nk} (esquema de ativação

aleatória). De acordo com esta configuração, a função de sobrevivência para a população,

dado w, é definida por (Cancho et al., 2016):
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Spop(t1, t2|w) =
2∏

k=1

(P (Nk = 0) + P (Zk(Rk) > tk, Nk > 1))

=
2∏

k=1

(
exp(−wθk) +

( ∞∑

r=1

Sk(tk)
(wθk)

r

r!
exp(−wθk)

))

=
2∏

k=1

[exp(−wθk) + (1− exp(−wθk))Sk(tk)]. (5.8)

Da mesma forma que em Chen et al. (2002), utilizamos a função de densidade Stable(α)

para w. Então, usando a transformada de Laplace de w na expressão (5.8), obtemos a função

de sobrevivência não-condicional:

Spop(t1, t2) = e−(θ1+θ2)α + (e−θ
α
2 − e−(θ1+θ2)α)S1(t1) + (e−θ

α
1 − e−(θ1+θ2)α)S2(t2)

+ (1− e−θα1 − e−θα2 + e−(θ1+θ2)α)S1(t1)S2(t2). (5.9)

Dessa forma, a fração de cura conjunta resultada de (5.9) é o limt1,t2→∞ Spop(t1, t2) =

exp{−(θ1 + θ2)α} e sua função de sobrevivência marginal:

Spop(tk) = e−θ
α
k + (1− e−θαk )Sk(tk), k = 1, 2. (5.10)

A equação (5.10) indica que a função de sobrevivência marginal tem probabilidade de

cura e−θ
α
k para Tk, k = 1, 2. Observe que, na equação (5.10), cada função de sobrevivência

tem a estrutura do modelo de mistura padrão (Boag, 1949).

Na segunda configuração, chamada de esquema de primeira ativação, supomos que o

evento de interesse ocorre devido a qualquer uma das posśıveis causas. Portanto, para Rk = 1,

o tempo do evento é Tk = Zk(1) = min{Zki, 0 6 i 6 Nk}, que implica no modelo com função de

sobrevivência dada pela expressão (5.3) e função de sobrevivência marginais (5.4), proposto

por Chen et al. (2002).

Na terceira configuração, também conhecida como esquema de última ativação, o evento

de interesse acontece apenas após todas as Nk causas terem ocorrido, de modo que Rk = Nk

e o tempo de falha observado é Tk = Zk(Nk) = max{Zk1, ..., ZkNk}. Sendo assim,
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Spop(t1, t2|w) =
2∏

k=1

(1− P (Zk1 ≤ tk, ..., ZkN ≤ tk, Nk > 1))

=
2∏

k=1

(
1−

∞∑

r=1

(1− Sk(tk))r
(wθk)

r

r!
exp(−wθk)

)

=
2∏

k=1

(1− exp(−wθk) exp(wθk(1− Sk(tk)))

×
∞∑

r=1

(wθk(1− Sk(tk)))r exp(−wθk(1− Sk(tk)))
r!

)

=
2∏

k=1

(1− exp(−wθk) exp(wθk(1− Sk(tk)))

× (1− exp(−wθk(1− Sk(tk)))))

=
2∏

k=1

(1− exp(−wθk) exp(wθk(1− Sk(tk)))

+ exp(−wθk) exp(wθk(1− Sk(tk))− wθk(1− Sk(tk))))

=
2∏

k=1

(1− exp(−wθk + wθk − wθkSk(tk)) + exp(−wθk))

=
2∏

k=1

[1− exp(−wθkSk(tk)) + exp(−wθk)]

=
2∏

k=1

(exp(−wθk) + (1− exp(−wθk))

×
(

1− 1

1− exp(−wθk))
(exp(−wθkSk(tk))− exp(−wθk))

))
(5.11)

Da expressão (5.11), obtemos a função de sobrevivência não-condicional:

Spop(t1, t2) = 1 + e−θ
α
1 + e−θ

α
2 + e−(θ1+θ2)α − e−(θ1S1(t1))α − e−(θ1S1(t1)+θ2)α

− e−(θ2S2(t2))α − e−(θ2S2(t2)+θ1)α + e−(θ1S1(t1)+θ2S2(t2))α . (5.12)

A fração de cura conjunta de (5.12) é limt1,t2→∞ Spop(t1, t2) = exp{−(θ1 + θ2)α}. De

(5.12), temos também que a função de sobrevivência marginal é dada por:

Spop(tk) = 1 + exp{−θαk } − exp{−θαk (Sk(tk))
α}, k = 1, 2. (5.13)

Dessa forma, a taxa de cura marginal é limtk→∞ Spop(tk) = e−θ
α
k .
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Como podemos notar pelas expressões (5.8) e (5.11), temos que os modelos de sobre-

vivência bivariados com fração de cura de ativação aleatória e de última ativação, assim

como o de primeira ativação, também podem ser escritos em termos de modelos de mistura

padrão. Dessa forma, generalizamos esses resultados para uma função de sobrevivência de

longa duração da seguinte forma:

Spop(t1, t2) =
2∏

k=1

(p0 + (1− p0)S∗(tk)), (5.14)

em que

S∗(tk) =
∞∑

r=1

Sk(tk)
rp∗r (5.15)

e

p∗r =
pr

1− p0

(5.16)

sendo que p0 = P (Nk = 0) e pr = P (Nk = r).

5.1 Função de Verossimilhança

Suponha que, dentre n elementos, Nki represente o número de riscos latentes para o

i -ésimo elemento, i = 1, ..., n, k = 1, 2. Assumimos que os Nki’s são variáveis aleatórias

Poisson independentes com média wiθk, i = 1, ..., n, k = 1, 2. Também, wi ∼Stable(α) e os

wi’s são i.i.d. Suponha, agora, que Zki1, ..., Zki,Nki são os tempos latentes independentes para

os Nki riscos latentes para o i -ésimo elemento, sendo todos não-observados e com função

de distribuição acumulada Fk(.), i = 1, ..., n, k = 1, 2. Neste trabalho, atribúımos uma

forma paramétrica para Fk(.). Denotamos o vetor de parâmetros por γk e, então, escrevemos

Fk(.|γk) e Sk(.|γk). Por exemplo, se Fk(.|γk) corresponde a distribuição Weibull, então

γk = (ξk, λk), em que ξk é o parâmetro de forma e λk é o parâmetro de escala. Considere

Tki o tempo de falha do elemento i para o k-ésimo componente, em que Tki é censurado à

direita. Tome, agora, cki o tempo de censura, sendo assim, o tempo observado é representado

por tki = min(Tki, cki), em que o indicador de censura δki = I(Tki ≤ cki) é igual a 1, se Tki

for o mı́nimo, ou igual a 0, se cki for o mı́nimo. Sejam, também, tk = (tk1, ..., tkn), δk =

(δk1, ..., δkn), N ′
k = (Nk1, ..., Nkn), k = 1, 2, e w = (w1, ..., wn). Os dados completos são

dados por D = (n, t1, t2, δ1, δ2,N
′
1,N

′
2,w), em que N ′

1,N
′
2 e w são vetores aleatórios não

observados e os dados observados são representados por Dobs = (n, t1, t2, δ1, δ2). Além

disso, considere θ = (θ1, θ2) e γ = (γ1, γ2). Dessa forma, a função de verossimilhança de

(θ,γ) baseada nos dados completos D é dada por (Chen et al., 2002):
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L(θ,γ|D) =

(
2∏

k=1

n∏

i=1

Sk(tki|γk)Nki−δki(Nkifk(tki|γk))δki

)

× exp

{
n∑

i=1

(Nki log(wiθk)− log(Nki!)− wiθk)
}
, (5.17)

em que fk(tki|γk) é a densidade correspondente a Fk(tki|γk). Neste trabalho iremos assumir

a função de densidade da Weibull, da Exponencial Generalizada e da Weibull Exponenciada.

Assim, temos que:

fk(t|γk) = ξkt
ξk−1 exp{λk − tξk exp(λk)}, (5.18)

como função de densidade da distribuição Weibull,

fk(t|γk) = ξkλk (1− exp(−λkt))ξk−1 exp(−λkt), (5.19)

como função de densidade da distribuição Exponencial Generalizada e,

fk(t|γk) =
ξkλk

µξkk
tξk−1 exp

(
−
(
t

µk

)ξk)(
1− exp

(
−
(
t

µk

)ξk))λk−1

(5.20)

como função de densidade da distribuição Weibull Exponenciada, em que ξk > 0, λk > 0 são

os parâmetros de forma e µk > 0 é o parâmetro de escala.

Para construirmos a função de verossimilhança dos dados observados, basta integrarmos

a equação (5.17) com respeito a (N ′,w) assumindo, para cada wi, a densidade Stable(α),

denotada por fs(wi|α).

O Teorema 5.1.1 apresenta uma expressão para a função de verossimilhança para os dados

observados.

Teorema 5.1.1 A função de verossimilhança para os dados observados, denotada

L(θ,γ, α|Dobs), é dada por:



5.1. Função de Verossimilhança 89

L(θ,γ, α|Dobs) ≡
∫

R+n

L(θ,γ|D)×
[

n∏

i=1

fs(wi|α)

]
dw

= θd11 θ
d2
2 α

d1+d2

[
2∏

k=1

n∏

i=1

fk(tki|γk)δki

]

×
n∏

i=1

{[θ1F1(t1i|γ1) + θ2F2(t2i|γ2)](α−1)(δ1i+δ2i)}

×
n∏

i=1

[α−1(1− α)(θ1F1(t1i|γ1) + θ2F2(t2i|γ2))−α + 1]δ1iδ2i

×
n∏

i=1

exp{−(θ1F1(t1i|γ1) + θ2F2(t2i|γ2))α}, (5.21)

em que fs(wi|α) denota a função densidade de probabilidade de wi, dk =
n∑

i=1

δki para k =

1, 2, R+n = R+ × R+ × ...× R+, e R+ = (0,∞).

A demonstração do Teorema 5.1.1 encontra-se em Chen et al. (2002).

No modelo com taxa de cura (5.3), as covariáveis são incorporadas por meio do parâmetro

de taxa de cura θ. Após incluirmos as covariáveis, temos um parâmetro de taxa de cura θki,

para cada elemento, i = 1, ..., n. Considere x′
i = (xi1, ..., xip) o vetor de covariáveis p×1 para

o i -ésimo elemento, e seja βk = (βk1, ..., βkp)
′ seu respectivo vetor de coeficientes de regressão

para a variável aleatória do tempo de falha Tk, k = 1, 2. Relacionamos θ às covariáveis

fazendo θki ≡ θ(x′iβk) = exp(x′iβk), i = 1, ..., n, k = 1, 2. Tomando β = (β1, β2), podemos

escrever a função de verossimilhança de (β,γ, α), dado os dados observados, como:

L(β,γ, α|Dobs) =

(
αd1+d2

2∏

k=1

∏

i∈Dk
exp(x′iβk)

)[
2∏

k=1

n∏

i=1

fk(tki|γk)δki

]

×
n∏

i=1

{[exp(x′iβ1)F1(t1i|γ1) + exp(x′iβ2)F2(t2i|γ2)](α−1)(δ1i+δ2i)}

×
n∏

i=1

[α−1(1− α)(exp(x′iβ1)F1(t1i|γ1) + exp(x′iβ2)F2(t2i|γ2))−α + 1]δ1iδ2i

×
n∏

i=1

exp{−(exp(x′iβ1)F1(t1i|γ1) + exp(x′iβ2)F2(t2i|γ2))α}, (5.22)

em queDk representa os indiv́ıduos que falharam em Tk, k = 1, 2, Dobs = (n, t1, t2, X, δ1, δ2),

X é a matriz de covariáveis n × p, fk(tki|γk) e Sk(tki|γk) são as funções densidade e de so-

brevivência da distribuição Weibull, Exponencial Generalizada ou Weibull Exponenciada.
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Toda a construção da função de verossimilhança feita acima foi apenas para o caso do

modelo descrito por Chen et al. (2002). Para os modelos definidos em Cancho et al. (2016),

a função de verossimilhança pode ser obtida pelo Teorema 5.1.2 descrito abaixo.

Teorema 5.1.2 A função de verossimilhança para os dados observados, denotada L(θ,γ, α|Dobs),

é dada por:

L(θ,γ, α|Dobs) =
n∏

i=1

[
fpop(t1i, t2i)

δ1iδ2i

(
−∂Spop(t1i, t2i)

∂t1i

)δ1i(1−δ2i)

×
(
−∂Spop(t1i, t2i)

∂t2i

)δ2i(1−δ1i)
Spop(t1i, t2i)

(1−δ1i)(1−δ2i)
]
. (5.23)

Prova: A prova deste resultado consiste em considerarmos as quatro posśıveis situações,

δ1i = 1 e δ2i = 1, δ1i = 1 e δ2i = 0, δ1i = 0 e δ2i = 1 e δ1i = 0 e δ2i = 0. Além disso, temos

que pNki = exp

{
n∑

i=1

(Nki log(wiθk)− log(Nki!)− wiθk)
}

, para k = 1, 2 e θk como definido no

ińıcio desta seção.

• δ1i = 1 e δ2i = 1:

L(θ,γ, α|Dobs) =
n∏

i=1

∞∑

Nki=0

(
S1(t1i|γ1)N1i−1N1if1(t1i|γ1)pN1i

× S2(t2i|γ2)N2i−1N2if2(t2i|γ2)pN2i

)

=
n∏

i=1

∞∑

Nki=0

(
∂2(S1(t1i|γ1)N1ipN1i

S2(t2i|γ2)N2ipN2i
)

∂t1i∂t2i

)

=
n∏

i=1

∂2

( ∞∑

Nki=0

S1(t1i|γ1)N1iS2(t2i|γ2)N2i

)

∂t1i∂t2i
pN1i

pN2i

=
n∏

i=1

∂2Spop(t1i, t2i)

∂t1i∂t2i
. (5.24)

• δ1i = 1 e δ2i = 0:
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L(θ,γ, α|Dobs) =
n∏

i=1

∞∑

Nki=0

(
S1(t1i|γ1)N1i−1N1if1(t1i|γ1)pN1i

S2(t2i|γ2)N2ipN2i

)

=
n∏

i=1

∞∑

Nki=0

−
(
∂(S1(t1i|γ1)N1ipN1i

S2(t2i|γ2)N2ipN2i
)

∂t1i

)

= −
n∏

i=1

∂

( ∞∑

Nki=0

S1(t1i|γ1)N1iS2(t2i|γ2)N2i

)

∂t1i
pN1i

pN2i

= −
n∏

i=1

∂Spop(t1i, t2i)

∂t1i
. (5.25)

• δ1i = 0 e δ2i = 1:

L(θ,γ, α|Dobs) =
n∏

i=1

∞∑

Nki=0

(
S1(t1i|γ1)N1ipN1i

S2(t2i|γ2)N2i−1N2if2(t2i|γ2)pN2i

)

=
n∏

i=1

∞∑

Nki=0

−
(
∂(S1(t1i|γ1)N1ipN1i

S2(t2i|γ2)N2ipN2i
)

∂t2i

)

= −
n∏

i=1

∂

( ∞∑

Nki=0

S1(t1i|γ1)N1iS2(t2i|γ2)N2i

)

∂t2i
pN1i

pN2i

= −
n∏

i=1

∂Spop(t1i, t2i)

∂t2i
. (5.26)

• δ1i = 0 e δ2i = 0:

L(θ,γ, α|Dobs) =
n∏

i=1

∞∑

Nki=0

(
S1(t1i|γ1)N1ipN1i

S2(t2i|γ2)N2ipN2i

)

=
n∏

i=1

Spop(t1i, t2i). (5.27)

�

5.2 Distribuições a priori e a posteriori

Nesta seção, trabalhamos com distribuições a priori pouco informativas. Considere uma

distribuição a priori conjunta para (β,γ) = (β1,β2,γ1,γ2) da seguinte forma:
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π(β,γ, α) ≡ π(β1,β2,γ1,γ2, α)

= I(0 < α < 1)π(β1)π(β2)π(γ1)π(γ1), (5.28)

em que I(0 < α < 1) = 1, se 0 < α < 1 e 0, caso contrário. Assim, a equação (5.28) implica

que β1,β2,γ1,γ2 e α têm distribuições a priori independentes. Consideramos, também,

que β1 e β2 têm prioris Normal(0,103), α tem uma distribuição a priori Uniforme própria

compreendida no intervalo (0, 1), e γ1 e γ2 têm distribuições a priori Gama(0,1;0,01).

5.3 Aplicação aos Dados de Empréstimo de Crédito Direto ao Modo

do Consumidor

Segundo Miola (2013), os modelos de classificação de risco, conhecidos como modelo

de escore de crédito (credit scoring), são os modelos estat́ısticos de risco de crédito mais

utilizados pelas organizações empresariais, tanto para avaliação de risco de crédito de pessoa

f́ısica como para pessoa juŕıdica. O uso de modelos de escore de crédito se consolidou na

década de 1990, quando as mudanças no cenário mundial, como a desregulamentação das

taxas de juros e taxas de câmbio, aumento da liquidez e a competição bancária fizeram as

instituições financeiras se preocuparem mais com o risco de crédito, ou seja, o risco que

estavam correndo ao aceitar alguém como cliente.

A Análise de Sobrevivência, em complemento às técnicas estat́ısticas multivariadas, também

é aplicada em escore de crédito. Por meio da Análise de Sobrevivência é posśıvel prever não

somente se o cliente tornar-se-à inadimplente na amortização de seu empréstimo, mas também

quando serão suscet́ıveis a essa ocorrência. Dessa forma, as metodologias em Análise de So-

brevivência permitem estimar a probabilidade de inadimplência em qualquer horizonte de

tempo de escolha (Tong et al., 2012).

Nesta seção, como aplicação a dados reais, consideramos uma amostra com 594 clientes,

em que o conjunto de tempos (T1, T2) é de um banco de dados de empréstimo de Crédito

Direto ao modo do Consumidor (DCC) de uma instituição financeira que opera no Brasil

(Miola, 2013). O evento de interesse consiste no tempo (em dias) de dois titulares de linhas

de crédito que fizeram empréstimos em 12, 18, 24, 30 e 36 meses se tornarem inadimplentes,

com 189 observações censuradas para o tempo T1 e 254 para o tempo T2. Neste conjunto

de dados, notamos que uma parte considerável dos clientes não experimentou o evento de

interesse durante o peŕıodo de empréstimo.

Duas covariáveis, x1: o sexo (-1, feminino e 1, masculino), x2: tempo como cliente no

banco (em anos) e um intercepto foram inclúıdos no modelo.
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O ajuste dos dados foi feito considerando os modelos de sobrevivência bivariados com

fração de cura de ativação aleatória, primeira ativação e última ativação, todos com três

distribuições basais: Weibull (W), Exponencial Generalizada (EG) e Weibull Exponenciada

(WE).

A Tabela 23 apresenta os critérios de comparação de modelos, que aponta como melhor

modelo o de sobrevivência bivariado de última ativação com distribuição basal Weibull.



94 Caṕıtulo 5. Modelos de Sobrevivência Bivariados com Fração de Cura

Tabela 23 – Critérios de comparação dos modelos.

Modelo Critérios Bayesianos
EAIC EBIC DIC LPML

EG 9746,985 9795,240 9735,403 -4868,322
Ativação Aleatória W 9625,775 9656,483 9624,204 -4805,887

WE 9647,884 9704,913 9634,175 -4817,060
EG 9767,070 9815,326 9755,556 -4878,483

Primeira Ativação W 9642,655 9673,363 9639,904 -4814,327
WE 9653,995 9711,025 9640,458 -4820,247
EG 9577,953 9626,209 9565,924 -4783,483

Última Ativação W 9622,809 9653,517 9620,275 -4804,405
WE 9646,174 9703,203 9632,200 -4816,192

Na Tabela 24 apresentamos os resumos a posteriori para os parâmetros do modelo de

sobrevivência bivariado de última ativação com distribuição basal Weibull. Pode-se verificar

que a média da estimativa do parâmetro de dependência α deu muito próxima de 1, o que

significa que temos uma baixa associação entre (T1, T2). Além disso, pelo fato dos intervalos

de credibilidade de β21 e β22 conterem o 0, temos que a covariável x2, referente ao tempo como

cliente no banco (em anos), não é significativa para o modelo de sobrevivência bivariado de

última ativação com distribuição basal Weibull.

Tabela 24 – Média a posteriori, desvio padrão (DP) e intervalo de credibilidade (IC) de 95%
para os parâmetros do modelo de sobrevivência bivariado de última ativação
com distribuição basal Weibull.

Parâmetro Weibull
Média DP IC (95%)

ξ1 2,845 0,125 (2,601; 3,096)
λ1 5,174 0,022 (5,128; 5,215)

Tempo 1 β01 0,420 0,080 (0,264; 0,578)
β11 -0,232 0,076 (-0,385; -0,085)
β21 0,061 0,054 (-0,046; 0,167)
ξ2 1,917 0,094 (1,735; 2,104)
λ2 5,502 0,033 (5,433; 5,563)

Tempo 2 β02 0,263 0,086 (0,094; 0,430)
β12 -0,317 0,084 (-0,488; -0,156)
β22 -0,046 0,063 (-0,169; 0,077)

Dependência α 0,965 0,025 (0,906; 0,998)

Na Figura 26 apresentamos os gráficos de ı́ndices considerando o modelo de sobrevivência

bivariado de última ativação com distribuição basal Weibull. Podemos observar que todas

as medidas não detectam nenhum posśıvel ponto influente.
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Figura 26 – Gráficos de ı́ndices das medidas de divergência considerando a distribuição basal
Weibull.

As Figuras 27 e 28 mostram, respectivamente, as curvas de Kaplan-Meier para as variáveis

T1 e T2 dicotomizadas pelo sexo do cliente - pois a covariável x2, como podemos notar na

Tabela 24, não foi significativa - juntamente com os ajustes do modelo de sobrevivência

bivariado de última ativação com distribuição basal Weibull, nas quais observamos o bom

ajuste desse modelo ao conjunto de dados considerado.
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Figura 27 – Curvas de Kaplan-Meier e cur-
vas de sobrevivências Weibull
estimadas para a variável T1.
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Figura 28 – Curvas de Kaplan-Meier e cur-
vas de sobrevivências Weibull
estimadas para a variável T2.
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6 Considerações Finais e Perspectivas Futuras

Neste trabalho foram apresentados alguns conceitos referentes à Análise de Sobrevivência

e às funções cópulas, em especial as cópulas Arquimedianas, como eficientes ferramentas para

modelar dados de sobrevivência. Foram constrúıdos modelos de sobrevivência bivariados

derivados das cópulas Arquimedianas de Ali-Mikhail-Haq e de Frank, ambos considerando

marginais Weibull e Exponencial Generalizada.

Quanto ao procedimento inferencial, foi realizado sob uma abordagem bayesiana assu-

mindo ausência de informação a priori. Foi feito todo um estudo de simulação com o objetivo

de mostrar o bom comportamento das estimativas bayesianas com base na média frequentista.

Por meio destas simulações também foi verificado que, com diferentes tamanhos amostrais

e diferentes configurações de censura, as estimativas obtidas foram próximas do verdadeiro

valor, para ambos os modelos de cópulas.

A comparação de modelos foi realizada via critérios bayesianos EAIC, EBIC, DIC e

LPML. Simulamos amostras a partir dos modelos de AMH e de Frank com marginais Weibull

e Exponencial Generalizada e observamos que todos os critérios indicaram o modelo no qual

as amostras foram geradas.

Para analisarmos a robustez do modelo relacionado às escolhas dos hiperparâmetros das

distribuições a priori, foi realizado um estudo de sensibilidade no qual conclúımos que as esti-

mativas dos parâmetros a posteriori não apresentaram diferenças significativas nos resultados

das aplicações aos dados artificiais e aos dados reais.

Além disso, aplicamos o método Bayesiano de análise de influência de deleção de casos

baseado na divergência ψ cujo o objetivo é detectar posśıvel(is) observação(ões) influente(s)

nos dados analisados. Para isso, foram assumidas quatro particulares escolhas para a função

ψ nas quais resultaram a divergência de Kullback-Leibler (K-L), a distância J , a distância

variacional ou norma L1 e a divergência χ2. Para uma amostra simulada de cada modelo,

perturbamos uma, duas ou três observações e, à partir disso, conseguimos averiguar que as

quatro medidas de divergência detectaram os pontos perturbados.

Realizamos duas aplicações aos dados reais de pacientes com infecção renal e de pacientes

com retinopatia diabética, para ambos os modelos derivados da cópula AMH e de Frank,

obtendo, no final, as curvas de Kaplan-Meier e curvas de sobrevivências Weibull bivariadas

estimadas para as duas aplicações aos dados reais.

No Caṕıtulo 5, estudamos modelos de sobrevivência bivariados com fração de cura pro-

postos por Cancho et al. (2016), que levam em consideração três configurações: ativação

aleatória, primeira ativação e última ativação. Em seguida, aplicamos estes modelos a um
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conjunto de dados reais de empréstimo de Crédito Direto ao modo do Consumidor (DCC) e

comparamos, por meio dos critérios Bayesianos de comparação de modelos, qual melhor se

ajustou aos dados para plotarmos as curvas de sobrevivência estimadas juntamente com as

curvas de Kaplan-Meier.

Enfim, como perspectivas futuras, pode ser feito um estudo de simulação para os modelos

de sobrevivência bivariados com fração de cura apresentados no Caṕıtulo 5, além da proposta

de novos modelos ao utilizar distribuições mais flex́ıveis para as variáveis latentes Nk como

também para a distribuição basal da variável Zk.
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106 Referências

[88] SOUZA, H. C. C. O Modelo Weibull Modificado Exponenciado de Longa
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