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“And when a man is sad—I don’t mean because he has a toothache or has lost some money, but
because he sees, for once in a way, how it all is with life and everything, and is sad in
earnest—he always looks a little like an animal. He looks not only sad, but more right and more
beautiful than usual.”

(Hermann Hesse)






RESUMO

O objetivo desta dissertacdo € estudar uma familia de ligagdes assimétricas para modelos de
regressao bindria sob a abordagem bayesiana. Especificamente, apresenta-se a estimac¢do dos
parametros da familia de modelos de regressdo bindria com fungdes de ligacdo poténcia e reversa
de poténcia considerando o método de estimacao Monte Carlo Hamiltoniano, na extensao No-
U-Turn Sampler, e o método Metropolis-Hastings dentro de Gibbs. Além disso, estudam-se
diferentes medidas de comparacdo de modelos, incluindo critérios de informacao e de avaliacdo
preditiva. Um estudo de simula¢do foi desenvolvido para estudar a acurécia e eficiéncia nos
parametros estimados. Através da andlise de dados educacionais, mostra-se que os modelos
usando as ligacdes propostas apresentam melhor ajuste do que os modelos usando liga¢des

tradicionais.

Palavras-chave: Regressao bindria, ligac@o assimétrica, estimacdo bayesiana.






ABSTRACT

The aim of this dissertation is to study a family of asymmetric link functions for binary regression
models under Bayesian approach. Specifically, we present the estimation of parameters of power
and reversal power binary regression models considering Hamiltonian Monte Carlo method,
on No-U-Turn Sampler extension, and Metropolis-Hastings within Gibbs sampling method.
Furthermore, we study a wide variety of model comparison measures, including information
criteria and measures of predictive evaluation. A simulation study was conducted in order to
research accuracy and efficiency on estimated parameters. Through analysis of educational data
we show that models using the proposed link functions perform better fit than models using

standard links.

Keywords: Binary regression, asymmetric link, Bayesian estimation.
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CAPITULO

INTRODUCAO

A regressdo logistica tem sido aplicada largamente na andlise de dados bindrios. Ela traz
a vantagem da facilidade de interpretacdo dos parametros (JR; LEMESHOW; STURDIVANT,
2013). A funcao de ligagdo utilizada na regressao logistica € o logit, a qual € uma fungdo de
ligacdo simétrica. Outras fungdes de ligacdo simétricas usadas comumente na regressao bindria
sdo o probit e o cauchit, que vém das fun¢des de distribui¢do acumuladas (fda) das distribuicdes
Normal padrio e Cauchy padrao respectivamente. Maiores detalhes sobre a regressdo bindria

podem ser encontrados em Collett (2003).

Nesse contexto, Czado e Santner (1992) pesquisaram os efeitos da m4 especificacdo na
funcdo de ligacdo. Eles chegaram a conclusdo de que supor o logit como func¢do de ligacdo no
ajuste quando a funcao de ligacdo dos dados € outra, traz viés nas estimagdes dos parametros
da regressao e nas probabilidades preditas. Além disso, mostraram que os efeitos sdo mais
prejudiciais quando a funcao de ligacdo € afetada pela assimetria do que se fosse afetada pela
curtose. As fungdes de ligagdo assimétricas mais usadas na pratica e disponiveis nos pacotes
estatisticos, sdo loglog e loglog complementar (ou cloglog), que vém da distribuicdo Gumbel de
Valor Extremo Maximo e da distribuicdo Gumbel de Valor Extremo Minimo, respectivamente.
Porém, essas fun¢des de ligacdo nao fornecem flexibilidade, pois mantém uma assimetria de
valor fixo. Chen, Dey e Shao (1999) também sinalizaram que uma funcio de ligacao assimétrica

€ mais adequada quando existe muita diferenca na quantidade de 1’s e 0’s na varidvel resposta.

Diante da necessidade de funcdes de ligacdo assimétricas que possam melhorar a mode-
lagem em regressdo bindria, varios autores apresentaram novas propostas. Assim, por exemplo
Aranda-Ordaz (1981), Guerrero e Johnson (1982) e Morgan (1983) consideraram familias de
um parametro; Prentice (1976) e Stukel (1988) introduziram familias de dois parametros. O
trabalho de Chen, Dey e Shao (1999) apresentou uma abordagem de variaveis latentes. Nagler
(1994), Gupta e Gupta (2008), Kim, Chen e Dey (2008) e Wang e Dey (2010) introduziram um

parametro de forma associado a assimetria.
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Por outro lado, nos trabalhos de Bazdn, Romeo e Rodrigues (2014), Abanto-Valle, Bazan
e Smith (2014) e Bazan et al. (2016) foram apresentados os modelos de regressdo bindria com
funcdes de ligacao poténcia e reversa de poténcia. Eles se baseiam na ideia de introduzir um
parametro adicional associado com as probabilidades de sucesso que as penaliza ou bonifica

dependendo dos valores que pode assumir.

Neste trabalho, foi proposto estudar em detalhe as fun¢des de ligacdo poténcia e reversa
de poténcia ja desenvolvidas em Bazan, Romeo e Rodrigues (2014), Abanto-Valle, Bazan e

Smith (2014) e Bazan et al. (2016) para a regressdo bindria.

A estimacdo de modelos de regressao bindria tradicionais (logit, probit e cloglog) desen-
volvida sob abordagem cldssica € apresentada em detalhe em Agresti (2007). Adicionalmente, a
estimacao bayesiana para estes modelos, pode ser revisada em Dey, Gosh e Mallick (2000) e
Ntzoufras (2009).

Na estimacao bayesiana, os métodos mais usados sdo baseados em Markov chain Monte
Carlo (MCMC) (NTZOUFRAS, 2009). Eles fornecem algoritmos para gerar amostras correlaci-
onadas dos parametros envolvidos que convergem em distribui¢do a distribuicao a posteriori de
interesse e foram originados pelo trabalho de Metropolis et al. (1953). Os algoritmos MCMC
como random-walk Metropolis (METROPOLIS et al., 1953), Gibbs sampling (GEMAN; GE-
MAN, 1984) e Metropolis-Hastings dentro de Gibbs (MHG) s@o os mais utilizados para ajustar

modelos de regressdo bindria na abordagem bayesiana.

Duane et al. (1987) propuseram o método Monte Carlo Hamiltoniano (MCH), também
conhecido como Monte Carlo Hibrido, que foi aplicado na simula¢do molecular. O uso do MCH
na estatistica comecou com o trabalho de Neal (1996) nas redes neurais bayesianas. No caso da

regressao bindria o MCH foi desenvolvido no trabalho de Lan (2013) para a regressdo logistica.

Nesta dissertacao, para a estimacdo bayesiana, sdo considerados dois métodos: o No-
U-Turn Sampler (NUTS), uma extensdo do MCH, e o Metropolis-Hasting dentro de Gibbs.
Diferentes métodos de comparacdo de modelos e medidas de avaliacao preditiva também serao

estudados.

O principal objetivo desde trabalho € apresentar uma abordagem bayesiana no que diz
respeito a estimacao de cinco modelos de regressao bindria usando ligagdes poténcia e cinco
modelos de regressao bindria usando ligagdes reversa de poténcia, considerando dois métodos
de estimacdo (MHG e NUTS). Adicionalmente sdo discutidos alguns pontos importantes como
as propriedades desses modelos, em especial a interpretacdo do parametro A, calculando sua
influéncia na variacdo da probabilidade de sucesso, assim como sua relacdo com a assimetria
das correspondentes distribuicdes estudadas. Além disso, realizou-se um estudo de simulagdo a
fim de comparar os métodos de estimacgao estudados. Além do mais, aplicou-se a metodologia

proposta num conjunto de dados reais, para exemplificar o contexto.
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Este trabalho estd organizado em seis capitulos e trés anexos. No Capitulo 2, sdo apresen-
tadas a regressdo bindria com fung¢des de ligacao simétricas e assimétricas, as propriedades de
simetria e reversibilidade, de forma que definimos as distribui¢des poténcia e reversa de poténcia
para depois apresentar suas respectivas fungdes de ligacao. O Capitulo 3 € dedicado a detalhar
a estimacao e ajustes dos modelos propostos usando a aproximagdo bayesiana. Um estudo de
simulagcdo desenvolvido para estudar a acurdcia dos parametros e a eficiéncia na estimagao
usando os algoritmos considerados, é apresentado no Capitulo 4. No Capitulo 5, uma aplicacio
para dados educacionais é desenvolvida modelando os dados considerando as ligagdes propostas.
No Capitulo 6, sdo apresentadas as consideragdes finais deste trabalho assim como estudos

sugeridos.

No Anexo A, apresenta-se uma revisao do método de simulagdo Monte Carlo Hamil-
toniano. No Anexo B, os c6digos de implementagdo dos modelos propostos sdo apresentados
na linguagem dos softwares Stan e JAGS. No Anexo C, apresentam-se as medidas obtidas no
estudo de simulagdo. No Anexo D, apresentam-se em detalhe mais resultados da aplicagdo para

dados educacionais.
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CAPITULO

REGRESSAO BINARIA COM FUNCOES DE
LIGACAO POTENCIA E REVERSA DE
POTENCIA

Neste Capitulo os modelos de regressao bindria com fungdes de ligacdo comuns (logit,
probit, cauchit, cloglog e loglog) sao apresentados. Além disso, as propriedades de simetria e
reversibilidade presentes nas distribui¢des sao estendidas, incluindo resultados e provas. Também
as distribui¢des poténcia e reversa de poténcia sao apresentadas, as propriedades dessas distri-
bui¢des sao detalhadas e as formas das distribuicdes de densidade e acumuladas sdo mostradas.
Além do mais, € detalhada a regressao bindria usando as fun¢des de ligacdo poténcia e reversa
de poténcia. Adicionalmente, é dada a interpretacdo do pardmetro de assimetria A dos modelos
propostos; assim como da relac@o que existe entre esse parametro e a probabilidade de sucesso

na varidvel resposta.

2.1 Regressao Binaria

Para os modelos de regressio bindria considere ¥ = (y,y2,...,y,)" um vetor n x 1 de
n varidveis aleatdérias independentes bindrias correspondentes as n observacdes da varidvel
resposta. Seja x; = (1,x;1,X;2,...,%;) um vetor (k+ 1) x 1 das covaridveis, i =1,...,ne seja X
amatriz n X (k+ 1) com linhas x/. Seja também B = (B, B1, B2, - - -, Bx)’ um vetor (k+1) x 1 dos
coeficientes de regressdo associados as varidveis explicativas. Considere ¥; = 1 com probabilidade

pi € Y; =0 com probabilidade 1 — p;. Assim, o modelo de regressao bindria é dada por:

Y; ind. Bernoulli(p;) (2.1)

pi=F(ni) =F(x;B) (2.2)



22 Capitulo 2. Regressdo bindria com fungées de ligacdo poténcia e reversa de poténcia

onde, F(.) denota a funcio de distribui¢io acumulada (fda), F~! denomina-se funcio de ligacio

e M; = x.f é o i-ésimo preditor linear.

A funcio de ligacio F~! transforma o suporte de p no conjunto dos niimeros reais R.
Quando o preditor linear 11 com valores em R sdo avaliados na fda F' (também conhecida como
funcdo de ligacdo inversa), os valores obtidos sdo garantidos como valores de probabilidade
vélidos que ficam entre 0 e 1. As funcdes de ligacdo consideradas comumente, ver por exemplo

a funcdo glm do software R (R Core Team, 2016), sdo apresentadas na Tabela 1.

Tabela 1 — Fungdes de ligacdo comuns.

Nome Notacdo F F1
. . _exp(mi) i)\ =n.
logit L Pi = Trexp(my) log (15_171-) =N
probit P pi=o(m) @~ (pi) = n;
cauchit C pi=0,5+ %ﬂm) tan (7 (p; —0,5)) = n;

cloglog CLL p;=1—exp(—exp(n;)) log(—log(l—p;))=n;
loglog LL pi=exp(—exp(—n;)) —log(—log(p;))=m;

A ligacdo logit é obtida da inversa da fda da distribuicao Logistica (L), a probit da
Normal (N), a cauchit da Cauchy (C), a cloglog da Gumbel de Valor Minimo (GVMi) e a loglog
da Gumbel de Valor Maximo (GVMa), isto é mostrado em ambas as ultimas colunas da Tabela 1.

1.00

0.75
—/logit
_ -‘pr%bit,
& 0.50 --/cauchit
--clog 0g
~loglog
0.25
0.00
-10 -5 0 5 10
Ni

Figura 1 — Curva de resposta considerando funcdes de ligagdo comuns na regressdo bindria.
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Na Figura 1, é mostrado o comportamento das diferentes ligacdes comuns para diversos
valores do preditor linear. Note que as ligacdes logit, probit e cauchit sdo simétricas em torno
de p =0,5, para o valor 1 = 0. De outra forma, as ligacdes cloglog e loglog sao assimétricas
em torno de p = 0,5, pois nesse valor n = —0,3665 na ligacdo cloglog e n = 0,3665 na ligacdo
loglog . Observe-se que cloglog e logit sao dificeis de distinguir entre si quando 1 tem valores

pequenos, assim também loglog e logit sdo dificeis de distinguir quando 1 tem valores grandes.

2.2 Propriedades de simetria e reversibilidade de distri-

buicoes de probabilidade

Bazan et al. (2016) definem as propriedades necessdrias a serem consideradas quando

sao usadas diferentes funcdes de ligagao.

Propriedade de reversibilidade. Se S ~ F (.) (ou S ~ f(.)), dize-se que a distribui¢do de S
satisfaz a propriedade de reversibilidade se —S ~ G (.) =1 —F (—.). Nesse caso G (.) é nomeada

a distribuigdo reversa de F (.).

Propriedade de simetria. Seja S ~ F (.) (ou S ~ f(.)), dize-se que a distribui¢do de S é simé-
trica se existe um valor xy de forma que f (xo —¥) = f (xo +¥) para qualquer niimero real y.
Assim, neste caso S e —S tem a mesma distribuicdo, e entdo S ndo satisfaz a propriedade de

reversibilidade.

A mediana e a média (se existir) de uma distribui¢do simétrica ocorrem no ponto de
simetria xo. Daqui em diante, ao falar de simetria (ou assimetria), serd referindo-se a simetria

(ou assimetria) em torno ao ponto xg = 0.

A seguir serdo usadas essas propriedades para avaliar as ligagdes comuns na regressao bindria.
Resultado 1. As distribuices Logistica, Normal e Cauchy satisfazem a propriedade de simetria.
Prova. Para distribui¢des simétricas t€ém-se o seguinte:

Sem perda de generalidade considere S ~Logistica(0,1):

exp (—s)
(1+exp(—s))

Na distribui¢do Logistica(0,1), xo = 0 € a mediana. Consequentemente:

fls)=

5

X0 — = — :ﬂ
fxo=7)=f(=7) Tron ()
1
fotn=fp=—PCN @ exp (7) e

(1 +exp (_Y))Z 1+ exp(7) + exp(2y

L+ 2exp(N) Fexp(2) (1+exp(y)
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Entdo f (xo —y) = f (x0 + ), portanto, S é simétrica.

0.4
0.3
- =L
a 02 N
-C
0.1
0.0
-5.0 25 0.0 25 5.0
Ni

Figura 2 — Fdp das distribui¢des simétricas Logistica, Normal e Cauchy.

Na Figura 2 das fdp € visto claramente que f (s) = f(—s), para as distribui¢des citadas.

Resultado 2. As distribuicdes Gumbel de Valor Minimo e Gumbel de Valor Maximo, F* e F**
respectivamente, ndo satisfazem a propriedade de simetria. Pérem satisfazem a propriedade de
reversibilidade uma vez que F** (s) + F* (—s) = 1 e f* (s) = f* (—s).

Prova. Se S tem distribuicdo Gumbel de Valor Maximo entdo:

—S

F™(s)=e¢"*

Enquanto que, se S tem distribui¢do Gumbel de Valor Minimo, entdo:

S

Fr(s)=1—¢"°.
Note-se neste caso que:

—s

F*($)+F*(—s)=e ¢ +1—e ¢ =1.

Consequentemente, uma € a reversa da outra. E trivial mostrar que:

[T o=7)# " (x0+7),
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7 o=7) # 7 (o +7),

0.4
0.3
a 0.2
0.1
o
-5.0 2.5 Oh? - 5'0

Figura 3 — Fdp das distribui¢des assimétricas Gumbel de Valor Maximo e Gumbel de Valor Minimo.

Na Figura 3 € visto que nas fdp das distribuicdes Gumbel de Valor Méximo e Gumbel de
Valor Minimo, f** (s) = f* (—s).
Comentario. Verificar a propriedade de simetria numa distribuicdo é importante. Caso ela seja

verificada, a distribui¢do € simétrica, e, consequentemente, ndo apresenta reversibilidade. Se nao

for verificada a simetria, € possivel propor uma distribuicao reversa a ela.

2.3 Distribuicoes poténcia e reversa de poténcia

Como apresentado em Abanto-Valle, Bazan e Smith (2014) e Bazéin et al. (2016),
a varidvel aleatoria (va) univariada S segue a distribuicdo poténcia S ~ P (,u,GZ,QL), onde
—o0 < 1 < o0 é 0 pardmetro de localizagdo, 62 > 0 é o parAmetro de escalae A > 0 é o parAmetro

de forma. A distribui¢do S tem a seguinte funcdo de densidade de probabilidade (fdp):

. . A—1
fp<s|u,62»7t)=§g<s “) [G(s “)} , (23)

(0 (0
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onde g (.) é uma fdp unimodal, log concava de suporte real e G (.) € a fda de g (.), nomeada de
distribuigdo base que pode ser qualquer fda simétrica ou assimétrica. Observamos que se A = 1,

a densidade de S € reduzida a densidade de g ( u, 02).

Considera-se também o caso da distribuicio poténcia padrio, denotada como Z ~ P (1),

que € obtida quando u =0e o = 1. A fdp de Z € dada por:
frzl2) =28 G, (24)

e a fda € dada por:
Fr(z) =[G ()" (2.5)

A fdp da distribuicao reversa de poténcia € dada por:

fre (2| A) = 2Ag(2) [G(—2)] ", (2.6)

e a fda € dada por:
Frp(z) =1-[G (=) Q.7)

A versao localizacdo-escala da reversa de poténcia S ~ RP (‘LL, c?, l) ¢ dada por:

frp (s p.0%A) = %g (S;“) [G (— (s;“))r_l (2.8)

Considerando o anterior, tem-se o seguinte resultado:

Resultado 3. E visto que Z ~ Fp(.) satisfaz a propriedade de reversibilidade com Fgp (z) =
1— G(—z))L sendo sua distribui¢do reversa. Ao mesmo tempo considere Z uma va com fda
Frp(2)=1-G (—z)’l nomeada reversa de poténcia padrdo, denotada como Z ~ RP (1), onde G é
uma distribui¢@o base e A € o pardmetro de forma; Fgp (.) satisfaz a propriedade de reversibilidade

com Frp(z) =G (z)’l sendo sua distribui¢do reversa.

Prova. Lembrar que a propriedade de reversibilidade indica que F**(z) + F* (—z) = 1, onde
F** € a distribuicdo de interesse e F'* é sua distribuicao reversa. Isto € cuamprido nos casos das

distribui¢des poténcia e reversa de poténcia.

Ry Y
Por exemplo, seja F** = [lfez} eF*=1-— [lje_z] , as fung¢des de distribui¢io acu-

mulada das distribuicdes Poténcia Logistica e Reversa de Poténcia Logistica respectivamente.

. 7A )
Entdo verifica-se que F** (z) + F* (—z) = [ﬁ} +1-— [ﬁ] =1.

Observacoes. E ficil verificar que:

e Fp e Fgp ndo sdo ponto-simétricas uma vez que Fp(—z) # 1 — Fp(z) ou Frp(—2) #
1 —Fp(z) para A # 1.
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e Fp(+z)+ Frp(F2z) = 1 o que quer dizer que as duas distribui¢des sdo diferentes mas estao

relacionadas porque uma € reversa da outra.

e Se A = 1entdo Fp(z) = G(z) = Frp (2). Isto quer dizer que G (.) é um caso particular das

duas distribuicdes ou distribui¢do base.

e SeZ~ Fp (), entdo —Z ~ Fgp ()

Resultado 4. E visto que se Z ~ Fp (L) ou Z ~ Fgp (1), entdo Z ndo é simétrica se A # 1.

Prova. Lembrar que na equagdo (2.4) tem-se que a fdp da distribui¢do poténcia padrdo €
fr(z|A) =Ag(2)[G(2)]* ", e entdo avaliando a fdp em —z: fp (—z | 1) = Ag (—2) [G(—2)]* ",
Consequentemente:

fe(z|A) # fp(=z]4).

Embora g(z) = g(—z) nas distribui¢cdes simétricas, tem-se que G(z) # G(—z). Pode-se concluir

que ambas as distribui¢des poténcia e reversa de poténcia ndo sdo simétricas em torno de zero.

Neste trabalho consideram-se versdes de poténcia e reversa de poténcia para as cinco
distribuicdes comuns (Logistica, Normal, Cauchy, Gumbel de Valor Minimo e Gumbel de Valor
Miximo) que dao origem as fun¢des de ligagdo comuns. Assim também, consideram-se cinco
distribuicdes poténcia e cinco distribuigdes reversa de poténcia. Isto é apresentado nas Tabelas 2
e 3.

Também sabe-se que as distribui¢cdes base das fun¢des de ligacao logit, probit, cauchit,
cloglog e loglog sdo casos particulares das versdes poténcia e reversa de poténcia porque nelas
A = 1. Assim é possivel considerar um conjunto amplo de distribui¢des com as quais pode-se

propor diferentes ligacdes poténcia e reversa de poténcia, usando as correspondentes fda.

Tabela 2 — Funcdes densidade de probabilidade e fungdes de distribuicdo acumulada das distribui¢des

poténcia.
Distribuicio’ Densidade Acumulada
e ? & A—1 &° A
FL Jru(z) =4 [(Hﬂ)z} d (@)= |15z
—22 —
PN fon (2) =2 [ﬁ} @ ()" Fpy (2) = [@ ())*

A—-1 A
Fpc(z) = [% arctan (z) + %]

PC frc(z) =2 [ ( 1 )} [Larctan (z) + 5]

(1422

]Ail Fpovmi(z) = [1 - e_ez]l

PGVMi frovmi(z) = A [e_(_”ez)} [1- o€
PGVMa frovma (2) = A [e—(zﬂ’z)] [e—ezr‘l Frovaa () = [e_ez]x

1 PL: Poténcia Logistica, PN: Poténcia Normal, PC: Poténcia Cauchy, PGVMi: Poténcia
Gumbel de Valor Minimo, PGVMa: Poténcia Gumbel de Valor Maximo.
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Tabela 3 — Fun¢des densidade de probabilidade e fungdes de distribui¢do acumulada das distribuicdes
reversa de poténcia.

Distribuicio! Densidade Acumulada
e 2 e ? A-l e % A
e =1~ 5]
*Z’,Z —
RPN fers (@) =1 |5z | (@ (-2 Fery (2) = 1— [®(—2)]*

Frpe (2) =1- [% arctan (—z) + %]

RPC frec(z) =A [n(liﬁ) [% arctan (—z) + %];L

A-1 V)
Frpgvmi(z) =1— [1 —e ¢ }

RPGVMa frrevma (2) = A [e_(z+e*1)] [e_ez]l—l Frpcvaa (z) = 1 — [e—eZ}l

RPGVMi  frpgvmi(z) = A e_(_”ez)} [1_6_671

I PRL: Reversa de Poténcia Logistica, RPN: Reversa de Poténcia Normal, RPC: Reversa de Poténcia
Cauchy, RPGVMi: Reversa de Poténcia Gumbel de Valor Minimo, RPGVMa: Reversa de Poténcia
Gumbel de Valor Maximo.

A distribui¢do Poténcia Logistica é conhecida também como a distribui¢do logistica
generalizada Tipo-I (JOHNSON; KOTZ; BALAKRISHNAN, 1995). A func¢do de ligacdo obtida
da distribuicao Reversa de Poténcia Logistica foi nomeada como scobit por Nagler (1994). A
distribuicdo Poténcia Normal foi apresentada por Gupta e Gupta (2008). A distribui¢cdo Reversa
de Poténcia Normal foi apresentada por Bazan, Romeo e Rodrigues (2014). Essas duas sdo casos

particulares da distribui¢do beta-normal como sinalizado em Bazén et al. (2016).

As distribui¢des Poténcia Gumbel de Valor Minimo, Reversa de Poténcia Gumbel de
Valor Minimo, Poténcia Gumbel de Valor Maximo e Reversa de Poténcia Gumbel de Valor
Miéximo foram propostas em Abanto-Valle, Bazan e Smith (2014). As distribui¢cdes Poténcia

Cauchy e Reversa de Poténcia Cauchy foram apresentadas em Bazan ez al. (2016).

Considerando a propriedade de reversibilidade é possivel propor outras distribui¢des

poténcia e reversa de poténcia.
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2.4 Regressao binaria com funcoes de ligacao poténcia e

reversa de poténcia

Para os modelos de regressdo bindria com funcao de ligacdo poténcia e reversa de
poténcia considere-se ¥ = (y1,y2,...,y,)" um vetor n x 1 de n varidveis aleatérias independentes
bindrias correspondentes as n observagdes da varidvel resposta. Seja x; = (1,x;1, X2, ..., Xjx) um
vetor (k+ 1) x 1 das covaridveis, i = 1,...,n e seja X a matriz n x (k+ 1) com linhas x!. Seja
também B = (Bo, B1, B2, -, Br)’ um vetor (k+ 1) x 1 dos coeficientes de regressdo associados
as variaveis explicativas. Considere-se ¥; = 1 com probabilidade p; e ¥; = O com probabilidade

1 — pi. Assim, o modelo de regressdo bindria € dado por:

y; % Bernoulli(p;) (2.9)

pi =Fy () = F(x}B) (2.10)

onde, F) (.) denota a fda de alguma distribui¢do poténcia ou reversa de poténcia, F’ [1 denomina-

~ . ~ A . A . . / , ., . . .
se funcdo de ligagdo poténcia ou reversa de poténcia e 1); = x; 3 € o i-ésimo preditor linear.

Na Tabela 4 sdo apresentadas as cinco fungdes de ligacio poténcia e as cinco funcdes de

ligacdo reversa de poténcia estudadas neste trabalho.

Tabela 4 — Fung¢des de ligacdo poténcia e reversa de poténcia.

Nome Notagdo Fy F ,1_:11
A
N . _ el
Poténcia logit PL Di <1+eni> log (15—},,) =
Reversa de poténcia logit RPL pi=1— <1i:11m>
Poténcia probit PP pi= (P (ni))/l &1 (p;) = n;
Reversa de poténcia probit RPP pi=1—(P (—771’))/l P l
A
Poténcia cauchit PC Di (0, S5+— tan (7 (pi — 0,5)) = m;

Reversa de poténcia cauchit RPC  p;=1— <0, 5+ %n(_n’)>

N\ A
Poténcia cloglog PCLL pi= <1 — e‘en’)

Reversa de poténcia cloglog RPCLL pi=1-— (1 — e_efn")

log (—log(1—p;)) =mn;

A
Poténcia loglog PLL pi = (e‘e "’)

Reversa de poténcia loglog RPLL pi=1-— (e—em)

—log(—log(pi)) =mi
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Para ter uma ideia das diferencas entre as funcdes de ligacdo, nas Figuras 4 a 13 sdo
apresentadas as curvas das fun¢des de resposta considerando as diferentes ligacdes poténcia e

reversa de poténcia para diferentes valores de A = 1/5;1/3;1;2;3.

1.00

0.75

>

W= ——
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Figura 5 — Curva de resposta considerando ligacdo RPL.
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Figura 6 — Curva de resposta considerando ligacao PP.
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Figura 7 — Curva de resposta considerando ligagdo RPP.
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Figura 8 — Curva de resposta considerando ligacao PC.
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Figura 9 — Curva de resposta considerando ligagdo RPC.
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Figura 10 — Curva de resposta considerando ligacao PCLL.
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Figura 11 — Curva de resposta considerando ligacao RPCLL.
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Figura 12 — Curva de resposta considerando ligacdo PLL.
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Figura 13 — Curva de resposta considerando ligacdo RPLL.
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Em todas as figuras a linha em preto (A = 1), representa a curva de resposta da distribui¢ao
de base das ligagbes comuns apresentadas na Figura 1. Em todos os casos note que para A # 1

todas as funcdes de ligacao sdo assimétricas. Adicionalmente pode ser observado que:

e As dez fungdes de ligagc@o propostas sdo diferentes umas das outras, e dependem do valor
de A. Em geral, note que nas ligagdes poténcia, a curva de resposta para A < 1 estd a
esquerda da curva de resposta base; e a curva de resposta para A > 1 estd a direita da curva
de resposta base. Por sua vez, quando observam-se as ligacdes reversa de poténcia, o efeito

¢é o contrario.

e Note também que as curvas de resposta mais flexiveis correspondem as liga¢des usando
a distribuicao de base Cauchy, a menos flexiveis correspondem as ligacdes usando a

distribui¢do de base Gumbel de Valor Maximo.

e Além disso, observe que existe reversibilidade entre as fung¢des de ligacao poténcia e sua

correspondente funcao de ligacdo reversa, no sentido que uma € o espelho da outra.

e Para estudar mais as diferencas entre as ligacdes propostas, na se¢do 2.6 estuda-se o efeito
do pardmetro A na mudanga das curvas de probabilidade, assim como a assimetria que

cada uma das distribuicdes apresenta.

Na seguinte se¢do € analisada a probabilidade de sucesso e sua relagdo com o pardmetro A.
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2.5 Probabilidade de sucesso para ligacoes poténcia e

reversa de poténcia

Como foi indicado na introdu¢do, Chen, Dey e Shao (1999) sinalizaram que uma fungao
de ligacao assimétrica € mais adequada quando existe muita diferenca na quantidade de 1’s e 0’s
na varidvel resposta. Para verificar isso foi realizado um breve estudo de simulagdo. Dessa forma,
foram simuladas 100 réplicas de conjuntos de dados de 1000 observagdes das distribuicdes
dos modelos de regressdo bindria com fun¢des de ligacdao poténcia logit (PL) e reversa de
poténcia logit (RPL). Os valores de B foram fixados a By = 0 e B; = 1. Ao s6 considerar uma
covariavél na matriz X, so foi gerada x;. Os valores da covaridvel foram gerados aleatoriamente
da distribui¢do Uniforme(—3,3). Foram considerados diferentes cendrios dos valores de A com
A =1/5;1/3;1;2;3. Para cada caso obteve-se a propor¢ao de 1’s da varidvel resposta gerada.
Sao apresentados os graficos histograma e boxplot das propor¢des de 1’s para cada cendrio ao

longo das 100 réplicas

Nas Figuras 14 e 15 pode-se observar que para 0 < A < 1 o histograma e o boxplot
apresentam valores maiores das propor¢des de 1’s. Como esperado, quando A = 1 € observado o
histograma e o boxplot com valores das propor¢des de 1°s proximos a 0,5. No caso dos valores

de A > 1 o histograma e o boxplot apresentam valores menores das propor¢des de 1’s.
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Figura 14 — Histograma das propor¢des de 1°s nas 100 réplicas para cada cendrio sob o modelo de
regressao bindria com ligagcdo PL.



2.5. Probabilidade de sucesso para ligacdes poténcia e reversa de poténcia 37

~=
wo

Proporcéo
o
3
HHHE &>

W= ——

0.00

1/5 1/3 1 2 3
A

Figura 15 — Boxplot das propor¢des de 1’s nas 100 réplicas para cada cendrio sob o modelo de regressao
bindria com ligacao PL.

Por outro lado, nas Figuras 16 ¢ 17 pode-se observar que para 0 < A < 1 o histograma e
o boxplot apresentam valores menores das propor¢des de 1’s. Como esperado, quando A = 1
€ observado o histograma e o boxplot com valores das propor¢des de 1’s proximos a 0,5. Por
sua vez, no caso dos valores de A > 1 o histograma e o boxplot apresentam valores maiores das

proporg¢des de 1’s.
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Figura 16 — Histograma das propor¢des de 1°s nas 100 réplicas para cada cendrio sob o modelo de
regressao bindria com ligagdo RPL.
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Figura 17 — Boxplot das propor¢des de 1’s nas 100 réplicas para cada cendrio sob o modelo de regressao
bindria com ligacdo RPL.

Semelhantes conclusdes sao obtidas ao simular dados dos modelos com as outras fungdes
de ligacao poténcia ou reversa de poténcia.
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2.6 Interpretacao do parametro A

O pardmetro A pode ser interpretado segundo a relagdo que a distribui¢do poténcia ou

reversa de poténcia tem com a distribuicao base usada para construi-la.

(a) (b)

0.4 0.4

0.3

--1/5
/3
—1

--1/5
13

o2 =)

--3 -3

0.1

0.0

Figura 18 — Fdp da distribuicdo (a) Poténcia Logistica e (b) Reversa de Poténcia Logistica.

A Figura 18 mostra diferentes curvas da fdp da distribuicdo PL e da distribuicao PLR
para A = 1/5;1/3;1;2;3. Observa-se que quando A = 1 as curvas das duas distribui¢des corres-
pondem a fdp da Logistica. Quando A > 1 as curvas das fdp distribui¢des Poténcia Logistica
apresentam deslocamento a direita e as curvas das fdp Reversa de Poténcia Logistica apresentam
deslocamento a esquerda. Também, nesses valores de A > 1, todas as fdp tem curtose maior do
que a curva da distribui¢do Logistica, que € a distribui¢do base. Enquanto que quando o valor
de 0 < A < 1, as curvas das fdp distribui¢des Poténcia Logistica apresentam deslocamento a
esquerda e as curvas das fdp Reversa de Poténcia Logistica apresentam deslocamento a direita.
Nesses valores de A, todas as fdp tem curtose menor do que a curva da distribui¢do Logistica. O
mesmo comportamento pode ser observado para as distribuicdes poténcia e reversa de poténcia

dos outros casos estudados neste trabalho.

Pode ser visto também que a distribuicao Poténcia Logistica tem densidade unimodal que
¢ assimétrica a direita se A > 1 e é assimétrica a esquerda se 0 < A < 1. Considerando a Reversa
de Poténcia Logistica cuja densidade é também unimodal, ela é assimétrica a esquerda se A > 1
e € assimétrica a direita se 0 < A < 1. Para estender estas relagdes estabelecidas visualmente,

um coeficiente de assimetria apropriado serd introduzido na seguinte secao.
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Ao seguir serd estendida a descri¢do da influéncia de A na variagdo da probabilidade de

sucesso p e a andlise da assimetria nas distribui¢des poténcia e reversa de poténcia.

Influéncia de A na variacao da probabilidade de sucesso

Esta secdo é dedicada aos detalhes da influéncia do pardmetro A na variagdo da probabi-

lidade de sucesso p.

A Figuras 19 mostra os grificos das fungdes da probabilidade de sucesso p = F) (.)
segundo o pardmetro A nas distribuicdes poténcia e reversa de poténcia, respectivamente, com
distribui¢do base Logistica. Para o preditor linear, consideram-se valores fixos n = —2.5;0;2.5
pois ao considerar diferentes valores de 7, diferentes curvas sdo obtidas. Também valores de

0 < A <10 sdo considerados nos graficos.

(@ (b)

075 |} 0.75

n n
o 0.50 :62-5 a 050 f52'5
2.5 -2.5
0.25 0.25
0.00 0.00
0.0 25 5.0 75 100 0.0 25 5.0 75  10.0
A A

Figura 19 — Fungé@o da probabilidade de sucesso p segundo o parAmetro A para n = —2.5;0;2.5 nas
distribuicdes (a) Poténcia Logistica e (b) Reversa de Poténcia Logistica.

No caso da PL, na Figura 19 (a), pode ser visto que as curvas para todos os valores de
n sao decrescentes, isto quer dizer que, conforme A aumenta, menor é a probabilidade p. A
diminuicdo no valor de p é maior quando A tiver valores préximos ao 0. Além disso, o valor
da mudanga em p devido ao incremento em A é diferente dependendo do valor de 1. Se 1 for

negativo as variacoes na probabilidade p serdo maiores.

No caso da PLR, na Figura 19 (b), pode ser visto que as curvas para todos os valores
de m sdo crescentes, isto quer dizer que, conforme A aumenta, maior é a probabilidade p. O

incremento no valor de p é maior quando A tiver valores préximos ao 0. Além do mais, o valor
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da mudanga em p devido ao incremento em A ¢é diferente dependendo do valor de 1. Se 7 for

negativo as variagdes na probabilidade p serdo menores.

Para analisar as mudancas observadas nas figuras anteriores, define-se a derivada de p com

respeito a A que serd obtida para cada caso.

No caso das distribuicdes poténcia, a derivada é:

dp  OFp(z) (G <Z)A)

=T = a7 =G (2)*10gG(2) (2.11)

Pode ser visto que o valor de g—i’ nas distribui¢des poténcia serd negativo sempre uma vez que o
valor de logG (z) < 0.

Na Figura 20 podem ser vistas as curvas dos valores da derivada 3_1/1) e dos valores de A
paran = —2,5;0;2,5.
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Figura 20 — Variagio da probabilidade de sucesso p respeito ao parametro A para 11 = —2.5,0,2.5 nas

distribuicdes (a) Poténcia Logistica e (b) Reversa de Poténcia Logistica.

Na Figura 20 (a) pode ser observado que g—ﬁ{ < 0 uma vez que as curvas da Figura 19 (a) foram
todas decrescentes. Também que o valor da mudanga em 3—5’ devido ao incremento em A é
diferente dependendo do valor de 1. Se 1 for menor as mudangas em 3—5 serdo maiores. Outra

observacdo é que para valores de A que préximos de 0, as mudancas em g—i serdo maiores.
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No caso das distribuicdes reversa de poténcia, a derivada é:

A
ap B dFp (2) B J (1 ~G(=2) ) . A
= = - =—G(—2)"1logG(—z) (2.12)

o P o A o
E visto que o valor de ﬁ nas distribuicdes reversa de poténcia serd positivo sempre uma vez que

o valor de log G (—z) < 0 e o sinal — tornam o valor final positivo.

Na Figura 20 (b) pode ser observado que g—i’ > 0 uma vez que as curvas da Figura 19 (b) foram
todas crescentes. Também que o valor da mudanca em g—f{ devido ao incremento em A é diferente
dependendo do valor de 1. Se 1) for menor as mudancas em g—f serdo menores. Outra observacao

c ‘o 3 ~ .
¢ que para valores de A que préximos de 0, as mudangas em ﬁ serdo maiores.

Assimetria das distribuicées poténcia e reversa de poténcia

O coeficiente de assimetria de Pearson (Ap) é definido como:

ms3 (X)

_ 2.13
s ()72 (2.13)

P:

onde os momentos sdo m3 (X) = E [(X —u)ﬂ empy(X)=E [(X - ,u)z].

O calculo deste coeficiente para as distribui¢des poténcia e reversa de poténcia é com-
plexo porque nao existem formas fechadas para my e m3 (GUPTA; GUPTA, 2008).

Uma boa opg¢do € o coeficiente de assimetria octil definido por Moors et al. (1996):

g =101=08)= (04 =01 (2.14)
07— 0,

onde 0 <Ap <1,07¢€o0o0ctil 7, 04 0octil 4 e O 0 octil 1. A Equacdo 2.10 também pode ser

representada mediante os quantis:

A= (Qo875 — Qo5) — (Qo.s — Qo.125) ‘ (2.15)
Q0,875 — Q0,125

Utilizando o coeficiente de assimetria octil, a assimetria dos modelos pode ser quantifi-
cada facilmente. Na Equagdo 2.11 € visto que sdo requeridos os quantis Qg g75, Qo5 € 00,125,
para obter-os precisa-se determina-os segundo as formas das distribui¢des poténcia e reversa de

poténcia como mostrado a seguir.

Seja Q) o quantil € 0 < p < 1 a probabilidade a ser avaliada no quantil da distribui¢cdo

de interesse. No caso das distribui¢des poténcia, o quantil obtido é:

Gl =p=0,=G" (pr)- (2.16)
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No caso das distribui¢des reversa de poténcia, o quantil é dado a seguir:

1-G(—¢9)*=p = 0,=-G! ((1—p)1/k>. 2.17)

Do anterior, € visto que o quantil para uma probabilidade p numa distribuicdo poténcia é:

sz> — ;! (p1/2L>

Por sua vez, o quantil para uma probabilidade 1 — p numa distribui¢io reversa de poténcia é:

Qlffp =-G! ((1 - _p))1/2L> __g! (pr)

Assim, € possivel estabelecer:

ofr =-0f (2.18)

Na seguinte tabela os quantis para cada uma das distribui¢des poténcia e reversa de

poténcia sdo apresentados.

Tabela 5 — Quantis para distribui¢des poténcia e reversa de poténcia.

Distribuicao or o
Logistica Oyt = log (:Zf/A) ;" = —log (%)
Normal o =a~! (P]M) 0" = -0 ((1- )]M)
Cauchy 0FC = tan (z (p!/* - 0,5)) 03" = —tan (m ((1-p)'/* — 0.5)
Gumbel de Valor Minimo Qf,’GVMi =log (—log (1 —pl/’l)) QRPGVM’ = —log (—log (1 —(1— ) M))
Gumbel de Valor Maximo QIfGVM“ = —log (f log (pl/}”)) QRPGVM“ =log (f log (( l/l))

Considerando as distribui¢des poténcia, o coeficiente de assimetria octil terd a seguinte forma:

P P P
Q0875 —2Q0.5 + Qo 125

P P
QO,875 B QO7 125

P
AOZ

Para as distribui¢des reversa de poténcia o coeficiente de assimetria octil sera:

RP
ARP _ Q0875 200, JrQ0125

QO 875 QO 125

Segundo a Equacao 2.14, o coeficiente de assimetria octil nas distribui¢des reversa de poténcia

pode-se expressar da seguinte forma.

P P P
_Qg7125 + 2Qg75 - Q{))7875 - <Q0,875 - 2QO,S + QO,IZS)
P P - P P
_Q0,125 + QO.,875 Q0,875 - Q0,125

RP _
Ay =
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Dessa forma € possivel estabelecer a seguinte relagcdo entre os coeficientes de assimetria octil

das distribui¢des poténcia e reversa de poténcia:

ARP — _AD (2.19)

Na Tabela 6 sdo apresentados os valores de Ay para cada distribuicao.

Tabela 6 — Valores da assimetria octil para para distribui¢cdes poténcia e reversa de poténcia.

L Ao
Distribuigio —re o ximo 0< A <1 1> 1

PL 0425 0.178 [-0.425; 0) [0: 0.178]
RPL 0.178 0425 [0,425: 0) [0: -0,178]
PN 0122 0,080 [-0.122: 0) [0: 0,080]
RPN 0080 0,122 [0.122: 0) [0: -0,080]

PC 1 0.716 [-1: 0) [0:0.716]
RPC -0.716 1 [1: 0) [0: -0.716]

PGVMi -0,422  -0,011  [-0,422;-0,199) [-0,199;-0,011]
RPGVMi 0,011 0,422 [0,422;0,199)  [0,199;0,011]

PGVMa 0,199 0,199 0,199 0,199
RPGVMa  -0,199  -0,199 -0,199 -0,199

Nas Figuras 21 - 25 sdo apresentados os graficos dos valores de Ay segundo diferentes
valores de A para cada uma das distribui¢des poténcia e reversa de poténcia usadas como fungdes
de ligacao e seguem o comportamento descrito na Tabela 6. Visualmente pode ser verificada a

relacdo da Equagao 2.15.

Note que os valores de assimetria das distribui¢des sao diferentes. Na Figura 23, pode
ser visto que as distribui¢cdes PC e RPC apresentam maior assimetria. Por sua vez, na Figura 22
pode ser visto que as distribuicdes PN e RPN apresentam menor assimetria. Note também, na
Figura 25, que nas distribuicdes PGVMa e RPGMa a assimetria € constante e ndo depende do

valor de A, esse resultado serd explicado proximamente.
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@ (b)

1.0 1.0

0.5 05

< 00 < oo
-05 -05
-1.0 -1.0

0.0 25 5.0 75 100 0.0 25 5.0 7.5 100
A A

Figura 21 — Assimetria octil nas distribui¢des (a) PL e (b) RPL.

(a) (b)

1.0 1.0

0.5 0.5

-0.5 -0.5

-1.0 -1.0

0.0 2.5 5.0 7.5 10.0 0.0 2.5 5.0 7.5 10.0
A A

Figura 22 — Assimetria octil nas distribui¢des (a) PN e (b) RPN.
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(b)
1.0 1.0
0.5 0.5
&£ 00 £ 00
-0.5 -0.5
-1.0 -1.0
0.0 2.5 10.0 0.0 2.5 5.0 7.5 10.0
A
Figura 23 — Assimetria octil nas distribui¢des (a) PC e (b) RPC.
(b)
1.0 1.0
0.5 0.5
< 00 < 00
-05 -0.5
-1.0 -1.0
0.0 2.5 10.0 0.0 2.5 5.0 7.5 10.0
A

Figura 24 — Assimetria octil nas distribui¢des (a) PGVMi e (b) RPGVMi.
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(@) (b)

1.0 1.0

05 05

£ 00 £ 00

-0.5 -0.5

-1.0 -1.0
0.0 25 5}.\0 7.5 10.0 0.0 25 5}.\0 7.5 10.0

Figura 25 — Assimetria octil nas distribui¢des (a) PGVMa e (b) RPGVMa.

Também, nas Figuras 21, 22 e 23, quando A = 1, o valor de Ay € zero uma vez que as
distribuicdes de base, Logistica, Normal e Cauchy, sdo distribui¢des simétricas. Considerando a
Figura 24, note que as distribuicdes PGVMi e RPGMi sempre sdo assimétricas, isto é, A = 1 =
Ao #0.

Comentario.

Observa-se na Figura 25 que no caso da distribui¢ao Poténcia Gumbel de Valor Maximo,
Ap = 0,199 e na distribuicdo Reversa de Poténcia Gumbel de Valor Mdximo, Ap = —0,199, de
forma constante para qualquer valor de 4. Isso acontece porque o efeito do pardmetro A nessas
distribuicoes traslada as curvas das distribui¢des horizontalmente, mantendo a forma original da

distribui¢do base.

Na Figura 26 sdo observadas as curvas das fun¢des de densidade para a distribuicao
Poténcia Gumbel de Valor Maximo com pardmetro A = 1/5;1/3;1;2;3 trasladando-se. Nas
Figuras 12 e 13 tinha-se visto também as curvas das suas funcdes de distribuicdo acumulada
para os mesmos valores do pardmetro A sem mudangas tdo evidentes quanto as apresentadas nas

outras distribuicdes.

A traslagdo horizontal das curvas, ou seja, existindo um acréscimo ou diminui¢ao nos

valores dos quantis € explicada a seguir.
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0.4

0.3

N o2

0.1

0.0

-5.0 -2.5 0.0 2.5 5.0

Figura 26 — Densidade da distribui¢dao Poténcia Gumbel de Valor Méaximo.

Considere-se p* = [77, fpGvma (z) dz, onde px é a probabilidade acumulada de fpgyasa (2)
desde —oo até algum quantil g*. Porém, segundo a Tabela 5, tem-se que o quantil da distribui¢cdo
vai ter a forma a seguir gx = —log (—log (p*l/ l)) Considerando isto, logo pode-se partir
da forma do quantil g* para encontrar o valor que corresponde segundo fpGyuma (.), fazendo a

reposicao g dentro dessa fungdo.
g A1 » A
fPGVMa (q*) = |:€_<q*+e 1 )] [efe 1 :| =2 [efq*] |:€7€ q :| |:efe q :|
A

= Ale9"] [ee—q*}/l 1 [elog(fbg(p*l/l))} |:eelog(log(p*1/l>):|

=) [—log <p*‘/l)] {el"g(l’*”‘)]/l = A [~ log(p*)] {p*]/’l])L

= [~log (p)][p+]

O valor final é sempre positivo uma vez que os valores negativos do logaritmo de px
sdo tomados, ademais a expressdo final s6 depende do valor de p* e ndo de A. Como tem sido
tomados valores arbitrarios para p* e g*, pode-se estender a ideia de que seja qualquer o valor
do A >0, fpgvma (g*) ndo depende de A. Pode-se ver que A s6 muda o valor dos quantis como
g+. Isto quer dizer que se foram tomados diferentes valores de A, os quantis mudardo, porém o

valor correspondente de cada quantil na densidade de fpgyumq (z) € independente de A. Pode-se

concluir que existe a transla¢do horizontal nas densidades.
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Além da explicacdo anterior, na Figura 27 pode ser vista a curva das probabilidades e os
quantis da distribuicido PGVMa com pardmetro A = 1;2. Se alguma probabilidade de referéncia
p nas duas curvas for tomada, a diferenca nos valores dos quantis ¢ mantida constante. No caso
apresentado na figura, a diferenca nos quantis terd o valor de 0,6931, independentemente do

valor de p escolhido e sinalizado com linhas para p = 0,125;0,5;0,875.

>
M—L

Qi

4 0.00 0.25 0.50 0.75 1.00
Pi

Figura 27 — Probabilidades e quantis da distribuicdo Poténcia Gumbel de Valor Médximo.

Para entender esta caracteristica, considere duas distribuicbes PGVMa com A, e A;. Seja

K a diferenca nos quantis das distribui¢des:

QPGMa _ gPGMa _

Ph ph K

K = —log (—log (pl/’h)) ——log (—log (pl/’b)) =log (—log (p]Mz)) —log <—log (pl/)“))
log (p%) o
T

log (pl/’b)
— L | ==L =
log (p!/*1) log (p!/*1)

K = log (M)
"\

K =log



50 Capitulo 2. Regressdo bindria com fungées de ligacdo poténcia e reversa de poténcia

O valor de k s6 depende dos possiveis valores de A e ndo dos valores da poténcia de
1/A em p. O mesmo acontece para o caso da distribuicdo Reversa de Poténcia Gumbel de Valor
Miximo. Porém, se essa diferenca k entre quantis das outras distribui¢des poténcia ou reversa
de poténcia for calculada, pode-se ver que k dependera de dos possiveis valores da poténcia de
1/A em p, ou seja, a existéncia de 1/A como poténcia de p serd manifestada quantitativamente.
Consequentemente as curvas das distribui¢des serdao diferentes e a traslacdo ndo poderia ser

observada.

Para o caso na Figura 27 onde considera-se a distribuicao Poténcia Gumbel de Valor Ma-
ximo com parametro A = 1;2, Kk = log (%) = 0,6931. Esta caracteristica pode ser simplesmente

verificada com quaisquer valores de A.

Interpretacao de A para modelos de regressao binaria.

e Como visto na subsecao 2.5, nos modelos de regressdo bindria com funcdes de ligacdo
poténcia, o valor de A esta relacionado ao valor da propor¢ao de 1’s na variavel resposta.
Assim, para modelos onde 0 < A < 1, a propor¢édo de 1’s na varidvel resposta é maior a
0,5, ou seja, existem mais sucessos do que falhas. Para A = 1 a proporg¢io de 1’s é préxima
a 0,5, ou seja, existe balanceamento entre os sucessos e as falhas. Para A > 1 a propor¢ao
de 1’s ¢ menor a 0,5, ou seja, existem mais falhas do que sucessos. Segundo o visto na
subsecdo 2.6.2, quando consideram-se modelos de regressao bindria com ligagGes poténcia
logit, probit ou cachit; quando 0 < A < 1 a assimetria octil sera negativa, quando A =1
a assimetria serd 0 (ou simétrica), quando A > 1 a assimetria octil serd positiva. Quando
considera-se a ligacdo cloglog a assimetria octil serd sempre negativa para qualquer valor
de A > 0. Quando considera-se a ligacdo loglog, a assimetria octil serd constante com

valor 0,199 para qualquer valor de A > 0.

e Por sua vez, nos modelos de regressao bindria com funcdes de ligagcao reversa de poténcia,
o valor de A estd também relacionado ao valor da propor¢do de 1’s na varidvel resposta.
Assim, para modelos onde 0 < A < 1, a propor¢do de 1’s na varidvel resposta é menor a
0,5, ou seja, existem mais falhas do que sucessos. Para A = 1 a proporcéo de 1°s é proxima
a 0,5, ou seja, existe balanceamento entre os sucessos e as falhas. Para A > 1 a propor¢éo
de 1’s é maior a 0,5, ou seja, existem mais sucessos do que falhas. Por sua vez, respeito a
assimetria, quando consideram-se modelos de regressdo bindria com ligacdes reversa de
poténcia logit, probit ou cachit; quando 0 < A < 1 a assimetria octil serd positiva, quando
A =1 a assimetria serd 0 (ou simétrica), qunado A > 1 a assimetria octil serd negativa.
Quando considera-se a ligacao poténcia cloglog a assimetria octil serd sempre positiva
para qualquer valor de A > 0. Quando considera-se a ligacdo poténcia loglog, a assimetria

octil serd constante com valor -0,199 para qualquer valor de A > 0.
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CAPITULO

ESTIMACAO E AJUSTE DOS MODELOS

Neste Capitulo sdo abordados os detalhes da estimagdo bayesiana dos modelos propostos
no Capitulo 2, como a especificacdo das distribui¢cdes a priori, a descricdo dos algoritmos
Metropolis-Hastings dentro de Gibbs e No-U-Turn Sampler. Também sdo dadas as definicdes
das medidas de comparagdo de modelos segundo os critérios de informacao como DIC, EAIC,
EBIC, WAIC e LOO, e medidas de avaliagdo preditiva como o AUC; que serdo tteis na escolha

de modelos apropriados

3.1 Estimacao bayesiana

Em geral para qualquer modelo de regressdo bindria com func¢do de ligacao poténcia ou

reversa de poténcia apresentado na se¢do 2.4, a verossimilhancga é dada por:

n

L(B, 2y, X) :I—II[FQL ()" (1= Fy ()] ™" 3.1
i=

Onde F), pode ser quaisquer das fda das distribui¢des poténcia ou reversa de poténcia
introduzidas no Capitulo 2. Especificamente consideramos a distribui¢ao poténcia logit, reversa
de poténcia logit, poténcia probit, reversa de poténcia probit, poténcia cloglog, reversa de
poténcia cloglog, poténcia loglog, reversa de poténcia loglog, poténcia cauchit ou reversa de
poténcia cauchit, apresentadas na Tabela 4. Na verossimilhanca dada acima, F (7;) representa a
probabilidade de sucesso na distribui¢do de Bernoulli da varidvel resposta y;, isto é P(¥; = 1) =

Fy (1)
Note que neste tipo de modelo os parAmetros B e A tém um significado diferente. Por
um lado, A é um parmetro estrutural associado com a escolha da liga¢@o. Por outro lado, B

€ um vetor de parametros estruturais inerentes as observacdes e nao depende da escolha do

modelo. Entdo, dois casos de estimagao podem ser considerados. No primeiro, os parametros
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B e A sdo conjuntamente estimados; no segundo, unicamente os parametros B sdo estimados e
A € assumido conhecido. O primeiro caso pode ser definido como estimacéo nao condicional
e o segundo como estimag¢ao condicional. Neste trabalho a estima¢do ndo condicional sera
desenvolvida, isto €, a estima¢@o conjunta de ambos os tipos de parametros sob abordagem
bayesiana. Por outro lado, a estimagdo condicional usando maxima verossimilhanca perfilada

seria uma possibilidade de trabalhos futuros.

Prioris

Segundo Bazan, Romeo e Rodrigues (2014), é conveniente introduzir a §-parametrizagao,
definindo 8 =log (A ), entdo uma distribui¢ao a priori deve ser especificada para §. Note que neste
caso o parametro 6 € R. Considerando esta reparametrizacdo do modelo, precisa-se especificar
as distribui¢oes a priori para B e §, uma vez que ambos os pardmetros sdo de diferentes tipos;

nés assumimos eles independentes, isto é:

n(B,6)=m (B)m(5).

Para B, os coeficientes de regressdo, assume-se f3; ~ N(uﬁﬂcﬁj) Vj=0,...,k. Neste caso
considera-se como hiperparametros pg; =0e sz = 100 denotando a ignorancia em relagdo
ao parametro. O anterior é uma pritica comum em modelos de regressao como pode ser visto
em Jiang et al. (2013). Para o parAmetro &, seguindo a Bazdn, Romeo e Rodrigues (2014)
considera-se a Uniforme(—2,2) porque os valores fora do intervalo [e~2, ¢?] ndo sio observados

empiricamente considerando esta especificacao.

A estrutura hierarquica do modelo com a utilizagdo da d-parametrizacao é dada por:

Y; | B,6 ~Bernoulli(p;)

pi=Fs(xB),i=1,2,....,n
(3.2)
B; ~N(0,100), j=0,1,....k

§~U(=2,2).

Considerando a estrutura hierdrquica dada em (3.2), a densidade da distribui¢c@o a poste-
riori dos modelos de regressdo bindria com funcao de ligacdo poténcia ou de poténcia, tem a

seguinte forma:

n(B,6 |y, X)<L(B,5 |y, X)m(B)7(3)
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n N2
n(ﬁ75|y,X)o<IIF5(x§ﬁ)Yi(l 1 ] H\/_\/W {—2((%0)0)} (3.3)

Como a distribuicdo a posteriori ndo tem forma fechada ela pode ser simulada via
algoritmos MCMC. Neste trabalho sdo considerados os algoritmos Metropolis-Hastings dentro

de Gibbs e No-U-Turn Sampler para simular esta distribuicao.

Estimacao usando Metropolis-Hastings dentro de Gibbs

Na estimacdo bayesiana da regressao bindria tem sido usado geralmente o algoritmo
do amostrador de Gibbs (GEMAN; GEMAN, 1984), o qual € um caso especial do algoritmo
Metropolis-Hastings desenvolvido no trabalho de Metropolis et al. (1953) e Hastings (1970).
Neste trabalho € considerada a implementagdo do algoritmo Metropolis-Hastings Adaptativo
dentro do amostrador de Gibbs (GILKS; BEST; TAN, 1995); o qual é um algoritmo que inclui
a capacidade de aperfeicoar uma fungdo envelope passo a passo, do algoritmo adaptativo de
rejei¢do (GILKS; WILD, 1992) .

Nesta secdo € apresentada a adaptacdo do algoritmo Metropolis-Hastings dentro de Gibbs
para o caso da regressdo bindria com func¢do de ligagcdo poténcia logit. A verossimilhanca é dada

por:
n

L(B.8]y, X) = |F ()]

i=1

xp(8)1Yi T X 1=y
( exp (1) )ef’(‘” 1_( exp(1) )ep@
1 +exp(n;) 1+exp(1;)

A distribuigdo a posteriori para (B,0) é dada por:

1= F ()| o

n

L(B.5|y. X)=]]

i=1

n(B,6]y,X)<L(B,5 |y, X)7(B,5)

exp(n) \*P©7”  exp(m) exp(8)] 1~ >’1 - 372
<1+exp(ni)> : (Hexp(m)) Hexp 205

No algoritmo de Metropolis-Hastings dentro de Gibbs, precisam-se as distribuicdes

n

n(B,5|y.X) <[]

i=1

completas condicionais para os pardmetros de interesse (8,4 ). Sdo dadas por:

n ex Yi ex (6) o 2
| ey [ eem) OV (expn) N _B
7 (81 B\j-0.y.X) =K; Il (1+exp<ni>) ' U exp(n) TP 20 S
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n

n(8]B.y.X)=K;'[]

i=1

ex Yi ex ]—yi
<6Xp(1’11)> "o 1— (exp(n,)) Ple) 11 (8)
1+exp(n;) 1+ exp(m;) 11(—22(9);

onde K, j =0,1,...,k e K; sdo constantes normalizadoras.

Entao tem-se:

e Parar=1,...,T

T
1. Estabelecer 68 = ([3071),6(’_1» :
2. Para j=0,1,...,k
a) Propor um novo valor B]/ derw (BJ | ﬁ\j, 5,y,X>.
' (BB, s6-D)
b) Estabelecer 8 = (ﬁj,ﬁ\j,5 > :
¢) Calcular log @ = min (0,A) onde A é dado por

L(B}.B;8 1y, X) 7 (B).By.5)

A=loe 1851y, X)7(B,0)

!
d) Atualizar @ = @ com probabilidade & ou manter os mesmos valores de 8 com

probabilidade 1 — o.

3. Propor um novo valor 8 de 7 (8 | B,y,X).

! ! T
4. Estabelecer 8 = <ﬁ,6> .

5. Calcular log ¢ = min (0,A) onde A é dado por

L (ﬁ,é’ y, X) 7 (/3,5’)

A=ty B 5]y, X)n(B.5)

/!
6. Atualizar @ = @ com probabilidade ¢ ou manter os mesmos valores iniciais de 6

com probabilidade 1 — .

7. Estabelecer ) = 0.

Dessa forma, o algoritmo que combina o Metropolis-Hasting dentro do amostrador de
Gibbs pode ser implementado. A implementacdo serd usando o pacote JAGS (PLUMMER, 2003)
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Estimacao usando o No-U-Turn Sampler

Como foi mencionado na introducdo € de interesse fazer a estimagdo via algoritmo
Monte Carlo Hamiltoniano (MCH) desenvolvido por Duane et al. (1987), na extensao No-U-
Turn Sampler (NUTS) (HOFFMAN; GELMAN, 2014). A implementacao do NUTS ¢ feita no
software Stan (CARPENTER et al., 2016). A seguir serd apresentado o algoritmo para o caso da
regressao binaria com funcao de ligacio poténcia logit.

Seja 7 (B) a priori do vetor de pardmetros dos coeficientes de regressdo B, 7 (8) a priori
de 6 e L(B,0 |y, X) a verossimilhanga. Sabe-se que existe a seguinte relagdo de proporcionali-

dade na distribuicdo a posteriori:

n(B,5]y, X)<L(B,6 ]y, X)7(B)7(5).

Segundo o trabalho de Neal (2012), a distribui¢do a posteriori pode-se representar como
a distribui¢do candnica usando a energia potencial do sistema da dinimica Hamiltoniana, U (q),

de modo que:

U(B,6)=—log[L(B,5|y, X)m(B)x(5)]. (3.4)

Pode ser visto que o vetor (B,0) faz o papel de vetor de posi¢do ¢ na dinAmica Hamiltoniana. A

forma de U (B, ) na equagdo (3.4) pode ser representada da seguinte forma:

exp(n;) exp(3) . [ exp(mi) x2(8)
(m) 1 =yilog 1 (1+exp<ni>) '

k /32 1 n
UB.5)= 1 ol ()22~ %, [@nlog

i=1

Dessa forma depois debem ser obtidas as derivadas parciais da energia potencial, segundo cada

elemento que compde o vetor de posi¢do:

2

exp(m) | (PO~ ¢ exp(my)
au _ Bj 7i y,eXp(s)(Hexp(ni)) ((Hexp(m))z)
Op, i=1 I

_ exp(m) \ (PO~ ¢ exp(my)
7z +(1—y) exp(d) (Hexp(ni)) ((Hexp(m))Z)
aB L Vi 5
J €

(o)™ 1- (2™

U _ n exp(ni) exp(m;) exp(m)exp(S)
X [yi e <1+TP<’7)) “xp(0) = (1 = log (1 +e><p(ni)> (1T exp ()29 0) — exp(mpyee® P |-

O conjunto de derivadas parciais obtidas para cada uma das varidveis da energia potencial, g—lﬁj e
U

35> terd a notacdo de V,U (q). Como detalhado anteriormente, no modelo de regressdo binéria

com fung@o de ligagdo poténcia logit o vetor de posicdo g = 0 = (B, 8), é de k+ 2 dimensdes
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(d = k+2). Dessa forma, o vetor de momento r também sera de k£ + 2 dimensdes, com valores
gerados aleatoriamente da distribuicio Normal multivariada de média zero com os componentes

de r independentes, onde cada i tem variancia m;. De forma que:

d 2
K(r):;21~'

i m;

Com a distribuigdo candnica da energia potencial, U (g), ¢ as derivadas parciais, V,U (q);
pode-se fornecer o algoritmo do MCH (NEAL, 2012).

e Parar=1,...,T

1. Estabelecer o vetor de posi¢do inicial g = g V.

Gerar os d valores iniciais do vetor de momento r.

t—1)

Estabelecer r =r.

Fazerr =r— (€/2)V,U (q).

ntook N

Dei=1até L:
a) Fazer q/ = q—l—er/.
b) Sei=L, fazer r— eV,U (q/>.

6. Fazerr =r — (e/2)V,U (q,).

! !/
7. Fazerr = —r.

8. Calcular @ = min(1,A) onde A é dado por

A =exp <U(q)—U(‘I/> “‘K(r)_K(r/))

9. Gerar ude U(0,1). Se u < o, g¢'¥) = ¢, caso contrario, g) = g~

No algoritmo MCH, precisa-se da discretizagdo do tempo para obter a aproximacgao
das equagdes hamiltonianas de modo que o método possa ser implementado no computador.
Para poder fazer tal discretizagdo utiliza-se o método Leapfrog, que € implementado no quinto
passo do algoritmo dado acima. No método Leapfrog é necessario calibrar os parametros € e L
que determinam o tamanho do passo na discretiza¢do e o nimero de passos, respectivamente.
No trabalho, as simulacdes e aplicacdes serdo feitas com o algoritmo No-U-Turn, uma forma
adaptativa do MCH que elimina a necessidade da calibracao dos parametros da discretizacao. Isto
¢ importante pois escolher valores pequenos ou grandes desses parametros pode trazer possiveis

problemas como os detalhados na Tabela 7.

Para maiores detalhes sobre 0 MCH recomenda-se revisar o Anexo A.
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Tabela 7 — Possiveis problemas na escolha dos pardmetros do método Leapfrog (tabela elaborada do
trabalho de Neal (2012).)

Parametros valor pequeno valor grande
€ gasto computacional simulac@o imprecisa e alta taxa de rejeicdo
L comportamento semelhando ao random walk as trajetorias retragam o passo

O algoritmo NUTS comecga fazendo a re-amostragem no vetor do momento do sistema,
r. Depois disso o algoritmo faz amostragem da varidvel u que segue distribuicao uniforme e
transforma a distribuicdo condicional dos parametros de posicdo numa distribui¢do uniforme,
0 que contribui a implementacao do NUTS. O algoritmo constréi uma arvore bindria com nds
que representam a posi¢ao e o momento do sistema, na constru¢do da arvore, no passo j sao
construidos 2j — 1 ndés novos e escolhe-se aleatoriamente a dire¢ao da sequéncia dos nds novos
(HOFFMAN; GELMAN, 2014).

3.2 Comparacao de modelos

A estrutura dos modelos a serem desenvolvidos foi descrita nas se¢des anteriores. Quando
tém-se varios modelos as comparacdes entre eles podem ser feitas segundo o descrito em Gelman,

Hwang e Vehtari (2014). Alguns dos critérios de comparagdo sdo descritos ao seguir.

Critérios de informacao

Considerando s = 1,...,S valores da amostra vélida, obtidos usando os métodos de estimacao
descritos na secdo 3.1 podem ser definidos os seguintes critérios.

DIC

O Deviance Information Criterion (DIC) foi proposto por Spiegelhalter ef al. (2002) e € baseado

na média a posteriori do desvio, E [D (B, )] que computacionalmente é aproximada por:

1 S
Dbar =Y D(BY,81)), 3.5
ar SSZZI B (3.5)
paras =1,...,S onde S € o tamanho da amostra a posteriori.

O desvio ¢ duas vezes o logaritmo da funcdo de verossimilhanca dadas as estimativas pontuais

do modelo ajustado, ou seja:

D(B.8)=—2log(p(y|B.8) =2 logp(¥| B,5). (3.6)
i=1

Para obter o DIC precisa-se de pp, o nimero efetivo de parametros, aproximado computacional-

mente por:

e~

pp=E [D (B,S)} —D[E(ﬁ),E(a)} — Dbar — Dhat, 3.7)
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—

onde Dhat = D [E (B), E/(F)} € o desvio da média a posteriori, que € obtido das médias dos
valores gerados da distribuicao a posteriori:

s=1

Ly gt Ly s
DhatzD(EZﬁ ,Es_zlas)_ (3.8)

A estimativa do DIC ¢ dada por:

DIC = Dbar+ pp = 2Dbar — Dhat. (3.9)

EAIC

O Expected Akaike Information Criterion (EAIC) foi apresentado em Brooks (2002) e é dado ao

seguir:

EAIC = Dbar +2v. (3.10)

Onde v € o nimero de parametros.
EBIC

O Expected Bayesian Information Criterion (EBIC) foi apresentado em Brooks (2002) e € dado

ao seguir:

EBIC = Dbar +vlogn. 3.11)

Onde v € o numero de parametros e n o nimero de observagdes.

Para o cdlculo do DIC, EAIC e EBIC cédigos na linguagem R foram desenvolvidos.

WAIC

O Watanabe-Akaike Information Criterion (WAIC) foi proposto no trabalho de Watanabe (2010)

e é definido ao seguir:

WAIC = ~2 (Ippd — pwarc ) (3.12)

onde Ippd € o logaritmo da densidade preditiva pontual que pode ser aproximado para cdlculos

computacionais da seguinte forma:

o n 1 S
Ippd =Y log (EZp(yi | B(S),5<S>)>. (3.13)
i=1 s=1

paras=1,...,5 onde S € o tamanho da amostra a posteriori e p (y,- ] ﬁ(s), 5(s)) ¢ a densidade

de y avaliada no s-ésimo valor de B(s) e 8.
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Enquanto que:

DM«

prac=2) <log (1 p(vil ﬁ“),S(“’)) LY togp (1 ﬁ(”,ﬁ“))> SENCRE)
i=1 S Ss:l

1

S

PSIS-LOO

O leave-one-out cross-validation (LOO) bayesiano pode ser obtido com os valores de ) e ()

da distribuicao vdlida, utilizando os indices de importancia dados por:

S

1 P <I3(s)75(s) |y—i>
. = o< .
o p(wIBY.89) (B89 y)

Porém a distribuicado a posteriori p (B(S), 5 | y) tem menor varianga e caudas mais finas do

que a distribui¢io leave-one-out p (B(S),5 ) | )’—i>, tendo falta estabilidade devido a que os
indices de importancia podem ter varianca grande ou infinita. Posteriormente, foi proposto usar
0 ajuste por mdxima verosimilhanga da distribui¢cdo de Pareto generalizada a cauda superior da
distribuicao dos indices de importancia, e construir um teste para saber se a variancga dos indices
de importancia € finita (KOOPMAN; SHEPHARD; CREAL, 2009).

Por sua vez, a modificacdo do indice de importancia pelo peso truncado proposto por Ionides

(2008), garante varianga finita e tem a seguinte forma:

w; = min <rf, \/3'?) .

No trabalho de Vehtari, Gelman e Gabry (2015) mostra-se que a estima¢cdo do LOO pode ser
melhorada usando Pareto smoothed importance sampling (PSIS), que utiliza um processo de
suavizagdo nos indices de importancia.O WAIC ¢ assintoticamente igual ao LOO, porém no
trabalho de Vehtari, Gelman e Gabry (2016) € demostrado que o PSIS-LOOQO apresenta a vantagem
de ser mais robusto no caso finito com prioris ndo informativas ou observagdes influentes. A
forma do PSIS-LOO ¢ dada a seguir:

_ o (X wip (v BY,8)
PSIS—LOO =—2[ ) log ——
i=1 Y1 Wi

(3.15)

Analisando o parimetro estimado k da distribuicio de Pareto generalizada ajustada pode-se

avaliar a confiabilidade da estimacao:

e Sek< %, a varianca dos indices de importancia € finita. Convergéncia rapida.
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o Se % < k < 1, a varianga dos indices de importancia € infinita mas a média dos indices de

importancia existe. Convergéncia devagar.

e Se k> 1, nem a varianca nem a média dos indices de importancia existe.

Se k > 0,7 recomenda-se o uso de outras medidas ou um modelo mais robusto.

Para o célculo do WAIC e do PSIS-LOO foram usadas as fun¢des implementadas no pacote loo
(VEHTARI; GELMAN; GABRY, 2016).

E importante sinalizar que um modelo € considerado adequado se quando apresentar menores

valores dessas medidas.

As medidas DIC, EAIC, e EBIC foram obtidas por cédigos préprios na linguagem de
programacao R; as medidas WAIC e PSIS-LOO foram obtidas das saidas fornecidas pelo pacote
loo (VEHTARI; GELMAN; GABRY, 2016) do programa R.

Avaliacao preditiva

Uma abordagem para a comparagdo de modelos € a avaliacdo preditiva sob o modelo
analisado (POWERS, 2011).

Nos modelos de regressdo bindria propostos € possivel definir uma matriz de dupla

entrada 2 x2 chamada matriz de confusdo mostrada na Tabela 8.

Tabela 8 — Matriz de Confuséo.

Yp
sucesso falha
sucesso VP FN
falha FP VN

Na tabela apresentada y corresponde as respostas bindrias na amostra (se y = 1 € sucesso
e se y = 0 € falha), y, (ou varidvel predita) corresponde as respostas classificadas pelo modelo
sob andlise, isto €, se y, = 1 a observagao € classificada como sucesso € se y, = 0 a observagio

€ classificada como falha.
A tabela apresenta a distribui¢do obtida para os elementos da amostra.

Os valores das células sao definidos a seguir:

e Verdadeiro positivo (VP): Se a observagao € classificada como sucesso e de fato € sucesso.
e Falso negativo (FN): Se a observagao € classificada como falha e de fato € sucesso.

e Falso positivo (FP): Se a observagao € classificada como sucesso e de fato é falha.
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e Verdadeiro negativo (VN): Se a observacdo € classificada como falha e de fato é falha.

Também VP + FN + FP+ VN = n, onde n é o tamanho da amostra.

Para obter a matriz de confusdo na aplica¢do foram desenvolvidos c6digos no R. Também,

a matriz pode ser obtida com a fun¢@o confusionMatrix do pacote caret do R (KUHN, 2008).

A partir das classificacdes detalhadas acima podem-se obter as seguintes medidas de
avaliacdo preditiva (POWERS, 2011):

e Sensibilidade ou razdo de verdadeiro positivo (RVP):

VP
RVP = ———
VP+FN
e Razdo de falso negativo (RFN):
FN
RFN = ——
VP+FN
e Razdo de falso positivo (RFP):
FP
RFP= ——
FP+VN

e Especificidade ou razdo de verdadeiro negativo (RVN):

VN

RVN = ———
FP+VN

A sensibilidade mede a propor¢do de sucessos que foram corretamente classificados
como sucessos. A razio de falso negativo mede a propor¢@o de sucessos que foram erroneamente
classificados como falhas. A razio de falso positivo mede a proporc¢ao de falhas que tem sido
erroneamente classificados como sucessos. A especificidade mede a propor¢do de falhas que tem

sido corretamente classificados como falhas.

Adicionalmente € possivel usar a curva caracteristica de operagdo do receptor (ROC)
Hanley e McNeil (1982) a qual € um grafico que apresenta o comportamento de um classificador

bindrio em diferentes cendrios do valor limite para a classificacdo.

A curva ROC ¢é representada em duas dimensdes (X,Y), no eixo Y coloca-se o RVP
ou sensibilidade e no eixo X coloca-se o RFP ou 1-especificidade. Cada par de pontos (x,y)
vai ser obtido das medidas RVP e RFP segundo as classifica¢des feitas por algum valor limite
especifico. Assim, precisam-se considerar varios valores limite. Observar que quanto maior for
0 RVP e menor o RFP, melhor serd a classificacao feita. Do mesmo jeito, quanto maior for a

especificidade ou RVN e menor o RFN, melhor serd a classificacao.

Para comparar o desempenho dos classificadores pode-se fazer uso da drea abaixo da

curva ROC ou AUC, area under the curve. Hanley e McNeil (1982) sinalizaram que o AUC
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tem a propriedade importante de ser equivalente ao teste de Wilcoxon. Ademais, um modelo
de classificacdo bindria € considerado adequado se o valor do AUC € préximo a 1, se ndo for
adequado serd proximo a 0,5 (POWERS, 2011).

No trabalho a fung¢ao roc.area do pacote verification (LABORATORY, 2015) do R foi

utilizada para o calculo do AUC e a obtencao dos graficos.
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CAPITULO

ESTUDO DE SIMULACAO

Neste Capitulo foi desenvolvido um estudo de simulagdo para comparar dois algoritmos,
Metropolis-Hastings dentro de Gibbs e No-U-Turn Sampler, na estimacdo bayesiana do modelo
de regressdo bindria com fun¢do de ligacao poténcia probit. A comparacao foi realizada usando
diferentes medidas que avaliem a acurécia e a eficiéncia na estimagdo de parametros, o tempo

computacional e a eficiéncia por tempo computacional.

4.1 Consideracoes no estudo de simulacao

Objetivo

O objetivo do estudo foi comparar os algoritmos Metropolis-Hastings dentro de Gibbs
(MHG) e No-U-Turn Sampler (NUTS). A comparagdo considerou avaliar a acuricia, eficiéncia,
tempo computacional e eficiéncia por tempo computacional na amostra védlida de dados simulados
do modelo de regressdo bindria considerando funcdo de ligagdo poténcia probit. A escolha do

modelo foi arbitraria.

Cenarios simulados de regressao binaria simples com assimetria

Para o estudo de simulagdo foram considerados dois critérios para definir diferentes
cendarios simulados de dados de regressao bindria com uma covaridvel, com assimetria. Esses
critérios foram o tamanho de amostra (n = 50; 200; 500; 1000; 2000) e os valores do parametro
de assimetria (A = 1/3; 1; 3). Dessa forma, em total foram 15 cenérios simulados. Seguindo o
trabalho de Bazan, Romeo e Rodrigues (2014), em todos os casos os coeficientes de regressao
foram fixados considerando os valores By = 0 e B; = 1 e a covaridvel foi simulada de uma
distribui¢do Uniforme(-3,3), considerando o conjunto de valores correspondente ao tamanho
de amostra de cada cendrio. Com essas especificacdes os valores da varidvel resposta foram

finalmente simulados de uma distribuicao de Bernoulli, considerando 50 réplicas.
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Especificacoes de simulacao de MCMC

Segundo Kramer, Calderhead e Radde (2014), o HMC (sec¢do 3.1.3) fornece amostras de
baixa autocorrelacdo. Sabendo disso, Almond (2014) sinalizou que menores cadeias podem ser
geradas. Levando isso em considera¢do, decidimos simular sob duas especificagdes de simulagdo
de MCMC.

Caso 1. Ou especificagdes de simulagao de uma cadeia usual, considerada comumente na
literatura. As especificagdes foram a geracdo de uma amostra de tamanho 20000, eliminando os
primeiros 10000 valores no periodo do burnin; considerando o espagamento de 10 valores para
evitar os efeitos da autocorrelagdo. O tamanho final de amostra valida sob essas especifica¢des
foi 1000.

Caso 2. Ou especificagdes de simulagdo de uma cadeia menor, seguindo a sugestao de
Almond (2014). As especificacdes foram a geracdo de uma amostra de tamanho 4000, retirando
no periodo do burnin 2000 valores; sem considerar espacamento. O tamanho final de amostra

valida foi 2000 sob essas condigdes.

A estimacao foi feita considerando os algoritmos NUTS e MHG, implementados nos
pacotes Stan (CARPENTER et al., 2016) e JAGS (PLUMMER, 2003), respectivamente. Para
ambos os algoritmos foram escritos os cddigos na linguagem correspondente, apresentados no
Anexo C.

Medidas de comparacao

Para a comparacdo dos métodos de estimagao foram utilizadas as medidas dadas a seguir
segundo os objetivos do estudo de simulagdao. O método de estimacdo 1 € o NUTS e o método
de estimacao 2 é o MHG.

1. Acuracia

A qual é medida usando:

a) EQM

O erro quadratico médio de 0 é:

onde M é o nimero de réplicas na simulagdo e 6m — % Zle 0) é a média a
posteriori do parametro 6 na amostra valida de § iteracdes na réplica m. Se o EQM
apresenta um valor baixo, existird boa acuricia, isto €, boa recuperagdo e precisio de
parametros (WALTHER; MOORE, 2005).
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b)

Razao de EQM

Com essa medida serdo comparados os EQM dos dois métodos de estimagdo do

mesmo modelo. A razdo de EQM (REQM) entre os métodos 1 e 2 pode ser escrita

comao:
— E;/l\\/l
REQM, = /Q\l
°  EQM,

Se REQM| < 1 o método de estimacdo 1 apresenta melhor acuricia.
2

2. Eficiéncia

A qual é medida usando:

a)

b)

TEA

Segundo Kass et al. (1998) o tamanho efetivo de amostra (TEA) € definido como:

S
14+2Y7 )

onde )7 | p- € a soma de todas as autocorrelagdes de defasagem e S € o niimero

TEA =

de iteracdes da cadeia na simulacdo. Essa medida representa o tamanho de amostra
independente gerada diretamente da distribuicdo objetivo. A medida foi obtida com a
funcdo ess da implementagao realizada no pacote batchmeans (HARAN; HUGHES,

2016) do R. Quanto maior for o TEA, melhor sera o resultado.

No estudo de simulagdo, o TEA € dado por:

_— 1 M
TEA = — ) TEA,
M m=1

onde M é o nimero de réplicas.

Razdo de TEA

Com essa medida serdo comparados os TEA dos dois métodos de estimacdo do

mesmo modelo. A razdo de TEA (RTEA) entre os métodos 1 e 2 pode ser escrita

como.:
RTEA, — LEAL
2 TEA,

Se RTEA; > 1 o método de estimacdo 1 é mais eficiente.
2

3. Tempo computacional

O qual é medida usando:
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a) Tempo
O tempo computacional dado em segundos. Foi obtido utilizando a fun¢do system.time
do programa R, extraindo o objeto elapsed.

b) Razdo de tempo

Esta medida compara os tempos dos dois métodos de estimacdo do mesmo modelo.

A razdo de tempo (RT) entre os métodos 1 e 2 pode ser escrita como:

o —

RT, = ko1,
2 Tempo,

Se RT 1 < 1 o método de estimacgdo 1 apresenta menor tempo computacional.

4. Eficiéncia por tempo computacional

A qual € medida usando:

a) TEA/s
Considerando a definicdo de TEA podemos obter o tamanho efetivo de amostra por
segundo.
_—  TEA
TEA/s =
seg

b) Razao de TEA/s

Sahu (2002) utilizou o TEA/s para comparar dois métodos de estima¢dao do mesmo

modelo. A razdo de eficiéncia (RE) entre os métodos 1 e 2 € dada a seguir:

g, = (TEA/S)
> (TEA/s),

Se RE 1 > 1 o método de estimacgdo 1 é mais eficiente por tempo computacional.
2

Os resultados do estudo de simulagdo segundos os valores de REQM, RTEA, RT e RE; e sua

andlise sdo apresentados na préxima secao.

Observacao. Na andlise ndo estd sendo considerada uma avalia¢do da convergéncia de ambos

os métodos de estimagao.



4.2. Resultados 67

4.2 Resultados

Quando consideramos todos os cendrios, com n = 50 (Tabela 9), foi observado que:

o A REQM foi maior que 1 na maior parte das vezes, em ambos os casos de simulagdo. Ou

seja, 0o MHG apresentou acuricia superior comparado ao NUTS.

e A RTEA foi menor que 1 em ambos os casos de simulagdo. Isso quer dizer que o algoritmo
MHG fo1 melhor do que o algoritmo NUTS ao apresentar maior eficiéncia. Além do mais,
no caso 1 o TEA do NUTS foi entre 32-68% o TEA do MHG, enquanto que, no caso 2, o
TEA do NUTS foi entre 9-19% o TEA do MHG.

e A RT foi maior que 1 em ambos os casos de simulacdo. Ou seja, o algoritmo MHG
apresentou menores tempos computacionais do que o algoritmo NUTS. Também vemos
que no caso 1, o tempo do NUTS foi 10 vezes o tempo do MHG, enquanto que, no caso 2,
o tempo do NUTS foi 45 vezes o tempo do MHG.

e A RE foi menor que 1 em ambos os casos de simulagdo. Isso quer dizer que o MHG foi
mais eficiente por tempo computacional do que o NUTS. Além disso, a eficiéncia por
tempo computacional do MHG com relagdo ao NUTS foi mais evidente no caso 2 uma

vez que a RE tem valores menores do que no caso 1.

Tabela 9 — Comparacdo de estimativas do modelo de regressdo bindria com ligagdo PP usando NUTS e
MHG para tamanho de amostra n = 50 nos casos de simulagdo 1 e 2.

L. . REQM nuts RTEA nuts RT nuts RE~uts
Cenario Parametros MHG MHG MHG MHG
Casol Caso2 Casol Caso2 Casol Caso2 Casol Caso?2
Bo=0 1,01 0,99 0,55 0,15 0,05 0,003
1 Bi=1 1,01 1,24 0,48 0,15 11,37 46,87 0,05 0,003
A=1/3 1,43 0,67 0,68 0,19 0,06 0,004
Bo=0 1,00 1,05 0,49 0,13 0,05 0,003
2 Bi=1 1,07 1,09 0,44 0,13 9,81 44,08 0,05 0,003
A= 1,01 1,07 0,67 0,18 0,07 0,004
Bo=0 13,40 1,38 0,35 0,10 0,04 0,002
3 Bi = 26,73 1,54 0,32 0,09 8,57 43,93 0,03 0,002

A= 1,03 1,07 0,63 0,18 0,07 0,004
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Quando consideramos todos os cendrios, com n = 200 (Tabela 10), foi observado que:

e A REQM foi maior que 1 na maior parte das vezes no caso 1, ou seja, o MHG foi superior
em acurécia. Por sua vez, a REQM foi menor que 1 na maior parte das vezes no caso 2, ou

seja, o NUTS foi superior em acuricia.

e A RTEA foi menor que 1 em ambos os casos de simulagdo. Entdo, o MHG foi melhor do
que o NUTS ao apresentar maior eficiéncia Além do que no caso 1 o TEA do NUTS foi
entre 47-66% o TEA do MHG, enquanto que, no caso 2 o TEA do NUTS foi entre 12-19%
o TEA do MHG.

e A RT foi maior que 1 em ambos os casos de simulacio, consequentemente o MHG teve
menores tempos computacionais do que o NUTS. Além do mais, no caso 1 o tempo do
NUTS foi 4,5 vezes o tempo do MHG, enquanto que, no caso 2, o tempo do NUTS foi 13
vezes o tempo do MHG.

e A RE foi menor que 1 em ambos os casos de simulagdo, consequentemente o MHG foi
mais eficiente por tempo computacional do que o NUTS. Além disso, a eficiéncia por
tempo computacional do MHG com relagdo ao NUTS foi mais evidente no caso 2 uma

vez que a RE tem valores menores do que no caso 1.

Tabela 10 — Comparagao de estimativas do modelo de regressdo bindria com ligacdo PP usando NUTS e
MHG para tamanho de amostra n = 200 nos casos de simulacdo 1 e 2.

.. N REQM nuts RTEA nuts RT nuts RE nuts
Cenario Parametros MHG MHG MHG MHG
Casol Caso2 Casol Caso2 Casol Caso2 Casol Caso?2
Bo=0 0,96 0,50 0,55 0,14 0,12 0,011
4 =1 1,01 0,89 0,52 0,14 4,37 13,30 0,12 0,010
A=1/3 1,07 0,20 0,66 0,18 0,15 0,014
Po=0 1,01 0,95 0,53 0,14 0,10 0,011
5 =1 1,01 0,93 0,50 0,14 5,26 13,00 0,10 0,011
A= 1,00 1,14 0,65 0,19 0,12 0,014
Bo=0 1,08 0,94 0,49 0,12 0,11 0,009
6 Bi=1 1,09 1,01 0,47 0,12 4,32 13,13 0,11 0,009

A= 1,03 1,04 0,63 0,17 0,15 0,013
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Quando consideramos todos os cendrios, com n = 500 (Tabela 11), foi observado que:

A REQM foi maior que 1 na maior parte das vezes no caso 1, ou seja, o MHG foi superior
em acurdcia. Por sua vez, a REQM foi menor que 1 na maior parte das vezes no caso 2, ou

seja, o NUTS foi superior em acuricia.

A RTEA foi menor que 1 em ambos os casos de simulacdo. Dessa forma, o MHG foi
melhor do que o NUTS ao apresentar maior eficiéncia. Além do mais, no caso 1 o TEA do
NUTS foi entre 53-67% o TEA do MHG, enquanto que, no caso 2 o TEA do NUTS foi
entre 14-19% o TEA do MHG.

A RT foi maior que 1 em ambos os casos de simulacio, consequentemente o MHG teve
menores tempos computacionais do que o NUTS. Além do que no caso 1 o tempo do
NUTS foi 3,7 vezes o tempo do MHG, enquanto que, no caso 2, o tempo do NUTS foi 7,5
vezes o tempo do MHG.

A RE foi menor que 1 em ambos os casos de simulacdo, assim, o MHG foi mais eficiente
por tempo computacional do que o NUTS. Além disso, a eficiéncia por tempo computacio-
nal do MHG com rela¢do ao NUTS foi mais evidente no caso 2 uma vez que a RE tem

valores menores do que no caso 1.

Tabela 11 — Comparagao de estimativas do modelo de regressdo bindria com ligacdo PP usando NUTS e
MHG para tamanho de amostra n = 500 nos casos de simulacdo 1 e 2.

L. . REQM nuts RTEA nuts RT nuts RE~uts
Cenario Parametros MHG MHG MHG MHG
Casol Caso2 Casol Caso2 Casol Caso2 Casol Caso?2
Bo=0 1,02 0,70 0,60 0,14 0,18 0,02
7 B =1 1,02 0,62 0,58 0,14 3,38 7,73 0,17 0,02
A=1/3 1,09 0,38 0,66 0,17 0,20 0,02
Bo=0 1,00 0,70 0,58 0,16 0,16 0,02
8 B =1 0,98 0,70 0,57 0,16 3,67 7,50 0,16 0,02
A=1 0,99 0,67 0,67 0,19 0,18 0,03
Bo=0 1,02 1,05 0,55 0,15 0,15 0,02
9 Bi=1 1,03 1,07 0,53 0,15 3,65 7,24 0,15 0,02
A=3 1,02 1,19 0,61 0,17 0,17 0,02
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Quando consideramos todos os cendrios, com n = 1000 (Tabela 12), foi observado que:

e A REQM foi maior que 1 na maior parte das vezes no caso 1, ou seja, o MHG foi superior
em acurécia. Por sua vez, a REQM foi menor que 1 no caso 2, ou seja, o NUTS apresentou

acurécia superior, comparado ao MHG.

e A RTEA foi menor que 1 em ambos os casos de simulacido. Assim, 0o MHG foi melhor do
que o NUTS ao apresentar maior eficiéncia. Além disso, no caso 1 o TEA do NUTS foi
entre 56-71% o TEA do MHG, enquanto que, no caso 2 o TEA do NUTS foi entre 15-19%
o TEA do MHG.

e A RT foi maior que 1 em ambos os casos de simulacio, consequentemente o MHG teve
menores tempos computacionais do que o NUTS. Além disso, no caso 1 o tempo do NUTS
foi 3,4 vezes o tempo do MHG, enquanto que, no caso 2, o tempo do NUTS foi 5,5 vezes
o tempo do MHG.

e A RE foi menor que 1 em ambos os casos de simulacdo, dessa forma, o MHG foi mais
eficiente por tempo computacional do que o NUTS. Também vemos que a eficiéncia por
tempo computacional do MHG com relagdo ao NUTS foi mais evidente no caso 2 uma

vez que a RE tem valores menores do que no caso 1.

Tabela 12 — Comparagao de estimativas do modelo de regressdo bindria com ligacdo PP usando NUTS e
MHG para tamanho de amostra n = 1000 nos casos de simulacdo 1 e 2.

.. N REQM nuts RTEA nuts RT nuts RE nuts
Cenario Parametros MHG MHG MHG MHG
Casol Caso2 Casol Caso2 Casol Caso2 Casol Caso?2
Bo=0 0,70 0,48 0,58 0,16 0,18 0,03
10 =1 0,85 0,48 0,56 0,15 3,28 5,29 0,17 0,03
A=1/3 0,30 0,16 0,66 0,19 0,20 0,04
Po=0 1,02 0,66 0,64 0,17 0,19 0,03
11 =1 1,02 0,67 0,63 0,17 3,41 5,75 0,18 0,03
A= 0,73 0,49 0,71 0,19 0,21 0,03
Bo=0 1,02 0,82 0,59 0,15 0,16 0,03
12 Bi=1 1,02 0,83 0,59 0,15 3,58 5,61 0,16 0,03

A= 1,09 0,99 0,63 0,17 0,18 0,03
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Quando consideramos todos os cendrios, com n = 2000 (Tabela 13), foi observado que:

A REQM foi menor que 1 em ambos os casos de simulacdo. Ou seja, o NUTS superou ao

MHG em acuriacia.

A RTEA foi menor que 1 em ambos os casos de simulag@o. Portanto, o MHG foi melhor
do que o NUTS ao apresentar maior eficiéncia. Além do que no caso 1 o TEA do NUTS
foi entre 62-73% o TEA do MHG, enquanto que, no caso 2 o TEA do NUTS foi entre
17-23% o TEA do MHG.

A RT foi maior que 1 em ambos os casos de simulacdo, consequentemente o MHG teve
menores tempos computacionais do que o NUTS. Além disso, no caso 1 o tempo do NUTS
foi 3,3 vezes o tempo do MHG, enquanto que, no caso 2, o tempo do NUTS foi 4,4 vezes
o tempo do MHG.

A RE foi menor que 1 em ambos os casos de simulacdo, entdo, o MHG foi mais eficiente
por tempo computacional do que o NUTS. Também vemos que a eficiéncia por tempo

computacional do MHG com relagdao ao NUTS foi mais evidente no caso 2 uma vez que a

RE tem valores menores do que no caso 1.

Tabela 13 — Comparagdo de estimativas do modelo de regressdo bindria com ligacdo PP usando NUTS e
MHG para tamanho de amostra n = 2000 nos casos de simulacdo 1 e 2.

L. N REQM nuts RTEA nuts RT nuts RE~uts
Cenario Parametros MHG MHG MHG MHG
Casol Caso2 Casol Caso2 Casol Caso2 Casol Caso?2
Bo=0 0,96 0,46 0,65 0,17 0,21 0,04
13 B = 0,99 0,54 0,65 0,17 3,09 4,15 0,21 0,04
A=1/3 0,80 0,11 0,68 0,20 0,22 0,05
Bo=0 0,97 0,69 0,73 0,22 0,22 0,05
14 Bi=1 0,99 0,72 0,73 0,22 3,39 4,39 0,21 0,05
A= 0,94 0,51 0,73 0,23 0,21 0,05
Bo=0 0,84 0,79 0,62 0,18 0,18 0,04
15 Bi = 0,85 0,79 0,63 0,18 3,56 4,56 0,18 0,04
=3 0,95 0,94 0,65 0,18 0,18 0,04
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Pode ser visto que quando o tamanho de amostra n for cada vez maior:

No caso 1 de simulacdo, a acurdcia usando os algoritmos NUTS e MHG torna-se seme-
lhante. Por outro lado, no caso 2 de simulacdo, o NUTS apresentou acuricia superior

comparado ao MHG.

A razdo do TEA do NUTS com relagdo ao TEA do MHG aumentou. No caso 1 o TEA do
NUTS comecou sendo entre 32-68% do TEA do MHG e chegou a ser até 62-73%. Por sua
vez, no caso 2 o0 TEA do NUTS comecou sendo entre 9-19% do TEA do MHG e chegou a
ser até 17-23%.

A razdo do tempo do NUTS com relacdo ao tempo do MHG diminuiu. No caso 1 de
simulagdo, o tempo do NUTS comecou sendo 10 vezes o tempo do MHG até se tornar
3,3 vez o tempo do MHG. No caso 2 de simulagdo, o tempo do NUTS comecou sendo 45

vezes o tempo do MHG até se tornar 4,4 vezes o tempo do MHG.

A maior eficiéncia por tempo computacional do MHG com relagdo ao NUTS foi se
reduzindo, uma vez que essa medida inclui o TEA e o tempo, e elas foram se tornando

melhores para o NUTS.

Pode ser concluido que o NUTS superou ao MHG em acurécia, considerando tanto

especificagdes para uma cadeia usual (caso 1) como especificagdes para uma cadeia menor

(caso 2). Por sua vez, 0o MHG apresentou maior eficiéncia, menor tempo computacional e maior

eficiéncia por tempo computacional do que o NUTS, considerando tanto especificagdes para

uma cadeia usual como para uma cadeia menor.

Os valores do viés, desvio padrao, erro quadratico médio, tamanho efetivo de amostra,

tempo e convergéncia das cadeias, encontram-se disponiveis no Anexo C.
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CAPITULO

APLICACAO

Neste Capitulo, é desenvolvida uma aplicacdo a um conjunto de dados educacionais.
Apresentam-se as caracteristicas do conjunto de dados, os resultados da anélise descritiva inicial
e os resultados da andlise de regressao bindria, considerando os diferentes modelos propostos
neste trabalho. Todos os modelos propostos no Capitulo 2 sdo estimados, assim como € realizada
a comparacdo entre eles utilizando critérios de informacao e de avaliacao preditiva. O modelo

com melhor ajuste aos dados € escolhido e € dada a interpretacao dos seus parametros.

5.1 O conjunto de dados educacionais

No ano de 2004, o Ministério da Educacdo do Peru (UMC, 2004) realizou a quarta avalia-
¢do nacional do desempenho dos estudantes em lingua espanhola e matematica, cujo objetivo foi
proporcionar informagao sobre o desempenho a nivel nacional. Trés séries das escolas foram avali-
adas. Os dados estdo disponibilizados (<http://umc.minedu.gob.pe/evaluacion-nacional-2004/>)
e correspondem a um estudo por amostragem probabilistica representativa da populacao de

estudantes.

Neste trabalho, os dados usados foram da avalia¢do do sexto ano de educacio primdria
do sistema educativo do Peru (equivalente a sexta série do ensino fundamental no Brasil), com
meninos € meninas de 11 a 13 anos. A amostra original foi de 13804 estudantes, porém pela

ocorréncia de dados faltantes de uma parte dos estudantes, a amostra considerada foi de 13259.

As varidveis independentes que foram consideradas neste estudo foram as trés varidveis
bindrias zona (rural, urbana), gestdo da escola (publica, privada) e sexo (homem, mulher);
e a variavel continua desempenho em lingua espanhola. Esta dltima foi a pontuagdo que o
estudante obteve no correspondente teste na avaliacio (a pontuacdo obtida numa escala apresenta
média 306,11 e desvio padrdo 80,30). Foram escolhidas essas varidveis porque sdo usualmente

consideradas como fatores associados ao desempenho em matemética no Peru, ver, por exemplo,


http://umc.minedu.gob.pe/evaluacion-nacional-2004/

74 Capitulo 5. Aplicagdo

o trabalho de Bazén, Espinosa e Farro (2002). A varidvel dependente € uma varidvel bindria que
indicard se o estudante teve nivel de desempenho adequado em matemética (codificado como 1

pelo estudo) ou nao adequado (codificado como 0 pelo estudo).

A descricdo das varidveis consideradas é apresentada na Tabela 14.

Tabela 14 — Varidveis na aplicacdo aos dados educacionais.

Varidvel Notacao Tipo Descri¢ao
Zona X categdrica Igﬁ?;a((l()))
Gestéo X5 categoérica gfll;ﬁiz E(l)i
Sexo X3 categdrica P;Eﬁfé? (((;))
Desempenho em comunicagdo X4 continua  Pontuacdo que o estudante obteve.
Nivel de desempenho em matemadtica Y categoérica Nﬁ)dzél:c?s;dg 20)

A equipe de analistas do Ministério de Educagdo do Peru, utilizando as respostas da
prova que avaliou o desempenho dos estudantes em lingua espanhola e matematica, ajustou
modelos Rasch de crédito parcial (MASTERS, 1982) para obter pontuagdes de desempenho.
Segundo critérios conceituais e empiricos relativos as competéncias de aprendizado nos estudan-
tes, e estabelecidos pela equipe de analistas (<http://www2.minedu.gob.pe/umc/admin/images/
menanexos/menanexos_125.pdf>), as categorias de desempenho foram definidas. Dessa forma,
o desempenho de um estudante poderia ser classificado em um de trés niveis (prévio, basico e
suficiente). Neste trabalho, juntaram-se os niveis prévio e basico, conformando assim a categoria
de desempenho ndo adequado na varidvel resposta "nivel de desempenho em matemaética"; o

nivel suficiente foi considerado como a categoria de desempenho adequado.

5.2 Analise descritiva

Dos 13259 estudantes, 9,98% deles tiveram desempenho adequado em matematica,
enquanto que 90,02% deles tiveram desempenho ndo adequado. Pode ser visto que existe
desbalanceamento nos 0’s e 1’s da varidvel resposta, dessa forma, o uso de ligacdes simétricas

poderia ndo ser apropriado na modelagem do conjunto de dados (CHEN; DEY; SHAO, 1999).

Na Tabela 15, sdo mostradas as porcentagens das covaridveis sexo, gestdo da escola
e zona, segundo a varidvel resposta bindria "nivel do desempenho em matematica". Pode ser
visto que, em cada uma das categorias das covaridveis, a porcentagem de estudantes de nivel de
desempenho adequado € menor do que a percentagem de estudantes de nivel de desempenho ndo

adequado.


http://www2.minedu.gob.pe/umc/admin/images/menanexos/menanexos_125.pdf
http://www2.minedu.gob.pe/umc/admin/images/menanexos/menanexos_125.pdf
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Tabela 15 — Porcentagens das varidveis categdricas

Nivel de desempenho em matematica

Varidveis Nao adequado (0)  Adequado (1)
Zona
Rural (1) 97,89% 2,11%
Urbana (0) 87,92% 12,08 %
Gestao
Privada (1) 72,19% 27,81%
Publica (0) 94,47 % 5,53%
Sexo
Homem (1) 88,91% 11,09%
Mulher (0) 91,16% 8,84%

Na Tabela 16, para a covaridvel "desempenho em lingua espanhola", sdo apresentadas as
medidas estatisticas descritivas média, mediana, desvio padrao, minimo e méximo segundo as

categorias da varidvel resposta.

Tabela 16 — Estatisticas da varidvel quantitativa "desempenho em lingua espanhola”.

Nivel de desempenho em matematica

Covaridvel Medidas 7o adequado (0)  Adequado (1)
Média 295,95 397,77
Pontuacdo em lingua espanhola Mediana 295,00 393,40
Desvio padrao 75,42 63,12
Minimo 9,50 49,50
Maximo 5559 5559

Pode-se observar que a média e a mediana da varidvel quantitativa "desempenho em
lingua espanhola"sdo maiores para os estudantes com desempenho adequado em matematica por
100 unidades do que para os estudantes de desempenho nao adequado em matematica. Os desvios
padrdo apresentam valores semelhantes em cada uma das categorias do nivel de desempenho em

matematica.

Na Figura 28 é apresentado o boxplot do desempenho em lingua espanhola para os

estudantes com desempenho ndo adequado e adequado na avaliagio em matematica.
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Figura 28 — Boxplot do desempenho em lingua espanhola segundo o nivel de desempenho em matemaética.

Os estudantes com nivel de desempenho adequado em matematica t€m as pontuagdes
maiores no desempenho em lingua espanhola. Também € visto que existem mais valores atipicos

no grupo de estudantes de desempenho nao adequado em matematica.

5.3 Analise de regressao binaria para o desempenho em

matematica

Foi visto que todas as covaridveis consideradas na andlise descritiva parecem ser im-
portantes para o estudo do desempenho dos estudantes em matematica. Assim, pela andlise
descrita, as covaridveis parecem estar associadas ao nivel de desempenho em matemadtica. A
seguir serd detalhada a analise de regressdo bindria considerando os modelos con fung¢des de

ligacdo poténcia e reversa de poténcia.
Processo de estimacao

Foram ajustados todos os modelos de regressdo bindria com ligagcdes poténcia e reversa de
poténcia apresentados no Capitulo 2 no conjunto de dados educacionais. Para fazer a estimagdo
dos modelos de regressao bindria propostos, seguiu-se o procedimento detalhado no Capitulo
3, considerando o algoritmo NUTS implementado no software Stan. Essa escolha € arbitraria e
certamente poderia ter sido considerado o algoritmo Metropolis-Hastings dentro de Gibbs no
software JAGS, porém, a disponibilidade de algumas funcdes prontas no Stan para a andlise

posterior fizeram que fosse escolhido o NUTS. Para o ajuste de cada um dos quinze modelos
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(cinco usando ligacdes comuns, cinco usando ligagdes poténcia e cinco usando ligagcdes reversa
de poténcia), obteve-se uma amostra a posteriori de tamanho 8000 e retirando-se os primeiros
4000 valores no periodo do burnin, tendo 4000 valores para os quais considerou-se o espagamento
de tamanho 4 para evitar os efeitos da autocorrelagdo na amostra, tendo no final uma amostra
valida da distribui¢do a posteriori de 1000 valores para cada caso. Foi verificado em todos os
casos, com excep¢ao dos modelos usando fungdes de ligagdo PCLL e PCLLR, que as cadeias

convergiram considerando o critério do diagnéstico de Geweke (GEWEKE, 1992).
Comparacio dos modelos propostos

Depois de finalizar o processo de estimagdo para cada modelo de regressdo bindria,
obteve-se uma cadeia dos 1000 valores da amostra valida. Considerando essas amostras validas,

obtiveram-se as medidas de informacao detalhadas na secdo 3.2 para cada caso.

Os resultados sdo apresentados na Tabela 17, na qual as notacdes para as ligacdes

correspondem as apresentadas no Capitulo 2:

Tabela 17 — Critérios de informacdo dos modelos de regressao bindria ajustados considerando funcdes de
ligacdo poténcia e reversa de poténcia.

Ligacao DIC EAIC EBIC WAIC LOO
L 6199,03  6202,23  6232,20 6199,13  6199,12
P 6160,76  6163,76  6193,73  6160,83  6160,82
CLL 6285,13  6288,25 6318,22  6285,59  6285,58
LL 6160,38  6163,26  6193,23  6162,85 *

C 6655,06  6658,23  6688,20 6658,03  6658,03
PL 6142,02 6144,79 6174,76 6143,18 6143,07
PP 6141,94 6154,20 6184,16 6151,74 6151,73

PCLLT 2490254 2490334 249063,3 249025,7 *
PLL 6160,29 6163,21 6193,18 6162,36 *
PC 8773,80  8780,40  8810,37 8773,37  8773,37
RPL 6137,47 6139,80 6169,77 6137,78 6137,77
RPP 6148,97 6151,80 6181,77 6150,21 6150,17
RPCLL" 60664,37 60672,35 60702,32 60664,35 60664,35
RPLL  6285,18 6288,27 6318,24  6285,72  6285,71
RPC 6244,19  6246,35 6276,32  6245,84  6245,83

*: Problemas na estimagdo do pardmetro k no cdlculo do LOO. {: Problemas de convergéncia.

Segundo os critérios de informagdo, os modelos mais adequados serdo aqueles que
tenham menores valores nessas medidas, desse modo escolherdo-se os modelos de regressao
bindria (segundo a ordem do melhor) com fung¢des de ligacdo RPL, PL, RPP e PP. Note também
que o LOO (PSIS-LOO) nao foi calculado para os modelos com ligagdo LL, PCLL e PLL
devido a problemas na estima¢ao dessa medida. Além do mais, obtiveram-se valores grandes
nos critérios de informag¢ao dos modelos de regressao bindria com ligagcdo PCLL e RPCLL, os

quais serdo analisados no futuro em novos estudos de simulacao.

Na Tabela 18 pode-se ver a ordem dos quatro modelos com menores medidas de critérios
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de informacdo, segundo qual for o melhor modelo para cada critério. Na ordem, 1 significa que o
modelo teve o primeiro melhor valor para esse critério de informacdo, 2 o segundo melhor valor,
e assim sucessivamente. O modelo que obteve melhores valores nos cinco critérios considerados
foi o RPL.

Tabela 18 — Ordem na escolha do melhor modelo segundo os critérios de informagao.

DIC EAIC EBIC WAIC LOO

PL 3 2 2 2 2
RPL 1 1 1 1 1
PP 2 4 4 4 4
RPP 4 3 3 3 3

Avaliacao preditiva dos modelos

Para cada um dos quatro modelos escolhidos previamente obtiveram-se as frequéncias
das classificacdes segundo a matriz de confusdo: VP, FN, FP e VN, ilustradas nas Tabelas 32 a 35
do Anexo D. Também obtiveram-se as medidas de avaliagcdo preditiva baseadas nas frequéncias
das classificacdes das matrizes de confusdo: RVP, RFN, RFP e RVN, cujo célculo foi detalhado
na se¢do 3.2, considerando-se diferentes pontos de corte para a classificacdo. Isso € ilustrado nas
Tabelas 36 a 39 do Anexo D.

Lembre que o RVP € a sensibilidade e o RVN € a especificidade para cada caso. Conside-
rando essas medidas e um maior nimero de pontos de corte € possivel elaborar a curva ROC
e obter o AUC (ou o valor da drea embaixo da curva ROC), que permite fazer uma escolha do
melhor modelo de regressao bindria segundo o desempenho que o modelo teve como classificador
bindrio. Para obter as curvas ROC e as medidas do AUC apresentadas a seguir utilizou-se o
pacote verification (LABORATORY, 2015) do programa R, como foi mencionado na secdo 3.2.2.

Os valores do AUC dos 4 modelos considerados sdo apresentados na Tabela 19.

Tabela 19 — AUC dos modelos considerados.

Modelo AUC

PL 0.8726381
PLR  0.8726878
PP 0.8725706
PPR 0.872634

Observa-se que os valores do AUC para os quatro modelos sdo proximos a 0,87, esse
valor € mais perto de 1 do que de 0,5 e isso indica que todos esses modelos de regressao bindria
sdo igualmente adequados. Note-se nesse caso que esse critério ndo foi adequado para escolher

significativamente um modelo entre o total deles.

Nas Figuras 29 a 32 sdo apresentadas as curvas ROC, as quais mostram-se semelhantes
e consequentemente nenhum modelo pode ser preferido usando esse critério. As curvas foram

obtidas usando o pacote verification do R.
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Figura 29 — Curva ROC do classificador bindrio considerando o modelo de regressdo bindria com fungado
de ligacdo PL, AUC=0,87264.
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Figura 30 — Curva ROC do classificador binario considerando o modelo de regressdo bindria com fungdo
de ligagdo RPL, AUC=0,87269.



80 Capitulo 5. Aplicagdo

e
—
« _| 0.1
<)
0.2
©
e
[}
<
<
=2
5
7}
S 03
2]
<
o
0.4
o~ 0.5
S A
0.6
o .
s | 88
T T T T T T
0.0 0.2 0.4 0.6 0.8 1.0

1-Especificidade
Figura 31 — Curva ROC do classificador bindrio considerando o modelo de regressdo binaria com fung¢@o
de ligacdo PP, AUC=0,87257.
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Figura 32 — Curva ROC do classificador bindrio considerando o modelo de regressdo bindria com fungdo
de ligacdo RPP, AUC=0,87263.
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Modelo final

Levando em consideracdo os resultados dos critérios de compara¢do de modelos, o
modelo de regressao bindria com fung¢do de ligacdo reversa de poténcia logit foi escolhido. O
modelo de regressao bindria com func¢do de ligacdo poténcia logit foi o segundo melhor, uma

breve andlise pode ser encontrada no Anexo D.

Na Tabela 20 sdo apresentados os valores resumo a posteriori dos pardmetros do modelo.
Observa-se que o todos os parametros sao significativos pelo fato de que nenhum dos intervalos

de credibilidade de 95% inclui o valor zero.

Tabela 20 — Resumo a posteriori dos parametros do modelo com fung¢do de ligacdo RPL.

Variaveis Parametros média DP mediana I1Cys59,
Intercepto Bo -10,651 0,524 -10,626 -11,748 -9,696
Zona Bi -0,746 0,189 -0,742  -1,121 -0,378
Gestio B> 1,511 0,135 1,504 1,272 1,785
Sexo B3 0,661 0,112 0,662 0,459 0,877
Lingua espanhola Ba 0,028 0,002 0,028 0,025 0,032
Assimetria ) -1,687 0,148 -1,693 -1,959 -1,369
A 0,187 0,029 0,184 0,141 0,254

DP: Desvio padrao. IC: Intervalo de credibilidade.

Finalmente, considerando a anélise para explicar o desempenho em matematica e consi-

derando o modelo escolhido e as covaridveis, tem-se o seguinte modelo final:

Y; ~ Bernoulli(p;); i=1,...,13259, (5.1)

com:

(5.2)

o—(—10.651—0.746X,+1.511X,+0.661X3+0.028Xy) 0.187
pi=1- 1 + e—(—10.651-0.746X, +1.511X,+0.661X3-+0.028X,)

Da expressao das probabilidades estimadas considerando a equagdo 5.2, observa-se o seguinte:

e O parametro associado a varidvel zona (X;) € negativo, isto quer dizer que os estudantes de
zona rural t€ém menor probabilidade de ter nivel de desempenho adequado em matemadtica

do que os estudantes de zona urbana.

e O parametro associado a varidvel gestdo (X3) € positivo, isto quer dizer que os estudantes
de escola privada tém maior probabilidade de ter nivel de desempenho adequado em

matematica do que os estudantes de escola publica.

e Por sua vez, o parametro associado a varidvel sexo (X3) € positivo, isto quer dizer que, de
acordo com este modelo, os homens t€m maior probabilidade de ter nivel de desempenho

adequado em matemaética do que as mulheres.
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e Da mesma maneira, o parametro associado a desempenho em lingua espanhola (Xy) é
positivo e indica que quando o estudante tiver maior pontuacao nessa varidvel, maior serd

a probabilidade de ele ter nivel de desempenho adequado em matematica.

e O valor do parametro de forma estd contido em 0 < A < 1. Segundo o que foi visto no
Capitulo 2, nesse caso A = 0,187 é um valor coerente a propor¢ao de 1’s na varidvel

resposta (menor que 0,5). Além disso, na assimetria o modelo RPL terd Ao positiva.

A interpretagdo anterior também pode ser analisada na Tabela 21 que inclui o valor das
probabilidades estimadas segundo os possiveis valores das varidveis categdricas e niveis de
desempenho em lingua espanhola. Esses niveis sdo as médias dos valores da varidvel desempenho
em lingua espanhola categorizada segundo critérios do Ministério de Educag@o do Peru. Dessa
forma, pode-se saber o valor das probabilidades de ter nivel de desempenho adequado em

matematica segundo os valores de todas as covaridveis.

Tabela 21 — Probabilidade estimada de ter nivel de desempenho adequado em matematica segundo perfis
de estudantes e desempenho em lingua espanhola.

Desempenho em lingua espanhola X4

Perfil ~ Zona X;  Gestao X - Sexo X3 — 5 et "6 prévio (1) Basico (2) Suficiente (3)

1 Rural Publica Mulher <0,001 0,005 0,030 0,194
2 Rural Piblica Homem 0,001 0,010 0,054 0,265
3 Urbana Pablica  Mulher 0,001 0,011 0,058 0,275
4 Rural Privada  Mulher 0,002 0,023 0,105 0,359
5 Urbana Piblica  Homem 0,002 0,021 0,097 0,384
6 Rural Privada Homem 0,004 0,041 0,161 0,429
7 Urbana Privada Mulher 0,004 0,044 0,169 0,438
8 Urbana Privada Homem 0,008 0,077 0,238 0,501

Na Tabela 21, pode ser visto que a probabilidade de ter nivel de desempenho adequado em
matemadtica incrementa conforme o desempenho em lingua espanhola incrementa, em todos os
perfis. Também € visto que o perfil 1 apresenta menores probabilidades. Esse perfil corresponde a
uma estudante (X3 = 0) de escola publica (X; = 0) em zona rural (X; = 1). Como foi mencionado
anteriormente, estudantes com essas caracteristicas terdo menor probabilidade de ter nivel de
desempenho adequado em matemadtica. A Figura 33 também mostra o comportamento dos
diferentes perfis de estudantes.
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Figura 33 — Perfis de estudantes.

As diferencas no nivel de desempenho em matemadtica segundo o sexo dos estudantes
no Peru tanto de ensino fundamental como de ensino médio foi estudada anteriormente em
Bazan, Espinosa e Farro (2002). As conclusdes nesse trabalho sdo coerentes com o que foi
encontrado nesta aplicagcdo, com resultados favordveis ao sexo masculino. Para entender esse
resultado, vérias pesquisas sugerem o rol da socializacdo do género (ECCLES; JACOBS, 1986),
ou o fato de que as mulheres experimentam maior ansiedade na matematica do que os homens
(MEECE; WIGFIELD; ECCLES, 1990). Além disso, estudos recentes como o de Devine et al.
(2012) ndo encontraram diferencas no desempenho relacionado ao sexo apesar da diferenca de
ansiedade, concluindo que as mulheres poderiam ter melhor desempenho do que os homens se a
ansiedade pudesse ser atenuada. Além do mais, no trabalho de Bieg et al. (2015) concluiu-se
que devido a esteredtipos sobre diferencas no desempenho em matematica segundo o sexo, as
estudantes mulheres podem acreditar que estdo mais ansiosas do que realmente estdo em relagdo
a matematica. Esse trabalho enfatizou a tarefa dos professores e das familias dos estudantes
em reduzir esses esteredtipos. Isso significa que eventuais conclusdes baseadas nos resultados

apresentados neste capitulo deverdo levar em conta os trabalhos citados acima.

Além do mais, para o Peru, no trabalho de Cueto, Jacoby e Pollitt (2013), usando outra
metodologia, concluiu-se que as diferencas de desempenho entre homens e mulheres foram
maiores nas escolas de zona rural, que encontram-se também em desvantagem frente a escolas

de zona urbana. Adicionalmente, em Cox (2000), encontraram-se diferengas entre o desempenho
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de estudantes segundo a zona rural ou urbana da escola do estudante na Austrélia. Por sua vez, as
diferencas que existem na atitude a matematica segundo o tipo de gestio de escola na Espanha,

foram analisadas em Mato e Torre (2009).

Dado que foram utilizados dados obtidos numa amostragem probabilistica, os resultados

sdo generalizdveis para estudantes da sexta série nas escolas do Peru daquele ano.
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CAPITULO

CONSIDERACOES FINAIS

Nesta dissertacdo, os modelos de regressdo bindria foram revisados e estudados, usando
ligacdes assimétricas poténcia e reversa de poténcia sob a abordagem bayesiana. Neste tipo de
modelos, a estimagdo geralmente € feita considerando o algoritmo Metropolis-Hastings ou o
amostrador de Gibbs. A contribui¢do do trabalho € considerar tanto o algoritmo Monte Carlo
Hamiltoniano na extensdo No-U-Turn Sampler como o algoritmo Metropolis-Hastings dentro de
Gibbs. Cddigos e rotinas foram desenvolvidas nos softwares R, JAGS e Stan (ver Anexo B) que

no futuro poderio ser utilizadas para desenvolver um pacote no R.

Estudos de simulac¢do foram desenvolvidos com o objetivo de avaliar acurécia, eficiéncia,
tempo computacional e eficiéncia por tempo computacional. Conclui-se que na estimacao de
modelos de regressdo bindria com funcdes de ligacao poténcia e reversa de poténcia, o algoritmo
No-U-Turn Sampler superou em acurdcia ao algoritmo Metropolis-Hastings dentro de Gibbs na
maior parte das vezes. Por sua vez, o algoritmo Metropolis-Hastings dentro de Gibbs superou em
eficiéncia, tempo computacional e eficiéncia por tempo computacional ao algoritmo No-U-Turn

Sampler.

Dados educacionais do Ministério de Educacao do Peru foram utilizados para ilustrar
a utilidade dos modelos propostos. O ajuste desses modelos teve a finalidade de determinar a
relacdo entre o nivel de desempenho dos estudantes em matemadtica e um conjunto de covaridveis
como zona e gestdo da escola, sexo do estudante e o seu desempenho em lingua espanhola.
Os cdlculos dos critérios de comparagao de modelos foram realizados segundo as medidas de
informacdo e de avaliacdo preditiva. Foi observado que as medidas de informagdo sdo mais
efetivas para a comparacdo de modelos do que a medida de avaliacdo preditiva baseada na
area embaixo da curva ROC (AUC). Na aplicacdo aos dados educacionais, observou-se que 0s
modelos propostos de regressao bindria com fungdes de ligacao poténcia e reversa de poténcia
obtiveram melhor ajuste do que os modelos de regressao bindria usando ligacdes comuns. O

modelo escolhido foi 0 modelo de regressao bindria com fungao de ligacdo reversa de poténcia
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logit. Concluiu-se que fatores como gestdo e zona da escola, sexo e desempenho em lingua
espanhola sdo todos importantes na andlise do nivel de desempenho em matematica. Estudantes
homens, de escolas privadas em zonas urbanas com maior desempenho em lingua espanhola
terdo maior probabilidade de ter nivel de desempenho adequado em matematica. Esses resultados
sdo coerentes com os de pesquisas educativas na avaliagdo do desempenho em matematica. As
diferengas no desempenho em matematica segundo o sexo podem ser reflexo da realidade do ano
de 2004. Atualmente, essa realidade pode estar mudando. Também pode ser explicado porque as
mulheres experimentam maior ansiedade na matematica, possivelmente devido a estere6tipos

sobre as diferengas no desempenho em matemaética segundo o sexo.

Como desdobramento futuro estd prevista a disponibilizacdo da biblioteca de software
correspondente visando fornecer alternativas as ferramentas de estimacio com fungdes de ligagdo
tradicionais, possibilitando um melhor ajuste para os dados que sao modelados pela regressao
bindria. Além disso, € de interesse desenvolver métodos de estimacao cldssica, andlise de residuos
e outros diagndsticos para os modelos propostos. A extensdo para dados mistos e modelos de

resposta ordinal também pode ser direcionada.
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ANEXO

REVISAO DO METODO MONTE CARLO
HAMILTONIANO

Neste anexo € detalhado o algoritmo Monte Carlo Hamiltoniano, baseado principalmente
no trabalho de Neal (2012).

A.1 Dinamica Hamiltoniana

Para compreender a dindmica Hamiltoniana a interpretagdo fisica pode fornecer de ideias
iniciais. Como apresentado em Neal (2012), consideram-se duas dimensdes, assume-se um
disco sem atrito que desliza-se sobre uma superficie de altura varidvel. O sistema é dado pela
posicdo do disco (vetor g) e pelo momento do disco (vetor p). A energia potencial, U(q), do
disco é proporcional a altura da superficie na posigdo atual, e a energia cinética, K(p), é igual a
\p|* / (2m), sendo m a massa do disco. No sistema, o disco desliza-se a velocidade constante igual
a p/m. Se o disco estiver subindo a superficie, 0 momento do disco permite que ele continue
subindo, a energia cinética vai diminuir até ser zero e a energia potencial vai aumentar até isso
acontecer, nesse momento o disco comeca descer e a energia cinética aumenta enquanto a energia

potencial diminui.
Equacoes Hamiltonianas

Considerando o vetor de posi¢do g e o vetor de momento p, no método MCH usa-se a

func¢do do Hamiltoniano que € dada por:

H(q,p)=U(q)+K(p)=Ul(q)+p "M 'p/2.

Onde U(q) é a energia potencial igual a menos o logaritmo da fun¢do de densidade de

probabilidade da qual vai-se amostrar, ¢, mais alguma constante. K (p) € a energia cinética, com
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M, a matriz de massa d x d simétrica definida positiva. Os vetores g e p sdo de dimensao d de

forma que o espago no total tem dimensao 2d.

As derivadas parciais do Hamiltoniano mostram como ¢ € p mudam no tempo ¢ de acordo

as equacoes Hamiltonianas. Considerando as defini¢ao anterior de H(q, p):

E_gpi_[M PL,
dpj OH U

T R P

parai=1,...,d. Determinar a posi¢do e velocidade apds a evolucdo do sistema para
um intervalo de tempo s desde um estado no tempo ¢ ao estado ¢ + s pode se conseguir com a
solucdo destas equagdes Hamiltonianas fixados os valores iniciais [¢(t), p(¢)] que fornecerdo a
posic¢do e velocidade em t + s [g(t +5), p(t +5)].

A dinamica Hamiltoniana satisfaz as propriedades de reversibilidade, conservacgao, pre-
servacdo do volume e simplecticidade que sdo detalhadas em Neal (1993).

Discretizacao das equacoes Hamiltonianas: Método Leapfrog

As equagdes Hamiltonianas devem ser aproximadas pela discretiza¢do do tempo usando
para isso um passo de tamanho € e o nimero de passos L. Dessa forma o MCH podera ser
implementado computacionalmente. O método que da melhores resultados é o leapfrog (NEAL,

2012). Por simplicidade assume-se que M € diagonal com elementos my,...,m , assim:

2

K(p)=Y 2L

i=1 <M
O método € apresentado ao seguir:
pie+e/2) = pilo) - (/2 200,
gili+e) = qi(e) +ePEE)
m;
pli+e) = pii+e/2)— (e/2) ZHEEED,

Este método comeca com a metade de um passo €/2 para p, depois fazendo uso dos
novos valores de p segue com um passo completo € para g, para finalizar usa os novos valores

de g para seguir com a metade do passo €/2 para p.

Na programagdo do MCH fazendo uso do método leapfrog precisa-se especificar os

pardmetros € e L, que sdo o tamanho do passo e o nimero de passos, respectivamente. Se
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ndo forem especificados os valores apropriados pode-se chegar a situacdes nas quais existe
gasto computacional ou caminhos aleatdrios nao efetivos. Para prevenir essas situagdes esses

parametros devem ser calibrados.

A.2 MCMC na dinamica Hamiltoniana

Para simular uma cadeia de Markov da distribuicdo alvo em cada valor da amostra a
posteriori obtém-se a variavél do momento e depois se faz uma atualizacdo de Metropolis com a
proposta dada pela dindmica Hamiltoniana. As varidveis de momento sdo introduzidas artificial-
mente, uma para cada varidvel de posi¢c@o. As varidveis de posicao na fun¢do de energia potencial
sdo relacionadas a distribuicdo da qual quer-se amostrar usando o conceito de distribuicdo

canonica da estatistica mecanica que € apresentada ao seguir:

P(x) = Zexp(~E(x)/T),

onde X segue a distribuicdo canonica, E (x) é uma fun¢@o de energia para um estado x de um

sistema fistico, 7' € a temperatura do sistema e Z € a constante de normalizacao.

O Hamiltoniano € uma funcio de energia conjunta da posi¢do (¢g) € o momento (p),

entao:

1

P(4.) = 5 exp(~H (4.p) /T) = exp(~U (g) /T)exp (K (p) /T),

g e p sdo independentes e cada uma tem a distribui¢do candnica.

Na abordagem bayesiana € de interesse obter a distribui¢do a posteriori, portanto os
parametros dela terdo o lugar das varidveis de posi¢do. A distribui¢do a posteriori é apresentada

como uma distribui¢do candnica com 7" = 1 usando a energia potencial:

U(g) =—log[r(q)L(q|D)],

onde 7 (q) é a distribuigdo a priori, L(g | D) é a func@o de verossimilhanca dos dados D.
Algoritmo MCH

A energia cinética quadratica € usada no MCH de forma que p tem distribuicao Gaussiana
multivariada de média zero com os componentes de p independentes, onde cada i tem variancia

m;, neste caso:

p ~ Ny (0,diag (my,...,my)),
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2

K(p)zf,;"_-

= 2m;

~

O algoritmo MCH tem dois passos, no primeiro muda o momento, no segundo mudam a

posicdo e o momento. Os dois passos deixam a distribui¢do candnica invariante.

No primeiro passo, valores novos para as variaveis de momento sio gerados da Gaussiana
aleatoriamente, e independentemente das varidveis de posi¢ao atuais. Na equacao de energia

cinética as d varidveis de momento sdo independentes. Nesse passo ¢ ndo muda.

No segundo passo, usa-se a dindmica Hamiltoniana para propor um novo estado, comeca-
se desde o estado atual (g, p) e usa-se o método leapfrog para L passos de tamanho €. Depois as
varidveis de momento obtidas sdo negadas para obter um estado proposto (g*, p*) que é aceito

como o novo estado da cadeia de Markov com probabilidade:

min[l,exp(—H (¢*,p*)+H (q,p))]

Se a proposta € rejeitada o novo estado é o mesmo que o estado atual. Para maiores
detalhes do algoritmo MCH revisar Neal (2012).
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ANEXO

CODIGOS ILUSTRATIVOS DOS MODELOS
NO STAN E JAGS

Neste Anexo fornecem-se os cddigos nas linguagens do Stan e JAGS utilizados na

simulacao do modelo de regressao binaria com func¢ao de ligacao poténcia probit do Capitulo 4.

B.1 Cédigos no Stan

O seguinte cédigo corresponde a implementacdo na linguagem do Stan. O c6digo inclui

os blocos:

e data: Neste bloco € definido o conjunto de dados.

e parameters: Aqui indicam-se os parametros, para os modelos propostos sdo o vetor de

coeficientes de regressdo B e o pardmetro de forma 6.

e transformed parameters: Nesta parte indicam-se os parametros transformados que serdao

calculados a partir do bloco de pardmetros como A = logd.

e model: No bloco de modelo sdo especificadas as prioris e a distribuicdo de probabilidade

da varidvel resposta y.

data {

int<lower=0> k;
int<lower=0> n;
int<lower=0, upper=1> y[n];
matrix[n,k] X;

}
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ANEXO B. Cdédigos ilustrativos dos modelos no Stan e JAGS

parameters {
real betal;
vector[k] beta;
real loglambda;
}

transformed parameters {

real lambda;

vector[n] p;

vector[n] prob;

lambda = exp(loglambda) ;

for (i in 1:n) {

pl[i] = Phi(betalO + X[i]*beta);
prob[i] = pow(p[i],lambda);

}

}

model {

beta0 ~ normal(0.0,100);
beta ~ normal(0.0,100);
loglambda ~ uniform(-2,2);
y ~ bernoulli(prob);

}

B.2 Cédigos no JAGS

A implementac¢ao dos codigos para JAGS € dada na linguagem BUGS, popularizada no

uso do WinBUGS e OpenBUGS. A diferenca da linguagem do Stan, aqui todos os elementos

sao inclusos no bloco do modelo.

model {

for(i in 1:n) {

y[i] ~ dbern(p[il)

plli]l <- phi(m[i])

m[i] <- beta0 + X[i]*betal
plil<- pow(pll[il,lambda)

}
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betal0~ dnorm(0.0,0.01)
betal ~ dnorm(0.0,0.01)
loglambda ~ dunif(-2,2)
lambda<-exp(loglambda)
}
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ANEXO

RESULTADOS DA SIMULACAO

Neste anexo sdo apresentados os valores de viés, desvio padrdao (DP), erro quadratico
médio (EQM), tamanho efetivo de amostra (TEA), tempo (em segundos) e o valor da porcentagem
de convergéncia (%C) segundo o critério de Geweke (GEWEKE, 1992). A porcentagem de

convergencia € a porcentagem de cadeias cujo valor z-score permaneceu entre os valores -2 e 2.

Nas Tabelas 22 a 31 sdo apresentadas as medidas em detalhe, considerando cada cendrio

de simulacdo, cada método de simulacio e o tipo de cadeia 1 ou 2 (cadeia usual e cadeia menor).

Nas Figuras 34 a 39 sao apresentados os vieses (em valor absoluto) dos parametros,
segundo os tamanhos de amostra e os métodos de simulacdo NUTS e MHG, nos dois casos de

simulacio. Pode-se observar que enquanto o tamanho de amostra cresce, o viés diminui.



Tabela 22 — Comparacgao de estimativas do modelo de regressao bindria com ligagdo PP usando NUTS e MHG para tamanho de amostra n = 50 no caso 1 de

simulagao.

Cendrio Parametro : NUTS - MHG
Viés DP EQM TEA Tempo %C Viés DP EQM TEA Tempo %C
Bo=0 0,36 0,09 049 533,07 88 0,36 0,09 049 976,12 98
1 Bi=1 0,16 0,06 0,23 469,27 93,07 92 0,06 0,06 0,23 975,73 8,18 90
A=1/3 002 001 0,01 67243 90 0,02 0,01 0,01 988,80 96
Bo=0 -091 0,07 1,11 478,68 94 -091 0,08 1,11 976,34 90
2 Bi=1 09 0,13 1,67 43563 8205 9 088 0,13 1,56 983,12 8,36 94
A=1 -0,64 0,01 042 651,93 92 -0,62 0,02 041 972,75 92
Bo=0 -510 1,73 172,770 347,78 96 -3,23 0,23 12,88 981,76 94
3 Bi=1 3,60 1,74 160,59 314,17 80,72 94 1,80 0,24 6,01 976,36 843 96
A=3 -2,61 0,02 6,82 614,88 9% -2,56 0,03 6,61 980,59 90

Tabela 23 — Comparagdo de estimativas do modelo de regressdo bindria com ligagao PP usando NUTS e MHG para tamanho de amostra n = 200 no caso 1 de

simulag3o.

Cendario Parametro NUTS MHG
Viés DP EQM TEA Tempo %C Viés DP EQM TEA Tempo %C
Bo=0 0,14 0,04 0,08 528,97 92 0,14 0,04 0,09 969,28 94
4 B =1 0,05 0,02 0,03 509,09 142,74 92 0,05 0,02 0,03 97290 32,64 90
A=1/3 001 0,02 001 641,67 94 0,01 0,01 0,01 974,01 92
Bo=0 -0,98 0,06 1,12 52291 88 -098 0,06 1,11 983,54 92
5 =1 0,49 0,04 031 491,66 17495 90 049 0,04 031 977,53 3324 94
A=1 -0,58 0,04 041 637,72 90 -0,59 0,04 041 982,37 92
Bo=0 242 0,09 6,27 48281 94 -2,33 0,09 5,78 987,05 96
6 Bi=1 090 0,05 093 461,02 146,11 94 0,86 0,05 0,85 982,89 3380 90
A=3 2,43 0,06 6,11 612,35 96 -241 0,06 594 964,81 96
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Tabela 24 — Comparagao de estimativas do modelo de regressdo binaria com ligagdo PP usando NUTS e MHG para tamanho de amostra n = 500 no caso 1 de

simulagdo.

Cenario Parametro : NUTS : MHG
Viés DP EQM TEA Tempo %C Viés DP EQM TEA Tempo %C
Bo=0 0,13 0,04 0,11 579,10 90 0,07 0,05 0,11 971,84 92
7 Bi=1 -0,02 0,02 0,02 564,21 280,42 92 0,00 0,02 0,02 97951 8292 88
A=1/3 0,07 0,04 007 657,18 90 0,04 0,03 0,06 989,22 92
Bo=0 -0,87 0,07 0,99 575,82 92 -0,85 0,07 1,00 984,74 88
8 B =1 0,35 0,03 0,17 562,11 307,02 84 0,35 0,03 0,17 980,73 83,71 90
A=1 -0,50 0,04 0,32 661,74 98 -045 0,05 0,33 988,77 90
Bo=0 -1,82 0,12 4,00 530,57 98 -1,79 0,12 391 968,80 98
9 Bi=1 0,62 005 048 513,58 306,75 96 0,60 0,05 047 967,18 84,03 92
A=3 -2,05 0,10 4,71 592,38 98 -2,02 0,11 4,63 966,00 98

Tabela 25 — Comparagdo de estimativas do modelo de regressdo binaria com ligacdo PP usando NUTS e MHG para tamanho de amostra n = 1000 no caso 1 de

simulagdo.

Cendario Parametro NUTS MHG
Viés DP EQM TEA Tempo %C Viés DP EQM TEA Tempo %C
Bo=0 0,07 0,05 0,12 559,90 86 0,09 0,06 0,17 970,34 86
10 Bi=1 0,01 0,02 0,02 54241 54496 90 0,00 0,02 0,02 976,97 166,34 90
A=1/3 0,06 0,04 0,09 650,07 84 0,14 0,08 0,31 983,77 88
Bo=0 -0,77 0,10 1,05 624,36 92 -0,70 0,10 1,03 978,92 98
11 Bi=1 0,31 0,04 0,16 611,73 578,75 96 028 0,04 0,16 97450 169,49 98
A=1 -0,32 0,08 0,44 690,78 92 -0,19 0,11 0,60 97147 94
Bo=0 -1,36 0,14 2,774 572,84 94 -1,28 0,15 2,68 976,48 98
12 Bi=1 0,44 0,05 0,30 571,01 606,85 98 042 0,05 0,30 973,08 169,35 96
A=3 -1,54 0,16 3,61 622,75 94 -141 0,06 3,31 987,05 94

€01



Tabela 26 — Comparacgao de estimativas do modelo de regress@o bindria com ligacdo PP usando NUTS e MHG para tamanho de amostra n = 2000 no caso 1 de

simulagao.

Cenario Parametro : NUTS - MHG
Vies DP EQM TEA Tempo %C Viés DP EQM TEA Tempo %C
Bo=0 0,01 0,06 0,16 627,05 86 0,00 0,06 0,17 971,81 96
13 Bi=1 0,02 0,02 0,02 62790 114797 98 0,02 0,02 0,02 973,32 372,00 90
A=1/3 0,07 0,04 0,10 672,66 8 0,08 0,05 0,13 986,58 96
Bo=0 -0,35 0,10 0,60 711,44 88 -0,37 0,10 0,61 973,62 98
14 B =1 0,13 0,03 0,08 707,75 1257,30 96 0,14 0,03 0,08 97520 371,17 90
A=1 0,03 0,11 0,57 706,54 8 0,03 0,11 0,60 971,12 94
Bo=0 -0,81 0,10 1,11 606,33 98 -0,78 0,12 1,32 972,69 92
15 =1 0,27 0,03 0,13 606,41 1379,18 90 0,26 0,04 0,15 969,02 387,44 98
A=3 -1,09 0,14 2,12 640,97 98 -0,98 0,16 223 983,02 88

Tabela 27 — Comparagdo de estimativas do modelo de regressao bindria com ligagdo PP usando NUTS e MHG para tamanho de amostra n = 50 no caso 2 de

simulag3o.

Cenario Parametro

NUTS

MHG

Viés DP EQM TEA Tempo %C Viés DP EQM TEA Tempo %C

Bo=0 0,35 0,08 043 145,14 92 035 0,08 044 974,16 92

1 Bi=1 0,22 0,06 022 141,58 81,87 9 021 0,05 0,17 97543 1,75 84
A=1/3 0,02 001 001 187,24 94 0,03 0,01 0,01 985,59 94

Bo=0 -1,10 0,08 1,53 128,25 8 -1,07 0,08 1,45 982,17 98

2 Bi=1 094 0,13 1,65 12537 76,61 92 091 0,12 1,51 977,07 1,74 78
A=1 -0,64 0,01 042 178,76 9% -0,61 0,02 039 977,65 92

Bo=0 -349 022 14,58 93,32 90 -3,05 0,16 10,56 978,37 96

3 Bi=1 191 022 598 8566 7698 98 1,62 0,16 3,89 977,77 1,75 84
A=3 -2,64 0,01 698 175,41 90 -2,55 0,02 6,51 97535 94
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Tabela 28 — Comparagao de estimativas do modelo de regressdo binaria com ligagdo PP usando NUTS e MHG para tamanho de amostra n = 200 no caso 2 de

simulagdo.

Cenario Parametro : NUTS : MHG
Viés DP EQM TEA Tempo %C Viés DP EQM TEA Tempo %C
Bo=0 0,20 0,04 0,12 138,25 88 0,27 0,06 023 97446 86
4 Bi=1 0,04 0,02 0,02 13552 8838 96 0,01 0,02 0,02 97524 6,65 94
A=1/3 0,04 002 003 176091 82 0,16 0,05 0,15 973,68 94
Bo=0 -0,96 0,07 1,18 136,72 88 -093 0,09 124 977,01 96
5 B =1 042 0,04 025 133,62 8797 94 041 0,05 0,27 961,81 6,77 94
A=1 -0,53 0,05 0,38 179,22 88 -047 0,05 034 967,72 98
Bo=0 2,41 0,12 648 121,12 86 -245 0,14 6,92 982,15 96
6 Bi=1 097 0,08 1,28 119,31 9061 98 097 0,08 1,27 980,06 6,90 84
A=3 2,44 0,06 6,13 165,92 88 -2,36 0,08 5,87 975,31 92

Tabela 29 — Comparagdo de estimativas do modelo de regressao bindria com ligacdo PP usando NUTS e MHG para tamanho de amostra n = 500 no caso 2 de

simulagdo.

Cendario Parametro NUTS MHG
Viés DP EQM TEA Tempo %C Viés DP EQM TEA Tempo %C
Bo=0 0,08 0,05 0,11 138,35 82 0,02 0,06 0,15 981,19 94
7 Bi=1 0,01 0,02 0,01 137,34 130,15 92 0,03 0,02 0,02 976,10 16,84 86
A=1/3 0,05 003 0,04 166,92 86 0,07 0,04 0,10 978,93 96
Bo=0 -0,73 0,08 0,87 156,21 9% -0,89 0,10 1,26 971,71 96
8 Bi=1 0,30 0,03 0,14 154,68 128,23 98 0,35 0,04 020 97429 17,09 98
A=1 -0,34 0,08 0,41 190,78 94 -0,37 0,10 0,61 981,11 94
Bo=0 2,07 0,11 489 144,07 88 -1,84 0,16 4,64 98221 96
9 Bi=1 0,72 0,05 0,62 143,03 123,81 92 0,64 0,06 0,58 97744 17,11 88
A=3 -2,26 0,08 538 172,64 84 -1,94 0,13 4,53 988,38 98

co1



Tabela 30 — Comparacgao de estimativas do modelo de regress@o bindria com ligacdo PP usando NUTS e MHG para tamanho de amostra n = 1000 no caso 2 de

simulagao.

Cenario Parametro

NUTS

MHG

Vies DP EQM TEA Tempo %C Viés DP EQM TEA Tempo %C

Bo=0 0,13 0,06 0,19 153,31 8 0,20 0,08 0,39 970,88 92

10 Bi=1 -0,02 0,02 0,02 147,19 17886 96 -0,04 0,03 0,04 968,36 33,81 88
A=1/3 0,14 0,05 0,16 190,04 8 042 0,13 1,01 981,55 92

Bo=0 -0,58 0,10 0,80 165,54 90 -0,67 0,13 1,22 970,55 98

11 Bi=1 0,25 0,03 0,12 162,00 197,71 98 0,28 0,04 0,18 970,38 34,40 92
A=1 -0,15 0,10 0,53 185,23 90 -0,05 0,15 1,07 966,86 96

Bo=0 -1,56 0,12 320 149,11 90 -1,58 0,17 3,89 97598 88

12 B =1 0,53 0,04 0,38 148,86 19437 88 0,54 0,06 046 971,38 34,66 96
A=3 -1,82 0,12 4,02 170,64 92 -1,68 0,16 4,08 980,06 92

Tabela 31 — Comparagdo de estimativas do modelo de regressdo bindria com ligagdo PP usando NUTS e MHG para tamanho de amostra n = 2000 no caso 2 de

simulag3o.

Cendario Parametro NUTS MHG
Viés DP EQM TEA Tempo %C Viés DP EQM TEA Tempo %C
Bo=0 -0,02 0,05 0,12 165,72 92 0,02 0,07 027 977,14 100
13 B =1 0,03 0,02 0,02 162,12 311,34 98 0,02 0,03 0,03 978,70 74,96 90
A=1/3 0,02 0,03 0,04 197,66 90 0,16 0,09 0,40 988,57 98
Bo=0 -0,46 0,10 0,67 209,85 90 -0,50 0,12 0,96 974,62 98
14 =1 0,19 0,03 0,09 210,61 330,64 96 0,20 0,04 0,13 972,45 7540 92
A=1 -0,09 0,10 048 22233 88 0,03 0,14 096 977,20 98
Bo=0 -1,09 0,12 1,93 172,34 94 -1,05 0,17 245 982,13 96
15 Bi=1 0,36 0,04 0,21 175,03 346,76 96 035 0,05 0,26 982,12 76,08 96
A=3 -1,28 0,18 326 17297 96 -0,95 0,23 3,49 98495 96
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NUTS MHG
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Figura 34 — Viés dos pardmetros fp = 0,8; = 1,4 = 1/3 segundo o tamanho de amostra, usando NUTS
e MHG, no caso 1 de simulacdo.
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Figura 35 — Viés dos parAmetros Sy = 0,8; = 1,4 = 1 segundo o tamanho de amostra, usando NUTS e
MHG, no caso 1 de simulagao.
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Figura 36 — Viés dos pardmetros ffy = 0,8, = 1,4 = 3 segundo o tamanho de amostra, usando NUTS e
MHG, no caso 1 de simulacio.
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Figura 37 — Viés dos pardmetros fy =0, = 1,4 = 1/3 segundo o tamanho de amostra, usando NUTS
e MHG, no caso 2 de simulagao.
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Figura 38 — Viés dos pardmetros ffy =0, 8; = 1,4 = 1 segundo o tamanho de amostra, usando NUTS e
MHG, no caso 2 de simulagio.
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Figura 39 — Viés dos pardmetros By = 0, f; = 1,4 = 3 segundo o tamanho de amostra, usando NUTS e
MHG, no caso 2 de simulagio.
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ANEXO

RESULTADOS DA APLICACAO

Neste anexo sdo apresentadas as medidas de avaliag@o preditiva e os resultados do modelo

de regressao binaria com funcao de ligacdo poténcia logit, na aplica¢do a dados educacionais.

D.1 Classificacoes segundo pontos de corte para a apli-
cacao

As Tabelas 32 a 35 incluem as classificacdes segundo os diversos pontos de corte e
as medidas Verdadeiro positivo (VP), Falso negativo (FN), Falso positivo (FP) e Verdadeiro
negativo (VN) vistas no Capitulo 3, para o modelo de regressao bindria com as quatro fungdes

de ligacdo inicialmente escolhidas como as melhores.

Tabela 32 — Frequéncia das classificagdes segundo diferentes pontos de corte para o modelo de regressao
bindria com ligacao PL.

Pontos de corte
0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8 0,9

VP 1075 853 634 424 285 133 39 14 0

Classificacoes FP 2793 1437 755 416 205 71 25 4 0
¢ FN 248 470 689 899 1038 1190 1284 1309 1323

VN 9143 10499 11181 11520 11731 11865 11911 11932 11936
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Tabela 33 — Frequéncia das classificacdes segundo diferentes pontos de corte para o modelo de regressido
bindria com ligacdo RPL.

Pontos de corte
0,1 0,2 0,3 04 0,5 0,6 0,7 0,8 0,9

VP 1075 863 667 424 240 78 17 0 0
FP 2782 1513 810 416 171 41 8 0 0
FN 248 460 656 899 1083 1245 1306 1323 1323
VN 9154 10423 11126 11520 11765 11895 11928 11936 11936

Classificacoes

Tabela 34 — Frequéncia das classificacdes segundo diferentes pontos de corte para o modelo de regressdo
bindria com ligacdo PP.

Pontos de corte
0,1 0,2 0,3 04 0,5 0,6 0,7 0,8 0,9
VP 1075 838 611 424 296 159 77 17 0

Classificacoes PP 2776 1366 703 416 216 84 39 9 0
asSINCAGOCS  pN\r 248 485 712 899 1027 1164 1246 1306 1323

VN 9160 10570 11233 11520 11720 11852 11897 11927 11936

Tabela 35 — Frequéncia das classificacdes segundo diferentes pontos de corte para o modelo de regressdo
binéria com ligacdo RPP.

Pontos de corte
0,1 0,2 0,3 04 0,5 0,6 0,7 0,8 0,9
VP 1078 848 611 415 282 133 49 14 0

Classificacses PP 2815 1415 703 405 200 70 27 4 0
€O FN 245 475 712 908 1041 1190 1274 1309 1323

VN 9121 10521 11233 11531 11736 11866 11909 11932 11936

D.2 Medidas de avaliacao preditiva para a aplicacao

A partir das classificagdes segundo os pontos de corte é possivel obter as medidas de
avaliacdo preditiva, dadas também considerando diversos pontos de corte, nas Tabelas 36 a 39,

para todos esses modelos. Nas Figuras 40 a 43 também podem ser vistas as medidas de avaliacio

preditiva para cada um dos modelos.
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Tabela 36 — Medidas de avaliagdo preditiva segundo diferentes pontos de corte para o modelo de regressao
bindria com ligag¢do PL.

Pontos de corte
0,1 0,2 0,3 04 0,5 0,6 0,7 0,8 09
RVP 0,813 0,645 0479 0,320 0,215 0,101 0,029 0,011 O
RFN 0,187 0,355 0,521 0,680 0,785 0,899 0,971 0,989 1
RFP 0,234 0,120 0,063 0,035 0,017 0,006 0,002 0 0
RVN 0,766 0,880 0,937 0,965 0,983 0,994 0,998 1 1

Medidas

Tabela 37 — Medidas de avaliagdo preditiva segundo diferentes pontos de corte para o modelo de regressao
bindria com ligacdo RPL.

Pontos de corte
0,1 0,2 0,3 0,4 0,5 0,6 07 08 09
RVP 0,813 0,652 0,504 0,320 0,181 0,059 0,013 O 0
RFN 0,187 0,348 0,496 0,680 0,819 0,941 0,987 1 1
RFP 0,233 0,127 0,068 0,035 0,014 0,003 0,001 0 0
RVN 0,767 0,873 0,932 0,965 0,986 0,997 0,999 1 1

Medidas

Tabela 38 — Medidas de avalia¢do preditiva segundo diferentes pontos de corte para o modelo de regressio
bindria com ligacao PP.

Pontos de corte

0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8 09

RVP 0,813 0,633 0,462 0,320 0,224 0,120 0,058 0,013
RFN 0,187 0,367 0,538 0,680 0,776 0,880 0,942 0,987
RFP 0,233 0,114 0,059 0,035 0,018 0,007 0,003 0,001
RVN 0,767 0,886 0,941 0,965 0,982 0,993 0,997 0,999

Medidas

—_— O = O

Tabela 39 — Medidas de avaliag¢@o preditiva segundo diferentes pontos de corte para o modelo de regressiao
bindria com ligacdo RPP.

Pontos de corte
0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8 09
RVP 0,815 0,641 0462 0,314 0,213 0,101 0,037 0,011 O
RFEN 0,185 0,359 0,538 0,686 0,787 0,899 0,963 0,989 1
RFP 0,236 0,119 0,059 0,034 0,017 0,006 0,002 0 0
RVN 0,764 0,881 0,941 0,966 0,983 0,994 0,998 1 1

Medidas
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Figura 40 — Sensibilidade ou razio de verdadeiro positivo.
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Figura 41 — Razao de falso negativo.
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Figura 42 — Razao de falso positivo.
1.00
0.75
Modelo
Z - PL
> 0.50 /PP
o < RPL
+RPP
0.25
0.00

0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9
Pontos de corte

Figura 43 — Especificidade ou razdo de verdadeiro negativo.
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D.3 Modelo de regressao binaria com funcao de ligacao
poténcia logit

Na Tabela 40 € apresentado o resumo dos parametros considerando a liga¢do poténcia
logit (PL). Observa-se que nenhum dos intervalos de credibilidade de 95% inclui o valor zero, e
todos os parametros sdo significativos. Comparando os resultados com o modelo de regressao
bindria com funcao de ligagdo reversa de poténcia logit (RPL), € visto que o sinal para cada um
dos coeficientes das covaridveis ¢ mantido,dessa forma, a interpretacao ¢ mantida. A diferenca
encontra-se no valor do pardmetro A = 4,88, em comparagio ao valor do pardmetro do modelo
com fungad de ligagdo RPL, A = 0, 19. O valor do parimetro A era esperado em cada um dos

modelos, segundo a proporc¢do de 1’s na varidvel resposta, perto de 10%.

Tabela 40 — Resumo a posteriori dos pardmetros do modelo com fung¢do de ligacdo PL.

Variaveis Parametros média DP mediana 1Cy5¢,
Intercepto Bo 3,23 053 -322  -436 -2,38
Zona By -0,28 0,07 -0,27 -0,43 -0,15
Gestio B 0,57 0,05 0,57 0,48 0,67
Sexo B3 0,24 0,04 0,24 0,17 0,33
Lingua espanhola Ba 0,01 0,00 0,01 0,01 0,01
Assimetria 0 1,56 0,25 1,55 1,05 1,97
A 4,88 1,20 4,73 2,87 7,20

DP: Desvio padrdo. IC: Intervalo de credibilidade.
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