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Resumo

A análise de sobrevivência tem por objetivo estudar dados de experimento em que a

variável resposta é o tempo até a ocorrência de um evento de interesse. Vários autores têm

preferido modelar dados de sobrevivência na presença de covariáveis por meio da função

de risco, fato este relacionado à sua interpretação. Ela descreve como a probabilidade

instantânea de falha se modi�ca com o passar do tempo. Nesse contexto, um dos modelos

mais utilizados é o modelo de Cox (Cox, 1972), onde a suposição básica para o seu uso

é que as taxas de falhas sejam proporcionais. O modelo de riscos proporcionais de Cox

é bastante �exível e extensivamente usado em análise de sobrevivência. Ele pode ser

facilmente estendido para incorporar, por exemplo, o efeito de covariáveis dependentes

do tempo. Neste estudo, propõe-se um modelo de risco proporcional, que incorpora um

parâmetro dependente do tempo, denominado modelo de risco proporcional dependente

do tempo. Uma análise clássica baseada nas propriedades assintóticas dos estimadores de

máxima verossimilhança dos parâmetros envolvidos é desenvolvida, bem como um estudo

de simulação via técnicas de reamostragem para estimação intervalar e testes de hipóteses

dos parâmetros do modelo. É estudado o custo de estimar o efeito da covariável quando

o parâmetro que mede o efeito do tempo é considerado na modelagem. E, �nalizando,

apresentamos uma abordagem do ponto de vista Bayesiano.

Palavras-chave: Análise de Sobrevivência, Funções de Risco, Covariáveis, Modelo

de Risco Proporcional de Cox, Modelo de Risco Proporcional Dependente do Tempo.



Abstract

Survival data analysis models is used to study experimental data where, normally,

the variable "answer"is the time passed until an event of interest. Many authors do prefer

modeling survival data, in the presence of co-variables, by using a hazard function �which

is related with its interpretation. The Cox model (1972) �most commonly used by the

authors �is applicable when the fail rates are proportional. This model is very �exible and

used in the survival analysis. It can be easily extended to, for example, incorporate the

time-dependent co-variables. In the present work we propose a proportional risk model

which incorporates a time-dependent parameter named "time-dependent proportional risk

model".

Key-words: Survival analysis, Risk functions, co-variables, Cox�s proportional Risk

models, Time-dependent proportional risk model.
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Capítulo 1

Introdução

1.1 Análise de Sobrevivência

A uma coleção de procedimentos estatísticos para a análise de dados relacionados com

o tempo até a ocorrência de um determinado evento de interesse, a partir de um tempo

inicial preestabelecido, chama-se de análise de sobrevivência ou con�abilidade. Geral-

mente, a aplicação da análise de sobrevivência se faz presente na área médica, enquanto

que a análise de con�abilidade refere-se à pesquisa industrial.

Algumas peculiaridades podem ser encontradas nos dados de sobrevivência, como a

presença de censuras e de covariáveis, a quantidade de causa de falha e o número de even-

tos recorrentes. A censura indica se o valor do tempo de sobrevivência de determinado

indivíduo foi observado ou não. A censura impede o uso de procedimentos estatísticos

convencionais tais como a análise de regressão e a análise de planejamento de experi-

mentos, uma vez que tais procedimentos não permitem que as informações contidas nos

dados censurados sejam incorporadas. Sendo assim, há necessidade de uma metodologia

apropriada para esse tipo de problema.

A variável de interesse, tempo de vida (sobrevivência) ou até a falha, é estritamente

positiva e, geralmente, medida em escala contínua.

Em análise de sobrevivência, as unidades em estudo são, usualmente, indivíduos. Essas

unidades compõem os dados de sobrevivência, formados essencialmente pelos tempos de
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vida até a ocorrência de algum evento de interesse. Os tempos são aqui chamados de

tempos de sobrevivência, podendo, algumas vezes, ser referidos como tempos de falhas ou

simplesmente tempos de vida.

Os dados de sobrevivência incorporam tanto os tempos de sobrevivência como um

conjunto de variáveis observáveis que podem estar relacionadas com os mesmos. Essas

variáveis são conhecidas por covariáveis, variáveis explicativas ou variáveis explanatórias.

Quando os tempos de sobrevivência estão relacionados com covariáveis, diz-se que a popu-

lação das suas unidades é heterogênea, caso contrário, a sua população é dita homogênea.

As covariáveis são geralmente medidas uma única vez ao longo do tempo. Contudo,

podem-se encontrar, em alguns casos, dados de sobrevivência em que as covariá- veis es-

tão em função do tempo, pelo fato de seus valores serem modi�cados ao longo do período

de observação.

O comportamento da variável aleatória contínua e não negativa tempo de sobrevivên-

cia, T � 0, pode ser expresso através de várias funções, matematicamente, equivalentes,

tal que, se uma delas é especi�cada, as outras podem ser derivadas. Entre elas tem-se: a

função de densidade de probabilidade, f (t), a função de sobrevivência, S (t), e a função

de risco, h (t).

A função densidade de probabilidade (f.d.p.) é de�nida como o limite da probabilidade

de um indivíduo falhar no intervalo de tempo [t; t+ dt) por unidade de tempo, e é expressa

por (Lee, 1992 pg. 11),

f (t) = lim
dt!0

P (t � T < t+ dt)
dt

; (1.1)

onde f (t) � 0 para todo t, e tem a área abaixo da curva igual a 1.

A função de sobrevivência é de�nida como sendo a probabilidade de um indivíduo

sobreviver mais que determinado tempo, t; dada por (Lawless, 1982 pg.8),

S (t) = P (T � t) = 1� FT (t) : (1.2)

Uma consequência desta distribuição é a respectiva função de distribuição acumulada

F (t) = 1�S (t) ; 8 t 2 = = [0;1). A função de sobrevivência é também conhecida como

taxa de sobrevivência acumulada.

A função de risco é de�nida pelo limite da probabilidade de um indivíduo falhar no in-
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tervalo de tempo [t; t+ dt)para dt tendendo a zero, dado que ele mesmo tenha sobrevivido

até o instante t, e é expressa por (Cox & Oakes, 1984 pg. 14),

h (t) = lim
dt!0+

P (t � T < t+ dtjT � t)
dt

: (1.3)

Devido à sua interpretação a função de risco tem sido preferida por muitos autores para

descrever o comportamento do tempo de sobrevivência. Ela descreve como a probabilidade

instantânea de falha se modi�ca com o passar do tempo, e ainda, através dela podemos

caracterizar classes especiais de distribuições de tempo de sobrevivência.

A função de risco h (t) também pode ser de�nida em termos (1:1) e (1:2) por meio da

expressão,

h (t) =
f (t)

S (t)
= � d

dx
logS(x) (1.4)

e

S (t) = exp

�
�
Z t

0

h (u) du

�
: (1.5)

Assim, temos de (1:4) e (1:5) que a fdp pode ser reescrita como,

f (t) = h (t)S (t) = h (t) exp

�
�
Z t

0

h (u) du

�
: (1.6)

1.1.1 A Presença de Censuras

Um complicador presente nos dados de sobrevivência é o fato da variável de interesse,

tempo de sobrevivência, não ser medida instantânea e independentemente do tamanho

da resposta. Valores grandes desta variável necessitam de mais tempo e persistência para

ser observados. Em situações extremas, esse fato comprometerá a observação do valor

da variável para alguns indivíduos, uma vez que o evento de interesse pode não ocorrer

até o �nal do tempo de estudo. Também, o paciente poderá abandonar a investigação

antes mesmo da observação do evento de interesse ou falecer devido a outras causas, que

não a causa em evidência. Isto pode, inclusive, acontecer antes mesmo do tempo �nal

de recrutamento. Da mesma maneira, esse tipo de problema é apresentado em dados

industriais, quando somente uma proporção de componentes em questão falha até o �nal

do estudo.
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Essas informações devem estar incorporadas na análise dos dados, sendo assim, existe

a necessidade da introdução de uma variável extra, indicando se o valor do tempo de

sobrevivência de um determinado indivíduo foi ou não observado. Essa variável é con-

hecida, na literatura de análise de sobrevivência e con�abilidade, como variável indicadora

de censuras, ou simplesmente censuras.

Sem a presença de censuras, a análise se reduz à utilização das técnicas estatísticas

clássicas, como a análise de regressão e métodos de planejamento de experimentos.

As censuras são classi�cadas, de um modo geral, como:

Censura tipo I: Os tempos de sobrevivência são maiores que o tempo �nal do ex-

perimento a partir de um tempo �nal do estudo preestabelecido.

Censura tipo II: O estudo termina depois que um número preestabelecido de falhas

ocorra.

Censuras aleatórias: quando um indivíduo é retirado do estudo, sem ter ocorrido

falha, ou pela ocorrência de um evento diferente daquele de interesse.

Outros tipos de censuras não são considerados aqui mas podem ser encontrados em

Lawless (1982) e Collett (1994).

1.1.2 A Presença de Variáveis Explicativas

Além do tempo de sobrevivência e da variável indicadora de censuras, podem também

ser observadas, nos dados, variáveis que representam tanto a heterogeneidade existente

na população, tais como idade, sexo, entre outras, como também possíveis tratamentos

aos quais os indivíduos são submetidos. Estas variáveis são conhecidas como variáveis

explicativas ou covariáveis.

Muitas vezes, o objetivo da análise de sobrevivência está centrado na relação entre o

tempo de sobrevivência e algumas variáveis explicativas de interesse. Do ponto de vista

estatístico, tem-se as variáveis tempo de sobrevivência, variável indicadora de censuras, e

um vetor de variáveis explicativas disponíveis para a análise.

Uma complicação adicional que também pode ocorrer na análise de sobrevivência e

con�abilidade é encontrar variáveis explicativas que dependem do tempo, ou seja, os

valores das covariáveis, no �nal do experimento, podem não ser os mesmos que no seu

início. Por exemplo, pode-se ter um experimento em que a dose de um determinado
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medicamento é modi�cada ao longo do experimento, uma vez que, por exemplo, o paciente

apresente efeitos colaterais à droga.

1.1.3 A Função de Verossimilhança

Considerando que a presença de tempos censurados é comum no contexto de análise de

sobrevivência, suponha que alguns dos tempos observados sejam censurados à direita.

Suponha também, um esquema de censuras onde estas ocorrem em tempos diferentes,

de indivíduo para indivíduo, e que tal esquema sempre possa ser considerado estatisti-

camente independente do mecanismo que causa a morte do indivíduo (ou ocorrência da

característica em observação), ou seja, um esquema de censuras independentes dos tempos

de sobrevivência e das covariadas.Sejam Yi o tempo exato de ocorrência de determinada

falha (característica) de interesse, Li tempo pré-�xado de estudo,
i variável indicadora

de censura e Ti tempo de sobrevivência.

Desta forma, os tempos de sobrevivência Ti e as variáveis indicadoras de censura 
i

i = 1; :::; n são de�nidas por:

Ti =

8<: Yi; se Yi � Li
Li; se Yi > Li

e 
i =

8<: 1; se Yi � Li
0; se Yi > Li

:

Considerando (1:4) e (1:5) e a presença de censuras, de acordo com o esquema descrito

acima, a função de verossimilhança é dada por

L (t) =

nY
i=1

f (ti)

i S (Li)

1�
i =

nY
i=1

h (tijxi)
i S (tijxi) (1.7)

1.2 Modelagem Via Função de Risco

Modelos de risco têm sido amplamente utilizados para modelar dados de sobrevivên-

cia. Um dos mais empregados é o modelo de Cox (1972) que foi o primeiro modelo

proposto para modelar dados de sobrevivência na presença de covariáveis. Apresentamos

aqui a evolução dos modelos de risco, à partir do modelo de Cox. Nota-se claramente que,

conforme evoluíram, suas estruturas se tornaram mais �exíveis.
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Isto permite o estabelecimento de modelos mais apropriados para determinados con-

juntos de dados e também facilita o estudo da má especi�cação dos mesmos.

Considerando a presença de covariáveis, a função de risco pode ser escrita da

forma,

h (tjx) = u
�
t;�

0
x
�
; (1.8)

onde u (:) é uma função positiva, igual a 1 quando seu argumento é 0, x = (x1; :::;xp) re-

presenta o vetor de covariáveis e�
0
=(�1; :::; �p) de coe�cientes desconhecidos de regressão.

1.2.1 O Modelo de Riscos Proporcionais

Considere-se que a função de risco (1:8) pode ser fatorada em dois termos, um que

represente o efeito das covariáveis e outro o do tempo. Seja h (tjx) a função de risco no

tempo t para um indivíduo com vetor de covariáveis x.

O modelo de riscos proporcionais proposto por Cox (1972) (PH), é dado por,

h (tjx) = g
�
�

0
x
�
h0 (t) ; (1.9)

onde g(�) é uma função positiva, que assume o valor 1 quando seu argumento é igual a

zero, h0 (�) representa a função de risco básica para uma unidade quando x = 0 e �
0
é o

vetor de coe�cientes a serem estimados. Várias formas funcionais podem ser empregadas

para g (�), entretanto a candidata natural, que será aqui tratada, é a função exp (�).

Este modelo assume que o vetor de covariáveis x tem um efeito multiplicativo na

função de risco. Isto implica que a sua estrutura impõe proporcionalidade entre funções

de risco de diferentes níveis de covariáveis, não permitindo que elas se cruzem e dependam

do tempo t.

A grande limitação do modelo de riscos proporcionais é a suposição de proporcionali-

dade entre as funções de risco em diferentes níveis das covariáveis, uma vez que na prática

não é difícil encontrar-se funções de riscos não proporcionais.
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1.2.2 O Modelo de Falha Acelerada

Em situações em que o modelo de Cox não é adequado, tem-se o modelo de falha

acelerada (AFT) dado por Kalb�eish e Prentice (1980),

h (tjx) = g
�
�

0
x
�
h0

�
g
�
�

0
x
�
t
�
: (1.10)

Uma vantagem deste modelo é permitir o cruzamento de funções de risco, uma vez

que x tem um efeito multiplicativo não somente na função de risco, mas também em t.

Desta forma, x afeta o tempo de sobrevivência causando deformações na escala de tempo.

Do ponto de vista interpretativo, os modelos (1:9) e (1:10) compreendem famílias

distintas, devendo então, ser tratados como tal (Louzada Neto, 1997).

1.2.3 O Modelo Híbrido

Com o intuito de acomodar ambos os modelos em uma família, Ciampi e Etezade-Amoli

(1985) propuseram um modelo Híbrido (PH/AFT) dado por,

h (tjx) = g
�
�

0

1x
�
h0

�
g
�
�

0

2x
�
t
�
; (1.11)

onde �1 e �2 são vetores de coe�cientes. Para �2 = 0; obtem-se o modelo de riscos

proporcionais, e, para �1= �2, tem-se o modelo de falha acelerada.

Estes modelos são muito utilizados na análise de dados de sobrevivência. Entretanto,

os mesmos não possuem capacidade de acomodar uma possível �heterocedasticidade�, ou

seja, variâncias diferentes sobre indivíduos de diferentes níveis de covariáveis.

1.2.4 O Modelo Híbrido Estendido

Considerando que os modelos (1:9), (1:10) e (1:11) não possuem a capacidade de

acomodar a presença de �heterocedasticidade�, Louzada Neto (1997) propôs um modelo

de risco híbrido estendido, permitindo que o parâmetro de forma dependa de covariáveis

por meio de uma função chamada �heteroscedástica�. Este modelo é dado por,

h (tjx) = g
�


0
x
� h
g
�
�

0

1x
�
h0

�
g
�
�

0

2x
�
t
�ig�
0x�

; (1.12)
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onde �1, �2 e 
 são vetores de coe�cientes de regressão desconhecidos, e a função g
�


0
x
�

que é igual a exp
�


0
x
�
descreve a relação �heterocedástica�entre o parâmetro de forma

e as covariáveis.

As diferenças entre as funções de risco e de sobrevivência, dos modelos (1:9),

(1:10) e (1:11) são mostradas na Tabela 1.1.

Tabela1.1:Relações entre os modelos de riscos

Modelo Restrição Risco Sobrevivência

PH/AFT e�01x = �1; e
�02x = �2 �1h0 (�2t) [S0 (�2t)]

�1
�2

AFT e�01x = e�
0
2x = � �h0 (�t) [S0 (�t)]

PH e�01x = �; e�
0
2x = 1 �h0 (t) [S0 (t)]

�

1.3 Conteúdo da Dissertação

Uma introdução à análise de sobrevivência, alguns conceitos fundamentais e a im-

portância do uso da função de risco para analisar dados de tempo de vida foram registrados

anteriormente. Levando em consideração tal relevância, o objetivo da dissertação é apre-

sentar um modelo de riscos proporcionais que leve em consideração o efeito do tempo no

ajuste do modelo, mostrando propriedades e motivação para o uso do mesmo.

Nesta dissertação apresentamos, no Capítulo 2, os procedimentos de estimação pontual

e intervalar em abordagem clássica. Esta análise clássica é baseada em propriedades

assintóticas dos estimadores dos parâmetros envolvidos. Sendo assim, também foram rea-

lizados alguns estudos numéricos das estimativas clássicas e calculadas as probabilidades

de cobertura dos intervalos de con�ança, que também são apresentados neste Capítulo.

No Capítulo 3 apresentamos um estudo da metodologia de estimação intervalar e a

construção de testes de hipóteses para os parâmetros do modelo de riscos proporcionais

dependentes do tempo via reamostragem Bootstrap. Um estudo do custo ao estimar � na

presença de � é apresentado no Capítulo 4. Uma análise Bayesiana para o modelo aqui

proposto é apresentada no Capítulo 5.



Capítulo 2

Modelo de Risco Proporcional

Dependente do Tempo

2.1 Introdução

Passa-se a apresentação de um modelo de risco proporcional dependente do tempo,

baseado no modelo de risco proporcional de Cox, porém, caracterizado por aplicar um

parâmetro que mede o efeito do tempo em sua própria estrutura.

A formulação do modelo e suas principais propriedades são apresentadas nas Seções

2.2 e 2.3, respectivamente.

Um procedimento de estimação pontual via máxima verossimilhança é mostrado na

Seção 2.4, e, na Seção 2.5, são apresentados os testes de hipóteses assintóticos e o proce-

dimento de estimação intervalar.

Ilustrando a metodologia apresentada neste capítulo, uma aplicação a dados reais é

desenvolvida na Seção 2.6, e alguns estudos numéricos são descritos na Seção 2.7. As

conclusões �nais são apresentadas na Seção 2.8.

2.2 Formulação do Modelo

Denotando por T uma variável aleatória não negativa representativa do tempo de

falha, temos que a função de risco é dada por,
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h (tj�; �) = exp
�
�t+ x

0
�
�
; (2.1)

em que � é uma medida de efeito do tempo e �
0
=
�
�1; :::::; �p

�0
é um vetor de p parâmetros

desconhecidos medindo a in�uência das p covariáveis x
0
= (x1; :::; xp)

0
: Neste modelo e�t

é uma função que descreve o risco de um indivíduo com x = 0 e ex
0
� é o risco relativo,

onde tem-se um aumento ou redução proporcional no risco associado com o conjunto de

covariáveis. Observe-se que o aumento ou redução no risco é o mesmo em todo o tempo t.

Retornando a (2:1), e integrando de 0 a t obtem-se a função de risco acumulada, que

é dada por,

H (tj�;�) = 1

�
ex

0
�
�
e�t � 1

�
: (2.2)

De acordo com (2:1) a função de sobrevivência para variável aleatória T é dada por,

S (tj�;�) = exp
�
� 1
�
exp

�
x
0
�
�
[exp (�t)� 1]

�
: (2.3)

E ainda de (2:1) e (2:3) ; a função densidade de probabilidade de T é dada pela

expressão:

f (tj�; �) = exp
�
�t+ x

0
� � 1

�
exp

�
�t+ x

0
�
�
+
1

�
exp

�
x
0
�
��

: (2.4)

Note-se que para T > 0, tem-se que S (0j�; �) = 1 e correspondentemente S (1j�; �) =

0:

Vários modelos de risco usuais podem ser obtidos como casos particulares de(2:1)

Quando � = 0 temos o modelo de riscos proporcionais de Cox dado em (Apêndice A)

quando a função de risco base h0 (t) = 1 (função de risco constante). Quando � =

ex
0
� constata-se que o modelo segue a distribuição de Gompertz com parâmetros � e �

(Apêndice B) :
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2.3 Propriedades do Modelo

A Figura 2.1 mostra a forma típica da densidade, função de risco e sobrevivência

para um conjunto de parâmetros especí�cos (� = �0:05 e � = �1).

A Figura 2.2 mostra curvas de risco típicas ilustrando a amplitude das formas que

podem ser representadas, ao considerar-se valores especí�cos para os parâmetros do mod-

elo. Observa-se que, quando � é positivo, a taxa de risco aumenta ao longo do tempo,

enquanto que valores negativos diminuem o risco ao longo do tempo.

Figura 2.1: Funções de densidade, risco e sobrevivência
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Figura 2.2: Várias formas para a função de risco

Considere-se o problema de duas amostras onde temos uma variável dummy x que

serve para identi�car Grupos 1 ou zero. Então tem-se que a função de risco é dada por,

h (tj�; �) =

8<: e�t se x = 0

e�t+� se x = 1
(2.5)

Assim, e�t representa o risco no tempo t; grupo zero e e� representa a razão do risco no

grupo 1, relativo ao grupo zero para qualquer tempo t. Se � =0; os riscos são os mesmos

nos dois grupos. Se �=0; 7, então o risco para um indivíduo no grupo 1, em qualquer

tempo, é 2 vezes o risco de um indivíduo do grupo zero que tenha a mesma idade.

Na Figura 2.3, apresentam-se um exemplo construído para os indivíduos no Grupo 1,

x = 0; e Grupo 2, x = 1; para o modelo dado pela equação (2:1), considerando � = 1 e

� = 1:
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Figura 2.3: função de risco para os indivíduos no Grupo I e II

Nota-se que o modelo separa claramente o efeito do tempo do efeito das covariáveis,

tomando o logaritmo, encontramos que o modelo (2:1) é ummodelo aditivo com parâmetro

dependente do tempo para o log do risco, isto é,

log h (tj�; �) = �t+ x0�: (2.6)

Como em todo modelo aditivo, assume-se que o efeito da covariável x é o mesmo em

todo o tempo.

2.4 Procedimento de Estimação Pontual

Considere-se uma amostra aleatória de n indivíduos com as informações disponíveis

(ti; xi; �i), em que �i = 1, se o evento de interesse é observado e �i = 0, caso contrário,

para i = 1; :::; n: Então, a função de verossimilhança é dada por,

L (�; �) =

nY
i=1

[exp (�ti + �xi)]
�i

�
exp

��
� 1
�

�
(exp (�ti + �xi)� exp (�xi))

��
: (2.7)
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Calculando o logaritmo da função de verossimilhança (2:7) temos,

l(�; �) =
nX
i=1

�i�ti +

nX
i=1

�i�xi �
nX
i=1

�
1

�

�
exp (�ti + �xi) +

nX
i=1

�
1

�

�
exp (�xi) : (2.8)

Os EMV são obtidos por derivação direta de (2:8) : Os Estimadores de Máxima

Verossimilhança (EMV) são obtidos por derivação direta de (2:8).

Derivando a equação (2:8) em relação à � temos,

@l

@�
=

nX
i=1

�iti +
1

�

 
nX
i=1

ti exp (�ti + �xi)

!
+
1

�2

"
nX
i=1

exp (�ti + �xi)�
nX
i=1

exp (�xi)

#
(2.9)

e derivando a equação (2:8) em relação à �r , r = 1; :::; k temos,

@l

@�r
=

nX
i=1

�ixir +
1

�

"
nX
i=1

xir exp (�xir)�
nX
i=1

xir exp (�ti + �xir)

#
; (2.10)

Para resolver o sistema de derivadas @l
@�
= 0 e @l

@�r
= 0; utilizamos um método iterativo

de Quasi-Newton (ver Nash, 1990).

Além disso, a matriz de informação observada I pode ser obtida através das derivadas

segundas do log da função de verossimilhança. Os elementos da matriz de informação de

Fisher são dados por ( Lawless, 1982),

Ijk = E

�
� @2l

@�j@�k

�
= E

�
@l

@�j

@l

@�k

�
= E (UjUk) ; (2.11)

para j; k = 1; 2:

De acordo com (2:11) a matriz de informação de Fisher é, então, dada por,

I (�; �) =

0@ E (U�U�)E
�
U�U�k

�
E
�
U
�k
U�

�
E
�
U
�k
U�k

�
1A : (2.12)
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2.5 Procedimento de Estimação Intervalar

Estimativas intervalares e testes de hipóteses para os parâmetros são baseados na

distribuição normal assintótica dos estimadores de máxima verossimilhança (EMV) e na

distribuição qui-quadrado da estatística da razão de verossimilhança (ERV), respectiva-

mente (Lawless,1982). A adequação desses procedimentos é estudada na seção seguinte.

Seja �̂ = (�̂; �̂) denotando os estimadores de � = (�; �): Assintoticamente, quando

n!1;

�̂ ! N(�; I�1(�)); (2.13)

onde I é a matriz de informação esperada.

A distribuição assintótica dada em (2:13) pode ser utilizada para construir regiões de

con�ança aproximadas para os parâmetros e funções de interesse.

Para testar a variedade de hipóteses relacionadas com os parâmetros do modelo,

podemos usar a estatística da razão de verossimilhança.

Sejam �0 e �1;denotando os EMV de � sob as hipóteses H0 e H1: Sob certas condições

de regularidade, a ERV é dada por,

� = �2 log
�
L (�0)

L (�1)

�
; (2.14)

onde � tem uma distribuição assintótica qui-quadrado com d graus de liberdade (�2d);

em que d é a diferença entre o número de parâmetros independentes necessários para

especi�car H0 e H1:

2.6 Aplicação

Nesta Seção, serão apresentadas primeiramente, uma análise de dados completos

segundo o modelo de risco proporcional dependente do tempo, e, em seguida, uma análise

de dados censurados.

Exemplo1. Considerem-se os tempos de sobrevivência (em semanas) e contagem do

número de glóbulos brancos de dois grupos de pacientes, Ag positivo e negativo, com

diagnóstico de leucemia (Louzada-Neto et al., 2002, pg 22).
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Tabela 2.1: Dados de pacientes com leucemia

Tempos Ag+ log10 (wbc) Tempos Ag- log10 (wbc)

63 2300 3,36 56 4400 3,64

156 750 3,88 65 3000 3,48

134 2600 3,41 7 1500 3,18

16 6000 3,78 16 9000 3,95

108 10000 4,02 22 5300 3,72

121 10000 4,00 3 10000 4,00

4 17000 4,23 4 19000 4,28

39 5400 3,73 2 27000 4,43

143 7000 3,85 3 28000 4,45

56 9400 3,97 8 31000 4,49

26 32000 4,51 4 26000 4,41

22 35000 4,54 3 21000 4,32

1 100000 5,00 30 79000 4,9

1 100000 5,00 4 10000 5,00

5 52000 4,72 43 10000 5,00

65 100000 5,00

Para todos os pacientes, a covariável contagem de glóbulos brancos(WBC) foi regis-

trada na data do diagnóstico, estando seus respectivos logaritmos na base 10, apresen-

tados também na referida tabela. As covariáveis presentes neste conjunto de dados são,

portanto, X1 = logaritmo da contagem de glóbulos brancos e X2 = grupos (Ag+ ou Ag-).

Pode-se reescrever a equação (2:1) ; considerando os dados da Tabela 2.1, da seguinte

forma,

h (tj�; �) = exp (�t+ �1ag+�2 (log10 (wbc))) : (2.15)

A Tabela 2.2 mostra as EMV, erro padrão E.P. e I.C. (95%) para o modelo (2:1). E a

Figura 2.4 apresenta a função de risco, considerandos os grupos Ag+ e Ag-. Observa-se

que o efeito das covariáveis é signi�cativo, não acontecendo o mesmo em relação ao efeito
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do tempo, devido ao fato de I.C. (95%) conter o valor 0:

Tabela 2.2: EMV, Erro Padrão (E.P.) e IC para dados Tabela 2.1

Parâmetros EMV E.P. I.C.(95%)

� �0:007 0:005 [�0:018 ; 0019]

�1 1:021 0:365 [0:299 ; 1:742]

�2 �0:968 0:087 [�1:151 ; �0:801]

Figura 2.4: Comparação entre dois grupos (lado esquerdo) e

dois pacientes (lado direito) para dados Tabela 2.1

Exemplo2. Com o intuito de incentivar a amamentação, pesquisadores do Departa-

mento de Pediatria da UFMG �zeram um inquérito com mães de crianças com menos de

2 anos e que utilizavam o Centro de Saúde São Marcos localizado em Belo Horizonte. O

estudo teve como objetivos principais conhecer a prática do aleitamento materno dessas

mães bem como identi�car possíveis fatores de risco ou de proteção para o desmame

precoce. (Colosimo, E. A.; Giolo, S. R.; 2006)

A variável de interesse foi o tempo máximo de aleitamento materno (tempo contado

a partir do mecanismo até o desmame completo da criança).

O conjunto de dados original é composto de 11 covariáveis mas após investigações

preliminares, passa-se aqui a trabalhar com apenas 4 delas. Então, para todos os pacientes,

as covariáveis presentes nesse conjunto de dados são, portanto, X1: experiência anterior

de amamentação (0 se sim e 1 se não), X2: conceito materno sobre o tempo ideal de

amamentação (0 se X2 >6 meses e 1 se X2 � 6 meses), X3: di�culdades de amamentação
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nos primeiros dias pós-parto (0 se nao e 1 se sim) e X4: recebimento exclusivo de leite

materno na maternidade ( 0 se sim e 1 se não).

Pode-se reescrever a equação (2:1) considerando os dados da seguinte forma

h (tj�; �) = exp(�t+ �1x1 + �2x2 + �3x3 + �4x4): (2.16)

Na Figura 2.5 , os grá�cos mostram que a suposição de proporcionalidade não é violada.

Figura 2.5.: Grá�co proporcionalidade

Utilizando o modelo de risco dependente do tempo (2:1) para a análise desses dados

foram obtidos os resultados que estão condensados na Tabela 2.3.

Tabela 2.3: EMV, E.P.. e I.C. de 95% para equação (2:1)

Parâmetros EMV E.P. I.C. (95%)

� �0:3629 0:03594 [�0:437;�0:296]

�1 �0:6128 0:1930 [�1:004;�0:246]

�2 �0:7075 0:1876 [�1:091;�0:354]

�3 �0:2879 0:1977 [�0:689; 0:087]

�4 �0:4542 0:2067 [�0:879;�0:066]
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O parâmetro que mede o efeito do tempo é signi�cativo e apenas a covariável X3:

di�culdades de amamentação nos primeiros dias pós-parto mostrou-se não signi�cativa.

O modelo pode ser expresso por:

h (tj�; �) = exp(�0:3629t+�0:6128x1 +�0:7075x2 +�0:2879x3 +�0:4542x4): (2.17)

2.7 Estudo Numérico

São comuns, na prática, estudos com a possibilidade de amostras pequenas ou moder-

adas. Para avaliar a aplicabilidade dos resultados assintóticos nesses casos, as propriedades

dos estimadores devem ser estudadas através do estudo da matriz de informação de Fisher.

Dentro das especi�cações gerais do estudo de simulação, os tempos de vida foram

gerados segundo o método da inversa da função de distribuição (magalhães, 2004), onde,

para os tempos,é assumida uma distribuição exponencial com taxa de falha 0.4 e 0.5, e

as covariáveis foram geradas segundo uma Bernoulli com probabilidade de sucesso igual

a 0.5. E então, foram gerados os tempos de falha, segundo o modelo com � = -0.5 e � =

1 para amostras de tamanhos n=10, 20, 30, 50 e 100 elementos.

Nesta seção, são apresentados os resultados de um estudo de simulação que veri�ca a

probabilidade de cobertura dos intervalos de con�ança assintóticos, tendo como parâmetro

de variação o tamanho das amostras consideradas. A veri�cação do decaimento da var-

iância dos EMV foi feita por meio da veri�cação do comportamento do log(var(:)) versus

log(n): Em uma regressão de log(var(:)) versus log(n) o coe�ente de inclinação deve ser

aproximadamente -1. Os resultados do estudo são apresentados na Tabela 2.5, que mostra

o decaimento: As probabilidades de cobertura dos intervalos de con�ança de 95% são ap-

resentadas na Tabela 2.4.

2.7.1 Cálculo da Probabilidade de Cobertura

Para a determinação da probabilidade de cobertura dos intervalos de con�ança assintóti-

cos gera-se uma amostra, de�nida como a amostra original, conforme as especi�cações já

comentadas. E então, são obtidas as estimativas pontuais e intervalares. Em seguida,
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foram geradas 1000 amostras a partir das mesmas distribuições utilizadas para a geração

da amostra original, com os parâmetros destas distribuições substituídos pelos EMV, e

veri�ca-se se as estimativas da amostra original estavam contidas ou não nos interva-

los de con�ança dessas 1000 amostras geradas. O número de vezes em que cada uma

dessas situações ocorreu foi anotado. Assim, baseando-se nas 1000 amostras, calcula-se a

probabilidade de cobertura dos intervalos de con�ança assintóticos.

A Tabela 2.4 apresenta as probabilidades de cobertura dos intervalos de con�ança de

95%.

Tabela 2.4. Probabilidade de Cobertura dos IC de 95%

n � �

10 0:931 0:979

30 0:991 0:996

50 0:948 0:908

70 0:965 0:988

100 0:986 0:965

300 0:988 0:986

Pela Tabela 2.4, concluí-se que a probabilidade de cobertura do intervalo de con�ança

de 95% tanto para o parâmetro �; quanto para o parâmetro �; é próxima da probabilidade

de cobertura nominal de 95%, pelo menos para amostras moderadas.

Tabela 2.5. Coe�ciente de Inclinação da relação entre o log da variância e n

n log (var (�̂)) log
�
var

�
�̂
��

10� 50 �1:614 �1:517

50� 70 �0:667 �1:124

70� 100 �0:5358 �0:6875

100� 300 �1:153 �1:062

Os resultados da Tabela 2.5 mostram que as variâncias de � e � convergem para

um com o aumento do tamanho amostral. Entretanto para amostras pequenas isto não

acontece.
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2.8 Considerações Finais

Uma das vantagens do modelo de riscos proporcionais dependente do tempo é per-

mitir que o tempo seja considerado no ajuste do modelo. Vimos que o procedimento de

estimação de máxima verossimilhança pode ser facilmente considerado, e que a estimação

intervalar baseada na teoria assintótica pode ser considerada para amostras moderadas.

Para amostras pequenas outro procedimento deve ser considerado.

Um método, já citado, muito utilizado atualmente, devido à facilidade computacional,

para veri�car resultados obtidos via teoria assintótica é o de reamostragem bootstrap que

será tratado no Capítulo seguinte.



Capítulo 3

Método de Simulação Bootstrap

O método de reamostragem bootstrap foi desenvolvido por Efron (1979), sendo uti-

lizado na obtenção de estimativas intervalares e pontuais, bem como na acurácia de testes

e estimativas. No caso de amostras pequenas, o que ocorre com frequência em análise

de sobrevivência, o bootstrap pode ser visto como uma técnica alternativa ao cálculo de

intervalos de con�ança.

A técnica de reamostragem bootstrap permite com precisão usar-se uma amostra para

estimar a quantidade de interesse através de uma estatística e avaliar também as pro-

priedades da distribuição dessa estatística, ou seja, fornece também estimativas para a

distribuição, enviesamento, desvio padrão e intervalos de con�ança da estatística (Canty,

2000). Como nos dias de hoje podemos contar com recursos computacionais intensivos não

é necessário usar-se a teoria assintótica para análise das propriedades de uma estatística.

O processo de simulação de amostras bootstrap pode ser paramétrico ou não-paramétrico.

No bootstrap paramétrico, utilizado quando se tem informação su�ciente sobre a forma da

distribuição dos dados, a amostra é formada realizando-se a amostragem diretamente nesta

distribuição com os parâmetros desconhecidos substituídos por estimativas paramétricas.

Já no bootstrap não-paramétrico, usado quando não se tem conhecimento da distribuição

dos dados, são geradas R amostras com reposição e de mesmo tamanho da amostra ori-

ginal, à partir da distribuição F̂ , que corresponde a distribuição empírica dos dados.

Consedere X1; ::::; Xn uma amostra aleatória de tamanho n com distribuição de prob-

abilidade desconhecida F que depende de um parâmetro �; e sejam X = (x1; :::; xn) os

valores observados. Como a função F é desconhecida, pode-se estimá-la pela função de
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distribuição empírica, baseado na amostra n que é dada por,

F̂ =
#(xi � x)

n
:

A função F̂ assume valores 1/n para cada valor da amostra xi, i = 1; :::; n:

3.1 Intervalo de Con�ança via Método Bootstrap

Em inferência estatística, tem-se interesse na quanti�cação do erro cometido ao se

estimar um parâmetro de interesse � através de �̂. Uma estratégia usual para a busca de

medidas de incerteza, que expressem esse erro, é a estimação do erro padrão de �̂. En-

tretanto, métodos analíticos para a obtenção destas medidas nem sempre são disponíveis,

ou constituem processos altamente complexos, enquanto métodos assintóticos, nos quais

a construção de intervalo de con�ança é baseada, dependem de aproximações nem sem-

pre alcançadas. Neste contexto, o método bootstrap constitui uma e�ciente alternativa,

fornecendo estimativas do erro padrão de �̂ livres de complexidades algébricas e possi-

bilitando a obtenção de intervalos de con�ança sem necessidade de pressupostos sobre a

distribuição do estimador.

Desta forma, o método bootstrap é utilizado para a obtenção de estimativas intervalares

empíricas para os estimadores dos parâmetros de interesse, através da reamostragem do

conjunto de dados original.

Seja � o parâmetro de interesse. Para cada amostra, calcula-se a EMV para �; e

tem-se no �nal de R reamostragens b��1 < ::: < b��R valores das EMV ordenadas. Utiliza-se,
então, b��

(R+1)(�2 )
e b��(R+1)(1��

2 )
; (3.1)

como sendo os limites inferiores e superiores do intervalo 100 (1� �)% de con�ança para

�. Em geral, o número de reamostragens R é �xado em 999, o que se considera aqui.

Desta forma, através de (3:1), podem ser obtidos intervalos de con�ança percentil

bootstrap 100 (1� �)% para o parâmetro de interesse. Intervalos de con�ança percentil

bootstrap para os outros parâmetros de interesse são obtidos de maneira análoga.

Segundo Efron & Tibshirani (1993, p. 154), intervalos bootstrap também são aproxi-
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mados, entretanto, oferecem melhores resultados que os intervalos de con�ança padrão.

3.1.1 Aplicação

Considerando a metodologia acima foi desenvolvido um estudo de simulação boot-

strap, adotados o modelo de risco dependente do tempo (1:1) e os dados referentes a aleita-

mento materno apresentados na seção 3.0.1. Esses dados foram reamostrados usando-se

bootstrap não-paramétrico, em que os cálculos são repetidos 1000 vezes.

Na Tabela 2, encontram-se as EMV obtidas através da função optim do pacote R e os

intervalos bootstrap. Observa-se, ainda, que os intervalos obtidos, considerado a técnica

de reamostragem, estão próximos dos valores encontrados via método assintótico.

Tabela 3.1. EMV e I.C. de 95% bootstrap

Parâmetros EMV I.C. (95%)

� �0:3137 (�0:4671;�0:2844)

�1 �0:6536 (�1:0027;�0:2999)

�2 �0:7207 (�1:0929;�0:4161)

�3 �0:4155 (�0:7016; 0:08078)

�4 �0:5669 (�0:8552;�0:1511)

3.1.2 Probabilidade de Cobertura dos Intervalos de Con�ança

Bootstrap

Para o cálculo da probabilidade de cobertura dos intervalos de con�ança bootstrap gera-se

uma amostra original utilizando o mesmo processo de geração da seção anterior. Através

do procedimento bootstrap não-paramétrico geramos 399 réplicas da amostra original. As

EMV de cada réplica foram calculadas. Cada uma das 399 réplicas foi replicada num

número de 499 vezes. Assim, calcula-se os intervalos de con�ança percentil bootstrap.

Veri�ca-se o número de intervalos de con�ança percentil Bootatrap que continham as

EMV calculadas anteriormente. A probabilidade de Cobertura é dada pelo número de

intervalos que contém as EMV dividido por 399.

A Tabela 5 apresenta as probabilidades de cobertura dos intervalos de con�ança de

95%.
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Tabela3.2. Probabilidade de Cobertura dos I.C. bootstrap de 95%

n � �

10 0:9373 0:9423

30 0:9649 0:9523

50 0:9598 0:9498

100 0:9699 0:9473

200 0:9774 0:9624

300 0:9824 0:9624

Desta forma, concluí-se que o intervalo de con�ança bootstrap possue resultados próx-

imos ao resultados obtidos via teoria assintótica (ver Tabela 2.4).

3.2 Considerações Finais

Utilizando-se o método de reamostragemBootstrap, os intervalos de con�ança obtidos

via reamostragem se aproximam dos intervalos de con�ança obtidos via teoria assintótica,

provando assim a acurácia das estimativas intervalares calculadas via teoria assintótica.

Entretanto, a utilização do procedimento Bootstrap é recomendado por independer da

distribuição assintótica para ser construído.



Capítulo 4

O Custo de Estimar � na presença

de �

4.1 Introdução

Em geral, para um modelo de regressão com n observações independentes, considera-

se a variância da estimativa da quantidade de interesse sobre 2 cenários. Um deles é

quando todos os parâmetros são estimados dos dados; e o outro é quando um subconjunto

dos parâmetros é supostamente conhecido nos seus verdadeiros valores e os restantes são

estimados.

Taylor, Siqueira e Weiss (1996) mostraram, sob certas condições, que a razão da soma

acumulada através da projeção dos pontos da variância da quantidade de interesse é dada

por q/p, onde q e p são o número de parâmetros livres nos dois cenários.

Assim, a in�ação da variância associada com a adição de parâmetros, também no

sentido do custo desta operação, é diretamente proporcional ao número de parâmetros.

Como provado anteriormente, o modelo de riscos proporcionais dependente do tempo

pode ser visto como o modelo de Cox (1972), com um parâmetro a mais, que permite

veri�car o efeito do tempo na modelagem.

O que interessa, no momento, é medir o custo de estimar �; ao inserir-se o parâmetro �

no modelo de riscos proporcionais , ou ainda, a in�uência quanto à variância da estimativa

do efeito da covariável � é in�acionada por levar em consideração que � é estimado dos

dados.
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Primeiramente, na seção 4.2 foi apresentada uma medida para o custo, que é dada

pela razão de variância, e, em seguida, na seção 4.3, um estudo numérico onde se �xa um

valor para o parâmetro � e diversi�cando os valores do parâmetro � para vários tamanhos

de amostras, a �m de obter-se valores da razão de variância, de acordo com tamanhos

amostrais distintos.

4.2 De�nindo o Custo de Estimar �

Para o cálculo da in�ação da variância, Taylor, Siqueira e Weiss (1996) utilizaram

um procedimento que é dividido em 2 estágios. O primeiro estágio consiste em estimar a

quantidade de interesse, e o segundo em executar a análise condicionada ao valor estimado.

Os problemas em potencial na inferência associada ao estudo do custo já foram estu-

dados por Miller (1990). A magnitude do problema vem sendo examinada para vários e

diferentes modelos Taylor (1985), Faraway (1992) e Weiss (1995). E algumas sugestões

envolvendo o método Bootstrap têm sido levantadas e consideradas ( Faraway, (1992) e

Efron and Gong, (1983)).

Bickel & Doksum (1981) estudaram o custo de estimar o parâmetro � da transformação

Box-Cox, de�nido como in�ação da variância causada pela adição dos parâmetros. Carroll

& Ruppert (1981) analisaram o custo de estimar a transformação do parâmetro � para a

mesma classe de modelos usados por Bickel & Doksum (1981), mas avaliados dentro de

diferentes contextos. Taylor (1988) e Taylor et al., (1996) estudaram o custo de adicionar

parâmetros para modelos de resposta binária e Siqueira & Taylor (1999) avaliaram o custo

de estimar � da transformação Box-Cox na inferência do efeito de tratamento.

Neste trabalho, deseja-se saber qual o custo de estimar o efeito da covariável com a

introdução de um parâmetro que mede o efeito do tempo, isto é, considerando o modelo

dependente do tempo (2:1), determinar-se o custo de estimar � na presença de �:

Considere-se o vetor de parâmetros � = (�; �) e sejam �̂ =
�
�̂; �̂

�
as EMV. A matriz

de informação esperada I pode ser obtida como em (2:12) : Suponha, ainda, que � é �xado

pelo seu verdadeiro valor ��; nesse caso a EMV é denotada por �̂� = �̂�: A dimensão da

matriz de informação para esse caso é 1� 1 e é denotada por I�. Note que I� é a matriz

I dada em (2:12)sem a primeira linha e a primeira coluna.
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A idéia principal é medir quanto à variância da estimativa do efeito da covariável (�̂);

in�acionada por levar em conta que � (o efeito do tempo) é estimada dos dados, isto é,

o custo de estimar � na presença de �. Uma medida desse custo é dada pela razão de

variância (RV), de�nida por,

RV (
^
�) =

I�122
I�1�11

; (4.1)

onde I�1ii é o i-ésimo elemento diagonal do inverso da matriz de informação esperada I

para � e � avaliados em suas EMV �̂ e �̂, e I�1�ii é o i-ésimo elemento diagonal do inverso

da matriz de informação I�.

Em geral, não há uma simples expressão analítica para RV (
^
�). Quando a razão

variância V R(
^
�) = 1, conclui-se que não existe custo de estimar � na presença de �:

4.3 Estudo Numérico

Para visualizar o custo dado em (4:1) tempos de vida foram geradas segundo o método

da inversa da função de distribuição onde para os tempos foi assumido uma distribuição

exponencial com taxa de falha 0.4 e 0.5, respectivamente, as covariáveis segundo uma

Bernoulli com probabilidade de sucesso igual a 0.5. Daí geramos os tempos de falha

segundo o modelo com � = -10 e � = 1. Para o vetor de parâmetros � = (�; �) assumimos

� = �10;�5;�1;�0:5;�0:05;�0:01; 0:01; 0:05; 0:1 e � = 0:5 também �xamos o número

de eventos em n = 10; 20; 50; 100:

A Figura 1 apresenta as razões de variâncias obtidas neste estudo. Os resultados

mostram que existe um baixo custo da estimativa de �, sob a in�uência de �, para valores

negativos �. Quanto maiores são os � e mais se aproximam de zero a razão de variância

tende a aumentar.



4. O CUSTO DE ESTIMAR � NA PRESENÇA DE � 29

Figura 4.1- Grá�co da Razão de Variância

4.4 Conclusões

Neste Capítulo,foi obtida uma medida para a in�ação da variância (RV ) dada por

(4:1), que também pode ser vista como uma medida do custo ao adicionar parâmetros

a um modelo. Mediu-se o quanto a variância da estimativa do efeito da covariável �,

no modelo de riscos proporcionais dependente do tempo, foi in�acionada, quando � é

estimado dos dados.

Através de um estudo numérico mostrou-se que, para valores negativos de �; a RV é

próxima de 1; pois o custo de estimar � na presença de � é baixo. Mas também vimos que,

conforme � se aproxima de 0; a RV aumenta, ou seja, o custo de estimar � na presença

de � aumenta, conforme � se aproxima de 0. E ainda que para valores maiores de n,

como n = 100;a RV é mais próxima de 1: Conforme n diminui, a RV se distancia de 1,

evidenciando um custo maior para tamanhos amostrais menores.

Sendo assim cé obvio que, para valores negativos de �; os resultados são convenientes.

Mas, para valores positivos de �; e � próximo de zero, os resultados não são convenientes.



Capítulo 5

Abordagem Bayesiana

5.1 Introdução

Após o estudo para o modelo de riscos proporcionais dependente do tempo (2:1) ; sob o

ponto de vista frequentista,é importante considerarmos a abordagem Bayesiana, na qual

é combinada a opnião de especialistas com a informação extraída dos dados. Tratar-se-

á, pois, a seguir, sobre a metodologia Bayesiana, em todas as suas implicações, para o

modelo em pauta.

5.2 Metodologia

O interesse básico de um estudo estatístico está em obter informações sobre uma

quantidade de interesse �. A análise Bayesiana de dados pode ser vista como um proced-

imento para fazer inferência dos dados, usando modelos probabilísticos para quantidades

observadas e outras de que se deseja tomar conhecimento (ver Gelman, Carlin e Rubin,

2003). Neste contexto, é possível que pesquisadores atribuam modelos distintos para �.

Teorema de Bayes

Seja � uma quantidade de interesse desconhecida. A informação a priori a respeito

desta quantidade é representada aqui por p(�): E a informação que temos dos dados é

representada pela função de verossimilhança p(xj�): O teorema de Bayes traduz a idéia

de que, depois de se observar X = x; a quantidade de informação sobre � é aumentada

(ver Eshler, 2003).
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O teorema de Bayes é dado por,

p(�jx) = p(�; x)

p(x)
=
p(xj�)p(�)
p(x)

=
p(xj�)p(�)Z
p(�; x)d(�)

: (5.1)

Note-se que 1
p(x)
; não dependente de �; funciona como uma constante normalizadora

de p(�jx):

A função de verossimilhança p(xj�) fornece a plausibilidade de cada um dos possíveis

valores de �, e a função p(�) é chamada de distribuição à priori.

A forma usual para o teorema aqui apresentado é

p(�jx) / p(xj�)p(�): (5.2)

A combinação da informação a priori com a informação dos dados, traduzida pela

verossimilhança, dá a informação à posteriori de � que é convenientemente resumida em

termos de esperanças de funções particulares do parâmetro �;isto é,

E [g (�) jx] =
Z
g (�) p (�jx) d�: (5.3)

Assim, o problema geral da inferência Bayesiana consiste em calcular tais valores

esperados segundo a distribuição a posteriori de �:

Para a resolução das questões mencionadas acima, métodos numéricos vêm sendo

desenvolvidos nas últimas décadas. Os mais utilizados são: métodos de integração simples

de Monte Carlo, os métodos de reamostragem por importância e os métodos de Monte

Carlo via Cadeias de Markov (MCMC). Estes são mais simples para implementação e não

apresentam restrições quanto ao número de parâmetros a serem estimados.

5.2.1 Cadeis de Markov Monte Carlo (MCMC)

O método MCMC é uma forma de integração Monte Carlo. A idéia é simular uma

cadeia de Markov irredutível e aperiódica cuja distribuição estacionária é a distribuição de

interesse � (�) : Para os bayesianos isso é a densidade a posteriori p (�jx) : Existem 2 méto-

dos de gerar cadeia de Markov com distribuição estacionária especi�cada. Um deles que

tem sido usado por muitos anos em estatística física é o agoritmo de metropolis (Metropo-



5. ABORDAGEM BAYESIANA 32

lis et al:; 1953). Hastings (1970) mostra uma generalização do algoritmo Metropolis. O

outro método é o Gibbs Sampler (Geman & Geman,1984) que foi traduzido dentro da

in�uência da literatura por Gelfand & Smith (1990). É importante ressaltar que o uso

desses algoritmos, em geral, é necessário se a geração não-iterativa da distribuição da qual

se deseja obter uma amostra for muito complicada ou custosa.

Na subseção será apresentado o algorítmo de Metropolis-Hastings, utilizado, neste

trabalho para obter as estimativas dos parâmetros de interesse do modelo de riscos pro-

porcionais dependente do tempo dado em (2:1) :

5.2.2 Metropolis-Hastings

Quando as distribuições condicionais a posteriori não são facilmente identi�cadas

como possuidoras de uma forma padrão (normal. gama, etc.), o que impossibilita a ge-

ração direta a partir destas distribuições, usa-se o algoritmo Metropolis (Metropolis et

al:; 1953). Uma generalização foi dados por Hastings (1970) e iremos descrevê-la aqui.

A idéia dos algorítmos de Metrópolis-Hastings é, um valor é gerado de uma distribuição

auxiliar e aceito com uma dada probabilidade. Esse mecanismo de correção garante que

a convergência da cadeia para a distribuição de equilíbrio, que neste caso é a distribuição

à posteriori (ver Ehlers, 2003).

Supondo que a cadeia esteja no estado � e um valor �0 é gerado de uma distribuição

proposta t (:j�) : Note-se que a distribuição proposta pode depender do estado atual da

cadeia, por exemplo t (:j�) poderia ser uma distribuição normal centrada em �: O novo

valor �0 é aceito com probabilidade

� (�; �0) = min

�
1;
� (�0) t (�; �0)

� (�) t (�0; �)

�
: (5.4)

onde � é a distribuição de interesse.

Em termos práticos, o algoritmo de Metropolis-Hastings pode ser especi�cado pelos

seguintes passos,

1 - Inicie o contador de iterações i = 0 e especi�que um valor inicial �(0):

2 - Gere um novo valor �0 da distribuição t (:j�) :

3 - Calcule a probabilidade de aceitação � (�; �0) e gere u ~ U (0; 1) :
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4 - Se u � � então aceite o novo valor e faça �i+1 = �0, caso contrário rejeite e faça

�i+1 = �:

5 - Incremente o contador de i para i + 1 e volte ao passo 2.

5.2.3 Diagnósticos de Convergência

Os métodos MCMC constituem uma ótima ferramenta para a resolução de proble-

mas práticos mas atenção especial deve ser dada para algumas di�culdades que podem

vir a surgir. Podemos citar aqui: o número de iterações para se obter a convergência,

a possibilidade das iterações iniciais da amostra serem in�uenciadas pelos valores inici-

ais dos parâmetros e ainda, das sequências de valores apresentarem correlação entre os

parâmetros.

Os métodos de veri�cação de convergência são baseados nas propriedades da cadeia

de Markov e indicam a convergência ou não da amostra simulada para a distribuição

marginal.

A princípio, com a intenção de veri�car a convergência, pode ser feita uma análise dos

grá�cos ou das medidas descritivas (média, desvio-padrão e os quantis) obtidas a partir

dos valores simulados para os parâmetros de interesse. Pode-se destacar entre os grá�cos

mais frequentes, o da quantidade de interesse estimada ao longo das iterações e o da

estimativa da distribuição marginal a posteriori deste parâmetro.

Outra avaliação da convergência é feita, utilizando-se algumas técnicas de diagnóstico

das cadeias. As técnicas de diagnóstico mais populares são desritas por Geweke (1992),

Gelman & Rubin (1992) e Raftery e Lewis (1992). Estas técnicas estão implementadas

na biblioteca CODA (Convergence Diagnosis and Output Analysis Software for

Gibbs Sampling Output) (Best et al., 1997).

Nenhum desses métodos é considerado mais e�caz que o outro então, são utilizados

conjuntamente a �m de obter-se uma indicação de convergência.

Algumas técnicas de identi�cação e monitoração formal e informal de convergência

foram revisadas por Gamerman (1991). E ainda, Brooks e Roberts (1995) revisaram

alguns dos métodos de convergência e discutiram a implementação destes e suas possíveis

extensões.
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5.3 Aplicação

Desenvolvimento do procedimento Bayesiano para o modelo, considerando -se que as

distribuições a priori para � e � são independentes e dadas por,

� (�) =
1p
2���

exp

�
� 1

2�2�
(�� ��)

2

�
; (5.5)

e

� (�) =
1p
2���

exp

(
� 1

2�2�

�
�� ��

�2)
: (5.6)

Distribuições a Posteriori Conjunta

� (�; �jDados)/ exp

8<:
�(����)2

2�2�
� (����)

2

2�2�
+ [
Pn

i=1 �i (�ti + �xi)]�

� 1
�

Pn
i=1 [exp (�ti + �xi)� exp(�xi)]

9=; : (5.7)

Distribuições a Posteriori Condicionais

� (�j�;Dados)/ exp
(

nX
i=1

�i (�ti)�
�
1

�

� nX
i=1

[exp (�ti + �xi)� exp(�xi)]
)
� (�) (5.8)

� (�j�;Dados)/ exp
(

nX
i=1

�i (�xi)�
�
1

�

� nX
i=1

[exp (�ti + �xi)� exp(�xi)]
)
� (�) (5.9)

Valores dos hiperparâmetros, aleatórios, �xados para o exemplo em questão,

� (�) = N(0; 1);

e

� (�) = N(0; 1):

As densidades a posteriori marginais da distribuição a posteriori não são facilmente
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obtidas, isto porque a integração da densidade a posteriori conjunta é complicada. Opta-

se aqui por trabalhar com o software R (Spiegelhalter et al, 1997) para a geração das

distribuições a posteriori dos parâmetros do modelo dado por (2:1) e cálculo das estima-

tivas de interesse:

Exemplo Dados Completos: Toma-se mão aqui de dados simulados utilizados ante-

riormente neste trabalho. Foram geradas 2 cadeias de 200.000 iterações para os parâmet-

ros. As primeiras 100.000 foram deprezadas. Os resultados obtidos estão apresentados na

Tabela 5.1.

Tabela 5.1 - Estatísticas Resumo das distribuições a posteriori no

Modelo dado em (2.1) ; utilizando a distribuição a Priori N(0; 1)

Parâmetro Média E.P. I.C.(95%)

� 1:3353 0:1891 (0:9508; 1:6975)

� �0:8095 0:23 (�1:2715;�0:3715)
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Figura 5.1. Posteriori Marginal e traço da cadeia para � (acima) e � (abaixo).

Pelos resultados apresentados na tabela 5.1 nota-se que para o conjunto de dados aqui

utilizado é signi�cativo o efeito do tempo e da covariável presente. A convergência das

cadeias geradas está de acordo com os diagnósticos de convergência implementados no

CODA (Best et al., 1997). Os traços das cadeias e a estimação da densidade para cada

parâmetro, apresentados na Figura 5.1, indicam que não há problemas com a convergência

do algoritmo.

Exemplo Dados Censurados: Neste exemplo foram utilizados os dados apresen-

tados anteriormente referentes a aleitamento materno (ver Colosimo, E. A.; Giolo, S. R.;

2006), considerando uma única covariável X1 = experiência anterior de amamentação.
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Tabela 5.2 - Estatísticas Resumo das distribuições a posteriori no

Modelo dado em (2.1) ; utilizando a distribuição a Priori N(0; 1)

Parâmetro Média E.P. I.C.(95%)

� �0:4593 0:0369 (�0:5335;�0:3915)

� �0:9389 0:1679 (�1:2724;�0:6255)

Figura 5.2. Posteriori Marginal e traço da cadeia para � (acima) e � (abaixo).

Pelos resultados apresentados na tabela 5.2 nota-se que para o conjunto de dados
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referente a aleitamento materno é signi�cativo o efeito do tempo e da covariável expe-

riência anterior com leitamento materno presente no conjunto de dados. A convergência

das cadeias geradas está de acordo com os diagnósticos de convergência implementados

no CODA (Best et al., 1997). Os traços das cadeias e a estimação da densidade para cada

parâmetro, apresentados na Figura 5.2, indicam que não há problemas com a convergência

do algoritmo.



Capítulo 6

Conclusões e Perspectivas Futuras

Em razão de minusciosa análise dos métodos assintóticos, considerações sobre reamostragem,

estudo da in�ação da variância, e re�exões do ponto de vista Bayesiano, propõe-se, �nal-

mente, um modelo de risco proporcional dependente do tempo em sua modelagem.

Na abordagem clássica, veri�ca-se que não há problemas referentes a estimação via

máxima verossimilhança e, para o conjunto de dados aqui estudado, mostra-se que o

efeito do tempo é signi�cativo e, ainda, a estimação de máxima verossimilhança pode

ser considerada para tamanhos amostrais moderados. Mas deve ser registrado que é

necessária uma certa cautela, ao se utilizar resultados assintóticos encontrados, pois a

teoria clássica usual pode não ser válida, uma vez que, em análise de sobrevivência, é

comum a aplicação de amostras pequenas. Foram utilizadas de técnicas de reamostragem

na obtenção de estimativas pontuais e, ainda, da acurácia dos valores obtidos via teoria

assintótica. Os intervalos de con�ança obtidos via teoria assintótica se aproximam dos

intervalos de con�ança encontrados no método de simulação Bootstrap, garantindo assim,

a e�ciência do procedimento. Ressalta-se que o método Bootstrap é recomendado por

independer de distribuição assíntótica para ser construído. Na análise do custo de estimar

� na presença de �; mostra-se que, conforme � se aproxima de 0, a RV aumenta. E ainda

que, para valores maiores de n, como n = 100;a RV é mais próxima de 1. Conforme n

diminui, a RV se distancia de 1, evidenciando um custo maior para tamanhos amostrais

menores.

Do ponto de vista Bayesiano observa-se que não existem di�culdades de implementação

do método proposto e, também, são alcançados bons resultados nas aplicações feitas aqui,
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mostrando assim outra metodologia apropriada para o estudo do modelo aqui proposto.

O modelo de riscos proporcionais dependente do tempo mostrou-se útil para resolver

problemas que eventualmente podem ocorrer quando os dados de sobrevivência são pro-

porcionais. Uma análise do modelo pode conduzir a vários estudos futuros, como por

exemplo, considerar o modelo com um termo de fragilidade presente.
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Apêndice A

O Modelo de Gompertz

Benjamim Gompertz em 1825 sugeriu uma lei de progressão geométrica para a mor-

talidade de um indivíduo depois de uma certa idade, ou ainda, uma lei de mortalidade

capaz de explicar como o tempo in�uencia na morte de um indivíduo. Willekins (2001)

mostrou que a função de distribuição de Gompertz é do tipo valor extremo.

A função de risco de Gompertz é dada por,

h (t) = � exp (�t) (A.1)

e ainda,

S (t) = exp

�
�
�
�

�

��
e�t � 1

��
; (A.2)

então por (A:1) e (A:2) temos que :

f (t) = �e�t exp

�
�
�
�

�

��
e�t � 1

��
; t � 0: (A.3)

Note que o log h (t) é uma função linear da idade

h (t) = log(�) + �t: (A.4)
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A.1 A Função de Verossimilhança de Gompertz

Segundo Garg, Raja Rao e Redmond (1970), ao se levar em consideração um inter-

valo de tempo (0; tp) que pode ser dividido em p subintervalos da seguinte forma (0; t1) ;

(t1; t2) ; ::::; (tp�1; tp) ;e sejam

n = número de indivíduos na amostra,

di = número de falhas observadas no intervalo de tempo (ti�1; ti) ;

si = número de censuras até o tempo ti; i = 1; :::; p:

A probabilidade de di mortes no intervalo (ti�1; ti) é fS (ti�1)� S (ti)gdi que pode ser

aproximado por ff (� i)gdi ; onde � i é o ponto médio do intervalo (ti�1; ti) :

Feitas estas considerações a função de verossimilhança para o modelo de Gompertz

pode ser escrita da seguinte forma,

L (t) = cons tan te x
pY
i=1

�
�e�� i exp

�
�
�
�

�

�
(e�� i � 1)

��di �
exp

�
�
�
�

�

�
(e�� i � 1)

��si
(A.5)

e o logarítmo da verossimilhança é dado por,

l (t) = cons tan te +
pX
i=1

�
di

�
log k + �� i �

�
�

�

�
(e�� i � 1)

�
�
�
�

�

�
si (e

�� i � 1)
�
:

(A.6)

De�nindo,

8>><>>:
T =

pX
i=1

di� i; D =

pX
i=1

di

Q (�) = si (e
�� i � 1) + di (e�� i � 1)

(A.7)

o modelo pode ser reescrito como,

l (t) = cons tan te+D logK � �T �
�
�

�

�
Q (�) : (A.8)



Apêndice B

O Modelo de Riscos Proporcionais

de Cox

Em 1972 Cox propôs um modelo que permite a análise de dados de sobrevivência

considerando as covariáveis de interesse para cada indivíduo. Cox assim como outros

autores propõe modelar dados de sobrevivência na presença de covariáveis , por meio da

função de risco.

Assim, a função de risco do i-ésimo indivíduo é dada por,

hi (tjxi) = h0 (t) exp
�
�

0
xi

�
; (B.1)

onde h0 (t) é a função de risco base, � é o vetor de dimensão p de coe�cientes de regressão

desconhecidos e xi é o vetor de dimensão p de covariáveis observadas para o i-ésimo

indivíduo.

O modelo de Cox (1:9) é conhecido como sendo semi-paramétrico por assumir que as

covariáveis atuam de forma multiplicativa no risco e por considerar h0 (t) arbitrária, ou

seja, por não ser assumida nenhuma forma paramétrica para h0 (t) :

As funções de taxa base acumulada bem como a correspondente função de sobrevivên-

cia são também de interesse e estas relacionam-se com a função de risco base por,

H0 (t) =

Z t

0

h0 (t) dt (B.2)

e ainda,
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S (tjx) = exp
�
�
Z t

0

h (tjx) dt
�

(B.3)

= S0 (t)
exp

�
�
0
x
�
; (B.4)

onde S0 (t) = exp
�
�
R
h0 (u) du

�
:

B.1 A Função de Verossimilhança Parcial de Cox

O modelo de Cox caracteriza-se pelos coe�cientes � que devem ser estimados a par-

tir das observações amostrais. A presença do componente não-paramétrico inviabiliza,

contudo, o uso do método da máxima verossimilhança. Para a estimação desses � Cox

(1975) apresentou então a função de verossimilhança parcial.

Este modelo é conhecido como semi-paramétrico por assumir que as covariáveis atu-

am multiplicativamente no risco pela relação g (x; �) = exp
�
�

0
xi
�
e por considerar h0 (t)

arbitrária, ou seja, por não ser assumida nenhuma forma paramétrica para h0 (t) : Sua

denominação, como sendo de riscos proporcionais, se deve ao fato de a razão entre as

funções de risco de dois indivíduos,

h (tjxi)
h (tjxj)

=
h0 (t) exp

�
�
0
xi
�

h0 (t) exp (�
0xj)

= exp
n
�

0
(xi � xj)

o
(B.5)

(i; j = 1; :::; n e i 6= j) não depender de t:

Observe que a constante �0 não aparece no componente paramétrico exp
�
�

0
xi
�
. Isto

ocorre devido à presença do componente não-paramétrico que absorve este termo cons-

tante.

A função de verossimilhança para n indivíduos considerando dados censurados é esta-

belecida por,

L (t) =

nY
i=1

f (tijxi)�i S (tijxi)1��i : (B.6)

Considerando S0 (t) = exp
�
�
R
h0 (u) du

�
e de(1:7) temos,
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L(�) =

nY
i=1

[h (tijxi)]�i =
nY
i=1

h
h0(t) exp(�

0
xi)
i�i
: (B.7)

Assumindo que U(t) denota o conjunto de indivíduos que sobreviveram imediatamente

antes do tempo t a função de verossimilhança parcial é dada por,

L(�) =

nY
i=1

"
exp

�
xi�

0�P
l2U(ti) exp (xi�

0)

#�i
: (B.8)


