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Resumo

O polimorfismo de nucleotideo tnico (SNP) é a variagdo em uma unica posi¢ao na cadeia
de nucleotideos onde é formado o DNA. Visto que se trata de uma alteragdo genética,
ele é de extrema importancia para o estudo da saiide humana. Através dele, é possivel
prever as respostas de individuos a determinados medicamentos, buscar genes relaciona-
dos a doencas hereditarias em um grupo familiar e também pode ser associado a doengas
mais complexas como doencas cardiovasculares, diabetes, cancer e a Doenca de Alzheimer.
Com a utilizacao de Aprendizado de Maquina supervisionado, é possivel realizar estudos
da relagdo dos SNPs com doencgas complexas, sendo cada SNP uma variavel de entrada
para tais algoritmos. Desta forma, o objetivo deste projeto foi investigar a relagdo dos
SNPs com a Doenca de Alzheimer, através de algoritmos de Aprendizado de Maquina.
Para isso, foram utilizados conjuntos de dados de individuos e seus respectivos SNPs e di-
agnosticos (Normal, Comprometimento Cognitivo Leve ou Doenga de Alzheimer). Assim,
este estudo apresenta uma abordagem inovadora para a identificagdo de marcadores gené-
ticos associados & Doenga de Alzheimer (DA), unindo técnicas de aprendizado de maquina
e analise genomica em um conjunto de quatro etapas cruciais. A primeira etapa consiste
no pré-processamento e normalizacao dos dados, seguida pela implementacao de estudos
de associagao gendémica ampla (GWAS) em todos os conjuntos de dados gerados na fase
anterior. A terceira etapa emprega métodos avancados de aprendizado de maquina no con-
junto de dados mais promissor identificado nas etapas anteriores. Finalmente, a quarta
etapa envolve uma andlise comparativa dos resultados alcangados nas etapas de GWAS e
aprendizado de maquina. Os resultados deste estudo revelaram um conjunto abrangente
de SNPs associados a DA, incluindo tanto aqueles previamente conhecidos na literatura
cientifica quanto novas descobertas promissoras. Além disso, destacou-se a importancia
do tratamento de dados no controle de qualidade, o que teve um impacto significativo nos
resultados encontrados. Os modelos de Aprendizado de Maquina utilizados neste estudo
mostraram perfis distintos de SNPs mais significativos, enfatizando a complexidade e a
heterogeneidade da DA. Essa variacao nos coeficientes e importancias das caracteristi-
cas sublinha a necessidade de uma abordagem integrada e multifacetada para a pesquisa
em genética da DA. Em resumo, este estudo demonstra o potencial do aprendizado de
maquina e da andlise gendmica no avanco do conhecimento sobre a DA. Os resultados
fornecem novas percepgoes para o campo emergente da genémica da DA, abrindo novas
perspectivas para estratégias terapéuticas e diagnésticas mais eficazes. As descobertas
apresentadas representam um avango significativo em dire¢do a um entendimento mais

profundo da genética da DA e seu impacto na satide humana.

Palavras-chave: Predi¢do de Doencgas. Doenga de Alzheimer. Aprendizado de maquina

supervisionado. Classificacao. Selecao de Atributos. Ciéncia de dados. GWAS.



Abstract

Single nucleotide polymorphism (SNP) is the variation at a single position in the nu-
cleotide chain where DNA is formed. Since it is a genetic alteration, it is of utmost
importance for the study of human health. Through it, it is possible to predict individ-
uals’ responses to certain medications, search for genes related to hereditary diseases in
a family group, and it can also be associated with more complex diseases such as cardio-
vascular diseases, diabetes, cancer, and Alzheimer’s Disease. With the use of supervised
Machine Learning, it is possible to conduct studies on the relationship between SNPs and
complex diseases, with each SNP being an input variable for such algorithms. Thus, the
aim of this project was to investigate the relationship between SNPs and Alzheimer’s Dis-
ease, through Machine Learning algorithms. For this purpose, datasets of individuals and
their respective SNPs and diagnoses (Normal, Mild Cognitive Impairment, or Alzheimer’s
Disease) were used. Therefore, this study presents an innovative approach to identifying
genetic markers associated with Alzheimer’s Disease (AD), combining machine learning
techniques and genomic analysis into a set of four crucial steps. The first step consists of
data preprocessing and normalization, followed by the implementation of Genome-Wide
Association Studies (GWAS) on all datasets generated in the previous phase. The third
step employs advanced machine learning methods on the most promising dataset identi-
fied in the previous steps. Finally, the fourth step involves a comparative analysis of the
results achieved in the GWAS and machine learning stages. The results of this study re-
vealed a comprehensive set of SNPs associated with AD, including both those previously
known in the scientific literature and promising new discoveries. Furthermore, the impor-
tance of data handling in quality control was highlighted, which had a significant impact
on the results obtained. The machine learning models used in this study showed distinct
profiles of the most significant SNPs, emphasizing the complexity and heterogeneity of
AD. This variation in coefficients and feature importances underscores the need for an
integrated and multifaceted approach to AD genetics research. In summary, this study
demonstrates the potential of machine learning and genomic analysis in advancing knowl-
edge about AD. The results provide new insights into the emerging field of AD genomics,
opening up new perspectives for more effective therapeutic and diagnostic strategies. The
findings presented represent a significant advancement towards a deeper understanding

of AD genetics and its impact on human health.

Keywords: Disease Prediction. Alzheimer’s Disease. Supervised Machine Learning. Clas-
sification. Feature Selection. Data Science. GWAS
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1 Introducao

A Doenca de Alzheimer é uma patologia degenerativa com grande impacto tanto
na vida do portador da doenga (que pode ter eventual incapacitagdo) quanto na vida
dos individuos préximos a ele. Além disso, ela também é uma doenca que exige muitos
investimentos em seu tratamento. Em 2015, o custo total estimado no tratamento da
Alzheimer no mundo era de 818 bilhdes de délares. Exemplificando, se o tratamento dessa

doenca fosse um pais, seria a 18* maior economia do mundo em 2016 (World..., 2015).

Dada a importancia da Doenca de Alzheimer no mundo, pesquisas que tentam
identificar marcadores moleculares associados a doenca tém grande impacto na medicina
preventiva e personalizada para pacientes. Esses estudos podem possibilitar a melhoria na
vida de milhares de pessoas que tendem a ter esta patologia, conseguindo assim comecar
suas prevengoes e tratamentos antecipadamente. A estimativa é que haja 131.5 milhoes
de pessoas com a DA em 2050 (World..., 2015).

1.1 Objetivos

1.1.1 Objetivo geral

O objetivo desta pesquisa é identificar a correlagoes entre os marcadores genéticos
e a Doenca de Alzheimer. Para alcancar esse propoésito, sao adotados algoritmos de apren-
dizado de maquina supervisionados em conjunto com técnicas de GWAS. De maneira mais
especifica, empregamos algoritmos Baseados em Arvores de Decisao e Regressao Logistica,
fazendo uso da Regularizacao Ridge e Lasso. Esses métodos, por meio de estratégias ma-
tematicas avangadas, possibilitam a selecao das varidveis mais relevantes no modelo. Essa
abordagem ¢é vantajosa, uma vez que se mostra apropriada para resolver problemas com
um grande nimero de variaveis, o que se encaixa perfeitamente nos conjuntos de dados
que serao construidos para esta pesquisa, nos quais cada exemplo abarcard centenas ou

mesmo milhares de SNPs (varidveis genéticas).

1.1.2 Objetivos especificos

Os objetivos especificos deste trabalho sao:

o Aplicar técnicas de tratamento de dados visando otimizar os resultados dos algorit-

mos.
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o Comparar técnicas de Aprendizado de Maquina com abordagens comuns na area
de Genética e Bioinformatica para a selecio de SNPs relacionados a doenca de

Alzheimer.

o Testar e encontrar a melhor combinacao de hiperparametros tanto para a etapa de

engenharia de dados quanto para a modelagem de dados.

1.2 Organizacao do trabalho

A estrutura do presente documento é delineada em cinco capitulos, complemen-
tados por um apéndice. O Capitulo 1 inaugura o texto com uma contextualizacao da
investigagao proposta, elucidacao dos objetivos e a justificativa da pesquisa. Uma revisao
abrangente da literatura e teorias pertinentes ao estudo é exposta no Capitulo 2. A meto-
dologia adotada para a condugao dos experimentos é articulada no Capitulo 3. O Capitulo
4 consolida os procedimentos experimentais e os achados resultantes. Conclusoes deriva-
das da pesquisa, bem como recomendacgoes para indagagoes futuras, sdo apresentadas no
Capitulo 5.
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2 Fundamentacao Tedrica

2.1 SNPs e sua Relacdo com a Doenca de Alzheimer

Polimorfismos de nucleotideo tnico (SNPs) sao variagoes em uma determinada
posicao na sequéncia de DNA. SNPs sao categorizados de acordo com suas variagoes nu-
cleotidicas. Se as mudangas forem do tipo C — T ou G — A eles sdao considerados SNPs
de transicao, e caso as variacoes sejam to tipo C - A, A —- T, T — Cou T — G, sdo con-
siderados de transversao (Edwards et al., 2007). SNPs também sao o tipo de polimorfismo
genético mais frequente, e tais variagoes tém muito impacto em como os organismos se
desenvolvem e se comportam no meio ambiente. Além disso os SNPs sdo evolutivamente
estaveis, pois nao sofrem mudangas significativas ao longo das geragoes. Desta forma, eles
podem ser associados a doencas hereditarias e também a doencas complexas tais como
doengas cardiovasculares, diabetes, cancer e a doenga de Alzheimer (Edwards et al., 2007),

que ¢é o foco desta pesquisa.

2.1.1 Como os SNPs estdo Relacionados a Doenca de Alzheimer

A doenga de Alzheimer (DA) é uma patologia degenerativa, e a mais frequen-
temente associada a idade, resultando em manifestacoes cognitivas e neuropsiquiatricas
causadoras de uma eventual incapacitacao (Sereniki; Vital, 2008). Portanto, trata-se nao
apenas de um problema de saide publica, mas também representa um grande impacto
social tanto para os pacientes quanto para as pessoas que convivem com eles. Em 2016 a
estimativa era de 46.8 milhoes de casos no mundo, e a projecao é de 74.7 milhoes até 2030,
e 131.5 milhées em 2050 (World..., 2015). Histopatologicamente a doenga caracteriza-se
por um grande dano sinaptico e pela morte neuronal observada nas regides cerebrais en-
carregadas pelas fungoes cognitivas, tais como o cértex cerebral, o hipocampo, o cortex
entorrinal e o estriado ventral (Sereniki; Vital, 2008). Apesar da idade avancada (mais de
65 anos) ser o fator de risco mais conhecido associado a DA, individuos jovens também

podem desenvolveé-la.

Existem quatro principais tipos de estudos a respeito da genética da DA. Dentre
eles temos a analise de ligagao genética, que foi a primeira a desvendar a base genética de
estudos da DA. Ela visa identificar regides cromossomicas associadas a doencga, mas sem
necessariamente identificar o gene ou a mutagao associada (Tanzi; Bertram, 2005). Em
seguida tem-se o estudo de genes candidatos, que compara as variagoes genéticas de pes-
soas com a doenca e de pessoas saudaveis. Essa abordagem identificou que alelos de risco

do gene APOE sdao fortes candidatos ao aparecimento da Doenca de Alzheimer (Mohan;
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Man; Yang, 2016). Também temos os estudos de associagoes gendmicas em larga escala
(GWAS), que gragas ao desenvolvimento da microtecnologia, conseguem realizar uma ava-
liagdo simultanea de milhoes de SNPs. Com eles foi possivel identificar 20 loci genéticos
associados ao aumento da suscetibilidade a DA em pessoas idosas (Karch; Cruchag; Go-
ate, 2014). Por fim existem as tecnologias de Next Generation Sequencing (NGS), que
fornecem estratégias de sequenciamento rapido e econémico, e tém implicagdes importan-
tes no estudo de muitas doencas neurolégicas. Recentemente essas tecnologias tém sido
aplicadas para identificar fatores em pequenas familias com inexplicaveis casos da DA em

pessoas com menos 65 anos (early-onset Alzheimer Disease, ou EOAD) (Bertram, 2016).

Neste projeto trabalharemos principalmente com GWAS, pois o foco desta pesquisa
é identificar quais SNPs estao associados a Doenca de Alzheimer em pessoas com mais
de 65 anos (LOAD). Trata-se de um problema geneticamente mais complexo do que
o relacionado a EOAD, pois envolve diversos genes e fatores ambientais (Mohan; Man;
Yang, 2016). Antes dos GWAS serem utilizados em larga escala, o gene APOE era o tinico
com fator de risco bem estabelecido para a doenca, mas com os avancos das tecnologias
foi possivel encontrar diversas regides no genoma associadas a esse fator (Mohan; Man;
Yang, 2016).

Devido aos GWAS foi possivel perceber que grande parte dos genes que estao
ligados & Doenca de Alzheimer se agrupam em trés grupos de funcgoes, sendo resposta
inflamatéria, metabolismo de lipidios, e endocitose (Mohan; Man; Yang, 2016). Para esta
pesquisa utilizaremos os 10 genes que foram classificados com maior relagao de influéncia
no surgimento da DA. Segundo o repositério Alzgene (Alzgene..., 2011), eles sao: o APOE,
responsavel pelo metabolismo de lipidios; o ABCA7 e o CLU, responsaveis pelo metabo-
lismo de lipidios e por respostas inflamatoérias; o CR1, o CD33 e o MS4A, encarregados
pelas respostas inflamatorias; e por fim o BIN1, o PICALM e o CD2AP, responsaveis pela
endocitose (Mohan; Man; Yang, 2016; Alzgene..., 2011). Essas relagoes estao ilustradas na
Figura 1.

2.1.2 GWAS

O foco deste estudo é identificar SNPs que estao associados a DA, utilizando estu-
dos de associacio genémica ampla. SNPs, ou Polimorfismos de Nucleotideo Unico, referem-
se a variagoes em locais especificos na cadeia de DNA. Essas variagoes sdo categorizadas
com base no tipo de substituicao de nucleotideo que ocorre. Por exemplo, substitui¢oes de
C—T ou G—A sao referidas como SNPs de transicdo, enquanto substituicoes de C—A,
A—T, T—C ou T—G sao referidas como SNPs de transversao (Edwards et al., 2007).

O fluxo de trabalho de um GWAS envolve varias etapas que sao cuidadosamente
planejadas para evitar viéses e erros. O primeiro passo é obter dados de um grupo abran-

gente e diversificado de individuos, que inclui informagoes genotipicas e fenotipicas para
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Figura 1 — Esquema das principais fun¢des dos genes que estao relacionados a Doenca
de Alzheimer.

Metabolismo de
Lipidios

APQE ABCAT
eoCLU

[ Doenca de ]

Alzheimer
BIN1, PICALM = APCE, ABCAT, CLU,
o C=2:F CR1, MS4A64, CD3320
- ME4A4E,
Endocitose :  Resposta
: - inflamatoria

Adaptado de (Mohan; Man; Yang, 2016).

as populacoes de caso e controle. Informagdes genotipicas correspondem ao DNA obtido
usando arrays de SNPs ou estratégias de sequenciamento. Antes de prosseguir para o
teste de associacao, é recomendado aplicar um procedimento de controle de qualidade aos
dados para aumentar sua confiabilidade. Isso envolve a realizacdo de limpeza de dados
usando abordagens estatisticas e conceitos biologicos para mitigar viéses que poderiam
interferir nos resultados. Neste estudo, enfatizamos o impacto do Controle de Qualidade
no GWAS, criando varios cenarios, conforme explicado na Subsecao 2.1.2.1. Apds o teste
de associagao, varias analises pos-GWAS podem ser conduzidas para interpretar os resul-

tados.

2.1.2.1 Controle de Qualidade no GWAS

Os dados de entrada para a analise de associa¢ao incluem nimeros de identificacao
individual, estagio da doenca, sexo e SNPs obtidos por meio de sequenciamento, junta-
mente com informacoes sobre o lote genotipico. Para minimizar erros e vieses, técnicas
de Controle de Qualidade (QC) s@o necesséarias para os dados de entrada. Esses méto-
dos filtram SNPs e individuos usando equagoes estatisticas e matematicas, com base em

conceitos bioldgicos.

Para preservar a de qualidade dos dados e reduzir significativamente o ntimero
de SNPs candidatos, varios filtros estatisticos sao aplicados em estudos de Associacao de

Genoma Ampla (GWAS) (Anderson et al., 2010). Essas técnicas evitam que os efeitos dos
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SNPs sejam mascarados pela alta dimensionalidade do conjunto de dados. Neste estudo,

apesar de também trabalharmos com modelos de Aprendizado de Maquina, utilizando mé-

todos tradicionais usados em GWAS para filtrar SNPs e evitar as situagoes mencionadas

acima. Os filtros usados em nosso estudo sao os seguintes:

Frequéncia do Alelo Menor (MAF): Na genética de populagdes, o termo
frequéncia do alelo menor (MAF) refere-se a frequéncia de um alelo menos preva-
lente em um determinado locus (posi¢do) em uma populagao. E descrito como a
prevaléncia do alelo menos comum, ou segundo alelo mais frequente, em um locus
especifico em uma populagao. O alelo majoritario, que é o alelo mais prevalente na-
quele locus, é oposto ao alelo menor. Em GWAS, o valor calculado para MAF pode
diminuir o nimero de SNPs, excluindo variantes raras do banco de dados. Portanto,
MAF ¢ a frequéncia do segundo alelo mais comum na populacao estudada. SNPs
com MAF inferior a um limite especificado (por exemplo, 1%) sao removidos (Zeng
et al., 2015);

Desequilibrio de Ligagdo (LD): A associagdo nao aleatéria de alelos em va-
rios loci em uma populagdo é conhecida como desequilibrio de ligagao (LD). Em
outras palavras, refere-se a tendéncia de alelos especificos serem herdados juntos
com mais frequéncia do que seria previsto pelo acaso em varios loci. Em GWAS, os
pesquisadores geralmente genotipam um ntmero significativo de SNPs em todo o
genoma em casos e controles para encontrar SNPs que estao relacionados a doenca
ou caracteristica em estudo. Os pesquisadores podem encontrar grupos de SNPs que
estao em LD e, portanto, provavelmente serao transmitidos juntos ao examinar os
padroes de LD entre os SNPs. Esses grupos de SNP sdao conhecidos como haplotipos
e podem ser usados para localizar partes do genoma que estao ligadas a uma doenca
ou caracteristica especifica. Portanto, o uso de LD como filtro serve para garantir o

controle de qualidade e evitar a perda de informagdes (Malo; Libiger; Schork, 2008);

Equilibrio de Hardy-Weinberg (HWE): O equilibrio de Hardy-Weinberg pres-
supoe que, em uma populacdo mendeliana, as frequéncias alélicas permanecerao
constantes ao longo das geragoes. Portanto, é usado para remover variantes que nao

estejam em conformidade com suas expectativas;

Auséncia de Genétipo (GENO) e Auséncia de Amostra (SAMPLE): Para
ambos os parametros, o procedimento de filtragem ¢é aplicado escolhendo um limite
e calculando a auséncia de dados de Gendtipo ou Amostra. Valores de auséncia

acima do limite sao excluidos do banco de dados.

Esses critérios, embora necessarios para garantir a qualidade e relevancia dos SNPs

utilizados, introduzem um viés de selegcao, pois excluem variantes que podem conter in-
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formagoes tteis. Esta metodologia inclui também a conflitante escolha entre a reducao da
complexidade do modelo e a potencial perda de informagoes genéticas relevantes, desta-
cando a importancia de uma selecao criteriosa e informada dos dados. A referéncia a essa
abordagem, evidenciando a complexidade e os desafios na sele¢do de caracteristicas em

dados gendmicos para a predicao de doencas complexas como a de Alzheimer.

2.1.3 Modelagem Computacional e Doenca de Alzheimer

Desde de o Projeto Genoma Humano, que surgiu em meados de 1990 visando o
mapeamento e sequenciamento do genoma humano (além da descoberta de conhecimen-
tos dos genes associados ou nao com doengas genéticas), as tecnologias a respeito do
sequenciamento do DNA tém avangado drasticamente (Bueno, 2009). Dessa forma houve
uma crescente abundancia de dados genéticos e outras informagoes biologicas dos seres
humanos (Laksman; Detsky, 2011; Spiegel; Hawkins, 2012). Esse crescimento exponencial
na quantidade de dados teve como resultado uma evolugao nos conceitos de medicina
precisa e personalizada, que tem como objetivo trazer tratamentos médicos sob medida
para os pacientes de acordo com suas caracteristicas genéticas (Laksman; Detsky, 2011;
Johnson, 2017). A recente inclusdo de fatores de riscos genéticos, como os SNPs associa-
dos a fenotipos e doengas, melhorou a modelagem de predi¢ao para doencas individuais
(Laksman; Detsky, 2011). Essas modelagens costumam ser feitas através da pontuagao de

risco poligénico ou através do Aprendizado de Méquina (Ho et al., 2019).

Nesta pesquisa, os métodos de Aprendizado de Maquina supervisionados serao
aplicados para realizar a predicao da Doenca de Alzheimer, com o objetivo principal de
identificar quais os SNPs mais importantes para esse diagndstico. Esses métodos utilizam
algoritmos computacionais e estatisticos para realizarem predi¢oes médicas, ou seja, esses
métodos realizam predigoes por meio da modelagem matematica sobre as associagoes
complexas entre um conjunto de SNPs de risco e o fenétipo da doenga estudada (Ho et
al., 2019).

O processo de criagdo de um modelo de Aprendizado de Maquina supervisionado
pode ser dividido em trés etapas. Na primeira etapa, modelos sao gerados por meio de
um treinamento, em que se utiliza de um algoritmo responsavel por criar as relagoes
entre os dados genéticos do individuo e seu diagnodstico de satude. Assim, o poder de
predicao para a doenca estudada é alcancado por meio do mapeamento das variaveis
encontradas dentro dos dados de treinamento do genoma (Ho et al., 2019). Em alguns
modelos de aprendizado, utilizam-se estratégias como gradiente descendente e execugoes
interativas de estimagao de parametros para maximizagao desempenho. Na segunda etapa,
o processo de treinamento e otimizagao de pardmetros é repetido até que um bom modelo
seja alcangado. Na pentltima etapa, apds a etapa de treinamento, o melhor modelo obtido

é avaliado em um conjunto separado (Ho et al., 2019), podendo ser utilizado para realizar
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predicoes. Esse fluxo de etapas do aprendizado supervisionado é ilustrado na Figura 2.

Figura 2 — Ilustracao do fluxo de etapas do Aprendizado de Maquina supervisionado.
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2.2 Aprendizado de Maquina para Classificacao da Doenca de Alzhei-

mer

O Aprendizado de Maquina é um campo da inteligéncia artificial no qual os al-
goritmos podem aprender com os dados que lhes sdo fornecidos. Essa area da ciéncia
da computacao e estatistica é aplicada a problemas complexos nos quais nao se pode
encontrar boas solugoes utilizando algoritmos convencionais. Ou seja, as solugoes para
os problemas nao sao codificadas explicitamente, mas encontradas por um algoritmo de
aprendizado. Os algoritmos de Aprendizado de Maquina também sao aplicados na analise
de grandes quantidades de dados, e em problemas dinamicos. Assim, sistemas utilizando
Aprendizado de Maquina podem se adaptar a novos dados, e dessa forma também a novos

parametros (Géron, 2002).

Existem diferentes paradigmas de Aprendizado de Maquina. Eles dividem-se em
supervisionado, nao supervisionado, semi supervisionado ou por reforco. Além disso po-
dem funcionar comparando novos dados com dados ja conhecidos, ou entdo detectar
padroes em dados de treinamento para criar um modelo preditivo. Essas classificagoes sao
comparadas utilizando os termos aprendizado baseado em instancia versus aprendizado
baseado em modelo (Géron, 2002). Esses paradigmas podem ser combinados da melhor
maneira para resolver um determinado problema. A seguinte se¢do apresenta os concei-
tos do aprendizado supervisionado, bem como dos algoritmos que serao utilizados neste
trabalho.
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2.3 Aprendizado de Maquina Supervisionado

No Aprendizado de Maquina supervisionado, sao fornecidos além dos dados de
treinamento, as solugdes almejadas para resolver o problema, conhecidas como classes,
rétulos ou classes (Géron, 2002), que podem ser numéricos ou categdricos. No caso desta
pesquisa, os dados de treinamentos sdo os SNPs de cada individuo e os rétulos sao os
diagnosticos de satide que podem variar entre Normal, Transtorno Cognitivo Leve, ou

Doenca de Alzheimer.

A classificacao de dados é uma das tarefas mais comuns em aprendizado super-
visionado. Nesse caso o algoritmo aprende a classificar novos dados por meio de um
treinamento utilizando muitos dados de entrada, que no nosso caso sao os SNPs, junto

com suas classes, que sao os estados de satide dos individuos (Géron, 2002).

Outra tarefa muito comum dentro do aprendizado supervisionado é a regressao.
Nela, ao invés de uma classe, a saida do algoritmo deve ser um valor numérico. Existem
diferentes tipos de algoritmos de regressao, sendo alguns adequados para cenérios com
centenas ou milhares de varidveis, nos quais deseja-se identificar as variaveis mais impor-
tantes. Esse ¢ justamente o cenario dos conjuntos de dados que serao utilizados nesta

pesquisa, possuindo centenas ou milhares de SNPs.

Com intuito de também utilizar tais algoritmos de regressao neste trabalho, po-
demos usar técnicas de transformacao de dados para faze-los resolver um problema de
classificacdo. No caso do problema da predicao do diagnéstico da Doenga de Alzheimer, é
possivel mapear os valores categoricos de diagnostico para valores numéricos probabilisti-

COS.

A utilizacao de alguns algoritmos de regressao mostra-se adequada para a proposta
desta pesquisa. Dado que os conjuntos de dados possuem centenas ou milhares de SNPs,
sao interessantes os algoritmos que utilizam estratégias de regularizacao, permitindo sele-

cionar os SNPs mais importantes para o modelo.

Além da regressao, utilizaremos também modelos baseados em arvores de decisao.

Estes, por sua vez, sdo por natureza algoritmos de classificacao.

2.3.1 Regressao Linear

A regressao linear é um método que encontra a reta que melhor representa as
relagdes entre as varidveis de entrada (preditoras) com as varidveis de saida (classes) de
um problema. Ou seja, suponha que gostaria-se de criar um modelo de Aprendizado de
Maquina para predizer o valor de um imével, tendo seu tamanho em metros quadrados
como atributo preditor. Com esses parametros, o modelo é treinado com uma quantidade

n de dados de entrada (contendo os atributos e seus respectivos classes) a fim de encontrar
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a funcao que rege a relagao. Essa relacao é apresentada matematicamente na Equacao2.1
(James et al., 2014).

Y= By + /X (2.1)

O simbolo =~ na Equacgao 2.1 pode ser lido como “é aproximadamente modelado
como”. Na Equagao, os coeficientes By e @1 representam respectivamente o “Intercept” e o
”Slop” quando se trata de modelos lineares. Desta forma temos o Intercept como coeficiente
linear da reta, ou seja o ponto onde ela cruza o eixo y, e o Slop como coeficiente angular,
que determina a inclinacgao da reta, representando assim um hiperplano do espago. Como
mencionado anteriormente, ao treinar os modelos com uma quantidade n de dados, busca-
se encontrar quais sao os valores para Bo e 31 (James et al., 2014). Dessa maneira o
exemplo dado para predi¢ao de valores de iméveis pode ser descrito pela Equagao 2.2 a

seguir.

Valor do imdvel= 3_0+ 1 x Area (2.2)

Seja Y = /@0 + 6 x X; a predicao Y baseada no i-ésimo valor de X. Considere um
valor e; = Y; — SA/Z-, ouentao ¢; = Y; — Bo + Bl x X;. Isso significa que e; é a diferenca entre
o valor real (esperado) de Y; e a sua predigao (dada pelo algoritmo) Y;. Estatisticamente,
definimos a Soma Quadratica Residual (RSS) para todas as predigoes Y como RSS =
e+ es+---+e2 =" e (James et al., 2014).

Para encontrar os coeficientes 3y e 1 € utilizado o Método dos Minimos Quadrados
(MMQ), que propoe escolher os coeficientes de modo a minimizar o RSS. Algebricamente,

esses coeficientes sdo encontrados por meio das Equagoes 2.3 e 2.4 (James et al., 2014).

s Y (X - X)(Y -Y)
a (X — X)?

(2.3)

Bo=Y - X (2.4)

Note que X e Y sdo as médias amostrais de Xe Y tendo n como a quantidade de
amostras. Estes valores sdo obtidos com X = % " XieY = % .Y (James et al.,

2014).

No entanto na maioria dos problemas reais sao utilizadas diversas variaveis in-
dependentes (atributos) para realizar uma regressdo. Assim, suponha como no exemplo
anterior, que além do tamanho em metros? do imével, o modelo precisaria também da
quantidade de quartos, da localizacao e da especificacao se existem escolas e supermerca-

dos préximos ao imével. Nesse sentido, todos esses fatores influenciam para a predi¢ao do
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valor do imovel. Portanto, o modelo é considerado uma regressdo com multiplas variaveis.

Cada variavel incluida pode ser interpretada como uma nova dimensao para o problema.

A Equacao 2.5 representa um modelo de regressao linear aplicado a um exemplo
X;, em que Y ¢ o valor predito, a ¢ o nimero de atributos, X;; ¢ o valor da j-ésima
caracteristica de X;, e 0 sdo os coeficientes de regressao, aprendidos durante o treinamento

do modelo.

Y =080+ 51X+ foXio+ -+ B, X = Z B Xi; + Bo (2.5)

j=1

Outro ponto a ser ressaltado nessa situagao é em relagdo ao tipo da variavel que
esta sendo utilizada. Basicamente pode-se dividir as variaveis em quatro grupos: quantita-
tivas, qualitativas, proxy, e dicotomicas. As variaveis quantitativas representam atributos
que podem ser contados ou medidos (Matta, 2007). As varidveis qualitativas tém valores
nao mensuraveis (Matta, 2007). As varfaveis proxy substituem outras variaveis de dificil
mensuracao. Um exemplo de variavel proxy ¢ a renda per capita, que possibilita estimar
a qualidade de vida (Proxy..., 2020), que é de dificil mensuragao. Por fim, as varidveis di-
cotomicas sao booleanas, pois assumem apenas dois valores. Elas sao fortemente atreladas
a auséncia ou presenga de um atributo no modelo (Matta, 2007). Para representagio de

SNPs, por exemplo, pode-se utilizar tanto atributos quantitativos quanto dicotéomicos.

2.3.2 Regressao Ridge e Regressao Lasso

Para reduzir o sobreajuste de modelos (erros em modelos que funcionam bem nos
dados de treinamento mas tém desempenho ruim em dados novos) sao utilizadas técnicas
chamadas de regularizagao, neste trabalho utilizamos os regularizadores Ridge, Lasso e
Elastic-net. Os regularizadores ajudam a controlar a complexidade do modelo, impedindo
que os coeficientes se tornem muito grandes, o que pode levar ao sobreajuste. A Regressao
Ridge (Hoerl; Kennard, 1970) e a Regressao Lasso (Tibshirani, 1996) sao dois algoritmos
que possuem estratégias de regularizagao de seus modelos de regressao (Alkhateeb et al.,

2022), ja a Regressao Elastic-Net é uma combinagdo ponderada de ambas anteriores.

A Regressao Ridge, também conhecida como regularizagao L2, é uma versao da
regressao linear em que é adicionado o termo a% > i1 (% a funcao. Esse termo ¢ uma
penalizacao, que forga o algoritmo de aprendizado a manter os coeficientes do modelo o

mais reduzido possiveis, além de ajustar os dados.

O « utilizado é o hiperparametro que controla quanto o modelo deve ser regulari-
zado. Se @ = 0 ndo h& regularizacdo, mas se & — oo todos os coeficientes tenderdo a 0 e
tem-se uma linha plana que passa pela media dos dados como resultado. A Equacao 2.6
mostra a fungao de custo da Regressao Ridge, sendo RSS sigla para Residual Sum of

Squares ou Soma Quadratica Residual.
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J(8) = RSS(3) + ag Y- 62 (2.6)

Na Regressao Lasso,também conhecida como regularizacdo L1, assim como na
regressao Ridge, é adicionado um termo de regularizagao na fungao. No entanto utiliza-se
a norma dos coeficientes, ao invés do quadrado como acontece na Regressao Ridge. A

Equacao 2.7 apresenta a funcao de custo da Regressao Lasso.

J(3) = RSS(5) +a Y15 (2.7)

A utilizagao da norma do coeficiente ao invés do quadrado no termo de regulari-
zacao € uma diferenca sutil entre as regressoes Ridge e Lasso, porém muito importante.
Ela faz com que os coeficientes da regressao Lasso de fato atinjam o valor 0, enquanto na
regressao Ridge, os coeficientes se aproximam de 0, mas nunca chegam a 0 de fato. Isso

faz com que a regressao Lasso seja adequada para a selecao de atributos.

2.3.3 Regressao Logistica

Em alguns casos quando a variavel dependente ¢ dicotomica, ou seja ela s6 tem
dois possiveis resultados, a Regressao Logistica é utilizada para realizar previsoes, apenas
adaptando essencialmente a Regressao Linear para a tarefa de classificagdo. De maneira
ilustrativa, a Figura 3 apresenta um grafico em que a variavel X é continua e a variavel Y é
dicotomica. Dessa maneira, se simplesmente tentarmos encontrar uma reta que representa
a regressao linear, a mesma nao obtera resultados satisfatorios na tarefa de predicao, como

pode ser notado na figura (James et al., 2014).

Para contornar este problema, ao invés de predizer o valor de 1% pode-se predizer
a Probabilidade de f/, obtendo assim valores de predicao que variam entre 0 e 1. A curva
que rege esta predicao é dada pela fungao sigmoide, dada pela Figura 4, na qual os pontos
em cima desta curva refletem a probabilidade do problema em questdao ser verdadeiro
(James et al., 2014). Estatisticamente, a probabilidade do resultado esperado pode ser

escrita como:

Pr(Resultado padrao = Verdadeiro|Entrada) (2.8)

A Regressao Logistica é uma generalizacdo de um modelo linear. Assim, se quiser-

mos encontrar uma relacao entre a curva de probabilidade com uma reta que a representa,
P(x)

1-P(x)

cida como log(odds). Assim quando temos um ponto que esta exatamente em 0.5 no eixo

é preciso realizar transformagao das mesmas através de Y = log( ), também conhe-

Y da Fungao Logistica e o transformamos na Funcao Linear, ele se encontrara em cima



Capitulo 2. Fundamentag¢io Teorica 24

Figura 3 — Exemplificacao da regressao linear aplicada em um problema de categoriza-
cao.
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Figura 4 — Exemplo de Curva Logistica que representa uma classificacao simples.
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do eixo X (ou seja, no ponto 0 em Y). Quando tem-se um ponto contido em 1 ou 0 na
Funcao Logistica, ao realizar a transformacao linear, este ponto estarda em +oo ou —oo

respectivamente.

Percebe-se entao que é possivel encontrar uma reta para realizar analises de mo-
delos lineares. Porém quando se trata de encontrar a reta que melhor resolve o problema,
nao é possivel utilizar o Método dos Minimos Quadrados para encontrar os coeficientes
Bo e 1. Para encontrar estes coeficientes utilizamos a fun¢ao da Maxima Verossimilhanca

(ou maximum-likelihood function), que é dada pela Equagao 2.9 (James et al., 2014)

n

Likelihood = [[(P(z;)) [](1 — P(z;)) (2.9)

i=1 j=1

Por outra perspectiva, a funcao de custo também pode ser obtida através de uma

versao otimizada da funcao apresentada anteriormente, na qual é aplicada propriedades

logaritmicas, a fim de reduzir a complexidade computacional da equagdo, se tornando a
Equagao 2.10, na qual § = P(x;) (Li, 2015)

Likelihood = zn:(—y “log(9) — (1 —y) - log(1 — 7)) (2.10)

i=1
Conseguimos, assim, obter uma Fung¢ao Linear que melhor representa o problema

em questao, podendo sofrer regularizacao através dos modelos Ridge (L2) e Lasso (L1),

que serao detalhados a seguir, para diminuir os erros de generalizagao.

Aplicando a regularizacao L2 os coeficientes sao “encolhidos” impondo uma restri-
¢ao nos mesmo. Esta regularizagdo ocorre como representado na Equagao 2.11 (UFPR,

xx; Aditya, 2018)

Likelihood = ;(—y “log(9) — (1 —y) - log(1 —§)) + ; Zlﬁf (2.11)

i= j=

No entanto quando necessita-se que determinados coeficientes atinjam o valor 0 é

usado a regularizacao L1, pois a regularizacao L2 apesar de se aproximar nao atinge o

valor 0. A fungao regularizada com o termo L2 é exemplificada na Equagao 2.12. Embora

possa parecer uma pequena modificagdo, as implicagoes praticas sao significantes (UFPR,
xx; Aditya, 2018)

Likelihood = Xn:(—y log(9) — (1 —y) - log(1 —9)) + zi: |55 (2.12)

i=1
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2.3.4 Arvores de Decis3o

O conceito a cerca de arvores de decisao é fundamental em alguns algoritmos de
Aprendizado de Maquina para problemas de classificacao e Regressao. Elas funcionam
dividindo o espaco de entrada em regioes distintas, seguindo uma abordagem de dividir
para conquistar. Em cada né da arvore, uma decisdo é tomada com base em um unico
atributo, dividindo o conjunto de dados em subconjuntos mais homogéneos (Breiman et

al., 1084).

O processo pra construir uma arvore de decisao comega com o n6 raiz, onde toda
a amostra de treinamento é considerada. A cada passo, um atributo é selecionado para
dividir o conjunto de dados, visando maximizar a pureza dos nés filho resultantes. Esse
processo continua recursivamente até que um critério de parada seja atingido, como uma

profundidade méxima da &rvore ou um nimero minimo de amostras em um né (Quinlan,

1936).

Os critérios de divisao, como o indice Gini ou a entropia, sao utilizados para avaliar
a qualidade de uma divisao. O indice Gini mede a impureza de um né, enquanto a entropia
¢ uma medida da desordem ou incerteza. Estes critérios ajudam a determinar a melhor

caracteristica para dividir o conjunto de dados em cada etapa da construgao da arvore

(Raileanu; Stoffel, 2004).

2.3.5 Random Forest

Random Forest, introduzido por Breiman em 2001, é um método de Aprendizado
de Maquina baseado em conjunto que melhora a performance e a precisao de modelos
de decisao através da combinagdo de vérias arvores de decisao (Breiman, 2001). Esta
abordagem mitiga o problema de sobreajuste, comum em arvores de decisao individuais,
especialmente em conjuntos de dados com alta variabilidade. O principio fundamental
do Random Forest é que um grupo de arvores fracas, cada uma contribuindo com suas

previsoes, pode formar um modelo forte mais robusto e preciso.

para a construcao de uma Random Forest comegamos com a criagao de multiplas
arvores de decisao através de um processo chamado de bootstrap aggregating, ou bagging.
Cada arvore é treinada em um subconjunto aleatério do conjunto de dados, selecionado
com substitui¢do, proporcionando diferentes perspectivas dos dados para cada érvore (Ho,
1998). Durante a construcao da arvore, uma amostra aleatéria das caracteristicas é con-
siderada para cada divisao, o que contribui para a diversidade entre as arvores. Esta

diversidade ¢ crucial para a robustez do modelo e para a reducao do risco de sobreajuste.

Uma vez treinado, o Random Forest faz previsoes agregando as saidas de todas
as arvores individuais. No caso de problemas de classificacao, isso geralmente envolve um

sistema de "votacao por maioria”, onde cada arvore "vota”para uma classe e a classe com
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a maioria das votagoes é escolhida como a previsao final. Para problemas de regressao, a
média ou a mediana das previsoes de todas as arvores ¢é calculada. Este processo de agrega-
¢ao contribui significativamente para a precisao e estabilidade do modelo, especialmente

em conjuntos de dados com ruido (Breiman, 2001).

Random Forest é valorizado por sua versatilidade, sendo eficaz em uma ampla
gama de problemas de classificagdo e regressao. Uma vantagem notavel é a sua capaci-
dade de lidar com conjuntos de dados com um grande ntimero de caracteristicas e com
dados faltantes. Além disso, fornece uma medida de importancia de caracteristicas, 1til
para entender os fatores que mais influenciam as previsdes. Esta metodologia tem sido
aplicada com sucesso em dominios como bioinformética, reconhecimento de padroes e

andlise financeira (Liaw; Wiener, 2002).

2.3.6 XGBoost

XGBoost, que significa eXtreme Gradient Boosting, é uma implementacdo avan-
cada e eficiente do algoritmo de boosting baseado em gradientes (Chen; Guestrin, 2016).
Ele tem ganhado popularidade devido ao seu desempenho superior em varias competicoes
de ciéncia de dados e é amplamente utilizado em problemas de Aprendizado de Maquina
por sua velocidade e precisao. XGBoost melhora os métodos tradicionais de boosting por

meio de otimizacoes de engenharia de software.

O XGBoost ¢ baseado no principio do boosting de gradiente, que é um método de
aprendizado de conjunto. O objetivo é construir sequencialmente um conjunto de modelos
fracos (geralmente arvores de decisdo) e combind-los para formar um modelo forte. A

funcao objetivo do XGBoost pode ser descrita como:

n K

L(p) =D Uyi 5s) + Y U fw), (2.13)

i=1 k=1

onde L é a funcao de perda total, [ é uma funcdo de perda convexa que mede a
diferenca entre a previsao ¢; e a observagao real y;, fr sao as fungdes que representam
as arvores de decisdo, K é o nimero de arvores, e ) é uma funcao de regularizacao que

penaliza a complexidade do modelo (Friedman, 2001).

Uma caracteristica chave do XGBoost é sua capacidade de fazer uso eficiente dos
recursos computacionais. Ele implementa vérias otimizagdes, como paralelizacao da cons-
trucao da arvore, poda de arvore eficiente e tratamento eficiente de valores faltantes. Além
disso, XGBoost introduz um algoritmo regularizado para controlar o sobreajuste, o que
é particularmente 1til em conjuntos de dados com um alto grau de variabilidade (Chen;
Guestrin, 2016)
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2.3.7 Otimizacao por hiperparametros

Otimizacao por hiperparametros é a técnica que visa otimizar o resultados de um
modelo de Aprendizado de Maquina selecionando os hiperparametros mais adequados
para a modelagem. Neste trabalho, para realizar esta tarefa foi empregado o algoritmo
da Random Search. Ao contrario do Grid Search, que avalia todas as possiveis combina-
¢oes de hiperparametros, o Random Search seleciona aleatoriamente combinag¢des dentro
de um espaco de hiperparametros definido. Esta metodologia é particularmente benéfica
em contextos com amplos espacos de hiperpardmetros, pois reduz significativamente o
tempo computacional necessario para a identificacao de uma combinacao eficaz. Bergstra
e Bengio demonstraram que o Random Search pode ser mais eficiente que o Grid Search,
especialmente quando poucos hiperparametros sao cruciais para o desempenho do modelo
(Bergstra; Bengio, 2012). No, no Scikit-Learn, biblioteca utilizada neste trabalho, a im-
plementacdao do Random Search permite a integracao com Cross-Validation, facilitando

uma avaliagdo mais robusta e confiavel dos modelos selecionados.

A Cross-Validation é uma técnica critica para avaliar a capacidade de generaliza-
¢ao de um modelo preditivo. Ela envolve dividir o conjunto de dados em varias partes
ou "folds”, treinando o modelo em algumas dessas partes e testando nas demais. Esta
abordagem é particularmente relevante quando combinada com a Random Search, como
oferecido pelo Scikit-Learn. Ao aplicar Cross-Validation durante o processo de Random
Search, é possivel obter uma avaliacdo mais abrangente e imparcial do desempenho do
modelo. A K-Fold Cross-Validation, onde 'K’ representa o niimero de grupos nos quais o
conjunto de dados ¢ dividido, ¢ uma das variantes mais comuns. Conforme discutido por
James et al., a Cross-Validation proporciona uma estimativa mais precisa do desempenho
do modelo em novos dados, comparativamente a divisao simples em conjuntos de treino
e teste, sendo particularmente vantajosa em conjuntos de dados de tamanho limitado
(James et al., 2013).
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3 Metodologia

Este capitulo tem como objetivo descrever a metodologia de experimentacao utili-

zada neste trabalho, assim como os conjuntos de dados e algoritmos utilizados.

3.1 Arquitetura da metodologia

A metodologia adotada para o desenvolvimento deste estudo estrutura-se em qua-
tro etapas cruciais, delineadas da seguinte forma: (1) Pré-processamento e normalizagao
dos dados; (2) Implementagao de estudos de associagao genomica ampla (GWAS) em to-
dos os conjuntos de dados derivados da primeira etapa, seguido pela selecao criteriosa do
conjunto de dados que revelou os resultados mais promissores em termos de significancia
dos polimorfismos de nucleotideo tnico (SNPs); (3) Emprego de métodos avancados de
aprendizado de méaquina no conjunto de dados identificado como 6timo na fase anterior;
(4) Analise comparativa dos resultados alcangados nas etapas de GWAS e aprendizado de

maquina.

A Figura 5 esquematiza as etapas mencionadas e suas respectivas sub-tarefas, as

quais serao detalhadas nas secoes subsequentes deste artigo.

3.2 Obtencao dos dados

Os dados utilizados neste estudo foram obtidos a partir do banco de dados da
Iniciativa de Neuroimagem da Doenga de Alzheimer (ADNI, na sigla em inglés)’. Langada
em 2004 como uma parceria publico-privada, a ADNI tem como objetivo identificar se
imagens cerebrais, marcadores bioldgicos, avaliagoes clinicas e neuropsicolégicas podem
ser combinados para medir a progressao do comprometimento cognitivo leve (CCL) e da

doenga de Alzheimer (DA) em estdgios iniciais.

Os dados genotipicos inicialmente continham 620.901 variantes, com uma média de
30.785 variantes ausentes. O arquivo de entrada incluiu 757 individuos, sendo 449 homens e
308 mulheres. O fenétipo foi dividido em trés categorias: Normal (CN), com 214 amostras;
Doenga de Alzheimer (DA) com 175; e Comprometimento Cognitivo Leve (CCL), com
367. Essas categorias foram estimadas pela ADNI usando varios biomarcadores, que sao
substancias, medi¢oes ou indicadores de um estado biolégico que podem ser identificados

antes do aparecimento de sintomas clinicos.

1 http://adni.loni.usc.edu
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Figura 5 — Arquitetura da metodologia
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Elaborado pela prépria autora.

Além dos dados genotipicos, também foi obtido um conjunto de dados de fenétipos

de cada individuo. Esta base contem informacoes sobre sexo, idade, etnia e género.

3.3 Tratamento dos dados

3.3.1 Preprocessamento de dados

O conjunto de dados genotipicos inicial consistia em trés arquivos separados: um
arquivo de gen6tipo (Tabela 2), um arquivo de mapa para identificar os IDs de SNP no
arquivo de gendtipo (Tabela 3), e um arquivo de fen6tipo (Tabela 4). Para consolidar essas
informagoes em um tnico arquivo, utilizou-se o software PLINK, um conjunto de ferra-
mentas de analise de associacdo de genoma completo. Com o PLINK, foi mesclado com
sucesso os arquivos separados e foram aplicados os filtros mencionados na Subsecao 2.1.2.1
para criar o arquivo final do conjunto de dados (Tabela 1). Este arquivo consolidado é

adequado para uso em andlises de GWAS e modelos de Aprendizado de Maquina.
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Tabela 1 — Layout de modelo de conjunto de dados: arquivo de saida do PLINK.

ID Individual Fenétipo rs3094315 rs12563034 ... MitoC16272T

sujeitol CN 0 1 0
sujeito2 DA 0 0 1
sujeito3 CN 2 2 2
sujeito_n CCL 1 1 2

Nota: Este arquivo mapeia genétipos e diagnodsticos de satde para
cada individuo. As informacoes de SNP sdo apresentadas em colu-
nas, com cada coluna representando um alelo. Os nomes dos SNP
sdo obtidos do arquivo MAP.

Tabela 2 — Arquivo de entrada de genétipo do PLINK

ID Individual Genoétipo

sujeitol 0102122102120
sujeito2 0112120212012

sujeito_n 0212120211011

Nota: Coluna 1: ID Individual; Coluna 2: Dados de genotipagem,
onde 0 representa homozigoto, e 1 e 2 representam diferentes tipos
heterozigotos.

Tabela 3 — Arquivo de entrada de mapa do PLINK

ID de SNP Cromossomo Posicao

rs3094315 1 742429
rs12563034 1 758311
MitoC16272T 26 16272

Nota: O objetivo do arquivo MAP é identificar a localizacao de cada SNP dentro do cromossomo,
bem como seu ID de SNP correspondente. A ordem dos IDs de SNP no arquivo MAP corresponde
a ordem dos dados de gendtipo na Tabela 1, coluna 2.

Tabela 4 — Arquivo de entrada de fenétipo do PLINK

ID Individual Fendtipo Nota: Este arquivo fornece um

sujeitol 1 mapeamento dos diagndsticos de
sujeito2 3 satde para cada individuo, onde o
sujeito3 1 valor 1 indica normalidade cognitiva,
) o valor 2 indica comprometimento
sujeito_n 2 cognitivo leve e o valor 3 indica

doencga de Alzheimer.
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3.3.2 Processamento de Dados para Controle de Qualidade

Nesta secao, sera discutido como filtros estatisticos foram aplicados para garantir
o controle de qualidade no conjunto de dados. O controle de qualidade (CQ) é uma etapa
essencial no pré-processamento de dados, e melhora a consisténcia dos dados e a validade
dos resultados. Assim, foram criados multiplos conjuntos de dados variando os valores
para cada hiperparametro de CQ durante a etapa de C(Q, conforme mostrado na Tabela

d.

Cada combinacao de parametros de controle de qualidade resultou em um conjunto
de dados distinto que foi entdo usado para gerar um modelo estatistico. Como cada
conjunto de parametros de controle de qualidade produziu um conjunto de dados tinico
e subsequente modelo, cada iteragao é referida como uma "rodada”. Em outras palavras,
uma rodada é uma combinacao especifica de hiperparametros de CQ que resultou em um
conjunto de dados particular, que foi entao usado para construir um modelo. Ao conduzir
multiplas rodadas com combinacoes variadas de parametros de controle de qualidade, foi
explorado o impacto desses parametros no desempenho do modelo final e identificar o

conjunto 6timo de parametros para nossa analise.

Para ilustrar, considere a 1* rodada, que consiste em um conjunto de dados gerado
combinando hiperpardametros de CQ. Especificamente, o conjunto de dados tem uma
taxa de auséncia de gendtipos de 0,02, uma taxa de auséncia de amostras de 0,05, uma
frequéncia alélica menor (MAF) de 0,01, um limiar de equilibrio de Hardy-Weinberg
(HWE) de 5e-6 e um corte de desequilibrio de ligacao (LD) de 80.

Neste estudo, foi realizado o CQ usando varias combinagoes de parametros, e
os conjuntos de dados resultantes foram comparados para avaliar o impacto de cada
parametro na qualidade dos dados. A qualidade dos conjuntos de dados foi avaliada usando
diferentes métricas, como a porcentagem de dados ausentes, o numero de amostras e
SNPs apés o CQ, e o desvio do equilibrio de Hardy-Weinberg esperado. Posteriormente,
o impacto do CQ em andlises subsequentes foi avaliado, como analise de componentes

principais e analise de associacao gendémica ampla.

Os filtros listados na Tabela 5 foram aplicados com sucesso aos dados usando o
conjunto de ferramentas PLINK e um script em Python que automatizou o processo,
resultando na criacao de 144 arquivos de dados filtrados. Cada um desses arquivos de

dados foi submetido a andlises GWAS neste estudo.

Para usar o PLINK, os dados devem estar formatados em um dos varios formatos
de entrada padrao aceitaveis, incluindo arquivos .vcf, binarios ou de texto. O conjunto de

dados ADNI foi pré-formatado em formato binario.
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Tabela 5 — Parametros para garantir o controle de qualidade

Hiperparametros de Controle de Qualidade

Nomes dos Hiperparametros Valores

MAF 0,01, 0,05, 0,1
LD 0,9, 0,85, 0,8
HWE 0,5¢ — 6, 10e — 8
GENO 0,02, 0,05, 0,1, 0,2
AMOSTRA 0,05, 0,1

Nota: Esta tabela apresenta o dicionario de hiperparametros que foram
usados para filtrar os SNPs. Cada chave no dicionario corresponde a um
hiperpardmetro especifico, e o valor associado é uma lista de valores de filtro
potenciais para esse hiperpardmetro. A coluna 'Valores’ lista os valores de
filtro potenciais para cada hiperparametro na forma de uma lista.

3.4 Analise exploratéria dos dados

3.4.1 ANOVA

Adicionalmente, durante este estudo, os efeitos das caracteristicas demograficas
sobre o fenétipo foram analisados para verificar se seriam usados como parametros nos
modelos. As caracteristicas demograficas incluem informagdes sobre os individuos, como
raca, género, etnia e idade. Se relevantes, esses dados seriam usados para treinar os mo-
delos e melhorar a selecio de SNPs. Para analisar o impacto dessas caracteristicas, um
modelo linear foi utilizado para calcular a Andlise de Variancia (ANOVA) e obter a im-

portancia de cada variavel demografica.

A ANOVA é um teste estatistico que determina se as correlagoes observadas em
uma amostra podem ser generalizadas para toda a populagdao. Portanto, os resultados
deste teste indicam se é razoavel tirar conclusdes com base na amostra e se ¢ valido
usar determinadas informacgoes demogréficas para treinar o modelo. Diante disso, antes

de incorporar as varidveis demograficas nos modelos, foi examinado sua significancia por
meio da ANOVA.

3.4.2 GWAS utilizando a familia de programas BLUPF90

O BLUPF90 é uma familia de programas projetada para o calculo de modelos
lineares mistos com foco em aplica¢oes de melhoramento. Este software, que é comumente
utilizado por bioinformatas, foi utilizado neste estudo para realizacdo de GWAS e para
comparagao com os modelo de Aprendizado de Maquina. O BLUPF90 oferece um conjunto
de funcionalidades, incluindo estimativa de varidncia usando varios métodos, a estimativa
dos Melhores Estimadores Linearmente Nao Viesados (BLUEs) e Preditores (BLUPs)

para grandes conjuntos de dados, calculo da acuracia em nivel individual, permite a
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utilizagao de informagoes de pedigree, pois é comumente usado na area de melhoramento
genético, para estimar o mérito genético e conduzir estudos de associagao gendmica ampla
(GWAS) (Misztal et al., 2015). O programa BLUPF90 foi desenvolvido para analisar
grandes conjuntos de dados para aplicagoes de melhoramento com alta performance e

sem necessidade de programacao.

Neste estudo foram usados um subconjunto de programas dentro da familia de
programs BLUP, sendo eles: RUNUM, THRGIBBS1F90, POSTGIBBf90, BLUP{90 e
POSTgs. Construimos um pipeline utilizando esses programas, conforme mostrado na

Figura 6. A seguir, uma descri¢do de cada uma das aplicagoes que foram utilizadas.

Figura 6 — Pipeline de execugdo dos programas BLUPF90

BLUPF30 programs
[ RENUM H THRGIBBT90 H POSTGIBES H BLUPTI0 H POSTgs }

Elaborado pela prépria autora.

1. RUNUM é usado para gerar o arquivo de pardmetros (runf90.par) conforme mos-
trado na Figura 7. Um arquivo de parametros inclui o modelo estatistico, parame-
tros e opgoOes para executar os programas no pipeline. Os parametros e opgoes sao
descritos no manual do BLUPF902.

2. THRGIBB{f90 executa as amostras da cadeia de Markov Monte Carlo para a esti-
mativa dos componentes de varidncia dos Modelos Lineares Mistos (MLM) de um
modelo de limiar, utilizado para variaveis de resposta categéricas. Os MLM diferem
dos modelos lineares gerais (GLM) ao modelar termos de efeito aleatério além do
termo residual. Assim, o componente aleatério e, com varidncia V[e] = R, do GLM
(Equagao 3.1) é estendido para ¢ = Zu + e, com varidncia V{e] = ZGZ' + R. Por-

tanto, a estimativa do componente de varidncia é uma operagao chave dos MLMs.

y=Xp+e¢ (3.1)

y=XB+Zu+e (3.2)

Este método utiliza a Amostragem de Gibbs (GS) para a amostragem MCMC dos

componentes de varidncia (Casella; George, 1992).

2 http://nce.ads.uga.edu/wiki/lib/exe/fetch.phpmedia=blupf0_ all8.pdf
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Figura 7 — Cartao de parametros (arquivo par) usado para especificar os pardmetros e
opgoes para executar a familia de programas BLUP

Open ¥ | M i rerlf?]().par . T Save = = o x

|# BLUPF90 parameter file created by RENUMF90
{DATAFILE

| renf90.dat

NUMBER_OF_TRAITS

| 1

{NUMBER_OF _EFFECTS
2
OBSERVATION(S)
1
WEIGHT(S)
EFFECTS: POSITIONS_IN_DATAFILE NUMBER_OF LEVELS TYPE_OF EFFECT[EFFECT NESTED]
1 cross
3 757 cross
RANDOM RESIDUAL VALUES|
3.0000
| RANDOM_GROUP
2
RANDOM_TYPE
add_an_upginb
FILE
|renadd2.ped
(CO)VARIANCES
1.0000
OPTION SNP_file genotipos_BLUP
OPTION map_file mapa
{OPTION no_quality_control
OPTION cat 3
OPTION excludeCHR 23 24 25 26
OPTION maxsnp 1000000

Elaborado pela prépria autora.

3. POSTGIBBSF90 resume as amostras MCMC para gerar os estimadores da média

posterior dos componentes de varidncia (o2 e 02).

4. BLUPF90 utiliza os componentes de variancia de POSTGIBBSF90 para ajustar
o modelo gendmico (3.2) para inferir o mérito genético dos individuos. Aqui, isso

corresponde a probabilidade dos individuos cairem em uma das trés categorias fe-
notipicas (ou seja, CN, CCL e DA).

5. POSTgs é um procedimento pés-hoc para extrair solucoes de SNP dos méritos
genéticos, conforme mostrado em 3.3. Subsequentemente, ele calcula os valores-p
para todos os SNPs. A significancia dessas associagdes permite comparar o impacto

do controle de qualidade dos dados para os varios cenarios considerados.

B=MK'a (3.3)

O valor-p é a probabilidade do efeito de SNP deregressado estimado («) dado que a
hipétese nula (Hy) é verdadeira, assim p(a;|Hp). Para o j5™° SNP, isso é computado

de acordo com a Equacio 3.4 (Aguilar, 2019).

ploy|Ho) = 2(1 — @11, (3.4)

Oa,

Os efeitos de SNP deregressados («) e seu desvio padrao sao estimados a partir de

[ reescalado pelos elementos diagonais da equagao do lado esquerdo utilizada para
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resolver a equacao do modelo misto. As equacoes sao descritas por Aguilar et al.
(2019).

3.5 Algoritmos utilizados

Nesta secao sera discutido como os o treinamento dos modelos de Aprendizado de

Maquina foram implementados.

Vale salientar que todos os modelos foram treinados utilizando um conjunto de
treinamento (X_train, y_train) com 80% dos dados rotulados como DA e CN, e inter-
namente validado usando a técnica de validagao cruzada com 5 folds. O RandomizedSe-
archCV avaliou diferentes combinagoes de hiperparametros, utilizando o scorer F1 para
a otimizagao. Para evitar adverténcias relacionadas a divisdo por zero na pontuacgao F1,
o valor de zero_division foi definido como 1. Em seguida o modelo foi avalido externa-

mente no conjunto de teste (X_test, y_test).

3.5.1 Regressao Logistica

Para encontrar o modelo de Regressao logistica com maior robustez, os hiperpa-
rametros da RandomizedSearchCV incluiram o tipo de penalidade (penalty) com opgoes
11, ’127 e ’elasticnet’; o pardmetro de regularizacao (C) variando de le — 5 a 1e2; e a
propor¢ao de ’117 em ’elasticnet’ (11_ratio) com valores 0, 0.5 e 1. O algoritmo ’saga’ foi
escolhido como o solver devido a sua compatibilidade com todos os tipos de penalidades. A
otimizacao focou principalmente na pontuagao F1, devido a sua importancia na avaliagao

do equilibrio entre precisao e recall.

Os hiperparametros ajustados na Regressao Logistica incluiram:

penalty: tipos de regularizacao para evitar o sobreajuste, incluindo ’11°; ’12" e ’elas-

ticnet’.

C: intervalo do pardmetro de regularizacio, explorado de 1le=5 a le?.

solver: definido como ’saga’, que é compativel com todos os tipos de penalidades.

11 ratio: usado somente com ’elasticnet’, com valores testados de 0, 0.5 e 1.

log_reg_rs = RandomizedSearchCV(LogisticRegression(random_state=42, max_iter=1000),

param_grid, scoring=fl_scorer, n_jobs=-1, cv=5, verbose=10, random_state=42)

3.5.2 Random Forest

Para a Random Forest os hiperparametros ajustados incluiram o niimero de arvores

(n_estimators) com valores de 250, 500 e 1000; a profundidade maxima das arvores
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(max_depth) com valores 7, 9, 11 e 13; e o nimero méaximo de recursos (max_features)
considerados em cada divisao, testando valores relativos a 1%, a raiz quadrada e 10% e
50% do ntimero total de SNPs.

rf_rs = RandomizedSearchCV(RandomForestClassifier(random_state=42),

param_grid, scoring=fl _scorer, n_jobs=-1, cv=5, verbose=10, random_state=42)

3.5.3 XGBoost

Para o ajuste dos hiperparametros do XGBoost foram considerados:

n_estimators: Numero de arvores a serem construidas (100, 250, 500).

» learning rate: Taxa de aprendizado para ajustar os pesos de cada arvore (0.01,
0.05, 0.1).

« max_depth: Profundidade maxima de cada arvore (3, 5, 7, 9).
 subsample: Fragdo dos dados a serem usados em cada arvore (0.5, 0.7, 0.9).

» colsample_bytree: Fracdo das colunas usadas em cada arvore (0.5, 0.7, 0.9).

gamma: Pardmetro de regularizagdo para controle de overfitting (0, 0.1, 0.2).

xgb_rs = RandomizedSearchCV(XGBClassifier(use_label encoder=False,
eval _metric='logloss', random_state=42), param_grid, scoring=fl scorer,

n_jobs=-1, cv=5, verbose=10, random_state=42)

3.5.4 Abordagem de Data Augmentation

A técnica de Data Augmentation foi realizada como uma tentativa complementar
a analise, sendo feita através da geracao de dados sintéticos. Seu objetivo é aumentar o
numero de amostras, no contexto deste trablho, em 400 unidades, no conjunto de dados,
para diminuir a problema de alta dimensionalidade. Este processo consistiu em selecionar
aleatoriamente pares de amostras do conjunto de treinamento e criar novas amostras
pela média dos SNPs (Single Nucleotide Polymorphisms) desses pares, arredondando os
resultados para obter valores discretos de 0, 1 ou 2. O nimero de amostras sintéticas

geradas foi igual ao nimero de amostras no conjunto de treinamento original.

3.6 Meétricas de avaliacao

Em um problema de classificagdao bindria, as classes sao frequentemente designadas
como classe positiva e classe negativa. Durante o processo de predig¢ao, ¢ possivel quan-

tificar o niimero de amostras positivas e negativas que foram corretamente identificadas
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(respectivamente, TP, ou True Positives, e TN, ou True Negatives), bem como aquelas
que foram incorretamente classificadas (respectivamente, F'P, ou Fualse Positives, e FN,

ou False Negatives).

Baseando-se nestes valores, duas métricas cruciais podem ser calculadas: precisao
e revocagao. A precisao (Equagao 3.5) reflete a proporgao de amostras corretamente iden-
tificadas como positivas em relacdo ao total de amostras classificadas como positivas. A
revocagao (Equagao 3.6), por outro lado, indica a fracdo de amostras verdadeiramente

positivas que foram corretamente classificadas como tal (Faceli et al., 2011, p. 164-165).

TP

Precisao = m (35)
. TP
Revocagao = TPLFN (3.6)

No contexto deste trabalho, a métrica principal utilizada é o F; score (Equagao
3.7), definido como a média harmonica entre precisao e revocagao. Este valor permite a

integracao dessas duas métricas importantes em um tnico indicador.

=2 Pre(?isfio . Revocagé’io (3.7)
Precisao 4+ Revocagao
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4 Experimentos e resultados

Este capitulo apresenta os resultados obtidos com os experimentos realizados se-

guindo a metodologia descrita no Capitulo 3.

4.1 ANOVA

O método ANOVA foi aplicado para investigar a relevancia estatistica da inclusao
de variaveis demograficas como Idade, Raga, Etnia e Género nos modelos preditivos para
a doenca de Alzheimer. A hipdtese inicial postulava uma associagao significativa, pelo
menos da variavel Idade, com a incidéncia da doenga. Os resultados da ANOVA sao
apresentados na Tabela 6. Com base nos resultados obtidos, observa-se que os p_ value sao
consistentemente superiores ao limiar de 0,05, indicando que essas variaveis demograficas
nao constituem indicadores significativos para a previsao da probabilidade de ocorréncia

da doenca de Alzheimer.

Tabela 6 — ANOVA: Dados Demograficos

Graus de Liberdade Valor-p

Género 1.0 0.87390
Racga 4.0 0.35020
Etnia 2.0 0.60523
Idade 1.0 0.47378

42 GWAS

4.2.1 Hiperparametros de controle de qualidade

Esta secao destaca o impacto da variacao dos filtros estatisticos no controle de
qualidade. Neste contexto, os conjuntos de dados sofreram cortes que serdo expostos

juntamente com varia¢oes nos valores de significancia em cada rodadas.

Nos conjuntos de dados gerados, o resultado mais favoravel foi observado no con-
junto caracterizado por uma frequéncia alélica menor (MAF) de 0,01, um limiar de dese-
quilibrio de liga¢ao (LD) de 85, uma significdncia de equilibrio de Hardy-Weinberg (HWE)
de 5e-6, uma taxa de auséncia de amostra de 0,01 e uma taxa de auséncia genética de 0,1.
Notavelmente, o resultado mais significativo foi obtido para o SNP rs7918269, com um
valor-p de 1.600000e-09, sendo este mais de 10 vezes maior que o segundo melhor valor
encontrado. As figuras subsequentes ilustram o impacto da variacao dos hiperparametros

de QC e como o melhor resultado encontrado pode representar um ponto étimo.
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Figura 8 — Impacto da variagdo dos hiperparametros de QC: MAF e LD.
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4.2.2 Analise de significancia dos SNPs

Para analisar e avaliar cada rodadas, criou-se uma tabela contendo os 1000 SNPs
mais significativos de cada rodada. Conforme mostrado na Tabela 7, para cada roda-
dasexistem duas colunas. A primeira coluna representa o Nome do SNP e a segunda
coluna representa seu valor-p. Desta forma, cada rodadasé ordenada do menor para o

maior valor-p.

Essa representacao de tabela para as rodadas simplifica o acesso a cada conjunto
de dados das rodadas. Além disso, facilita a analisar qual conjunto de dados tem o maior
valor de P_ Value, a comparar se o SNP de maior significancia que aparece em uma rodada
aparecera em alta posicao nas outras rodadas, e quais SNPs aparecem mais vezes entre os

SNPs mais bem classificados com valor de significincia em todas as rodadas.

4.3 Modelos de Aprendizado de Maquina

4.3.1 Selecdo de Hiperparametros
4.3.1.1 Random Forest

Os hiperparametros selecionados para o Random Forest foram: niimero de estima-
dores (n__estimators) = 250, nimero maximo de caracteristicas (max_ features) = 1273 e

profundidade méxima (max_depth) = 11.

4.3.1.2 Regressao Logistica

Para a Regressao Logistica, os hiperparametros selecionados foram: forca da regula-
rizagao (C) = 0.19185373703841915, proporgao L1 (11_ratio) = 0.5, penalidade (penalty)

= elasticnet e solucionador (solver) = saga.

4313 XGBoost

No caso do XGBoost, os hiperparametros escolhidos foram: taxa de subsample =
0.9, nimero de estimadores (n_estimators) = 250, profundidade méxima (max_ depth)

=9, taxa de aprendizado (learning rate) = 0.1, gamma = 0.2 e colsample_ bytree = 0.7.

4.3.2 Analise de Desempenho
4.3.2.1 Random Forest

O modelo Random Forest apresentou uma Acurécia de 57.69%, com uma Precisao
de 100%, Recall de 5.71% e F1 Score de 10.81%. Apesar da alta Precisao, o baixo Recall
sugere uma tendéncia do modelo em prever a classe negativa, limitando sua capacidade

de identificar corretamente a classe positiva.
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4.3.2.2 Regressao Logistica

A Regressao Logistica também alcangou uma Acuracia de 57.69%, com Precisao
de 60%, Recall de 17.14% e F1 Score de 26.67%. Este modelo demonstrou um equilibrio

um pouco melhor entre Precisao e Recall em comparacao com o Random Forest.

4323 XGBoost

O modelo XGBoost teve uma Acurécia de 53.85%, com Precisao de 47.62%, Recall
de 28.57% e F1 Score de 35.71%. Este modelo apresentou um desempenho mais equilibrado

entre as métricas, mas com uma Acurdcia geral menor.

4.3.3 Comparacao dos modelos

Tabela 8 — Comparacao de Desempenho nos Dados de Teste

Modelo Acuracia Precisao Recall F1 Score
Random Forest 57.69% 100% 5.71%  10.81%
Regressao Logistica  57.69% 60% 17.14%  26.67%
XGBoost 53.85%  47.62% 28.57%  35.71%

Desta forma os resultados indicam que, embora a Acuracia dos modelos seja similar,
existem diferencas significativas em termos de Precisao, Recall e F1 Score. O modelo
Random Forest, apesar de sua alta Precisao, apresenta um baixo Recall, sugerindo uma
tendéncia a prever predominantemente a classe negativa (CN). A Regressao Logistica
e 0o XGBoost mostram um equilibrio melhor entre Precisao e Recall, com o XGBoost
apresentando um desempenho ligeiramente mais balanceado. No entanto, todos os modelos
mostram espago para melhorias, particularmente no que diz respeito ao equilibrio entre

as métricas de desempenho.

4.3.4 Abordagem de Data Augmentation

Apos a aplicagao de Data Augmentation, a melhor combinagao de hiperparametros
para a Regressao Logistica encontrada foi: 'C’ = 0.015577217702693031, ’11_ ratio’ = 0.7,
‘penalty’ = 12’ 'solver’ = 'saga’. Os resultados de desempenho nos dados de teste foram

0s seguintes:

Acurécia: 58.97%

Precisao: 66.67%

Recall: 17.14%

F1 Score: 27.27%
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Comparando estes resultados com aqueles obtidos sem Data Augmentation (Acu-
racia de 57.69%), Precisao de 60%, Recall de 17.14% e F1 Score de 26.67%), observa-se uma
leve melhoria na Acurécia e na Precisdo. No entanto, o Recall e o F1 Score permaneceram

praticamente inalterados.

A aplicacao de Data Augmentation resultou em uma pequena melhoria no desem-
penho do modelo de Regressao Logistica, especialmente em termos de Acuracia e Precisao.
Esta melhoria pode ser atribuida ao aumento na variabilidade e no volume dos dados de
treinamento, permitindo ao modelo aprender com um conjunto de dados mais rico e po-

tencialmente reduzir o overfitting.

No entanto, o impacto no Recall e no F1 Score foi limitado, sugerindo que, en-
quanto a Data Augmentation pode ajudar o modelo a identificar melhor a classe positiva,
nao houve uma melhora significativa na sua capacidade de classificar corretamente todas
as instancias positivas. Este resultado indica que, embora a Data Augmentation seja uma
técnica promissora, pode ser necessario explorar outras abordagens ou combinagoes de

técnicas para alcancar melhorias substanciais em todas as métricas de desempenho.

Apesar da inclusdo da Data Augmentation no pipeline ter demonstrado um im-
pacto positivo, na performance do modelo, nao é possivel afirmar que a melhoria foi
resposta somente a esse fato. Portanto, por ser um processo muito mais custoso no trei-

namento, essa técnica nao entrou para o pipeline principal.

4.3.5 Analise Comparativa dos SNPs Associados a Doenca de Alzheimer

A investigacao de marcadores genéticos associados a Doenga de Alzheimer foi rea-
lizada mediante a aplicagao de diversas técnicas de aprendizado de maquina e um estudo
de associagao gendmica ampla (GWAS). Os SNPs mais significativos foram identificados
para cada modelo, e suas importancias foram contrastadas para aferir consisténcias e
discrepancias entre os métodos. Esta andlise foi conduzida sobre os resultados de cada

modelo que podem ser consultados na Tabela 9.

A Regressao Logistica destacou SNPs com coeficientes negativos e positivos, suge-
rindo a presenca de alelos protetores e de risco para a DA. J4 o modelo Random Forest
atribuiu maior importancia a um conjunto diferente de SNPs, com feature importances
variando na ordem de 10~*. O modelo XGBoost identificou uma terceira cole¢io de SNPs,
com importéancias na faixa de 1072, enfatizando a relevancia de cada SNP de maneira mais
uniforme. Por fim, o GWAS utilizando o BLUPF90 forneceu um conjunto de SNPs basea-
dos em log(p_ value) extremamente significativos, alguns dos quais nao foram detectados

pelos outros modelos.

A comparacao dos resultados com a literatura evidencia que alguns dos SNPs

identificados estao em loci ja associados a DA, enquanto outros representam descobertas
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potencialmente novas, demandando validacao adicional (Smith et al., 2019). Por exemplo,
o SNP rs7535533, que demonstrou um valor de importancia extremamente significativo
no modelo XGBoost, e seu gene, RGSL1, foi previamente associado a DA em multiplos
estudos (article, 2019a; article, 2007; article, 2019b) , sugerindo um papel potencial em
vias biologicas relacionadas a patogénese da doenga. Outros SNPs, como rs13026208, em
que seu gene, GALNT13, também mostrou associagoes em pesquisas anteriores(MAP-AD,

2023), refor¢ando sua relevancia para o fenétipo de interesse

4.3.5.1 Tabela de SNPs Significativos

A Tabela 9 compara os SNPs mais significativos identificados em cada modelo.
A sobreposicao e as diferengas entre os modelos sao criticas para futuras investigagoes,
podendo revelar novas vias bioldgicas envolvidas na patogénese da DA ou confirmar a

relevancia de caminhos ja conhecidos.
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5 Conclusao

Este estudo apresentou uma abordagem inovadora e multidisciplinar para a iden-
tificacdo de marcadores genéticos associados a Doenca de Alzheimer (DA), empregando
diversas técnicas de aprendizado de maquina e andlise gendémica. Através da combinagao
de métodos como Random Forest, Regressao Logistica, XGBoost, e GWAS via BLUPF90,
foi possivel identificar um conjunto abrangente de SNPs associados a DA, alguns dos quais

j& conhecidos na literatura cientifica e outros representando possiveis novas descobertas.

Além disso, este estudo também contou com desenvolvimento de um tratamento de
dados que foi crucial para os resultados encontrados e mostraram a relévancia da escolha

de bons filtros para o Controle de Qualidade dos dados.

Os resultados obtidos pelos modelos de Aprendizado de Maquina refletiram nu-
ances importantes na caracterizacao genética da DA. Cada modelo apresentou um perfil
distinto de SNPs mais significativos, evidenciando a complexidade e a heterogeneidade da
doenca. A variacao nos coeficientes e importancias de caracteristicas, conforme identifi-
cado pelos modelos, ressalta a importancia de uma abordagem integrada e multifacetada

para a pesquisa em genética da DA.

Os achados deste estudo nao apenas corroboram associacoes genéticas previamente
estabelecidas, mas também abrem caminhos para novas investigacoes. A identificacao de
SNPs nao previamente associados a DA sugere novas areas de investigacao, potencial-
mente revelando novos mecanismos biolégicos envolvidos na patogénese da doenca. Estes
resultados destacam a importancia de continuar a explorar o genoma humano com abor-

dagens analiticas avancadas para melhor compreender doengas complexas como a DA.

Investigar a Doenca de Alzheimer é complexo devido a sua natureza multifatorial,
envolvendo variagoes genéticas, fatores ambientais e estilo de vida. Além disso, a hetero-
geneidade dos sintomas e a progressao variavel da doencga entre individuos dificultam a
identificacao de padroes claros apenas usando SNPs. Essa complexidade implica desafios
significativos para o desenvolvimento de modelos preditivos precisos com Aprendizado
de Maquina, limitando a capacidade de prever a doenca de maneira abrangente e espe-
cifica para cada paciente e encontrar a significancia de cada SNP. Assim, embora este
estudo tenha demonstrado avancos significativos, é importante reconhecer tais limitagoes,

e considera-las em interpretagoes e aplicacoes futuras.

Pesquisas futuras poderiam se beneficiar da integragao de conjuntos de dados mais
amplos, abordagens computacionais mais avangadas e técnicas de validacao rigorosas para

aprimorar a compreensao dos mecanismos genéticos da DA.
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Em resumo, este estudo destaca o poder do aprendizado de méaquina e da analise
gendmica no avanco do conhecimento sobre a Doenga de Alzheimer. Os resultados obtidos
fornecem contribuigoes para o campo emergente da genomica da DA, oferecendo novas
perspectivas para o desenvolvimento de estratégias terapéuticas e diagnésticas mais efi-
cazes. As descobertas aqui apresentadas representam um passo significativo no caminho

para um entendimento mais profundo da genética da DA e seu impacto na satide humana.
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