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RESUMO

COTRIM, L. G. F. Modelo de mistura de regressao: uma abordagem Bayesiana. 2020.
p- Dissertacdao (Mestrado em Estatistica — Programa Interinstitucional de P6s-Graduag¢ao em
Estatistica) — Instituto de Ciéncias Matematicas e de Computagdo, Universidade de Sao Paulo,
Sao Carlos — SP, 2020.

Nesse trabalho, estudamos os modelos de mistura de regressao e apresentamos duas metodologias
Bayesianas para a estimacdo deles. A primeira considerando que o nimero de componentes é
conhecido e propomos a utilizagdo de critérios de selecdo de modelos com enfoque Bayesiano,
DIC e EBIC, para estimar o nimero de componentes da mistura. Na segunda, propomos um
algoritmo reversible jump com passos de split-merge que estima conjuntamente os parametros do
modelo e o numero de componentes da mistura. Aplicamos as metodologias propostas e também
o algoritmo EM, j4 disponivel em pacote R, em dados simulados e em dados educacionais
brasileiros, estudando a relagdo entre o Indice de Desenvolvimento da Educacio Basica e alguns

dados socioecondmicos e demograficos.

Palavras-chave: Modelo de mistura, modelo de mistura de regressao, inferéncia Bayesiana,
MCMC, DIC, EBIC, IDEB, Data-driven reversible jump.






ABSTRACT

COTRIM, L. G. F. Regression mixture model: a Bayesian approach. 2020. [I09]p. Disserta-
¢ao (Mestrado em Estatistica — Programa Interinstitucional de P6s-Graduac¢do em Estatistica) —
Instituto de Ciéncias Matematicas e de Computagdo, Universidade de Sao Paulo, Sdo Carlos —
SP, 2020.

In the current dissertation, we study the mixture regression models and present two Bayesian
methodologies for their estimation. The first one considers the number of components is known
and we propose the use of two Bayesian model selection criteria, DIC and EBIC, to identify
the number of components. In the other one, we propose a reversible jump algorithm with split-
merge steps that estimates parameters and the number of components. We apply the proposed
methodologies and also the EM algorithm, already available in R package, for simulated data-
set and for Brazilian educational data, studying the relationship among the Basic Education

Development Index and some socioeconomic and demographic data.

Keywords: Mixture model, mixture regression model, Bayesian approach, MCMC, DIC, EBIC,
IDEB, Data-driven reversible jump.
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CAPITULO

INTRODUCAO

E comum nos depararmos com dados que ndo podem ser adequadamente modelados
por familias paramétricas de distribuicdes padrdes e os modelos com misturas de distribui¢des,

denominados modelos de mistura, fornecem-nos uma conveniente forma de modelar estes dados.

Além de fornecer uma estrutura para modelar distribui¢des mais complexas, os modelos
de mistura sdo utilizados para modelar dados cujas observacdes sdo provenientes de uma
populacdo composta por K subpopulacdes. Cada subpopulacio recebe o nome de componente
da mistura e € ponderada por sua frequéncia relativa na populagdo, que denominamos de
pesos da mistura. Desta maneira, identificando de qual das K subpopula¢des cada observagao é
proveniente, o modelo de mistura também se torna uma importante ferramenta para agrupamento
de dados, além de permitir outras inferéncias sobre a populac¢do. Para uma ampla revisiao sobre
modelos de mistura, ver McLachlan e Peel| (2000) e |[Frithwirth-Schnatter| (2006).

Os modelos de mistura de regressao, propostos por (Goldfeld e Quandt (1973), e co-
nhecidos em econometria como regressdes de comutacao, sdo modelos de regressao nos quais
a distribuicdo da varidvel resposta condicionada as covaridveis € um modelo de mistura. Em
outras palavras, utilizamos um modelo de mistura de regressdo quando a varidvel resposta se
relaciona diferentemente com as covaridveis de acordo com qual componente ndo-observével e

desconhecida o elemento amostral € proveniente.

Do ponto de vista da infer€ncia frequentista, a estimacdo de um modelo de mistura de
regressao € usualmente realizada através do algoritmo Expectation-Maximization (EM), que
€ abordado por McLachlan e Krishnan| (2007). Bai, Yao e Boyer (2012) demonstram que as
estimativas de maxima verossimilhanga sdo sensiveis a outliers nos modelos de mistura de
regressdes normais € propdem um algoritmo robusto de estimac¢ao dos parametros, alterando
o algoritmo EM existente. Huang e Yao (2012) estudam a classe de modelos de mistura de
regressao normal semi-paramétrico, permitindo que as propor¢des da mistura dependam de

covaridveis. Mostra, ainda, que tais modelos, sob certas condi¢des, sdo identificiveis e, portanto,
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nao possuem o problema de label switching, que serd discutido no decorrer deste trabalho. Por
fim, propdem um passo adicional no método de estimacgdo backfitting para o modelo proposto e
investiga modificacdes no algoritmo EM. |Wang et al.| (1996) estudam modelos de mistura de
regressao Poisson permitindo que as propor¢des da mistura também dependam de covaridveis
e propde um processo de estimagdo dos pardmetros baseado no algoritmo EM e no algoritmo
quasi-Newton. Quandt e Ramsey| (1978) estima os parametros dos modelos de mistura e dos
modelos de mistura de regressdes normais através do moment generating function estimator
definido como o estimador que minimiza a soma dos quadrados da diferenca entre a funcio

geradora de momentos tedrica e amostral.

Como € sabido na literatura, o algoritmo EM € geralmente sensivel ao ponto inicial, pode
ndo convergir ao ponto de miximo global e, algumas vezes, apresenta lenta convergéncia. Devido
a estes problemas, este trabalho adota a abordagem Bayesiana para a estima¢do de modelos de
mistura, em especial os modelos de mistura de regressdo que, em modelos multiparamétricos,
geralmente utiliza os algoritmos Gibbs Sampling (CASELLA; GEORGE, 1992), Metropolis-
Hastings (CHIB; GREENBERG!, [1995) ou Reversible Jump (GREEN, [1995) para simular

amostras da distribui¢do a posteriori conjunta dos parametros e estimar o modelo em questao.

A escolha do algoritmo depende do caso a ser estudado. Frithwirth-Schnatter (2001}
propde um algoritmo Markov Chain Monte Carlo (MCMC) denominado Permutation sampling
que € baseado em sucessivas simulacdes dos parametros através da distribuicao a posteriori e
permuta aleatoriamente, a cada passo, a marcacgdo atual dos estados, tratando o problema de
label switching com identificabilidade artificial. Hurn, Justel e Robert (2003) revisa brevemente
os métodos Gibbs Sampling e Metropolis—Hastings para a estimacdo dos parametros de modelos
de mistura de regressao normal, logistico e Poisson. Também propde um método de estimacao
MCMC Reversible Jump baseado na técnica de nascimento e morte para estimagdo dos parame-
tros quando o nimero de componentes da mistura € desconhecido, mostrando como a escolha

adequada da func¢do de perda pode resolver o problema de label switching.

Aplicagdes sdo encontradas em diversas dreas, como Economia (WEDEL; DESARBO,
1993), Biologia (WANG et al.,|1996) e Genética (QIN; SELF, [2006). Com o objetivo de melhor
entender a realidade do nivel educacional brasileiro, este trabalho aplica a metodologia proposta
em dados educacionais do Brasil, considerando o Indice de Desenvolvimento da Educacao

Basica (IDEB) como nossa varidvel de interesse.

Neste trabalho, apresentamos e discutimos algumas metodologias Bayesianas de esti-
macao e selecdo de modelos para o caso em que temos uma mistura de regressdes normais.
Analisamos a performance das metodologias propostas e do algoritmo EM, ja disponivel em
pacote no R, em dados simulados e, por fim, aplicamos em dados reais sobre a qualidade da

educacdo brasileira.

Este trabalho estd organizado como segue: No Capitulo [2], introduzimos os modelos

de mistura na forma original e hierdrquica, abordando sua ampla aplicabilidade e flexibilidade
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para tratar dados que nao sdo facilmente modelados por familias de distribui¢cdes paramétricas
conhecidas. Em seguida, apresentamos os modelos de mistura Gaussiana e um algoritmo MCMC
de estimac¢do dos parametros considerando o niumero de componentes da mistura conhecido. No
Capitulo 3] abordamos o tema principal dessa dissertagdo de mestrado, que sdo os modelos de
mistura de regressdo. Estudamos com detalhes os modelos de mistura de regressdes normais,
apresentando duas metodologias Bayesianas de estimacdo dos parametros. No Capitulo {4}
aplicamos as metodologias apresentadas no Capitulo[3]a dados simulados e reais, comparando
as estimativas obtidas com as obtidas pelo algoritmo EM. Por fim, no Capitulo [5| apresentamos

nossas conclusdes e propostas futuras.
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CAPITULO

MODELO DE MISTURA DE DISTRIBUICOES

Os modelos de mistura de distribuigdes sdo utilizados para modelar dados provenientes
de uma populacao composta por K subpopulagdes, onde K pode ser conhecido ou desconhecido.
Formalmente, dizemos que a densidade f(-|w, @) é uma mistura de distribui¢des se ela for uma
combinagdo linear convexa de K densidades, sendo cada uma pertencente a alguma familia de

distribui¢cdes indexadas pelo parametro 0y, isto €,

K
fClw,0) =Y wif(.|00), 2.1)
k=1

onde wy > 0, Zle wy=1,0=1(04,...,0g) e w= (wy,...,wg). Atribuimos aos wy’s 0 nome
de pesos ou ponderacdes e denominamos de componentes ou subpopulagdes da mistura as
densidades f(-|0y).

Como, no geral, ndo conhecemos a funcdo densidade de probabilidade (ou funcdo de
probabilidade) da populacdo, cada subpopulacdo € adequadamente modelada por uma densidade
pertencente a alguma familia de distribui¢cdes paramétricas conhecida de forma que facilite o
tratamento dos dados. Note que as subpopulacdes de um mesmo modelo de mistura podem

pertencer a familias de distribui¢des distintas.

A Figura([l]ilustra dois exemplos de modelos de mistura. Na Figura[I|(A), a densidade em
preto representa a distribuicdo dada por f(y|w,0) = 0.3N(7,4) +0.7N(14,9), onde N(u,c?)
simboliza a distribuicio Normal com média u e varidncia 2. Neste caso, 8 = (i, 6%) onde
i = (7,14) e 6% = (4,9). As densidades em verde representam, da esquerda para a direita,
a distribui¢do N(7,4) e N(14,9). Quando todas as componentes da mistura sdo distribui¢des
Normais, chamamos o modelo de Mistura Gaussiana ou Mistura de Normais e estes modelos
desempenham um papel muito importante na pratica. Ja a Figura[I| (B) representa a distribuigao
dada por f(y|w,0) = 0.5Gama(2,0.5) +0.5N(15,4), ou seja, ¢ uma mistura entre uma distri-
buicdo Gama e uma distribuicdo Normal. Em vermelho temos a densidade da distribuicdo Gama
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e em verde a densidade da Normal. A parametrizacdo utilizada da distribuicdo Gama foi tal que
se Z ~ Gama(a,b), entdo E(Z) = a/b.

0.100

0.075
0.075

0.050 /
/ 0.050

0.025 / 0.025

/ ~ &7 -

0.000 0.000

0 5 10 15 20 25 0 5 10 15 20 25

(A) ! (B) !
Figura 1 — Modelos de Mistura: (A) em preto temos a representacdo do modelo de mistura dado pela
fungdo densidade de probabilidade f(y|w,0) = 0.3N(7,4) +0.7N(14,9) e em verde temos
a representacdo da densidade das componentes da mistura; (B) em preto temos a repre-
sentagdo do modelo de mistura dado pela func¢@o densidade de probabilidade f(y|w,0) =
0.5Gama(2,0.5) 4+ 0.5N(15,4), em vermelho temos a representacdo da densidade de sua com-

ponente Gama e em verde a representacio de sua componente Normal.

Pelas ilustragdes acima, fica evidente que os modelos de mistura sao uma forma con-
veniente de modelar dados que ndo sdo provenientes de uma mesma distribui¢do. Além disso,
se para cada uma das observacdes, conseguimos identificar de qual das K subpopulagdes ela é
proveniente, os modelos de mistura de distribuicdes se tornam uma importante ferramenta de

agrupamento.

2.1 Modelo de Mistura de Distribuicoes

Considere Y = (Yj,...,Y,) uma amostra aleatdria proveniente de uma populacéo for-
mada por K diferentes subpopulacdes e com fungdo densidade de probabilidade (ou func¢ado de

probabilidade, no caso discreto) dada por

K
filw,0) =Y wef(3il0x), (2.2)
i=1

onde f(y;|@y) € a distribui¢ao da subpopulacdo k indexada pelo vetor de parimetros 6y, wy
¢ a frequéncia relativa da subpopulagdo k na populagdo, w = (wy,...,wg) é o vetor de pesos,
0 =(0,...,0k) é o vetor de parAmetros contendo os vetores paramétricos de cada componente,

k=1,..,Kei=1,...ney=(yi,...,yn) 0 vetor de observagdes de Y.

A funcgio de verossimilhanca de w e @ é dada por

n

K
L(6,wly) Hf (vi|6,w) wif (vi05) .- (2.3)
i=1k=1
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Considerando 7 (0, w) a distribui¢do a priori conjunta de 6 e w, a distribui¢do a posteri-

ori é dada por

n K
7 (6,wly) < L(0,wly)w(6,w) wif (vi|0r) | T(0,w). (2.4)
i=1k=1

Note que obter o estimador de maxima verossimilhanca de (2.3) e o estimador de Bayes
de (2.4) ndo sdo tarefas computacionalmente triviais, pois, em ambas, temos a soma de K"

termos.

2.2 Forma Hierarquica do Modelo de Mistura

Com o objetivo de simplificar a estimagdo dos pardmetros do modelo (2.2), podemos
reescrevé-lo na forma hierdrquica adicionando uma varidvel aleatdria ndo-observavel com K
possiveis valores que indica, para cada uma das observagdes, de qual componente da mistura ela

€ proveniente.

Seja § = (Sy,...,S,) um conjunto de varidveis aleatdrias discretas independentes e ndo
observdveis, tal que S; ~ Discreta(w) parai=1,...new = (wy,...,wg), em que Discreta(w)
representa uma distribuicdo Discreta com K possiveis valores e uma tinica observacdo. Dessa

maneira, P(S; = k|w) = w e Zszl wi=1.

Consideramos que o valor assumido pela varidvel aleatéria S; identifica de qual das
subpopulagdes a i-ésima observagdo é proveniente, isto é, Y;|S; = k ~ f(yi|0x). A Figura
ilustra essa relacdo. Note que, da mesma forma que os y’s sdo independentes entre si, 0s S’s
também sdo independentes entre si, no entanto, as setas representam a relacdo de dependéncia

entre as varidveis aleatérias Y; e S; parai=1,...,n

Variaveis Variaveis
Nao Observaveis Observaveis

s o

Figura 2 — Relag@o entre a varidvel ndo-observavel e a varidvel a ser, realmente, observada na amostra.
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Desta forma, podemos reescrever o modelo (2.2)) da seguinte maneira

S; ~ Discreta(w = (wy,...,wg))
YilSi =k~ f (yil6k),

que chamamos de forma hierdrquica do modelo de mistura.

(2.5)

Por essa estrutura hierdrquica, a distribuicdo marginal de Y; é dada por

M=

fil6,w) = f i, Si = k|6, w)

»
I
_

I
M=

f (vilSi =k,0) P(S; = k|w)

~
I
—

I
M=

wif (vilOx) (2.6)

)
[N

que ¢é exatamente igual a Equagdo (2.2)).

Observando que P(S; =k|w) = Hszlwklsi(k) e f(yi|Si=k,0) = HkK:1f()’i|9k)ISi(k)
onde I, (k) é uma fungdo indicadora que assume valor um se S; = k e zero caso contrario,

temos que a distribui¢do conjunta de Y; e S; € dada por

—

Si = klw)f (yi|Si =k,0)

K
Wkls,-(k) Hf()’i’ek)lsi(k)
k=1

I
1=

T
[N

wysi®) £ (Yi|9k)lsi(k) ' 2.7)

Il
=

~
I

1

E a funcdo de verossimilhanga aumentada de we 0 é

K
Hwk £ (i10)"
k=1

wili®) £ (3105
l

wyi=tf Hf (vi|@)"" ]

""Hf<y,-|ek>’5f<">]
& 11 f0ile1)- H f(vil0k), (2.8)

lS,:] lsl_

L(O,wly,s) =

n

- I

~
I
—_

i

I
Ew

~
I
—_

I
Ew

=~
»—t:l

onde ny =Y. I, (k) é o nimero de observagdes na k-ésima componente da mistura.
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Na abordagem frequentista, a estimacdo de um modelo de mistura € usualmente realizada
através do algoritmo EM a partir da equagdo (2.8)). Na abordagem Bayesiana, para estimar
os parametros geralmente utilizamos os algoritmos Gibbs Sampling, Metropolis-Hastings ou
Reversible Jump para simular amostras da distribui¢do a posteriori conjunta dos parametros. A

escolha do algoritmo depende do caso a ser estudado.

2.3 Mistura Gaussiana

Quando todas as componentes da mistura pertencem a familia de distribuicdes Normal,
nos referimos a0 modelo de mistura como mistura Gaussiana ou mistura de normais. Segundo
Fraley e Raftery| (2002) esse caso especial dos modelos de mistura possui bom desempenho
em muitas aplicagdes, inclusive em algumas situagdes onde os dados sd@o provenientes de um
modelo de mistura de distribui¢cdes continuas ndo-normais. De acordo com Bishop, (2006)), eles
sao comumente usados em mineracdo de dados, reconhecimento de padrdes, aprendizado de

madquina e outras andlises estatisticas.

Sejay = (y1,...,yn) um vetor de observacdes de uma amostra aleatéria proveniente de
uma mistura de distribui¢des normais com K componentes, isto &, ¥i|S; = k ~ N (i, 0}) para

k=1,...,K. Da Equacdo (2.8)) temos que a fun¢do de verossimilhan¢a aumentada é dada por

L(8,wly,s) = wi'..wi& ] Nosm,op)--- [T N0iux, ox)

iisi=1 iisi=K
= wi'. wiE
y H 1 [ 1 ( )2]
—ex —_—— PR—
isi=1V 2mo P 2612 S
1 1 ’
X —exp | ———= (y; — 2.9
i:g2 \/EGQ P |: 2622 (yl .uZ) :| ( )
X ...
1 1 2
X —=—exp {—— (yi — Mk) ] ;
i;sl,]K V2rok 20%

onde 8 = (...uk, 07, ...,0%), w= (w1, ...,wg) e i = Y7 I, (k) é 0 nimero de observagdes

na k-ésima componente da mistura.

2.3.1 Estimacao Bayesiana

A principio vamos supor que o nimero de componentes da mistura, K, seja conhe-
cido. Também assumiremos que, a priori, os parimetros sdo independentes, isto é (0, w) =
2 2
m(ur)...n(ug)m(or)... n(og)m(w).

Neste trabalho consideramos as seguintes distribui¢des a priori marginais: p ~ N (L, , O,

1/6,3 ~ Gama(ay,by) parak =1,...,K e w ~ Dirichlet (7, ..., Yk), onde ¥, ..., Yk, Uy, Gﬁk,ak e

),
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by sao hiperparametros conhecidos. A parametrizacao utilizada da distribui¢do Gama foi tal que
se Z ~ Gama(a,b), entdo E(Z) = a/b.

Com essa configuracdo, temos que as distribui¢des a posteriori condicionais completas

dos parametros sdo conhecidas e dadas pelas mesmas familias das distribuicdes a priori, como

segue:
w|--- ~ Dirichlet(y; +ny, ..., Yk +ng), (2.10)
5 . ~1 . ~1
H j:si=k Vi ng Ny
Wl ~N %4_”—2 —+—= N\=+= (2.11)
Oy Oy O O Ouw O
e
| i-si=k (Vi — 1)
_2| ~ Gama (ak—f—%abk—*_z.&k(;l ‘uk> ) ’ (212)
Oy

parak =1,...,K, onde --- contempla os dados e todos 0s parametros, exceto o parametro em

questdo. Os cdlculos detalhados sdo apresentados no Apéndice [A]

A probabilidade a posteriori de S; = k é dada por

Si:kayi e,W
f(Si:kayi|67w)

Yo F(Si=1,yi0,w)
P(S; = klw)f(yilSi =k, 0)
Yo P(Si=t|w)f(yilSi=1,6)
P(S; = klw) f(yi|6x)
Yo P(Si=1|w)f(yi|6))
wif (vi|6r)

= 2.13
Yo wif(vil6;) @1

parak =1,...,K, onde f(y;|0y) é a funcio densidade da N, sz) calculada no ponto y;.

Como as distribui¢des a posteriori condicionais completas dos parametros sao distri-
bui¢des padrdes conhecidas, implementamos o algoritmo Gibbs Sampling para simular valores
dessas distribuicdes e gerar amostras da distribui¢cdo conjunta. Assumimos como estimativas
pontuais dos parametros a média a posteriori da amostra MCMC obtida para cada pardmetro ja

considerando o salto e o burn-in da cadeia gerada.

Descartamos as primeiras iteracOes da cadeia gerada considerando um burn-in para

permitir que a cadeia MCMC atinja convergéncia e guardamos uma iteracdo a cada determinado
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valor, convenientemente escolhido, de iteragdes para garantir amostras de valores independentes

ou com correlacdo muito baixa.

2.3.1.1 Algoritmo de Estimacdo Gibbs Sampling

Considere nosso vetor de pardmetros 6 = (uy, ..., Ug, 612, - 612() e w com distribui¢ao
conjunta (0, w) e distribui¢des condicionais dadas por (2.10), (2.11)) e (2.12). O algoritmo

Gibbs Sampling é baseado em sucessivas simula¢des dos paradmetros contidos em 6 e em w e

da varidvel nao-observavel § através das distribui¢des a posteriori condicionais utilizando as

obervagdes de y. Podemos resumir o algoritmo pelos seguintes passos:

Passo 1: parai = 1,...,n, inicialize aleatoriamente S; com valores de 1 até K, considerando
inicialmente que P(S; =k) = 1/K parak = 1,...,K;

Passo 2: Inicialize arbitrariamente /.LIEO) parak=1,...,K;

Passo 3: parak = 1,...,K, gere 1/(c7)(®) de

. 02
Gama (ak‘f‘%,bk—}— Zz:s,-_k()’lz ) )

onde ny =Y., I;;(k) e ai e by sdo hiperpardmetros escolhidos anteriormente;
Passo 4: para /-ésima iteracdo, { = 1, ..., L, onde L é o nimero total de iteracdes, faca:

e gere u,gf) de

-1 1
My Yis=kVi 1 Ny 1 ny
Y T EAN R L S L
(Gﬁk sz)“”) (Gﬁk Wf)“”) ("ﬁk (a2) (=)

parak=1,....K;
o gere 1/(c})¥) de

Gama (ak + %,bk + Zi:s":k(y;_ IEZ))2>
parak=1,...,K;
o gere wl) ~ Dirichlet(y1 +ny,..., Y& +nk);
e parai=1,...,n atualize o valor de §; considerando a probabilidade de ocorréncia

2.13), isto &,

= k|lw(© 5. — 1 @0
P(S; = K|y, 81 w0y = P =KW/ 0ilSi = k.6 )e
L P(Si = t|w) £ (vilSi =1,0')

parak=1,...,K, onde f(y,-|0,(f)) ¢ a fungdo densidade da N([,LIEZ), (67)")) avaliada

no ponto y; e P(S; = kjw¥)) = w,(f).
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Ao final das L iteracdes, descartamos as B primeiras iteracdes como burn-in e guar-
damos uma itera¢@o a cada “salros” iteragOes, obtendo uma cadeia final de tamanho L, =
[(L— B)/saltos], onde [] representa a parte inteira da divisdo. Consideramos como estimativas

pontuais dos parametros as médias dos valores gerados, isto &,

1 Linal

h (0
ko= ; (2.14)
H Lfinal g_zi Hi
Lfing
62 = ! il(ckz)“) (2.15)
Lfinal /=1
€
L“
1 final (f)
Wi = w (2.16)
Lfinal gz"l k
parak=1,..., K.

Considerando N, o nimero de vezes em que a observagao y; foi associada a componente
k nas Ly, iteracdes, entdo, assumimos P(S; =k|---) = % como a probabilidade a posteriori
de y; ser proveniente da componente k. Fazemos uso desta probabilidade a posteriori para
determinar o valor predito de S; de forma aleatéria, para i = 1,...,n. Uma alternativa a esta
abordagem, seria considerar como estimativa para S; a moda a posteriori dos valores gerados
pela cadeia MCMC. No entanto, ocorrem casos em que a frequencia de dois ou mais valores

para S; sdo muito proximas e, por isso, ndo optamos por essa segunda abordagem.

A convergéncia da cadeia MCMC gerada ap6s burn-in e “saltos” pode ser verificada
por graficos de trago ou algumas estatisticas de convergéncia como: estatistica de Gelman e
Rubin, estatistica de Geweke, entre outras (COWLES; CARLIN], [1996). Neste trabalho nio
detalharemos estes métodos, mas os utilizamos para verificar a convergéncia das cadeias MCMC

nos dados simulados e reais.

Um problema muito frequente e discutido na literatura na estimac¢do de modelos de
mistura € o problema conhecido como label switching, identificado por alguns autores como
problema de nao-identificabilidade do modelo. O label switching se caracteriza pela permutagao
dos rétulos das componentes no decorrer do processo de estimacdo e isso ocorre porque a fungdo
de verossimilhanga € invariante sob diferentes rotulacdes das componentes (STEPHENS, 2000).
A Figura[3|exemplifica como as cadeias MCMC se comportam na presenca de label switching.

Note que préximo a iteracdo 8000 ocorre a permutagdo dos rétulos entre as componentes 1 e 2.

No caso de ocorréncia de label switching € muito dificil sumarizar a cadeia MCMC
para determinar as estimativas dos parametros. Alguns métodos tem sido propostos na literatura
para corrigir esse problema em modelos de mistura de distribui¢des, mas a simples inclusdo
da restricdo Uy < U < ... < Uk tem se mostrado eficiente para modelos de mistura Normal.

Para implementar essa restricio na amostra MCMC simulada, basta rearranjar o rétulo das
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Figura 3 — Label switching: troca de rétulos entre a componente 1 e a componente 2 pfoximo a iteragdo
8000.

componentes em cada iteragio MCMC de modo que ,ul(e) < ,LLZ(Z) <. < ,u,(f ). No préoximo

capitulo, discutiremos com mais detalhes este assunto.
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CAPITULO

MODELO DE MISTURA DE REGRESSOES

E extremamente relevante entender a relagdo entre duas ou mais varidveis de interesse.
Por exemplo, entender como a temperatura de ebuli¢cao da dgua se altera com a altitude, como
a poluicdo do ar é afetada pela emissdo de CO,, ou como a renda per capita de determinada
regido € influenciada pelo indice de desenvolvimento humano (IDH). No entanto, é comum que
os dados disponiveis para estudo apresentem heterogeneidade, ou seja, que a varidvel resposta

nao se relacione com as covaridveis de forma homogénea para toda a populacao.

A Figura[d](A) representa a relagdo entre a renda per capita e o indice de desenvolvimento
humano municipal (IDHM) de 111 municipios brasileiros, disponivel no censo 2010 realizado
pelo IBGE. Note que a relac@o entre essas varidveis € diferente para homens e para mulheres
e, se ndo tivéssemos a informacao sobre o sexo, provavelmente um tunico modelo de regressao
entre renda per capita e IDHM nao seria adequado para essa amostra e, consequentemente, para
a populac@o. A Figura[d|(B) representa a relagéo entre o nivel de emissao per capita de CO, e
o PIB para 28 paises, conjunto de dados COZ2data publicado pelo World Resource Institute e
disponivel no pacote mixtools do software R (YOUNG et al.,[2009). Note que a relacdo entre
essas varidveis nao é homogénea entre todos os elementos da amostra, havendo dois ou mais

grupos que se relacionam de maneira distinta em relac@o as varidveis consideradas.

Uma maneira interessante de se modelar esses dados € considerar que a heterogeneidade
observada surgiu devido ao fato de que a populacdo é composta por K subpopulacdes e que
as varidveis a serem analisadas se relacionam de maneira diferente em cada subpopulagdo. Se
as subpopulacdes sdo desconhecidas, podemos assumir que a distribui¢ao da varidvel resposta
condicionada as covaridveis € um modelo de mistura. Entdo, pelo que foi visto anteriormente,
esse modelo é capaz de identificar que a varidvel resposta se relaciona diferentemente com as
covariaveis de acordo com qual componente ndo-observavel e desconhecida o elemento amostral
€ proveniente. Denominamos esta classe de modelos de modelos de mistura de regressao. Nesse

trabalho, a principio, o foco € o modelo de mistura de regressdes normais.
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Figura 4 — (A) representacdo da renda per capita e do IDHM pra 111 municipios brasileiros disponibili-
zados pelo Censo Demogrifico de 2010 realizado pelo IBGE, onde os pontos em vermelho
representam o sexo feminino e os pontos em verde representam o sexo masculino; (B) repre-
sentagdo entre a emissdo per capita de CO; e o PIB per capita de 28 paises do conjunto de
dados CO2data do pacote mixtools do software R.

3.1 Modelo de Mistura de Regressoes Normais

Considere (Y1,X1),...,(¥,,X,) uma amostra de tamanho n, onde, parai =1,...,n, ¥; é
a variavel resposta ou de interesse do i-ésimo individuo da amostra e X; é um vetor (p + 1)-
dimensional que contempla as p varidveis explicativas, ou covaridveis, da i-ésima observacao
e o valor 1 que acompanha o intercepto da regressao linear. Seja S; uma varidvel aleatoria
nao-observavel que identifica de qual das K componentes ou subpopulacdes a observacgao y; é
proveniente, ou seja, S; assume o valor k se a observacdo y; é proveniente da k-ésima componente.
Suponha que P(S; = k) = wy parak = 1,...,K, onde K é o nimero de componentes na mistura,

O<wi<leYK wi=1.
Tomando S; = k, suponha que Y; dependa linearmente de X, ou seja,
Y, =XiB,+&, (3.1

onde B, = (Box, - ,Bpk)T e g ~N(O, sz), sendo N(u,0?) a funcio densidade da distribuicdo
normal com média y e varidncia 2. Desta maneira, temos que a distribui¢io conjunta de ¥; e S;

condicionada a X; = x; pode ser escrita como
(Y, S,‘ Zk)|Xl' :xiwwkN(xiﬁk,O'kz) (32)

e, consequentemente, a distribuicao marginal de ¥; condicionada a X; = x; € dada por

K
Y[‘X,‘ =X~ Z wkN(x,ﬁk, sz) (33)
k=1

T T o
Sendo w = (wy,...,wi), 8 = (w,B},...,Bk,0%,...,0%) € I, () uma fung@o indicadora
que assume valor 1 se S; = k e 0 caso contrario, podemos escrever a funcao de verossimilhanca

aumentada do modelo da seguinte maneira:
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onde n; € a quantidade de elementos da amostra que sdo provenientes da componente k. Assim,

>~

L(Bly,s,x) H [ )2 exP{—z%._z Z (yi—xiﬁk)z}] . (3.4)
Oy

k iisi=k

3.2 Estimacao Bayesiana com K Conhecido

A estimacdo do modelo via abordagem Bayesiana requer que especifiquemos a distribui-
¢do a priori dos pardmetros do modelo de mistura, 7(0). Neste trabalho, consideramos que os

parametros sdo independentes a priori € assumimos as seguintes distribuicdes conjugadas

w ~ Dirichlet(y,...,Yx), (3.5)
B ~ N(up,.05,) (3.6)

€
1/6? ~ Gama(ay,by), (3.7)

para j =0,1,...pe k=1,...K e onde yl,...,}/K,uﬁjk,Géjk,ak e by sdo hiperpardmetros co-
nhecidos. A parametrizagdo utilizada da distribui¢io Gama foi tal que, para Z ~ Gama(a,b),
E(Z) = a/b. As distribui¢des a priori especificadas dessa maneira, como serd visto posteri-
ormente na Seg¢do [3.2.1] nos permitem utilizar o algoritmo Gibbs Sampling para a estimagdo
do modelo. Porém, segundo Hurn, Justel e Robert (2003), outras escolhas de distribui¢des a

priori sdo igualmente validas, uma vez que podemos utilizar o algoritmo Metropolis-Hastings
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para simular de distribui¢des ndo conhecidas. Hurn, Justel e Robert (2003) também reforca
que distribui¢des a priori impréprias, como a de Jeffreys, nao sdo aceitaveis nesse modelo
porque elas conduzem a distribuicdes a posteriori improprias, independentemente do tamanho

da amostra.

Considerando que o nimero de componentes, K, é conhecido, as distribui¢des a posteriori

condicionais completas dos pardmetros sdo conhecidas e dadas por

w|--- ~ Dirichlet(y, +ny, ..., Yk + ng), (3.8)
M I S o
m:: B Vii Vii
Bl -+~ N (G—’z’+az’k> (?*ﬁ) (?*ﬁ) 69
k Bjx Bjx k Bix k

para j=0,....,pek=1,...Ke

1 sk (vi — xiBy)?
— |+~ Gama ak+@,bk+z"s'*"(y’ iPi) : (3.10)
o; 2 2

para k = 1,....,K, onde --- contempla os dados e todos os parametros, exceto o parametro

em questdo, m;; = Y. Xij (Vi — Yy XuPix) € vij = Zi:si:kxl-zj. Os célculos detalhados sdo
apresentados no Apéndice Bl

A probabilidade a posteriori de S; = k é dada por

f(Si =k,yilx:,0)
f(ilxi, 0)
f(Si = k,yilx;,0)
Y& F(Si=1t,yilx:,0)
P(S,' = k|w)f(y,-|S,~ = k,x,', 9)
Y P(Si =t|w)f(yilSi =1,x;,0)
P(S; = k|w) f (vilxi, 0x)
Y P(Si =1tlw) f(yilxi,0,)
wif (vilxi, 0x)

_ G.11)
Yo wif (vilxi, 0r)

P(S,' = k]y,-,xi, 0) =

parak = 1,...,K, onde f(yi|x;,0;) é a funcdo densidade da N(x;B,, sz) calculada no ponto y;.

Como as distribui¢des a posteriori condicionais completas sdo distribuicdes padrdes
conhecidas, implementamos o algoritmo Gibbs Sampling para simular valores dessas distribui-
¢Oes e gerar uma amostra da distribui¢io a posteriori conjunta. Assumimos como estimativas
pontuais dos parametros a média a posteriori da amostra MCMC obtida para cada parametro ja

considerando o salto e o burn-in da amostra MCMC gerada.
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3.2.1 Algoritmo de Estimacao Gibbs Sampling

Considere o vetor de pardmetros 6 = (w, ﬁlT, ey ﬂIT(, 612, e 612() com distribui¢des con-
dicionais dadas por (3.8)), (3.9) e (3.10). O algoritmo Gibbs Sampling é baseado em sucessivas
simulacdes dos parametros contidos em @ e da varidvel ndo-observavel § através de suas

distribui¢des a posteriori condicionais. Podemos resumir o algoritmo pelos seguintes passos:

Passo 1: parai = 1,...,n, inicialize aleatoriamente S; com valores de 1 até K, considerando
inicialmente que P(S; =k) = 1/K parak = 1,...,K;

Passo 2: Inicialize arbitrariamente ﬁ](,?) para j=0,...,pek=1,....K;

Passo 3: parak = 1,...,K, gere 1/((7,(2)(0) de

: _ ~.p0)2
Gama <ak+%7bk+zt:si—k()’12 x’Bk ) )

onde ny =Y. I;;(k) e a e by sao hiperpardmetros escolhidos anteriormente;
Passo 4: para (-ésima iteragdo, ¢ = 1,...,L, onde L é o niimero total de iteracdes, faca:
e gere B](,f) de

_ - _ -1
W (e

, +
@) "o, )\, T |\ e, T e

N

para j =0,....,.pek=1,...,K;
o gere 1/(c)¥) de

; . BOy2
Gama (ak+%,bk+zz:s[:k()’12 x,ﬁk ) )

parak=1,...,K;
o gere w\¥) ~ Dirichlet(y, +ni,..., Yk + ng);
e parai=1,...,n atualizar o valor de S; considerando a probabilidade de ocorréncia
(B.110), isto é,
P(S; = klw) £ (yi|x;, 0"
i — Yi |xl7 k )
l
XA P8 = 1w0) £ (vilxi.0,")

P(Si = k6", y,x;) =

para k = 1,...,K, onde f (yi]xiﬁ,(f)) ¢ a funcido densidade de probabilidade da
N(xiﬁl(f), (62))) calculada no ponto y; e P(S; = k|w(")) = w,(f).
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Ao final das L iteracdes, descartamos as B primeiras iteracdes como burn-in e guar-
damos uma itera¢@o a cada “salros” iteragOes, obtendo uma cadeia final de tamanho L, =
[(L — B)/saltos]. Como habitualmente é feito na andlise Bayesiana, consideramos como estima-

tivas pontuais dos parametros a média a posteriori da cadeia MCMC resultante, isto €,

L)‘mal
= 3.12
B = Lfmal ; B (3.12)
para j=0,....pek=1,....K,
5 1 Lfinal 5 (/)
6, = o)\ (3.13)
= Lo ,;1( i)
€
L.
1 ‘final (f)
Wi = W (3.14)
Lfinal g:ZI k
parak=1,....K.

Considerando N;; o nimero de vezes em que a observagao (y;,x;) foi associada a com-

ponente k nas Ly, iteragdes, entdo, assumimos P(S; = k|---) = % como a probabilidade
mna.

a posteriori de (y;,x;) ser proveniente da componente k. Fazemos uso desta probabilidade a

posteriori para determinar o valor predito de S; de forma aleatéria, parai=1,...,n

3.2.2 Selecao do Niumero de Componentes

Para o ajuste do modelo utilizando o algoritmo Gibbs Sampling assumimos que K €

conhecido, isto €, consideramos que sabemos o nimero de componentes da mistura.

Para dados experimentais, o nimero verdadeiro de grupos pode ser desconhecido, neste
caso buscamos uma boa escolha do valor de K que resulte em resultados estdveis e nos forneca
um bom ajuste aos dados. Assim, podemos ajustar o modelo para diferentes valores de K e

utilizar técnicas de selecao de modelos para definir o K que apresentou o melhor ajuste.

Existem diversos critérios de informagdo para selecdo de modelos na metodologia
Bayesiana que sdo utilizados quando as amostras da distribui¢do a posteriori para os parametros
do modelo sdo obtidas por meio de métodos MCMC. Este trabalho propde a utilizagdo do
Deviance Information Criterion (DIC) e do Expected Bayesian Information Criterion (EBIC)

para a estimacao do nimero de componentes na mistura, K.

O DIC, proposto por Spiegelhalter et al.|(2014), é definido como

DIC =2D(8")—D(0), (3.15)
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onde @ = E(B|Y,X) é a média a posteriori dos parametros, 8° & o valor de 0 na /-ésima

interag@o da cadeia MCMC desconsiderando burn-in e os saltos,
D(6) = —2logL(6|y,s,x) —2log(h(y)), (3.16)

calculado para cada interagio MCMC, é denominado deviance e D(0°) é a média de D(8°),
(= 17--~>Lfinal-

O EBIC, proposto por Chen e Chen| (2008), é definido como
EBIC = D(8") +|6|log(n), (3.17)

onde n é o nimero de observagdes e |0 é o nimero de pardmetros em 6 a serem estimados.

Podemos simplificar o cdlculo da deviance, dada por (3.16), assumindo que i(y) = 1.

Dessa maneira, a deviance pode ser reescrita como D(0) = —2logL(0|y,s,x), mas

P -
1
logL(Bly,s,x) = logH Wzkﬁ { Z —xiBy) }
_ o-)2

k=1 (27 k)* —k
K [ 1 1
= Zlog Wik ————exp Z x,Bk
= | " @red)? —k |
< ny, 1 2
= nilogwy + — log +10g exp |- Y, (vi—xiBy)
k=1 2 2Gk iisi=k

K
ny 1
= Z{nklogwk—zlogZEsz—r‘z Z ()’i—xiﬁk)z}v

k i:si=k

entao,

n 1
{nklogwk — EkloanG,g 552 Z (vi —xin)2}>

k i:si=k

S
=2
Il
|
(\9)
N
M=

~
I
_

I
M=

1
{nklogZﬂsz—anlogwar? Z ()’i_xiﬁk)z}

k i:si=k

~
I
—_

I
M=

1
{nk10g27r6k 2ni logwi + — Z eiz},
Gk iisi=k

~
I
—_

onde &; € o erro da observacao i. Consideramos como preditor de &; o residuo da observacao i,
& =ei=(yi—xiBy).
O K estimado serd o valor de K associado ao modelo que melhor explica os dados

observados, isto é, associado ao modelo que apresentar o menor valor DIC e EBIC.
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3.3 Estimacao Bayesiana com K desconhecido

Como mencionado na secdo anterior, supor que o nimero de componentes da mistura é
conhecido muitas vezes ndo € plausivel na prética. Dessa forma, como contribui¢do a literatura,
propomos um algoritmo MCMC guiado pelos dados denominado Data Driven Reversible Jump -
DDRIJ que, conjuntamente com a estima¢do do modelo, seleciona o nimero de componentes da
mistura. O DDRIJ é composto por trés etapas: no primeiro passo, os valores atuais dos parametros
sdo atualizados via algoritmo Gibbs Sampling desenvolvido na se¢do anterior; na segunda etapa
do algoritmo, o nimero de componentes € virtualmente atualizado através de movimentos de

split-merge; e, por fim, na terceira etapa avaliamos a transi¢ao de um modelo para o outro.

Considere que o nimero de componentes, K, é desconhecido e possui distribuicao
Discreta com K, possiveis valores. Vamos supor que os parametros sdo independentes a priori
e assumiremos as distribui¢des conjugadas dadas por (3.5), (3.6) e para k = 1,..., Kyax,
onde K, € o valor maximo para K. Da mesma forma, para cada K neste intervalo, temos que

as distribuicdes a posteriori condicionais completas dos parametros sdo conhecidas e dadas por
(3-8), (3.9) e (3.10). A probabilidade a posteriori de S; = k é dada por (3.11).

Para atualizar o valor de K realizamos movimentos entre modelos através de procedimen-
tos de split e merge. O split divide uma componente arbitréria, s;+, em duas componentes, s;, €
St,, incrementando o valor de K em uma unidade. Ja o merge junta duas componentes arbitrérias,
S, € S1,, €M uma unica componente, s;+, diminuindo o valor de K em uma unidade.

Considere 6 = (w, ﬁlT, e BIT(, 612, e 0',2() o estado atual dos parametros de um modelo

T T
com K componentes e 0* = (w*,B] ,..., Bk, 072, ...,0

) 0 estado do movimento proposto com
K* componentes, onde “*” representa tanto um split como um merge. O movimento proposto é

aceito de acordo com a probabilidade de aceitagdo w(0*|0) = min(1,A), onde

*T *T * * *
A= L(0*|y,s*,x) TC<W*7B1 7"'7BK*7612"“7GK%) q(0|9 )
L(ly.s,x) n(w,B],...Bk,02,....0%) q(67]6)

(3.18)

e q(-|-) é a distribui¢do da qual construimos o modelo candidato com K* componentes.

A escolha entre os movimentos de split e merge é dada de acordo com as seguintes

probabilidades:

Se K =1, entdo P(split|K) = 1 e P(merge|K) =0
Se K = Kjax, entdo P(split|K) =0 e P(merge|K) = 1
Caso contrdrio, P(split|K) = P(merge|K) = 0.5

Dado que um movimento de merge foi escolhido, assumimos que todas as componentes

possuem a mesma probabilidade de se juntarem, isto €, as componentes s;, € §;, serdo unidas
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com probabilidade py, s, = é = ﬁ Por outro lado, dado que um movimento de split foi

definido, a componente s« € escolhida com probabilidade p;,. = %

3.3.1 Split

No split da componente s;+, distribuimos suas observacdes em duas novas componentes,

S, = 8+ € 5, = K+ 1, de forma arbitraria e, consecutivamente, estimamos os parametros para

estas novas duas componentes. Considere que s = (s1,...,5,) seja a configuracdo de S antes do
split e s°7 = (s{',...,s,") seja sua configuracdo apGs o split. O passo de split pode ser descrito
como segue:

1. Realocacao das observacoes: Parai=1,...,n,

e ses; # s+, entdo mantenha (¥;, X;) na mesma componente, sf-p =5 €

e ses; = sy, entdo aloque (¥;,X;) na componente K+ 1, sfp =K+1=s;,,see;<e*,ou
mantenha na componente sy, sfp = 5+ = 8y, se ¢; > e*, onde e* € o valor do residuo
que separa as observacdes em dois grupos, um contendo 15% das observagdes cujos
residuos sdo os menores dentro da componente a ser quebrada e outro com as 85%

restantes.

2. Simulacio dos parametros das novas componentes: Condicionado a S = s*7, simula-

. T T ) 2 .
mos valores candidatos para 87 = (w'?, B\ ..., B}l |, 0"",...,6/}) a partir de suas

distribui¢des a posteriori dadas por (3.8)), (3.9) e (3.10).

A distribui¢do proposta do split € dada por

. 2 2
q(6°70) = P(split|K) ps,. x(w*| - )7 (B |- ) w(By, |-+ )®(o5l |- )m(ayl" [ --), (3.19)
onde 7(-|-) é a distribui¢ao condicional a posteriori usada para simular os valores candidatos.

A probabilidade de aceitagio do movimento de split é dada por y(0°?|0) = min(1,A?),
onde A*? é dado pela equagdo (3.18]) como o produto da razdo das fung¢des de verossimilhanga
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ne
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n(67) _ awn)a(BY).a(BL.,)x(o)")..w(0)
7(6) 20 B B (07 7(0F)
(

x(w)z(BY)2(B) (0 (ol )
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J067) Plmers i+ Dyl |-l |-
6°’’|6 N i s s S, P2 .
9(0718)  p(split[K)p, m(w?| - )x(BY |-+ )w(BL |-+ )w(as! | )m(adl |-+

3.3.2 Merge

No movimento de merge, juntamos as observacdes de duas componentes selecionadas,
S, € 1, €M uma unica componente, sy+, € estimamos 0s parametros para esta nova componente.
Considere que s = (s1,...,5,) seja a configuracdo de S antes do merge e que s = (s7%, ..., 5,°)
seja sua configuragdo apos o merge. O merge das componentes sy, € sz, € implementado de acordo
com o seguinte procedimento:

1. Realocacao das observacoes: parai=1,...,n

m
o ses; < max(s;,,ss, ), faca s & = s5;, mantendo (Y;,X;) na mesma componente;

e ses; =max(sy,s;,), faga s;® = min(sy,,ss,), alocando os elementos (¥;,X;) de s, e

Sr, €m uma tnica componente; e

e ses; > max(sy,,s,,), faca s7 =5, — 1.



3.3. Estimagdo Bayesiana com K desconhecido 47

2. Simulando os parametros da nova componente: Dado § = 8, simulamos os valores
candidatos para o novo conjunto de parAmetros 8”"% = (w8 B¢, O‘mgz) a partir de suas
distribui¢des a posteriori dadas por (3.8)), (3.9) e (3.10). Movendo-se de 0 para 8™¢ s6
precisamos atualizar ng , 0s parametros da componente cuja configuracao foi alterada.

A distribui¢do proposta do merge é dada por

q(0™8|0) = P(merge|K)%7r(wmg| (B m(ol®). (3.20)

Spx Spx
2

A probabilidade de aceita¢do do movimento de merge é dada por w(0°7|0) = min(1,A™3),
onde A8 =1/A%P.

O algoritmo proposto € um caso especial do reversible jump quando os parametros do

modelo proposto sdo extraidos da distribui¢ao proposta e o Jacobiano € igual a 1.

3.3.3 Algoritmo de Estimacao DDRJ

Considere nosso vetor de parametros 6 = (w, B IT, ey BIT(, (712, . 0'1%) com distribui¢cdes
condicionais dadas por (3.8)), (3.9) e (3.10). O algoritmo DDRJ ¢ especificado pelos seguintes

passos:

Passo 1: inicialize K arbitrariamente com K (0);

Passo 2: parai = 1,...,n, inicialize aleatoriamente S; com valores de 1 até K (), considerando
inicialmente que P(S; = k) = 1/K©) parak=1,...,K(©);

Passo 3: parak=1,...,K(0), gere 1/(6,3)(0) de

0
Gama (ak n %’ byt Zi:si—k(yiz—xiﬁ/(C ))2>
onde ny =Y. | I;;(k) e ai e by sao hiperpardmetros escolhidos anteriormente;
Para /-ésima iteracdo, £ = 1,..., L, onde L é o nimero total de iteracdes, faca:
Passo 4: atualize os pardmetros via Gibbs Sampling:
o gere ﬁ;,f) de

-1 -1

—1) (=1 —1)
o o, ) o, T )\ o, e

para j=0,...pek=1,... K1,
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e gere 1/(0‘,3)“) de

; .82
Gama <ak+%’bk+212si_k()’lz xlﬁk ) )

para k = 1,...,K(€_1);
o gere w¥) ~ Dirichlet(y, +ny, ..., Yicte—1) +Rge-1));

e parai = 1,...,n atualize o valor de S; considerando a probabilidade de ocorréncia
(3.11)), 1sto é,

YK P(S; = t|w®) £ (yilx:, 017)

P(Sl = k|6(£)7y7xi) =

parak =1,..., K=Y onde f(yi|x;, Ol(f)) ¢ a fungdo densidade da N(x,-ﬁ,(f), (sz)“))

calculada no ponto y; e P(S; = kjw¥)) = w,(f).

Passo 5: atualize o valor de K através do processo split-merge guiado pelos dados:

(A) Decida entre split e merge de acordo com as probabilidades definidas anteriormente:

Se K(=1) =1, entdo P(split| K'"V) =1 e P(merge| K\~ 1)) =0
Se K=1) = K, entdo P(split| K1) =0 e P(merge| K1) =1
Caso contrério, P(split|K~1) = P(merge|[K"~1) = 0.5

onde K4 € 0 nimero maximo para K definido de forma arbitraria;

(B) Construa o vetor S candidato, s*, e amostre valores candidatos para 8™ através de

suas distribui¢cdes a posteriori;

(C) Aceite 0 movimento proposto com probabilidade y(60%|0), onde  representa tanto
split quanto merge:

1)

e se o split € aceito, faga KW = k! + 1 e considere 6°7;

e se 0 merge € aceito, faca KO = k(=1 _ 1 e considere 8™;

e se nenhum movimento € aceito, faga K () = K=1) ¢ considere 6.

Ao final das L iteragdes, descartamos as B primeiras iteracdes como burn-in € guardamos
uma iteracdo a cada “saltos” iteracdes obtendo uma cadeia intermedidria de tamanho L; =
[(L — B)/saltos]. Consideramos como probabilidade a posteriori de K os valores P(K = j) =

Ng—; ( . . . .
IL<1 ‘-, onde Ng—; € o nimero de vezes que K assumiu o valor j, para j = 1,..., K4y, nas Ly

iteracOes e a estimativa para K € dada pelo valor com maior probabilidade a posteriori. Apos
isso, descartamos as T itera¢des onde este valor estimado para K nao foi obtido, obtendo uma

cadeia final de tamanho Ly, = Ly — T. Como habitualmente € feito na andlise Bayesiana,
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consideramos como estimativas pontuais dos parametros a média a posteriori da cadeia MCMC,

isto é,

R 1 Lfinal (ﬁ)
Bir = B; (3.21)
! Lfinal gzi I
para j=0,....,pek=1,....K,
) 1 Lfinal ) (Z)
6 = o (3.22)
= Lo 421 (or)
e
Ly
1 ‘final (E)
Wy = w (3.23)
Lfinal Z_Zl k
parak=1,....K.
Considerando Ny o nimero de vezes em que a observag@o (y;,x;) foi associada a com-
ponente k nas Ly, iteragdes, entdo, assumimos P(S; = k|---) = % como a probabilidade

a posteriori de (y;,x;) ser proveniente da componente k. Fazemos uso desta probabilidade a

posteriori para determinar o valor predito de S; de forma aleatdria, parai=1,...,n.

3.4 O Problema do Label Switching

Como ja discutido brevemente no capitulo anterior, quando se adota a abordagem Bayesi-
ana para a estimagdo dos pardmetros de um modelo de mistura, um problema comum € a troca de

rotulos dos componentes durante o processo de estimagdo, conhecido pelo termo label switching.

A raiz do problema do label switching estd no fato da funcao de verossimilhancga ser
invariante a qualquer permutacgéo de 6 = (wy, ..., wy, ﬂlT, ey ﬁITO 612, ey 612(). De fato, considere

qualquer permutacdo p de 1,...,K e defina a correspondente permutacdo do vetor de parametros

0 por
p(0) = p(wi,...,wx,BT, .. .Bx,0%,....,0%)

Note que a fungdo de verossimilhanca (3.4) ¢ a mesma para qualquer que seja (3.24). Essa
propriedade faz com que a distribui¢@o a posteriori dos parametros seja, no geral, similarmente

simétrica entre as componentes.

Algumas abordagens tentam solucionar este problema, sendo a mais comum delas a
imposicdo de uma restri¢do artificial de identificabilidade no espago paramétrico 8. No caso de

modelo de mistura de regressdes poderiamos escolher o parametro que parece mais se diferenciar
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entre as componentes, 1 por exemplo, impondo a restricdo ;1 < Bi2 < --- < Bik e rearranjar
as componentes de cada iteracdo MCMC tal que essa restrigdo seja respeitada. No entanto,
Stephens| (2000) demonstra que, apesar de muito popular e simples, este método falha em geral,
especialmente para modelos de mistura de regressdes, e descreve uma série de abordagens

alternativas.

Para solucionar o problema de label switching, este trabalho faz uso do algoritmo
Equivalence Classes Representatives (ECR) proposto por |Papastamoulis e Iliopoulos|(2010), no
qual sua superioridade frente aos outros métodos fica aparente em Papastamoulis| (2014). A ideia
basica do ECR € renomear as componentes de cada iteragado MCMC de modo que os valores
preditos de S de cada iteracdo sejam os mais proximos possiveis de uma sequéncia s da primeira
iteracdo MCMC ap6s burn — in € “saltos” e com convergéncia garantida. O algoritmo ECR esta
implementado no pacote label.switching do software estatistico R (PAPASTAMOULIS, 2015) e

que nao € exclusivo para o modelo de mistura de regressdes normais.
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CAPITULO

APLICACOES EM DADOS SIMULADOS E
REAIS

Neste capitulo, aplicamos as metodologias de estimagdo propostas e o algoritmo EM
para modelos de mistura de regressdo normal em nove conjuntos de dados: oito conjuntos de
dados artificiais gerados via simulacao estocdstica e um conjunto de dados reais referente ao
IDEB de 2011.

4.1 Dados Simulados

Com o objetivo de testar as metodologias propostas em diferentes cendrios, propomos a

seguir oito conjuntos de dados simulados, assumimos em todos eles K = 3 componentes.

Nos seis primeiros, consideramos uma unica varidvel explicativa e a cada simulagdo
vamos dificultando o processo inferencial diminuindo a distincia entre as componentes, isto
é, deixando as observacdes simuladas cada vez mais proximas, independentemente de qual
componente ela pertence. Na Se¢ao [4.1.1] apresentamos um conjunto de dados mais simples de
ser estimado, onde as componentes sdo totalmente esparsas. Nas Se¢oes 4. 1.2, 4. 1.3\ 4. T.4le d.1.5]

consideramos os mesmos valores para os coeficientes de regressdao, porém vamos aumentando

as variancias das componentes gradativamente. Na Secao consideramos o cendrio onde a
Unica diferenca entre as componentes da mistura estd na variancia, exemplificando um cendrio

de modelo de regressdo heterocedastico.

Nos dois ultimos cendrios simulados, consideramos duas covaridveis. Na Secao
assumimos componentes esparsas. Ja na Secdo [4.1.8] consideramos o cendrio onde a tnica
diferenca entre as componentes da mistura estd na variancia, também exemplificando um cenério

de modelo de regressao heterocedastico.
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4.1.1 Conjunto de Dados Simulado 1

Na geracdo do primeiro conjunto de dados artificiais, consideramos um modelo de

mistura de regressao normal com K = 3 componentes e p = 1 covaridvel,

3
YiIXi=xi~ ) wiN(xiBy, %),
k=1

onde B; = (Box, Bix)", parak =1,...,3.

Consideramos uma amostra de tamanho n» = 2000 e fixamos w; = 0.3, wp, = 0.4, w3 = 0.3,
ol =2,05=16,0;=4,B,=(53)".B,=(2,-5)" e B3 =(—1,5)". Seja a = (a1,a2,a3),
onde a; = Zi:l wg para j = 1,...,3, o vetor acumulado de w, o procedimento de simulagdo

utilizado é dado pelos seguintes passos:

Passo 1: parai=1,...,n, gere x;; ~N(100,1) eu; ~U(0,1),onde U (0, 1) é a fun¢do densidade

da distribuicao Uniforme com parametros Oe 1; e

Passo 2: parai=1,...,n, se u; < ay, gere ¥; ~ N(x; B, 612) efacaS; = 1;se a; < u; < ap, gere
Y, ~ N(xiﬁz,ozz) e faca S; = 2; e se ap < u; < asz, gere ¥; ~ N(x,-B3,G32) e faca §; = 3,
onde x; = (1,x;1) e S; € nossa varidvel de alocagdo, que identifica de qual componente a

i-ésima observacao € proveniente.

A Figura [5] representa o grafico de dispersdo entre a varidvel resposta e a variavel
explicativa: os pontos em rosa representam as observacoes simuladas oriundas da componente 1,
os pontos em verde as observagdes simuladas oriundas da componente 2 e os pontos em azul
as observacgdes simuladas oriundas da componente 3. Como podemos observar na Figura[3] as
3 componentes desse conjunto de dados simulado sdo bem evidentes e distintas. Na Figura [6]
temos o histograma da varidvel resposta simulada, y, e sua densidade estimada pelo método

Kernel.

IS
<}
S)

Varidvel Resposta Simulada (y)
g -

80 100 120
Covaridvel Simulada (x)

S 1 e 2 3

Figura 5 — Simulagéo 1: grafico de dispersao.
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Figura 6 — Simulacdo 1: histograma da varidvel resposta simulada.

Aqui vale uma observacdo que nao foi feita anteriormente no texto: é possivel que a dis-
tribuicdo da varidvel resposta seja um modelo de mistura de distribui¢des, mas um tinico modelo

de regressado seja suficiente para explicar a relagc@o entre a varidvel resposta e as covaridveis.

4.1.1.1 Estimacdo via Gibbs Sampling, DIC e EBIC

Cinco modelos com diferentes ntimeros de componentes, K = 1,...,5, foram estimados
pelo algoritmo Gibbs Sampling com passos discutidos na Sec¢do[3.2.1] Os valores dos hiperpa-
rametros das distribui¢des a priori escolhidos foram: ¥ = ... = yx =1, ug;, = 0, Géjk =100
eapy=>bry=0.1,para j=0,1,....pe k=1,...,K. Como a variancia das distribui¢des a priori
especificadas sdo altas, essas distribui¢des sdo vagas e trazem pouca informagdo sobre os valores

a priori dos parametros.

Para cada modelo rodamos 80000 iteracdes, descartamos as 30000 primeiras como burn-
in e registramos uma a cada 5 iteragcdes. As amostras MCMC que apresentaram problema de
label switching foram renomeadas usando o algoritmo ECR. Os resultados apresentados a seguir

sdo entdo oriundos de uma amostra MCMC final de tamanho 10000.

Para cada modelo estimado calculamos o EBIC e o DIC que servirao para a escolha do

valor de K mais adequado para os dados analisados.

A convergéncia das cadeias MCMC foi verificada via gréficos de trago e estatistica de
diagnoéstico de Geweke (COWLES; CARLIN, [1996), cujos valores e gréaficos para o modelo

escolhido serdo apresentagdo a seguir.

Os valores do DIC e do EBIC sdo encontrados na Tabela [I] Note que o modelo com
K = 3 componentes obteve o menor valor para o DIC e para o EBIC e, portanto, nesta simulacdo,

obtivemos uma boa predi¢do para o nimero de componentes da mistura.

Assim, adotando o modelo de mistura de regressdo com K = 3 componentes, temos na
Tabela [2]a comparac@o entre os valores reais dos pardmetros e suas estimativas pontuais, que sao

a média a posteriori de cada parametro na amostra. Também apresentamos nela o intervalo de
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Tabela 1 — Simulacdo 1: critérios de informacdo - DIC e EBIC.

K 1 2 3 4 5
DIC | 30113.90 21672.34 13509.97 13750.58 13677.71
EBIC | 30142.28 21727.09 13590.35 13884.32 13818.51

credibilidade de maxima densidade a posteriori (HPD) de 95% e o diagndstico de Geweke para

convergéncia.

Como podemos observar na Tabela[2] as estimativas pontuais dos pardmetros estdo bem
proximas dos seus valores reais e, como esperado, os intervalos de 95% contém os valores
verdadeiros dos parametros. O valor da estatistica Geweke pertence a (—2,2) para todos os
parametros, indicando convergéncia. Na Figura[7] apresentamos os gréficos ergédicos ou graficos
de traco dos valores gerados, que também evidenciam convergéncia do algoritmo. Além disso, o

algoritmo classificou corretamente nas componentes 100% das observagdes.

Tabela 2 — Simulacdo 1: estimativas para os parametros - Gibbs Sampling.

Pardmetro | Valor Real Estimativa Int. Cred. 95% Diag. Geweke Estimativa EM
Bo1 5 5.14 (3.94,6.26) 1.04 5.14
Bi1 3 3.00 (2.99,3.01) —1.04 2.99
Boz 2 3.07 (0.36,5.73) —0.39 3.12
Bi2 -5 —5.01 (—5.04,-4.99) 0.39 —5.01
Bos -1 —1.25 (—2.71,0.31) —0.01 —1.27
B13 5 5.00 (4.99,5.02) —0.03 5.00
w1 0.3 0.30 (0.28,0.32) 0.75 0.30
wa 0.4 0.40 (0.37,0.42) —0.44 0.40
w3 0.3 0.30 (0.28,0.32) —0.38 0.30
o} 2 2.03 (1.80,2.26) 0.10 2.01
o} 16 16.56 (14.94,18.22) —0.47 16.49
632 4 3.87 (3.45,4.31) 0.46 3.84

4.1.1.2 Estimacao via EM

Da mesma forma que na estimacdo via Gibbs Sampling, cinco modelos com diferentes
nimeros de componentes, K = 1,..., 5, foram ajustados, mas, agora, via algoritmo EM. Para
este procedimento utilizamos o pacote mixtools, (BENAGLIA et al.,|2009), implementado no
software estatistico R. Consideramos como valores iniciais dos parametros os valores de default

sugeridos pelo pacote.

Semelhante ao processo de estimacdo do K via EBIC e DIC, o pacote fornece, para cada
modelo estimado, os valores do Akaike Information Criterion (AIC) e do Bayesian Information
Criterion (BIC) para a escolha do valor de K mais adequado. Detalhes sobre o AIC e o BIC
podem ser encontrado em |Akaike (1974) e|Akaike (1998), respectivamente. Os valores do AIC e
do BIC sao encontrados na Tabela[3] Note que o modelo com K = 5 obteve o menor valor para o
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Figura 7 — Simulagao 1: gréaficos de trago - Gibbs Sampling.

AIC e o modelo com K = 3 obteve o menor valor para o BIC. Apesar dos critérios de informagao
divergirem, o modelo selecionado pelo AIC apresentou duas componentes com pesos estimados

zero, o que torna o modelo com o mesmo nimero de componentes que o escolhido pelo BIC.

Tabela 3 — Simulagdo 1: critérios de informagao - AIC e BIC.

K 1 2 3 4 5
AIC | inf 12826.15 6754.13 6756.90 6751.72
BIC | inf 1284295 6782.13 6796.11 6802.12

Assim, adotando o modelo de mistura de regressdo com K = 3 componentes, as estima-
tivas pontuais obtidas sdo apresentadas na ultima coluna da Tabela 2] e podemos notar que os
valores obtidos sdo semelhantes aos obtidos pelo algoritmo Gibbs Sampling desenvolvido neste

trabalho. O algoritmo EM também classificou corretamente 100% das observagdes.

Ainda considerando K = 3, também realizamos a estimacdo para diferentes valores
iniciais e para valores iniciais muito distantes dos valores reais dos pardmetros e o algoritmo
EM ndo apresentou boas estimativas, constatando a sensibilidade do algoritmo EM aos valores

iniciais.

4.1.1.3 Estimacdo via DDRJ

Considerando que K € desconhecido, estimamos o modelo via algoritmo DDRJ com
passos discutidos na Se¢do[3.3.3] Desta forma, tentamos estimar o valor de K conjuntamente com
os parametros do modelo. Os valores dos hiperparametros das distribui¢des a priori escolhidos
foram os mesmos adotados na estimacdo via Gibbs Sampling, isto é: ) = ... =y =1, Hp, =

0, Gé_k =100 e ay = by =0.1, para j =0,1,....,pe k =1,..., K. Como as variancias das
J:
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distribui¢cdes a priori especificadas sdo altas, essas distribui¢cdes sdo vagas e trazem pouca

informacao sobre os valores a priori dos parametros.

Rodamos 80000 iteragdes, descartamos as 30000 primeiras como burn-in e registramos
uma a cada 5 iteracdes. As amostras MCMC que apresentaram problema de label switching
foram renomeadas usando o algoritmo ECR. Portanto, os resultados apresentados a seguir sao

oriundos de uma amostra MCMC final de tamanho 10000.

Consideramos como probabilidade a posteriori de K os valores P(K = j) = Nflzj , onde

Nk—j € o nimero de vezes que K assumiu o valor j, para j =1, ..., Ky, nas L1 = 10000 iteracoes
e a estimativa para o nimero de componentes, K, € dada pelo valor com maior probabilidade a

posteriori. Consideramos para esta simulagdo K, = 5.

A convergéncia das cadeias MCMC foi verificada via graficos de traco e estatistica de

diagndstico de Geweke, cujos valores e grificos serdo apresentacao a seguir.

A Tabela[d]apresenta os valores obtidos para a probabilidade a posteriori de K. O maximo
valor a posteriori € obtido em K = 5 e esta deveria ser nossa estimativa para o valor de K. No
entanto, duas componentes apresentam pesos estimados zero, tornando o modelo com K = 3

componentes.

Tabela 4 — Simulacdo 1: probabilidade a posteriori para K.

K 1 2 3 4 5
P(K[--) |00 00 00 00 1.0

Temos na Tabela[5|a comparagdo entre os valores reais dos pardmetros e suas estimativas
pontuais, que sdo a média a posteriori de cada pardmetro da amostra. Também apresentamos nela
o intervalo de credibilidade de mdxima densidade a posteriori (HPD) de 95% e o diagnéstico de
Geweke para convergéncia.

Tabela 5 — Simulacao 1: estimativas para os parametros - DDRJ.

Pardmetro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke
Bo1 5 11.87 (1.81,22.55) 0.42
Bi1 3 2.93 (2.83,3.03) —0.42
Boz 2 2.88 (—11.98,19.45) —2.11
Bi2 -5 —5.01 (—5.18,—4.87) 2.12
Bos —1 —0.79 (—12.70,9.37) 0.34
Bi3 5 5.00 (4.90,5.12) —0.34
w1 0.3 0.30 (0.28,0.32) 0.45
wa 0.4 0.40 (0.37,0.42) -0.29
w3 0.3 0.30 (0.28,0.32) —1.44
o} 2 2.03 (1.81,2.26) —0.72
o} 16 16.57 (14.92,18.28) —0.75
632 4 3.86 (3.43,4.31) 0.50
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Como podemos observar na Tabela [5] as estimativas pontuais dos pardmetros estdo
proximas dos seus valores reais €, como esperado, os intervalos de 95% contém os valores
verdadeiros dos parametros. Por sua vez, podemos notar que as estimativas obtidas pelo Gibbs
Sampling sao levemente melhores. Para a grande maioria dos parametros o valor da estatistica
Geweke pertence a (—2,2) indicando convergéncia. Na Figura (8, apresentamos os graficos
de trago gerados e podemos notar dificuldade na convergéncia de alguns poucos parametros,

também concluindo superioridade na convergéncia do Gibbs Sampling.
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Figura 8 — Simulagdo 1: gréficos de trago - DDRIJ.

4.1.2 Conjunto de Dados Simulado 2

O conjunto de dados artificial 2 foi simulado de maneira semelhante ao conjunto de
dados simulado 1, com excecao de que os valores das variancias e dos betas foram alterados
para 0 = 65 = 05 =2, B, = (50,0)7, B, = (100,—5)" e B5 = (—1,5)T e o procedimento de

simulacdo utilizado foi dado pelos seguintes passos:

Passo 1: parai=1,...,n, gere x;; ~ N(10,10) e u; ~U(0,1), onde U(0, 1) é a fungdo densidade

da distribuicao Uniforme com parametros Oe 1; e

Y, ~ N(x,-Bz,Gzz) e faca S; = 2; e se ap < u; < a3, gere Y; ~ N(x,-ﬁ3,632) e faca S; = 3,

Passo 2: parai=1,...,n,se u; < ay, gere ¥; ~ N(x,-ﬁl,clz) efaga S; = 1;sea; <u; < ap, gere
onde x; = (1,x;1) e S; € nossa varidvel de alocagdo, que identifica de qual componente a

i-ésima observacao € proveniente.

A Figura [9] representa o grafico de dispersdo entre a varidvel resposta e a varidvel
explicativa: os pontos em rosa representam as observagoes simuladas oriundas da componente 1,

os pontos em verde as observacdes simuladas oriundas da componente 2 e os pontos em azul as
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observacdes simuladas oriundas da componente 3. Como podemos observar, as componentes
sdo muito diferentes e distintas exceto quando o valor da covaridvel € proximo de 10. Na Figura

[10} temos o histograma da varidvel resposta simulada, y, e sua densidade estimada pelo método

Kernel.

100

75

50 )
) \‘
[ d

Varidvel Resposta Simulada (y)

0 5 10 15 20
Covaridvel Simulada (x)

S 1 e 2 3

Figura 9 — Simulagao 2: gréfico de dispersio.
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Figura 10 — Simulag@o 2: histograma da varidvel resposta simulada.

4.1.2.1 Estimacdo via Gibbs Sampling, DIC e EBIC
O processo de estimacao e as amostras MCMC foram geradas respeitando as mesmas
caracteristicas da simulag@o 1, bem como a andlise de convergéncia.

Encontramos os valores do DIC e do EBIC na Tabela[6] Note que o modelo com K = 3
componentes obteve o menor valor para o DIC e para o EBIC e, portanto, nesta simulagdo,

também obtivemos uma boa predi¢cdo para o nimero de componentes da mistura.

Tabela 6 — Simulacdo 2: critérios de informacdo - DIC e EBIC.

K 1 2 3 4 5
DIC | 16080.11 19087.88 11484.26 11559.53 11615.99
EBIC | 16107.50 16606.78 11548.15 11622.99 11673.70
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Assim, adotando o modelo de mistura de regressdo com K = 3 componentes, temos na
Tabela[7]a comparagio entre os valores reais dos pardmetros e suas estimativas pontuais. Também
apresentamos nela os intervalos de HPD de 95% e os valores das estatisticas do diagndstico de
Geweke. Como podemos observar, as estimativas pontuais dos parametros estdo bem proximas
dos seus valores reais e, como esperado, os intervalos de 95% contém os valores reais dos
pardmetros. O critério de Geweke pertence a (—2,2) para praticamente todos os parimetros,
indicando convergéncia. Na Figura[I1] apresentamos os gréficos de trago dos valores gerados.

Além disso, o algoritmo classificou corretamente nas componentes 90% das observagdes.

Tabela 7 — Simulacdo 2: estimativas para os parametros - Gibbs Sampling.

Parametro | Valor Real Estimativa Int. Cred. 95% Diag. Geweke Estimativa EM
Bo1 50 49.84 (49.42,50.25) -2.01 50.04
Bi1 0 0.02 (—0.03,0.05) 1.59 0.00
Boz2 100 100.11 (99.76,100.46) —0.27 100.08
B2 -5 —5.02 (—5.05,—4.98) 0.21 -5.01
Bos —1 —0.98 (—1.37,-0.61) 0.30 —1.06
B13 5 5.00 (4.96,5.04) —0.09 5.00
wi 0.3 0.30 (0.28,0.32) 0.34 0.30
wy 0.4 0.40 (0.38,0.42) 0.52 0.40
w3 0.3 0.30 (0.28,0.32) —0.89 0.30
o} 2 2.08 (1.81,2.37) 1.75 2.06
o? 2 2.10 (1.87,2.31) —1.49 2.08
o} 2 1.92 (1.70,2.16) 1.60 1.91
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Figura 11 — Simulacao 2: graficos de traco - Gibbs Sampling.
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4.1.2.2 Estimacao via EM

Da mesma forma que na se¢do anterior, cinco modelos com diferentes nimeros de com-
ponentes, K = 1,...,5, foram ajustados, mas, agora, via algoritmo EM. Para este procedimento
utilizamos o pacote mixtools implementado no software estatistico R. Consideramos como

valores iniciais dos pardmetros os valores de default sugeridos pelo pacote.

Os valores do AIC e do BIC sao encontrados na Tabela [§] Note que o modelo com
K = 3 componentes obteve o menor valor para o AIC e para BIC e, portanto, nesta simulacdo
obtivemos uma boa predi¢do para o nimero de componentes da mistura através do algoritmo

EM combinado com métodos de selecao de modelos.

Tabela 8 — Simulagdo 2: critérios de informacéo - AIC e BIC.

K 1 2 3 4 5
AIC | inf 8023.42 5423.78 5426.90 5423.85
BIC | inf 8040.23 5451.78 5466.11 5474.26

Adotando o modelo de mistura de regressao com K = 3 componentes, as estimativas
pontuais obtidas sdo apresentadas na tltima coluna da Tabela|/|e podemos notar que os valores
obtidos sdo semelhantes aos obtidos pelo algoritmo Gibbs Sampling desenvolvido neste trabalho.

O algoritmo EM classificou corretamente 91% das observagdes.

Da mesma forma que na simulagdo anterior, também realizamos a estimacao para
diferentes valores iniciais e para valores iniciais muito distantes dos valores reais dos parametros
e o algoritmo EM n@o apresentou boas estimativas, constatando, novamente, a sensibilidade do

algoritmo EM aos valores iniciais.

4.1.2.3 Estimacao via DDRJ

O processo de estimacao via DDRJ e as amostras MCMC foram geradas respeitando as

mesmas caracteristicas da simulagdo 1, bem como a andlise de convergéncia.

A Tabela [0] apresenta os valores obtidos para a probabilidade a posteriori de K. O
maximo valor a posteriori € obtido em K = 1 e, portanto, o algoritmo ndo foi capaz de estimar

corretamente o valor de K para este cendrio simulado.

Tabela 9 — Simulacdo 2: probabilidade a posteriori para K.

K I 2 3 4 5
P(K|--)| 1.0 00 00 0.0 0.0

Temos na Tabela[I0]a comparagdo entre os valores reais dos pardmetros e suas estimativas
pontuais, que sdo a média a posteriori de cada pardmetro da amostra. Também apresentamos nela
o intervalo de credibilidade de mdxima densidade a posteriori (HPD) de 95% e o diagnoéstico de

Geweke para convergéncia.
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Tabela 10 — Simulagdo 2: estimativas para os parametros - DDRIJ.

Parametro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke
Bo1 50 54.88 (54.08,56.90) 0.42
P11 0 —0.56 (—0.74,-0.38) —0.30
Bo 100 . . .
Bz - : : :
Bos 1 : : :
Bis 5 - : :
wi 0.3 1.00 - -
wo 0.4 - - -
w3 0.3 - - -
o} 2 181.47  (170.33,193.00) —0.80
o3 2 - - -
o3 2 - - -

Desta forma, pelos resultados obtidos, concluimos que o algoritmo DDRJ proposto ndo
foi adequado para estimacao deste modelo e os resultados obtidos pelo Gibbs Sampling e pelo

algoritmo EM foram superiores. O algoritmo s6 foi capaz de identificar a primeira componente.

Na Figura[I2] apresentamos os gréficos de trago gerados que, juntamente com o diagnds-
tico de Geweke apresentado na Tabela[I0] atestam convergéncia.
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Figura 12 — Simulacdo 2: gréficos de traco - DDRIJ.

4.1.3 Conjunto de Dados Simulado 3

O conjunto de dados artificial 3 foi simulado respeitando as mesmas caracteristicas do
conjunto de dados simulado 2, porém, alteramos os valores das variancias para 612 =2, 622 =16,
632 = 4. Na Figura|13|temos a representacdo do gréfico de dispersdo entre a varidvel resposta
e a varidvel explicativa: os pontos em rosa representam as observacoes simuladas oriundas da
componente 1, os pontos em verde as observacdes simuladas oriundas da componente 2 e os
pontos em azul as observagdes simuladas oriundas da componente 3. As componentes continuam
bem diferentes e distintas, no entanto, diminuimos a distancia entre elas quando o valor da
covaridvel estd proximo de 10. Na Figura |14} temos o histograma da varidvel resposta simulada,

y, e sua densidade estimada pelo método Kernel.
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Figura 13 — Simulacao 3: grafico de dispersao.
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Figura 14 — Simulacéo 3: histograma da variavel resposta simulada.

4.1.3.1 Estimacdo via Gibbs Sampling, DIC e EBIC

O processo de estimacao e as amostras MCMC foram geradas respeitando as mesmas

caracteristicas da simulag@o 1, bem como a andlise de convergéncia.

Encontramos os valores do DIC e do EBIC na Tabela[L1l O modelo com K = 3 com-
ponentes obteve o menor valor para o EBIC, enquanto que o modelo com K = 5 componentes
obteve o menor valor para o DIC. Apesar dos critérios de informacao divergirem, o modelo
selecionado pelo DIC apresentou duas componentes com pesos estimados zero, o que torna
0 modelo com 0 mesmo nimero de componentes que o escolhido pelo EBIC. Desta maneira,
optamos pela escolha do modelo com K = 3 componentes e apontamos pela instabilidade na

utilizacdo do critério de informacdo DIC.

Tabela 11 — Simulag¢ao 3: critérios de informacao - DIC e EBIC.

K 1 2 3 4 5
DIC | 16159.24 16569.24 14909.66 14723.55 14400.46
EBIC | 16186.62 16245.79 14263.53 14330.39 14404.92

Assim, adotando o modelo de mistura de regressdo com K = 3 componentes, temos

na Tabela[I2]a comparacdo entre os valores reais dos pardmetros e suas estimativas pontuais.
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Também apresentamos nela os intervalos de HPD de 95% e os valores das estatisticas do
diagnostico de Geweke. Como podemos observar, as estimativas pontuais dos pardmetros estao
bem proximas dos seus valores reais e, como esperado, os intervalos de HPD de 95% contém
os valores verdadeiros dos parametros. O valor da estatistica do critério de Geweke pertence
a (—2,2) para todos os pardmetros, indicando convergéncia. Na Figura apresentamos 0s
gréficos de trago dos valores gerados que também evidenciam a convergéncia das cadeias. Além

disso, o algoritmo classificou corretamente nas componentes 86.7% das observagdes.

Tabela 12 — Simulagéo 3: estimativas para os pardmetros - Gibbs Sampling.

Pardmetro | Valor Real Estimativa Int. Cred. 95% Diag. Geweke Estimativa EM
Bo1 50 50.02 (49.52,50.53) 1.19 50.03
Bi1 0 0.00 (—0.05,0.05) —1.34 0.00
Boz 100 100.14  (99.15,101.10) —1.13 100.28
Bi2 -5 —5.03 (—5.12,—4.94) 1.07 —5.04
Bos —1 —1.26 (—1.84,-0.71) 0.15 —1.11
Bi3 5 5.02 (4.97,5.08) —0.43 5.01
wi 0.3 0.30 (0.28,0.33) 0.40 0.30
wy 0.4 0.40 (0.37,0.42) —1.55 0.40
w3 0.3 0.30 (0.28,0.32) 1.25 0.30
o} 2 2.12 (1.82,2.45) —0.21 2.10
o7 16 16.47 (14.64,18.34) 0.98 16.35
o7 4 3.80 (3.30,4.27) 0.84 3.77
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Figura 15 — Simulacao 3: graficos de traco - Gibbs Sampling.

4.1.3.2 Estimacao via EM

Como anteriormente, cinco modelos com diferentes nimeros de componentes, K =

1,...,5, foram ajustados via algoritmo EM. Para este procedimento utilizamos o pacote mixtools
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implementado no software estatistico R. Consideramos como valores iniciais dos pardmetros os

valores de default sugeridos pelo pacote.

Os valores do AIC e do BIC sao encontrados na Tabela [I3] Note que o modelo com
K =5 componentes obteve o menor valor para o AIC e o modelo com K = 3 componentes
obteve o menor valor para o BIC. Diferentemente da estimac¢do via Gibbs Sampling, o modelo
com K = 5 componentes estimado via algoritmo EM apresentou apenas uma componente com
peso estimado zero. Unindo este resultado aos apresentados na Simulagdo 1, podemos notar
dificuldades do AIC em estimar o valor de K quando o modelo € ajustado via algoritmo EM

mesmo em casos cujas componentes sao bem evidentes.

Tabela 13 — Simulag¢@o 3: critérios de informagao - AIC e BIC.

K 1 2 3 4 5
AIC | inf 8063.16 6294.35 6298.08 6293.65
BIC | inf 8079.96 6322.35 6337.29 6344.06

Adotando o modelo de mistura de regressao com K = 3 componentes, as estimativas
pontuais obtidas sdo apresentadas na dltima coluna da Tabela[[2]e podemos notar que os valores
obtidos sdo semelhantes aos obtidos pelo algoritmo Gibbs Sampling desenvolvido neste trabalho.

O algoritmo EM classificou corretamente 85.8% das observagdes.

Da mesma forma que nas simulacdes anteriores, considerando um modelo de mistura
de regressao com K = 3 componentes, também realizamos a estimagao para diferentes valores
iniciais e para valores iniciais muito distantes dos valores reais dos parametros e o algoritmo EM
ndo apresentou boas estimativas, constatando, novamente, a sensibilidade do algoritmo EM aos

valores iniciais.

4.1.3.3 Estimacao via DDRJ

O processo de estimacao via DDRJ e as amostras MCMC foram geradas respeitando as

mesmas caracteristicas das simulacdes anteriores, bem como a andlise de convergéncia.

A Tabela [14] apresenta os valores obtidos para a probabilidade a posteriori de K. O
maximo valor a posteriori € obtido em K = 1 e, portanto, novamente o algoritmo nao foi capaz

de estimar corretamente o valor de K.

Tabela 14 — Simulagao 3: probabilidade a posteriori para K.

K 1 2 3 4 5
P(K[--) |10 00 00 00 00

Temos na Tabela[I5]a comparagdo entre os valores reais dos pardmetros e suas estimativas
pontuais, que sdo a média a posteriori de cada pardmetro da amostra. Também apresentamos nela
o intervalo de credibilidade de mdxima densidade a posteriori (HPD) de 95% e o diagnoéstico de

Geweke para convergéncia.



4.1. Dados Simulados 65

Tabela 15 — Simulagdo 3: estimativas para os parametros - DDRIJ.

Parametro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke
Bo1 50 54.93 (52.98,56.91) 0.42
P11 0 —0.57 (—0.76,—0.39) —0.30
Bo 100 . . .
Bz - : : :
Bos ~1 - - -
B3 5 - - -
wi 0.3 1.00 - -
%) 0.4 - - -
w3 0.3 - - -
o} 2 188.79  (177.26,200.61) —0.80
o3 16 - - -
o3 4 - - -

O algoritmo s6 foi capaz de identificar a primeira componente € novamente observamos

a superioridade dos resultados obtidos pelo Gibbs Sampling e pelo algoritmo EM.

Na Figura[16] apresentamos os gréficos de trago gerados que, juntamente com o diagnds-

tico de Geweke apresentado na Tabela[I5] atestam convergéncia.

eragoes p— eragoes

Figura 16 — Simulacao 3: graficos de traco - DDRJ.

4.1.4 Dados Simulados 4

Na geracdo do quarto conjunto de dados artificiais, consideramos um cendrio semelhante
aos conjuntos de dados simulados 2 e 3, porém, alteramos novamente os valores das variincias
para 612 =30, 622 =50e 632 =40. A Figurarepresenta o gréafico de dispersao entre a varidvel
resposta e a varidvel explicativa: os pontos em rosa representam as observagdes simuladas
oriundas da componente 1, os pontos em verde as observacgdes simuladas oriundas da componente
2 e os pontos em azul as observagdes simuladas oriundas da componente 3. Aqui percebemos
que apesar de nas extremidades dos valores da covaridvel as diferencgas entre as componentes
serem mais evidentes, no intervalo (5,15) para o valor da covaridvel, o valor da varidvel resposta
para diferentes componente j4 estd muito parecido e as componentes pouco evidentes. Na Figura

[18] temos o histograma da varidvel resposta simulada, y, e sua densidade estimada.
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Figura 18 — Simulaco 4: histograma da variavel resposta simulada.

4.1.4.1 Estimacdo via Gibbs Sampling, DIC e EBIC

As amostras MCMC foram geradas respeitando as mesmas caracteristicas das simulagcdes

anteriores, bem como a andlise de convergéncia.

Encontramos os valores do DIC e do EBIC na Tabela [I6] Podemos observar que o
modelo com K = 1 componente € escolhido levando em consideracdo os dois critérios. Além
disso, o valor comparativamente alto para o DIC obtido pelo modelo com K = 5 deve-se ao fato
de que ndo observamos convergéncia da cadeia MCMC, fato que ja pode nos indicar que esse

modelo ndo € adequado aos dados.

Tabela 16 — Simulag@o 4: critérios de informacdo - DIC e EBIC.

K 1 2 3 4 5
DIC | 16495.67 17406.93 17513.86 57910.77 439052.9
EBIC | 16523.04 17310.26 18329.84 18505.94 18774.14

Adotando o modelo de mistura de regressdao com K = 1 componentes, temos na Tabela
[[7)a comparagdo entre os valores reais dos pardmetros e suas estimativas pontuais. Também
apresentamos nela os intervalors de credibilidade de HPD de 95% e o diagndstico de Geweke. A

reta de regressdo simples obtida pelo modelo estd representada na Figura[I9]
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Os valores das estatisticas do critério de Geweke estdo proximos ou contido no intervalo

(—2,2) para todos os pardmetros, indicando convergéncia. Na Figura apresentamos 0s

graficos de traco dos valores gerados, também indicando convergéncia.
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Figura 19 — Regressao simples obtida para o conjunto de dados simulado 4.

Tabela 17 — Simulagéo 4: estimativas para os parametros - Gibbs Sampling.

Iteragoes

Figura 20 — Simulagdo 4: gréficos de traco - Gibbs Sampling.
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Parametro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke Estimativa EM
Bo1 50 54.84 (52.70,57.08) —2.10 49.30
Bi1 0 —0.57 (—0.78,—0.36) 1.96 0.08
Boz 100 - - - 100.74
Bi2 -5 - - - —5.10
Bos —1 - - - —2.06
P13 5 - - - 5.11
wi 0.3 1.00 - - 0.31
w) 0.4 - - - 0.41
w3 0.3 - - - 0.28
612 30 22336 (209.70,237.68) 0.2058 31.66
o 50 - - - 48.60
o} 40 - - - 35.24

Vale observar que, assumindo o nimero de componentes do modelo de mistura de

regressao conhecido, K = 3, o algoritmo Gibbs Sampling desenvolvido neste trabalho apresentou

boas estimativa para os parametros do modelo. Assim, concluimos com esta simulagdo que a

proposta de selecdo de modelos ja ndao funciona para o caso em que as componentes sa0 pouco

evidentes, porém o algoritmo Gibbs Sampling ainda é capaz de fornecer boas estimativas neste

cendrio quando o nimero de componentes € conhecido.
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4.1.4.2 Estimacao via EM

Cinco modelos com diferentes niimeros de componentes, K = 1, ..., 5, foram ajustados via
algoritmo EM. Para este procedimento utilizamos o pacote mixtools implementado no software
estatistico R. Consideramos como valores iniciais dos parametros os valores de default sugeridos

pelo pacote.

Os valores do AIC e do BIC sao encontrados na Tabela Note que o modelo com
K =5 componentes obteve o menor valor para 0 AIC e o modelo com K = 3 componentes obteve
o menor valor para o BIC. Novamente constatamos a superioridade do critério de informagao

BIC frente ao AIC quando a estimacao dos modelos € feita via algoritmo EM.

Tabela 18 — Simulag@o 4: critérios de informacao - AIC e BIC.

K 1 2 3 4 5
AIC | inf 8236.18 7591.56 7592.99 7589.06
BIC | inf 825298 7619.57 7632.20 7639.46

Adotando o modelo de mistura de regressao com K = 3 componentes, as estimativas
pontuais obtidas sdo apresentadas na dltima coluna da Tabela[I7]e podemos notar que sdo obtidas
boas estimativas pontuais para os parametros. O algoritmo EM classificou corretamente 86.6%

das observagoes.

Da mesma forma que nas simulacdes anteriores, considerando um modelo de mistura
de regressdo com K = 3 componentes, também realizamos a estimacao para diferentes valores
iniciais e para valores iniciais muito distantes dos valores reais dos parametros e o algoritmo EM

ndo apresentou boas estimativas.

4.1.4.3 Estimacdo via DDRJ

O processo de estimacao via DDRJ e as amostras MCMC foram geradas respeitando as

mesmas caracteristicas das simulacdes anteriores, bem como a anélise de convergéncia.

A Tabela [19| apresenta os valores obtidos para a probabilidade a posteriori de K. O
méximo valor a posteriori € obtido em K = 1 obtendo o mesmo resultado que o algoritmo
Gibbs Sampling. Como esperado devido aos resultados apresentados nas simulagdes anteriores,

o algoritmo nao foi capaz de estimar corretamente o valor de K.

Tabela 19 — Simulag@o 4: probabilidade a posteriori para K.

K 1 2 3 4 5
P(K[---) [ 1.0 00 00 0.0 00

Temos na Tabela[20]a comparagdo entre os valores reais dos pardmetros e suas estimativas

pontuais, que sdo a média a posteriori de cada parametro da amostra. Também apresentamos nela
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o intervalo de credibilidade de mdxima densidade a posteriori (HPD) de 95% e o diagnéstico de

Geweke para convergéncia.

Tabela 20 — Simulagdo 4: estimativas para os parametros - DDRJ.

Parametro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke
Bo1 50 54.88 (52.77,57.04) 0.13
P11 0 —0.57 (—0.77,-0.37) —0.14
Bo2 100 - - .
Bi2 =5 - - -
Bos ~1 - - -
Bi3 5 - - -
wi 0.3 1.00 - -
wo 0.4 - - -
w3 0.3 - - -
612 30 223.37 (209.73,237.36) —0.15
o5 50 - - -
o} 40 - - -

O algoritmo s6 foi capaz de identificar a primeira componente. Para este cendrio, as
estimativas obtidas via algoritmo Gibbs Sampling foram muito proximas das obtidas via algo-
ritmo DDRJ. Neste cenério, o algoritmo EM foi capaz de estimar melhor tanto o nimero de

componentes como os parametros do modelo.

Na Figura 21] apresentamos os gréficos de trago gerados que, juntamente com o diagnds-

tico de Geweke apresentado na Tabela 20} atestam convergéncia.
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Figura 21 — Simulacao 4: graficos de traco - DDRJ.

4.1.5 Conjunto de Dados Simulado 5

Na geragdo do quinto conjunto de dados simulado seguimos a mesma estrutura anterior.
Os valores permanecem inalterados, exceto para as variancias que passam a ser 612 = 300,
622 =450e 632 =340. A Figura representa o grafico de dispersdo entre a varidvel resposta
e a varidvel explicativa: os pontos em rosa representam as observacoes simuladas oriundas da
componente 1, os pontos em verde as observacdes simuladas oriundas da componente 2 e os
pontos em azul as observacdes simuladas oriundas da componente 3. Para esse conjunto de
dados simulados observamos que as observacdes geradas por diferentes componentes estdo todas
misturadas e as componentes sdo bem pouco evidentes. Na Figura 23| temos o histograma da

varidvel resposta simulada, y, e sua densidade estimada pelo método Kernel.
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Figura 22 — Simulacdo 5: grafico de dispersao.
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Figura 23 — Simulacdo 5: histograma da variavel resposta simulada.

4.1.5.1 Estimacdo via Gibbs Sampling, DIC e EBIC

Para este conjunto de dados, adotamos o mesmo processo de estimacao dos conjuntos de
dados simulados anteriores. Observamos que o método proposto ndo atingiu a convergéncia para
K > 2, evidenciando a ndo adequa¢do do modelo para modelos de mistura de regressdao com

componentes pouco esparsas.

Assim, adotamos o modelo de mistura de regressdo com K = 1 componentes. Temos
na Tabela [21]a comparagéo entre os valores reais dos pardmetros e suas estimativas pontuais.
Também apresentamos nela o intervalo de credibilidade de HPD de 95% e o diagndstico de
Geweke. A reta de regressdo simples obtida pelo modelo estd representada na Figura [24] Os
valores das estatisticas do critério de Geweke estdo contidos no intervalo (—2,2) para todos os
parametros, indicando convergéncia. Na Figura 23] apresentamos os graficos de traco dos valores

gerados, também indicando convergéncia.

4.1.5.2 Estimacdo via EM

Cinco modelos com diferentes nimeros de componentes, K =1, ..., 5, foram ajustados via
algoritmo EM. Para este procedimento utilizamos o pacote mixtools implementado no software

estatistico R. Consideramos como valores iniciais dos parametros os valores de default sugeridos
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Figura 24 — Regressdo simples obtida para o conjunto de dados simulado 5.

Tabela 21 — Simulagéo 5: estimativas para os pardmetros - Gibbs Sampling.

Pardmetro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke Estimativa EM
Bo1 50 54.18 (50.76,57.63) —0.56 52.65
Bi1 0 —0.54 (—0.88,—0.22) 0.54 0.14
Boz 100 - - - 94.01
Bi2 -5 - - - —4.49
Bos —1 - - - 6.11
Bi3 5 - - - 4.30
w1 0.3 1.00 - - 0.01
wa 0.4 - - - 0.56
w3 0.3 - - - 0.43
o} 300 563.18  (529.42,600.22) —0.46 0.00
o7 450 - - - 415
o7 340 - - - 318

pelo pacote.
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Figura 25 — Simulagdo 5: gréficos de trago - Gibbs Sampling.

Os valores do AIC e do BIC sao encontrados na Tabela 22| Note que o modelo com

K =5 componentes obteve o menor valor para o AIC e o modelo com K = 3 componentes obteve

o menor valor para o BIC. Mais uma vez notamos a superioridade do critério de informacdo BIC

frente ao AIC quando a estimacdo dos modelos € feita via algoritmo EM.

Adotando o modelo de mistura de regress@ao com K = 3 componentes, as estimativas

pontuais obtidas sdo apresentadas na ultima coluna da Tabela 21] O algoritmo EM apresenta

boas estimativas para a componente 1 que € a componente intermedidria. Também apresenta

boas estimativas para a componente 2, porém apenas 1% das observacgdes sao alocadas nela e
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Tabela 22 — Simulagao 5: critérios de informacdo - AIC e BIC.

K 1 2 3 4 5
AIC | inf 9170.20 9078.42 9070.85 9066.71
BIC | inf 9187.00 9106.43 9110.06 9117.12

isso ndo € verdade nos dados simulados. Ja os coeficientes de regressao da componente 3 nao
sdo bem estimados. O algoritmo EM ja ndo foi capaz de classificar bem as observacdes em suas

reais componentes, classificando corretamente apenas 45% das observacdes.

Considerando um modelo de mistura de regressdo com K = 3 componentes, também
realizamos a estimacdo para diferentes valores iniciais e para valores iniciais muito distantes dos

valores reais dos parametros e o algoritmo EM ndo apresentou boas estimativas.

4.1.5.3 Estimacdo via DDRJ

O processo de estimacao via DDRIJ e as amostras MCMC foram geradas respeitando as

mesmas caracteristicas das simulacdes anteriores, bem como a anélise de convergéncia.

A Tabela 23] apresenta os valores obtidos para a probabilidade a posteriori de K. O
maximo valor a posteriori € obtido em K = 1 obtendo o mesmo resultado que o algoritmo Gibbs

Sampling.

Tabela 23 — Simulagéo 5: probabilidade a posteriori para K.

K 1 2 3 4 5
P(K[--) |10 00 00 00 00

Temos na Tabela[24]a comparagdo entre os valores reais dos pardmetros e suas estimativas
pontuais, que sdo a média a posteriori de cada parametro da amostra. Também apresentamos nela
o intervalo de credibilidade de mdxima densidade a posteriori (HPD) de 95% e o diagndstico de

Geweke para convergéncia.

O algoritmo s6 foi capaz de identificar a primeira componente. Novamente, as estimativas
obtidas via algoritmo Gibbs Sampling foram muito proximas das obtidas via algoritmo DDRIJ. A
metodologia apresentada na estimacgdo via algoritmo EM foi capaz de estimar melhor tanto o

nimero de componentes como os parametros do modelo.

Na Figura[26] apresentamos os gréficos de trago gerados que, juntamente com o diagnds-
tico de Geweke apresentado na Tabela[24] atestam convergéncia.

4.1.6 Dados Simulados 6

No sexto conjunto de dados simulados, utilizamos o mesmo processo de geracdao dos

dados utilizado até o momento, porém alteramos os valores dos betas e das varidncias para
B, =B,=B;=(2,5",0%=5,0}=50e 67 = 500.
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Tabela 24 — Simulagdo 5: estimativas para os parametros - DDRIJ.

Parametro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke
Bo1 50 54.23 (50.70,57.42) 0.13
P11 0 —0.54 (—0.87,—0.23) —0.14
Bo 100 . . .
Bz - : : :
Bos 1 : : :
Bis 5 - : :
wi 0.3 1.00 - -
wo 0.4 - - -
w3 0.3 - - -
o} 300 563.29  (528.70,598.38) —0.16
o3 450 - - -
o3 340 - - -

‘‘‘‘‘‘‘

o

Figura 26 — Simulacao 5: graficos de traco - DDRJ.

A Figura 27| representa o grafico de dispersdo entre a varidvel resposta e a varidvel

explicativa: os pontos em rosa representam as observacdes simuladas oriundas da componente 1,

os pontos em verde as observagdes simuladas oriundas da componente 2 e os pontos em azul as

observacdes simuladas oriundas da componente 3. Esta situacdo simulada se trata de um modelo

de regressao linear simples apenas com variancias diferentes entre as componentes. Na Figura

[28] temos o histograma da varidvel resposta simulada, y, e sua densidade estimada pelo método

Kernel.
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Figura 27 — Simulacao 6: grafico de dispersao.
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Figura 28 — Simulag@o 6: histograma da varidvel resposta simulada.

4.1.6.1 Estimacdo via Gibbs Sampling, DIC e EBIC

As amostras MCMC foram geradas respeitando as mesmas caracteristicas das simulagdes
anteriores, bem como a andlise de convergéncia. No entanto, o0 método apresentou dificuldades
de convergéncia para valores de K maiores ou iguais a dois e, assim, adotamos o modelo de

mistura de regressao com K = 1 componentes.
Temos na Tabela[25]a comparagdo entre os valores reais dos pardmetros e suas estima-

tivas pontuais. Também apresentamos nela o intervalor de credibilidade de HPD de 95% e o

diagnostico de Geweke. A reta de regressao simples obtida pelo modelo esta representada na

Figura[29]
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Figura 29 — Regressao simples obtida pela simulacio 6.

As estimativas obtidas para os coeficientes de regressdo sao muito boas, proporcionando
um bom ajuste aos dados. Os valores das estatisticas do critério de Geweke estdo contidos no
intervalo (—2,2) para todos os pardmetros, indicando convergéncia. Na Figura apresentamos

os gréficos de traco dos valores gerados, também indicando convergéncia.
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Tabela 25 — Simulagdo 6: estimativas para os parametros - Gibbs Sampling.

Parametro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke Estimativa EM
Bo1 2 1.94 (0.56,3.32) —1.80 2.17
P11 5 5.00 (4.87,5.12) 1.76 4.96
oz 2 : : : :
P12 5 - - - -
Bos 2 - - - 1.44
B13 5 - - - 5.06
wi 0.3 1.00 - - 0.52
%) 04 - - - -
w3 0.3 - - - 0.48
o} 5 167.79  (157.74,178.78) 0.59 10
o3 50 - - - -
o7 500 - - - 338
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Figura 30 — Simulagdo 6: gréaficos de trago - Gibbs Sampling.

4.1.6.2 Estimacao via EM

Cinco modelos com diferentes niimeros de componentes, K =1, ..., 5, foram ajustados via
algoritmo EM. Para este procedimento utilizamos o pacote mixtools implementado no software
estatistico R. Consideramos como valores iniciais dos parametros os valores de default sugeridos

pelo pacote.

Os valores do AIC e do BIC sao encontrados na Tabela [26] Note que o modelo com
K =5 componentes obteve o menor valor para 0 AIC e o modelo com K = 3 componentes obteve

o menor valor para o BIC.

Tabela 26 — Simulag@o 6: critérios de informagao - AIC e BIC.

K 1 2 3 4 5
AIC | inf 7901.89 7483.55 7484.58 7478.18
BIC | inf 7918.69 7511.56 7523.78 7528.58

Adotando o modelo de mistura de regressdo com K = 3 componentes, as estimativas
pontuais obtidas sdo apresentadas na tltima coluna da Tabela 25| Note que apesar de o critério de
informacao BIC ter selecionado o modelo com K = 3, o algoritmo EM s6 conseguiu identificar
duas componentes e estimar de forma razodvel os coeficientes de regressdo. Os demais pardmetros
ndo foram bem estimados. Além disso, o algoritmo EM ja nao foi capaz de classificar bem as

observacdes em suas devidas componentes: as observagdes oriundas da componente dois foram
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distribuidas entre as componentes 1 e 3; 18% das observagdes oriundas da componente 1 foram
alocadas na componente 3;e 20% das observacdes oriundas da componente 3 foram alocadas na

componente 1.

4.1.6.3 Estimacdo via DDRJ
O processo de estimagao via DDRIJ e as amostras MCMC foram geradas respeitando as
mesmas caracteristicas das simulacdes anteriores, bem como a anélise de convergéncia.

A Tabela [2/| apresenta os valores obtidos para a probabilidade a posteriori de K. O
maximo valor a posteriori € obtido em K = 1 obtendo o mesmo resultado que o algoritmo Gibbs

Sampling.

Tabela 27 — Simulagao 6: probabilidade a posteriori para K.

K 1 2 3 4 5
P(K[--) 1.0 00 00 00 00

Temos na Tabela[28]a comparagdo entre os valores reais dos pardmetros e suas estimativas
pontuais, que sdo a média a posteriori de cada parametro da amostra. Também apresentamos nela
o intervalo de credibilidade de mdxima densidade a posteriori (HPD) de 95% e o diagnoéstico de

Geweke para convergéncia.

Tabela 28 — Simulagao 6: estimativas para os pardmetros - DDRJ.

Pardmetro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke
Bo1 2 1.96 (0.60,3.34) —-0.02
B 5 5.00 (4.86,5.11) —0.03
Boz 2 - - -
B2 5 - - -
Bos 2 - - -
Bis 5 - - -
wi 0.3 1.00 - -
wo 0.4 - - -
w3 0.3 - - -
o} 5 167.78 (157.72,178.45) —0.15
o7 50 - - -
o7 500 - - -

As estimativas obtidas via algoritmo Gibbs Sampling foram muito proximas das obtidas
via algoritmo DDRJ.

Na Figura 31} apresentamos os gréficos de traco gerados que, juntamente com o diagnds-

tico de Geweke apresentado na Tabela 28] atestam convergéncia.
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Figura 31 — Simulacdo 6: graficos de traco - DDRJ.

4.1.7 Conjunto de Dados Simulado 7

Na geracao do sétimo conjunto de dados artificiais, consideramos um modelo de mistura

de regressdo normal com K = 3 componentes e p = 2 covariaveis,

3
Yi|X;=xi~ Y wiN(xiBy, of),
k=1

onde B = (Bok, Bix; k)" parak = 1,...,3.

Consideramos uma amostra de tamanho n» = 2000 e fixamos w; = 0.2, w, = 0.3, w3 =0.5,
o0t =5,07=50,0;=500¢e B, =(53,-4)7, B, =(0,-8,0.7)T e B5 = (—16,8,3)T. Seja
a=(aj,a,a3),onde a; = Zi:l wy para j = 1,...,3, o vetor acumulado de w, o procedimento

de simulagdo utilizado é dado pelos seguintes passos:

Passo 1: parai=1,...,n, gere x;; ~ N(10,20), xp ~ N(20,4) e u; ~U(0,1); e

Passo 2: parai=1,...,n, se u; < ay, gere Y; NN(x,-BI,GlZ) efaca S; = 1;sea; <u; <ap, gere

Y; ~ N(xiﬁz,czz) e faca S; =2;ese ap < u; < as, gere ¥; ~ N(x,-B3,G§) e faca S; = 3,

onde x; = (1,x;1,x) e S; é nossa varidvel de alocac@o.

A Figura 32| representa os gréificos de dispersdo entre a varidvel resposta e as covaria-
veis: os pontos em rosa representam as observacdes simuladas oriundas da componente 1, os
pontos em verde as observagdes simuladas oriundas da componente 2 e os pontos em azul as
observacdes simuladas oriundas da componente 3. A primeira covaridvel parece separar bem as
3 componentes, ao passo que a segunda covaridvel ndo separa as observagdes da componente 1 e
2. Na Figura@ temos o histograma da varidvel resposta simulada, y, e sua densidade estimada

pelo método Kernel.

4.1.7.1 Estimacdo via Gibbs Sampling, DIC e EBIC

O processo de estimacao e as amostras MCMC foram geradas respeitando as mesmas

caracteristicas das simulag¢des anteriores, bem como a anélise de convergéncia.

Encontramos os valores do DIC e do EBIC na Tabela Temos que os dois critérios

selecionam o modelo com K = 3 componentes como o modelo com melhor ajuste.

Adotamos o modelo de mistura de regressdo com K = 3 componentes. Temos na Tabela

[30] a comparagdo entre os valores reais dos pardmetros e suas estimativas pontuais. Também
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Figura 32 — Simulacdo 7: grifico de dispersdo. (A) grafico de dispersdo da varidvel resposta com a
primeira varidvel explicativa. (B) gréfico de dispersdo da varidvel resposta com a segunda
variavel explicativa.
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Figura 33 — Simulacdo 7: histograma da varidvel resposta simulada.

Tabela 29 — Simulagao 7: critérios de informacdo - DIC e EBIC.

K 1 2 3 4 5
DIC | 24030.19 21327.00 19700.34 2589100.00 3725428.00
EBIC | 24065.06 21376.03 19433.97 1926637.00 2426899.00

apresentamos nela o intervalo de credibilidade de maxima densidade a posteriori de 95% e o

diagnostico de Geweke.

Com a excessao de alguns poucos parametros, alcancamos boas estimativas pontuais
para os parametros. Além disso, os intervalos HPD de 95% contém os valores verdadeiros para
a maioria dos parametros. O algoritmo classificou corretamente nas componentes 96.85% das
observacdes, o que consideramos como um 6timo ajuste aos dados. Os valores das estatisticas de
Geweke estdo contidos no intervalo (—2,2) para a maioria dos pardmetros, indicando convergén-
cia. Na Figura [34] apresentamos os graficos de trago dos valores gerados, que também indicam

convergéncia.



4.1. Dados Simulados 79
Tabela 30 — Simulagdo 7: estimativas para os parametros - Gibbs Sampling.
Parametro | Valor Real Estimativa  Int. Cred. 95%  Diag. Geweke Estimativa EM
Bo1 5 3.85 (1.24,6.58) 1.40 4.85
P11 3 2.99 (2.92,3.05) —1.37 2.98
Bi1 —4 —3.94 (—4.06,—3.82) —1.37 —3.98
Boz 0 —18.47  (—24.24,—12.48) —-0.29 —0.26
B2 -8 —7.85 (—=7.98,-7.71) 0.73 —7.94
B 0.7 1.54 (1.27,1.84) 0.26 0.68
Bos —16 —5.46 (—17.55,6.70) 2.51 —20.97
P13 8 7.83 (7.52,8.13) —0.69 7.93
Ba3 3 2.57 (1.96,3.14) —2.63 3.29
wi 0.2 0.19 (0.17,0.21) 0.29 0.19
wo 0.3 0.33 (0.31,0.35) 0.85 0.33
w3 0.5 0.48 (0.46,0.50) —1.08 0.48
612 5 4.93 (4.18,5.72) —0.48 4.85
622 50 51.47 (45.61,57.98) 0.55 47.75
0'32 500 483.14 (439.63,527.28) 0.72 479.34

4.1.7.2 Estimacio via EM

Cinco modelos com diferentes nimeros de componentes, K = 1, ..., 5, foram ajustados via
algoritmo EM. Para este procedimento utilizamos o pacote mixtools implementado no software
estatistico R. Consideramos como valores iniciais dos parametros os valores de default sugeridos

pelo pacote.

Os valores do AIC e do BIC sao encontrados na Tabela [31] Note que o modelo com
K =5 componentes obteve o menor valor para o AIC e o modelo com K = 3 componentes
obteve o menor valor para o BIC. Mais uma vez verificando a superioridade do critério BIC para

a selecao do nimero de varidveis quando os modelos s@o ajustados via algoritmo EM.

Tabela 31 — Simulag@o 7: critérios de informacdo - AIC e BIC.

K 1 2 3 4 5
AIC | inf 10990.20 9360.07 10592.41 9357.60
BIC | inf 11012.60 9396.48 10642.81 9422.01

Adotando o modelo de mistura de regressao com K = 3 componentes, as estimativas
pontuais obtidas sdo apresentadas na tdltima coluna da Tabela [30| ¢ podemos observar boa

estimacao dos parametros. O algoritmo EM classificou corretamente 97% das observagdes.

Considerando um modelo de mistura de regressao com K = 3 componentes, também
realizamos a estimagdo via algoritmo EM para diferentes valores iniciais e para valores inici-
ais muito distantes dos valores reais dos parametros e o algoritmo EM ndo apresentou boas

estimativas, constatando novamente a sensibilidade do algoritmo aos pontos iniciais.
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Figura 34 — Simulacao 7: graficos de traco - Gibbs Sampling.

4.1.7.3 Estimacdo via DDRJ

O processo de estimagao via DDRIJ e as amostras MCMC foram geradas respeitando as

mesmas caracteristicas das simulacdes anteriores, bem como a anélise de convergéncia.

A Tabela [32] apresenta os valores obtidos para a probabilidade a posteriori de K. O
maximo valor a posteriori é obtido em K = 5, porém duas delas apresentam estimativas para os

pesos iguais a zero, tornando o modelo de mistura estimado com K = 3 componentes. Assumindo

Tabela 32 — Simulagéo 7: probabilidade a posteriori para K.

K 1 2 3 4 5
P(K[---) |00 0.0 00 00 1.0

o modelo de mistura de regressdo com K = 3 componentes, temos na Tabela[33|a comparacao
entre os valores reais dos parametros e suas estimativas pontuais. Também apresentamos nela
o intervalo de credibilidade de méxima densidade a posteriori de 95% e o diagnéstico de
Geweke. Podemos notar na Tabela 33| que, com excegdo do intercepto da segunda componente,
o algoritmo DDRJ encontrou boas estimativas para os parametros do modelo. Além disso, os
intervalos HPD de 95% contém os valores verdadeiros para a maioria dos parametros. Os valores
das estatisticas de Geweke estdo contidos no intervalo (—2,2) para a maioria dos parimetros,
indicando convergéncia. Na Figura[35] apresentamos os graficos de traco dos valores gerados,

que também indicam convergéncia.
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Tabela 33 — Simulagdo 7: estimativas para os parametros - DDRIJ.

Parametro | Valor Real Estimativa  Int. Cred. 95%  Diag. Geweke
Bo1 5 3.83 (1.16,6.35) —1.42
P11 3 2.99 (2.92,3.05) 1.35
Ba1 —4 —3.94 (—4.06,—3.82) 2.37
Boz 0 —18.32  (—24.96,—11.85) 2.16
B2 -8 —7.84 (—=7.98,—7.71) —-0.97
[63%) 0.7 1.53 (1.22,1.85) —2.19
Bos —16 —15.50  (—137.78,89.80) 0.70
Bi3 8 7.70 (6.30,9.07) 0.60
Bo3 3 3.14 (—1.58,8.62) —0.78
Wi 0.2 0.21 (0.17,0.23) 1.63
w) 0.3 0.34 (0.31,0.36) —2.00
w3 0.5 0.45 (0.24,0.49) 0.69
o} 5 4.98 (4.16,5.71) 1.02
622 50 51.29 (44.75,57.63) —1.83
632 500 454.15 (354.73,532.66) 0.69
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Figura 35 — Simulacao 7: graficos de traco - DDRJ.

4.1.8 Conjunto de Dados Simulado 8

Na geracdo do oitavo conjunto de dados simulado, utilizamos o mesmo processo da

se¢do anterior, no entanto, alteramos os valores dos betas para B, = B, = B3 = (5,3, —4)".

A Figura 36 representa os graficos de dispersdo entre a varidvel resposta e as covaridveis:
0s pontos em rosa representam as observacoes simuladas oriundas da componente 1, os pontos

em verde as observagdes simuladas oriundas da componente 2 e os pontos em azul as observacoes
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simuladas oriundas da componente 3. As componentes do conjunto de dados simulados 8 se
diferenciam apenas pelo valor das suas varidncias. Na Figura[37] temos o histograma da varidvel

resposta simulada, y, e sua densidade estimada.
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Figura 36 — Simulacdo 8: gréifico de dispersdo. (A) grifico de dispersdo da varidvel resposta com a
primeira varidvel explicativa. (B) grafico de dispersdo da varidvel resposta com a segunda
varidvel explicativa.
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Figura 37 — Simulaco 8: histograma da variavel resposta simulada.

4.1.8.1 Estimagdo via Gibbs Sampling, DIC e EBIC

Seguimos 0 mesmo processo de estimacao descrito nas se¢des anteriores. Encontramos
os valores do DIC e do EBIC na Tabela [34] Temos que os dois critérios selecionam o modelo
com K = 1 componente como o modelo com melhor ajuste. Apesar dos dados simulados terem
sido gerados de uma mistura de regressdo com K = 3, de fato, o modelo de regressao linear geral

parece ser a melhor escolha para prever a resposta média.

Tabela 34 — Simulagao 8: critérios de informacdo - DIC e EBIC.

K 1 2 3 4 5
DIC | 16720.27 17811.18 18264.07 324570.6 1457287
EBIC | 16754.39 18073.49 28446.25 186300.9 767061
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Adotamos, entdo, o0 modelo de mistura de regress@ao com K = 1 componente. Temos
na Tabela [35]a comparag@o entre os valores reais dos pardmetros e suas estimativas pontuais.
Também apresentamos nela o intervalo de credibilidade de HPD de 95% e o diagndstico de

Geweke.

Tabela 35 — Simulagdo 8: estimativas para os parAmetros - Gibbs Sampling.

Parametro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke Estimativa EM
Bo1 5 2.55 (—4.27,9.27) —0.05 4.68
Bi1 3 3.00 (2.85,3.16) 0.26 2.98
P11 —4 —3.88 (—4.20,—3.56) 0.04 —-3.97
oo 5 : : : :
P12 3 - - - -
B> 4 : : : :
Bos 5 - - - 1.12
P13 3 - - - 3.01
Bo3 —4 - - - —3.81
wi 0.2 1.00 - - 0.47
wo 0.3 - - - -
w3 0.5 - - - 0.53
o} 5 249.77  (234.74,265.68) 0.2815 18.94
o} 50 - - - -
o7 500 - - - 451.13

Assim como na simulagdo 6 apresentada na Secdo f.1.6] o modelo estima bem os

coeficientes de regressao.

Os valores das estatisticas do diagndstico de Geweke estdo contidos no intervalo (—2,2)
para todos os parametros, indicando convergéncia. Na Figura[38] apresentamos os gréficos de

traco dos valores gerados, que também indicam convergéncia.
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Figura 38 — Simulacéo 8: graficos de traco - Gibbs Sampling.
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4.1.8.2 Estimacao via EM

Assim como nas sec¢des anteriores, cinco modelos com diferentes nimeros de compo-
nentes, K = 1,...,5, foram ajustados via algoritmo EM. Para este procedimento utilizamos o
pacote mixtools implementado no software estatistico R. Consideramos como valores iniciais

dos parametros os valores de default sugeridos pelo pacote.

Os valores do AIC e do BIC sao encontrados na Tabela [36] Note que o modelo com
K =5 componentes obteve o menor valor para o AIC e o modelo com K = 2 componentes
obteve o menor valor para o BIC. Dada a superioridade do BIC nas demais simula¢do, adotamos
o modelo de mistura de regressdao com K = 2 componentes e as estimativas pontuais obtidas sdo
apresentados na tltima coluna da Tabela [35] Note que, assim como o algoritmo Gibbs Sampling,

o algoritmo EM estima bem os coeficientes de regressao.

Tabela 36 — Simulagao 8: critérios de informagao - AIC e BIC.

K 1 2 3 4 5
AIC | inf 8057.30 8047.75 8049.84 8041.82
BIC | inf 8079.70 8084.16 8100.25 8106.23

4.1.8.3 Estimacao via DDRJ

O processo de estimacao via DDRJ e as amostras MCMC foram geradas respeitando as

mesmas caracteristicas das simulacdes anteriores, bem como a anélise de convergéncia.

A Tabela [37] apresenta os valores obtidos para a probabilidade a posteriori de K. O

maximo valor a posteriori € obtido em K = 1.

Tabela 37 — Simulagdo 8: probabilidade a posteriori para K.

K 1 2 3 4 5
P(K|---)| 1.0 00 00 0.0 0.0

Temos na Tabela[38]a comparagdo entre os valores reais dos pardmetros e suas estimativas
pontuais. Também apresentamos nela o intervalo de credibilidade de HPD de 95% e o diagnéstico
de Geweke.

Podemos notar na Tabela 38| que os coeficientes de regressio sdo bem estimados. Além

disso, as estimativas sdo bem proximas das estimativas obtidas via algoritmo Gibbs Sampling.

Os valores das estatisticas do diagndstico de Geweke estdo contidos no intervalo (—2,2)
para todos os parametros, indicando convergéncia. Na Figura[39] apresentamos os gréficos de

traco dos valores gerados, que também indicam convergéncia.
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Tabela 38 — Simulagdo 8: estimativas para os parametros - DDRIJ.

Parametro | Valor Real Estimativa Int. Cred. 95%  Diag. Geweke
Bo1 5 2.54 (—4.27,8.99) 0.41
P11 3 3.00 (2.84,3.14) —0.51
Bi1 —4 —3.88 (—4.20,—3.56) —0.43
oz 5 : : :
Bz 3 : : :
B 4 : : :
Bos 5 : : :
Bis 3 : : :
Bos 4 : : :
w1 0.2 1.00 - -
wo 0.3 - - -
w3 0.5 - - -
o 5 249.92 (234.36,265.52) 1.43
o7 50 - - -
o2 500 - - -

nnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnnn

lteragoes

Figura 39 — Simulagdo 8: gréficos de traco - DDRJ.

Os resultados obtidos com o DDRJ foram, em geral, ruins principalmente na escolha
e selecdo do numero de componentes. Os possiveis motivos e solugdes para os problemas

encontrados serdo melhor discutidos na conclusao desse trabalho.

4.2 Conjunto de Dados Reais

Com o objetivo de contribuir com a discussdo de politicas publicas em prol da educagido
basica brasileira, aplicaremos as metodologias descrita neste capitulo a dados reais referentes ao

nivel de qualidade da educacio brasileira.
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4.2.1 Descricao do Dados

4.2.1.1 Indice de Desenvolvimento da Educacio Basica

Criado pelo Instituto Nacional de Estudos e Pesquisas Educacionais Anisio Teixeira
(Inep) em 2007, o [ndice de Desenvolvimento da Educacdo Basica (IDEB) € o principal indicador

de qualidade da educacdo bdsica brasileira.

O IDEB leva em consideracao duas varidveis importantes para a qualidade do ensino:
fluxo e aprendizado. O fluxo (F') € representado pela taxa de aprovagdo dos alunos, variando
de 0 a 100%. Este indicador € obtido no Censo Escolar realizado todos os anos pelo Inep. O
aprendizado (A) € constituido pela média obtida pelos alunos nas avaliagdes de desempenho
do Inep, a Prova Brasil e o Sistema de Avaliagao da Educacio Basica (SAEB), variando de 0 a
10. A Prova Brasil € utilizada para o cdlculo dos IDEBs de escolas e municipios e 0 SAEB ¢

utilizado para o célculo dos IDEBs dos estados e nacional.

Este indice estd numa escala que vai de zero a dez e quanto mais préximo de dez, melhor
€ a qualidade da educacdo. Obtemos o IDEB multiplicando a taxa de aprovacao pela média

obtida nas avaliacdes de desempenho, isto €,

IDEB ; = A;Fj;, 4.1

sendo j o indice que identifica a unidade de interesse, i 0 ano de aplicagdo das provas e do censo
escolar, A j; a nota média da unidade j no ano i e Fj; a taxa de aprovag¢ao da unidade j no ano i.
Devido a esta formulagado, para melhorar o valor do IDEB € necessario que o sistema de ensino
em questao melhore simultaneamente as duas dimensdes do indicador. Caso o sistema de ensino
retenha mais seus alunos para melhorar as notas obtidas nas avaliacdes, o fator fluxo terd valores
mais baixos impossibilitando uma melhora no indicador do IDEB. Por outro lado, se o sistema de
ensino apressar a aprovagdo de seus alunos para melhorar a taxa de aprovacao, provavelmente as
notas obtidas pelos alunos vao diminuir, novamente impossibilitando uma melhora no indicador
do IDEB.

As avaliagdes de desempenho do Inep sdo aplicadas a cada dois anos aos alunos do 5° e
9° ano do ensino fundamental e do 3° ano do ensino médio. Portanto, o IDEB € calculado a cada
dois anos e separado em trés niveis: anos iniciais do ensino fundamental, anos finais do ensino

fundamental e ensino médio.

O Brasil possui 5.570 municipios mais o Distrito Federal. Destes, 4.690 possuem IDEBs
iniciais e finais para todos os anos apurados e divulgados até hoje (2007, 2009, 2011, 2013
e 2014). A Figura 0| representa a distribui¢do estimada pelo método de Kernel dos IDEBs
iniciais dos 4.690 municipios brasileiros em todos os anos e a Figura[d1|representa a distribui¢do

estimada pelo método de Kernel dos IDEBs finais.

Por ser um indice comparavel nacionalmente, o IDEB € um condutor de politicas publicas
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Figura 40 — Distribui¢do estimada pelo método de Kernel do IDEB inicial, ou seja, IDEB de provas de
desempenho aplicadas aos alunos de 5° ano do ensino fundamental, para os anos de 2007,
2009, 2011, 2013 e 2015.

Figura 41 — Distribui¢do estimada pelo método de Kernel do IDEB final, ou seja, IDEB de provas de
desempenho aplicadas aos alunos de 9° ano do ensino fundamental, para os anos de 2007,
2009, 2011, 2013 e 2015.

educacionais no Brasil. Devido a tamanha importincia desse indicador e por sua distribui¢ao
ser, aparentemente, um modelo de mistura, este trabalho busca aplicar a metodologia proposta
para estudar os fatores socioecondmicos e demogréficos que o influenciam, bem como eles
se relacionam, contribuindo assim com a discussao de politicas publicas em prol da educagdo

brasileira.

4.2.1.2 Atlas do Desenvolvimento Humano no Brasil

O Atlas do Desenvolvimento Humano no Brasil € uma plataforma digital de consulta
do IDHM e de mais de 200 indicadores de demografia, educacdo, renda, trabalho, habitacao
e vulnerabilidade, com dados extraidos dos Censos Demograficos de 1991, 2000 e 2010 de
5.565 municipios brasileiros. O Atlas € realizado pelo Programa das Nacdes Unidas para
o Desenvolvimento (PNUD), pelo Instituto de Pesquisa Econdmica Aplicada (Ipea) e pela
Fundacdo Joao Pinheiro (FJP).

E com base neste portal que extraimos nossas covaridveis de interesse. As covaridveis

utilizadas neste estudo foram:

1) IDHM: O Indice de Desenvolvimento Humano Municipal (IDHM) é um indicador de
qualidade de vida composto por trés dimensdes: longevidade, educagdo e renda. Segundo
o PNUD, o IDHM adequa a metodologia do Indice de Desenvolvimento Humano (IDH)
global a realidade brasileira e aos dados disponiveis. O IDHM varia entre O e 1: quanto
mais préximo de 1, maior é o desenvolvimento humano da regido. A Figura 42| mostra
como € distribuido o IDHM de 2010 para os 5.109 municipios brasileiros que possuem
IDEB de 2011 iniciais e finais. Por essa figura observamos que o IDHM também parece

ser proveniente de um modelo de mistura;
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Figura 42 — Distribui¢do estimada pelo método de Kernel do IDHM de 2010 para os 5.109 municipios
brasileiros que possuem IDEB de 2011 iniciais e finais.

2) MORT1: € um indicador de mortalidade infantil, representando o nimero de criancas
que nao deverdo sobreviver ao primeiro ano de vida em cada 1000 criangas nascidas
vivas. Podemos ver na Figura[43|como esse indicador de mortalidade infantil de 2010 é
distribuido para os 5.109 municipios brasileiros que possuem IDEB de 2011 iniciais e

finais;
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Figura 43 — Distribuicdo estimada pelo método de Kernel do indice MORT1 de 2010 para os 5.109
municipios brasileiros que possuem IDEB 2011 iniciais e finais.

3) RDPC: representa a renda per capita média da regido. E a razdo entre o somatério da renda
de todos os individuos residentes em domicilios particulares permanentes e o nimero total
desses individuos de uma especifica regido. Os valores, em Reais, sdao de 01/agosto de
2010. A Figura 44| mostra como € distribuida a renda per capita média de 2010 para os

5.109 municipios brasileiros que possuem IDEB de 2011 iniciais e finais.
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Figura 44 — Distribuicdo estimada pelo método de Kernel da renda per capita média de 2010 para os 5.109
municipios brasileiros que possuem IDEB 2011 iniciais e finais.
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4) GINI: desenvolvido pelo estatistico e demdgrafo italiano Corrado Gini, o indice de GINI
mede o grau de desigualdade, isto é, o grau de concentracdo de renda de determinada
regido. O indice varia entre O e 1, onde O representa a completa igualdade e 1 a completa
desigualdade. A Figura 45| mostra como ¢ distribuido o indice de GINI de 2010 para os
5.109 municipios brasileiros que possuem IDEB de 2011 iniciais e finais. Ao contrario
das covariaveis analisadas anteriormente, o GINI parece ter uma distribuicao simétrica em

torno da sua média;

03 0.4 07 08

Figura 45 — Distribuicio estimada pelo método de Kernel do indice Gini de 2010 para os 5.109 municipios
brasileiros que possuem IDEB 2011 iniciais e finais.

E importante ter clareza de que todos estes indices sdo calculados de forma indireta
por meio do Censo Demogréfico realizado pelo Instituto Brasileiro de Geografia e Estatistica
(IBGE).

4.2.2 Aplicacao

Seja n = 5109 o nimero de municipios que possuem IDEBs iniciais e finais do ano
de 2011. Considere (y1,z1,X1),-- -, (Vn,2n,%n) de tal forma que y; é o valor do IDEB de 2011
referente aos anos iniciais do ensino fundamental para o municipio i, z; € o valor do IDEB de
2011 referente aos anos finais do ensino fundamental para o municipio i e x; = (1,x;1,X;2,X;3,Xi4)
€ o vetor de covaridveis do municipio i, onde x;; é o valor do IDHM, x;> o valor do GINI, x;3 o
valor do indicador de mortalidade infantil, MORT1, e xj4 € o valor da renda per capita média,

RDPC, todos referentes ao ano de 2010 e ao municipio i.

Queremos, ndo somente saber como os IDEBs finais e iniciais se relacionam com as
covaridveis descritas acima, mas também avaliar se essa relacdo € Uinica para todo o Brasil. Dessa
maneira, vamos assumir que tanto o IDEB para os anos iniciais como o IDEB para os anos
finais condicionados as covaridveis de interesse sao misturas de regressdes normais com K; e K;

componentes, respectivamente, isto €,

K,
Yi|Xi=xi~ Y wiN(xiBy, 0F) (4.2)
k=1
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K3
/ 2
Zl'|X,' =X; ZwkN(xiSk,ak). 4.3)
k=1
No modelo @#.2), temos que By = (Box, -, Bax)> OF € wy sdo, respectivamente, 0s coe-
ficientes de regressao, a variancia e o peso da componente k, para k = 1,..., K|, € no modelo
#@23)), temos que &, = (S, ---, Ok Oc,f e w), sdo, respectivamente, os coeficientes de regressio,

a variancia e o peso da componente k, parak =1,...,K>.

4.2.2.1 Estimacao via Gibbs Sampling, DIC e EBIC

Para cada uma das relagdes, cinco modelos com diferentes niimeros de componentes,
Ki=1,....,5e K, =1,...,5, foram estimados pelo algoritmo Gibbs Sampling com passos
discutidos na Secao Os valores dos hiperparametros das distribuicdes a priori escolhidos
foram: 31 = ... = yx = 1, ug, =0, cgjk =100ea,=b;=0.1,para j=0,1,....pek=1,...K.
Como discutido anteriormente, como a variancia das distribui¢des a priori especificadas sio
altas, essas distribui¢des sdo vagas e trazem pouca informagdo sobre os valores a priori dos

parametros.

Para cada modelo rodamos 170000 iteracdes, descartamos as 100000 primeiras como
burn-in e registramos uma a cada 7 iteracoes. As amostras MCMC que apresentaram problema
de label switching foram renomeadas usando o algoritmo ECR. Os resultados apresentados a

seguir sdo entdo oriundos de uma amostra MCMC final de tamanho 10000.

A Tabela [39] se refere a estimagio do nimero de componentes, K;, do Modelo (4.2).
Note que, o modelo de mistura com Kj = 1 componente apresentou o menor valor para o DIC
e para o EBIC e, portanto, refutamos a suposi¢io de que os municipios brasileiros apresentam
heterogeneidade na relacdo entre o IDEB referente aos anos iniciais e as covaridveis apresentadas.
As estimativas para os pardmetros sdo apresentadas na Tabela[40] juntamente com os intervalos
de credibilidade de HPD de 95% e o diagndstico de Geweke para verificarmos a convergéncia.

Com estes resultados, o modelo ajustado é dado por:

Vi =4.0744.37x;1 — 2.89x;5 — 0.04x;3 + 0.0002x44. 4.4)

Tabela 39 — IDEBs iniciais: critérios de informagéo - DIC e EBIC.

K 1 2 3 4 5
DIC | 10339.87 53258.55 149750.90 254012.80 221810.80
EBIC | 10393.57 31963.40 80273.36 1324989 116410.1

De forma anéloga, observamos na Tabela 41/que o modelo com K, = 1 também € o que

melhor se ajusta aos dados, descartando a possibilidade de heterogeneidade na relagdo entre o
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Tabela 40 — IDEBs iniciais: estimativas para os parametros - Gibbs Sampling.

Parametro | Estimativa  Int. Cred. 95%  Diag. Geweke

Bo1 4.07 (3.56,4.71) 0.30

Bi1 4.37 (3.51,5.14) —0.32

Ba1 —2.89 (—3.21,-2.58) —0.16

Bs1 —0.04 (—0.05,—-0.04) —0.57
Ba1 0.0002  (0.0000,0.0004) 0.37

wi 1.00 - -

o} 0.44 (0.43,0.46) —1.76

IDEB para os anos finais do ensino fundamental e as covaridveis. Os parametros estimados sao
apresentados na Tabela 42| juntamente com os intervalos de HPD de 95% e o diagndstico de

Geweke. O modelo ajustado para os anos finais € dado por:

2i = 2.7443.68x;1 — 1.53x;3 — 0.03x;3 + 0.0001x;4. 4.5)

Tabela 41 — IDEBs finais: critérios de informacao - DIC e EBIC.

K> 1 2 3 4 5
DIC | 8545.42 21223.68 44355.88 25870.96 37667.09
EBIC | 8599.16 14999.10 26626.00 17444.26 23403.13

Tabela 42 — IDEBs finais: estimativas para os parametros - Gibbs Sampling.

Parametro | Estimativa Int. Cred. 95% Diag. Geweke

do1 2.74 (2.33,3.24) 0.59

O11 3.68 (2.99,4.26) —0.52
01 —1.53 (—1.79,—1.26) -0.73

031 —0.03 (—0.03,—-0.02) —2.34

041 0.0001 (—0.0001,0.0002) 0.50

wi 1.00 - -

o 0.31 (0.30,0.32) 0.95

O sinal das estimativas dos pardmetros se deu como esperado: B, Ba1, 011 € 041 sdo
positivos, indicando que uma melhora na qualidade de vida da populacdo e/ou no nivel de renda
da populacéo refletem numa melhora do IDEB; € 351, B31, 021 € 831 sdo negativos indicando que
um aumento na desigualdade social ou a piora nos niveis de saneamento (aumento da taxa de
mortalidade) induzem a uma piora do IDEB.

Das Equacodes (4.4) e (4.5), também podemos inferir que:

1) mantendo todas as demais varidveis constantes, um aumento de 0.1 no IDHM gera um

acréscimo de 0.437 na nota média do IDEB dos anos iniciais e de 0.368 na nota média do
IDEB dos anos finais;
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2) a ceteris paribus, a reducao de 0.1 no indice de Gini gera um acréscimo de 0.289 na nota

média do IDEB dos anos iniciais e de 0.153 na nota média do IDEB dos anos finais;

3) aredugao de 10 pontos percentuais na taxa de mortalidade infantil, implica num aumento
de 0.004 na nota média do IDEB dos anos iniciais e de 0.003 na nota média do IDEB dos

anos finais, quando todas as demais varidveis sao mantidas constantes;

4) o aumento de R$100.00 na renda per capita média, implica no aumento de 0.02 na nota

média do IDEB dos anos iniciais € de 0.01 na nota média do IDEB dos anos finais.

Podemos observar na Tabela 40| e na Tabela A2] que os valores das estatisticas do
diagndstico de Geweke estdo entre (—2,2), indicando convergéncia. Na Figura apresentamos
os gréficos de trago para 0 Modelo (#.2)) e na Figura[d6|para o Modelo (#.3)), que também indicam

convergéncia.
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Figura 46 — IDEB anos iniciais: graficos de traco - Gibbs Sampling.
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Figura 47 — IDEB anos finais: graficos de traco - Gibbs Sampling.

4.2.2.2 Estimacdo via EM

Da mesma forma que na estimacgdo via Gibbs Sampling, para cada uma das relacdes

cinco modelos com diferentes nimeros de componentes, K = 1,...,5, foram ajustados, mas,
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agora, via algoritmo EM. Para este procedimento utilizamos o pacote mixtools implementado no
software estatistico R. Consideramos como valores iniciais dos parametros os valores de default

sugeridos pelo pacote. O algoritmo EM nao conseguiu convergéncia para K > 2.

4.2.2.3 Estimacdo via DDRJ

Para cada uma das relagdes estimamos o modelo via algoritmo DDRJ com passos
discutidos na Sec¢@o [3.3.3] Desta forma, tentamos estimar o valor de K conjuntamente com os
parametros do modelo. Os valores dos hiperparametros das distribui¢des a priori escolhidos
foram os mesmos adotados na estimacgdo via Gibbs Sampling, isto é: yy = ... =y =1, Hp; =
0, szk =100 e ay = by =0.1, para j =0,1,....,pe k =1,...,Kjs. Como as variancias das
distribui¢cdes a priori especificadas sdo altas, essas distribui¢cdes sdo vagas e trazem pouca

informacao sobre os valores a priori dos parametros.

Rodamos 170000 iteragdes para cada relagdo, descartamos as 100000 primeiras como
burn-in e registramos uma a cada 7 itera¢des. As amostras MCMC que apresentaram problema
de label switching foram renomeadas usando o algoritmo ECR. Os resultados apresentados a

seguir sdo entdo oriundos de uma amostra MCMC final de tamanho 10000.

A Tabela 43| apresenta os valores obtidos para a probabilidade a posteriori do nimero de

componentes, Kj, do Modelo (4.2). O maximo valor a posteriori é obtido em K} = 1.

Tabela 43 — IDEB anos iniciais: probabilidade a posteriori para Kj.

K 1 2 3 4 5
P(Ki|---) |10 00 00 00 00

As estimativas para os pardmetros sdo apresentadas na Tabela 4] juntamente com
os intervalos de credibilidade de HPD de 95% e o diagnéstico de Geweke para verificarmos
a convergéncia. Podemos notar bastante similaridade com os resultados obtidos via Gibbs
Sampling, no entanto, descartando a relacdo do IDEB com a renda per capita. Com estes

resultados, o modelo estimado via DDRJ € dado por:

Vi =4.1144.32x;1 —2.90x;5 — 0.04x;3. (4.6)

De forma analoga, a Tabela 45| apresenta os valores obtidos para a probabilidade a
posteriori do nimero de componentes, K, do Modelo (4.3). O maximo valor a posteriori é
obtidoem K, = 1.

Os parametros estimados sdo apresentados na Tabela 46| juntamente com os intervalos de
HPD de 95% e o diagnoéstico de Geweke e também podemos notar similaridade com a estimag@o

realizada via Gibbs Sampling e novamente excluindo a relacdo entre o IDEB e a renda per capita



94

Capitulo 4. Aplicagcbes em Dados Simulados e Reais

Tabela 44 — IDEB anos iniciais: estimativas para os parametros - DDRIJ.

Parametro | Estimativa Int. Cred. 95% Diag. Geweke

Bo1 4.11 (3.59,4.62) —0.80

P11 4.32 (3.61,5.02) 0.80

Ba1 —2.90 (—3.22,-2.58) 1.42

Bs1 —0.04 (—0.05,—0.04) 1.43

Ba1 0.00 - -

wi 1.00 - -

o} 0.44 (0.43,0.46) —0.34

Tabela 45 — IDEB anos finais: probabilidade a posteriori para K.

K I 2 3 4 5
P(K|---) | 1.0 00 0.0 0.0 00

uma vez que estimativa pontual e intervalar foram basicamente zero. O modelo estimado para os
anos finais via DDRJ € dado por:

Z2i =2.7043.75x;1 — 1.52x;p — 0.03x;3. “4.7)

Tabela 46 — IDEBs finais: estimativas para os pardmetros - DDRJ.

Parametro | Estimativa Int. Cred. 95% Diag. Geweke

do1 2.70 (2.21,3.16) 1.35

O11 3.75 (3.15,4.49) —1.52

01 —1.52 (—1.79,—1.26) —1.82

031 —0.03 (—0.03,—-0.02) —1.77

041 0.00 - -

wi 1.00 - -

o} 0.31 (0.30,0.32) —0.30

Podemos observar na Tabela [44] e na Tabela 46, que os valores das estatisticas do
diagnéstico de Geweke estdo entre (—2,2), indicando convergéncia. Na Figura apresentamos

os gréficos de trago para o Modelo (4.2) e na Figurai8|para o Modelo (4.3), que também indicam
convergencia.
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CAPITULO

CONSIDERACOES FINAIS E PERSPECTIVAS
FUTURAS

Apresentamos neste trabalho duas ferramentas inferenciais, através da otica Bayesiana,
para modelos de mistura de regressdes normais considerando o nimero de componentes da

mistura desconhecido, e comparamos com o algoritmo EM desenvolvido sob a ética frequentista.

O algoritmo Gibbs Sampling se mostrou eficaz quando as componentes da mistura sao
esparsas, porém, para dados poucos esparsos entre as componentes, a metodologia apresentou
dificuldades de estimacdo e a utilizagdo do critério DIC se mostrou menos estdvel e precisa
do que a utlizacdo do critério EBIC. Outro problema enfrentado € que, para inferir o valor do
nimero de componentes, € necessario o ajuste de um niimero grande de modelos com diferentes
valores de K e isso pode se tornar computacionalmente custoso dependendo do tamanho da

amostra e nadmero de covariaveis.

O algoritmo EM se mostrou eficaz e apresentou bons resultados mesmo para dados
poucos esparsos entre as componentes quando a escolha dos valores iniciais eram otimizadas. No
entanto, o algoritmo se mostrou muito sensivel a estes valores iniciais, apresentando resultados
ruins para valores iniciais diferentes dos valores otimizados. Além disso, para o cendrio com mais
covariaveis, como a aplicagdo em dados reais apresentada neste trabalho, o algoritmo EM nao
convergiu quando o nimero de componentes era superior a 2. O critério AIC tende a selecionar
modelos que sdo super parametrizados e, portanto, na maioria dos casos selecionou os modelos
com o nimero méximo de componentes, mostrando-se ndo adequado para a estimagdo de K em
modelos de mistura de regressdes normais. Ja o critério BIC mostrou-se eficiente mesmo em
cendrios mais complicados de se identificar as componentes. Assim como o Gibbs Sampling, para
inferir o valor do nimero de componentes € necessario o ajuste de um niimero grande de modelos
com diferentes valores de K e isso pode se tornar computacionalmente custoso dependendo do
tamanho da amostra e do ndmero de covaridveis. Outra desvantagem do algoritmo EM € nao

fornecer estimativas intervalares para os parametros.
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O algoritmo DDRJ ndo apresentou bons resultados mesmo em situagdes nas quais as
diferentes componentes eram muito evidentes. No caso mais simples, onde as componentes nao
se cruzam, foi capaz de estimar bem os parametros do modelo, porém superestimou o nimero
de componentes, mesmo atribuindo estimativas nulas para os pesos. Para o cendrio onde as
componentes se cruzam, o algoritmo nao foi capaz de identificd-las, estimando sempre modelos
de regressao linear. Como era esperado e muitas vezes ja relatado na literatura, o algoritmo
mostrou-se sensivel 2 maneira como construimos os candidatos de split e merge. Vale ressaltar
que testamos outras funcdes de transi¢do para construir o modelo candidato e elas também nao

funcionaram bem.

Dados os resultados obtidos, este trabalho indica a utilizacdo do método Gibbs Sampling
combinado ao DIC e EBIC.

Para os dados do IDEB, as metodologias estudadas nao identificaram componentes
distintas no modelo de regressdo, sendo o modelo de regressdo geral o modelo escolhido para
ajustar os dados. Conforme esperavamos, percebemos uma relagao positiva entre o IDEB,
IDHM e RDPC e uma relagdo negativa entre o IDEB, MORT1 e GINI. Os fatores com maiores

influéncias sobre a qualidade de ensino da educacio bésica sdo o IDHM e o indice de Gini.

Como propostas futuras pretendemos aperfeicoar o algoritmo DDRJ, buscando encontrar
melhores propostas de split e de merge e acrescentar passos de nascimento e morte das compo-
nentes vazias. Varios autores tem trabalhado no aperfeicoamento do DDRJ, principalmente na
escolha da fun¢do de transi¢ao entre os modelos, para selecionar e estimar modelos de mistura
(SARAIVA| 2009), (ZUANETTI; MILAN, 2017), (JAIN; NEAL/[2004) e obtido bons resultados.
O objetivo desses autores € propor novos modelos de uma fungdo de transi¢do que torne a cadeia
MCMC mais dindmica e que mais rapidamente convirja. Além disso, podemos atualizar o modelo
proposto algumas vezes, via passos de Gibbs sampling, antes de calcularmos a probabilidade de
aceitacdo. |Green e Mira (2001) propdem um algoritmo que, na rejeicao, uma segunda tentativa
de movimento € feita. Zuanetti ¢ Milan| (2016) aprimoraram o modelo proposto por 10 iteracdes

antes de avaliarem a sua aceitacao.

Os algoritmos de estimacao desenvolvidos neste trabalho e os dados utilizados estdao

disponiveis em <https://github.com/lgfcotrim>.


https://github.com/lgfcotrim
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APENDICE

TOPICOS ADICIONAIS: MODELOS DE
MISTURA DE DISTRIBUICOES

A.1 Distribuicao a posteriori condicional completa para

as médias

Nesta secdo, apresentamos o célculo da distribuicdo a posteriori condicional completa

para as médias de um modelo de mistura Gaussiana.
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A.2 Distribuicao a posteriori condicional completa para

as variancias

Nesta secdo, apresentamos o cdlculo da distribui¢do a posteriori condicional completa

para as variancias de um modelo de mistura Gaussiana.
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A.3 Distribuicao a posteriori condicional completa para

OS pesos

Nesta secdo, apresentamos o célculo da distribuicdo a posteriori condicional completa

para os pesos de um modelo de mistura Gaussiana.



106 APENDICE A. Tépicos Adicionais: Modelos de Mistura de Distribuicées

w(w|...) o« L(B|y,s,w)m(w)
1

) 2 . 2 ~1 ~1
= wi' . wiF TT Noumof) - T1 N(yi,IJK,GK)—B( )W}/l it
iSi=1 iS=K Y
o< w’l”...wzkw}/l_l...wzk_l

~1 ~1
w’ll1 tn ...ka+nk

o< Dirichlet(y1 +ni,..., Y + ng)



107

APENDICE

TOPICOS ADICIONAIS: MODELOS DE
MISTURA DE REGRESSOES

B.1 Distribuicao a posteriori condicional completa para

os coeficientes de regressao

Nesta secdo, apresentamos o cdlculo da distribui¢do a posteriori condicional completa
para os coeficientes de regressao de um modelo de mistura de regressdes Normais considerando

que o nimero de componentes, K, é conhecido.
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Mas,
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B.2 Distribuicao a posteriori condicional completa para

as variancias

Nesta secdo, apresentamos o cdlculo da distribui¢do a posteriori condicional completa
para as variancias de um modelo de mistura de regressdes Normais considerando que o nimero

de componentes, K, é conhecido.

n(o,f|...) o< L(0|y,s,x)7r(cr,f)

1 2
i 2 Lirs;=k (Vi — (i b
— (GkZ>(2"+ak+1)exp{_2):z.s,_k(y ngﬁk)) + k}
k
ng 1

. 1G<7+ak,5 Yy <y,-—<xiﬁk>>2+bk)

i:SiZk
paratodo k =1,...K.

B.3 Distribuicao a posteriori condicional completa para

OS pesos das componentes

Nesta secdo, apresentamos o calculo da distribui¢do a posteriori condicional completa
para os pesos das componentes de um modelo de mistura de regressoes Normais considerando

que o nimero de componentes, K, é conhecido.

w(w|...) o< L(O|y,s,x)m(w)

K
1 1 _ _
e 2 n-1 Ye—1
= H Wy L eXP — 55 (i — (xiBy)) YAl k
k—ll (2m02)? { k i-S—k B(7)
o< w’f'...wzkw}/lfl...wzrl

—1 —1
= will e ...wZ"+nk

o< Dirichlet(y +ni,..., Y +ny)



