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RESUMO

ROCHA, L. G. S. (2021). Desenvolvimento de um Algoritmo de Planejamento de Tra-
jetérias em Ambientes Desconhecidos e Nao Estruturados para UAVs. 110p Dissertacdo de

Mestrado — Departamento de Computacgao, Universidade Federal de Sdo Carlos, Sdo Carlos,
2020.

Para tornar um UAV (Unmanned Aerial Vehicle) auténomo é necessdrio que o mesmo re-
alize acdes sem a interferéncia de um ser humano em suas missdes. Diversas missdes
autébnomas de UAVs, independente da area de operacdo, necessitam de um planejamento
de trajetéria, podendo atuar em ambientes desconhecidos, 3D, ndo estruturados, e com
obsticulos dinamicos dependendo da missdo designada. Por este motivo, é essencial que
o algoritmo seja capaz de desviar de obsticulos, j4 que nem sempre o ambiente serd co-
nhecido. Bem como, levar em consideragdo no planejamento as restricdes de movimentos
para realizar curvas suavizadas. Neste contexto, algoritmos de planejamento de trajetdria
sdo adotados podendo ser utilizado técnicas cldssicas, meta-heuristicas ou de aprendizado
de miquina. Um aspecto a ser analisado é que dentre as técnicas existentes e mais utili-
zadas, qual seria a melhor técnica para atuar nestes ambientes. Desta forma, este trabalho
visa analisar as métricas de tempo e distancia percorrida, além da variancia, média e desvio
padrdo de cada métrica das técnicas A*, APF, PRM, RRT, RRT-C, PSO, GWO, GSO e RL
considerando ambientes desconhecidos, 3D, ndo estruturados e com obstdculos dindmicos.
Os algoritmos que obtiverem os melhores resultados sao testados em 3D no simulador para
UAV, sendo realizada uma andlise mais profunda, considerando completeness, distancia,
tempo, uso da cpu, uso da memdria, prevengao de colisdo, e robustez. O teste final para

validar os algoritmos de planejamento de trajetéria € feito em ambiente real.

Palavras-chave: UAYV, planejamento de trajetdria, obstdculo dindmico, ambiente ndo estruturado, ambi-

ente desconhecido



ABSTRACT

ROCHA, L. G. S. (2021). Development of a Path Planning Algorithm in Unknown and
Unstructured Environments for UAVs. 110 MSc Dissertation (Master) — Departamento de
Computacio, Universidade Federal de Sao Carlos, Sao Carlos, 2020.

To make a UAV (Unmanned Aerial Vehicle) autonomous, it must perform actions without
human interference in its missions. Regardless of the area of operation, several autonomous
UAV missions require path planning, being able to operate in unknown, 3D, unstructured
environments, and with dynamic obstacles depending on the assigned mission. Thus, it is
essential that the algorithm can avoid obstacles since the environment will not always be
known. As well as take into account the movement restrictions to achieve smooth curves
in the planning. Several path planning algorithms can be adopted among classic, meta-
heuristic, or machine learning techniques. One observable aspect among the existing and
most used techniques is, ”which would be the best technique to work in these environ-
ments”. The algorithms that obtain the best results are tested in 3D in the UAV simulator.
A deeper analysis is performed, considering completeness, distance, time, CPU usage, me-
mory usage, collision prevention, and robustness. The final test to validate the trajectory

planning algorithms is done in a real environment.

Keywords: UAYV, path planning, dynamic obstacle, unstructured environment, unknown environment
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Capitulo 1

INTRODUCAO

Neste capitulo apresenta-se a contextualiza¢do, a motivacao, os objetivos para o desenvol-
vimento deste trabalho, assim como as contribui¢oes. Por fim, a estrutura em que a dissertagao

esta dividida.

1.1 Contextualizacao

Nos dltimos anos, UAVs (Unmanned Aerial Vehicles - Veiculos Aéreos Autbnomos) veem
se tornando cada vez mais comum e usuais (TSIATSIS et al., 2018). A Agéncia Nacional de
Aviagao Civil (ANAC) relatou que a utilizacao de UAVs para fins profissionais cresceu 36%
entre o ano de 2019 a julho de 2020 no Brasil. De acordo com a FAA (Federal Aviation Admi-
nistration), ha 407 mil UAVs profissionais nos Estados Unidos (EUA), com previsdo de triplicar
até 2023.

Para fazer os primeiros UAVs se locomoverem, era necessario pré-planejar ou pilota-los em
tempo real (STEINMETZ, 1927) (GUTIERREZ; D’HARO; BANCHS, 2016) (FREIMUTH;
KONIG, 2018). Com o passar dos anos, a tecnologia foi evoluindo e os UAVs foram se tor-
nando mais autobnomos sendo capazes de determinar suas proprias trajetorias (PATLE et al.,
2019) (AGGARWAL; KUMAR, 2020), e assim passaram a ser utilizados em missdes tais
como: operacdes de resgate em dreas acidentadas (KULKARNI et al., 2020); monitoramento
de condicdes de estradas (BREEN et al., 2020); que exigem alta precisdo, como pintura ou fo-
togrametria (VEMPATI et al., 2019) (PULITI et al., 2020), vigilancia (VANDENBERG; SWE-
ARS, 2020), agricultura (MONDAL et al., 2020), constru¢do (DUTTA et al., 2020), busca
e salvamento (ALOTAIBI; ALQEFARI; KOUBAA, 2019), monitoramento de ambientes (VI-
VALDINI et al., 2018), deteccao de incéndios em florestas (NGUYEN et al., 2021), servicos de
entrega (SHE; OUYANG, 2021), entre outros.
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Podemos observar que o planejamento de trajetoria € essencial para estas missoes pois visa
encontrar um caminho continuo para o robd se locomover entre o ponto inicial e o objetivo
(GALVEZ; DADIOS; BANDALA, 2014) (LI; YANG; XU, 2019), e tem a finalidade de deter-
minar a melhor trajetdria entre esses pontos para 0 UAV seguir de forma autonoma, sem colidir

e sendo o mais suavizada possivel, obedecendo as restricoes do UAV.

Outra caracteristica € que estas missoes podem envolver cendrios completamente diferen-
tes, atuando em ambientes 3D, nao estruturados, desconhecidos e com obstaculos dinamicos.
Algumas caracteristicas de cada tipo de ambiente que o algoritmo de planejamento de trajetdria

a ser desenvolvido nessa dissertacao se propoe a resolver é mostrada a seguir:

* Ambiente 3D: Nem sempre € possivel completar uma missao utilizando apenas um mapa
2D. Ha situagdes em que o UAV precisard passar por baixo ou por cima do obstaculo,
como por exemplo nas missdes em cavernas (SAM et al., 2020). E comum encontrar
pesquisas de UAVs realizando o planejamento de trajetoria 2D, porém nao ha muitos que
o implementam em 3D, sendo que em vdrias missdes € necessario que o UAV consiga se
locomover em 3D, como por exemplo: reconhecimento de ambiente (CHENG; KELLER;
KUMAR, 2008), missoes de busca e resgate (HEIDARI; ABBASPOUR, 2014) (FAES-
SLER et al., 2016), reconstrucao de imagem 3D (KOCH; KORNER; FRAUNDORFER,
2019), fotogrametria (COMBA et al., 2018), exploracao (WEISS et al., 2011), entre ou-

tros.

* Ambiente desconhecido: Ha missdes em que o UAV ndo terd conhecimento do ambiente
em que ird trabalhar, por isso € necessario que ele consiga se movimentar em ambientes
desconhecidos (SAM et al., 2020) (SUDHAKAR et al., 2020). Diversas aplicacdes para
resolver esse tipo de problema foram desenvolvidas, como o reconhecimento de terre-
nos (SCHMID et al., 2020), operacdes de resgate (THRUN et al., 2003), limpeza (LEE;
BAEK; OH, 2011), e vigilancia (VALLEJO et al., 2009). Tendo como objetivo principal
a exploracdo de um ambiente com informagdes limitadas, buscando a localizacdo a partir

de pontos especificos ou com uma exploracao completa.

* Ambiente nao estruturado: Pode ser necessario que o UAV entre em situagdes de risco
em ambientes mais complexos, como grutas (SAM et al., 2020), florestas (SUDHAKAR
et al., 2020) ou resgate em uma area de risco (LLASAG et al., 2019), ou seja, ambientes
nao estruturados sao aqueles que possuem obstaculos posicionados aleatoriamente, im-
pedindo qualquer formacdo l6gica do ambiente, carecendo de uma orientagdo implicita

(BLOSCH et al., 2010) (FRANCIS et al., 2017). Sendo assim, é importante que o UAV
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esteja preparado para adentrar em ambientes complexos para concluir sua missao, po-
dendo dessa maneira, diminuir os riscos de vida para o ser humano, que normalmente

realiza a tarefa.

* Obstaculos dinamicos: Os ambientes tendem a se modificar com o passar do tempo.
Como por exemplo passagens de pessoas e/ou animais, objetos caindo (galhos de arvore,
pedras em dreas de risco), entre outros. Esses obstaculos sao descobertos apenas quando
ja estdo perto do UAYV, precisando de uma técnica de replanejamento em tempo real para
desviar do obstdculo em tempo hébil e continuar a execugdo da rota. Essas situagdes po-
dem ser vistas em florestas (SUDHAKAR et al., 2020) e cavernas (SAM et al., 2020),
ou ambientes urbanos como missdes de delivery (LI et al., 2017). Foram desenvolvi-
dos diversas pesquisas para desviar de obstaculos dinamicos (YERSHOVA et al., 2005)
(EVERETT; CHEN; HOW, 2018) (KAUFMANN et al., 2018) (YAN; XIANG; WANG,
2019) (LI et al., 2020) (SONG et al., 2020).

1.2 Motivacao

Segundo a ANAC, o uso de UAVs cresceu mais de 165% nos dltimos 3 anos, sendo que
40% sao para finalidades profissionais como agricultura, monitoramento, delivery, entre outros.
Além disso, o mercado global de UAVs na drea de inspe¢ao deve atingir um valor de $32
bilhdes de dolares até 2027 (MARKET, 2021). Com isso, € possivel perceber que o mundo
estd passando por uma mudanga de paradigmas. Ha alguns anos atrés era algo fora de qualquer
escopo que um robo pudesse fazer a tarefa de um humano. Porém, atualmente estdo sendo

desenvolvidos rob0s aéreos com essa capacidade.

Profissionalmente, os UAV's veem sendo utilizados na agricultura (POPOVIC etal., 2017a),
em servicos de delivery (SHI; NG, 2018), busca e resgate JUAN; SANTOS; ANDUIJAR, 2013),
vigilancia (CURIAC; VOLOSENCU, 2015), pintura (VEMPATI et al., 2018), inspecao e moni-
toramento (CUI et al., 2017) (POPOVIC et al., 2017b) (LI et al., 2020), entre outros. Ao utilizar
técnicas de Planejamento de Trajetoria para otimizar esses servigos € possivel completi-los com

mais efici€éncia € em menor tempo.

Em todas as missdes citadas anteriormente, o UAV precisa se locomover entre 2 pontos,
ou mais. Em um cendrio pequeno, ou onde o UAV precise se locomover linearmente entre dois
pontos, pode parecer uma missao simples de se solucionar. Porém, nenhuma das missoes citadas
anteriormente envolve um cendrio como esse. Como por exemplo: em missoes de delivery, o

UAV precisaré se locomover em ambientes ndo estruturados, e pode precisar navegar por areas
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desconhecidas; para realizar busca e resgate de pessoas, ele voard por ambientes desconhecidos.
Além disso, nessas missoes € possivel que passe um animal ou uma pessoa no caminho do UAV,
entdo o mesmo precisard replanejar a rota visando desviar do obstdculos e minimizar os custos
para chegar no seu objetivo. Todas essas acdes podem ser feitas através de um algoritmo de

planejamento de trajetdria, o qual proporciona uma maior precisao da execucao das missoes.

H4 diversas pesquisas sobre estudos de técnicas de planejamento de trajetoria, como serd
apresentado no Capitulo 2. Todas as técnicas sdo capazes de se movimentar nos mais diversos
ambientes, porém cada algoritmo apresenta melhor desempenho em diferentes aplicagdes, pois
terdo objetivos especificos. Os objetivos podem variar entre chegar mais rapido no objetivo,
explorar mais o ambiente, manter a maior distancia possivel até os obstaculos, entre outros.
Atualmente, € possivel separar as principais missdoes em que os UAVs estdo sendo utilizados e
definir qual serd o melhor algoritmo para auxiliar em uma missdo com aquelas caracteristicas e

otimiza-lo ao méximo, sem perda de performance.

1.3 Objetivos

O objetivo geral deste trabalho € desenvolver um algoritmo de planejamento de trajetdria
que permita ao UAV completar missdes em ambiente 3D, desconhecido, ndo estruturado, e
com obstaculos dinamicos, tendo uma velocidade estimada de 1 m=s. O UAV fara o desvio de
obstaculos dindmicos que se movimentam linearmente € 0 mapeamento de ambientes desco-

nhecidos. Desta forma, este trabalho visa:

* Desenvolver uma arquitetura modular;

* Realizar trajetdrias suavizadas e confidveis;

* Replanejamento seguro e ripido.

O objetivo especifico consiste em avaliar e comparar diversas técnicas de planejamento de
trajetdria (classicas, meta-heuristicas e aprendizado de maquina) visando conhecer suas vanta-
gens e desvantagens. Com isso, € possivel otimizar as melhores delas, ou at€ mesmo agrupa-las,

para fazer um algoritmo otimizado para diversos ambientes, considerando as vantagens de cada

algoritmo estudado.



1.4 ContribuicBes 23

1.4 Contribuicoes

Uma das contribuicdes deste trabalho € a avaliacdo de diversas técnicas de planejamento
de trajetdria, observando suas principais vantagens e desvantagens, e avaliar cada técnica que

obteve melhor performance em determinado ambiente.

Esta avaliacdo foi realizada através de testes executados em plataformas de simulagdo 2D
e 3D, e em ambiente real. Em ambiente 2D foi realizado uma analise, considerando cada
ambiente, sobre como € o comportamento do algoritmo e quais sdo suas principais dificuldades,
podendo ser em: tamanho do ambiente, quantidade de obstaculos e complexidade do ambiente.
No ambiente 3D, foi realizada uma andlise estatistica dos algoritmos considerando o tempo
para retornar a trajetoria, o comprimento da trajetéria, CPU, memoria e completeness. Além de
terem sido realizados voos no simulador com os algoritmos em 3D, os quais foram avaliados
em relacdo ao tempo de voo, tempo para gerar o algoritmo, comprimento da trajetéria, CPU,
memoria, e uso da bateria. As informacdes obtidas das simulagdes em 2D e 3D sdo capazes de
concluir qual algoritmo possui melhor desempenho em cada ambiente e em que momento do
voo € melhor usar cada um. Por fim, no ambiente real € avaliado a robustez do planejador e
verificado se o0 um UAV real consegue completar a missao, de forma satisfatoria, utilizando o

planejador.

Outra contribuicdo € a arquitetura do planejador proposto, a qual foi desenvolvida baseada
em moédulos, ou seja, as funcionalidades do UAV podem ser facilmente alteradas modificando
ou adicionado novos moédulos. Na arquitetura proposta, esta presente os modulos de controle,
localiza¢do, mapeamento, planejador local estético, planejador local dinamico, e o planejador
de trajetérias. Cada um deles possui diversos algoritmos implementados, desse modo, pode ser

feito a avaliacdo entre diversas técnicas e utilizar a melhor para cada situacao.

1.5 Estrutura do trabalho

Esta dissertacdo estd dividida em 7 capitulos. No Capitulo 2, apresenta-se a revisdo bi-
bliogréfica, mostrando as principais técnicas para realizar o planejamento de trajetéria, sendo
classicas, baseadas em amostragem, meta-heuristicas e de aprendizado de maquina. Além de
mostrar como € tratado a suavizacdo da trajetéria e a evasdo dos riscos presentes durante a
mesma. Por fim, realizou-se um levantamento de trabalhos com objetos semelhantes ao dessa

dissertacdao abrangendo o conhecimentos dos métodos adotados.

No Capitulo 3, apresenta-se as defini¢des de planejamento de trajetdria, sua importancia e
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como valida-lo. No Capitulo 4, explica-se as técnicas utilizadas e as otimizacOes feitas. No
Capitulo 5, mostra-se as estratégias propostas para solucionar os principais problemas para o
planejador, ou seja, ambientes desconhecidos, obstidculos dindmicos, suaviza¢do de curvas e

minimizacao de riscos.

No Capitulo 6, apresenta-se como resultados as simulagdes e anélises realizadas até o mo-
mento. Por fim, no Capitulo 7 mostra-se as conclusdes do trabalho, assim como os artigos

desenvolvidos e em desenvolvimento.



Capitulo 2

REVISAO BIBLIOGRAFICA

Neste capitulo apresenta-se os trabalhos relacionados ao planejamento de trajetdria visando
sua melhor performance em ambientes desconhecidos, 3D, e ndo estruturados com obstaculos
dindmicos. Para se ter um planejamento de caminho ideal para estes ambientes, nido basta
apenas gerar um caminho que leve o UAV do ponto inicial até o final, € preciso que a trajetdria
seja suavizada, devido as restricdes do mesmo. Também € necessdrio minimizar oS riscos que
podem afetar seu funcionamento ou colocar a vida de um terceiro em risco, principalmente, em
ambientes dindmicos, que a movimentagao dos obsticulos pode ser imprevisivel. Desta forma,
para realizar o planejamento de trajetdria diversos métodos sdo abordados com solugdo, tais
como as técnicas classicas, técnicas meta-heuristicas e técnicas de aprendizado de maquina,
apresentando-se na Secdo 2.1, 2.2 e 2.3, respectivamente. Na Secdo 2.4, apresenta-se técnicas
de suavizacdo de trajetdria e a minimizagao de riscos do UAV, na Secdo 2.5. Por fim, na Secado
2.6, apresenta-se os problemas similares aos que o presente trabalho aborda, ou seja, problemas

em ambientes desconhecidos, dindmicos, ndo estruturados, e 3D.

2.1 Técnicas Classicas

As técnicas classicas utilizam o conhecimento do ambiente para prever qual serd o melhor
local para se movimentar visando chegar em seu destino com 0 menor caminho possivel, sendo
as primeiras técnicas de planejamento de trajetdria a ser desenvolvida. Estas técnicas podem

ser dividas entre técnicas cldssicas exatas e aproximadas (SOUSA et al., 2017).

As técnicas classicas exatas sao baseadas em modelos matemaéticos, sempre retornando o
mesmo caminho, podendo sempre confirmar se a rota existe ou nao, devido sua alta precisao
(PATLE et al., 2019). Porém, o custo computacional € diretamente proporcional a complexidade

do ambiente e a incerteza do ambiente. Exemplos dessas técnicas sdo os algoritmos: A Star (A*)
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e Artificial Potential Field (APF).

Ja as técnicas classicas aproximadas realizam buscas no espago livre utilizando técnicas de
amostragem no espaco livre (CHOSET et al., 2005) (LAVALLE, 2006), sendo necessirio menos
custo computacional em relacao a técnicas cldssicas. As técnicas aproximadas sdo métodos pro-
babilisticamente completos, sendo assim, quanto maior o nimero de amostras a probabilidade
de se encontrar a melhor solu¢do ird aumentar (LAVALLE, 2006). Exemplos dessa aborda-
gem sdo os algoritmos Rapid Exploring Random Tree (RRT), Rapid Exploring Random Tree
Connect (RRT-C) e Probabilistic Roadmap (PRM).

Apresentamos abaixo alguns trabalhos que abordaram as técnicas cldssicas para resolver o

problema de planejamento de trajetdria.

Tan et al. (2016) propdem uma juncao entre o algoritmo A* e o APF para gerar a trajetoria
em um ambiente 3D. O A* foi usado para realizar o planejamento da trajetoria no cendrio e o
APF foi usado para suavizar as curvas. A simulacdo demonstrou confiabilidade na trajetéria

gerada e alto desempenho na suavidade das curvas.

Perez-Grau et al. (2018) apresentam uma arquitetura de UAV visando a navegacao em areas
em que o GPS (Global Position System) nio tem sinal. Para o planejamento de trajetdria foi feita
uma comparagdo entre o algoritmo RRT e o Lazy Theta*-W. O algoritmo do Lazy Theta*-W
demonstrou um tempo de planejamento e tamanho da trajetéria demasiadamente menor. Essa
diferenca deve-se as vantagens computacionais que os grafos apresentam em relaco as arvores,
ou seja, a possibilidade de reutilizar a computagdo anterior para replanejar mais facilmente do
que os algoritmos baseados em amostragem. Desse modo, o processamento computacional do

algoritmo foi otimizado.

Chen et al. (2017) desenvolvem uma melhoria para o APF capaz de evitar o minimo local
e de se movimentar em ambientes desconhecidos com objetivos dindmicos. Os campos de
repulsdo e atracdo foram modificados para levar em consideracdo a dire¢do a ser tomada entre
os pontos € a distancia relativa entre o UAV e o alvo, assim como no trabalho desenvolvido por
Lei et al. (2017). Desse modo, a distancia percorrida foi diminuida e melhorada a prevengao
de obstaculos em comparagcao ao método tradicional. As simulac¢des realizadas demonstraram

a eficacia do método para planejamentos de trajetdria on-line.

Li (2019) usam a teoria do casos no APF para modificar os coeficientes de atracdo e re-
pulsdo, sendo que os coeficientes sdo controlados dentro de um intervalo e, em seguida, o grupo
de coeficientes ideal € selecionado, melhorando o método tradicional. As simula¢des demons-

traram que o APF melhorado aumenta a precisao e a estabilidade da rota, reduz a duragdo e o
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tempo da rota e melhora a capacidade do algoritmo de se adaptar a mapas nao estruturados.

No trabalho de Yao (2021) propdem uma técnica cldssica exata baseada no principio de que
a menor trajetéria consiste nas tangentes, denominada de RimJump*. No algoritmo, o limite
dos obsticulos é aumentado para garantir a seguranca do planejamento e entdo € construido
um grafo de tangentes. Para encontrar o menor caminho entre as tangentes é utilizado o Bre-
adth First Search (BFS). O algoritmo foi comparado com o A*, RRT, Dijkstra, ¢ Theta*. O
RimJump* retornou uma trajetéria menor que o A* e em tempo similar ao do RRT, que é o

algoritmo com um dos menores tempo de resposta.

Chen et al. (2019) apresentam uma melhoria do algoritmo PRM, que é baseado na estratégia
de amostragem aleatéria, com o APF. A forca potencial do campo € usada para selecionar os
melhores pontos, visando evitar colisdes nos pontos de amostragem. A fungao custo € definida
para evitar que o algoritmo caia no minimo local quando o ambiente for estreito, mostrando
eficiéncia, em relacdo ao PRM tradicional. Para validar o algoritmo foi realizado simulacdes

em ambientes estaticos 2D e 3D.

Wang et al. (2019b) propdem uma melhoria do algoritmo RRT* (Rapid Random Tree Star)
para que funcione em ambiente 3D e dinadmicos, e que seja capaz de desviar de obsticulos.
Foi utilizado a superposi¢do do campo gravitacional do APF para fazer o RRT* ser capaz de
fazer buscas em um ambiente 3D. Apos a trajetdria estatica ser gerada, os obstaculos dinamicos
sdo identificados, e um replanejamento € feito levando em consideragdo a trajetdria inicial e os
obstaculos dindmicos. Por tltimo, a suavizacao das curvas € realizada levando em consideragdo
o baricentro dos tridngulos formados. O RRT* mostrou resultados melhores do que o RRT em

relac@o ao tempo de simulacdo tamanho da trajetdria.

Zhang, Xu e Yao (2018) implementam uma melhoria do algoritmo RRT-Connect com o
APF. A func¢do do campo de atragdo é adaptada para auxiliar a encontrar os pontos randdémicos.
Desse modo o RRT-Connect se mostrou melhor que o RRT, RRT-Connect e APF tanto em

distancia como em tempo.

Noreen et al. (2019) relizam uma comparacéio entre os algoritmos RRT*-AB e Means-Ends
Analysis Star (MEA*). Sendo o RRT*-AB uma varia¢ao ao RRT* que converge rapidamente
para um valor 6timo ou quase ideal. E o MEA* é uma variacdo do A* e Hierarchical Path-
Finding Star (HPA*) que consome menos memoria e tempo computacional. O RRT*-AB se
mostrou mais eficiente ao gerar trajetorias em ambientes ndo estruturados. J4 o MEA* gera
trajetérias menores com melhores tempos de execucdo e requer menos memoria, demonstrando-

se eficiente para uso em dispositivos com memoria restrita, tendo como tempo de complexidade

O(V) + O(E).
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Xu, Deng e Shimada (2021) propdem um planejador de exploracdo dindmica baseado no
algoritmo PRM. Além de ser otimizado com o algoritmo Euclidean Signed Distance Function
(ESDF) para maximizar a exploracao. O algoritmo foi validado com simulacdes, comparando-o
ao algoritmo de fronteira, Autonomous Exploration Planner (AEP) e Receding Horizon Next-
Best-View (RH-NBV). O algoritmo se mostrou melhores resultados em exploragdo, tamanho da

trajetdria, e tempo, além de ter mostrado capacidade para explorar ambientes dindmicos.

Dentre os trabalhos citados nesta secao, as técnicas classicas exatas e aproximadas utilizam
o MatLab para realizar as simulagdes, sem realizar testes em ambiente real ou simuladores
de UAVs. Esses trabalhos tendem a implementar otimizagdes nas técnicas para melhorar seus
resultados, tanto para minimizar a trajetéria quanto para suavizar as curvas. Tan et al. (2016),
Perez-Grau et al. (2018), Wang et al. (2019b) e Chen et al. (2019) propuseram uma solucao para

o planejamento de trajetoria em ambiente 3D, também simulados no MatLab.

2.2 Técnicas Meta-Heuristicas

As técnicas meta-heuristicas possuem grande capacidade para lidar com a incerteza, pois
sdo técnicas de resolucdo heuristicas que buscam uma boa solug¢do para o problema em tempo
computacional e processamento habil. Geralmente, ndo ha necessidade de indicar explici-
tamente os passos até o resultado, que seriam especificos para cada caso. Sendo assim, as
técnicas meta-heuristicas devem ser entendidas como um conjunto de métodos e procedimen-
tos genéricos e adaptdveis, para os quais outras técnicas conhecidas seriam ineficazes (DO-
KEROGLU et al., 2019). Exemplos de técnicas meta-heuristicas sdo: Salp Swarm Algorithm
(SSA), Bat Algorithm (BA), Cuco Search (CS), Glowworm Swarm Optimization (GSO), Bee
Colony Algorithm (ABC), Biogeography Optimization Algorithm (BOA), Grey Wolf Optimiza-
tion (GWO), Firefly Algorithm (FA), Whale Optimization Algorithm (WOA), Genetic Algorithm
(GA), Ant Colony Optimization (ACO), e Particle Swarm Optimization (PSO), dentre outras.

Saxena et al. (2019) propdem um SSA para o planejamento de trajetéria de multi-UAVs
em um ambiente 3D. O SSA atua em tempo real e com a possibilidade de replanejamento. A
simplicidade, flexibilidade e mecanismo sem gradiente do SSA o impedem de cair em minimo
local, melhorando a velocidade da convergéncia. O algoritmo foi comparado com diversas

abordagens cléssicas e reativas, € mostrou melhor custo e menor tempo.

Lin et al. (2019) propdem um algoritmo de planejamento de trajetdria baseado no BA para
ambientes 2D e 3D. Primeiro, o APF aprimorado é adotado para acelerar o processo de con-

vergéncia da atualizac@o da posicao do morcego. Segundo, a estratégia tima de taxa de sucesso
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€ proposta para melhorar o peso da inércia adaptativa do BA. Por fim, a teoria do caos € proposta
para evitar cair em minimo local. Além de utilizar o método B-Spline para a suavizagdo de cur-
vas. Comparado com a estratégia padrao de APF e a teoria do caos, o algoritmo aprimorado
aumenta significativamente a taxa de sucesso de encontrar uma trajetéria adequada e diminui o

tempo de convergéncia.

Hu et al. (2019) estudam o planejamento de trajetdria para realizar entregas em dreas urba-
nas, evitando o trafego, baseado na meta heuristica CS. Sendo desenvolvido um modelo concei-
tual contendo todos os elementos-chave da tarefa de entrega. O modelo desenvolvido levou em
consideracdo caracteristicas urbanas, como a quantidade de edificios, e da missdo de entregador
que lhe foi dada, como a inclinacdo das mercadorias. Foi realizado experimentos comparando-o

com o PSO, e o CS se demostrou superior.

Pandey, Shukla e Tiwari (2018) apresentam uma nova abordagem para planejamento de
trajetdria, mantendo uma distincia segura dos obsticulos na trajetéria. Nesse trabalho, foi feita
uma melhoria no GSO adicionando duas etapas do algoritmo genético: operadores genéticos e
cruzamento (Cross-over), visando melhorar suas caracteristicas de exploracdo e intensificagao,
além de ajudar o algoritmo a obter melhores resultados e convergéncia mais rapida. O GSO foi

validado comparando-o com o PSO, BBO, e IBA, tanto em ambiente 2D como 3D.

Song et al. (2019) apresentam um planejamento de trajetoria 3D baseado em BOA para
UAVs de alta velocidade. O APF € usado para evitar saturacdo, por sua peculiaridade de suavi-
dade e limitacdo. BOA ¢é utilizado para os parametros do APF visando obter o melhor desempe-
nho em estabilidade e velocidade. A partir das simulagdes realizadas, o algoritmo foi validado

provando boa estabilidade e alta velocidade de operacao.

Dewangan, Shukla e Godfrey (2019) utilizam a técnica GWO para solucionar o planeja-
mento de trajetorias em ambientes 3D, evitando colisdo entre obstaculos e outros UAVs. O de-
sempenho do algoritmo foi comparado com diversos algoritmos que utilizam técnicas classicas,
como o Dijkstra, A* e D*, e meta-heuristicas, como BA, BOA, PSO, GSO, WOA e Sine Cosine
Algorithm (SCA). O algoritmo fornece convergéncia mais rapida e evita minimos locais, o que
resulta em baixo custo de célculo de trajetéria e melhores resultados quando comparado com
outros algoritmos meta-heuristicos e cldssicos. A solug¢do proposta utiliza menos nimero de

parametros, melhorando assim a velocidade de convergéncia.

Kumar et al. (2020) utilizam uma das meta-heuristicas mais bdsicas, a Busca Tabu. O al-
goritmo informa ao robd mdvel para ndo visitar as posi¢des visitadas anteriormente e auxilia o
rob0 a obter o melhor angulo para evitar os obstaculos. A modificacao proposta pelo autor per-

mite que robd se locomova entre a origem e o destino em qualquer ambiente. Foram realizados



2.2 Técnicas Meta-Heuristicas 30

diversos testes, tanto em ambiente simulado como em ambiente real.

Patle et al. (2018) apresentam a implementagdo do FA para o planejamento de trajetdria de
robds mdveis em ambientes desconhecidos com obstaculos estaticos e dinamicos. O algoritmo
proposto explora com eficiéncia o ambiente e melhora a pesquisa global em menor nimero de
iteracdes e, portanto, pode ser facilmente implementado para evitar obstaculos em tempo real,
especialmente em ambientes dinamicos. Além disso, minimiza os calculos computacionais e
evita a movimentagdo aleatdria dos vaga-lumes. O desempenho do FA proposto é melhor em
termos de otimizagdo de trajetoria quando comparado a outras abordagens de planejamento de

trajetoria.

Tuba et al. (2019) utilizam o Harmony Search Algorithm (HSA) aprimorado para o pla-
nejamento de trajetéria em zonas de perigos com obstdculos estiticos. O HSA foi melhorado
utilizando o parametro de aceitagdo de memoria para controlar o equilibrio entre exploragdo e
intensificacdo, além de que para encontrar solu¢des na vizinhanga € ajustado o tom da ramificacao
da largura de banda. Por fim, hd uma randomizacdo para aumentar a diversidade das solucdes
da populacgdo. Os resultados da simulagao mostram que o algoritmo proposto produz melhores

resultados em relagdo ao comprimento da trajetoria gerado.

Pan, Liu e Liu (2018) propdem uma melhoria do WOA para o planejamento de trajetdria de
Unmanned Combat Aerial Vehicle (UCAV). Foi proposto um novo critério de julgamento para
selecionar o processo de cercar presas ou procurar presas na WOA, ou seja, um parametro de
autoajuste baseado na qualidade da adequacdo do agente em vez de um valor aleatério usado
no WOA original. O agente com maior aptidao, ou seja, agente superior, atualiza sua posi¢ao
em relacdo ao melhor agente encontrado até o momento. Pelo contrario, o agente com menor
aptidao, isto €, agente inferior, atualiza sua posi¢do em relagdo a um agente de referéncia que
¢ selecionado aleatoriamente na populagdo. O algoritmo aprimorado foi comparado com o

original e obteve um melhor custo € menor trajetoria.

Xin et al. (2019) utilizam GA para o planejamento de trajetéria para Unmanned Surface
\ehicle (USV). Geralmente, o GA possui popula¢do prematura e a lenta velocidade de con-
vergéncia, por isso o trabalho propds o aumento do cromossomo usando a inversao de varios
dominios. Assim como uma segunda avaliacao de aptidao foi realizada para eliminar filhos in-
desejaveis e reservar os individuos mais vantajosos. O algoritmo modificado foi implementado
no sistema de navegacido de um USV, em que foi realizado um estudo comparativo revelando
melhoras no comprimento da trajetéria e o custo do tempo, além de uma velocidade de con-

vergéncia mais rapida.

Song et al. (2020) propdem uma estratégia de planejamento de trajetoria com base em



2.2 Técnicas Meta-Heuristicas 31

Fuzzy Logic (FL) e na otimiza¢do do algoritmo ACO. Foi feita uma otimizagdo baseada em
ranks no ACO e introduzido o sistema de elitismo, as quais ndo se adaptam bem em ambientes
dindmicos. Por isso, o ACO foi integrado ao FL, FLACO, para encontrar a trajetoria ideal. O

FLACO foi comparado ao ACO e a um ACO melhorado, e gerou a trajetoria mais curta.

Chen, Luo e Zhai (2019) propdem uma nova estratégia de prevengdo de obstaculos para
garantir a seguranca de voo dos UAVs. O ambiente ¢ modelado com o auxilio do sensor laser
TFmini. Em seguida, o método Dijkstra foi empregado para pesquisar as trajetorias vidveis para
o UAV. Por fim, a trajetdria global ideal foi obtida com base no algoritmo PSO aprimorado, o
qual vetoriza as funcdes objetivo e avaliam todos os pontos em um padrio de pesquisa de uma

sO vez.

Zhou et al. (2021) descrevem um algoritmo de planejamento de trajetéria baseado em BA
para ambientes estaticos em 3D. O BA ¢ otimizado junto com o ABC, nomeado de Integrated
Bat Algorithm (IBA). O ABC ¢ utilizado para melhorar a baixa capacidade de busca local do
BA. As simulagdes sao feitas em MATLAB e mostram uma melhora no tempo do algorimto de
aproximadamente 50%, e o tamanho da trajetéria € cerca de 14% menor. Além disso, compa-
rando com outros algoritmos de planejamento de trajetdria de enxame tradicional, como o PSO,
o IBA pode planejar um caminho de voo mais rdpido, mais curto, mais seguro e sem colisdo

para UAVs.

Dong (2021) propdem uma estratégia para o planejador de trajetéria completar a missao,
mesmo em ambientes desconhecidos. Sao considerados trés principais aspectos: planejamento
de trajetdria, otimizagao de trajetdria, e controle de estado. Primeiramente, através de um algo-
ritmo heuristico baseado na otimizac¢ao dinamica, uma trajetoria ideal é encontrada no ambiente,
obedecendo as restri¢des dinamicas. Além disso, de acordo com a trajetéria encontrada, uma
fun¢do polinomial é usada para expressa-la, e a trajetdria é rapidamente gerada pelo método
da menor derivada de deslocamento para otimizacdo, que fornece entrada para o moédulo de

controle do UAV. Por fim, a maquina de estado € usada para gerenciar o estado atual do UAV.

Todos os trabalhos apresentados utilizaram o MatLab para fazer as simulacoes iniciais. Os
trabalhos de Dewangan, Shukla e Godfrey (2019), Song et al. (2019), Pandey, Shukla e Tiwari
(2018), Hu et al. (2019), Lin et al. (2019) e Saxena et al. (2019) aprimoraram as técnicas para so-
lucionar o planejamento de trajetoria em ambientes 3D com rotas suavizadas. No entanto, essas
rotas tendem a estar muito proximas dos obsticulos e ndo houve nenhum trabalho que operasse

com ambientes ndo estruturados, apenas poucos que utilizavam ambientes desconhecidos.



2.3 Técnicas de Aprendizado de Maquina 32

2.3 Técnicas de Aprendizado de Maquina

Também € possivel utilizar técnicas de aprendizado de mdquina, baseadas em aprendizado
supervisionado, aprendizado nao supervisionado e/ou aprendizado por reforco nos problemas
de planejamento de trajetdria. As técnicas de aprendizado supervisionado precisam ser treina-
das e entdo seguem o padrao dos seus dados de treinamento. As técnicas de aprendizado ndo
supervisionado aprende de acordo com os padrdes dos dados, geralmente, os clusterizando, nao
sendo necessario o treinamento prévio. O aprendizado por reforco é treinado para obter uma
sequéncia de decisdes. O agente aprende a atingir uma meta para completar tarefas incertas
e complexas. O seu treinamento € um sistema de tentativa e erro para encontrar a solu¢ao do

problema baseado recompensas e penalidades pelas acdes que executa (LISON, 2015).

Bency, Qureshi e Yip (2019) afirmam que os métodos de busca de caminhos tendem a
ser exponencialmente custosos computacionalmente de acordo com que a complexidade e di-
mensao do ambiente aumentam. Por isso, os autores propdem um planejador de trajetdria rapido
para ambientes estaticos utilizando a rede neural recorrente Long Short Term Memory (LSTM),
usada para determinar trajetérias de ponta a ponta de maneira iterativa, em tempo real, que
gera implicitamente planos de trajetéria ideais com perda minima de desempenho de forma
compacta. O algoritmo demonstrou uma execu¢do em tempo fixo, independentemente da com-
plexidade do espago de configuracio, superando os algoritmos populares de busca de caminhos
em ambientes nao estruturados e dimensdes maiores. A técnica foi testada em simulacao usando

as bibliotecas Keras e TensosFlow no Python.

Toma et al. (2021b) propdem um algoritmo hibrido entre o LSTM, usado como kernel
local, e 0 A*, usado como kernel global, denominado de Waypoint Planning Networks (WPN).
O WPN produz uma solu¢do computacionalmente mais eficiente e robusta comparando com o
A*, Motion Planning Networks (MPNet) e Value Iteration Networks (VIN). Foram realizados
simulacdes em ambientes 2D, no PathBench (TOMA et al., 2021a), para validar o algoritmo,
os quais mostraram beneficios da técnica tanto em eficiéncia quanto em generalizacdo. Além
disso, o espaco de busca do WPN € consideravelmente menor do que do A*, e pode operar em

mapas parciais.

Saha e Dasgupta (2017) desenvolvem um planejador de trajetdria para um ambiente, inici-
almente, desconhecido. O robd nao possui um mapa a priori de seu ambiente, mas tem acesso
a informacdes prévias acumuladas por ele mesmo pela navegacdo em ambientes semelhan-
tes, mas nado idénticos. Foi implementado um algoritmo baseado em aprendizado de maquina

supervisionada chamado Processo de Decisdo Semi-Markoviana com Inconsciéncia e Trans-



2.3 Técnicas de Aprendizado de Maquina 33

feréncia (Semi-Markov Decision Process with Unawareness and Transfer - SMDPU-T), em
que um robd registra uma sequéncia de suas acdes em torno de obsticulos como sequéncias
de acdo que sdo entdo reutilizadas para aprender manobras adequadas e sem colisdes em torno
de obstiaculos mais complexos no futuro. Os resultados mostraram que o SMDPU-T leva 24%
do tempo de planejamento e 39% do tempo total para resolver as mesmas tarefas de navegagao
em comparacao com um planejador de caminho recente baseado em amostragem, vistos na

simulacg@o pelo robd Corobot do simulador WeBots.

Yue e Zhang (2018) propdem um planejador de trajetérias para UAVs baseado no algoritmo
K-means, uma técnica de aprendizado de maquina ndo supervisionado, ¢ no algoritmo de Simu-
lated Annealing (SA), uma técnica meta-heuristica, para resolver os problemas de multi-UAVs
com multi-missdes sob restricdes. Primeiramente, sdao definidas zonas em que ndo se pode
voar. Entdo, a técnica de decomposi¢do decompde a drea vdlida em diversos sub-pontos. Por
fim, o algoritmo K-means é usado para agrupar os pontos e o SA realiza o planejamento entre

as sub-rotas. O algoritmo foi testado no ambiente de simulagdo MatLab.

Lee, Park e Joe (2020) propdem o uso de aprendizado por reforco para fazer o melhor pla-
nejamento de trajetdria, visando maximizar a cobertura em um certo ambiente. A poténcia do
sinal em cada posicao € usada como recompensas e penalidades no algoritmo. Desse modo,
o planejador ndo ird precisar das informagdes de toda a rede, ja que a técnica é baseada no
processo Markoviano. Com isso, foi obtido uma trajetria que consegue maiores taxas de trans-

feréncia em relacao aos caminhos padroes.

Também € possivel utilizar a técnica de aprendizado por refor¢o para otimizar outros algo-
ritmos, como mostrado em Qu et al. (2020b). Os autores propdoem um algoritmo de aprendiza-
gem por refor¢o baseado em GWO para realizar o planejamento de trajetéria para UAVs em um
ambiente 3D. O planejamento de trajetdria foi considerado como um problema de otimizagdo
para encontrar a trajetéria ideal minimizando a funcdo de custo. Entdo, foi desenvolvido as
operacOes de exploracdo, intensificagdo, ajuste geométrico e ajuste ideal. O desempenho em
cada operacao foi controlado pelo aprendizado por refor¢co. Por fim, curva cibica do B-spline
foi inserida para suavizar a rota gerada. O desempenho foi testado com outras variacdes do
mesmo algoritmo, como o Inspired Grey Wolf Optimizer (LONG et al., 2018b), Exploration
Enhanced Grey Wolf Optimizer (LONG et al., 2018a), Numerical Grey Wolf Optimizer (KU-
MAR; KUMAR, 2017) e o préprio GWO, que mostrou-se gerar menores rotas para serem

usadas em UAVs. Os algoritmos citados foram testados no ambiente de simulagdo MatLab.

Bayerlein et al. (2021) propdem uma abordagem de planejamento de trajetéria baseada

em aprendizado de refor¢o profundo por multi-agente para colher dados de dispositivos 10T



2.4 Suavizacdo de Trajetoria 34

(Internet of Things). A técnica utilizada é a Double Deep Q Network (DDQN) processando
convulsivamente as informacdes do mapa local e global focando na posicao dos agentes. As
simulacdes mostram que a abordagem permite que os agentes cooperem de forma eficaz divi-
dindo as tarefas de coleta de dados entre si, adaptam-se a grandes ambientes complexos com

eficiéncia de tempo.

As técnicas de aprendizado de mdquina tem ganhado bastante reconhecimento nos ultimos
anos, inclusive na area do planejamento de trajetéria. H4 diversos artigos explicando a teoria
de como funciona e resultados mateméticos, mas sem nenhuma simulacdo ou voo em ambiente
real. Alguns trabalhos mais recentes mostram essas técnicas sendo utilizadas em ambientes nao
estruturados, desconhecidos e com obstaculos dinamicos (WANG et al., 2017; YAN; XIANG;
WANG, 2019; WU et al., 2019).

Também h4 trabalhos que utilizam técnicas de aprendizado de mdquina para fazer o des-
vio de obstaculo, com os algoritmos como: ORCA (Optimal Reciprocal Collision Avoidance)
(ALEJO et al., 2014), CADRL (Collision Avoidance with Deep Reinforcement Learning) (LI et
al., 2019), ALAN (Adaptive Learning for Multi-Agent Navigation) (GODQY et al., 2015).

2.4 Suavizacao de Trajetoria

A suavizacdo de curvas € uma das principais caracteristicas que deve ser implementada no
planejamento de trajetdria. Pois dessa maneira a trajetdria se torna mais fécil para ser seguida

pelo UAYV, ndo tendo a necessidade que a velocidade seja reduzida durante o trajeto.

Existem diversas técnicas para realizar a suavizacio na trajetoria, entre elas temos o Moving
Average Method que foi utilizado por Li (2019). Nesta técnica a curva é dada pela regressao
linear dos minimos quadrados ponderados do caminho, que tende a manter as maiores distancias

e ir suavizando até voltar a trajetoria original.

Krell et al. (2019) utilizam o algoritmo Pure Pursuit Path para suavizar as curvas. O al-
goritmo foi criado como um método de encontrar geometricamente a curvatura que direcionara
0 robd para um ponto de caminho escolhido Py. O algoritmo também € capaz de calcular a
velocidade angular necessaria para mover o robo de sua posicao atual até ser possivel localizar

um ponto de observagdo a frente do robo.

Dewangan, Shukla e Godfrey (2019) e Saxena et al. (2019) utilizaram a estratégia de Fifth
Order Polynominal Based Trajectory Fitting para suavizar as curvas. Esse algoritmo é baseado

no movimento e velocidade do UAV que pode ser representado por um polindmio de quinto
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grau, envolvendo o tempo. Ao gerar a trajetdria, os subpontos sao obtidos na fase inicial. Os
quais podem ajudar o UAV a evitar qualquer obsticulo ou curva acentuada. Para produzir uma

rota suavizada, a velocidade e o movimento do UAV devem ser utilizados nessa estratégia.

Hé métodos mais conhecidos para realizar a suavizacao das curvas, como a Curva de Bézier,
utilizada por Xin et al. (2019). Sendo uma curva polinomial expressa como a interpolagdo linear
entre alguns pontos representativos, chamados de pontos de controle. Tharwat et al. (2019)
propdem que a técnica de Chaotic Particle Swarm Optimization fosse utilizada para otimizar o
ponto inicial e final da curva de Bézier em uma trajetéria. A otimizacdo dessa curva conseguiu

gerar trajetérias menores.

Outra técnica bastante conhecida é a B-Spline usada por Pan, Liu e Liu (2018), Pandey,
Shukla e Tiwari (2018), Qu et al. (2020b) e Qu et al. (2020a). B-spline, ou spline de base, é
uma fungdo spline, uma curva definida matematicamente por dois ou mais pontos de controle,
que possui um determinado grau, suavidade, e particio do dominio. E possivel computar os
pontos da curva utilizando somente interpolagcdes lineares sucessivamente a partir dos pontos
de controle, utilizando o algoritmo de Boor. A curva de B-Spline é uma generalizag¢ao da curva

de Bézier.

Também ha o caminho de Dubins, o qual normalmente se refere a curva mais curta que
conecta dois pontos no plano euclidiano 2D. Possui uma restri¢do na curvatura do caminho
com tangentes iniciais e terminais prescritas para o mesmo. O veiculo que a percorre s6 pode
avancar. Tenezaca et al. (2020) e Primatesta, Guglieri e Rizzo (2019) implementaram as curvas

nas trajetorias apos ja terem sido formadas pelo RRT* e A*.

Outra maneira de realizar a suavizagdo da trajetdria € a partir de técnicas cldssicas, como
as mostradas nesse capitulo, na Secao 2.1. Song et al. (2019) e Tan et al. (2016) utilizaram
o algoritmo de APF. O n6 central € definido pelo BOA e A*, respectivamente, € o caminho
suavizado € construido de acordo com a forca gravitacional do ambiente, funcionando para

fazer curvas em ambientes 3D.

Li et al. (2020) propdem que o algoritmo Cubic Spline seja usado como planejamento de
trajetéria. Como o algoritmo é baseado em splines a trajetéria é bem suavizada. No entanto, o
autor propde o uso do PSO para otimizar a trajetoria e tornar possivel utilizar a técnica proposta
em ambientes incertos € dindmicos. Os autores consideram um problema de planejamento de
caminho de rob6 originado de um cendrio de inspecdo de fabrica de robds. No problema, o
robo estd em um ambiente dindmico incerto, ou seja, um objeto alvo em movimento e varios
obstaculos estaticos e dinamicos. Uma estratégia de posicionamento inercial é proposta para

permitir que o robd preveja a posi¢ao do alvo com antecedéncia. A partir dessa posi¢ao prevista,
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o caminho do rob6 é gerado pela interpolacdo cubica de splines e, em seguida, um algoritmo
aprimorado de otimizacdo de enxame de particulas com um fator de feedback positivo aleatorio
na atualizacdo de velocidade otimiza o caminho. Os resultados experimentais mostram que o
método proposto pode evitar com sucesso os obsticulos e alcangar o objeto alvo. Além disso,
a estratégia de posicionamento inercial e a melhoria da otimizacdo do enxame de particulas

podem reduzir efetivamente o caminho do robo.

Mas também € possivel definir o proprio algoritmo de suavizagdo de trajetoria, como feito
por Deray et al. (2019), em que € proposto uma curva suave por partes para o planejamento
e controle de um robd de base moével. A trajetéria tem que se situar em um spline com n-
ésimas derivadas em todos os pontos. Formulado como um problema de otimiza¢do nao li-
near de multiplos objetivos, permite impor restricdes suaves, como evitar colisdo, velocidade,
aceleracdo, entre outros. O processo € em tempo real e permite que o robd navegue em cenarios
ndo estruturados e dindmicos. Foi feito uma comparacdo com o estado da arte e obteve-se que
a trajetOria proposta tem menor aceleracao média e sdo mais eficientes em termos de curvatura

e energia pseudo cinética.

Zhang, Zhang e Zou (2021) utilizam a teoria do tempo-ideal com base no modelo dindmico
do robo para planejar a trajetéria, construir o modelo de otimizagao de trajetdria sob as restri¢coes
do caminho geométrico e do torque. O algoritmo utiliza o Input Shaping Algorithm invés das
restri¢des do Jerk no modelo de otimizagdo para suavizar a trajetdria. Os resultados mostraram

que utilizando esse algoritmo € possivel gerar uma trajetéria suavizada em tempo 6timo.

Letizia, Salamat e Tonello (2021) propdem um algoritmo de planejamento de trajetoria su-
avizado e recursivo (RST - Recursive and Smoothed Trajectory) para UAVs. O RST constréi a
trajetdria recursiva como um caminho polindmico liso satisfazendo qualquer limitagdo dindmica.
As incertezas das restricdes também sdao modeladas e incluidas no célculo dos coeficientes da
trajetoria polinomial. Além disso, devido a sua formulacdo recursiva, ndo é necessario uma
etapa de otimizagdo, a trajetdria suavizada € gerada automaticamente. A eficicia do algoritmo
¢ demonstrada numericamente através de dois cendrios comparados com Minimum-Snap Pie-
cewise Polynomial Trajectory Algorithm, além de ser mostrado a vantagem de um caminho com

curvas suavizadas.

Também é possivel criar a curva de uma trajetoria a partir da geometria analitica como
mostrado por Noreen et al. (2019) em seu processo para finalizar a trajetoria do algoritmo A*, e
por Wang et al. (2019b), o qual detecta uma area que forma um tridngulo, desse modo € definido

o ponto central do mesmo para realizar a suavizagdo baseado nele.
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2.5 Minimizacao de Riscos

Para se obter um planejamento de trajetéria ideal, na maioria das missdes, € preciso que
o UAV se locomova do ponto inicial até o ponto final sem colidir, em seguranca. No entanto,
em alguns casos isso nao significa apenas evitar obstdculos, estaticos e/ou dinamicos, pode ser
necessdrio garantir uma margem de seguranca para evitar colisdo em algum problema fisico do
UAV. Como por exemplo em ambientes urbanos, em que essa distancia ird proporcionar uma

maior seguranca as pessoas (HU et al., 2019).

Primatesta, Guglieri e Rizzo (2019) apresentam um planejamento de trajetéria para UAV
com o objetivo de minimizar o risco da populagdo em ambientes urbanos. Neste trabalho é
proposto o algoritmo riskA*, baseado no A*, para fazer o planejamento de trajetoria e algoritmo
Borderland, que é uma extensdo do trabalho de Lumelsky e Stepanov (1987), para fazer o
replanejamento. Primeiramente, é calculado um mapa off-line com fatores de risco estéticos,
com o algoritmo riskA* que visa minimizar riscos. E em seguida, é feito o planejamento de
caminho on-line com um mapa de risco dinamico, a partir do algoritmo Borderland proposto,
ajustar rapidamente apenas a parte do caminho envolvida pelo inicio de alteragdes dindmicas
relevantes no fator de risco. Apds o planejamento do caminho, € utilizado as curvas de Dubins

para realizar a suavizagao do caminho.

Também podem haver informagdes externas que sejam interessantes ao UAV para que nao
entre em uma area de risco. Sankararaman e Goebel (2018) consideram em seu framework o que
serd necessario identificar para denominar se uma 4rea € segura ou nao, tais como: informacoes
sobre o vento, dos obstdculos do ambiente, da movimentacdo do préprio UAV, de falha, e de

energia.

Sankararaman e Goebel (2018) propoem um framework baseado na identificacdo de riscos
para prever dreas seguras e perigosas para o UAV se locomover. O clima, obstdculos dindmicos
(com trajetdrias e velocidade ndo definidas), falha no sinal de GPS e degradacdo dos sensores
como incertezas sao definidos como incertezas. E o gerenciamento de bateria, falhas no sistema,
eficiéncia do controle, estabilidade e dinAmica como restricdes do desempenho do veiculo. As
areas de risco devem ser levadas em consideracdo ao construir a trajetéria ideal para evitar

requisitar do UAV uma operagdo impossivel ou invidvel para 0 momento.

Sharma e Tokekar (2021) propdem um método de planejamento de trajetéria baseado nos
riscos de imagens aéreas contendo oclusdes. Foi utilizado técnicas de aprendizado profundo
de pintura e segmentacdo semantica para identificar areas obstruidas, e substitui-las pelo o que

pode estar por trds, para entdo planejar uma trajetéria, com o A*, considerando a incerteza das
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previsoes.

Mokhtari e Wagner (2021a) desenvolvem um tomador de decisdes baseado em risco que
utiliza um modelo de aprendizado por reforco pré-treinado. O tomador de decisdes utiliza um
algoritmo de planejamento de trajetdria baseado em risco de alto nivel (MOKHTARI; WAG-
NER, 2020) em conjunto com o controle de baixo nivel baseado em aprendizado por refor¢o
(MOKHTARI; WAGNER, 2021b). Os métodos sao avaliados no simulador CARLA (DOSO-
VITSKIY et al., 2017) e demonstraram uma melhora na seguranga dos veiculos permitindo que

os mesmos desviem de situacdes de riscos.

Por fim, o gerenciamento de bateria também deve ser levado em considera¢do impossibi-
litando que eventuais problemas ocorram, tais como: o UAV pouse em locais ndo planejados,
a missao seja interrompida antes do término, ou que a comunicacdo seja interrompida. Além
disso, através do gerenciamento da bateria € possivel fazer com que o UAV retorne a base, se
recarregue € volte para realizar suas missdes. Uma arquitetura com esse objetivo foi imple-
mentada por Malyuta et al. (2020), que proporcionou que o UAV tenha uma longa duracdo de
funcionamento autonomamente. O UAV realizou experimentos em ambiente indoor durante 11
horas, e durante 4 horas em ambiente outdoor. Para ficar tanto tempo nestas missdes, 0 UAV

foi capaz de identificar e pousar em bases para recarregar sua bateria.

2.6 Problemas Similares

Diversos pesquisadores tentam resolver problemas similares ao dessa dissertacao, ou seja,
determinar o melhor caminho para UAV em ambientes ndo estruturados, 3D, desconhecidos
e/ou com obsticulos dindmicos, esses trabalhos sdo apresentados através de simuladores diver-

sificados.

Wang et al. (2019a) utilizaram o framework Python RVO2 3D para realizar suas simulagdes
3D. Os autores propdem uma DRL em Q-learning, sendo o voo ideal determinado por o algo-
ritmo guloso, o e-greedy, para ambientes desconhecidos e dinamicos. O algoritmo se mostrou
eficiente para calcular a trajetéria 6tima, tendo o ponto de convergéncia da rede variando entre
11 e 12 segundos e o nimero de obstaculos entre 5 e 10. No entanto, os resultados s6 foram

comparados com a mesma rede antes do treinamento.

Ja Krell et al. (2019) utilizaram o MatLab para mostrar os resultados matemaéticos e o
simulador Gazebo 3D para fazer a simulacdo do UAV em um ambiente 3D. Os autores propdem
um planejamento de trajetorias com auxilio do PSO, uma técnica de otimiza¢do meta-heuristica,

para ambientes desconhecidos, onde foi utilizado o LiDAR (Light Detection And Ranging) para
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mapear os ambientes, o PSO para realizar o Route Planning no cendrio e o algoritmo Pure
Pursuit Path Tracking para definir a trajetdria suavizada entre cada ponto definido. O algoritmo

e a navegacao robusta evitaram obstaculos em diferentes ambientes desconhecidos.

Qu et al. (2020a) também apresentam uma otimizagao para o algoritmo GWO com Modified
Symbiotic Organisms Search (MSOS), em ambiente 3D no MatLab, tendo o objetivo de reali-
zar o planejamento de trajetoria em areas complexas e perigosas. As habilidade de exploragao
e intensificacdo sdo combinadas de ambos algoritmos. O GWO foi simplificado para acelerar
a velocidade de convergéncia e reter a capacidade de exploracdo da populacdo. A fase de co-
mensalismo do Symbiotic Organisms Search (SOS) foi modificada para melhorar a capacidade
de intensificacdo. Por fim, a curva B-spline foi utilizada para suavizar a rota gerada e torna-la

adequada para o UAV.

Li et al. (2020) consideram o problema de planejamento de trajetdria para inspe¢do em
fabricas, considerando um ambiente desconhecido, com alvo em movimento e obstaculos estaticos
e dinamicos. Uma estratégia de posicionamento inercial foi proposta para permitir que o robo
preveja a posi¢ao do alvo com antecedéncia. A partir dessa posi¢ao prevista, a trajetéria do robd
foi gerado pela Interpolagdo Cubica de Splines e, em seguida, um PSO otimizado foi usado, o
qual considera um feedback positivo e aleatdrio na atualizagdo de velocidade. Comparado com
os métodos cldssicos, o algoritmo se mostrou mais eficiente em um ambiente dindmico e incerto.
Comparado com outros algoritmos meta heuristicos mostrou melhor desempenho ao encontrar

a trajetoria mais curta, de forma estdvel.

Biswas et al. (2019) levam em consideragao ambientes desconhecidos e dinamicos apresen-
tando um planejamento de trajetdria baseado no PSO para sistemas autdbnomos em ambientes
desconhecidos. Também ¢é apresentado um novo método para identificar terrenos, atribuindo di-
ferentes pesos aos tipos de terreno, o quais medem as caracteristicas de capacidade de travessia
nesse terreno. Os autores combinaram a estratégia de reconhecimento de terreno e de prevengao
de obstdculos com o problema de planejamento de trajetos para planejar efetivamente uma tra-
jetdria ideal. Além disso, seguindo essa metodologia, o agente autbnomo € capaz de atingir a
localizagdo da meta sem colisdes. Os resultados da simulagdo em ambientes desconhecidos,
e com obstaculos dinamicos, validam a viabilidade da metodologia proposta e a eficiéncia o

problema de planejamento em terreno desconhecido.

Zhang et al. (2020) apresentam um algoritmo de planejamento de caminho em tempo real
para veiculos aéreos ndo tripulados furtivos em um ambiente dindmico complexo 3D. Pri-
meiramente, foi utilizado o A* aprimorado com o modelo preditivo de controle enquanto a

informacdo do angulo € adicionada ao planejador. Combinando a andlise cinemdtica do UAV e
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a analise de desempenho de detec¢do do radar, as rotas originais e as rotas de replanejamento
podem satisfazer os requisitos de voos reais. Os resultados foram simulados utilizando o Ma-
tLab 2017Ra.

Lopez et al. (2019) apresentam um planejador de trajetérias 3D em tempo real para UAVs
visando obter um caminho vidvel, ideal e livre de colisdes em ambientes dinamicos e comple-
x0s. O mapa do ambiente € gerado baseado na probabilidade de ir para cada espaco. Sempre
que € feito o planejamento esse mapa € consultado e entdo explorado com o A*, utilizando a

func¢do de custo do APF. Foram realizados os testes no simulador V-REP.

Li (2021) propdem uma estratégia para utilizar o RRT em tempo real, em ambiente dindmico
desconhecido. A estratégia € baseada em inserir novos nés no ambiente de acordo com o con-
ceito de desvio de obstaculos e nas restricdes nao holondmicas. Desse modo, o custo computa-
cional para replanejar as rotas e desviar dos obstdculos € reduzida. Além de que a diferenca de

tamanho entre a nova rota e a original é pequena. As simulagdes foram realizadas em MATLAB.

Xie et al. (2021) propdem uma abordagem baseado em aprendizado por reforco profundo
(DRL - Deep Reinforcement Learning) utilizando apenas informagdes locais, dos sensores. O
planejamento de trajetéria é formulado como um processo de decisdo de Markov parcialmente
observavel. A rede neural recorrente com memoria temporal € construida para abordar o pro-
blema de observagdo parcial, extraindo informagdes cruciais das sequéncias estado-acdo. Foi
desenvolvido uma estratégia de selecdo de a¢do que combina o valor atual da recompensa e o
valor de estado-agdo para reduzir a explorag¢ao. Além disso, é construido dois pools de memoria
e é proposto um mecanismo de replay adaptativo baseado na frequéncia de falha. Os resultados
do experimento de simulacdo mostram que o método tem melhorias significativas sobre a Deep
Q-Network em termos de estabilidade e eficiéncia de aprendizado. As simulagdes foram realiza-
das no V-REP e a abordagem se mostrou capaz de planejar trajetérias em ambientes complexos

e desconhecidos em 3D.

Nesta sec¢ao foram apresentados os trabalhos que se assemelham ao proposto, levando em
consideracdo os problemas que os autores propdem solucionar, como ambientes desconhecidos,
nao estruturado, 3D, com obstaculo dindmico, e com curvas suavizadas. A sintese dos trabalhos

pode ser vista na Tabela 2.1.

Nos trabalhos apresentados na Tabela 2.1, os autores utilizaram para realizacao de testes va-
riados simuladores, e nenhum dos autores testaram o planejador em ambiente real. Desta forma,
como visto na Tabela 2.1, nenhum dos trabalhos citados apresentam todas as caracteristicas do
planejador proposto neste trabalho. A maioria dos trabalhos citados apresentam curvas suavi-

zadas, respeitando as restricoes dos UAVs. Em nenhum dos trabalhos, a minimizacao de riscos
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Tabela 2.1: Trabalhos similares.

Li (2021)

Li et al. (2020)
X X X | Xieetal. (2021)

Biswas et al. (2019)
> | Zhang et al. (2020)

> | Qu et al. (2020a)
> | Lopez et al. (2019)

Ambiente 3D

Ambiente desconhecido
Ambiente nao estruturado
Obstaculos dinimicos
Curvas suavizadas

> < | Wang et al. (2019a)
> > | Krell et al. (2019)

~
=

ol
el

X

> X < X X | Esta Dissertagao

X
X

ol
ol
b

X X X

foi considerada. Apesar de Qu et al. (2020a) ser o que apresenta menos caracteristicas similares
a esse trabalho, é o que melhor descreve os resultados, realizando anélises estatisticas, sendo

mais facil realizar comparagdes.

2.7 Consideracoes Finais

Neste capitulo apresentou-se uma revisdo bibliografica sobre planejamento de trajetéria
com foco em UAVs. Podemos observar neste levantamento que no planejamento de trajetoria
pode-se utilizar diversas técnicas, como técnicas classicas exatas, técnicas cldssicas aproxima-
das, técnicas meta-heuristicas e técnicas de aprendizado de maquina. Bem como, entender re-
ferente a cada técnica suas vantagens e desvantagens em sua aplicacao em dado cendrio. Desse
modo, foi possivel analisar os cendrios que obtiveram os melhores resultados, e a partir destas

informacdes aprimorar cada técnica para suprir suas deficiéncias.

Em seguida, foi realizado um estudo sobre as técnicas de suavizacdo de trajetoria, pois
os UAVs possuem diversas restricdes, ndo podendo seguir qualquer trajetdria. Assim, pode-se
entender o funcionamento destas técnicas e a melhor op¢do para ser usada em cada ambiente,
com baixo tempo de processamento e que minimize os riscos de colisdo ou falhas devido suas

restricoes.

Os UAVs autbnomos precisam se manter seguros em missoes, evitando colidir com obstaculos,
estdticos e dinamicos, principalmente quando atuar em ambientes desconhecidos. Por isso foi
feito um estudo das técnicas que visam minimizar os riscos de colisdo. Por fim, foi mostrado
problemas similares ao que essa dissertacao propde, ou seja, planejar a trajetéria em ambientes

desconhecidos, nao estruturado, 3D, e dindmicos.
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Nos trabalhos pesquisados notou-se poucos pesquisas realizadas considerando ambientes
3D. Para os que consideram obstaculos, tendem-se a utilizar poucos e em sua maioria estiticos.
As simulacdes realizadas, geralmente, foram em um ambiente para desenvolvimento e andlise
de dados, como o MatLab e Python, poucos trabalhos mostraram um ambiente de simulagdo

para UAV ou realizou testes em ambiente real, assim como para ambientes desconhecidos.

Como fechamento da anélise realizada a partir desta revisdo, foram escolhidas técnicas de
cada categoria, que demonstraram os melhores resultados, com intuito de avalia-las através de
comparacoes visando definir as melhores técnica para cada ambiente. Entre as técnicas classicas
foram escolhidas o A* e o APF. Entre as técnicas cldssicas aproximadas foram escolhidas o
PRM, RRT e o RRT-C. Entre as técnicas meta-heuristicas foram escolhidas o PSO, GWO e

GWO. Entre as técnicas de aprendizado de maquina foi escolhida o RL.

Importante ressaltar que, cada uma delas possui suas especificidades que torna cada técnica
unica, podendo ser melhor usada em ambientes diferentes. Como por exemplo, o A* tende a
retornar o menor caminho mas sua complexidade aumenta exponencialmente com o tamanho
do ambiente, entdo, dependendo do ambiente em que serd aplicado o RRT pode ser uma escolha

melhor, j4 que sua complexidade nao aumenta muito em relacao ao ambiente.

No préximo capitulo serd mostrado as técnicas escolhidas e como foram implementa-
das para solucionar os problemas que este trabalho visa solucionar. Além de descrever as

otimizagdes realizadas para alcangar esses resultados.



Capitulo 3

PLANEJAMENTO DE TRAJETORIA

Neste capitulo apresenta-se uma visdo geral da navegagdo para robotica movel. Na Secdo
3.1 e na Secdo 3.2 explica-se a importincia do Planejamento de Trajetoria. Na literatura, existe
algumas confusdes entre as defini¢des dos conceitos de Planejamento de Rota, Planejamento do
Movimento, e Planejamento de Trajetdria, por isso, na Sec¢do 3.3 € explicado a diferencga entre
cada um deles. O Planejamento de Trajetoria pode ser dividido entre planejador local estatico
e dindmico, assim explica-se a diferenca entre ambos na Secdo 3.4. E por fim, mostra-se na

Secdo 3.5 como validar um planejador de trajetdria.

3.1 Navegacao na Robédtica Movel

A navegacdo € uma das competéncias mais desafiadoras exigidas um robé mével autbnomo
(SIEGWART; NOURBAKHSH; SCARAMUZZA, 2011). Quando vamos utilizar um robd
movel, independente da tarefa que receba, é certo que ird precisar navegar, no minimo, en-
tre dois pontos. Por isso, a navegagdo também € uma competéncia essencial na robdtica movel.

Inicialmente, todo rob0 precisa saber das respostas para as seguintes perguntas:
* Onde estou?
* Para onde vou?
* Como fago para chegar 14?
Para responder a essas perguntas o robo segue a estrutura mostrada na Figura 3.1. Os sen-

sores enviam informacdes para os modulos de localizacdo e desvio de obstiaculo (Onde estou?).

Desse modo, o planejador local estitico pode determinar qual serd a melhor trajetéria a tomar
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FIGURA 3.1 - Estrutura Basica de Navegacao para Robos Moveis.

Percepgao Conhecimento - N
. . . . Controle de movimento | | Localizagao
Desvio de Obstaculos | | Planejamento de Trajetéria _
Laser . . AItltgd_E; LIDAR
Camera Planejador Planejador F’OS!GGO Camera
- Local Global Velocidade
Ultrassénico ~ GPS
Aceleracao

T~ 7

Navegacao do Robo

Fonte: Prépria Autora

e o planejador local dinamico podera tomar a decisdao de para onde desviar caso haja obstiaculo
(Para onde vou?). Além disso, o modulo de controle podera definir a melhor velocidade e

aceleragdo a ser tomada para realizar a tarefa (Como fago para chegar 14?).

Segundo Siegwart, Nourbakhsh e Scaramuzza (2011), o sucesso da navegagdo é dependente

de seus quatro elementos basicos:

* Percepcao: o robd deve interpretar seus sensores para extrair dados significativos;

Localizacao: o robo deve determinar sua posi¢ao no ambiente;

* Cognicao: o robd deve decidir como agir para atingir seus objetivos;

Controle de Movimento: o robd deve controlar a modulacdo do motor para alcangar a

trajetdria desejada.

Na Figura 3.1 podemos ver todos os elementos basicos na navegacdo. A percep¢ao sendo o
modulo de sensores enviando dados importantes para o médulo de evitar colisao e localizagao.
A localizacdo sendo representada pelo proprio médulo de localizag@o. A cognicao sendo repre-
sentada pelo médulo de planejamento de trajetdria, que engloba os planejadores local estatico e

dindmico. E o controle de movimento sendo representado pelo médulo de controle.

3.2 A importancia do Planejamento de Trajetoria

Os robds podem ser utilizados para realizar diversas missdes, como as citadas no Capitulo 1.
Todas essas sdo missdes diferentes que irdo demandar capacidades diferentes. No entanto, a

habilidade de se locomover entre dois pontos, ou mais, € comum em todas as missoes.
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A tarefa de se locomover entre dois pontos € responsabilidade do Planejamento de Tra-
jetdria. No entanto, essa trajetéria nem sempre € apenas navegar em linha reta entre os pontos,
podendo ser necessdrio evitar obstdculos no ambiente. Além de manter uma margem de erro
segura para caso haja alguma falha de comunicagdo, de controle, entre outros. O planejador
precisa estar preparado para gerar essa trajetoria em diversos ambientes sendo simples ou ndo

estruturados.

Uma consideracido em relacdo aos UAVs € que para manter uma navegacao constante as
curvas precisam ser suaves, alterando minimamente o angulo, evitando rotagdes abruptas, para
obedecer as restricdes dos mesmos. Em outras palavras, o robd precisa rotacionar de pouco em

pouco, visando uma trajetoria suavizada.

Dependendo da miss@o € necessario levar em consideragdo o ambiente 3D para realizar o
planejamento de trajetoria dos UAVs, para descobrir se a trajetoria em 3D realmente serd melhor

do que a trajetéria em 2D.

Também € importante que o UAV consiga se locomover em ambientes desconhecidos, cri-
ando um mapa ao decorrer da trajetdria, visando atualizar a trajetdria, considerando todos os
obstaculos, caso haja colis@o aparente. E caso haja obstaculos dindmicos é necessario que o

planejador seja capaz de desviar da maneira mais rapida possivel.

Desta forma, um planejador de trajetéria deve ser capaz de gerar o caminho que o UAV ird
locomover em qualquer ambiente. Sendo um mddulo essencial para qualquer realizar qualquer

missao.

3.3 Tipos de Planejamentos

Dentro da navegacao mdvel existem diversas areas de pesquisas, entre elas: Planejamento
de Rota, Planejamento do Movimento e Planejamento de Trajetdria. O foco dessa dissertagdo €

no Planejamento de Trajetoria. Para um melhor entendimento, segue as definicdes destas areas.

O Planejamento de Rotas € responsavel por apresentar a melhor rota a ser tomada entre o
ponto inicial e final. Desse modo, € gerado vdrios pontos intermedidrios que possam formar um

caminho sem colisdo durante toda a trajetéria (SOTNIK et al., 2020).

O Planejamento do Movimento (Figura 3.1) é responsdvel pela dindmica e aerodinamica
do robd, como velocidade, aceleracdo, angulo de rotagdo, entre outros. Além disso, esse pla-
nejador também € responsavel por estabilizar o robo utilizando técnicas de controle, principal-

mente veiculos aéreos em ambientes externos, devido uma corrente de vento, ou qualquer outra
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variavel externa (LAUMOND et al., 1998).

O Planejamento de Trafwmia é responavel pela caminho que o rdhra seguir entre cada
um dos pontos gerados pelo Planejamento de Rota, ou entre o ponto inicial e nal. Ou seja,
precisa gerar um caminho entre dois pontos em @eehaja coliago. Como UAVS possuem
restrigoes diramicas e aerodamicas a trajétria gerada precisa ser suavizada, permitindo assim
gue o UAV realize-a facilmente (BORTOFF, 2000).

Para a navegap de um rob movel o Planejamento de Rota pode ser omitido, principal-
mente em ambientes simples. No entanto, se ele for usado o custo computacional do Planeja-
mento de Trajétria € reduzido. 8 o Planejamento do Movimento da Tréjea sa0 planeja-
mento essenciais para a naveyac

3.4 Diferenca entre Planejador Local Eshtico e Dinamico

Como citado anteriormente, o Planejamento de TodgE responavel por gerar a tra-
jetoria entre dois pontos, evitando c@lis Para completar essa n@ieso Planejamento de Tra-
jetoriaé dividido em planejador local égico e diramico (VIVALDINI et al., 2010), como visto
na Figura 3.2.

O planejador local eaticoé responavel por gerar a trajétia 6tima entre o ponto inicial e
0 ponto nal. Essa trajétria precisa evitar todos os obstilos, e manter uma margem erro se
necesario. Tami@&m precisa ser suavizada obedecendo as r@strigiramicas e aerodamicas
dos UAVs. Aem de retornar o caminho com menor comprimento entre os pontos (HWANG;
AHUJA et al., 1992).

O planejador local diamicoé respongvel por de nir a melhor trajéftria entre dois pon-
tos, geralmente pximos, baseados nas inforndas de sensores. Sendo utilizado para evitar
obshculos, principalmente dimicos, durante o percurso. Por trabalhar em tempo real e consi-
derar apenas informaes dos sensoréddeal para desviar de obstlos didimicos fazendo um
replanejamento da rota apenas no ponto doaaiéd (HWANG; AHUJA et al., 1992). No Pla-
nejamento de Trajétiaé possvel usar apenas um dos planejadores, ou ambos. Ao usar os dois
o planejador local eético ca responavel por gerar a trajétia suavizada entre o ponto inicial
e nal, evitando obsiculos. E o planejador local dimico caresponavel pelo replanejamento
da trajebria, caso haja ob&tulos didmicos.
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FIGURA 3.2 — Planejador Local Estatico e Dinamico.

Fonte: Adaptado de Lu et al. (2018)

3.5 Como analisar um Planejador de Trajebria

Segundo Aggarwal e Kumar (2019), o maior desa o para o Planejamento debTieafet
otimizar as seguintesé&iricas:

Comprimento do caminha distancia total percorrida pelos UAVs desde o ponto inicial
ate o ponto nal;

Completenesso planejador deve sempre encontrar um caminho para se locomover entre
0S pontos, caso exista;

E ci encia de tempo gerar o trajeiria entre o ponto inicial e nal em tempo’mmo;

E ci éncia de custo depende do custo computacional total, como espaco nanem
processamento necésm;

E ci éncia de energiagasto de energia em termos de comhasbu bateria;
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* Robustez modo que os UAVs tenham a capacidade de tolerar erros de dispositivos
senéveis a posi@o, erros de dirép de rotago, erros lineares de dii&g durante o pla-
nejamento do caminho; e

» Prevencgao de coligo: mecanismo pelo qual os UAV8rm o poder de detectar as coks,
para que 8o ocorram danosdicos aos UAVS.

Se um Planejamento de Trdjet para UAVs obter um bom desempenho em cada uma des-
sas caractésticas pode ser considerado que possui uma boa performance. O comprimento do
caminho,completenes ciéncia de tempo, e @ncia de custo, e preveag de colifo, pode
ser avaliado durante a simufax; Para validar a e @ncia de energia e a robustenecesario
testes em ambiente real.

Ja a robustez validada comparando os valores do comprimento de caminho entre os dados
simulados e os testes em ambiente real e Vvaoi&n cada eixo das trajeias. Quanto menor
a diferenca entre o comprimento das duas tbai@s$, e variago entre os eixos, melhor sea
robustez do planejador.

3.6 Considera@es Finais

Planejamento de Trajatia € umaarea de estudo bem difundida na@tiba, sendo essen-
cial para a navegap. Este capulo apresentou uma breve redssobre a navegag novel
ressaltando a impdxhcia do Planejamento de Trajga. Geralmente,dauma grande confés
entre a de ni@o de Planejamento de Trd)eh e o Planejamento do Movimento. Por isso, este
captulo tamkem explicou a diferenca entre os tipos de planejamentos e caonapsicados na
navegago nbvel. Tami@&m abordou-se a trafgia gerada pelo planejador, bem como o papel
dos planejadores local @sico e diraimico, pois cada um possui fuigs espéaas.

Por m, mostrou-se quaisd® as caractesticas de um bom planejador de tréjga e como
avalia-los. No Cafiulo 4, apresenta-se aschicas para realizar o Planejamento de Toaijet
utilizadas neste trabalho e as melhorias implementadas.



Cap'tulo 4

TECNICAS DE PLANEJAMENTO DE TRAJETORIA

Este cafiulo explica o funcionamento e os algoritmos utilizados de cada umadaisas
adotadas para esse trabalho, ou s@anitas dssicas, meta-hesticas e de aprendizado de
maquina. Aem de demonstrar as melhorias usadas em cada algoritmo e as que foram propostas.

As técnicas e melhorias apresentadas nestadSiecam desenvolvidas em Python 3.6 pela
autora.

4.1 Tecnicas Cassicas

As técnicas dssicas foram as primeirachicas a serem usadas na satupara planeja-
mento de trajétria (TAN et al., 2016) (WANG et al., 2019b) (CHEN et al., 2019). Com 0 uso
dessasécnicase possvel con rmar se existe um caminho entre 6 origem e objetivo (AG-
GARWAL; KUMAR, 2020). Vale ressaltar que aédnicas @dssicas & baseadas no espaco
disporivel no ambiente para o UAV calcular a melhor rota (LI; LU, 2019).

As técnicas dssicas podem ser dividas entréetodos exatos e aproximados, ou baseados
em amostragem. Osétodos e seus algoritmos &stsendo explicados a seguir ness@sec

4.1.1 Exatas

As técnicas @ssicas exatas sempre retornam o mesmo caminho. Isso deve-se ao fato de
escolher o caminho baseado unicamente em égsamateraticas. A principal desvantagem
dessa abordagedno alto custo computacional e a falha em respoadacerteza presente no
ambiente. No entanto, se houver um caminho entr@ @rigem e o objetivo, essasanicas 80
as que tem mais probabilidade de encontragni\tle que &o altamente precisas, sertonas
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técnicas para um voo em tempo real (CHOSET et al., 2005).

As tecnicas dssicas exatas utilizadas nessa dissgotfgram os algoritmoA-Star(A*) e
o Arti cial Potential Field (APF).

4.1.1.1 A-Star

O algoritmo A* foi desenvolvido por Nosrati, Karimi e Hasanvand (2012) com o objetivo
de melhorar o custo computacional e tempo de processamento apresentados pelos grafos em
problemas de busca. O algoritmo baseia-se na utdizae uma he(stica, de nida para guiar
0 processo de busca (DUCHE®t al., 2014). Essa héstica estima o custo de deslocamento da
origem aé o destino, geralmente determinado pelaadisia entre os@s, 0 que tende a acelerar
0 processo exploratio. O algoritmo tambm acompanha o custo necass para alcancgar cada
posi@o. A formulag@o materatica para tal pode ser vista na Eqaiad.1, sendg, 0 custo e
h, a heufstica.

fa=0gn+ hn (4.1)

Além disso, o algoritmo utiliza o conceito de conjuntos abertos e fechados para controlar
os rbs que & foram visitados oudao (NOSRATI; KARIMI; HASANVAND, 2012). Ou seja,
0s registros de todas as pdses que foram alcancad&asossalvos nos conjuntos abertos. Neste
conjuntoé adicionado os@s que @& foram visitados. Devido isso, o algoritmo tende a encontrar
0 menor caminho, caso exista, mesmo com umadaiguistica ine ciente. O pseudobaligo
do algoritmo est descrito no Algoritmo 1.
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Algoritmo 1: A-Star

1 in’cio

2

3

4

10

11

12

13

14

15

16

17

18

19

20

21

22

23

24

Inicializar conjunto fechado

Inicializar conjunto aberto comanorigem

while Conjunto aberto != nulldo

if nd atual == n6 objetivothen
Retornar o conjunto fechado

end

for n em rds dispofveis no ambientdo

if n ndo esé no conjunto abertthen
Adicionarn ao conjunto aberto
Calcular a heustica de acordo com a Eqg. 4.1
De nir ncomo ro atual

end

else

if Veri car se o caminho entre omorigem e atuaé menorthen
Transferirn do conjunto fechado para o aberto
Calcular a heustica de acordo com a Eqg. 4.1
De nir n como ro atual

end

end
end

Deletarn do conjunto aberto Adicionarao conjunto fechado

end

41.1.2 APF

campo ektrico. O netodo considera o UAV como uma carga pontual sendo in uenciada pelo

O algoritmoArti cial Potential Field cria um mapa onde o UA inserido baseado no

campo local. O mapé um campo potencial (Eq. 4.2) formado pela forca de atr4&q.

4.3) do objetivo e as forca de repats(Eq. 4.4) de cada olastulo. A ideia da abordagei

fazer com que o veulo seja atralo pelo objetivo e repelido pelos obstilos. Tal &cnicaé

normalmente usada para realizar o planejamento dedrigdocal (KOREN; BORENSTEIN

etal., 1991). O pseudddigo do algoritmo es&tdescrito no Algoritmo 2.
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U(W) = Ug(W)+ Urep(W) (4.2)

q
Uatt(W) = KP (X Xgoa)?*+ (Y  Ygoal)? (4.3)
UrepW) = ETA(P - 1y (4.4)

(X X)2+(y Yo)2 IT

Na Equages 4.2J(W) & o campo potencial totdll,:(W) € a forga de atré@p eUrep(W)
€ 0 campo de rep®, presente no ambiente. Na Eci@é.3, em qué de nido o valor de
Uait(W), KP & o ganho do campo campo de afrage Kgoal, Ygoal) SA0 as coordenadas do n
objetivo. Na Equago 4.4, em qué de nido o valor deUyep(W), ETA& o ganho do campo
repulsivo,rr € o raio do rob, e o, Yo) SA0 as coordenadas de cadados obsiculos. Nas
Equa@es 4.3 e 4.4 X y) sao as coordenadas do atual.

Algoritmo 2: Arti cial Potential Field

1 in’cio

2 Calcular o campo de atrag de acordo com a Eq. 4.3
3 Calcular o campo de rep@ds de acordo com a Eq. 4.4
4 Calcular o campo potencial de acordo com a Eq. 4.2
5 while n6 atual '= n6 objetivodo

6 Mover o rb atual para o @ mais pdbximo com menor campo potencial
7 Adicionar o rb atual ao caminho
8 end

9 Retornar o caminho

10 m

4.1.2 Aproximadas

As técnicas d@dssicas aproximadas vem ganhado reconhecimento para resolver problemas
de planejamento de traf@ta. A principal desvantagem dessasrticase que geralmente o ca-
minho retornado tem o formato de um zig-zag, sendo caminhd®vieisi de serem executados
pelos UAVs (WANG et al., 2019b). No entanto, esgamicas possuem baixo custo computa-
cional, inclusive em ambiente grandesamrestruturados, pois inserersmaleabrios em todo
cerario. Sendo assim, conseguem analisar menos pontos e possuir um passo maior (CHOSET
etal., 2005).
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As técnicas dssicas exatas utilizadas nessa diss&otgp Probabilistic RoadmapPRM),
Rapid Random TreRRT) eRapid Random Tree - Conng&RT-C).

41.2.1 PRM

O mapa probabitico € utilizado para resolver os problemas de planejamento déebtiajet
em ambientes edticos (KAVRAKI et al., 1996a). Embora existam sddeg baseadas no PRM
para ambientes diimicos. O algoritmo consiste em duas fases. A pringenla aprendizado e
a segunda de questionamento. Na primeira fase, o UAV cria um conhecimento sobéma regi
gue deve ser explorada e a armazena em um graf@s Apgerago do mapa de rotas, re-
alizado o fbs-processamento visando aumentar a conectividade do mapa de rotasdess regi
mais difceis (KAVRAKI et al., 1996b). A partir de uma abordagem probabda, as rotasa
de nidas de forma incremental.

Na segunda fase, adrorigem e objetivo & adicionados ao grafo. O caminbabtido
atrawes do menor caminho do algoritmo de Dijkstra. Para melhorar o resultado do algoritmo
seria necessio aumentar omero de amostra, de modo quiorgere grande perda computa-
cional (KAVRAKI et al., 1996b). O pseudddigo do algoritmo es&tdescrito no Algoritmo 3.

Algoritmo 3: Probabilistic Road Map

1 incio
2 Inicializar o caminho com oinicial
3 Inserir diversos @s de amostragem no ambiente

4 Checar se @0 ha coliio nos s
5 for NO atual !'= nb objetivodo

6 Escolher 0 B vizinho com menor diéincia ag& o ro objetivo
7 if Ultimo nb do caminho &o colide com o @ atualthen
8 Adicionar o rb atual ao caminho Atualizar dratual
9 end
10 end
11 Mm

A arvore alediria rapida gera as aleatoriamente @ conectada aotndisporivel mais
proximo (LAVALLE; KUFFNER, 2000). O algoritmo se expande no espaco livre em doec
a nbs posicionados aleatoriamente. Dessa forma, amvareé constrida, e cada interé@p é
veri cada se houver uma coB® com um obstculo. Se a diincia do 10 aleabrio e do \ertice
mais poximo for maior que o fator de crescimento, eleéés@nitada ao valor desse fator.
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4122 RRT

O algoritmoRapid Random Tregesenvolvido por (LAVALLE, 1998a), gerads aleatoria-
mente quedo conectados admais poximo dispofvel. Os ros se expandem no espaco livre
em dire@o a outros as posicionados aleatoriamente. Dessa forma, amv@reé constrida, e
cada interago € veri cada se & colisio com obsitculo. Se a disincia entre o @ aleabrio e o
no atual for maior que o fator de crescimento, eléadenitada ao valor desse fator.

Por ser um algoritmo baseado em amostragem, possui um custo computacional relativa-
mente baixo (LAVALLE, 1998b). Esse algoritmo evita que rotas sejam encontradas, caso
existam, como acontece em algoritmos ciaéioos (KOSLOSKY et al., 2018). (LAVALLE,
1998b) mostrou as principais vantagens do RRT:

a expango do RRTe tende a visitar mais 0s espacos inexplorados;

a distribuigo dos ertices do RRT se aproxima da distridiicde amostras, levando a um
comportamento consistente;

o RRTé relativamente simples, o que facilita caise de performance;

o caminho gerado pelo RRT sempredesbnectado, mesmo que dmero de arestas seja
mnima;

0 RRT pode ser adotado e implementado em uma grande variedade de sistemas de plane-
jamento.

O pseudo adigo do algoritmo egtdescrito no Algoritmo 4.
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Algoritmo 4: Rapid Random Tree

1 in’cio
2 for i em intera@esdo
3 Gerar 1os aleabrios , y)
4 Encontrar os @s mais pdximos &n, yn)
5 if Nao tiver colisio entre (X, y) e (xn, yrthen
6 Adicionarx ey ao caminho, sendo ligadosxaeyn
7 end
8 if Distancia entre diltimo nd do caminho e omobjetivo< tamanho de
expanéothen
9 if Nao colidir entre o ® objetivo e diltimo nb do caminhdhen
10 Adicionar o ro objetivo ao caminho Retornar o caminho
11 end
12 end
13 end
4 m
4.1.2.3 RRT-C

Devido a popularidade do RRT foram implementadas diversas @asago algoritmo, vi-
sando melhorar ainda mais a performance (NOREEN; KHAN; HABIB, 2016). Sendo umas
delas oORRT-Connectjue utiliza duasarvores RRT (KLEMM et al., 2015). Uma dasvores
nasce do @ de origem,T,, e a outra do @ de destinol,, por essa réao tamkem é chamado
de RRT-bidirecional (LAVALLE, 2006; KUFFNER; LAVALLE, 2000). Enquantoaavore do
RRT vai crescendo, o algoritmo tenta conediacom T,, enquanto o expandidas. Caso con-
siga, sea considerado &ltima expando daarvore. Caso cordrio, as dua&rvores trocam de
funcao, aarvore que estava expandindo agora vai tentar se conectar, e a que estava tentando
se conectar tentarexpandir. Se mesmo assim o caminBo for encontradd, expande & o
ponto mais poximo possvel (KOSLOSKY et al., 2018).

O RRT-Connectlivide a custo computacional entre a expl@aglo ambiente e o cresci-
mento dasirvores, uma em dir@@ a outra, & serem conectadas e a s@agncontrada (RAJA;
PUGAZHENTHI, 2012). O pseudadigo do algoritmo eétdescrito no Algoritmo 5.
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Algoritmo 5: Rapid Random Tree - Connect

1 incio

2 Inicializar o caminho com oinicial

3 if Distancia entre o 0 origem aé o objetivo< tamanho de expaés & nao

colidir then

4 ‘ Retornar caminho comnorigem e objetivo

5 end

6 else

7 while Arvore 2 rio colidedo

8 ‘ Expandir aarvore 2 como no Algoritmo 4

9 end

10 while Distancia entre aarvore 1 e 2< tamanho de expaés & nao colidir do
11 ‘ Expandir aarvore 1 como no Algoritmo 4

12 end
13 end
14 Conectar os caminhos Retornar o caminho

15 M

4.2 Tecnicas Meta-Heursticas

As técnicas meta-heigticas &0 algoritmos gegricos para resolver problemas de otiméag¢
sem ser neceaso descrever cada passeé atresultado. A cada interag o algoritmo aprende
mais sobre o problema e melhora a trajiet que sex retornada no nal. O algoritmo busca
encontrar a melhor resposta pestem um tempo computacional aéeiel (DOKEROGLU et
al., 2019). Aem de possuir grande capacidade para lidar com a incerteza presente no ambi-
ente (PATLE et al., 2019).

As técnicas meta-helgticas adotadas nessa disseéxtaforam adParticle Swarm Optimi-
zation(PS0O),Gray Wolf OptimizatiofGWO), e oGlowworm Swarm OptimizatiofSO).

421 PSO

PSOé baseado no movimento doagsaros. O algoritmo foi criado devido o interesse em
descobrir as regras subjacentes que permitiam que um gramEamde Assaros se reunissem
de maneira’sicrona, mudando repentinamente de dirgegdispersando e reagrupandarias
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vezes. A partir das simulaes obteve-se que o movimergdaseado na velocidade do vizinho
mais pbximo e em valores aleatios (EBERHART; KENNEDY, 1995).

Ao inicializar o algoritmo, o caminho do primeir@psara gerado aleatoriamente, a velo-
cidadeé de nida como zero e o camintéode nido como o melhor. A cada interéag o caminho
é atualizado. A velocidade atualizada baseada em valores passados da velocidade, no melhor
caminho caminho, no caminho gerado anteriormente e em valoreéradleatomo mostrado
na Equago 4.5. Em seguida os valores da velocidaaelsnitados, & que & um valor néaximo
e mnimo ao qual o pssaro pode se mexer. Bat o caminh& atualizado, somando os valores
do caminho anterior com a velocidade calculada. Por m, o valores do caminho a ser gerado
limitado de acordo com os limites do ambiente.

pv= pw+ cari(bp  p)+ Cora(bp  p) (4.5)

Na Equa@o 4.5, a vaével p, € a velocidade da pattla anterior ew & um valor que
diminuindo linearmente de 2@0. Esse valor representa a quantidade de mudancas que pode
ter a cada ger&@p, ou seja, nas primeiras gedag o algoritmo tende a fazer otimit@s mais
bruscas e ao decorrer das intérag as interdies \Ao sendo mais suaves. O valor@ee c;
sao0 constantes que controlam a expl@a@e oexploitationdo algoritmo e as vaaveisr; e
r, sao dois valores aleatios diferentes, entre 0 e 1. O valor Hg sio as coordenadas do
melhor caminho g sao as coordenadas détiimo caminho. O pseudadigo pode ser visto no
Algoritmo 6.
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Algoritmo 6: Particle Swarm Optimization

1 in"cio

2 Inicializar partculas

3 Gerar um caminho ale@atio
4 De nir o melhor caminho
5 for i em intera@esdo

6 De nir a velocidade da partula de acordo com a Eq. 4.5
7 Limitar a velocidade da padula de acordo com o aximo e mnimo permitido
8 Atualizar o caminho com a velocidade
9 Limitar o caminho com o tamanho do ambiente
10 De nir o melhor caminho de acordo com o0 menor custo
11 end

12 Retornar o melhor caminho

13 M

422 GWO

O algoritmo GWOE inspirado no processo de caca encontrado em lobos cinzentos. os
lobos cinzentos preferem viver em pequenos grupos, cediade 14 membros, seguindo uma
hierarquia social. Osderes &0 os lobosa (alfa), tendo autoridade para realizar as dsess
do grupo. Os lobob (beta) 0 os poximos, 0s quais auxiliam dder a tomar uma de@s.

Em seguida vem os lobak (delta), que dominam os lob@snega, os quaisa® 0 mais baixo
no ranking. No algoritmo do GSO, os lobasepresentam a melhor sola, seguidas do beta
e delta (PANDA; DAS, 2019).

Ao inicializar o algoritmo, o primeiro conjunto de lobésormado aleatoriamentegede-
nido como melhor resultado para o®8 grupos. A cada interag para atualizar o caminho,
cada um dos lobos gera um caminho de acordo com a Bquaé. Em seguidé tirado a
média dos valores dosEts grupos para atualizar o caminho atual. O melhor caminho serapre ir
para oa. Caso o caminhodo seja o melhor & ser veri cado s& melhor do que o caminho
e depois deal.

Wp = jrybp(tw)  pj (4.6)

Como no PSO, av & uma varvel gue diminui linearmente de 2ea. Esse valor repre-
senta a quantidade de mudancas que pode ter a cadagevagseja, nas primeiras gebag o
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algoritmo tende a fazer otimizaes mais bruscas e ao decorrer das infEa@s interdies \ao
sendo mais suaves.

Na Equa&o 4.7 w,, € a posiéo do lobo em cada iterag,c1 & uma constante do algoritmo,
a qual foi utilizado o valor de:b. As varaveisrl er2 s30 valores aleatios de 0 a 1. O valor
de p & referente ao caminho atualbg & o melhor caminho referente a categoria de ldlp (
gue esh sendo feito o&lculo. O pseudoadigo pode ser visto no Algoritmo 7.

ry= r2(clwrl) 4.7)

Algoritmo 7: Grey Wolf Optimization

1 in’cio

2 Inicializar lobos

3 Gerar um caminho ale@to

4 De nir o melhor caminho para cada lolfor i em intera@esdo

5 De nir o lobo a de acordo com a Eq. 4.6 com a melhor pasicdea De nir o
lobob de acordo com a Eq. 4.6 com a melhor pasideb De nir o lobo d
de acordo com a Eg. 4.6 com a melhor pasided De nir o melhor caminho

para cada lobo Atualizar o caminho de acordo conedimentre os lobos
6 end

7 Retornar o melhor caminho @de

4.2.3 GSO

GSO foi desenvolvido baseado no comportamento dos vaga-lumes. Os vaga-lumes pos-
suem a habilidade de alterar a intensidade da sua lung@neisc Cada vaga-lume possui um
pigmento luminoso, denominado luciferina. Este pigmentaodi cado de acordo com sua
posi@o, permitindo que o vaga-lume brilhe em uma intensidade similar a dadunge est
sendo otimizada. Cada vaga-lume seleciona o vizinho com maior luciferina, a partir de um me-
canismo probabitico, e se move em dirég a ele. No entanto, o vaga-lunéemode seguir um
certo rumero de vermes primos e a uma distancia limitada. Naturalmente, os vaga-lumes
utilizam sua luminesencia para sinalizar sua digg para outros vermes (KAIPA; GHOSE,
2017).

Ao inicializar o algoritmo, o caminho do primeiro vaga-lumgerado aleatoriamente, sua
luciferinaé de nida como zero e o camint®de nido sendo o melhor. Em seguida o valor de
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luciferinaé atualizado de acordo com o valor anterior de luciferina e a quantidade proporcional
de luciferina em relago ao caminho anterior e 0 melhor caminho, como visto em Equég.

Em seguida os melhores vizinhagosselecionados de acordo com a EGwag.9. A partir
disso, o melhor vizinh@ escolhido para ser seguido, a partir de um mecanismo praiabil

O vaga-lume que possuir o maior valor de luciferina, ou seja, os vaga-l@nedrédos pelos
vizinhos que brilham mais. Por m, o caminl&catualizado, de acordo com a Eqéad.10.

[=(1 1) I+1le g (4.8)
N = all((dist< range&(l < 1)) (4.9
np=p+s (p p=norm(pe  p) (4.10)

Na Equaéo 4.8, a vaévelly € o decaimento da luminosidade do vaga-lulmea lumi-
nosidade do vaga-lume anterity o realce da luminosidade do vaga-lumg. € o custo do
caminho do vaga-lume anterior. Na Eqaagt.9,dist &€ a dishncia entre cada ponto do cami-
nho gerado pelo vaga-lume atual e o vizinho quéa eshdo veri cadorangeé o alcance para
visualizar os vizinhos & & a luminosidade do vaga-lume vizinho. Na Equ@4.11, a vaével
ny € quantidade de vizinhos utilizados na int@&@atual.

ly |

&l (v i 0

Pg =

m=1 (kn ny) (4.12)

Na Equaéo 4.10, a vaével p € o caminho atuaké o valor néximo em que a nova pos§ig
pode variar da atualg &€ o caminho em que o melhor vizinho&$izendo. Na Equag 4.12, a
variavelbetaé o valor para ir diminuindo aos poucos a quantidade de vizinlaweid para cada
iteraco, kn, € 0 valor néximo de vizinhos @, & quantidade de vizinhos utilizados na ité&ac
atual. Na Equao 4.13, a vaévelr, € o0 alcance @ximo dos vaga-lumes. O pseudad@go
pode ser visto no Algoritmo 8.

range= min(rp; max0:1;range+ my)) (4.13)
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Algoritmo 8: Glowworm Swarm Optimization

1 in"cio

2 Inicializar os vaga-lumes
3 Gerar um caminho ale@atio
4 De nir o melhor caminho
5 for i em intera@esdo

6 Atualizar a luciferina (Eq. 4.8)
7 De nir os vizinhos de acordo com a Eq. 4.9
8 De nir a probabilidade de movimento@tada vizinho (Eq. 4.11)
9 Escolher o vizinho com maior probabilidade de ser seguido
10 Atualizar o caminho (Eq. 4.10)
11 Atualizar o alcance dos vizinhos (Eq. 4.13)
12 De nir o melhor caminho de acordo com 0 menor custo
13 end

14 Retornar o melhor caminho

15 M

4.3 Teécnicas de Aprendizado de Mquina

A abordagem mais recente para resolver problemas de planejamento dei&rajatpartir
de €cnicas de aprendizado déquina.E posével usar écnicas de aprendizado supervisionado,
aprendizado @o supervisionado, e de aprendizado por reforco.

Dentre essastnicas, o aprendizado por reforco due mais utilizado para resolver os
problemas de planejamento de traje dos UAVS (CARRIO et al., 2017; WANG et al., 2017;
SICHKAR, 2019; QU et al., 2020a). O aprendizado por reforco aprende a se movimentar em
um ambiente espéco, retornando a melhor trajétia. A trajebria 6tima pode ser encontrada
a partir de agentes que devem realizaeszem um ambiente para maximizar a recompensa
cumulativa. Essas recompensa@® ®btidas por movimentos que podem &tis (uma re-
compensa positiva) ou ruins, como uma parede (uma panrecompensa negativa) (LISON,
2015).

A técnica de aprendizado deaquina utilizada nessa disseda@ o Q-Learning A van-
tagem desse algoritm® devido a sua simplicidade e velocidade Q&.earningtem garantia
de conver@ncia, tende a aprender a pich em menos tempo e, em red&ca outros algoritmos
de aprendizado por reforco, a represeatago estadé mais simples, facilitando o processo de
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gera@o de trajdtria para o UAV (WASKOW, 2010).

4.3.1 Q-Learning

O Q-Learningé uma écnica de aprendizado deauina que funciona baseado em recom-
pensa e punéo, sem precisar especi car como a tarefa deve ser alcancada. O agente aprende
a se comportar no ambiente ateawde intera@es baseadas em tentativa e erro (KAELBLING;
LITTMAN; MOORE, 1996).

No aprendizado por refor¢co o agente atua no ambiente. O agente pode estar em apenas um
estado do conjunto de estads® (S) do ambiente, e escolhe umaagntre asarias posyveis
(a2 A) para trocar entre os estados. ymo estado em que o agenté & decidido pela
probabilidade de transi@ entre os estadoP), Uma vez que a &p é realizadag recebido
uma recompensa € R) que pode ser positiva ou negativa.

A poltica p do agente fornece a infornmeg sobre quad a a@o 6tima a ser executada em
um determinado estadcom o objetivo de maximizar as recompensas totais. Cada estado est
associado a uma fuaig de valowvp que pree a quantidade esperada de recompensas futuras
que ifa receber nesse estado, de acordo com'tigagb. O funcionamento do aprendizado por
reforco pode ser visto na Fig. 4.1.

FIGURA 4.1 — Descrido Formal do Aprendizado por Reforco.

Fonte: Adaptado do Laboiaio deDeep Learningla UCA

No Planejamento de Trafia o conjuntdS€é o de posiges poswyeis em que 0 UAV pode
se locomover. As dies posyeisA é como o UAV pode chegar@&elas, ou seja, movimentando
para frente, fis, esquerda ou direita. A probabilidade de tréwdRentre cada estadode nido
pela equago de Bellman (Eq. 4.14). A recompernsa negativa caso seja identi cado céls
caso confrio sea positiva. A poticap € a trajebria que o algoritmo & retornar, informando
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as melhores dedies a se tomar durante o caminho.

Q[posal+= a (r+ gmax{QnPosmy) Q[(posmx);al) (4.14)

O aprendizado por refor¢o pode ser dividido em dois grup@odos baseados em ftimlas
e métodos baseados em valores (QU et al., 2020a). Nutedns baseados em fiima, € cons-
tru'do uma representag da pdtica, a quak mantida durante o aprendizado (NACHUM et al.,
2017). & nos nétodos baseados em valores, nenhumdigmE armazenada explicitamente,
apenas a furéip de valor. A pdtica esh implcita e pode ser encontrada a partir da fam¢
de valor (NACHUM et al., 2017). Bk utilizaremos nessa dissefacos nétodos baseados
em valores, dQ-Learning(SUTTON et al., 2000; NACHUM; NOROUZI; SCHUURMANS,
2016).

O algoritmoQ-Learningé usado para encontrar a pich ideal de selépo de ades no
MDP (Markov Decision Proce3gKIM et al., 2017). Para isso, 0 agente executa &acom
0s maiores valore® esperados para estimar a’fiol ideal. A tabelaQ é atualizada baseada
na recompensa (QU et al., 2020a). O pseuattigo da écnica de aprendizado por reforgo para
Planejamento de Traf@tia pode ser visto no Algoritmo 9.

Algoritmo 9: Q-Learning

1 in’cio
2 Gerar matriz de probabilidade de movimento do ambieie n6 atual = no
objetivodo
3 if Valor aleabrio < e then
4 ‘ De nir agao aleatoriamente
5 end
6 else
7 ‘ De nir acao de acordo com o tabefatreinada & o momento
8 end
9 Atualizar posi@o Atualizar tabel® de acordo com a Eq. 4.14
10 end
11 while n6 atual '= nb objetivodo
12 De nir pr6ximo movimento de acordo com a tab€latualizar posi@o
13 end
14 Retornar o melhor caminho

15 M
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4.4 Melhorias

O ideal para as trajetias a serem seguidas pelo U&/que facam o mimo de curvas
posével, minimizando aJerk! e mantendo o torque constante (GOEL et al., 2018). As curvas
precisam ser o mais suave pos$ caso sejam neces$as, obedecendo as resbes do UAV
(PANDEY; SHUKLA; TIWARI, 2018). Alem de que, para um bom planejamento de taigt
e essencial ter urnompletenesde 100% ou pyximo, tendo e céncia de custo e tempo. Por

isso foram implementados algumas melhorias nos algoritmos citados anteriormente.

4.4.1 Articial Potential Field

Lifen et al. (2016) propuseram uma melhoria no campo de rapuds APF para evitar o
problema de rmimo local. Os resultados mostraram que a melhoria pode ajudar o UAV a evitar
colisdes e a encontrar o caminho ideal.

O novo campo de repuds € formado pela soma de dois campos mostrados nas &eglac
4.15 e 4.16, ou seja, arfmula para encontrar o campo potencial com essa meldolaao pela
Equa@o 4.17 e Ao mais pela Equap 4.2.

_ 1 1, 1

Urepr(W) = ETA(W E)(W)Q(\N) (4.15)

U W)= ET 1 L dir(W)q(W 4.16
rep2(W) = A(W %) ir(W)q(w) (4.16)
U(W) = Ugt(W) + Urepr(W) + Urepp(W) (4.17)

O campo potencial utilizado no ambiergede nido porU (W), sendoUg(W) o valor
demostrado na Equag 4.3. Urep1(W) € o primeiro campo de repés calculado de acordo
com a Equago 4.15 eUrepp(W) € 0 segundo campo de repibscalculado de acordo com a
Equa@o 4.16. Nas equaes acimadir & o vetor direg@o entre o f atual e o B objetivo,rr &

o raio do UAV,ETAE& o ganho do campo repulsivQ(W) pode ser visto ha Equag 4.18, e
g(W) pode ser visto na Equag 4.19. Em quex(W),y(W)) sao as coordenadas do atual e
(Xgr,Ygr) coordenadas dos olsulos.

Taxa de varia@o da acelerdp
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QW) = (X(W)  Xgr)2+(Y(W)  ygr)? (4.18)

p
qw)= QW) (4.19)

Com a melhoria do campo de repiisdo APF as trajétias caram mais suaves e o al-
goritmo cou mais apido diminuindo o imero de ambientes em que o UAV cava preso em
m'nimo local. No entanto, ainda havia ambientes em que o Planejamento dérTaajab
conseguia alcancar @robjetivo. Por isso, os autores desta dissadagplementaram o APF
bidirecional, baseado na ideia de Mcintyre, Naeem e Xu (2016).

Diferentemente de Mclintyre, Naeem e Xu (2016) que variam o ponto de vediccda
escolha do grximo nb entre o ¥ inicial e objetivo a cada iteréag. Neste trabalho, os autores
implementaram a troca entre 6@ origem e objetivo para ocorrer apenas quando alguma das
buscas se encontrar emimimo local, sendo que o primeir@lculo do campo potenciél feito
pelo rb objetivo. Da forma proposta por Mcintyre, Naeem e Xu (2016) ainda haveria casos em
gue ocorreria nmimos locais, especialmente em ambient&ds astruturados e desconhecidos.
Além de que o caminho pode car muito sinuoso devido tantas atiesago campo. O pseudo
codigo do APF bidirecional melhorado ser visto no Algoritmo 10.

Algoritmo 10: APF Bidirecional

1 in’cio

2 while m'nimo local ou @ origem r@o 0 encontradoslo

3 Usar algoritmo 2 a partir dodhobjetivo (c1)

4 end

5 Usar algoritmo 2 a partir dotorigem aé encontrar @ltimo ponto de cl
6 Retornar ambos caminhos encontrados

7 Mm

As duas melhorias citadas anteriormente conseguem evitar a maioria dos problemas de
m'nimo local existentes pelo APF. Ron, estamos pesquisando sobre ambier&teestrutura-
dos, endio ainda b ambientes em que essas melhor&s encontraio resposta, como quando
ha pouca distncia entre o @ origem e objetivo, masdhum grande obatulo entre eles.

Por essa raa, os autores deste trabalho t@&mbimplementaram uma melhoria baseada
nos pontos em Lo {ne of Sigh}, ou seja, visada direta, d@mrigem e objetivo. O algoritmo
faz uma busca desde @ objetivo aé o ro origem. Inicialmenteg criado um B auxiliar que
recebed o valor do B objetivo. Em uma lista, s@o adicionados todos o®sem LoS a partir
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do no auxiliar. O ro com maior valog adicionado a rota e $e0 novo 1 auxiliar. Esses passos
se repetem atque o B auxiliar seja o b origem, signi cando que foi encontrado um caminho
entre o 1@ origem e objetivo. O pseud@digo da melhoria pode ser visto no Algoritmo 11.

Algoritmo 11: Evagio do Mnimo Local

1 in’cio

2 no auxiliar = rb objetivowhile n6 auxiliar '= n6 origemdo

3 I1 = de nir os pontos que edb em LoS a partir dogauxiliar
4 nl = de nir o nd com maior disincia

5 Adicionarnl a rota a ser gerada

6 no auxiliar =nl

7 end

8 Retornar rota gerada

9 M

Por m, visando diminuir o tempo de processamento do algoritmo o caminho gae est
sendo planejade completo por uma linha reta caso@atual e o B objetivo estejam em LoS.
Caso o 0 atual encontre oobijetivo logo aps um obsiculo, o caminho séarsuavizado para
evitar o obshculo e chegar notobjetivo de maneira queao viole as restriges diramicas e
aerodiramicas no UAV.

4.4.2 Minimizando Curvas

Os algoritmos podemawo gerar o0 menor caminho entre 6 arigem e o objetivo. 1Isso
deve-se ao fato de que os algoritmos baseados no RRT geram caminhsosledt o ponto
objetivo, ou seja, em uma parte do ambiente semaoht, o caminh@ semelhante a forma de
um Z, em vez de uma reta (WANG et al., 2019b). O algoritmo do A* tamlacaba &o retor-
nando o melhor caminh@jqueé baseado em grade, ou sejap®de andar em vertical, hori-
zontal ou diagonal a 45NOREEN et al., 2019), como mostrado na Figura 4.2. O mesmo pode
ocorrer noProbabilistic Roadmapa que & considera algunsds. Por isso, nesta disserdag
foi implementado uma melhoria na trdetf dos algoritmos, como mostrado em (NOREEN et
al., 2019), visando toarla mais objetiva & o destino nal, minimizando olmero de curvas
realizadas.

A melhoria da trajdiria funciona a partir da a@tfise entre os pontos da mesmao$itiliza-
dos dois pontos de alise, ao ifcio do algoritmo, esses pontdssde nidos como 0s primeiros
dois pontos da trajétia. E checado se#colisio entre os pontos. Casémhaja coliéo o se-
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gundo ponto de alise sed trocado pelo f@ximo ponto da trajétria e a coli®o sea checada
novamente. Caso haja c@isentre os dois pontos e for unégmica chssica exata adicionado

a nova rota o valor do segundo ponto dala®, que estava sendo observado, e do ponto anterior
a ele. Caso haja coéi® entre os dois pontos @mfor uma &cnica chssica exaté adicionado
apenas o segundo ponto dealise, que estava sendo observadcemide, atualizar o ponto 1

de checagem para o valor do ponto 2 de checagem e 0 mesmatsalizado com o valor do
proximo ponto da trajétria. O pseudod@digo pode ser visto no Algoritmo 12.

FIGURA 4.2 — Diminuicao do Niomero de Curvas.

(a) Caminho Restritas Arestas (b) Caminho Melhorado

Fonte: Popria Autora
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Algoritmo 12: Minimizacao de Curvas

1 in’cio
2 pl inicializa com o © origemfor i em caminho, comecando pelo segunéaln
3 p2 = i if Colisdo entre olltimo nb de [ e @2 then
4 if Se for umaécnica cassica exatdhen
5 ‘ adicionariei lapl
6 end
7 else
8 ‘ adicionarp2 apl
9 end
10 pl=p2p2=i+1
11 end
12 else
13 p2=i+1
14 end
15 end
16 Retornarpl

17 m

4.5 Considera@es Finais

Neste caftulo foram apresentadas aschicas de Planejamento de Traj@ que esto
sendo usadas nessa disséitac Alem de demonstrar as melhorias implementadas em cada
algoritmo e as que foram propostas, visando aprimorar o planejador de acordo com o que foi
descrito na Sep 3.5.



Cap'tulo 5

PLANEJADOR PROPOSTO

Neste cajiulo & apresentado a arquitetura do planejador, mostrando como ele atua para se
movimentar em ambientes desconhecidos e se localizar no ambiente, como identi ca e des-
via dos obsiculos didimicos e realiza a suaviZag das trajétrias. Bem como, a atuag do
tomador de decges. AEm de explicar como o planejador funciona em ambiente simulado e
real.

5.1 Arquitetura Geral

A arquitetura do planejador pode ser vista na Figura 5.1. Bl@laresentado os seguintes
modulos:

» UAV: No modulo do UAV mostra-se as inform@gs utilizadas que vem dos sensores do
UAV.

» Controle: Nos testes com simulador e em ambiente eeatilizado o controlador mos-
trado na Sefo 5.4 para movimentar o UAV.

* Mapeamenta O mapeamento serfeito de acordo com o algoritmo descrito na &Bec¢
5.5. Neste mesmo ddulo foi inserido o algoritmo de minimizag de riscos, descrito na
Seg@o 5.6.

* Localizacao: O funcionamento do Bdulo de localizago esh sendo descrito na S&g5.7.

 Planejador Local Estatico: No planejador local eatico foram inseridas aé¢nicas mos-
tradas no Cagulo 4.
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» Planejador Local Dinamico: No planejador local diamico foi implementado &tnica
mostrada na Sép 5.8, o Algoritmo 13.

» Curvas: No mbdulos das curvas e&sinserido o algoritmo descrito na $@¢5.9 e as
curvas de Bzier, caso seja preciso utéida.

» Planejador de Trajetéria: O modo de funcionamento doduulo do planejador de tra-

jetbria sea demonstrado na S&g 5.10, mostrado no uxograma da Figura 5.9.

Na Se@o 5.2¢é visto comce feito a integrago do planejador com o UAV, e a deséricdas
plataformas de testes utilizadas. O mesrameworké adotado para o ambiente simulado com
0 UAV F450, no Gazebo, e no ambiente real coPaorot Bebop2.

FIGURA 5.1 — Arquitetura do Planejador Proposto.

Fonte: Popria Autora

5.2 Plataforma de Testes

Os testes foram realizados em 3 ambientes, siraolag Python, simul@p no Gazebo, e
em ambiente real. Todas as simdas foram feitas erSoftware-in-the-LoofSIL).
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Os primeiros testesas realizados em Python para validar o planejador. Depois no si-
mulador Gazebo, para validar o planejador com todos os outros algoritmosaree oMo
controle, mapeamento e localiZa; que 8o utilizados da mesma maneira em ambiente real
e simulado. Potltimo, os testesao feitos em ambiente real validando o comportamento do
UAV para mis$es.

Em Python, as simulégs foram feitas com a bibliotecaatplotlib de maneira animada,
para entender as rdaes do planejador ao decorrer da trayjit.

Em ambiente simulado foi utilizado o simulador Gazebo, o guah simulador de rdiiica
3D de ®&digo aberto e integra motor desita, renderizeéigpo OpenGLe cddigo para simulao
de sensores e controle de atuadores (MICHAL, 2010; NOORI et al., 2017). Diversas pesquisas
vem adotando-o como ferramenta de simata{WANG et al., 2020; POPOW et al., 2020;
Zhang et al., 2015; MEYER et al., 2012; KANCIR; DIGUET; SEVAUX, 201%c3 et al.,
2020), pois oferece a capacidade de incluir diversos ambientes coatiacele céncia permi-
tindo a realizago de testes preliminares.

Nesta dissertép, 0 Gazebo foi utilizado em conjunto coniMuti Robot System@RS)
para fazer as simulées (BACA et al., 2020). Esse sistema oferece um conjunto de paco-
tes para facilitar a utilizaégp dos UAVS, em ambiente simulado e real, incluindo pacotes de
controle, estimaio de estados, eavios sensores. Desse moégpossvel validar de maneira
segura de abordagens em planejamento, controle, edinticestados, \A® computacional,
rastreamento, entre outos.

Pararealizar os testes em ambiente simulado e era reslesario estabelecer uma comuniéac
com o UAV. Para isso, sautilizado oRobot Operating Syste(ROS), umframeworkpara es-
crever ©digos para robis (QUIGLEY et al., 2009). Desta forma, o planejador baseado em ROS
ira apenas importar o$8 de nidos pelasécnicas de Planejamento de Tréajé, e em seguida,
execué-los.

5.3 UAVs

O frameselecionado para ambiente simulado foi o F450 (Fig. 5.2), qadreglementado
no sistema da MRS. Desse moéqoséSvel realizar a validago do algoritmo de planejamento
de trajebria em ambiente simulado, facilitando os testes em ambiente real. Essa iébegrac
possvel pois a comunicapé feita baseada em ROS.

O sistema da MRS (BACA et al., 2020) possui diverdogersde sensores que possibilitam
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FIGURA 5.2 — F450 em ambiente simulado, no simulador Gazebo.

Fonte: Popria Autora

o desenvolvimento de algoritmos de local@ag mapeamento, coméaroeras, IMU [nertial
Measurement Unjte medidor de disinciaa laser e GPS, tais com@PTFLOW LiDAR, VIO,
SLAMe Hector SLAM

O UAV implementado considera o modelo dmico de véeculos @&reos multi rotores (LEE;
LEOK; MCCLAMROCH, 2010). As coordenadas fftamesao as mesmas das coordenadas do
mundo (Gazebo), com exdag da velocidade angular. A comunica@o do controle do UAV
depende de vaveis de estado de nidas como:

r=[xy,74"! posigo do centro de massa do UAV em réla@o mundo;

r2 R®! velocidade do centro de massa do UAV em rétago mundo;

i 2 R3! acelerago do centro de massa do UAV em réla@o mundo;

R2SQ3) R>3! matriz de rotago a partir do corpo do UAV para o0 mundo;

w = [wy;wo;ws]T | velocidade angular divamedo UAV.

Esses estadofis conectados a um modelamlinear, que possuem a parte de trar&lac
(Eqg. 5.1) e de rotap (Eg. 5.2). Nessas equess,W é o tensor da velocidade angular sob as
condi@es:Wh = wXn;8n 2 R3

mi= fR& mges (5.1)

R= RW (5.2)

O UAV possui acelerap gravitacional para baixo com magnitug2 R junto com a forga
de empuxof criada coletivamente pelaglices na dirego debs. No entanto, os voosis r&o
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acrolaticos, erfo é considerado e estimado o azimuth do efmno mundo como o do UAV
heading Sob as condiges dejégf)lj < 1, oheadingé de nido como:

h = atarg(b]&;b] &) (5.3)

O vetorheadingtamtem pode ser de nido pelo eixo; como mostrado na Equag 5.4 e
sua forma normalizada mostrada na EGue$.5.

h=[Ry1;Re1]" = [b] é1;01&;0] (5.4)

= ”i” = [cosh;sirh; 0] (5.5)

Ja para voos em ambiente real foi utilizado o drone comeRaalot Bebop2 (Fig. 5.3),

=5

disporivel no Laborabrio de Sistemas Inteligentes (LASI),que teégnbé um UAV bastante
difundido no mercado. Os sensores equipadms sima @mera sh eye monocular de alta
resolu@o, sensor ultraésico, sensor de pre&s, girosépio de 3 eixos, aceléemetro, mag-
nedmetro de 3 eixos, e GNS&lobal Navigation Satellite Systg¢m

FIGURA 5.3 — Parrot Bebop2.

Fonte: (GIERNACKI et al., 2020)

A comunica@o entre oParrot Bebop2 é feita atrags do ROS em conjunto com pacote
bebopautonomybaseado no kit o cial de desenvolvimento Barrot.

A comunica@o com ambos os UAVa feita da mesma maneira, utilizando a mesma estru-
tura do planejador, atréé do ROS, como visto na Figura 5.4. Como a comugicagadroni-
zada, ambos os UAVs responderam ao planejador como deveriamicAmudanca necessa
foi a troca do nome do$picos, mas a maneira quacstratado®€ a mesma, poié 0 mesmo
formato da mensagem.

O modelo didimico simpli cado para quadrotorésmostrado em (SANTANA et al., 2014).
Apesar desse model@a substituir a formula rao linear completa, ele ainda permite o con-
trole de posigo e velocidade com uma boa aproxi@@¢BENEVIDES et al., 2019).
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FIGURA 5.4 — Comunica@o do F450 com o0 ROS em ambiente simulado e real.

Fonte: Popria Autora

Os comandos de velocidad&osy = [ Uy,; Uy,; Uy,; Uy, 1" e €0 respor@veis por atuar nos
eixosx, Y, z, ey, sendo que cada elemento déeve ser normalizado nos limites de [-1.0,

+1.0]. Os controladores interno&csrespor@veis por manter a altitude.

O estado que coleta poaig e orientago de guinada em relag as coordenadas globais

pode ser de nido comag = [ Xg;Yg::Zg)Y g;]T. E, 0o modelo diamico mostrado em (SANTANA

et al., 2014) pode ser descrito como mostrado na Eqag.

Gg(t) = AR qq(t) + BU(t) (5.6)

SendoR; a matriz de rota@o no eixaz e as matrizes A e B de nidas na Eqéac5.7 e 5.8,

respectivamente.
2 3
pCcosy ggsiny 0 0
925|ny mucosy O 0 (5.7)
0 s O
0 0 03]
2 3
01 cosy gsiny 0 O
Eglsmy g3cosy 0O O (5.8)
s O
0 o
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5.4 Controle

O controle utilizado no F456 baseado no MPQModel Predictive Contrg| tamkem ja
implementado pelo simulador da MRS, o géalm conjunto de &todos de controle que en-
globa o conceito de predip e obtengo do sinal de controle atras da minimizago de uma
determinada furéo objetivo e considera o erro futuro e as re8ggnas vaéveis de processo.
Este controladorg es& implementado pacote da MRS.

Para manter a estabilidade e controlaPasrot Bebop2 durante o voo e garantir que o
UAV obedeca suas resties foi utilizado a plataformdrone dey, adotando o controle R-LQR
(Robust Linear Quadratic Regulafoproposto por (BENEVIDES et al., 2019). Este controle
consegue estabilizar e executar a t@jetproposta, inclusive em ambientes com vento.

5.5 Ambientes Desconhecidos

Ha mis®es em que o UAV @o ted conhecimento do ambiente qua e mover (CETIN;
YILMAZ, 2016; HAYAT et al., 2017). Por issa importante que o0 mesmo consiga identi car os
obs&culos que eéb ao seu redor e fazer um mapa do local, queateralizado constantemente.

Este trabalho utilizaécnicas de geometria aftada para identi car o ambiente ao redor
do UAV enquanto vai se movimentando, visando simular uma situegal. Por isso,&uma
variavel com a informao completa do mapa, a qual o planejadao tem acesso direto. A
Unica informa@o da posigo dos obsiculos que o planejador recebde quais®o os obsiculos
em visada direta, a partir da sua pédsi@tual.

Nas simulades realizadas no Python, para descobrir oraelfsaculos visveis para o
UAV no ambienteé checado sedcolisio entre o b atual e cadadmpresente na vavel com o
mapa. Se houver coli® quer dizer que o UAVaD esh em visada direta com aquele dlustlo,
enfio ele ainda@o o veé quando for calcular a trafgia. Caso conério, o 1o sea adicionado
ao mapa do UAV, como visto na Figura 5.5.
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FIGURA 5.5 — Identi cando Ambiente Desconhecido.

Fonte: Popria Autora

Quando os obétulos em que o UAV egtvendo &o localizados, ou seja, quando o UAV faz
o mapeamento do locd,aplicado uma dagétnicas de Planejamento de Tréj& apresentadas
no Captulo 4. Desse modo, a traf@ia a ser seguida segerada, considerando apenas 0s
obstculos conhecidos@b momento, como visto na Figura 5.6 (a), sendo que o ponto &erde
0 UAV e o0 ponto cian@ o ro objetivo.
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FIGURA 5.6 — Replanejando da Trajetria.

(@) (b)

(€)

Fonte: Popria Autora

A cada segundo a po$&ig do UAVE atualizada em 1 metro de acordo a té@jetde nida. A
cada passo em que o UAV realiza 0 mapa vai sendo atualizado de acordo com o novo ambiente
vis'vel, ou seja, vai sendo inserido novos @rstios ao mapa do UAV. Quando a trajed atual
colidir com um obsiculo e estiver a pelo menos 15 metros deadgisia do UAV, como visto na
Figura 5.6 (b), séxfeito o replanejamento.

Nas simulages feitas no Gazebo, astendo utilizado o Velodyne, visando obter dados mais
precisos do ambiente, e validar melhor o algoritmo de planejamento détiajed Velodyne
emite uma nuvem de pontos, géetransformado em coordenadas (X, y, z) com’lauxia
bibliotecaPointCloud2do ROS, descrito na Ség 5.2.

Em ambiente real, eéssendo utilizado ®arrot Bebo2, disporivel no LASI. Este UAV 1&o
€ capaz de carregar o Velodyne e manter um vaavebtPor isso, 0 mapeamento foi realizado
atraes da @mera monocular dBarrot Bebop2 com o OrbSlam2 (NOBIS et al., 2020), o qual
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emite uma nuvem de pontos, e utilizar a bibliot&tatistical Outlier Removalisponibilizado
pelaPoint Cloud Library(PCL), para lItrar estatisticamente os dados mais importantes que
esfio sendo extfdos, convertendo para coordenadas (X, Y, z).

Na Figura 5.6 (c) mostra-se resultado de um replanejamento détiaj€ replanejamento
consiste em chamar o algoritmo que fez a primeira agpara fazer uma nova trajeia entre
0 nd atual e o objetivo, considerando os novos atwsios. A trajebria atual sex valida apenas
ate o rb atual e depois comegaa ser considerado a nova trajid, e elas s&o unidas com a
suaviza@o de curva, como mostrado na 8e®.9.

5.6 Minimizacao de Riscos

Para minimizar os riscos de cd@is, visando &o trazer danos ao UAV e ao oastilo, que
pode ser um ser vivo, foi implementado uma zona de risco ao redor déswolost, como visto
na Figura 5.7.

O UAV pode adentrar dentro da zona de risco, mas apendstieno caso. El& desenvol-
vida para evitar que o UAV colida com os ohstilos devido alguns fatores de risco. De acordo
com Sankararaman e Goebel (2018), os fatores de risco podem ser incertezas e paggestric
de desempenho. As incertezaos clima incerto, obétulos di@micos, sem sinal de GPS,
sensores degradados, entre outros. As résiside desempenhas gerenciamento de bateria,
falhas no sistema do UAV, estabilidade e resies didimicas e aerodamicas.
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FIGURA 5.7 — Minimizando Riscos.

Fonte: Popria Autora

5.7 Localizag@o

Nas simulages em Python, a localizag é feita utilizando a posép atual do ponto da
matriz. Essa pos#ip esh sempre correta, como se fosse o usgrdondtruth de um UAV real.

Nas simulages no Gazebo éssendo usado o pacotesual Inertial Odometr{FORSTER
et al., 2016), implementado pelo sistema da MRS, em conjunto com o sanger nder. E
em ambiente real eéssendo usado o OrbSlam 2 (NOBIS et al., 2020), tendo adrezia entre
10 e 13 Hz, em conjunto com a odometria dogto UAV para de nir a posi@o atual do UAV.
Ambos modos de localizag foram escolhidos poi& jestavam sendo utilizados previamente
em seus respectivos UAVS. Sendo assim, 0 uso dessaisds possui maior con abilidade ao
serem utilizadas novamente nas mesmas con gi@s.¢

5.8 Obstaculos Dimamicos

Durante a trajeitria de um UAVEe posével que apareca olistulos didimicos pelo caminho,
como pessoas ou animais se movimentando. Por isso, foi desenvolvido umegestpara
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evitar colisio com esses old&tulos em tempo real e mantendo a t@jetsempre suavizada.

O desvio de obsétculo diramico sea diferente do desvio para obstilo eshtico, a que
precisa de uma resposta mapida. Como o rdulo de vi&io computacionalao foi imple-
mentado nessa disserf@a; os obstculos didimicos &0 descritos em outra vasiel. Desse
modo, r&o k& como confundir obétulo diramico com obstculo esitico.

Inicialmente,& checado seéhcolisio entre o @ atual e algum obatulo diramico nos
proximos metros da trajetia. Essa diginciaé de nida como 15% do tamanho total do égio.
Se esse obatulo estiver dentro de um alcance de 10% do tamanho total doieepara qual-
guer dire@o, as coordenadas do dimstlo sefo salvas. Se no @ximo movimento do UAV
continuar tendo um ob&tulo dentro desse alcance de 10% do tamanho total doicerea
identi cado a dire@o em que o UAV eét se locomovendo e angulo entre o @ atual e o
obstculo @ngulo 1) e entre odatual e o objetivogngulo 2).

Se a diferenca entre @angulo 1 e 2 for maior do que 50 graus signi ca que o abslo
nao esh em visada direta entre @ratual e o objetivo, sendo assimaae preciso fazer o
replanejamento. Caso o0 obstilo i tenha passado da trajga que o UAV es realizando
tamkem rilo sed necesario fazer o replanejament&.posével obter essa informép de acordo
com a coordenada do obksulo dirfimico e com a diréip que est se movimentando.

Se a diferenca entre @angulo 1 e 2 for menor do que 50 graus signi ca que o atdb
dinamico i/ interferir a trajedria, sendo necesso fazer o replanejamento. O replanejamento
manem a trajebria que o UAV pa se locomoveu e a maior parte da trajiet aps o obsiculo
dinamico. Para evitar o olitulo diramicoé feito um caminho utilizando a curva &Spline
tendo como pontos de controle 6 atual, o ® em que havér a coli§io entre o obstulo
dinamico e a trajdtria (afastado em 2 metros para a dd@pposta do movimento do obstilo
dinamico), e o B dentro da trajéfria inicial que esteja mais @ximo do eixoX do ponto de
colisdo, se o obsiculo se movimentar na vertical, ou do epse o obsiculo se movimentar
na horizontal.

O caminho gerado & substituir os @s equivalentes na trag@ta anterior. Os caminhos
sero ligados atra@s da curva d@&-Spline para o UAV fazer um movimento suave quando
for trocar de caminho. O pseudédigo para evitar obatulos difimicos pode ser visto no
Algoritmo 13.
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Algoritmo 13: Desvio de Obstculos Diramicos

1 in’cio

2

10

11

12

13

14

15

16

17

18

19

20

21

22

23

24

25

26

27

28

if houver coli§io entre 0 B atual e 0 ® que esteja a frente na trafigia a uma
distancia de 15% do tamanho total do &eio then
if Checar se o0 obétulo esh a pelo menos 10% do tamanho total do @en
de disénciathen
Flag = True
end

end

while Flag do

if Checar se ainda tem ol@stulo diramico pbximothen

Identi car a dire@o em que o ob&tulo esh se movendo

De nir o angulo entre o @atual e o objetivo e entre @ratual e o obsiculo

if Caso o obsiculo réo for atrapalhar a trajebria then

Flag = False

end

else

De nir o no atual como o de controle 1

De nir o nd em que havércolisio com a trajetria (o ro sea
distanciado 2 metros na di&g oposta ao do ol&tulo) como O de
controle 2

O no de controle 3 s@&ro mesmo que o 2

if Obstculo na verticathen

O nb que esteja a frente d@mtual na trajéiria mais poximo do

eixo X do ponto de col&o sea de nido como @ de controle 4
end

else
O nod que esteja a frente d@mtual na trajétria mais poximo do
eixo Y do ponto de col&o sea de nido como 1o de controle 4

end
Aplicar a curva deB-Splineaos ros de controle Substituir o caminho

gerado na trajéria completa
end

end

end
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5.9 Suaviza@o de Curva

A trajetoria ideal para um UAV seguir precisa obedecer as réasigliramicas e aero-
dinamicas do mesmo, ou seja, as curvas precisam ser o mais suavesipBANDEY; SHU-
KLA; TIWARI, 2018). Por isso, foi aplicadsplinesnas curvas das trafmias geradas de cada
algoritmo e para unir os replanejamentos de téajatcom o caminho geradoéab momento.
Matematicamente, as curvas BeSplinepodem ser desenhadas como umaesde segmentos
de linhas que unem os pontos de controle, como na Figura 5.8, que os pontos de cansle s
crculos destacados naéntices da trajétria.

FIGURA 5.8 — Exemplo deB-Spline

Fonte: Popria Autora

Com o Algoritmo 12 os pontos de controle da trajet seé onde ocorre as curvas. Desse
modo, & possvel aplicar diretamente as curvas BeSplinena trajebria gerada pelagtnicas
de Planejamento de Trafgta para obter uma trafatia suavizada.

Para unir a trajétria com os replanejamentos ocorridos, devidoahgbs & de nido como
ponto de controle apenas 6 que foi capaz de identi car a coli® pela primeira vez e o8
gue cam a 1.5 e 2 metros, respectivamente, a frentetddenorigem da nova trajgta. Dessa
maneira, 0 UAV passarpor uma curva suave para mudar da téajatoriginal para a nova
trajeria gerada pelo replanejamento.

A interpolago porspline cibico &€ uma écnica de aproxim@p que consiste em dividir
o intervalo de interesse enanios subintervalos e interpolar, da forma mais suave ypelss
baseados em polmios dibicos (MCKINLEY; LEVINE, 1998). Dessa forma, a trajeia
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gerada s&x mais suave, sendo ma&fl para o UAV se locomover.

Comn+ 1 pontos, cada pont® de nido por §;Y;), em quei & a ordem das coordenadas
ea= X< Xy <::< X,=b. O spline §x) satisfaz as seguintes propriedades (FRITSCH;
CARLSON, 1980):

1. Cada subintervalp; 1;%]; S(X) € um intervalo de grau 3, em que 1;:::;n

2. YX) & contnuo em[a; b] e tem derivada coimtua em[a; b] ate o grau 3

Esse netodo inicia selecionandé nos de interpola@o(x?;¥3); (<3 y2); :::; (68N; yON) entre
0 pontoinicial e o objetivo, para determinar os intervalos. @sdosplinesao usados para obter
0Sm pontos de interpol&mo X1; 1} Xm € Y1; i Ym que quando conectados formam um caminho
contnuo.

5.10 Tomador de Deciges

Inicialmente, o tomador de defiss atualiza a sua poaig atual (obtido pelos atodos
mostrados na S&g 5.7) e o mapa de acordo com a pasiglos obstculos ao redor (obtido
pelos nétodos explicados na Seg5.5 e 5.6).

Desse modo, o UAV té@ro rb inicial (sua posigo), o rd objetivo e o0 ceario em que ia
atuar, parcialmente. Com essas infories;eé posével aplicar asécnicas de planejamento de
trajebria mostradas no Caplo 4, as quais retornam uma trajgt suavizadas (como mostrado
na Se@o 5.9) para o UAV seguir.

Essa trajdiria € formada pelas coordenadas dos no mapa criado. Dessa forma, o UAV
pode sempre enviar novas coordenadas para o controlador (mostrad@o® 3¢c

Antes de enviar as coordenadas para o controlador agmoatgal e 0 mapa de obsulo
€ atualizado. Am de vericar se h colisio entre 0 UAV e um obatulo, e em seguida,
checar se & colisho entre o UAV e um obatulo eshtico reém descoberto, quando o mapa foi
atualizado. Caso haja cdiis com um obsiculo diramicoé feito o replanejamento de acordo
com o Algoritmo 13 na Sép 5.8. Caso haja coie com um obsiculo esitico, a trajebria é
recalculada com os algoritmos do Gafo 4, como mostrado na S&g5.5.

O uxograma do tomador de dediss pode ser visto na Figura 5.9.
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FIGURA 5.9 — Fluxograma do Tomador de Deciges.

Fonte: Popria Autora

5.11 Considerages nais

Neste caftulo mostrou-se o funcionamento do planejador e como 0 mesmo atua em cada
ambiente. Bem como, seutilizado em ambiente simulado e real. Té&mbfoi descrito como
a comunicago € feita entre o planejador e o UAV, em ambiente simulado e real, demonstrando
que a arquitetura proposta consegue fazer o planejamento em diversos tipos de UAVsS, com
controles diferentes.



Cap'tulo 6

SIMULAC, OES E ANALISES

Neste cajiulo apresenta-se como &errealizados os testes, e as simoécde cada etapa.
Assim como, o resultado e a&@ise de cada simulag.

Na primeira etapa, os testes foram realizados avaliando como o planejador se comporta li-
dando com cada uma dessas carétieas (1fo0 estruturado, desconhecido, e abatos dimicos)
separadamente, em Python. Em seguida, ainda em Python, foram fe&niesémncluindo to-
das essas caractgicas para avaliar o tempo de processamento e tamanho darteajBlestes
cerarios foi avaliado qual o melhor algoritmo a ser usado em cada ambiente e @naisas
principais di culdades, podendo ser em tamanho do ambie@teeno de obstculos, ou com-
plexidade do ambiente.

Na segunda etapa, foi simulado um @ga no Gazebo, com o objetivo de desenvolver e
testar um algoritmo, que inclua o planejador de ttajat que se comunique com o UAV. Por
m, na terceira etapa, esse @i foi testado em ambiente real, para valida&antca proposta.
Com esses resultados validou-se o algoritmo de planejamento dérteagiisenvolvido capaz
de se locomover em ambientes desconhecid@®eentruturados.

Nas simulades feitas em Python, o ambier@&m grid 2D ou 3D, em que cada chstilo
possui 0 tamanho de 0,5 metro. Na visual&maglos mapas, arparecer quedum espaco
entre as paredes. Isso deve-se ao fato que a visuabzicmapa mostra apenas 1 pixel, mas o
gue o UAV esh vendo de fat@ um obsiculo de 0,5 metro, que quandoadb lado de outro
obstculo de mesma dimeas fecha o espaco entre as paredes.

Todas as etapas astsendo realizadas em um notebook Samsung Odyssey Intel Core i7
7700HQ com 8 GB de RAM e placa dé&deo NVidia GTX 1050 4 GB. A linguagem adotada
foi o Python 3.6.
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FIGURA 6.1 — Ambientes. Em (a) Ambiente Pequeno e Simples, (b) Ambiente Pequeno e
Nao Estruturado, (c) Ambiente Grande e Simples, (d) Ambiente Grande e &b Estrutu-
rado - 1, e (e) Ambiente Grande e [do Estruturado - 2.

(@) (b)

(©) (d) (e)

Fonte: Popria Autora

6.1 Primeira Etapa

As simula@es foram realizadas em 5 ambientes diferentes visando analisén@uora
capacidade de cadeanica.

Houve a aalise de um ambiente pequeno e simples, (Figura 6.1 (a)), pequémoesinu-
turado (Figura 6.1 (b), grande e simples (Figura 6.1 (c)), grand®eestruturado - 1 (Figura
6.1 (d)), grande edo estruturado - 2 (Figura 6.1 (e)).

O ambiente pequeno possuiXd0 pontos e o ambiente grande possuiXl@®. Nesta
dissertago cada ponto essendo tratado como 1 metro, mas pode ser considerado como outros
valores, por exemplo, cada ponto equivale a 10 neitos, erio o0 ambiente pequeno tem 5
metros e o grande 10 metros.
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6.1.1 Simula@es e Aralise da Trajetbria 2D

Esta sego apresenta os resultados obtidos utilizand@asi¢as propostas em ambientes
desconhecidos e estruturados. A identi ca@p do ambiente foi realizada como descrita na
Se@o 5.5 a partir da simulag de um sensor laser no Python. Nestas sindekso UAV realiza
0 mapeamento do ambiente enquanto completa adrijebu seja, 0 ambientedesconhecido.

Alem disso, realizou-se umadise entre os algoritmos baseado no tempo para gerar a
trajetria e comprimento da mesma, especi cando para qualaojssu situago, cada algo-
ritmo obteve uma melhor performance. Desde a Tabela 6.4 @abela 6.5, agtnicas foram
avaliadas em 6 pametros, sendo eles:

1: Melhor tempo, em segundos;

e 2: Pior tempo, em segundos;

» 3: Média do tempo, em segundos;

 4: Variancia do tempo, em segundos;

» 5. Desvio padao do tempo, em segundos;

» 6: Distancia da trajétria, em metros;

6.1.1.1 Ambiente Pequeno e Simples

Entre a Figura 6.2 e 6.10 mostra-se os resultados de cada um dos algoritmos propostos em
um ambiente pequeno e simples, Figura 6.1 (a), sendo desconhecido.

FIGURA 6.2 — A* em Ambiente Pequeno e Simples.

@) (b) (©)

Fonte: Poépria Autora
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FIGURA 6.3 — APF em Ambiente Pequeno e Simples.

@) (b)

Fonte: Pépria Autora

FIGURA 6.4 — PRM em Ambiente Pequeno e Simples.

(@) (b)

Fonte: Pépria Autora

FIGURA 6.5 — RRT em Ambiente Pequeno e Simples.

(@) (b)

Fonte: Poépria Autora
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FIGURA 6.6 — RRT-C em Ambiente Pequeno e Simples.

@) (b)

Fonte: Poépria Autora

FIGURA 6.7 — PSO em Ambiente Pequeno e Simples.

@) (b) (©

Fonte: Popria Autora

FIGURA 6.8 — GWO em Ambiente Pequeno e Simples.

@) (b)

Fonte: Pépria Autora
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FIGURA 6.9 — GSO em Ambiente Pequeno e Simples.

(@) (b)

Fonte: Popria Autora

FIGURA 6.10 — RL em Ambiente Pequeno e Simples.

Fonte: Popria Autora

Tabela 6.1: Ambiente Pequeno e Simples.

1(s) 2(s) 3(s) 4(s) 5(s) 6(m)

A* 082 153 1,18 0,03 0,19 72,37
APF 0,21 154 0,66 0,18 0,43 67,61
PRM 129 149 136 0,01 0,11 71,09
RRT 0,11 0,29 0,18 0,009 0,09 69,09
RRT-C 0,06 0,12 0,09 0,002 0,04 70,83
PSO 56 956 8,02 217 1,47 73,77
GWO 5,44 544 544 O 0 74,41

GSO 59 7,77 6,87 163 128 77,37
RL 4,17 4,17 4,17 O 0 83,77

Na Tabela 6.1 podemos ver queaenica RRT-C obteve melhor resultado em ratago
tempo. Poem, o APF obteve o menor comprimento da ti@et Analisando as trajetias rea-
lizadas pelasgtcnicas podemos perceber que tanto o APF quanto o RRT-C retornaram formatos
de trajebrias semelhantes e que respeitam as réssiglimicas e aerodamicas do UAV,
devido as poucas curvas no caminho e as que existém bastante suavizadas. A trajeh
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gerada pelo RIE uma boa oo para o UAV seguirg que possui poucas curvas, minimizando
o Jerk permitindo que o UAV aumente a velocidade e chegue ragislo ao seu obijetivo.

6.1.1.2 Ambiente Pequeno e &b Estruturado

Entre a Figura 6.11 e 6.19 mostra-se os resultados de cada um dos algoritmos propostos em
um ambiente pequeno @o estruturado, como mostrado na Figura 6.1 (b), sendo desconhecido.

FIGURA 6.11 — A* em Ambiente Pequeno e [do Estruturado.

@) (b) (©)

Fonte: Poépria Autora

FIGURA 6.12 — APF em Ambiente Pequeno e Blo Estruturado.

@) (b)

Fonte: Popria Autora
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FIGURA 6.13 — PRM em Ambiente Pequeno e Bo Estruturado.

@) (b)

Fonte: Popria Autora

FIGURA 6.14 — RRT em Ambiente Pequeno e Bo Estruturado.

@) (b) (©

Fonte: Pépria Autora

FIGURA 6.15 — RRT-C em Ambiente Pequeno e Bo Estruturado.

(@) (b) (©)

Fonte: Popria Autora
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FIGURA 6.16 — PSO em Ambiente Pequeno e &b Estruturado.

@ (b)

Fonte: Popria Autora

FIGURA 6.17 — GWO em Ambiente Pequeno e Bo Estruturado.

@) (b)

Fonte: Popria Autora

FIGURA 6.18 — GSO em Ambiente Pequeno e &b Estruturado.

@) (b)

Fonte: Poépria Autora
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FIGURA 6.19 — RL em Ambiente Pequeno e &o Estruturado.

Fonte: Popria Autora

Tabela 6.2: Ambiente Pequeno e Blo Estruturado.

1(s) 2(s) 3(s) 4(s) 5(s) 6(m)

A* 083 149 1,26 0,03 0,18 72,15
APF 0,23 0,46 0,28 0,004 0,06 67,74
PRM 1,32 1,49 1,40 0,002 0,05 73,23
RRT 0,09 056 0,28 0,02 0,14 77,29
RRT-C 0,08 050 0,20 0,01 0,13 75,96
PSO 581 803 7,17 1,03 1,01 68,32
GWO 5,75 10 7,88 9,04 3 75,23
GSO 6,41 98 81 574 239 76,64
RL 269 428 324 081 09 74,71

Na Tabela 6.2 podemos ver queéenica RRT-C obteve melhor resultado em rataego
tempo, estando menos que 0,1 segundo nagislo que o RRT. Pém, o APF obteve o menor
comprimento da trajétia estando aproximadamente 0,2 segundos mais lento. Analisando as
trajerias realizadas pelaédnicas podemos perceber que o0 RRTAD forneceu uma curva
tao suavizada, e o APF se aproximou bastante d@obikst. En&o, considerando menor tempo,
menor comprimento da trafiia e caminho mais suave a ser seguido, o A* apresentou melhores
resultados. A trajétria gerada pelo GSO e pelo RL apresentaram um caminho com menos

curvas e com um bom comprimento, permitindo que o UAV aumente a velocidade e chegue
mais @apido ao seu objetivo.

6.1.1.3 Ambiente Grande e Simples

Entre a Figura 6.20 e 6.28 mostra-se os resultados de cada um dos algoritmos propostos em
um ambiente grande e simples (Figura 6.1 (c)), sendo desconhecido.
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FIGURA 6.20 — A* em Ambiente Grande e Simples.

Fonte: Popria Autora

FIGURA 6.21 — APF em Ambiente Grande e Simples.

@) (b)

Fonte: Popria Autora

FIGURA 6.22 — PRM em Ambiente Grande e Simples.

@) (b)

Fonte: Pépria Autora
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FIGURA 6.23 — RRT em Ambiente Grande e Simples.

@) (b)

Fonte: Popria Autora

FIGURA 6.24 — RRT-C em Ambiente Grande e Simples.

@) (b)

Fonte: Popria Autora

FIGURA 6.25 — PSO em Ambiente Grande e Simples.

@) (b)

Fonte: Poépria Autora






