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RESUMO

Nesta tese introduzimos uma analise Bayesiana para dados de sobrevivéncia
multivariados, na presenca de um vetor de covaridveis e observagoes censuradas.
Diferentes “fragilidades”ou varidveis latentes sao consideradas para capturar a
correlacao existente entre os tempos de sobrevivéncia, para o mesmo individuo.
Também apresentamos uma analise Bayesiana para algumas das mais populares
distribuicoes exponenciais bivariadas introduzidas na literatura. Uma andlise
Bayesiana também é introduzida para a distribuicao exponencial bivariada de
Block & Basu, usando métodos MCMC (Monte Carlo em Cadeias de Markov)
e considerando os tempos de sobrevivéncia na presenca de covaridveis e dados
censurados. Em outro tépico, introduzimos uma analise Bayesiana para dados
de sobrevivéncia bivariados na presenca de covaridveis e observagoes censuradas,
assumindo diferentes distribuigoes bivariadas Weibull derivadas de algumas fungoes
cépulas existentes. Uma grande simplificacdo computacional para simular amostras
da distribuicao a posteriori conjunta de interesse é obtida usando o software
WinBUGS. Ilustragoes numeéricas sao introduzidas considerando conjunto de dados

reais, para cada uma das metodologias propostas.

Palavras chaves: Distribuicoes bivariadas Weibull, distribui¢ao exponencial biva-
riada de Block & Basu, funcoes copulas, métodos MCMC, analise Bayesiana, dados

censurados, covariaveis.



ABSTRACT

In this work, we introduce a Bayesian Analysis for survival multivariate data in
the presence of a covariate vector and censored observations. Different “frailties”or
latent variables are considered to capture the correlation among the survival times
for the same individual. We also introduce a Bayesian analysis for some of the most
popular bivariate exponential distributions introduced in the literature. A Bayesian
analysis is also introduced for the Block & Basu bivariate exponential distribution
using Markov Chain Monte Carlo (MCMC) methods and considering lifetimes in
presence of covariates and censored data. In another topic, we introduce a Bayesian
Analysis for bivariate lifetime data in the presence of covariates and censoring
data assuming different bivariate Weibull distributions derived from some existing
copula functions. A great computational simplification to simulate samples for the
joint posterior distribution is obtained using the WinBUGS software. Numerical
illustrations are introduced considering real data sets considering every proposed

methodology.

Key words: Bivariate Weibull distributions, Block & Basu bivariate exponential
distribution, Copula functions, MCMC methods, Bayesian analysis, censoring data,

covariates.
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Capitulo 1
Introducao

O objetivo principal desta tese é modelar, via métodos Bayesianos, dados de sobre-
vivéncia multivariados, na presenca de covariaveis e observacoes censuradas.

Um conjunto de dados de sobrevivéncia multivariados geralmente apresenta associagao
entre os tempos de sobrevivéncia, onde essa possivel associacao ¢ modelada frequente-
mente através de um modelo de fragilidade. Nesse modelo, um efeito aleatério, denomi-
nado fragilidade, é introduzido na funcao de risco para descrever essa possivel heteroge-
neidade entre as unidades em estudo.

Outra forma de modelar esse tipo de dados, em especial dados bivariados, é a utilizacao
dos populares modelos de tempos de sobrevivencia dados pelas distribuicoes exponenciais
bivariadas, onde podemos destacar os modelos de: Block & Basu (1974); Farlie-Gumbel-
Morgenstern (Farlie, 1960); Gumbel (1960); Freund (1961) e Marshall & Olkin (1967a,b).

Também podemos utilizar diferentes formulagoes para a distribuigao Weibull ou outras
distribuicoes de sobrevivéncia, para tempos de sobrevivéncia bivariados, considerando o
uso de fungoes cépulas (veja por exemplo, Nelsen, 1999; Trivedi & Zimmer, 2005a,b).

Problemas relacionados com tempos de sobrevivéncia e ocorréncia de eventos sucessi-
vos como, por exemplo, dois ou mais tempos de sobrevivéncia associados a cada unidade
(podem ser componentes ou individuos), sd@o aplicagbes comuns em vérias areas, como
medicina e engenharia. Nesse caso uma suposicao de independéncia para os tempos de
sobrevivéncia pode nao ser adequada, sendo razoavel supor, quando existe um agrupa-
mento natural ou artificial de unidades, que haja alguma associagao entre os tempos de
um mesmo grupo. Como alguns desses eventos de interesse nao sao terminais (ndo hé
morte do individuo) e podem ocorrer mais de uma vez para uma mesma unidade, temos
os conhecidos eventos recorrentes.

No caso de dois tempos de sobrevivéncia podemos adotar um modelo de riscos pro-
porcionais de Cox (Cox, 1972), considerando os tempos independentes e incorporando as

covariaveis e a presenca de um efeito aleatério que captura a possivel correlagao entre os
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tempos de vida; ou ainda utilizando um modelo de sobrevivéncia paramétrico bivariado
(ver por exemplo, Block & Basu, 1974). Quando sao considerados mais de dois tempos de
sobrevivéncia ou mesmo dados bivariados associados a um mesmo paciente, a abordagem
classica pode se tornar muito complexa e imprecisa e a metodologia Bayesiana surge como
boa alternativa.

Nesta tese, vamos explorar alguns modelos de sobrevivéncia multivariados propostos
na literatura, usualmente considerados para dados sem censuras e generalizar esses re-
sultados na presenca de dados censurados e covariaveis. Isso sera considerado para a
distribuigdo exponencial bivariada de Block & Basu. Além disso, vamos propor dife-
rentes estruturas de fragilidade para capturar a correlacao existente entre os tempos de
sobrevivéncia multivariados e propor novos modelos de sobrevivéncia derivados de fungoes
cépulas, em especial considerando dados de sobrevivéncia bivariados. Para a analise es-
tatistica dos modelos propostos, vamos usar a metodologia Bayesiana onde sumaérios a
posteriori de interesse serao obtidos via simulagago MCMC (Monte Carlo em Cadeias de
Markov).

A tese é organizada da seguinte forma: no Capitulo 2, apresentamos alguns conceitos
basicos em analise de sobrevivéncia; no Capitulo 3, introduzimos alguns conceitos basicos
sobre métodos Bayesianos e em especial sobre métodos MCMC (Monte Carlo em Cadeias
de Markov); no Capitulo 4, introduzimos alguns modelos de regressao para dados de so-
brevivéncia multivariados na presenca de diferentes estruturas de fragilidade; no Capitulo
5, introduzimos uma analise Bayesiana para alguns modelos paramétricos usuais para da-
dos de sobrevivéncia bivariados; no Capitulo 6, apresentamos uma analise Bayesiana para
a distribuicao exponencial bivariada de Block & Basu na presenga de dados censurados e
covariaveis; no Capitulo 7, introduzimos alguns modelos de sobrevivéncia bivariados deri-
vados de funcoes cépulas, com especial destaque para a distribuicao bivariada de Weibull
na presenca de censuras e covariaveis; finalmente no Capitulo 8, apresentamos algumas
conclusoes e perspectivas futuras.

Alguns dos programas desenvolvidos para os modelos propostos, sao apresentados no

Apéndice B; os demais podem ser obtidos diretamente com o autor desta tese.



Capitulo 2

Analise de Sobrevivéncia

A analise de sobrevivéncia é uma das areas da Estatistica que experimentou um rapido
crescimento durante a tiltima metade do século XX (Colosimo & Giolo, 2006). Um fator
que contribuiu para a aplicacao intensa desses métodos em diversas areas do conhecimento,
foi sua implementacao nos atuais programas computacionais, mais rapidos e flexiveis.
Uma indicacao desse sucesso é o numero elevado de publicagoes na area de medicina,
por exemplo, que cresceu de 11% em 1979, para 32%, em 1989, no nimero de artigos do
conceituado periddico The New England Journal of Medicine.

A analise de sobrevivéncia pode ser definida, de forma ampla, como a analise do tempo
até a ocorréncia de um dado evento. Este tempo é denominado tempo de falha e pode
ser o tempo até a morte do paciente, bem como até a cura ou recidiva de uma doenca.

A principal caracteristica de dados de sobrevivéncia é a presenca de censuras, que é
a observacao parcial da resposta. Isto se refere a situacoes em que, por alguma razao, o
acompanhamento do paciente foi interrompido, seja porque o mesmo mudou de cidade,
o estudo terminou para a analise dos dados ou, o paciente morreu de causa diferente da
estudada. Sem a presenca de censuras, técnicas estatisticas classicas usuais podem ser
usadas para analisar os dados (ver por exemplo, Kalbfleisch & Prentice, 2002).

Por outro lado, alguns eventos de interesse nao sao terminais e podem ocorrer, para o
mesmo individuo, mais de uma vez; originando os eventos recorrentes.

Para eventos recorrentes os dados sao observados para cada individuo, sendo verifi-
cados nas areas de estudos clinicos, demografia, criminologia, confiabilidade industrial e
producao. Esse tipo de dados surge naturalmente em estudos longitudinais envolvendo

tempos de sobrevivéncia multiplos. Diversos artigos e trabalhos tém abordado problemas
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de eventos recorrentes, como por exemplo, Lawless & Nadeau (1995) e Tomazella (2003),
que utilizam um Processo de Poisson para desenvolver modelos que enfocam o nimero
esperado de eventos ocorridos em um determinado intervalo de tempo.

Apresentamos a seguir, alguns conceitos que sao importantes em analise de sobre-

vivéncia.

2.1 Dados de Sobrevivéncia

Quando se trata de andlise de sobrevivéncia, as unidades de estudo sao usualmente
individuos. Essas unidades que compoem os dados de sobrevivéncia, sao formados essen-
cialmente pelos tempos de vida das mesmas até a ocorréncia do evento de interesse. Os
tempos de sobrevivéncia, como normalmente sao chamados, podem também ser referidos
como tempos de falhas ou tempos de vida.

Os dados de sobrevivéncia incorporam tanto os tempos de sobrevivéncia como o con-
junto de outras varidveis observaveis que podem estar relacionadas com esses tempos. Es-
sas varidveis sdo chamadas covaridveis ou varidveis explicativas (explanatérias). Quando
os tempos de sobrevivéncia estao relacionados com essas covariaveis, dizemos que a po-
pulacao é heterogénea; caso contrario ela ¢ homogénea.

As covariaveis normalmente sao medidas uma tnica vez ao longo do tempo de estudo
e por conta disso, sao fixas. Em alguns casos, onde as covaridaveis nao sao fixas, estas
variam em fung¢ao do tempo, modificando-se durante o periodo de observac¢ao (ver por
exemplo, Tomazella, 2003).

A varidvel aleatdria continua e nao-negativa denotando o tempo de sobrevivéncia
(T > 0), pode ser expressa através de fungbes matematicamente equivalentes, onde a
especificacao de uma delas é suficiente para derivar as outras. Entao temos as fungoes:
densidade de probabilidade, f(t), a de sobrevivéncia, S(t) e a de risco, h(t); que sdo
apresentadas nesta secao.

Estas fungoes sao utilizadas na pratica com o objetivo de descrever os aspectos apre-
sentados pelo conjunto de dados.

A fungao densidade de probabilidade (fdp) é expressa como o limite da probabilidade
de um individuo vir a experimentar o evento de interesse no intervalo de tempo [t,t + dt)

por unidade de tempo e é expressa como (ver por exemplo, Lee & Wang, 2003),
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Pt <T<t+dt)
dt—0 dt

, (2.1)

no qual f(t) > 0 para todo t. Por se tratar de uma fdp, temos a 4rea abaixo da curva
igual a 1.

A funcao que descreve a forma distribucional dos tempos de sobrevivéncia através da
probabilidade de um individuo nao falhar (ou do evento de interesse nao ocorrer), pelo

menos até um instante de tempo ¢, é dada por (ver por exemplo, Lawless, 1982),

S(t) = P(T>t) (2.2)
- 1-P(T<?t)

P
_ 1—/0tf(U)du,

em que f(-) é a fdp; S(t) é a fungdo de sobrevivéncia no tempo fixado ¢.

Alternativamente, (2.2) pode ser escrita na forma

St =1-F(t), (2.3)

sendo F' (t) a probabilidade de um individuo experimentar o evento de interesse até o
tempo t; entao a partir de (2.3), temos S (t) + F (t) = 1 (F(t) é a fungao de distribuicao
acumulada).

Também observamos em (2.2), uma fungdo mondtona nao-crescente no intervalo de
tempo 7 = [0,00), tal que S(0) =1 e S(o0) = lim;,» S (t) = 0.

A funcao de risco fornece a taxa instantanea de falha, por unidade de tempo, isto é,
o limite da probabilidade de um individuo falhar no intervalo de tempo [t,t 4 dt) com
dt — 0, dado que ele tenha sobrevivido até o instante ¢ e é expressa por (ver por exemplo,
Cox & Oakes, 1984)

Bt = lim P<T<t+dt|T>t) 2.4)
dt—0+ dt

Devido a sua interpretagao, a funcao de risco (2.4) tem sido preferida por muitos
autores para descrever o comportamento do tempo de sobrevivéncia e sua importancia é
descrita por Klein & Moeschberger (1997).

A funcao de risco também é conhecida como forca de mortalidade ou taxa de mor-
talidade condicional. Além disso, através da funcao de risco pode-se caracterizar classes
especiais de distribuicoes de tempos de sobrevivéncia, de acordo com o seu comporta-
mento em relacao ao tempo. A funcgao de risco pode ser constante, crescente, decrescente

ou mesmo nao monotona. Algumas distribuigoes usuais de tempo de sobrevivéncia sao por
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exemplo, a exponencial, que apresenta a fungao de risco constante e a Weibull (Weibull,
1951), que apresenta fungao de risco crescente, decrescente ou ainda constante. Estas
funcoes, bem como outras, serao apresentadas no decorrer desta tese.

Da fungao de risco, dada em (2.4), temos que

< >
h(t) = Tim Pt<T<t+dt|T >t)
dt—0 dt
Pt <T<t+adt)
lim
dt—0  dtP (T >t)
— lim Ft+dt)—F(@t)] 1
dt—0 dt S (t)

- (@) 5w
()

= —. 2.5
S (2.5)
Usando a relagao apresentada em (2.3), temos que (2.5) pode ainda ser escrita como
sendo
S’ (t) d
- — =——1 : 2.
h() =5 =~ o8[S (1) (26)

A partir de (2.6) temos,

S () = exp {_ /0 () du} , (2.7)

ja que foth (u) du é a fungao de risco acumulada e é finita para algum tempo t > 0 e

I~ h (u) du = .
Desta forma, temos duas expressoes alternativas para representar a fdp da variavel

aleatéria T

2.1.1 Censuras

Um complicador presente nos dados de sobrevivéncia relaciona-se ao fato da variavel

de interesse, normalmente tempo de sobrevivéncia, nao ser medida instantaneamente e in-
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dependentemente do tamanho da resposta. Para obter valores grandes da varidvel tempo,
necessitamos de mais tempo e persisténcia nas observagoes. Em situacoes extremas, este
fato pode comprometer a observacao do valor da variavel para alguns individuos, uma
vez que o evento de interesse pode nao ocorrer até o final do tempo de estudo. Também
o individuo pode abandonar o estudo antes mesmo da ocorréncia do evento de interesse
ou vir a 6bito devido a outras causas, que nao seja a estudada (Achcar et al., 2002). Esse
tipo de dados sao denominados tempos censurados.

Os tempos censurados devem ser usados na analise estatistica, pois mesmo incompletas
essas observacoes nos fornecem informagoes sobre o tempo de falha dos pacientes; sendo
que sua omissao levara certamente a conclusoes erroneas.

Desta forma existe a necessidade de introduzir uma variavel extra na andlise, indi-
cando se o individuo teve ou nao seu tempo de sobrevivéncia exatamente observado. Na
literatura de analise de sobrevivéncia essa variavel é conhecida, como variavel indicadora

de falha e assume os valores,

5 1 para observagao completa
0 para observacao censurada.

Podemos citar quatro tipos de censuras (ver por exemplo, Lee & Wang, 2003):

e Censura do tipo I: ocorre quando o estudo termina em um tempo pré-estabelecido
e alguns dos tempos de sobrevivéncia dos pacientes nao puderam ser observados,
tendo seus tempos censurados a direita. Por exemplo, suponha que seis ratos tenham
sido expostos a um agente carcinogénico, pela injecao de células contaminadas nos
seus pés. Os tempos de desenvolvimento de um tumor, de um dado tamanho, sao
observados. O pesquisador decide terminar o experimento depois de 30 semanas. A
Figura 2.1(a) é um gréfico dos tempos de desenvolvimento dos tumores. Os Ratos
A, B e D desenvolveram tumores apds 10, 15 e 25 semanas, respectivamente. Os
ratos C e E nao desenvolveram tumores no final do estudo (seus tempos livres de
tumores ocorrem apos 30 semanas). O rato I’ morreu acidentalmente, sem tumores,

apos 19 semanas de observacao, portanto antes do tempo de censura.

e Censura do tipo II: ao invés do tempo final do estudo ser pré-estabelecido, o
estudo termina apés um determinado nimero de pacientes experimentar o evento
de interesse. Neste caso, se nao ha perda acidental, as observagoes censuradas
sao de comprimento igual a das observagoes nao-censuradas. Do exemplo anterior,
podemos observar na Figura 2.1(b), que o pesquisador pode decidir terminar o
estudo depois que quatro, dos seis ratos, tenham desenvolvido tumores (no grafico,

as " 7" significam observagoes perdidas).
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e Censura aleatdria: diferentemente das outras censuras, ela é mais dificil do expe-
rimentador ter controle . Geralmente ocorre quando o paciente abandona o estudo

sem ter experimentado o evento de interesse. Por exemplo, o rato F' da Figura 2.1

(a).

e Censura intervalar: ocorre quando nao se conhece o tempo exato em que ocorreu

o evento de interesse, mas sim, que ele ocorreu dentro de um intervalo de tempo

especificado.

Al A ?

B X B X
2 C 5’ C X
€ 5]
% p X Moo

E E p————

F % F—7?

0 5 10 15 20 25 30 0 5 10 15 20 25 30
Tempo - Semanas Tempo - Semanas

(a) (b)

Figura 2.1: (a): Dados censurados do tipo I. (b): Dados censurados do tipo II.

2.1.2 Presenca de Variaveis Explicativas

Além do tempo de sobrevivéncia e da variavel indicadora de falha, podemos ter ob-
servado, nos dados, varidveis (por exemplo, sexo e idade) que representam tanto a he-
terogeneidade existente na populacao, como também possiveis tratamentos aos quais os
individuos sao submetidos.

Tais varidveis sao conhecidas como covaridveis ou variaveis explicativas. Muitas ve-
zes, 0 objetivo na andlise de sobrevivéncia estd centrado na relagao entre o tempo de
sobrevivéncia e algumas varidveis explicativas de interesse (ver por exemplo, Dias, 2002).

Para uma anélise estatistica, temos as variaveis tempo de sobrevivéncia, variavel in-

dicadora de censuras e um vetor de varidveis explicativas disponiveis para essa analise.
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Um complicador adicional que também pode ocorrer na analise de sobrevivéncia é
encontrar varidveis explicativas dependentes do tempo, ou seja, os valores das covariaveis
no final do estudo podem diferir dos valores iniciais. Por exemplo, podemos ter um
experimento em que a dose de um medicamento é modificada ao longo do experimento,
uma vez que o paciente pode sofrer algum tipo de efeito colateral da droga (ver por

exemplo, Tomazella, 2003).

2.2 Tempos de Falhas Multivariados

Existem diferentes classificagoes para dados multivariados de sobrevivéncia (ver por
exemplo, Hougaard, 2000; Kalbfleisch & Prentice, 2002). Os tempos de falha multivariados

sao obtidos quando:

(a) Dois ou mais eventos, do mesmo tipo ou de tipos diferentes, ocorrem no mesmo

individuo;

(b) Eventos ocorrem em individuos que estao agrupados pelo planejamento usado no
estudo, e existe razao para assumir uma possivel estrutura de correlagao entre os
tempos de falha de individuos do mesmo grupo, sendo que ha independéncia entre

0S grupos.
Segundo Therneau & Grambsch (2000), as falhas podem ser classificadas como sendo:

(a) Falhas ordenadas: sao os eventos recorrentes que surgem quando cada individuo em
observagao esta sujeito a experimentar o mesmo evento varias vezes, como um estudo
que registre os tempos de ocorréncia do primeiro e segundo infarto do miocardio.
Sao falhas ordenadas porque um individuo s6 estarda em risco de experimentar a

segunda falha se apresentou a primeira;

(b) Falhas n&o-ordenadas de tipos diferentes: sdo diferentes tipos de eventos, em
que cada individuo pode passar por diferentes estados em qualquer ordem. Podem
ser encontrados em estudos que acompanham a evolucao da diabetes em que se
registram os tempos até as ocorréncias de algumas sequelas de interesse, como reti-
nopatia, nefropatia, microangiopatia e neuropatia. Uma caracteristica desses dados
é que cada tipo de falha pode ocorrer somente uma vez para o mesmo individuo,

nao permitindo eventos recorrentes;
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(c) Falhas ndo-ordenadas de mesmo tipo: ocorrem em individuos que pertencem a
algum tipo de agrupamento, como os estudos de familias, em que cada membro da
mesma estd sob o risco de apresentar o evento de interesse. Os tempos de falha sao
eventos ocorrendo em 6rgaos similares de um mesmo individuo, como o tempo até

o inicio de perda visual em cada olho;

(d) Modelo de riscos competitivos: quando um tnico evento ocorre no individuo
dentre varios possiveis eventos, ou seja, ha interesse em mais de um tipo de falha
mas a ocorréncia da primeira inibe as outras falhas, como o estudo de mortalidade

por causa do 6bito;

(e) Modelo multiestado: quando permite a ocorréncia de eventos de diferentes tipos ou
iguais, no mesmo individuo, ou seja, a ocorréncia de um tipo de falha nao inibe a
ocorréncia do mesmo tipo de falha e nem a ocorréncia de outro tipo de falha. Um
exemplo é o estudo para analisar os tempos até a infeccao por fungos, bactérias ou

virus em transplantados.

2.2.1 A Funcao de Verossimilhanca

Como a presenca de tempos censurados é muito comum no contexto da andlise de
sobrevivéncia, suponha dados censurados a direita. Suponha também um esquema de
censuras onde as mesmas ocorrem em diferentes tempos, de individuo para individuo, e
que tal esquema sempre possa ser considerado estatisticamente independente do meca-
nismo que causa o evento de interesse no individuo (ou ocorréncia da caracteristica em
observagao), ou seja, um esquema de censuras independentes dos tempos de sobrevivéncia
e das covariaveis.

Nesse esquema, ou o tempo exato de ocorréncia Y; da caracteristica para o i-ésimo
cliente é conhecido, ou apenas tem-se a informacao de que este tempo é maior do que o
tempo pré-fixado de censuras (L;). Desta forma o conjunto £ agrupa essencialmente os
valores observados para os tempos de sobrevivéncia T; e as funcoes indicadoras de censuras

0;,1=1,2,...,n definidas por,

T Yi, se Vi< L; 5 1, se ;<L
i (S i .
L;, seY,>L; 0, seY;,>1L;

(2.9)
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Nas populagdes homogéneas o conjunto £ é dado pelos pares (t;,0;), i = 1,2,...,n;

a0 passo que para as populagoes heterogéneas o conjunto £ é dado por

Ez{(ti,csi,xi),i:1,2,...,n}, (210)

com t; o valor observado do tempo de sobrevivéncia T; e ¢; a funcao indicadora de falhas

da unidade 7, com vetor de covariaveis x;, 1 =1,2,...,n.

Através das equagoes (2.1) e (2.7) e na presenca de censuras, pelo esquema descrito

acima, temos a funcao de verossimilhanca dada por,

L(0;t) = [ [f (b 0)) [S (t::0)]" . (2.11)
i=1
Utilizando a representacao (2.8), a fungao de verossimilhanga (2.11) pode ser reescrita

CcOo1mo

n

t
L(0;t) = H [ (t:)]% exp {—/ h (u) du} : (2.12)

i=1 0
Para estimar os parametros do modelo, podemos fazer via maximizagao direta da

equagao (2.12), utilizando métodos numéricos, como o método de Newton-Raphson.

2.3 Modelos Paramétricos de Sobrevivéncia

Embora existam vérios modelos probabilisticos, alguns ocupam maior destaque por sua
comprovada adequacao a varias situagoes reais, ou seja, por modelar de forma plausivel
os tempos de sobrevivéncia. Em particular, nesta secao, serao abordadas quatro das prin-
cipais distribuigoes de probabilidade utilizadas na modelagem de dados de sobrevivéncia:

a exponencial, a Weibull, a gama e a gama generalizada.
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2.3.1 Modelo Exponencial

A distribuicao exponencial é uma das mais simples e importantes distribuicoes de pro-
babilidade utilizada na modelagem de dados que representam o tempo até a ocorréncia de
algum evento de interesse. Essa distribuicao tem sido utilizada amplamente em pesquisas
envolvendo tempo de sobrevivéncia ou tempo de remissdo de doengas cronicas (ver por
exemplo, Feigl & Zelen, 1965).

Uma varidvel aleatéria nao-negativa continua 7' possui distribuicao exponencial com
parametro v > 0 (tempo médio de vida), se a sua fungao densidade de probabilidade e de

sobrevivéncia forem, respectivamente,

f(tlv) =vexp(—tv) e S(t) = exp(—tv), t>0,v>0. (2.13)

Essa distribuicao é caracterizada pela propriedade da “falta de memodria”, ou seja,
apresenta uma fungao de risco constante ao longo do tempo (Lawless, 1982). Portanto a

funcao de risco é dada por,

h(t)=v,  Vt>0. (2.14)

Na area de confiabilidade significa que um componente com 10000 horas de uso tem
o mesmo risco de falha que um componente recém fabricado. Em muitas aplicagoes esse
fato pode nao ser realista, ja que o envelhecimento do componente ou do equipamento
pode influenciar na fungao de risco. Por exemplo, um computador pode ter risco de falha
crescente, apds um periodo inicial de funcionamento, com o tempo de uso. Nesse sentido
surge entao, a necessidade de obter uma distribuicao que contemple este fato, que é o caso
da distribuicao Weibull.

2.3.2 A Distribuicao Weibull

A distribuicao Weibull foi proposta originalmente por Weibull (1951) e tem sido am-
plamente usada como modelo em confiabilidade e aplicagbes biométricas e industriais, por
exemplo, em estudo do tempo de ocorréncia de tumores em populagdo humana (Whitt-
more & Altschuler, 1976) ou estudo em laboratérios de animais (Peto et al., 1972), entre

tantas outras situacoes.
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Sua funcao densidade de probabilidade, de sobrevivéncia e de risco, sao dadas respec-

tivamente por,

f (o) = vy (i) exp[= (v8)], S (1) = exp[— (vt)] (2.15)

h(t)=vy(wt)™, t>0, yev>0, (2.16)

onde vy é o parametro de forma e v é o parametro de escala.

Uma das caracteristicas importantes desta distribuicao, na modelagem de tempos de
sobrevivéncia, esta relacionada a sua flexibilidade em acomodar diferentes formas para
a funcao de risco. Temos fungoes de risco monodtonas decrescentes para o parametro de
forma v < 1; funcoes de risco mondtonas crescentes para v > 1; e risco constante para
~v =1 (caso particular, distribuigdo exponencial).

A Figura 2.2 (a) apresenta graficos que mostram a grande variedade de formas da
funcao de risco e a Figura 2.2 (b) mostra varias formas para a fun¢ao de sobrevivéncia

para o modelo Weibull, considerando diferentes valores de ~.

3.0
1.0

h(t)
2.0 2.5
0.6 0.8

15

S(t)

1.0

0.5
1
0.2

0.0
1
0.0
1

Figura 2.2: (a): Funcao de risco para diferentes valores de +, (b): Funcao de Sobrevivéncia
para diferentes valores de 7.

E importante ressaltar que o modelo de regressao Weibull é um caso particular do

modelo de Cox (Cox, 1972), quando se toma A\o(t) = 77! na expressao:

Alt) = Ao(t)g (x'B)., (2.17)

em que g é uma fungao nao-negativa que deve ser especificada, tal que g(0) = 1.
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O modelo Weibull, na presenca de covariaveis, é estendido a partir da densidade de
probabilidade (2.15), assumindo que o parametro de escala v é dado por G(x;,3) =
exp(x!{8), com [ o vetor de coeficientes desconhecidos associados ao vetor de covaridveis

x. Entao o modelo Weibull, com covariaveis é definido pela funcao de risco condicional,

h(tlx) =~ () "exp(x,8), t>0. (2.18)

Temos o efeito das covaridveis, na funcao de risco do modelo (2.18), como multiplica-
tivo; mas é comum considerarmos uma transformagao na variavel aleatoria T', tal que um
modelo de locagao-escala ¢ obtido.

A transformacao usada é dada por

Y=In(T) =a+~Z, (2.19)

com o=~ u=—log (exp(x;,B)) = —x;3 e Z uma variavel aleatéria com distribuicao
valor-extremo padrao, cuja densidade f (z) = exp (z — €*), —00 < z < 0.

Na distribui¢ao padronizada, temos a fun¢ao densidade como sendo,

fy) = Lexp [% — exp (%)] , (2.20)

em que o e j sao os parametros de locagao e escala, respectivamente, da distribuigao.

2.3.3 As Distribuicoes Gama e Gama Generalizada

A distribuicao gama tem sido usada frequentemente, em problemas de confiabilidade
industrial e sobrevivéncia humana. Essa distribuicao é caracterizada por dois parametros:
v e v. Quando 0 < v < 1, a taxa de risco decresce monotonicamente de infinito para
v, com o tempo crescendo de 0 para infinito. Quando v > 1 a taxa de risco cresce
monotonicamente de 0 para v, com o tempo crescendo de 0 para infinito. Quando v =1,
a taxa de risco é igual a v, constante (caso da exponencial).

Seja W; uma variavel aleatéria com uma distribuigado Gama(~y, v), com densidade,

U7

f(wily,v) = szfl exp {—vw; }, (2.21)

comv>0,v>0ew; >0parat=1,2,...,n.

Da equagao (2.21) observamos que,
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/00 w)! ™! exp {—vw;} dw; = F(Fy). (2.22)

VY

A fungao de sobrevivéncia é dada por

S(w) = /woo Fl(};)aﬂ_l exp {—vz} dx. (2.23)

A esperanca, a variancia, a moda, o r-ésimo momento e a funcao geradora de momentos

desta distribuicao, sao dadas respectivamente, por:

E(W) = % (2.24)
1
Var (W) = 702 N (2.25)
Mow) =11 s (2.26)
v

EWT) = (1)M (2.27)

E (") =(1-w/v), w < v. (2.28)

A figura 2.3 representa as funcoes de densidade da distribuicao gama, para alguns
valores de v.
Outros resultados para a distribuigdo gama podem ser encontrados no apéndice A.

A distribuicao gama generalizada com parametros v, v e ¢ tem densidade dada por,

F (wi1,0.0) = =5 exp { ow )} (229)

(]
I'(v)
emque w; >0,1=1,2,...,n.
A esperanca, a variancia, a moda e o r-ésimo momento desta distribuicao, sao dadas

respectivamente, por:

E(W) = F(%wl)/@ v 1/, (2.30)
Var (W) = % {F (WFJ(F’E/O - {FWFJ(FVI)/O} } 7> (231)
Mo (W) = M v >1/¢, (2.32)

v
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1.0

Densidade de Probabilidade
0.4

0.0

Quantil

Figura 2.3: Fungoes de densidade da distribuigao gama para diferentes valores de v.

E(WT) = Ui% N (2.33)

E facil ver que a distribuicao gama generalizada se reduz para a distribuicao expo-
nencial se ( = 1 e v = 1; a distribuicao Weibull se v = 1; e a distribuicdo gama se

C=1.

Além das distribuicoes exponencial, Weibull, gama e gama generalizada que sao muito
utilizadas na modelagem de dados de sobrevivéncia, temos outras distribuigoes conside-
radas na literatura; dentre elas podemos citar a log-normal, log-logistica, Erlang e a F

generalizada (ver maiores detalhes em Kalbfleisch & Prentice, 2002).
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2.4 Dados de Eventos Recorrentes

Em muitas areas de estudos, tratamos de situagoes onde alguns eventos de interesse
nao sao terminais e podem ocorrer mais que uma vez para o mesmo individuo, temos
entao os chamados eventos recorrentes. Os dados para eventos recorrentes surgem em
varias areas, como biomedicina, criminologia, demografia e confiabilidade industrial. Por
exemplo, um infrator pode reincidir no crime algumas vezes, varios tumores podem ser
observados no mesmo paciente (recidivas), episddios de pneumonias podem recorrer em
pacientes com sindrome de imunodeficiéncia humana e um equipamento pode falhar em

repetidas experimentacoes.

Diferentemente do caso mais simples, em que se observa um tnico evento de interesse,
e a partir do momento em que o mesmo acontece, o individuo deixa de ser observado.
Para o caso de eventos recorrentes, o paciente continua sendo observado mesmo depois

da ocorréncia de cada evento.

Como as técnicas usuais nao sao adequadas para analisar este tipo de dados, muitos
pesquisadores consideram como periodo da observacao, apenas o tempo até o instante
da primeira ocorréncia do evento. Deste modo acabam desperdicando dados que seriam

obtidos durante todo acompanhamento, pois utilizam somente parte desta informacao.

Este tipo de dados surge naturalmente em estudos longitudinais envolvendo multiplos
tempos de sobrevivéncia. Os dados sobre o i-ésimo individuo consiste no niimero total m;
de eventos (tempos de sobrevivéncia), observados no periodo de tempo [0, 7;] e a época
ordenada desses tempos de sobrevivencia, no tempo 0 < t;; < tj2 < ... <y, <T;. Além
disso, podemos ter informagoes das covariaveis para cada paciente definido por um vetor
x, e um vetor dos indicadores de censuras. Interessa nestes estudos caracterizar o processo
de ocorréncia dos eventos para os individuos. Adicionalmente podemos estar interessados
na comparacao de tratamentos, com base no tempo distinto de cada individuo. A idéia é
explicar a natureza da variacao entre pacientes em termos do tratamento, das covariaveis

e de outros fatores que podem nao serem observaveis (ver por exemplo, Tomazella, 2003).

Existe uma extensa literatura sobre dados de eventos recorrentes. Se o interesse esta
na avaliagao dos tratamentos ou nas covaridveis fixas, métodos marginais que focalizam
a sobrevivéncia marginal média e/ou fungao da razdo para eventos recorrentes sao uti-
lizados. Wei et al. (1989) propuseram modelos de riscos proporcionais separados para
o tempo total de vida, T}, com j = 1,...,m,; (ou seja, tempo do inicio do experimento
para o j-ésimo evento sendo independente do nimero de eventos). Pepe & Cai (1993)

consideraram métodos graficos para analisar os dados e o custo de sistemas de reparos,
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onde a idéia principal foi propor um estimador nao-paramétrico para a funcao da média
cumulativa. Usando idéia similar, Lawless & Nadeau (1995) utilizaram Processos de Pois-
son para desenvolver modelos que enfocam o ntimero esperado de eventos ocorridos em
um determinado intervalo de tempo. Cook (1995) sugeriu modificagoes e discutiu os mo-
delos de Poisson fazendo uma série de consideragoes partindo do ponto de vista clinico.
Com a mesma abordagem, Cook & Lawless (1997) consideraram situagoes em que, além
dos eventos recorrentes, existiam eventos terminais que impediam a ocorréncia dos de-
mais eventos e, portanto, induziam a censuras dependentes (ver por exemplo, Tomazella,
2003).

Entender como eventos ocorrem com o tempo é uma questao importante e que pode
surgir quando temos dados de eventos recorrentes. Além disso, esses métodos nao-
paramétricos podem perder precisao relativa usando uma andlise baseada em modelos
completamente especificados, particularmente se a correlagao entre os tempos para os
eventos é grande (Oakes, 1986). Uma comparagao de métodos marginais pode ser encon-
trado em Lawless & Nadeau (1995).

Outras abordagens alternativas tém sido desenvolvidas e propostas para tratarem even-
tos recorrentes (ver por exemplo, Hougaard, 2000; Ng & Cook, 1997; Turnbull et al., 1997;
Doganaksoy & Nelson, 1998). Apesar disso, os métodos estatisticos para a anélise des-
ses tipos de dados nao estao completamente disseminados, e o assunto permite muitas

discussoes. Neste trabalho, os exemplos de aplicacao sao de estudos na area médica.

No primeiro exemplo, consideramos um conjunto de dados de sobrevivéncia introdu-
zido por McGilchrist & Aisbett (1991) relacionado a infec¢@o no rim, onde hé recorréncia
da infeccao de 38 rins de pacientes, usando maquinas portateis de didlise, sao registradas.
Infeccoes podem ocorrer no local da insercao do cateter. O tempo anotado, chamado
tempo de infec¢do, é o tempo de sobrevivéncia (em dias) do paciente até ocorrer a in-
feccao e o cateter ter sido removido, ou tempo censurado, onde o cateter foi removido
por outras razoes. O cateter ¢é reinserido depois de algum tempo e o segundo tempo de

infecgdo é novamente observado ou censurado (conjunto de dados na tabela 2.1).

Um segundo exemplo explorado nesta tese é sobre transplantes de medula dssea como
um tratamento padrao para leucemia aguda. Prognodsticos para a recuperagao podem
depender de fatores de risco conhecidos no tempo do transplante, tais como paciente
e/ou idade e sexo do doador, o estdgio inicial da doenga, o tempo de progndstico para o

transplante, etc.

Neste estudo, foram observados 137 pacientes com leucemia mieléide aguda (LMA) e
leucemia linfobldstica aguda; também conhecida como leucemia linféide aguda (ou LLA).
Os dados foram obtidos em 4 hospitais, onde os pacientes receberam tratamento (conjunto
de dados introduzidos por Klein & Moeschberger, 1997, pagina 464).
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Tabela 2.1: Tempos de recorréncia das infeccoes de rins em 38 pacientes.

Paciente Primeiro Segundo 1 censura 2% censura Sexo

tempo tempo
1 8 16 1 1 1
2 23 13 1 0 2
3 22 28 1 1 1
4 447 318 1 1 2
) 30 12 1 1 1
6 24 245 1 1 2
7 7 9 1 1 1
8 511 30 1 1 2
9 593 196 1 1 2
10 15 154 1 1 1
11 7 333 1 1 2
12 141 8 1 0 2
13 96 38 1 1 2
14 149 70 0 0 2
15 536 25 1 0 2
16 17 4 1 0 1
17 185 117 1 1 2
18 292 114 1 1 2
19 22 159 0 0 2
20 15 108 1 0 2
21 152 562 1 1 1
22 402 24 1 0 2
23 13 66 1 1 2
24 39 46 1 0 2
25 12 40 1 1 1
26 113 201 0 1 2
27 132 156 1 1 2
28 34 30 1 1 2
29 2 25 1 1 1
30 130 26 1 1 2
31 27 58 1 1 2
32 ) 43 0 1 2
33 152 30 1 1 2
34 190 ) 1 0 2
35 119 8 1 1 2
36 54 16 0 0 2
37 6 78 0 1 2
38 63 8 1 0 1

[Censura (0); ocorréncia da infecgao (1); masculino (1); feminino (2)]
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Para analizar esses dados podemos considerar diferentes modelos de sobrevivéncia
multivariados introduzidos na literatura para andlise de dados de tempos de vida depen-
dentes, na presenca de um vetor de covaridveis e observagoes censuradas; e propor novas
formas de modelagem estatistica, que sera o objetivo desta tese.

Para capturar a correlacao entre dois ou mais tempos de sobrevivéncia, podemos
considerar a introducao de “fragilidades”ou variaveis latentes (veja por exemplo, Clayton
& Cuzick, 1985; Oakes, 1986, 1989; Shih & Louis, 1992), assumindo modelos de riscos

proporcionais.

2.5 Modelos de Regressao

E comum, a analise de sobrevivéncia estar centrada na relacao entre o tempo de sobre-
vivéncia e variaveis explicativas de interesse no modelo; onde podemos estar interessados
em investigar a influéncia das covariaveis nos tempos de sobrevivéncia. Uma forma de fa-
zer isso € através de modelos de regressao, onde a dependéncia do tempo de sobrevivencia e
a covariavel é explicitamente identificada. Nesses casos temos na literatura muitas técnicas
para analisar estes dados de regressao, como por exemplo, técnicas nao-paramétricas (ver
pr exemplo, Miller, 1976; Buckley & James, 1979); e técnicas paramétricas, na presenga
de dados censurados (ver por exemplo, Feigl & Zelen, 1965; Lawless, 1982).

A investigacao da influéncia de covariaveis nos tempos de sobrevivéncia, em populagoes
heterogeéneas, é feita usualmente por meio da fungao de risco.

Um popular modelo de regressao semi-paramétrico para analise de dados de sobre-
vivéncia foi introduzido por Cox (1972) assumindo ricos proporcionais (veja também,
Cox & Oakes, 1984). Nesse modelo, é assumido que os tempos de sobrevivéncia sao
independentes, ou seja, os individuos nao sao correlacionados.

Em muitas situagoes praticas, especialmente em estudos médicos, é comum termos
tempos de sobrevivéncia dependentes, quando os individuos sao relacionados um com o
outro (mesma familia, medidas repetidas no mesmo individuo ou duas ou mais medidas no
mesmo paciente). Esses dados de sobrevivéncia sao denominados de dados multivariados
de sobrevivéncia (Kalbfleisch & Prentice, 2002; Hougaard, 2000).

Na literatura, normalmente esses tipos de dados sao ajustados e analisados através de
modelos de regressao (Fleming & Lin, 2000; Hougaard, 2000). Andlises estatisticas para

tempos de sobrevivéncia multivariados, usando uma distribuicao multivariada especifica é
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feita usando estimacao por maxima verossimilhanca, que é uma extensao da metodologia
paramétrica para tempos de falha independentes.

Do ponto de vista paramétrico, os modelos de sobrevivéncia sao construidos a partir
de dois componentes: aleatorio e deterministico. O componente aleatério é representado
por uma distribuicao de probabilidade vinculada ao comportamento do tempo de sobre-
vivéncia, enquanto o componente deterministico é representado pelo relacionamento entre
os parametros desta distribuicao e as covariaveis.

Os modelos de regressao multiplicativos sao definidos por

h(tix;) = ho (t:) G (x1, 8) (2.34)

onde G (xj, 3) representa o componente deterministico na formulagao do modelo, hg (t)
representa o componente aleatério. O termo hg (-) é uma fungao positiva que descreve a
dependéncia do risco sobre o tempo, é chamada funcao de risco de base, sendo comum a
todos os individuos. O subscrito 0 reflete o risco para valores zero da covaridvel (é um
risco basal, sendo uma referéncia para comparacao com os riscos observados na presenca
das covariaveis), x; = (21, Ts2, . . ., Tip) ¢ um vetor (1 x p) de covaridveis e 3 é um vetor
p-dimensional de parametros desconhecidos de efeitos fixos associados a x;j.

Para diferentes valores do vetor x, as funcoes de risco sao assumidas serem proporcio-
nais, ja que estes modelos pertencem a classe dos modelos de riscos proporcionais de Cox;
onde (2.34) é o modelo multiplicativo mais conhecido.

Quando a funcao risco de base hg (t) é indexada por um parametro, digamos 6, estes
modelos sao considerados modelos de regressao paramétricos.

Contemplamos vérias formas para a fun¢ao G(-) na equacao (2.34). Considerando,
como exemplo, G(-) = exp () em (2.34), e a defini¢do (2.5), podemos verificar que para a
i-ésima unidade, a fungao de risco é

h(tsx) = 2220 = b (t) exp {x18) (2.35)

onde x';3 = 1, é o preditor linear.
O modelo (2.35) implica que a razao de riscos para dois individuos, em qualquer
tempo, depende das diferencas entre os preditores lineares. Integrando esta expressao nos

segundo e terceiro termos, temos

aplicando o logaritmo, obtemos

—log (1 — F (t;)) = —Hy (t;) exp {x';8} (2.36)
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t; , - )
onde Hy (t;) = [," ho (u;) du; é a fungao de risco acumulada.
Aplicando exponencial na expressao acima, encontramos a funcao de sobrevivéncia do

i-ésimo individuo, dada por

S (t;;x3) = exp{log (1 — F (t;))} = exp {—Hy (t;) exp (x'i3)} (2.37)

i=1,2,...,n.

A aplicacao do modelo de Cox tem levado, quase que exclusivamente a consideragoes
de riscos proporcionais; que ¢ relevante em muitas situagoes reais, mas em muitos casos
temos interesse onde o risco nao é proporcional. Neste caso, uma possivel alternativa
¢ a classe de modelos de regressao em analise de sobrevivéncia, conhecida por modelos
aditivos.

Desta forma, quando o efeito das covaridveis é expresso aditivamente na funcao de
risco, os modelos de regressao aditivos sao definidos pela seguinte funcao de risco na
unidade i de D (conjunto de dados de sobrevivéncia, com n unidades independentes e p

covariaveis observadas) no instante t € T,

h (ti; Xj, ,6) = ho (t@) +G (Xi (t) ,,8) (238)

onde hg () é a func@o de risco de base, G (-) ¢ uma fungao positiva escolhida usualmente
como G(x) = z, e B é um vetor p-dimensional de parametros desconhecidos de efeitos
fixos associados a x;.

Este modelo é o mais conhecido dos modelos aditivos de Alen (1980), onde mesmo
com as covariaveis que nao sao observadas ao longo do tempo, ele permite averiguar a
influéncia dessas covariadas variando com o tempo.

Temos modelos de regressao em andlise de sobrevivéncia, apresentados numa for-

mulagao mais geral, tanto para modelos multiplicativos e aditivos, (ver por exemplo,

Lin & Ying, 1995).

2.6 Modelando as Fragilidades

Usualmente em andlise de sobrevivéncia, supomos que os efeitos dos tratamentos ou
dos riscos nos individuos sao condicionalmente independentes, dadas as covariaveis ob-

servadas. Normalmente essa suposicao é bem plausivel, dependendo de como o estudo
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é planejado, mas quando temos eventos multiplos ou repetidos dentro de um mesmo in-
dividuo, essa suposicao de independéncia passa a ser questionavel e devemos levar isso

em consideracao na estimagao do efeito do tratamento.

Em problemas de eventos recorrentes entretanto, é razoavel assumir que exista de-
pendéncia entre as observagoes (Cox, 1972). Motivado por situagoes onde existe tal de-
pendéncia entre individuos ou grupos de individuos, neste trabalho utilizaremos uma das
possiveis maneiras de solucionar o problema, que é através de modelos que incorporam
fragilidade (frailty models), introduzido por Vaupel et al. (1979). Clayton (1978) e Oakes
(1989) consideraram o primeiro modelo de fragilidade para dados multivariados. Posteri-
ormente alguns outros autores usaram esse modelo, onde podemos citar, Self & Prentice
(1986); Ng & Cook (1997) e Andersen et al. (1993) com uma primeira abordagem Baye-

siana para esses tipos de modelos.

Como extensao do modelo semi-paramétrico de Cox (1972), destacam-se as abordagens
de fragilidade e variancia robusta, que permitem introduzir as distribui¢bes marginais dos
tempos de falha de formas arbitraria, individuais ou de grupos. O modelo de fragilidade é
caracterizado pela utilizacao de um efeito aleatorio, ou seja, de uma variavel aleatéria nao-
observavel, que representa as informacoes que nao podem ou nao foram observadas, como
por exemplo em dados longitudinais (elementos abandonaram o estudo por mudarem de
localidade), levantamentos amostrais ou em estudos de epidemiologia. No modelo com
variancia robusta, esta correlacao nao ¢ modelada especificamente, mas constuma-se levar
em consideracao a estimacao robusta da matriz de variancia dos estimadores do vetor que

contém os parametros do modelo.

Os modelos com fragilidade podem ser considerados como modelos com efeitos aleatori-
os, com duas fontes de variagao: a variabilidade natural explicada pela funcao de risco e
a variabilidade comum para os individuos pertencentes ao mesmo grupo ou variabilidade

comum para alguns eventos de um dado individuo, que é explicada pelas fragilidades.

Para dados multivariados, estes modelos também podem explicar a dependéncia entre

as unidades ou observagoes pertencentes ao mesmo grupo.

Diante de um conjunto de dados de sobrevivéncia com n unidades e p covariaveis ob-
servadas, podemos encontrar uma heterogeneidade em cada unidade (individual) causada
pela nao observagao de alguns fatores de riscos. Por exemplo, Hougaard (1986b), ao anali-
sar doentes apos um enfarte, observou que o risco de morte era inicialmente bastante alto,
diminuindo posteriormente. A interpretacao bioldgica é que, passada a crise, uma parte
do musculo do coracao morre devido a falta de oxigénio e o érgao se ajusta a capacidade
reduzida. Alternativamente, o risco de morte decrescente pode ser explicado pela hetero-
geneidade nao observada (fragilidade). A introducdo da fragilidade é feita na funcao de

risco de cada unidade, incorporando um termo de fragilidade w; que é responsavel pela
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heterogeneidade nao observada da unidade 7; ¢ = 1,2,...,n.

As fragilidades podem ser introduzidas de forma multiplicativa (ver por exemplo,
Clayton, 1978); ou de forma aditiva na funcao de risco (ver por exemplo, da Silva, 2001;
Tomazella, 2003), visando assim responder as diferentes formas de avaliar a influéncia da
heterogeneidade entre as unidades na funcao de risco, ou intensidade dos processos de
contagem.

Em geral, as fragilidades sao assumidas independentes e identicamente distribuidas
(iid) para cada grupo ou individuo. E comum na literatura assumir a distribuicao gama
para os efeitos aleatérios nao observados (ver por exemplo, Oakes, 1989; Clayton, 1991).
Isto normalmente ocorre por conveniéncia matemadtica, uma vez que para assegurar a
identificabilidade do modelo, as fragilidades tém média 1.

Considerando o modelo com a presenca de covariaveis fixas e de efeitos aleatérios nao

observados, temos usando (2.34) que

h(tij|@ij, w;) = ho(ti;) eXP{ngﬁ}wia

para i = 1,2,...,l e j = 1,2,...,n,. Temos que hy(t;;) é a fungdo risco de base e w;
representa a fragilidade.

Aslanidou et al. (2004) consideraram fragilidades univariadas para os grupos com
W; ~ Gama(1/k,1/k), onde k é a variancia dos W; (desconhecida) e a distribuigao a priori
também gama. Sinha (1998) considera W; ~ Gama(k™', k1), com W; representando a
fragilidade da i-ésima unidade. Em ambos os casos, valores altos de k, representam uma
correlagao positiva entre as unidades do mesmo grupo e maior heterogeneidade entre as
de grupos diferentes.

Outros autores usaram diferentes distribuicoes para as fragilidades, como Hougaard
(1986a) e Hougaard (1986b) que usaram uma distribuigao estavel positiva. Esta distri-
buicao tem a propriedade de preservar a proporcionalidade entre as fungoes de risco dos
modelos multiplicativos. Para estudar as influéncias genéticas e ambientais na morte
prematura de adultos adotivos, Dias (2002) utilizou um modelo com fragilidade aditiva
correlacionada, que considerou a heterogeneidade e dependéncia entre unidades ou grupos
e permitiu modelar conjuntos de dados com varios graus de associacao. Andersen et al.
(1993) e Hougaard (1995) apresentaram uma revisao dos modelos de fragilidade multi-
plicativos numa perspectiva frequentista, enquanto Shih & Louis (1992) elaboraram um
revisao completa desses modelos sob um enfoque Bayesiano.

Varias propostas tém sido feitas para introduzir efeitos aleatérios nos modelos para
andlise de dados multivariados de sobrevivéncia (ver por exemplo, Pickles & Crouchley,
1995; Hougaard, 2000), como o modelo de fragilidade compartilhada (shared frailty model)

discutidos em da Silva Matuda (2005), em que é focalizado a andlise de eventos agrupados.



2. ANALISE DE SOBREVIVENCIA 25

Clayton (1991) usa um processo de Levy (Kalbfleisch, 1978) como um modelo Baye-
siano nao-paramétrico para o risco base, aplicado a dados continuos, ou seja, dados com

nenhuma restri¢ao.



Capitulo 3

Métodos Bayesianos

Apresentamos neste capitulo alguns conceitos gerais de andlise Bayesiana, que é uma

alternativa para a modelagem de dados em situacoes geralmente mais complexas.

Na inferéncia classica um dos objetivo costuma ser em determinar que generalizagoes
podemos fazer (se algumas sao possiveis) sobre a populagao de interesse a partir da amos-
tra colhida da mesma. Desejamos estimar o parametro ¢, com # € © um escalar ou
vetor desconhecido, mas fixo. No modelo Bayesiano o parametro 6 é um escalar ou ve-
tor aleatério (nado observével), onde toda incerteza deve ser quantificada em termos de
probabilidade. Entao, a inferéncia Bayesiana se baseia em probabilidades subjetivas ou
credibilidades a posteriori associadas com diferentes valores dos parametros 6 e condicio-
nadas pelo particular valor de y observado.

A quantidade 6 serve como indexador da familia de possiveis distribui¢goes para as
observagoes y, representando caracteristicas de interesse que se deseja conhecer para ter
uma descri¢ao completa do processo.

A estimacao paramétrica na inferéncia Bayesiana pode encontrar problemas com mo-
delos mais complexos, que podem resultar em distribuigoes a posteriori de dificil trata-
mento analitico, como por exemplo, a presenga de um grande nimero de parametros a
ser estimados, a dificuldade na obtencao das densidades marginais de forma analitica,
ou ainda distribuicoes a priori e a posteriori que nao sao conjugadas. Nesses casos, 0s
métodos analiticos de aproximacao nao sao indicados, sendo necessarios métodos de apro-
ximagao numérica para estimacao dos parametros de interesse. Os métodos analiticos de
aproximagcao sao mais eficientes computacionalmente, porém sao baseados em resultados

assintoticos e na suposicao de normalidade. Também, sao mais dificeis para programar a
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medida que o nimero de parametros aumenta.

Os métodos de aproximagcao mais utilizados sao os métodos de aproximacao de Laplace
(Tierney et al., 1989), a aproximacgao pela distribuigdo normal e o uso de quadraturas

Gaussianas.

Nas ultimas décadas, varios métodos numéricos tém sido desenvolvidos para resolver
as questoes mencionadas acima. Posteriormente falaremos sobre alguns desses métodos
mais utilizados, em especial métodos de simulagao de amostras da distribuicao a posteriori

de interesse.

O procedimento Bayesiano é baseado no teorema de Bayes, ou seja, dados os tempos de
falha y’ = (y1, 92, - - ., yn) obtidos de um modelo paramétrico f(y|@), @ = (01,02, ...,60),

temos

6y ()
P18 = T Ly = (6) 6 (3-1)

em que p(0)y) ¢ a distribuigdo a posteriori de @ quando Y =y, combinando a funcao de

verossimilhanca f(80|y) com a priori 7(8).

Se nos interessa algum componente de 6, digamos 0; (i = 1,..., k), obtemos a distri-

buigdo marginal integrando a distribui¢do conjunta p(@y), ou seja,

pWll:) = [ f(Bly)m(0)do, (3:2)

O_;
onde o subscrito (—i) implica a integragao de todos os componente exceto 0.

Os célculos de (3.2) nem sempre sdo faceis, havendo muitas vezes necessidade de
recorrer a procedimentos numéricos. Esses procedimentos se baseiam em amostragem que
englobem métodos de integracao simples de Monte Carlo, métodos de reamostragem por
importancia e métodos de Monte Carlo via Cadeias de Markov (MCMC). Estes sao mais
simples para implementacao e nao apresentam restrigoes quanto ao nimero de parametros

a serem estimados.

Entre os métodos MCMC, os mais utilizados s@o o amostrador de Gibbs (Gibbs Sam-
pling) e Metropolis-Hastings (ver por exemplo, Gamerman, 1997). E importante observar
que o uso destes algoritmos e métodos MCMC em geral, sao necessarios se a geracao
nao-iterativa da distribuicao da qual se deseja obter uma amostra for muito complicada

ou custosa.
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3.1 Monte Carlo via Cadeias de Markov (MCMCQ)

A idéia bésica por tras desse método é a de transformar o problema estatico que
temos, num problema de natureza dinamica, construindo para isso um processo estocastico
temporal artificial, que seja facil de simular e que convirja, fracamente, para a distribuicao
original. Este processo temporal, em geral, ¢ uma cadeia de Markov homogénea cuja
distribuicao de equilibrio é a distribuicao que pretendemos simular. Para os Bayesianos,
¢ a densidade a posteriori p(6|x).

Existem dois métodos para gerar cadeias de Markov com distribuicao estacionaria
especificada. O primeiro, que tem sido usado por muitos anos em fisica estatistica é
o algoritmo de Metropolis (Metropolis et al., 1953), que mais tarde foi generalizado por
Hastings (1970). O outro método é o Gibbs Sampling (ver por exemplo, Geman & Geman,
1984), que foi trazido dentro da influéncia da literatura estatistica por Gelfand & Smith
(1990).

A seguir, descrevemos alguns desses algoritmos comumente utilizados.

3.1.1 Amostrador de Gibbs (Gibbs Sampling)

O amostrador de Gibbs foi desenvolvido por Geman & Geman (1984), como uma
ferramenta para modelos de processamento de imagens; é uma técnica usada para ge-
rar variaveis aleatoérias de uma distribuicao, sem utilizar diretamente sua densidade de
probabilidade. Este ¢ um esquema Markoviano de atualizacao no processo de amostra-
gem da distribuicao conjunta dos parametros, via amostragem iterativa das distribuigoes
condicionais completas. Gelfand & Smith (1990) apresentaram aplicagoes interessantes
deste procedimento em uma grande variedade de problemas estatisticos. Casella & Ge-
orge (1992) ilustraram a teoria com dois casos: um bivariado e outro com dimensao maior
do que 2.

Como descricao geral do método, que é essencialmente um processo iterativo de amos-
tragem de uma cadeia de Markov com nucleo de transicao formado pelas condicionais
completas, considere que a densidade a posteriori conjunta, suprimindo a dependéncia
dos dados, seja denotada por 7 (61,0s,...,0;) e as distribui¢oes condicionais completas
para que os k parametros estejam disponiveis (ver por exemplo, Tomazella, 2003). Essas

distribuicoes sao representadas por
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™ (01|027 937 s 79k—17 ek’) y T (92|91a 937 s 79k) yeeey T (9k|917 927 s 79k—1)
Assim, o algoritmo (amostrador de Gibbs) é dado por:

i- Escolha valores iniciais 0;0), 9:(,)0), e 9;0)

ii- Inicialize o contador da cadeia r = 1 e gere um valor 951) da densidade condicional

w610, 6 . 6!,

iii- Similarmente, gere um valor 951) da densidade condicional

w0508, 6 6!,

] . , 1 . ..
iv- Proceda sucessivamente até o valor 9,(C ) da densidade condicional

1 1 1
w000, 6%, 60 )

Entao com essa nova realizacio 8% para o vetor 0, substituir os valores iniciais no es-
quema iterativo. Atualize o contador r para r+ 1 e repita este procedimento por B vezes.
Sob condigoes de regularidade, como apresentado por Geman & Geman (1984), temos
que 92@ tende em distribuicao a p(6;), isto é, para r grande assume-se que a convergéncia
¢ atingida em uma iteragao cuja distribuicao esteja arbitrariamente préxima da distri-
buicao de equilibrio. Portanto HET) pode ser considerado (aproximadamente), como uma
observagao simulada da distribui¢ao marginal de 0;, w(6;), i = 1,2,...,k. Replicagoes
paralelas independentes de todo o algoritmo acima N vezes produz N conjuntos de veto-
res dos parametros e entao, para cada elemento de @, obtemos uma amostra simulada de

tamanho N da distribuicao a posteriori conjunta.

3.1.2 Algoritmo de Metropolis-Hastings

O algoritmo de Metropolis (Metropolis et al., 1953) foi desenvolvido com o objetivo de
estudar as propriedades de equilibrio de grandes sistemas de particulas, tais como elétrons
em um atomo. Hastings (1970) sugeriu uma generalizagdo deste algoritmo, ilustrando o

seu uso na simulacao de desvios Normais e Poisson, e de matrizes aleatorias ortogonais.
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Este algoritmo pode ser utilizado em alguma etapa do amostrador de Gibbs, quando as
distribuicoes condicionais a posteriori nao sao facilmente identificadas como possuidoras
de uma forma padrao (por exemplo Normal, gama, etc.), que impossibilita a geragao
direta a partir destas distribuigoes.

Como descrigao geral para o caso de 6 ser um escalar, considere uma densidade de
transicao (ou densidade proposta), ¢(6,0"). Esta densidade de transigao nao possui neces-
sariamente probabilidade de equilibrio 7, porém deve representar uma regra de passagem
que defina uma cadeia. Considere também a probabilidade de aceitacao p(e(“”, 0%) de-
finida abaixo. Uma amostra de () é obtida assim:

Passo 0: escolha um valor inicial § = 6 e inicialize o contador da cadeia r = 1;

Passo 1: amostre 0 da densidade proposta q(Q(r_l), 0%);

Passo 2: amostre u de uma distribui¢ao Uniforme (0,1). Aceite o valor 8 gerado se

7 (0%) g <0*’9(r_1))
) - (9r71) q (0(r—1)7 (9*>

u<p (6(T_1), 0*> =min< 1

Caso contrério, fique com 67 = =Y,

Passo 3: atualize o contador r para r + 1 e volte ao passo 1, até a convergéncia ser
alcancada.

Para r suficientemente grande, 0 é uma amostra da distribuicdo a posteriori m(0).

Para o caso vetorial @' = (61,65, ...,0,), teremos a densidade de transigao dada por
q(0,0") e a probabilidade de aceitagao dada por p(O(T_l), 0*). Depois, procedemos ana-

logamente ao algoritmo de Metropolis-Hastings.

3.2 Critérios de Comparacao de Modelos

Um problema importante, consiste na avaliacao e escolha do modelo que melhor repre-
sente a situacao em estudo. Como uma situacao especial, podemos usar um super modelo
como a distribuicdo gama generalizada (ver segao 2.3.3). Neste caso, se o intervalo de
credibilidade para o parametro ~ inclui o valor um, isto é uma indicagao que o uso da
distribuicao Weibull, na presenca de “fragilidade”, oferece um bom ajuste para os dados
de sobrevivencia.

Nesta tese utilizamos o critério DIC, que é um critério especificamente usado para a
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selecao de modelos na metodologia Bayesiana, onde as amostras da distribuicao a poste-

riori para os parametros do modelo, sao obtidas usando os métodos MCMC.

A deviance é definida por,

D(6) = —2log L(0) + c, (3.3)

com 6 é um vetor de parametros desconhecidos do modelo, L(0) a fungao de verossimi-
lhanca do modelo e ¢ é uma constante que nao necessita ser conhecida quando ¢é feita a

comparac¢ao entre modelos.

O critério DIC definido por Spiegelhalter et al. (2002) é dado por,

DIC = D(8) + 2np, (3.4)

em que D(0) é a deviance avaliada na média a posteriori @ = E(8|dados) e np é o nimero
efetivo de parametros do modelo, dado por np = D — D(8), onde D = E(D(8)|dados) é
a deviance a posteriori medindo a qualidade dos dados fixados para o modelo. Pequenos

valores de DIC indicam melhores modelos. Note que esses valores podem ser negativos.

Vale ressaltar que estes métodos tém como objetivo englobar a complexidade do mo-
delo no critério de sele¢ao, pois sao critérios que “penalizam”a verossimilhanga (Paulino
et al., 2003).

Também podemos usar a preditiva condicional ordinal (CPO) (ver por exemplo, Carlin
& Louis, 1997) dada por,

Cz(l) :/f(l)(th,t21|0)ﬂ'(0|t1,t2)d0, (35)

em que f¥ (t14,12;|0) é a fungao de verossimilhanga para o vetor de parametros 0 associado
ao modelo utilizado considerando a observacao (ty;,t9;), i = 1,2,...,n e m(0|t1,t2) é a
distribuicao a posteriori conjunta para 6. Observar que estamos considerando o caso

especial de dados bivariados, mas os resultados sao validos para qualquer dimensao.

Um estimador de Monte Carlo para (3.5) baseado em S amostras geradas por Gibbs

¢ dada por,

S
&(l) = % 30 (tli, t2i|0(5)) . (3.6)
s=1

Grandes valores de ¢;(I) (em média) indicam melhores modelos. Também podemos
considerar a soma dos logaritmos de ¢(1), ou seja, ¢;(1) = > log(¢;(1)) como um critério

para a escolha do melhor modelo.
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3.3 Modelos Hierarquicos

Em um modelo de Bayesiano hierarquico, ao invés de especificar a distribuicao a priori
como uma funcao simples, ela é especificada em uma hierarquia (ver por exemplo, Paulino

et al., 2003).

Normalmente, o modelo de Bayes, de forma geral é dado por

X0 ~ f(z|0) (3.7)
O ~ 7(0[&);

entao, condicionalmente em 6, X tem densidade amostral f (z |0); e condicionalmente em
¢, © tem densidade a priori 7 (0€).

Do modelo (3.7), calculamos a distribuigdo a posteriori m (6 |z, ), usando a férmula
de Bayes.

No modelo hierarquico especificamos a distribuicao a priori de forma hierdarquica,

colocando outro nivel (ou estdgio) no modelo; entao temos,

X0~ f(z0) (3.8)
Ol ~ m(0[¢)
§& ~ (&),

onde assumimos que ¥ (-) é conhecido e nao depende de nenhum outro hiperparametro
desconhecido.

A metodologia Bayesiana hierarquica modela a incerteza nos hiperparametros através
de novas distribuicoes, induzindo assim, uma decomposicao da distribuicao a priori em
dois ou mais niveis.

O modelo Bayesiano considerado em (3.8) é definido através de uma hierarquia de
dois niveis, traduzindo o primeiro nivel da distribuicao amostral dos dados e o segundo
a distribuicao a priori para o parametro ¢. Existem situagoes onde surgem de forma
natural estruturas hierarquicas para quantidades observaveis, correspondendo a uma de-
composi¢cao do modelo amostral em dois ou mais niveis.

Formalmente, o modelo Bayesiano hierarquico é um modelo Bayesiano { f (z |0), 7 (6)},

onde 7 (6) pode ser decomposto nas condicionais 71 (0 |y ), e (a1 |@2) ..., m—1 (g Jay_1)
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e na distribuicdo marginal 7; (1), de modo que,

c(0) = /7T (Olay),mo (o o), ...y m—1 (g |ay—1) day . .. doy_q, (3.9)
!
em que «; denota os hiperparametros de nivel ¢ = 2,3,... e a integral ¢ estendida ao
conjunto dos valores possiveis para (aq, g, ..., 1).

Esta decomposigao da distribuicao a priori é, geralmente justificada pela dificuldade de
se quantificar exatamente a informacao dessa distribuicao e pelo interesse em incorporar

a incerteza decorrente sobre os hiperparametros.

Em geral, a distribuicao a prior: do primeiro nivel é uma distribui¢ao conjugada
natural do modelo amostral por motivos de flexibilidade computacional. A dificuldade
natural em especificar os hiperparametros, que é maior quanto mais elevado o nivel de
hierarquia, torna comum adotar para estas hierarquias distribui¢gdes nao informativas em
niveis mais elevados, ja que raramente é 1til na pratica extender a hierarquia a mais
do que dois niveis. Deve-se todavia acrescentar que mas especificacoes nas distribuigoes
além do primeiro nivel tém muito menor impacto inferencial do que se tal ocorrer na

distribuicao a priori padrao.

Uma aplicacao interessante do conceito de hierarquia é quando a informacao a pri-
ori disponivel sé pode ser convenientemente resumida através de uma mistura de distri-

buigoes. Isto implica em considerar uma distribuicao discreta para

k

T(01) =) _w(015) (&) (3.10)

=1

Verficamos que a distribuigao a posteriori de # é também uma mistura pois,

T(01&) f(x10) Zf( 0)m(01¢;) ™ (&)

i e Y ACIDLL

(3.11)

SR (6) [ Frl0)T 1) do

Note que a distribui¢ao a posteriori condicional de 6 dado &, é obtida como sendo
fenel) _ feel) 12
J f(@|0)m(0]¢)do m (01¢;)

e, portanto, f (z|0) 7 (0|§) =7 (0]z,&,)m (6,;). Ainda temos que m (6|¢;) ff (x]0)
7 (01€)do.

m(02,&) =

Assim, podemos escrever a posteriori de # como
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w0 &)m (016 7 (€)
r(0r) = —S r @) n(Ele). (313)
> m(0&) 7 (&) =1

=1

k
Note que 7 (§;|x) = Y_m(01§;) w (&), isto é, a distribuigao preditiva é uma mistura
i=1

de preditivas condicionais.

3.4 Diagnoésticos de Convergéncia

Neste campo temos uma extensa investigacao, onde tem sido propostas vérias es-
tratégias para abordar o problema da avaliagdo da convergéncia do método de Gibbs (ver
por exemplo, Cowles & Carlin, 1996).

Os problemas tedricos associados a avaliagao da convergéncia do método de Gibbs,
num contexto geral, tém a ver com a convergéncia dos métodos MCMC. Esses métodos
sao Otimas ferramentas para resolver diversos problemas reais, mas algumas dificuldades
surgem para utiliza-los, tais como: nimero necessario de iteragoes para se obter a con-
vergencia, as iteracoes iniciais da amostra podem ser influenciadas pelos valores iniciais dos
parametros e as sequéncias de valores podem apresentar correlagao entre os parametros.
Nao existe uma técnica geral para resolver essas questoes, porém, existem métodos de
verificagao de convergéncia que sao baseados nas propriedades da cadeia de Markov, para
indicar ou nao, a convergéncia da amostra simulada para a distribuicao marginal.

Uma avaliagao da convergéncia pode ser feita preliminarmente, analisando os graficos
ou as medidas descritivas, obtidas a partir dos valores simulados para os parametros de
interesse. Os graficos mais frequentes sao aqueles que usam a quantidade de interesse
estimada ao longo das iteracoes e um grafico da estimativa da distribuicao marginal a
posteriori deste parametro (ver por exemplo, Dias, 2002).

As medidas descritivas sao a média, o desvio-padrao e os quantis. Uma outra avaliacao
da convergéncia é feita usando-se algumas técnicas de diagnéstico desta convergéncia. As
técnicas de diagndstico mais populares sao descritas por Gelman & Rubin (1992), Raftery
& Lewis (1992) e Heidelberger (1983). Estas técnicas estao implementadas na biblioteca
CODA (Convergence Diagnosis and Output Analysis Software for Gibbs Sampling Output)
(Best, N. and Cowles, M. and Vines, K., 1997), do software WinBUGS (ver por exemplo,
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Spiegelhalter, D. J.; Thomas, A.; Best, N. G.; Gilks, W. R., 2003).

Geralmente, esses métodos sao utilizados conjuntamente a fim de obtermos uma in-
dicacao de convergéncia, uma vez que, nenhum deles é considerado melhor do que o outro.
Os autores do CODA dizem que Cowles & Carlin (1996) testaram alguns dos diagnésticos
desta biblioteca e encontraram alguns exemplos que falharam na detec¢ao da convergéncia.
Por isso, recomenda-se que o uso desses diagnodsticos seja combinado também com uma
analise grafica e medidas descritivas.

Gamerman (1991) revisou algumas técnicas de identificagdo e monitoragao informal e
de verificagdo de convergéncia. Brooks & Roberts (1995) revisaram alguns dos métodos
de convergéncia e discutiram a implementacao destes e possiveis extensoes; os autores

também utilizaram os critérios de interpretacao e aplicacao para compara-los.

3.4.1 Meétodo de Gelman e Rubin

Gelman & Rubin (1992) sugerem uma abordagem da convergéncia do método Gibbs,
usando componentes da variancia de sequéncias multiplas da cadeia, simuladas a partir de
diferentes pontos iniciais dispersos. Eles comparam a variancia dentro e entre as cadeias,
usadas para estimar o fator pelo qual o parametro de escala da distribuicao a posteriori
marginal pode ser reduzido, quando o niimero de iteragoes é grande. O método funciona

da seguinte forma (ver por exemplo, Paulino et al., 2003)

(a) Simulam-se m > 2 sequéncias, cada uma de comprimento 2n, a partir dos valores
iniciais simulados de uma distribuicao com dispersao similar a dispersao da distri-

buicao de equilibrio. Usam-se apenas as n ultimas iteracoes de cada sequéncia.

(b) Seja U a quantidade de interesse que desejamos estimar que é uma fungao do parametro.

Chamando de u;; o valor que U assume na j-ésima iteracao da cadeia, obtemos

_ 1
Uy = — Ui
n 4 /
J=1
n
1
2 — 2
= 7> ()
Jj=1
a média e a variancia, respectivamente, de U para cada sequéncia ¢ = 1,2,...,m.

(c) Calculam-se os seguintes componentes da variancia,
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K-yt

=1

3 %

a média das m variancias dentro das sequéncias, cada uma baseada em n — 1 graus

de liberdade, e

mo- _ 2
B/n = E —( )

i=1

a variancia entre as médias das m sequéncias, ;., cada uma baseada em n valores

de U.

(d) Estima-se a média de U como uma média amostral de todos os mn valores simulados
de U, isto é,

1 m
= Uu.—
"
(e) Estima-se a variancia de U como uma média ponderada de K e B

11
2="""K+-B
n n

2

6% super-estima o2 se a distribuicao inicial for super-dispersa e néo-viciada no

equilibrio.

(f) Cria-se uma distribuigao t-Student conservativa, ou seja, com poucos g.l. (graus
de liberdade), para U com rela¢do a [i; dispersao ﬁ = \/o* + % egl v =
2V2/Var(V), onde

. ~1\?1 1\N? 2
Var(V) = <n ) —Var(sf)+<m+ ) B? +

o m mn m —1
-1 —1
NEE ST HESR N

As variancias e covariancias sao estimadas a partir dos m valores amostrais de s?,

;. e U

(g) Estima-se um indicador de convergéncia (fator de redugao que sofreria o pardametro

de escala da distribuigao t-Student para U), se as simulag¢oes continuassem como,
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que se aproxima de um quando o nimero de iteragoes aumenta.

A medida que n cresce, ambos os estimadores acabarao convergindo para V, e R con-
vergird para 1. Assim, R pode ser usado como indicador de convergéncia pela avaliacao de
sua proximidade a 1. Gelman et al. (1995) sugerem aceitar como garantia de convergéncia
valores de R <1.1.



Capitulo 4

Alguns Modelos de Regressao para
Dados de Sobreviveéencia
Multivariados Obtidos pela Inclusao

de Fatores Aleatodrios

Neste capitulo, apresentamos os modelos de regressao Weibull e gama generalizado,

considerando os dados de sobrevivéncia na forma multivariada.

4.1 Modelo de Regressao Weibull

Seja Tj; uma variavel aleatéria denotando o tempo de sobrevivéncia do i-ésimo in-

dividuo (i = 1,2,...,n) na j-ésima medida repetida para o mesmo individuo (j =
1,2,...,k) com uma distribuicao Weibull com densidade,
f(tiilvy, Ai(@) = Vj/\j(l)tji exp{—)\j(z)tﬁ H (4.1)

tal que t;; > 0; v; > 0 é o parametro de forma e \;(¢) é o parametro de escala.
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Para capturar a correlacao entre as medidas repetidas Ty;, T, ..., Tk para o mesmo

individuo, introduzimos uma variavel latente ou de “fragilidade” W;, para cada individuo

ei=1,2,...,n com distribuicao normal, ou seja,
iid
W; ~N(0,07) . (4.2)
. s, . ! .7
Na presenca de um vetor de covariaveis x; = (1, Tja, - . ., Tjp) € a variavel latente W,

assumimos o modelo de regressao na equacgao (4.1), dado por,

A (i) = explws + Bxi}, (4.3)

em que ,83 = (Bj1, 82, B;p) € o vetor de parametros da regressao, j = 1,2,... k.

A funcao de risco é dada por,

hj(ti|xi, w;) = Vjt;gil exp{w; + ,ngi}. (4.4)

A fungao de sobrevivéncia para um dado ¢;; ¢ dada por,

S(tji‘xh wz’) = eXp{—t]V‘ij ewi+ﬁ3xi}a (4-5)

parat=1,2,....,nej=1,2,...,k.

Denotamos o modelo definido pelas equagoes (4.1)-(4.5) como “modelo 1”.

De (4.4), observamos que podemos ter risco constante, decrescente ou crescente, assu-
mindo, respectivamente, v; =1, v; <1 or v; > 1.

A média e a variancia condicional para Tj; dado x; e w; sao dadas, respectivamente

por

r'1+1/v;)

E<T‘ji|xi7wi) = 1 , s
exp {V—j (wi + Bjxi)}

(4.6)

Var(Tj|x;, w;) = S ! ; {F (1 + 3) — T2 (1 + i) } . (47)
exp {V—j (w; + ﬁjxi)} v; V;

parat=1,2,...,n;7=1,2,... k.
A média nao-condicional para Tj; é obtida do resultado, E(1};|x;) = E[E(Tj;|xi, w;)],

onde
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%E{W} o

Observe, ja que W; ~ N (0,02), temos que g(w;) = e "i/vi & N{g(O); [g’(())]202

w

E(Tylx) =

(“método delta”), ou seja,
a 02
e Wilvi LN [1; —g’} : (4.9)
Y

Entao, a média nao-condicional para Tj; dado x; ¢,

r'1+1/v;)

exp %

parat=1,2,...,n;7=1,2,... k.

A variancia nao-condicional para Tj; é obtida da Var(7T};|x;) = Var{E(Tj;|xi, w;)} +
E{Var(T};|x;, w;)}, ou seja,

2(1+1/v;)
T(1+2/v;) —T*(1+ 1/v))]

20}x;
exXp T

Var(Tji|x;) =~ Var(e Wi/vi) 4 (4.11)

E(e 2Wilviy,

Também, usando o “método delta”, observamos que g(W;) = e 2Wi/vi & N [1; 45—5”},
J
ou seja,

o (1 +1/v))
V3 exp (@)
J

1 2
— ey DL+ 2/ — (1 +1/v)}
exp (T)

Observe que nao considerando a presenca da “fragilidade”W;, a variancia para T};

Val"(T}Z‘ |Xi) ~

(4.12)

+

dado x; é
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L(1+2/vy) —T*(1+1/v;)

)
P\
J

Da equagao (4.12) e (4.13), observamos que a variabilidade extra-Weibull na presenga

Var(T};|x;) ~ (4.13)

da “fragilidade” W; com distribuicdo normal (4.2), é dada por

o2 ?(141/v;)

N 4.14
V2 exp <—2BJXi) e
J vy
para j =1,2,...,k;1=1,2,...,n.
Um modelo diferente pode ser considerado substituindo (4.3) por
A1) = weP™, (4.15)
com
iid -1 ;-1
W; ~ Gama(¢™ ", ¢ ). (4.16)

De (4.16), observe que E(W;) =1 e Var(W;) = 0.
Assumamos o modelo definido por (4.1) e (4.15) como “modelo 2”.

Do “modelo 27, a média e variancia condicionais para Tj; dado x; e w;, sao dadas,

respectivamente por

I'(1+1/vy)
wil/uj oPixi/vi’

BTy, ws) (4.17)

L(1+2/v;) —T*1+41/vy)
w?/l’j e285xi/v; ’

Var (T} |x;,w;) = (4.18)
parat=1,2,...,n;7=1,2,... k.

Seguindo os mesmos argumentos usados na determinacao da média e da variancia
nao-condicional para T}; assumindo o “modelo 17, e observando que a “fragilidade” W;
tem uma distribuicao Garnma(<b*1, (b*l), a média nao-condicional para T}; assumindo o

“modelo 2” (ver apéndice A), é dada por
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D(L+1/vy)(¢” )V T (0" — v

B(Tiulx) = _ , (4.19)
’ exp{Bixi/v;}T(¢7)
para ¢! > 1/]-_1, 1=1,2,....n;5=1,2,... k.
A variancia nao-condicional para T}; é dada por
-1 2/v;j
Var(Tlx) = —2) (4.20)

eXp(Z,BJ{Xi/Vj)

L TO 2Tt — 2/ [TO 41T — 1/uj>r
O O |

parat=1,2,...,n;7=1,2,... k.

Generalizacoes do “modelo 1”7e “modelo 2”podem ser consideradas assumindo que a
covaridvel x; também afeta o parametro de forma v;, ou seja, assumindo o modelo de
regressao v;(i) = exp{a’x;}. Denotamos estes modelos como “modelo 3”¢ “modelo 47,
respectivamente.

Observe que esses modelos introduzem novas perspectivas para analizar dados de so-

brevivéncia multivariados, isto é, sao novos modelos introduzidos nesta tese.

4.1.1 Analise Bayesiana para o Modelo

Assumindo tempos de vida na presenca de observagoes censuradas e vetor de covariavel
X = (21,2,...,7,)", definimos (como dado na subsegdo 2.1.1) uma variavel indicadora

para as observacoes censuradas e nao censuradas, por

(4.21)

ji

5 — { 1 para o tempo de vida observado

0 para a observagao censurada

Assumindo o “modelo 1”definido por (4.1), (4.2) e (4.3), a fungao de verossimilhanga
é dada por,

n k
L(tlx, B,v,w) = [ T TT1f Gsilxs, wi)) [S (il wi)] (4.22)

i=1 j=1

em que S(t;i|x;, w;) é a fungao de sobrevivéncia definida em (4.5), 8" = (81, By, - - -, Br),
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B.; = (ﬁjl?ﬁj%"ﬂﬁjp)? j = 1727--‘71{:; v o= (V17V27"'7Vk)7 w = (w17w2""7w”)’
Xi = (Ti1, Ti, -, Tp); 1= 1,2,...,m.
Ou seja,

L(t|x,3,v,w) H H v Jlt ” (v~ exp {8i[w; + Bix; |} exp{— —t; MlewitPay - (4.23)

=1 j5=1

Assumindo o “modelo 27, a fungao de verossimilhanca é (das equagdes(4.15) e (4.22))

dada por

L(t|x, B, v, w) H H v ”t D3ilvi =) 031 9348 exp{—t;jwieﬁ,xi} (4.24)

=1 j=1

Para uma andalise Bayesiana hierarquica do “modelo 17, assumimos no primeiro estagio,

as seguintes distribuigoes a priori para os parametros:

v; ~ Gama(a;, b;); (4.25)
/8jl ~ N(O’ c?l>7
ondej=1,2,...,k;l=1,2,...,p; aj, b;, ¢c;; sdo hiperparametros conhecidos e Gama(a, )

denota uma distribuigao gama com média a/b e variancia a/b?.

No segundo estagio da andlise Bayesiana hierarquica, assumimos uma distribuicao a

priori gama para o2, ou seja,

o2 ~ Gamal(d, e); (4.26)

tal que d e e sao hiperparametros conhecidos. Assumimos também independéncia entre

os parametros.

Combinando-se (4.23), (4.25) e (4.26), obtemos a distribuigdo a posteriori conjunta

(v, B, w,02|x,t) {Hexp ( )} {l_llﬂexp (-%)} (4.27)

X (O'i})d exp(— (Hu% - ) H Sy “VJ

=1j5=1
xexp{d;i(w; + ,BXI)}eXp{ tﬂ wz+ﬁx1}

para w,v, 3 e 02 dada por,
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As distribuic¢oes condicionais necessarias para o amostrador de Gibbs sao dadas por,

n
;L - exp b V] H |:I/ ]Ztajl eXp <_t;j,fewl+z?=1 ﬂjlwil>:| ’

=1

(Vj|ﬁﬂ,wl,a xt) X Vv

i=1,2... k.

i=1

i=1,2,...kl=12..,p. (4.28)

Bi < " N
(ﬁ]l|yj7wlao- X t) X €exp [_2_CJQ.+Z ( Jzﬁ]liiz—t 7 Wit iy Pyt ”) ,
J

l/] w+ P Bax;
GiW; — E t i B Zl)a

W(wi|uj,ﬂjl,ai,x,t) x exp(

i=1,2,....n

n 2
wy d—1
w03y G t) o e [ 30— eo | (2)
— 202

Para obter os resumos a posteriori de interesse, simulamos amostras da distribuicao a
posteriori conjunta (4.27) usando o método MCMC como o popular algoritmo amostrador

de Gibbs, ou o algoritmo Metropolis-Hastings.

Uma grande simplificacao na simulacao das amostras para a distribuicao a posteriori
conjunta, é dado pelo software WinBUGS (Spiegelhalter, D. J.; Thomas, A.; Best, N. G;
Gilks, W. R., 2003), que requer somente a especificagdo da distribuigdo conjunta para os

dados e a distribuicao a priori para os parametros.

Assumindo o “modelo 2”7, onde W; ~ Gama(l/¢,1/¢) e considerando as mesmas

prioris (4.25) para v; e (3;;; e uma distribuic@o a priori uniforme para ¢, ou seja,

jb

¢ ~ U(0, f) (4.29)

onde U(a, b) denota uma distribui¢ao uniforme no intervalo (a, b) e f é um hiperparametro

conhecido.

A distribuicao a posteriori conjunta para w,v, 3 e ¢ é dada por,
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(v, B, w,p|x,t) {H wf_1_16—¢_1w¢} ¢ e T x (4.30)
i=1
: 3 it
X {HHeXp <—2—22> } {H vy ebﬂ"’ﬂ} X
J=11=1 j j=1

n k
045 ,05i(vi— 5 » -
X H H l/j] t]i (v 1)wi3 eXp{<5ﬂ,83Xl} eXp{—tjgwieBJxl}.

As distribuig¢oes condicionais necessarias para o amostrador de Gibbs sao dadas por:

WW%%WMM<X<H%F>W%WP§ﬁfﬁ4

™ (V5185 wi, ¢, x,t) o <V?j_1) H [ijitjfi(yj_l)] X (4.31)

=1

n
2 p s
X exp{—bjl/j— E tjgwiezlzlﬂjl'r“},
i=1

i=1,2,... k.

BQl _ - Vi p ) .
™ (ﬁjl‘yja Wi, ¢7 X, t) X exp [_2_22 + Z 6ﬂﬁ;l$1 — Z tjgwiezlzl Bjiza ,
J i=1 i=1

i=1,2,... k=12 .. p.

k k
Wy 12 ) i1 .
s (wi|y]~,ﬁﬂ,¢,x,t) X exp [—z — E tji]wiezf=1ﬁjzxu] (w{b ) (I [wf”) :

Jj=1
1=1,2,...,n.
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4.2 Modelo de Regressao Gama Generalizada

Nesta secao, assumimos que os tempos de vida T}; tem uma distribuicao gama gene-
ralizada com densidade,
| 0, o e e
ftilvi, py(0),05) = m[l@(@)] Pt exp { = {uy ()] } (4.32)
onde tj;; >0,i=1,2...,n;5=1,2,....k 0; >0; v; >0e p;(i) > 0.

A distribuicao gama generalizada apresenta uma familia bastante flexivel de distri-
buigdes, que inclui como caso especial, as distribui¢oes exponencial (; = v; = 1), Wei-
bull (v; =1) e gama (6; = 1). A distribuicao log-normal também surge como uma forma
limite de (4.32), ou seja, o modelo gama generalizado inclui como casos especiais, as mais
comumentes distribuicoes usadas para tempos de vida. Isto é 1til para a discriminacao

entre esses e outros modelos.

A fungao de sobrevivéncia para um dado valor de T};, é dada por,

) 0. 1O > i1 — T (i) 1%
Sl 0, 05) = P> ) = @) [ me b as (133)
t

I'(v;) i
Para capturar a correlagao entre essas medidas repetidas T';, Ts;, . . ., Tk; para o mesmo
individuo, introduzimos “fragilidades”W;, 1 = 1,2,...,n. Na presenca do vetor de co-
variaveis x; = (21, iz, - - ., Tip)’, assumimos o modelo de regressao,
p;(i) = exp{w; + Bix;} (4.34)
onde W; tem uma distribuigdo normal (4.2) i =1,2,...,n;j =1,2,... k, denotado como

“modelo 5”7, ou,

(i) = w; el (4.35)

onde W; tem uma distribui¢do gama (4.16), denotado como “modelo 6.
Assumindo o “modelo 5”7, consideramos as seguintes distribuicoes a priori no primeiro

estagio da analise Bayesiana hierarquica:

v; ~ Gamal(a;, b;), (4.36)

6, ~ Gama(c,, d,).
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5]‘1 ~ N(07 6?1)7
emque j=1,2....k;l=1,2,...,p; aj, bj, ¢j, d; e e;; sao hiperparametros conhecidos.

No segundo estagio da anédlise Bayesiana hierarquica, assumimos a priori gama (4.26)

2
para oy,.

Assumindo o “modelo 67, consideramos as mesmas prioris (4.36) para v;, 6; e Bji, e

uma priori gama (4.26) para ¢.

Para desenvolver uma andlise Bayesiana para a distribuicao gama generalizada de
dados de sobrevivéncia multivariados na presenca de covariaveis e observagoes censuradas,
necessitamos de distribuigoes a priori informativas para obter a convergéncia do algoritmo
amostrador de Gibbs. Observe que, usando a distribuicao gama generalizada, usualmente
temos grandes dificuldades para obter inferéncias classicas de interesse (ver por exemplo,
Hager & Bain, 1970; Parr & Webster, 1965).

Amostras da distribuicdo a posteriori conjunta para os parametros do “modelo 3”ou

“modelo 4”7, sao obtidas também usando o método MCMC.

4.3 Aplicagao aos Dados de McGilchrist e Aisbett

Apresentamos a seguir, os resultados obtidos na anélise do conjunto de dados de
sobrevivéncia introduzido por McGilchrist & Aisbett (1991) relacionado a infec¢do nos
rins, onde ha recorréncia da infeccao de 38 rins de pacientes usando maquinas de dialise
portateis sao registradas. Infecgoes podem ocorrer no local da insercao do cateter. O
tempo anotado, chamado tempo de infec¢ao, é o tempo de sobrevivéncia (em dias) do
paciente até ocorrer a infeccao e o cateter ter sido removido, ou o tempo é censurado e
o cateter foi removido por outras razoes. O cateter é reinserido depois de algum tempo
e o segundo tempo de infec¢ao é novamente observado ou censurado (veja tabela 2.1, no

capitulo 2).
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4.3.1 Analise Descritiva dos Dados

Inicialmente vamos fazer uma andlise descritiva dos dados usando o estimador nao
paramétrico de Kaplan-Meier, para cada tempo até a primeira e segunda infeccao, res-
pectivamente.

Para o tempo da primeira infeccao temos 32 valores nao-censurados e 6 com censura
a direita. A média é 136,785 dias e a mediana é 63 dias, considerando as observacoes

completas. A Tabela 4.1 apresenta o estimador Kaplan-Meier dessa varidvel.
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Figura 4.1: Estimador nao-paramétrico de Kaplan-Meier para a funcao de sobrevivéncia
dos tempos da primeira infeccao.

No caso do tempo da segunda infeccao, temos a média 133,503 dias e a mediana 78
dias, considerando os dados completos. Para essa varidvel temos 26 valores nao-censurados
e 12 com censura a direita. Na Tabela 4.2 temos o estimador Kaplan-Meier para essa
variavel.

Encontramos os estimadores de maxima verossimilhanca para os parametros do modelo
Weibull, usando métodos iterativos e posteriormente obtivemos as estimativas das funcoes
de sobrevivéncia para os tempos da primeira infec¢ao, usando o modelo Weibul e também
o método de Kaplan-Meier, cujos resultados estao na Tabela 4.1 e podem ser visualizados

através da Figura 4.1.
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Figura 4.2: Estimador nao-paramétrico de Kaplan-Meier para a funcao de sobrevivéncia
dos tempos da segunda infeccao.

Analogamente fazemos o mesmo para o tempo da segunda infecgao e apresentamos os

resultados na Tabela 4.2 e na Figura 4.2.
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Tabela 4.1: Estimativas nao-paramétricas da funcao de sobrevivéncia para os tempos até
1% infecgao, usando o estimador produto-limite de Kaplan-Meier e a funcao de sobre-
vivéencia do modelo Weibull estimado pelo método de maxima verossimilhanca.

tempo Kaplan-Meier Weibull

2 0,97368421  0,96545687
5 0,97368421  0,92851604
6 0,97368421  0,91755192
7 0,91804511  0,90704635
8 0,89022556  0,89693170
12 0,86240602  0,85953839
13 0,83458647  0,85081522
15 0,77894737  0,83398473
17 0,75112782  0,81788694
22 0,72330827  0,78033858
24 0,69437594  0,76624748
27 0,66544361  0,74597120
30 0,63651128  0,72662915
33 0,60757895  0,70813050
34 0,57864662  0,70213840
39 0,54971429  0,67337604
53 0,52078195  0,60185971
54 0,52078195  0,59718818
63 0,49014772  0,55737564
96 0,45951349  0,43873919
113 0,45951349  0,39027772
119 0,42669110  0,37478329
130 0,39386871 0, 34829206
132 0,36104631  0,34372395
141 0,32822392 0, 32404296
149 0,32822392  0,30767636
152 0,25528527  0,30179474
185 0,21881595  0,24512195
190 0,18234662  0,23766690
292 0,14587730  0,13011582
402 0,10940797  0,07092264
447 0,07293865  0,05584797
511 0,03646932  0,04005613
536 0,00000111  0,03525452
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Tabela 4.2: Estimativas nao-paramétricas da funcao de sobrevivéncia para os tempos até
2% infeccao, usando o estimador produto-limite de Kaplan-Meier e a funcao de sobre-
vivéncia do modelo Weibull estimada pelo método de méaxima verossimilhanca.

tempo Kaplan-Meier Weibull

4 1,00000000  0,96987450
) 1,00000000  0,96249832
8 0,97222222  0,94071634
9 0,94276094  0,93356874
12 0,91329966  0,91245665
13 0,91329966  0,90552776
16 0,88285634  0,88505965
24 0,88285634  0,83273568
25 0,85015796  0,82641852
26 0,81615164  0,82014966
28 0,78214532  0,80775529
30 0,68012637  0,79554952
38 0,64612005 0, 74855391
40 0,61211373  0,73724771
43 0,57810741  0,72060933
46 0,57810741  0,70434812
58 0,54197570  0,64290446
66 0,50584399  0,60495934
70 0,50584399 0, 58683756
78 0,46693291  0,55221051
108 0,46693291  0,43963111
114 0,42448446  0,42003991
117 0,38203602  0,41057473
154 0,33958757  0,30998546
156 0,29713912  0,30531303
159 0,29713912  0,29843627
196 0,24761594  0,22534627
201 0,19809275  0,21695344
245 0,14856956 0, 15535802
318 0,09904637  0,08928832
333 0,04952319  0,07968559
562 0,00000321  0,01403871
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A partir dos resultados apresentados nas Tabelas 4.1 e 4.2, fizemos os gréaficos das
funcoes de sobrevivéncias estimadas por Kaplan-Meier e das funcoes de sobrevivéncias
estimadas através do modelo Weibull, que sao apresentados na Figura 4.3. Notamos que
o ajuste grafico para o modelo Weibull parece ser adequado, para ambos os tempos de

infeccao.
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Figura 4.3: Fungoes de sobrevivéncias estimadas pelo modelo Weibull e funcoes de sobre-
vivéncias estimadas por Kaplan-Meier, para os tempo da primeira e da segunda infecgao,
respectivamente.

Na Figura 4.4, temos graficos das sobrevivéncias estimadas por Kaplan-Meier versus
as sobrevivencias estimadas pelo modelo Weibull.
A partir da Figura 4.4, verificamos que existe aproximadamente uma relacao linear,

indicando que este modelo é possivelmente adequado para os dados sob estudo.

S(t): Weibull

1.0

08

06

04

02

0.0

0.0

0.2

T
0.4

S(t): Kaplan-Meier

T
0.6

0.8

1.0

S(0): Weibul

1.0

08

06

04

02

0.0

T T T T T T
0.0 0.2 0.4 0.6 0.8 1.0

S(t): Kaplan-Meier

Figura 4.4: Grafico das sobrevivéncias estimadas por Kaplan-Meier e das sobrevivéncias
estimadas pelo modelo Weibull, para os tempo da primeira e da segunda infeccao.

Para confirmar os resultados obtidos anteriormente, foram construidos os gréaficos li-

nearizados para o modelo Weibull, tomando os dois tempos de infeccao. A Figura 4.5
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mostra estes graficos para o modelo Weibull, onde notamos que nao ha um afastamento

marcante de uma reta (Q-Q plots da distribuicao Weibull).

log(-log(S(1))
log(-log(S(1))

T T T T T T T T T T T
1 2 3 4 5 6 2 3 4 5 6

log(tempos) log(tempos)

Figura 4.5: Grafico de log(t) e log(-log(S(t))), para os tempo da primeira e da segunda
infeccao.

Portanto, pelos procedimentos graficos apresentados anteriormente, juntamente com
os resultados obtidos, podemos concluir que o ajuste do modelo Weibull proposto ¢é satis-

fatério.

4.3.2 Analise Bayesiana dos dados

Para analisar os tempos de recorréncia das infecgoes (ver Tabela 2.1, no capitulo 2),
assumimos um modelo de regressao Weibull (“modelo 17), na presenga de uma “fragilida-
de”W; com uma distribui¢ao normal (4.2).

Neste caso, temos somente uma covariavel z; (sexo: x = 2 para masculino; x = 1 para
feminino) e k = 2 tempos de recorréncia.

Da equagao (4.3), temos o modelo de regressao (j-ésima medic¢ao do i-ésimo individuo)

Aj (i) = eXp{ﬁu + ﬁiji + w; }, (4.37)

1=1,2,...,38;, 5 =1,2.

Para uma andlise Bayesiana do “modelo 1”7, assumimos as distribuicoes a priori (4.25)
e (4.26) coma; =by =ay=by=1;¢11 =co1 =clao=cpp=10ed =e=0.1.

Buscando eliminar a correlagao entre os valores gerados, escolhemos a cada 10 amostras

simuladas por Gibbs (lag 10). Usando o software WinBUGS, descartamos as primeiras
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5000 amostras simuladas por Gibbs ( “burn-in-sample”) para eliminar os efeitos dos valores
iniciais nos parametros do modelo. Obtemos os resumos a posteriori de interesse (veja
Tabela 4.3), para uma amostra final de tamanho 2000. A Convergéncia para o algoritmo
amostrador de Gibbs foi monitorado usando métodos gréaficos, como o de séries temporais
e o Gelman & Rubin (1992) para as amostras simuladas.

Este mesmo procedimento de simulagao foi considerado para os outros modelos apre-
sentados nesta secao.

Na Tabela 4.3, também temos as estimativas de Monte Carlo para a média a poste-
riori do tempo mediano de sobrevivéncia em cada tempo de recorréncia. Observe que

o tempo mediano de sobrevivéncia, que nao inclui a covariavel x;, ¢ dado por Med; =
[(log2) e A4] /7 j=1,2.

Tabela 4.3: Resumos a posteriori (“modelo 17)
Parametro ~ Média D.P.  Intervalo de Credibilidade de 95%

3oy 1,9820 0,5694 (0, 8885; 3, 1550)

Boy 0,7594  0,5570 (—0,3279; 1,8510)
By, —5,5490 0,8571 (—7,3400; —3, 9380)
B1y —5,6110 0,8805 (—7,4620; —3, 9940)

med 1 120,40 31,780 (69, 350; 194, 50)
med 2 106,60 29,520 (62, 720; 173, 10)
v 1,0880 0, 1610 (0,8012; 1, 4270)
vy 1,1310 01742 (0,8113;1,5100)
1/02 3,1350  3,1060 (0, 7188; 11, 270)

Na Figura 4.6, temos graficos de séries temporais para amostras simuladas por Gibbs.
Por esses graficos, observamos a convergéncia do algoritmo em todos os casos.

Na Figura 4.7 observamos, usando Gelman & Rubin (1992), a convergéncia do algo-
ritmo considerando diferentes valores iniciais para os parametros.

Para o “modelo 27, que é definido pela densidade Weibull (4.1), onde \;(i) é dado por
(4.15), temos,

Aj(i) = w; exp{By; + By}, (4.38)

i=1,2,...,38; j = 1,2. Assumimos as distribui¢oes a priori (4.25) e (4.29) com a; =
bi=ay=by=1;cri=cn=cra=cp=10e f =5.
Seguindo os mesmos passos considerados na simulagao para a geragao das amostras da

distribuicao a posteriori conjunta dos parametros do

‘modelo 17, temos na Tabela 4.4, os
resumos a posteriori de interesse assumindo o tamanho de amostra de Gibbs final 2000.
Na Figura 4.8, temos os graficos para as amostras simuladas por Gibbs.

Na Figura 4.9, temos graficos para os valores de Gelman & Rubin (1992), assumindo
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Figura 4.6: Amostras simuladas por Gibbs (“modelo 17)
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Figura 4.7: Valores de Gelman e Rubin (“modelo 1”)
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Tabela 4.4: Resumos a Posteriori (“modelo 27).
Parametro ~ Média D.P.  Intervalo de Credibilidade de 95%

3oy 2,2370  0,6192 (1,0770: 3, 5080)
Bos 1,0180 0,6234 (—0,1979; 2, 2800)
By —5,6340 0, 8506 (—7,3790; —4, 1350)
B1s —5,6690 0,8794 (—7,5240; —4, 0420)
med 1 98,590 26,260 (54, 860; 157, 90)
med 2 87,340 23,140 (50, 320; 141, 90)
v 1,1560 0,1719 (0,8508; 1, 5130)
Vs 1,1950 0, 1863 (0, 8604; 1, 5900)
1/¢ 2,4670  2,6360 (0, 7685: 7, 7670)
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Figura 4.8: Amostras simuladas por Gibbs (“modelo 27)

diferentes valores iniciais para as cadeias através da qual, observamos a convergéncia para
o algoritmo.

Dos resultados das Tabelas (4.3) e (4.4), observamos resultados similares considerando
o “modelo 1”e “modelo 2”7. Observamos que em ambos os modelos, temos um efeito
significativo da covariavel sexo para os primeiros tempos de recorréncia, ja que o zero nao
estd incluso no intervalo de credibilidade de 95% para [35,. Do mesmo modo, observamos
que sexo nao tem efeito significativo no segundo tempo de recorréncia, ja que o zero esta
incluido no intervalo de credibilidade de 95% para [(o.

Para discriminacao de modelos, podemos utilizar uma medida Bayesiana existente,
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Figura 4.9: Valores de Gelman e Rubin (“modelo 27)

como o DIC - Deviance Information Criterion (Spiegelhalter et al., 2002). Um estimador
de Monte Carlo para o DIC, baseado nas 2000 amostras de Gibbs simuladas, considerando
o “modelo 17¢ dado por DIC = 667,07. Considerando o “modelo 27, temos DIC = 662, 86,
ou seja, ja que temos uma pequena diminui¢cao no valor de DIC assumindo o “modelo
2”7, podemos concluir que o “modelo 27¢é mais adequado para os tempos de recorréncia
da infeccao para os rins dos pacientes. E importante salientar que outros métodos de

discriminacao de modelos podem ser utilizados para decidir qual é o melhor modelo.

Mais adiante, uma modificacao pode ser assumida para o “modelo 17e “modelo 27,

introduzindo o efeito da covariavel sexo (z;) no parametro de forma v;, j = 1,2.

Desta maneira, assumimos para o “modelo 17e “modelo 2”7, o modelo de regressao

para o parametro de forma dado por,

l/j (Z) = exp{alj + OéQjZEZ'}, (439)

1=1,2,...,38;, 5 =1,2.
Denotamos esses modelos como “modelo 3”e “modelo 4”.

Para o “modelo 3”e “modelo 4”7, assumimos distribuicoes a priori informativas normais
para [3;; e (35, considerando médias fechadas para as médias a posteriori obtidas para f3;;

e (y; assumindo “modelo 17e “modelo 27, respectivamente. Também assumimos prioris
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normais para o, € aaj, j = 1,2, considerando variancias pequenas.
Na Tabela 4.5, temos os resumos a posteriori obtidos das 2000 amostras de Gibbs

simuladas para a distribuicao a posteriori conjunta de interesse.

Tabela 4.5: Resumos a posteriori (“modelo 3”e “modelo 4”)
Modelo Parametro  Média D.P.  Intervalo Credibilidade de 95%

“modelo 37 B 2,0050  0,2932 (1, 4410; 2, 5380)
DIC = 660, 87 Bos 1,9470  0,3007 (1, 3610; 2, 5370)
B, —5,9650 0,2970 (—6, 5460; —5, 3840)
Biy —6,0650 0,2937 (—6, 6580; —5, 4970)
o 0,0603 0,1186 (—0, 1818; 0, 2850)
- —0,1855 0, 1180 (—0,4252; 0, 0356)
an 0,1395  0,0662 (0,0064; 0, 2670)
1o 0,1899  0,0697 (0,0452; 0, 3159)
1/02 1,7700  0,8131 (0,6983; 3,8310)
“modelo 4” B 2,0170  0,3044 (1, 4210; 2, 5960)
DIC = 658,06 Bos 1,9510  0,3013 (1, 3610; 2, 5440)
8y, —5,9410 0,2938 (—6, 5280; —5, 3700)
B1s —6,0510 0,2921 (—6, 6460; —5, 4680)
Qs 0,1142  0,1242 (—0, 1362; 0, 3476)
Qg —0,1263 0,1281 (—0,3848; 0, 1203)
an 0,1772  0,0696 (0,0430; 0, 3143)
o 0,2267  0,0691 (0,0838; 0, 3593)
1/¢ 2,1050  1,9220 (0, 7696; 5, 5300)

Nas Figuras 4.10 e 4.11, temos os graficos para as amostras simuladas por Gibbs
considerando o “modelo 3”7e o “modelo 4”.

Nas Figuras (4.12) e (4.13) temos graficos para os valores de Gelman & Rubin (1992)
as quais, observamos a convergéncia para os parametros via algoritmo Gibbs sampling.

Dos resultados da Tabela 4.5, observamos que o “modelo 3”e o “modelo 4” apresentam
inferéncias similares. Observamos que a covariavel z; (sexo) nao tem um efeito significativo
no parametro de forma da distribuicao Weibull para os tempos de recorréncia, ja que o
zero esta incluso no intervalo de credibilidade de 95% para am; e e assumindo ambos os
modelos.

Também observamos que, o “modelo 4”apresenta um valor menor para o DIC (658, 06)
se comparado aos modelos 1, 2 e 3.

Outro caminho para checar se o modelo de regressao Weibull é mais adequado para
os dados é assumir a distribuigao gama generalizada.

Observar que a inclusdo das covaridveis nos parametros de forma (ver (4.39)) pode
ser importante para a obtencao de melhores inferéncias Bayesianas. Isso nao é, em geral,

considerado na literatura.
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Considerando o “modelo 5”com uma densidade gama generalizada (4.32) e modelo de
regressao,

1 (i) = exp{fy; + Bowi + wi}, (4.40)

em que a “fragilidade” W; tem uma distribuigdo normal (4.2), assumamos as prioris (4.36)
e (4.26) para os parametros do modelo com os valores dos hiperparametros a; = as =
by = by =1 = cy =d; =dy =1 e distribuicoes normais para 3, B9, $2; € (99 com
variancias iguais a um.

Assumindo o “modelo 6”7, com uma densidade gama generalizada (4.32) e um modelo

de regressao,

Mj(i) = W; eXp{ﬁu + ﬁ2jxi}7 (441)

em que a “fragilidade” W; tem uma distribui¢ao gama (4.16), assumamos as mesmas distri-
buigoes a priori consideradas para o “modelo 57, no primeiro estagio da analise Bayesiana
hierarquica e uma priori Gama(1, 1) para o parametro ¢.

Na Tabela 4.6, temos os resumos a posteriori de interesse considerando o “modelo 5”e

o “modelo 6”.

Tabela 4.6: Resumos a posteriori (“modelo 5”e “modelo 6”)

Modelo Parametro  Média D.P. Intervalo Credibilidade de 95%
“modelo 5" By 1,8270 0,4312 (0,9458; 2, 6560)
Bog 0,8333  0,4353 (—0,0450; 1,6790)
By —5,1650 0,6007 (—6,1090; —3, 7340)
B1s —4,7660 0,5579 (=5, 7620; —3, 5470)
6, 1,4920  0,7905 (0,6186; 3, 7110)
6 1,3930 0,6994 (0,6453; 3, 3830)
V1 0,9544  0,5290 (0,2398; 2, 2420)
Vs 1,2580 0,5967 (0,3553; 2, 6830)
1/02 1,9060 0, 7860 (0,8513; 3,9330)
“modelo 6” By 1,9010 0,4240 (1,0380; 2, 6750)
Bog 0,9467 0,4284 (0,1055; 1, 7830)
By —4,8950 0,6403 (—5,8470; —3,3000)
B1s —4,6930 0,5428 (—5,6470; —3,4300)
6, 1,3900 0,7163 (0,6086; 3, 3030)
6, 1,4630 0,6724 (0,6761; 3,2120)
V1 1,0330 0,5737 (0,2642; 2, 4950)
Vs 1,1450 0,5517 (0,3419; 2, 5530)
1/¢ 2,8710  2,1210 (1,1220;7,3010)

Observar que os intervalos de credibilidade de vq e vy incluem o valor 1, considerando
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os modelos 5 e 6, um indicativo de que o modelo de regressao de Weibull ¢é satisfatorio
para os dados.

Os resultados deste capitulo mostram que a inclusao de efeitos aleatérios com dife-
rentes estruturas, podem ser uma boa alternativa para analisar dados de sobrevivéncia
bivariados, na presenca de dados censurados e covaraveis. Esses resultados podem ser
utilizados para dados de sobrevivéncia multivariados de qualquer dimensao. Essa nova

metodologia é de grande interesse pratico.



Capitulo 5

Modelos Paramétricos Exponenciais
Bivariados para Dados de

Sobrevivéncia sem Censuras

Em muitas aplicagoes de testes de vida, usualmente temos dois tempos de vida T} e T5
associados para cada unidade. Nestas aplicacoes, os modelos mais populares e mais aplica-
dos em tempos de vida sao dados pelas distribuicoes exponenciais bivariadas. Dentre essas
distribuicoes exponenciais bivariadas, alguns modelos estao sendo extensivamente usados
por engenheiros de confiabilidade e pesquisadores médicos: o modelo exponencial biva-
riado Block & Basu (1974); o modelo exponencial bivariado Farlie-Gumbel-Morgenstern
(Farlie, 1960); o modelo exponencial bivariado Gumbel (1960); o modelo exponencial
bivariado Freund (1961) e o modelo exponencial bivariado Marshall & Olkin (1967a,b).
Outras distribuicoes paramétricas exponenciais bivariadas sao introduzidas na literatura
(ver por exemplo, Hougaard, 1986b; Downton, 1970; Arnold & Strauss, 1988; Sarkar,
1987).

Para analisar dados de tempo de vida correlacionados, também podemos considerar
modelos Bayesianos hierarquicos com distribuicoes exponenciais para os tempos de vida
T, e Ty, na presenca de diferentes estruturas de “fragilidades” para capturar a correlagao
entre os tempos de vida (ver por exemplo, Clayton & Cuzick, 1985; Oakes, 1986, 1989;
Shih & Louis, 1992)(Ver resultados do Capitulo 4).

A analise Bayesiana para modelos de tempos de vida bivariados tem sido considerada

como uma boa alternativa para obter as inferéncias de interesse, quando comparada com
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a inferéncia classica usando métodos de maxima verossimilhanca, em termos de precisao
para estimar os parametros de interesse. Neste caso, o uso de métodos MCMC (Markov
Chain Monte Carlo) (Gelfand & Smith, 1990; Chib & Greenberg, 1995), leva a uma grande
simplicacao para obter os resumos a posteriori de interesse.

Como uma motivacao e exemplo de dados de tempos de vida bivariados para este
capitulo, consideramos o conjunto de dados obtido de Meintanis (2007) e introduzido na
Tabela 5.1.

Os dados representam partidas de futebol onde ao menos um gol foi feito pelo time
da casa, sendo que esse gol foi marcado diretamente de uma cobranca de penalti, falta
ou qualquer outro chute direto. Neste sentido, 77 representa o tempo, em minutos, do
primeiro gol anotado por algum dos times e 75 representa o primeiro gol anotado pelo
time da casa, de qualquer uma das formas citadas anteriormente. Neste caso, todas as
possibilidades estao em aberto, por exemplo, T} < Ty, ou Ty > Ty ouTy =15, =Y. Os

jogos sem gols nao foram considerados e nao ha censuras nos dados.

Tabela 5.1: Dados da Liga dos Campeoes da UEFA

| 2005 — 2006 | Ty | Ty | 2004 — 2005 N
Lyon-Real Madrid 26 | 20 | Internazionale-Bremen 34 | 34
Milan-Fenerbahce 63 | 18 | Real Madrid-Roma 53 | 39
Chelsea-Anderlecht 19 | 19 | Man.United-Fenerbahce 54 | 7
Club Brugge-Juventus | 66 | 85 | Bayern-Ajax 51 | 28
Fenerbahce-PSV 40 | 40 | Moscow-PSG 76 | 64
Internazionale-Rangers | 49 | 49 | Barcelona-Shakhtar 64 | 15
Panathinaikos-Bremen 8 | 8 | Leverkusen-Roma 26 | 48
Ajax-Arsenal 69 | 71 | Arsenal-Panathinaikos 16 | 16
Man. United-Benfica 39 | 39 | Dynamo Kiev-Real Madrid | 44 | 13
Real Madrid-Rosenborg | 82 | 48 | Man. United-Sparta 25| 14
Villareal-Benfica 72 | 72 | Bayern-M. Tel Aviv 55 | 11
Juventus-Bayern 66 | 62 | Bremen-Internazionale 49 | 49
Club Brugge-Rapid 25 | 9 | Anderlecht-Valencia 24 | 24
Olympiacos-Lyon 41 | 3 | Panathinaikos-PSV 44 1 30
Internazionale-Porto 16 | 75 | Arsenal-Rosenborg 421 3
Schalke-PSV 18 | 18 | Liverpool-Olympiacos 27 | 47
Barcelona-Bremen 22 | 14 | M. Tel Aviv-Juventus 28 | 28
Milan-Schalke 42 | 42 | Bremen-Panathinaikos 2| 2
Rapid-Juventus 36 | 52

Na Figura 5.1, temos o grafico de T; versus 15, onde notamos de fato, alguma correlacao
entre essas variaveis. A correlacao de Pearson entre T e T, é dada por r = 0.465.

Para analisar os dados de tempos de vida bivariados introduzidos na Tabela 5.1, as-
sumimos diferentes distribuigdes exponenciais bivariadas, sob o paradigma Bayesiano e

usando o software WinBUGS para obter os resumos a posteriori de interesse.
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Figura 5.1: Scatterplot de t5 vs t;

5.1 Algumas Distribuicoes Exponenciais Bivariadas, num con-

texto Bayesiano

5.1.1 A Distribuicao Exponencial Bivariada de Block & Basu

A distribuigao exponencial bivariada de Block & Basu (1974) com parametros A;, Ao

e A3 para os tempos de vida T e Ty tem uma funcao densidade conjunta dada por,

filti,t2) = % exp{—Ait; — Aasta}, se ty <l
f(ti,ta) = (5.1)
fa(ti, ta) = %exp{—)\mh — Aata}, se t1 > 1o,

SeHdO)\lgz)\l—f—)\g, )\13:)\1+)\3, )\23:)\2+>\3€)\:)\1+)\2+)\3, /\120, )\2206
Az > 0.

As médias e as variancias para T; e Ty sdo dadas respectivamente por,
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1 Ao3
= BE(T)=—+——,
H S L VS
(5.2)
1 A A3
= BE(T)) = — + ,
e 1) = 5 D
1 AoA3(2A0 A + A2\
of = Var(Ty) = — 2 3(212—2 - 3)7
Als A"ATpATs
1 2
7 = Vet = L A a0k
A2 A" AT2A%3
O coeficiente de correlacao para T} e T, é dado por,
b — A2 [(AT + A3) Mg + AAaA3] (53
12 = . )
[A202, 4 Aods (201 + Aods)] 72 [A2AZ, 4 Ads (20 + A dg)] 72
A covariancia entre T} e Ty é dada por
A2+ A2) A3+ A2
C’ov(Tl,Tg)z( LX) A F Ak (5.4)

N M2 AisAos

O coeficiente de correlagao p, € tal que 0 < p;, < 1 e p;, = 0 somente para o caso
)\3:0011)\1:)\2:0.
Considerando uma amostra aleatéria de tamanho n, dada por (111, T21), (T12, Taa), - - -,

(T, Top), a fungao de verossimilhanga para A, Ay e A3 é dada por,

n

L (A1, A2, A3) = H f{;i (1, t2i) 2175" (t14, t2i), (5.5)

i=1
em que 61 =1seTy; <Tye 5% =0 se Ty; > Ts;.
Ou seja,
ALA"AY T A AT
Al2
no qual nty = > 7ty nta = o toy, T => 0 0, e R=>"" [0ite; + (1 — ;)t1].

A introdugao de variaveis latentes para analizar dados de sobrevivéncia bivariados

L()\l, )\2, )\3) = exp {—)\1717?1 — >\2n2?2 — )\3R} 3 (56)

usando o paradigma Bayesiano, tem sido considerada por muitos autores (veja por exem-
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plo, Achcar & Leandro, 1998; Lee et al., 2007).

Para uma andlise Bayesiana do modelo Block & Basu, considerando a introducao
de uma variavel latente N; representando o nimero de observagoes tais que 11; < Tb;,

assumimos as seguintes densidades a priori para Ny, Ay, As e As:

A1
Ny ~b —

1 <TL, )\12> 9
A1 ~ Gama(ay, by), (5.7)
Ao ~ Gama(ag, b),

A3 ~ Gama(as, bs),
A1

7 A2

tribui¢ao binomial com média A\; /A2 = P(T7 < T); Gama(a, b) denota uma distribui¢ao

em que ai, by, as, by, ag e bs sao hiperparametros conhecidos, b ( ) denota uma dis-

gama com média a/b e variancia a/b?. Além disso, assumimos independéncia entre os
parametros Ni, A1, Ag e As.

A densidade a posteriori conjunta é dada por,

n A\ (AQ)”M A"
(N, A1, Ao, Azltq, t x — — — X 5.8
(VA1 ha alta. ) (N)(A) o) 5:5)

- —1yn— —1yas—1
X Ap3AT3 T)\T“” Ay raz AP X

X exp {—(nfl + bl))\l — (nt} + bz))\z — (R + b3))\3} ,

no qual nty = >0 by, nty = Yoo by, T o= >0 0, Ro= >0 [0ite + (1 — §;)ta],
t1 = (t11, t12, - -, t1n) € ta = (tor, ton, .. ., ta,).

Amostras simuladas da distribuicdo a posteriori conjunta (5.8) podem ser obtidas
usando métodos MCMC, como o amostrador de Gibbs e o algoritmo Metropolis-Hastings
(ver, Achcar & Leandro, 1998).

5.1.2 A Distribuigao Exponencial Correlacionada da Familia Far-

lie-Gumbel-Morgenstern

A densidade bivariada de Farlie-Gumbel-Morgenstern (Farlie, 1960) tem uma forma

geral dada por,
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[t fo) = fi(ts) fa(ta) + pfi(ta) f2(t2)[1 — 2F1(80)][1 — 2F3(t2)], (5.9)

em que fi(t1) e fo(tz) sdo respectivamente, as densidades marginais para 17 e Ty; Fi(t;)
e I5(ty) sao as fungoes de distribuicao correspondentes a f; e fy, respectivamente; p é o

coeficiente de correlacao entre 77 e T, onde —1 < p < 1.
Assumindo densidades marginais exponenciais para 77 e Ty, ou seja, f;(t;) = )\je_kjtj ,

j = 1,2, a fungao de densidade conjunta para T} e Ty é (de (5.9)) dada por,

fty,te) = MAge MRt o)) NpemMliAel2 (o=l 1) (e N2tz _ 1) (5.10)

noqual Ay >0, Ay >0e —-1<p< 1.
Considerando uma amostra aleatéria de tamanho n para (77, 73), a fun¢do de veros-

similhanca para p, A; e Ay é dada por,

=

Lp, A\, A2) = f(tis tai) (5.11)

1

<.
Il

I
=

[)\1)\26_>\1t”_>\2t2i + p)\l/\Qe—Mtu—)\Qtzi(2€—>\1t1i _ 1)(2€—>\2t2i _ 1)} .
1

<.
Il

Para uma andlise Bayesiana da distribuicao exponencial bivariada de Farlie-Gumbel-
Morgenstern, considerando a introdugao da variavel latente U; com distribui¢ao de Ber-

noulli, ou seja,

U; ~ Bernoulli(6;), (5.12)

em que #; é dada por,

)\1)\26—)\1t1i_/\2t2i
T\ \ge At datas pALAgeMti—A2tai (Qe— At — 1) (2e— A2t — 1)’

0;

para ¢ =1,2,...,n, assumimos as seguintes distribuicoes a priori para A\;, Ay € p:

A1 ~ Gama (ag,b),
)\2 ~ Gama (CLQ, bQ) s (513)
p~U [_17 1] )

no qual U[—1, 1] denota uma distribui¢ao uniforme no intervalo [—1, 1]; ay, b1, ag e by sdo
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hiperparametros conhecidos. Também assumimos independéncia entre Ay, Ay € p.
A distribuigao a posteriori conjunta para Aj, Ay e p dado os dados observados t1 = (t11,

t12, -« t1n), ta = (t21,t29, . .., tan) e dados nao observados u = (uq, us, . .., u,) é dada por,

7T()\1, )\2, p’tl, tz, Ll) X L(p, )\1, )\2) X {H 9?1(1 — 91)1%} )\(fl_leibl)\l )\%2_167@)\2, (514)
=1

no qual L(p, A1, A2) é a funcao de verossimilhanca (5.11) e 6; é dada por (5.12).

Ou seja,

7'('()\17 )\2, p|t1, tz, ll) X )\?Jralil)\;wr@ilpn_v exXp {—/\1(b1 + nfl) - /\Q(bg + TLEQ)}

X exp {Z(l — ;) log(2e™ 1 — 1)+

i=1

D (1 — ;) log(2e " — 1)} , (5.15)

i=1

sendo v = Y1 u;.
Para as amostras simuladas da distribuicao a posteriori conjunta de, A1, s e p, dados

os valores iniciais )\go), )\go) e pl9, seguimos o algoritmo:

i Gerar U; de uma distribuicao de Bernoulli com probabilidade de sucesso 6;,i = 1,2,...,n
dada em (5.12);

ii Gerar )\50), )\go) e p» das distribuicdes a posteriori condicionais 7(A;|Ag, p, t1, t2, u),

T(A2| A1, p, t1, t2, 1) e T(p| A1, Ao, t1,t2, 1), respectivamente.

5.1.3 Distribuicao Exponencial Bivariada de Gumbel

A distribuigao exponencial bivariada de Gumbel (1960) tem a funcao de sobrevivéncia

conjunta e a funcao de probabilidade conjunta dadas respectivamente por,

S(tl,tg) = P(Tl > tl,TQ > tg) = exp {—<Oét1 -+ 61&2 + 90&52&1752)}, (516)
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f(tl, t2) = {(1 — G)Oéﬂ + HOZQﬁtl + e&ﬁztz + 0206262t1t2} S(tl, tg),

coma>0,0>0e0<0<1.

A funcao de verossimilhanca para «, [ e 0 baseada em uma amostra aleatéria de

tamanho n é dada por,

n

L(a,3,0) = J[{(1—0)aB+ 008t + 03ty + 070> B tyity; } (5.17)

i=1

exXp {—Oé Z t1; — ﬁz to; + HCkﬂ Ztlzth} .
=1 =1 =1

X

O coeficiente de correlacao entre 17 e T é dado por,

bt Lo (1) (1) o8

no qual Fi(z) é a fun¢ao exponencial integral dada por,
[oe} eft

Vamos assumir as seguintes distribuicoes a priori para os parametros a, 3 e 6:

a ~ Gama (aq, by)
B ~ Gama (ag, by) , (5.20)
6 ~Ul0,1],
em que ay, by, as e by sao hiperparametros conhecidos. Também assumimos independéncia

a priori para os parametros «, 3 e 6.

A distribuicao a posteriori conjunta para «, § e 6 é dada combinando a funcao de

verossimilhanca (5.17) com a priori (5.20), ou seja,

n

m(a, B,0[t1,t3) o H {(1 = 0)aB + 0a>Bty; + Bty + 07 Bty } (5.21)

=1

X exp {—(bl + mﬂ)a — (b2 + nt_z)ﬁ + H(Xﬁztutzi + aq 10g Oé}

=1

X exp {azlog 5} .
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Amostras da distribui¢ao a posteriori (5.21) serao simuladas via métodos MCMC.

5.1.4 Distribuicao Exponencial Bivariada de Freund

A distribuigao exponencial bivariada de Freund (1961) tem a densidade conjunta dada

por,

fi(ti,t2) = a1 fByexp {—Byta — (1 + a2 — )1}, se ty <t
f(ti,ta) = (5.22)
fa(ti, te) = By exp {—PF1t1 — (a1 + ap — By)la}, se t1 > to,

com a; >0, as >0, 3, >0e [y, >0.

Observar que T; e T, tem densidades marginais, dadas por misturas de exponenciais,

isto ¢,
F0) = Gorprar gy [0 = (@ + B 4 o] (523)
e
1
fa(te) = (a1 + a2 — ) [(042 — By) (a1 + 51)€(a1+a2)t2 + /620516_’82t2:| )

Com médias,

61 —+ Qo
E(T)) = ,
@) By (a1 + az)
(5.24)
62 -+ (03]
E(T) = )
(T2) Bylan + az)
Coeficiente de correlacao dado por,
B18y — arag

p

- VI + 2000y + a2/32 + 20005 + o
sendo —1/3 < p < 1.
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A funcao de verossimilhanca para ay, (3, as e 3, baseada em uma amostra aleatoria

de tamanho n, é dada por,

L(a, as, By, 85) = H Pt tai) fo =% (i, i),
i=1

emque §; = 1sety; <ty ed;=0sety >ty,1=1,2,...,n.

Ou seja,

L (ala Qg, ﬁla ﬁ2) = @gﬁga?i

X exp {(041 + s — f3) Z5it1i — (a1 +ag — f4)
i1

comr =7,

"B1 " exp {_51 Z

i=1

(5.25)

(1= 0t — B2 Y (m%} (5.26)
i=1

n

=1

Assumamos distribui¢oes a priori gama para aq, asg, 3, e 35, ou seja,

p ~ Gama ((11, bl

),

ay ~ Gama (ag, bs) ,

B, ~ Gama (cy, d;

),

By ~ Gama (cq,ds),

Z(l - 5i)t2i} ;

(5.27)

em que aq, by, as, by, c1, di, co e dy sao hiperparametros conhecidos. Também assumir

independencia a priori entre os parametros.

A distribuicao a posteriori conjunta para ag, as, 5; e 35 é dada por,

L(OZhaQ?ﬁlaﬁQltlatZ)

X

X

r+ai1—1
o351 Qg

exXp {— (bl + Z 5ztlz + Z(l — (51>t21> a1—
i=1 i=1

n—r+ag— lﬂn—r—l—cl —1 or+co—1
1 2

(bQ + Xn: dit1; + Xn: (1-146,) t%) Qg —
i=1 i=1

<d1+zn:(1—5

n

i)t — Z (1 —0;)to

i=1

)ﬁl_

(5.28)
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As distribuic¢oes condicionais necessarias para o amostrador de Gibbs sao dadas por,

ailag, By, By, t1, ta ~ Gama <7’ + a1, b + Z dity; + Z(l — 51)1521') ;

=1 i=1

aslag, By, By, t1, ta ~ Gama (n — 1+ ag, by + Z5z’tli + Z(l — 51)t2¢> ; (5.29)

i=1 i=1

Bilat, ag, By, 1, ty ~ Gama (n —7r+ci,di + Z(l — i)ty — Z(l — 51)%) ;

i=1 =1

Bylar, ag, By, 11, ta ~ Gama (7“ + co, dy + Z5it2i — Z(Sltli) :

i=1 =1

5.1.5 Distribuicao Bivariada de Marshall & Olkin

A distribuicao bivariada de Marshall & Olkin (1967a,b) tem densidade conjunta dada

por,

( fi(t1,t2) = 01023 exp {—01t1 — (Oast2)}, se t1 < tg
f(ti,ta) = ¢ fa(ty, ta) = 02013 exp {—0Osts — (O1311)} , sety >t (5.30)
L f3(t1,t2) = O3 exp {—Oiasta}, se t1 = o,

noqualt91>0, 02>0, 93>0, Q23:82+93, 013 =01+ 65 ¢ 013 =01+ 0, + 65.

As médias para T; e T e o coeficiente de correlacao sao dados, respectivamente por,

1
E(Tl) = ‘9_137
1
E(T2> = (9_237
(5.31)
03
p —_—
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A funcao de verossimilhanca para 6, 0 e 03 baseada em uma amostra aleatéria de

tamanho n é dada por,

L(01,02,03) = H PV (b, i) £ (b, ta) f5% (t1i, i), (5.32)
i=1

em que d1; = 1 se ty; < to;, 01; = 0 caso contrario; d9; = 1 se ty; > tg;, do; = 0 em outros

casos; 03; = 1 se ty; = tg; € d3; = 0 em outros casos.
Ou seja,
L(6:,05,05) = 00050007207 exp {—91 > Giitii— 03 Y 5it2i} (5.33)
i=1 i=1

exp {—92 Z doita; — b13 Z 09it1; — O123 Z 53it2i} ;
i1 i—1 i—1

n n n
Sendo T = Zi:l 511" o = Zi:l 522‘ € rg = Zi:l 537;.

Assumimos distribuicoes a priori gama independentes para 64, 65 e 63 dadas por,

X

91 ~ Gama (all, bll) 5
92 ~ Gama (agl, b21) s (534)
93 ~ Gama (CL31, b31) s

em que a1, bi1, as1, ba1, az; e by sao hiperparametros conhecidos. Assumir independéncia
a priori entre 01, 05 e 05.

A distribuicao a posteriori conjunta para 6, 65 e 03 é dada por,

a11+r1—1paz1+ra—1paz1+rs3—1pgri gre
(61,602, 05]t1,t2) o 6 05 03 053013

X exXp {_ <b11 + Z 51it1i) 91 - <b21 + Z (Sgitgi) 82— (535)
i=1 i=1
—  b3105 — 0Oy Z dita; — O3 Z 09it1; — O123 Z 53it2i} .
i=1 i=1 i=1

Também usamos o amostrador de Gibbs ou o algoritmo de Metropolis-Hastings para

simular amostras da distribuigao a posteriori (5.35).
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5.1.6 Presenca de “Fragilidades” para Capturar a Correlagao en-

tre Distribuicoes Exponenciais

Para capturar a correlacao entre dois tempos de vida, também podemos considerar
a introdugao de “fragilidades”ou varidveis latentes (ver por exemplo, Clayton & Cuzick,
1985; Oakes, 1986, 1989; Shih & Louis, 1992) assumindo densidades marginais exponen-

ciais dadas por,

f1 (1) = Aiexp (—Atas) (5.36)
fa (ta;) = Agiexp (—Aaita;) ,

parai=1,2,...,n; sendo

)\li = (1 €Xp (—wl) s
)\21‘ = (g €XP (—wl) .

Assumindo uma distribuicao normal para as “fragilidades”ou variaveis latentes W;,

dada por,

W; ~ N(0,02). (5.37)

Observar que esse modelo é obtido dos resultados do Capitulo 4, considerando os

parametros de forma das distribuigoes de Weibull iguais a 1.
Para uma andlise Bayesiana hierarquica deste modelo, assumimos no primeiro estagio,

as seguintes distribuigoes a priori:
ay ~ Gama (aq,b1), (5.38)

ay ~ Gama (ag, bs) ,

sendo ay, by, as e by hiperparametros conhecidos. Assumir independéncia a priori entre
a1 € (9.
Para o segundo estégio da analise Bayesiana hierarquica, assumimos uma distribuicao

gama para £, = 1/02, ou seja,

¢, ~ Gama (c,d), (5.39)

em que ¢ e d sao hiperparametros conhecidos. Observe que 02 tem uma distribui¢ao gama
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inversa,

02 ~ GI(c,d).

Baseado em uma amostra aleatoria de tamanho n, dado w;, ti;, to;, i = 1,2

g Ly oeee

funcao de verossimilhanca para aq e ay é dada por,

n n n

L(ay, as) = affal exp ¢ —2 g w; — o E te " — o g toe” "
i=1 i=1 i=1

2

A distribuicao a posteriori conjunta para oy, as e o},

¢ dada por,

W(ala 052, 0-121}|t1, t27 W) X acll1+n_1ac212+n_1(U%U)_<%+e+1)
1 1 n n
< exp Q- | gD wl | pexp e —2) jwis
’ = i=1

w

— bl + Z tlie_“’i a1 — b2 + Ztgie_wi Qg o,
=1 =1

com a; >0, as >0 e d? > 0.

(5.40)

1y

(5.41)

(5.42)

Para simular as amostras da distribuigao a posteriori conjunta (5.42) seguimos o al-

goritmo,

i Gerar a variavel latente nao observavel W; pela distribuicao condicional

2

iy
2 7 —Ww; —Ww;
m(w;|aq, ag, 05, t1,ta) o< exp {—F} exp { —2w; — aqtye ™ — astye "'},

w

parai=1,2,...,n;

I

ii Gerar oy de,

)

n
(e%} OéQ,O',%U,tl,t%WNGama n+a1,b1+g tlieiwi
=1

iii Gerar as de,

n
062061,0121),t1,t2,WNGama n+&2,b2+g tgie*“’i
=1

(5.43)
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iv Gerar 02 de,

2 n Iq~ 2
Ow Oél,Oég,tl,tz,WNIG <C+§,d+§;wl> .

5.2 Analise dos dados da Liga dos Campeoes da UEFA

Para analisar os dados da liga dos campedes da UEFA introduzido na Tabela 5.1, vamos
assumir as diferentes distribui¢oes exponenciais bivariadas introduzidas neste capitulo.

Assumindo a distribuigdo exponencial bivariada de Block & Basu (5.1) com valores
dos hiperparametros a; = ay = a3 = by = by = b3 = 0,01 para as distribuigoes a priori de
A1, Ao e A3 apresentadas em (5.7) (prioris aproximadamente nao-informativas), usamos
o software WinBUGS para gerar amostras da distribuigao a posteriori para Ay, A e A3.
Geramos 55000 amostras, onde as primeiras 5000 amostras foram descartadas ( “burn-in
sample”) para eliminar o efeito dos valores iniciais dos parametros do modelo. Escolhendo
cada 10% amostra simulada por Gibbs, obtemos uma amostra final de tamanho 5000 para
os sumarios a posteriori de interesse (veja Tabela 5.2).

A convergeéncia do algoritmo amostrador de Gibbs foi monitorada usando métodos
existentes, como graficos de séries temporais e o de Gelman & Rubin para as amostras

simuladas por Gibbs.

Tabela 5.2: Resumos a posteriori (distribui¢ao de Block & Basu)
Parametro  Média D.P.  Intervalo de Credibilidade de 95%

A 0,00015 0,00037 (6,13E — 13;0,0012)
A2 0,00074 0,00151 (3,69E — 12;0,0054)
A3 0,04442 0,00530 (0,0344;0,0552)

Nas Figuras 5.2 e 5.3 observamos através dos gréaficos de séries temporais e o de Gelman
& Rubin (1992), a convergéncia do algoritmo considerando diferentes valores iniciais para
os parametros.

Na Tabela 5.9, temos os valores obtidos para o DIC e a soma dos logaritmos das
CPOQ’s, baseado nas 5000 amostras geradas por Gibbs.

Assumindo a distribuicdo exponencial bivariada de Farlie-Gumbel-Morgenstern (5.10)

e as distribuigoes a priori (5.13) com valores dos hiperparametros a; = ay = by = by =0, 1,
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Figura 5.3: Valores de Gelman e Rubin (distribuigdo de Block & Basu)

e usando os mesmos passos MCMC usados para o modelo de Block & Basu, temos na
Tabela 5.3 os resumos a posteriori considerando as 5000 amostras geradas por Gibbs
obtidas usando o software WinBUGS.

Tabela 5.3: Resumos a posteriori (distribui¢ao de Farlie-Gumbel-Morgenstern)
Parametro  Média D.P.  Intervalo de Credibilidade de 95%

M 0,02551 0,00414 (0, 0181; 0, 0340)
Ao 0,03272 0,00533 (0,0229; 0, 0438)
p 0,66870 0,29291 (—0,0902; 0, 9900)

Nas Figuras 5.4 e 5.5 observamos a convergéncia para os parametros do modelo de
Farlie-Gumbel-Morgenstern.

Na Tabela 5.9, temos estimadores de Monte Carlo para o DIC e a soma dos logaritmos
das CPO’s.

Assumindo a distribui¢do exponencial bivariada de Gumbel (5.16) com valores dos

hiperparametros a; = as = by = by = 0,01 para as distribuigoes a priori (5.20) (prioris



5. MODELOS PARAMETRICOS EXPONENCIAIS BIVARIADOS PARA DADOS DE SOBREVIVENCIA
SEM CENSURAS

1

Feor

i)

0%

1]

0

]

s

18

0

10

10

_______

aaaaaaaaaa

)

Fator

e

1

1

108

106

i

0

10

median

Fer

=000 socoo

INnteracses

il

0

JUl

median

...........

Figura 5.5: Valores de Gelman e Rubin (distribuigdo de Farlie-Gumbel-Morgenstern)

nao-informativas), temos na Tabela 5.4, os resumos a posteriori de interesse baseado nas

5000 amostras geradas por Gibbs.

Tabela 5.4: Resumos a posteriori (distribui¢ao de Gumbel)

Parametro  Média D.P. Intervalo de Credibilidade de 95%
o 0,02383 0,00403 (0,0167;0,0236)
15} 0,02934 0,00501 (0,0203;0,0291)
0 0,17190 0, 15822 (0,0045; 0, 1242)

Nas Figuras 5.6 e 5.7 observamos a convergéncia para os parametros do modelo de

Gumbel.

Assumindo a distribui¢do exponencial bivariada de Freund (5.22) com valores do hi-

perparametros a; = as = by = by = ¢ = ¢ = dy = dy = 0,1 para as distribuigoes a

priori (5.27), temos na Tabela 5.5 os resumos a posteriori de interesse baseado nas 5000

amostras geradas por Gibbs.

Nas Figuras 5.8 e 5.9 observamos a convergéncia para os parametros do modelo de
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Figura 5.7: Valores de Gelman e Rubin (distribuigdo de Gumbel)

Tabela 5.5: Resumos a posteriori (distribui¢ao de Freund)
Parametros Média D.P. Intervalo de Credibilidade de 95%

o 0,00561 0,00235 (0,0021;0,0108)
% 0,02890 0,00521 (0,0196; 0, 0402)
B34 0,07162 0,01282 (0,0487;0,0982)
By 0,04424 0,01796 (0,0164;0,0856)

Freund.

Assumindo a distribuigao exponencial bivariada de Marshall & Olkin (5.30), com valo-
res dos hiperparametros ay; = by = ag; = by = 0,1 e az; = b3y = 1 para as distribuigoes
a priori (5.34), temos na Tabela 5.6 os resumos a posteriori de interesse baseado nas 5000
amostras geradas por Gibbs.

Nas Figuras 5.10 e 5.11 observamos a convergéncia para os parametros do modelo de
Marshall & Olkin.

Assumindo a presenga de “fragilidade”’normal para capturar a correlagao entre duas

distribui¢oes exponenciais (5.36) e (5.37) com valores dos hiperparametros a; = b; =
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Figura 5.9: Valores de Gelman e Rubin (distribuigdo de Freund)

as = by = 0,01 (prioris ndo-informativas) para as distribui¢oes a priori (5.38) e valores
dos hiperparametros ¢ = d = 1 para a distribuigao a priori (5.40), nés temos na Tabela

5.7 os resumos a posteriori de interesse baseados nas 5000 amostras geradas por Gibbs.

Nas Figuras 5.12 e 5.13 observamos a convergéncia para os parametros do modelo com
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Tabela 5.6: Resumos a posteriori (distribui¢ao de Marshall & Olkin)
Parametros  Média D.P.  Intervalo de Credibilidade de 95%

0, 0,02143 0, 00470 (0,0120; 0, 0309)
0y 0,03012 0,00514 (0,0209; 0, 0407)
05 0,00393 0,00331 (0,0001;0,0122)
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Figura 5.11: Valores de Gelman e Rubin (distribuigdo de Marshall & Olkin)

Tabela 5.7: Resumos a posteriori (presenga de “fragilidade”)
Parametro  Média D.P.  Intervalo de Credibilidade de 95%

o 0,02403 0, 00452 (0,0160; 0, 0337)
s 0,03122 0,00601 (0,0207; 0, 0442)
o2, 0,26210 0, 10550 (0,1210; 0, 5242)
r=1/0% 4,39703 1,65704 (1,9090; 8, 2980)

presenca de “fragilidade”.
Na Tabela 5.8 temos o resumo a posteriori de interesse assumindo distribuicoes expo-
nenciais independentes, com densidades f(t;) = A\jexp {—\;t;}, 7 = 1,2 e distribuigdes a

priori gama independentes (Gama(0,1;0,1)) para A; e A, respectivamente, também con-
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Figura 5.12: Amostras simuladas por Gibbs (modelo de “fragilidade”)
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Figura 5.13: Valores de Gelman e Rubin (modelo de “fragilidade”)

siderando 5000 amostras geradas por Gibbs. Este modelo foi considerado com finalidade

comparativa com os outros modelos apresentados.

Tabela 5.8: Resumos a posteriori (distribuigoes exponenciais independentes)
Parametro  Média D.P.  Intervalo de Credibilidade de 95%
A1 0,02464 0,00402 (0,0173;0,0332)
A2 0,03051 0,00503 (0,0214;0,0410)

A partir dos resultados da Tabela 5.9 concluimos que o modelo de Freund é melhor
ajustado pelos dados, quando consideramos o critério DIC; considerando a soma dos lo-
garitmos das CPO’s observamos que o modelo com presenca de “fragilidade” normal apre-
senta maior valor, isto é, uma indicagao que este modelo é melhor ajustado pelos dados.
Observar que na pratica, poderiamos ter a presenca de dados censurados e covariaveis.
Isso em geral pode acarretar grandes dificuldades inferenciais, considerando cada um dos
modelos propostos assumindo métodos classicos de inferéncia.

O uso de métodos Bayesianos, especialmente considerando o software WinBUGS abre
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Tabela 5.9: Estimadores de Monte Carlo para o DIC soma dos logaritmos das CPO’s
Soma dos logaritmos

Modelo DIC das CPO’s
Block & Basu 644, 749 —99,167

Farlie, Morgenstern & Gumbell 680, 998 —125,435
Gumbel 686, 951 —100, 228
Freund 639, 775 —107,974
Marshall & Olkin 687,102 —115,039
Presenca de “fragilidade” normal 696, 838 —97,988

Distribuicoes exponenciais independentes 685,053 ——

novos horizontes na analise de dados de sobrevivéncia multivariados.

Este estudo ilustra o uso de diferentes modelos candidatos para analisar dados de
sobrevivéncia bivariados. E importante salientar que para cada conjunto de dados, um dos
modelos propostos pode se mostrar superior aos outros. Além disso, o custo computacional
pode variar muito para os diferentes modelos.

Estudos de simulacao para os modelos propostos poderiam ser 1teis para avaliar as
propriedades dos estimadores Bayesianos obtidos. Também seria interessante avaliar os

efeitos de reparametrizacoes para cada modelo.



Capitulo 6

Analise Bayesiana da Distribuicao
Exponencial Bivariada de Block &

Basu com Censuras e Covariaveis

Para analisar tempos de vida bivariados podemos assumir diferentes distribuicoes pa-
ramétricas introduzidas na literatura (Freund, 1961; Marshall & Olkin, 1967a; Sarkar,
1987; Downton, 1970; Gumbel, 1960; Hawkes, 1972; Hougaard, 1986b; Arnold & Strauss,
1988) (ver Capitulo 5). Dentre todas essas distribui¢ées de tempos de vida bivariados, um
modelo tem sido muito bem explorado na literatura: a distribuicao exponencial de Block
& Basu (1974). Neste capitulo apresentamos essa distribuigao e generalizamos os resulta-
dos obtidos por Achcar & Leandro (1998) considerando a presenga de dados censurados
e usando o software WinBUGS. Essa distribuicao se destaca entre as varias distribuicoes
introduzidas no Capitulo 5, pois as marginais tem distribuicoes dadas por misturas de ex-
ponenciais, a distribuicao conjunta é absolutamente continua e o coeficiente de correlacao
é positivo. Esta distribuigao foi derivada originalmente por excluir a parte singular da
distribuigdo de Marshall & Olkin (1967b). A distribuicdo de Marshall & Olkin nao é

absolutamente continua, mas satisfaz a propriedade da falta de memoria.

A distribuicao exponencial bivariada de Block & Basu com parametros A, Ay e As,
introduzidas em (5.1) para os tempos de sobrevivéncia 7 e T, tem uma fungao densidade

conjunta dada por,
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fl (tl, tg) = % exp {—)\1t1 — )\ggtg} , se tl < tg
[t 1) = (6.1)
fa (t1,t2) = 222212 exp {—Aigty — Aota}, se 1 > to,

Com>\12:)\1+)\2, )\13:)\1+>\3, )\23:)\2+>\3€)\:)\1+>\2+>\3.

A funcao de sobrevivéncia conjunta para a distribuicao de Block & Basu é dada por,

Sl (tl, tg) se t1 < tg
S(tl,tg) = P(T1 > tl,Tg > tg) = (62)
Sy (t1,t2) se t1 > to,

em que

A A
Sl(tl,tg) = )\— exp {—Altl — /\Qgtg} — /\—3 exp {—)\tg} s
12 12

A A
Sg(tl,tg) = )\— exp {—)\13t1 — )\th} - /\—3 exp {—)\tl} .
12 12

A distribuigao de Block & Basu com densidade (6.1) tem distribui¢oes marginais dadas
por misturas de exponenciais para T e Ty (veja Block & Basu, 1974), e funcao geradora

conjunta dada por,

A A1 A2
m(st, s3) = { A2 A2 }

= 6.3
/\12()\ — 81 — 82) 23 — S2 A13 — 81 ( )

De (6.3), encontramos os momentos de interesse para 17 e Ty; dessa forma as médias
e as variancias para Tj e Ty sao dadas por (5.2) e a covariancia entre T} e Ty é dada por
(5.4).

Usamos métodos MCMC para obter os resumos a posteriori de interesse. Achcar & Le-
andro (1998) introduzem uma andlise Bayesiana da distribui¢ao de Block & Basu, usando
métodos MCMC nao considerando a presenca de observagoes censuradas. Neste capitulo

generalizamos esses resultados incluindo a presenca de dados censurados e covariaveis.
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6.1 Uma Analise Bayesiana na Presenca de Dados Censurados

Suponha que ambos, 77 ou 75 podem ser censurados e que a censura ¢ independente

dos tempos de sobrevivéncia. Vamos sub-dividir as n observagoes em quatro classes:

C1: ambos tq; e ty; sao tempos de sobrevivéncia observados;

Cy: ty; é um tempo de sobrevivéncia e ty; é um tempo de censura (ou seja, sabemos

somente que Ty; > to;);
Cs: t1; € um tempo de censura e ty; é um de sobrevivéncia;

Cy: ambos tq; e ty; sao tempos de censura.

A funcao de verossimilhanca para um modelo continuo (ver por exemplo, Lawless,
1982, pégina 479) é dada por,

aS t’l,;tz aS tmt’L
L=1]]f(tuta) [] (—%) 11 ( a; 2 ) 15 tut),  (64)

1eCh 1€Co 1€Cs 1€Cy

em que f(t1;,t2;) é dado por (6.1); S(t1;,t2;) é dado por (6.2) e _8S(§2f’t2i) e _858(2’:’1527") sao

dados, respectivamente, por,
Sitl (t1s, tos) se t1; < o

_OS(tsta)

5 (6.5)

S;tl (t14, t2;) se t1; > to,

com

/ A\
Sm (tlz" t2i) = )\—1 €xp {_/\ltli - )\23?5%} )
12

AAig

12

A3

Sop, (i ta;) = exp {—Aist1; — Aol } — ——exp {—Aty;}.
12




6. ANALISE BAYESIANA DA DISTRIBUICAO EXPONENCIAL BIVARIADA DE BLOCK & BASU COM
CENSURAS E COVARIAVEIS

Sl t14, to; se t1; < ty;
05 (ths, ta:) tta (i ) ' ?
—_—— = (6.6)
(9152@- ,
Sor, (1, t2i) se t1; = toj,
com
, AN AN
Shy, (this te;) = & exp { At — Aogtai} — 5 exp {—At; ),
)\12 >\12
e
/ AN
Soy, (t1i, tai) = )\—2 exp {—Ast1; — Aato;} -
12
Definamos as variaveis indicadoras d1;, d9; € v;, por,
5~ 1 se tj; ¢ um tempo de sobrevivencia observado (6.7)
7 0 se tj; ¢ uma observacao censurada, .
para j =1,2;1=1,2,....n, €,
1 se t1; < ty;
v; = e (6.8)
0 se tli Z tzi.

Neste sentido, o logaritmo da funcao de verossimilhanga para Ay, Ay e A3 (ver (6.4)) é

dado por,

l ()\1, A2, )\3) = logL (/\17 A2, /\3) = €Xp {Z ;01,02 log f1 (tm t2i)+

=1
+ i(l — 0;)01i02; 10g fa(t1i, t2i) + i%ﬁu(l — 0g;) %
=1 i=1
X log S;t1<t1ia to;) + i(l —0;)01;(1 = dy;) log S;tl(th-, to;)+ (6.9)
=1
+ i“i(l — 014)02; log Sitz(tli,t%) + i(l — ;) (1 — 813)09 %
=1 i=1
x log Sy, (tii ta;) + zn: Ui (1 — 615)(1 — 693) log Sy (15, tai )+
=1

i=1

+ i(l — Ui)(l — (511)(1 - 521) log SZ(t1i7t2i)} )
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em que fi(t1;,t2) e fatii, te;) sdo dados por (6.1); Si(t14,t2:) € Sao(t1s,t2;) sao dados por
(6.2); Siy, (tiis ta;) € Say, (tis, t2;) sdo dados por (6.5) e Sy, (L, ta;) € Say, (tis, tai) sdo dados
por (6.6).

Para uma anélise Bayesiana da distribuicao de Block & Basu na presenca de ob-
servagoes censuradas, assumimos distribuicoes gama independentes para os parametros

Ak, OU seja,

A, ~ Gama (ag, by) , (6.10)

para k = 1,2 e 3; a; e by sao hiperparametros conhecidos; Gama(ay,b;) denota uma
distribuigdo gama com média ay /by e variancia ay,/b3.

Observe que estamos usando distribui¢oes a priori gama (6.10) por ser os parametros
Ak positivos. Também podemos assumir hiperparametros desconhecidos em (6.10) e consi-
derar uma analise Bayesiana hierarquica. Outras distribui¢oes a priori podem ser usadas
assumindo dependéncia entre os parametros, mas os resultados sao similares, especial-
mente considerando grandes tamanhos de amostras.

A distribuicao a posteriori conjunta para A;, Ay e A3 é dada por,

3

™ ()\1, )\2, )\3|t1, tz) X {H )\Zk_le_bk/\k } L ()\1, )\2, )\3) s (611)

k=1
no qual L (A1, Ao, A3) é a funcao de verossimilhanga e t; e ty sdo vetores das observagoes.
Para simular amostras para a distribuigao a posteriori conjunta (6.11), usamos métodos
MCMC. Neste caso, podemos simular amostras para a distribuicao a posteriori conjunta
(6.11) das distribuigoes condicionais (A1 |Ag, Az, t1, t2), T(Aa| A1, Az, t1,t2) e m(A3]| A1, Ao, t1, t2)

usando o amostrador de Gibbs ou o algoritmo de Metropolis-Hastings.

6.2 Presenca de Covariaveis e Observagoes Censuradas

Agora, vamos assumir que temos um vetor de covaridveis x = (x1, s, ... ,xp)' asso-
ciado a cada tempo de vida bivariado (¢,t2) com uma distribuigao exponencial de Block
& Basu, com densidade (6.1). A presenca de covaridveis para dados de sobrevivéncia
bivariados tem sido discutidas por alguns autores (ver por exemplo, Hanagal, 2008; Huster
et al., 1989).

Na presenca de um vetor de covaridavel x, considere o seguinte modelo de regressao:
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Ali = exp {ﬁllxi} ;
(6.12)
A9i = Qg €xXp {/Blle} )

/ . A~ ~
com BJ’- = (ﬁjl,ﬁﬂ, e ,ﬁjp) ;7 = 1,2 sendo o vetor dos parametros da regressao e x; =

(l’li,xzi,...,ﬂfpi), 1 = 1,2,...,n.

Também considerando a presenca de observagoes censuradas, o logaritmo da funcao de
verossimilhanga para oy, as, B, By € A3 é dado por (6.9), onde A; e Ay sdo substituidos
por Aj; e Ag; dados por (6.12).

Para uma andlise Bayesiana do modelo, assumimos as seguintes distribuigoes a priori

para ag, aa, By, By € As:

ay ~ Gamma (¢, dy,) ,
A3 ~ Gamma (e, f), (6.13)
ﬁkl ~ N (Oa O-il) )

para k=1,2;1=1,2,...,p; cx, di, €, f e 0%, sao hiperparametros conhecidos e N(0, o%)
denota uma distribuigdo normal com média igual a zero e variancia igual a ;. O uso de
uma distribuicao a priori normal para o parametro de regressao (3, ¢ justificavel, ja que
este parametro é definido para todos os valores reais. Além disso assumimos independéncia

a priori entre os parametros.

Amostras da distribuicao a posteriori conjunta para os parametros do modelo sao
simuladas usando métodos MCMC. Como estaremos usando o software WinBUGS na
geracao dessas amostras, nao apresentaremos as distribuicoes condicionais necessarias

para o amostrador de Gibbs.
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6.3 Exemplos

6.3.1 Tempos de Recorréncia para a Infeccao de rins de Pacien-

tes

Como uma primeira aplicacao da metodologia proposta, novamente vamos considerar
o conjunto de dados de sobrevivéncia introduzido por McGilchrist & Aisbett (1991),
relacionado a infeccao de rins, onde ha recorréncia da infecgao dos rins de 38 pacientes.
Esses valores sao registrados usando maquinas de dialise portateis. As infecgoes podem
ocorrer no local de insercao do cateter. O tempo registrado, chamado tempo de infeccao,
é o tempo de sobrevivéncia (em dias) do paciente até ocorrer uma infecgao e o cateter ter
sido removido, ou o tempo censurado, onde o cateter foi removido por outras razoes. O
cateter é reinserido depois de algum tempo e o segundo tempo de infeccao é novamente
observado ou censurado (conjunto de dados na Tabela 2.1).

Para analisar os tempos de recorréncia das infeccoes, vamos assumir agora a distri-
buic¢ao exponencial bivariada de Block & Basu com densidade (6.1).

Como uma primeira andlise, nao consideramos a presenca da covariavel sexo. Deno-
tamos esse modelo como “modelo 17.

Para uma analise Bayesiana do “modelo 1”7, assumamos a distribuicao a priori gama
(6.10) para Aj, Ag e Az, com valores dos hiperparametros a; = as = a3 =1 e by = by =
bz = 100, isto é, distribuicoes a priori aproximadamente nao-informativas.

Usando o software WinBUGS, descartamos as primeiras 5000 amostras simuladas por
Gibbs ( “burn-in-samples™) para eliminar os efeitos dos valores iniciais para os parametros
do modelo. Escolhendo cada 10* amostra simulada por Gibbs, obtemos uma amostra
final de tamanho 5000 para termos os resumos a posteriori de interesse. Convergéncia
do algoritmo amostrador de Gibbs foi monitorada usando diferentes métodos, como os
graficos em séries temporais e o de Gelman-Rubin para as amostras simuladas.

Na Tabela 6.1, temos as médias a posteriori, os desvios padroes a posteriori e os
intervalos de credibilidade de 95% para os parametros A;, Ay e A3. Também temos na
Tabela 6.1, os resumos a posteriori para as médias, variancias e desvios padroes para os
tempos de sobrevivéncia T} e Ty (ver (5.2); e a covariancia e o coeficiente de correlagao
(ver (5.3) e (5.4)) para os tempos de sobrevivéncia T e Tb.

E interessante observar que baseado nas observagoes nao-censuradas, temos a média e

o desvio-padrao amostrais para o 1° tempo (32 observagoes nao-censuradas) e o 2° tempo
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Tabela 6.1: Resumos a posteriori (“modelo 17)
Parametro = Média D.P.  Intervalo de credibilidade de 95%

¥ 0,00561 0,00193 (0,0019; 0, 0091)
Ao 0,00532  0,00212 (0,0015; 0, 0094)
A3 0,00314 0, 00220 (0,0001; 0, 0083)
" 131,200 21,8801 (94, 590; 129, 00)
s 137,500 25,1802 (95, 260; 193, 00)
o1 125,800 20,6204 (91, 780; 172, 00)
o 130,400 22,7000 (92, 980; 180, 90)
o 16240 5564 (8423; 29580)
o 17520 6351 (8646; 32710)
Coviy 15,5400 7,45401 (1,0730; 16, 810)
o 0,00101 0, 00054 (0,0001; 0, 0018)

(26 observacoes nao-censuradas), dadas por T = 121,80; Ty = 113,50; sdy, = 153,30 e
sdp, = 131,40. Comparando esses resultados com os da Tabela 6.1 (Monte Carlo estimado
para as médias a posteriori e intervalo de credibilidade de 95% para pi, piy, 01 € 03), temos
uma indicacao de bom ajuste para a distribuicao de Block & Basu com densidade dada
por (6.1) para os tempos de recorréncia de infecgao dos rins dos pacientes apresentados
na Tabela 2.1.

Nas Figuras 6.1 e 6.2, temos os graficos em séries temporais e o de Gelman-Rubin para
as amostras simuladas por Gibbs. Através desses graficos, observamos a convergéncia do
algoritmo em todos os casos.

Com finalidade comparativa, assumir agora T; e T, varidveis aleatdérias exponen-
ciais independentes, com parametros A\; e Ay, respectivamente, e distribuicoes a priori
Gama(1,100) para A\; e Ay, temos na Tabela 6.2, os resumos a posteriori para Aj, Ao,
py = 1/A1 e puy = 1/X2 (1, e py sdo as médias para Ty e Ty) baseadas nas amostras
simuladas por Gibbs de tamanho 5000. Observamos resultados mais precisos, especial-
mente para os parametros fi; € p, (menores intervalos de credibilidade) considerando a

distribuigao exponencial bivariada de Block & Basu (veja Tabela 6.1)

Tabela 6.2: Resumos a posteriori (77 e T5 independentes)
Parametro  Média D.P.  Intervalo de credibilidade de 95%

A 0,00764 0,00130 (0,0053;0,0103)
A2 0,00791 0,00150 (0,0053;0,0111)
fq 135,500 24,0802 (96, 77; 189, 20)
Lo 130,701 25,7504 (90, 20; 189, 80)

Observe que usando métodos de inferéncia classica, baseados na normalidade as-
sintética dos estimadores de maxima verossimilhanca para A;, Ay e A3, podemos ter gran-

des dificuldades computacionais e resultados das inferéncias nao muito exatos para os
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parametros da distribuicao exponencial bivariada de Block & Basu.

Na presenca da covariavel sexo, denotado por z, assumimos o modelo de regressao

introduzido na Secao 6.2 para os parametros \; e Ay, ou seja,

A1i = o exp {611‘1} )
(6.14)

Aoi = g exp { By},

com i = 1,2,...,38; ; = 2 (masculino) e x; = 1 (feminino). Denotamos esse modelo
como “modelo 2”.

Assumindo as distribuigoes a priori (6.13) com os valores dos hiperparametros ¢; =
co=c3=1,d, =dy =d3 =100; ¢ = f = 1; 03, = 0%, = 1 (aqui [ = 1, uma vez que
temos somente uma covariavel) e usando o software WinBUGS e também considerando
um “burn-in-sample” de tamanho 5000 e tomando a cada 10* amostra, temos na Tabela

6.3, os resumos a posteriori de interesse.

Tabela 6.3: Resumos a posteriori (“modelo 2”)
Parametro  Média D.P.  Intervalo de credibilidade de 95%

a 0,00434 0,00150 (0,0016;0,0074)
as 0,00521 0,00192 (0,0019;0,0092)
3, 1,63400 0,46104 (0, 7324; 2, 5460)
B, 0,09363 0, 54662 (—1,1240; 1,0720)
A3 0,00302 0,00203 (0,0001: 0,0073)

Nas Figuras 6.3 e 6.4, temos os graficos de séries temporais e o de Gelman-Rubin para

as amostras simuladas por Gibbs. Observamos a convergéncia para todos os parametros

do “modelo 2”.

Dos resultados da Tabela 6.3, observamos que o zero esta incluido no intervalo de
credibilidade de 95% para f3,, mas nao para (3;, ou seja, o segundo tempo T3 nao é
afetado pela covariavel sexo, mas o primeiro tempo 77 é afetado pelo sexo.

Como uma comparacao para os dois modelos propostos, podemos usar um critério
de discriminagao Bayesiano, como por exemplo o DIC (Deviance Information Criterion)
introduzido por Spiegelhalter et al. (2002) e é dado automaticamente pelo software Win-
BUGS. Assumindo o “modelo 17, temos um estimador de Monte Carlo para o DIC dado
pelo valor 687,118; assumindo o “modelo 2”na presenca da covariavel sexo, o valor de
DIC é dado por 674,961. Ou seja, o “modelo 2”se ajusta melhor ao conjunto de dados

da Tabela 2.1 (menor valor para o DIC).
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Figura 6.4: Valores de Gelman e Rubin (“modelo 2”)

6.3.2 Transplante de Medula Ossea para Leucemia

Transplantes de medula dssea sao um tratamento padrao para leucemia aguda. Prog-

noésticos para a recuperagao podem depender de fatores de risco conhecidos no tempo
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do transplante, tais como paciente e/ou idade e sexo do doador, o estigio inicial da
doenca, o tempo de prognostico para transplante, etc. O prognéstico final pode mu-
dar quando o desenvolvimento histérico pés-transplante leva a ocorréncia de eventos, em
tempos aleatorios, durante o processo de recuperacao. Tais como, o desenvolvimento de
doenga aguda ou cronica transplantar-versus-hospedar (GVHD), retorno da contagem de
plaquetas para niveis normais ou o desenvolvimento de infecgoes.

O transplante pode ser considerado um insucesso quando a leucemia retorna ao paci-
ente (recidiva) ou quando ele/ela morre durante a remissao (tratamento leva a morte).

Neste estudo, 137 pacientes com leucemia mieldide aguda (LMA) e leucemia lin-
fobléstica aguda (também conhecida como leucemia linféide aguda (ou LLA)) receberam
uma combinagao de 16 mg/kg de Busulfan oral (BU) e 120 mg/kg de cyclopho sphamine
(Cy) (99 pacientes com LMA e 38 com LLA) e foram tratados em um dos quatro hospitais:
76 no da Universidade estadual de Ohio (OSU) em Columbus; 21 na Universidade Hah-
nemann (HU) na Philadelphia; 23 no Hospital St. Vincent’s (SVH) em Sidney, Australia
e 17 no Hospital Alfred (AH) em Melbourne, Australia (conjunto de dados introduzidos
por Klein & Moeschberger, 1997, pdgina 464).

Na analise considerada neste trabalho, assumimos como tempos de sobrevivéncia,
os tempos (em dias) para a doenca aguda transplantar-versus-hospedar (TA) com 111
observagoes censuradas e 26 nao-censuradas e o tempo (em dias) da doenga cronica
transplantar-versus-hospedar (TC) com 76 observagoes censuradas e 61 nao-censuradas e
as seguintes covariaveis: idade dos pacientes em anos, idade do doador em anos, sexo do
paciente, sexo do doador, CMV (cytomegalovirus immune status) do paciente, CMV do
doador, tempo de espera do transplante em dias e os diferentes hospitais.

Como uma primeira analise, assumimos a distribui¢cao exponencial bivariada de Block
& Basu com densidade (6.1) na presenga de dados censurados, mas nao considerando a
presenga de covaridveis (“modelo 1”). Neste caso assumimos a distribuigao a priori gama
(6.10) para \g, kK = 1,2,3, com hiperparametros a; = ay = az = 1; by = by = 100 e
bs = 1000. Usando o software WinBUGS com um “burn-in-sample” de tamanho 5000,
simulamos uma amostra final de tamanho 5000, escolhendo a cada 50* amostra simulada
por Gibbs.

Convergéncia para o algoritmo amostrador de Gibbs foi verificado por graficos de séries

temporais e de Gelman & Rubin das amostras simuladas por Gibbs (veja Figura 6.5).
Na Tabela 6.4 temos os resumos a posteriori de interesse assumindo o “modelo 1”.

Nas Figuras 6.5 e 6.6, temos os graficos de séries temporais e o de Gelman-Rubin para
as amostras simuladas por Gibbs. Observamos a convergéncia para todos os parametros

do “modelo 17.

Assumindo o “modelo 1”7, obtemos um estimador de Monte Carlo para o DIC baseado
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Tabela 6.4: Resumos a posteriori (“modelo 17)
Parametro = Média D.P.  Intervalo de credibilidade de 95%

¥ 0,00027 0, 00005 (0,00018; 0, 00038)
Ao 0,00094 0,00013 (0,00070; 0, 00120)
A3 0,00003 0,00003 (0,0000009; 0,000127)
1L 3500,00 689,200 (2405, 00; 5098, 00)
s 1054,00 137,700 (821, 500; 1361, 00)
o1 3448,00 694,700 (2346, 00; 5057, 00)
oo 1053,00 136,900 (821, 300; 1359, 00)
Covl2 70,8200 60,6100 (2, 18800; 226, 000)
P 0,00002 0, 00002 (0,0000006: 0, 0000728)
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Figura 6.5: Amostras simuladas por Gibbs (“modelo 17)

nas 5000 amostras simuladas por Gibbs dado por DIC' = 1456, 87.

Para verificar o efeito de outras distribuigoes a priori nos resumos a posteriori, também
assumimos no “modelo 17a reparametrizacdo Ay = exp (v;), k = 1, 2 e 3, ou seja, v, =
log (Ax) e distribuigbes a priori uniforme aproximadamente nao-informativas para 7, no
intervalo (—20; —5). Dos resumos a posteriori obtidos (veja Tabela 6.5), observamos
resultados de inferéncias similares quando consideramos distribuicoes a priori gama para
A1, A2 e A3 (veja Tabela 6.4). Neste caso o DIC obtido é dado por DIC = 1455, 37.

Na presenca de dados censurados e covariaveis, assumimos o seguinte modelo de re-

gressao (“modelo 2”):
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Figura 6.6: Valores de Gelman e Rubin (“modelo 17)

Tabela 6.5: Resumos a posteriori (“modelo 1”com prioris uniformes para v, k = 1,2, 3)

Parametro Média D.P. Intervalo de credibilidade de 95%

A1 0,000264 0,000052 (0,00017;0,00037)
Ao 0,000949 0,000122 (0,00072;0,00121)
A3 0,000004 0,000012 (0,000000003; 0,000035)
" 3898,000  797,0000 (2631, 00; 5715, 00)
iy 1068,000 139, 2000 (827, 500; 1373, 00)
o1 3891,000 797,8000 (2621, 00; 5710, 00)
09 1067,000 139, 1000 (827, 400; 1372, 00)

Covl2 9,460000 25, 00000 (0,00661; 84, 3100)
P12 0,0000025 0,000007 (0,000000001; 0,0000225)

Ali = Qrexp {511 (le' - 71) + B2 (Zm — 72) + B1323i + B14Z4i + B1525i+

+  Bi6Zei + Bz (Zn' — 77) + B18Zsi + B19Z9i + 61,1021&'} )

(6.15)



6. ANALISE BAYESIANA DA DISTRIBUICAO EXPONENCIAL BIVARIADA DE BLOCK & BASU COM
CENSURAS E COVARIAVEIS 9

Aoi = apexp {521 (le' - 71) + Bao (ZQi — 72) + Bo3Z3i + PoyZai + Bos Lsi+
+  BasZei + Loy (Z7i - 77) + BogZsi + BagZoi + ﬂ2,10210i} 5 (6.16)

em que Z; € a idade do paciente; Z,; é a idade do doador; Zs3; é o sexo do paciente; Zy;
é o sexo do doador; Z5; é o CMV do paciente; Zg; é o CMV do doador; Z7; é o tempo de
espera para o transplante, em dias; Zs;, Zg; € Z10,; sao varidveis “dummy” relacionadas aos
diferentes hospitais: (Zg; = 1 para o OSU; 0 para os outros hospitais; Zo; = 1 para o HU;
0 para os outros hospitais; Z1p; = 1 para o SVH; 0 para os outros hospitais); 71, Zye Zq

sao médias amostrais para as covariaveis Zy;, Zo; € Z7;, respectivamente, ¢ = 1,2, ..., 137.

Para uma andlise Bayesiana considerando a distribuicao exponencial bivariada de
Block & Basu, assumimos as seguintes distribuigdes a priori (veja 6.13): ug ~ U(—20,0)
onde oy = log(ux), para k = 1,2; A3 = log(us), com uz ~ U(—20,0) e distribui¢des a
priori uniformes U(—ay;, ay) para os (), onde aj sdo hiperparametros com valores pe-
quenos, k = 1,2; 1 = 1,2,...,10. Também usamos distribuicoes a priori normais para
os parametros da regressao (3;;, mas a convergéncia do algoritmo amostrador de Gibbs
usando o software WinBUGS somente foi obtida tomando variancias muito pequenas
para as distribuigoes a priori normais com médias iguais a zero. A escolha dos valores
dos hiperparametros foi feita usando informacao a priori, como a informagao prévia da
andlise Bayesiana nao considerando a presenca do covariaveis (uso de métodos Bayesianos

empiricos).

Na Tabela 6.6, temos os resumos a posteriori obtidos usando o software WinBUGS
com um “burn-in-sample” de tamamnho 5000 e uma amostra final simulada por Gibbs
de tamanho 5000, obtidas escolhendo a cada 50® amostra simulada. O DIC obtido auto-
maticamente do WinBUGS é dado por DIC = 1443, 17.

Ja que o valor de DIC para este modelo é menor que o valor de DIC do modelo
nao incluindo a presenca de covariaveis, temos uma indicacao que o “modelo 2”pode ser

melhor para este conjunto de dados.

Dos resultados da Tabela 6.6, observamos que o valor zero estd incluido nos inter-
valos de credibilidade de 80% para muitos parametros da regressao [3,;, k = 1,2 and
[ =1,2,...,10; uma indicacao de que a correspondente covariavel nao tem um efeito sig-
nificativo nos tempos de sobrevivéncia TA e TC. Para alguns casos, como os parametros
de regressao (311, 315 € B4, Observamos que o zero nao esta incluido no intervalo de credi-
bilidade. Isto é um indicativo de que a covariavel Z; (idade do paciente) e Z, (idade do
doador) tem efeito significativo na doenga aguda (TA) e doenga cronica (TC), respecti-

vamente.
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Tabela 6.6: Resumos a posteriori (“modelo 27)
Parametro ~ Média D.P.  Intervalo de credibilidade de 80%

i —0,92433 0, 58021 (—0, 94146; —0, 90671)
Qs —0,83696 0, 74208 (—0,85144; —0,82217)
By 0,04239  0,03089 (0,00266; 0, 03168)
By 0,04167  0,03063 (0,00275; 0, 03083)
Bis —0,01707 0,11360 (—0, 16600; 0, 14970)
B —0,02402 0,11170 (—0, 16840; 0, 13950)
By —0,00297 0,11310 (—0, 15880; 0, 15370)
Big 0,05314  0,10610 (—0,10970; 0, 17810)
B1 0,00029 0, 00050 (—0,00035; 0,00090)
Bis —0,00644 0,11410 (—0, 16280; 0, 15330)
Bie 0,02379 0, 11330 (—0, 14300; 0, 17050)
Bio  —0,08430 0,09216 (—0, 18460; 0, 05396)
Boy —0,02651 0,02465 (—0,05838; 0, 00488)
Boy 0,05332  0,02375 (0,02268; 0, 03398)
Bos —0,05284 0,10370 (—0,17730; 0, 10290)
Bos —0,06561 0, 10050 (—0, 18130; 0, 08773)
Bos 0,08135  0,09398 (—0,06053; 0, 18430)
Bos —0,04558 0, 10560 (=0, 17500; 0, 1125)
By 0,00059  0,00034 (0,00014; 0,00102)
Bog 0,03651 0, 10840 (=0, 12590; 0, 17240)
Bog 0,04243  0,11020 (—0, 12490; 0, 17600)
Baro  —0,00018 0,11530 (—0, 16070; 0, 15890)
A3 —1,25164 0, 62284 (—1,37218; —1,08207)

Também observamos alguma indicacdo de efeito para a covaridavel Z; (tempo de es-
pera para o transplante) para o tempo da doenga cronica TC (chronic graft-versus-host
disease) ja que o zero nao esta incluido no intervalo de credibilidade de 80% para [
(0,00014;0,00102).

A partir dos resultados deste capitulo, observamos que o uso de métodos Bayesianos
para analisar dados de sobrevivéncia bivariados assumindo uma distribuicao exponencial
bivariada de Block & Basu na presenca de dados censurados e covariaveis, pode ser uma
boa alternativa para a andlise de dados médicos de sobrevivéncia bivariados.

Os resultados desse capitulo generalizam os resultados obtidos por Achcar & Leandro
(1998), quando temos censuras e covariaveis. O uso do software WinBUGS pode ser de
grande utilidade, pois nao requer muito esfor¢co computacional na geracao de amostras da
distribuicao a posteriori de interesse.

Observar que apesar desse modelo ter sido introduzido em 1974 (Block & Basu, 1974),
ele nao foi muito utilizado na analise de dados médicos, especialmente antes do advento das
novas técnicas computacionais, dada as grandes dificuldades na obtencao das inferéncias

classicas precisas, mesmo na presenca de amostras com tamanho amostral grandes, e na
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presenca de censuras e covariaveis.



Capitulo 7

Modelos Bivariados de Sobrevivéncia

Derivados de Funcoes Copulas

Como visto em capitulos anteriores, para analisar tempos de sobrevivéncia bivariados,
podemos assumir diferentes distribui¢oes paramétricas introduzidas na literatura (veja por
exemplo, Freund, 1961; Marshall & Olkin, 1967a; Sarkar, 1987; Downton, 1970; Gumbel,
1960; Hawkes, 1972; Hougaard, 1986b; Arnold & Strauss, 1988; Block & Basu, 1974).

Assumindo somente um tempo de sobrevivéncia, uma distribuicao popular é dada
pela familia Weibull (veja por exemplo, Lawless, 1982), ja que este modelo apresenta uma
grande flexibilidade: funcao de risco constante, crescente ou decrescente h(t) = f(t)/S(t),
onde f(t) é a fungao densidade de probabilidade para o tempo de vida T e S(t) é a fungao
de sobrevivéncia, ou seja, S(t) = P(T > t) para um valor fixado ¢.

Diferentes formulagoes da distribuicao Weibull para tempos de sobrevivéncia bivaria-
dos, podem ser consideradas usando fungoes de cépulas (veja por exemplo, Nelsen, 1999;
Trivedi & Zimmer, 2005a,b).

Inferéncias para esses diferentes modelos Weibull bivariados podem apresentar grandes
dificuldades usando métodos de inferéncia classica baseados nos métodos de maxima ve-
rossimilhanca, especialmente na presenca de dados censurados e covariaveis, uma situacao
comum em aplicagoes médicas.

Neste caso, consideramos o uso de métodos Bayesianos onde as amostras para a dis-

tribuicao a posteriori conjunta de interesse sao simuladas usando métodos MCMC.
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7.1 Funcgoes Coépulas

A seguir, apresentamos alguns conceitos basicos sobre fungoes copulas.

Definicao 1 Uma fung¢ao copula é uma funcao que interliga marginais univariadas com
sua distribuicao multivariada completa. Para m vardveis aleatorias uniformes Uy, Us, ..., Uy,

a distribuicao conjunta C' é definida por,

C(ur,ugy ... U, p) = Pr(Up <up, Uy <wug,...,Upn < up). (7.1)

Funcoes copulas podem ser usadas para interligar marginais com uma distribuicao con-

junta. Para dadas fungoes distribui¢ao marginais univariadas Fi(t1), Fa(t2), ..., Fn(tm),
a funcao,

C (Fi(t1), Fs(ta), ..., Fn(tm)) = F (t1,te, ..., tm), (7.2)
que é definida usando uma funcao cépula C| resulta em uma fungao distribuicao multiva-
riada, com distribui¢oes marginais univariadas com especificado Fi(t1), Fo(ta), ..., Fn(tm).

Demonstracao:

C(Fi(t1), Fa(ta), ..., Fnl(tm),p) = Pr[U; < Fi(t1),Us < Fy(ta), ..., Un < F(tm)]
= Pr[F N w) <t Fy'(ug) <to, .o E () < )
= Prily<t, Ty <ty ...,Tp <tn)]
= F(t,ty,...,tm). (7.3)

E importante chamar a atencao que cada funcao distribuicao multivariada F' pode ser
escrita na forma de uma funcao cépula (Sklar, 1959); ou seja, se F(tq,ts,...,t,) é uma
funcao distribui¢ao multivariada conjunta com fungoes distribui¢oes marginais univariadas

Fi(t1), F5(ta), . .., Fu(ty), entdo existe uma fungao cépula C'(uy, us, . .., uy), tal que,

Ftita, .. tm) = C(Fi(th), Fo(ta), ..., Fol(tm)) . (7.4)

Se cada F; é continua, entao C' é tnica.
Para o caso especial de distribuicoes bivariadas, temos m = 2.
A aproximagao para formular uma distribuicao multivariada usando uma cépula é

baseada na idéia que uma simples transformacao pode ser feita de cada varidavel marginal,
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onde cada varidvel marginal transformada tem uma distribui¢ao uniforme. Uma vez feito
isso, a estrutura de dependéncia pode ser expressa como uma distribuicao multivariada
sobre as uniformes obtidas, e uma cépula é precisamente uma distribuicao multivariada
a partir de variaveis aleatérias marginalmente uniformes.

Neste caso, hd muitas familias de copulas que diferem no detalhe da dependéncia que
elas representam.

No caso bivariado, temos T} e Ty duas variaveis aleatérias com funcgoes distribuicoes
continuas Fj and F5.

A transformacao de probabilidade integral pode ser aplicada separadamente para as
duas varidveis aleatérias definidas como U = Fi(t1) and V = Fy(ty), onde U e V' tem
distribuigoes uniformes (0, 1), mas sao usualmente dependentes se T3 e T5 sdo dependentes
(T e Ty independentes, implicam que U e V' sao independentes). Especificar a dependéncia
entre 77 e T5 é o mesmo que especificar a dependéncia entre U e V.

Com as variaveis aleatorias uniformes U e V', o problema reduz a especificar uma
distribuicao bivariada entre duas uniformes, ou seja, uma cépula.

As fungoes cépulas satisfazem as seguintes condigoes: (1) O dominio de C' é Fy(t;) X
F5(ty), onde Fi(t1) e Fy(te) sdo subconjuntos de I = [0,1]. (2) Uma cépula é reduzida:
C[Fi(t1), Fa(t2)] = 0 se Fy(t;) = 0 para i = 1,2; e bi-crescente: d?C/dtity > 0 se a
segunda derivada existe. (3) C'[F(t;),1] = F(t;) para i = 1,2.

Para todas as cépulas temos os limites de Fréchet-Hoeffding, dado por,

max (0,u +v—1) < C(u,v) < min (u,v) . (7.5)

Diferentes familias de cépulas sao introduzidas na literatura. Uma delas é a cépula

Gaussiana, que é construida da distribuicao normal bivariada e é dada por,

Colu,v) =@, [ (u), ' (v)], (7.6)

em que ¢, é a funcao distribuicao bivariada de uma distribui¢ao normal padrao com

coeficiente de correlacao p, ou seja,

Piry) = PXEnY <y

_ / /0027r — Xp{—ﬁ[ZQ—ka—szw}}dzdw.(7.7)
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7.2 Algumas Distribuicoes Bivariadas Weibull Derivadas de
Funcoes Coépulas

Flores (2009) usa marginais Weibull para construir seis distribuigdes bivariadas Weibull
apropriadas a analise de sobrevivéncia e testa suas performances através de simulagoes.
Mais especificamente, esse trabalho compara e testa as performances das cépulas Farlie-
Gumbel-Morgenstern, Ali-Mikhail-Haq, Gumbel-Hougaard, Gumbel-Barnett e Clayton
com as geradas da distribuicao bivariada Weibull.

Nesta tese consideremos uma primeira cépula (ver Flores, 2008), dada por,

Ci(u,v) =u+v—14(1—-u)(l—v)exp{—0In(l — u)In(l —v)}, (7.8)

com u = Fi(t1) e v = Fy(t3). Os tempos t; e to pertencentes a reta real.

Também assumimos as distribui¢oes Weibull marginais dadas por,

u:m@g:1_@@{_(%)m}, (7.9)
v:ﬁxby:y—mp{—(%)m},

em que p; e py sao parametros de forma das distribuicoes de Weibull.

Assim,

H1(t1,t2) = Cl(Fl(t1)>F2<t2)) = Fl(tl,t2’)\17)\27p171)279) =
= Fi(ty) + Fy(t2) — 1+ (1= Fi(t))(1 — Fy(t2)) %
x exp{—0In(l— F(t))In (1 — F(t:))}. (7.10)

De (7.9) temos,

tl pP1 t2 p2
Fi(ti,ta| A1, Ao, p1,02,60) = 1 —exp {— ()\—) } — exp {— ()\_) } =+ (7.11)
1 2
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para t; > 0 ety > 0.
Observe que se 6 = 0, temos variaveis aleatérias independentes. Também observe que

a funcao de sobrevivéncia bivariada conjunta é dada por,

Sl(tl,tg) = 1—F1(t1)—Fg(tg)—l—Fl(tl,tQ), (712)

em que F(t1) e Fy(ty) sdo dados por (7.9) e Fy(t1,t2) é dado por (7.11).

Ou seja,
B tl p1 t2 p2 tl p1 t2 P2

Denotemos o modelo com a fungao de distribuigao conjunta (7.11) e a de sobrevivéncia
conjunta (7.13) como “modelo 1”.

Uma segunda fungao cépula assumida é a cépula de FGM (veja por exemplo, Farlie,
1960; Morgenstern, 1956) dada por,

Co(u,v) = [1 — ™) [1 — e™079] {1 + fexp [In(1 — u) + In(1 —v)]}. (7.14)

Ou seja,

Co(u,v) =wv [l +60(1 —u)(1l —v)], (7.15)

com —1 < 0 < 1. O parametro # estima a interdependéncia entre os tempos t; e t».
De (7.9), temos,

it - (1o ()T e[ (2)7])5
oo [ ()T e

De (7.12) e (7.16), a fungao de sobrevivéncia conjunta ¢ dada por,

s = (3 - (Yoo -on ()
e (@)

Denotemos o modelo definido por (7.16) e (7.17) como “modelo 2”.
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Outras fungoes cépulas também podem ser usadas; um caso especial é dado pela copula

Ali-Mikhail-Haq (veja por exemplo, Trivedi & Zimmer, 2005a), dada por,

uv

Cs(u,v) = 1—-60(1—u)(1l— v)’

(7.18)

para —1 <6 < 1.
De (7.9) e (7.18), temos uma terceira distribuigdo bivariada Weibull com fungao de

distribuicao dada por,

e G e ()7}
{1-vew[-(2)" - (£)"]}

A fungao de sobrevivéncia conjunta obtida de (7.12) é dada por,

Sy(tits) = exp {— (%)ﬂﬂxp{
o RS
{i-oew[-(8)" - (2)"]}

Fy(t1, t2| A1, A2, p1,p2,0) =

7.3 Uma Analise Bayesiana para o “Modelo 1”e “Modelo 2”na

Presenca de Dados Censurados

Suponha, como no capitulo 6, que ambos 77 ou 75 podem ser censurados e que a
censura ¢ independente dos tempos de sobrevivencia. Vamos sub-dividir as n observagoes

em quatro classes:

C1: ambos tq; e ty; sao tempos de sobrevivéncia observados;

Cy: ty; é um tempo de sobrevivéncia e ty; é um tempo de censura (ou seja, sabemos

somente que Ty; > t9;);

C3: ty; ¢ um tempo de censura e ty; € um de sobrevivéncia;
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Cy: ambos tq; e ty; sdo tempos censurados.

A fungao de verossimilhanga para um modelo continuo (veja por exemplo, Lawless,
1982, page 479) é dada por,

98 (tii, Lo 958 (t1;, La:)
L=1]]f(tuta) ][ (—%) II ( 822 2 ) 15 (tute),  (721)
K2 C Y]

i€Cq 1€Cy 1€C3 1€Cy

em que f(ty;, 1) é a fungao densidade de probabilidade conjunta para Ty; e To;; S(t1;, ta;)
S (t14,t2:) 0S5 (t14,t2:)
8t1i e atQi

S(ty;,te;), com respeito a ty; e ty; respectivamente.

¢ a funcao de sobrevivéncia conjunta; sao as derivadas parciais de

Definamos as variaveis indicadoras dy; e d;, por,

1 se tj; ¢ um tempo de sobrevivencia observado

0 se tj; ¢ uma observacao censurada,

para j=1,2;:=1,2,...,n

Desta maneira, reescrevemos a fun¢ao de verossimilhanca (7.21) como,

- R - 08 (ti, tai) Pull=02) T 9s( 08(ti, tai) (1=013)02:
H tlz>t21 H ot H 5 %
17 2%

=1 =1 =1
n

X H [S(tli, tgi)](liau)(liam) . (723)

i—1

~

7.3.1 “Modelo 1”

Assumindo o “modelo 1”definido por (7.11), substituir na fun¢ao de verossimilhanca

7.23), S(ty;,t2;) por (7.13) e f(ti;,ta), —95(histai) ¢ as(t“’_t”), respectivamente, por,
Ot14 Oto

O?F (1, ;) p1p2tpl ltm ! ot Oth?
by b)) = : 1 L) (1 L) -0
fl( 12y 02 ) ath;@tg@- )\pl )\Pz + )\1171 + )\1272 X

tl@ p1 t21 p2 tlz p1 th p2
RO
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951 (t;, toi Pt tai \ 2
el o R CONE

DS, (t1, to; i 1\ "
e ]

7.3.2 “Modelo 2”

Assumindo “modelo 2”definido por (7.16), temos em (7.23), S(ty;, ta;) substituido por

(7.17) e f(tyi,to;), —%ﬁit”) e —%;’_t”), substituido, respectivamente por,

P1p2t€}71t5271 i\ tai \ " t \ "'
by ty) = 2L () (= 14+6—20exp |— -2
f2( 1i, L2 ) )\1{1)\152 exXp )\1 )\2 + exp )\1
t2' p2 tl' P1 tQ‘ p2
— 9 —_ = 4 _ = B 9
eeXp[ <>\2> ]Jr eexp[ <>\1> <>\2) ]}’ (7.27)

0Ss(t1i, ta;) pltlfl'_l i\ tai \"* t1: \"
_ Ol ta) - Pt () 146 —20exp |— (2
b I W » * PN
= pesp | = ()] £ ovexp [ (L) = ()" (7.28)
exp » exp " " , )
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0Ss(t1i, ta;) pzté’?_l TR t2i \"* TANE
_IP2\Mey b2) P22 ) = 1 _ et
Ot Iz exp N " +6 —6exp N
— 20exp |— bai N +20exp |— 2t v Lai N . (7.29)
/\2 /\1 )\2

Assumindo o “modelo 1”ou o “modelo 2”7, podemos considerar as seguintes distri-

buigoes a priori para A1, A9, p1, p2 € 0:

Aj ~Ul(a;,b;),
pj ~ U (Cj, d]) s (730)
0~Ufle,f),

para j = 1,2; Ula, b] denotando uma distribui¢do uniforme no intervalo [a, b]; a;, b;, ¢;,
d;, e e f sao hiperparametros conhecidos. Além disso, assumimos independéncia a priori

entre os parametros.

Outras distribui¢oes a priori também podem ser consideradas, como distribuigoes

gama.

A distribuicao a posteriori conjunta para @ = (A1, A2, p1, pe, #)’ é dada por,

m(0|t) o m(0)L(6), (7.31)
no qual (@) é a distribuigao a priori conjunta para 8; L(0) é a funcao de verossimi-
lhanga (7.23) assumindo “modelo 17ou “modelo 2”e t = (t1,ts,...,t,) é o vetor de dados
observados.

Para obtermos os resumos a posteriori de interesse, simulamos amostras para a distri-

buigao a posteriori conjunta (7.31) usando métodos MCMC.

Deste modo, podemos simular amostras para a distribuicao a posteriori conjunta
das distribuigoes condicionais 7 (A1 |Aa, p1, pe, 0, t), (A2 A1, D1, pa, 0, 1), T(p1| A1, A2, pa, 0, 1),
7(p2| A1, A2, p1, 0, t) and 7(0| A1, A2, p1, P2, t) usando os algoritmos amostrador de Gibbs ou
o Metropolis-Hastings quando as distribui¢oes condicionais nao sao identificadas como

distribuicoes conhecidas que sao faceis de simular.
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7.4 Presenca de Covariaveis e Dados Censurados

Agora assumamos a presenca de um vetor x = (22, T2, . .., x,)" de covaridveis associada

a cada tempo de sobrevivéncia bivariado (t1, t3) assumindo o “modelo 17ou o “modelo 2”.

Na presenga de um vetor de covaridveis x, consideremos o seguinte modelo de regressao:

Ali = a exp {,3I1X1} )

(7.32)
/
Ao = ap exp {ByX;}
em que B; = (B;1,852,---,8;,) j = 1,2 é o vetor de parametros da regressio x; =
(14, T4y - -, ), @ = 1,2,...,n. Também assumimos a presenca de observacoes censu-

radas.

Para uma analise Bayesiana, assumimos as seguintes distribui¢oes a priori para «;, p;,

B e 0:

aj ~ U (aj,bj),

p; ~ U (Cj> d]) ’ (733)
9 ~ U (€7 f) )
63’1 ~ N (0792) )
para j = 1,2, 1 = 1,2,...,p; aj, b;, ¢j, d;, e, f e g sao hiperparametros conhecidos e

N(0, ¢%) denota uma distribuicao normal com média zero e variancia igual a g?. Além

disso assumimos independéncia a priori entre os parametros.
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7.5 Exemplos

7.5.1 Tempos de Recorréncia para a Infeccao de rins de Pacien-

tes

Como um primeiro exemplo, reconsiderar o conjunto de dados de sobrevivéncia in-
troduzido por McGilchrist & Aisbett (1991), relacionado a infec¢do de rins, onde ha
recorréncia da infecgao dos rins de 38 (dados introduzidos na Tabela 2.1).

Para analisar os tempos de recorréncia das infecgoes, assumir as duas distribuicoes
Weibull bivariadas obtidas de fungoes cépulas, (“modelo 1”7e “modelo 2”) introduzidos na
Secao 7.2.

Como uma primeira andlise, assumamos o “modelo 1”definido pela funcao distribui-
¢ao conjunta (7.11) ndo considerando a presenca da covaridvel sexo.

Para uma anélise Bayesiana do “modelo 1”nao considerando a presenga da covariavel
sexo, assumamos distribuigoes a priori uniformes (veja (7.30)) com valores dos hiper-
parametros a; = as = 0; by = by =500, ¢c; =co =0;dy =dy =2;¢e=0¢e f=0,2 para
A1, A2, p1,p2 € 0.

Para simular amostras da distribuicao a posteriori conjunta para Ai, Ao, p1,p2 € 0,
usamos o software WinBUGS. No procedimento de simulagao, descartamos as primeiras
5000 amostras simuladas por Gibbs ( “burn-in-samples ”) para eliminar o efeito dos valores
iniciais para os parametros do modelo. Escolhendo a cada 20% amostra simulada por
Gibbs, obtemos uma amostra final de tamanho 5000 para gerar os resumos a posteriori
de interesse.

Convergéncia do algoritmo amostrador de Gibbs foi monitorado usando métodos padroes
existentes, como gréaficos de séries temporais para as amostras simuladas.

Na Tabela 7.1, temos a média a posteriori, desvios-padrao a posteriori e intervalos de
credibilidade de 95% para os parametros do modelo.

Nas Figuras 7.1 e 7.2, temos os graficos de séries temporais e o de Gelman-Rubin para
as amostras simuladas por Gibbs. Observamos a convergéncia para todos os parametros
do “modelo 1”nao considerando a covariavel sexo.

Observe que usando métodos de inferéncia cldssicos baseados na normalidade as-
sintética dos estimadores de maxima verossimilhanca para Ai, Ag, p1, p2 € 0, podemos ter
grandes dificuldades computacionais para a estimacao.

Na presenca da covariavel sexo, denotada por z, assumimos o modelo de regressao
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Tabela 7.1: Resumos a posteriori (“modelo 1”néo considerando a covariavel sexo)

Parametro  Média D.P. Intervalo de credibilidade de 95%

M 135,3000 32,96000
Ao 144,6000 31, 66000
m 0,805500 0, 109900
P 0,989900 0, 141300
0 0,076850 0, 054840

1/M 0,007820 0,001865
1/X 0,007234 0,001526

(82, 8200; 210, 500)
(94, 2600; 217, 400)
(0,59980; 1,03100)
(0, 72670; 1, 28200)
(0,00283; 0, 18940)
(0,00475; 0, 01209)
(0, 00460; 0, 01061)
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Figura 7.1: Amostras simuladas por Gibbs (“modelo 1"nao considerando a covariavel

Sexo)

introduzido na Secao 7.4, ou seja,

Ali = o exp {ﬁ1xi}

A9i = Qrg €Xp {B2Xi}

(7.34)

onde i = 1,2,...,38; x; = 1 (masculino) e z; = 0 (feminino), e “modelo 1”definido por

(7.11).

Assumindo a distribuicao a priori (7.33) com valores dos hiperparametros a; = ay = 0;
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Figura 7.2: Valores de Gelman e Rubin (“modelo 1”nao considerando a covaridvel sexo)

by =by; =500,¢c;1 =ca=0;dy =dy =2;,e=0; f=0,2e g=1, e usando o software
WinBUGS e também considerando um “burn-in-sample ”de tamanho 5000 e uma amostra

de Gibbs final de tamanho 5000, escolhendo cada 20% amostra, temos na Tabela 7.2 os

resumos a posteriori de interesse.

Dos resultados da Tabela 7.2, observamos que o valor zero estad incluido no intervalo

de credibilidade de 95% para 3,, mas nao para (3;, ou seja, o tempo de sobrevivéncia T,

nao é afetado pelo sexo, mas 717 é afetado pelo sexo.

Tabela 7.2: Resumos a posteriori (“modelo 1”na presenga da covaridvel sexo)

Parametro  Média D.P. Intervalo de credibilidade de 95%
o 180,000 43,6600 (111, 100; 281, 40)
Qo 160, 300 43,9400 (97,0500; 267, 20)
B34 —1,3990 0,42430 (—2,2100; —0, 527)
B —0,2329 0,44380 (—1,1150;0,6322)
D1 0,91900 0, 12440 (0,68590; 1, 1760)
Do 0,94990 0,13910 (0,68990; 1, 2400)
0 0,06043 0,04984 (0,00162;0,1787)

Nas Figuras 7.3 e 7.4, temos os graficos de séries temporais e o de Gelman-Rubin para

as amostras simuladas por Gibbs. Observamos a convergéncia para todos os parametros

do “modelo 1”néao considerando a covariavel sexo.
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Figura 7.4: Valores de Gelman e Rubin (“modelo 1”7, na presenca da covaridvel sexo)
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Para comparar os modelos propostos, usamos o critério de discriminagao de modelo
existente, como por exemplo o DIC (Deviance information criterion) introduzido por
Spiegelhalter et al. (2002), e é dado automaticamente pelo software WinBUGS. Assumindo
o “modelo 1"nao considerando a presenca da covariavel sexo, temos um estimador de
Monte Carlo para o DIC dado pelo valor 688, 961; assumindo o “modelo 1”na presenca da
covariavel sexo, o valor de DIC é dado por 680,427. Ou seja, o “modelo 1”7, na presenca
da covariavel sexo apresenta melhor ajuste para os dados da Tabela 2.1 (menor valor para
o DIC).

Como segunda andlise, assumir o “modelo 2”definido pela funcao de distribuicao con-
junta (7.16).

Para uma anélise Bayesiana do “modelo 2”nao considerando a presenga da covariavel
sexo, assumimos as distribui¢bes a priori uniformes dadas em (7.30), com os mesmos
valores dos hiperparametros assumidos considerando o “modelo 1”.

Seguindo o mesmo procedimento de simulagao considerado para o “modelo 1”e usando
o software WinBUGS, temos na Tabela 7.3 os resumos a posteriori de interesse. Con-
vergéncia do algoritmo amostrador de Gibbs foi monitorado, usando graficos de séries
temporais e o Gelman-Rubin das amostras simuladas.

Dos resultados da Tabela 7.3 considerando o “modelo 2”7, observamos resultados simi-

lares aos obtidos considerando o “modelo 1”7 (veja Tabela 7.1).

Tabela 7.3: Resumos a posteriori (“modelo 2"nao considerando a covaridvel sexo)
Parametro  Média D.P.  Intervalo de credibilidade de 95%

¥ 136,100 32,8900 (81, 770; 208, 20)
Ao 143,200 30,2200 (93,010; 210, 10)
» 0,82740 0,01088 (0,6311;1,1036)
P2 0,99690 0,01427 (0,7412; 1, 3303)
0 0,09880 0,05739 (0,0071; 0, 2008)
1/A;  0,00776 0,00193 (0,0049; 0,0142)
1/A,  0,00721 0,00152 (0,0048; 0,0117)

Assumindo o “modelo 2”na presenca da covariavel sexo, o mesmo modelo de regressao
(7.34) e as mesmas distribui¢oes a priori assumidas para o “modelo 1”na presenca da
covariavel sexo, temos na Tabela 7.4, os resumos a posteriori de interesse obtidos de uma
amostra final simulada por Gibbs de tamanho 5000, usando o software WinBUGS.

Dos resultados da Tabela 7.4, observamos resultados similares aos do “modelo 1”7 (veja
Tabela 7.2). A covaridvel sexo tem um efeito significativo no tempo de sobrevivéncia 77,
uma vez que o valor zero nao esté incluido no intervalo de credibilidade de 95% para ;.

Estimadores de Monte Carlo para o DIC baseados nas 5000 amostras simuladas por

Gibbs sao dados por 687,356 (“modelo 2”nao considerando a covariavel sexo) e 676,995
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Tabela 7.4: Resumos a posteriori (“modelo 2”na presenga da covaridvel sexo)
Parametro ~ Média D.P.  Intervalo de credibilidade de 95%

a 180,600 42,8300 (112, 90; 279, 40)
ay 160,500 42,4100 (96, 580; 262, 60)
B, —1,4562 0,41222 (—2,261; —0, 608)
By —0,2891 0,43023 (—1,113;0, 5876)
P 0,94074 0,12761 (0,6944; 1,1860)
P 0,95883 013564 (0,6993; 1, 2390)
0 0,10233  0,05293 (0,0061; 0, 1976)

(“modelo 2”na presenga da covariavel sexo). Ou seja, o “modelo 2”na presenga da co-
variavel sexo, da um melhor ajuste para os tempos de sobrevivéncia bivariados da Tabela
2.1. Além de tudo, o “modelo 2”na presenca da covariavel sexo é o melhor, quando com-
parado com os todos os outros modelos (“modelo 1”nao considerando a covariavel sexo;
“modelo 1”na presenga da covariavel sexo; “modelo 2”nao considerando a covariavel sexo

e “modelo 2”na presenga da covaridvel sexo).

7.5.2 Transplante de Medula Ossea para Leucemia

Vamos considerar novamente os dados de transplante de medula 6ssea analisados no
Capitulo 6. Transplantes de medula dssea sao um tratamento padrao para leucemia aguda.
Prognésticos para a recuperagao podem depender de fatores de risco conhecidos no tempo
do transplante, tais como paciente e/ou idade e sexo do doador, o estdgio inicial da doenga,
o tempo de prognéstico para transplante entre muitos outros. O prognéstico final pode
mudar quando o desenvolvimento histérico pds-transplante com ocorréncia de eventos em
tempos aleatorios durante o processo de recuperagao, tais como o desenvolvimento de
doenga aguda ou cronica transplantar-versus-hospedar (GVHD), retornar a contagem de
plaquetas para niveis normais, ou o desenvolvimento de infecgoes.

Neste estudo, 137 pacientes com leucemia receberam uma combinagao de 16 mg/kg de
Busulfan oral (BU) e 120 mg/kg de cyclopho sphamine intravenoso(Cy) e foram tratados
em um dos quatro hospitais: 76 no da Universidade estadual de Ohio (OSU) em Columbus;
21 na Universidade Hahnemann (HU) na Philadelphia; 23 no Hospital St. Vincent’s (SVH)
em Sidney, Australia e 17 no Hospital Alfred (AH) em Melbourne, Australia (conjunto
de dados introduzidos por Klein & Moeschberger, 1997, pagina 464).

Na analise considerada nesta segao, assumimos como tempos de sobrevivéncia, os

tempos (em dias) a doenga aguda transplantar-versus-hospedar (TA) com 111 observagoes
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censuradas e 26 nao-censuradas e o tempo (em dias) da doenga cronica transplantar-
versus-hospedar (TC) com 76 observagoes censuradas e 61 nao-censuradas e as seguintes
covariaveis: idade dos pacientes em anos, idade do doador em anos, sexo do paciente, sexo
do doador, CMV (cytomegalovirus immune status) do paciente, CMV do doador, tempo
de espera do transplante em dias e os diferentes hospitais.

Para analisar este conjunto de dados, assumimos distribuicoes Weibull bivariadas
(“modelo 1"na presenga ou nao de covaridveis e “modelo 2”na presenga ou nao de co-
varidveis) obtidas de fungdes cépulas introduzidas na Secao 7.2.

Para todos os casos, assumimos o mesmo procedimento de simulacao: simulagao de
5000 amostras de Gibbs como “burn-in-sample”’e uma amostra final de Gibbs também de
tamanho 5000, pegando a cada 20 amostra simulada e usando o software WinBUGS.

Assumindo o “modelo 1”com fungao de distribuigdo conjunta dada em (7.11) nao
considerando a presenga de covaridveis, assumimos a reparametrizacdo A\; = exp (),
Ao = exp (7,) e as seguintes distribui¢oes a priori para vy, s, p1,p2 € 0: prioris uniformes
U(5;100) para 7, e 4; prioris uniformes U(0;2) para p; e py, e uma priori uniforme
U(0;0,5) para 6, ou seja, distribui¢oes a priori aproximadamente nao-informativas. A
reparametrizacao para A; e Ao foi necessaria para melhorar a convergéncia do algoritmo
amostrador de Gibbs.

Na Tabela 7.5, temos os resumos a posteriori de interesse.

Tabela 7.5: Resumos a posteriori (“modelo 1”nao considerando a presenca de covariaveis)
Parametro  Média D.P. Intervalo de credibilidade de 95%

T 11,4000 1, 13000 (9,6160; 13, 990)
v 7,13200 0, 19974 (6,7720; 7, 5520)
A 260700 2827000 (15000; 1190000)
Ao 1277,00 267,200 (873, 10; 1904, 0)
n 0,32601 0, 05852 (0,2215; 0, 4514)
D 0,69782 0,06971 (0,5679; 0, 8388)

0 0,09454 0, 08603 (0,0003; 0, 3234)
1/A,  0,00002 0,00002 (0,000001; 0, 000067)
1/A  0,00081 0,00016 (0,000525; 0, 001145)

Nas Figuras 7.5 e 7.6, temos os graficos de séries temporais e o de Gelman-Rubin para
as amostras simuladas por Gibbs. Observamos a convergéncia para todos os parametros
do “modelo 1”nao considerando a covariavel sexo.

Dos resultados da Tabela 7.5, observamos que o estimador de Monte Carlo para a
média a posteriori de A\; baseado nas 5000 amostras simuladas por Gibbs é muito grande.
De fato, temos 111 observacoes censuradas e somente 26 nao-censuradas para os tempos de
sobrevivéncia TA. Possivelmente uma distribuicao a priori informativa usando informacao

a priori de especialistas poderia melhorar esse resultado.
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Figura 7.5: Amostras simuladas por Gibbs (“modelo 17, nao considerando a presenca de
covariaveis)

Assumindo o

regressao:

A =

Ao =
+

“modelo 1"na presenca de covariaveis, assumamos o seguinte modelo de

Q1 €xXp {511 (Zu — 71) + B2 (ZQi - 72) + B1323i + B14Z4i + B15Z5i + Br6Leit
Bz (Zzi — Z7) + BrsZsi + Br9Zoi + B110Z10i

(7.35)
Qg €Xp {ﬁm (Zu - 71) + B9 (Zzz' - 72) + Bo3Z3i + oy Zai + PBosZsi + BogLeit
Bor (Zn' — 77) + BogZsi + BagZoi + 52,10Z10¢}

onde Zy; é a idade do paciente; Zy; é a idade do doador; Z3; é o sexo do paciente; Zy; é
o sexo do doador; Z5; é o CMV do paciente; Zg; é o CMV do doador; Z7; é o tempo de

espera para o transplante em dias; Zg;, Zg; € Z10; sao variaveis “dummy’ relacionadas aos

diferentes hospitais, (Zg; = 1 para o OSU; 0 para outros hospitais; Zg; = 1 para o HU;

0 para outros hospitais; Zo; = 1 para o SVH; 0 para outros hospitais); Z1, Z, e Z; sdo

médias amostrais para as covariaveis Zy;, Zo; € Zr;, respectivamente, 1 = 1,2,...,137.

Para o “modelo 1”na presenca de covariaveis, assumimos as seguintes distribuigoes a
priori (veja (7.33)): v, ~ U(5;100) onde a; = exp(7y,); az ~ U(0;10000); 6 ~ U(0;0, 3);
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Figura 7.6: Valores de Gelman e Rubin (“modelo 1”7, nao considerando a presenca de

covariaveis)

pj ~ U(0;2) para j = 1,2 e distribuicoes a priori uniformes U(—ay;, a;) para 3, onde aj
sao hiperparametros conhecidos com pequenos valores, 7 =1,2; [ =1,2,...,10.

Também foi usado distribuicoes a priori normais para os parametros de regressao
B, mas a convergencia do algoritmo amostrador de Gibbs usando o software WinBUGS
somente foi obtida tomando variancias muito pequenas para as distribuicoes a priori
normais, com médias iguais a zero.

Observe também que foi utilizado distribuicoes a priori nao-informativas para v, as, 6
ep;,j=12

Na Tabela 7.6, temos os resumos a posteriori de interesse.

Dos resultados da Tabela 7.6, observamos que o zero esta incluido no intervalo de
o J=12el=12...,10; uma

indicacao que as correspondentes covariaveis nao tem um efeito significativo nos tempos

credibilidade para muitos parametros da regressao (3

de sobrevivéncia TA e TC. Para alguns casos, como os parametros de regressao (3, e
(499, Observamos que o zero nao esta incluido no intervalo de credibilidade. Isto é uma
indicagdo que as covariaveis Z; (idade do paciente) e Zy (idade do doador) tem efeito
significativo na doenca aguda (TA) e na doenca cronica (TC), respectivamente.
Também observamos alguma indicacao de efeito para a covaridavel Z; (tempo de es-

pera para o transplante) para o tempo de doenga cronica, uma vez que o0 zero esta muito
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Tabela 7.6: Resumos a posteriori (“modelo 1”na presenca de covaridveis)
Parametro ~ Média D.P.  Intervalo de credibilidade de 80%

a 427400 420300 (32240; 659310)
Qs 1250 325,400 (879, 3: 1659, 0)
7 11,8100 1, 18900 (9, 465; 13, 67)
p 0,32180  0,05743 (0, 2487; 0, 3977)
s 0,71110  0,07438 (0,6108; 0, 8084)
0 0,09120 0,07312 (0,0103; 0, 1935)
By —0,09516 0, 06528 (—0,1737; —0, 0035)
B —0,07794 0,06739 (—0,1667;0,0157)
Bis 0,00252  0,11560 (—0,1689; 0, 1634)
Bia 0,00786 0, 11560 (—0,1620;0, 1679)
By 0,00434  0,11440 (—0,1588;0, 1572)
Bie —0,01465 0, 11460 (—0,1196;0, 1518)
By —0,00081 0,00164 (—0,0027;0,0013)
Bis —0,00098 0,08657 (—0,1228;0,1231)
Bio —0,00392 0,11510 (—0,1654; 0, 1504)
Bi10 0,05536  0,09691 (—0,0916;0, 1636)
Boy 0,02960 0,03324 (—0,0135; 0, 0687)
Boy —0,05187 0,03173 (—0,0901; —0,0112)
Bos 0,02353  0,11160 (—0,1420;0, 1658)
Bay 0,04961  0,09866 (—0,1021;0, 1739)
Bos —0,03293 0,08161 (—0,1340; 0, 0918)
Bog 0,02254 0,11190 (—0,1543;0, 1634)
By —0,00058 0,00048 (—0,0011; —0,0001)
Bog —0,01894 0,08477 (—0,1234;0,1107)
Bog —0,01350 0, 08605 (—0,1241;0, 1049)
By1o  —0,00139 0,11530 (—0, 1650; 0, 1586)

proximo do limite superior do intervalo de credibilidade de 80% para (3,5, (—0,0011;0,00005).

O valor de DIC dado automaticamente pelo software WinBUGS é 1382,79 para o
“modelo 1"nao considerando a presenca de covariaveis e 1379.41 para o “modelo 1”na
presenca de covariaveis, ou seja, uma indicacao de que o “modelo 1”na presenca de co-
variaveis melhor se ajusta aos dados.

Assumindo o “modelo 2”definido pela funcao de distribuigao conjunta (7.16) néo consi-
derando a presenga de covaridveis, também consideramos a reparametrizagdo A\; = exp(7y;)
e Ay = exp(7,) e as mesmas distribui¢oes a priori assumidas para o “modelo 1”"néo con-
siderando a presenca de covariaveis.

Na Tabela 7.7, temos os resumos a posteriori de interesse baseados nas 5000 amostras
simuladas por Gibbs.

Dos resultados obtidos na Tabela 7.7, observamos inferéncias similares as obtidas con-

siderando o “modelo 1”7 (veja tabela 7.5), exceto para o parametro 6 que mede a associagao
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Tabela 7.7: Resumos a posteriori (“modelo 2”nao considerando a presenga de covaridveis)
Parametro  Média D.P.  Intervalo de credibilidade de 95%

T 11,3700 1,15100 (9,5160; 14, 090)
Y 7,08201 0,19330 (6, 7420: 7, 5350)
A 258700 1089000 (14000; 1310000)
Ao 1232,00 249,300 (826, 40; 1889, 0)
a 0,32754 0,06101 (0,2015; 0, 4611)
P2 0,71032 0,07166 (0,5764; 0, 8369)
0 0,29584 0, 12847 (0,0279;0,4732)

entre os tempos de sobrevivéncia TA e TC (0, 2958 assumindo o “modelo 2”e 0,0945 as-
sumindo o “modelo 17).

Assumindo o “modelo 2"na presencga de covaridveis, o mesmo modelo de regressao
(7.35) e as mesmas distribui¢oes a priori consideradas para o “modelo 1”na presenca de
covariaveis, temos na Tabela 7.8, os resumos a posteriori de interesse obtidos de uma
amostra simulada por Gibbs de tamanho 5000.

Dos resultados da Tabela 7.8, observamos resultados das inferéncias similares quando
considerando o “modelo 17 (veja Tabela 7.6), exceto para o parametro 6.

Os valores de DIC para o “modelo 2”sao dados por 1378,96 (“modelo 2”nao conside-
rando as covaridveis) e 1376,57 (“modelo 2”na presenca de covaridveis), ou seja, temos
indicacao de que a presenca de covaridveis melhora o ajuste do modelo para o conjunto
de dados. Além de tudo, o “modelo 2”parece melhor quando comparado com o “modelo
17, ja que tem menor valor para o DIC.

Observar que o uso de funcoes copulas pode abrir novas perspectivas para a construcao
de distribuigoes de sobrevivencia multivariadas. Esses modelos sao fundamentais para
analisar dados de sobrevivéncia médicos multivariados, como observados nos dois exemplos
considerados. Na pratica existe muitas dificuldades na identificacao de possiveis fatores de
risco nos tempos de sobrevivéncia, como foi observado no exemplo de dados de transplante
de medula dssea.

Esses resultados sao de grande interesse nas aplicacoes médicas. O uso de métodos
Bayesianos, via técnicas de simulagao MCMC pode ser uma grande revolugao na anélise
de dados de sobrevivéncia multivariados na presenca de censuras e covariaveis.

Além disso, o uso do software WinBUGS leva a grandes simplificacoes na obtencao
das inferéncias de interésse.

Observar que os resultados obtidos neste capitulo podem ser generalizados para vetores
de dimensao maior do que dois e outras distribuicoes para os dados de sobrevivéncia.

Conclusoes referentes as modelagens apresentadas anteriormente e novas perspectivas

de modelagem, que serao objetos de futuras pesquisas, sao apresentadas no préximo
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Tabela 7.8: Resumos a posteriori (“modelo 2”na presenca de covaridveis)

capitulo.

Parametro Média D.P. Intervalo de credibilidade de 95%
o 382100 1237000 (31567; 685400)
Qo 1207,00 293,900 (870, 2; 1575)

Y 12,0320 1,21700 (10, 33;13,49)

P1 0,32141  0,05863 (0,2388;0,3967)
D2 0,71830 0,07107 (0,6157;0,8092)

0 0,17118 0,08371 (0,0447;0,2821)
0811 —0,09054 0,06817 (—0,1702; —0,0006)
819 —0,07763 0,06482 (—0,1633;0,0108)
B1s 0,00168  0,10997 (=0, 1564; 0, 1582)
B4 0,01506  0,11430 (—0, 14840, 1639)
B1s 0,00007  0,11415 (—0,1592;0, 1602)
Bie —0,02133 0,11200 (—0,1708;0, 1438)
B17 —0,00079 0,00156 (—0,0029;0,0012)
Bis 0,00372  0,08934 (—0,1201;0,1232)
B9 —0,00712 0,11730 (—0,1621;0,1607)
B1.10 0,06023  0,09611 (—0,0847;0,1752)
Bo1 0,02894  0,03428 (—0,0137;0,0698)
Do —0,05318 0,03095 (—0,0932; —0,0101)
Bos 0,02132 0,12311 (-0, 1392; 0, 1690)
Bay 0,04766  0,09415 (—0,0941;0, 1632)
Bas —0,02877 0,08690 (—0,1322;0, 1083)
Bag 0,02531 0,11501 (—0, 1403; 0, 1645)
Bor —0,00051 0,00022 (—0,0011;0,0001)
Bos —0,02340 0,08374 (-0, 1305;0,1027)
Bag —0,01171 0,08295 (—0,1238;0,1104)
Ba.10 —0,00166 0,11826 (—0,1611;0, 1496)




Capitulo 8

Conclusoes e Perspectivas Futuras

Dados de sobrevivéncia longitudinais sao comuns em muitos estudos em diversas areas,
como em medicina ou em engenharia. Usualmente, temos medidas repetidas para o mesmo
paciente ou unidade. Nestes estudos, é comum a presenca de covariaveis ou dados censu-
rados. O uso de modelos Bayesianos hierdrquicos, com “fragilidades”ou varidveis latentes
assumindo diferentes estruturas, é um poderoso recurso para obtermos as inferéncias de
interesse.

Observe que considerando tempos de sobrevivéncia independentes, com distribuicao
Weibull (4.1) e modelo de regressao (4.3) para a andlise dos dados de sobrevivéncia in-
troduzidos na Tabela 2.1, temos o valor de DIC dado por 678,82, considerando prioris
nao-informativas para os parametros do modelo e mesmos passos para o algoritmo de
Gibbs, assumidos nos outros modelos propostos. Ou seja, ja que o DIC é maior assu-
mindo o modelo Weibull independente, temos uma grande indicagao da presenca de uma
estrutura de correlacao para os dados da tabela 2.1. Isso comprova a necessidade de usar
modelos multivariados para dados de sobrevivéncia.

Na Tabela 8.1 temos os resumos a posteriori, assumindo modelos Weibull independen-
tes. Nas Figuras 8.1 e 8.2, temos os graficos para as amostras simuladas por Gibbs e o
Gelman-Rubin, considerando os modelos Weibull independentes.

Nesta aplicacdo, ja que temos somente uma covariavel x; (sexo; x; = 1 para masculino
e z; = 0 para feminino), podemos comparar as médias e variancias obtidas, assumindo
a distribuicao Weibull independente e o “modelo 1”7, na presenca de uma “fragilidade”.
Observe que para o “modelo 17, usamos as férmulas aproximadas (4.10) e (4.12) para a

média e variancia nao-condicionais dos tempos de sobrevivéncia (veja Tabela 8.2).
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Tabela 8.1: Resumos a posteriori (modelos Weibull independentes)

Parametro Média

D.P. Intervalo de Credibilidade de 95%

B 1, 55402
Bog 0,25361
11 —4,87100
B1a —4, 88802
med 1 123,801
med 2 104,104
V1 0,93883
Vo 0,97923

0,42712 (0, 6873; 2, 3750)
0,43511 (—0,6191; 1, 1000)
0, 70781 (—6,3190; —3, 5540)
0, 72980 (—6,4030; —3,5710)
31,6400 71,730; 193, 80)

28,4700

0, 13924
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Figura 8.1: Amostras simuladas por Gibbs (modelos Weibull independentes)

Na Tabela 8.2, também temos a média e variancia amostrais, para cada combinagao

da resposta x assumindo somente dados nao-censurados.

Dos resultados da Tabela 8.2, observamos que as variancias dos tempos de sobre-

vivéncia tem uma grande influéncia da presenca da “fragilidade”. Outro ponto impor-

tante é que essas diferencas podem ser afetadas pelo tamanho das amostras, para cada

uma das classes da covariavel resposta sexo .

Para os modelos apresentados anteriormente, verificamos que os modelos utilizando a

distribuicao gama generalizada apresentaram melhores resultados do que as modelagens,

via distribuicao Weibull. Isto comparando os modelos segundo os valores de DIC.
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Figura 8.2: Convergéncia de Gelman-Rubin (modelos Weibull independentes)

Tabela 8.2: Médias e variancias (“modelo 1”e distribuigdes Weibull independentes).

dados sem censura Weibull independentes
Meédia amostral Variancia amostral Média Variancia
(x=1), resp 1 32,80 2052, 09 34, 360 1338, 18
(x =0), resp 1 162, 2 28358, 6 186,95 39619, 1
(x =1), resp 2 105, 8 36214, 1 117,29 14512,9
(x =0), resp 2 115,9 10609, 0 148, 36 23243,7
“modelo 1”7 “modelo 1”7
Média nc Variancia nc Meédia cond Variancia cond

(x=1), resp 1 25,680 565, 550 32.240 1308.15
(x =0), resp 1 86, 220 14307, 6 179.45 36887.9
(x =1), resp 2 69, 760 3836, 03 108.22 13236.3
(x =0), resp 2 136,51 14658, 7 131.98 20640.7

(resp=resposta; nc=nao-condicional; cond=condicional; masculino (z = 1); feminino (z = 0))

No “modelo 5”utilizamos “fragilidade”aditiva enquanto que, para o “modelo 6”foi

utilizado “fragilidade” multiplicativa, ambas para modelos Bayesianos hierarquicos.

Ja que a literatura apresenta muitas distribuicoes exponenciais bivariadas diferentes,

isto é de grande interesse para pesquisas aplicadas nas dreas médicas, engenharia ou outras

areas, para saber qual modelo é mais apropriado para ser usado nas aplicagoes. Usual-

mente, temos grande dificuldades e/ou resultados de inferéncia pobres, ou seja, nao temos

inferéncias exatas, usando inferéncia assintotica padrao baseada nos métodos de maxima
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verosssimilhanca para essas distribuicoes bivariadas. O uso de métodos Bayesianos, espe-
cialmente considerando a metodologia MCMC e softwares existentes disponiveis como o

WinBUGS, é uma boa alternativa para obtermos as inferéncias de interesse.

Para a andlise Bayesiana do conjunto de dados introduzido na Tabela 5.1 (Liga dos
campeodes da UEFA), observamos que o modelo de Block & Basu é uma boa alternativa
(menor DIC e maior soma dos logaritmos das CPO’s). Considerando o menor valor para o
DIC, observamos que o modelo de Freund é o melhor modelo para os dados apresentados
no capitulo 5; e considerando a maior soma dos logaritmos das CPQO’s, observamos que
o modelo na presenca de “fragilidade’se apresenta melhor para os dados. E importante
salientar que nas aplicagoes devemos ter cuidado por termos usado apenas uma técnica
Bayesiana de discriminacao de modelos, pois os resultados podem ser diferentes usando

outros métodos de discriminagao.

O uso de métodos MCMC para desenvolver uma andlise Bayesiana para a distribuicao
exponencial bivariada de Block & Basu pode ser um caminho apropriado para analisar

dados de sobrevivéncia bivariados, na presenca de dados censurados.

Além disso na presenca de dados censurados, usualmente podemos ter, especialmente
em aplicacoes médicas, a presenca de uma ou mais covariaveis, uma situagao que pode
nos trazer grandes dificuldades para estimarmos os parametros do modelo pelos métodos
usuais de inferéncia classica. Usualmente esses procedimentos de inferéncia classica sao
baseados na normalidade assintética dos estimadores de méaxima verossimilhanca (veja

por exemplo, Lawless, 1982).

Também isso é importante para chamar a atencao ao uso de software Bayesianos
disponiveis, tal como o software WinBUGS, que requer somente a especificacao da distri-
buigao para os dados e as distribuicoes a priori para os parametros do modelo, dando uma
boa simplificagao para termos os resumos a posteriori de interesse, onde isso foi observado

nas aplicagoes consideradas nesta tese.

Também verificamos que o uso de diferentes funcoes cépulas pode ser uma boa alter-
nativa para derivar distribuicoes dos tempos de sobrevivéncia bivariados. Outras distri-
buicoes de sobrevivéncia marginais também podem ser usadas, para obter distribuigoes
de sobrevivéncia bivariadas derivadas de func¢oes copulas, ou mesmo multivariadas com

mais de dois tempos de sobrevivéncia.
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8.1 Estudos Futuros

Em estudos futuros estamos interessados em utilizar outras formas de distribuicao
para modelar esses dados. Uma alternativa sera usarmos a distribuicao bi-paramétrica

exponencial generalizada (GE), que é dada por (ver, Kundu & Gupta, 2008)

flz;o, \) = aX(l — e @)l x>0 (8.1)

onde a, A > 0 sao os parametros de escala e de forma, respectivamente.

Sua funcao de distribuicao é

F(x;o,\) = (1 — e )™, Ao,z >0, (8.2)

a funcao de sobrevivéncia é

Sz, \) =1 — (1 —e )2, (8.3)

e a funcao de risco é

Oé/\(]_ - G—Ax)a—le—Ax
1— (1—eo)a

h(z;a, \) = (8.4)

Denotamos esta distribui¢ao por GE(«, \), onde notamos que GE(1, \) representa a
distribuicao exponencial com parametro de escala A. Observar que esta distribuigao pode
ser usada efetivamente para analizar muitos tipos de dados de sobrevivéncia, especial-
mente como uma alternativa para a distribuigdo gama. A distribui¢do GE(a, A) pode ter
taxas de falhas crescentes ou decrescentes, dependendo do parametro de forma, sendo de
grande similaridade com a distribuicao gama.

Embora esta distribuicao tenha sido utilizada, em varios artigos, para casos de amos-
tras completas (veja por exemplo, Gupta & Kundu, 1999), muito pouca atengao tem
sido dada para casos de amostras censuradas. Um dos trabalhos que temos sobre dados
censurados para a distribuigdo GE(a, A) é o de Mitra & Kundu (2008).

Outra distribuigao que pretendemos explorar é a distribuicao BGE (Exponencial Beta
Generalizada) (ver, Souza et al., 2008), onde a distribuicdo GE ¢é um caso especial. Sua
densidade pode ser expressa como uma mistura de densidades exponenciais generalizadas,
que é importante para obter as propriedades matematicas desta distribuicao Exponencial
Beta Generalizada.

Sua funcao densidade de probabilidade é dada por
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a
B(a,b)

paraa >0,b>0, A >0ea>0. A funcao de risco é dada por

fz) = e (1 —e M)l — (1 —e )}t >0 (8.5)

a)\e_’\gﬂ(l _ e—Am)aa—l{l _ (1 _ e—)\m)a}b—l

h pum
(:E) B(a7 b)ll—(l—e—kz)o‘ (Cl, b) ’

>0 (8.6)

A fungao de densidade (8.5) nao envolve nenhuma fungao complicada e pode ser de-
notada por X ~ BGE(a,b, A\, «). A distribuigao GE é um caso especial quando tomamos
a = b =1, se além disso consideramos o = 1, obtemos uma distribuicao exponencial com
parametro A.

Estudos de simulagao para os modelos apresentados nesta tese também sao objetos de
futuras pesquisas, uma vez que eles podem dar mais consisténcia aos modelos apresenta-
dos. Outros métodos de discriminagao de modelos Bayesianos podem ser implementados,

dando novo suporte aos resultados ja alcangados.
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Apeéendice A

Medidas condicionais e

nao-condicionais para a distribuicao

Gama

Seja W; uma variavel aleatéria com uma distribuigdo Gama(~y, v), com densidade,

vl

f(wih/vv) = F(v)wz €

—vw;

onde w; >0,:=1,2,...,n.

Da equacgao (A.1) observamos que,

0o
r
/ wz—le—vwi dw, _ (7)
0 vy

A funcao de sobrevivéncia é dada por

S _ > UA{ y—1 —Ua:d
(w) = I‘(’y)x e dx

Também observe que,

(A1)

(A.2)
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para v > k.

Assumindo v = v = ¢!, temos:

(i) Com k = 1/vy,

BW; ) = - (A.5)
L(¢™)
parat=1,2,...,n; 7 =1,2,... k;
(ii) Com k = 2/v;,
o/ -1 2/1/jr -1 _ 2/
EW; ") = (@) (¢_1 /v3) (A.6)
N
parat=1,2,...,n;7=1,2,... k.
Temos ainda que
iid 1 ;-1
Wi ~ Gama(¢™", ¢"") (A7)
De (A.7), temos
['(1+41/v,) “1/u,
ET‘iXi :EET‘Z‘Xi,’wZ‘ :—JE Wz J
( ]| ) [ ( ]I )] eXp{ngi/Uj} ( )
Entao, de (A.5), encontramos a média nao-condicional para 7}; dada por,
D(1+1/v) (¢ YY"l (¢ —1/v;

Do) exp{Bixi/v;}

De (A.7) e (A.8), e usando o resultado Var(T};|x;) = E{Var(Tj;|xi, w;) }+Var{ E(T};|x;, w;) },

temos:

D(1+2/v;) —T*1+1/v;)]
exp{2ﬁ3xi/yj}
2(1+1/v;)
exp{26§xi/yj}

E(W; ") +

(2

Var(Tji|x;) =

Var(W; /")

Observe que, Var(W, /*7) = E(W, ") — [E(W; /*/)]2, ou seja, de (A.5) e (A.6),

)
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VRN o o712 W e i ot V12

NG NGy

Também de (A.6) e (A.8), encontramos a variancia nao-condicional para Tj; dada por,

CaNE
exp(268ix:/v;)
SRS T CaL Bl LRSI CaRRI) }
T(¢) INCI

Var(Tji|xi) =




Apendice B

Alguns Programas Utilizados

Alguns dos programas, in WinBUGS (Spiegelhalter, D. J.; Thomas, A.; Best, N. G.;
Gilks, W. R., 2003), apresentados na tese.

B 1. Modelo 1 - Distribuicao Weibull, com dependéncia.

model {
for(i in 1 : M) {
for(j in 1 : N) {
tli, j1 ~ dweib(r[i], muli,jl1)I(t.cenli, jl,)
muli,j] <- exp(betali]+alphali]l*x[jl+w[j]l)
}
alpha[i]l ~ dnorm(0.0, 0.1)
betali] ~ dnorm(0.0, 0.1)
median[i] <- pow(log(2) * exp(-betalil]), 1/r[il])
}
for(j in 1 : N) {
wlj] 7 dnorm(0, tau)
}
for(i in 1 : M) {
r [i] ~ dgamma(1l, 1)
}
tau ~ dgamma(0.1, 0.1)
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Dados

list(t = structure(.Data =
c(8, 23, 22, 447, 30, 24, 7, 511, 53, 15, 7,
141, 96, NA, 536, 17, 185, 292, NA, 15, 152,
402, 13, 39, 12, NA, 132, 34, 2, 130, 27, NA,
152, 190, 119, NA, NA, 63, 16, NA, 28, 318, 12,
245, 9, 30, 196, 154, 333, NA, 38, NA, NA, NA,
117, 114, NA, NA, 562, NA, 66, NA, 40, 201, 156,
30, 25, 26, 58, 43, 30, NA, 8, NA, 78, NA),

c(2, 38)),

.Dim

t.cen = structure(.Data
c(o, 0, 0, 0, 0, 0, 0, O, 0, O, O, O, O, 149,
o, 0, 0, 0, 22, 0, O, O, O, O, O, 113, O, O,
o, 0, 0, 5, 0, 0, O, 54, 6, 0, 0, 13, 0, O,
o, o, 0, 0, 0, 0, 0, 8, 0, 70, 25, 4, 0, O,
159, 108, 0, 24, 0, 46, 0, 0, 0, 0, 0, 0O, O,
0, 0, 5, 0, 16, 0, 8),.Dim = c(2, 38)), M = 2,
N = 38, x=c(1, O, 1, 0, 1, O, 1, O, O, 1,
o, 0, 0, 0, 1, 0, O, O, O, 1, O, O, O, 1,
0, 0, 1, 0, 0, 0, O , 0, 0, 0, 1))

o O

0
b b O

B 2. Modelo 4 - Distribuicao Weibull (Covaridvel afetando o parametro de forma).

model {
for(i in 1 : M) {

for(j in 1 : N) {

t[i, j1 ~ dweib(r[i, jl, muli, j1)I(t.cenli, jl,)

muli, j] <- w[jl*exp(betall[i] + alphall[il=*x[jl)

r[i, j] <- exp(beta2[i] + alpha2[il*x[j])

median[i, j] <- pow(log(2) * exp(-betallil), 1/r[i, j1)

}

alphal[i] ~ dnorm(2, 10)
alpha2[i] ~ dnorm(O, 10)
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Dados

list(t = structure(.Data

c(8,
141,
402,
152,
245,
117,

betall[il
beta2[i]

~ dnorm(-6, 10)
~ dnorm(0, 10)

for(j in 1 : N) {
wlj] = dgamma(eta, eta)
}

eta <- 1/phi

phi

~ dunif (0, 10)

23, 22, 447, 30, 24, 7, 511, 53, 15, 7,

9
1
1
9

6, NA, 536,

17, 185, 292, NA, 15, 152,

3, 39, 12, NA, 132, 34, 2, 130, 27, NA,
90, 119, NA, NA, 63, 16, NA, 28, 318, 12,

, 30, 196,

154, 333, NA, 38, NA, NA, NA,
114, NA, NA, 562, NA, 66, NA, 40, 201,

30, 25, 26, 58, 43, 30, NA, 8, NA, 78, NA),

.Dim
t.cen = structure(.Data
c(0,

159,

N = 38, x=c(1, 0
0, 0, 0,0, 1,0,
0, 0, 0

c(2, 38)),

0, 0, 0, 0, 0, 0, 0, O, 0, O, O, O, 149,
o, o, 0, 0, 22, 0, 0, O, O, O, O, 113, O, O,
o, 0, 0, 5, 0, 0, O, 54, 6, 0, 0, 13, 0, O,
o, 0, 0, 0, 0, 0, 0, 8, 0, 70, 25, 4, 0, O,
108, o0, 24, 0, 46, 0, 0, O, O, 0, O, O,
0, 0, 5, 0, 16, 0, 8),.Dim = c(2, 38)), M = 2,

b

1, 0, O,

3

,0,1,0,1, 0, 0, 1,
,0,0,1,0,0, 0,1,
0, 0, 0, 0, 1))

b 3

3 3 3

B 3. Modelo 5 - Distribuicao Gama Generalizada.

model {

for(i in 1 : M) {

156,
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for(j in 1 : N) {
tli, j] 7 gen.gamma(r[i], muli, jl, deltalil)I(t.cenl[i, jl,)
muli, j] <- exp(betali] + alphalil*x[j] + w[jl)
}

betal[i] ~ dnorm(-5, 1)

delta[i] ~ dgamma(1l, 1)

alphali] ~ dnorm(1, 1)

r[i] ~ dgamma(1l, 1)

for(j in 1 : N) {
wlj] = dnorm(0, tau)
+
tau ~ dgamma(1, 1)

Dados

list(t = structure(.Data =
c(8, 23, 22, 447, 30, 24, 7, 511, 53, 15, 7,
141, 96, NA, 536, 17, 185, 292, NA, 15, 152,
402, 13, 39, 12, NA, 132, 34, 2, 130, 27, NA,
152, 190, 119, NA, NA, 63, 16, NA, 28, 318, 12,
245, 9, 30, 196, 154, 333, NA, 38, NA, NA, NA,
117, 114, NA, NA, 562, NA, 66, NA, 40, 201, 156,
30, 25, 26, 58, 43, 30, NA, 8, NA, 78, NA),

c(2, 38)),

.Dim

t.cen = structure(.Data
c(o, 0, 0, 0, 0, 0, 0, O, 0, O, O, O, O, 149,
o, o, 0, 0, 22, 0, 0, O, 0, O, O, 113, 0, O,
o0, 0, 0, 5, 0, 0, O, 54, 6, 0, 0, 13, 0, O,
o, o, 0, 0, 0, 0, 0, 8, 0, 70, 25, 4, 0, O,
159, 108, 0, 24, 0, 46, 0, 0, 0, 0, 0, O, O,
0, 0, 5, 0, 16, 0, 8),.Dim = c(2, 38)), M = 2,
N = 38, x=c(1, O, 1, O, 1, 0, 1, O, O, 1,
o, 0, 0, 0, 1, 0, 0, O, O, 1, O, O, O, 1,
o, 0, 1, 0, 0, 0, 0, O, 0, O, O, 1))

o O

b
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B 4. Distribuigao de Block & Basu.

model{
for(i in 1 : n) {
zeros[i] <- 0
phil[i] <- -log(L[il)
zeros[i] ~ dpois(phil[i])
al[i]<- (((lambdal+lambda2+lambda3)*lambdal*(lambda2+lambda3))/
(lambdal+lambda?2) ) *exp(-lambdal*t1l[i]-(lambda2+lambda3)*t2[i])
a2[i]<- pow(all[i],deltali])
b1[i]<-(((lambdal+lambda2+lambda3)*lambda2*(lambdal+lambda3))/
(lambdal+lambda?2) ) *exp (- (lambdal+lambda3)*t1[i] -lambda2*t2[i])
b2[i]<- pow(b1l[i],1-deltalil)
L[i]<- exp(log(a2[il*b2[il))
+
lambdal ~ dgamma(0.1, 0.1)
lambda2 ~ dgamma(0.1, 0.1)
lambda3 ~ dgamma(0.1, 0.1)

Data

list(t1=c(26,63,19,66,40,49,8,69,39,82,72,66,25,41,16,18,22,42,36,
34,53,54,51,76,64,26,16,44,25,55,49,24,44,42,27,28,2),
t2=c(20,18,19,85,40,49,8,71,39,48,72,62,9,3,75,18,14,42,52,
34,39,7,28,64,15,48,16,13,14,11,49,24,30,3,47,28,2),
delta=c(0,0,0,1,0,0,0,1,0,0,0,0,0,0,1,0,0,0,1,
0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,1,0,0), n = 37)



