Familia Weibull de Razao de Chances

na Presenca de Covariaveis

André Yoshizumi Gomes



Familia Weibull de Razao de Chances

na Presenca de Covariaveis

André Yoshizumi Gomes

Orientador: Prof. Dr. Francisco Louzada-Neto

Dissertacao apresentada ao Departamento de
Estatistica da Universidade Federal de Sao
Carlos - DEs/UFSCar, como parte dos re-
quisitos para obtencao do titulo de Mestre em

Estatistica.

UFSCar - Sao Carlos
Fevereiro/2010



Ficha catalografica elaborada pelo DePT da
Biblioteca Comunitaria da UFSCar

G633fw

Gomes, André Yoshizumi.

Familia Weibull de razao de chances na presencga de
covariaveis / André Yoshizumi Gomes. -- Sao Carlos :
UFSCar, 2012.

1151,

Dissertacdo (Mestrado) -- Universidade Federal de S&o
Carlos, 2009.

1. Estatistica. 2. Distribuicdo Weibull. 3. Razdo de

chances. 4. Estimador de maxima verossimilhanga. 5.
Bootstrap (Estatistica). 6. Cadeias de Markov. I. Titulo.

CDD: 519.5 (20%)




UNIVERSIDADE FEDERAL DE SAO CARLOS

( Centro de Ciéncias Exatas e de Tecnologia
i Programa de Pos-Graduacdo em Estatistica
UFE-‘{'-:ﬂ Via Washington Luis. Km 235 - C.P.676 - CGC 45358058/0001-40
FONE: {016) 260-8292/260-8241 - FAX: (016) 260-8243
13565-905 - SAO CARLOS-SP-BRASIL

ATA DO EXAME DE DISSERTACAO DE MESTRADO DO CANDIDATO:
André Yoshizumi Gomes

Aos dois dias do més de margo do ano de dois mil e nove. as dez horas. na Sala de
Reunides do Departamento de Istatistica, reuniu-se a Comissdo Examinadora nas
formas e termos do Artigo 25" do Regimento Interno do Programa de Pos-Graduagio
em Pstatistica da UFSCar. composta pelos membros: Prof. Dr. Francisco 1.ouzada
Neto (Orientador). Prof. Dr. Adriano Polpo de Campos (DEs-UFSCar) ¢ Prof* Dy
Gileici da Silva Castro Perdona (FMRP-USP) para Exame de Dissertagio de Mestrado
do candidato André Yoshizumi Gomes, sob o titulo “Familia weibull de raziio de
chances na presenga de covaridveis™. A sessdo foi aberta pelo Prol. Dr. Francisco
Louzada Ncto (Presidente). iniciando-se pela apresentagdo da dissertagdo. Em seguida.
foi feita a argiliigdo do candidato pelos membros da Comissio Examinadora. A
(_'nlni:;:{u: Examinadora considerou o tema relevante para Estatistica ¢ julgou a
exposigdo  feita pelo  candidato  clara e objetiva. O candidato  respondeu
satisfatoriamente as questoes formuladas. Pelo apresentado acima. a comissdo atribuiu
as seguintes avaliagoes: Prof. Dr. Francisco Louzada Neto, nivel A: Prof. Dr. Adriano
Polpo de Campos. nivel A; ¢ Prof* Dr' Gleici da Silva Castro Perdond. nivel A. De
acordo com os pardgrafos 5 e 6" do Artigo 25" o candidato foi considerado
aprovado. Fncerrada a sessdo secreta. o Presidente informou o resullado da defiesa.
Nada mais havendo a tratar, cu, Maria Isabel Rinaldo Pessoa de Araujo. Secretaria
deste Programa. lavrei a presente ata. que assino juntamente com os membros da

Banca Examinadora.

7, /
i\’é/ Prof. Dr. Adriano Polpo de Campos

Maria Isabel R. P, r’{rauj[n } -
Prof* I)'F"Eilc-ic': da Silva Castro Perdona

!



Sumario

Listade Figuras . . . . . . . . o 0 i i i v i i it e e et e e e e
Listade Tabelas . . . . . . . ... i i i i i i i v
Agradecimentos . . . . . . .. L L e e e e e e e e e
Resumo . . . . v . 0 0 i i e e e e e e e e e e e
Abstract . . . . . . . L e e
1 Imtrodugao . . . ... . .. i i i i e e

2 A Familia Weibull de Razao de Chances . ... .........
2.1 Introducao . . . . . . .. . . . ...
2.2 Formulacao do Modelo . . . . . ... .. ... ... ... ....
2.3 A Presencade Censuras . . ... . ... ... ... ........

2.4 A Funcao de Verossimilhanca . . . . .. .. .. ... ... ....

2.5 Testes de Hipotese . . . . . . . . . . ... ... ..
2.6 Graficos TTT (Tempo Total em Teste) . . . . . . ... ... ...
2.7 Familia Weibull de Razao de Chances na Presenca de Covariaveis
2.8 Consideracoes Finais . . . . . . . . .. ... L.

11

12

13



3 Estudo de Simulacgao: Inferéncia Cléassica . . . . ... ... ... 17

3.1 Introducao . . . . . . . . L 17
3.2 Tamanho e Poder do Teste da Razao de Verossimilhanca . . . . . 18
3.2.1 Especificagoes da Simulacao . . . . .. ... ... ..... 18
3.2.2 Resultados e Discussao . . . . . . ... ... ... .... 20

3.3 Propriedades Assintoticas dos Estimadores de Méxima Verossimilhanga 21

3.3.1 Resultados e Discussao . . . . . . ... ... ... ..... 24

3.4 Estimacgao via Reamostragem . . . . .. .. .. ... .. ..... 25
3.4.1 Bootstrap (Efron & Tibshirani, 1993) . . . . ... ... .. 25

3.4.2 Resultados e Discussao . . . . .. ... ... ... . .... 27

3.5 Consideragoes Sobre o Risco em Forma de Banheira . . . . . . . . 28
3.6 Consideracoes Finais . . . . .. .. ... ... Lo 30

4 Inferéncia Bayesiana . . . . ... .. ... 0 31
4.1 Introducao . . . . . . . . . 31
4.2 Procedimentos Bayesianos de Estimacao . . . . .. .. ... ... 32
4.2.1 Determinagao das Prioris . . . . . . .. ... ... 34

4.3 Estimagao Bayesiana para a Familia Weibull de Razao de Chances 35

4.4 Consideracoes Finais . . . . .. .. ... . o000 36
5 Aplicagoes . . . . v v v it e e e e e e e e e e e e e e e e e e 37
5.1 Introducao . . . . . . . . . . 37
5.2 Exemplo 1 - Kimball (1961) . . . . ... ... ... ... ..... 38
5.3 Exemplo 2 - Efron (1988) . . . . ... ... .. ... ...... 40
5.4 Exemplo 3 - Halley (1693) . . . . ... ... .. ... ....... 43

5.5 Exemplo 4 - Prentice (1973) . . . . . . ... .. ... ... ... . 45



5.6 Consideracoes Finais . . . . . .. .. .. ... ... ... ... 47

6 Conclusoes e Propostas Futuras . . ... . ... ......... 51
Referéncias Bibliograficas . . . .. ... ... ... ..., 53
A Resultados Assintéticos . . . . ... ... o oo oL 56
B Resultados Bootstrap . . . . v v v v v v v i it i e e e e e e e e e e 61
C Bancosde Dados . . ... ... 66
D Algoritmos Computacionais . . . . . . . . .o v v vt 71

D.1 O Algoritmo BFGS de otimizagao global . . . . . ... ... ... 71

D.2 O Algoritmo Metropolis-Hastings . . . . .. .. ... ... .... 72
E Cédigos Utilizados . . . . . . . .. o oo s oL, 75



Lista de Figuras

2.1

2.2

2.3

3.1

5.1

5.2

5.3

0.4

5.5

Curvas de risco da familia Weibull de razao de chances. A linha
pontilhada (o = 9, f = 0.7, § = 85), a linha tracejada (o = 0.5,
= 0.3, # = 100), a linha de tracos e pontos (a = 1, f = 1, § = 50),
a linha solida escura (o = 8, § = 0.01, § = 45) e a linha sélida («
= -1.5, B = -0.1, § = 75), respectivamente, representam taxas de

risco crescente, decrescente, constante, banheira e unimodal . . . .

Densidades da familia Weibull de razao de chances correspondentes

aosriscosda Figura 1. . .. ... ... ... ... ... ......

Curvas das transformadas TTT empiricas. As curvas A, B, C, D e
E, respectivamente, indicam que os dados possuem taxas de risco

crescente, decrescente, constante, banheira e unimodal . . . . . . .

Funcao de distribuicao acumulada da familia Weibull de razao de
chances quando o = 8,3 = 0.01 e § = 45 (esquerda), e zoom no

ponto de salto (direita) . . . . . . ...

Grafico TTT dos dados de mortalidade de ratos . . . . . . .. ..
Risco estimado para os dados de mortalidade dos ratos . . . . . .
Grafico T'T'T dos dados de cancer de cabeca e pescoco. . . . . . .

Risco estimado pelas metodologias assintotica (tracos), bootstrap
(solido) e Bayesiana (pontos) para os dados de cancer de cabega e

PESCOCO  « v v v v v i e e e

Gréafico TTT dos dados de mortalidade de Wroclaw . . . . . . . .

v



5.6 Risco estimado para os dados de mortalidade de Wroclaw . . . . .

5.7 Cadeias geradas pelo algoritmo Metropolis-Hastings para os dados

de cancer de pulmao . . . ... ... ...



Lista de Tabelas

3.1

3.2

3.3

3.4

5.1

5.2

2.3

5.4

3.9

5.6

5.7

2.8

Al

A2

A3

A4

A5

Poder do Teste para Hyy : =1 (0% censura) . . . ... .. ... 20
Poder do Teste para Hyy : =1 (5% censura) . . . ... ... .. 20
Poder do Teste para Hge : 1 = 0 ou exp(m) = 1 (0% censura) . . 21
Poder do Teste para Hgy : 1 = 0 ou exp(m) = 1 (5% censura) . . 21
Inferéncia para os dados de mortalidade de ratos . . . . . . .. .. 39
Comparacgao entre modelos para os dados de mortalidade de ratos 40
Inferéncia para os dados de cancer de cabeca e pescoco . . . . . . 42
Comparacao entre modelos para os dados de cancer de cabeca e

PESCOCO  + v v v v e e e e e 42
Inferéncia para os dados de mortalidade de Wroclaw . . . . . . . . 45
Comparacao entre modelos para os dados de mortalidade de Wroclaw 46
Inferéncia para os dados de cancer de pulmao . . . ... ... .. 49
Comparacao entre modelos para os dados de cancer de pulmao . . 50
Risco Constante (0% censura) . . . . . . .. ... ... ... ... 56
Risco Crescente (0% censura) . . . . . ... ... ... ...... 56
Risco Decrescente (0% censura) . . . .. . ... ... ... .... 57
Risco Unimodal (0% censura) . . . . ... ... ... ... ..... 57
Risco Constante (5% censura) . . . . .. .. ... ... ... ... 57

vi



A.6 Risco Crescente (5% censura) . . . ... . ... ... ....... 57

A.7 Risco Decrescente (5% censura) . . . . ... ... ... ... 58
A.8 Risco Unimodal (5% censura) . . . ... ... ... .. .. .... 58
A.9 Risco Constante com Covariavel (0% censura) . . . .. ... ... 58
A.10 Risco Crescente com Covariavel (0% censura) . . . ... .. ... 58
A.11 Risco Decrescente com Covariavel (0% censura) . . . . ... ... 59
A.12 Risco Unimodal com Covariavel (0% censura) . . ... ... ... 59
A.13 Risco Constante com Covariavel (5% censura) . . . ... ... .. 59
A.14 Risco Crescente com Covariavel (5% censura) . . . . ... .. .. 59
A.15 Risco Decrescente com Covariavel (5% censura) . . . . ... ... 60
A.16 Risco Unimodal com Covariavel (5% censura) . . . ... ... .. 60
B.1 Risco Constante (0% censura) . . . . . ... ... .. ....... 61
B.2 Risco Crescente (0% censura) . . . . .. . ... ... ....... 61
B.3 Risco Decrescente (0% censura) . . . . . .. .. ... .. ..... 62
B.4 Risco Unimodal (0% censura) . . . ... ... ... ........ 62
B.5 Risco Constante (5% censura) . . . . .. ... ... ... ..... 62
B.6 Risco Crescente (5% censura) . . . . .. .. ... ......... 62
B.7 Risco Decrescente (5% censura) . . . . ... ... ... ... ... 63
B.8 Risco Unimodal (5% censura) . . . ... ... ... ... ..... 63
B.9 Risco Constante com Covariavel (0% censura) . . . .. ... ... 63
B.10 Risco Crescente com Covariavel (0% censura) . . . ... .. ... 63
B.11 Risco Decrescente com Covariavel (0% censura) . . . . ... ... 64
B.12 Risco Unimodal com Covariavel (0% censura) . . ... ... ... 64

B.13 Risco Constante com Covariavel (5% censura) . . . ... ... .. 64



B.14 Risco Crescente com Covariavel (5% censura) . . . . . ... ... 64
B.15 Risco Decrescente com Covariavel (5% censura) . . ... ... .. 65
B.16 Risco Unimodal com Covariavel (5% censura) . . .. ... .. .. 65
C.1 Dados de mortalidade de ratos (Kimball, 1961) . . . . .. ... .. 66

C.2 Dados do estudo de cancer de cabeca e pescogo, em meses - grupo

A (Efron, 1988) . . . . . . . L 67
C.3 Dados de mortalidade de Wroclaw (Halley, 1693) . . .. ... .. 68
C.4 Dados do estudo de cancer de pulmao (Prentice, 1973) . . . . . . 69

C.5 Dados do estudo de cancer de pulmao (continuagdo) . . . . . . . . 70



Agradecimentos

Primeiramente, gostaria de agradecer ao meu orientador, Francisco Lou-
zada-Neto, pela orientacao concedida a este projeto, por confiar em meu trabalho

e pelo suporte toda vez em que se fez necessario.

Também agradeco a Fundagao de Amparo & Pesquisa do Estado de Sao
Paulo (FAPESP) por ter financiado este projeto por boa parte do tempo em que

estive no programa de Pos-Graduagao.

Ainda, agradeco a todos os meus amigos, desde colegas da universidade,
professores e amigos de longa data, cuja presenca constante ao meu lado mostra-se
fundamental para que eu possa ter perseveranca e superar os obstéculos da vida.
Também agradeco a Priscila, por todo o apoio, amor e carinho compartilhados

neste tempo juntos.

Finalmente, um agradecimento a minha familia, que sempre me incen-
tivou a seguir este caminho, e em especial, & minha mae, que me amou durante
toda a sua vida, desde o momento em que nasci, e ainda esta a me vigiar. Alguém

que foi, e ainda é, tudo para mim, cuja presenca estard sempre em meu coracao.

X



Resumo

A distribuicao Weibull é uma escolha inicial freqiiente para modelagem
de dados com taxas de risco monédtonas. Entretanto, esta distribuicao nao fornece
um ajuste paramétrico razoavel quando as fungoes de risco assumem um formato
unimodal ou em forma de banheira. Neste contexto, Cooray (2006) propos uma
generalizacao da familia Weibull considerando a distribuicao da razao de chances
das familias Weibull e Weibull inversa, referida como familia Weibull de razao
de chances. Esta familia nao é apenas conveniente para modelar taxas de risco
unimodal e banheira, mas também é adequada para testar a adequabilidade do
ajuste das familias Weibull e Weibull inversa como submodelos. Neste trabalho,
estudamos sistematicamente a familia Weibull de razao de chances e suas pro-
priedades, apontando as motivacoes para o seu uso, inserindo covariaveis no mo-
delo, verificando as dificuldades referentes ao problema da estimacao de maxima
verossimilhanga dos parametros do modelo e propondo metodologia de estimagao
intervalar e construcao de testes de hipoteses para os parametros do modelo.
Comparamos os resultados obtidos por meio dos métodos de reamostragem com
os resultados obtidos via teoria assintotica. Tanto a probabilidade de cobertura
dos intervalos de confianga propostos quanto o tamanho e poder dos testes de
hipoteses considerados foram estudados via simulacao de Monte Carlo. Além
disso, propusemos uma metodologia Bayesiana de estimacao para os parametros
do modelo baseados em técnicas de simulacao de Monte Carlo via Cadeias de

Markov.

Palavras-chave: Distribuicao Weibull, razao de chances, estimador de
maxima verossimilhanca; teoria assintotica; bootstrap; probabilidade de cober-

tura; inferéncia Bayesiana; Cadeias de Markov de Monte Carlo (MCMC).



Abstract

The Weibull distribuition is a common initial choice for modeling data
with monotone hazard rates. However, such distribution fails to provide a rea-
sonable parametric fit when the hazard function is unimodal or bathtub-shaped.
In this context, Cooray (2006) proposed a generalization of the Weibull family by
considering the distributions of the odds of Weibull and inverse Weibull families,
referred as the odd Weibull family which is not just useful for modeling unimodal
and bathtub-shaped hazards, but it is also convenient for testing goodness-of-fit of
Weibull and inverse Weibull as submodels. In this project we have systematically
studied the odd Weibull family along with its properties, showing motivations for
its utilization, inserting covariates in the model, pointing out some troubles asso-
ciated with the maximum likelihood estimation and proposing interval estimation
and hypothesis test construction methodologies for the model parameters. We
have also compared resampling results with asymptotic ones. Coverage probabil-
ity from proposed confidence intervals and size and power of considered hypothesis
tests were both analyzed as well via Monte Carlo simulation. Furthermore, we
have proposed a Bayesian estimation methodology for the model parameters

based in Monte Carlo Markov Chain (MCMC) simulation techniques.

Keywords: Weibull distribution, odds ratio, maximum likelihood es-
timator; asymptotic theory; bootstrap; coverage probability; Bayesian inference;

Monte Carlo Markov Chains (MCMC).
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Capitulo 1

Introducao

Na modelagem de dados de sobrevivéncia com taxas de risco monotonas,
a distribuicao Weibull é freqiientemente uma escolha inicial. Porém, a distribuicao
Weibull nao fornece um ajuste paramétrico razoavel para situacoes em que as
funcoes de risco assumem um formato unimodal ou de banheira, o que é comum
na pratica (Louzada-Neto, 1999). Para descrever adequadamente tais compor-
tamentos, extensoes com trés parametros do modelo Weibull foram propostas,
como a distribuicdo gama generalizada (Stacy, 1962) e a familia Weibull expo-
nenciada (Mudholkar et al., 1995). Porém, mesmo tais modelos nao sao capazes

de acomodar a modelagem de uma funcao de risco em formato de banheira.

Neste contexto, Cooray (2006) prop6s uma generalizacao da familia Wei-
bull considerando a distribuicao da razao de chances das familias Weibull e
Weibull inversa, referida como familia Weibull de razao de chances. Esta familia
nao é apenas conveniente para modelar taxas de risco em forma de banheira, mas
também é adequada para testar a adequabilidade do ajuste das familias Weibull
e Weibull inversa como submodelos. Além disso, a familia Weibull de razao
de chances acomoda os cinco principais formatos de risco: constante, crescente,

decrescente, unimodal e banheira.

Apesar da flexibilidade do modelo para acomodar funcoes de risco nao-
monotonas, a presenca de covariaveis nao é considerada na modelagem de Cooray

(2006). Como conseqiiéncia, métodos formais de testes de hipotese e estimacao
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por intervalo nao foram ainda plenamente desenvolvidos e testados com relacao

as suas propriedades assintéticas.

O presente trabalho estuda sistematicamente a Familia Weibull de Razao
de Chances, indexada por dois parametros de forma e um parametro de escala, e
suas propriedades, apontando as motivagoes para seu uso; desenvolve o modelo
com a inclusao de covaridveis; verifica as dificuldades referentes ao problema de
estimacao de maxima verossimilhanca dos parametros do modelo na presenca
de covariaveis e propoe metodologia de estimagao intervalar e construcao de
testes de hipoteses para os parametros do modelo via método bootstrap (Efron
& Tibshirani, 1993; Davison & Hinkley, 1997). Estes procedimentos também sao
comparados com os resultados obtidos por meio de teoria assintética. Além disso,
também ¢ proposta metodologia de estimagao Bayesiana para os parametros do
modelo baseada em técnicas de simulacao de Monte Carlo via Cadeias de Markov

(Geman & Geman, 1984; Chib & Greenberg, 1995).

O Capitulo 2 mostra maiores detalhes sobre a formulagao do modelo,
assim como a inclusao de covariaveis no mesmo. No Capitulo 3, sao conduzidos
estudos de simulacao considerando cada uma das possiveis formas de risco, a
fim de verificar as propriedades dos estimadores de maxima verossimilhanca dos
parametros da familia Weibull de Razao de Chances e as caracteristicas dos
testes pertinentes ao modelo. O Capitulo 4 contém as especificacoes sobre os
procedimentos bayesianos adotados para a estimacao dos parametros, enquanto
que o Capitulo 5 mostra aplicagoes de todas as metodologias apresentadas a fim
de compara-las. Finalmente, o Capitulo 6 apresenta as consideragoes finais e

possiveis linhas de pesquisa futuras.



Capitulo 2

A Familia Weibull de Razao de

Chances

2.1 Introducao

A analise de sobrevivéncia ganhou nitido destaque nos ultimos anos e hoje
possui inimeras aplicacoes, principalmente na area médica. Segundo Colosimo &
Giolo (2006), é uma das areas de aplicacdo da estatistica que mais tém crescido
nos tltimos 20 anos, em razao do desenvolvimento e do aprimoramento de técnicas

estatisticas, combinados com computadores cada vez mais rapidos.

Em analise de sobrevivéncia, a variavel de interesse no estudo é o tempo
até a ocorréncia de um evento de interesse, freqiientemente chamado de falha.
Exemplos de tempos de falha incluem os periodos de vida de maquinas industriais
até a quebra, tempos de sobrevivéncia de pacientes em um estudo clinico até a
morte e o periodo de fidelidade de clientes a um determinado tipo de seguradora,
na area financeira. Dados de sobrevivéncia caracterizam-se pela presenca de
censuras, que representam a observacao incompleta do tempo de falha de um
determinado individuo. Textos introdutérios & Andlise de Sobrevivéncia com-

preendem Colosimo & Giolo (2006) e Lee (1992).

Embora exista uma série de modelos probabilisticos utilizados em anéalise

de dados de sobrevivéncia, alguns destes modelos ocupam uma posi¢ao de destaque
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por sua comprovada adequacao a varias situacoes praticas, como o modelo ex-
ponencial e o de Weibull. Neste contexto, a familia Weibull de razao de chances
aparece como uma alternativa que se destaca por sua flexibilidade em acomodar

ambos os modelos anteriores, além de 1til em diversas outras situacoes.

O presente Capitulo apresenta a familia Weibull de razao de chances,
definindo suas caracteristicas, a funcao de verossimilhanca e os testes associados
aos estimadores dos seus parametros. Breves comentarios sobre o grafico TTT
(tempo total em teste) e a presenca de censuras precedem a extensao do modelo
considerando a presenca de covariaveis, com o intuito de aumentar ainda mais

sua flexibilidade.

2.2 Formulacao do Modelo

A Familia Weibull de razao de chances (Cooray, 2006) surgiu para res-

ponder duas perguntas encontradas em anélise de sobrevivéncia:

1. Quais sao as chances de um individuo morrer antes do tempo 7', sabendo

que T segue uma certa distribuicao W7

2. Se estas chances seguem alguma outra distribui¢ao L, entao qual a correcao

a ser feita sobre a distribuicao de 177

Enquanto a resposta da primeira pergunta pode ser dada de maneira
imediata por depender apenas da distribuicao de W, a resposta da segunda
questao pode variar devido as escolhas de L e W. A primeira resposta pode ser
dada ao considerar a “razao de chances de falha” de um determinado individuo,
dado em termos da func¢ao de sobrevivéncia por (1 — Sr(t))/Sr(t), onde Sp(t) =
P(T >t)=1-Fr(t), t € (0,00), sendo Fr(t) a funcao de distribui¢do acumulada
de T. Esta razdo pode ser denotada por y (y € (0,00)) e ser considerada uma
variavel aleatoria. O interesse reside em modelar Y através de uma distribuicao
paramétrica apropriada Fy (y), isto é,

PY <y) = Fy(y) = Fy (1;T—S<§)(t)) | (2.1)
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Consideremos a distribuicao log-logistica para modelar a aleatoriedade
da “razao de chances de falha”, cuja funcao de distribuicao acumulada é dada
por Fy(y) =1—(1+y7)"1; 0 < v < oo, e foi sugerida por Cooray (2006) pela

existéncia da seguinte relagao:

1-Sy(y) _ 1-(1+y)~"
Sy (y) (1+y7)~!
I+y —DA+y7)"
(I+y7)!

- (s0)

onde Sy (y) =1 — Fy(y). Isto implica que

y= (2.2)

1= Sp(t)  (1=Sv(y)\""
ST(t) _< 5Y(?/> ) .

Dessa forma, v pode ser considerado um parametro de correcao da dis-

tribuicao W.

Agora suponha que a variavel aleatoria de tempo de vida T segue uma dis-
tribuicio Weibull, com sua funcio de sobrevivéncia dada por Sy (t) = e=®9%: 0 <
t < oo, a >0, 0>0. Entdo, de (2.1), a funcdo distribuicdo acumulada da

distribuicao corrigida de T' é dada por

Fr(t) :1—O+

:1—(waw 1ﬁ>2 (2.3)

0 <t<oo, a>0,v>0,6>0.

Se a variavel aleatoria 7' segue a distribuicao Weibull inversa, com a

funcio de sobrevivéncia dada por Sp(t) = 1—e /)™ 0 <t < 00, a <0, 6 >0,
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entao podemos calcular de maneira analoga e escrever a distribuicao corrigida de

T como

N -1
FT(t)zl—(1+(e(t/9)“’_1> W) ; 0<t<oo, a>0,v>0,6>0.(2.4)

As equagoes (2.3) e (2.4) podem ser combinadas ao escrever o parametro
de correcao f = £7, v > 0, para obter a funcao de distribuicao acumulada da

familia Weibull de razao de chances por

Ft;a,3,0) =1 (1 + (el — 1)/3)_1; 0<t<oo, >0, af>0. (2.5)

As correspondentes funcoes de densidade, risco e quantil sao dados,

respectivamente, por

f(t;a,8,0) = (O;—5> (g)aewe)a (e _ 1) (1 + (e®0)" — 1)5> 26

h(t; o, 3,6) = (?) (g)aewe)“ (e _ )7 (1 + (e — 1)5) e

1/8
Q(u):F_l(u)zelnl/a <1+ (%) > c O<u< 1. (2.8)
Notagao: t ~ WeibullRC(«, 3,0).

A densidade encontrada é reduzida a Weibull quando § = 1, e & Weibull
inversa quando § = —1. Claramente, a familia Weibull de razao de chances é
assintoticamente equivalente a distribuicao log-logistica para grandes valores de
f. Quando ambos os parametros de forma, « e 3, da familia Weibull de razao
de chances sao iguais a 1, a fungao de risco dada pela equacao (2.7) é constante,
isto é, temos uma distribuigdo exponencial. Quando temos (o > 1, af > 1),
(<1, af <), (a>1, af <1)e (a <1, af > 1), as formas da fungao de

risco sao, respectivamente, crescente, decrescente, banheira e unimodal.
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0.030 0035
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0.025
I

0010 0015 0.020
I 1

0.005
I

0.000

0 20 40 60

FIGURA 2.1: Curvas de risco da familia Weibull de razao de chances. A linha
pontilhada (o« = 9, f = 0.7, § = 85), a linha tracejada (o = 0.5, § = 0.3, 0 =
100), a linha de tragos e pontos (v = 1, § = 1, 6 = 50), a linha solida escura (o =
8, 3 =0.01, § = 45) e a linha solida (o = -1.5, § =-0.1, § = 75), respectivamente,

representam taxas de risco crescente, decrescente, constante, banheira e unimodal

0.010 0.015 0.020 0025 0.030 0.035
I I I 1 I

0.005

0.000
I

FIGURA 2.2: Densidades da familia Weibull de razao de chances correspondentes

aos riscos da Figura 1

O k-ésimo momento da variavel aleatoria com distribuicao Weibull de

razao de chances ¢ dado por (Jiang et al., 2008)
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k6" [ (log(1 +y))* "
of Jo Ty +y9)

E(TF) = (2.9)

Os momentos nao possuem forma fechada e, portanto, devem ser calcu-
lados numericamente. Como pode ser observado em (2.9), se « é inteiro positivo

e f =1, entao para k = q,

oo 1
E(T“ :90‘/ ———dy = 0°.
() o (1+v?) Y

2.3 A Presenca de Censuras

A principal caracteristica de dados de sobrevivéncia é a presenca de
censura, que se resume a observacao incompleta da variavel tempo, causada
por algum fator externo. Isto é, o acompanhamento de algum elemento foi
interrompido por uma causa diferente da esperada: se esta fosse a morte do
paciente por cancer, ele poderia ter mudado de cidade, o estudo poderia ter
terminado para a andlise dos dados ou ele ainda poderia ter morrido devido a

outra causa.

Todos os resultados provenientes de um estudo de sobrevivéncia, mesmo
censurados, devem ser usados na andlise estatistica e este procedimento é justifi-

cado por duas razoes:

1. mesmo sendo incompletas, as informagoes fornecidas pelas observacoes cen-

suradas sao importantes;

2. a omissao das censuras no calculo das estatisticas de interesse certamente

acarretard em conclusoes viciadas.

Formalmente, uma observacao é dita censurada a direita em um determi-
nado tempo L quando nao é conhecido o valor exato da observacao: apenas que
é maior ou igual a L. Similarmente, uma observacao é dita censurada a esquerda

em L quando se sabe apenas que a observacao ¢ menor ou igual a L. Censuras a
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direita sao muito comuns em dados de tempo de vida, enquanto que censuras a

esquerda sdo bastante raras (Lawless, 1982).

Os trés mecanismos de censura mais comuns sao:

1. censura do tipo I: é aquela em que se pré-estabelece um periodo de tempo

para o término do estudo;

2. censura do tipo II: é aquela onde o estudo serd encerrado apo6s a ocor-

réncia da falha em um nimero pré-estabelecido de individuos;

3. censura aleatéria: ¢ a que mais ocorre na pratica médica e acontece

quando um paciente é retirado do estudo sem ter ocorrido a falha.

A presenca de censuras acarreta problemas para a inferéncia estatistica,
alguns impossiveis de serem completamente resolvidos. Embora o modelo de
censuras independentes seja freqiientemente razoavel, existem situagoes onde o
mecanismo de censura esta ligado ao processo de falha do experimento. Em tais
circunstancias, até mesmo descrever um modelo que represente este processo pode
se mostrar uma tarefa ardua. Felizmente, a fun¢do de verossimilhanca (apresen-

tada a seguir) mostra-se aplicavel a varias situagoes aparentemente complicadas.

Os estudos de simulacao realizados nos Capitulos 3 e 4 consideram a
presenca de censuras aleatorias nas amostras utilizadas, a fim de estudar os efeitos

causados na estimacao dos parametros e em suas propriedades assintoticas.

2.4 A Funcao de Verossimilhanca

O procedimento de estimacao é baseado na funcao de verossimilhanca.
Suponha uma amostra aleatéria de observacoes tq, ..., t, de uma certa populacao
de interesse. Considere inicialmente que todas as observagoes sao nao-censuradas.

A funcao de verossimilhanca para um parametro genérico 0 é

n

L(O) =[] f(t:0).

=1
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A contribuicao de cada observacao nao-censurada para a verossimilhanca
é a sua funcdo de densidade. Ja as observagoes censuradas, que somente nos
informam que o tempo de falha é maior que o tempo de censura, contribuem
para L(0) com suas func¢des de sobrevivéncia S(t), que corresponde & razao entre
as fun¢oes de densidade e risco (ou, equivalentemente, a 1 menos a fun¢io de

distribui¢ao acumulada F'(t)).

Ao supor que as censuras e os tempos observados sao independentes, a

funcao de verossimilhanca para dados censurados a direita é dada por

L(O;t) = [ f(t:0)"S(t:0)" (2.10)

i=1
O procedimento padrao de maxima verossimilhanca pode ser utilizado
para estimar os parametros da familia Weibull de razao de chances, através da
maximiza¢ao da fun¢do de log-verossimilhanga [(t;0) = In L(¢;0), onde 8 =
(o, B,0) e t = (t1,ta,...,1,), uma amostra aleatoria ordenada (isto é, t; < t5 <

... < t, ) da familia Weibull de razao de chances.

A funcao log-verossimilhanca da familia Weibull de razao de chances é

dada por

7j=1

+ (B-1) (e —1)}

n

— ) (1 (1)) (2.11)

j=1

0 se a j-ésima observacao ¢ censurada a direita,j7 =1,2,...,n

1 caso contrario.

Os estimadores de «, 3 e € sao obtidos ao encontrar o ponto no espaco
paramétrico que maximiza a funcao de verossimilhanca ou, equivalentemente, a
log-verossimilhanca. Em outras palavras, os estimadores de méaxima verossimi-

lhanca dos parametros sao obtidos ao igualarmos os escores a zero, isto é,
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_ Olog(L(8))

20 =0.

U(o)

Este sistema também é chamado de equacoes de maxima verossimilhanca.
Métodos numéricos para localizar o ponto que maximiza a funcao de verossi-
milhanca envolvem uma estimativa inicial 6, = (&, Bo, éo) e um procedimento
iterativo que constréi uma seqiiéncia de pontos convergentes para 0 = (&, B, é)
O algoritmo utilizado para a realizacao do estudo de simulagao envolve o uso da
matriz de derivadas segundas (ou matriz Hessiana) da log-verossimilhanga e pode

ser encontrado no Apéndice D.

2.5 Testes de Hipotese

Testar a adequabilidade do ajuste de um modelo Weibull é uma tarefa
complicada devido ao grande niimero de modelos que o tém como caso particular.
Ao restringir tais alternativas a familia Weibull de razao de chances, a estatistica
razao de verossimilhanca pode ser utilizada para verificar se os modelos Weibull

e Weibull inverso sao adequados.

As hip()teses nulas, HOll : ﬁ = 1, H012 . (CK = 1,B = 1), H021 . ﬂ = -1
e Hypo @ (a« = —1,8 = —1) correspondem, respectivamente, aos submodelos
Weibull, Exponencial, Weibull inverso e Exponencial inverso da familia Weibull de

razdo de chances. A estatistica razao de verossimilhanga para Ho;; (i = 1,2;j =

1,2) é (Rao, 1973; Lawless, 1982)

supg,,, L, 8,0;t)
supyrL(a, B,0;1)
onde Ry;; representa o espago paramétrico restrito pela hipotese nula Hy;;, ¢ =

1,2, 7 = 1,2, e UR representa o espago paramétrico irrestrito.

Em termos das estimativas de maxima verossimilhanca, as estatisticas

razao de verossimilhanca, para cada hipdtese, podem ser escritas como

™
I
\.)—‘
>
—_
I
—_
D>
a
SN—

| @
S)

Y

, w) L(a=
—— , Mo = -
L(&, B, 0) L(&,
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L(Giw, 8 = =1, 6i0) L(a=—-1,8=—1,0)
Aoy = = , Moy = N :
L(&, 5,6) L(&, 5,0)
Sob as respectivas hipoteses nulas, —2In Ay, —2In Ay, —2In Ay e —21n
Aoy possuem, em principio, distribuicdo assintética x? com, respectivamente, 2,

1, 2 e 1 graus de liberdade.

2.6 Graficos TTT (Tempo Total em Teste)

Os parametros « e [ de um membro da familia Weibull de razao de
chances determinam o formato da sua funcao de risco. Uma maneira de se
predeterminar possiveis valores para os parametros em questao é através do
grafico TTT empirico, cujo grafico prova-se tutil ao indicar a forma da funcao

de risco a ser ajustada aos dados analisados.

A transformacao TTT empirica é dada por

5 (5) 2 T+ (=T
2ia T ’
onder =1,2,...,neTy,i=1,2,...,n representam as estatisticas de ordem da

amostra.

O grafico de r/n por ¢, (r/n) definido em um quadrado de area 1 mostra
qual o formato da funcao de risco correspondente aos dados de sobrevivéncia
(Figura 2.3). Se a transformada TTT empirica for convexa, concava, convexa
e concava, e concava e convexa (como mostrado na Figura 3), as fungoes de
risco sdo, respectivamente, decrescente, crescente, banheira e unimodal (Barlow

& Campo, 1974; Aarset, 1987; Mudholkar et al., 1996).

Mudholkar et al. (1996) e Cooray (2006) apresentam em seus trabalhos
uma versao paramétrica da estatistica TTT. Cooray (2006) ainda apresenta uma
estatistica de teste para a adequabilidade do ajuste baseada na transformacao

TTT e um estudo de simulacao para testar sua eficacia.
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FIGURA 2.3: Curvas das transformadas TTT empiricas. As curvas A, B, C,
D e E, respectivamente, indicam que os dados possuem taxas de risco crescente,

decrescente, constante, banheira e unimodal

2.7 Familia Weibull de Razao de Chances na Pre-

senca de Covariaveis

Metodologias inferenciais para lidar com dados de sobrevivéncia lidam
freqiientemente com amostras univariadas provenientes de uma determinada dis-
tribuicao. Na prética, muitas situagoes envolvem populacoes heterogéneas, fazendo-

se importante considerar a relacao do tempo de vida com outros fatores.

Uma maneira de examinar a relacao entre o tempo de vida e certas
covariaveis de processo é através de um modelo de regressao, onde o tempo de

vida terd uma distribuicao que dependera de tais covariaveis. Os modelos de



2. A Familia Weibull de Razao de Chances 14

regressao paramétricos mais importantes mostram-se como extensoes dos mo-
delos de tempo de vida univariados, cujos parametros (ou apenas um subcon-
junto destes) dependem das variaveis regressoras. A familia Weibull de razao
de chances, caracterizada por dois parametros de forma e um de escala, poderia

té-los dependentes de um dado conjunto de covaridveis & = (1,21, 22, ..., zp)"

Segundo Lawless (1982), um modelo Weibull que se mostra adequado
em diversas situacoes considera apenas o parametro de escala ¢ como uma funcao
das covaridveis. Uma consideracao dessa natureza significa que o formato da
fungdo densidade (e, por conseqiiéncia, da fun¢do de risco) é o mesmo para
qualquer possivel configuracao das covariaveis analisadas. Como o parametro
0 & positivo, uma funcao conveniente para especificar a relacao entre o parametro

e as covariaveis é dada por
0(z) = exp(n'z),
onde ' = (1Mo, M1,M2,...,7p). Dessa forma, é garantido que 6(x) > 0 sem a

necessidade de impor qualquer restrigao sobre 7.

Sob o contexto de p covaridveis no parametro de escala, as funcoes de
distribuicao acumulada, densidade, risco e quantil para a familia Weibull de razao

de chances sao dadas, respectivamente, por

e B\ !
F(t;a,8,n,x)=1— (1+<e<t/exp<’7“’” —1)) : 0<t<oo (212

aB >0, nc et

t o / e / o B_l
flt;a,B,mx) = _Oéﬁ — ot/ exp(1'T)) (e(t/exp(”? x)> _ 1) (2.13)
t ) \exp(n'z)
-2

Ipya B
X (1+<e(t/e"pmm)) —1>) c0<t<oo, af >0, neRr!

o pne) = (2) (L ewemmmye (guevmen 1) g1y
) ) 7”77 t eXp(”?/m) *
—1

I pyya B
X (1+<e(t/e"pmw)) —1)) c0<t<oo, aB >0, neRrt!
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1—u

u 1/8
Q(u) = F~(u) = exp(n'z) In'/* (1 + ( ) ) ; O<u<l.  (2.15)

Considerando a extensao do modelo para abordar a presenca de covari-
aveis, a funcao de log-verossimilhanca da familia Weibull de razao de chances é

dada por

la,B,m5t,x) = Z:;éj {ln(aﬁexp(n'w)_o‘) +(a—1) In t; + (—J))a 4+

+ B-1)In (e(tj/expm'w»a _ 1)} _

_ Z(l +6;) In (1 + <e(tj/oxp(77’w))a — 1>ﬁ) (2.16)
j=1
Procedimentos de maxima verossimilhanca para a estimacao dos para-
metros sao obtidos de maneira andloga ao caso sem covariaveis. Maiores detalhes
podem ser vistos em Cox & Oakes (1984), Kalbfleisch & Prentice (2002), Rao
(1973) e Lawless (1982).

A significancia dos parametros relacionados as covaridveis no modelo
Weibull de razao de chances estendido também pode ser verificada através do
teste da razao de verossimilhanca, sob a hipétese nula Hy:nm = ... =1, =0. A
estatistica razao de verossimilhanca para a hipotese considerada é

A

A _L(dvﬁvﬁmnl:”-:npzo)
Cov — A B -
L(&, B, 7)

)

Sob Hy, —2InA¢,, possui distribuicdo assintotica x? com 3 graus de
liberdade. O teste da razao de verossimilhanga também pode ser utilizado para
verificar a significincia de apenas um subconjunto dos parametros envolvidos,
seguindo um raciocinio analogo. Para m covariaveis sob teste, —21n A¢,,,, tem
distribuicao assintotica x* com 3 + p —m graus de liberdade, onde p é o ntimero

de covariaveis do modelo.
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2.8 Consideracoes Finais

O Capitulo apresentou as caracteristicas pertinentes a familia Weibull
de razao de chances e a sua extensao quando sao consideradas covariaveis no
estudo. A maneira com que o modelo foi criado pode incentivar o estudo de
outros modelos, obtidos ao utilizar uma distribuicao diferente da log-logistica

para modelar a aleatoriedade da razao de chances de falha.

Os métodos inferenciais apresentados apontam para a flexibilidade do
modelo, embora um estudo mais detalhado se faca necessario para mostrar sua
performance em situacoes diversas. Para verificar as propriedades dos estimadores
dos parametros (e dos testes associados) da familia Weibull de razao de chances,
o proximo Capitulo apresenta estudos de simulacao sob pontos de vista distintos

(assintotico e via reamostragem).



Capitulo 3

Estudo de Simulacao: Inferéncia

Classica

3.1 Introducao

A familia Weibull de razao de chances, embora pareca flexivel, configura-
se como um modelo analiticamente sofisticado como apresentado no Capitulo
anterior. Consequentemente, a obtencao de estimadores e seus erros-padrao se
apresentam de forma analiticamente intratavel. Neste contexto, varios métodos
computacionais de simulacao estocéstica auxiliam na resolucao de tais problemas

de maneira répida e eficiente.

Este Capitulo serd organizado como segue. A primeira parte trata do
teste da razao de verossimilhanca, analisando seu tamanho e poder para as
situacoes mais relevantes. Depois, as propriedades assintéticas dos estimadores de
maxima verossimilhancga sao testadas em cenarios diversos. Os mesmos cenérios
sao utilizados para estudar novamente as propriedades dos estimadores sob uma
metodologia de reamostragem. Todas as simulagdes sao devidamente especifi-
cadas e os algoritmos descritos. O final do Capitulo ainda apresenta consideracoes

feitas sobre o risco em forma de banheira.

Para todos os procedimentos computacionais apresentados a seguir, foi

utilizado o software R (gratuito).

17
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3.2 Tamanho e Poder do Teste da Razao de Ve-

rossimilhanca

O teste da razao de verossimilhanca apresenta resultados assintéticos
conhecidos. Entretanto, ¢ muito comum que, na prética, estejam disponiveis
apenas amostras relativamente pequenas para a analise. Dessa forma, é natural
que surja o interesse em saber como o teste se comporta em tais situagoes. Ainda,
é possivel analisar sua sensibilidade para amostras moderadas e grandes (com
o objetivo de confirmar os resultados assintoticos) e, mais ainda, um tamanho

“ideal” para o teste pode ser definido.

3.2.1 Especificacoes da Simulacao

O teste da razao de verossimilhanca é util em diversas situacoes, como ja
destacado no Capitulo 2. Dentre estas, os testes para o submodelo Weibull e para
a significancia de covariaveis podem ser considerados dois dos mais freqiientes a
serem praticados. Estes testes sao caracterizados pelas hipoteses nulas Hy;
B=1eHyp:m=...=mn, =0. Para este tltimo serd estudado, para efeito
de simplificacdo, um cenario com apenas uma covariavel binaria, reduzindo a

hipotese nula a Hps : 1 = 0.

Para verificar as caracteristicas do teste nessas situacoes, foram geradas
1000 amostras, e cada uma delas foi maximizada sob a restricao imposta pela
hipo6tese nula e depois, irrestritamente. A estatistica da razao de verossimilhanga
¢ calculada e comparada com o quantil da distribuicao x? com os devidos graus de
liberdade. Repetidos os 1000 experimentos, ¢ verificada a proporcao de rejeicoes
da hipétese nula causada pelo teste. Todos os testes foram realizados ao nivel
de 5%. Para a simulacdo, cinco tamanhos amostrais foram levados em conta:

n = 10, 30, 50, 100 e 300.

Para cada hipotese nula, o parametro sob teste é variado no procedimento

de geracao das amostras. Os valores considerados para Hy; foram

B=05,1,24,8.
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Além disso, neste caso, a =4 e 6 = 20.

Como o modelo em Hpy considera 6 = exp(ny + mX), fixou-se o valor de
no tal que, sob Hog : m1 = 0, 6 = exp(no) = 20. Desta forma, os valores assumidos

para o parametro ¢ foram
=17,18,19,19.5, 20, 20.5, 21, 22,23 —>

exp(n X) = 0.85,0.9,0.95,0.975,1,1.025,1.05, 1.1, 1.15,

quando X = 1. No modelo considerado, exp(rn;) pode ser interpretado como um
fator multiplicativo que determina a influéncia da presenca da covariavel X. Os

valores dos parametros de forma para esta situacao sao dados por a =4 e = 4.

Ambos os cendrios sao construidos com a auséncia e a presenca (5%) de
censura aleatoria. Fixado uma situacao especifica e um tamanho amostral n, os
passos seguidos para este procedimento estao detalhados a seguir:

1. Fixar um valor para 3 ou 6 dependendo da situagao;

2. Gerar uma amostra de tamanho n de uma distribui¢ao Weibull RC(«, 3, 0)

com o especifico parametro fixo no valor do Passo 1;

3. Calcular os estimadores de maxima verossimilhanca para a amostra dada

sob a hipotese nula, e depois recalcula-los sem restrigao;
4. Construir a estatistica razao de verossimilhanga A;

5. Comparar —21In A com o quantil de 95% da distribui¢ao x? com 2 graus de
liberdade para 3 ou 3 para 6, e rejeitar a hipotese nulase —21In A > x3(0.95);

6. Repetir os Passos 2 a 5 um namero suficiente de vezes (no caso, 1000);
7. Calcular a proporcao de rejei¢oes obtidas (poder do teste);

8. Voltar ao Passo 1 e fixar um valor diferente para o parametro estudado.
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3.2.2 Resultados e Discussao

As Tabelas 3.1 a 3.4 mostram o poder observado do teste para cada
situagao, isto é, a probabilidade de rejeitar a hipétese nula condicionada a um
determinado valor paramétrico. E possivel observar que o teste para Hy; : =1
é muito pouco sensivel para valores de 8 maiores que 1, sendo que, para amostras
pequenas e moderadas, o nimero de rejeicoes quando S = 0.5 mostrou-se maior
que quando 8 = 8. Apenas para tamanhos amostrais iguais a 100 ou maiores,
0 teste comeca a apresentar uma sensibilidade melhor. E também a partir dai
que a hipotese nula comeca a ser rejeitada segundo o nivel nominal do teste (5%)
quando 8 = 1. Uma quantidade de 5% de censuras, apesar de diminuir levemente

a sensibilidade do teste, apresentou um desempenho parecido ao caso completo.

TABELA 3.1: Poder do Teste para Hy; : § =1 (0% censura)

B
n | 05 1 2 4 8

10 | 0.236 | 0.111 | 0.078 | 0.067 | 0.032

30 1 0.374 | 0.069 | 0.081 | 0.159 | 0.192
50 | 0.547 | 0.069 | 0.207 | 0.417 | 0.491
100 | 0.836 | 0.048 | 0.499 | 0.779 | 0.870
300 | 1.000 | 0.046 | 0.932 | 0.999 | 1.000

TABELA 3.2: Poder do Teste para Hy; : § =1 (5% censura)

B
n | 05 1 2 4 8

10 | 0.225 | 0.109 | 0.080 | 0.077 | 0.042
30 | 0.357 | 0.060 | 0.078 | 0.140 | 0.150
50 | 0.535 | 0.067 | 0.200 | 0.354 | 0.451
100 | 0.816 | 0.053 | 0.479 | 0.769 | 0.833
300 | 1.000 | 0.046 | 0.920 | 1.000 | 1.000

O poder do teste para Hgpy : exp(rm;) = 1, além de se comportar de

maneira simétrica em torno de exp(rn;) = 1, apresenta resultados relativamente
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satisfatorios para amostras moderadas (n = 30,50). Para amostras de tamanho
100 ou maior, o teste se mostra extremamente sensivel para pequenas variagoes
em 7;. Pode-se dizer que, comparativamente, existe um indicio de que o teste
para a significancia de covariaveis é mais poderoso que o teste para o submodelo
Weibull, além de apresentar um desempenho considerdvel para amostras mode-
radas. Porém, a utilizagao do teste com amostras pequenas deve ser cautelosa,
j& que a probabilidade de rejeicao do teste para uma amostra de tamanho 10

quando exp(n;) = 1 é de 0.343, muito maior que o nivel nominal do teste.

TABELA 3.3: Poder do Teste para Hoy : 77 = 0 ou exp(m;) = 1 (0% censura)

exp (1)
n |0.8500.900]0950 0975 1 |1.025] 1.05 | 1.1 | 1.15

10 | 0.890 | 0.706 | 0.462 | 0.381 | 0.343 | 0.348 | 0.420 | 0.629 | 0.831
30 | 1.000 | 0.930 | 0.439 | 0.168 | 0.084 | 0.138 | 0.399 | 0.875 | 0.991
50 | 1.000 | 0.997 | 0.633 | 0.200 | 0.048 | 0.238 | 0.616 | 0.986 | 1.000
100 | 1.000 | 1.000 | 0.893 | 0.352 | 0.040 | 0.379 | 0.891 | 1.000 | 1.000
300 | 1.000 | 1.000 | 0.999 | 0.800 | 0.053 | 0.809 | 1.000 | 1.000 | 1.000

TABELA 3.4: Poder do Teste para Ho : 77 = 0 ou exp(m) = 1 (5% censura)

exp (1)
n |0.8500.900]0950 0975 1 |1.025] 1.05 | 1.1 | 1.15

10 | 0.890 | 0.683 | 0.481 | 0.416 | 0.385 | 0.376 | 0.426 | 0.624 | 0.825
30 1 0.998 | 0.926 | 0.405 | 0.162 | 0.095 | 0.177 | 0.393 | 0.874 | 0.983
50 | 1.000 | 0.994 | 0.578 | 0.195 | 0.057 | 0.222 | 0.592 | 0.986 | 1.000
100 | 1.000 | 1.000 | 0.882 | 0.348 | 0.043 | 0.337 | 0.871 | 1.000 | 1.000
300 | 1.000 | 1.000 | 0.999 | 0.777 | 0.048 | 0.792 | 1.000 | 1.000 | 1.000

3.3 Propriedades Assintéticas dos Estimadores de

Maxima Verossimilhanca

Nesta Secao, serd conduzido um estudo de simulagao com a finalidade

de verificar as propriedades assintoticas dos estimadores de maxima verossimi-
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lhanga, mais precisamente vicio, erro-padrao e probabilidade de cobertura dos
intervalos de confianca. Para tanto, considerou-se diferentes tamanhos amostrais
e diferentes valores paramétricos a fim de simular as formas de risco constante,
crescente, decrescente e unimodal. O estudo de simulagao para o caso de risco
em forma de banheira apresentou uma série de dificuldades, relatadas na Secao

3.5.

Para verificar as propriedades assintoticas dos estimadores de maxima
verossimilhanca dos parametros, foi necessario abranger diversas situagoes. Além
de o estudo considerar funcoes de riscos constante, crescente, decrescente e uni-
modal, também sao levadas em conta a auséncia e a presenca de uma covariavel
(dicotomica) no modelo, dobrando o numero de situa¢oes. Mais ainda, a simu-
lacao é realizada com dados completos (nenhuma censura) e depois, repetida com
5% de censuras aleatérias em cada amostra, totalizando 16 situacoes a serem

avaliadas.

Em cada uma destas situacoes foram geradas 1000 amostras de tama-
nhos iguais a 10, 30, 50, 100 e 300 (totalizando 5000 amostras). A partir
de cada amostra, foram estimados os valores paramétricos que maximizavam
as log-verossimilhangas (2.8) ou (2.14), dependendo da situagdo. Para cada
estimativa foi construido um intervalo de confianca, cuja obtencao baseou-se na
propriedade da normalidade assintética do estimador de maxima verossimilhanca.
Sob condi¢oes suaves de regularidade, um estimador 0 (p-dimensional) tem dis-

tribuigao aproximadamente N,(0,17(0)), onde I(0) corresponde & matriz de

informacao de Fisher, cujos elementos sao dados por

0*In L(t; 0)
10 =5 (-5 )

Assim, o intervalo de confianca de 95% para a estimativa obtida para o
i-ésimo parametro 0; é dado por 0; + 1.96+/1;;1(0). A proporcio desses intervalos
que contenham o verdadeiro valor do parametro caracterizam a probabilidade de

cobertura do mesmo.

Os parametros « e (3 utilizados para simular as funcoes de risco conside-
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radas foram os seguintes:

Risco Constante: a=1,5=1

Risco Crescente: a« =9,5=0.7

Risco Decrescente: a = 0.9, =0.7

Risco Unimodal: o = -9, = —0.7

Na auséncia de covaridveis, # = 85 em todas as situacoes. Considerando

a presenca de uma covariavel dicotdémica X no parametro de escala 6, isto é,

0 = exp(no +mX) = exp(no) exp(mX),

entao 0 = 80 quando X =0 e € = 90 quando X = 1, ou seja,

exp(ny) = 80 — ny = log(80) = 4.382,

exp(n) = 1.125 — n; = log(1.125) = 0.118.

Dessa forma, dada uma situacao especifica e um tamanho amostral n, o
algoritmo de simulacao pode ser resumido pelos seguintes passos:

1. Gerar uma amostra de tamanho n de uma distribui¢ao Weibull RC (v, 3, 6);

2. Calcular os estimadores de maxima, verossimilhanca para a amostra dada;

3. Construir os intervalos de confianca para «, ( e 0 através da matriz Hessiana
H do processo de maximizacao, visto que —H é um estimador consistente

de 1(6) (Lawless, 1982);

4. Verificar se os intervalos de confianca construidos contém os valores reais

dos parametros;
5. Repetir os passos 1, 2, 3 e 4 um ntmero B de vezes (neste caso, B = 1000);

6. Calcular a média e o desvio-padrao das B estimativas de «, [ e 0 obtidas

a fim de verificar o vicio e o erro-padrao dos respectivos estimadores;
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7. Calcular a propor¢ao de vezes em que os intervalos de confianca construidos
abrangeram os valores reais dos parametros, para obter a probabilidade de

cobertura.

3.3.1 Resultados e Discussao

As Tabelas do Apéndice A mostram os resultados obtidos com a simu-
lacao anteriormente descrita. Uma comparacao entre as formas de risco conside-
radas pode ser feita imediatamente ao avaliarmos o erro-padrao de 6 dos riscos
constante e decrescente com os riscos crescente e unimodal. Nos primeiros, o
erro-padrao de 6 mostra-se muito grande para amostras pequenas (sendo maior
para o risco constante, onde o erro-padrao ultrapassa 8000), enquanto esta bem
mais controlado nos ultimos. Ao avaliar o desempenho do estimador de «, a
situagao se inverte, ou seja, seu erro-padrao para os riscos crescente e unimodal
mostram-se maiores que para os riscos constante e decrescente. A probabilidade
de cobertura, para estes casos, parece comportar-se da mesma maneira para
qualquer tipo de risco. Também é possivel verificar a consisténcia dos estimadores
a medida que seus valores aproximam-se dos parametros reais conforme a amostra

cresce.

Ao comparar os casos com dados completos e com 5% de censura, percebe-
se que os erros-padrao mantém-se estaveis, com excecao das pequenas amostras
para os riscos constante e decrescente, onde os erros-padrao mostraram-se menores
para os casos censurados. Porém, foram verificadas estimativas mais viciadas
para o parametro # quando os dados sao censurados (mais evidentes para os
riscos constante e decrescente). Uma outra caracteristica apresentada pelos dados
censurados é que a probabilidade de cobertura de 6 comeca a decrescer apods
um certo tamanho amostral (geralmente 50 ou 100), confirmando a existéncia
do vicio de estimacao neste caso. Os dados completos apresentam, para os trés
parametros, probabilidades de cobertura que aproximam-se da cobertura nominal

(95%) conforme a amostra cresce.

Para o modelo com covariavel, praticamente os mesmos padroes co-

mentados até agora para 6 sao verificados para 7y, que corresponde ao termo
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sem a covariavel. Tanto o vicio quanto o erro-padrao comportam-se da mesma
maneira que os casos abordados até agora. A probabilidade de cobertura, ao ser
comparada com o caso sem covaridveis, € muito menor para amostras pequenas.
Porém, amostras de tamanho 300 conseguem probabilidades de cobertura muito
proximas & nominal (salvo nos casos censurados, quando a cobertura de 7y é

prejudicada).

3.4 Estimacao via Reamostragem

A proxima etapa do trabalho verifica as propriedades dos estimadores de
maxima verossimilhanca através de técnicas de reamostragem. As situacoes con-
sideradas na simulacao anterior foram novamente submetidas a estudo, segundo
a técnica de reamostragem bootstrap nao-paramétrica. A primeira parte desta
Secao apresenta detalhes sobre a técnica empregada. A proxima parte fornece as
especificacoes da simulacao e, por fim, os resultados sao comentados e comparados

com o estudo anterior.

3.4.1 Bootstrap (Efron & Tibshirani, 1993)

O método bootstrap nao-paramétrico tem a vantagem de evitar desen-
volvimentos analiticos e tem sido uma das técnicas mais utilizadas e expandidas,
com aplica¢oes nas mais diversas areas. Seja t = ({1, ...,t,) o resultado das vari-
aveis aleatorias i.i.d. T7,...,T,,, com distribuicao de probabilidade desconhecida
F', que depende de um parametro desconhecido 6, dado por § = s(F'), sendo s(.)
a funcao que define 6. O parametro 0 é estimado por 0 = 3(5), onde F & um
estimador de F' obtido a partir da amostra t = (t1,...,t,). Seja Fa distribuicao
empirica de ¢, que coloca probabilidades iguais a 1/n para cada valor da amostra,
ti,2=1,...,n, isto é,

Ay = HE =1

onde #{A} indica o nimero de vezes em que o evento A ocorre. O método
bootstrap tem como principio substituir a distribuicao desconhecida F' por F para

estimar 6, aproximando a distribui¢ao de § = s(F') pela de 0+ = s(t*, ﬁ), onde t* &
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uma amostra aleatéria de tamanho n retirada de F. A amostra t* = (t5,t5, ..., 1)
é chamada de amostra bootstrap e sua definicdo é andloga a obter uma amostra
aleatoria de tamanho n retirada com reposicao da populacao de tamanho n
(t1,...,t,). A partir da amostra bootstrap é calculada uma repeticao bootstrap
de é\, 0+ = s(t*). Repetindo este procedimento um nimero suficientemente grande
de vezes, calcula-se uma distribuicao empirica de 0 e, a partir desta, obtém-se
média, erro-padrao, intervalo de confianca etc. A tnica suposicao feita é a de que

as observagoes (t1,...,t,) sdo independentes e identicamente distribuidas.

A variante paramétrica do método bootstrap funciona sob a suposicao de
uma certa distribuicao para a populacao da amostra coletada. A partir desta,
sao estimados os parametros da amostra através de . A idéia do bootstrap
paramétrico é aproximar a distribuicdo de 6 pela distribuicao de @\*, que sao
as estimativas dos parametros calculadas nas reamostras que, diferentemente da
versao nao-paramétrica, sao geradas através da distribuicao suposta por meio
das estimativas obtidas. Isto é, as estimativas fazem o papel dos verdadeiros
parametros para a geracao das reamostras. Ao repetir o processo um nimero

suficiente de vezes, pode-se obter a distribuicao de 5*, bem como todas as outras

medidas citadas para o caso nao-paramétrico.

Todas as situacoes anteriores sao novamente consideradas neste estudo,
bem como os mesmos tamanhos amostrais e os mesmos valores parameétricos.
A técnica de reamostragem utilizada foi o bootstrap nao-paramétrico, com 399
reamostras geradas de cada uma das 1000 amostras. Em todas as reamostras de
cada amostra, foram calculadas as estimativas de maxima verossimilhanca através
do algoritmo BFGS. Depois, foi calculada a estimativa bootstrap da amostra, dada
pela média de todas as estimativas das reamostras. O intervalo de confianca da
amostra foi construido através dos percentis 2.5% e 97.5% das mesmas. A proba-
bilidade de cobertura foi calculada da mesma forma que a simulacao anterior. Por

fim, foram calculadas a média e o desvio-padrao das 1000 estimativas bootstrap.

Os passos do algoritmo empregado para a simula¢ao, dado um tamanho
amostral n, um ntimero M de reamostras e um nimero B de replicacoes, foram

0s seguintes:
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1. Gerar uma amostra de tamanho n de uma distribuigao Weibull RC (v, 3, 0);
2. Gerar M reamostras a partir da amostra obtida (no estudo, M = 399);
3. Para cada reamostra, estimar os parametros via maxima verossimilhanca;

4. Calcular a estimativa bootstrap dos parametros através da média das esti-

mativas das reamostras;

5. Construir os intervalos de confianca empiricos dos parametros segundo os

percentis 2.5% e 97.5% das estimativas das reamostras;

6. Verificar se os intervalos de confianca construidos contém os valores reais

dos parametros;
7. Repetir os passos 1 a 6 um namero B de vezes (B = 1000);
8. Calcular a média e o desvio-padrao das B estimativas bootstrap de «, 5 e 6;

9. Calcular a proporgao de vezes em que os intervalos de confianga construidos
abrangeram os valores reais dos parametros, para obter a probabilidade de

cobertura.

3.4.2 Resultados e Discussao

Os resultados da simulacao bootstrap podem ser conferidos no Apéndice
B. Os riscos constante e decrescente configuram-se neste estudo como os casos
onde o erro-padrao de 6 é o mais acentuado para amostras pequenas e moderadas,
assim como a estimativa do parametro em questao, mostrando-se muito maior
que o parametro real. Para os riscos crescente e unimodal, o erro-padrao das
estimativas em geral é ligeiramente menor para os casos de dados completos.
Com 5% de censuras, o erro-padrao de 6 para o caso de risco crescente aumenta

muito para n = 10, mas logo decresce para tamanhos amostrais maiores.

Ao comparar os casos completo e censurado, tanto o vicio como o erro-

padrao de 6 sofrem um aumento explosivo para os riscos constante e decrescente
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em amostras pequenas e moderadas. Em amostras grandes (n = 300), os resul-
tados obtidos sao muito similares aos assintoticos, inclusive quanto ao vicio de

estimacao e a probabilidade de cobertura.

A extensao do modelo com uma covaridvel mostra que o estimador de 7
sofreu dos mesmos problemas até aqui apresentados para 6 - estimativas muito
distantes e erro-padrao muito grande para os casos constante e decrescente (para
tamanhos amostrais menores que 100), o que poderia indicar uma possivel rela¢ao
entre as propriedades inerentes ao estimador e a localizacao dos valores reais no

espaco paramétrico.

Vale destacar que, de todos os estudos, a situacao em que o0s erros-
padrao dos estimadores mostraram-se mais estaveis, no sentido de apresentarem
valores relativamente baixos (em comparagdo as outras situacoes) mesmo quando
a amostra ¢ pequena, foi quando os parametros configuraram uma funcao de risco

unimodal.

3.5 Consideracoes Sobre o Risco em Forma de Ba-

nheira

O caso de risco em forma de banheira merece atencao especial. Todas as
amostras geradas por um conjunto de parametros que cause esta circunstancia
(¢ > 1, af < 1) possuem uma quantidade consideravel de elementos com-
putacionalmente iguais a zero, (isto é, extremamente proximos de zero, de tal
forma que ultrapassa a precisdo do computador), impossibilitando a estimacao
dos parametros do modelo estudado. Eventuais correcoes na amostra consid-

4

erada, e até no mecanismo de geragao, sao capazes de eliminar os “zeros” da
amostra. Em contrapartida, as estimativas dos parametros tornam-se viciadas e,

por conseqiiéncia, a probabilidade de cobertura é assintoticamente muito baixa.

Uma explicacao para isso pode ser mostrada através da funcao de dis-
tribuicao acumulada da familia Weibull de razao de chances, quando os parame-

tros de forma assumem valores que resultam em risco em forma de banheira
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(Figura 3.1). Apesar de ser uma distribui¢do continua, existe um ponto de
149 77 jod : : ~

salto”, o que faz com que a geracao dos valores seja comprometida. Corregoes
no mecanismo de geracao podem se mostrar extremamente trabalhosos, visto que
o salto muda para cada conjunto de parametros e, mesmo para uma situacao
especifica, o vicio de estimativa causado por uma correcao desse tipo pode ser

muito acentuado.

Por exemplo, para o conjunto de parametros especificado (o = 8,8 =
0.01 e 6 = 45), foi calculado que o salto localiza-se em t = 0.4559479771; qualquer
valor de ¢ menor que este resulta em F'(t) = 0. Uma mudanca de 1 unidade na
ultima casa decimal causa um salto na funcao de distribui¢ao acumulada maior
que 0.4; mais especificamente, F'(t) > 0.4109, ¢t > 0.4559479772. Em termos
computacionais, a geracio pelo método da inversa através de (2.7) ira resultar
em um valor igual a zero caso u < 0.4109, fazendo com que qualquer amostra

gerada por este conjunto paramétrico apresente cerca de 41% de zeros.
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FIGURA 3.1: Funcao de distribuigao acumulada da familia Weibull de razao de
chances quando o = 8,5 = 0.01 e § = 45 (esquerda), e zoom no ponto de salto

(direita)
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3.6 Consideracoes Finais

Os estudos de simulacao considerados mostraram-se extremamente rele-
vantes no sentido de apontar como as propriedades dos estimadores sao compro-
metidas de acordo com a situacao estudada. Além disso, deve-se reiterar que mais
estudos serao necessarios para compreendermos melhor o fenémeno apresentado

quando temos conjuntos de dados com risco em forma de banheira.

Estudos de simulagao, mesmo com computadores potentes, podem con-
sumir muito tempo. Em especial, as simulagoes bootstrap apresentaram um
alto custo computacional e, por vezes, gerou reamostras onde o processo de
maximizagao nao apresentava convergéncia apos 100 iteragoes. Neste caso, uma
nova reamostra era gerada no lugar. A proporcao de reamostras rejeitadas nesse

processo variou de 0% a 4%.

Mais impactante que o tamanho amostral, a localizacao do verdadeiro
valor dos pardmetros no espaco paramétrico mostrou influenciar o processo de
estimacgao, causando erros-padrao altos. Nesse sentido, um procedimento alter-
nativo de estimacao, como descrito no Capitulo seguinte, poderia levar a melhores

resultados.



Capitulo 4

Inferéncia Bayesiana

4.1 Introducao

O Capitulo anterior abordou a familia Weibull de razao de chances sob
o ponto de vista freqiientista, conduzindo um estudo de simulacao onde os re-
sultados finais evidenciaram um desempenho pouco satisfatério para amostras
pequenas e moderadas, no que se refere principalmente ao erro-padrao do esti-
mador de maxima verossimilhanca do parametro 6 e a probabilidade de cobertura
de amostras censuradas. Neste contexto, a metodologia de inferéncia Bayesiana

para o modelo em estudo poderia ser considerada.

A inferéncia Bayesiana é realizada ao combinar uma informacao a priori
sobre os parametros do modelo (traduzida em uma distribuigao de probabilidade)
e a informacao amostral (x) naquilo que é conhecido como distribuicao a posteriori
dos parametros dado x, de onde todas as decisées e inferéncias sao feitas (Berger,
1985). Aplicagoes bem-sucedidas da inferéncia Bayesiana tém surgido nos mais
variados campos, incluindo negdcios, ciéncias computacionais, economia, pesquisa
educacional, ciéncias ambientais, epidemiologia, genética e outras. Além disso,
a implementagao de métodos computacionais aliados a computadores cada vez
mais rapidos tornaram possivel a implementacao de modelo Bayesianos mais

sofisticados em grandes conjuntos de dados.

Com o crescimento da utilizacao da metodologia Bayesiana, é natural

31
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que surjam comparacoes com a inferéncia baseada nos principios freqiientistas.
Mossman & Berger (2001), Bayarri & Berger (2004) e Berger (2006) mostram
aplicagoes que verificam propriedades classicas para os métodos Bayesianos em-
pregados (por exemplo, probabilidade de cobertura para intervalos de credibili-
dade) e que existem casos onde a inferéncia Bayesiana apresenta uma performance
superior, mesmo com a utilizacao de prioris nao-informativas. O tultimo artigo
citado ainda discute uma possivel unificacao das teorias classica e Bayesiana

(objetiva) sob um ponto de vista filosofico.

A partir deste ponto, metodologias Bayesianas de estimacao serao su-
geridas para que possam ser aplicadas ao problema em estudo. Referéncias no
assunto podem ser encontradas em intimeros textos, dentre os quais podem ser
citados Berger (1985) e Gelman et al. (2004). O procedimento de estimagao é
detalhado, com destaque para a determinagao das prioris e o algoritmo de geracao

da posteriori, terminando em uma metodologia sugerida de estimacao.

4.2 Procedimentos Bayesianos de Estimacao

Primeiramente, faz-se necessario entender um pouco sobre o paradigma
Bayesiano. Sob o contexto classico, a inferéncia é realizada através da funcao de
verossimilhanga L(0;t), que indica a plausibilidade do vetor paramétrico através
da amostra coletada (ou seja, ¢ uma fungao de 8 condicionada a t). A partir desta,
sao estimados os parametros de forma a maximizar a funcao de verossimilhanca,
isto é, de maneira a tornar a amostra coletada a mais provavel dentre todas as

possiveis amostras.

A inferéncia Bayesiana incorpora na verossimilhanca uma funcao dos
parametros 7w(6) que expressa a informacdo anterior ou externa a experiéncia a
ser realizada, geralmente dada por um especialista, ou apenas um conhecimento
comum acerca dos parametros. Tais informacoes, traduzidas em distribuicoes de
probabilidade para os parametros do modelo em questao, formam aquilo que se

conhece por distribuicao a priori dos parametros, e sao independentes dos dados.

Ao combinar a informacao relativa aos dados e o conhecimento inerente
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aos parametros do modelo, formula-se a distribuicao a posteriori
7(0;t) < L(0;t)7(0), (4.1)
cuja constante de proporcionalidade, que nao depende de 6, é dada por

W@ZZPw@ﬂmw, (4.2)

onde O denota o espaco paramétrico de 6.

A formula (4.1) é chamada de nucleo da distribuigdo a posteriori, en-
quanto que (4.2) responde pela distribuicao preditiva de ¢t. A distribui¢ao a

posteriori de @ dado t é obtida ao dividir essas quantias,

~ L(6;t)7(0)
[y L(0; ) (0)d6

7(6;1) (4.3)

Pode-se dizer que a distribuicao a posteriorim(0;t) é a descri¢io completa
do conhecimento que se tem sobre 6, obtido através da informacao a priori w(6) e
da informacao amostral L(0;t). Paulino et al. (2003) fornece explicagoes bastante

didaticas sobre os conceitos basicos da metodologia Bayesiana.

O parametro de interesse 0 é estimado através de é, que representam
os pontos “mais provaveis" segundo sua distribuicao a posteriori. As estimativas
mais utilizadas neste contexto sdo a moda a posteriori (também conhecida como
estimador de maxima verossimilhanca generalizado), a média a posteriori e a

mediana a posteriori dados, respectivamente, por

0 — 7(0;t) = max 7(0;1); (4.4)
E[0;t] = / 0 (0;t)do; (4.5)
0 — Ppul0>0]>1/2 e Ppl0 <6 >1/2. (4.6)
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Uma medida de 7(0;t) mais informativa que uma estimativa pontual
é obtida de uma regiao de © que contenha uma parte substancial da massa
probabilistica a posteriori. Formalmente, C(t) é uma regiao de credibilidade de

100(1 — )% para 0 se

Py 0 € C(t)] = /C(t)W(O;t) dd > 1—a. (4.7)

A interpretacao desta regidao de credibilidade é que 8 pertence & mesma

com probabilidade 1 — a.

Embora o processo de estimacao Bayesiano até agora mostrado pareca
demasiadamente trabalhoso (especialmente quando a distribui¢do a posteriori
nao possui forma funcional conhecida), inferéncias solidas sobre um certo modelo
podem ser obtidas através de métodos computacionais facilmente implementaveis,
baseados em Cadeias de Markov de Monte Carlo (MCMC). O objetivo é apro-
ximar uma distribuicao conhecida a posteriori, gerar valores desta distribuicao,
e corrigi-los para que melhor se aproximem da distribuicao a posteriori. Um
dos algoritmos mais utilizados é o de Metropolis-Hastings (1970), cujos detalhes

podem ser conferidos mais adiante.

4.2.1 Determinacao das Prioris

Como visto, um elemento fundamental do paradigma Bayesiano é a
informacao a priori a respeito de 8. Uma probabilidade subjetiva é uma medida
de um grau de crenca pessoal que pode variar de individuo para individuo. Em
oposicao, o conceito logico de probabilidade, ao representar uma medida de um
grau de implicacao de uma proposicao pela informacao disponivel, traduz assim
um grau de crenca objetivo, que todo individuo racional deve necessariamente
possuir (Paulino et al., 2003). Equivalentemente, pode-se definir uma priori
objetiva como nao-informativa, aquela que expressa desconhecimento acerca de

0, isto ¢, objetiva no sentido de que depende apenas dos dados e do modelo.

Traduzir um conhecimento subjetivo em uma distribui¢cao de probabili-

dade pode se mostrar uma tarefa &rdua e deve ser feita com cautela. Um exemplo
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de priori subjetiva é a power prior (Chen et al., 2000), que utiliza dados historicos
em sua construcao. Para prioris objetivas, varias técnicas estao disponiveis para
construi-las, dentre eles, o Método de Bayes-Laplace, Maxima Entropia, a prior:

de Jeffreys (Jeffreys, 1961) e a priori de referéncia (Berger & Bernardo, 1989).

Um dos métodos computacionais mais conhecidos para a obtencao de dis-
tribuicoes a posteriori é o algoritmo de Metropolis-Hastings, descrito no Apéndice

D.

4.3 Estimacao Bayesiana para a Familia Weibull

de Razao de Chances

Nesta se¢ao, serd mostrado um algoritmo descrevendo um procedimento
de estimacdo Bayesiano aplicado a familia Weibull de razao de chances. E de
extrema importancia ressaltar que nenhum procedimento de estimacao pode ser
tratado como tnico, haja em vista a quantidade de prioris possiveis de serem
escolhidas ou os métodos de estimacao e simulacao disponiveis. O algoritmo ira
tratar da extensao do modelo proposta neste trabalho, isto é, considerando a

presenca de k covaridveis no parametro de escala.

Partindo da fungao de verossimilhanca L(«, 5,70, m1, - - ., Nk; t, @), pode-se

proceder da seguinte maneira:

1. Definir uma priori conjunta para 8 = (o, 5,10, M1,-..,M). Uma possivel
recomendagdo é a priori de Jeffreys (1961), devido a sua obten¢ao através

de métodos numéricos;

2. Encontrar o niticleo da distribuigao a posteriori w(c, B,m0, M, - -+, Mi; T, ),
multiplicando a priori pela verossimilhanca. Nao é necessario encontrar o

fator normalizador (a distribuicao preditiva de t e x);

3. Implementar o algoritmo Metropolis-Hastings para gerar valores da dis-
tribuicao a posteriori w(«, 5,10, M1, - - -, Mk; t, x) através do seu niucleo calcu-

lado. Os fatores de normalizacao se cancelam na probabilidade de rejeicao
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- dai a nao-necessidade de calculé-los;

4. Com a amostra aleatoria de («, 5,19, 71, - - ., M) €m maos, encontrar a moda,

a média, a mediana e o desvio-padrao de cada parametro, marginalmente.

5. Construir intervalos de credibilidade para cada parametro, empiricamente
(isto é, através dos quantis). Uma outra abordagem desta questao é dada

através de intervalos HPD - Highest Posterior Density (Joseph et al., 1995).

4.4 Consideracoes Finais

Tanto a escolha das prioris como o refinamento do algoritmo Metropolis-
Hastings sao cruciais para a analise Bayesiana. Diversos textos na literatura
mostram que a funcao geradora de candidatos do algoritmo pode influenciar toda
a analise e ¢ comum que a escolha da mesma seja equivocada ou mesmo algo dificil
de ser feito. Gilks et al. (1995) apresentam um algoritmo Metropolis adaptativo,
enquanto que Tierney & Mira (1999) descrevem uma metodologia multi-estagio

para a geracao de candidatos.

Apesar da metodologia descrita mostrar-se de facil aplicacao, sua eficacia
deve ser comprovada através de situacoes reais. Propriedades freqiientistas dos
estimadores e intervalos de credibilidade podem ser verificados através de estudos
de simulagao. Os exemplos do Capitulo 5 comparam as metodologias classica e

Bayesiana de estimacao.



Capitulo 5

Aplicacoes

5.1 Introducao

Até agora, foram apresentadas as metodologias classica e Bayesiana de
estimacao dos parametros da familia Weibull de razao de chances. Agora, quatro
estudos de caso reais serao analisados com as técnicas descritas para que se
possa ter uma idéia da performance do modelo em situacoes reais. O processo
de inferéncia sobre o modelo é feito sob o ponto de vista classico assintotico
via estimativas de maxima verossimilhanca calculadas sobre a amostra original,
classico bootstrap por estimativas de maxima verossimilhanca obtidas sobre as
reamostras da amostra original, e Bayesiano através do algoritmo de Metropolis-
Hastings e utilizando a priori de Jeffreys (1961). Os resultados obtidos sao
comparados e, ainda, o ajuste classico (assintotico) através do modelo Weibull de
razao de chances é comparado com os submodelos Weibull e exponencial através
da estatistica de razdo de verossimilhanca e de critérios de informagao (AIC,

BIC).

O primeiro exemplo é um banco de dados sobre ratos, que possui forma
de risco crescente. O segundo exemplo mostrado lida com uma forma de risco
unimodal e a presenca de censuras. O terceiro exemplo constitui em um estudo
pioneiro da taxa de mortalidade humana, apresentando uma funcao de risco em

forma de banheira. Finalmente, o quarto exemplo trata de um problema de alta

37
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dimensionalidade (isto é, muitas covaridveis), para que se possa ter uma idéia da
flexibilidade da extensdo da familia Weibull de razdo de chances. Os bancos de

dados estao disponiveis no Apéndice C.

5.2 Exemplo 1 - Kimball (1961)

O conjunto de dados analisado neste exemplo apresenta 208 observagoes
que representam a idade até o falecimento (em semanas) de ratos expostos a
radiagdo gama. Cooray (2006) também analisou este conjunto de dados, o que
permite fazer um comparativo entre os resultados obtidos. Através do grafico
TTT construido (Figura 5.1), pode-se perceber que os dados possuem uma forma
de risco crescente pela forma concava da figura obtida. Desse modo, ¢ possivel
ter uma idéia das estimativas iniciais para o processo de maximizacao da veros-

similhanca (o > 1,af > 1).

TTTit)
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razao

FIGURA 5.1: Grafico TTT dos dados de mortalidade de ratos

A Tabela 5.1 mostra os resultados da andlise realizada através das trés
metodologias distintas discutidas até aqui. Embora os resultados assintdticos
obtidos corroborem com os de Cooray (2006), logo se nota uma leve superioridade

obtida pela metodologia bootstrap, que gerou intervalos menores. Apesar de ter
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apresentado erros-padrao muito maiores no estudo de simulacao do Capitulo
3, vale lembrar que a amostra é razoavelmente grande, o que faz com que as

metodologias assintotica e bootstrap se equiparem.

O processo de estimacao Bayesiano apresentou uma performance que
ficou entre o bootstrap e o assintético para « e 3, produzindo amplitudes inter-
valares intermediéarias para os mesmos. Ao observar 6, porém, o que se vé é uma
redugao drastica no erro-padrao do estimador (e por conseqiiéncia, da amplitude

do intervalo) quando é feita a anélise sob o enfoque Bayesiano.

As estimativas pontuais dos trés métodos mostraram-se bastante simi-
lares, gerando formas de densidade e risco que se sobrepoem. O risco estimado

pelas trés metodologias ¢é ilustrado pela Figura 5.2.

TABELA 5.1: Inferéncia para os dados de mortalidade de ratos

Parametros | Metodologia | Estimativas Intervalos Amplitudes
Assintotica 6.228 (4.596, 7.860) 3.264
« Bootstrap 6.306 (5.081, 7.593) 2.513
Bayesiana 6.104 (4.691, 7.504) 2.813
Assintotica 0.749 (0.510, 0.989) 0.478
I6; Bootstrap 0.752 (0.574, 1.006) 0.432
Bayesiana 0.779 (0.582, 1.038) 0.456
Assintotica 131.45 (127.621, 135.279) 7.658
0 Bootstrap 131.538 | (127.599, 135.010) 7.411
Bayesiana 131.449 (131.361, 131.534) 0.174

A Tabela 5.2 ilustra uma comparacao entre o ajuste do modelo Weibull
de razao de chances e seus casos particulares, isto ¢, Weibull e exponencial,
para o banco de dados de mortalidade de ratos. Enquanto o submodelo ex-
ponencial configura-se como uma alternativa pouco viavel, o submodelo Weibull
praticamente equivale-se a sua generalizacdo em termos de parcimonia. Como
uma confirmacao, o teste da razao de verossimilhanca também aponta para a

adequabilidade do submodelo Weibull para o ajuste dos dados considerados.
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FIGURA 5.2: Risco estimado para os dados de mortalidade dos ratos

0.002 0.004 0.006 0.008 0.010 0.012

0.000

40 60 80

100

TABELA 5.2: Comparacao entre modelos para os dados de mortalidade de ratos

Estatistica Weibull RC Weibull Exponencial

& (dp(@)) || 6.228 (0.833) | 4.952 (0.274) -

B (dp(B)) || 0.749 (0.122) - -

0 (dp(0)) | 131.450 (1.954) | 132.296 (1.947) | 121.245 (8.407)

—2InL 1977.788 1980.408 2411.891

A (p-valor) - 2.620 (0.270) | 434.103 (0.000)
AIC 1983.788 1984.408 2413.891
BIC 1993.801 1991.083 2417.229

5.3 Exemplo 2 - Efron (1988)

O conjunto de dados a ser analisado é formado pelos tempos de sobre-

vivéncia de 51 pacientes de cancer de cabeca e pescoco submetidos a um estudo

clinico. Este é o primeiro dos dois grupos abordados por Efron, cujos pacientes

foram tratados com radioterapia (o segundo grupo foi tratado com radioterapia e

quimioterapia). Nove pacientes foram perdidos no meio do estudo, fazendo com

que seus tempos de sobrevida ficassem censurados.
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Este conjunto de dados também foi abordado por Mudholkar et al. (1996)
e Barriga et al. (2008) utilizando, respectivamente, o modelo Weibull exponen-
ciado e o modelo IDUB. A Figura 5.3 mostra um padrdo um pouco menos
comportado do grafico TTT, mas a concavidade seguida da convexidade sugere

o ajuste de uma funcdo de risco unimodal (o < 1,a8 > 1).

10
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FIGURA 5.3: Grafico TTT dos dados de cancer de cabeca e pescogo

A Tabela 5.3 exibe os resultados obtidos com as trés metodologias a serem
comparadas e, logo de inicio, percebe-se que a metodologia assintética, desta vez,
produziu comprimentos intervalares menores que o caso bootstrap, novamente con-
firmando os resultados obtidos pelo estudo de simulacao: o erro-padrao assintdtico
é menor que o bootstrap para amostras moderadas. As estimativas pontuais desses
dois métodos sao ligeiramente diferentes desta vez. A Figura 5.4 mostra as fungoes

de risco estimadas para as metodologias assintoticas, bootstrap e Bayesiana.

A metodologia Bayesiana produziu os intervalos mais concentrados para
os trés parametros, com destaque para #, cuja estimativa mostra um erro-padrao
extremamente baixo. As estimativas pontuais Bayesianas assemelham-se as as-

sintoticas.

Barriga et al. (2008) comparou os ajustes dos modelos IDUB e Weibull

exponenciado através do AIC (critério de informacgao de Akaike), cujos valores



5. Aplicagoes 42

mostraram-se iguais a 311.46 e 311.61 respectivamente. O AIC avaliado para
a modelagem com a familia Weibull de razao de chances resultou em 300.524,
favorecendo-o para o ajuste deste especifico banco de dados. A Tabela 5.4 mostra
que a familia Weibull de razao de chances também apresenta uma adequabilidade
maior que seus submodelos Weibull e exponencial, tanto em termos de AIC quanto

de BIC (critério de informacdo Bayesiano).

TABELA 5.3: Inferéncia para os dados de cancer de cabeca e pescogo

Parametros | Metodologia | Estimativas Intervalos Amplitudes
Assintotica -0.891 (-1.502, -0.280) 1.222
a Bootstrap -1.156 (-2.353, -0.355) 1.997
Bayesiana -0.905 (-1.297, -0.604) 0.693
Assintotica | -1.306 | (-2.377, -0.235) | 2.142
5 Bootstrap -1.464 (-4.214, -0.486) 3.729
Bayesiana -1.323 (-1.883, -0.840) 1.043
Assintoética 5.381 (3.451, 7.311) 3.86
7 Bootstrap 5.108 (2.636, 7.298) 4.662
Bayesiana 5.384 (5.208, 5.563) 0.355

TABELA 5.4: Comparacao entre modelos para os dados de cancer de cabeca e

PEeESCcoco
Estatistica Weibull RC Weibull Exponencial
& (dp(&)) || -0.891 (0.312) | 0.999 (0.116) -
B (dp(B)) | -1.306 (0.546) - -
0 (dp(0)) | 5.381 (0.985) | 14.591 (2.339) | 14.950 (2.307)
—2InL 294.524 311.209 311.209
A (p-valor) - 16.685 (0.000) | 16.685 (0.000)
AIC 300.524 315.209 313.209

BIC 306.319 319.073 315.141
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FIGURA 5.4: Risco estimado pelas metodologias assintotica (tragos), bootstrap

(solido) e Bayesiana (pontos) para os dados de cancer de cabega e pescogo

5.4 Exemplo 3 - Halley (1693)

Os dados abordados por Halley (1693) em seu estudo filosofico sobre a
mortalidade da raca humana consiste no acompanhamento de uma amostra de
1000 pessoas da cidade de Wroclaw, capital da regido da Silésia (regido historica
dividida entre a Polénia, a Reptblica Checa e a Alemanha), outrora conhecida
como Breslau. A variavel aqui observada é o niimero de anos até a morte de cada
pessoa. Como mostra a Figura 5.5, um grafico convexo e depois concavo indica

o ajuste de uma funcao de risco em forma de banheira.

Através da Tabela 5.5, observa-se que a metodologia bootstrap novamente
produziu os menores intervalos em comparagao com a assintotica, como no caso
de risco crescente. Embora nao haja como estabelecer uma comparacao mais
detalhada devido a auséncia do estudo de simulagao para dados com funcao de
risco banheira, o exemplo dado fornece, além de certa nocao do comportamento
das propriedades das estimativas obtidas, uma indicacao de que o modelo pode

ser adequado para ajustes de dados nesta categoria.

O processo Bayesiano de estimagao forneceu intervalos com amplitudes
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FIGURA 5.5: Grafico T'TT dos dados de mortalidade de Wroclaw

inferiores aos métodos classicos para os trés parametros. Além do intervalo super
concentrado de 0, também é importante apontar para a amplitude intervalar de a.
Tal como no Exemplo 2 (fungao de risco unimodal), a amplitude de « corresponde

a metade do valor dos seus paralelos classicos.

Como observado no Exemplo 1, novamente as estimativas pontuais dos
trés métodos sao muito parecidas. O risco em forma de banheira correspondente
aos dados em estudo, estimado pelas metodologias consideradas, é mostrado pela

Figura 5.6.

Os resultados observados na Tabela 5.6 servem para ilustrar a utilidade
do modelo Weibull de razao de chances sobre seus casos particulares para este
especifico banco de dados. Como os modelos exponencial e Weibull nao sao
adequados para ajustes de dados com funcao de risco em forma de banheira, ja era
de se esperar que o modelo proposto mostrasse superioridade, confirmada através

do teste da razao de verossimilhanca e dos critérios de informagao considerados.
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TABELA 5.5: Inferéncia para os dados de mortalidade de Wroclaw

Parametros | Metodologia | Estimativas Intervalos Amplitudes
Assintotica 3.688 (3.297, 4.079) 0.782
o) Bootstrap 3.702 (3.391, 4.074) 0.682
Bayesiana 3.681 (3.484, 3.841) 0.356
Assintotica 0.182 (0.159, 0.204) 0.045
I6] Bootstrap 0.181 (0.163, 0.201) 0.039
Bayesiana 0.183 (0.164, 0.202) 0.037
Assintotica 36.479 (34.406, 38.551) 4.145
0 Bootstrap 36.565 (34.589, 38.557) 3.968
Bayesiana 36.479 (36.469, 36.488) 0.019
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FIGURA 5.6: Risco estimado para os dados de mortalidade de Wroclaw

5.5 Exemplo 4 - Prentice (1973)

O quarto exemplo aborda o conjunto de dados discutido em Prentice
(1973) e, mais tarde, em Lawless (1982). Trata-se dos tempos de vida de 40
pacientes com cancer de pulmao, onde o proposito do estudo era comparar o
efeito de dois tipos de quimioterapia com o intuito de prolongar o tempo de vida.

Para isso, os pacientes foram separados em grupos tratamento e teste. Um certo
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TABELA 5.6: Comparagao entre modelos para os dados de mortalidade de

Wroclaw

Estatistica || Weibull RC Weibull Exponencial

dp(&)) | 3.688 (0.199) | 0.891 (0.024) -
B (dp(B)) | 0.182 (0.011) - _
dp(0)

0 (dp(0)) | 36.479 (1.057) | 32.354 (1.203) | 33.896 (1.072)
—2InL 8509.549 9027.825 9046.594

A (p-valor) - 518.276 (0.000) | 537.045 (0.000)
AIC 8515.549 9031.825 9048.594
BIC 8530.272 9041.641 9053.502

numero de varidveis concomitantes que poderiam ter potencial importancia ao
relacionarem-se com os tempos de vida também foram consideradas na analise,
como os diferentes tipos de tumor e o grupo do paciente. Ao todo, sete covariaveis
foram analisadas:

e X1: nota para o status do paciente (0-100)

e X2: idade (anos)

e X3: tempo desde o diagnostico até a entrada no estudo (meses)

e X4: 1 se tipo de tumor escamoso, 0 caso contrario

e X5: 1 se tipo de tumor pequeno, 0 caso contrario

e X6: 1 se tipo de tumor adeno, 0 caso contrério

e XT7: 1 se tratamento teste, 0 caso contrario

Os resultados da anélise deste conjunto de dados sao mostrados pela

Tabela 5.7. Novamente, o erro-padrao produzido pelas estimativas bootstrap é
maior que os das estimativas assintoticas (n = 40). Certos parametros ainda

mostram grande discrepancia entre os métodos classicos de estimagao quanto

as estimativas pontuais, como os parametros de forma a e 5. Assim como



5. Aplicagoes 47

nos exemplos anteriores, destacam-se as amplitudes extremamente baixas dos

intervalos de credibilidade obtidos com a anélise Bayesiana.

Apesar de ser tentador afirmar que os métodos Bayesiano sobressaem-se
em comparacao aos cléssicos, é importante atentar-se para o fato de que um
intervalo muito concentrado pode apresentar baixa probabilidade de cobertura,
mesmo que nominalmente seja um intervalo de 95% de credibilidade. Entretanto,
seria preciso um estudo mais detalhado do problema para que uma afirmacao

desse porte possa ser confirmada.

Através da Tabela 5.8, tanto os submodelos Weibull quanto exponencial
mostram-se escolhas adequadas para o ajuste dos dados de cancer de pulmao, com
maior vantagem para o segundo devido a maior simplicidade do mesmo sobre suas

generalizacoes.

5.6 Consideracoes Finais

Os quatro exemplos apresentados mostraram resultados que corroboram
com o estudo de simulacao realizado no Capitulo 3, onde os métodos classicos
mostram-se praticamente equivalentes quando a amostra é consideravelmente
grande. Os procedimentos Bayesianos de estimacao, nos quatro exemplos, con-
centraram o parametro de escala de tal forma a destoar fortemente dos outros
métodos, produzindo intervalos com comprimentos até 40 vezes menores (caso do

primeiro exemplo).

Tal discrepancia pode estar relacionada com o método de estimacao
proposto. Para assegurar a consisténcia de uma metodologia desse tipo, faz-
se necessario um estudo de simulacao para verificar propriedades classicas em
intervalos Bayesianos de credibilidade, por exemplo. Um erro-padrao muito
pequeno poderia ser traduzido em uma cobertura muito baixa dos parametros.
Como uma pré-analise, o método Bayesiano de estimagao proposto apresentou-se
adequado no que se refere a convergéncia das cadeias do algoritmo de Metropolis,
que ¢ uma caracterfstica importante a ser observada (Figura 5.7). Porém, linhas

horizontais nas cadeias indicam rejei¢oes acentuadas do algoritmo, mostrando
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que a fungao geradora poderia ser refinada para melhor traduzir a distribuicao.

o =
o @ ] = g
o i - S - =
R @ - -
= g = rgv |
= | @
w o 2 ] S
~ 4 a4
z 5 £ g £ 5|
w24 =5 H H 5 e
pre 8 o = °
@ =
@ E e
=] @ g
a =
o a4
o @ R S
= g =7
o S = 5 ?
T T T T T T T T T T T T T T T T T T T
0 500 1000 1500 2000 0 500 1000 1500 2000 0 500 1000 1500 2000 0 500 1000 1500 2000 0 500 1000 1500 2000
n n n n n
o
I3
&
g | ]
3 2 5 -
L =] = Z |
H g4 B
2 =4 i ?
= < @
bl
2] “
. k2 o
2 94 3 84 g S < 5 °
3 ° ¥ ° 3 T 8 -
2 E . 2 H4 £ 9
z z 8 z g =
3 54 H 3 o z )
=] 13 = 13 8 <
: a
g 9 g
S 2 | [l - S
o < g
. = o
g ] g i g
E el [
3 ?
o
g
s T T T T T T T T T T T T T T T T T T T T T T T T
0 SO0 1000 1500 2000 0 500 1000 1500 2000 0 SO0 1000 1500 2000 0 500 1000 1500 2000 0 SO0 1000 1500 2000
n n n n n

FIGURA 5.7: Cadeias geradas pelo algoritmo Metropolis-Hastings para os dados

de cancer de pulmao
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TABELA 5.7: Inferéncia para os dados de cancer de pulmao

Parametros | Metodologia | Estimativas Intervalos Amplitudes
Assintotica 1.563 (0.188, 2.938) 2.75
e Bootstrap 5.865 (0.102, 11.050) 10.948
Bayesiana 1.501 (1.058, 2.032) 0.974
Assintotica 0.689 (-0.045, 1.422) 1.466
B Bootstrap 2.088 (0.076, 14.920) 14.844
Bayesiana 0.731 (0.495, 0.920) 0.425
Assintotica 4.668 (3.888, 5.449) 1.561
Yo Bootstrap 5.720 (3.731, 8.177) 4.446
Bayesiana 4.728 (4.329, 4.940) 0.611
Assintotica 0.056 (0.034, 0.077) 0.043
- Bootstrap 0.054 (0.014, 0.097) 0.083
Bayesiana 0.055 (0.033, 0.070) 0.037
Assintotica 0.013 (-0.027, 0.052) 0.079
Y2 Bootstrap 0.021 (-0.077, 0.100) 0.177
Bayesiana 0.010 (-0.030, 0.035) 0.065
Assintotica 1.563 (-0.016, 0.027) 0.043
V3 Bootstrap 5.865 (-0.066, 0.062) 0.128
Bayesiana 1.501 (-0.013, 0.028) 0.042
Assintotica 0.689 (-0.344, 1.421) 1.766
Y4 Bootstrap 2.088 (-1.129, 1.908) 3.036
Bayesiana 0.731 (0.490, 0.612) 0.122
Assintotica 4.668 (-0.860, 0.631) 1.491
Vs Bootstrap 5.720 (-2.092, 1.995) 4.087
Bayesiana 4.728 (-0.126, -0.102) 0.023
Assintotica 0.056 (-1.839, -0.031) 1.808
Y6 Bootstrap 0.054 (-3.724, 0.415) 4.139
Bayesiana 0.055 (-0.947, -0.926) 0.021
Assintotica 0.013 (-1.010 0.493) 1.503
Y7 Bootstrap 0.021 (-2.692 0.729) 3.421
Bayesiana 0.010 (-0.265 -0.249) 0.016
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TABELA 5.8: Comparacao entre modelos para os dados de cancer de pulmao

Estatistica || Weibull RC Weibull Exponencial
& (dp(a)) | 1.563 (0.701) | 1.146 (0.151) -
B (dp(B)) | 0.689 (0.374) - -
o (dp(o)) || 4.668 (0.398) | 4.745 (0.358) | 4.722 (0.151)
71 (dp(71)) || 0.056 (0.011) | 0.054 (0.010) | 0.054 (0.010)
72 (dp(2)) | 0.013 (0.020) | 0.010 (0.017) | 0.009 (0.010)
'3 (dp(~3)) | 0.006 (0.011) | 0.004 (0.010) | 0.004 (0.017)
4 (dp(v4)) | 0.539 (0.450) | 0.395 (0.392) | 0.359 (0.358)
is (dp(s)) || -0.115 (0.380) | -0.137 (0.427) | -0.132 (0.392)
6 (dp(vs)) || -0.935 (0.461) | -0.885 (0.512) | -0.873 (0.427)
77 (dp(7)) || -0.258 (0.383) | -0.260 (0.342) | -0.272 (0.512)
—2InL 406.849 407.265 408.272
A (p-valor) - 0.416 (0.812) | 1.423 (0.233)
AIC 426.849 425.265 424.272
BIC 443.738 440.465 437.783




Capitulo 6

Conclusoes e Propostas Futuras

O trabalho apresentado teve como objetivo principal a extensao da familia
Weibull de razao de chances para a abordagem de covaridveis e o estudo das
propriedades dos estimadores de maxima verossimilhanga sob o ponto de vista
assintotico e via reamostragem. Métodos Bayesianos de estimacao também foram
mostrados, e todas as metodologias distintas foram comparadas através de exem-

plos ilustrativos.

Os estudos de simulagdo mostraram que os estimadores de maxima, ve-
rossimilhanca possuem sua robustez comprometida quando a amostra é pequena,
e até para amostras de tamanho moderado, é necessario cautela em determinadas
situagoes, como quando o risco é constante ou decrescente. Nesse sentido, os
estimadores apresentaram as melhores propriedades em situacao de risco uni-
modal. Como modelos que ajustam essa forma de risco sao mais escassos, a
familia Weibull de razao de chances mostra-se uma boa alternativa, funcionando
com certa robustez até para amostras pequenas e moderadas (a partir de n = 30,

o erro-padrao de « cai drasticamente).

A presenca de censuras afetou os estimadores de maneiras diferentes
conforme a situacao, mas em todas as vezes contribuiram para que o estimador
de 6 (ou de 7y) apresentasse um vicio de estimagao, o que diminuia a proba-
bilidade de cobertura conforme a amostra aumentava. Embora apenas 5% de

censuras tenham sido consideradas, é importante lembrar que censuras aleatorias
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configuram o pior caso possivel em termos de estimagao.

A metodologia Bayesiana de estimagao mostrou-se facil de ser implemen-
tada, e os resultados obtidos pelos exemplos através da metodologia apresentada

parecem ser adequados.

Ainda ha muito a ser feito a respeito da familia Weibull de razao de
chances. Espera-se que este trabalho possa encorajar pesquisas futuras com o
intuito de se ampliar os conhecimentos por este adquiridos. Um estudo cuida-
doso sobre o problema do risco em forma de banheira seria um dos principais
pontos a serem analisados para que a aplicacao do modelo possa ser estendida a
uma gama ainda maior de problemas. A presenca de uma proporcao maior de
censuras, bem como estudos de simulacao relativos as propriedades freqiientistas

dos procedimentos Bayesianos, também sao de grande importancia.
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Apéndice A

Resultados Assintoticos

TABELA A.1: Risco Constante (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n Q@ I6] 0 « B8 0 Q 8 0
10 | 2.753 | 1.009 | 196.814 | 2.985 | 2.021 | 1496.009 | 0.763 | 0.807 | 0.845
30 | 1.251 | 1.196 | 366.696 | 0.637 | 1.581 | 8183.667 | 0.890 | 0.907 | 0.950
50 | 1.111 | 1.125 | 110.714 | 0.399 | 1.083 | 429.176 | 0.919 | 0.938 | 0.975
100 | 1.046 | 1.039 | 86.446 | 0.245 | 0.368 12.854 0.943 | 0.947 | 0.955
300 | 1.025 | 1.001 | 85.312 | 0.139 | 0.162 5.850 0.943 | 0.952 | 0.951
TABELA A.2: Risco Crescente (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n « I3 0 « I5) 0 «a 16} 0
10 | 21.118 | 0.716 | 86.632 | 20.492 | 1.290 | 6.577 | 0.787 | 0.826 | 0.809
30 | 10.784 | 0.742 | 85.491 | 4.690 | 0.499 | 2.705 | 0.925 | 0.941 | 0.928
50 9.790 | 0.735 | 85.297 | 2.941 | 0.324 | 1.946 | 0.933 | 0.949 | 0.943
100 | 9.402 | 0.708 | 85.129 | 1.872 | 0.176 | 1.345 | 0.940 | 0.944 | 0.951
300 | 9.178 | 0.697 | 85.015 | 1.011 | 0.097 | 0.735 | 0.944 | 0.937 | 0.953
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TABELA A.3: Risco Decrescente (0% censura)

Estimativas MV Erro Padrao Prob. Cobertura
n « B8 0 « 153 0 « 8 0
10 | 2.022 | 0.745 | 286.699 | 1.864 | 1.543 | 4356.674 | 0.800 | 0.824 | 0.821
30 | 1.072 | 0.733 | 94.403 | 0.437 | 0.488 | 72.606 | 0.925 | 0.937 | 0.935
50 | 0995 | 0.718 | 88.295 | 0.293 | 0.314 | 19.948 | 0.931 | 0.943 | 0.948
100 | 0.945 | 0.706 | 86.709 | 0.189 | 0.178 | 13.647 | 0.944 | 0.945 | 0.948
300 | 0.913 | 0.700 | 85.274 | 0.097 | 0.092 7.558 0.958 | 0.949 | 0.959
TABELA A.4: Risco Unimodal (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n « 15} 0 « 153 0 « 153 0
10 | -16.948 | -0.652 | 84.593 | 13.360 | 0.627 | 4.355 | 0.901 | 0.750 | 0.839
30 | -10.604 | -0.751 | 84.666 | 4.497 | 0.499 | 2.601 | 0.976 | 0.864 | 0.942
50 | -9.858 | -0.710 | 84.874 | 2.932 | 0.247 | 1.925 | 0.976 | 0.909 | 0.940
100 | -9.444 | -0.700 | 84.960 | 1.796 | 0.172 | 1.297 | 0.964 | 0.918 | 0.948
300 | -9.104 | -0.704 | 84.987 | 0.963 | 0.094 | 0.773 | 0.954 | 0.943 | 0.942
TABELA A.5: Risco Constante (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n « I} 0 o B8 0 « B 0
10 | 3.090 | 0.962 | 175.685 | 3.194 | 2.255 | 1034.800 | 0.733 | 0.777 | 0.817
30 | 1.267 | 1.183 | 202.206 | 0.752 | 1.548 | 2043.237 | 0.903 | 0.908 | 0.945
50 | 1.117 | 1.190 | 122.950 | 0.436 | 1.306 | 432.239 | 0.913 | 0.924 | 0.958
100 | 1.065 | 1.034 | 91.980 | 0.281 | 0.363 | 12.640 | 0.920 | 0.932 | 0.939
300 | 1.010 | 1.016 | 89.981 | 0.140 | 0.174 6.373 0.967 | 0.965 | 0.886
TABELA A.6: Risco Crescente (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n « I} 0 « I3 0 « B 0
10 | 22.649 | 0.810 | 88.429 | 21.254 | 2.260 | 21.061 | 0.755 | 0.796 | 0.783
30 | 11.155 | 0.727 | 85.939 | 4.904 | 0.703 | 4.556 | 0.922 | 0.934 | 0.924
50 | 10.128 | 0.757 | 86.082 | 3.399 | 0.975 | 6.496 | 0.923 | 0.942 | 0.919
100 | 9.548 | 0.710 | 85.712 | 2.031 | 0.249 | 1.459 | 0.950 | 0.947 | 0.916
300 | 9.251 | 0.696 | 85.620 | 1.075 | 0.098 | 0.746 | 0.950 | 0.952 | 0.878
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TABELA A.7: Risco Decrescente (5% censura)

Estimativas MV Erro Padrao Prob. Cobertura
n « I5] 0 « 1) 0 a B8 0
10 | 2.121 | 0.661 | 244.294 | 1.873 | 1.222 | 2451.809 | 0.786 | 0.827 | 0.789
30 | 1.092 | 0.755 | 111.210 | 0.524 | 0.604 | 319.412 | 0.917 | 0.942 | 0.912
50 | 1.005 | 0.724 | 96.681 | 0.318 | 0.328 22.926 0.928 | 0.946 | 0.911
100 | 0.956 | 0.707 | 93.689 | 0.200 | 0.192 14.730 0.942 | 0.951 | 0.885
300 | 0.930 | 0.695 | 91.873 | 0.114 | 0.104 8.338 0.932 | 0.933 | 0.855
TABELA A.8: Risco Unimodal (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n o 3 0 @ B 6 e B ¢
10 | -16.470 | -0.618 | 85.111 | 12.922 | 0.496 | 4.647 | 0.909 | 0.734 | 0.864
30 | -10.655 | -0.723 | 85.342 | 4.907 | 0.495 | 2.808 | 0.964 | 0.838 | 0.939
50 -9.918 | -0.687 | 85.459 | 2.964 | 0.286 | 1.976 | 0.968 | 0.879 | 0.950
100 | -9.211 | -0.697 | 85.551 | 1.765 | 0.170 | 1.396 | 0.964 | 0.921 | 0.945
300 | -8.975 | -0.688 | 85.595 | 1.011 | 0.100 | 0.826 | 0.946 | 0.918 | 0.893
TABELA A.9: Risco Constante com Covariavel (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B exp(v0) | exp(1) a B exp(v0) | exp(71) a B exp(70) | exp(71)
10 5.975 0.712 506.177 1.546 4.887 | 2.392 5854.472 1.455 0.446 0.475 0.556 0.451
30 1.439 1.069 107.799 1.229 0.821 1.309 310.886 0.523 0.826 0.875 0.926 0.859
50 1.186 1.113 108.842 1.171 0.464 1.172 448.951 0.360 0.876 0.894 0.938 0.893
100 1.081 1.011 81.678 1.141 0.269 | 0.399 18.703 0.233 0.915 | 0.932 0.954 0.933
300 1.016 1.009 80.432 1.129 0.134 | 0.163 7.106 0.127 0.948 | 0.959 0.950 0.948
TABELA A.10: Risco Crescente com Covariavel (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B exp(v0) | exp(71) a B exp(y0) | exp(v1) a B exp(y0) | exp(71)
10 43.452 0.409 82.360 1.130 30.950 1.120 8.841 0.134 0.421 0.443 0.498 0.426
30 12.318 0.755 80.738 1.129 6.525 1.230 7.201 0.059 0.856 0.877 0.911 0.860
50 10.650 0.687 80.197 1.127 3.612 0.305 2.425 0.046 0.900 0.923 0.920 0.881
100 9.635 0.694 80.072 1.126 1.979 0.178 1.665 0.030 0.930 0.937 0.937 0.938
300 9.171 0.699 79.974 1.125 1.035 0.097 0.937 0.017 0.939 | 0.936 0.941 0.942
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TABELA A.11: Risco Decrescente com Covariavel (0% censura)

Estimativas MV Erro Padrao Prob. Cobertura
n @ B exp(y0) | exp(71) o B exp(y0) exp(71) o B | exp(v0) | exp(y1)
10 | 4.184 | 0.477 | 163523.224 | 2.305 | 3.125 | 1.615 | 5161496.285 | 6.709 | 0.460 | 0.481 | 0.516 0.444
30 | 1.260 | 0.678 96.071 1.327 | 0.637 | 0.566 131.626 0.762 | 0.852 | 0.898 | 0.885 0.833
50 | 1.074 | 0.678 85.697 1.234 | 0.365 | 0.290 25.386 0.512 | 0.899 | 0.917 | 0.925 0.903
100 | 0.972 | 0.689 82.541 1.161 | 0.198 | 0.174 16.766 0.317 | 0.926 | 0.936 | 0.944 0.926
300 | 0.919 | 0.696 80.876 1.128 | 0.104 | 0.096 9.549 0.181 | 0.938 | 0.938 | 0.938 0.940
TABELA A.12: Risco Unimodal com Covariavel (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B exp(70) | exp(y1) a B | exp(y0) | exp(y1) a B | exp(y0) | exp(71)
10 | -34.753 | -0.388 | 78.888 | 1.136 | 21.864 | 0.695 | 7.227 0.131 | 0.529 | 0.374 | 0.535 0.488
30 | -12.391 | -0.676 | 79.811 1.124 | 6.359 | 0.496 | 3.531 0.062 | 0.955 | 0.783 | 0.893 0.831
50 | -10.570 | -0.704 | 79.897 | 1.123 | 3.404 | 0.527 | 2.525 0.045 | 0.960 | 0.862 | 0.927 0.901
100 | -9.683 | -0.692 | 79.934 | 1.127 | 1.994 | 0.181 | 1.673 0.031 | 0.948 | 0.901 | 0.937 0.922
300 | -9.176 | -0.699 | 79.972 | 1.126 | 1.081 | 0.103 | 0.952 0.017 | 0.941 | 0.930 | 0.951 0.945
TABELA A.13: Risco Constante com Covariavel (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B exp(y0) | exp(71) a B exp(70) exp(71) a B exp(v0) | exp(71)
10 | 6.633 | 0.658 | 11966.066 | 1.588 | 4.929 | 2.497 | 367055.367 | 2.844 | 0.386 | 0.413 | 0.514 0.414
30 | 1.522 | 1.199 | 213.035 1.240 | 0.918 | 2.034 | 1467.020 0.553 | 0.822 | 0.848 | 0.911 0.854
50 | 1.180 | 1.195 | 164.547 1.184 | 0.489 | 1.437 | 1273.254 0.375 | 0.877 | 0.900 | 0.940 0.907
100 | 1.087 | 1.023 | 86.370 1.146 | 0.302 | 0.414 16.259 0.247 | 0.909 | 0.927 | 0.951 0.932
300 | 1.030 | 1.001 | 85.174 1.126 | 0.150 | 0.182 7.713 0.130 | 0.937 | 0.946 | 0.918 0.960
TABELA A.14: Risco Crescente com Covariavel (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B | exp(v0) | exp(71) o B | exp(y0) | exp(71) o B | exp(y0) | exp(y1)
10 | 47.411 | 0.493 | 83.275 | 1.139 | 32.185 | 1.954 | 10.030 | 0.162 | 0.372 | 0.408 | 0.466 0.439
30 | 13.434 | 0.729 | 81.400 | 1.128 | 7.646 | 1.256 | 6.916 0.061 | 0.848 | 0.868 | 0.876 0.826
50 | 10.770 | 0.762 | 81.358 | 1.125 | 3.857 | 1.068 | 6.246 0.045 | 0.893 | 0.920 | 0.902 0.903
100 | 9.815 | 0.688 | 80.610 | 1.126 | 2.072 | 0.188 | 1.703 0.032 | 0.928 | 0.948 | 0.922 0.926
300 | 9.399 | 0.687 | 80.568 | 1.126 | 1.108 | 0.098 | 0.988 0.019 | 0.930 | 0.944 | 0.887 0.919
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TABELA A.15: Risco Decrescente com Covariavel (5% censura)

Estimativas MV Erro Padrao Prob. Cobertura
n ol B exp(y0) | exp(y1) o B exp(y0) | exp(m) a B | exp(y0) | exp(71)
10 | 4.546 | 0.511 | 11527.814 | 2.313 | 3.327 | 1.901 | 239113.291 | 7.382 | 0.412 | 0.437 | 0.480 0.440
30 | 1.279 | 0.689 | 105.014 1.325 | 0.668 | 0.670 124.622 0.819 | 0.857 | 0.893 | 0.885 0.837
50 | 1.075 | 0.698 | 92.769 1.232 | 0.366 | 0.393 36.243 0.555 | 0.896 | 0.920 | 0.914 0.891
100 | 0.971 | 0.691 | 87.746 1.176 | 0.201 | 0.182 18.329 0.314 | 0.934 | 0.950 | 0.922 0.938
300 | 0.931 | 0.693 | 86.736 1.137 | 0.111 | 0.101 10.609 0.178 | 0.944 | 0.948 | 0.894 0.942

TABELA A.16: Risco Unimodal com Covariavel (5% censura)

Estimativas MV Erro Padréo Prob. Cobertura
n a B exp(v0) | exp(71) a B exp(y0) | exp(7) a B exp(v0) | exp(71)
10 | -33.656 | -0.406 | 79.595 1.128 | 21.585 | 0.719 | 7.612 0.128 | 0.552 | 0.385 | 0.577 0.511
30 | -12.253 | -0.674 | 80.055 1.128 | 6.037 | 0.596 | 3.673 0.063 | 0.949 | 0.759 | 0.898 0.846
50 | -10.275 | -0.691 | 80.356 1.127 | 3.415 | 0.347 | 2.668 0.047 | 0.954 | 0.840 | 0.931 0.885
100 | -9.580 | -0.670 | 80.577 1.123 1.906 | 0.172 | 1.783 0.031 | 0.963 | 0.890 | 0.926 0.922
300 | -9.017 | -0.685 | 80.574 1.125 | 0.985 | 0.094 | 0.974 0.017 | 0.954 | 0.919 | 0.915 0.942
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TABELA B.1: Risco Constante (0% censura)

Estimativas MV Erro Padrao Prob. Cobertura
n « 8 0 Q I} 0 « I6] 0
10 | 6.018 | 0.988 | 1482.227 | 2.674 | 0.727 | 9570.555 | 0.798 | 0.904 | 0.894
30 | 1.619 | 1.395 | 846.973 | 0.695 | 1.488 | 4396.049 | 0.882 | 0.933 | 0.952
50 | 1.263 | 1.334 | 432.638 | 0.443 | 0.985 | 1404.368 | 0.884 | 0.920 | 0.942
100 | 1.107 | 1.108 | 149.969 | 0.261 | 0.500 | 475.523 | 0.910 | 0.930 | 0.947
300 | 1.031 | 1.019 | 85.800 | 0.130 | 0.163 5.729 0.934 | 0.939 | 0.946
TABELA B.2: Risco Crescente (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B 4 o B 0 a B 4
10 | 38.578 | 0.880 | 88.806 | 14.841 | 0.717 | 5.544 | 0.836 | 0.937 | 0.880
30 | 13.478 | 0.933 | 86.752 | 5.277 | 0.874 | 4.179 | 0.904 | 0.943 | 0.940
50 | 10.990 | 0.807 | 85.792 | 3.346 | 0.442 | 2.396 | 0.904 | 0.933 | 0.947
100 | 9.813 | 0.722 | 85.154 | 1.924 | 0.194 | 1.333 | 0.928 | 0.939 | 0.956
300 | 9.228 | 0.708 | 85.050 | 0.957 | 0.094 | 0.744 | 0.944 | 0.937 | 0.953
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TABELA B.3: Risco Decrescente (0% censura)

Estimativas MV Erro Padrao Prob. Cobertura
n a B 6 & B8 0 o B 4
10 | 4.067 | 0.713 | 387121.346 | 1.758 | 0.489 | > 1.1E07 | 0.835 | 0.931 | 0.883
30 | 1.340 | 0.879 3521.434 | 0.520 | 0.839 | 26703.003 | 0.904 | 0.943 | 0.939
50 | 1.098 | 0.788 527.304 0.333 | 0.396 | 3677.875 | 0.904 | 0.934 | 0.945
100 | 0.981 | 0.723 130.020 0.192 | 0.197 | 1025.641 | 0.927 | 0.939 | 0.956
300 | 0.923 | 0.708 86.114 0.096 | 0.094 7.485 0.944 | 0.937 | 0.953
TABELA B.4: Risco Unimodal (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
« 153 0 « I5) 0 « 153 0
10 | -27.219 | -0.660 | 84.021 | 9.560 | 0.420 | 4.216 | 0.866 | 0.942 | 0.862
30 | -12.931 | -0.788 | 84.359 | 4.662 | 0.398 | 2.519 | 0.922 | 0.953 | 0.941
50 | -10.935 | -0.751 | 84.618 | 3.127 | 0.306 | 1.942 | 0.922 | 0.943 | 0.942
100 | -9.761 | -0.724 | 84.832 | 1.839 | 0.183 | 1.326 | 0.936 | 0.959 | 0.950
300 | -9.239 | -0.708 | 84.965 | 1.011 | 0.096 | 0.741 | 0.943 | 0.946 | 0.952
TABELA B.5: Risco Constante (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n « Jé] 0 o 6] 0 a B 0
10 | 6.369 | 1.020 | 71141.344 | 2.856 | 0.933 | 1379581.664 | 0.792 | 0.893 | 0.882
30 | 1.713 | 1.442 | 2864.804 | 0.751 | 1.456 | 30068.815 0.875 | 0.921 | 0.925
50 | 1.297 | 1.391 | 666.942 | 0.483 | 1.047 2625.517 0.886 | 0.923 | 0.914
100 | 1.112 | 1.192 359.507 | 0.288 | 0.702 2127.777 0.905 | 0.924 | 0.912
300 | 1.033 | 1.025 90.644 0.142 | 0.178 6.546 0.933 | 0.935 | 0.873
TABELA B.6: Risco Crescente (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B 0 o B 0 a B 4
10 | 40.501 | 0.940 | 689.303 | 15.860 | 1.200 | 18920.929 | 0.824 | 0.932 | 0.868
30 | 14.213 | 0.974 | 87.868 | 5.677 | 0.921 4.929 0.897 | 0.938 | 0.914
50 | 11.353 | 0.843 | 86.723 | 3.673 | 0.525 3.032 0.896 | 0.938 | 0.908
100 | 9.993 | 0.728 | 85.831 | 2.128 | 0.221 1.381 0.919 | 0.931 | 0.921
300 | 9.364 | 0.704 | 85.675 1.041 | 0.098 0.759 0.929 | 0.938 | 0.864
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TABELA B.7: Risco Decrescente (5% censura)

Estimativas MV Erro Padrao Prob. Cobertura
n o i 9 a B 6 ! B 0
10 | 4.282 | 0.740 | 4022693.491 | 1.894 | 0.668 | > 7.4F07 | 0.822 | 0.928 | 0.869
30 | 1.410 | 0.904 21164.874 0.557 | 0.814 | 335823.152 | 0.898 | 0.937 | 0.914
50 | 1.134 | 0.808 1314.791 0.365 | 0.439 | 10815.336 | 0.896 | 0.938 | 0.907
100 | 0.999 | 0.733 221.351 0.213 | 0.240 1494.087 0.919 | 0.931 | 0.921
300 | 0.936 | 0.704 92.667 0.104 | 0.098 8.177 0.929 | 0.938 | 0.864
TABELA B.8: Risco Unimodal (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n o B 9 a B 6 el B 0
10 | -26.747 | -0.653 | 84.638 | 9.893 | 0.419 | 4.418 | 0.881 | 0.944 | 0.886
30 | -12.650 | -0.780 | 85.003 | 4.535 | 0.396 | 2.651 | 0.933 | 0.950 | 0.950
50 | -10.731 | -0.740 | 85.210 | 3.121 | 0.308 | 2.079 | 0.933 | 0.941 | 0.952
100 | -9.601 | -0.708 | 85.457 | 1.811 | 0.183 | 1.394 | 0.948 | 0.953 | 0.944
300 | -9.071 | -0.693 | 85.597 | 0.989 | 0.094 | 0.789 | 0.940 | 0.934 | 0.894
TABELA B.9: Risco Constante com Covariavel (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B exp(y0) | exp(71) a B exp(70) exp(71) a B exp(70) | exp(71)
10 12.624 0.781 12103.868 2.862 5.062 0.603 108433.265 13.283 0.721 0.849 0.860 0.838
30 2.400 1.291 1038.947 1.312 0.973 0.971 4105.643 0.540 0.902 0.942 0.947 0.936
50 1.488 1.322 668.409 1.253 0.549 1.057 3332.758 0.383 0.910 0.941 0.943 0.940
100 1.156 1.100 138.959 1.185 0.285 | 0.466 382.144 0.239 0.914 | 0.947 0.954 0.947
300 1.051 1.002 80.825 1.147 0.136 | 0.164 7.266 0.138 0.938 | 0.944 0.940 0.933
TABELA B.10: Risco Crescente com Covariavel (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B exp(y0) | exp(m1) a B exp(v0) | exp(y1) a B exp(y0) | exp(71)
10 70.781 | 0.613 82.249 1.140 19.390 | 0.629 6.248 0.135 0.703 | 0.815 0.843 0.825
30 19.266 0.885 82.375 1.126 6.961 0.680 3.868 0.059 0.907 0.936 0.941 0.926
50 12.820 0.810 80.922 1.129 4.118 0.538 2.908 0.045 0.904 0.935 0.942 0.935
100 10.308 0.705 80.184 1.127 2.129 0.193 1.601 0.029 0.910 0.945 0.953 0.946
300 9.413 0.695 80.052 1.126 1.009 0.093 0.956 0.018 0.936 | 0.945 0.938 0.922
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TABELA B.11: Risco Decrescente com Covariavel (0% censura)

Estimativas MV Erro Padrao Prob. Cobertura
n a B exp(y0) | exp(71) o B exp(70) exp(71) o B | exp(vo0) | exp(m)
10 | 8.326 | 0.582 | 172676.275 | 45.212 | 3.360 | 0.484 | 1865422.902 | 1024.854 | 0.706 | 0.811 | 0.868 0.840
30 | 1.892 | 0.829 | 74432.912 | 1.514 | 0.682 | 0.579 | 1607575.801 | 0.915 | 0.908 | 0.940 | 0.942 0.926
50 | 1.276 | 0.793 | 4171.513 1.354 | 0.407 | 0.515 | 48300.632 0.570 | 0.903 | 0.935 | 0.941 0.936
100 | 1.031 | 0.706 | 119.512 1.224 | 0.213 | 0.194 412.172 0.326 | 0.910 | 0.946 | 0.953 0.946
300 | 0.941 | 0.695 81.561 1.159 | 0.101 | 0.093 9.728 0.184 | 0.936 | 0.945 | 0.938 0.921
TABELA B.12: Risco Unimodal com Covariavel (0% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B exp(v0) | exp(71) a B exp(v0) | exp(71) a B exp(v0) | exp(71)
10 | -54.417 | -0.392 | 80.259 | 1.144 | 13.567 | 0.268 | 6.853 0.142 | 0.714 | 0.854 | 0.834 0.838
30 | -18.562 | -0.702 | 79.073 | 1.126 | 6.437 | 0.394 | 3.171 0.061 | 0.889 | 0.929 | 0.945 0.924
50 | -12.638 | -0.742 | 79.402 | 1.129 | 3.799 | 0.358 | 2.462 0.046 | 0.901 | 0.946 | 0.942 0.934
100 | -10.259 | -0.701 | 79.940 | 1.126 | 1.987 | 0.193 | 1.619 0.030 | 0.903 | 0.931 | 0.946 0.940
300 | -9.361 | -0.698 | 80.006 | 1.126 | 1.032 | 0.098 | 0.923 0.017 | 0.929 | 0.934 | 0.955 0.942
TABELA B.13: Risco Constante com Covariavel (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B exp(70) exp(71) a B exp(70) exp(71) a B exp(v0) | exp(71)
10 | 12.674 | 0.839 | 1623377.400 | 659.346 | 5.217 | 0.681 | > 3.3E07 | 15964.638 | 0.722 | 0.861 | 0.867 0.843
30 | 2568 | 1.338 | 4101.111 1.335 | 1.050 | 1.040 | 35735.692 0.652 0.894 | 0.942 | 0.933 0.942
50 | 1.561 | 1.387 | 1292.085 1.260 | 0.605 | 1.157 | 8652.759 0.396 0.906 | 0.940 | 0.940 0.939
100 | 1.166 | 1.167 193.401 1.193 | 0.313 | 0.581 | 414.903 0.249 0.910 | 0.943 | 0.943 0.951
300 | 1.054 | 1.006 85.395 1.148 | 0.147 | 0.184 9.764 0.140 0.928 | 0.939 | 0.908 0.926
TABELA B.14: Risco Crescente com Covariavel (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n a B | exp(v0) | exp(71) o B | exp(y0) | exp(71) o B | exp(y0) | exp(y1)
10 | 71.072 | 0.660 | 84.567 | 1.143 | 20.102 | 0.687 | 37.28% | 0.138 | 0.707 | 0.818 | 0.846 0.832
30 | 20469 | 0.917 | 83.295 | 1.127 | 7.480 | 0.726 | 4.271 0.060 | 0.893 | 0.934 | 0.931 0.929
50 | 13.463 | 0.851 | 81.842 | 1.129 | 4.531 | 0.608 | 3.359 0.046 | 0.897 | 0.931 | 0.928 0.937
100 | 10.531 | 0.716 | 80.821 1.128 | 2.359 | 0.227 | 1.670 0.031 | 0.902 | 0.939 | 0.934 0.940
300 | 9.567 | 0.689 | 80.625 | 1.126 | 1.095 | 0.098 | 0.967 0.018 | 0.919 | 0.939 | 0.893 0.923
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TABELA B.15: Risco Decrescente com Covariavel (5% censura)

Estimativas MV Erro Padrao Prob. Cobertura
n a B exp(70) exp(71) a B exp(70) exp(71) o B | exp(y0) | exp(11)
10 | 8.363 | 0.610 | > 1.2E09 | 808384.994 | 3.470 | 0.538 | >3.3E10 | > 1.5E7 | 0.701 | 0.807 | 0.861 0.839
30 | 2.006 | 0.860 | 606308.000 3.841 0.735 | 0.635 | >1.2E07 | 71.754 | 0.891 | 0.935 | 0.933 0.933
50 | 1.339 | 0.819 | 22351.910 1.369 0.448 | 0.566 | 460961.800 | 0.594 | 0.896 | 0.930 | 0.927 0.937
100 | 1.053 | 0.718 | 264.053 1.236 0.235 | 0.233 | 1505.817 0.342 | 0.902 | 0.939 | 0.933 0.940
300 | 0.957 | 0.689 87.621 1.161 0.109 | 0.098 10.514 0.187 | 0.919 | 0.939 | 0.891 0.926
TABELA B.16: Risco Unimodal com Covariavel (5% censura)
Estimativas MV Erro Padrao Prob. Cobertura
n o B exp(70) | exp(m1) o B exp(v0) | exp(71) a B exp(y0) | exp(m1)
10 | -53.705 | -0.451 | 80.736 1.145 | 14.275 | 0.470 | 7.256 0.147 | 0.728 | 0.842 | 0.827 0.814
30 | -18.162 | -0.696 | 79.655 1.125 | 6.232 | 0.391 | 3.299 0.062 | 0.899 | 0.926 | 0.953 0.920
50 | -12.404 | -0.730 | 79.981 1.120 | 3.681 | 0.350 | 2.571 0.048 | 0.909 | 0.939 | 0.952 0.926
100 | -10.081 | -0.687 | 80.515 1.126 1.972 | 0.189 | 1.700 0.031 | 0.924 | 0.921 | 0.937 0.937
300 | -9.184 | -0.684 | 80.592 1.126 1.009 | 0.097 | 0.963 0.018 | 0.934 | 0.921 | 0.907 0.948




Apéndice C
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TABELA C.1: Dados de mortalidade de ratos (Kimball, 1961)
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TABELA C.2: Dados do estudo de cancer de cabeca e pescogo, em meses - grupo

A (Efron, 1988)
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TABELA C.3: Dados de mortalidade de Wroclaw (Halley, 1693)
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TABELA C.4: Dados do estudo de cancer de pulmao (Prentice, 1973)

t xl x2 x3 x4 xHb x6 X7 cens

411 70 64 5 1 0 0 1 1
126 60 63 9 1 0 1 1
118 70 65 11 1 0 1 1
92 40 69 10 1 O 1 1
8§ 40 63 58 1 0 1 1
25 70 48 9 1 0 1 0
11 70 48 11 0 1 1
54 80 63 4 1 1 1
153 60 63 14 1 1 1
16 30 53 4 1 1 1

56 80 43 12
21 40 55 2
287 60 66 25
10 40 67 23
8 20 61 19
12 50 63 4
177 50 66 16
1240 68 12
200 80 41 12
250 70 53 8
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C. Bancos de Dados

TABELA C.5: Dados do estudo de cancer de pulmio (continuagao)

t x1 x2 x3 x4 xb x6 x7 cens
100 60 37 13 O
999 90 54 12 1
231 50 52 8 1
991 70 50 T 1
120 65 21 1
201 80 52 28
44 60 70 13
15 50 40 13
103 70 36 22
2 40 44 36
20 30 54 9
51 30 59 87
18 40 69 5
90 60 50 22
84 80 62 4
164 70 68 15
19 30 39 4
43 60 49 11
340 80 64 10
231 70 67 8
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Apéndice D

Algoritmos Computacionails

D.1 O Algoritmo BFGS de otimizacao global

Uma forma de se obter estimativas dos parametros de uma determinada
distribuicao é através dos algoritmos iterativos de obtengao de maximos globais de
uma funcgao. Tais métodos, em sua maioria, sao baseados no algoritmo iterativo
de Newton. O método BFGS (Broyden, 1970; Fletcher, 1970; Goldfarb, 1970;
Shanno, 1970), implementado para melhorar a convergéncia do algoritmo de
Newton, tem como idéia principal construir uma matriz Hessiana aproximada da
fungao a ser maximizada (no caso, a log-verossimilhanga) através da analise de
sucessivos vetores gradiente. Esta aproximacao das derivadas da funcao permite
a aplicacao de um método de ajuste Quasi-Newton, com a finalidade de encontrar

o ponto de méximo no espago paramétrico.
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Algoritmo:

A partir de uma estimativa inicial 6, = (&O,Bo,éo), onde dofy > 0 e

90 > (), uma matriz Hessiana inicial HycR3xRek= 0,1,...:

1. Resolva o sistema linear H sy = —Vl(ék), onde

[ 01(6) ]

Vi(0y) = (;)
a1(6)
L 06 le-o,

2. Faca 0441 = O) + sp, e Gy, = VI(Or1) — VI(0,);

3. Calcule

D.2 O Algoritmo Metropolis-Hastings

O algoritmo de Metropolis (Metropolis et al., 1953) é um método MCMC

criado como uma adaptagao do passeio aleatorio, que utiliza uma regra de acei-

tagdo/rejeigdo para convergir para a distribui¢do alvo especificada (no caso, a

posteriori). Requer uma distribui¢do geradora de candidatos ¢(.|6), da qual

observagoes de m(0;t) podem ser obtidas para qualquer 8, € ©. Enquanto o

algoritmo de Metropolis exige que a distribuicao geradora de candidatos deva ser

simétrica, a generalizagao dada por Hastings (1970), descrita a seguir, pode gerar

candidatos de distribuicoes assimétricas.

1. Defina um valor inicial 8y e um contador de iteragoes i = 0;

2. Gerar 6" de ¢(60%]0,);
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3. Gerar U de uma Uniforme(0, 1);

m(6";1)q(0:;0")
’ m(0;;t)q(0%; 6;)

4. Se U > min {1 }, entao 0;,1 = 0;, sendo 0,1 = 0".

A amostra gerada depois de um namero suficiente de iteracées tem dis-
tribuicdo cuja densidade é 7(0;t), mas nao é independente (pela definicdo de
Cadeias de Markov). Porém, a dependéncia entre as observagoes pode ser elimi-
nada ao aplicar um salto entre as observacoes geradas, isto é, em vez de considerar
a amostra gerada {61,605, 05, ...,0,}, a amostra a ser tomada é {0y, 02, O3, . . .},
onde k é o tamanho do salto, determinado através da analise grafica da funcao
de autocorrelagao da amostra obtida (ACF). O salto deve possuir um tamanho
tal que a correlacao entre as observagoes da nova amostra seja eliminada. A
desvantagem direta desta abordagem é que, para obter uma amostra de tamanho

n, deve-se gerar nk observacoes.

Além do problema de correlacao entre as estimativas geradas pelo al-
goritmo (solucionado através de saltos na cadeia), existem outros problemas
que devem ser destacados, como a influéncia dos pontos iniciais nas primeiras
simulacoes e o fato da cadeia nao alcancar convergéncia. O primeiro problema é
resolvido ao se descartar as primeiras iteracoes, chamadas de burn-in. Nao existe
um numero especificado de iteragoes a serem descartadas: com freqiiéncia sao
utilizados burn-ins de tamanho 2000, 10000 ou até mesmo metade da cadeia. O
segundo problema deve ser tratado com mais cautela, visto que o algoritmo pode
necessitar de uma cadeia mais longa para alcancar convergéncia a distribuicao
alvo. Para isso, existem técnicas que monitoram a convergéncia da cadeia, como

o critério de Gelman-Rubin (Gelman & Rubin, 1992).

Um outro problema do método estd em escolher uma funcao geradora de
candidatos ¢(.|6y) adequada para o problema em questao, ja que todo o processo
de M-H depende da mesma. Chib & Greenberg (1995) fazem comentérios sobre
o problema e mostram técnicas a serem utilizadas para a escolha da distribuicao
geradora de candidatos. Em geral, uma boa distribuicao geradora de candidatos

possui as seguintes propriedades:

e Para qualquer 0, é facil gerar valores de ¢(0%;0) ;
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e E facil calcular a probabilidade de rejeico;
e Cada candidato percorre uma distancia razoével no espaco paramétrico;

e Os candidatos nao sao rejeitados com muita freqiiéncia.



Apéndice E

Codigos Utilizados

i

TTIT <- function(falha){ ## Apenas tempos de falha
t <- sort(falha)

n <- length(falha)

den <- sum(falha)

phi <- numeric(n)

for (r in 1:n){

soma <- 0

for (i in 1:1){

soma <- soma + t[il

philr] <- (soma + (n-r)*t[r])/den

;}mi

}

rweirc <- function(n,a,b,t) t*(log(l + ((1 - runif(n))~(-1) - 1)~(1/b)))~(1/a)
set.seed(1235)

<- rweirc(1000,1,1,50)

<- rweirc(1000,9,0.7,85)

<- rweirc(1000,0.5,0.3,100)
<- rweirc(1000,8,0.01,45) + 2
<- rweirc(1000,-2,-1.5,8)

ta <- TTT(a)
tb <- TTT(b)
tc <- TTT(c)
td <- TTT(d)
te <- TTT(e)

t <- seq(0.001,1,length=1000)

plot(t,ta,type="1")
lines(t,tb)
lines(t,tc)
lines(t,td)
lines(t,te)

O Qa0 oTE

## Geracdo Weibull RC ##

rweirc <- function(n,a,b,t) t*(log(l + ((1 - runif(n))~(-1) - 1)~(1/b)))~(1/a)

logll <- function(logalpha,logbeta,logtheta){
# fungdo a ser minimizada: -log L1 reparametrizada

alpha <- exp(logalpha)
beta <- exp(logbeta)

7
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theta <- exp(logtheta)

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) + (t/theta)”(alpha) +
(beta-1)*log(exp((t/theta)~alpha)-1)) - (l+cens)*log(l + (exp((t/theta) alpha) - 1) beta)

-sum(loglik)
}

logl2 <- function(logalpha,logtheta){ # func8o a ser minimizada: -log L2 reparametrizada

alpha <- exp(logalpha)

theta <- exp(logtheta)

beta <- 1

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) + (t/theta)”(alpha) +
(beta-1)*log(exp((t/theta)~alpha)-1)) - (l+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)
}

tam.amostra <- c¢(10,30,50,100,300)

beta <- ¢(0.5,1,2,4,8)

rej <- matrix(0,nrow=length(tam.amostra),ncol=length(beta))
B <- 1000 # n de replicagdes

a<-0

proc <- 0

for (n in tam.amostra){
a<-a+1

for (i in 1:length(beta)){
num.rej <- 0

for (j in 1:B){

set.seed (23566 + j)

proc <- proc + 1

inil <- c(log(4),log(betalil),log(20))

erro <- TRUE

while(erro)q{

t <- rweirc(n,4,betali],20)

cens <- rep(l,n)

k1l <- try(mle(logLl,start=list(logalpha=inil[1],logbeta=inil[2],logtheta=inil[3]),

method="BFGS"))

if (class(kl)=="try-error") {erro <- TRUE} else {erro <- (any(diag(vcov(kl)) < 0))
[l (ki@details$convergence !'= 0)}

}

ini2 <- c(log(4),log(20))
k2 <- mle(logl2,start=1ist(logalpha=ini2[1],logtheta=ini2[2]) ,method="BFGS")

trv <- 2x(k2@details$value - kl@details$value)
if (trv > qchisq(0.95,2)) num.rej <- num.rej + 1 # Chi-square(1)

cat(’\n’, proc)

}

rejla,i] <- num.rej/B
1

plot(beta,rej[1,],type="1",x1im=c(0,8),ylim=c(0,1) ,xlab="beta",ylab="Power",
main="HO: beta=1")

lines(beta,rej[2,],1ty=2)

lines(beta,rej[3,],1lwd=2,1ty=3)

lines(beta,rej[4,],1lwd=2,1ty=2)

lines(beta,rej[5,],1lwd=2)

##### COM CENSURAS #####

rej2 <- matrix(0,nrow=length(tam.amostra),ncol=length(beta))

B <- 1000 # n de replicagdes

a<-0
proc <- 0

for (n in tam.amostra){
a<-a+1

for (i in 1:length(beta)){
num.rej <- 0

for (j in 1:B){



E. Cédigos Utilizados T

set.seed (23566 + j)

proc <- proc + 1

inil <- c(log(4),log(betalil),log(20))

erro <- TRUE

while(erro)q{

t <- rweirc(n,4,betali],20)

cens <- rbinom(n,1,0.95)

k1 <- try(mle(logLl,start=list(logalpha=inil[1],logbeta=inil[2],
logtheta=ini1[3]) ,method="BFGS"))

if (class(kl)=="try-error") {erro <- TRUE} else

{erro <- (any(diag(vcov(k1l)) < 0)) || (kl@details$convergence != 0)}

}

ini2 <- c(log(4),log(20))

k2 <- mle(logl2,start=1list(logalpha=ini2[1],logtheta=ini2[2]),
method="BFGS")

trv <- 2x(k2@details$value - kl@details$value)
if (trv > qchisq(0.95,2)) num.rej <- num.rej + 1 # Chi-square(1)

cat(’\n’, proc)

}

rej2[a,i] <- num.rej/B
1}

HH#HR BRI R R R
#4##t#4## PODER DO TESTE (COM COVARIAVEIS) ##t#tststitits
HEHFHHEHHHBHFHBRSH R B HH B RS HRBSH R R RS HRRSH R RS HBR S H

## Geracgdo Weibull RC ##

require(stats4)

rweirc <- function(n,a,b,t) t*(log(l + ((1 - runif(n))~(-1) - 1)~ (1/b)))~(1/a)

logll <- function(logalpha,logbeta,covtheta0,covthetal){ # funcdo a ser minimizada: -log L re
alpha <- exp(logalpha)

beta <- exp(logbeta)

theta <- exp(covthetal + covthetal*x)

loglik <- cens*(log(alphaxbeta*theta~(-alpha)) + (alpha-1)*log(t) + (t/theta)”(alpha) + (beta-1)
-sum(loglik)
}

logl2 <- function(logalpha,logbeta,logtheta){ # funcdo a ser minimizada: -log L reparametriz:
alpha <- exp(logalpha)

beta <- exp(logbeta)

theta <- exp(logtheta + 0%*x)

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) + (t/theta)~(alpha) + (beta-1)
-sum(loglik)

}

tam.amostra <- c¢(10,30,50,100,300)

gammal <- log(20)

gammal <- c(log(17),log(18),1log(19),log(19.5),1log(20),1l0g(20.5),log(21),10g(22),1l0g(23)) - gamm:
rej <- matrix(0,nrow=length(tam.amostra),ncol=length(gammal))
B <- 1000 # n de replicagdes

a<-20

proc <- 0

for (n in tam.amostra){

a<-a+1

for (i in 1:length(gammal)){

num.rej <- 0

inil <- c(log(4),log(4),gamma0l,gammal[i])

ini2 <- c(log(4),log(4),gamma0)

for (j in 1:B){

set.seed (23566 + j)
proc <- proc + 1
erro <- TRUE

while(erro){
x <- rbinom(n,1,0.5)
t <- rweirc(n,4,4,exp(gammal0 + gammal[i]*x))
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cens <- rep(1,n)

k1 <- try(mle(logLl,start=1list(logalpha=inil[1],logbeta=inil[2],covtheta0=inil[3],covthetal=ini!
k2 <- try(mle(loglL2,start=1list(logalpha=ini2[1],logbeta=ini2[2],logtheta=ini2[3]) ,method="BFGS")
if (class(kl)=="try-error" || class(k2) =="try-error") erro <- TRUE else{

erro <- (any(diag(vcov(k1l)) < 0)) || (kl@edetails$convergence != 0) || (any(diag(vcov(k2)) < 0))
}

}

trv <- 2x(k2@details$value - kl@details$value)
if (trv > qchisq(0.95,1)) num.rej <- num.rej + 1 # Chi-square(1)

cat(’\n’, proc)

}

rejla,i] <- num.rej/B

1}

##### COM CENSURAS #####

rej2 <- matrix(0,nrow=length(tam.amostra) ,ncol=length(gammal))
B <- 1000 # n de replicagdes

a<-20

proc <- 0

for (n in tam.amostra){

a<-a+1

for (i in 1:length(gammal)){

num.rej <- 0

inil <- c(log(4),log(4),gammal,gammal[i])
ini2 <- c(log(4),log(4),gamma0)

for (j in 1:B){

set.seed (23566 + j)

proc <- proc + 1
erro <- TRUE

while(erro)q{

x <- rbinom(n,1,0.5)

t <- rweirc(n,4,4,exp(gamma0 + gammall[i]*x))

cens <- rbinom(n,1,0.95)

k1l <- try(mle(logLl,start=list(logalpha=inil[1],logbeta=inil[2],covtheta0=inil[3],covthetal=ini:
k2 <- try(mle(logL2,start=1list(logalpha=ini2[1],logbeta=ini2[2],logtheta=ini2[3]) ,method="BFGS")

if (class(kl)=="try-error" || class(k2) =="try-error") erro <- TRUE else{

erro <- (any(diag(vcov(k1)) < 0)) || (kl@details$convergence != 0) || (any(diag(vcov(k2)) < 0))
}

}

trv <- 2x(k2@details$value - kl@details$value)
if (trv > qchisq(0.95,1)) num.rej <- num.rej + 1 # Chi-square(1)

cat(’\n’, proc)

}

rej2[a,i] <- num.rej/B
1

HHHHBHRH R R R R R
#a#a#### ESTUDO DE SIMULAGAO (ASSINTOTICO) #it#ittst#t#
HERFHHEHH R B FH B SRR AR HH AR SRR RS R R R HH RS HR RS R R BB H R

## Geragdo Weibull RC ##
require(stats4)
rweirc <- function(n,a,b,t) t*(log(l + ((1 - runif(n))~(-1) - 1)~(1/b)))~(1/a)

LLL <- function(logalpha,logbeta,logtheta){
# fungdo a ser minimizada: -log L reparametrizada
alpha <- exp(logalpha)
beta <- exp(logbeta)
theta <- exp(logtheta)
loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(1l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)
}

tam.amostra <- c¢(10,30,50,100,300,500)
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B <- 1000 # n de replicagdes

## RISCO CONSTANTE: Prob. Cobertura
categ <- 0
i<-0

meanparmsO <- matrix(0,nrow=length(tam.amostra),ncol=3)
devparmsO <- matrix(0,nrow=length(tam.amostra),ncol=3)
cobertura0 <- matrix(0,nrow=length(tam.amostra),ncol=3)

for (n in tam.amostra){

cob.alpha <- 0

cob.beta <- 0
cob.theta <- 0
param <- matrix(0,nrow=B,ncol=3)

for (j in 1:B){

set.seed (23566 + j)
erro <- TRUE
while(erro){

t <- rweirc(n,1,1,85)
cens <- 1

k1

<- try(mle(LLL,start=list(logalpha=log(1l),logbeta=log(1l),

logtheta=1log(85)) ,method="BFGS"))

if (class(kl)=="try-error") erro <- TRUE else
erro <- (any(diag(vcov(k1)) < 0)) || (kl@details$convergence != 0)
}

param[j,] <- exp(kl@coef)

sd.
sd.
sd.
1i.
1s.

1i
1s
1i
1s
if
if
if

alpha <- sqrt(vcov(k1l)[1,1])
beta <- sqrt(vcov(kl)[2,2])
theta <- sqrt(vcov(kl)[3,3])

alpha <- kl@coef[1] - 1.96%sd.alpha
alpha <- kl@coef[1] + 1.96%sd.alpha

.beta <- kl@coef[2] - 1.96*sd.beta
.beta <- kl@coef[2] + 1.96*sd.beta
.theta <- kl1@coef[3] - 1.96*sd.theta
.theta <- kl@coef[3] + 1.96%sd.theta

(log(1) > 1li.alpha & log(l) < ls.alpha) cob.alpha <- cob.alpha + 1
(log(1) > li.beta & log(l) < ls.beta) cob.beta <- cob.beta + 1
(log(85) > li.theta & log(85) < 1ls.theta) cob.theta <- cob.theta + 1

categ <- categ + 1
cat(’\n’, categ)

}

i <- i+1

meanparmsQ[i,1] <- mean(param[,1])
meanparmsO[i,2] <- mean(param[,2])
meanparms0[i,3] <- mean(paraml[,3])

devparmsO[i,1] <- sd(param[,1])
devparmsO[i,2] <- sd(param[,2])
devparmsO[i,3] <- sd(param[,3])
coberturaO[i,1] <- cob.alpha/B

cobertura0[i,2] <- cob.beta/B
cobertura0[i,3] <- cob.theta/B

}

## RISCO CRESCENTE: Prob. Cobertura
categ <- 0

i<-0

meanparmsl <- matrix(0,nrow=length(tam.amostra),ncol=3)
devparmsl <- matrix(0,nrow=length(tam.amostra),ncol=3)
cobertural <- matrix(0,nrow=length(tam.amostra),ncol=3)

for (n in tam.amostra){

cob.alpha <- 0O

cob.beta <- 0
cob.theta <- 0
param <- matrix(0,nrow=B,ncol=3)

for (j in 1:B){

set.seed (23566 + j)
erro <- TRUE
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while(erro)q{

t <- rweirc(n,9,0.7,85)

cens <- 1

k1l <- try(mle(LLL,start=1list(logalpha=log(9),logbeta=1log(0.7),

logtheta=1log(85)) ,method="BFGS"))

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
|l (ki@details$convergence != 0)

}

param[j,] <- exp(kl@coef)

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(kl)[3,3])

li.alpha <- kl@coef[1] - 1.96*sd.alpha
ls.alpha <- kl@coef[1] + 1.96%sd.alpha
li.beta <- kl@coef[2] - 1.96*sd.beta
ls.beta <- kl@coef[2] + 1.96%sd.beta
li.theta <- kl1@coef[3] - 1.96%sd.theta
1s.theta <- kil@coef[3] + 1.96%sd.theta

if (log(9) > li.alpha & log(9) < ls.alpha) cob.alpha <- cob.alpha + 1
if (log(0.7) > li.beta & 1log(0.7) < ls.beta) cob.beta <- cob.beta + 1
if (log(85) > li.theta & log(85) < ls.theta) cob.theta <- cob.theta + 1

categ <- categ + 1
cat(’\n’, categ)

}
i<- i+l
meanparmsl[i,1] <- mean(param[,1])

meanparmsl[i,2] <- mean(param[,2])
meanparms1[i,3] <- mean(param[,3])

devparmsi[i,1] <- sd(param[,1])
devparms1[i,2] <- sd(param[,2])
devparms1[i,3] <- sd(param[,3])

cobertural[i,1] <- cob.alpha/B
cobertural[i,2] <- cob.beta/B
cobertural[i,3] <- cob.theta/B

}

## RISCO DECRESCENTE: Prob. Cobertura

categ <- 0

i<-0

meanparms2 <- matrix(0,nrow=length(tam.amostra),ncol=3)
devparms2 <- matrix(0,nrow=length(tam.amostra),ncol=3)
cobertura2 <- matrix(0,nrow=length(tam.amostra),ncol=3)

for (n in tam.amostra){

cob.alpha <- 0

cob.beta <- 0
cob.theta <- 0
param <- matrix(0,nrow=B,ncol=3)

for (j in 1:B){

set.seed (23566 + j)

erro <- TRUE

while(erro)q{

t <- rweirc(n,0.9,0.7,85)

cens <- 1

k1 <- try(mle(LLL,start=1list(logalpha=log(0.9),logbeta=1log(0.7),

logtheta=log(85)) ,method="BFGS"))

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
[l (kl@details$convergence != 0)

}

param[j,] <- exp(kl@coef)

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(kl)[3,3])

li.alpha <- kl@coef[1] - 1.96%sd.alpha
ls.alpha <- kl@coef[1] + 1.96*sd.alpha
li.beta <- kl@coef[2] - 1.96%sd.beta
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ls.beta <- kl@coef[2] + 1.96%sd.beta
li.theta <- kl1@coef[3] - 1.96%sd.theta
ls.theta <- k1@coef[3] + 1.96%sd.theta

if (log(0.9) > li.alpha & log(0.9) < ls.alpha) cob.alpha <- cob.alpha + 1
if (log(0.7) > li.beta & 1log(0.7) < ls.beta) cob.beta <- cob.beta + 1
if (log(85) > li.theta & log(85) < ls.theta) cob.theta <- cob.theta + 1

categ <- categ + 1

cat(’\n’, categ)

}

i<- i+l

meanparms2[i,1] <- mean(param[,1])
meanparms2[i,2] <- mean(param[,2])
meanparms2[i,3] <- mean(param[,3])
devparms2[i,1] <- sd(param[,1])
devparms2[i,2] <- sd(param[,2])
devparms2[i,3] <- sd(param[,3])
cobertura2[i,1] <- cob.alpha/B

cobertura2[i,2] <- cob.beta/B
cobertura2[i,3] <- cob.theta/B

}

## RISCO UNIMODAL: Prob. Cobertura
categ <- 0

i<-0

meanparms3 <- matrix(0,nrow=length(tam.amostra),ncol=3)
devparms3 <- matrix(0,nrow=length(tam.amostra),ncol=3)
cobertura3 <- matrix(0,nrow=length(tam.amostra),ncol=3)

LLL2 <- function(alpha,beta,theta){
# fungdo a ser minimizada: -log L reparametrizada

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta)~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(1l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)
}

for (n in tam.amostra){

cob.alpha <- 0O

cob.beta <- 0
cob.theta <- 0
param <- matrix(0,nrow=B,ncol=3)

for (j in 1:B){

set.seed (23566 + j)

erro <- TRUE

while(erro){

t <- rweirc(n,-9,-0.7,85)

cens <- 1

k1l <- try(mle(LLL2,start=list(alpha= -9,beta= -0.7,theta=85) ,method="BFGS"))

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
|l (ki@details$convergence != 0)

}

param[j,] <- kl@coef

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(kl)[3,3])

li.alpha <- kl@coef[1] - 1.96%sd.alpha
ls.alpha <- kl@coef[1] + 1.96%sd.alpha
li.beta <- kl@coef[2] - 1.96%sd.beta
ls.beta <- kl@coef[2] + 1.96%sd.beta
li.theta <- kl1@coef[3] - 1.96%sd.theta
ls.theta <- kl@coef[3] + 1.96%sd.theta

if (-9 > li.alpha & -9 < 1ls.alpha) cob.alpha <- cob.alpha + 1

if (-0.7 > li.beta & -0.7 < ls.beta) cob.beta <- cob.beta + 1
if (85 > li.theta & 85 < ls.theta) cob.theta <- cob.theta + 1

categ <- categ + 1
cat(’\n’, categ)
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}
i<- i+l
meanparms3[i,1] <- mean(param[,1])

meanparms3[i,2] <- mean(param[,2])
meanparms3[i,3] <- mean(param[,3])

devparms3[i,1] <- sd(param[,1])
devparms3[i,2] <- sd(param[,2])
devparms3[i,3] <- sd(param[,3])

cobertura3[i,1] <- cob.alpha/B
cobertura3[i,2] <- cob.beta/B
cobertura3[i,3] <- cob.theta/B

}

meanparms0
devparmsO
cobertura0

meanparms1
devparmsl
cobertural

meanparms2
devparms2
cobertura2

meanparms3
devparms3
cobertura3

a0 <- cbind(meanparms0,devparmsO,cobertura0)
al <- cbind(meanparmsl,devparmsl,cobertural)
a2 <- cbind(meanparms2,devparms2,cobertura?)
a3 <- cbind(meanparms3,devparms3,cobertura3)

round (a0,3)
round(al,3)
round(a2,3)
round (a3,3)

HHHHBHRR RN R R
#a#a#### ESTUD0O DE SIMULAGAQO (BOOTSTRAP) #ut##t#it##
HH# AR R R R R

## Geragdo Weibull RC ##
require(stats4)

rweirc <- function(n,a,b,t) t*(log(l + ((1 - runif(n))~(-1) - 1)~(1/b)))~(1/a)

LLL <- function(logalpha,logbeta,logtheta){
# funcdo a ser minimizada: -log L reparametrizada

alpha <- exp(logalpha)
beta <- exp(logbeta)
theta <- exp(logtheta)

loglik <- cens*(log(alphaxbeta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)
}

tam.amostra <- c¢(10,30,50,100,300,500)

B <- 100 # n de replicagdes
boot <- 1000 # n bootstrap
set.seed(23566)

## RISCO CONSTANTE: Prob. Cobertura

categ <- 0
i<-0

meanparmsO <- matrix(0,nrow=length(tam.amostra),ncol=3)
devparmsO <- matrix(0,nrow=length(tam.amostra),ncol=3)
cobertura0 <- matrix(0,nrow=length(tam.amostra),ncol=3)

for (n in tam.amostra){

cob.alpha <- 0O

cob.beta <- 0
cob.theta <- O

param <- matrix(0,nrow=B*boot,ncol=3)
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for (jj in 1:B){

base <- rweirc(n,1,1,85)
for (j in 1:boot){

erro <- TRUE

while(erro)q{

t <- sample(base,n,replace=T)

k1l <- try(mle(LLL,start=1list(logalpha=log(1l),logbeta=log(1),

logtheta=1log(85)) ,method="BFGS"))

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
|l (ki@details$convergence != 0)

}

param[(jj-1)*boot + j,] <- exp(kl@coef)

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(kl)[3,3])

li.alpha <- kl@coef[1] - 1.96*sd.alpha
ls.alpha <- kl@coef[1] + 1.96%sd.alpha
li.beta <- kl@coef[2] - 1.96%sd.beta
ls.beta <- kl@coef[2] + 1.96%sd.beta
li.theta <- kl1@coef[3] - 1.96%sd.theta
ls.theta <- kl@coef[3] + 1.96%sd.theta

if (log(1l) > 1li.alpha & log(l) < ls.alpha) cob.alpha <- cob.alpha + 1
if (log(1l) > li.beta & log(l) < 1ls.beta) cob.beta <- cob.beta + 1
if (log(85) > li.theta & log(85) < ls.theta) cob.theta <- cob.theta + 1

3

categ <- categ + 1

cat(’\n’, categ)

}

i<- i+l

meanparmsQ[i,1] <- mean(param[,1])
meanparms0[i,2] <- mean(param[,2])
meanparmsO[i,3] <- mean(param[,3])
devparmsO[i,1] <- sd(param[,1])
devparmsO[i,2] <- sd(param[,2])
devparmsO[i,3] <- sd(param[,3])
coberturaO[i,1] <- cob.alpha/(B*boot)

coberturaO[i,2] <- cob.beta/(B*boot)
cobertura0[i,3] <- cob.theta/(B*boot)

}

## RISCO CRESCENTE: Prob. Cobertura
categ <- 0

i<-0

meanparmsl <- matrix(0,nrow=length(tam.amostra),ncol=3)
devparmsl <- matrix(0,nrow=length(tam.amostra),ncol=3)
cobertural <- matrix(0,nrow=length(tam.amostra),ncol=3)

for (n in tam.amostra){

cob.alpha <- 0

cob.beta <- 0
cob.theta <- 0
param <- matrix(0,nrow=B,ncol=3)

for (j in 1:B){

erro <- TRUE

while(erro)q{

t <- rweirc(n,9,0.7,85)

cens <- 1

k1l <- try(mle(LLL,start=1list(logalpha=log(9),logbeta=1og(0.7),

logtheta=1log(85)) ,method="BFGS"))

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
|l (ki@details$convergence != 0)

}

param[j,] <- exp(kl@coef)
sd.alpha <- sqrt(vcov(k1l)[1,1])
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sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(kl)I[3,3])

li.alpha <- kl@coef[1] - 1.96%sd.alpha
ls.alpha <- kl@coef[1] + 1.96*sd.alpha
li.beta <- k1@coef[2] - 1.96%sd.beta
ls.beta <- kl1@coef[2] + 1.96*sd.beta
li.theta <- kl1@coef[3] - 1.96%sd.theta
ls.theta <- k1@coef[3] + 1.96%*sd.theta

if (log(9) > li.alpha & log(9) < ls.alpha) cob.alpha <- cob.alpha + 1
if (log(0.7) > li.beta & 1log(0.7) < ls.beta) cob.beta <- cob.beta + 1
if (log(85) > li.theta & log(85) < ls.theta) cob.theta <- cob.theta + 1

categ <- categ + 1
cat(’\n’, categ)

}
i<- i+l
meanparmsl[i,1] <- mean(param[,1])

meanparms1[i,2] <- mean(param[,2])
meanparms1[i,3] <- mean(param[,3])

devparmsi[i,1] <- sd(param[,1])
devparmsi[i,2] <- sd(param[,2])
devparmsi[i,3] <- sd(param[,3])

cobertural[i,1] <- cob.alpha/B
coberturall[i,2] <- cob.beta/B
cobertural[i,3] <- cob.theta/B

}

## RISCO DECRESCENTE: Prob. Cobertura

categ <- 0

i<-0

meanparms?2 <- matrix(0,nrow=length(tam.amostra),ncol=3)
devparms2 <- matrix(0,nrow=length(tam.amostra),ncol=3)
cobertura2 <- matrix(0,nrow=length(tam.amostra),ncol=3)

for (n in tam.amostra){

cob.alpha <- 0O

cob.beta <- 0
cob.theta <- 0
param <- matrix(0,nrow=B,ncol=3)

for (j in 1:B){

erro <- TRUE

while(erro){

t <- rweirc(n,0.9,0.7,85)

cens <- 1

k1l <- try(mle(LLL,start=1list(logalpha=1log(0.9),logbeta=log(0.7),

logtheta=1log(85)) ,method="BFGS"))

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
Il (ki@details$convergence != 0)

}

param[j,] <- exp(kl@coef)

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(k1)I[3,3])

li.alpha <- kl@coef[1] - 1.96*sd.alpha
ls.alpha <- kl@coef[1] + 1.96%sd.alpha
li.beta <- kl@coef[2] - 1.96*sd.beta
ls.beta <- kl@coef[2] + 1.96%sd.beta
li.theta <- kl1@coef[3] - 1.96%*sd.theta
ls.theta <- kl1@coef[3] + 1.96%sd.theta

if (log(0.9) > li.alpha & log(0.9) < ls.alpha) cob.alpha <- cob.alpha + 1
if (log(0.7) > li.beta & 1log(0.7) < ls.beta) cob.beta <- cob.beta + 1

if (log(85) > li.theta & log(85) < ls.theta) cob.theta <- cob.theta + 1
categ <- categ + 1

cat(’\n’, categ)

}

i <- i+1
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meanparms2[i,1] <- mean(param[,1])
meanparms2[i,2] <- mean(param[,2])
meanparms2[i,3] <- mean(param[,3])

devparms2[i,1] <- sd(param[,1])
devparms2[i,2] <- sd(param[,2])
devparms2[i,3] <- sd(param[,3])
cobertura2[i,1] <- cob.alpha/B

cobertura2[i,2] <- cob.beta/B
cobertura2[i,3] <- cob.theta/B

}

## RISCO UNIMODAL: Prob. Cobertura
categ <- 0

i<-0

meanparms3 <- matrix(0,nrow=length(tam.amostra),ncol=3)
devparms3 <- matrix(0,nrow=length(tam.amostra),ncol=3)
cobertura3 <- matrix(0,nrow=length(tam.amostra),ncol=3)

LLL2 <- function(alpha,beta,theta){
# funcdo a ser minimizada: -log L reparametrizada

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(1l + (exp((t/theta) alpha) - 1) beta)

-sum(loglik)
}

for (n in tam.amostra){

cob.alpha <- 0O

cob.beta <- 0
cob.theta <- 0
param <- matrix(0,nrow=B,ncol=3)

for (j in 1:B){

erro <- TRUE
while(erro){
t <- rweirc(n,-9,-0.7,85)
cens <- 1
k1l <- try(mle(LLL2,start=list(alpha= -9,beta= -0.7,theta=85),
method="BFGS"))
if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
[l (kl@details$convergence != 0)
}

param[j,] <- kl@coef

sd.alpha <- sqrt(vcov(kl)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(kl)[3,3])

li.alpha <- kl@coef[1] - 1.96%sd.alpha
ls.alpha <- kl@coef[1] + 1.96%sd.alpha
li.beta <- kl@coef[2] - 1.96%sd.beta
ls.beta <- kl@coef[2] + 1.96*sd.beta
li.theta <- kil@coef[3] - 1.96%sd.theta
ls.theta <- kl1@coef[3] + 1.96%*sd.theta

if (-9 > li.alpha & -9 < 1ls.alpha) cob.alpha <- cob.alpha + 1
if (-0.7 > li.beta & -0.7 < ls.beta) cob.beta <- cob.beta + 1
if (85 > li.theta & 85 < 1ls.theta) cob.theta <- cob.theta + 1
categ <- categ + 1

cat(’\n’, categ)

}

i<- i+l

meanparms3[i,1] <- mean(param[,1])

meanparms3[i,2] <- mean(param[,2])

meanparms3[i,3] <- mean(param[,3])

devparms3[i,1] <- sd(param[,1])

devparms3[i,2] <- sd(param[,2])

devparms3[i,3] <- sd(param[,3])

cobertura3[i,1] <- cob.alpha/B

cobertura3[i,2] <- cob.beta/B
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cobertura3[i,3] <- cob.theta/B
}

meanparms0
devparmsO
cobertura0

meanparms1
devparmsl
cobertural

meanparms?2
devparms?2
cobertura2

meanparms3
devparms3
cobertura3

a0 <- cbind(meanparms0,devparmsO,cobertura0)
al <- cbind(meanparmsl,devparmsl,cobertural)
a2 <- cbind(meanparms2,devparms2,cobertura2)
a3 <- cbind(meanparms3,devparms3,cobertura3)

round (a0,3)
round(al,3)
round(a2,3)
round(a3,3)

HHHHR R RRRRR GRS R#

#######4 ESTUDO DE SIMULAGAO COM COVARIAVEIS (ASSINTOTICD) #####itit#
HEHFHHEHHH B FHBRFH R AR FH B RS R R B FH B R SRR G R R R G SR RS H R R HH ARG H R R H H B RS

## Geracgdo Weibull RC ##
require(stats4)
rweirc <- function(n,a,b,t) t*(log(l + ((1 - runif(n))~(-1) - 1)~ (1/b)))~(1/a)

## Inclusdo de uma covariavel X no parédmetro de escala ##

LLL <- function(logalpha,logbeta,covthetal,covthetal){
# funcdo a ser minimizada: -log L reparametrizada

alpha <- exp(logalpha)
beta <- exp(logbeta)
theta <- exp(covthetal + covthetal*x)

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)
}

tam.amostra <- ¢(10,30,50,100,300,500)

B <- 1000 # n de replicagdes

set.seed(23566)

## RISCO CONSTANTE: Prob. Cobertura

categ <- 0

i<-0

meanparmsO <- matrix(0,nrow=length(tam.amostra),ncol=4)
devparmsO <- matrix(0,nrow=length(tam.amostra),ncol=4)
cobertura0 <- matrix(0,nrow=length(tam.amostra),ncol=4)

for (n in tam.amostra){

cob.alpha <- 0

cob.beta <- 0

cob.covthetal <- 0

cob.covthetal <- 0

param <- matrix(0,nrow=B,ncol=4)

for (j in 1:B){

erro <- TRUE

while(erro){

x <- rbinom(n,1,0.5)

t <- numeric(n)

for (ii in 1:n) t[ii] <- rweirc(l,1,1,exp(4.382 + 0.118*x[ii]))

cens <- 1

k1l <- try(mle(LLL,start=1list(logalpha=log(1),logbeta=log(1l),covthetal=4.382,

covthetal=0.118) ,method="BFGS") ,silent=TRUE)

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))

|l (ki@details$convergence != 0)
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}
param[j,] <- exp(kl@coef)

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.covthetal <- sqrt(vcov(k1l)[3,3])
sd.covthetal <- sqrt(vcov(kl)[4,4])

li.alpha <- kl@coef[1] - 1.96%sd.alpha
ls.alpha <- kl@coef[1] + 1.96*sd.alpha

li.beta <- kl@coef[2] - 1.96*sd.beta
ls.beta <- kl@coef[2] + 1.96%sd.beta
1li.covtheta0 <- kl@coef[3] - 1.96%sd.covthetal
ls.covtheta0 <- kl@coef[3] + 1.96%sd.covthetal
li.covthetal <- kl@coef[4] - 1.96%*sd.covthetal
ls.covthetal <- kl@coef[4] + 1.96*sd.covthetal

if (log(1l) > li.alpha & log(l) < ls.alpha) cob.alpha <- cob.alpha + 1
if (log(1l) > li.beta & log(l) < ls.beta) cob.beta <- cob.beta + 1
if (4.382 > li.covthetaO & 4.382 < ls.covthetaO)
cob.covtheta0 <- cob.covthetal + 1
if (0.118 > li.covthetal & 0.118 < 1s.covthetal)
cob.covthetal <- cob.covthetal + 1
categ <- categ + 1
cat(’\n’, categ)
}
i<- i+l
meanparmsO[i,1] <- mean(param[,1
meanparmsO[i,2] <- mean(param[,2

D
D
meanparmsQ[i,3] <- mean(param[,3])
meanparmsO[i,4] <- mean(param[,4])

devparmsO[i,1] <- sd(param[,1])
devparmsO[i,2] <- sd(param[,2])
devparmsO[i,3] <- sd(param[,3])
devparmsO[i,4] <- sd(param[,4])

coberturaO[i,1] <- cob.alpha/B
cobertura0[i,2] <- cob.beta/B
cobertura0[i,3] <- cob.covthetal/B
coberturaO[i,4] <- cob.covthetal/B

}

## RISCO CRESCENTE: Prob. Cobertura
categ <- 0

i<-0

meanparmsl <- matrix(0,nrow=length(tam.amostra),ncol=4)
devparmsl <- matrix(0,nrow=length(tam.amostra),ncol=4)
cobertural <- matrix(0,nrow=length(tam.amostra),ncol=4)

for (n in tam.amostra){

cob.alpha <- 0O

cob.beta <- 0

cob.covthetal <- 0

cob.covthetal <- 0

param <- matrix(0,nrow=B,ncol=4)

for (j in 1:B){

erro <- TRUE

while(erro){

x <- rbinom(n,1,0.5)

t <- numeric(n)

for (ii in 1:n) t[ii] <- rweirc(1,9,0.7,exp(4.382 + 0.118*x[ii]))

cens <- 1

k1l <- try(mle(LLL,start=1list(logalpha=log(9),logbeta=1log(0.7),covthetad=4.382,

covthetal=0.118) ,method="BFGS") ,silent=TRUE)

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
[l (kl@details$convergence != 0)

}

param[j,] <- exp(kl@coef)

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.covthetal <- sqrt(vcov(k1l)[3,3])
sd.covthetal <- sqrt(vcov(kl)[4,4])
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li.alpha <- kl@coef[1] - 1.96%sd.alpha
ls.alpha <- kl@coef[1] + 1.96*sd.alpha

li.beta <- kl@coef[2] - 1.96%sd.beta
ls.beta <- kl@coef[2] + 1.96*sd.beta
1li.covtheta0 <- kl@coef[3] - 1.96%sd.covthetal
1ls.covtheta0 <- kl@coef[3] + 1.96*sd.covthetal
li.covthetal <- kl@coef[4] - 1.96%sd.covthetal
ls.covthetal <- kl@coef[4] + 1.96*sd.covthetal

if (log(9) > li.alpha & log(9) < ls.alpha) cob.alpha <- cob.alpha + 1
if (log(0.7) > li.beta & log(0.7) < ls.beta) cob.beta <- cob.beta + 1
if (4.382 > li.covtheta0 & 4.382 < 1s.covthetaO)

cob.covthetal <- cob.covthetal + 1
if (0.118 > li.covthetal & 0.118 < 1ls.covthetal)

cob.covthetal <- cob.covthetal + 1
categ <- categ + 1
cat(’\n’, categ)

}

i<-1i+1

meanparmsi[i,1] <- mean(param[,1])
meanparms1[i,2] <- mean(param[,2])
meanparms1[i,3] <- mean(param[,3])
meanparms1[i,4] <- mean(param[,4])

devparmsi[i,1] <- sd(param[,1])
devparms1[i,2] <- sd(param[,2])
devparmsi[i,3] <- sd(param[,3])
devparms1[i,4] <- sd(param[,4])

cobertural[i,1] <- cob.alpha/B
coberturall[i,2] <- cob.beta/B
cobertural[i,3] <- cob.covthetaO/B
cobertural[i,4] <- cob.covthetal/B

}

## RISCO DECRESCENTE: Prob. Cobertura
categ <- 0

i<-0

meanparms2 <- matrix(0,nrow=length(tam.amostra),ncol=4)
devparms2 <- matrix(0,nrow=length(tam.amostra),ncol=4)
cobertura? <- matrix(0,nrow=length(tam.amostra),ncol=4)

for (n in tam.amostra){

cob.alpha <- 0

cob.beta <- 0

cob.covthetaQ <- 0

cob.covthetal <- 0

param <- matrix(0,nrow=B,ncol=4)

for (j in 1:B){

erro <- TRUE

while(erro){

x <- rbinom(n,1,0.5)

t <- numeric(n)

for (ii in 1:n) t[ii] <- rweirc(1,0.9,0.7,exp(4.382 + 0.118*x[ii]))
cens <- 1

k1 <- try(mle(LLL,start=1list(logalpha=10g(0.9),logbeta=10g(0.7),covthetald=4.382,

covthetal=0.118) ,method="BFGS") ,silent=TRUE)
if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
[l (kl@details$convergence != 0)
}

param[j,] <- exp(kl@coef)

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.covtheta0 <- sqrt(vcov(kl)[3,3])
sd.covthetal <- sqrt(vcov(kl)[4,4])

li.alpha <- kl@coef[1] - 1.96%sd.alpha
ls.alpha <- kl@coef[1] + 1.96*sd.alpha

li.beta <- kl@coef[2] - 1.96%sd.beta

ls.beta <- kl@coef[2] + 1.96*sd.beta
1li.covtheta0 <- kl@coef[3] - 1.96%sd.covthetal
1ls.covtheta0 <- kl@coef[3] + 1.96%sd.covthetal
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li.covthetal <- kl@coef[4] - 1.96xsd.covthetal
1ls.covthetal <- kl@coef[4] + 1.96%*sd.covthetal

if (log(0.9) > li.alpha & log(0.9) < 1ls.alpha) cob.alpha <- cob.alpha + 1
if (log(0.7) > li.beta & log(0.7) < ls.beta) cob.beta <- cob.beta + 1
if (4.382 > li.covthetaO & 4.382 < 1ls.covthetaO)
cob.covthetal <- cob.covthetal + 1
if (0.118 > li.covthetal & 0.118 < 1ls.covthetal)
cob.covthetal <- cob.covthetal + 1
categ <- categ + 1
cat(’\n’, categ)

}

i<- i+l

meanparms2[i,1] <- mean(param[,1])
meanparms2[i,2] <- mean(param[,2])
meanparms2[i,3] <- mean(param[,3])
meanparms2[i,4] <- mean(param[,4])

devparms2[i,1] <- sd(param[,1])
devparms2[i,2] <- sd(param[,2])
devparms2[i,3] <- sd(param[,3])
devparms2[i,4] <- sd(param[,4])

cobertura2[i,1] <- cob.alpha/B
cobertura2[i,2] <- cob.beta/B
cobertura2[i,3] <- cob.covthetaO/B
cobertura2[i,4] <- cob.covthetal/B

}

## RISCO UNIMODAL: Prob. Cobertura
categ <- 0

i<-0

meanparms3 <- matrix(0,nrow=length(tam.amostra),ncol=4)
devparms3 <- matrix(0,nrow=length(tam.amostra),ncol=4)
cobertura3 <- matrix(0,nrow=length(tam.amostra),ncol=4)

LLL2 <- function(alpha,beta,covthetal,covthetal){
# fungdo a ser minimizada: -log L reparametrizada

theta <- exp(covthetal + covthetal*x)

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)
}

for (n in tam.amostra){

cob.alpha <- 0

cob.beta <- 0

cob.covthetaQ <- 0

cob.covthetal <- 0

param <- matrix(0,nrow=B,ncol=4)

for (j in 1:B){

erro <- TRUE

while(erro){

x <- rbinom(n,1,0.5)

t <- numeric(n)

for (ii im 1:n) t[ii] <- rweirc(1,-9,-0.7,exp(4.382 + 0.118*x[ii]))

cens <- 1

k1 <- try(mle(LLL2,start=1list(alpha=-9,beta=-0.7,covtheta0=4.382,

covthetal=0.118) ,method="BFGS") ,silent=TRUE)

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
[l (kl@details$convergence != 0)

}

param[j,] <- c(kl@coef[1],kl@coef[2],exp(kl@coef[3]) ,exp(kl@coef[4]))

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.covthetal <- sqrt(vcov(kl)[3,3])
sd.covthetal <- sqrt(vcov(kl)[4,4])

li.alpha <- kl@coef[1] - 1.96%sd.alpha
ls.alpha <- kl@coef[1] + 1.96%sd.alpha
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1i
1s

1i.
1s.
1i.
1s.

if
if
if
if

3

.beta <- kl@coef[2] - 1.96*sd.beta
.beta <- kl@coef[2] + 1.96*sd.beta
covthetal <- k1@coef[3] - 1.96%*sd.
covthetal <- k1@coef[3] + 1.96%sd.
covthetal <- kl@coef[4] - 1.96%*sd.
covthetal <- kl@coef[4] + 1.96%sd.

(-9 > li.alpha & -9 < 1ls.alpha) cob.alpha <- cob.alpha + 1
<- cob.beta + 1
(4.382 > li.covtheta0 & 4.382 < 1s.covtheta0)

(-0.7 > li.beta & -0.7 < ls.beta)

covthetal
covthetal
covthetal
covthetal

cob.beta

cob.covthetal <- cob.covthetal + 1

(0.118 > li.covthetal & 0.118 < ls.covthetal)

cob.covthetal <- cob.covthetal + 1

categ <- categ + 1
cat(’\n’, categ)

i <- i+1

meanparms3[i,1] <- mean(param[,1

meanparms3[i,3] <- mean(param[,3

D
meanparms3[i,2] <- mean(param[,2])
D
D

meanparms3[i,4] <- mean(param[,4

devparms3[i,1] <- sd(param[,1])
devparms3[i,2] <- sd(param[,2])
devparms3[i,3] <- sd(param[,3])
devparms3[i,4] <- sd(param[,4])

cobertura3[i,1] <- cob.alpha/B

cobertura3[i,2] <- cob.beta/B

cobertura3[i,3]
cobertura3[i,4]

}

meanparms0
devparmsO
cobertura0

meanparms1
devparmsl
cobertural

meanparms?2
devparms?2
cobertura2

meanparms3
devparms3
cobertura3

cob.covthetal0/B
cob.covthetal/B

a0 <- cbind(meanparms0,devparmsO,cobertura0)
al <- cbind(meanparmsl,devparmsi,cobertural)
a2 <- cbind(meanparms2,devparms2,cobertura2)
a3 <- cbind(meanparms3,devparms3,cobertura3)

round (a0,3)
round(ail,3)
round(a2,3)
round(a3,3)

HHHH R R R R R R
#a#a#### ESTUD0O DE SIMULAGAQ COM COVARIAVEIS (BOOTSTRAP) #it##t#it#it
HH#H R N N R R

## Geragdo Weibull RC ##

require(stats4)

rweirc <- function(n,a,b,t) t*(log(l + ((1 - runif(n))~(-1) - 1)~(1/b)))~(1/a)

## Inclusdo de uma covariavel X no parédmetro de escala ##

LLL <- function(logalpha,logbeta,covthetal,covthetal){
# funcdo a ser minimizada: -log L reparametrizada

alpha <- exp(logalpha)
beta <- exp(logbeta)

theta <- exp(covthetal + covthetal*x)

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta)~(alpha) + (beta-1)*log(exp((t/theta)~alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)
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-sum(loglik)
}

tam.amostra <- c(10,30,50,100,300)

B <- 1000 # n de replicagdes

boot <- 399 # n bootstrap

## RISCO CONSTANTE: Prob. Cobertura

categ <- 0

i<-0

meanparmsO <- matrix(0,nrow=length(tam.amostra),ncol=4)
devparmsO <- matrix(0,nrow=length(tam.amostra),ncol=4)
cobertura0 <- matrix(0,nrow=length(tam.amostra),ncol=4)

for (n in tam.amostra){

cob.alpha <- 0O

cob.beta <- 0
cob.theta <- 0
param <- matrix(0,nrow=B,ncol=4)

par.cob <- matrix(0,nrow=B,ncol=4)

for (jj in 1:B){

par.boot <- matrix(0,nrow=boot,ncol=4)

set.seed (23566 + jj)

X.base <- rep(0,n)

while(length(x.base[x.base==0])==n || length(x.base[x.base==1])==n)
x.base <- rbinom(n,1,0.5)

base <- numeric(n)
for (ii in 1:n) basel[ii] <- rweirc(l,1,1,exp(4.382 + 0.118*x.base[ii]))
cens <- rep(1l,n)

for (j in 1:boot){
erro <- TRUE

while(erro)q{

t <- sample(base,n,replace=T)

x <- x.base[match(t,base)]

k1 <- try(mle(LLL,start=1list(logalpha=log(1l),logbeta=log(1),covtheta0=4.382,

covthetal=0.118) ,method="BFGS") ,silent=TRUE)

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
[l (kl@details$convergence != 0)

}

par.boot[j,] <- exp(kl@coef)

}

param[jj,] <- apply(par.boot,2,mean)

IC.alpha <- c(quantile(par.boot[,1],0.025),quantile(par.boot[,1],0.975))
IC.beta <- c(quantile(par.boot[,2],0.025),quantile(par.boot[,2],0.975))
IC.covtheta0 <- c(quantile(par.boot[,3],0.025),quantile(par.boot[,3],0.975))
IC.covthetal <- c(quantile(par.boot[,4],0.025),quantile(par.boot[,4],0.975))
if ((IC.alpha[1] < 1) & (IC.alpha[2] > 1)) par.cob[jj,1] <- 1

if ((IC.betal1] < 1) & (IC.betal[2] > 1)) par.cob[jj,2] <- 1

if ((IC.covthetaO[1] < 80) & (IC.covthetaO[2] > 80)) par.cob[jj,3] <- 1

if ((IC.covthetal[1] < 1.125) & (IC.covthetal[2] > 1.125)) par.cob[jj,4] <- 1
categ <- categ + 1

cat(’\n’, categ)

}

i<- i+l

meanparmsO[i,] <- apply(param,2,mean)

devparmsO[i,] <- apply(param,2,sd)

coberturaO[i,] <- apply(par.cob,2,mean)

}

a0 <- cbind(meanparms0,devparmsO,cobertura0)
round (a0, 3)

## RISCO CRESCENTE: Prob. Cobertura

categ <- 0

i<-0

meanparmsO <- matrix(0,nrow=length(tam.amostra),ncol=4)
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devparmsO <- matrix(0,nrow=length(tam.amostra),ncol=4)
cobertura0 <- matrix(0,nrow=length(tam.amostra),ncol=4)

for (n in tam.amostra){

cob.alpha <- 0

cob.beta <- 0
cob.theta <- 0
param <- matrix(0,nrow=B,ncol=4)

par.cob <- matrix(0,nrow=B,ncol=4)

for (jj in 1:B){

par.boot <- matrix(0,nrow=boot,ncol=4)

set.seed (23566 + jj)

x.base <- rep(0,n)

while(length(x.base[x.base==0])==n || length(x.base[x.base==1])==n)
x.base <- rbinom(n,1,0.5)

base <- numeric(n)

for (ii in 1:n) basel[ii] <- rweirc(1,9,0.7,exp(4.382 + 0.118*x.base[ii]))

cens <- rep(1,n)

for (j in 1:boot){
erro <- TRUE

while(erro)q{

t <- sample(base,n,replace=T)

x <- x.base[match(t,base)]

k1 <- try(mle(LLL,start=1list(logalpha=log(9),logbeta=1og(0.7),covthetad=4.382,

covthetal=0.118) ,method="BFGS") ,silent=TRUE)

if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
[l (kl@details$convergence != 0)

}

par.boot[j,] <- exp(kl@coef)
}
param[jj,] <- apply(par.boot,2,mean)

IC.alpha <- c(quantile(par.boot[,1],0.025),quantile(par.boot[,1],0.975))
IC.beta <- c(quantile(par.boot[,2],0.025),quantile(par.boot[,2],0.975))
IC.covthetal <- c(quantile(par.boot[,3],0.025),quantile(par.boot[,3],0.975))
IC.covthetal <- c(quantile(par.boot[,4],0.025),quantile(par.boot[,4],0.975))

if ((IC.alpha[1] < 9) & (IC.alphal[2] > 9)) par.cob[jj,1] <- 1

if ((IC.betal[1] < 0.7) & (IC.betal[2] > 0.7)) par.cob[jj,2] <- 1

if ((IC.covthetaO[1] < 80) & (IC.covthetaO[2] > 80)) par.cob[jj,3] <- 1

if ((IC.covthetal[1] < 1.125) & (IC.covthetal[2] > 1.125)) par.cob[jj,4] <- 1

categ <- categ + 1
cat(’\n’, categ)

}

i<- i+l

meanparmsO[i,] <- apply(param,2,mean)
devparmsO[i,] <- apply(param,2,sd)
coberturaO[i,] <- apply(par.cob,2,mean)

}

a0 <- cbind(meanparms0,devparmsO,cobertura0)

round (a0, 3)

## RISCO DECRESCENTE: Prob. Cobertura

categ <- 0

i< 0

meanparmsO <- matrix(0,nrow=length(tam.amostra),ncol=4)
devparmsO <- matrix(0,nrow=length(tam.amostra),ncol=4)
cobertura0 <- matrix(0,nrow=length(tam.amostra),ncol=4)

for (n in tam.amostra){

cob.alpha <- 0O

cob.beta <- 0

cob.theta <- 0

param <- matrix(0,nrow=B,ncol=4)
par.cob <- matrix(0,nrow=B,ncol=4)
for (jj in 1:B){

par.boot <- matrix(0,nrow=boot,ncol=4)
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set.seed (23566 + jj)
x.base <- rep(0,n)
while(length(x.base[x.base==0])==n || length(x.base[x.base==1])==n)
x.base <- rbinom(n,1,0.5)
base <- numeric(n)
for (ii in 1:n) basel[ii] <- rweirc(1,0.9,0.7,exp(4.382 + 0.118*x.base[ii]))
cens <- rep(1,n)

for (j in 1:boot){

erro <- TRUE
cont.erro <- O

while(erro){

if (cont.erro >= 30){

base <- numeric(n)

for (ii in 1:n) basel[ii] <- rweirc(1,0.9,0.7,exp(4.382 + 0.118*x.base[ii]))
cont.erro <- O

t <- sample(base,n,replace=T)
x <- x.base[match(t,base)]
k1 <- try(mle(LLL,start=1ist(logalpha=log(0.9),logbeta=1log(0.7),covthetald=4.382,
covthetal=0.118) ,method="BFGS") ,silent=TRUE)
if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
|l (ki@details$convergence != 0)
cont.erro <- cont.erro + 1

par.boot[j,] <- exp(kl@coef)
}
param[jj,] <- apply(par.boot,2,mean)

IC.alpha <- c(quantile(par.boot[,1],0.025),quantile(par.boot[,1],0.975))
IC.beta <- c(quantile(par.boot[,2],0.025),quantile(par.boot[,2],0.975))
IC.covtheta0 <- c(quantile(par.boot[,3],0.025),quantile(par.boot[,3],0.975))
IC.covthetal <- c(quantile(par.boot[,4],0.025),quantile(par.boot[,4],0.975))

if ((IC.alpha[1] < 0.9) & (IC.alpha[2] > 0.9)) par.cob[jj,1] <- 1

if ((IC.beta[1] < 0.7) & (IC.betal[2] > 0.7)) par.cob[jj,2] <- 1

if ((IC.covthetaO[1] < 80) & (IC.covthetaO[2] > 80)) par.cob[jj,3] <- 1
if ((IC.covthetall[1l] < 1.125) & (IC.covthetal[2] > 1.125)) par.cob[jj,4] <- 1
categ <- categ + 1

cat(’\n’, categ)

}

i<- i+l

meanparmsO[i,] <- apply(param,2,mean)

devparmsO[i,] <- apply(param,2,sd)

coberturaO[i,] <- apply(par.cob,2,mean)

}

a0 <- cbind(meanparms0,devparmsO,cobertura0)

round (a0,3)

## RISCO UNIMODAL: Prob. Cobertura

LLL2 <- function(alpha,beta,covthetal,covthetal){
# fungdo a ser minimizada: -log L reparametrizada

theta <- exp(covthetal + covthetal*x)

loglik <- cens*(log(alphaxbeta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)

X

tam.amostra <- ¢(10,30,50,100,300)
B <- 1000 # n de replicagdes
boot <- 399 # n bootstrap

categ <- 0

i<-0

meanparmsO <- matrix(0,nrow=length(tam.amostra),ncol=4)
devparmsO <- matrix(0,nrow=length(tam.amostra),ncol=4)
cobertura0 <- matrix(0,nrow=length(tam.amostra),ncol=4)

for (n in tam.amostra){



E. Cédigos Utilizados 94

cob.alpha <- 0

cob.beta <- 0
cob.theta <- 0
param <- matrix(0,nrow=B,ncol=4)

par.cob <- matrix(0,nrow=B,ncol=4)
for (jj in 1:B){
par.boot <- matrix(0,nrow=boot,ncol=4)
set.seed (23566 + jj)
x.base <- rep(0,n)
while(length(x.base[x.base==0])==n || length(x.base[x.base==1])==n)
x.base <- rbinom(n,1,0.5)
base <- numeric(n)
for (ii in 1:n) basel[ii] <- rweirc(1,-9,-0.7,
exp(4.382 + 0.118*x.base[ii]))
cens <- rep(l,n)
for (j in 1:boot){
erro <- TRUE
while(erro){
t <- sample(base,n,replace=T)
x <- x.base[match(t,base)]
k1 <- try(mle(LLL2,start=list(alpha=-9,beta=-0.7,covtheta0=4.382,
covthetal=0.118) ,method="BFGS") ,silent=TRUE)
if (class(kl)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(kl)) < 0))
|l (ki@details$convergence != 0)
}

par.boot[j,] <- c(kl@coef[1],k10@coef[2],exp(kl@coef[3]),exp(kl@coef[4]))

}

param[jj,] <- apply(par.boot,2,mean)

IC.alpha <- c(quantile(par.boot[,1],0.025),quantile(par.boot[,1],0.975))
IC.beta <- c(quantile(par.boot[,2],0.025),quantile(par.boot[,2],0.975))
IC.covtheta0 <- c(quantile(par.boot[,3],0.025),quantile(par.boot[,3],0.975))
IC.covthetal <- c(quantile(par.boot[,4],0.025),quantile(par.boot[,4],0.975))
if ((IC.alphal[1] < -9) & (IC.alphal2] > -9)) par.cob[jj,1] <- 1

if ((IC.betal[l] < -0.7) & (IC.beta[2] > -0.7)) par.cob[jj,2] <- 1

if ((IC.covthetaO[1] < 80) & (IC.covthetaO[2] > 80)) par.cob[jj,3] <- 1

if ((IC.covthetal[1] < 1.125) & (IC.covthetal[2] > 1.125)) par.cob[jj,4] <- 1
categ <- categ + 1

cat(’\n’, categ)

}
i<- i+l
meanparmsO[i,] <- apply(param,2,mean)

devparmsO[i,] <- apply(param,2,sd)
coberturaO[i,] <- apply(par.cob,2,mean)

3

a0 <- cbind(meanparms0,devparmsO,cobertura0)
round (a0, 3)

EXEMPLOS

require(stats4)

TTT <- function(falha){ ## Apenas tempos de falha
t <- sort(falha)

n <- length(falha)

den <- sum(falha)

phi <- numeric(n)

for (r in 1:n){

soma <- O

for (i in 1:1){

soma <- soma + t[i]

}
philr] <- (soma + (n-r)*t[r])/den

}
phi
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}
rweirc <- function(n,a,b,t) t*(log(l + ((1 - runif(n))~(-1) - 1)~ (1/b)))~(1/a)

LLL <- function(logalpha,logbeta,logtheta){
# fungdo a ser minimizada: -log L reparametrizada

alpha <- exp(logalpha)
beta <- exp(logbeta)
theta <- exp(logtheta)

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(1l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)

LLL2 <- function(alpha,beta,theta){
# fungdo a ser minimizada: -log L reparametrizada

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(1l + (exp((t/theta) alpha) - 1) beta)

-sum(loglik)
}

### Exemplo 1 (Kimball, 1960) ###

x <- read.table("dadoscrescente.txt")
attach(x)

t <- as.numeric(V1)

cens <- 1

### TTT Plot ###

razao <- l:length(t)/length(t)

plot(razao,TTT(t) ,type="1",x1im=c(0,1) ,ylim=c(0,1))

abline(0,1,col="red")

HEHH R R RS R S R SR R R

##H##t Inferéncia Classica (Assintotica) #it#titititii

HEHFHHHH R H SRR SRR R R A R SRR R T

k1l <- try(mle(LLL2,start=list(alpha=6.2278,beta=0.7495,theta=131.45),
method="BFGS"))

paraml <- klQ@coef

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(k1)I[3,3])

IC.alpha <- c(kl@coef[1] - 1.96%*sd.alpha, kl@coef[1] + 1.96*sd.alpha)
IC.beta <- c(kl@coef[2] - 1.96*sd.beta, kl@coef[2] + 1.96%sd.beta)
IC.theta <- c(kl@coef[3] - 1.96%*sd.theta, kil@coef[3] + 1.96%sd.theta)

IC.alpha

IC.beta
IC.theta

HEFHEH AL HEHBEH AR B H RS HA S B H RS RS RS H RS R R R
a4yt Inferéncia Classica (Bootstrap) #it#######t#

HH#H R RN R N RN R

boot <- 399 # n bootstrap

base <- t

n <- length(t)

par.boot <- matrix(0,nrow=boot,ncol=3)
set.seed(23456)

for (j in 1:boot){

erro <- TRUE

while(erro){

t <- sample(base,n,replace=T)

k2 <- try(mle(LLL2,start=list(alpha=6.2278,beta=0.7495,theta=131.45),

method="BFGS"))
if (class(k2)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(k2)) < 0))
Il (k2@details$convergence != 0)
}
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par.boot[j,] <- k2@coef
}
param2 <- apply(par.boot,2,mean)

IC2.alpha <- c(quantile(par.boot[,1],0.025),quantile(par.boot[,1],0.975))
IC2.beta <- c(quantile(par.boot[,2],0.025),quantile(par.boot[,2],0.975))
IC2.theta <- c(quantile(par.boot[,3],0.025),quantile(par.boot[,3]1,0.975))
IC2.alpha

IC2.beta

IC2.theta

R R R R R R R R

###HHHHHaa#### Inferéncia Bayesiana ##############HS
HHHFHHHHRHEHEH GRS HFHH R R RGBS HFRHREH R GRS RS HFRHRH TR H

t <- base

M.rnorm <- function(n,mu,V){

p <- ncol(V)

if (length(mu) < p) mu <- rep(mu,p)

DVS <- svd(V)

if (prod(DVS$d) <= 0) stop("Matriz de Var Inadequada")

Q <- t(DVS$v%*% (t (DVS$u*sqrt (DVS$d))))

X <- matrix(rnorm(n*p) ,nrow=n)%*%Q

X <- sweep(X,2,mu,"+")

X}

######4#4# POSTERIORI COM PRIORI DE JEFFREYS #########

dlogpost <- function(alpha,beta,theta){

logpost <- -LLL2(alpha,beta,theta) + log(sqrt(det(kl@details$hessian)))
if (logpost == "NaN" || logpost == Inf) logpost <- -Inf

logpost

}

HERFH R B H AR FHREFHH AR H B RS HH RS H RS R R R RSB SH R RS H R RS H

amostra <- 2000

salto <- 15

burnin <- 5000

N.it <- burnin + amostraxsalto

dlogmax <- function(alpha,beta,theta) -dlogpost(alpha,beta,theta)
kl@coef

k.post <- try(mle(dlogmax,start=list(alpha=6.2278,beta=0.7495,theta=131.45),
method="BFGS"))

m <- k.post@coef

V <- vcov(k.post)

est.pos <- matrix(0,nrow=N.it,ncol=3)

est.pos[1,1] <- 1

est.pos[1,2] <- 2

est.pos[1,3] <- 30

set.seed(4231)

for (i in 2:N.it){

a <- M.rnorm(1,m,V)

al <- a[1]

a2 <- a[2]

a3 <- al3]

if (dlogpost(est.pos[i-1,1],est.pos[i-1,2],est.pos[i-1,3]) == -Inf)
aceit <- 1 else{
prob <- exp(dlogpost(al,a2,a3) - dlogpost(est.pos[i-1,1],

est.pos[i-1,2],est.pos[i-1,3]))

aceit <- min(1,prob)}

if (runif (1) <= aceit) est.pos[i,] <- c(al,a2,a3) else

est.pos[i,] <- est.pos[i-1,]

}
salto.fim <- seq(burnin + salto,N.it,by=salto)
mcme <- est.pos[salto.fim,]

par (mfrow=c(3,1))
plot(mcmc[,1],type="1",ylab="alpha",xlab="n")
plot(mcmc[,2] ,type="1",ylab="beta",xlab="n")
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plot(mcmc[,3],type="1",ylab="theta",xlab="n")

param3 <- apply(mcmc,2,mean)
param3

ICred.alpha <- c(quantile(mecmc[,1],0.025),quantile(memc[,1],0.975))
ICred.beta <- c(quantile(memc[,2],0.025),quantile(mecmc([,2],0.975))
ICred.theta <- c(quantile(mecmc[,3],0.025),quantile(memc([,3],0.975))

ICred.alpha

ICred.beta
ICred.theta

IC.alpha[2] - IC.alpha[1]
IC2.alphal[2] - IC2.alphal1l]
ICred.alpha[2] - ICred.alphal1]

IC.betal[2] - IC.betalll
IC2.beta[2] - IC2.betall]
ICred.beta[2] - ICred.betal1]

IC.theta[2] - IC.thetal[1]
IC2.thetal[2] - IC2.thetal1]
ICred.theta[2] - ICred.thetal[1]

hweirc<-function(x,a,b,t){

h<-numeric(length(x))

for (i in 1:length(x))

h[i] <- (axb/x[i]) * (x[il/t)~a * exp((x[il/t)~a) * (exp((x[il/t)~a) - 1)~(b-1)
) * (1 + (exp((x[il/t)~a) - 1)"b)~(-1)

h

t <- seq(0.1,100,by=0.1)

hl <- hweirc(t,paraml[1],paraml[2],paraml[3])
h2 <- hweirc(t,param2[1],param2[2],param2[3])
h3 <- hweirc(t,param3[1],param3[2],param3[3])

plot(t,hl,type="1",ylab="h(t)",1ty=2)
lines(t,h2,1wd=2)

al <- matrix(c(paraml[1],param2[1],param3[1]) ,nrow=3,ncol=1)
a2 <- matrix(c(paraml[2],param2[2],param3[2]) ,nrow=3,ncol=1)
a3 <- matrix(c(parami[3],param2[3],param3[3]) ,nrow=3,ncol=1)
estim <- rbind(al,a2,a3)

interl <- rbind(IC.alpha,IC2.alpha,ICred.alpha)
inter2 <- rbind(IC.beta,IC2.beta,ICred.beta)
inter3 <- rbind(IC.theta,IC2.theta,ICred.theta)
inter <- rbind(interl,inter2,inter3)

amp <- inter[,2] - inter[,1]

total <- cbind(estim,inter,amp)
total <- as.numeric(total)

total <- matrix(total,nrow=9,ncol=4)
total2 <- round(total,3)

nomes <- c("Assintdtica","Bootstrap",'"Bayesiana')
nomes <- matrix(nomes,nrow=3)

nomes2 <- rbind(nomes,nomes,nomes)

tabela <- cbind(nomes2,total2)

tabela
HHHFHHHHRH SRR SR GRS HH RS RS RS RS

### ComparagSes - Exemplo 1 ###
B R

LLLa <- function(alpha,beta,theta){ # Modelo Weibull Razdo de Chances

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta)~(alpha) + (beta-1)*log(exp((t/theta)~alpha)-1)) -
(1+cens)*log(1l + (exp((t/theta) alpha) - 1) beta)

-sum(loglik)

}

LLLb <- function(alpha,theta){ # Modelo Weibull

beta <- 1

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)

}
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LLLc <- function(theta){ # Modelo Exponencial

alpha <- 1

beta <- 1

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)

}

x <- read.table("dadoscrescente.txt")
attach(x)

t <- as.numeric(V1)

cens <- 1

k1l <- try(mle(LLLa,start=list(alpha=6.2278,beta=0.7495,theta=131.45),
method="BFGS"))

paraml <- klQcoef

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(kl)I[3,3])
ur <- 2%k1@min

FTRTY
i

##:#######"Médélé"wélbﬁll"

Ty TRTRTRTHTST
i

k2 <- try(mle(LLLb,start=list(alpha=4.952,theta= 132.296) ,method="BFGS"))
param2 <- k2Q@coef

sd.alpha2 <- sqrt(vcov(k2)[1,1]1)

sd.theta2 <- sqrt(vcov(k2)[2,2])

rl <- 2xk2@min
trvl <- rl1 - ur

HHAH AR RRRR R R R R
######## Modelo Exponencial #########

HURHH B RS R R R R

k3 <- try(mle(LLLc,start=list(theta=121.245) ,method="BFGS"))
param3 <- k3Qcoef

sd.theta3 <- sqrt(vcov(k3)[1,1]1)

r2 <- 2*xk3@min
trv2 <- r2 - ur

o
+
H
#
o
+

alpha.fim <- c(paraml[1],param2[1],0)
beta.fim <- c(parami[2],0,0)
theta.fim <- c(paraml[3],param2[2],param3)

sdalpha.fim <- c(sd.alpha,sd.alpha2,0)
sdbeta.fim <- c(sd.beta,0,0)
sdtheta.fim <- c(sd.theta,sd.theta2,sd.theta3)

logvero.fim <- c(ur,rl,r2)
trv.fim <- c(0,trvi,trv2)
pvalue.fim <- c(0,1 - pchisq(trvi,2),1 - pchisq(trv2,1))

aic.fim <- c(AIC(k1),AIC(k2),AIC(k3))
bic.fim <- c(AIC(k1,k=log(length(t))),AIC(k2,k=1log(length(t))),
AIC(k3,k=log(length(t))))

resultado <- rbind(alpha.fim,beta.fim,theta.fim,sdalpha.fim,sdbeta.fim,
sdtheta.fim,logvero.fim,trv.fim,pvalue.fim,aic.fim,bic.fim)
round(resultado,3)

s S g
### Exemplo 2 (Efron, 1988) #it#
HEFHSHAFHEHBEHBHHEH B H RS HEH RS R

LLL2 <- function(alpha,beta,theta){
# funcdo a ser minimizada: -log L reparametrizada
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loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(1l + (exp((t/theta) alpha) - 1) beta)

-sum(loglik)
}

dias <- ¢(7,34,42,63,64,74,83,84,91,108,112,129,133,133,139,140,140,146,149,154,157,
160,160,165,173,176,185,218,225,241,248,273,277,279,297,319,405,417,420,440,
523,523,583,594,1101,1116,1146,1226,1349,1412,1417)

t <- trunc(dias/30.438) + 1

cens <- c¢(1,1,1,1,1,0,1,1,1,1,1,1,14,1,14,14,1,1,1,1,1,1,1,1,1,1,0,1,1,1,1,1,1,0,1,0,1,1,
1,1,1,0,1,1,1,0,1,0,0,0,1)

### TTT Plot ###

razao <- 1:length(t)/length(t)

plot(razao,TTT(t) ,type="1",x1im=c(0,1),ylim=c(0,1))
abline(0,1,col="red")

HHSFHH SRS HH SSRGS A RS S R R R R R T

######### Inferdnecia Classica (Assintotica) #########
HHH#HH S HHH RS RS TR S T T

k1l <- try(mle(LLL2,start=list(alpha=-0.89,beta=-1.30,theta=5.38) ,method="BFGS"))
paraml <- klQ@coef

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(kl)[3,3])

IC.alpha <- c(kl@coef[1] - 1.96*sd.alpha, kl@coef[1] + 1.96%*sd.alpha)
IC.beta <- c(kl@coef[2] - 1.96*sd.beta, kl@coef[2] + 1.96%sd.beta)
IC.theta <- c(kl@coef[3] - 1.96%*sd.theta, kil@coef[3] + 1.96%sd.theta)

IC.alpha

IC.beta
IC.theta

HEFHSHAFHEHBEHRH B H RS HR S B H RS RS RS H RS S H SRR
syt Inferéncia Classica (Bootstrap) #it#it#t#it#
HEFHEHAFHEHBEH AR B H SRR H S H RS R AR RS R EER SRS R SRR

boot <- 399 # n bootstrap
base <- t

c.base <- cens

n <- length(t)

par.boot <- matrix(0,nrow=boot,ncol=3)

for (j in 1:boot){

erro <- TRUE

while(erro){

t <- sample(base,n,replace=T)

cens <- c.base[match(t,base)]

k2 <- try(mle(LLL2,start=1list(alpha=-0.89,beta=-1.30,theta=5.38) ,method="BFGS"))

if (class(k2)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(k2)) < 0))
[l (k2@details$convergence != 0)

}

par.boot[j,] <- k2@coef
}
param2 <- apply(par.boot,2,mean)

IC2.alpha <- c(quantile(par.boot[,1],0.025),quantile(par.boot[,1],0.975))
IC2.beta <- c(quantile(par.boot[,2],0.025),quantile(par.boot[,2],0.975))
IC2.theta <- c(quantile(par.boot[,3],0.025),quantile(par.boot[,3],0.975))

IC2.alpha
IC2.beta
IC2.theta

HERSHHEGHHBRFH B RS HH RS H RS HH RS H R RS HHBRSHRBEHH RS H RS
###HH R a#### Inferéncia Bayesiana ############HHHS
HERSH BB HHRSH BB R B SHR R SHH R SRY

t <- base
cens <- c.base

M.rnorm <- function(n,mu,V){
p <- ncol(V)



E. Cédigos Utilizados 100

if (length(mu) < p) mu <- rep(mu,p)

DVS <- svd(V)

if (prod(DVS$d) <= 0) stop("Matriz de Var Inadequada")
Q <- t(DVS$vY*% (t (DVS$uxsqrt (DVS$d))))

X <- matrix(rnorm(n*p) ,nrow=n)%*%Q

X <- sweep(X,2,mu,"+")

X3}

#######4## POSTERIORI COM PRIORI DE JEFFREYS #########

dlogpost <- function(alpha,beta,theta){

logpost <- -LLL2(alpha,beta,theta) + log(sqrt(det(kl@details$hessian)))
if (logpost == "NaN" || logpost == Inf) logpost <- -Inf

logpost

HESSFH B RS H RS H RS R AR R R R SRR

amostra <- 2000
salto <- 15

burnin <- 5000

N.it <- burnin + amostraxsalto

dlogmax <- function(alpha,beta,theta) -dlogpost(alpha,beta,theta)
k1@coef

k.post <- try(mle(dlogmax,start=list(alpha=-0.89,beta=-1.30,theta=5.38),
method="BFGS"))

m <- k.post@coef

V <- vcov(k.post)

est.pos <- matrix(0,nrow=N.it,ncol=3)

est.pos[1,1] <- 30

est.pos[1,2] <- 0.5

est.pos[1,3] <- 2

set.seed(4231)

for (i in 2:N.it){

a <- M.rnorm(1,m,V)

al <- afl1]

a2 <- al2]

a3 <- a[3]

if (dlogpost(est.pos[i-1,1],est.pos[i-1,2],est.pos[i-1,3]) == -Inf)
aceit <- 1 else{

prob <- exp(dlogpost(al,a2,a3) - dlogpost(est.pos[i-1,1],est.pos[i-1,2],
est.pos[i-1,3]))
aceit <- min(1,prob)}

if (runif (1) <= aceit) est.pos[i,] <- c(al,a2,a3) else
est.pos[i,] <- est.pos[i-1,]

}
salto.fim <- seq(burnin + salto,N.it,by=salto)
mcme <- est.pos[salto.fim,]

par (mfrow=c(3,1))
plot(mcmc[,1],type="1",ylab="alpha",xlab="n")
plot(mcmec[,2] ,type="1",ylab="beta",xlab="n")
plot(mcmc[,3],type="1",ylab="theta",xlab="n")
param3 <- apply(mcmc,2,mean)

param3

ICred.alpha <- c(quantile(memc[,1],0.025),quantile(memc([,1],0.975))
ICred.beta <- c(quantile(memc[,2],0.025),quantile(memc([,2],0.975))
ICred.theta <- c(quantile(memc[,3],0.025),quantile(memc([,3],0.975))

ICred.alpha

ICred.beta
ICred.theta

IC.alpha[2] - IC.alphal1]
IC2.alpha[2] - IC2.alpha[1]
ICred.alphal[2] - ICred.alphal[1]
IC.betal[2] - IC.betal1]

IC2.beta[2] - IC2.betal[1]
ICred.beta[2] - ICred.betal1]
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IC.theta[2] - IC.thetal1]
IC2.theta[2] - IC2.thetal1]
ICred.thetal[2] - ICred.thetal1]

paraml

param?2

param3

hweirc<-function(x,a,b,t){

h<-numeric(length(x))

for (i in 1:length(x))

hlil <- (a*b/x[i]l) * (x[il/t)~a * exp((x[il/t)~a) * (exp((x[il/t)~a) - 1)~ (b-1)
) * (1 + (exp((x[il/t)~a) - 1)"b)~(-1)

h

t <- seq(1,50,by=0.001)

hl <- hweirc(t,parami[1],paraml[2],paraml[3])
h2 <- hweirc(t,param2[1],param2[2],param2[3])
h3 <- hweirc(t,param3[1],param3[2],param3[3])

plot(t,hl,type="1",ylab="h(t)",1lwd=2,1ty=2,ylim=c(0,0.16))
lines(t,h2,1lwd=2)
lines(t,h3,1wd=2,1ty=3)

AIC(k1)

al <- matrix(c(paraml[1],param2[1],param3[1]) ,nrow=3,ncol=1)
a2 <- matrix(c(paraml[2],param2[2],param3[2]) ,nrow=3,ncol=1)
a3 <- matrix(c(paraml[3],param2[3],param3[3]) ,nrow=3,ncol=1)
estim <- rbind(al,a2,a3)

interl <- rbind(IC.alpha,IC2.alpha,ICred.alpha)
inter2 <- rbind(IC.beta,IC2.beta,ICred.beta)
inter3 <- rbind(IC.theta,IC2.theta,ICred.theta)
inter <- rbind(interl,inter2,inter3)

amp <- inter[,2] - inter[,1]

total <- cbind(estim,inter,amp)
total <- as.numeric(total)

total <- matrix(total,nrow=9,ncol=4)
total2 <- round(total,3)

nomes <- c("Assintdtica","Bootstrap",'"Bayesiana')
nomes <- matrix(nomes,nrow=3)

nomes2 <- rbind(nomes,nomes,nomes)

tabela <- cbind(nomes2,total2)

tabela

cbind(base,c.base)

A A R
### Comparagdes - Exemplo 2 ###
A S S A

LLLa <- function(alpha,beta,theta){ # Modelo Weibull Razdo de Chances

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta)~alpha)-1)) -
(1+cens)*log(1l + (exp((t/theta) alpha) - 1) beta)

-sum(loglik)

}

LLLb <- function(alpha,theta){ # Modelo Weibull

beta <- 1

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)

}

LLLc <- function(theta){ # Modelo Exponencial

alpha <- 1

beta <- 1

loglik <- cens*(log(alphaxbeta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)

dias <- ¢(7,34,42,63,64,74,83,84,91,108,112,129,133,133,139,140,140,146,149,154,
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157,160,160,165,173,176,185,218,225,241,248,273,277,279,297,319,405,417,
420,440,523,523,583,594,1101,1116,1146,1226,1349,1412,1417)
t <- trunc(dias/30.438) + 1
cens <- c¢(1,1,1,1,1,0,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,1,0,1,1,1,1,1,1,0,1,0,
1,1,1,1,1,0,1,1,1,0,1,0,0,0,1)

##### Modelo Weibull RC

T T TR TR AT ETRTRTRTR TR I T
HUHHBHH BB HHB B ER B BHY

k1l <- try(mle(LLLa,start=list(alpha=-0.89,beta=-1.30,theta=5.38) ,method="BFGS"))
paraml <- klQ@coef

sd.alpha <- sqrt(vcov(k1l)[1,1])

sd.beta <- sqrt(vcov(kl)[2,2])

sd.theta <- sqrt(vcov(kl)[3,3])

ur <- 2%k10min

ITETRTRTRTRTRTRT
HEHBHHHH
HHAHHHAH A AT

Hit Nodelo Weibull

k2 <- try(mle(LLLb,start=list(alpha=0.999,theta=14.950) ,method="BFGS"))
param2 <- k2Qcoef

sd.alpha2 <- sqrt(vcov(k2)[1,1]1)
sd.theta2 <- sqrt(vcov(k2)[2,2])

rl <- 2xk2@min
trvl <- rl1 - ur

g B B s
######## Modelo Exponencial #########

HEFHSEHASHAEHBEHBSREH B H RS R H SR R R R

k3 <- try(mle(LLLc,start=1list(theta=14.950) ,method="BFGS"))
param3 <- k3Qcoef

sd.theta3 <- sqrt(vcov(k3)[1,1]1)

r2 <- 2xk30@min
trv2 <- r2 - ur

B
HAHHHHHBHHH
i
B
}

i +

HHH

alpha.fim <- c(paraml[1],param2[1],0)
beta.fim <- c(param1[2],0,0)
theta.fim <- c(paramil[3],param2[2],param3)

sdalpha.fim <- c(sd.alpha,sd.alpha2,0)
sdbeta.fim <- c(sd.beta,0,0)
sdtheta.fim <- c(sd.theta,sd.theta2,sd.theta3)

logvero.fim <- c(ur,rl,r2)
trv.fim <- c(0,trvi,trv2)
pvalue.fim <- c(0,1 - pchisq(trvi,2),1 - pchisq(trv2,1))

aic.fim <- c(AIC(k1),AIC(k2),AIC(k3))
bic.fim <- c(AIC(k1,k=log(length(t))),AIC(k2,k=1log(length(t))),
AIC(k3,k=log(length(t))))

resultado <- rbind(alpha.fim,beta.fim,theta.fim,sdalpha.fim,sdbeta.fim,
sdtheta.fim,logvero.fim,trv.fim,pvalue.fim,aic.fim,bic.fim)
round (resultado,3)

HEFHEHBSH AR HEH RS RSB H RS R R Y
### Exemplo 3 (Halley, 1693) ###

HH#HH R R
require(stats4)

TTIT <- function(falha){ ## Apenas tempos de falha
t <- sort(falha)

n <- length(falha)

den <- sum(falha)

phi <- numeric(n)

for (r in 1:n){

soma <- 0

for (i in 1:r){

soma <- soma + t[il

}
philr] <- (soma + (n-r)*t[r])/den
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}
phi
3

rweirc <- function(n,a,b,t) t*(log(l + ((1 - runif(n))~(-1) - 1)~ (1/b)))~(1/a)

LLL <- function(logalpha,logbeta,logtheta){ # funcdo a ser minimizada: -log L reparametrizad:

alpha <- exp(logalpha)
beta <- exp(logbeta)
theta <- exp(logtheta)

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) + (t/theta)~(alpha) + (beta-1)
-sum(loglik)
}

LLL2 <- function(alpha,beta,theta){ # funcdo a ser minimizada: -log L reparametrizada

loglik <- cens*(log(alphaxbeta*theta~(-alpha)) + (alpha-1)*log(t) + (t/theta)”(alpha) + (beta-1)
-sum(loglik)

3

t <- c(
rep(1,145),
rep(2,57),
rep(3,38),
rep(4,28),
rep(5,22),
rep(6,18),
rep(7,12),
rep(8,10),
rep(9,9),
rep(10,8),
rep(11,7),
rep(12,6),
rep(13,6),
rep(14,6),
rep(15,6),
rep(16,6),
rep(17,6),
rep(18,6),
rep(19,6),
rep(20,6),
rep(21,7),
rep(22,6),
rep(23,6),
rep(24,6),
rep(25,7),
rep(26,7),
rep(27,7),
rep(28,7),
rep(29,8),
rep(30,8),
rep(31,8),
rep(32,8),
rep(33,8),
rep(34,9),
rep(35,9),
rep(36,9),
rep(37,9),
rep(38,9),
rep(39,9),
rep(40,9),
rep(41,9),
rep(42,8),
rep(43,10),
rep(44,12),
rep(45,10),
rep(46,10),
rep(47,10),
rep(48,10),
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rep(49,11),
rep(50,11),
rep(51,11),
rep(52,11),
rep(53,11),
rep(54,10),
rep(55,10),
rep(56,10),
rep(57,10),
rep(58,10),
rep(59,10),
rep(60,10),
rep(61,10),
rep(62,10),
rep(63,10),
rep(64,10),
rep(65,10),
rep(66,10),
rep(67,10),
rep(68,10),
rep(69,10),
rep(70,11),
rep(71,11),
rep(72,11),
rep(73,11),
rep(74,10),
rep(75,10),
rep(76,10),
rep(77,10),
rep(78,9),
rep(79,8),
rep(80,7),
rep(81,6),
rep(82,5),
rep(83,3),
rep(84,20)
)

cens <- rep(1,1000)
### TTT Plot ###

razao <- 1:length(t)/length(t)

plot(razao,TTT(t) ,type="1",x1im=c(0,1) ,ylim=c(0,1))
abline(0,1,col="red")

HH S S

######### Inferéneia Classica (Assintotica) #########
HtS R S S

k1 <- try(mle(LLL2,start=list(alpha=3.6879874,beta=0.1816192,theta=36.4787230) ,method="BFGS"))
paraml <- klQcoef

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.theta <- sqrt(vcov(k1)I[3,3])

IC.alpha <- c(kl@coef[1] - 1.96%*sd.alpha, kl@coef[1] + 1.96*sd.alpha)
IC.beta <- c(kl@coef[2] - 1.96*sd.beta, kl@coef[2] + 1.96%sd.beta)
IC.theta <- c(kl1l@coef[3] - 1.96%*sd.theta, kil@coef[3] + 1.96%sd.theta)

IC.alpha

IC.beta
IC.theta

HEFHEH AL HEHBEH AR B H SRS B H RS RS RS H RS RS
##a######t Inferédncia Classica (Bootstrap) #it#######t#
HH#H R RN N N

boot <- 399 # n bootstrap

base <-

n <- length(t)

par.boot <- matrix(0,nrow=boot,ncol=3)
set.seed(23456)

for (j in 1:boot){
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erro <- TRUE

while(erro){

t <- sample(base,n,replace=T)

k2 <- try(mle(LLL2,start=list(alpha=3.6879874,beta=0.1816192,theta=36.4787230) ,method="BFGS"))
if (class(k2)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(k2)) < 0)) || (k2@details$c
}

par.boot[j,] <- k2@coef
}
param2 <- apply(par.boot,2,mean)

IC2.alpha <- c(quantile(par.boot[,1],0.025),quantile(par.boot[,1],0.975))
IC2.beta <- c(quantile(par.boot[,2],0.025),quantile(par.boot[,2],0.975))
IC2.theta <- c(quantile(par.boot[,3],0.025),quantile(par.boot[,3],0.975))

IC2.alpha

IC2.beta
IC2.theta

[ S s e S s s s s
#HHH R H#### Inferéncia Bayesiana ##########H##HHHS

HHAFHHHHRH GRS RS RS HHHH R RS RGBS HFRHRH R GRS RS RS RHRH RS H
t <- base

M.rnorm <- function(n,mu,V){

p <- ncol(V)

if (length(mu) < p) mu <- rep(mu,p)

DVS <- svd(V)

if (prod(DVS$d) <= 0) stop("Matriz de Var Inadequada")
Q <- t(DVS$vY*Y (t (DVS$uxsqrt (DVS$A))))

X <- matrix(rnorm(n*p) ,nrow=n)%*%Q

X <- sweep(X,2,mu,"+")

X}

###44 #4444 POSTERIORI COM PRIORI DE JEFFREYS #########

dlogpost <- function(alpha,beta,theta){

logpost <- -LLL2(alpha,beta,theta) + log(sqrt(det(ki@details$hessian)))
if (logpost == "NaN" || logpost == Inf) logpost <- -Inf

logpost

}

A S S A
amostra <- 2000

salto <- 15

burnin <- 5000

N.it <- burnin + amostrax*salto

dlogmax <- function(alpha,beta,theta) -dlogpost(alpha,beta,theta)
kl@coef

k.post <- try(mle(dlogmax,start=list(alpha=3.6879874,beta=0.1816192,theta=36.4787230) ,method="BI

m <- k.postQcoef
V <- vcov(k.post)

est.pos <- matrix(0,nrow=N.it,ncol=3)

est.pos[1,1] <- 3.6
est.pos[1,2] <- 0.18
est.pos[1,3] <- 36.4

set.seed(4231)
for (i in 2:N.it){

a <- M.rnorm(1,m,V)
al <- al1]
a2 <- al2]
a3 <- al3]

if (dlogpost(est.pos[i-1,1],est.pos[i-1,2],est.pos[i-1,3]) == -Inf) aceit <- 1 else{

prob <- exp(dlogpost(al,a2,a3) - dlogpost(est.pos[i-1,1],est.pos[i-1,2],est.pos[i-1,3]))
aceit <- min(1,prob)}

if (runif (1) <= aceit) est.pos[i,] <- c(al,a2,a3) else
est.pos[i,] <- est.pos[i-1,]

}
salto.fim <- seq(burnin + salto,N.it,by=salto)

mcme <- est.pos[salto.fim,]
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par (mfrow=c(3,1))

plot(mcmc[,1],type="1",ylab="alpha",xlab="n")
plot(mcmec[,2] ,type="1",ylab="beta",xlab="n")
plot(mcmc[,3],type="1",ylab="theta",xlab="n")

param3 <- apply(mcmc,2,mean)
param3

ICred.alpha <- c(quantile(memc[,1],0.025),quantile(memc[,1],0.975))
ICred.beta <- c(quantile(memc[,2],0.025),quantile(memc([,2],0.975))
ICred.theta <- c(quantile(memc[,3],0.025),quantile(memc([,3],0.975))

ICred.alpha

ICred.beta
ICred.theta

IC.alpha[2] - IC.alphal1]
IC2.alphal[2] - IC2.alpha[1]
ICred.alphal[2] - ICred.alpha[1]

IC.beta[2] - IC.beta[1]
IC2.beta[2] - IC2.betal[1]
ICred.beta[2] - ICred.betal1]

IC.theta[2] - IC.thetal1]
IC2.theta[2] - IC2.thetal1]
ICred.thetal[2] - ICred.thetal1]

hweirc<-function(x,a,b,t){

h<-numeric(length(x))

for (i in 1:length(x))

h£i] <- (axb/x[il) * (x[il/t)~a * exp((x[il/t)"a) * (exp((x[il/t)~a) - 1)~ (b-1) * (1 + (exp((x[:
h

t <- seq(0.1,100,by=0.1)

hl <- hweirc(t,paraml[1],paraml[2],paraml[3])
h2 <- hweirc(t,param2[1],param2[2],param2[3])
h3 <- hweirc(t,param3[1],param3[2],param3[3])

plot(t,hl,type="1",ylab="h(t)",1ty=2)
lines(t,h2,1wd=2)

al <- matrix(c(paraml[1],param2[1],param3[1]) ,nrow=3,ncol=1)
a2 <- matrix(c(paraml[2],param2[2],param3[2]) ,nrow=3,ncol=1)
a3 <- matrix(c(paraml[3],param2[3],param3[3]) ,nrow=3,ncol=1)
estim <- rbind(al,a2,a3)

interl <- rbind(IC.alpha,IC2.alpha,ICred.alpha)
inter2 <- rbind(IC.beta,IC2.beta,ICred.beta)
inter3 <- rbind(IC.theta,IC2.theta,ICred.theta)
inter <- rbind(interl,inter2,inter3)

amp <- inter[,2] - inter[,1]

total <- cbind(estim,inter,amp)
total <- as.numeric(total)

total <- matrix(total,nrow=9,ncol=4)
total2 <- round(total,3)

nomes <- c("Assintdtica","Bootstrap",'"Bayesiana')
nomes <- matrix(nomes,nrow=3)

nomes2 <- rbind(nomes,nomes,nomes)

tabela <- cbind(nomes?2,total?2)

tabela

g S
### Comparagdes - Exemplo 3 ###
B R R

require(stats4)

rweirc <- function(n,a,b,t) t*(log(l + ((1 - runif(n))~(-1) - 1)~ (1/b)))~(1/a)

LLLa <- function(alpha,beta,theta){ # Modelo Weibull Raz&do de Chances

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) + (t/theta)”(alpha) + (beta-1)
isum(loglik)

LLLb <- function(alpha,theta){ # Modelo Weibull
beta <- 1
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loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) + (t/theta)”(alpha) + (beta-1)
-sum(loglik)
}

LLLc <- function(theta){ # Modelo Exponencial

alpha <- 1

beta <- 1

loglik <- cens*(log(alphaxbeta*theta~(-alpha)) + (alpha-1)*log(t) + (t/theta)~(alpha) + (beta-1

-sum(loglik)
}

t <- c(

rep(1,145),
rep(2,57),
rep(3,38),
rep(4,28),
rep(5,22),
rep(6,18),
rep(7,12),
rep(8,10),
rep(9,9),
rep(10,8),
rep(11,7),
rep(12,6),
rep(13,6),
rep(14,6),
rep(15,6),
rep(16,6),
rep(17,6),
rep(18,6),
rep(19,6),
rep(20,6),
rep(21,7),
rep(22,6),
rep(23,6),
rep(24,6),
rep(25,7),
rep(26,7),
rep(27,7),
rep(28,7),
rep(29,8),
rep(30,8),
rep(31,8),
rep(32,8),
rep(33,8),
rep(34,9),
rep(35,9),
rep(36,9),
rep(37,9),
rep(38,9),
rep(39,9),
rep(40,9),
rep(41,9),
rep(42,8),
rep(43,10),
rep(44,12),
rep(45,10),
rep(46,10),
rep(47,10),
rep(48,10),
rep(49,11),
rep(50,11),
rep(51,11),
rep(52,11),
rep(53,11),
rep(54,10),
rep(55,10),
rep(56,10),
rep(57,10),
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rep(58,10),
rep(59,10),
rep(60,10),
rep(61,10),
rep(62,10),
rep(63,10),
rep(64,10),
rep(65,10),
rep(66,10),
rep(67,10),
rep(68,10),
rep(69,10),
rep(70,11),
rep(71,11),
rep(72,11),
rep(73,11),
rep(74,10),
rep(75,10),
rep(76,10),
rep(77,10),
rep(78,9),
rep(79,8),
rep(80,7),
rep(81,6),
rep(82,5),
rep(83,3),
rep(84,20)
)

cens <- rep(1,1000)

‘#### Modelo Welbull RC

k1 <- try(mle(LLLa start= 1lst(a1pha—3 6879874 ,beta=0.1816192,theta=36.4787230) ,method="BFGS"))
paraml <- klQcoef

sd.alpha <- sqrt(vcov(k1l)[1,1])

sd.beta <- sqrt(vcov(kl)[2,2])

sd.theta <- sqrt(vcov(kl)I[3,3])

ur <- 2%kl1@min

TR T R TR R TR T TR TR TR TR R TR TN TR TR TR T
i

#HHHA##E Modelo Weibul

N M T TR TETTaTE TR T RTST T
i

k2 <- try(mle(LLLb,start=list(alpha=0.8909983,theta=32.3542104) ,method="BFGS"))
param2 <- k2Q@coef

sd.alpha2 <- sqrt(vcov(k2)[1,1]1)

sd.theta2 <- sqrt(vcov(k2)[2,2])

rl <- 2xk2@min
trvl <- rl1 - ur

#####################################
##### Modelo Exponencial ######

#####################################

k3 <- try(mle(LLLc,start=list(theta=33.89601) ,method="BFGS"))
param3 <- k3Qcoef

sd.theta3 <- sqrt(vcov(k3)[1,1]1)

r2 <- 2*xk3@min
trv2 <- r2 - ur

alpha.fim <- c(paraml[1],param2[1],0)
beta.fim <- c(param1[2],0,0)

theta.fim <- c(paraml[3],param2[2],param3)
sdalpha.fim <- c(sd.alpha,sd.alpha2,0)

sdbeta.fim <- c(sd.beta,0,0)
sdtheta.fim <- c(sd.theta,sd.theta2,sd.theta3)

logvero.fim <- c(ur,rl,r2)
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trv.fim <- c(0,trvi,trv2)
pvalue.fim <- c(0,1 - pchisq(trvi,2),1 - pchisq(trv2,1))

aic.fim <- c(AIC(k1),AIC(k2),AIC(k3))
bic.fim <- c(AIC(k1,k=log(length(t))),AIC(k2,k=log(length(t))) ,AIC(k3,k=1log(length(t))))

resultado <- rbind(alpha.fim,beta.fim,theta.fim,sdalpha.fim,sdbeta.fim,sdtheta.fim,logvero.fim,t
round(resultado, 3)

HA

### Exemplo 4 (Prentice, 1973) #it#

HUHHHHHS R R AR AR H RS R RS H RS R

LLL <- function(logalpha,logbeta,covthetal,covthetal,covtheta2,covtheta3,
covtheta4, covthetab, covtheta6,covtheta?){

alpha <- exp(logalpha)

beta <- exp(logbeta)

theta <- exp(covthetaO + covthetal*(xl-mean(xl)) + covtheta2*(x2-mean(x2)) +
covtheta3*(x3-mean(x3)) + covthetad*x4 + covthetab*x5 +
covthetab*x6 + covtheta7*x7)

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)
}

LLL2 <- function(alpha,beta,covthetal,covthetal,covtheta2,covtheta3,covthetas,
covthetab,covthetab,covtheta7)q{

theta <- exp(covthetaO + covthetal*(xl-mean(xl)) + covtheta2*(x2-mean(x2)) +

covtheta3*(x3-mean(x3)) + covthetad4d*x4 + covthetab*x5 +
covthetab*x6 + covthetaT7*x7)

loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta)~(alpha) + (beta-1)*log(exp((t/theta)~alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)

-sum(loglik)
}

teste <- read.table("lawless.txt",sep=" ",header=T)

attach(teste)
t <- testel[,1]
cens <- testel,9]

k1l <- try(mle(LLL2,start=list(alpha=1.563,beta=0.6885,covtheta0=4.6681,covthetal=0.0556,
covtheta2=0.0128,covtheta3=0.0056,covtheta4=0.5385,covthetab=-0.1149,
covtheta6=-0.9349, covtheta7=-0.2583) ,method="BFGS"))

### TTT Plot ###

razao <- l:length(t)/length(t)

plot(razao,TTT(t) ,type="1",x1im=c(0,1),ylim=c(0,1))
abline(0,1,col="red")

HHHHEE

####u#### Inferdnecia Classica (Assintotica) #########
HAHHHH R ARG RS R ST

k1l <- try(mle(LLL2,start=list(alpha=1.563,beta=0.6885,covtheta0=4.6681,covthetal=0.0556,
covtheta2=0.0128,covtheta3=0.0056,covtheta4=0.5385,covthetab=-0.1149,
covtheta6=-0.9349,covtheta7=-0.2583) ,method="BFGS"))

paraml <- klQcoef

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.covthetal <- sqrt(vcov(k1)[3,3
sd.covthetal <- sqrt(vcov(kl)[4,4
sd.covtheta2 <- sqrt(vcov(kl)[5,5
sd.covtheta3 <- sqrt(vcov(kl)[6,6
sd.covthetad <- sqrt(vcov(kl)[7,7
sd.covthetab <- sqrt(vcov(k1l)[8,8])
sd.covtheta6 <- sqrt(vcov(k1l)[9,9])
sd.covtheta? <- sqrt(vcov(k1)[10,10])

IC.alpha <- c(kl@coef[1] - 1.96*xsd.alpha, kl@coef[1] + 1.96%*sd.alpha)

IC.beta <- c(kl@coef[2] - 1.96*sd.beta, kil@coef[2] + 1.96%sd.beta)

IC.covthetal <- c(kl@coef[3] - 1.96*sd.covthetal, kl@coef[3] + 1.96%*sd.covthetal)
IC.covthetal <- c(kl@coef[4] - 1.96*sd.covthetal, kl@coef[4] + 1.96%*sd.covthetal)
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IC.covtheta2 <- c(kl@coef[5] - 1.96%sd.covtheta2, kl@coef[5] + 1.96%sd.covtheta?2)
IC.covtheta3 <- c(kl@coef[6] - 1.96*sd.covtheta3d, kl@coef[6] + 1.96%*sd.covthetal)
IC.covthetad <- c(kl@coef[7] - 1.96*sd.covthetad4, kl@coef[7] + 1.96%*sd.covthetad)
IC.covthetab <- c(kl@coef[8] - 1.96*sd.covthetab, kl@coef[8] + 1.96%*sd.covthetab)
IC.covthetab <- c(kl@coef[9] - 1.96*sd.covtheta6, kl@coef[9] + 1.96%*sd.covthetab)
IC.covtheta7 <- c(kl@coef[10] - 1.96*sd.covtheta7, kl@coef[10] + 1.96%*sd.covtheta?)
IC.alpha

IC.beta

IC.covthetal
IC.covthetal
IC.covtheta2
IC.covtheta3
IC.covthetad
IC.covthetab
IC.covthetab
IC.covtheta?
At A A A A A S A S
syt Inferdncia Classica (Bootstrap) #it#i#at##t#
A A A A A A A

boot <- 399 # n bootstrap

base <- t

c.base <- cemns
x]1.base <- x1
x2.base <- x2
x3.base <- x3
x4 .base <- x4
x5.base <- x5
x6.base <- x6
x7.base <- xT7
n <- length(t)

par.boot <- matrix(0,nrow=boot,ncol=10)

for (j in 1:boot){
erro <- TRUE

while(erro){

t <- sample(base,n,replace=T)
cens <- c.base[match(t,base)]
x1 <- x1.basel[match(t,base)]
x2 <- x2.basel[match(t,base)]
x3 <- x3.base[match(t,base)]
x4 <- x4.base[match(t,base)]
x5 <- xb.basel[match(t,base)]
x6 <- x6.basel[match(t,base)]
x7 <- x7.base[match(t,base)]

k2 <- try(mle(LLL2,start=list(alpha=1.563,beta=0.6885,covtheta0=4.6681,covthetal=0.0556,
covtheta2=0.0128,covtheta3=0.0056,covtheta4=0.5385,covthetab=-0.1149,
covtheta6=-0.9349,covtheta7=-0.2583) ,method="BFGS"))
if (class(k2)=="try-error") erro <- TRUE else erro <- (any(diag(vcov(k2)) < 0))
[l (k2@details$convergence != 0)
}

par.boot[j,] <- k2@coef
}
param2 <- apply(par.boot,2,mean)

IC2.alpha <- c(quantile(par.boot[,1],0.025),quantile(par.boot[,1],0.975))
IC2.beta <- c(quantile(par.boot[,2],0.025),quantile(par.boot[,2],0.975))
IC2.covtheta0 <- c(quantile(par.boot[,3],0.025),quantile(par.boot[,3],0.975))
IC2.covthetal <- c(quantile(par.boot[,4],0.025),quantile(par.boot[,4],0.975))
IC2.covtheta? <- c(quantile(par.boot[,5],0.025),quantile(par.boot[,5],0.975))
IC2.covthetal3 <- c(quantile(par.boot[,6],0.025),quantile(par.boot[,6],0.975))
IC2.covthetad <- c(quantile(par.boot[,7],0.025),quantile(par.boot[,7],0.975))
IC2.covthetab <- c(quantile(par.boot[,8],0.025) ,quantile(par.boot[,8],0.975))
IC2.covtheta6 <- c(quantile(par.boot[,9],0.025),quantile(par.boot[,9],0.975))
IC2.covtheta? <- c(quantile(par.boot[,10],0.025),quantile(par.boot[,10],0.975))

IC2.alpha

IC2.beta

C2.covthetal
IC2.covthetal
C2.covtheta2
C2.covtheta3
C2.covthetad
C2.covthetab
C2.covthetab
C2.covtheta?

HHHHR BRI R BB R R
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##nnndddHHHH#HE Inferénecia Bayesiana ################
HEHFHHHH R H SRS H SRS AR R S A R R A T
t <- base

cens <- c.base

x1 <- x1.base

x2 <- x2.base

x3 <- x3.base

x4 <- x4.base

x5 <- xb.base

x6 <- x6.base

X7 <- x7.base

M.rnorm <- function(n,mu,V){

p <- ncol(V)

if (length(mu) < p) mu <- rep(mu,p)

DVS <- svd(V)

if (prod(DVS$d) <= 0) stop("Matriz de Var Inadequada")
Q <- t(DVS$vYx% (t (DVS$u*sqrt (DVS$d))))

X <- matrix(rnorm(n*p) ,nrow=n)%*%Q

X <- sweep(X,2,mu,"+")

X3}

#######4## POSTERIORI COM PRIORI DE JEFFREYS #########

dlogpost <- function(alpha,beta,covthetal,covthetal,covtheta2,covtheta3,covthetad,
covthetab, covtheta6b,covtheta7){

pl <- alpha

p2 <- beta

p3 <- covthetal

p4 <- covthetal

p5 <- covtheta2

p6 <- covtheta3

p7 <- covthetad

p8 <- covthetab

p9 <- covthetab

pl0 <- covtheta7?

logpost <- -LLL2(p1,p2,p3,p4,p5,p6,p7,p8,p9,p10) + log(sqrt(det(kl@details$hessian)))

if (logpost == "NaN" || logpost == Inf) logpost <- -Inf

logpost

LS s S s

amostra <- 2000
salto <- 15
burnin <- 5000
N.it <- burnin + amostra*salto
dlogmax <- function(alpha,beta,covthetal,covthetal,covtheta2,covtheta3,covtheta4,
covthetab, covthetab, covtheta?)
-dlogpost (alpha,beta,covthetal,covthetal,covtheta2,covtheta3, covtheta4,

covthetab, covthetab, covtheta?)
k1@coef

k.post <- try(mle(dlogmax,start=list(alpha=1.563,beta=0.6885,covtheta0=4.6681,
covthetal=0.0556,covtheta2=0.0128,covtheta3=0.0056,covtheta4=0.5385,
covthetab5=-0.1149,covtheta6=-0.9349, covtheta7=-0.2583) ,method="BFGS"))

m <- k.post@coef
V <- vcov(k.post)

est.pos <- matrix(0,nrow=N.it,ncol=10)

est.pos[1,1] <- 1.5
est.pos[1,2] <- 0
est.pos[1,3] <- 4
est.pos[1,4] <- 0.05
est.pos[1,5] <- 0
est.pos[1,6] <- 0
est.pos[1,7] <- 0
est.pos[1,8] <- -0.1
est.pos[1,9] <- -0.9
est.pos[1,10] <- -0.25

set.seed(4231)
for (i in 2:N.it){

a <- M.rnorm(1,m,V/10)
al <- al1]
a2 <- al2]
a3 <- al3]
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ad <- al4]
ab <- a[5]
a6 <- al6]
a7 <- al7]
a8 <- al[8]
a9 <- al9]
al0 <- a[10]

if (dlogpost(est.pos[i-1,1],est.pos[i-1,2],est.pos[i-1,3],est.pos[i-1,4],
est.pos[i-1,5],est.pos[i-1,6],est.pos[i-1,7],est.pos[i-1,8],est.pos[i-1,9],
est.pos[i-1,10]) == -Inf) aceit <- 1 else{

prob <- exp(dlogpost(al,a2,a3,a4,ab,a6,a7,a8,ad,alld) -
dlogpost(est.pos[i-1,1],est.pos[i-1,2] ,est.pos[i-1,3],est.pos[i-1,4],
est.pos[i-1,5],est.pos[i-1,6],est.pos[i-1,7],est.pos[i-1,8],est.pos[i-1,9],
est.pos[i-1,10]))

aceit <- min(1,prob)}

if (runif(1) <= aceit) est.pos[i,] <- c(al,a2,a3,ad,ab,a6,a7,a8,a9,al0) else
est.pos[i,] <- est.pos[i-1,]

}
salto.fim <- seq(burnin + salto,N.it,by=salto)
mcme <- est.pos[salto.fim,]

par (mfrow=c(2,5))
plot(mcmec[,1],type="1",ylab="alpha",xlab="n")
plot(mecmec[,2] ,type="1",ylab="beta",xlab="n")
plot(mcmc[,3],type="1",ylab="covthetal",xlab="n")
plot(mcmc[,4],type="1",ylab="covthetal",xlab="n")
plot(mcmc[,5],type="1",ylab="covtheta2",xlab="n")
plot(mcmc[,6],type="1",ylab="covtheta3",xlab="n")
plot(memec[,7],type="1",ylab="covthetasd",xlab="n")
plot(mcmc[,8],type="1",ylab="covthetab",xlab="n")
plot(mcmc[,9],type="1",ylab="covthetab",xlab="n")
plot(mcmec[,10],type="1",ylab="covtheta7",xlab="n")

param3 <- apply(mcmc,2,mean)
param3

ICred.alpha <- c(quantile(mecmc[,1],0.025),quantile(mcmc[,1],0.975))
ICred.beta <- c(quantile(memc[,2],0.025),quantile(memc([,2],0.975))
ICred.covthetal <- c(quantile(mcmc[,3],0.025),quantile(mcmc[,3],0.975))
ICred.covthetal <- c(quantile(mcmc[,4],0.025),quantile(mecmc[,4],0.975))
ICred.covtheta2 <- c(quantile(mcmc[,5],0.025),quantile(mecmc[,5],0.975))
ICred.covtheta3 <- c(quantile(mecmc[,6],0.025),quantile(mecmc[,6],0.975))
ICred.covtheta4 <- c(quantile(mcmc[,7],0.025),quantile(mcmc[,7],0.975))
ICred.covthetab <- c(quantile(mcmc[,8],0.025),quantile(mcmc[,8]1,0.975))
ICred.covtheta6 <- c(quantile(mcmc[,9],0.025),quantile(mcmc[,9]1,0.975))
ICred.covtheta7 <- c(quantile(mcmc[,10],0.025),quantile(mcmc[,10],0.975))

ICred.alpha

ICred.beta

ICred.covthetal
ICred.covthetal
ICred.covtheta2
ICred.covtheta3
ICred.covtheta4d
ICred.covthetab
ICred.covthetab
ICred.covtheta?

IC.alpha[2] - IC.alpha[1]

IC2.alpha[2] - IC2.alphal1l]
ICred.alpha[2] - ICred.alphal1]

IC.betal[2] - IC.betalll
IC2.beta[2] - IC2.betall]
ICred.betal[2] - ICred.betal1l]

IC.covthetaO[2] - IC.covthetaO[1]
IC2.covthetaO[2] - IC2.covthetaO[1]
ICred.covthetaO[2] - ICred.covthetaO[1]

IC.covthetal[2] - IC.covthetal[1]
IC2.covthetal[2] - IC2.covthetall[1]
ICred.covthetal[2] - ICred.covthetall[1]

IC.covtheta2[2] - IC.covtheta2[1]
IC2.covtheta2[2] - IC2.covtheta2[1]
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ICred.covtheta2[2] - ICred.covtheta2[1]

IC.covtheta3[2] - IC.covtheta3[1]
IC2.covtheta3[2] - IC2.covtheta3[1]
ICred.covtheta3[2] - ICred.covtheta3[1]

IC.covtheta4[2] - IC.covtheta4[1]
IC2.covthetad4[2] - IC2.covtheta4[1]
ICred.covthetad4[2] - ICred.covtheta4[1]

IC.covthetab[2] - IC.covtheta5[1]
IC2.covthetab[2] - IC2.covthetab[1]
ICred.covthetab5[2] - ICred.covthetab[1]

IC.covtheta6[2] - IC.covtheta6[1]
IC2.covtheta6[2] - IC2.covtheta6[1]
ICred.covtheta6[2] - ICred.covtheta6[1]

IC.covtheta7[2] - IC.covtheta7[1]
IC2.covtheta7[2] - IC2.covtheta7[1]
ICred.covtheta7[2] - ICred.covtheta7[1]
paraml

param2

param3

hweirc<-function(x,a,b,t){

h<-numeric(length(x))

for (i in 1:length(x))

hlil <- (axb/x[il) * (x[il/t)~a * exp((x[il/t)~a) * (exp((x[il/t)"a) - 1)~(b-1) *
) (1 + (exp((x[il/t)"a) - 1)°b)~(-1)

h

t <- seq(1,100,by=0.001)

hl <- hweirc(t,paraml[1],paraml[2],exp(paraml[3]*paraml[4]))
h2 <- hweirc(t,param2[1],param2[2],exp(param2[3]*param2[4]))
h3 <- hweirc(t,param3[1],param3[2],exp(param3[3]*param3[4]))
plot(t,hl,type="1",ylab="h(t)",1lwd=2,1ty=2,ylim=c(0,0.4))

lines(t,h2,1wd=2)
lines(t,h3,1wd=2,1ty=3)

## X1

1, X2

I
o

al <- matrix(c(paraml[1],param2[1],param3[1]) ,nrow=3,ncol=1)
a2 <- matrix(c(paraml[2],param2[2],param3[2]) ,nrow=3,ncol=1)
a3 <- matrix(c(parami[3],param2[3],param3[3]) ,nrow=3,ncol=1)
a4 <- matrix(c(paraml[4],param2[4],param3[4]) ,nrow=3,ncol=1)
ab <- matrix(c(paraml[5],param2[5],param3[5]) ,nrow=3,ncol=1)
a6 <- matrix(c(paraml[1],param2[1],param3[1]),nrow=3,ncol=1)
a7 <- matrix(c(paraml[2],param2[2],param3[2]) ,nrow=3,ncol=1)
a8 <- matrix(c(parami[3],param2[3],param3[3]),nrow=3,ncol=1)
a9 <- matrix(c(paraml[4],param2[4],param3[4]) ,nrow=3,ncol=1)
al0 <- matrix(c(paraml[5],param2[5],param3[5]) ,nrow=3,ncol=1)

estim <- rbind(al,a2,a3,a4,ab,ab,a7,a8,a9,all)

interl <- rbind(IC.alpha,IC2.alpha,ICred.alpha)

inter2 <- rbind(IC.beta,IC2.beta,ICred.beta)

inter3 <- rbind(IC.covtheta0,IC2.covthetal,ICred.covthetal)

inter4 <- rbind(IC.covthetal,IC2.covthetal,ICred.covthetal)

inter5 <- rbind(IC.covtheta2,IC2.covtheta2,ICred.covtheta?2)

inter6 <- rbind(IC.covtheta3,IC2.covtheta3,ICred.covtheta3)

inter7 <- rbind(IC.covtheta4,IC2.covtheta4,ICred.covtheta4)

inter8 <- rbind(IC.covtheta5,IC2.covthetab,ICred.covthetab)

inter9 <- rbind(IC.covtheta6,IC2.covtheta6,ICred.covthetab)

inter10 <- rbind(IC.covtheta7,IC2.covtheta7,ICred.covtheta7)

inter <- rbind(interl,inter2,inter3,inter4,inter5,inter6,inter7,
inter8,inter9,inter10)

amp <- inter[,2] - inter[,1]

total <- cbind(estim,inter,amp)

total <- as.numeric(total)

total <- matrix(total,nrow=30,ncol=4)
total2 <- round(total,3)

nomes <- c("Assintdtica","Bootstrap",'"Bayesiana')
nomes2 <- matrix(nomes,nrow=30)
tabela <- cbind(nomes?2,total?2)

tabela
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g R i s
### Comparagbes - Exemplo 4 ###

HH#HH R R

LLLa <- function(alpha,beta,covthetal,covthetal,covtheta2,covtheta3,covthetas,

covthetab,covthetab,covtheta7){
# Modelo Weibull Raz&o de Chances
theta <- exp(covthetal + covthetal*(xl-mean(x1)) + covtheta2+*(x2-mean(x2)) +

covtheta3*(x3-mean(x3)) + covthetad*x4 + covthetab*x5 +
covthetab*x6 + covtheta7*x7)
loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta) ~(alpha) + (beta-1)*log(exp((t/theta) alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)
-sum(loglik)
}

LLLb <- function(alpha,covthetal,covthetal,covtheta2,covtheta3,covtheta4,

covthetab,covtheta6,covtheta?){
# Modelo Weibull
beta <- 1
theta <- exp(covthetal + covthetal*(xl-mean(xl)) + covtheta2*(x2-mean(x2)) +
covtheta3*(x3-mean(x3)) + covthetad4*x4 + covthetab*xb +
covthetab*x6 + covtheta7#*x7)
loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta)~(alpha) + (beta-1)*log(exp((t/theta)~alpha)-1)) -
(1+cens)*log(1l + (exp((t/theta) alpha) - 1) beta)
-sum(loglik)
}

LLLc <- function(covthetaO,covthetal,covtheta2,covtheta3,covtheta4,
covthetab,covtheta6,covtheta?){
# Modelo Exponencial
alpha <- 1
beta <- 1
theta <- exp(covthetal + covthetal*(xl-mean(xl)) + covtheta2+*(x2-mean(x2)) +
covtheta3*(x3-mean(x3)) + covthetad*x4 + covthetab*x5 +
covthetab*x6 + covtheta7*x7)
loglik <- cens*(log(alpha*beta*theta~(-alpha)) + (alpha-1)*log(t) +
(t/theta)~(alpha) + (beta-1)*log(exp((t/theta)~alpha)-1)) -
(1+cens)*log(l + (exp((t/theta)~alpha) - 1) beta)
-sum(loglik)
}

teste <- read.table("lawless.txt",sep=" ",header=T)
attach(teste)

t <- testel[,1]

cens <- testel[,9]

#d Modelo Weibull RC

k1l <- try(mle(LLLa,start=list(alpha=1.563,beta=0.6885,covtheta0=4.6681,
covthetal=0.0556,covtheta2=0.0128, covtheta3=0.0056,covtheta4=0.5385,
covthetab=-0.1149,covtheta6=-0.9349,covtheta7=-0.2583) ,method="BFGS"))

paraml <- klQ@coef

sd.alpha <- sqrt(vcov(k1l)[1,1])
sd.beta <- sqrt(vcov(kl)[2,2])
sd.covtheta0 <- sqrt(vcov(kl)[3,3
sd.covthetal <- sqrt(vcov(kl)[4,4
sd.covtheta2 <- sqrt(vcov(kl)[5,5
sd.covtheta3 <- sqrt(vcov(kl)[6,6
sd.covtheta4 <- sqrt(vcov(kl)[7,7
sd.covthetab <- sqrt(vcov(kl)[8,8])
sd.covtheta6 <- sqrt(vcov(kl)[9,9])
sd.covtheta7? <- sqrt(vcov(k1l)[10,10])

<- 2%k1@min

TR TR TR IR IR TR TR T TR TR TR IR T TR TR TR TR T T TR T}
HEHHBHHHHH BB HHH BT HT
R TR T AT TR TR T R TR TETRTR TR
HEHHBHHHBHH BB BHH T HT
HHHHHF AR

<- try(mle(LLLb,start=1list(alpha=1.1463,covtheta0=4.7446,covthetal=0.0539,
covtheta2=0.0099, covtheta3=0.0042,covtheta4=0.3953,covthetab=-0.1372,
covtheta6=-0.8853,covtheta7=-0.2597) ,method="BFGS"))

param2 <- k2Qcoef
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sd.alpha2 <- sqrt(vcov(k2)[1,1]1)

sd2.covthetal

sd2.covthetal <-
sd2.covtheta2 <-
sd2.covtheta3 <-
sd2.covthetad <-
sd2.covthetab <-
sd2.covthetab <-
sd2.covtheta7 <-

rl <- 2xk2@min

trvl <- ri

- ur

sqrt (veov (k2) [6,
sqrt (veov (k2) [7,
sqrt (veov (k2) [8,
sqrt (veov (k2) [9,

<- sqrt(vecov(k2)[2,2
sqrt (veov (k2) [3,3
sqrt (veov (k2) [4,4
sqrt (veov (k2) [6,5
6
7
8
9

1D
D
D
D
1
D
D
D

#####################################

##### Model

k3 <- try(mle(LLLc,start=list(covtheta0=4.7446,covthetal=0.0539,
covtheta2=0.0099, covtheta3=0.0042, covtheta4=0.3953,covthetab5=-0.1372,

elo

Exponencial ######
#####################################

covtheta6=-0.8853,covtheta7=-0.2597) ,method="BFGS"))
param3 <- k3Qcoef

sd3.covthetal

sd3.covthetal <-
sd3.covtheta2 <-
sd3.covtheta3 <-
sd3.covthetad <-
sd3.covthetab <-
sd3.covthetab <-
sd3.covtheta7 <-

r2 <- 2*xk3@min

trv2 <- r2

- ur

sqrt (veov (k2) [6,
sqrt (veov (k2) [7,
sqrt (veov (k2) [8,

<- sqrt(vecov(k2)[1,1
sqrt (veov (k2) [2,2
sqrt (veov (k2) [3,3
sqrt (veov (k2) [4,4
sqrt (veov (k2) [6,5
6
7
8

HEFHSH AL R AR BSHBFREF B H RS BB SRR SRS
#it#HdHHSH#4#E Resultados ####S##SHEHH#YE
HESSH B RS R HBREH B RS R R BB RS R R RH
alpha.fim <- c(paraml[1],param2[1],0)
beta.fim <- c(param1[2],0,0)

covthetaO.fim

covthetal.fim <-
covtheta2.fim <-
covtheta3.fim <-
covthetad4.fim <-
covthetab.fim <-
covtheta6.fim <-
covtheta7.fim <-

sdalpha.fim <- c(sd.alpha,sd.alpha2,0)
sdbeta.fim <- c(sd.
sdcovthetal.
.fim
sdcovtheta?2.
sdcovtheta3.
sdcovtheta4.
sdcovthetab.
sdcovthetab.
sdcovtheta?.

sdcovthetal

logvero.fim

bic.fim <- c(AIC(kl,k=log(length(t))),AIC(k2,k=1log(length(t))),

AIC(k3,k=log(length(t))))

parametros.fim <- rbind(alpha.fim,beta.fim,covthetal.fim,covthetal.fim,
covtheta2.fim,covthetad.fim,covthetad4.fim,covthetab.fim,

covtheta6.fim,covtheta7.fim)
sdpar.fim <- rbind(sdalpha.fim,sdbeta.fim,sdcovthetal.fim,sdcovthetal.fim,

resultado <- rbind(parametros.fim,sdpar.fim,logvero.fim,trv.fim,pvalue.fim,

fim

fim
fim
fim
fim
fim
fim

<- c(paraml[3],param2[2],param3[1])

c(paraml[4] ,param2[3] ,param3[2])
c(paraml[5] ,param2[4] ,param3[3])
c(paraml[8] ,param2[5] ,param3[4])
c(paraml[7] ,param2[6] ,param3[5])
c(paraml[8] ,param2[7] ,param3[6])
c(paraml[9] ,param2[8] ,param3[7])
c(paraml[10] ,param2[9],param3[8])

<=
<-
<-
<-
<=
<-
<-
<-

beta

c(sd.
c(sd.
c(sd.
c(sd.
c(sd.
c(sd.
c(sd.
c(sd.

3070)

covthetal,sd2.
covthetal,sd2.
covtheta2,sd2.
covtheta3,sd2.
covtheta4d,sd2.
covthetab,sd2.
covtheta6,sd2.
covtheta7,sd2.

<- c(ur,rl,r2)
trv.fim <- c(0,trvi,trv2)
pvalue.fim <- c(0,1 - pchisq(trvi,2),1 - pchisq(trv2,1))

aic.fim <- c(AIC(k1),AIC(k2),AIC(k3))

covtheta0O,sd3

covtheta4,sd3

.covthetaO)
covthetal,sd3.
covtheta2,sd3.
covtheta3,sd3.
.covtheta4)
covthetab,sd3.
covtheta6,sd3.
covtheta7,sd3.

covthetal)
covtheta?)
covtheta3)

covthetab)
covtheta6)
covtheta7)

sdcovtheta2.fim,sdcovthetad.fim,sdcovtheta4.fim,sdcovthetab.fim,
sdcovtheta6.fim,sdcovtheta7.fim)

aic.fim,bic.fim)
round (resultado,3)



