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Resumo

Neste trabalho, consideramos a estimacao do nimero de erros em um software provenientes
de uma populacao fechada. O processo de estimacdo do tamanho populacional é baseado no
método de captura-recaptura, que consiste em examinar o software, em paralelo, por certo
niumero de revisores. O modelo probabilistico adotado acomoda situacdes em que os revisores
sao independentes e homogéneos (igualmente eficientes) e que cada erro é um elemento que faz
parte de uma particdo disjunta quanto a sua probabilidade de deteccdo. Propomos um processo
iterativo para obtencao das estimativas de maxima verossimilhanca em que utilizamos o algoritmo
EM na estimacao dos parametros perturbadores. As estimativas dos parametros populacionais
também foram obtidas sob o enfoque Bayesiano, onde utilizamos simula¢ées de Monte Carlo em
Cadeias de Markov (MCMC) através do algoritmo Gibbs sampling com a inser¢ao de variaveis
latentes nas distribuigoes condicionais a posteriori. As duas abordagens foram aplicadas em

dados simulados e em dois conjuntos de dados reais da literatura.

Palavras-chave: Modelo de captura-recaptura, Modelo de mistura, Erros de software, Algoritmo

EM, Algoritmo Gibbs sampling.
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Abstract

In this work, we consider the estimation of the number of errors in a software from a closed
population. The process of estimating the population size is based on the capture-recapture
method which consists of examining the software, in parallel, by a number of reviewers. The
probabilistic model adopted accommodates situations in which reviewers are independent and
homogeneous (equally efficient), and each error is an element that is part of a disjoint partition
in relation to its detection probability. We propose an iterative process to obtain maximum
likelihood estimates in which the EM algorithm is used to the nuisance parameters estimation.
The estimates of population parameters were also obtained under the Bayesian approach, in
which Monte Carlo on Markov Chains (MCMC) simulations through Gibbs sampling algorithm
with insertion of latent variables were used on the conditional posterior distributions. The two

approaches were applied to simulated data and in two real data sets from the literature.

Keywords: Capture-recapture model, Mixture model, Software errors, EM algorithm, Gibbs

sampling algorithm.
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Capitulo 1

Introducao

O método de captura-recaptura é um procedimento estatistico inferencial frequentemente usado
quando se deseja estimar o nimero de individuos (elementos) de uma dada populagao. O método
consiste em selecionar um nimero fixo ou aleatério de individuos desta populacdo em diferentes
épocas (ocasides) de amostragem. Na primeira ocasiao, uma amostra é retirada, os individuos
capturados recebem uma marca e, em seguida, todos sdo devolvidos a populagdo. Apds um certo
periodo de tempo, é selecionada uma segunda amostra e realizada a contagem dos individuos
marcados (recapturas), e aqueles ndo marcados recebem uma marca, e todos sdo devolvidos a
populagio. Este procedimento é repetido em k (k > 2) ocasides de amostragem, e em cada ocasiao
é realizada a contagem do ntimero de individuos selecionados e daqueles previamente marcados,
feita a marcagdo dos individuos ndo marcados e todos sdao devolvidos a populacdo. Em cada
época, apo6s devolver os individuos a populacdo, deixa-se passar um certo intervalo de tempo até
a proxima amostragem, permitindo que os individuos recém capturados se misturem a populagao.
No final do processo faz-se a inferéncia sobre os pardmetros populacionais baseada no niimero
de elementos capturados e recapturados nas k amostragens. Esta metodologia é definida por
processo de captura-recaptura em varios estidgios de marcagao (Castledine, 1981). Se o método
for definido em tnico estagio de marcagao, entdo somente os individuos da primeira ocasidao de
amostragem sdo marcados e, assim, o procedimento se resume em observar as frequéncias de
capturas e recapturas dos individuos nas demais amostras (Ananda, 1997; Shimizu, 2002).

A populacado em estudo pode ser fechada ou aberta. A populacdo se diz fechada se nao sofre

nenhum efeito que leve a uma modificacdo do tamanho populacional durante o processo de
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amostragem como, por exemplo, efeitos de nascimento, morte ou migracdo. Em contrapartida, a
populacdo aberta é aquela cujo tamanho se altera devido alguns destes fatores (Jolly, 1965).

O uso do método de captura-recaptura para estimacido de tamanho populacional é antigo.
Os primeiros relatos levam a Laplace (1783), que utilizou o método para estimar o tamanho
populacional da Franca e ao dinamarqués Petersen (1896), que foi o primeiro a utilizar o
método em ecologia para estudar o fluxo migratério de peixes no mar Baltico. Quase 40 anos
depois, Lincoln (1930) utilizou o método para estimagao do tamanho populacional de patos
selvagens da América do Norte. A partir dos anos 50, houve uma quantidade substancial de
trabalhos relacionados ao método, como Chapman (1954), Darroch (1958, 1959), Jolly (1965,
1982), Burnham and Overton (1978, 1979), Seber (1986, 1982, 1965), Pollock (1980, 1991), Parker
(1963), Wang (2002). Trabalhos sob o enfoque Bayesiano também sdo amplamente encontrados
como, por exemplo, Hunter and Griffiths (1978), Castledine (1981), Smith (1988, 1991), George
(1992), Ananda (1997), Yoshida et al. (1999), Leite et al. (2000).

Apesar do método de captura-recaptura originalmente tratar da inferéncia em populacoes
animais, esta metodologia ¢é utilizada atualmente nas mais diversas areas como, por exemplo,
na area da satde na prevaléncia de doencas (Lee et al., 2001; Lee, 2002) e na area de controle
de qualidade, na estimagao do nimero de erros (falhas) em software (Nayak, 1988; Basu and
Ebrahimi, 2001).

Neste trabalho aplicamos o método na estimacdo do nimero de erros em software. Desta
forma, o procedimento é direcionado no sentido de que as decte¢des dos erros sejam realizadas
por k (k > 2) examinadores (revisores) distintos. Assim, associamos cada examinador a uma
ocasiao de amostragem, isto é, as “recapturas” dos erros sao dadas quando o erro for detectado
por mais do que um revisor.

Basu and Ebrahimi (2001) propuseram a abordagem bayesiana na estimagdo do ntmero
de erros de software em um modelo multinomial incompleto e utilizaram uma mistura de duas
distribui¢oes binomiais nas probabilidades de captura com o intuito de modelar a heterogeneidade
dos erros. Na tentativa de obter estimativas de maxima verossimilhanga para este modelo, Silva
(2006) optou por utilizar fungbes de verossimilhangas condicionais (Sanathanan, 1972). Este
método consiste em fatorar a funcao de verossimilhanga global em duas fungoes e utiliza-las para

obter as estimativas dos parametros perturbadores e do tamanho populacional separadamente,
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facilitando a maximizacao de cada funcao. Entretanto, a autora considerou alguns pardmetros
perturbadores fixos (conhecidos). Neste trabalho consideramos tanto o tamanho populacional
quanto os pardmetros perturbadores que indexam o modelo apresentado por Basu and Ebrahimi
(2001) desconhecidos e obtemos inferéncias sobre os pardmetros populacionais sob os pontos de
vista classico e bayesiano.

No Capitulo 2, damos algumas defini¢des sobre o método de captura-recaptura e apresentamos
o modelo probabilistico sob suposicdo de independéncia e heterogeneidade entre erros e
independéncia e heterogeneidade entre revisores. Em seguida, supomos que os revisores sao
homogéneos, isto é, a probabilidade de captura depende apenas do erro e nao do revisor, e
apresentamos o modelo probabilistico adotado por Basu and Ebrahimi (2001).

No Capitulo 3, propusemos a metodologia classica para obter as estimativas de maxima
verossimilhanga dos pardmetros. Na Secdo 3.1, as estimativas foram obtidas utilizando a funcao
de verossimilhanca global e, na Secao 3.2, fazemos uso de func¢des de verossimilhancas condicionais
(Sanathanan, 1972; Silva, 2006). Em ambas as se¢oes, optamos por utilizar o algoritmo EM
(Dempster et al., 1977) para obtengao das estimativas dos pardmetros perturbadores. A utilizagao
do algoritmo EM neste capitulo foi motivada pelos trabalhos de Bohning and Schon (2005) e
Barger (2006). Em Bohning and Schon (2005), o tamanho populacional é estimado a partir
de uma funcio de verossimilhanca composta por misturas de distribui¢des Poisson. Os autores
usam o algoritmo EM para obter estimadores para os parametros dos componentes de mistura
e um estimador ndo paramétrico para o tamanho populacional e definem um processo iterativo
entre estes estimadores. Barger (2006) deriva um algoritmo semelhante para estimar o nimero
de classes nao observadas, onde utiliza misturas de distribui¢cbes exponenciais para descrever a
média de uma distribuicdo de Poisson. O desempenho dos métodos propostos neste trabalho foi
avaliado a partir de um estudo de simulacao utilizando dados artificiais. Em seguida, obtemos
estimativas de maxima verossimilhanca para os pardmetros populacionais em dois conjuntos de
dados reais, o primeiro de falhas em interruptores AT&T 5 (Eick et al., 1993) e o segundo de
um estudo de contagem de coelhos da espécie conttantail (Edwards and Eberhardt, 1967).

No Capitulo 4, abordamos o problema sob o enfoque bayesiano. Métodos iterativos de
simulagoes estocdsticas via Monte Carlo Markov Chain (MCMC) foram definidos com o uso do

algoritmo Gibbs sampling (Casella and George, 1992) utilizando as distribuigdes condicionais
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a posteriori completas com o uso varidveis latentes (Tanner and Wong, 1987; Diebolt and
Robert, 1994). A convergéncia do algoritmo foi monitorada pelo pacote CODA - Convergence
Diagnostics and Output Analysis Software for Gibbs Sampling Output (Best et al.,
1995). O algoritmo foi aplicado para se obter estimativas bayesianas dos pardmetros para os
dados reais acima citados.

No Capitulo 5, propomos a generalizagdo do modelo definido por Basu and Ebrahimi (2001)
para o caso em ha mais do que dois componentes de mistura, isto é, dois ou mais niveis de
dificuldade de detec¢do dos erros. Ilustramos a aplicagao deste modelo obtendo estimativas de
maxima verossimilhanca e bayesianas para dados simulados considerando dois e trés niveis de
dificuldade de deteccdo. A comparacao entre modelos com diferentes niveis foi feita utilizando
critérios AIC e BIC na caso classico e DIC no caso bayesiano.

Por fim, no Capitulo 6, discutimos os resultados obtidos neste trabalho e propomos uma

pesquisa futura.



Capitulo 2

Modelo de captura-recaptura

2.1 Modelo probabilistico com heterogeneidade e independéncia

entre erros e entre revisores

Seja N (N > 1) o ntmero desconhecido de erros em um software. Adotamos o método de
captura-recaptura para a estimacdo do parametro N de uma populagdo fechada. Desta forma,
aplicamos o método com base em vistorias no software a partir de k (k > 2) revisores distintos.
O momento de captura é dito quando o erro é detectado por um revisor e as recapturas sdo
dadas pelas detecgoes feitas por mais do que um revisor.

No processo de amostragem supomos, primeiramente, que os revisores agem de forma
independente, ou seja, as deteccOes realizadas pelo revisor j nao interferem nas detecgoes do
revisor j’, para j # j'. Supomos também independéncia entre os processos de deteccao de cada
erro, isto é, a detecgao (ou nao) do erro i nao interfere na probabilidade de detecgao do erro
', para i # 1. Para facilidade de expressao, vamos denominar estas suposi¢goes como “revisores
independentes” e “erros independentes®.

Dado N, sejam

1, se o erro i foi detectado pelo revisor 7,

)

XZ,J - . ~ . . .
0, se o erro ¢ nao foi detectado pelo revisor j

e =(0;;;1<i<N,1<j<k) o vetor de probabilidades de detec¢do, onde 6; ; representa a
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probabilidade de detecgao do erro ¢ pelo revisor j, 6; ; € (0,1), 1 <i < N,1<j<k.

Dados N e @, assumimos

X j10; ind. Bernoulli(0; ;), 1<i<N, 1<j5<k.

i?j

Dado N, seja o vetor aleatério k-dimensional X; = (X1, X;2,...,X; ) associado ao erro i,
onde X; € {0,1}*,1 <4 < N . Note que temos [ = 2 possiveis resultados para X; € {0,1}*,
1 < ¢ < N. Considere X1, X3, ---,X; uma enumeracao dos elementos de {0,1}’“. De fato, os
X,’s representam os histéricos de leitura (trajetérias) dos erros, uma vez que x,, 1 <r <1 é
uma k-upla de elementos que assumem os valores um ou zero, conforme a deteccdo ou nao do
erro por cada revisor. Vamos referenciar x; = (0,0, ...,0) o histérico de leitura nao observavel e
X;—1 = (1,1,...,1) o histérico de leitura do erro observado por todos os revisores.

Dado N, seja d; o indicador correspondente & trajetéria assumida pelo erro 4, isto é, se o erro
1 assume a trajetéria x,., entdo §; =r, 1 <+ < N, 1 <r <. Assim, a probabilidade de um erro

i apresentar o histérico de leitura xs, € {0,1}* é dada por

k
P(Xi=xs|N.0) = P(Xi1 = X5,,1:---» X = X0,/ V,0) = [[ P(Xij = x5.,|N.0)
j=1

Z?]

k
=TT 05 (1 — 0;5)t i, 1<i<N, 1<6<L. (2.1)
j=1

Sejam

N
o N, = ZI{T} (6;) o miimero de erros com histérico de leitura x,., 1 <r <1 —1, (Zjy éa
i=1

fungdo indicadora que assume valor 1 se d; = r, ou valor 0 se §; # 7 );

-1
o n = E n, o0 numero de erros distintos observados;
r=1

e n; = N —n é o nimero de erros nao observados, isto é, o niimero de erros com histdérico

de leitura x;;
e n=(ny,ng,...,n) EAn:{(nl,ng,...,nl) 6{0,1,...,N}l:n1+-~+nl:N};

e C), = {(61, co0n) € {01} i, = ZfilI{r} (0;),1<r< l} o conjunto de todas as

combinagoes dos §;’s que resultam, dentre um nimero N de erros, em nj erros com histérico
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de leitura x, n2 erros com histoérico de leitura xs, ..., n; erros com histérico de leitura ;.
Logo, a fungdo distribuigdo de probabilidades conjunta de (ni,ne,...,n;), dados N e 6, é
dada por

p(ni,na,...,m|N,0) =P ( U Xi=xs,--.Xn= X5N)|N,0>
(81,.-,0N)ECn,

= Z P(X1=Xs,:--» XN =Xs5,|N.0)
(51,...,5N)€Cn

= > ]IPXi=x;IN0)

(81,....0n )EC, i=1

N k
= > IIIIesa -, (22)

(61,-.,0N)ECR i=17=1

n = (ny,...,n;) € Ap. O nimero de parcelas desta soma é

N N—n1 N—nl—ng N—nl—...—nl,l _ N!
i n2 ns ny N n1!n2!...nl_1!nl!'

Ezemplo. Suponha que k = 2 revisores estdo dispostos a examinar um software. Assim, cada
erro pode assumir um dentre os [ = 2¥ = 4 possiveis histéricos de leitura, x; = (1,0): o erro
é detectado somente pelo revisor 1; x, = (0,1): o erro é detectado somente pelo revisor 2;
x3 = (1,1): o erro é detectado por ambos revisores e; x4 = (0,0): o erro nao é detectado por
revisor algum.

Suponhamos agora que o software contém exatamente N = 2 erros distintos. De (2.1), para

0 = (01,1,012,02,1,022) e X; = (X;1,X;2), 1 = 1,2, temos as respectivas probabilidades

P(X; = x110) = 0;1(1 — 0; 2); P(X; = x2[0) = (1 — 0;,1)0; 2;

P(X; = x3]0) = 0;10; 2; P(X; =x410) = (1 —0;1)(1 —0;2).

Considere o evento (ni,ng,n3,ng) = (1,0,0,1). Ou seja, apenas um erro foi observado e com

histérico de leitura x; = (1,0). Ainda temos que hé um erro néo detectado neste software, pois
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N = 2. Portanto,

P(ny =109 =0,n3 =0,ny = 1|N =2,0) =
= P(X1 =x:|N,0)P(X2 = x4|N,0) + P(X1 = x4|N.0) P(X2 = x,|N.0)

=011(1—012)(1 —021)(1 —b22) + (1 —01,1)(1 —012)021(1 — b22).

Em palavras, a probabilidade de observar o evento (nj,ng,nz,ns) = (1,0,0,1) é dada pela

probabilidade do “erro 1” assumir o histérico x; e o “erro 2” assumir o histérico xy, ou vice
21

1!0!0!1!

versa. Note que esta probabilidade é dada por uma soma de = 2 termos.

Consideramos trés casos particulares de (2.2):

Caso 1. erros heterogéneos e revisores homogéneos: consideramos que as probabilidades de detecgdo
dos erros sdo diferentes a cada erro, mas fixado um erro, a eficiéncia dos revisores na sua

deteccdo € a mesma; assumimos 0; j = 0;;

Caso 2. erros homogéneos e revisores heterogéneos: consideramos que a probabilidade de detecgdo de
um erro depende exclusivamente do revisor, independentemente do erro. Por exemplo, esta
suposicao pode ser verdadeira em casos de revisores com diferentes niveis de conhecimento

(experiéncia) em detecgoes cujos erros tem dificuldade uniforme; neste caso 6; j = 6;;

Caso 3. erros e revisores homogéneos: a probabilidade de deteccdo, independentemente do revisor,
¢ a mesma para todos os erros. Note que este caso € um caso particular de 1 e 2; deste

modo, 0; ; = 0.

Neste trabalho, vamos considerar o modelo probabilistico sob a suposi¢ao dada no Caso 1,
uma, vez que o Caso 3 tem pouca aplicagdo pratica. Para o modelo sob a suposi¢do dada no Caso

2 veja, por exemplo, Castledine (1981).

2.1.1 Caso particular: homogeneidade entre revisores

Nesta sec¢do, consideramos o modelo sob suposi¢ao de independéncia e homogeneidade entre os

revisores e independéncia e heterogeneidade entre os erros.
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Logo, a probabilidade em (2.2) se expressa como

k
N k=" Xs;.
p(ni,...,n|N,0) = H i=1
(617 761\7) i=1

n = (ni,ne,...,n;) € An.

Como o interesse é estimar N, Burnham and Overton (1978) eliminaram a influéncia de
0 = (61,...,0n) em (2.3) supondo, dado N, que 61, ... ,0 sdo varidveis aleatérias independentes
e identicamente distribuidas por uma fun¢ao distribuicdo G no suporte [0,1].

e (2.3), segue que a fungao distribui¢ao de probabilidades integrada sobre os 6;’s é dada por

1 1
p(ni,...,n|N,G) :/0 /0 p(ni,...,m|N,0)dG(6,)---dG(ON)

k k
1 1 N o> X6 k=2 X8,

_ / S JI67 (-6 7 dG(6)---dG(6)

0 0 :

N! l 1 glxr,j k— .ilxm. Ny
“ 1l {/0 w= (1—u) dG(u)} : (2.4)

n = (nl,ng, ... ,TL[) €A,
Portanto,
(n1,...,m)|N,G ~ Multinomial(N,§), (2.5)
em que o vetor de probabilidades & = (1, ...,§) tem como elementos

k k
1 DXy k=Y Xr;
& = / w=t (I1—w) =' dG(u), 1<r<lL.
0

Definicao 2.1. Seja F,, o nimero de erros detectados por exatamente y revisores, 0 <y < k.
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FEntao,

l k
Fy= 3Ty (X g e = X e 26)
r=1 j=1

reRy

k
comRy:{r:ZXw:y},Ogygk.

Proposigao 2.2. F,... ,Fy sdo estatisticas suficientes para o modelo em (2.4).

Demonstragao. De (2.5), (2.6) e dado N, temos
(Fo, F1, ... ,Fy)|N,G ~ Multinomial(N,T), (2.7)
com T = (7p,...,T) €
Lk
=Y &= / W1 —w)FYdG(u), 0<y <k (2.8)
0

A distribuicdo de probabilidades condicional de (ny,...,n;), dados (F1,...,Fx),N e G, é dada

por
p(ni,...,n|N,G)
p(ny,...,m|F1,..., Fx, NG
( ) = p(Fo, ..., Fx|N,G)
za
F_
(57“) VTR k—1 H <£r> « 1
H nr reR; H nT! r€ERE_1 Tk—1
reR; reRE_4
k—1 Iy
_ H £y ‘<i> _ (2.9)
y=1 7'61_1[? Mo (y)
Portanto, temos que (F1,...,F)) sdo estatisticas suficientes, pois (2.9) ndo depende de N. Note

também que a probabilidade acima é livre de G e, consequentemente, livre de qualquer parametro

que indexa esta fungao. O

k
Seja o conjunto das frequéncias n,) = {n, : r € R,} com v, = < ) elementos. De (2.9),
Yy

para 1 <y < (k—1), temos

1) |Fy ~ Multinomial (F,vy), (2.10)

10
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-1

onde vy = (v,",..

Uy 1) é o vetor (v, x 1) de probabilidades multinomiais, cujos elementos
sdo equiprovaveis. Vale ressaltar que o evento n;_1, dado F}, ocorre com probabilidade 1, isto é,
dentre os Fj. erros detectados por exatamente k revisores, teremos exatamente n;_; erros com
histérico de leitura x;_; = (1,1,...,1), n;_1 = fx. Em outras palavras, se o erro foi detectado k
vezes, entao o mesmo s6 assume um unico histérico de leitura, x;_; = (1,1,...,1). Este resultado
nos mostra que, dado o conjunto de frequéncias observadas D = (fi,...,fx) de (F1,...,F),
qualquer pseudo-amostra (nj,...,n; ;) simulada utilizando (2.10) terd as mesmas propriedades
da amostra original (Casella and Berger, 1990).

Segundo Basu and Ebrahimi (2001), a heterogeneidade dos erros se refere & suposigio de
que os erros sao provenientes de duas populacdes disjuntas quanto a sua dificuldade de deteccao
como, por exemplo, erros de facil e de dificil detecgao. Disto, supomos G em (2.7) uma fungao de
probabilidades degenerada nos pontos 6p e r com probabilidades w e (1 — w), respectivamente,

isto é,
G(u) = wI{gD}(u) +(1- w)I{gF}(u), (2.11)

para 0 < w < 1,0 < p < 1e0 < Op < 1. Interpretamos w como sendo a probabilidade
de um erro ser de dificil deteccdo e 0p e O como sendo as probabilidades de observar um
erro considerado de dificil e de facil detecgao, respectivamente. Seja ¢ = (w,0p,0F) o vetor de
parametros perturbadores.

Desta forma, utilizamos (2.11) na solucao da integral em (2.8) e temos que as probabilidades

multinomiais sdo dadas por

hy; ) = 7 = w@) 60 (1 — 0p)F + (1 — w) (’;) OU(l—0p) Y, 0<y<k  (212)

Logo, temos que (2.7) tem fungdo distribui¢do de probabilidades dada por

NET (R, - K, ]
p(fo,---7fk|N,¢)=MyHO “\y 0p(1—0p)" ¥+ (1 -w) y 0%.(1 — 0r) :

(2.13)
onde fo = N —n.

11
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Consideramos o processo inferencial do tamanho populacional (N) através do modelo
probabilistico apresentado em (2.13). Apresentamos nos dois préximos capitulos as abordagens

classica e bayesiana na estimacao dos parametros, respectivamente.

12



Capitulo 3

Estimativas de maxima
verossimilhanca: erros de facil e de

dificil deteccao

Neste capitulo, vamos descrever os passos para obter estimativas de maxima verossimilhanca
para os parametros especificados no modelo em (2.13).

Primeiramente, na Secdo 3.1, obtemos estimativas de méaxima verossimilhanca para os
parametros N e ¢. Em seguida, na Secdo 3.2, descrevemos o método para obter as estimativas

dos parametros utilizando func¢oes de verossimilhanca condicionais.

3.1 Estimativas de maxima verossimilhanca

Sejam N e ¢ desconhecidos associados & func¢do de verossimilhanca

k . ' ‘ ' fi
L(N,¢|D) x (N]X'n)'};lo wh(1 — GD)k—J + (1 —w)fi(1— Gp)k—a 7 (3.1)

para N > n, (w,0p,0r) € (0,1)3, com fo = N —n e o conjunto D = (f1,...,fx) de frequéncias
observadas. Note que a fungao de verossimilhanca acima é invariante em relacdo aos componentes
0p e 0 da mistura. Isto é, ndo conseguimos distinguir a componente “dificil” da componente

“facil”, devido serem permutdveis. Para garantir identificabilidade do modelo, vamos considerar

13
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uma ordenacdo 0p < fp. Assim, o modelo é identificdvel se ¢ € ®, onde

® = {(w,0p,0r) € (0,1)>:0p < O}

Por outro lado, nota-se que ha uma dificuldade imposta pela funcao de verossimilhanca para se
determinar estimadores para os parametros (w,p, 0r), pelo fato da mesma envolver produto de
soma. Nestes casos, em que a funcdo de verossimilhanca é composta por distribui¢oes de mistura,
o algoritmo EM é uma alternativa interessante do ponto de vista tedrico e computacional na

tentativa de se determinar estimativas de maxima verossimilhanca.

3.1.1 O Método EM

Proposto por Dempster et al. (1977), o método EM é utilizado na determinagao de estimativas de
maxima verossimilhanca quando a maximizacao da funcdo de verossimilhanca é analiticamente
complexa. Na maioria dos casos, a razdo de dessa dificuldade na maximizacao esta relacionada
a necessidade de se ajustar um modelo probabilistico adequado aos dados observados que, por
sua vez, sdo “deficientes” nas informacoes sobre a populacao, ocasionadas por limitacdes no
seu processo de observacao. Isto é caracterizado como dados incompletos do experimento. Em
poucas palavras, através do método EM ¢ possivel adicionar, aos dados incompletos, informagoes
adicionais utilizando varidveis latentes e, assim, resultando em uma funcio de probabilidade
mais simplificada em termos de maximizacao (McLachlan and Krishnan, 2007).

Sejam y o conjunto de dados observados e x o conjunto dos dados latentes (ndo observados)
cujas respectivas distribui¢bes de probabilidades dependem de 6, 6 € © C R%, ¢ > 1. Suponha,
sem perda de generalidade, 6 escalar. Assim, temos que z = (y,x) sdo os dados completos do
experimento e associamos uma funcao de verossimilhanga L(6|z) para 6. O método EM ¢é definido
em dois passos, o passo E para se obter a esperancga condicional e o passo M de maximizacgao.
Estes dois passos, repetidos iterativamente, denominamos algoritmo EM e é executado da seguinte
formas:

Seja 0™ € © o valor de 6 na m-ésima iteracao;

14
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Passo E: Dado (™), compute a funcio

Q016"™)) = >~ [log L(8]2)]g(=|y,0"™)
Z(y)

=Ey, oom [log L(0]2)], (3.2)

em que a soma dé-se no conjunto Z,y = {2z : g(z|y,0) > 0} no caso de Z ser uma varidvel
aleatéria discreta.! Dizemos que Z ]yﬁ(m) ¢é a distribuicao condicional dos dados completos aos
dados observados;

Passo M: obtenha uma nova estimativa para 6, (™1 tal que
g+l = 016™). 3.3
arg max Q(6]6") (3.3)

Repita os passos E e M substituindo m := (m + 1) a cada iteragao.

O algoritmo EM nao define um critério de parada préprio. Usualmente, o processo iterativo é
interrompido quando )G(m“) - G(m)’ < € ou ‘Q(G(m“)w(m)) - Q(G(m)w(m))‘ < €, para um valor
de € (e > 0) fixo.

Para se fazer uso do algoritmo EM precisamos garantir que o suporte das variaveis latentes
nao depende de pardmetro algum a ser estimado pelo algoritmo (Gupta and Chen, 2011). No
nosso caso, como todas as amostras em processos de captura-recaptura dependem do parametro
N, ndo podemos utilizar o método EM diretamente na estimagdo de N. No entanto, dado
N fixo, é possivel usar o algoritmo para obter estimativas para os pardmetros perturbadores,
¢ = (w,0p,0F).

Desta forma, propomos neste trabalho um processo iterativo para obtencao das estimativas

de méxima verossimilhanca para N e ¢ em duas etapas, dadas a seguir.

FEtapa (1): dado um valor para ¢, obtemos uma estimativa “parcial” de N buscando o ponto

mais verossimil de L(N,¢|D), para este valor de ¢ fixo;

FEtapa (2): dado N, obtemos uma estimativa “parcial” ¢gy para ¢ com o auxilio do algoritmo

EM. Assim, temos que ¢gy maximiza L(N,¢p|D) para este valor (fixo) de N.

!para Z uma varigvel aleatéria absolutamente continua, temos que Q(8|0®) = f log L(6]2)g(z]y,0™)dz=.
Z()

15
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Com este novo valor de ¢gy, obtemos uma nova estimativa N como feito na Etapa (1).
Iterativamente, definimos o algoritmo entre as etapas (1) e (2) até que algum grau de convergéncia
seja satisfeito para as estimativas finais de N e ¢.

Para executarmos a Etapa (1), segue o seguinte teorema.

Teorema 3.1. Sejam ¢ € ® fizo e

a(n, ) =

1—h(0; ¢)’
em que h(0;¢) é dado em (2.12).

(a) Se a(n,p) nao for um nimero inteiro, entio a fun¢io de verossimilhanga em (3.1) tem um
unico ponto de mdximo,

N = [a(nvd))]?
onde [®] € a fungdo que associa o maior inteiro menor que o argumento;

(b) Se a(n,p) for um nimero inteiro, entdo a fungio de verossimilhanga em (3.1) tem dois

pontos de mdzimo,

Demonstragdo. Considere a razao

Para N > n+ 1, temos

>1 se N <a(n,p),

R(N){=1 se N = a(n,),

<1 se N >a(n,p).

No caso (a), observamos de R(N) que L(N,p|D) é estritamente crescente para N < a(n,¢)
e decrescente para N > a(n,¢), o que implica que N = [a(n,®)] é o tnico inteiro que maximiza

(3.1).
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No caso (b), temos que L(N,p|D) tem valor méximo nos pontos Ny = a(n,¢) — 1 ¢ Ny =
a(n,¢).

Uma prova andloga pode ser vista em Bolsoni (2002). O

3.1.2 Variaveis latentes e funcao de verossimilhanca completa

Considere um valor fixo e conhecido para N (N > n). Seja a colegdo de varidveis latentes
Z = {(T;,U;);0 < j < k}, onde Tj representa o ntimero de “erros dificeis” detectados por
exatamente j revisores e U; representa o nimero de “erros faceis” detectados por exatamente
J revisores, 0 < j < k. Denotamos, assim, z = {(¢;,u;);0 < j < k} como os dados completos
referentes as observacdes dos erros no software. Note que ndo observamos z diretamente, mas
observamos a soma de seus componentes f; =t; +u;j, 0 < j <k, dado N.

Considere
Z|(N,¢) ~ Multinomial (N.g(¢)), (3.6)

onde g(¢) = {g(j;w.0p),9(j;1 —w,0p);0 < j < k} é o vetor de probabilidades multinomiais

com elementos

9(j;w,0p) = w (f) 0p(1—0p)F

9(j;1 —w,0F) = (1 —w) <§;>9%‘(1 _ QF)kfj

associados ao respectivo par (75,U;), 0 < j < k.
Portanto, de (3.6) e dado N, segue que a funcao de verossimilhanga completa para ¢ é dada

por

L(¢|z) = p(to, - - -, ts uos - - -, uk| N, @)
NI

ol o)

uj

f[ {wbh (1 —6p) 917 (1~ )1 — 0p) 91" (3.7)

J=0
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para ¢ € ®. Neste caso, a fungdo log-verossimilhanca completa é igual a

k
Up|z) =log L(p|z) = th {logw + jlogfp + (k — 7) log(1l — HD)} +
= (3.8)
+ ZU]’ {log(l —w)+jlogbp + (k— j)log(1 — HF)} +c,
=0

para ¢ € ® e ¢ ndo dependendo de ¢. Para obter a distribuicdo condicional necessaria para

obter a fungao Q(-) dada na relagdo (3.2), temos os seguintes calculos de probabilidades,

_ pEINg)  _ LBl2) oy g
P SeN®) = T NG T Ty~ AL

(55 )" [1 = p(d; )],

|
!

(3.9)

onde p(j; @) é a probabilidade de um erro ser de dificil detecgdo dado que foi detectado por

exatamente j revisores,

, w0 Wl (1 — Op)k—7 ,
p(j; @) = g%( 3 D) _ - kf.’( ) - — 0<j<k (3.10)
J3@)  whp(1—0p)Fi + (1 — w)f(1 — Op)k—
Portanto, de (3.9), concluimos que
ind. 4. . .
Tl fj.@ ~ Binomial(f;,p(j; ¢)), (3.11)

com valores esperados dados por

E[Tj|f.0] = 1ip(i; &)

E[Ujlfj,¢] = E[f; — Tj|fj,8] = f; — fip(j; ¢)

= fill =p(j; )], 0<j <k

Assim, para um gb(m) € ® fixo e conhecido, substituimos as varidveis latentes em (3.8) por seus
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respectivos valores esperados e obtemos a fungao

k
™) =3 (597 )|togw -+ 1o 6 + (1 — ) log(1 — 0p) |+

(3.12)

+ Z £i[1 = p(j; ™)) [log(l —w)+ jlogp + (k — j)log(l — HF)] +c
j=0

onde m corresponde ao indice das iteracées do algoritmo EM e ¢ constante em relacdo a ¢.
Portanto, (3.12) finaliza o passo E do método.
Para o passo M, seja

¢ = arg max Q(¢|p™) (3.13)

obtido da solugdo do sistema de equagoes resultantes de

9Q(¢|o™)

Considere os casos:

(a) Equagdo para w:

<¢|¢m> fqubm) £l = p(; ™))
— ZJ Z] .

0= <
—w
1—w _ Zj:ofj[ *p(JQ(ﬁ )}
w Yo fp(is ™)
1 Yoo fill —p(s9™)]
— = - — o T L
w a0 fip(g; ')
Como Z fj = N, temos no ponto w = w(™+1),
1k
w(m+1) N Zfﬂp L ™). (3.14)
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(b) Equagao para 0p:

Q™) & [ (k=)
1-6p _ o(k— ) fip(; ™)
Op Sk it et™)

1 Yok = ) fp(G; ¢")
o = S fpGiem) T
D > i=17fip(G; ™)

1 \
e, resolvendo em fp = an-y ), chegamos a

) _ zﬁzkljfjp@ ¢ (3.15)
k5o fip(G; ™)

(c) Analogamente ao item (b), temos

koo (i ™
pm+1) _ 23:1 i1l = p(j; &™) _ 3.16
" kYKo £i[1 = p(i; ot™)] (310

Proposigao 3.2. Para qualquer w™ € (0,1), temos que Ggm) < Ol(wm) = Ognﬂ) < Ggpmﬂ).

Demonstragao. A prova de que (9(Dm+1),9§;m+1) ) € (0,1)? ndo é dificil. Para provar que H(DmH) <

H%mﬂ), basta mostrar que

Qm+1) vy yfyp(y; )

B Seoufy[L—ply;o"™)] i)
D TNk o () 0
k>0 fip(j; ™)

kSR o fi1—pGo™)] T

<

Y

ou

k k k k
S ufyp(y; ™) Fil1 = p(ii ™) < D ufy[L—py; 6™ Y £ip(ii ™).
j=0 y=1

y=1 3=0

Entao, seja

c(j; ) = whh (1 — 0p) 7 + (1 — w)f%(1 — Op)F7. (3.17)

Abaixo, para facilidade de notacdo, escrevemos ¢ no lugar de q,')(m), tal como 6p e O ao invés
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de an) e H%m). Entao de (3.10) e (3.17), basta provar que

Op(1 = 0p)"Y §~ , Op(1 — 0F)" Op(1 —0p)" 444ﬁi4

nyy e ]Z%fg G yzlyfy e j_o e <0®

k i — —j

—0p)F Y 0,1 = 0p)F T 0%(1— 0)F Y 0),(1 — Op)* J]
§¥@{23 T R ) e e |
k k
nyy {Z } 0,
y=1 =0
onde
04 (1 — 0p) Y 05, (1 — )7 6%(1 — Op)F Y 65 (1 — Op)~—I
dy,j(¢) =

c(y: ¢) i) o) c(j; #)

Como dy j(¢) = —d; (@), substituimos dy ;(¢p) por —d;,(¢) quando y > j. Portanto, temos

k k
nyy{ij v }: Z (v —3)fyfidy (@) <0<
y=1 =0

0<j<y<k

—j , 0 Y ] I /0p\Y7 /1 —@r\YJ
T (y J)fyf] ( F ) ( D ) (D) ( F) “1l <0 (318)
(%) (*)
Op\Y~7 /1 —0p\Y
Como (*) é positivo, para mostrar (3.18) é suficiente que (9) <1 7 ) < 1 para todo
F —Up
0<j<y<k,oqueéequivalente a 0p < 0. ]

Proposigao 3.3. Temos que ¢ ¢ ponto de mdzimo de Q(q’)\q’)(m)).

Demonstracdo. A matriz de derivadas de segunda ordem de Q(¢|¢(m)) é dada por

2Q(lo™)  92Q(dlo™)  92Q(¢|d™)

8&)2 Oowol D Owdl F
Qoo™ 32Q(d|o\™)  32Q(¢|d™)

90pOw 0%, 90pI0r ’
2Q(plo'™)  0°Q(¢|¢™)  92Q(g|o™)

00pOow 00r00p 861%

¢:¢(m+1)
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onde
62Q(¢—Wm)) _ E?:O fjp(j; ¢(m)) Z?:o fj[l — p(j; ¢(m))] 0
Ow? ¢:¢(m+1) - wm+1)2 o (1 - w(m+1))2 <0,
0*Q(¢lo") - ) l y k—y
Z =\ — . _ _ 0
892D ¢:¢(m+1) Z;] fyp(]a o} ) Ogn—H)Q (1 - 9%’”’1))2 < 0,
PQ(¢l9"™) L [ y k—y
Tx\PY ) _ s B B 0
89% ¢:¢(m+1) y;o fy[ p(j; & )} 9%m+1)2 (1- 0%m+1))2 <0,
powie™) L dawe™) _rawe)
0pdr =™ " pow lp=¢p"" T 0pdw  Ip=¢

Seja {b; ;} o elemento correspondente & linha i e coluna j de B e = (z1,72,23) € R?, para

x # 0. Como B é uma matriz diagonal, temos que
3 3 3
T 2
x Bx = Z Z bi,jxixj = wa:liz <0,
i=1j=1 i=1

pois b;; < 0 e x? > 0, para todo i = 1,2,3. Portanto, como B é uma matriz negativa definida,

concluimos que (3.14), (3.15) e (3.16) sdo conjuntamente pontos de méximo de Q(¢|p™). O

Assim, concluimos que o algoritmo EM é determinado por um simples processo iterativo
baseado nos resultados obtidos em (3.14), (3.15) e (3.16), dado um valor de N, N > n, fixo e
conhecido. Dizemos que alcancamos a convergéncia para um ponto estacionario de ¢ a partir
do momento em que as estimativas pararem de sofrer (grandes) alteragdes, isto é, para uma
precisdo € = (g,6,6), € > 0, interrompemos o processo iterativo quando o critério de parada
\qb(m“) — gb(m)\ < € for satisfeito, para qualquer m > 0. A implementacao do algoritmo EM é

apresentada na Sec¢do 3.1.3 juntamente com a estimacao de N utilizando o Teorema 3.1.

3.1.3 Implementacao do algoritmo
Inicialize com N© >n, ¢ € ® e (I = 0);
(1) Algoritmo EM:

(i) Fixe N = N Faca (m = 0) e ¢p™ = ¢!,
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(ii) Repita iterativamente

gy _ SiadfpG ™) iy _ Xiaifill— el ™)
T RS fe™) T RS -G e

1 & o
W™D = =3 (i ¢t™):
=0

substituindo m := (m + 1) a cada iteracao.

(iii) Interrompa (ii) quando |¢™ ) — ¢™)| < € e v4 para o passo (2).
(2) Fazendo ¢V = ¢+ atualize N:

n

L —h(0; ")’

N = maior inteiro menor que

Se NUHD = N finalize o algoritmo. Caso contrério, faca [ := (I + 1) e volte ao passo (1).

Note que o algoritmo precisa de valores iniciais para ambos N e ¢, embora seja possivel
inicializa-lo sem necessidade de um valor inicial para IV, bastando inverter a ordem dos passos
(1) e (2) do algoritmo.

Os resultados numéricos das estimativas dos pardmetros serdo apresentados na Secdo 3.3,

onde comparamos ao método de verossimilhancas condicionais, discutido a seguir.

3.2 Estimativas de maxima verossimilhancas condicionais

Nesta secao, abordamos um método alternativo de obter estimativas de maxima verossimilhanca
para os parametros N e ¢) = (w,fp,0r) do modelo em (3.1) utilizando fungoes de

verossimilhanga condicionais (Sanathanan, 1972).
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Note que a fungdo de verossimilhanga em (3.1) pode ser reescrita sob a forma

k
v ' H h(j; ¢)7
L(N,9|D) = (n) ﬁ[l — h(0; ¢)]"h(0; )"~ W
k
N ‘ [ (5 )"
=) [ = h(0: )] (0 )T = :
(n) Jilteo fi! [1- h(o,d))]zj:lfj
k fj
= (JZ [1 = h(0;¢)]"(0; )" H [1_‘7 ‘%]
= L1(N,@|n) - La(blf1, -, fe,n), (3.19)
onde
Li(N,pln) = (Z) [1— h(0; )] "h(0; )N " (3.20)
¢ k ) i
La(@|f1s- - from) = fk: 1;[ [1_ ¢)] (3.21)

para N >ne ¢ € ®.
Teorema 3.4.

(i) L1(N,p|n) € a fungao de verossimilhanga correspondente o distribuicao de probabilidades

de n, dado (N,¢);

(i) Lo(d|f1,-..,fx,n) € a fungdo de verossimilhanga correspondente a distribui¢io de probabilidades

de (fi,..-,fx), dado (n,p).

Demonstragdo. Dado n, considere o conjunto

k
S = {(fl,,fk) S {O,l,...,n}k:ij :n}.
j=1

24



CAPITULO 3. ESTIMATIVAS DE MAXIMA VEROSSIMILHANCA: ERROS DE FACIL E
DE DIFICIL DETECCAO

Portanto, de (3.19), segue

p(n’Nvd)): Z p(fO:flv"':fk’Nad))

(1, fk)€ES
= Y L(N¢D)
(f1,--fk)€ES
:Ll(N7¢|n) Z L2(¢‘f17"‘7fk7n)
(f1,--fk)€ES
_ EonGie)
= L1(N,9|n) Lz::l 1—h(0»¢)] = L1(N,¢n),

o que prova (i).

De (3.19) e o item (%), temos

p(flw"?fk’n?(b) :p(f17' . '7fk’n7N7¢)

_ p(fo.f1, - fkIN.®)
p(n|N,®)

_ L(N,@|f1,. - fr)

 Li(N,¢ln)

= L2(¢‘fl, ce 7fk7n)a

0 que prova o item (7). O

Sanathanan (1972) propos o método de estimagao do pardmetro N nos casos em que a fungéo
de verossimilhanca pode ser fatorada em duas fungdes, em que uma funcdo depende apenas dos
pardmetros perturbadores, como mostra a relagao (3.19). Assim, o método de estimacao consiste

em duas etapas:

FEtapa (1): Primeiramente, utilizamos a funcdo de verossimilhanca Lo(¢|-) para obter uma

estimativa de maxima verossimilhanga condicional (EMVC) para ¢;

Etapa (2): Em seguida, determinamos uma EMVC para N com o uso da fungdo de

verossimilhanga L (N ,(}f)\-), em que ¢ é a EMVC de ¢ obtida na Etapa (1).

Silva (2006) empregou este método para estimar os pardmetros nas abordagens classica e
bayesiana, porém considerou os valores de 6p e 0r conhecidos. Em nosso trabalho, optamos pelo

auxilio do algoritmo EM para executarmos a Etapa (1).
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3.2.1 Variaveis latentes e fungao de verossimilhanga condicional completa

Nesta segdo vamos obter a estimativa de maxima verossimilhanga condicional para ¢ = (w,0p, 0F)

utilizando a funcao de verossimilhanca

[ hGie) 17
B0l oo = Fr g 1 [1 —h(o;qb)] |

onde h(j; ) = w(5)69,(1 — 0p)F 7 + (1 — w) (5)6%(1 — 0p)"~9, 0 < j < k. Note que, além das

probabilidades multinomiais acima serem dadas por uma mistura de duas distribui¢oes binomiais,

as mesmas sdo truncadas no ponto 0.

Assim, para corrigir o problema do “truncamento” utilizando o método EM, adicionamos na
funcao Lo(¢|-) a varidvel latente Fy, que corresponderd ao nimero de erros niao detectados pelos
revisores. Logo, como nao temos o conhecimento do nimero total de erros no software (N) em
La(¢|-), segue que a varidvel Fj é ilimitada superiormente, Fy € {0,1,...,}.

Consideramos
Fol(n,¢) ~ BinNeg(n,1 — h(0; ¢)), (3.22)

para ¢ € ® e n > 1 com fung¢do de probabilidades dada por

+n-—1 n
P(Fy = foln,¢) = <f° £ )h(o;qb)fo [1—h(0;¢)]", fo=0.1,....
O valor esperado é dado por
h(0; @)
E[F{ =n——"—. 2
Dado n e ¢, as varidveis (F1,...,F;) sao independentes Fjy. Desta forma, a funcdo de

verossimilhanga condicional (parcialmente) completa é dada por

L2(¢|F0>fla" '7fk‘an) = P(FO = anFl = fla- . '7Fk = fk|n7¢)

P(Flzfla7Fk:fk|n7¢)P(F0:fO|na¢)

11 [h(j;as)}fj, (3.24)

=0

<
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para ¢ € ®. Note que o “kernel” de (3.24) em ¢ é o mesmo apresentado na relagao (3.1). Assim,
dados (Fy,f1,...,fk), utilizamos novamente as frequéncias t;’s definidas na secao 3.1 para sanar o
problema da mistura. Neste caso, os dados completos sao dados pelo vetor & = (f;,t;;0 < j < k).
Note que é equivalente escrever os dados completos por « ou por z = (t;,u;;0 < j < k), como
anteriormente.

Pelas relagoes (3.11) e (3.24), segue a fungao de verossimilhanga condicional completa para

?,
La(¢|z) = P(To = to, . . ., Tk = tg,Fo = fo, .-, Fl = fxIn, @)
:P(F():anFl :flv--'aFk :fk|n7¢)P(T0 :t07"'7Tk :tk|f07"'7fk7¢)
k
:L2(¢|F07f17"'7fk7 H _t]’fm )
n(fo+n—1) i
= 2= DU T fg(550000))" 551 — w6)) 57"
[Tt ="
j=0
k . R 4 qfi—ti
o I] {w%(l - QD)k_]} {(1 — W) (1 — Op)k : (3.25)
j=0
para ¢ € .
Para um valor conhecido d)(m) € ®, temos a funcao log-verossimilhanca esperada,
k
Qc(plo™ Z [Tj\fl, . ,fk,n,d)(m)] [logw + jlogfp + (k — j)log(1 - 0p)|+  (3.26)
k
+ ZE[Fj ~Tilfr.... ,fk,n,¢<m>} [log(1 — w) + jlog O + (k — j)log(1 — 0r)]
§=0
-+ constante,
para ¢ € ®.

Por (3.11), para 1 < j < k, temos as seguintes esperangas condicionais ja definidas,
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e, para j = 0, utilizando as relagoes (3.11) e (3.23), obtemos

E[T0|fl7 ce- afk7n7¢] = Z tOP(TO = tO’flv cee 7fk7n7¢(m)) (327>

to=0

oo fo

- Z ZtOP(TO:t07F0:f()’flu"wfkun?(p(m))
fo=0to=0
o fo

= > " toP(Th = to|Fo = fo,¢"™)P(Fy = foln,¢™)

fo=0to=0

- Z E|[Ty| fo.6!™ | P(Fo = foln.e™)

p(0; d)( Z foP(Fo = foln, ¢ ) E[Fo!n,d)(m)}p(o; ¢(m))
fo=
_ M o o

Seja ¢V = (W™ g5t D) em que

(m+1) _ (m)
b, arg max Qc(d|o'™).

1 1 1 ~ . T -
Portanto, temos que wngr ), 0%7? ) e H%TZJF ) serdo aproximadamente iguais as expressoes

dadas em (3.14), (3.15) e (3.16), respectivamente, bastando substituir fo por E[Fy|n, qb(m)]. Esta

(m+1)

maneira direta em obter a atualizagdo ¢, é devido ao fato que as funcoes de verossimilhanga

dadas em (3.7) e em (3.25) contém o mesmo “kernel” com relagdo & ¢ e assim, a maximizagao
das suas respectivas fungoes log-verossimilhanca esperadas sdo dadas de maneira analoga aos

dois casos, para @ em (3.12) e Q. em (3.26).

(m) (m) (m+1) (m+1)

Pela Proposicao 3.2, temos que se 0 < 0. = 05 < Oy , para todo m > 0. Pela
Proposicao 3.3, temos que ¢ (m+1) ¢ ponto de maximo de Qc(q.’)\q.’) m )

Implementamos a seguir o método iterativo para obten¢do da EMVC de ¢.

3.2.2 Implementacao do algoritmo

Inicialize o algoritmo EM com ¢((:0) e de(m=0);
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(i) repita iterativamente

k
Z it o)

e = 0(0: ™ g
Ema S
ijj [1—p(j; ™))
gl 1) _ a"l - T
k;fj[l—p(3;¢cm )]+ —h(o- o)
Wi = (05w (™ 00 + 1— Z Fip(Gs o™,

substituindo m := (m + 1) a cada iteragao.
(ii) Interrompa (i) quando |+ — p(™)| < €.

Seja (}50 estimativa de maxima verossimilhanga condicional de ¢ obtida pelo algoritmo descrito
acima. Note que a razio R(N) em (3.5) serd a mesma se utilizarmos a funcdo Li(N,$|n) ao
invés de L(N,@|D).

Por este fato, utilizamos o Teorema 3.1 para obter uma EMVC para N, N,, isto ¢,
(a) N. é o maior inteiro menor que a(n,¢,), se a(n,¢,) (veja (3.4)) for nio inteiro;

~

(b) se a(n,¢,) for um nimero inteiro, entdo Ny = a(n,d,) € N = a(n,¢,) — 1 sdo ambos

~

pontos de maximo de Li(N,p,|n).

3.3 Resultados numeéricos

Nesta se¢ao, primeiramente, avaliamos a performance dos estimadores através de dados artificiais
obtidos via simulacdo. Em seguida, aplicamos o processo de estimag¢do em dois conjunto de dados

reais da literatura.

3.3.1 Dados artificiais

Apresentamos a seguir o método de simulagdo de um conjunto de dados para o modelo proposto.
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Determinamos, de inicio, os valores “reais” dos parametros da populagdo N,w,0p e 0, e o
numero k de revisores a examinar o software.

Para cada erro ¢, o identificamos se é de facil ou dificil deteccdo, isto é, simulamos o vetor
x = (x1,...,xy), onde cada z; é gerado de uma varidvel aleatéria X ~ Bernoulli(w). Deste
modo, temos que um erro i é de dificil detecgdo (x; = 1) com probabilidade w e é de ficil deteccao
(x; = 0), com probabilidade 1 — w.

Dado o vetor x, simulamos por quantos revisores cada erro i foi detectado, dado sua
probabilidade de captura, §p ou fp. Assim, obtemos o vetor y = (y1,...,yn) onde cada y;
é simulado de uma varidvel aleatéria Y; ~ Binomial(k, 0505 "), 1 <i < N.

Finalmente, obtemos as frequéncias f; = g:I{j}(yi), 1<j<ken= Ek: fj- Note que, se for
de interesse adicionar a informagao de um (k —Zi—: 11)—ésimo revisor, basta aperiaTs1 simular as capturas
de erros por este novo revisor, i.e., obter via simulagao o vetor t = (¢y,...,tn), ond]e\zf cada t; é
observado de uma distribuicéo Bernoulli(&f}ﬂ};“). Desta forma, temos que f; = ZI{j}(yZ‘ ),
onde y7 =y; +t;, paral <j < k4 1. =

Avaliamos a desempenho dos algoritmo descritos nas se¢oes 3.1.3 e 3.2.2 utilizando 9 cenérios
diferentes em um processo de captura-recaptura. Em cada cenario, geramos 1000 amostras para
cada valorde k, k = 5,6,...,15. Em todos os casos, os valores reais das probabilidades de captura
foram 0p = 0,2 e p = 0,6. A precisdo determinada para o critério de parada dos algoritmos foi
€ = 0,00001.

Cendrio 1: Valor de N =100 e w = 0,2,

Cendrio 2: Valor de N =100 e w = 0,5,

Cendrio 8: Valor de N =100 e w = 0,8,

Cendrio 4: Valor de N =500 e w = 0,2,

Cendrio 5: Valor de N = 500 e w = 0,5,

Cendrio 6: Valor de N = 500 e w = 0,8,

Cendrio 7: Valor de N = 1000 e w = 0,2,

Cendrio 8: Valor de N = 1000 e w = 0,5,

Cendrio 9: Valor de N = 1000 e w = 0,8.
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Nas Figuras 3.1 a 3.4, ilustramos o comportamento dos estimadores de maxima verossimilhanca
e maxima verossimilhangas condicionais através do viés das estimativas em cada situagdo amostral.

Por exemplo, para N, calculamos seu viés como

1
Viés(N —
m

onde m é o nimero de estimativas, N; é a EMV (ou EMVC) para N na amostra i e Ny é o
verdadeiro valor do pardmetro utilizado na geracao das amostras.

Nas Figuras 3.5 & 3.8 sao exibidos os valores dos erros quadraticos médios dos estimadores
em cada um dos cendrios descritos acima. O erro quadratico médio para N, por exemplo, é
calculado por

EQM(N) = —.

onde m é o nimero de estimativas, N; é a EMV (ou EMVC) para N na amostra i e Ny é o

verdadeiro valor do parametro utilizado na geracao da amostra.

Cenario 1 Cenario 2 Cenario 3
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Figura 3.1: Comportamento do viés de Ne N, para os 9 cendrios. Legenda: x EMV; o EMVC.

Na Figura 3.1 observamos, em todos os cendrios, que o método de verossimilhancas
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condicionais apresentou viés maior para o tamanho populacional em comparacdo ao método
utilizando a fungdo de verossimilhanga global. Nos Cendrios 1, 2 e 3, o viés das estimativas
de maxima verossimilhanga foi quase nulo para todos os valores de k, 5 < k < 15. Apesar da
grandeza do valor verdadeiro de N nos Cendrios 4 & 9 (N = 500 e 1000), as estimativas de
maxima verossimilhanca para este parametro foram razoavelmente boas, em média. Visualmente,
notamos que as EMV’s e EMVC’s para N utilizando mais do que 8 revisores sdo, em média, ndo
viesadas para as 9 situagoes amostrais estudadas.

Pela Figura 3.2 notamos que para w = 0.8 o viés das estimativas foi baixo para qualquer
valor de N (Cendrios 3, 6 e 9). Os piores cenarios foram para N = 100, w = 0.2 e 0.5 e para

N =500 e w=0.2 (Cenarios 1, 2 e 4).
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Figura 3.2: Comportamento do viés de @ e &, para os 9 cendrios. Legenda: x EMV; o EMVC.

Nas Figuras 3.3 e 3.4, nota-se que os viés das estimativas de maxima verossimilhanga e
méxima verossimilhancas condicionais de fp e 0 ficam cada vez mais proximos de 0 de acordo
com o aumento do nimero de revisores, como esperado. Além disso, é possivel observar, em
todos casos, que os viés variam no intervalo -0.03 a 0.07. Podemos dizer que, em média, ambos

os métodos apresentam boas estimativas para as probabilidades de capturas 0p e 0p.
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Figura 3.3: Comportamento do viés de 6p e Op. para os 9 cendrios. Legenda: x EMV; o EMVC.

Cenario 1 Cenario 2 Cenario 3
© © ©
(= (= S 4
S ] \ 3] =N
w0 4 . 1] .
L Lo L
>3 \ >3 >3
] ] ] RN
o \‘);t)o(tg\ o o ~x
el T T = == a8l B = = e XX | 8l R A o S S VY |
=T T T T T T T T T T T P T T T T T T T o T T T T T T T T T T T
5 6 7 8 9 10 11 12 13 14 15 5 6 7 9 10 11 12 13 14 15 5 6 7 8 9 10 11 12 13 14 15
Numero de revisores Nudmero de revisores Ndmero de revisores
Cenario 4 Cenario 5 Cenario 6

X X

Viés
0.0
~
Viés
0.0
Viés

0

1 "X 1% 1°
o X o (=] SENNOR.
S T""""T'E}f;}f"?ifﬁ:*f"f"f—bf' S “h?’f*ﬁ‘:ﬂ‘ o e e e S "'\:’?fé;é‘:é;j“;f;?"“"ﬁ
© 5 6 7 8 9 10 11 12 13 14 15 © 5 6 7 8 9 10 11 12 13 14 15 © 5 6 7 8 9 10 11 12 13 14 15
Numero de revisores Numero de revisores Numero de revisores
Cenario 7 Cenario 8 Cenério 9
e ] e ] el
827 82 7% 83 7%
=2 S —o\ 1 \
gl = 51\ .
8 b e G e eeny] Gl e
© 5 6 7 8 9 10 11 12 13 14 15 © 5 6 7 8 9 10 11 12 13 14 15 © 5 6 7 8 9 10 11 12 13 14 15
Numero de revisores Numero de revisores Ndmero de revisores

Figura 3.4: Comportamento do viés de Op e Opc para os 9 cendrios. Legenda: x EMV; o EMVC.

Na Figura 3.5 observamos que os erros quadraticos médio das estimativas utilizando o método
de verossimilhancas condicionais assumem valores mais altos que o método tradicional. Os maiores
EQM’s sdo para valores pequenos de k, (k < 8), valores estes de k dos quais resultaram em

maiores viés relativos para as EMV’s e EMVC’s, conforme visto na Figura 3.1. Assim, concluimos
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que os dois métodos produzem resultados semelhantes para os Cendrios 6, 8 e 9, enquanto para
0s outros cendrios, o método tradicional fornece estimativas para IN menos viesadas e erros

quadraticos médio menores do que ao método de verossimilhancas condicionais.

Cenario 1 Cenario 2 Cenario 3
4 4 4
= =3 \ =31\
o N o N\ o .
w u w w
AN e .
« TTe— N X~y x. S \X\x\ =
SRV ol X XSy
SR ————— S S = — L L MM S S
5 6 7 8 9 10 11 12 13 14 15 5 6 7 8 9 10 11 12 13 14 15 5 6 7 8 9 10 11 12 13 14 15
Numero de revisores Ndmero de revisores Ndmero de revisores
Cenério 4 Cenério 5 Cenério 6

80
|

4(IJE QMso
u/a
S
40E QMS
x//

[Fon
~

4 ~x. 4 4 ~,
K Ky
o J P RV o e — X x— o R wx—x
— T T 1 — T — T
5 6 7 8 9 10 11 12 13 14 15 5 6 7 8 9 10 11 12 13 14 15 5 6 7 8 9 10 11 12 13 14 15
Numero de revisores Numero de revisores Numero de revisores

Cenario 7 Cenario 8 Cenario 9

80
I

\X\

] \§K ] N

X —x—x—x—x—x

— T T — T T — T T

5 6 7 8 9 10 11 12 13 14 15 5 6 7 8 9 10 11 12 13 14 15 5 6 7 8 9 10 11 12 13 14 15
Numero de revisores Numero de revisores Ndmero de revisores

o
4%QM 80
4%QM 80

K
~— S
K, —
K x xx X

Figura 3.5: Comportamento do EQM de NeN, para os 9 cenarios. Legenda: x EMV; o EMVC.

Notamos nas figuras 3.6, 3.7 e 3.8 que os valores dos erros quadraticos as estimativas para
w,0p e Op produzidos pelos dois métodos de estimacgdo sdo bem proximos em todos os casos.
Além disso, estas medidas quadréticas tem comportamento decrescente em todos os cendrios,
conforme o aumento do valor de k. Isto ja era o esperado, pois notamos pelas Figuras 3.2, 3.3 e

3.4 que os vicios se aproximam de zero para maiores valores de k.
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Figura 3.8: Comportamento do EQM de O e Op, para os 9 cendrios. Legenda: x EMV; o EMVC.

3.3.2 Aplicagcao em dados reais
Exemplo 1: Revisao de interruptores AT&T 5 ESS

Eick et al. (1993) utilizaram dados de captura-recaptura provinientes de erros identificados
por uma caracteristica particular em interruptores AT&T 5 ESS. Neste estudo, seis revisores
observaram 43 erros distintos. Os dados completos sdo encontrados em Ebrahimi (1997) e na

Tabela 3.1 temos as estatisticas suficientes para o modelo proposto.

Tabela 3.1: Frequéncias de erros observados em interruptores AT&T 5 ESS.

Frequéncias || f1 fa fs f1 f5 f6

Valores 30 11 1 0 1 0O

Apés o processo de revisao, 4 erros foram encontrados conjuntamente pelos revisores. Todavia,
vamos desconsiderar esta informagao na estimacao dos pardmetros, pois estes erros nao foram
detectados de forma independente e, assim, nao satisfazendo as suposi¢cées do modelo. Para o
inicio dos algoritmos descritos nas Secoes 3.1.3 e 3.2.2, determinamos a seguir uma maneira para

obter valores iniciais para os parametros.
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Considere um modelo sob suposicao de homogeneidade e independéncia entre erros e entre
revisores, isto é, a probabilidade do revisor j detectar o erro ¢ é 6, paratodo 1 < j <k, 1 <i < N.

Neste caso, a funcao de verossimilhanca de N e 0 é dada por

N!

fi
HOOP) = g _anK >931_> j] |
A L

e, pelo método de verossimilhangas condicionais (Sanathanan, 1972), temos

i1 i
La(0)f1, -, frsm) H [9 u ) ~ o) ] :

para N >mn e 6 € (0,1). A estimativa de maxima verossimilhanga condicional para 6 utilizando
Ls(0|) corresponde a resolver a equagao

0 B 22?21 it

=0
1—(1-06)k kn

em 6. Assim, de posse da EMVC de 6, éc, e pelo Teorema 3.1, temos que um possivel valor inicial

N©O) — [HA]
1—(1—0,)F

Para os dados da Tabela 3.1, temos 0, = 0,1356, N© =73 ¢ féo) =30

para N é dado por

Seja Y; o nimero de revisores que detectaram o erro i, 1 < i < N 0), Considere YY) o
subconjunto dos dados 0 < Y; < 3, com YV |0p ~ Binomial(k,0p) e Y? o subconjunto dos
dados 4 < Y; < 6 com Y(Q)IHF ~ Binomial(k,0F). Temos que ny = féo) +fit+fo+ fze
ng = f1+ f5 + fe sdo os nimeros de elementos em Y1) e Y2 respectivamente.

Sejam

1 & Y3 0ifi 1 & > 0-4ifi
mDZ*ZyO): j=0JJ3J e mFZ*Zy@): j=4JJ47J

i ' ?:0 fi 255 ' ?:4 fi
as médias amostrais de YY) e Y2 respectivamente. Assim, através do método dos momentos,
temos
o 133 0ifi 0 1X5_4ifs 1<
LS T & oy L P A
>0 fi >j=afi =
Logo, ¢ = (w©, 6,61 = (0,9863014; 0,1273148; 0,833333).
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As estimativas de méxima verossimilhanga e méxima verossimilhangas condicionais encontram-

se na Tabela 3.2. A precisdo associada ao critério de parada dos algoritmos foi de e = 0,00001.

Tabela 3.2: EMV e EMVC dos parametros para o Exemplo 1.

A

Método | N & 0p O

EMV |82 09873 0,1131 0,8114

EMVC | 8 0,9877 0,1090 0,8100

Pela tabela acima, notamos que as estimativas de méxima verossimilhanca e maxima
verossimilhancas condicionais sdo bem préximas. Desta forma, utilizando as estimativas de
maxima verossimilhangas, por exemplo, inferimos que ha 82 erros em interruptores, dos quais
39 nao foram observados pelos revisores. Destes erros, aproximadamente 98% sdo considerados
de dificil detecgdo com probabilidade de 0,1131 de ser observado e que um erro de facil deteccao

tem probabilidade 0,8114 de ser observado.

Exemplo 2: Contagem de coelhos

Edwards and Eberhardt (1967) usaram dados de captura-recaptura para estimagao do tamanho
populacional a partir de um estudo de aprisionamento de coelhos da espécie cottantail. O
experimento consistiu na liberagdo de N = 135 coelhos em uma &rea de 40 hectares. Neste
recinto nao havia nenhuma espécie de coelhos antes do inicio do estudo. Um processo de 18
capturas-recapturas foi conduzido em dias consecutivos e observaram-se 76 coelhos distintos. As
frequéncias observadas sdo dadas na Tabela 3.3. A precisdo definida ao critério de parada dos

dois algoritmos foi de e = 0,00001.

Tabela 3.3: Frequéncia de capturas de coelhos da espécie cottantail.

Frequéncias || f1  fo fs fo fs fo fr fs fo
Valores 43 16 8 6 0 2 1 0 0

Frequéncias || fio fu1  fi2 fiz fia fis fie fir  fis

Valores 0 0 0 0 0 0 0 0 0
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Utilizamos o mesmo artificio do exemplo anterior para obter valores iniciais para N e ¢.
Consideramos, neste exemplo, Y1) o subconjunto dos dados 0 < Y; <4 e Y@ o subconjunto
dos dados 5 < Y; < 18. Os valores iniciais foram N(© = 97, w(© = 0,9690722, 6% = 0,07269504
e 01 = 0,3518519.

As estimativas dos pardmetros se encontram na tabela 3.4.

Tabela 3.4: EMV e EMVC dos parametros para o Exemplo 2.

A A

Método | N & 0p O

EMV 130 0,8504 0,0389 0,1842

EMVC | 142 0,8405 0,0328 0,1745

Primeiramente, note que as estimativas para os parametros perturbadores foram bem
proximas para os dois métodos. Desta forma, inferimos que aproximadamente 80% dos coelhos
sao capturados com probabilidade 0,0389 e o restante tem probabilidade de captura de 0,1845,
segundo as estimativas de maxima verossimilhanca.

Ambos o0s métodos produziram estimativas para o parametro N satisfatérias, uma vez que o

seu verdadeiro valor é 135 coelhos.
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Capitulo 4

Abordagem Bayesiana: erros de facil

e de dificil deteccao

Neste capitulo, consideramos a abordagem sob o enfoque Bayesiano da estimacao dos parametros

N e ¢ = (w,0p,0F) referentes ao modelo probabilistico descrito em (3.1).
Segue que a distribuicdo a posteriori conjunta para N e ¢ é dada por
T(N,¢|D) < L(N,¢|D) - ©(N,)

N k
N <n>h(0; &)V T h(G: ¢)% - n(V,),

=1

onde

e m(N,) é a distribuigdo a priori conjunta de N e ¢.

Suponhamos independéncia a priori entre os pardmetros N e ¢, isto é,

7(N,p) =m(N) -m2(¢p), N>1, ¢ € P,

onde 71 (N) e ma(¢p) sdo as distribuigbes a priori marginais para N e ¢, respectivamente.

(4.1)

(4.2)

Neste trabalho, consideramos mo(¢) uma f.d.p. prépria e m(N) x N=", N > 1, r > 0. Note

que 71(N) néo é prépria para 0 < r < 1. Porém, o teorema a seguir nos fornece uma condigao
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para existéncia da distribuicdo a posteriori conjunta de N e ¢, neste caso.

1
Teorema 4.1. Se a distribuicio a priori m(N,¢) < w1 (N)ma(p) com w1 (N) = WI{NZH’ r >0,

e ma(¢) uma f.d.p. propria com suporte ®(y = {(w,0p,0F) € (0,1)3:0<ec<0p <Op <1},

para ¢ constante, entdo a posteriori m(N,p|D) é prépria.

Demonstragao. Considere K a constante normalizadora de 7(N,¢|D), isto é,

k
K= /g,@ > ]\1[7=<N> h(0; ¢)Nnj1_[1 h(j; )T ma () de. (4.3)

N>n n

Mostremos que K < oo. Para tanto, de (4.3) e de N" > 1,Vr > 0, segue que

k
K < / > (f)h(o;qb)N"I[lh@;cﬁ)fjmw)das

@, V="
— [ TInG:)mi6) Y (y . ”) h(0; §)"de
@, =0
k o)
— [ 111G 9)om@) Y (‘” . 1) [ h(0;¢)]"do
(I:'c 7j=1 y=0 Y

_ /Hflhu;«p)ff GEICIN
[1—h(0;¢)]" [1— h(0;8)]

()

e hGie) \T O m(e)
‘Q/H<1—h<o;¢>) = h(0;9)] ¢
(c)

=1

B hGse) )ff' ()
a / H(zk_lhu;d)) [1—h<0;¢>]d¢

T2 ()
< / T hoia (4.4)

<

Observe que (1 —0p)F < (1 —c)¥ e (1 —0p)F < (1 — ¢)* para quaisquer fp e O que satisfagam

O<ec<bp<fOp<l.
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Portanto,
h(05¢) = w(l —0p)* + (1 - w)(1 — Op)"
<w(l—c)f+ (1 -w)(1-c)F
=(1-c)k
<1-—c \V/Qf)Eq)(c)
Consequentemente, temos que
1 1
<= 4.
[ h(0:g) ~ ¢ (4.5)
De (4.4) e (4.5), segue que
1
)
O

A seguir sdo apresentadas as distribui¢bes condicionais a posteriori dos parametros N e
¢ = (w,0p,0F), as quais serao utilizadas no processo iterativo de simulagdo de Monte Carlo em

Cadeias de Markov através do algoritmo Gibbs sampling (Casella and George, 1992).

4.1 Distribuicoes condicionais a posteriori

De (4.1), as distribui¢oes condicionais a posteriori de N e ¢ sdo dadas por

1
7T(N|D>¢) X |h(07 (b)Nﬁv N > n, r > 07 (46)

N —n)
e, para fo = N —n,
i

k
T(@|D.N) o [ |wbp (1 —0p)F 7 + (1 —w)0h(l — 0p)" 7| -7(¢), ¢ € By, (4.7)
j=0
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Pelo fato de (4.7) envolver produto de soma, deduzir estimadores para ¢ = (w,0p,0F)
pode levar a um alto custo computacional e dificilmente poderdo ser expressos analiticamente
(Diebolt and Robert, 1993, 1994). No entanto, é possivel e bastante vantajoso adicionar varidveis
latentes, juntamente aos dados observados, na distribuigoes a posteriori no intuito de minimizar
a complexidade da func¢ao (Celeux and Diebolt, 1985; Tanner and Wong, 1987; Diebolt and
Robert, 1994). Conseguentemente, o conjunto de variaveis completas na distribuicao a posteriori
condicional pode simplificar a implementagao do algoritmo Gibbs sampling (Diebolt and Robert,
1994).

Desta forma, dados N, ¢ e D, consideramos o conjunto de varidveis completas por z =
(tj,uj,0 < j < k) com distribuicao condicional p(z|N,¢,D), lembrando que ¢; é o ntimero de
erros dificeis detectados por exatamente j revisores e u; é o nimero de erros faceis detectados
por exatamente j revisores, 0 < j < k. Uma observacdo importante é que nido condicionaremos
a distribuicdo de N em z uma vez que, dado z, o valor de N é deterministico. Isto é, dado z, a
distribuicao de N é degenerada no ponto N = Zfzo(tj + uj).

Assim, o processo de simulagdo de N, das varidveis completas (z) e de ¢ de suas respectivas

distribuicoes condicionais é esquematizado pelo seguinte algoritmo:
« inicialize o contador com m = 1 e valores iniciais N™ > n e ¢™ € ®);
e para m-ésima iteragdo, m =2,3,..., M,

1. gere N(™ ~ 7(N|D,p™V);
2. simule as varidveis completas z ~ p(z!’D,N(m),(j)(m_l));

3. gere ™ ~ w(p|D,N™ z).

4.1.1 Distribuicoes condicionais a posteriori conhecidas para o tamanho

populacional

Observamos que se r assumir os valores 0 ou 1 na distribuigao a priori m(N) <« N7", N > 1,
entdo teremos as distribuigdes a priori uniforme discreta imprépria e de Jeffreys (Castledine,
1981; Smith, 1991), respectivamente. Assim, os dois teoremas a seguir sao relevantes em termos
computacionais, uma vez que nos fornecem distribui¢des condicionais a posteriori conhecidas

para o parametro N nestes dois casos.
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Teorema 4.2. Se 7(N) x 1, N > 1, entao a distribuicao condicional a posteriori de N, dados
¢ e D, tem distribuicao igual de uma uma varidvel aleatéria X + n, onde X tem distribuicdo

Binomial Negativa com pardmetros n+1 e 1 — h(0; ¢).

Demonstragio. De fato, X tem distribui¢do Binomial Negativa com parametros n+1 e 1—h(0; ¢)

se sua funcao distribuicdo de probabilidades é dada por

P(X =) = (’” ! ”)hm; $)7[1 = h(0; )", = =0,1,2,....
No entanto,

(N]i!n)!h((); o)™

o (N ) h(0; $)",

n

m(N[¢,D) x

onde a constante normalizadora c; é tal que

G-y (f >h<o; oY =Y (y ’ ”)h(O; )t

N=n y=o \

B0 S (y N ”) h(0; )"

y=0 "
S (‘” - 1) [~ h(0; )]
y=0 4
= h(0; $)"[1 — h(0; )] .
Logo,
7(N|p,D) = (Z) h(0; ¢)N7n[1 — h(0; ¢)]"+1, N=nn+1,..., (4.8)

é equivalente a

PX4n=z)=PX=x—n)= (i)h((); D)1 —h(0; )", x=nn+1,....
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Teorema 4.3. Se 7(N) o« N™1,N > 1, entdo a distribuicdo condicional a posteriori de N,

dados D e ¢, corresponde a distribuicdo de uma varidvel aleatoria Y + n, onde Y tem uma

distribui¢io Binomial Negativa com parametros n e 1 — h(0; @).

Demonstragdgo. Temos

T(N|p.D) o =L

— o )Y

(N —n)!
P (JZ f) h(0; )",

em que a constante normalizadora cy é tal que

G=3 (:_‘f) hoi@) = Y <y Zf; 1) h(0; )"

N=n y=0

= n(0; )"y (‘y”) [~h(0; $)]¥

y=0

Portanto,
N-1 N—n n
m(Nl¢D)=| | |0 "1 -h)", N=nn+l,....
Note que
-1
P(Y =y) = (ﬁfl >h<o;¢>y[1—h<o;¢>1n, y=012,....
Logo,

PY +n=y)=PY =y—n) = (y_1>h(0;¢)y"[1—h(0;¢>)]”, y=nn+1,....

n—1

(4.9)

4.1.2  Posterioris condicionais completas para os parametros perturbadores

De (3.9), temos a geracao das varidveis completas z = (t;,u;,0 < j < k) é dada por simular

t;|N,¢,D nd- Binomial (fj.p(.9))
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onde p(j,¢) é definido em (3.10) e tomar u; = f; —t;, 0 < j < k.
Em seguida, de posse de z, a funcdo distribuicio condicional a posteriori de ¢, dados N, D

e z, é dada por

k .
Dot D ouj ;]tﬂ' S (k—j)t;
7(¢|N,D,z) x w=" (1 —w)’=" 6, (1—06p)=° X
) (4.11)
) k
2.3 > (k=)
xOp (1—0p)= -m(9),

para ¢ S {3’(8) = {(w,@D,HF) € (0,1)3 0<e< HD < HF < 1}.

Consideramos, a priori, (0p,0r) independentes de w, isto é, m(¢p) = 7(w) - 7(0p,0F), onde
w ~ Beta(ay,a2) (4.12)
com aq,as > 0 conhecidos e
(0p,0F) ~ Uniforme((0,1) x (0,1)N{0 < c<Op < Op <1}), (4.13)

Logo, de (4.11), (4.12) e (4.13), temos

k k
th—i-m—l Zuﬁ—ag—l
7(¢|z,N,D) x wi=° (1 —w)i=o X

k
PIEL S (ki
x 0" (1—0p)=° X
k ] k
X 9F (1 — QF)J

para (w,0p,0r) € @) = {(w,0p,0F) € (0,1)*:0<c<bp <bp <1}.
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Portanto, as distribui¢ées condicionais a posteriori completa de w,f0p e 0 sdo dadas por

k k
m(w|z) ~ Beta (Z tj + a1, Zuj + ag) , (4.14)

j=0 j=0
k k
m(0plr,2.N) ~ BetaT g, | D dti + 1> (k—j)t;+ 1], (4.15)
j=1 j=0
k k
m(0F|0p,2,N) ~ BetaTg,, 1 Zjuj +1, Z(k —Ju; +11, (4.16)
j=1 §=0

em que BetaT(,)(+,) denota a distribuicdo Beta(-,") truncada no intervalo (a,b).
O algoritmo Gibbs sampling é implementado a seguir e é baseado nas distribui¢oes condicionais

determinadas nas relagoes (4.6), (4.10), (4.14), (4.15) e (4.16).

4.2 Implemetacao do algoritmo
(1) Inicialize com N(M) > n, oM e ),
(2) para a m-ésima iteragdo, m = 2,...,M;
(i) gere N0 ~ n(N|D,p™ V) (JZ ) h(0; )N N7, r >0 (fixo),
(ii) tome fo = N — n, gere t; ~ Binomial (fj,p(j;gb(m_l))) e faca u; = f; —t;,
0<j<k,
(iii) gere w™ ~ Beta (Z?:o tj +ai, Z?:o uj + ag),
(iv) gere 65" ~ BetaT,_ o, (Shority + 1. Shg(k = )t + 1),

(v) gere G%m) -~ BetaT(egn)J) (Z§:1 Ju; + 1, Z?:o(k‘ — J)u; + 1).

4.3 Resultados numeéricos

Nesta se¢cdo, vamos obter estimativas bayesianas pontuais e intervalares para os parametros N e
¢ = (w,0p,0F) nos dois exemplos de dados reais citados na Se¢éo 3.3.2.

Consideramos os valores dos hiperparametros a; = as = 1 das distribuicées a priori de w.
Desta forma, temos w ~ U(0,1). No entanto, informagoes sobre os valores a; e az podem ser

obtidas de especialistas considerando a reparametrizagdo a1 = kp e az = k[l — p|, p € (0,1),
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p[l = p

k> 0, em (4.12). Assim, a priori, Ela] = p e V[a] =
K

. Desta forma, interpretamos p
como a crenga que se tem a priori sobre a verdadeira proporcao de erros dificeis no software e x
o quanto se acredita no valor de p. Valores altos de x torna-se varidncia a priori baixa e, assim,

com maior probabilidade em torno de p.

Assumimos o valor ¢ = 0.001 na distribui¢ao a priori w(0p,0F), isto é,

(QD,QF) ~ U((O,()Ol; ” X (0,001; 1])I{€D<0F}'

Para a distribuicao a priori de N consideramos quatro valores para r, (0;0,5;1;1,5). Assim,
para cada valor de r, simulamos 1000000 valores de cada pardmetro das suas respectivas
distribuicGes condicionais utilizando o algoritmo Gibbs sampling, descartamos os 100000 primeiros
valores como burn in e utilizamos saltos de 10 em 10, restando ao final 90000 valores.

O algoritmo Gibbs sampling foi implementado no Software R, cuja convergéncia foi monitorada
pelo pacote CODA - Convergence Diagnostics and Output Analysis Software for
Gibbs Sampling Output (Best et al., 1995). Analisamos a convergéncia das cadeias através
do critério de Gelman and Rubin (1992). Para utilizar este diagnéstico de convergéncia, geramos
duas cadeias em paralelo e, assim, obtivemos duas amostras a posteriori para cada parametro.
Um indicativo de convergéncia é a estimativa do fator de redugdo do pardmetro de escala da
distribuicdo marginal a posteriori de cada variavel. Os diagndsticos apresentados pelo pacote
CODA sao os quantis 50% (mediana) e 97,5% das amostras geradas. Se ambos os quantis

estiverem nas aproximadades de 1, usualmente <1,1, temos fortes indicios de convergéncia.

4.3.1 Exemplo 1: Revisao de interruptores AT&T 5 ESS

Sejam os dados referentes a Tabela 3.1. Os valores do diagnédstico de Gelman and Rubin (1992)
para os parametros sao dados na Tabela 4.1. Pela Figura 4.3 no final do capitulo, observamos
que os quantis 50% (mediana) e 97,5% se estabilizam em torno de 1,0 para todos os parametros,

dando indicios de convergéncia das cadeias.
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Tabela 4.1: Diagnéstico de convergéncia de Gelman e Rubin para o Exemplo 1.

Valor de N w 0p Op

r & priori | Est. (Q.97,5%) Est. (Q.97,5%) Est. (Q.97,5%) Est. (Q.97,5%)
0 1.0208 (1.0226) 1.0002 (1.0006) 1.0000 (1.0000) 1.0000 (1.0002)
0,5 1.0004 (1.0004) 1.0010 (1.0036) 1.0002 (1.0007) 1.0005 (1.0025)
1 1.0568 (1.0597) 1.0003 (1.0016) 1.0002 (1.0011) 1.0003 (1.0017)
1,5 1.0026 (1.0026) 1.0000 (1.0000) 1.0000 (1.0001) 1.0000 (1.0000)

Os resumos a posteriori para o parametro N sido encontrados na Tabela 4.2, onde ()1 é o
quantil 25%, Q2 é o quantil 50% e Q3 ¢é o quantil 75% dos valores do pardmetro N simulados
a posteriori. O Int. Cred (95%) corresponde o intervalo de credibilidade de 95% para N, isto é,
os percentis 2,5% e 97,5% da distribuigao a posteriori de N. Basu and Ebrahimi (2001) obteve
resultados a posteriori de 89,8 erros (média), 84 erros (mediana) e intervalo de credibilidade 95%

[58 ; 158] para N assumindo a priori uniforme discreta improépria (r = 0).

Tabela 4.2: Resumos a posteriori para o parametro N para o Exemplo 1.

Valor de Estimativas Bayesianas
r & priori | Média Moda @; Mediana Q3 Int.Cred.(N;95%)
0 112,94 7 75 88 109 [60 ; 326]
0,5 97,71 75 73 85 102 [59 ; 212]
1 90,37 73 71 82 97 [58 ; 172]
1,5 85,90 74 70 80 94 [57 ; 151]

Na Figura 4.1 sao apresentadas as densidades estimadas da distribuicdo a posteriori do
parametro N de acordo com a escolha do valor de r a priori. Como esperado, maior valor de r

torna a densidade com massa em valores baixos de N.
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Figura 4.1: Densidades estimadas da distribuicao a posteriori de N de acordo com o valor de r
a priori - Exemplo 1.

Na Tabela 4.3 a seguir sao apresentados as médias e intervalos de credibilidade posteriori
dos parametros perturbadores do modelo. As estimativas médias obtidas por Basu and Ebrahimi
(2001) foram 0,829, 0,098 e 0,450 para w, Op e O, respectivamente. Nao notamos influéncia nas
estimativas dos parametros perturbadores a partir da escolha do hiperpardametro r a priori para

N.

Tabela 4.3: Resumos a posteriori para os parametros perturbadores para o Exemplo 1.

Valor de Parametro w Parametro 6p Parametro 0

r a priori | Média I.Cb.(w;95%) Média I1.Cb.(0p;95%) Média I1.Cb.(6p;95%)

0 0,8072 (0,1319 ; 0,9949) 0,0884 (0,0056 ; 0,1653) 0,4070 (0,1169 ; 0,9209

1 0,7971 (0,1013 ; 0,9950) 0,0990 (0,0138 ; 0,1726) 0,4228 (0,1197 ; 0,9266

( ) ( ) ( )
0,5 0,8005 (0,1130 ; 0,9949)  0,0942 (0,0099 ; 0,1688) 0,4169 (0,1178 ; 0,9232)
( ) ( ) ( )
1,5 0,7902 (0,0919 ; 0,9950) ( ) ( )

0,1026 (0,0168 ; 0,1742) 0,4228 (0,1205 ; 0,9251

4.3.2 Exemplo 2: Contagem de coelhos

Na Tabela 4.4 se encontram os resumos a posteriori para o parametro N com relacao aos dados

apresentados na Tabela 3.3. Utilizamos neste exemplo as mesmas prioris para os pardmetros do
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exemplo anterior. As estimativas média e mediana encontradas por Basu and Ebrahimi (2001)
para o parametro N foram respectivos 146 e 135 coelhos, com intervalo de credibilidade para a
média [99 ; 262]. Apresentamos resultamos parecidos utilizando a distribui¢gdo nao informativa
m(N) = 1/N, isto é, (r = 1). As melhores estimativas foram considerando a priori r = 1,5,

sabendo que o niimero verdadeiro de coelhos era de N = 135.

Tabela 4.4: Resumos a posteriori para o parametro N para o Exemplo 2.

Valor de Estimativas Bayesianas

r a priori | Média Moda @1 Mediana @3 Int.Cred.(N;95%)

0 177,66 115 119 139 177 98 ; 538]
0,5 160,43 117 116 134 165 97 ; 399]
1 14567 115 114 129 154 96 ; 295]
1,5 138,20 114 112 126 148 96 ; 252]

Pela Figura 4.2 temos que as densidades estimadas a posteriori do parametro N tém
aproximadamente a mesma forma para os quatro valores de r a priori. No entanto, valores
menores de r faz com que a cauda da distribuigdo a posteriori seja mais longa a direita, resultando

em valor médio a posteriori maior para N nestes casos, como visto na Tabela 4.4.

0.020
|

0.015
|

Densidade estimada
0.010
|

0.005

J

0 100 200 300 400 500 600
N

0.000
|

Figura 4.2: Densidades estimadas da distribuicao a posteriori de N de acordo com o valor de r
a priori - Exemplo 2.
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A Tabela 4.5 mostra os resumos a posteriori para os parametros perturbadores. As estimativas
encontradas para os parametros w, fp e O por Basu and Ebrahimi (2001) foram 0,825, 0,036 e

0,181, respectivamente, condizendo com os nossos resultados.

Tabela 4.5: Resumos a posteriori para os parametros perturbadores - Exemplo 2.

Valor de Parametro w Parametro 6p Parametro 0

r a priori | Média I1.Cb.(w;95%) Média I1.Cb.(6p;95%) Média I1.Cb.(6p;95%)
0 0,8369 (0,6336 ; 0,9607) 0,0340 (0,0038 ; 0,0690) 0,1794 (0,1062 ; 0,3077)
0,5 0,8348 (0,6220 ; 0,9612) 0,0365 (0,0055 ; 0,0707) 0,1832 (0,1068 ; 0,3176)
1 0,8350 (0,6185 ; 0,9625) 0,0390 (0,0084 ; 0,0718) 0,1876 (0,1085 ; 0,3254)
1,5 0,8337 (0,6076 ; 0,9635) 0,0406 (0,0106 ; 0,0726) 0,1899 (0,1083 ; 0,3281)

Pela Tabela 4.6, temos indicios de convergéncia das cadeias, isto é, estimativas medianas e
97,5% do critério de Gelman Rubin foram menores que 1.1. A representacao grafica é dada pela

figura 4.4, que mostra os quantis estabilizados em torno de 1 para todos os pardmetros, o que

reforca o indicio de convergéncia do algoritmo.

Tabela 4.6: Diagnéstico de convergéncia de Gelman e Rubin - Exemplo 2.

Valor de N w 0p Op

r & priori | Est. (Q.97,5%) Est. (Q.97,5%) Est. (Q.97,5%) Est. (Q.97,5%)
0 1.0021 (1.0034) 1.0003 (1.0008) 1.0004 (1.0018) 1.0005 (1.0023)
0,5 1.0000 (1.0000) 1.0018 (1.0028) 1.0000 (1.0000) 1.0000 (1.0002)
1 1.0001 (1.0003) 1.0005 (1.0006) 1.0000 (1.0001) 1.0000 (1.0000)
1,5 1.0000 (1.0000) 1.0000 (1.0000) 1.0000 (1.0001) 1.0001 (1.0001)
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Figura 4.3: Diagnostico de convergéncia de Gelman e Rubin - Exemplo 1.
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Figura 4.4: Diagnoéstico de convergéncia
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Capitulo 5

Modelo probabilistico: caso com |

niveis de dificuldade

Neste capitulo, supomos que a populacdo de erros no software pode ser particionada em I,
I > 2, subpopulagdes disjuntas, em que os erros sao classificados de acordo exclusivamente com
seus niveis de dificuldade de deteccdo. Se considerarmos [ = 4 subpopulagoes, dizemos que a
heterogeneidade da populagao, por exemplo, é dada por erros de fdcil, moderada, dificil e muito
dificil deteccao.

Definimos
o ws: a probabilidade de um erro i (1 <4 < N) pertencer ao nivel de dificuldade s (1 < s <1);
e weN ondew = (wr,....w) e Q= {(wi,....wr) € O, : XL ws=1};
o 0s: probabilidade de captura de um erro com nivel de dificuldade s, (1 < s <1);
e 0cO,onde @ =(01,....0) e O@={(0,....0) € (0,1) 6, <--- <O}
e YW, ondep=(w,0) e P =0x0O.
Portanto, pela relacao (3.1), temos a fungao de verossimilhanga para N e 1 dada por

l

NI k ) N
L(N|D) < m 11 { wst (1 — Hs)k_j} (5.1)
=0 Us=1

para N >n, fo=N —ne1 € W,
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5.1 Estimativas de maxima verossimilhanca

Para obter as estimativas de maxima verossimilhanca dos pardmetros N e 1), determinamos um
processo iterativo entre seus estimadores, como visto no esquema dado na Secdo 3.1.3. Isto é,
fixado um valor para 1, obtemos uma estimativa para IV, e vice versa, fixado N, obtemos uma
estimativa para 1, em que estas etapas sao repetidas iterativamente até que algum critério de
convergéncia seja satisfeito.

Assim, dados v e n, seja

b(n,p) = W7

onde 1/ (0;1h) = 3L, we(1 — 6,)F.

Logo, do Teorema 3.1 e 1 fixo, temos o
Teorema 5.1.

(a) Caso b(n,ap) nao seja um nimero inteiro, entdo a funcio de verossimilhanga em (5.1) tem

um unico ponto de mdximo,

N = [b(nv'lrb)]v
onde [8] € a fung¢do que associa o maior inteiro menor que o argumento;

(b) caso b(n,p) seja um niumero inteiro, entdo a fung¢do de verossimilhanga em (5.1) tem dois

pontos de mdximo,

Nl = b(n,l[)) € NQ = b(n,’l/)) — 1.

Demonstracao. A demonstragéo é andloga a do Teorema 3.1. O

Com o auxilio do algoritmo EM e um valor fixo de N usamos a fungao de verossimilhanga
completa na estimacao de ).

Dado N, seja v;s: “ntimero de erros pertencentes a populagao s detectados por exatamente
J revisores” e denotamos o vetor de dados completos por v = (vo,v1,...,v;), em que v; =

(’Uj’l,...Ule),OSjSk, 1§8§l
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Desta forma, a funcao de verossimilhanca completa para v é dada por
k l . ) U4
L(wplv) oc [T IT {wstd (1 = 05717, (5.2)

j=0s=1

para ¢ € W.
Pela relagdo (3.11), temos que a distribuicdo das varidveis latentes condicionada aos dados

observados é dada por
Vit \Vialfj ¢ ~ Multinomial (f;,q(j; ¢)), (5.3)

onde g(j;¢) = (¢(4,1;%),...,q(i.;¥)) e

wSHg(l — GS)k_j
L wib] (1 — g;)k—i’

q(j,s;7) =

Assim, dado um valor de 1,b(m) € W, substituimos as informacoes “ocultas” v;s’s por seus
respectivos valores esperados, E[ijs\fj,zﬁ(m)] =q(7,s; 1/;(m))fj, no logaritmo de (5.2), e obtemos

a funcao

k l
Q™) =c+ 3> q(,s:9™) fi[logws + jlog s + (k — j) log(1 — 6], (5.4)

j=0s=1

para ¢ € W e c constante em relagao a .

Seja ("t 3 solucdo de
a@(¢|¢<m>>‘ o
0 lp=ptmtn

entdo, segue por calculos andlogos a (3.15) que

g _ 2i1 395 fj

s = : ——, 1<s<l (5.5)
kYo ah,si ™) f;
Pela Proposicao 3.2, temos que, se 92’”) < 0?3:%, entao 9§m+1) < Qgrffl), para todo 1 < s < (I—1).
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Por meio de multiplicadores de Lagrange, resolvemos

(m)
@ WA,
“ (5.6)
(b) sujeito a Zws = 1,
s=1
onde
!
QEpAB™) = Q™) = A(Yws — 1),
s=1
para A € R. De (a) em (5.6), temos
Q. w ™) _§ m)
0= —————==> q(j,5 9 f*—Azﬂus— Zq38¢ )f5,
7=0
para 1 < s <[. Para (b) em (5.6), devemos ter A = N. Portanto,
k
(m'H Z q(7,s; cqp(m fj, 1<s<I. (5.7)

A seguir, pelo Teorema 5.1 e as relagdes (5.5) e (5.7), descrevemos a implementacio
do algoritmo para obtencdo das estimativas de mdaxima verossimilhanca de N e ¥ =
(ws, 0551 < s < 1) para o modelo em (5.1).

5.1.1 Implementacao do algoritmo
Inicialize o algoritmo com N© >n, 4©) ¢ @ ¢ (m =0);
(1) Algoritmo EM:
(i) Fixe N = N, Faca (t = 0) e ¢p®) = (™),

(ii) Para 1 < s </, repita iterativamente

gt _ Zim 31N

s

1 k
- AT .7;37 d) f )
ESE o qGs v O) “n 2 ]

substituindo ¢ := (¢ + 1) a cada iteragao.

(iii) Interrompa (ii) quando |1 — )| < € e v4 para o passo (2).
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(2) Para MY = 4+ atualize N,

n
1= (0; D)

N+ = maior inteiro menor que

onde h/(0; ¢(m+1)) = le:1 wgmH)(l — Hgm“))k.

Se N(m+1) = N(™) finalize o algoritmo. Caso contrério, m := (m + 1) e volte ao passo (1).

5.1.2 Resultados numéricos

Nesta se¢do, obtemos as estimativas de maxima verossimilhanca dos parametros N e v que
indexam o modelo em (5.1). A aplicagao foi através de dados artificiais obtidos via simulagao.
Primeiramente, para fins de ilustracao, consideramos o modelo probabilistico no caso em
que ha trés niveis de dificuldade de captura. Simulamos alguns cenarios amostrais e avaliamos e
precisao dos estimadores através do calculo do viés e o erro quadratico médio.
Em seguida, foi realizada a comparacao entre modelos com diferentes niveis de captura
utilizando os critérios AIC (Akaike, 1973) e BIC (Schwarz et al., 1978). Estes critérios de selecao

de modelos sdo determinados por

AIC = —2log (L(N 3|D)) + 2p,

BIC = —2log (L(N 4)|D)) + plog(n),

onde p é o nimero de parametros no modelo, Ne 1/3 sdo as respectivas estimativas de maxima
verossimilhanga de N e @ e n é o tamanho amostral. Segundo Cubaynes et al. (2012), n é o
ntimero de individuos capturados em pelo menos uma ocasiao.

No estudo de simulacdo, atribuimos valores para k entre 5 e 12 e consideramos os trés
tamanhos populacionais, N = 100, 500 e 1000. Em todas as simulacgoes, os valores para
os parametros perturbadores foram fixados em (wi,ws,w3) = (0,6;0,3;0,1) e (01,02,03) =
(0,1;0,5;0,8) e, em cada simulac¢do, 1000 amostras foram simuladas e os pardmetros estimados.

A Figura 5.1 mostra o comportamento do viés (a esquerda) e do erro quadréatico médio (a
direita) das estimativas do tamanho populacional de acordo com o ntimero de revisores (k) e o

valor atribuido para N (100, 500 ou 1000). O pior cendrio para o viés foi com k = 5 revisores.
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No entanto, com seis ou mais revisores os vicios diminuiram significativamente, porém, valores

baixos para o EQM sé sdo observados com pelo menos 10 revisores.

Simulagdo 1 (N = 100) Simulagdo 2 (N = 500) Simulagdo 3 (N = 1000)
X. X, X—
o~ - \x/ \ S / x\x
X—x X T x.
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><|r i >(‘\| 4 ><‘,, il
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@ |x 1 ?7
5 6 7 8 9 10 11 12 5 6 7 8 9 10 11 12 5 6 7 8 9 10 11 12
Numero de revisores NUmero de revisores NUmero de revisores
Simulagdo 1 (N = 100) Simulagdo 2 (N = 500) Simulagdo 3 (N = 1000)
R A = [
3 X
=014 " So | =
oo | o° \ [o 8
¥ ] LS
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o] \ . \X\ o] x\x
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Numero de revisores Numero de revisores NUmero de revisores

Figura 5.1: Comportamento do Viés e da raiz quadrada do EQM das EMV’s de N.

Nas Figuras 5.2 e 5.3, é possivel notar que com o aumento do niimero de revisores, o viés e
o erro quadratico médio das estimativas de maxima verossimilhanga dos @,’s e 6,’s tendem a
diminuir, independentemente do valor adotado para N (100, 500 ou 1000). Isto ja era esperado,
pois com mais revisores, se tem mais informagoes sobre a populagao e, consequentemente, melhores

estimativas para os pardmetros. No mais, consideramos satisfatérios os resultados obtidos neste

estudo de simulacao.
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Simulagdo 1 (N = 100)

Simulagdo 2 (N = 500)

Simulagdo 3 (N = 1000)
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Figura 5.2: Comportamento do Viés e do EQM das EMV’s de (w1,ws,w3). Legenda: X wy; o wo;
A ws.
Simulagdo 1 (N = 100) Simulagdo 2 (N = 500) Simulagdo 3 (N = 1000)
fee] @ @ iy
S % S 4 S 4
o >g< o ® o “\
" B o » - » b P
£ [\ B\
N A B
1 s, Ny TS e
Sla—a 7T o=k Sl e Vi S ST S Yy
o Y o ° o
5 6 7 8 & 10 11 12 5 6 7 8 o 10 11 12 5 6 7 8 o 10 11 12
Numero de revisores NUmero de revisores NUmero de revisores
Simulagdo 1 (N = 100) Simulagdo 2 (N = 500) 3 Simulagdo 3 (N = 1000)
2 7o 2 g Ta
3 B |
AN AN o
o ~ g b =
=2 . = | E =°
e \\A\K 5% \ o1 N
S | "~ o 51 N 51\ \L
21 CT—o A—n e o~ © N
S ><\x a\°\° o b U\QN\; o ] X\ T
§ 4 T X X x 84 X——x X X x——e—0 84 X——x g4
S T T T T T T T ) T T T T T T T (S, T T T T T T T

NUmero de revisores

T
5 6 7 8 9 10 11 12
NUmero de revisores

o

6 7 8 9 10 11 12
NUmero de revisores

T
5 6 7 8 9 10 11 12
Numero de revisores

NUmero de revisores

5 6 7 8 9 10 11 12
NUmero de revisores

Figura 5.3: Comportamento do Viés e do EQM das EMV’s de (61,02,03). Legenda: x 61; o 02; A
O3.

A segunda etapa do estudo de simulacéo serd dada pela comparagao entre modelos utilizando
dados artificiais. Para a estimacao dos parametros, ajustamos aos dados quatro modelos

candidatos. Sao eles:

M1: modelo probabilistico com um nivel de dificuldade de detec¢ao (modelo homogéneo);
M2: modelo probabilistico com dois niveis de dificuldade de detecc¢ao;

M3: modelo probabilistico com trés niveis de dificuldade de detecgao;
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M4: modelo probabilistico com quatro niveis de dificuldade de deteccao.

O modelo M1 é o caso em que a probabilidade de captura é 6, independentemente do erro ou

revisor. Associamos a este modelo a funcao de verossimilhanga

k
i
L(N,0|D) H (10|
]:O
para N >ne 6 € (0,1), com fo = N —n. Para os modelos M2, M3 e M4, consideramos os casos
de 1 =2,3 e 4 em (5.1), respectivamente.
Primeiramente, a simulacdo das amostras foi a partir de um modelo com dois niveis de

dificuldade de captura, fixados N = 1000 e k = 10.

Simulagao 1: fixamos (61,02) = (0,1;0,4) e geramos trés amostras considerando os
respectivos valores dos parametros (wy,ws) = (0,2;0,8) (amostra 1), (w1, ws) = (0,5;0,5) (amostra

2) e (wy,w2) = (0,8;0,2) (amostra 3).
Simulagio 2: repetimos o procedimento considerando os valores de (01, 62) = (0,2;0,5).

Na Tabela 5.1 se encontram as estimativas do tamanho populacional e os pardmetros
perturbadores para os modelos M1, M2, M3 e M4 com respeito a Simulagao 1. Para a primeira
situagao, com (wy,wz) = (0,2;0,8), os quatro modelos apresentaram estimativas razodveis para
N, sabendo que o seu verdadeiro valor é 1000. Note que os modelos M3 e M4 nao diferenciam
as probabilidades de captura em mais do que niveis, isto é, duas ou mais probabilidades de
captura tém aproximadamente o mesmo valor. Nas outras duas situagoes para (wy,ws), é notével
a deficiéncia na estimativa para N em considerar o ajuste do modelo homogéneo (M1) aos
dados, mostrando notavelmente a perda de precisdo na sua estimagdo. Os modelos M2, M3 e M4

apresentam boas estimativas para o tamanho populacional.
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Tabela 5.1: Estimativas de maxima verossimilhanca dos pardmetros dos quatro modelos para a
Simulagao 1.

Simulagao Estimativas de maxima verossimilhanca
(w1, ws) Modelo N A W w3 W4 0, 0 0 04
(0,2;0,8) M1 933 - - - - 0,3610 - - -
M2 1016 10,1859 0,8141 - - 0,0741  0,3904 - -
M3 996 0,1812 0,4278 0,3911 - 0,0926 0,3926 0,3926 -

M4 1019 0,1871 10,3925 0,3764 0,0441 0,0719 0,3854 0,3944 0,3959

(0,5;0,5) M1 841 . . . . 0,2824 - - .
M2 962 0,5369 0,4631 - . 0,1173  0,3971 _ ;
M3 1036 0,2673 0,3416 0,3912 - 0,0501 0,1662 0,4067 -

M4 957  0,5398 0,2856 0,1701 0,0046 0,1199 0,3986 0,3986 0,3986

(0,8;0,2) M1 794 - - - - 0,2005 - - -
M2 939 0,8205 0,1795 - - 0,1143 0,4223 - -
M3 948  0,8070 0,1902 0,0028 - 0,1103 0,4027 0,8184 -

M4 948  0,8069 0,1645 0,0258 0,0028 0,1103 0,4027 0,4027 0,8183

Os dados das trés amostras utilizadas sado apresentadas na Tabela 5.2. Segundo os critérios
de sele¢ao de modelo AIC e BIC, temos que o modelo M2 foi o que melhor se ajustou aos dados,
modelo o qual foi o gerador dos dados. Em cada amostra, obtivemos os valores esperados das
frequéncias segundo cada modelo ajustado. Nas trés amostras, os ajustes segundo os modelos
M2, M3 e M4 foram bem préximos e razoavelmente boas, segundo a estatistica X2, que mede
a distancia quadratica relativa entre o valor observado e o valor esperado pelo modelo. Esta

medida é calculada por
k L 5.)2
XQ — (fJ 6]) ’
S

onde f; é a frequéncia observada e e; é a frequéncia esperada para f; utilizando o modelo ajustado.
Apesar dos modelos M3 e M4 apresentarem menores X2, o aumento do niimero de pardmetros
perturbadores nao resultou em ganhos significativos na estimacao, conforme os critérios AIC e

BIC. Isto é, como visto na Tabela 5.2, o modelo com duas probabilidades de captura é suficiente.
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Na Tabela 5.3 sao exibidas as estimativas para os parametros segundo os quatro modelos
canditados utilizando os dados gerados na Simulagao 2. Neste estudo, todos os modelos
apresentaram boas estimativas para o parametro N, independente dos valores de (wj,ws) da
populagdo. Do mesmo modo na Simulacao 1, as estimativas para os parametros perturbadores
segundo o modelo M2 foram satisfatorias, isto é, bem préximas dos verdadeiros valores dos

parametros.

Tabela 5.3: Estimativas de maxima verossimilhanca dos pardmetros dos quatro modelos para a
Simulacgao 2.

Simulagao Estimativas de maxima verossimilhanca
(wi,w2) | Modelo N & @ @3 @4 0, 05 05 0,
(0,2;0,8) M1 982 - - - - 0,4451 - - -
M2 1004 0,1873 0,8127 - - 0,1863 0,4944 - -
M3 1016 0,1733 0,6688 0,1579 - 0,1492 0,4849 0,5069 -

M4 1016 0,1714 0,2355 0,5450 0,0482 0,1481 0,4646 0,4979 0,5001

(0,5;0,5) M1 957 - - - - 0,3536 - - -
M2 1001  0,5267 0,4733 - - 0,2015 0,4907 - -
M3 1070 0,1649 0,4662 0,3690 - 0,0563 0,2537 0,5106 -

M4 1036 0,1874 0,4400 0,3464 0,0262 0,0960 0,2678 0,5122 0,5122

(0,80,2) M1 957 - - - - 0,266 - - -
M2 1002 0,8071 0,1929 - - 0,2006 04987 - -
M3 1038 0,2524 0,6087 0,1389 -  0,1078 02431 0,5290 -

M4 1111 0,2001 0,6641 0,1196 0,0162 0,0451 0,2287 0,5256 0,5257

Na Tabela 5.4 sdo apresentadas os dados simulados e as frequéncias estimadas pelos quatro
modelos ajustados. Observa-se que o menor valor de AIC foi para o modelo M2, mostrando-se
o melhor modelo. O mesmo resultado é obtido considerando o critério BIC. A partir destas
duas simulacdes, é possivel dizer que os critérios selecionaram bem o verdadeiro modelo de duas

misturas gerador dos dados.
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Simulagao 3: Consideramos agora a simulagdo dos dados a partir de um modelo com trés
niveis de dificuldade de captura. Fixamos os valores de (61,62, 63) = (0,1;0,5;0,9) e simulamos
trés amostras com (wi,ws,ws) = (0,7;0,1;0,2) (amostra 1), (w1, ws,ws) = (0,5;0,3;0,2) (amostra
2) e (w1, wz,ws) = (0,2;0,3;0,5) (amostra 3).

Na Tabela 5.5 nota-se que os modelos M3 e M4 apresentam melhores estimativas para o
tamanho populacional nas trés amostras. O modelo M3 obtém estimativas para os pardmetros
perturbadores préximas aos verdadeiros valores geradores dos dados. Uma observacao a ser feita
nesta tabela sobre o aumento em um componente sobre o nimero verdadeiro de misturas é quando
utilizamos a amostra 1. O modelo M4 divide o valor verdadeiro de w3 = 0,2 para w3 = 0,0958 e
wq = 0,1166 e estima ég = 0,8758 e 0y = 0,9363 os quais, em média, é aproximadamente o valor

verdadeiro de 3 = 0,9.

Tabela 5.5: Estimativas de maxima verossimilhanca dos pardmetros dos quatro modelos para a
Simulacao 3.

Simulagao Estimativas de maxima verossimilhanca

(wi,wz,ws) | Modelo N o1 Qo @3 o 6, 0 05 0,

(0,7;0,1;0,2) M1 758 - - - 0,3961 - - -
M2 895 0,7386 0,2614 - - 0,1429  0,8798 - -
M3 979  0,7064 0,0845 0,2091 - 0,1060 0,4841 0,9133 -

M4 982  0,7040 0,0836 0,0958 0,1166 0,1048 0,4658 0,8758 0,9363

(0,5:0,3:0,2) | M1 811 - - - - 0,750 - - -
M2 840 0,6427 03573 - - 0,2498 0,8345- -
M3 960 0,4650 0,3049 0,2301 - 0,1032 04797 009002 -

M4 960 0,3525 0,1125 0,3050 0,2301 0,1031 0,1032 0,4797 0,9002

(0,2;0,3:0,5) | M1 932 - - - - 0,6696 - - -
M2 937 04083 05917 - - 0,3457  0,8871 . §
M3 1055 0,2250 0,2902 0,4847 - 0,0637 04775 0,9026 §

M4 1029 10,2088 0,0929 0,2020 0,4964 0,0763 0,4798 0,4840 0,9031

A Tabela 5.6 apresenta os valores gerados das amostras na Simulagio 3 e as frequéncias
preditas segundo os quatro modelos ajustados. A partir dos critérios AIC e BIC, temos que o

modelo gerador dos dados (M3) foi o que melhor se ajustou as trés amostras simuladas.
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5.2 Modelo bayesiano

Nesta secao, discutimos o modelo e o processo inferencial para os pardmetros N e 1) através da
abordagem Bayesiana.

De (5.1), a distribuicdo a posteriori conjunta de N e v é dada por

m(NY|D) o< L(N,$|D) - w(N,)

N k l ' o fi
X ———— wsB (1 —04)"7 -7(N, 5.8
<N—n>!jgo{§1 (1—6,) } (N3) (5.8)

onde fo = N —n e n(N,3) é a distribui¢do a priori conjunta de N e .

Supomos independéncia a priori, isto é,

T(Np) = mi(N) - ma(¢)) (5.9)

onde w1 (N) e ma(v) sao as distribui¢oes a priori marginais de N e 1), respectivamente, para
N>leoy e W.

Sejam 7o (1)) uma f.d.p. prépria e 7 (N) o« N7, N > 1, r > 0. O Teorema 5.2 a seguir,
anunciado como uma generalizacdo do Teorema 4.1, assegura a existéncia da distribuicdo a

posteriori conjunta de N e 1 para o caso de 0 <r < 1.

1
Teorema 5.2. Se a distribui¢io a priori m(Nap) o< m1(N)mwa(1p) com i (N) = WZ{NZH’ r >0,
e mo(vp) uma f.d.p. prépria com suporte
W = {(ws,ﬁs) €(0)30<s<l:0<c<b <...<H <1 ewlzlwl...wl_l},
para ¢ constante, entao a posteriori w(N,p|D) é pripria.
Demonstragdo. A prova é andloga a do Teorema 4.1. ]

Desta forma, as distribui¢oes condicionais a posteriori necessarias para o algoritmo Gibbs

sampling sao dadas por

N

l
T(NDap) (N]f'n), {Zwsu - w} (), (5.10)
ls=1
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N >nepara fo =N —n,

k l fi
T($D.N) o [ {Zwseg‘u - @)’H} 7(), (5.11)

j=0 Us=1

P e \I’(C)
Seja h'(0;1)) = le=1 ws(1 — 65)F. Note que, se 7 = 0, temos

R(N18.D) o o h (0 46)"

-

e, pelo Teorema 4.2, N, dados ¢ e D, tem distribuicao igual de uma varidvel aleatéria X + n,

onde X tem distribuicdo Binomial Negativa, isto é,
X ~ BinNeg(n+ 1,1 —h'(0; ¢)).
Da mesma forma, se r = 1, temos

R(V.D) x (30

e, consequentemente, do Teorema 4.3, temos a distribuigdo condicional a posteriori para N, dados
¢ e D, corresponde a uma distribuicdo de uma varidvel aleatoria Y + n, onde Y tem distribuicao
Binomial Negativa,

Y ~ BinNeg(n,1 — 1'(0; ¢)).

5.2.1 Variaveis latentes e posteriori condicional para os parametros perturbadores

Para determinarmos a distribui¢oes condicionais a posteriori para w = (wi,...,w;) € 6 =
(01,...,0;), condicionamos os pardmetros no conjunto de varidveis completas, previamente
definidos por v = {vj;0 < j < k,1 < s < [}, dado N. O valor de v serd dado, por sua
vez, através de simulacdo utilizando a distribuigdo definida na relagéo (5.3).

Assumimos independéncia a priori entre w e @, e consideramos

w = (w1,...,w) ~ Dirichlet(a = (a1,...,a)), (5.12)
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para ag, . ..,a; > 0 com f.d.p. m(w) oc w1 e
0 = (61,....0)) ~Uniforme((0,1)'N{0<c<b <---0,<1}), (5.13)

com m(0) x 1. Desta forma, segue que a distribui¢do condicional a posteriori de 1, dado v, é

k k
[ Zvj,erasfl [ Zjvjys Z(k J)js
m(lv) oc [Jwi™ < [[ox (@ —0,)=° : (5.14)
s=1

s=1

para ¢ € ¥ ..
Logo, identificamos de (5.14) que as distribui¢oes condicionais a posteriori a serem utilizadas

no algoritmo Gibbs sampling sao dadas por
Wi, ... wilv ~ Dirichlet(a* = (aj,...,a])),

onde a} :Z;?:lvjﬁ—l—as, 1<s<le

O1|v ~ BetaT(CgQ <Z]U] 1+1 Z —7) V1 + 1)
0s]0s—1,05+1,0 ~ BetaTe, ,0,.1) (Z]’UJ s+1 Z J)vjs + 1) 2<s<(1-1)

0,16, 1,0 ~ BetaT g, 11](2]11];4—1 Z — 7 vjl—|—1>

Jj=0 Jj=0

em que BetaT(,p) () denota a distribuicio Beta(-,-) truncada no intervalo (a,b).

5.2.2 Implementacao do Algoritmo
(1) Inicialize todos os parametros, N > n e (1) e P
(2) Para a m-ésima iteragdo, m = 2,...,M,

(i) gere N(™ ~ W(N]D,'qb(m_l)) e tome fo = N(™) —n,

(i) simule vj 1, ...,0;; ~ Multinomial (f;,q(j; ™ Y)); 0 < j <k,
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(iii) gere w(™ ~ Dirichlet((a,...,a})), com a’ = Z?:l Vjs +as, 1 < s <,
(iv) gere O™ ~ BetaT, yom-v), (Z?o Jjuia + 1,350 (k = j)vj1 + 1>’

0y ~ Betaﬁe(m) 0(m-1))<2§:0 Jvjs + 1, Z?:o(k — j)vj;s + 1), 2<s<(l-1),

s—1""s+1

Ql(m) ~ Beta'ﬁel(jll)’l) (Z?:o jUj’l +1, Z?:O(k — j)vj,l + 1).

5.2.3 Resultados numéricos

Designamos esta secao para comparacao entre modelos utilizando dados simulados sob os métodos
bayesianas visto neste capitulo.
Para ilustragéo, consideramos o critério de selegdo de modelos DIC (deviance information

criterion) (Spiegelhalter et al., 1998), calculado por
DIC = E[D(8)[x] +{E[D(®)]a] - D(E[fla])}

onde D(0) = —2log L(#|x) e log L(f|x) ¢ a fungdo log-verossimilhanga do modelo probabilistico
indexado por um pardmetro 6, 8 € © C RY,q > 1.

Consideramos quatro modelos candidatos:

M1: modelo probabilistico com um nivel de dificuldade de detecgao (modelo homogéneo),
M2: modelo probabilistico com dois niveis de dificuldade de detecgao,
M3: modelo probabilistico com trés niveis de dificuldade de detecgao,

M4: modelo probabilistico com quatro niveis de dificuldade de deteccao.

Para o modelo M1, temos a posteriori para os parametros

k‘ .
(N]i!n), 11 [W(l - H)k*j}fj -m(N,0),
5

m(N,0|D) x
para N >nef € (0,1), com fo = N —n, onde 0 é a probabilidade de um erro i ser detectado

pelo revisor j, 1 <i < N, 1< j <k en(N,0) éa distribui¢do a priori conjunta para N e 6.

Suponhamos independéncia a priori entre N e 6 e as distribui¢es condicionais a posteriori sao
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dadas por
m(N|6,D) (N]i'n)' [(1 - H)k}Nin -m(N),
(8| N,D) ﬁ 07(1 - 9)’6*]]” -7 (0),
=0

para N >nef ~U(c,1),0<c< 1.

Para os modelos M2, M3 e M4, consideramos os casos de [ = 2,3 e 4 em (5.8), respectivamente,
e utilizamos o algoritmo descrito na Secao 5.2.2 para obter as estimativas bayesianas para os
parametros.

Assumimos para os quatro modelos a distribuicio a priori ndo informativa uniforme discreta
imprépria para N, 7(N) « 1, N > 1 e ¢ = 0,001. Os valores dos hiperparametros para

w=(wy,...,w) foramay =---=aq=1,1=2,3 e 4.

Simulagao 1: Primeiramente, a simulagao foi feita a partir de um modelo com dois niveis
de dificuldade de captura. Fixamos N = 1000, £k = 10 e (61,62) = (0,1;0,5) e geramos trés
amostras considerando os respectivos valores dos pardmetros (w1,w2) = (0,2;0,8) (amostra 1),

(w1,w2) = (0,5;0,5) (amostra 2) e (wi,w2) = (0,8;0,2) (amostra 3).

Pela Tabela 5.7, temos os resumos a posteriori para o parametro N segundo os quatro modelos
adotados. Notamos primeiramente que as estimativas médias para o parametro N segundo os
quatro modelos foram préximas ao verdadeiro valor utilizado na simulagdo (N = 1000), com
intervalos de credibilidade contendo seu verdadeiro valor. Observe que, em quase todas as
simulacoes, modelos com mais densidades de mistura obtém estimativas médias a posteriori
maiores para o tamanho populacional. Na ultima coluna da tabela se encontram as estimativas

do critério de Gelman and Rubin (1992), em que temos indicios de convergéncia das cadeias.
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Tabela 5.7: Resumos a posteriori para o tamanho populacional para os 4 modelos para a
Simulacao 1.

Simulacao Estimativas Bayesianas Crit. GR

(wi;we)  Modelo Média Moda @4 Q- Qs Int. Cred (95%) Est. (Q.97,5%)

(0,2;0,8) M1 954,27 991 953 954 955 (952 ; 958] 1,0001 (1,0007
M2 1003,57 954 990 1000 1013 [975 ; 1051] 1,0056 (1,0151
M3 1030,66 992 996 1010 1035 [977 ; 1234] 1,0487 (1,0608
M4 1047,37 1001 1000 1018 1051 [979 ; 1317) 1,0410 (1,0630

(0,5;0,5) M1 850,56 850 848 850 853 (845 ; 857 0,9998 (0,9999

M4 1050,94 996 984 1012 1063 [946 ; 1406) 1,0043 (1,0116

(0,8;0,2) M1 747,02 748 741 747 753 (730 ; 766] 1,0005 (1,0027
M2 948,49 929 924 947 971 [886 ; 1022] 1,0001 (1,0014
M3 1091,17 943 937 965 1007 [895 ; 1565] 1,0184 (1,0268

)

)

)

)

)
M2 978,16 968 959 976 995  [932;1037]  1,0003 (1,0003)
)

)

)

)

)
1,0022)

(
(
(
(
(
M3 103462 982 970 993 1026  [939;1415]  1,0194 (1,0461
(
(
(
(
(

M4 1005,60 960 942 973 1017 [895 ; 1367] 1,0005

Na Tabela 5.8 seguem as médias a posteriori dos parametros perturbadores para cada modelo.
Note que o modelo M2 obteve estimativas bem proximas aos verdadeiros valores dos parametros
perturbadores.

Seja DIC, o valor do critério DIC correspondente ao modelo z, x € {M1, M2, M3, M4}.
Para a primeira simulacao, temos DICy;1 = 205,17, DICp;0 = 65,15, DIC;3 = 52,46 ¢ DIC)y 4
= 44,37. Assim, pelo critério DIC temos que o melhor modelo foi o My, o qual apresentou menor
valor para o critério. O mesmo modelo foi escolhido por este critério na segunda simulacao, onde
tivemos DICy;1 = 499,71, DICy0 = 66,84, DICy3 = 56,77 e DIC)y;4 = 53,85. Ja na terceira
simulacao, o melhor modelo segundo o critério foi o M3 com DICjyr3 = -7,69. Os outros modelos
assumiram DICy = 490,04 DICy5 = 59,76 e DIC 4 = 30,80. Vale ressaltar que em nenhuma
simulagao o critério DIC escolheu o modelo gerador dos dados (M2) como o melhor modelo.
Na Tabela 5.12 que se encontra no final do capitulo sdo apresentados os valores do critério de

convergéncia de Gelman and Rubin (1992) para os pardmetros perturbadores na Simulagao 1.
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Tabela 5.8: Médias a posteriori dos pardmetros perturbadores para os quatro modelos para a

Simulacao 1.

Simulagao Médias a posteriori

(wi;w2)  Modelo & Qo Qs Q4 0, 0, 05 0,
M1 - - - - 0,4530 - - -

(0,2;0,8) M2 0,1868 0,8132 - - 0,1265 0,5007 - -
M3 0,1661 0,2965 0,5375 - 0,0973 0,3717 0,5273 -
M4 0,1481 0,1754 0,3014 0,3750 0,0803 0,2886 0,4477 0,5531
M1 - - - - 0,3621 - - -

(0,5;0,5) M2 0,4868 0,5132 - - 0,1183 0,5017 - -
M3 0,4190 10,2726 0,3084 - 0,0956  0,3518 0,5481 -
M4 0,3106 0,2038 0,1990 0,2865 0,0738 0,2041 0,3921 0,5531
M1 - - - - 0,2273 - - -

(0,8;0,2) M2 0,8157 0,1843 - - 0,1045 0,5120 - -
M3 0,4754  0,3663 0,1583 - 0,0754 0,1822 0,5204 -
M4 0,3584 0,3602 0,1493 0,1322 0,0684 0,1308 0,3048 0,5344

Simulagao 2: Definimos a simulacdo das amostras a partir de um modelo com trés niveis

de dificuldade de captura, fixados N = 1000, k = 10 e (61,62,65) = (0,1;0,5;0,9) e gerando

trés amostras considerando os respectivos valores dos pardmetros (wi,ws,ws) = (0,7;0,1;0,2)

(amostra 1), (w1, ws,w3) = (0,5;0,3;0,2) (amostra 2) e (w1, ws,ws3) = (0,2;0,3;0,5) (amostra 3).

Pela Tabela 5.9 notamos que os intervalos de credibilidade para N segundo os modelos M1

e M2 nao contiveram o verdadeiro valor do pardmetro. As inferéncias sobre N utilizando os

modelos M3 e M4 sao parecidas, com estimativas médias e intervalos de credibilidade para N

bem préoximos nas duas ultimas amostras simuladas.

Na Tabela 5.10 sao apresentadas as médias a posteriori dos pardmetros perturbadores de

cada modelo. Notamos que para o modelo M3 (modelo gerador dos dados) as estimativas para

os parametros foram satisfatorias, isto é, bem préximas dos seus verdadeiros valores.
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Tabela 5.9: Resumos a posteriori para o tamanho populacional para os quatro modelos para a
Simulacgao 2.

Simulacao Estimativas Bayesianas Crit. GR

(w13 we) Modelo Média Moda @1 Q2 Q3 Int. Cred (95%) Est. (Q.97,5%

(0,7,0,1;0,2) M1 758,98 758 757 739 760 [755 ; 764] 0,9999 (1,0002
M2 896,82 884 883 896 909 [862 ; 938] 1,0004 (1,0011
M3 984,40 975 959 982 1006 [922 ; 1062] 0,9998 (0,9998

M4 1004,06 993 963 990 1020 [918 ; 1156] 1,0333 (1,0805

(0,5:0,3;0,2) M1 811,29 811 810 811 812 810 ; 814] 1,0015 (1,0031
M2 840,97 841 836 841 846 828 ; 855] 1,0001
M3 964,80 954 943 962 984  [912:1034]  1,0003 (1,0011
M4 964,57 952 943 962 983 (910 ; 1035]  1,0027 (1,0140

(0,2;0,3;0,5) M1 93201 932 932 932 932 (932 ; 932] 1,0121 (1,0132
M2 937,61 937 936 937 939 933 ; 943] 1,0008 (1,0046

)
)
)
)
)
)
1,0013)
)
)
)
)
M3 1044,11 1011 1012 1035 1065  [983;1162]  1,0075 (1,0077)

)

(
(
(
(
(
(
(
(
(
(
(
(

M4 1045,45 1021 1014 1037 1067 [982 ; 1161] 1,0033 (1,0100

Tabela 5.10: Médias a posteriori dos parametros perturbadores para os quatro modelos para a
Simulagao 2.

Simulagao Médias a posteriori
(w1; ws) Modelo & Oo @3 &4 0, 0 03 04
(0,7;0,1;0,2) Ml - - - - 03957 - - -
M2 0,7382 0,2618 - - 0,1426 0,8791 - -
M3 0,7038 0,0878 0,2083 - 0,1050 0,4803 0,9126 -

M4 0,6358 0,1327 0,0899 0,1416 0,0972 0,3754 0,7302 0,9306

(0,5:0,3;0,2) M1 - - - - 0,4749 - - -
M2 06417 0,3583 - - 0,2493  0,8338 - -
M3 0,4662 0,3042 0,2296 - 0,1026 0,4789 08996 -

M4 04644 0,2841 0,1326 0,1189 0,1027 04717 0,8126 0,9224

(0,2;0,3;0,5) M1 - - - - 0,6695 - - -
M2  0,4085 0,5915 - - 0,3450  0,8866 - -
M3 02185 0,2921 0,4894 - 0,0743 0,4814 0,9028 .

M4 0,2198 0,2840 10,3185 0,1777 0,0745 0,4786 0,8678 0,9342
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Para a simulacao 2, os valores do critério DIC para os modelos foram DICj;1 = 2904,05,
DICys = 139,93, DICp3 = 68,90 e DIC)4 = 44,17 para a primeira amostra, DICy; =
2036,24, DICyo = 285,06, DICy3 = 77,51 e DICyy = 74,02 para a segunda amostra e
DICynq = 2153,42, DIC) 0 = 227,55, DIC )3 = 81,06 e DIC);4 = 81,87 para a terceira amostra.
Nas duas primeiras amostras temos que o modelo M4 se ajustou melhor aos dados. J& na terceira,
o modelo gerador dos dados se mostrou melhor (M3), mas o valor do critério foi bem préximo
ao obtido pelo modelo M4. Na Tabela 5.12 se encontram os valores do critério de Gelman and

Rubin (1992) para os parametros perturbadores na Simulagao 2.
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Capitulo 6

Consideracoes finais

O presente trabalho apresentou o modelo de captura-recaptura em que a heterogeneidade entre
os individuos foi modelada a partir de uma mistura de distribui¢oes binomais. Tendo visto a
complexidade em maximizar a fungdo de verossimilhanga, optamos pelo auxilio do algoritmo
EM na estimacio (via maxima verossimilhanca) dos parametros perturbadores das componentes
da mistura e, com um estimador para o tamanho populacional, obtivemos um algoritmo de
facil implementacao. Para a inferéncia classica dos parametros, podemos dizer que tivemos boas
estimativas, tanto no estudo de simulagdo quanto na aplicacdo em dados reais. Como pesquisa
futura para esta abordagem, buscaremos metodologias para obter intervalos de confianca para
os pardmetros populacionais, como o método de reamostragem bootstrap (Efron, 1979; Efron and
Efron, 1982), por exemplo.

Na abordagem bayesiana para a estimagao dos parametros, consideramos variaveis latentes na
distribuicao a posteriori e implementamos o algoritmo Gibbs sampling através das distribuigoes
condicionais completas. Consideramos para o tamanho populacional uma distribuicio a priori
nao informativa. Em seguida, propusemos o modelo em que considera dois ou mais componentes
de mistura nas probabilidades de detecgao. Os critérios AIC e BIC se mostraram eficientes em
selecionar corretamente o modelo gerador dos dados na abordagem classica. J4 na abordagem
bayesiana, a utilizagdo do critério DIC foi ineficiente na escolha do verdadeiro modelo, apesar
do mesmo apresentar estimativas pontuais bem préximas aos verdadeiros valores populacionais.
Por este fato, consideramos como pesquisa futura a utilizacao do método reversible jump (Green,

1995; Richardson and Green, 1997) para sele¢cdo de modelos sob o enfoque bayesiano.
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Apéndice

Rotina: Estimativas de maxima verossimilhan¢ca com [ niveis.

EMV.Generalizado = function(Dados,c.N,c.a,c.p,epsilon){

H-—m - Etapas iniciais -—-——————-—- #

c.a = c.a/sum(c.a) ;

n = sum(Dados) ; k = length(Dados)
y = seq(0,k,by=1) ;  t = length(c.a)
gqjs = matrix(NA,t, (k+1))

f.p=f.a= c(O ; Iteracoes = 0
#--—-—— #

repeat{ #--- start algorithm ---#
Iteracoes = Iteracoes + 1

DadosAtualizados = c(c.N-n,Dados)

repeat{ #--- start EM algorithm --—-#

for (j in 0:k){ #--- probabilidades multinomais (Dist. condiciomnal) ---#
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for (s in 1:t){ qjs[s,j+1] = c.als]l*dbinom(j,k,c.pls]) }

qjsl,j+1] = qjsl[,j+1]1/sum(qjsl,j+11)

for (s in 1:t){ #--- atualizacg3o dos para@metros perturbadores -—-#
f.pls] = sum(y * qjs(s,] *
DadosAtualizados)/sum(k* qjs[s,] * DadosAtualizados)

f.als]

sum(qjs[s,] * DadosAtualizados) /c.N

Dif = sum(abs(f.p-c.p)) + sum(abs(f.a-c.a)) #--- critério de convegéncia —---#
if (Dif < epsilon) break

c.p <-f.p; c.a<-f.a

} #-—- end EM algorithm ---#

razao = 0 ; for (s in 1:t) razao = razao + f.a[s] * dbinom(0,k,f.p[s])
f.N = floor(n/(1-razao))

if (£.N == c.N) break

c.N=f£f.N

} #--- end algorithm ---#

EMV = c(f.N,round(f.a,4),round(f.p,4), Iteracoes)

return(EMV)
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Rotina: Estimativas de maxima verossimilhanga condicional com

dois tipos de erros

EMVC.2M = function(Dados,c.a,c.pd,c.pf,epsilon) {

H-—m - Etapas Iniciais -—————————=——-- #
k = length(Dados) ; n = sum(Dados) ;
Iteracoes = 0 ; ¥ = seq(l,k,by=1) ;

repeat{ #--- start EM algorithm ---#

Iteracoes = Iteracoes + 1 ;

py = c.a*dbinom(y,k,c.pd)/(c.a*xdbinom(y,k,c.pd)+(1-c.a)*dbinom(y,k,c.pf))
pl0 = c.a*dbinom(0,k,c.pd)

p00 = (1-c.a)*dbinom(0,k,c.pf)

p0O = pl0 + p0O

SomalD = sum(Dados*py) ; SomalF = sum(Dados*(1-py))

Soma2D = sum(y*Dados*py) ; Soma2F = sum(y*Dados*(1-py))

f.pd = Soma2D / ( k*SomalD + k*nxp10/(1-p0) )

f.pf = Soma2F / (k*SomalF + k*n*p00/(1-p0) )

f.a = p10 + (1-p0)/n * SomalD

D.a = abs(f.a-c.a)

D.pd = abs(f.pd-c.pd)

D.pf

abs(f.pf-c.pf)

if ( D.a<epsilon & D.pd<epsilon & D.pf<epsilon) break

88



APENDICE A. APENDICE

c.a=f.a; c.pd = f.pd ; c.pf = f.pf
} #--- end EM algorithm ---#
N.hat = floor(n/(1-(f.a*dbinom(0,k,f.pd)+(1-f.a)*dbinom(0,k,f.pf))))

Estimativas = c(N.hat,round(c(f.a,f.pd,f.pf),4),Iteracoes);

return(Estimativas)

Rotina: Algoritmo Gibbs sampling com [ niveis.

GibbsSampling.r = function(L,ChuteN,Chuteomegas,Chutethetas,ValorR,aj,Dados,M) {

n.m = length(Chutepis) ; k = length(Dados) ; n = sum(Dados)

omegas = matrix(NA,L,n.m) ; omegas[l,] = Chuteomegas
thetas = matrix(NA,L,n.m) ; pis[1,] = Chutethetas
N==cQ ; N[1] = ChuteN

y = seq(0,k,by=1)

hiperDiri = hiperBetal = hiperBeta2 = c()

probs.qj = Vjs = matrix(NA,k+1,n.m)

for (i in 2:L){

DadosC = c(N[i-1]-n,Dados)

for (j in 1:(k+1)) {

probs.qjlj,] = q.js(j-1,1:n.m,omegas[i-1,],thetas[i-1,],k,n.m)

Vislj,] rmultinom(1,DadosC[j],probs.qjlj,])
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for (s in 1:n.m) {

hiperDiri[s] = sum(Vjs[,s]) + ajls]

hiperBetal[s] sum(y*Vjs[,s]) +1

hiperBeta2[s]

}

sum( (k-y)*Vjs[,s])+1

omegas[i,] = rdirichlet(1,hiperDiri)

thetas[i,1] = rtrunc(l,"beta", a = 0.001, b =thetas[i-1,2],

shapel= hiperBetal[l], shape2 = hiperBeta2[1])
if (n.m>2){
for (s in 2:(n.m-1)) {
thetas([i,s] = rtrunc(l,"beta", a = thetas[i,s-1],
b = thetas[i-1,s+1] , shapel= hiperBetall[s], shape2 = hiperBeta2[s])
1

thetas[i,n.m] = rtrunc(l,"beta", a = thetass[i,(n.m-1)],

b = 1 , shapel= hiperBetal[n.m], shape2 = hiperBeta2[n.m])

hO = sum(omegas[i,l:n.m] * dbinom(0,k,thetas[i,1:n.m]))
if (r==0){
N[i] = rnbinom(1,n+1,1-h0) + n}
if (r==1){
N[i] = rnbinom(1,n,1-h0) + n}
if (r!'=1 & r!'=0){

N[i] = SimularN.cond.Nr(hO,n,M,r) }

} # Fim: Algoritmo Gibbs sampling

Posterioris = cbind(N,alphas,pis)

return(Posterioris)
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Funcoes auxiliares

q.js = function(j,s,alphas,pis,k,n.m){
constante = 0
for (1 in 1:n.m) constante = constante + alphas[l] * dbinom(j,k,pis[1])
resul = alphas[s] * dbinom(j,k,pis[s]) / constante

return(resul)

post.cond.Nr = function(N,n,h0,r) {
value = lgamma(N+1) - lgamma(N-n+1) - lgamma(n+1) + (N-n) * log(hO) - r * log(N)

return(exp(value))

SimularN.cond.Nr = function(hO,n,M,r){

x = n:M

y = round( post.cond.Nr(x,n,h0,r) / sum(post.cond.Nr(x,n,h0,r)) ,10)
acumulada = c() ; acumuladal[1] = y[1]
for (i in 2:length(y)) acumuladali]l = round( y[i] + acumuladali-1], 10)
u = round(runif (1, min = 0.000001, max = 0.999999),10)
acumulada = c(0,acumulada)
for (i in 1:(length(acumulada)-1)) {

if (u >= acumuladal[i]l & u< acumulada[i+1] ) ValorN = x[il]

}

return(ValorN)
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