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Resumo

A tecnologia dos arranjos de DNA (DNA-array) é uma ferramenta utilizada para

identi�car e comparar níveis de expressão de um grande número de genes ou fragmentos

de genes simultaneamente, em condições diferentes. Com esta comparação, é possível

determinar possíveis genes causadores de doenças de origem genética (por exemplo, o

câncer). Nestes experimentos, grandes quantidades de dados numéricos (relacionados às

medidas de níveis de expressão dos genes) são gerados e métodos estatísticos são im-

portantes para análise dos dados, com objetivo de identi�car os genes que apresentam

evidências para níveis de expressão diferentes. O objetivo de nossa pesquisa é comparar

o desempenho e desenvolver métodos estatísticos, capazes de identi�car genes que apre-

sentam evidências para níveis de expressão diferentes, quando comparamos situações de

interesse (tratamentos) com uma situação de controle. Para isto, descrevemos o teste t,

proposto por Baldi e Long (2001) e propomos três métodos para identi�car genes com

evidências para níveis de expressão diferentes. O primeiro método proposto é baseado na

utilização da inferência bayesiana paramétrica e dos métodos de seleção de modelos, fator

de Bayes e DIC; o segundo método é baseado na inferência bayesiana semi-paramétrica

conhecida como modelo de misturas de processos Dirichlet; e o terceiro método é baseado

na utilização de um modelo com mistura in�nita de distribuições, que aplicado à análise

da expressão gênica determina grupos de níveis de expressão gênica similares, baseados

nos efeitos de tratamento.

Palavras-chave: Arranjos de DNA, teste t, Inferência bayesiana,Monte Carlo,Monte

Carlo Markov Chain - MCMC, Gibbs Sampling, Seleção de modelos, Fator de Bayes, DIC,

Inferência bayesiana não paramétrica, Processo Dirichlet, Modelo de misturas de processos

Dirichlet, Modelo com mistura de distribuições.



Abstract

The technology of the DNA-Arrays is a tool used to identify and to compare levels

of expression of a great number of genes or fragments of genes, in di¤erent conditions.

With this comparison, it is possible to identify genes possibly causing illnesses of genetic

origin (cancer for example). Great amounts of numerical data (related the measures of

levels of expression of the genes) are generated and statistical methods are important

for analysis of this data with objective to identify the genes that present evidences for

di¤erent levels of expression. The objective of our research is to develop and to describe

methods statistical, capable of identi�ng genes that present evidences for di¤erent levels

of expression. We describe the test t, considered for Baldi and Long (2001) and consider

three others methods. The �rst method considered is based on the use of parametric

Bayes inference and the methods for selection of models, Bayes factor and DIC; the

second method is based an semi-parametric bayesian inference, model of mixtures of

Dirichlet processes. The third method is based on the use of a model with in�nite mixtures

of distributions that applied the analysis of the genica expression determines groups of

similar levels of expression.
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Capítulo 1

Introdução

Com o desenvolvimento da genética foram criados os termos transcriptoma, que repre-

senta o conjunto completo dos transcritos (RNA�s) e proteoma, que representa o conjunto

completo das proteínas.

À medida que mais genes vão sendo conhecidos, através dos projetos genomas, tem-se

a possibilidade de passar para fases de análises seguintes: saber quando e onde estes genes

são expressos, ou seja, o funcionamento do genoma, genoma funcional.

Segundo Felix et al., (2002), "O �uxo de informação gênica do DNA nos cromossomos

(genoma) até o proteoma, é intermediado pelo conjunto das moléculas de RNA (trans-

criptoma). Assim, a concentração relativa de transcritos de um determinado gene em

uma célula é um indicativo do quanto esse gene está sendo expresso, isto é, do quanto a

célula está investindo do seu maquinário bioquímico para produzir a proteína codi�cada

pelo gene".

Com isso, pesquisadores de diversas áreas (biólogos, estatísticos, engenheiros, quími-

cos, físicos, matemáticos, etc...) voltaram suas atenções ao desenvolvimento de tecnolo-

gias, visando medir a concentração relativa dos transcritos (RNA�s) dos genes em células

e tecidos. Uma das principais ferramentas para este tipo de estudo são os arranjos de

DNA1.

Os arranjos de DNA são lâminas (ou suportes), comumente de vidro ou náilon, que

1Existem diversos termos empregados para descrever os arranjos de DNA: náilon array, �lter array,
high density membranes e macroarray para os arranjos em suporte de náilon; e glass array, DNA chips,
biochips e microarray para os arranjos em suporte de vidro (ver Felix et al., 2002).
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permitem medir os níveis expressão de uma grande quantidade de genes ou fragmentos

de genes, ao mesmo tempo. Para isto, são �xados na(s) lâmina(s), de forma ordenada,

seqüências completas ou parciais de genes conhecidos. Fixados os genes na(s) lâmina(s),

produzem-se sondas de cDNA2 com alguma marcação (radioativa ou �uorescente). Por

exemplo, marca-se o cDNA de uma situação (por exemplo, células normais) com um

marcador que re�ete a luz vermelha, e o cDNA da outra situação (células doentes) com um

marcador que re�ete a luz verde (ou vice-versa). Misturam-se as sondas na(s) lâmina(s),

se as sondas utilizadas possuírem seqüências complementares aos �xados na(s) lâmina(s),

então vão se hibridar3, permitindo sua identi�cação (ver Figura 1).

O resultado do experimento são duas imagens com pontos iluminados, uma de verde

e a outra de vermelho (ver Figura 1). A imagem dos pontos é salva e processada por

computadores e softwares especí�cos, onde cada spot ou "ponto" do arranjo recebe valores

numéricos (ver Wu, 2001).

Figura 1: Experimento com arranjos de DNA.

Fonte: www.orfe.princeton.edu/research/microarray.jpg

2DNAs complementares: cópias, se possível, de todos os RNAs mensageiros de uma linhagem celular
ou órgão na forma de DNA.

3A hibridação entre as moléculas de DNA, que estão na lâmina, com as da população de cDNA
(derivado de mRNA extraído das células em estudo) é feita por complementaridade que as �tas de DNA
apresentam se forem homólogas (de mesma origem).
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Se as duas lâminas forem sobrepostas, obtém-se a última lâmina da Figura 1. Os

pontos onde se observa uma coloração esverdeada, indicam que existe uma quantidade

maior de mRNA4 correspondentes, por exemplo, às células doentes em relação a células

normais. Em outras palavras, o gene em questão pode estar mais expresso na célula

doente, o que pode ter alguma implicação na origem e/ou evolução de uma doença. O

raciocínio inverso é aplicado aos pontos do arranjo, em que se observa uma coloração

avermelhada (ver Carneiro et al., 2001). Os clones, cujo mRNA não são diferencialmente

expressos entre as duas amostras de cDNAs marcados, terão uma cor intermediária entre

o verde e o vermelho, aqui representados pela cor amarela. Os pontos onde não se observa

nenhuma das três cores citadas correspondem aos genes que não possuem relação nenhuma

com as situações estudadas.

Como dados numéricos, relacionados às medidas dos níveis de expressão dos genes são

obtidos com variabilidade (da realização do experimento, ou do processo de obtenção das

imagens, entre outros), métodos estatísticos são importantes para a análise dos dados,

com o objetivo de identi�car os possíveis genes que apresentam evidências para níveis de

expressão diferentes devido apenas ao efeito de tratamento.

Os primeiros métodos estatísticos descritos para análise da expressão gênica foram

discutidos por Schena et al., (1995), Schena et al., (1996) e DeRisi et al., (1996).

Mais recentemente, diversos artigos abordam diferentes métodos estatísticos para

análise da expressão gênica, entre eles, Baldi e Long (2001) com a utilização do teste

t e uma abordagem bayesiana, Efron et al. (2001) através de uma abordagem bayesiana

empírica, Do et al. (2002) com o modelo de misturas de processos Dirichlet, Medvedovic

e Sivaganasan (2002) através de um modelo com mistura, baseado no modelo de misturas

de processos Dirichlet.

Consideramos para análise da expressão gênica as situações controle (por exemplo,

medidas de níveis de expressão das sondas de cDNA�s provenientes de células sãs) e

tratamentos (medidas de níveis de expressão das sondas de cDNA�s em qualquer situação

diferente do controle).

O objetivo de nossa pesquisa é comparar o desempenho e desenvolver métodos estatís-

ticos, capazes de identi�car com qualidade, genes que apresentam evidências para níveis

4RNA mensageiro, utilizado na produção das sondas.
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de expressão diferentes, quando comparamos situações de interesse (tratamentos) com

uma situação de controle.

Para as análises descritas nos capítulos seguintes, determinamos os logaritmos5 das

medidas dos níveis de expressão observadas para cada gene em cada situação, controle

e tratamento. Assim, para cada gene, temos medidas de níveis de expressão, controle e

tratamento, de�nidas no intervalo (�1;1). Dessa forma, vamos supor que estas medi-

das transformadas foram geradas segundo uma distribuição normal. Esta suposição de

normalidade é largamente utilizada na literatura, ver por exemplo Baldi e Long (2001),

Efron et al. (2001), Do et al. (2002) e Medvedovic e Sivaganasan (2002).

Assim, para cada gene g, g = 1; 2; :::; G, temos um conjunto de variáveis observáveis

xcg1; :::; x
c
gnc e x

t
g1; :::; x

t
gnt, independentes, representando o logaritmo dos níveis de ex-

pressão do gene g na situação controle (c) e tratamento (t), respectivamente. Genes

diferentes são tratados independentemente.

No Capítulo 2, descrevemos uma abordagem comumente utilizada para análise dos

dados de expressão gênica e o teste t proposto por Baldi e Long (2001). Desenvolvemos

para o teste t, um estudo de simulação para veri�car seu comportamento na detecção de

genes com evidências para níveis de expressão diferentes quando consideramos diferentes

afastamentos na média, na variância ou em ambos, das observações de tratamento com

relação as observações de controle. Aplicamos o teste t a dados de níveis de expressão

reais, obtidos de um experimento realizado com as células da bactéria Escherichia Coli

sob os padrões IHF+ e IHF� (ver Ar�n et al., 2000).

Baseados no trabalho de Baldi e Long (2001), propomos no Capítulo 3 um método

de identi�cação de genes com e sem evidências para diferença, utilizando a distribuição

de probabilidades das medidas de níveis de expressão observadas, para cada gene em

cada situação. Pois assim, estaremos fazendo inferências tanto com relação à variação na

média quanto com relação à variação na variância das medidas de tratamento com relação

às medidas de controle. Para isto, consideramos os modelos, M0 (medidas de níveis de

expressão, tratamento e controle, sem evidência para diferença) e M1 (medidas de níveis

de expressão, tratamento e controle, com evidências para diferença). Para a seleção do

modelo, M0 ou M1, que melhor explica as medidas de níveis de expressão observadas

5Aqui nos referimos aos logaritmos naturais.



1. INTRODUÇÃO 5

para um determinado gene, utilizamos a inferência bayesiana paramétrica e os métodos

de seleção de modelos: fator de Bayes e o critério DIC.

Desenvolvemos um estudo de simulação com objetivo de veri�car o comportamento

do fator de Bayes e do critério DIC na detecção de genes com evidências para níveis de

expressão diferentes quando consideramos diferentes afastamentos na média e/ou variância

das observações de tratamento com relação as observações de controle. Com o estudo de

simulação podemos observar que o fator de Bayes e o critério DIC apresentam resultados

semelhantes e detectam evidências para níveis de expressão diferentes, tanto com relação

à variação na média quanto com relação à variação na variância, ou ambos.

Aplicamos o fator de Bayes e o critério DIC a dados reais, obtidos do experimento

realizado com células da bactéria Escherichia Coli.

Na simulação e na aplicação para o fator de Bayes e para o critério DIC, utilizamos

diferentes valores para os hiperparâmetros da distribuição a priori para a variância dos

modelos M0 e M1, de cada um dos genes.

O fator de Bayes e o critério DIC, tanto na simulação quanto na aplicação, se mostraram

sensíveis à escolha dos hiperparâmetros da distribuição a priori para as variância dos mo-

delosM0 eM1. À medida que temos informação a priori, o fator de Bayes e o critério DIC

apresentam um melhor desempenho na detecção dos genes com evidências para diferença.

Mesmo com esta sensíbilidade, os resultados obtidos com o fator de Bayes e com o DIC

se mstram melhores do que com os obtidos com o teste t.

Com o objetivo de melhorar as inferências sobre os possíveis genes que apresentam

evidências para níveis de expressão diferentes e diminuir as restrições para as análises, no

Capítulo 4, utilizamos a abordagem bayesiana semi-paramétrica, conhecida como modelo

de misturas de processo Dirichlet (modelo MPD). Primeiramente, revisamos a de�nição

e algumas propriedades da distribuição Dirichlet. Baseados em Ferguson (1973), de�ni-

mos o processo Dirichlet, e algumas de suas propriedades, tais como, média, variância e

distribuição a posteriori.

Para Ibrahim (2001) o processo Dirichlet é o mais popular processo a priori em infe-

rência bayesiana não paramétrica.

Com a utilização do processo Dirichlet a priori, atribuímos incerteza à uma dis-

tribuição de probabilidades e com isso obtemos um modelo mais �exível e abrangente.
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Pois, em vez de a�rmar que os efeitos aleatórios, da variável de interesse, pertencem ape-

nas ao conjunto de distribuições normais, o modelo permite que estes efeitos se adaptem

à distribuições desconhecidas, que podem ser assimétricas, multímodais ou simplesmente

ter a forma paramétrica de uma distribuição normal.

Descrevemos o modelo de misturas de processos Dirichlet, que pode ser utilizado com

sucesso na análise de dados com mistura de distribuições e um algoritmo, baseado no

método Gibbs Sampling (ver Gelfand e Smith, 1990), para se obter amostras das dis-

tribuições condicionais de um modelo de misturas de processos Dirichlet conjugado. Re-

alizamos um estudo de simulação no qual aplicamos o modelo MPD na estimação da

média de uma distribuição normal com variância conhecida e na estimação da média e

variância de uma distribuição normal, quando estes dois parâmetros são desconhecidos.

O algoritmo Gibbs Sampling descrito para o modelo de misturas de processos Dirichlet

conjugado é usado por Escobar (1994) e por Escobar e West (1995). Segundo Neal (1998),

este algoritmo produz uma cadeia de Markov ergódica6, porém a obtenção de convergência

pode ser lenta.

Aplicamos o modelo MPD e o método Gibbs Sampling na análise da expressão gênica.

Para as inferências sobre os genes que apresentam evidências para níveis de expressão

diferentes, consideramos a proporção de vezes que as médias �xgc e �xgt, das observações de

controle e tratamento de um determinado gene g, respectivamente, foram consideradas

como sendo geradas de uma mesma distribuição normal pelo modelo MPD, durante as p

seqüências geradas pelo método Gibbs Sampling, para g = 1; 2; :::; G.

Desenvolvemos um estudo de simulação para veri�carmos o comportamento do modelo

MPD na detecção de genes com evidências para diferença, quando consideramos diferentes

afastamentos na média e na variância (ou ambos) das observações de tratamento com

relação as observações de controle.

Aplicamos o modelo MPD aos dados obtidos do experimento realizado com células da

bactéria Escherichia Coli.

Para simulação e aplicação, consideramos diferentes valores para os hiperparâmetros

das distribuições a priori.

Tanto na simulação quanto na aplicação, o modelo MPD se mostrou sensível a escolha

6Irredutível, aperiódica e recorrente positiva.
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dos hiperparâmetros da distribuição a priori para a variância, levando a diferentes con-

clusões, ou seja, a escolha de diferentes genes g com evidências para níveis de expressão

diferentes, g = 1; 2; :::; G. Isto nos mostra que devemos ter uma certa atenção e alguma

informação para determinarmos estes hiperparâmetros e obtermos resultados satisfatórios.

À medida que temos informação a priori para a variância, o modelo MPD se mostra

com um melhor desempenho na detecção dos genes com evidência para diferença.

Uma abordagem também utilizada considera a identi�cação e análise de grupos (ou

clusters) de genes com níveis de expressão similares devido ao efeito de tratamento ao

invés da análise de um individual gene de cada vez (ver Medvedovic e Sivaganesan, 2002).

Dessa forma, no Capítulo 5 propomos um modelo bayesiano, baseado em um modelo

com mistura in�nita que é equivalente ao modelo MPD e descrevemos um algoritmo,

baseado no método Gibbs Sampling, para se obter amostras das distribuições condicionais

de um modelo com mistura in�nita. Aplicamos este modelo na análise da expressão

gênica com o objetivo de identi�car grupos (ou clusters) de genes com níveis de expressão

similares.

Identi�cados os grupos (ou clusters) de genes com níveis de expressão similares, con-

sideramos para cada grupo os modelos, M0 e M1, M0 se o grupo é composto por medidas

sem evidências para diferença e M1 se o grupo é composto por medidas com evidências

para diferença. Para detectar se o grupo é composto por medidas de níveis de expressão

que apresentam ou não evidências para diferença, utilizamos a abordagem bayesiana e o

critério DIC.

Desenvolvemos um estudo de simulação para veri�carmos o comportamento do modelo

com mistura in�nita na identi�cação de grupos de genes com níveis de expressão similares

e do critério DIC na identi�cação dos grupos compostos por medidas de níveis de expressão

com evidências para diferença, quando consideramos diferentes afastamentos na média e

na variância (ou ambos) das observações de tratamento com relação as observações de

controle.

Aplicamos a modelagem com misturas in�nita e o critério DIC aos dados obtidos do

experimento realizado com células da bactéria Escherichia Coli.

Para a simulação e para a aplicação, consideramos para formação dos grupos de

genes com níveis de expressão similares, diferentes valores para os hiperparâmetros da
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distribuição a priori para a variância. Para aplicação do critério DIC utilizamos os mesmos

hiperparâmetros utilizados na formação dos grupos, pois o critério DIC não se mostrou

sensível aos hiperparâmetros. Isto é, o critério DIC independentemente do valor escolhido

para os hiperparâmetros da distribuição a priori para variância, detecta sempre os mesmos

grupos com evidências para diferença.

Tanto na simulação quanto na aplicação o modelo com mistura in�nita se mostrou

sensível à escolha dos hiperparâmetros da distribuição a priori para a variância na a

formação dos grupos (ou clusters). Mudando o valor dos hiperparâmetros os genes com

níveis de expressão na fronteira dos grupos formados trocam de grupos. Logo, devemos ter

certa atenção e alguma informação para determinarmos os valores dos hiperparâmetros

e obtermos resultados satisfatórios. Se possível devemos nos basear na opinião de um

especialista ou utilizar métodos empíricos para determinar os valores dos hiperparâmetros.

No Capítulo 6, fazemos algumas considerações �nais sobre os métodos estatísticos

aplicados na análise da expressão gênica, apresentados nesta dissertação.



Capítulo 2

Abordagem usual e Teste t

Uma abordagem comumente utilizada para análise da expressão gênica, considera

que um gene g, apresenta evidências para níveis de expressão diferentes se o logaritmo da

razão entre a média das observações de tratamento e a média das observações de controle,

em valor absoluto, variar mais do que um valor de referência, tipicamente 2. Isto é,

se o valor absoluto obtido para o logaritmo da razão entre a média das observações de

tratamento e a média das observações de controle, for maior que o valor de referência, o

gene g é considerado com evidências para diferença, para g = 1; 2; :::; G (ver, Felix et al.,

2001, Baldi e Long, 2001 e Do et al., 2002).

Uma outra abordagem também muito utilizada, considera para um gene g, que o

logaritmo das observações de controle foram geradas de uma distribuição normal com

média �gc e variância �
2
gc,

xcg1; :::; x
c
gnc s N

�
�gc; �

2
gc

�
e o logaritmo das observações de tratamento foram geradas de uma distribuição normal

com média �gt e variância �
2
gt,

xtg1; :::; x
t
gnt s N

�
�gt; �

2
gt

�
,

onde nc e nt correspondem às quantidades de observações de níveis de expressão na situ-

ação de controle e na situação de tratamento, respectivamente, para g = 1; 2; :::; G (ver

Baldi e Long, 2001).

Para determinar se o gene g apresenta ou não evidências para níveis de expressão
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diferentes, utiliza-se o teste de hipóteses sob a forma

H0 : �gc = �gt versus H1 : �gc 6= �gt (2.1)

para g, g = 1; 2; :::; G.

Baldi e Long (2001) utilizam o teste t, para cada gene g, baseados no teste de hipóteses

como em (2.1), e as médias e variâncias amostrais são utilizadas para determinar se o gene

g apresenta evidências para diferença, sob a forma

tg =
�xgc � �xgtq
s2gc
nc
+

s2gt
nt

com tg seguindo uma distribuição t-Student, com p graus de liberdade,

p =

h
s2gc
nc
+

s2gt
nt

i2
�
s2gc
nc

�2
nc�1 +

�
s2gt
nt

�2
nt�1

, (2.2)

onde �xgc é a média amostral das observações de controle para o gene g, dada por

�xgc =
1

nc

ncX
i=1

xcgi,

�xgt é a média amostral das observações de tratamento, dada por

�xgt =
1

nt

ntX
i=1

xtgi,

s2gc é a variância amostral das observações de controle, dada por

s2gc =
1

nc � 1

ncX
i=1

�
xcgi � �xgc

�2
e s2gt é a variância amostral das observações de tratamento, dada por

s2gt =
1

nt � 1

ntX
i=1

�
xtgi � �xgt

�2
.
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Fixado um nível de signi�cância �, se j tg j é maior que o valor de referência t1��
2
;p�

quantil 1� �
2
da distribuição t� Student com p graus de liberdade

�
então há evidências

de que o gene g apresenta níveis de expressão signi�cativamente diferentes, quando com-

paramos a situação de tratamento com a situação controle, para g = 1; 2; :::; G.

Um problema que surge para a aplicação do teste t aos dados de expressão gênica, é

o tamanho das amostras nc e nt, para um gene g, que geralmente são pequenas.

É importante notar que buscamos de fato uma ferramenta estatística que separe as

distribuições das observações de níveis de expressão relativas a controle e tratamento,

quando estas são diferentes. Como veremos a seguir o teste t separa e�cientemente estas

distribuições quando observamos diferença de médias, entre tratamento e controle, mas

com variâncias, tratamento e controle, razoavelmente estáveis. Quando variações na média

de tratamento com relação a média de controle está acompanhada de aumento na variância

de tratamento com relação a variância de controle o teste t não funciona adequadamente,

embora tenha havido mudança na distribuição das observações de expressão gênica de

tratamento com relação a de controle.

2.1 Simulação

Desenvolvemos um estudo de simulação, para veri�carmos o comportamento do teste

t, como proposto por Baldi e Long (2001), na detecção de genes com evidências para

níveis de expressão diferentes, quando consideramos diferentes afastamentos na média e

na variância (ou ambos) das observações de tratamento com relação às observações de

controle.

Para gerar os dados de expressão gênica consideramos uma amostra controle com o

logaritmo dos níveis expressão provenientes de uma distribuição normal, N (�c; �
2
c), e

uma amostra tratamento, com o logaritmo dos níveis de expressão provenientes de uma

distribuição normal, N (�t; �
2
t ), onde �t = �c + � e �

2
t = (�c)

2.

O passo seguinte é considerar variações em � e . Dessa forma, a partir de � =

0, aumentando ou diminuindo o valor de � e aumentando ou diminuindo o valor de 

esperamos detectar uma quantidade maior de genes (simulados) com evidências para

níveis de expressão diferentes. Pois estaremos afastando a distribuição das observações
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de tratamento da distribuição das observações de controle.

Para cada variação de � e  considerados, aplicamos o teste t, com um nível de sig-

ni�cância � = 0; 05, para detectar os genes (simulados) que apresentam evidências para

níveis de expressão diferentes.

Consideramos para a simulação os seguintes passos:

1 - Simulamos 1000 genes g, g = 1; 2; :::; 1000,

2 - Geramos para cada um dos 1000 genes, 5 observações de controle, com distribuição

N (�c; �
2
c) e 5 observações de tratamento, com distribuição N (�t; �

2
t ).

3 - Fixamos como valor para �c = �0; 036 e �2c = 0; 04, baseados nas observações do

experimento realizado com as células da bactéria Escherichia Coli (ver Ar�n et al., 2000).

A Tabela 1 mostra as quantidades de genes (simulados) detectados com evidências para

níveis de expressão signi�cativamente diferentes, para cada variação de � e  (ou ambos)

considerados. Cada linha mostra as quantidades detectadas, quando consideramos  �xo

e variamos �. Cada coluna mostra as quantidades detectadas, quando consideramos � �xo

e variamos .

Para  �xo (cada linha) a medida que afastamos a média da distribuição das obser-

vações de tratamento da média da distribuição das observações de controle (a partir de

� = 0, aumentando ou diminuindo o valor de �), o teste t detecta uma quantidade maior

de genes com evidências para níveis de expressão diferentes do que a variação � anterior.

Isto nos mostra que o teste t é sensível à variação na média, quando  é �xo, detectando

os genes com evidência para níveis de expressão diferentes.

Já para � �xo (cada coluna), a partir de  = 0; 25, igualando ou aumentando a

variância da distribuição das observações de tratamento com relação a distribuição das

observações de controle (aumentamos o valor de ), o teste t detecta menos genes com

evidências para níveis de expressão diferentes. Por exemplo, para � = 0; 5,  = 1 e  = 9,

respectivamente, 916 e 207 genes foram detectados com evidências para diferença. Ocorre

o contrário do que esperávamos, que seria detectar uma quantidade maior ou igual de

genes com evidências para diferença à medida que aumentamos o valor de .

Dessa forma, notamos que a utilização do teste t, proposto por Baldi e Long (2001),

para a análise da expressão gênica se mostra uma ferramenta estatística inadequada para

detectar alterações na média quando esta está acompanhada de um aumento na variância
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das observações de tratamento com relação a variância das observações de controle. Para

variâncias estáveis ( = 0; 25 ou  = 1) os resultados obtidos são adequados, pois para

� 6= 0 a quantidade detectada com evidências para diferença e próxima (� = �0; 5) ou

igual (� = �0 ou � = 1) a 1000 genes (simulados).

Tabela 1: Quantidades detectadas com evidências para diferença pelo teste t.

�

 -1,0 -0,8 -0,5 0 0,5 0,8 1,0

0,25 1000 1000 982 55 976 1000 1000

1 1000 1000 930 46 916 997 1000

4 977 895 557 45 563 910 976

9 797 630 291 43 302 636 822

16 585 426 196 41 207 412 586

2.2 Aplicação

Aplicamos o teste t na análise da expressão gênica, utilizando as medidas de níveis

de expressão obtidos do experimento realizado com células da bactéria Escherichia Coli,

com relação aos padrões IHF+ e IHF� (ver Ar�n et al., 2000).

Para a análise dispomos de 434 genes, com cinco medidas de níveis de expressão para

a situação de tratamento (t) e cinco medidas de níveis de expressão para a situação de

controle (c).

Para aplicação do teste t, consideramos os níveis de signi�cância � = 0; 10 e � = 0; 05.

As Figuras 2 e 3, mostram as médias e variâncias controle e tratamento observadas,

destacando os genes detectados com evidências para níveis de expressão diferentes. Nestas

Figuras os pontos � indicam os genes que não foram detectados com evidências para difer-

ença e os sinais + indicam os genes que foram detectados com evidências para diferença.

Note que os genes com média de tratamento e de controle distantes da reta y = x não

foram detectados.

Com � = 0; 10 (Figura 2), 51 genes foram detectados com evidências para diferença,

enquanto que com � = 0; 05 (Figura 3) 21 genes foram detectados com evidências para

diferença.
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Como notado na simulação, o teste t detecta evidências para diferença somente quando

temos uma diferença na média da distribuição das observações de tratamento com relação

a média da distribuição das observações de controle com as variâncias destas duas dis-

tribuições sendo razoavelmente estáveis. Isto explica, porque os genes com média de

tratamento e de controle distantes da reta y = x não foram detectados e genes com média

de tratamento e de controle mais próximos a reta y = x foram detectados. Por exemplo,

o gene 277 apresenta uma diferença tanto na média quanto na variância e não foi detec-

tado com evidências para diferença e o gene 227 que apresenta média de tratamento e de

controle mais próximos à reta y = x foi detectado com evidências para diferença.

Figura 2: Médias e variâncias controle e tratamento, com � = 0; 10.

Figura 3: Médias e variâncias controle e tratamento, com � = 0; 05.
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A Tabela 2 mostra o número e as médias e variâncias amostrais controle e tratamento,

dos 51 genes detectados com evidências para níveis de expressão diferentes pelo teste t.

Os genes indicados com � sao os detectados quando utilizamos o nível de signi�cância

� = 0; 05. Observe que todos os genes foram detectados com evidências devido a uma

diferença presente nas médias, controle e tratamento, pois as variâncias são próximas.

Tabela 2: Genes identi�cados com evidência para diferença pelo teste t.

No gene Média cont. Variância cont. Média trat. Variância trat.

�02 -0,0412 0,0069 0,1643 0,0141

�12 -0,0348 0,0145 0,2283 0,0231

17 -0,0363 0,0401 -0,3933 0,1173

34 -0,1224 0,0205 0,0467 0,0116

59 -0,3980 0,0650 -0,1013 0,0248

�84 -0,0359 0,0792 -0,4785 0,0473

�86 -0,0674 0,0350 0,2573 0,0423

88 -0,1023 0,0158 0,2827 0,1035

�98 -0,1670 0,0323 0,0937 0,0269

114 0,0907 0,0348 -0,1232 0,0179

128 0,0202 0,0930 -0,3389 0,0241

�134 0,2603 0,2152 -0,3331 0,0567

169 -0,0487 0,0414 -0,3261 0,0527

�176 -0,0357 0,0298 0,3309 0,0402

179 0,0705 0,1365 -0,5547 0,3276

�183 0,0439 0,0210 -0,2685 0,0350

202 0,0891 0,0729 -0,2033 0,0126

�212 0,0158 0,0222 -0,3466 0,0865

�227 -0,1684 0,0039 -0,0265 0,0102

233 0,0249 0,1770 -0,4876 0,1894

238 0,0594 0,0234 -0,1907 0,0538

�244 0,1267 0,0166 -0,1890 0,0260
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No gene Média cont. Variância cont. Média trat. Variância trat.

�248 0,2133 0,1489 -0,3095 0,0940

�254 -0,1924 0,0293 0,1445 0,0255

�259 0,0822 0,0139 -0,1641 0,0283

269 -0,0108 0,0250 -0,1651 0,0060

271 -0,1217 0,0330 0,2292 0,0919

283 -0,0959 0,0138 0,0685 0,0136

286 0,0008 0,0434 -0,2262 0,0178

288 0,0607 0,0315 -0,1172 0,0040

311 0,1195 0,1080 -0,2700 0,0167

318 -0,0312 0,0299 0,3249 0,0988

�345 0,0161 0,0113 -0,2167 0,0112

352 0,2392 0,1095 -0,0896 0,0219

359 0,0224 0,0671 -0,3436 0,0824

360 0,2449 0,1277 -0,1841 0,0318

369 0,0744 0,0843 -0,2979 0,0440

�375 0,0133 0,0085 -0,3156 0,0238

376 0,2173 0,0489 -0,2458 0,1899

�383 0,2566 0,0903 -0,4787 0,1561

�386 -0,0912 0,0113 0,0906 0,0173

389 -0,1943 0,0239 -0,0353 0,0022

�393 -0,3188 0,0399 -0,0242 0,0374

409 -0,0844 0,0225 0,1123 0,0285

�410 -0,1181 0,0046 0,1035 0,0161

412 -0,0947 0,0136 0,1154 0,0282

416 0,1632 0,0758 -0,2045 0,0708

423 -0,2562 0,0376 -0,0023 0,0397

427 0,2287 0,0586 -0,1830 0,0409

431 -0,0963 0,0198 0,1138 0,0231

432 -0,1694 0,0428 0,1265 0,0598



Capítulo 3

Abordagem bayesiana paramétrica,

Fator de Bayes e DIC

Neste capítulo, consideramos para a análise da expressão gênica os modelos M0 e

M1. No modelo M0 os níveis de expressão são provenientes de uma mesma distribuição

de probabilidades e no modeloM1 os níveis de expressão são provenientes de distribuições

de probabilidades diferentes. Para selecionar o modelo que melhor explica os níveis de

expressão observados e conseqüentemente, determinar se um gene apresenta ou não evi-

dências para níveis de expressão diferentes, utilizamos a inferência bayesiana paramétrica

e os métodos de seleção de modelos, fator de Bayes e critério DIC.

Nesta abordagem, em ambos os modelos, genes diferentes são considerados indepen-

dentes.

3.1 Modelo para a expressão gênica

No modelo M0, para um determinado gene g, consideramos que o logaritmo das

medidas dos níveis de expressão observadas na situação de controle e de tratamento foram

geradas de uma mesma distribuição de probabilidades,

xcg1; :::; x
c
gnc ; x

t
g1; :::; x

t
gnt = xg1; :::; xgnc ; xgnc+1:::; xn s N

�
�g; �

2
g

�
,

onde xgnc+1 = x
t
g1; :::; xn = x

t
gnt, com n = nc + nt, para g = 1; 2; :::; G.
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Para este modelo, denotamos por

Dg =
�
xcg1; :::; x

c
gnc ; x

t
g1; :::; x

t
gnt

	
= fxg1; :::; xgnc ; xgnc+1:::; xng

o conjunto das medidas dos níveis de expressão observados na situação de controle e de

tratamento para o gene g, e a quantidade de medidas que compõem Dg é n = nc + nt.

No modelo M1, para um determinado gene g, consideramos que o logaritmo das me-

didas dos níveis de expressão observadas na situação de controle e de tratamento foram

geradas de distribuições de probabilidades diferentes,

xcg1; :::; x
c
gnc s N

�
�gc; �

2
gc

�
e xtg1; :::; x

t
gnt s N

�
�gt; �

2
gt

�
.

Para este modelo, denotamos por

- Dgc =
�
xcg1; :::; x

c
gnc

	
: o conjunto das medidas dos níveis de expressão observadas

para o gene g na situação de controle,

- Dgt =
�
xtg1; :::; x

t
gnt

	
: o conjunto das medidas dos níveis de expressão observadas

para o gene g na situação de tratamento, e

- nc e nt: correspondem as quantidades de medidas de níveis de expressão observadas

que compõem, Dgc e Dgt, respectivamente.

Para cada modelo, M0 e M1, temos as verossimilhanças, dadas por

LM0

�
�g; �

2
gjDg

�
=

nY
i=1

fM0(�g; �
2
g) =

 
1p
2��2g

!n
exp

(
� 1

2�2g

nX
i=1

�
xgi � �g

�2)

que pode ser escrita sob a forma,

LM0

�
�g; �

2
gjDg

�
/
�
�2g
��n

2 exp

�
�
n(�xg � �g)2 + (n� 1)s2g

2�2g

�
(3.1)

e

LM1

�
�gc; �

2
gc; �gt; �

2
gtjDgc; Dgt

�
= Lc

�
�gc; �

2
gcjDgc

�
Lt
�
�gt; �

2
gtjDgt

�
(3.2)

onde,

Lc
�
�gc; �

2
gcjDgc

�
/
�
�2gc
��nc

2 exp

�
�
nc(�xgc � �gc)2 + (nc � 1)s2gc

2�2gc

�
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e

Lt
�
�gt; �

2
gtjDgt

�
/
�
�2gt
��nt

2 exp

�
�
nt(�xgt � �gt)2 + (nt � 1)s2gt

2�2gt

�
para g = 1; 2; :::; G.

Considerar se há ou não evidências para níveis de expressão diferentes para um de-

terminado gene g, equivale a considerar o modelo M0 ou M1 como sendo o modelo que

melhor explica às medidas dos níveis de expressão observados. Dessa forma consideramos

a abordagem bayesiana paramétrica e os métodos de seleção de modelos, fator de Bayes e

critério DIC, para selecionar o modelo que melhor explica os níveis de expressão observa-

dos e assim, determinar se o gene g apresenta ou não evidências para níveis de expressão

diferentes entre a situação de controle e de tratamento, para g = 1; 2; :::; G.

3.2 Abordagem Bayesiana

Para a abordagem Bayesiana, devemos especi�car para as situações dos modelos M0

e M1, distribuições a priori para seus respectivos parâmetros �g, �
2
g e �gc, �

2
gc, �gt, �

2
gt,

para g = 1; 2; :::; G e fazemos inferências baseados em suas distribuições a posteriori.

Aqui supomos independência a priori entre os parâmetros dos modelos M0 e M1 e

também entre os parâmetros associados a situação de controle e tratamento do modelo

M1. Como resultado desta última suposição temos que a distribuição a posteriori para a

situação do modelo M1 se fatora para os dados relativos a controle e tratamento.

Para o modelo M0, consideramos o conjunto de hiperparâmetros $0 = (�0; �; �; �) e

as distribuições a priori usuais, normal e gama inversa dadas por

�(�gj�2g) = N
�
�0;

�2g
�

�

ou

�(�gj�2g) / (�2g)�
1
2 exp

�
� �

2�2g

�
�g � �0

�2�
e

�(�2g) = IG

�
�

2
;
�

2

�
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ou

�(�2g) /
�
�2g
��(�2+1) exp�� �

2�2g

�
.

A distribuição a priori conjunta, é dada por

�(�g; �
2
g) = �(�gj�2g)�(�2g),

ou

�(�g; �
2
g) /

�
�2g
��(�+12 +1)

exp

�
� �

2�2g

�
�g � �0

�2 � �

2�2g

�
. (3.3)

Para o modelo M1, consideramos o conjunto de hiperparâmetros, $1 = (�0c; �c;

�c; �c; �0t; �t; �t; �t) e as distribuições a priori usuais,

�(�gcj�2gc) = N

�
�0c;

�2gc
�c

�
=) �(�gcj�2gc) / (�2gc)�

1
2 exp

�
� �c
2�2gc

�
�gc � �0c

�2�
�(�gtj�2gt) = N

�
�0t;

�2gt
�t

�
=) �(�gtj�2gt) / (�2gt)�

1
2 exp

�
� �t
2�2gt

�
�gt � �0t

�2�

e

�(�2gc) = IG

�
�c
2
;
�c
2

�
=) �(�2gc) /

�
�2gc
��(�c2 +1) exp�� �c

2�2gc

�
�(�2gt) = IG

�
�t
2
;
�t
2

�
=) �(�2gt) /

�
�2gt
��(�t2 +1) exp�� �t

2�2gt

�
.

Com distribuição a priori conjunta, dada por

�(�gc; �
2
gc; �gt; �

2
gt) = �(�gcj�2gc)�(�2gc)�(�gtj�2gt)�(�2gt),

ou

�(�gc; �
2
gc; �gt; �

2
gt) /

�
�2gc
��(�c+12 +1) �

�2gt
��(�t+12

+1) (3.4)

exp

�
� �c
2�2gc

�
�gc � �0c

�2 � �t
2�2gt

�
�gt � �0t

�2 � �c
2�2gc

� �t
2�2gt

�
:

Os modelos M0 e M1 apresentados acima seguem a proposta de Baldi e Long (2001).

Aplicando o teorema de Bayes, temos que a distribuição a posteriori para o modelo
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M0 é dada por

�
�
�g; �

2
gjDg; $0

�
/ LM0

�
�g; �

2
gjDg

�
�(�gj�2g)�

�
�2g
�

(3.5)

/
�
�2g
��n

2 exp

�
�
n(�xg � �g)2 + (n� 1)s2g

2�2g

�
�
�2g
�� 1

2 exp

�
� �

2�2g

�
�g � �0

�2��
�2g
��(�2+1) exp�� �

2�2g

�
/ exp

�
�
n(�xg � �g)2 + (n� 1)s2g

2�2g
� �

2�2g

�
�g � �0

�2�
�
�2g
��(�+n+12

+1)
exp

�
� �

2�2g

�
/ exp

�
�
n(�xg � �g)2

2�2g
� �

2�2g

�
�g � �0

�2�
�
�2g
��(�+n+12

+1)
exp

�
� �

2�2g
�
(n� 1)s2g
2�2g

�
/ exp

�
� 1

2�2g

�
n(�x2g � 2�g�xg + �2g) + �

�
�2g � 2�g�0 + �20

���
�
�2g
��(�+n+12

+1)
exp

�
� 1

2�2g

�
� + (n� 1)s2g

��
/ exp

�
� 1

2�2g

�
n�x2g � 2�gn�xg + n�2g + ��2g � 2�g��0 + ��20

��
�
�2g
��(�+n+12

+1)
exp

�
� 1

2�2g

�
� + (n� 1)s2g

��
/ exp

�
� 1

2�2g

�
�2g (�+ n)� 2�g (n�xg + ��0)

��
�
�2g
��(�+n+12

+1)
exp

�
� 1

2�2g

�
� + (n� 1)s2g + n�x2g + ��20

��
/ exp

�
��+ n
2�2g

�
�2g � 2�g

�
n�xg + ��0
�+ n

���
�
�2g
��(�+n+12

+1)
exp

�
� 1

2�2g

�
� + (n� 1)s2g + n�x2g + ��20

��
/ exp

(
� 1

2
�2g
�+n

�
�g �

n�xg + ��0
�+ n

�2)�
�2g
��(�+n+12

+1)

exp

(
� 1

2�2g

 
� + (n� 1)s2g + n�x2g + ��20 �

(n�xg + ��0)
2

�+ n

!)

/ exp

(
� 1

2
�2g
�+n

�
�g �

n�xg + ��0
�+ n

�2)�
�2g
��(�+n+12

+1)
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exp

(
� 1

�2g

 
� (�+ n) + (�+ n) (n� 1)s2g + n� (�xg � �0)

2

2 (�+ n)

!)

= N

�
�n;

�2g
�n

�
IG

�
�n
2
;
�n
2

�

onde

�n =
n

� + n
�xg +

�

� + n
�0

�n = �+ n

�n = �+ n+ 1

�n =
��n + �n(n� 1)s2g + n�(�xg � �0)2

�n
.

A distribuição a posteriori para o modelo M1 é dada por

�
�
�gc; �

2
gc; �gt; �

2
gtjDgc; Dgt; $1

�
= N

�
�cn;

�2gc
�cn

�
IG

�
�cn
2
;
�cn
2

�
(3.6)

N

�
�tn;

�2gt
�tn

�
IG

�
�tn
2
;
�tn
2

�

onde

�cn =
nc

�c + nc
�xgc +

�c
�c + nc

�0c

�cn = �c + nc

�cn = �c + nc + 1

�cn =
�c�cn + �cn(nc � 1)s2gc + nc�c(�xgc � �0c)2

�cn

e

�tn =
nt

�t + nt
�xgt +

�t
�t + nt

�0t

�tn = �t + nt

�tn = �t + nt + 1

�tn =
�t�tn + �tn(nt � 1)s2gt + nt�t(�xgt � �0t)2

�tn
.



3. ABORDAGEM BAYESIANA PARAMÉTRICA, FATOR DE BAYES E DIC 23

3.3 Seleção de Modelos: Fator de Bayes

Para selecionar o modelo mais adequado aos dados utilizamos o fator de Bayes1, dado

por

B10 =
P (DjM1)

P (DjM0)

onde

P (DjMk) =

Z
LMk

(�jD)�(�jMk)d�

é a esperança da função de verossimilhança dado o modelo Mk, �(�jMk) é a função de

densidade a priori para � sob o modelo Mk e LMk
(�jD) é a função de verossimilhança do

modelo Mk, para k = 0; 1.

Portanto, podemos interpretar o fator de Bayes como sendo uma medida da evidência

a favor de um dos modelos considerados com relação ao outro. Kass e Raftery (1995),

sugerem interpretar o fator de Bayes através de uma calibragem, dividindo os possíveis

valores do fator de Bayes em quatro intervalos e considerando 2 vezes o logaritmo do fator

de Bayes, conforme a Tabela 3.

Tabela 3: Calibragem do fator de Bayes.

B10 2 log(B10) Evidências a favor do modelo M1

1 a 3 0 a 2 Fraca

3 a 20 2 a 6 Moderada

20 a 150 6 a 10 Forte

> 150 > 10 Muito Forte

Fonte: Kass e Raftery (1995)

Na Tabela 3, no primeiro intervalo (1 a 3), a evidência a favor do modelo M1 é fraca.

No segundo intervalo (3 a 20), a evidência a favor do modelo M1 aumenta, favorecendo

sua escolha. No terceiro intervalo (20 a 150), a escolha do modelo M1 pode ser feita com

mais con�ança, pois há uma forte evidência a seu favor. E no quarto intervalo (>150), a

escolha do modelo M1 deve ser feita.

1Para maiores detalhes ver Kass e Raftery 1995 ou Missão 2004.
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Na análise da expressão gênica, selecionamos um modelo, M0 ou M1, para as medidas

de níveis de expressão de um determinado gene g, g = 1; 2; :::; G, utilizando o fator de

Bayes

B10 =
P (Dc; DtjM1)

P (DjM0)

onde,

P (Dc; DtjM1) =

Z 1

0

Z 1

�1

Z 1

0

Z 1

�1
LM1

�
�gc; �

2
gc; �gt; �

2
gtjDgc; Dgt

�
(3.7)

�(�c; �
2
c ; �t; �

2
t jM1)d�cd�

2
cd�td�

2
t

P (DjM0) =

Z 1

0

Z 1

�1
LM0

�
�g; �

2
gjDg

�
�
�
�g; �

2
gjM0

�
d�gd�

2
g. (3.8)

O fator de Bayes é in�uênciado pela escolha das distribuições a priori (ver Kass e

Raftery, 1995). Devido a isto, escolhemos os conjuntos de hiperparâmetros $0 e $1 de

forma a reduzir a in�uência das distribuições a priori na escolha dos modelos M0 e M1.

Baseados nas distribuições a priori conjunta (3.3) e (3.4), fazemos

�0c = �0t = �0 = 0

�c + �t = �

�c + �t = �

�c + �t + 3 = �

para � > 3.

3.3.1 Aproximação do Fator de Bayes

As integrais em (3.7) e (3.8) não possuem forma fechada conhecida, por estimativa

utilizamos uma aproximação do fator de Bayes.

Kass e Raftery (1995) e Missão (2004) descrevem vários métodos para aproximar as

integrais como em (3.7) e (3.8), aqui utilizamos a aproximação via método Monte Carlo

para aproximação de integrais.
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Utilizando uma notação simpli�cada para (3.7) e (3.8), podemos reescrevê-las como

P (D) = Ik =

Z
L (�kjD)� (�k) d�k

e segundo Kass e Raftery (1995), Ik pode ser aproximada através do método Monte Carlo

fazendo bIk = 1

m

mX
i=1

h
L(�

(i)
k jD)

i
,

onde os �(i)k são parâmetros gerados da distribuição a priori �(�k), m é a quantidade de

�
(i)
k gerados e L(�(i)k jD) é o valor da função de verossimilhança, do modelo Mk, dado o

valor gerado a priori �(i)k , para k = 0; 1 e i = 1; 2; :::m.

Para Geweke (1989), a precisão do método Monte Carlo pode ser melhorada pelo

método de Importance Sampling que consiste em gerar �(i)k , para i = 1; 2; :::;m, de uma

densidade �� (�k) ponderada através de pesos wi. Dessa forma Ik pode ser aproximada

por

bIk =
mX
i=1

wiL(�
(i)
k jD)

mX
i=1

wi

(3.9)

onde wi =
�
�
�
(i)
k

�
��
�
�
(i)
k

� .
Considerando

��(�k) = � (�kjD) =
L (�kjD)� (�k)

P (D)
=
L (�kjD)� (�k)

Ik
, (3.10)

obtemos uma amostra da densidade a posteriori de �kjD.

Substituindo (3.10) em (3.9), temos que

Îk =

mX
i=1

�
�
�
(i)
k

�
��
�
�
(i)
k

�L��(i)k jD�
mX
i=1

�
�
�
(i)
k

�
��
�
�
(i)
k

�
=

mX
i=1

�
�
�
(i)
k

�
Ik

L
�
�
(i)
k jD

�
�
�
�
(i)
k

�L��(i)k jD�
mX
i=1

�
�
�
(i)
k

�
Ik

L
�
�
(i)
k jD

�
�
�
�
(i)
k

�
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=

mX
i=1

Ik

mX
i=1

Ik

L
�
�
(i)
k jD

�
=

mIk

Ik

mX
i=1

1

L
�
�
(i)
k jD

�
=

m
mX
i=1

1

L
�
�
(i)
k jD

�
=

m
mX
i=1

�
L
�
�
(i)
k jD

���1 = 1

1
m

mX
i=1

�
L
�
�
(i)
k jD

���1
=

"
1

m

mX
i=1

�
L
�
�
(i)
k jD

���1#�1

onde os �(i)k são parâmetros gerados da distribuição a posteriori �(�kjD),m é a quantidade

de �(i)k gerados e L(�(i)k jD) é o valor da função de verossimilhança, do modelo Mk, dado

o valor gerado a posteriori �(i)k , para k = 0; 1 e i = 1; 2; :::m. Como decorrência das

propriedades do método Monte Carlo, este resultado converge quase certamente2 para o

valor de Ik, quando m!1.

Assim, a aproximação do fator de Bayes para a análise da expressão gênica, seguirá

os seguintes passos:

1 - Gerar computacionalmente m pares de parâmetros da distribuição a posteriori

(3.5) do modelo M0, h
(�g; �

2
g)1; :::;

�
�g; �

2
g

�
m

i
;

2 - Gerar computacionalmentem quádruplas de parâmetros da distribuição a posteriori

(3.6) do modelo M1,

h
(�gc; �

2
gc; �gt; �

2
gt)1; :::;

�
�gc; �

2
gc; �gt; �

2
gt

�
m

i
;

3 - Substituir, respectivamente, os parâmetros gerados nos passos 1 e 2 acima nas

respectivas verossimilhanças (3.1) e (3.2), calcular o valor de Îk, k = 0; 1, e calcular o

valor, aproximado, do fator de Bayes, dado por

B̂10 =
Î1

Î0
;

2Para detalhes sobre convergência quase certa, ver por exemplo Singer e Leite (1999).
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4 - Considerar o modelo M1 como sendo o selecionado se B̂10 > 1. Caso contrário

considerar o modelo M0 como o selecionado;

Portanto, se o modelo M1 for selecionado, temos evidências para níveis de expressão

diferentes. Caso o modelo M0 seja selecionado, não temos evidência níveis de expressão

diferentes.

3.3.2 Simulação

Desenvolvemos para o fator de Bayes, um estudo de simulação similar ao realizado

para o teste t, com o objetivo de veri�car o seu comportamento na detecção de genes

com evidências para níveis de expressão diferentes, quando consideramos diferentes afas-

tamentos na média e na variância (ou ambos) das medidas de tratamento com relação às

medidas de controle.

Os hiperparâmetros utilizados foram selecionados de forma a obtermos distribuições a

priori pouco informativas. Para isto, consideramos os hiperparâmetros das distribuições

a priori, dos parâmetros do modelo M0, como sendo

�0 = 0; � = 0; 01; � = 3; 1 e � = 2, � = 1 e � = 0; 5.

Os valores diferentes para � foram utilizados para veri�carmos a sensibilidade do fator

de Bayes na detecção dos genes com evidências para diferença com relação a escolha dos

hiperparâmetros.

Para obtermos uma distribuição a priori similar do ponto de vista do fator de Bayes

para os parâmetros do modelo M1, fazemos

�0c = �0t = �0 = 0 (3.11)

�c = �t =
�

2

�c = �t =
�� 3
2

�c = �t =
�

2
.

Para gerar os dados de expressão gênica consideramos o mesmo procedimento descrito

na seção 2.1 do capítulo 2. Isto é, uma amostra controle com o logaritmo dos níveis
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de expressão provenientes de um distribuição normal, N (�c; �
2
c), e uma amostra trata-

mento, com o logaritmo dos níveis de expressão provenientes de uma distribuição normal,

N (�t; �
2
t ), onde �t = �c + � e �

2
t = (�c)

2.

Para cada variação de � e  aplicamos o fator de Bayes para detectar os genes (simu-

lados) que apresentam evidências para níveis de expressão diferentes.

Para aproximação do fator de Bayes, utilizamos m = 10000, ou seja, geramos 10000

pares de parâmetros h�
�g; �

2
g

�
1
; :::;

�
�g; �

2
g

�
10000

i
da distribuição a posteriori (3.5) do modelo M0 e 10000 quádruplas de parâmetros

h�
�gc; �

2
gc; �gt; �

2
gt

�
1
; :::;

�
�gc; �

2
gc; �gt; �

2
gt

�
10000

i
da distribuição a posteriori (3.6) do modelo M1.

As Tabelas 4, 5 e 6 mostram as quantidades de genes (simulados) detectados com

evidências para níveis de expressão diferentes, pelo fator de Bayes, para cada variação �

e  (ou ambos) considerados, para � = 2, � = 1 e � = 0; 5, respectivamente. Cada linha

mostra as quantidades detectadas, quando consideramos  �xo e variamos �. Cada coluna

mostra as quantidades detectadas, quando consideramos � �xo e variamos .

Para  �xo, cada linha das Tabelas 4, 5 e 6, e a partir de � = 0, aumentando ou

diminuindo o valor de �, o fator de Bayes detecta uma quantidade maior de genes com

evidências para níveis de expressão diferentes do que a variação � anterior. Isto nos mostra

que o fator de Bayes é sensível á variação na média, detectando os genes com evidências

para níveis de expressão diferentes.

Para � �xo, cada coluna das Tabelas 5 e 6, e a partir de  = 0; 25 aumentando o

valor de , o fator de Bayes detecta uma quantidade igual ou maior que a variação 

anterior. Isto nos mostra que o fator de Bayes é sensível tanto com relação a variação na

média quanto com relação a variação na variância. Isto é, o fator de Bayes, para � = 1

e � = 0; 5, detecta evidências para níveis de expressão diferentes tanto com relação a

variação na média, quanto com relação a variação na variância, ou ambos. O mesmo não

acontecendo na simulação realizada para o teste t.

Porém, na Tabela 4 (� = 2), para � = �1, aumentando o valor de  a quantidade
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de genes detectados com evidências para diferença diminui. Isto possivelmente acontece

devido a distribuição a priori utilizada para a variância ser não informativa, como pode ser

observado pelos valores apresentados na Tabela 7, que mostra uma estatística descritiva

de 10000 valores gerados (utilizando a linguagem R) da distribuição a priori IG
�
�
2
; �
2

�
para a variância do modeloM0, com � = 3; 1 e � = 2, � = 1 e � = 0; 5. Dos 10000 valores

gerados, com � = 2, distribuição a priori IG
�
3;1
2
; 2
2

�
para a variância do modelo M0, a

média é 1,811 e a variância é 43,777. Ou seja, a utilização desta distribuição a priori para

a variância do modelo M0, está sendo não informativa. Com � = 1, distribuição a priori

IG
�
3;1
2
; 1
2

�
para a variância do modelo M0, a média é 0,906 e a variância é 10,944 e com

� = 0; 5, distribuição a priori IG
�
3;1
2
; 0;5
2

�
para a variância do modeloM0, a média é 0,453

e a variância é 2,736. Ou seja, para estas duas distribuições a priori para a variância,

temos mais informação a priori para a variância do modelosM0, comparada a IG
�
3;1
2
; 2
2

�
,

o que re�ete nos resultados obtidos nas Tabelas 5 e 6.

Portanto, temos que o fator de Bayes é sensível aos hiperparâmetros das distribuições

a priori para a variância dos modelos M0 e M1. Logo, devemos ter certa atenção e

alguma informação para determinarmos os valores destes hiperparâmetros para obtermos

resultados satisfatórios.

Uma forma de determinar os valores dos hiperparâmetros, seria baseados na opinião de

um especialista da área genética. Se não temos a opinião do especialista podemos utilizar

métodos empíricos (para detalhes sobre métodos empíricos para analise da expressão

gênica ver, Efron et al., 2001 e Dahl, 2002).

Dessa forma, se temos informação para de�nirmos os valores dos hiperparâmetros

das distribuições a priori, acreditamos que a utilização do fator de Bayes para a análise

da expressão gênica, comparada com os resultados obtidos com o estudo de simulação

realizado para o teste t proposto por Baldi e Long (2001), se mostra um método estatístico

complementar para se obter resultados satisfatórios.

Pois enquanto o teste t se mostra com ummelhor desempenho na detecção de diferença

de médias com variâncias razoavelmente estáveis ( � 1), o fator de Bayes se mostra com

ummelhor desempenho na detecção de diferença de médias quando esta está acompanhada

de aumento na variância ( > 1).
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Tabela 4: Quantidades detectadas com evidência para diferença, pelo fator de

Bayes com � = 2.

�

 -1,0 -0,8 -0.5 0,0 0,5 0,8 1,0

0,25 992 672 07 0 17 669 983

1 988 743 52 0 75 732 980

4 968 839 407 89 404 839 969

9 967 901 711 499 727 912 975

16 973 943 865 774 881 944 979

Tabela 5: Quantidades detectadas com evidência para diferença, pelo fator de

Bayes com � = 1.

�

 -1,0 -0,8 -0.5 0,0 0,5 0.8 1,0

0,25 895 266 0 0 02 278 886

1 896 414 08 0 12 394 895

4 897 663 226 36 230 681 914

9 923 825 566 326 567 821 930

16 945 898 772 658 789 901 948

Tabela 6: Quantidades detectadas com evidência para diferença, pelo fator de

Bayes com � = 0; 5.

�

 -1,0 -0,8 -0.5 0,0 0,5 0.8 1,0

0,25 711 95 0 0 01 123 701

1 765 209 02 0 04 227 753

4 837 552 128 22 136 525 833

9 891 740 473 244 481 759 894

16 923 852 713 584 717 866 925
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Tabela 7: Estatística descritiva dos valores gerados das distribuições a priori.

Valor � D. a priori Min Média Var Q. 0,25 Med. Q. 0,75 Max

� = 2 IG(
�
3;1
2
; 1
�

0,080 1,811 43,777 0,476 0,815 8,584 419,787

� = 1 IG
�
3;1
2
; 0; 5

�
0,040 0,906 10,944 0,238 0,408 4,292 209,893

� = 0; 5 IG
�
3;1
2
; 0; 25

�
0,020 0,453 2,736 0,119 0,204 2,146 104,947

3.3.3 Aplicação

Aplicamos o fator de Bayes na análise da expressão gênica, utilizando os níveis de

expressão obtidos do experimento realizado com as células da bactéria Escherichia Coli.

Os hiperparâmetros utilizados foram os mesmos utilizados na simulação descrita acima.

Hiperparâmetros equivalentes para as distribuições a priori dos parâmetros do modelo

M1, foram obtidos como em (3.11). Para aproximação do fator de Bayes, utilizamos

m = 30000.

As Figuras 4, 5 e 6 mostram as médias e variâncias controle e tratamento observadas,

destacando os genes detectados com evidência para níveis de expressão diferentes, para

� = 2, � = 1 e � = 0; 5, respectivamente. Nestas Figuras os pontos � indicam os genes

que não foram detectados com evidências para diferença e os sinais + indicam os genes

que foram detectados com evidências para diferença.

Como observado na simulação, o fator de Bayes detecta evidências para níveis de

expressão diferentes tanto com relação a variação na média quanto com relação a variação

na variância (ou ambos). Isso justi�ca o fato do fator de Bayes ter detectado genes com

evidências para diferença próximos a reta y = x no grá�co das médias.

Nas aplicações do fator de Bayes, os casos em que um número maior de genes é

identi�cado, estes contêm os genes selecionados em casos em que se identi�cou um número

menor de genes.

Para � = 2; 43 genes foram detectados com evidências para diferença, com 5 genes (44,

273, 323, 366 e 370) com média de controle e de tratamento próximos a reta y = x sendo

detectados com evidências para diferença, devido a variação presente na variância. Porém,

os genes 44 e 273 possuem média e variância de controle e de tratamento próximos (ver

Tabela 8). Assim, acreditamos que estes genes tenham sido identi�cados com evidências

para diferença devido a distribuição a priori utilizada ser não informativa, como citado
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na simulação (ver Figura 4).

Para � = 1; 31 genes foram detectados com evidências para diferença, com 2 genes

(323 e 370) commédia de controle e de tratamento próximos à reta y = x sendo detectados

com evidências para diferença, devido a variação presente na variância de controle e de

tratamento deste gene (ver Figura 5).

Para � = 0; 5; 24 genes foram detectados com evidências para diferença, com 2 genes

(323 e 370) commédia de controle e de tratamento próximos a reta y = x sendo detectados

com evidências para diferença devido a variação presente na variância de controle e de

tratamento deste gene (ver Figura 6).

Como as variâncias das medidas dos níveis de expressão dos genes das células da

bactéria Escherichia Coli sao todas altamente concentradas no intervalo (0;0,3), podemos

veri�car pelos valores da Tabela 7 que dos 10000 valores gerados, quando utilizamos � = 2,

o menor valor é 0,080 e o maior é 419,787 e apenas 879 (8,79%) são menores que 0,3. Ou

seja, a utilização desta distribuição a priori, IG
�
3;1
2
; 2
2

�
para a variância do modelo M0,

como observado na simulação, está sendo não informativa, pois poucos valores gerados

pertencem ao domínio dos valores observados para variância. Conseqüentemente, está

sendo não informativa para a variância do modelo M1,devido a equivalência em (3.11).

Para � = 1 e � = 0; 5 temos distribuições a priori para a variância do modelo M0 mais

informativa do que quando utilizamos � = 2 (ver Tabela 7), o que re�ete nos resultados

obtidos.

Portanto, como observado na simulação, o fator de Bayes é sensível a escolha dos

hiperparâmetros das distribuições a priori, levando à escolha de diferentes genes g, g =

1; 2; :::; G, com evidências para níveis de expressão diferentes. Para distribuições a priori

com informação para as variâncias dos modelosM0 eM1, por exemplo, quando utilizamos

� = 1 ou � = 0; 5, os resultados obtidos são satisfatórios, pois os genes com média controle

e tratamento distantes da reta y = x e com diferença presente na variância das medidas

de tratamento com relação as medidas de controle, são detectados com evidências para

diferença.

Comparando os resultados obtidos com a aplicação do fator de Bayes e do teste t (ver

Figuras 2 a 6 e Tabelas 2 e 8), podemos observar uma melhor performance do fator de

Bayes. Pois, tanto na simulação quanto na aplicação, ao contrário do teste t, o fator
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de Bayes, é capaz de detectar genes com evidências para diferença tanto com relação a

variação na média quanto com relação a variação na variância, ou ambos. Isto mostra,

porque o teste t não detectou o gene 323, que apresenta diferença na variância, com

evidências para diferença, e o fator de Bayes detectou. Um outro exemplo é o gene 277

citado anteriormente (ver Figura 6), que apresenta diferença tanto na média quanto na

variância, porém o teste t não o detectou, e o fator de Bayes o detectou com evidências

para diferença.

Embora o teste t, com um nível de signi�cância de 0; 10, tenha identi�cado 51 genes

com evidência para diferença, portanto mais do que o fator de Bayes, somente os genes

134, 179, 233, 248, 376 e 383 foram detectados pelos dois métodos (ver Tabelas 2 e 8).

Assim, se temos informação para de�nirmos os valores dos hiperparâmetros (através

da opinião de um especialista da área genética ou utilizando métodos empíricos), acredi-

tamos que a utilização do fator de Bayes, com relação a utilização do teste t, forneça um

acréscimo, não de quantidade, mas sim de qualidade na seleção dos genes com evidências

para níveis de expressão diferentes, quando estes possuem evidências para diferença tanto

com relação à média quanto com relação a variâncias das observações de tratamento com

relação as observações de controle.

Figura 4: Médias e variâncias controle e tratamento, com � = 2.
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Figura 5: Médias e variâncias controle e tratamento, com � = 1.

Figura 6: Médias e variâncias controle e tratamento, com � = 0; 5.

A Tabela 8 mostra o número e as médias e variâncias controle e tratamento observadas,

dos 43 genes detectados com evidências para níveis de expressão diferentes, pelo fator de

Bayes quando utilizamos � = 2. Os genes indicados com * são os detectados quando

utilizamos � = 1 e os indicados com � são os detectados quando � = 0; 5. Observe que

todos os genes detectados quando utilizamos � = 1 e � = 0; 5 possuem evidências para

diferença, tanto com relação a média quanto com relação a variância (ou ambos).
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Tabela 8: Genes detectados com evidência para diferença pelo fator de Bayes.

No gene Média cont Variância cont. Média trat Variância trat.

19 -0,3484 0,2444 -0,0912 0,1286

44 -0,0392 0,3195 0,0609 0,0824

�83 0,1393 0,3084 -0,3253 0,0628

92 0,2048 0,3063 -0,0447 0,0302

113 0,1252 0,2346 -0,1336 0,1320

�115 0,5121 0,3225 0,2593 0,1698

�
�121 0,0064 0,1121 0,5560 0,5337

�
�133 0,3939 0,3811 -0,1173 0,0470

�134 0,2603 0,2152 -0,3331 0,0567

�
�156 0,1278 0,2814 -0,3109 0,2470

�159 -0,1287 0,1667 0,1645 0,2485

�
�179 0,0705 0,1365 -0,5547 0,3277

�190 -0,2330 0,2416 -0,5548 0,1329

�193 0,1781 0,2976 -0,2767 0,0573

194 0,1688 0,1872 -0,1955 0,1178

�
�201 0,1650 0,3507 -0,4115 0,1697

�
�213 -0,0549 1,2703 -0,3886 0,2062

�
�226 -0,0850 0,3563 0,1736 0,2488

�233 0,0249 0,1770 -0,4876 0,1894

237 0,2185 0,0773 0,0134 0,2983

�
�247 0,4788 0,1960 -0,0782 0,5741

248 0,2133 0,1489 -0,3095 0,0939

�
�250 -0,1159 0,5342 0,2073 0,1889

�
�251 -0,4292 1,4074 0,4018 0,3153

�
�252 0,1951 0,6933 -0,0583 0,0950

�
�256 -0,0271 0,0454 0,5082 0,4525

�270 0,2217 0,0015 0,5363 0,4073
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No gene Média cont Variância cont. Média trat. Variância trat.

�273 0,1084 0,3224 0,0846 0,2061

�
�277 0,1144 0,1010 0,6958 0,8571

320 0,1129 0,0503 0,4315 0,3295

�
�323 0,1827 0,6725 0,2209 0,2133

�
�324 -0,0886 0,0066 0,6860 0,9007

�
�328 0,0838 0,0061 0,4823 0,4766

�329 0,2984 0,3268 -0,0773 0,0730

332 -0,1419 0,0071 0,3220 0,2635

�348 0,3152 0,3509 -0,0109 0,1074

366 -0,2005 0,4087 -0,1553 0,0268

�
�370 -0,1118 0,5260 -0,0625 0,0690

376 0,2174 0,0490 -0,2458 0,1898

379 0,1979 0,2576 -0,1776 0,0409

�
�383 0,2566 0,0903 -0,4787 0,1561

�
�385 0,2114 0,7492 -0,3441 0,4202

�
�415 0,2706 0,3514 -0,2245 0,1030

�
�417 -0,2840 0,5785 0,4681 0,3519

3.4 Seleção de Modelos: DIC

Considere y1; y2; :::; yn uma amostra observada que pode ser associada a um de dois

modelos de probabilidade, que chamaremos de modelo M0 e M1. A cada um dos mode-

los temos, respectivamente, associada uma função densidade ou de probabilidade e uma

função de verossimilhança,

fM1 (yj�1) e LM1(�1jy) =
nY
i=1

f (yj�1)

fM2 (yj�2) e LM2(�2jy) =
nY
i=1

f (yj�2) :

onde �1 e �2 representam o(s) parâmetro(s) do modelo M0 e M1, respectivamente.
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Nesta seção utilizamos o DIC (Deviance Information critérion), introduzido por Spiegel-

halter et al., (2002), para selecionar o modelo que melhor explica os dados observados.

Para selecionar o modelo que melhor explica os dados observados é calculado o DIC

para cada um dos modelos, M0 e M1, e o modelo que apresentar o menor valor DIC é o

modelo que melhor explica os dados observados. Assim, se temos k modelos candidatos,

M0;M1; :::;Mk, devemos calcular para cada um dos k modelos o DIC e o modelo que

apresentar menor valor e o modelo que melhor explica os dados observados.

O cálculo do DIC, para cada um dos modelo candidatos, é baseado no cálculo da

deviance (denotada por D(�)), de�nida por

D(�) = �2 logL(�jy) + 2 log f(y) (3.12)

onde f(y) é uma função apenas dos dados.

Para comparação de modelos, utilizamos f(y) = 1 para todos os modelos (ver, Demp-

ster, 1974). Assim, (3.12) é dada por

D(�) = �2 logL(�jy): (3.13)

Baseado no cálculo da deviance em (3.12), Spiegelhalter et al (2002), desenvolve o

critério de seleção de modelos DIC, de�nido por

DIC = �D + PD (3.14)

onde �D é a esperança a posteriori da deviance,

�D = E�jy [D(�)] (3.15)

e o termo PD é chamado de número de parâmetros efetivos no modelo, que é a medida

de complexidade do modelo, e é de�nido como sendo a diferença entre a esperança a

posteriori da deviance e a deviance calculada no valor esperado dos parâmetros estimados

a posteriori, isto é,

PD = E�jy [D (�)]�D
�
E�jy (�)

�
= �D �D

�
��
�

(3.16)
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onde �� é a média dos valores gerados a posteriori para o(s) parâmetros �.

Utilizando o método de Monte Carlo, o DIC para cada um dos modelos candidatos

pode ser calculado a cada valor gerado do(s) parâmetro(s) �, onde a cada iteração calcula-

se o valor de D (�), como em (3.13). Ao �nal das iterações, calcula-se a média dos

valores deD (�), obtendo-se �D, e subtrai-se desse valor a estimativa da deviance calculada,

utilizando a média amostral �� dos valores gerados a posteriori para o(s) parâmetro(s) �,

obtendo-se assim o valor de PD, dado em (3.16). Logo, temos o valor DIC dado como em

(3.14).

Para análise da expressão gênica, selecionamos o modeloM0 ouM1, de�nidos na seção

3.1, para um determinado gene g, g = 1; 2; :::; G, utilizando o critério DIC.

Para cada um dos modelos, M0 ou M1 e um determinado gene g, temos as verossi-

milhanças dadas em (3.1) e (3.2). Logo as deviances, como em (3.13), são dadas por

DM0(�g; �
2
g) = �2 logLM0(�g; �

2
gjD) (3.17)

/ �2 log
��
�2g
��n

2 exp

�
�
n(�xg � �g)2 + (n� 1)s2g

2�2g

��
/ n log

�
�2g
�
+
n(�xg � �g)2 + (n� 1)s2g

�2g

DM1(�gc; �
2
gc; �gt; �

2
gt) = �2 logLM1(�gc; �

2
gc; �gt; �

2
gtjDc; Dt) (3.18)

= �2 log
�
Lc(�gc; �

2
gc; jDc)Lt(�gt; �

2
gtjDt)

�
/ nc log

�
�2gc
�
+
nc(�xgc � �gc)2 + (nc � 1)s2gc

�2gc

+nt log
�
�2gt
�
+
nt(�xgt � �gt)2 + (nt � 1)s2gt

�2gt
.

O valor DIC associado aos modelos M0 e M1, como em (3.14), são dados por

DICM0 = �DM0 + PDM0
(3.19)

DICM1 = �DM1 + PDM1
(3.20)

onde

PDM0
= �DM0 �D

�
��g; ��

2
g

�
e PDM1

= �DM1 �D
�
��gc; ��

2
gc; ��gt; ��

2
gt

�
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com ��g e ��
2
g sendo a média dos valores gerados para �g e �

2
g da distribuição a poste-

riori (3.5) e ��gc; ��
2
gc; ��gt; ��

2
gt sendo a média dos valores gerados para �gc; �

2
gc; �gt; �

2
gt da

distribuição a posteriori (3.6).

Assim, o cálculo do DIC para análise da expressão gênica, sob os modelos M0 e M1,

segue os seguintes passos:

1 - Gerar computacionalmente da distribuição a posteriori (3.5) do modelo M0,

h�
�g; �

2
g

�
1
; :::;

�
�g; �

2
g

�
m

i
m pares de parâmetros;

2 - Gerar computacionalmente da distribuição a posteriori (3.6) modelo M1,

h�
�g; �

2
g

�
1
; :::;

�
�g; �

2
g

�
m

i
m quádruplas de parâmetros;

3 - Substituir, respectivamente, os parâmetros gerados nos passos 1 e 2 acima nas

respectivas deviances (3.17) e (3.18);

4 - calcular o valor de �DM0, �DM1 , PDM0
e PDM1

;

5 - calcular o valor de DICM0 e DICM1, como em (3.19) e (3.20).

Portanto, se o modelo M1 apresentar menor valor DIC, DICM1 <DICM0, temos evi-

dências para níveis de expressão diferentes. Caso o modelo M0 tenha menor valor DIC,

DICM0 <DICM1, não temos evidências para níveis de expressão diferentes.

3.4.1 Simulação

Desenvolvemos para o critério DIC, o mesmo estudo de simulação realizado para o

fator de Bayes e para o teste t, com o objetivo de veri�car seu comportamento na detecção

de genes com evidências para níveis de expressão diferentes, quando consideramos dife-

rentes afastamentos na média e/ou na variância das medidas de tratamento com relação

às medidas de controle.

Para gerar os dados de expressão gênica, consideramos o mesmo procedimento descrito

para o fator de Bayes (seção 3.3) e para o teste t (seção 2.1).
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Os hiperparâmetros utilizados para as distribuições a priori, dos parâmetros do modelo

M0, foram os mesmos utilizados na simulação e realizada para o fator de Bayes. Para

determinarmos os hiperparâmetros das distribuições a priori, dos parâmetros do modelo

M1, utilizamos as mesmas restrições dadas em (3.11).

Os diferentes valores de � foram utilizados para veri�carmos a sensibilidade do critério

DIC na detecção de evidências para diferença com relação a escolha dos hiperparâmetros.

Para cada variação considerada em � e  (ou ambos) e cada valor de � aplicamos

o critério DIC para selecionar o modelo M0 ou M1 e detectar os genes (simulados) que

apresentam evidências para níveis de expressão diferentes.

Para o cálculo do DIC para cada um dos modelos, M0 e M1, utilizamos m = 10000,

ou seja, geramos 10000 pares de parâmetros

h�
�g; �

2
g

�
1
; :::;

�
�g; �

2
g

�
10000

i
da distribuição a posteriori (3.5) do modelo M0 e 10000 quádruplas de parâmetros

h�
�gc; �

2
gc; �gt; �

2
gt

�
1
; :::;

�
�gc; �

2
gc; �gt; �

2
gt

�
10000

i
da distribuição a posteriori (3.6) do modelo M1 e calculamos o valor DICM0 e DICM1

como em (3.19) e (3.20).

As Tabelas 9, 10 e 11 mostram as quantidades de genes (simulados) detectados com

evidências para níveis de expressão diferentes, pelo critério DIC, para cada variação de

� e  (ou ambos) considerados, para � = 2, � = 1 e � = 0; 5, respectivamente. Cada

linha mostra as quantidades detectadas, quando consideramos  e �xo e � variando. Cada

coluna mostra as quantidades detectadas, quando consideramos � �xo e  variando.

Para  �xo, cada linha das Tabelas 9, 10 e 11, a partir de � = 0 aumentado ou

diminuindo o valor de �, o critério DIC detecta uma quantidade maior de genes com

evidências para diferença do que a variação � anterior. Ou seja, o critério DIC como o

fator de Bayes é sensível a variação na média detectando os genes com evidências para

níveis de expressão diferentes.

Para � �xo, cada coluna das Tabelas 10 e 11, aumentando o valor de  o critério

DIC detecta uma quantidade maior de genes com evidências para diferença. Ou seja, o
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critério DIC também é sensível a variação na variância. Isto nos mostra que o critério

DIC, como o fator de Bayes, para � = 1 e � = 0; 5, detecta evidências para níveis de

expressão diferentes tanto com relação a variação na média quanto com relação a variação

na variância (ou ambos), das medidas de tratamento com relação as medidas de controle.

Porém, na Tabela 9 (� = 2), para � = �1, aumentando o valor de  a quantidade

de genes detectados com evi- dências para diferença diminui. Isto possivelmente acontece

devido a distribuição a priori utilizada para a variância dos modelo M0 e M1 ser não

informativa, como citado na simulação realizada para o fator de Bayes.

Portanto, temos que o critério DIC, como o fator de Bayes, é sensível a escolha dos

hiperparâmetros das distribuições a priori, levando a detecção de diferentes genes com evi-

dências para diferença. Dessa forma, devemos ter certa atenção e alguma informação para

determinarmos os valores dos hiperparâmetros para obtermos resultados satisfatórios.

Uma forma de determinarmos os valores dos hiperparâmetros, seria baseados na opinião

de um especialista da área genética ou utilizar métodos empíricos.

Os resultados obtidos com o critério DIC e com o fator de Bayes, são semelhantes

(ver Tabelas 4, 5, 6, 9, 10 e 11). Dessa forma, se temos informação para de�nirmos os

valores dos hiperparâmetros das distribuições a priori, acreditamos que a utilização do

critério DIC para a análise da expressão gênica, como o fator de Bayes, se mostra um

método estatístico complementar para se obter resultados satisfatórios, comparado com

os resultados obtidos com o teste t proposto por Baldi e Long (2001).

Tabela 9: Quantidades detectadas com evidência para diferença, pelo critério

DIC com � = 2.

�

 -1,0 -0,8 -0.5 0,0 0,5 0.8 1,0

0,25 996 727 18 0 19 728 994

1 988 780 66 0 79 778 987

4 975 852 419 65 414 851 978

9 973 898 699 455 713 914 975

16 971 938 858 756 869 940 973
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Tabela 10: Quantidades detectadas com evidência para diferença, pelo critério

DIC com � = 1.

�

 -1,0 -0,8 -0.5 0,0 0,5 0.8 1,0

0,25 872 224 0 0 01 240 881

1 874 379 05 0 08 373 885

4 895 650 202 22 207 664 909

9 916 803 535 267 541 813 926

16 941 879 741 605 758 892 943

Tabela 11: Quantidades detectadas com evidência para diferença, pelo critério

DIC com � = 0; 5.

�

 -1,0 -0,8 -0.5 0,0 0,5 0.8 1,0

0,25 586 46 0 0 0 65 580

1 689 148 02 0 01 180 687

4 807 503 110 09 112 496 812

9 872 705 421 179 418 727 873

16 909 835 662 511 675 838 915

3.4.2 Aplicação

Aplicamos o critério DIC na análise da expressão gênica, utilizando as medidas de

níveis de expressão obtidos do experimento realizado com as células da bactéria Es-

cherichia Coli.

Os hiperparâmetros utilizados foram os mesmo utilizados na simulação.

Nas aplicações do critério DIC, como nas aplicações do fator de Bayes, os casos em

que uma quantidade maior de genes é detectada, este contém os genes identi�cados em

casos que se detectou uma quantidade menor de genes.

As Figura 7, 8 e 9 mostram as médias e variâncias observadas para as medidas de

controle e de tratamento, destacando os genes detectados com evidências para diferença.

Para � = 2; 38 genes foram detectados com evidências para diferença, com 3 genes
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(273, 323, 370) com média de controle e de tratamento próximos a reta y = x sendo detec-

tados com evidência para diferença, devido a variação presente na variância das medidas

de tratamento com relação as medidas de controle. Porém, como na aplicação do fator

de Bayes, o gene 273 que possui média e variância de controle e de tratamento próximos

foi detectado com evidências para diferença. Acreditamos que este gene (273) tenha sido

identi�cado com evidência para diferença, devido a distribuição a priori utilizada para

a variância da situação de controle e tratamento, deste gene, ser não informativa, como

citado naS simulações realizadas para o fator de Bayes e para o critério DIC.

Para � = 1; 25 genes foram detectados com evidência para diferença, com 2 genes

(323, 370) com média de controle e de tratamento próximo a reta y = x sendo detectado

com evidências para diferença devido a variação presente na variância das medidas de

tratamento com relação as medidas de controle, destes genes (ver Figura 8).

Para � = 0; 5; 18 genes foram detectados com evidência para diferença, com 1 gene

(323) com média de controle e de tratamento próximo a reta y = x sendo detectado

com evidências para diferença devido a variação presente na variância das medidas de

tratamento com relação as medidas de controle, deste gene (ver Figura 9).

Como observado na simulação, o critério DIC como o fator de Bayes, é sensível a

escolha dos hiperparâmetros, levando a detecção de diferentes genes com evidências para

níveis de expressão diferentes. Para distribuições a priori com informação para a variância

das medidas de níveis de expressão da situação de controle e de tratamento, por exemplo,

quando utilizamos � = 1 e � = 0; 5, os resultados obtidos são satisfatórios, pois os genes

commédia de controle e de tratamento distantes da reta y = x e com diferença na variância

das medidas de tratamento com relação as medidas de controle, foram detectados com

evidências para diferença. Exemplos são os genes 277 e 323 já citados, que apresentam

respectivamente diferença tanto na média quanto na variância e somente na variância.

Todos os genes detectados com evidências para níveis de expressão diferentes pelo

critério DIC, também foram detectados pelo fator de Bayes.

Se comparado ao fator de Bayes, o critério DIC detectou uma quantidade menor de

genes com evidências para diferença. Porém essa diminuissão foi de uma forma positiva,

pois somente os genes com média de controle e de tratamento próximos a reta y = x

deixaram de ser detectados (ver Figuras 4 a 9 e Tabelas 8 e 12).
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Com relação aos detectados pelo teste t, os genes 134, 179, 233, 248 e 383 foram

detectados pelo critério DIC (ver Tabelas 2 e 12).

Assim, se temos informação para determinarmos os valores dos hiperparâmetros das

distribuições a priori, acreditamos que a utilização do critério DIC e do fator de Bayes,

forneça um acréscimo de qualidade na detecção dos genes com evidências para níveis de ex-

pressão diferentes, com relação aos detectados pelo teste t, quando temos evidências para

diferença de médias, entre tratamento e controle, acompanhada de aumento na variância

das observações de tratamento com relação a variância das observações de controle.

Figura 7: Médias e Variâncias conmtrole e tratamento, com � = 2.

Figura 8: Médias e Variâncias conmtrole e tratamento, com � = 1.
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Figura 9: Médias e Variâncias conmtrole e tratamento, com � = 0; 5.

A Tabela 12 mostra o número e as médias e variâncias controle e tratamento obser-

vadas, dos 38 genes detectados com evidências para níveis de expressão diferentes, pelo

DIC. Os genes indicados com * são os detectados quando utilizamos � = 1 e os indicados

com � são os detectados quando � = 0; 5. Observe que todos os genes detectados quando

utilizamos � = 1 e � = 0; 5 possuem evidências para diferença, tanto com relação a média

quanto com relação a variância (ou ambos).

Tabela 12: Genes detectado com evidência para diferença.

No gene Média cont Variância cont. Média trat Variância trat.

19 -0,3484 0,2444 -0,0912 0,1286

44 -0,0392 0,3195 0,0609 0,0824

�83 0,1393 0,3084 -0,3253 0,0628

113 0,1252 0,2346 -0,1336 0,1320

�115 0,5121 0,3225 0,2593 0,1698

�
�121 0,0064 0,1121 0,5560 0,5337

�
�133 0,3939 0,3811 -0,1173 0,0470

�134 0,2603 0,2152 -0,3331 0,0567

�
�156 0,1278 0,2814 -0,3109 0,2470

159 -0,1287 0,1667 0,1645 0,2485

�
�179 0,0705 0,1365 -0,5547 0,3277
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No gene Média cont Variância cont. Média trat Variância trat.

190 -0,2330 0,2416 -0,5548 0,1329

193 0,1781 0,2976 -0,2767 0,0573

194 0,1688 0,1872 -0,1955 0,1178

�
�201 0,1650 0,3507 -0,4115 0,1697

�
�213 -0,0549 1,2703 -0,3886 0,2062

�
�226 -0,0850 0,3563 0,1736 0,2488

�233 0,0249 0,1770 -0,4876 0,1894

�
�247 0,4788 0,1960 -0,0782 0,5741

248 0,2133 0,1489 -0,3095 0,0939

�
�250 -0,1159 0,5342 0,2073 0,1889

�
�251 -0,4292 1,4074 0,4018 0,3153

�
�252 0,1951 0,6933 -0,0583 0,0950

�
�256 -0,0271 0,0454 0,5082 0,4525

270 0,2217 0,0015 0,5363 0,4073

273 0,1084 0,3224 0,0846 0,2061

�
�277 0,1144 0,1010 0,6958 0,8571

320 0,1129 0,0503 0,4315 0,3295

�
�323 0,1827 0,6725 0,2209 0,2133

�
�324 -0,0886 0,0066 0,6860 0,9007

�328 0,0838 0,0061 0,4823 0,4766

329 0,2984 0,3268 -0,0773 0,0730

�348 0,3152 0,3509 -0,0109 0,1074

�370 -0,1118 0,5260 -0,0625 0,0690

�
�383 0,2566 0,0903 -0,4787 0,1561

�
�385 0,2114 0,7492 -0,3441 0,4202

�
�415 0,2706 0,3514 -0,2245 0,1030

�
�417 -0,2840 0,5785 0,4681 0,3519



Capítulo 4

Abordagem bayesiana não

paramétrica: Processo Dirichlet

Modelos incorporando o processo Dirichlet a priori têm iniciado um importante e

recente desenvolvimento de aplicações bayesianas. A �exibilidade deste modelo, aliado

ao desenvolvimento dos métodos computacionais, tem possibilitado sua utilização em

diversas áreas. Neste capítulo, discutimos e ilustramos o uso do processo Dirichlet e do

modelo de misturas de processos Dirichlet na inferência bayesiana não paramétrica e/ou

semi-paramétrica. Posteriormente, aplicamos o modelo de misturas de processos Dirichlet

na análise da expressão gênica.

4.1 Introdução

Considere Y1; Y2; :::; Yn variáveis aleatórias independentes e identicamente distribuí-

das (i:i:d), de�nidas em um espaço 
 com distribuição de probabilidades G. Se G for

de�nida em um contexto paramétrico, então G será conhecida e caracterizada por um

conjunto �nito de parâmetros � 2 �, onde � representa o espaço paramétrico. Dentro

de uma abordagem bayesiana, de�nimos um modelo de probabilidades a priori para � e

fazemos inferências baseados em sua distribuição a posteriori.

Se eliminamos a suposição de que G é caracterizada por um conjunto �nito de parâme-

tros � 2 �, G será desconhecida, e na abordagem bayesiana, entramos na abordagem

conhecida como inferência bayesiana não paramétrica. Na inferência bayesiana o termo
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não paramétrico sugere um modelo abrangente com in�nitos parâmetros (ver, Walker et

al., 1999). Neste caso, ao invez de especi�carmos um modelo de probabilidades a priori

para � (como no modelo paramétrico) especi�camos um modelo de probabilidades a priori

para G.

Na abordagem bayesiana não paramétrica, é desejável que a distribuição a priori tenha

algumas propriedades de modo a facilitar e viabilizar o desenvolvimento das análises (ver

Antoniak, 1974). São elas:

1) A classe de distribuições a priori deve ser analiticamente tratável em três aspectos:

i) ser possível determinar a distribuição a posteriori, dada uma amostra,

ii) ser possível determinar os valores esperados das funções de perda simples,

iii) a classe de distribuições a priori deve ser fechada, ou seja, a distribuição a

posteriori deve pertencer à mesma classe da distribuição a priori ;

2) A classe de distribuições a priori deve ser capaz de expressar qualquer informação

ou conhecimento;

3) A classe de distribuições a priori deve ser parametrizada de forma a produzir uma

interpretação clara da informação inserida.

Satisfazer todas essas propriedades simultaneamente é uma tarefa difícil, pois em geral,

a realização de uma delas implica no comprometimento das outras.

Diversos autores, entre eles Kraft e van Eeden (1964), Kraft (1964) e Dubins e Freed-

mam (1966), descrevem processos que satisfazem a segunda propriedade mas não satis-

fazem a primeira e a terceira propriedade.

Ferguson (1973) de�ne um processo chamado processo Dirichlet, que satisfaz a primeira

e a terceira propriedade e é ligeiramente de�ciente com relação a segunda propriedade.

Para Ibrahim (2002) o processo Dirichlet é o principal processo em inferência bayesina

não paramétrica.

Em 1974, Antoniak fez uma extensão do processo Dirichlet criando o que chamamos

de modelo de misturas de processos Dirichlet.

A utilização do modelo de misturas de processos Dirichlet é indicada em análise de

modelos com mistura de distribuições. Neste caso a modelagem considera que o número

de componentes k da mistura é um número aleatório.

O uso do modelo de mistura de processos Dirichlet se torna computacionalmente viável
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com o desenvolvimento de métodos de amostragem baseados em cadeias deMarkov. Méto-

dos baseados em Gibbs Sampling podem ser facilmente implementados para modelos com

distribuições a priori conjugadas, porém quando distribuições a priori não conjugadas

são utilizadas, o que é apropriado em muitos contextos, a aplicação do método Gibbs

Sampling requer a realização de uma integração numérica como em (4.20), muitas vezes,

difícil de ser realizada. Porém, já há diversos algoritmos descritos capazes de solucionar

este problema, e consequentemente obter amostras das distribuições condicionais. En-

tre eles podemos citar: West, Müller e Escobar (1994) com uma aproximação Monte

Carlo para a integral, MacEachern e Müller (1998) desenvolveram um método para obter

amostras das distribuições condicionais utilizando um conjunto de variáveis auxiliares

para o conjunto de parâmetros (algoritmo "no gaps") e Neal (1998) com a utilização do

Metropolis-Hastings.

4.2 Distribuição de Dirichlet

A distribuição de Dirichlet pode ser obtida através da distribuiçãoGama, Gama(�; �),

onde

- � é o parâmetro de forma, � � 0,

- � é o parâmetro de escala, � > 0,

- para � = 0, temos que Gama(�; �) � 0

- para � > 0 e uma variável aleatória Z > 0, tal que Z s Gama(�; �), temos que sua

função densidade de probabilidade é dada por

f (zj�; �) = ��

� (�)
z��1e��z

com

E (Z) =
�

�
e V ar(Z) =

�

�2
.

Considere Z1; Z2; :::; Zk variáveis aleatórias independentes com Zj s Gama(�j; 1), e

�j > 0 para algum j = 1; 2; :::; k. A distribuição de Dirichlet, k � 1 dimensional, com
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parâmetros �1; �2; :::; �k é a distribuição de Y = (Y1; Y2; :::; Yk), tal que,

Yj =
Zj
kX
j=1

Zj

para j = 1; 2; :::; k. Sua função densidade de probabilidade é dada por

f (y1; y2; :::; yk�1j�1; �2; :::; �k) =

�

 
kX
j=1

�j

!
kY
j=1

� (�j)

kY
j=1

y
�j�1
j I�(y1; y2; :::; yk�1), (4.1)

onde � =

(
(y1; y2; :::; yk�1) : 0 < yj < 1; j = 1; 2; :::; k � 1 e

k�1X
j=1

yj < 1

)
e yk = 1 �

k�1X
j=1

yj com �0 =
kX
j=1

�j .

É importante notar que:

- os valores assumidos pelas variáveis aleatórias Yj, j = 1; 2; :::; k, estão no intevalo

[0; 1] e que a soma de seus valores é igual a 1, justi�cando o k � 1 dimensional da

distribuição de Dirichlet.

- a distribuição de Dirichlet é uma generalização da distribuição beta.

Se X = (X1; X2; :::; Xn) é um vetor aleatório de�nido em um espaço discreto � =

f�1; �2; :::; �kg e � = (�1; �2; :::; �k), tal que P (Xi = xj) = �j, onde xj representa o valor

que a variável aleatória Xi assume quando é associada ao evento �j, então

(X1; X2; :::; Xn) sMultinomial (n; �1; �2; :::; �k)

e a distribuição a priori natural para � = (�1; �2; :::; �k) é a distribuição de Dirichlet com

parâmetros �1; �2; :::; �k,

� = (�1; �2; :::; �k) s Dir (�1; �2; :::; �k) . (4.2)

para i = 1; 2; :::; n e j = 1; 2; :::; k.
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Em particular, a distribuição de cada �j, do vetor � = (�1; �2; :::; �k), segue uma

distribuição beta

�j s beta (�j; �0 � �j)

para j = 1; 2; :::; k.

Assim, temos que a esperança e a variância de cada �j é a esperança e a variância da

distribuição beta com parâmetros (�j; �0 � �j),

E (�j) =
�j
�0
e V ar (�j) =

�j (�0 � �j)
�20 (�0 + 1)

(4.3)

para j = 1; 2; :::; k.

Se

(�1; �2; :::; �k) s Dir (�1; �2; :::; �k) ,

a moda para um parâmetro �j é dada por

Moda (�j) =
�j � 1
�0 � k

e a covariância entre dois parâmetros, �i e �j; para i 6= j, é dada por

Cov (�i; �j) = �
�i �j

�20 (�0 + 1)
.

Utilizando o teorema de Bayes, temos que a distribuição a posteriori de � em (4.2), é

dada por

(�1; �2; :::; �kjX1 = x1; X2 = x2; :::; Xk = xk) s Dir (�1 + x1; �2 + x2; :::; �k + xk) (4.4)

onde xj � 0,
kX
j=1

xj = n e
kX
j=1

�j = 1.

Como podemos notar, a distribuição de Dirichlet é conjugada com relação a dis-

tribuição multinomial.

Se

(�1; �2; :::; �k) s Dir (�1; �2; :::; �k)

e agrupamos alguns �j, obtemos uma nova distribuição de Dirichlet com parâmetros
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iguais a soma dos parâmetros correspondentes aos �j�s agrupados. Ou seja, dado r =

fr1; r2; :::; rtg, com rj inteiro e j = 1; 2; :::; t, tal que 0 < r1 < r2 < ::: < rt = k, então

0@ r1X
j=1

�j;

r2X
j=r1+1

�j; :::;

rtX
j=rt�1+1

�j

1A s Dir

0@ r1X
j=1

�j;

r2X
j=r1+1

�j; :::;
rtX

j=rt�1+1

�j

1A . (4.5)

4.3 Processo Dirichlet (PD)

A extensão da distribuição de Dirichlet para espaços contínuos é conhecida como

processo Dirichlet.

O processo Dirichlet foi introduzido por Ferguson (1973) como um método para re-

solução de problemas de natureza não paramétrica na abordagem bayesiana.

Baseado em Ferguson (1973), o processo Dirichlet tem a seguinte de�nição:

- Seja 
 um espaço amostral e A uma ��álgebra de subconjuntos de 
,

- � uma medida positiva (� > 0) sobre o espaço (
;A),

- B1; B2; :::; Bk uma partição mensurável de 
,

- (G(B1); G(B2); :::; G(Bk)) um vetor de probabilidades sobre a partição B1; B2; :::; Bk.

Dizemos que uma medida de probabilidade aleatória G sobre (
;A) é um processo

Dirichlet sobre o espaço (
;A), com parâmetro �, denotado por G s PD(�), se para

qualquer partição B1; B2; :::; Bk de 
 o vetor de probabilidades (G(B1); G(B2); :::; G(Bk))

segue uma distribuição de Dirichlet com parâmetros (�(B1); �(B2); :::; �(Bk)),

(G(B1); G(B2); :::; G(Bk)) s Dir (�(B1); �(B2); :::; �(Bk)) . (4.6)

Se G é uma função de distribuição desconhecida, isto é, G : R! [0; 1], tal que

- G é não decrescente,

- G é continua a direita e tem limite pela esquerda,

- lim
x!�1

G(x) = 0 e lim
x!1

G(x) = 1.

Então dado G existe uma medida de probabilidade, g, induzida por G em (R;ß), onde

ß= �-álgebra de subconjuntos de Borel em R, tal que

- g ((a; b]) = G(b)�G(a), com a 2 R, b 2 R e �1 � a < b <1;
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- g ((�1; b]) = G(b);

- g (fag) = G(a)� limG(x)
x!a�

.

O problema de atribuir a G uma distribuição de probabilidades a priori passa a ser um

problema de "aleatorização"da g. Para isto, supomos que G possui distribuição a priori

de�nida por um processo Dirichlet com parametro � em (R;ß), G s PD(�), signi�cando

que g s PD(�). Isto é, para todo k � 1 e toda partição B1; B2; :::; Bk disjunta de (R;ß),

temos que

(g(B1); g(B2); :::; g(Bk)) s Dir (�(B1); �(B2); :::; �(Bk)) ,

ou seja, a metodologia consite em dizer que os efeitos aleatórios, presentes na variável

de interesse, se distribuem segundo uma função de distribuição desconhecida G, de tal

sorte que sua medida de probabilidade induzida g seja distribuidas segundo um processo

Dirichlet.

A de�nição do PD dada acima �ca evidente se consideramos, por exemplo, 
 =

R, B1; B2; :::; Bk como sendo intervalos disjuntos, tal que Bj 2 A, A = ß1 e g =

fN(�;�2)(Bj), com � e �2 desconhecidos. Como cada g(Bj) é a probabilidade do inter-

valo Bj na distribuição normal, para j = 1; 2; :::; k, e estas probabilidades são descon-

hecidas e discretas, uma distribuição de probabilidades a priori adequada para o vetor

(g(B1); g(B2); :::; g(Bk)) é a distribuição de Dirichlet.

Assim temos que:

- cada g (Bj) é uma variável aleatória de�nida no intervalo (0; 1), para todo Bj 2 A e

j = 1; 2; :::; k;

- as propriedades da distribuição de Dirichlet, descritas nas seção 4.2, se estendem

para o processo Dirichlet.

Portanto, se g s PD (�) e A 2 A, então como em (4.3), temos que

E [g (A)] =
�(A)

� (
)
(4.7)

e

V ar [g (A)] =
� (A) [� (
)� � (A)]
�2 (
) [� (
) + 1]

. (4.8)

1�-álgebra de subconjuntos de Borel: Classe de intervalos (a,b], �1 � a < b < 1. Tais
intervalos são chamados de conjuntos "básicos"ou "cilíndricos"de ß.
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Como em (4.5), se r = fr1; r2; :::; rtg com rj, j = 1; 2; :::; t, inteiros tal que 0 < r1 <

r2 < ::: < rt = k e agrupamos alguns Bj,0@ r1[
j=1

Bj;

r2[
j=r1+1

Bj; :::;
rt[

j=rt�1+1

Bj

1A
temos que0@g r1[

j=1

Bj

!
; :::; g

0@ rt[
j=rt�1+1

Bj

1A1A =

0@ r1X
j=1

g(Bj); :::;
rtX

j=rt�1+1

g(Bj)

1A
e, obtemos uma nova distribuição de Dirichlet com parâmetros iguais a soma dos parâmet-

ros correspondentes aos Bj0s agrupados, ou seja0@ r1X
j=1

g(Bj); :::;
rtX

j=rt�1+1

g(Bj)

1A s Dir

0@ r1X
j=1

� (Bj) ; :::;
rtX

j=rt�1+1

� (Bj)

1A .
Considerando � = Mg0, onde g0 é uma função densidade de probabilidade de uma

função de distribuição paramétrica G0 especi�cada e M , M > 0, é um parâmetro de

precisão.

Portanto, se g s PD (� =Mg0), então podemos reescrever (4.6) como

(g(B1); g(B2); :::; g(Bk)) s Dir (Mg0(B1);Mg0(B2); :::;Mg0(Bk)) : (4.9)

Como em (4.7) e (4.8), dado A 2 A, temos que

E [g (A)] =
Mg0 (A)

Mg0 (
)
=
R
A

dG0 (A) = g0(A) (4.10)

e

V ar [g (A)] =
Mg0 (A) [M �Mg0 (A)]
[Mg0 (
)]

2 (Mg0 (
) + 1)
=
Mg0 (A) [M �Mg0 (A)]

M2 (M + 1)
(4.11)

=
g0 (A) [1� g0 (A)]

M + 1
,

ou seja, g0 e M de�nem a esperança e a variância do PD. G0 é conhecida como função de
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distribuição base e Mg0 como medida base do PD.

Temos portanto, que G representa uma função de distribuição desconhecida que segue

um processo Dirichlet e que se comporta, em média, segundo uma função de distribuição

paramétrica G0 conhecida; e M é uma medida positiva e �nita que indica a distância

entre a função de distribuição aleatória G e sua média G0. Devido a isto,M é comumente

interpretado como controlador da variabilidade das medidas de probabilidades aleatórias

G sobre G0 (ver Walker et al., 1999).

Uma motivação para se trabalhar com o PD a priori é a obtenção direta de sua

distribuição a posteriori. Suponha y1; y2; :::; yn uma amostra aleatória proveniente de

uma função de distribuição G, desconhecida, e que se comporta a priori segundo um

processo Dirichlet, g s PD (Mg0). Isto é, dado B1; B2; :::; Bk uma partição mensurável

de 
, com Bj�s 2 A e � =Mg0, então

(g(B1); g(B2); :::; g(Bk)) s Dir (Mg0(B1);Mg0(B2); :::;Mg0(Bk)) .

A distribuição a posteriori é dada por,

Gjy1; :::; yn s PD
 
Mg0 (B1) +

nX
i=1

IB1 (y1) ; :::;Mg0 (Bk) +
nX
i=1

IBk (yi)

!
(4.12)

onde, IBj (yi) é uma função indicadora que coloca massa 1 no ponto yi, para i = 1; 2; :::; n

e j = 1; 2; :::; k. Isto é, para cada B1; B2; :::; Bk, de�nidos arbitrariamente, tal que Bj 2 A,

IBj (yi) =

�
1, se yi 2 Bj
0, se yi =2 Bj

e
nX
i=1

IBj(yi) = # fyi; 1 � i � n : yi 2 Bjg

onde # representa a quantidade de yi�s que pertencem a partição Bj, para i = 1; 2; ::; n e

j = 1; 2; :::; k.

Note que (4.12) pode ser deduzida utilizando o mesmo procedimento mostrado em

(4.4), ou seja, a atualização a posteriori é feita pela quantidade de observações perten-

centes aos respectivos conjuntos Bj�s. Muitos autores, tais como Ibrahim (1998), sugerem
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"construir" as partições de modo que cada um dos Bj�s considerados contenha pelo menos

uma das observações yi, i = 1; 2; :::; n.

Por simplicidade, muitos autores escrevem (4.12) apenas como

Gjy1; y2; :::; yn s PD
 
Mg0 +

nX
i=1

IBj (yi)

!
: (4.13)

para j = 1; 2; :::; k.

Considere um conjunto A = (�1; y], logo

nX
i=1

IA (yi) =

nX
i=1

I((�1;y]) (yi) = # fyi : yi � yg = nGn (y)

onde, Gn é a função de distribuição empírica, de�nida por

Gn(y) =
# de yi�s � y na amostra

n

para i = 1; 2; :::; n.

A distribuição a posteriori de G, dados y1; y2; :::; yn é um PD com parâmetros

Mg0 +

nX
i=1

Iyi =Mg0 + nGn.

Assim, podemos escrever (4.13), como

Gjy1; y2; :::; yn s PD (Mg0 + nGn) .

Note que

Mg0 (
) + nGn (
) = (Mg0 + nGn) (
) =M + n

e que a esperança a posteriori, como em (4.10), é dada por

E [g (A) jy1; :::; yn] =
g0 (A) + nGn (A)

Mg0 (
) + nGn (
)
=
Mg0 (A) + nGn (A)

M + n
(4.14)

=
M

M + n
g0 (A) +

n

M + n
Gn (A) .
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Dessa forma, temos de (4.14) que

- se M !1, então
M

M + n
=

1

1 + n
M

! 1

e
n

M + n
= 1� M

M + n
! 0,

ou seja, um grande "peso" é dado a função de distribuição base G0 e um pequeno "peso"

é dado as observações;

- se M ! n, então
M

M + n
! 1

2

e
n

M + n
= 1� M

M + n
! 1

2
,

ou seja, o mesmo "peso" é dado a função de distribuição base G0 e as observações;

- se M ! 0, então
M

M + n
! 0

e
n

M + n
! 1,

ou seja, um pequeno "peso" é dado a função de distribuição base G0 e um grande "peso"

é dado as observações.

Exemplo: Sejam y1; y2; :::; y6 uma amostra aleatória proveniente de uma funçao de

distribuição G, desconhecida, de�nida no conjunto 
 = R+ com A =ß. Suponha que G

tenha distribuição a priori de�nida por um PD, G s PD(Mg0).

Considere o conjunto de dados

y1 = 0; 8; y2 = 1; y3 = 1; 4; y4 = 2; 1; y5 = 1; 6 e y6 = 3; 2

e os seguintes parâmetros para o PD

M = 1 e G0 = Fexp(1) = 1� e�y e g0 = e�y.
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Note que estamos dando um maior peso para as observações, n
M+n

= 6
1+6

= 6
7
�= 0; 86

contra M
M+n

= 1
1+6

= 1
7
�= 0; 14 dado a função de distribuição base G0.

Para construirmos as partições Bj0s, nos baseamos nas observações, de modo que cada

uma das partiçoes contenha pelo menos uma das observações yi; i = 1; 2; :::; 6.

B1 = fy : 0 < y � 1g ; (4.15)

B2 = fy : 1 < y � 2g ;

B3 = fy : 2 < y � 3g ;

B4 = fy : y > 3g .

Logo,

g (B1) = G(1)�G(0);

g (B2) = G(2)�G(1);

g (B3) = G(3)�G(2)

g (B4) = 1�G(3) = 1� (g (B1) + g (B2) + g (B3))

e

g (B1) + g (B2) + g (B3) + g (B4) = 1.

Como G s PD(Mg0) e M = 1, temos que

(g (B1) ; g (B2) ; g (B3) ; g (B4)) s PD (g0 (B1) ; g0 (B2) ; g0 (B3) ; g0 (B4))

onde

g0 (B1) = G0 (1)�G0 (0) = G0 (1) = 1� e�1 = 0; 6321

g0 (B2) = G0 (2)�G0 (1) = 1� e�2 � 1 + e�1 = e�1 � e�2 = 0; 2325

g0 (B3) = G0 (3)�G0 (2) = 1� e�3 � 1 + e�2 = e�2 � e�3 = 0; 0855

g0 (B4) = 1� (g0 (B1) + g0 (B2) + g0 (B3)) = 1� (0; 63212 + 0; 23254 + 0; 08555)

= 0; 0497.
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Portanto, a priori

(g (B1) ; g (B2) ; g (B3) ; g (B4)) s PD (0; 6321; 0; 2325; 0; 0855; 0; 0497) .

Note que diferentes partições do espaço amostral produzem diferentes de�nições de

g (Bj) e consequentemente diferentes valores para os hiperparâmetros g0 (Bj).

Como em (4.12), a distribuição a posteriori de G (B1) ; :::; G (B6) dados y1; y2; :::; y6 é

dada por

(g (B1) ; :::; g (B6)) jy1; :::; y6 s PD
 
Mg0 (B1) +

nX
i=1

Iyi (B1) ; :::;Mg0 (B6) +
nX
i=1

Iyi (B6)

!

onde,

nX
i=1

Iyi (B1) = nGn (1)� nGn (0)

= 6
# de yj � 1 na amostra

6
� 6# de yj n � 0 a amostra

6
= 2

nX
i=1

Iyi (B2) = nGn (2)� nGn (1)

= 6
# de yj � 2 na amostra

6
� 6# de yj � 1 na amostra

6
= 2

nX
i=1

Iyi (B3) = nGn (3)� nGn (2)

= 6
# de yj � 3 na amostra

6
� 6# de yj � 2 na amostra

6
= 1

nX
i=1

Iyi (B4) = nGn (1)� nGn (3)

= 6� 6# de yj � 3 na amostra
6

= 6� 5 = 1

Logo, a distribuição a posteriori de g (B1) ; :::; g (B6) dados y1; y2; :::; y6 é dada por

(g (B1) ; :::; g (B6)) jy1; :::; y6 s PD (0; 6321 + 2; 0; 2325 + 2; 0; 0855 + 1; 0; 0497 + 1)

s PD (2; 6321; 2; 2325; 1; 0855; 1; 0497) .



4. ABORDAGEM BAYESIANA NÃO PARAMÉTRICA: PROCESSO DIRICHLET 60

Um aspecto interessante do PD é que ele pode ser utilizado, a priori, com sucesso na

análise de dados com misturas de distribuições.

Em um modelo com mistura de distribuições paramétricas com um número �nito de

componentes, é assumido que cada observação yi, i = 1; 2; :::; n, é proveniente de uma

das k (k �xo) distribuições. Por exemplo, em um modelo com mistura de distribuições

normais, com variâncias conhecidas, é assumido que cada observação yi, i = 1; 2; :::; n,

pode vir de uma das k distribuições possíveis, parametrizadas por k diferentes médias.

E um aspecto neste tipo de análise é a determinação do número k de componentes da

mistura.

Com a utilização do PD a priori, temos uma parametrização que torna a distribuição

marginal de yi, i = 1; 2; :::; n, por exemplo, uma mistura de distribuições normais com o

número de componentes k sendo aleatório (ver Neal 1998 e MacEachern e Müller 1998).

Esta modelagem é conhecida como modelo de misturas de processos Dirichlet.

4.4 Modelo de Misturas de Processos Dirichlet

O modelo de misturas de processos Dirichlet (MPD) foi introduzido por Antoniak

(1974). Recentemente, com o desenvolvimento de métodos computacionais, o modelo

MPD vem sendo utilizado como método prático por diversos pesquisadores, tais como

Escobar (1994), Escobar e West (1995), MacEachern e Müller (1998), Neal (1998) entre

outros.

O modelo de mistura de processos Dirichlet (MPD), é essencialmente um modelo

bayesiano hierárquico que considera que os dados y1; y2; :::; yn, são provenientes de uma

mistura de distribuições, isto é, yi s f (�i) e que remove a suposição de uma distribuição

paramétrica para �i, substituindo-a por uma distribuição qualquer G que possui dis-

tribuição a priori de�nida por um processo Dirichlet com parâmetro de concentração M

e distribuição base G0 (isto é, medida base Mg0). Isto dá origem ao seguinte modelo
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hierárquico com três estágios,

est�agio 1 : yij�i
ind:s f (�i) (4.16)

est�agio 2 : �ijG
i:i:ds G

est�agio 3 : GjM;G0 s PD(Mg0),

para i = 1; 2; :::; n.

Note que a especi�cação em (4.16) dá origem a um modelo bayesiano semi-paramétri-

co, onde a distribuição paramétrica é dada no estágio 1 e a distribuição não paramétrica

nos estágios 2 e 3.

Como visto na seção 4.3, podemos interpretar o parâmetro de precisãoM como sendo

o controlador da variabilidade das medidas de G com relação a G0. Logo, se M ! 1

um grande "peso" é dado a distribuição base G0 e assim G0 (que é uma distribuição

paramétrica) será a distribuição a priori para todos os �i0s, para i = 1; 2; :::; n, e retor-

namos à inferência bayesiana usual.

Abaixo comparamos a modelagem MPD com a paramétrica usual, utilizando um mo-

delo com mistura de distribuições normais com médias �i e variâncias constantes e igual

a �2. Observe que a segunda e a terceira linha do modelo paramétrico exerce a mesma

função que as linhas 2, 3 e 4 do modelo MPD, que é especi�car a distribuição a priori para

�i e �
2. Os hiperparâmetros �0; �

2
0; a; b e M podem ser �xos ou aleatórios, dependendo

da aplicação e do interesse do pesquisador.

Modelo Paramétrico

yij�i; �2 s N (�i; �2)

�i s N (�0; �20)

�2 s IG (a; b)

Modelo MPD

yij�i; �2 s N (�i; �2)

�i; �
2jG s G

GjM;G0 s PD(Mg0)

G0 s N (�0; �20) IG (a; b)

para i = 1; 2; :::; n:

BlacKwell e MacQueen (1973) mostram que se �1; �2; :::; �n s G e G s PD (Mg0),

então �1; �2; :::; �n, no limite, em geral segue o modelo da urna de Polya, podendo ser
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representado da seguinte maneira

(�i j�1; �2; :::; �i�1;M;G0) s
M

M + i� 1G0 +
1

M + i� 1

i�1X
j=1

I�j (4.17)

com função densidade de probabilidade, dada por

(�ij�1; �2; :::; �i�1;M;G0) =
M

M + i� 1g0 +
1

M + i� 1

i�1X
j=1
j 6=i

I�j

para i = 1; 2; :::; n.

Assim, podemos dizer que a distribuição a priori para �1; �2; :::; �n é uma mistura

de distribuições, com uma parte contínua, gerada segundo uma distribuição paramétrica

G0 e uma parte discreta, que repete os valores das componentes anteriores. Com isso,

temos que alguns valores de �1; �2; :::; �n podem ser iguais e cada observação y1; y2; :::; yn

associada a um mesmo �i é modelada por uma densidade comum f(�i), i = 1; 2; :::; n.

Considere (4.17), porém agora, não condicionado sobre �1; �2; :::; �i�1, mas sobre to-

dos os ��s indexados de 1 a n, exceto o i � �esimo (denotamos este vetor por ��i =

(�1; �2; :::; �i�1; �i+1; :::; �n)). Isto pode ser feito porque as amostras obtidas de um PD

são permutáveis, signi�cando que a distribuição conjunta das variáveis não dependem da

ordem que elas são consideradas (ver Neal 1998). Assim, considerando que �i é a última

observação, temos que a distribuição condicional de �i é

(�i j��i;M;G0) s
M

M + n� 1G0 +
1

M + n� 1

nX
j=1
j 6=i

I�j

cuja função densidade de probabilidade, dada por

(�i j��i;M;G0) =
M

M + n� 1g0 +
1

M + n� 1

nX
j=1
j 6=i

I�j (4.18)

para i = 1; 2; :::; n.

Combinando (4.18) com a função de verossimilhança L(�jjyi) = f (yij�j) (baseada

apenas na observação yi, isto é, a função de verossimilhança é o valor da densidade f com
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parâmetro(s) �j no ponto yi), temos que a densidade condicional para �i, é dada por

(�ij��i; yi;M;G0) = bMf (yi; �i) g0(�i) + b
nX
j=1
j 6=i

f (yij�j) I�j (4.19)

onde b é uma constante normalizadora apropriada, para i = 1; 2; :::; n.

Considere

q0i =

Z
g0(�i)f (yi; �i) d�i. (4.20)

Multiplicando e dividindo o primeiro termo do lado direito da expressão (4.19) por

q0i, obtemos a distribuição condicional para �i, dada por

(�ij��i; yi;M;G0) s bMq0iP (�ijyi) + b
nX
j=1
j 6=i

f (yij�j) I�j (4.21)

onde

P (�ijyi) =
g0(�i)f(yi; �i)Z
g0(�i)f (yi; �i) d(�i)

/ g0(�i)f(yi; �i) (4.22)

é a distribuição a posteriori de �i dado yi e

bMq0i e b
nX
j=1
j 6=i

f (yij�j)

são as probabilidades associadas as componentes da mistura em (4.21), com

bMq0i + b
nX
j=1
j 6=i

f (yij�j) = 1.

Logo, a constante normalizadora apropriada é dada por

b =

0BB@Mq0i + nX
j=1
j 6=i

f (yij�j)

1CCA
�1

(4.23)

para i = 1; 2; :::; n.
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Escrevendo (4.21) de forma a mostrar a mistura natural obtida para a distribuição

condicional de �i, temos

(�ij��i; yi;M;G0)

8<: = �j , com probabilidade bf (yij�j)

s P (�ijyi) , com probabilidade bMq0i
(4.24)

para i = 1; 2; :::; n e j = 1; :::; i� 1; i+ 1; :::n.

Dependendo da escolha da distribuição base G0 o modelo MPD é dito ser conjugado

ou não conjugado. Em um modelo conjugado as densidades f e g0 são conjugadas e a

integração envolvida no cálculo de q0i pode ser feita analiticamente. Se este não for o

caso, o modelo MPD é dito ser não conjugado e as inferências tornam-se mais difíceis,

pois a integração envolvida no cálculo de q0i, muitas vezes, é complicada de ser resolvida

analiticamente. Porém já estão disponíveis na literatura algoritmos satisfatórios para a

resolução deste tipo de problema (ver MacEachern e Müller, 1998 e Neal, 1998).

4.4.1 Gibbs Sampling para modelos conjugados

Quando estamos trabalhando com modelos em que exista conjugação entre as densi-

dades f e g0, todos os cálculos necessários para se obter as distribuições condicionais dos

�i0s podem ser feitos analiticamente e consequentemente a amostragem de �i se torna fácil.

Logo, podemos utilizar o método Gibbs Sampling para se obter amostras das distribuições

condicionais de �i como a seguir:

-Algoritmo 1: Considere uma cadeia de Markov consistindo de �1; �2; :::; �n. Amostre

repetidamente de (4.24) até atingir convergência.

Caso 1: Variância conhecida

Para ilustrar a aplicação do modelo MPD e do algoritmo 1, considere que as obser-

vações y1; y2; :::; yn sejam distribuídas como uma mistura de distribuições normais com

médias �i e variâncias (conhecidas e constantes) iguais a �
2, isto é, yi s N(�i; �

2) e a

seguinte modelagem utilizando o modelo MPD

yij�i s N(�i; �2) (4.25)
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�ijG s G(�i)

GjM;G0 s PD (Mg0(�i))

com G0(�i) = N(0; �
2) e g0(�i) = fN(0;�2)(�i) para � conhecido e M = c (constante).

A densidade condicional para �i, como em (4.19), é dada por

�
�ij��i; yi;M;G0

�
= bMfN(0;�2)(�i)fN(�i;�2)(yi) + b

nX
j=1
j 6=i

fN(�j ;�2)(yi)I�j :

Efetuando os cálculos de (4.20) e (4.22), temos que

q0i =

1Z
�1

fN(0;�2)(�i)fN(�i;�2)(yi)d�i

=

1Z
�1

1p
2�� 2

exp

�
� 1

2� 2
�2i

�
1p
2��2

exp

�
� 1

2�2
(yi � �i)

2

�
d�i

=
1

2�

�
� 2�2

�� 1
2

1Z
�1

exp

�
� 1

2� 2
�2i �

1

2�2
(yi � �i)

2

�
d�i

=
1

2�

�
� 2�2

�� 1
2

1Z
�1

exp

�
� 1

2�2

�
�2

� 2
�2i + �

2
i � 2�iyi

��
exp

�
� 1

2�2
y2i

�
d�i

=
1

2�

�
� 2�2

�� 1
2 exp

�
� 1

2�2
y2i

� 1Z
�1

exp

�
� 1

2�2

��
�2 + � 2

� 2

�
�2i � 2�iyi

��
d�i

=
1

2�

�
� 2�2

�� 1
2 exp

�
� 1

2�2
y2i

� 1Z
�1

exp

�
��

2 + � 2

2�2� 2

�
�2i � 2�i

�
� 2yi
�2 + � 2

���
d�i

=
1

2�

�
� 2�2

�� 1
2 exp

�
� y2i
2�2

+
� 2y2i

2�2 (�2 + � 2)

�
1Z

�1

exp

(
� 1

2 �2�2

�2+�2

�
�2i �

�
� 2yi
�2 + � 2

��2)
d�i

=
1

2�

�
� 2�2

�� 1
2 exp

�
� y2i
2�2

+
� 2y2i

2�2 (�2 + � 2)

�r
2��2� 2

�2 + � 2

=
1p

2� (�2 + � 2)
exp

�
��2y2i � � 2y2i + � 2y2i

2�2 (�2 + � 2)

�
=

1p
2� (�2 + � 2)

exp

�
� 1

2 (�2 + � 2)
y2i

�
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e portanto

q0i = fN(0;�2+�2)(yi), (4.26)

isto é, q0i é o valor da densidade da distribuição normal com média zero e variância �2+� 2

no ponto yi e

P (�ijyi) _ fN(0;�2)(�i)fN(�i;�2)(yi) (4.27)

_ exp

�
� 1

2� 2
�2i

�
exp

�
� 1

2�2
(yi � �i)

2

�

_ exp

�
� 1

2� 2
�2i �

1

2�2
y2i +

2�iyi
2�2

� 1

2�2
�2i

�
_ exp

�
� 1

2�2

�
�2

� 2
�2i + �

2
i � 2�iyi

��
_ exp

�
��

2 + � 2

2�2� 2

�
�2i � 2�i

�
� 2yi
�2 + � 2

���
_ exp

(
� 1

2 �2�2

�2 + �2

�
�i �

� 2yi
�2 + � 2

�2)

= N

�
�i;

� 2yi
�2 + � 2

;
�2� 2

�2 + � 2

�

isto é, a distribuição a posteriori de �i dado yi é a distribuição normal com média �2yi
�2+�2

e variância �2�2

�2+�2
, para i = 1; 2; :::; n.

A constante normalizadora apropriada é dada por

b =

0BB@MfN(0;�2+�2) (yi) + nX
j=1
j 6=i

fN(�j ;�2) (yi)

1CCA
�1

,

para i = 1; 2; :::; n.

A distribuição condicional de �i, como em (4.24), é dada por

�
�ij��i; yi;M;G0

�8<: = �j , com probabilidade bfN(�j ;�2)(yi)

s N
�

�2yi
�2 + �2

; �2�2

�2 + �2

�
, com probabilidade bMfN(0;�2+�2)(yi)

para i = 1; 2; :::; n e j = 1; :::; i� 1; i+ 1; :::; n.
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Para o algoritmo 1, inicializamos o método Gibbs Sampling, fazendo �0i = yi, i =

1; 2; :::; n, e a p� �esima seqüência gerada pelo método Gibbs Sampling é feita da seguinte

maneira:

Amostrar �1 de
�
�1j�2 = �

p�1
2 ; �3 = �

p�1
3 ; :::; �n = �

p�1
n

�
(4.28)

Amostrar �2 de
�
�2j�1 = �

p
1; �3 = �

p�1
3 ; :::; �n = �

p�1
n

�
...

Amostrar �n de
�
�nj�1 = �

p
1; �2 = �

p
2; :::; �n�1 = �

p
n�1
�

Exemplo: Variância conhecida

Para ilustrar numericamente o exemplo acima, desenvolvemos um estudo de simulação

utilizando a linguagem R, com o objetivo de veri�car a e�ciência da modelagem MPD

na estimação da média de uma distribuição normal com variância conhecida. Para isto

geramos cinco observações de uma distribuição normal com média 2 e variância 1, N(2; 1),

e aplicamos a modelagem MPD, como em (4.25), ou seja

yij�i s N(�i; 1)

�ijG s G(�i)

GjM;G0 s PD(Mg0):

com G0(�i) = N(0; �
2) e g0(�i) = fN(0;�2)(�i), para i = 1; :::; 5.

Como os cinco valores foram gerados de uma mesma distribuição normal, esperamos

que a modelagem MPD detecte estes cinco valores como pertencentes a uma mesma

distribuição normal, N (2; 1).

Consideramos � 2 = 25 de forma a termos pouca informação a priori sobre o parâmetro.

Devido a isto, escolhemos um valor pequeno paraM , pois como temos pouca informação a

priori sobre os parâmetros devemos ter pouca con�ança na distribuição base G0. Fixamos

M = 1.

Assim, de (4.26) e (4.27), temos que

q0i = fN(0;26)(yi), P (�ijyi) = N
�
�i;
25

26
yi;
25

26

�
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e

b =

0BB@MfN(0;26) (yi) + nX
j=1
j 6=i

fN(�j ;1)(yi)

1CCA
�1

para i = 1; 2; 3; 4; 5 e j 6= i.

A distribuição condicional de �i, como em (4.24), é dada por

�
�ij��i; yi;M;G0

�8<: = �j , com probabilidade bfN(�j ;1)(yi)

s P (�ijyi) , com probabilidade bMfN(0;26)(yi)

para i = 1; 2; 3; 4; 5 e j 6= i.

De�nidas as distribuições condicionais aplicamos o método Gibbs Sampling como des-

crito em (4.28). Ou seja

Amostramos �1 de
�
�1j�2 = �

p�1
2 ; �3 = �

p�1
3 ; �4 = �

p�1
4 ; �5 = �

p�1
5

�
Amostramos �2 de

�
�2j�1 = �

p
1; �3 = �

p�1
3 ; �4 = �

p�1
4 ; �5 = �

p�1
5

�
Amostramos �3 de

�
�3j�1 = �

p
2; �2 = �

p
2; �4 = �

p�1
4 ; �5 = �

p�1
5

�
Amostramos �4 de

�
�4j�1 = �

p
1; �2 = �

p
2; �3 = �

p
3; �5 = �

p�1
5

�
Amostramos �5 de [�5j�1 = �

p
1; �2 = �

p
2; �3 = �

p
3; �4 = �

p
4]

onde p é a p� �esima seqüência gerada pelo método Gibbs Sampling.

Para a análise de convergência geramos 2 cadeias, cada uma com 30.000 amostras

das quais as primeiras 15.000 foram descartadas e consideramos um salto de 5. Com

isso, obtemos para cada uma das cadeias uma amostra de tamanho 2.500. Os resultados

obtidos para cada um dos parâmetros (média e intervalo de credibilidade) foram baseados

nos valores gerados para as duas cadeias, ou seja, a média e o intervalo de credibilidade

foram calculados baseados nos 5.000 valores (2.500 da 1a cadeia + 2.500 da 2a cadeia).

Para veri�car a convergência utilizamos o diagnóstico de Gelman e Rubin disponível no

CODA (ver, Best et al., 1995). Os resultados obtidos estão apresentados na Tabela 13.

Os valores obtidos para média da distribuição de cada uma das observações é pró-

xima da verdadeira média, da distribuição da qual os valores foram gerados, N(2; 1). O

verdadeiro valor da média está contido nos intervalos de credibilidade (95%). Baseados
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nos intervalos de credibilidade (95%), podemos concluir que não há evidências para uma

diferença signi�cativa entre os valores estimados para os parâmetros, e conseqüentemente

que não há evidências de que as cinco observações pertençam a distribuições de pro-

babilidades diferentes, devido a intersecção apresentada pelos intervalos de credibilidade

(95%).

A Figura 10 mostra que as densidades marginais são muito parecidas (praticamente

se confundem), levando à mesma conclusão. Também podemos notar a semelhança com

a distribuição N(2; 1) usada na geração dos dados.

A Tabela 14 mostra a proporção de vezes, baseados nos 5.000 valores gerados, que

os parâmetros foram considerados iguais e a proporção de vezes que um novo valor foi

gerado de sua distribuição a posteriori. Como a proporção de vezes que os parâmetros,

de cada uma das observações, foram considerados diferentes, isto é, que um novo valor foi

gerado de sua distribuição a posteriori, P (�ijyi), é menor que a proporção de vezes que

os parâmetros foram considerados iguais, podemos concluir que não há evidências para

diferença entre os valores estimados, e consequentemente que não há evidências de que as

observações pertençam a distribuições de probabilidades diferentes.

Figura 10: Densidades marginais.
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Tabela 13: Valores obtidos das distribuições a posteriori condicionais.

Parâmetros Média Int. de Cred. (95%) Diag. Gelmam e Rubin

�1 1,9091 (0,5986 ; 3,1063) 1

�2 1,9875 (0,7129 ; 3,2542) 1

�3 1,9631 (0,6318 ; 3,2415) 1

�4 2,0628 (0,7265 ; 3,5896) 1

�5 1,9797 (0,6352 ; 3,3775) 1

Tabela 14: Proporção de vezes que os parâmetros foram considerados iguais

e proporção de novos valores gerados da distribuição a posteriori.

Parâmetros = �1 = �2 = �3 = �4 = �5 = P (�ijyi)

�1 0,0000 0,2379 0,2360 0,2261 0,2347 0,0652

�2 0,2381 0,0000 0,2400 0,2341 0,2319 0,0558

�3 0,2428 0,2384 0,0000 0,2326 0,2316 0,0546

�4 0,2235 0,2351 0,2381 0,0000 0,2280 0,0801

�5 0,2367 0,2382 0,2374 0,2337 0,0000 0,0539

Caso 2: Variâncias desconhecidas Para o caso de variâncias desconhecidas, a mo-

delagem MPD, como em (4.16) é dada por

yij�i; �2i s N
�
�i; �

2
i

�
(4.29)

�i; �
2
i jG s G

GjM;G0 s PD (MG0)

com

M = c, G0
�
�ij�2i

�
= N

�
�i; 0;

�2i
�

�
, G0

�
�2i
�
= IG

�
�2i ;

�

2
;
�

2

�
e portanto

G0
�
�i; �

2
i

�
= N

�
�i; 0;

�2i
�

�
IG

�
�2i ;

�

2
;
�

2

�
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e

g0
�
�i; �

2
i

�
= f

N

�
0;
�2
i
�

� (�i) fIG(�2 ;�2 )
�
�2i
�

para i = 1; 2; :::; n.

A densidade condicional de �i; �
2
i , como em (4.19), é dada por

�
�i; �

2
i j��i; �2�i; y;M;G0

�
= bMf

N

�
0;
�2
i
�

� (�i) fIG(�2 ;�2 )
�
�2i
�
fN(�i;�2i ) (yi)

+b
nX
j=1
j 6=i

fN(�j ;�2j ) (yi) I�j ;�2j :

Efetuando o cálculo de q0i, temos

q0i =

1Z
0

f
N

�
0;
�2
i
�

� (�i) fIG(�2 ;�2 )
�
�2i
�
fN(�i;�2i ) (yi) d�id�

2
i

=

1Z
0

1Z
�1

1p
2��2i

exp

�
� 1

2�2i
(yi � �i)

2

�
1q
2�

�2i
�

exp

(
� 1

2
�2i
�

�2i

)
�
�
2

��
2

�
�
�
2

� ��2i ��(�2+1) exp�� �

2�2i

�
d�id�

2
i

=
1

2�
�
1
2

�
�
2

��
2

�
�
�
2

� 1Z
0

1Z
�1

exp

�
� 1

2�2
�
(yi � �i)

2 + ��2i
�� �

�2i
��(�2+1+1)

exp

�
� �

2�2i

�
d�id�

2
i

=
1

2�
�
1
2

�
�
2

��
2

�
�
�
2

� 1Z
0

1Z
�1

exp

�
� 1

2�2
�
y2i � 2�iyi + �2i + ��2i

�� �
�2i
��(�2+1+1)

exp

�
� �

2�2i

�
d�id�

2
i

=
1

2�
�
1
2

�
�
2

��
2

�
�
�
2

� 1Z
0

1Z
�1

exp

�
� 1

2�2
�
(�+ 1)�2i � 2�iyi

�� �
�2i
��(�2+1+1)

exp

�
� �

2�2i
� y2i
2�2i

�
d�id�

2
i
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=
1

2�
�
1
2

�
�
2

��
2

�
�
�
2

� 1Z
0

1Z
�1

exp

�
��+ 1
2�2

�
�2i � 2�i

�
yi

�+ 1

����
�2i
��(�2+1+1)

exp

�
� �

2�2i
� y2i
2�2i

�
d�id�

2
i

=
1

2�
�
1
2

�
�
2

��
2

�
�
�
2

� 1Z
0

1Z
�1

exp

(
� 1

2 �2

�+1

�
�i �

yi
�+ 1

�2)�
�2i
��(�2+1+1)

exp

�
� �

2�2i
� y2i
2�2i

+
y2i

2�2i (�+ 1)

�
d�id�

2
i

=
1

2�
�
1
2

�
�
2

��
2

�
�
�
2

� 1Z
0

�
2��2i
�+ 1

� 1
2 �
�2i
��(�2+1+1)

exp

�
� 1

�2i

�
� (�+ 1) + y2i (�+ 1)� y2i

2 (�+ 1)

��
d�2i

=

�
�

2� (�+ 1)

� 1
2

�
�
2

��
2

�
�
�
2

� 1Z
0

�
�2i
��(�2+ 1

2
+1)
exp

�
� 1

�2i

�
� (�+ 1) + �y2i
2 (�+ 1)

��
d�2i

=

�
�

2� (�+ 1)

� 1
2

�
�
2

��
2

�
�
�
2

����+ 1
2

��
� (�+ 1) + �y2i
2 (�+ 1)

��(�+12 )
=

�
�
�+1
2

�
�
�
�
2

� � �

2� (�+ 1)

� 1
2

�
�
2

��
2
+ 1
2�

�
2

� 1
2

�
� (�+ 1) + �y2i
2 (�+ 1)

��(�+12 )

=
�
�
�+1
2

�
�
�
�
2

� � �

�� (�+ 1)

� 1
2
�
� (�+ 1) + �y2i
� (�+ 1)

��(�+12 )

=
�
�
�+1
2

�
�
�
�
2

�  1

�� �(�+1)
��

! 1
2
"
1 +

1

�

 
y2i

�(�+1)
��

!#�(�+12 )
= f

t�(0;�(�+1)�� ) (yi)

isto é, q0i representa o valor da densidade da distribuição t � Student com média zero e

variância �(�+1)
��

no ponto yi com � graus de liberdade, para i = 1; 2; :::; n.

Com distribuição conjunta dada por

P
�
�i; �

2
i jyi
�
/ fN(�i;�2i )

(yi) f
N

�
0;
�2
i
�

� (�i) fIG(�2 ;�2 )
�
�2i
�

/
�
�2i
�� 1

2 exp

�
� 1

2�2i
(yi � �i)

2

��
�2i
�� 1

2 exp

(
� 1

2
�2i
�

�2i

)
�
�2i
��(�2+1) exp�� �

2�2i

�
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/ exp

�
� 1

2�2i

��
yi � �2i

�
+ ��2i

��
�
�2i
��(�+1+12

+1)
exp

�
� �

2�2i

�
/ exp

�
� 1

2�2i

�
y2i � 2�iyi + �2i + ��2i

�� �
�2i
��(�+22 +1)

exp

�
� �

2�2i

�
/ exp

�
� 1

2�2i

�
(�+ 1)�2i � 2�iyi

�� �
�2i
��(�+22 +1)

exp

�
� �

2�2i
� y2i
2�2i

�
/ exp

(
��+ 1
2�2i

"
�2i � 2�i

�
yi

�+ 1

�
+

�
yi

�+ 1

�2
�
�

yi
�+ 1

�2#)
�
�2i
��(�+22 +1)

exp

�
� �

2�2i
� y2i
2�2i

�
/ exp

(
��+ 1
2�2i

"
�2i � 2�i

�
yi

�+ 1

�
+

�
yi

�+ 1

�2#)
�
�2i
��(�+22 +1)

exp

�
� �

2�2i
� y2i
2�2i

+
y2i

2�2i (�+ 1)

�
/ exp

(
� 1

2
�2i
�+1

�
�i �

yi
�+ 1

�2)�
�2i
��(�+22 +1)

exp

�
� 1

�2i

�
� (�+ 1) + �y2i
2 (�+ 1)

��
= N

�
yi

�+ 1
;
�2i
�+ 1

�
IG

�
�+ 2

2
;
� (�+ 1) + �y2i
2 (�+ 1)

�

onde N
�

yi
�+1
;
�2i
�+1

�
e IG

�
�+2
2
;
�(�+1)+�y2i
2(�+1)

�
representam, respectivamente, a distribuição

normal com média yi
�+1

e variância �2i
�+1

e a distribuição gama inversa com parâmetros de

forma �+2
2
e parâmetro de escala �(�+1)+�y2i

2(�+1)
, para i = 1; 2; :::; n.

As distribuições condicionais, são dadas por

P
�
�ij�2i ; yi

�
= N

�
�i;

yi
�+ 1

;
�2i
�+ 1

�

e

P
�
�2i jyi

�
= IG

�
�2i ;

�+ 2

2
;
� (�+ 1) + �y2i
2 (�+ 1)

�
e a constante normalizadora, dada por

b =

0BB@Mft�(0;�(�+1)�� ) (yi) +
nX
j=1
j 6=i

fN(�j ;�2j ) (yi)

1CCA
�1
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para i = 1; 2; :::; n e j 6= i.

Logo, como em (4.24), temos que as distribuições condicionais de �i; �
2
i , são dadas por

�
�i; �

2
i j��i; �2�i; yi;M;G0

�8<: =
�
�j; �

2
j

�
, com probabilidade bfN(�j ;�2j ) (yi)

s P (�i; �2i jyi) , com probabilidade bMf
t�(0;�(�+1)�� ) (yi)

(4.30)

com

P (�i; �
2
i jyi) = P (�ij�2i ; yi)P (�2i jyi)

onde

P (�ij�2i ; yi) = N
�

yi
�+ 1

;
�2i
�+ 1

�
e P (�2i jyi) = IG

�
�+ 2

2
;
� (�+ 1) + �y2i
2 (�+ 1)

�

De�nidas as distribuições condicionais para �i; �
2
i , inicializamos o método Gibbs Sam-

pling fazendo �0i = yi e �
20

i = IG
�
�
2
; �
2

�
, para i = 1; 2; :::; n e a p��esima seqüência gerada

pelo método Gibbs Sampling é feita da seguinte maneira:

Amostrar �21 de
h
�21j�22 = �2

(p�1)

2 ; �23 = �
2(p�1)

3 ; � � � ; �2n = �2
(p�1)

n

i
(4.31)

Amostrar �22 de
h
�22j�21 = �2

(p)

1 ; �23 = �
2(p�1)

3 ; � � � ; �2n = �2
(p�1)

n

i
...

...
...

Amostrar �2n de
h
�2nj�21 = �2

(p)

1 ; �22 = �
2(p)

2 ; � � � ; �2n�1 = �2
(p)

n�1

i
e

Amostrar �1 de
h
�1j�2 = �

p�1
2 ; �3 = �

p�1
3 ; � � � ; �n = �p�1n e �2

(p)

1

i
(4.32)

Amostrar �2 de
h
�2j�1 = �

p
1; �3 = �

p�1
3 ; � � � ; �n = �p�1n e �2

(p)

2

i
...

...
...

Amostrar �n de
h
�nj�1 = �

p
1; �2 = �

p
2; � � � ; �n = �

p
n�1 e �

2(p)

n�1

i
.

Exemplo: Variância desconhecida

Para o procedimento de simulação, consideramos os mesmos valores gerados na simu-

lação descrita acima, isto é, yi s N (2; 1), para i = 1; 2; 3; 4; 5, e utilizamos a modelagem
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como em (4.29), com M = 1 e os hiperparâmetros da distribuição base G0 foram escol-

hidos de forma a termos uma distribuição não informativa, para isto �zemos � = 0; 01;

� = 2 e � = 2.

As distribuições condicionais para �i; �
2
i , como em (4.30), são dadas por

�
�i; �

2
i j��i; �2�i; ; yi;M;G0

�8<: =
�
�j; �

2
j

�
, com probabilidade bfN(�j ;�2j ) (yi)

s P (�i; �2i jyi) , com probabilidade bMft�(0;101) (yi)

com

P (�i; �
2
i jyi) = P (�ij�2i ; yi)P (�2i jyi)

onde

P (�ij�2i ; yi) = N
�
yi
1; 01

;
�2i
1; 01

�
e P (�2i jyi) = IG

�
2; 1 +

0; 01

2; 02
yi
2

�
De�nidas as distribuições condicionais, aplicamos o método Gibbs Sampling como

descrito em (4.31) e (4.32).

Para análise de convergência geramos 2 cadeias, cada uma com 70.000 amostra. De-

vido a não obtenção de convergência quando utilizamos 2 cadeias com 30.000 amostras,

descartamos as primeiras 35.000 e consideramos um salto de 10. Os resultados apresenta-

dos nas Tabelas 15 e 16 foram obtidos a partir dos valores gerados para as duas cadeias.

Para veri�cação de convergência, utilizamos o diagnóstico de Gelmam e Rubin disponível

no recurso CODA.

Os valores obtidos para a média e variância de cada uma das observações é pró- xima

da verdadeira média e variância, da distribuição da qual os valores foram gerados. O

verdadeiro valor da média e da variância está contido nos intervalos de credibilidade

(95%). Baseados nos intervalos de credibilidade (95%), na Figura 11 e nas proporções

apresentadas na Tabela 17, podemos concluir pela não evidência para uma diferença sig-

ni�cativa entre os valores estimados para as médias e variâncias das observações, devido

a intersecção que os intervalos apresentam, pela semelhança das densidades marginais

e pela proporção de vezes que os parâmetros foram considerados iguais. Conseqüente-

mente concluímos pela não evidência de que as observações pertençam a distribuições de
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probabilidades diferentes.

Tabela 15: Valores médios das distribuições a posteriori.

Parâmetros Média Int. de Cred. (95%) Diag. Gelmam e Rubin

�21 0,9696 (0,2002 ; 3,7043) 1

�22 0,9685 (0,1977 ; 3,6530) 1

�23 1,0161 (0,2002 ; 3,9172) 1

�24 1,0526 (0,2047 ; 4,0295) 1

�25 1,036 (0,2002 ; 4,0414) 1

Tabela 16: Valores médios das distribuições a posteriori.

Parâmetros Média Int. de Cred. (95%) Diag. Gelmam e Rubin

�1 1,8632 ( 0,4388 ; 3,0301 ) 1

�2 1,9408 ( 0,6189 ; 3,1721) 1

�3 1,9351 ( 0,5820 ; 3,2332) 1

�4 2,0027 ( 0,5271 ; 3,6268) 1

�5 1,9531 ( 0,5203 ; 3,3625) 1

Figura 11: Densidades marginais a posteriori para �2i e �i, i = 1; 2; 3; 4; 5.
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Tabela 17: Proporção de vezes que os parâmetros foram considerados iguais e propor-

ção de vezes que novos valores foram gerados da distribuição a posteriori.

Parâmetros =(�1; �
2
1) = (�2; �

2
2) = (�3; �

2
3) = (�4; �

2
4) = (�5; �

2
5) = P (�ijyi)

(�1; �
2
1) 0,0000 0,2307 0,2319 0,2493 0,2296 0,0885

(�2; �
2
2) 0,2410 0,0000 0,2430 0,2363 0,2377 0,0419

(�3; �
2
3) 0,2407 0,2424 0,0000 0,2301 0,2384 0,0483

(�4; �
2
4) 0,2229 0,2443 0,2359 0,0000 0,2391 0,0578

(�5; �
2
5) 0,2386 0,2412 0,2417 0,2361 0,0000 0,0425

4.5 Aplicação: Análise da expressão gênica

Uma vantagem que a abordagem utilizando o modelo de misturas de processos Dirich-

let apresenta, para análise da expressão gênica, é que podemos comparar simultaneamente

com a situação de controle, mais de uma condição de tratamento, ao invés de apenas uma,

como na abordagem utilizando o teste t, o fator de Bayes e o critério DIC, como será

mostrado a seguir.

De modo a facilitar o desenvolvimento das análises, introduzimos a seguinte notação.

Considere que para cada gene g, temos um conjunto de variáveis observáveis xt01 ; :::; x
t0
n0
,

xt11 ; :::; x
t1
n1
, xt21 ; :::; x

t2
n2
, :::, xtK1 ; :::; x

tK
nK
, independentes, representando o logaritmo dos níveis

de expressão do gene na situação de controle (t0), tratamento 1 (t1) e sucessivamente até

a situação de tratamento K (tK). Ou seja,

- xt01 ; :::; x
t0
n0
: representa as n0 medidas dos níveis de expressão para o g-ésimo gene sob

a condição de controle (t0);

- xt11 ; :::; x
t1
n1
: representa as n1 medidas dos níveis de expressão para o g-ésimo gene sob

a condição de tratamento 1 (t1);
...

...
...

- xtK1 ; :::; x
tK
nK
: representa as nK medidas dos níveis de expressão para o g-ésimo gene

sob a condição de tratamento K (tK).

Como mencionado anteriormente, consideramos que o logaritmo das medidas dos

níveis de expressão observados para um gene g, em cada uma das situações tk, para
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k = 0; 1; :::; K, como sendo gerados de uma distribuição normal. Logo,

xt01 ; :::; x
t0
n0

s N(�t0 ; �
2
t0
)

xt11 ; :::; x
t1
n1

s N(�t1 ; �
2
t1
)

...

xtK1 ; :::; x
tK
nK

s N(�tK ; �
2
tK
)

com os genes sendo tratados independentementes.

Considere �xgt0 ; �xgt1 ; :::; �xgtK , para g = 1; 2; :::; G, onde

- �xgt0: média das medidas dos níveis de expressão observados para o g-ésimo gene na

situação de controle (t0),

- �xgt1: média das medidas dos níveis de expressão observados para o g-ésimo gene na

situação de tratamento 1 (t1),
...

...
...

- �xgtK : média das medidas dos níveis de expressão observados para o g-ésimo gene na

situação de tratamento K (tK).

Logo,

�xgt0 s N

�
�t0 ;

�2t0
n0

�
�xgt1 s N

�
�t1 ;

�2t1
n1

�
...

�xgtK s N

�
�tK ;

�2tK
nK

�

isto é, como conseqüência da suposição de que as variáveis observáveis, xtk1 ; :::; x
tk
nk
, são

geradas segundo uma distribuição normal com média �tk e variância �
2
tk
, temos que suas

respectivas médias amostrais são geradas segundo uma distribuição normal com mesma

média populacional e variância
�2tk
nk
, para k = 0; 1; 2; :::; K.

Considerar se há ou não evidências para níveis de expressão diferentes para um de-

terminado gene g, equivale a considerar se a média observada, �xgtk na condição de trata-

mento tk, para k = 1; 2; :::; K, é gerada ou não da mesma distribuição de probabilidades,
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N
�
�t0 ;

�2tk
nk

�
da média �xgt0 das observações de controle t0.

Para isso, como em (4.29), assumimos que

�xgtk j�gtk ; �
2
gtk

s N

�
�gtk ;

�2gtk
nk

�
(4.33)

�gtk ; �
2
gtk
jG s G

GjM;G0 s PD (MG0)

com

M = c, G0(�gtk j�
2
gtk
) = N

�
0;
�2gtk
nk�

�
, G0(�2gtk) = IG

�
�

2
;
�

2

�
e portanto

G0(�gtk ; �
2
gtk
) = N

�
0;
�2gtk
nk�

�
IG

�
�

2
;
�

2

�
e

g0(�gtk ; �
2
gtk
) = f

N

 
0;
�2gtk
nk�

! ��gtk� fIG(�2 ;�2 ) ��2gtk� .
As distribuições condicionais de �gtk ; �

2
gtk
, como em (4.30), são dadas por:

�
�gtk ; �

2
gtk
j��gtk ; �

2
�gtk ; �xgtk ;M;G0

�8>><>>:
=

�
�gtj ; �

2
gtj

�
, com prob. bf

N

 
�gtj ;

�2gtj
nj

! (�xgtk)
s P

�
�gtk ; �

2
gtk
jygtk

�
, com prob. bMf

t�
�
0;
�(�+1)
��nk

� (�xgtk)
(4.34)

com

P
�
�gtk ; �

2
gtk
j�xgtk

�
= P

�
�gtk j�

2
gtk
; �xgtk

�
P
�
�2gtk j�xgtk

�
onde

P
�
�gtk j�

2
gtk
; �xgtk

�
= N

�
�xgtk
�+ 1

;
�2gtk

nk (�+ 1)

�
,

P
�
�2gtk j�xgtk

�
= IG

�
�+ 2

2
;
� (�+ 1) + nk��x

2
gtk

2 (�+ 1)

�

e

b =

0BB@Mft��0;�(�+1)��nk

� (�xgtk) +
KX
j=1
j 6=k

f
N

 
�gtj ;

�2gtj
nj

! (�xgtk)
1CCA
�1
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para k = 0; 1; 2; :::; K e j 6= k.

Para fazermos inferências sobre os possíveis genes que apresentam ou não evidências

para diferença, utilizamos o método Gibbs Sampling, como descrito em (4.31) e (4.32) e

nos baseamos na proporção de vezes que o modelo MPD considerou �xgtk e �xgt0 como sendo

gerados ou não de uma mesma distribuição normal. Isto é nos baseamos na proporção

de vezes que o modelo MPD considerou
�
�tk ; �

2
tk

�
=
�
�t0 ; �

2
t0

�
, k = 1; 2; :::; K. Se esta

proporção for maior que a proporção de vezes que um novo valor foi gerado da distribuição

a posteriori, P
�
�gtk ; �

2
gtk
j�xgtk

�
, então decidiremos pela não evidência para diferença, caso

contrário decidiremos pela evidência para diferença.

4.5.1 Simulação

Desenvolvemos para o modelo MPD, o mesmo estudo de simulação realizado para

o teste t, para o fator de Bayes e para o critério DIC, com o objetivo de veri�car seu

comportamento na detecção de genes com evidências para níveis de expressão diferentes,

quando consideramos diferentes afastamentos na média e/ou na variância das observações

de tratamento com relação às observações de controle.

Os hiperparâmetros utilizados foram selecionados de forma a obtermos distribuições a

priori pouco informativas. Para isto, utilizamos M = 1; � = 0; 01; � = 2 e � = 2; � = 1

e � = 0; 5.

Os diferentes valores para � foram utilizados para veri�carmos a sensibilidade do

modelo MPD na detecção dos genes com evidências para diferença com relação a escolha

dos hiperparâmetros. Para cada valor de �, temos as distribuições condicionais dadas

como em (4.34).

Para aplicação do método Gibbs Sampling, geramos 10000 amostras das distribuições

condicionais (4.34), para cada um dos 1000 genes (simulados) e cada valor de � e calcu-

lamos as proporções de vezes que os parâmetros
�
�tk ; �

2
tk

�
e
�
�t0 ; �

2
t0

�
foram considerados

iguais e proporção de vezes que novos valores foram gerados da distribuição a posteriori,

P
�
�gtk ; �

2
gtk
j�xgtk

�
, e decidimos pela presença de evidências para diferença ou não, para

k = 1; 2; :::K.

As Tabelas 18, 19 e 20 mostram as quantidades de genes (simulados) detectados com

evidências para níveis de expressão diferentes pelo modelo MPD, respectivamente para
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� = 2; � = 1 e � = 0; 5, para cada variação � e  (ou ambos) considerados. Cada linha

mostra as quantidades de genes (simulados) detectados com evidências para diferença com

 �xo e � variando. Cada coluna mostra as quantidades de genes (simulados) detectados

com evidências para diferença com � �xo e  variando.

Para  �xo, cada linha das Tabelas 18, 19 e 20, e a partir de � = 0, aumentando ou

diminuindo o valor de �, o modelo MPD, para os valores de � utilizados, detecta uma

quantidade maior de genes com evidências para níveis de expressão diferentes do que a

variação � anterior. Ou seja, o modelo MPD é sensível a variação na média, detectando

os genes com evidências para níveis de expressão diferentes.

Para � = �0; 8 ou � = �1 �xo, cada coluna das Tabelas 18 e 19, aumentando o valor

de , o modelo MPD detecta uma quantidade menor de genes com evidências para níveis

de expressão diferentes do que a variação  anterior. O mesmo acontecendo na Tabela 20

(� = 0; 5), com exceção de � = 0. Esta característica do modelo MPD já era esperada,

pois a modelagem (4.33) utilizada, leva em consideração apenas a modelagem das médias

de controle e de tratamento.

A Tabela 21 mostra uma estatística descritiva de 10:000 valores gerados (utilizando a

linguagem R) das distribuições a priori para a variância, IG
�
�
2
; �
2

�
com � = 2 e � = 2,

� = 1 e � = 0; 5. Dos 10:000 valores gerados com � = 2, a média dos valores é 11,599 e

a variância 48064,5. Para � = 1 a média dos valores é 5,799 e a variância 12016,1 e para

� = 0; 5 a média dos valores é 2,899 e a variância 3004,4. Ou seja, as três distribuição

a priori para a variância estão sendo pouco informativas, pois as variâncias dos valores

gerados são todas "altas".

A medida que diminuímos o valor de �, isto é, temos informação a priori, o modelo

MPD detecta uma quantidade maior de genes com evidências para diferença (ver Tabelas

19, 19 e 20). Isto justi�ca o fato de os valores das colunas (ou linha) da Tabela 18 serem

menores que os respectivos valores da Tabela 19, que é menor que os respectivos valores

da Tabela 20.

Assim, temos que para distribuições a priori não informativas, tais como IG(1; 1), o

modelo MPD pode ser in�uenciado a não detectar genes com evidências para diferença,

quando há uma diferença presente na média e/ou variância das medidas de tratamento

com relação as medidas de controle. Logo, mesmo para distribuições a priori pouco
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informativas, devemos ter certa atenção para de�nirmos os valores dos hiperparâmetros

para obtermos resultados satisfatórios. Se possível devemos nos basear na opinião de um

especialista da área genética para de�nirmos estes valores.

A sensibilidade do modelo MPD, com relação aos hiperparâmetros, é justi�cada pelo

fato do algoritmo Gibbs Sampling descrito "depender" da geração de um melhor valor

para substituir o presente valor da cadeia de Markov. Isto é, se um valor melhor demora

para ser gerado, o algoritmo terá uma alta taxa de aceitação e automaticamente uma

baixa taxa de geração de novos valores das distribuições a posteriori e consequentemente

o gene será detectado sem evidência para diferença.

Logo, se temos informação (obtida da opinião de um especialista ou através de métodos

empíricos) para de�nirmos os valores dos hiperparâmetros, temos uma amostragem mais

e�ciente e melhores resultados com relação à detecção de genes com evidências para

diferença.

Assim, acreditamos que a utilização do modelo MPD, comparado ao teste t, fator

de Bayes e critério DIC, forneça um acréscimo de qualidade na detecção dos genes com

evidências para diferença, com relação aos detectados pelo teste t e que a diferença de

seleção de genes entre o modelo MPD e o fator de Bayes e o critério DIC, está na detecção

de evidências para níveis de expressão diferentes com relação à variação na variância das

medidas de tratamento com relação as medidas de controle, presente nas aplicações do

fator de Bayes e do critério DIC.

Tabela 18: Quantidades detectadas com evidência para diferença, com � = 2.

�

 -1,0 -0,8 -0,5 0,0 0,5 0,8 1,0

0,25 998 898 162 0 196 918 998

1 994 861 195 0 226 904 994

4 952 783 275 03 292 800 970

9 880 710 340 25 353 737 913

16 821 668 382 93 384 682 854
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Tabela 19: Quantidades detectadas com evidência para diferença, com � = 1.

�

 -1,0 -0,8 -0,5 0,0 0,5 0,8 1,0

0,25 1000 990 424 0 437 997 1000

1 1000 975 437 0 447 981 1000

4 991 891 469 08 469 925 994

9 946 817 471 66 478 849 956

16 895 761 478 161 479 783 914

Tabela 20: Quantidades detectadas com evidência para diferença, com � = 0; 5.

�

 -1,0 -0,8 -0,5 0,0 0,5 0,8 1,0

0,25 1000 1000 744 0 771 1000 1000

1 1000 997 710 01 727 999 1000

4 999 965 655 34 641 974 998

9 979 899 607 140 591 912 983

16 932 827 586 256 583 858 941

Tabela 21: Estatística descritiva dos valores gerados da distribuições a priori.

Valor � D. a priori Min Média Var Q. 0,25 Med. Q. 0,75 Max

� = 2 IG( (1; 1) 0,112 11,599 48064,5 0,713 1,448 3,482 15472,9

� = 1 IG (1; 0; 5) 0,056 5,799 12016,1 0,357 0,724 1,741 7736,4

� = 0; 5 IG (1; 0; 25) 0,028 2,899 3004,4 0,178 0,3620 0,871 3868,3

4.5.2 Aplicação

Aplicamos a modelagem (4.33), no experimento realizado com as células da bactéria

Escherichia Coli com relação aos padrões IHF+ e IHF�, já utilizado na aplicação do

teste t, do fator de Bayes e do critério DIC.

Como citado anteriormente, dispomos de 434 genes e uma condição de tratamento.

Ou seja, g = 1; 2; :::; 434 e k = 0; 1. Para cada um dos genes temos cinco medidas de

níveis de expressão para a situação de controle (t0) e cinco medidas de níveis de expressão
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para a situação de tratamento (t1). Isto é,

- xt01 ; :::; x
t0
5 : representa as 5 medidas dos níveis de expressão para o g-ésimo gene sob

a situação de controle (t0),

- xt11 ; :::; x
t1
5 : representa as 5 medidas dos níveis de expressão para o g-ésimo gene sob

a situação de tratamento (t1),

- �xgt0: média dos níveis de expressão do g-ésimo gene na situação de controle (t0),

- �xgt1: média dos níveis de expressão do g-ésimo gene na situação de tratamento (t1).

Os hiperparâmetros utilizados, foram os mesmos utilizados na simulação. Para cada

valor de �, temos as distribuições condicionais, dadas como em (4.34).

De�nidas as distribuições condicionais, aplicamos o método Gibbs Sampling como em

(4.31) e (4.32). Para cada um dos genes g, g = 1; 2; :::; 434, e cada valor de �, geramos

30000 amostras das distribuições condicionais (4.34). Não analisamos convergência pois

não estamos interessados na estimação dos parâmetros
�
�gtk ; �

2
gtk

�
das medidas dos genes

g, mas sim na proporção de vezes que o modelo MPD considerou �xgt1 e �xgt0 como sendo

gerados de uma mesma distribuição normal durante as p = 30000 seqüências geradas pelo

método Gibbs Sampling. Isto é, estamos interessados na proporção de vezes que o modelo

MPD considerou
�
�tk ; �

2
tk

�
=
�
�t0 ; �

2
t0

�
durante as p = 30000 seqüências geradas pelo

método Gibbs Sampling,

As Figuras 12, 13 e 14 mostram as médias controle e tratamento para cada um dos

genes g, g = 1; 2; :::; 434, destacando os genes g detectados com evidência para níveis de

expressão diferentes. Nestas Figuras os pontos � indicam os genes que não foram detec-

tados com evidências para diferença e os sinais + indicam os genes que foram detectados

com evidências para diferença.

Para � = 2; distribuição a priori IG (1; 1) para a variância, 5 genes foram detectados

com evidências para níveis de expressão diferentes (Figura 12).

Para � = 1; distribuição a priori IG(1; 0; 5) para a variância, 13 genes foram detecta-

dos com evidência para níveis de expressão diferentes (Figura 13).

Para � = 0; 5, distribuição a priori IG(1; 0; 25) para a variância, 23 genes foram

detectados com evidência para níveis de expressão diferentes (Figura 14).

Como as variâncias das medidas dos níveis de expressão dos genes das células da

bactéria Escherichia Coli são todas altamente concentradas no intervalo (0;0,3), podemos
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veri�car pelos valores da Tabela 21 que todas as três distribuições a priori utilizadas

são pouco informativas, o que também pode ser observado pela Figura 15 que mostra as

densidades empíricas das variâncias controle e tratamento e as densidades das distribuições

a priori utilizadas. Para a distribuição a priori para a variância IG(1; 1) , somente 325

(3,25%) dos valores gerados são menores que 0,3. Ou seja, a utilização desta distribuição

a priori está sendo muito pouco informativa para a utilização, pois poucos valores gerados

pertencem ao domínio dos valores observados para a variância. Para os outros valores de

�, � = 1 e � = 0; 5, 19,15% e 43,59%, respectivamente, dos valores gerados são menores

que 0,3. Isto é, os valores obtidos com estas duas distribuições a priori, IG(1; 0; 5) e

IG(1; 0; 25), são mais indicados para aplicação aos dados da bactéria, o que re�ete nos

resultados obtidos, como pode ser observado nas Figuras 13 e 14.

Como citado na simulação, o modelo MPD é sensível a escolha dos hiperparâmetros

das distribuições a priori, levando a diferentes conclusões, ou seja, a escolha de diferentes

genes g com evidências para níveis de expressão diferentes. Esta sensibilidade é justi�-

cada pelo fato do algoritmo Gibbs Sampling descrito para o modelo MPD "depender"da

geração de um melhor valor para substituir o presente valor da cadeia de Markov. Dessa

forma, mesmo para distribuições a priori não informativas devemos ter certa atenção para

de�nirmos os valores dos hiperparâmetros para obtermos resultados satisfatórios. Para

de�nir os valores dos hiperparâmetros de forma adequada podemos nos basear na opinião

de um especialista ou utilizar métodos empíricos (ver, Efron et al., 2001 ou Dahl, 2002).

Para distribuições a priori não informativas de�nidas de forma coerente, tais como

IG(1; 0; 5) ou IG (1; 0; 25) para a variância, o modelo MPD detecta evidências para difer-

ença quando a variação está presente na média ou presente na média e na variância das

medidas de tratamento com relação às medidas de controle. Um exemplo, é o gene 277,

que como já mencionado anteriormente possui uma diferença presente tanto na média

quanto na variância, das medidas de tratamento com relação às medidas de controle.

Porém quando a diferença está presente somente na variância, das medidas de tratamento

com relação as medidas de controle, o modelo MPD não detecta a evidência. Um exem-

plo é o gene 323 que apresenta diferença apenas com relação às variâncias (ver Figura

15). Isto justi�ca o fato de o modelo MPD ter detectado apenas os genes com média de

tratamento e de controle distante da reta y = x (ver Figuras 13, 14 e 15).
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A medida que temos informação a priori (diminuímos o valor de �) o modelo MPD

detecta uma quantidade maior de genes com evidências para diferença. Porém de uma

forma coerente, detectando apenas os genes com média de controle e de tratamento mais

distantes da reta y = x.

Comparando os resultados obtidos com a aplicação do modelo MPD com os obtidos

com a aplicação do teste t, do fator de Bayes e do critério DIC, temos que:

- Os genes 84, 134, 179, 248, 360, 376 e 383 foram detectados pelo modelo MPD e pelo

teste t (ver Tabelas 2 e 22 );

- Dos 23 genes detectados pelo modelo MPD, os genes 84, 223, e 360 não foram

detectados pelo fator de Bayes e os genes 84, 223, 332, 360 e 376 não foram detectados

pelo critério DIC (ver Tabelas 8, 12 e 22).

- Os genes 134, 179, 248 e 383 foram detectados pelos quatro métodos (ver Tabelas 2,

8, 12 e 22);

Assim, se temos informação para de�nirmos os valores dos hiperparâmetros, acredita-

mos que a utilização do modelo MPD, ofereça um acréscimo de qualidade na detecção de

genes com evidências para diferença com relação a utilização do teste t descrito no Capí-

tulo 2. Pois os genes com média de controle e de tratamento mais distantes da reta y = x

foram detectados com evidências para diferença, o que não acontece com a aplicação do

teste t.

Figura 12: Médias e variâncias controle e tratamento, com � = 2.
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Figura 13: Médias e variâncias controle e tratamento, com � = 1.

Figura 14: Médias e variâncias controle e tratamento, com � = 0; 5.

Figura 15: Densidades das variâncias controle e tratamentos e densidades a priori.
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A Tabela 22, mostra as médias e variâncias controle e tratamento e a numeração

dos 23 genes detectados com evidências para diferença nos níveis de expressão quando

utilizamos � = 0; 5. Os genes indicados com * são os detectados quando utilizamos � = 1

e os indicados com � são os detectados quando � = 2.

Tabela 22: Genes detectados com evidências para níveis de expressão diferentes.

Gene Média controle Var controle Média tratamento Var tratamento

83 0,1393 0,3084 -0,3253 0,0628

84 -0,0359 0,0792 -0,4785 0,0473

�121 0,0064 0,1121 0,5560 0,5337

133 0,3939 0,3811 -0,1173 0,0470

�134 0,2603 0,2152 -0,3331 0,0567

156 0,1278 0,2814 -0,3109 0,2470

�
�179 0,0705 0,1365 -0,5547 0,3277

193 0,1781 0,2976 -0,2767 0,0573

�201 0,1650 0,3507 -0,4115 0,1697

223 -0,0577 0,0563 -0,3796 0,1734

�247 0,4787 0,1960 -0,0782 0,5741

�248 0,2133 0,1489 -0,3095 0,0939

�
�251 -0,4292 1,4075 0,4018 0,3153

�256 -0,0271 0,0454 0,5082 0,4225

�277 0,1144 0,1010 0,6958 0,8571

�
�324 -0,0886 0,0066 0,6860 0,9007

332 -0,1419 0,0071 0,3220 0,2635

360 0,2449 0,1277 -0,1841 0,0318

�256 -0,0271 0,0454 0,5082 0,4225

�277 0,1144 0,1010 0,6958 0,8571

�
�324 -0,0886 0,0066 0,6860 0,9007

332 -0,1419 0,0071 0,3220 0,2635

360 0,2449 0,1277 -0,1841 0,0318

376 0,2174 0,0490 -0,2458 0,1899
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Gene Média controle Var controle Média tratamento Var tratamento

�
�383 0,2599 0,0903 -0,4787 0,1561

�385 0,2114 0,7492 -0,3441 0,4202

415 0,2706 0,3514 -0,2245 0,1032

�
�417 -0,2840 0,5785 0,4681 0,3519



Capítulo 5

Modelo com mistura in�nita

Os modelos bayesianos, baseados em modelos com mistura de distribuições formam

uma classe de modelos estatísticos que são aplicados quando observações podem vir de

mais de uma distribuição de probabilidades. Este tipo de modelagem está sendo utilizado

em diversas áreas, especialmente devido à formulação de novos algoritmos computacionais

e pela forma natural de interpretar as diferentes situações em que o experimento é rea-

lizado.

Uma questão importante neste tipo de análise é a de�nição do número de componentes

k da mistura.

Neste Capítulo descrevemos o modelo com mistura �nita, k < 1, e em seguida des-

crevemos uma modelagem equivalente ao modelo de misturas de processo Dirichlet, con-

siderando um modelo com mistura de distribuições com o número de componentes k

tendendo para o in�nito, k ! 1. Aplicamos esta modelagem na análise da expressão

gênica com o objetivo de identi�car grupos de genes com níveis de expressão similares.

5.1 Introdução

Seja y = (y1; y2; :::; yn) uma amostra observada de tamanho n de um vetor aleatório

Y = (Y1; Y2; :::; Yn) proveniente de uma população com k sub-populações (componentes),

com função densidade de probabilidade, no caso da variável assumir valores contínuos,

ou função de probabilidade no caso da variável assumir valores discretos, f (yij�j), para

i = 1; 2; :::; n e j = 1; 2; :::; k com k <1. Isto é, y = (y1; y2; :::; yn) é uma amostra obtida
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de uma mistura �nita de distribuições, com função densidade ou de probabilidade dada

por

p (yj�) =
kX
j=1

wjf (yij�j) (5.1)

onde � = (�1; �2; :::; �k) é o vetor de parâmetros, f (yij�j) é a densidade da j-ésima com-

ponente com parâmetro(s) �j e w = (w1; w2; :::; wk) são as proporções associadas as com-

ponentes da mistura, com 0 < wj < 1, sujeito a restrição
kX
j=1

wj = 1, para i = 1; 2; :::; n,

j = 1; 2; :::; k e k <1.

Logo, temos que a função de verossimilhança é dada por

L (�jy) =
nY
i=1

p (yij�) =
nY
i=1

kX
j=1

wjf (yij�j) : (5.2)

Note que, pela função de verossimilhança, dada uma observação yi não identi�camos

previamente de qual componente esta observação é proveniente. Ou seja, uma questão

sobre a utilização de um modelo com mistura, e a respeito da classi�cação, isto é, da

determinação da componente geradora da observação yi, para i = 1; 2; :::; n.

Esta classi�cação é explicada por Diebolt e Robert (1994), como sendo uma estrutura

"oculta", onde cada observação é associada a um indicador não observado que indica de

qual componente a observação foi gerada e a�rmam que o modelo com mistura como em

(5.1) pode ser escrito em termos desta estrutura "oculta". Isto é possível, se introduzimos

um vetor de variáveis latentes Z = (Z1; Z2; :::; Zn) tal que, cada variável latente Zi =

(Zi1; Zi2; :::; Zik), i = 1; 2; :::; n, tem dimensionalidade k e indica a componente geradora

da observação yi da seguinte forma

Zij =

8<: 1, se a observação yi é gerada pela componente j

0, caso contrário
, (5.3)

com Zi sujeita a restição
kX
j=1

Zij = 1, para i = 1; 2; :::; n.

Dessa forma, considerando Y e Z independentes, a função de verossimilhança (5.2)
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pode ser escrita como

L (�jy; z) =
nY
i=1

kY
j=1

[wjf (yij�j)]zij ,

ou seja, a introdução do conjunto de variáveis latentes Z simpli�ca a função de verossi-

milhança.

Utilizando a abordagem bayesiana, dada a distribuição a priori para o(s) parâmetro(s)

�j das componente, temos uma simpli�cação da distribuição a posteriori e do desenvolvi-

mento das análises.

O interesse agora é veri�car de qual distribuição de probabilidades a variável aleatória

Yi é proveniente, através de Zi, i = 1; 2; :::; n. Uma maneira de identi�car a origem de

Yi, através de Zi, e de estimar os coe�ciente w1; w2; :::wk e os parâmetros �1; �2; :::; �k

das componentes, utilizando as observações y = (y1; y2; :::; yn), é através da utilização de

métodos iterativos tais como o método Gibbs sampling (ver Gelfand e Smith, 1990), o

método Metropolis Hastings (ver Hastings, 1970 ) e o algoritmo EM (ver, por exemplo,

Celeux e Diebolt, 1985).

5.2 Modelo equivalente ao modelo MPD

Utilizando o modelo com mistura em (5.1), podemos obter um modelo equivalente

ao modelo de misturas de processos Dirichlet, considerando:

- � = (�1; �2; :::; �k) um conjunto de "grupos latentes" composto por observações

similares, de forma que as observações pertencentes ao "grupo latente" �j é modelada por

uma densidade comum f(�j), para j = 1; 2; :::; k. Isto é, cada "grupo latente" é composto

por observações geradas de uma mesma distribuição de probabilidades;

- Z = (Z1; Z2; :::; Zn) um conjunto de variáveis latentes, tal que cada Zi = (Zi1; Zi2; :::Zik)

tem dimensionalidade k e indica o "grupo latente" que a observação yi pertence, da

seguinte forma

Zij =

8<: 1, se a observação yi pertence ao "grupo latente" �j

0, caso contrário
,

com nj representando a quantidade de observações pertencentes ao "grupo latente" �j,
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para i = 1; 2; :::; n e j = 1; 2; :::; k;

- e considerando a seguinte modelagem hierárquica

yijc; �; �j s f (�j) (5.4)

Z1; Z2; :::; Znjw1; w2; :::; wk s Multinomial (1;w1; w2; :::; wk)

�j s G0

w1; w2; :::; wk s Dirichlet

�
M

k
;
M

k
; :::;

M

k

�

com o número de componentes k da mistura tendendo para o in�nito, k ! 1, onde G0
é uma distribuição paramétrica especi�cada, conhecida, com densidade g0 e M é uma

constante conhecida (como de�nida na seção 4.3), para j = 1; 2; :::; k e k !1.

Portanto de (5.4) temos que dadas as proporções associadas as componentes da mis-

tura, a distribuição a priori para as variáveis latentes é dada por uma distribuição multino-

mial. Para as proporções w1; w2; :::; wk associadas às componentes é considerada uma

distribuição a priori usual Dirichlet, com parâmetros M
k
, que é aproximadamente zero

quando k ! 1. Para o(s) parâmetro(s) �j de cada componente associada as obser-

vações de um "grupo latente", é considerada uma distribuição a prior i G0, conhecida,

para j = 1; 2; :::; k e k !1.

MacEachern e Müller (1998) chamam cada "grupo latente" �j de cluster, devido �j

formar um "aglomerado" ou um "cluster" de observações similares.

Dessa forma, temos que com a modelagem (5.4) cada "grupo latente" �j determina um

cluster de observações similares. Com cada cluster sendo modelado por uma densidade

comum f com parâmetro(s) �j. Com isso, clusters de observações similares e observações

que não são similares com qualquer outra observação são facilmente detectadas.

De modo a facilitar a demonstração da equivalência entre (5.4) com o modelo de mis-

turas de processo Dirichlet em (4.16) e viabilizar o desenvolvimento de um procedimento

de simulação, considere k <1 e c = (c1; c2; :::; cn) um conjunto de variáveis indicadoras,

tal que

ci =

8<: j, se a variável latente Zij = 1

0, caso contrário
,

isto é, ci = j indica que a observação yi pertence ao cluster �j, com nj representando
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a quantidade de observações pertencentes ao cluster �j (ou a quantidade de ci�s = j),

para j = 1; 2; :::; k. Sendo necessário escrever a probabilidade a priori para ci dado

c1; c2; :::; ci�1, para i = 1; 2; :::; n.

Dessa forma, temos que

P (w1; w2; :::; wkjc1; c2; :::; cn) /
kY
j=1

w
nj
j

kY
j=1

w
M
k
�1

j /
kY
j=1

w
nj+

M
k
�1

j (5.5)

= Dirichlet

�
n1 +

M

k
; n2 +

M

k
; :::; nk +

M

k

�
:

A probabilidade de uma nova observação yn+1 pertencer ao cluster �j dado o cluster

das n primeiras observações, isto é, a probabilidade da variável indicadora cn+1 ser igual

a j, cn+1 = j, dado o valor das n primeiras variáveis indicadoras, é dado por

P (cn+1 = jjc1; :::; cn) =

Z
w

P (cn+1 = jjw1; :::; wk)P (w1; :::; wkjc1; :::; cn) dw (5.6)

=

Z
w

wjP (w1; w2; :::; wkjc1; c2; :::; cn) dw

=

Z
w

wjDirichlet

�
n1 +

M

k
; n2 +

M

k
; :::; nk +

M

k

�
dw

= E (wj)

=
nj +

M
k

M + n

para j = 1; 2; :::; k e k <1.

Note que (5.6) é obtida marginalizando sobre w = (w1; w2; :::; wk).

Por analogia com (5.6), temos que a probabilidade condicional de ci dado c1; c2; :::; ci�1

é dada por

P (ci = jjc1; c2; :::; ci�1) =
nj +

M
k

M + i� 1 (5.7)

para i = 1; 2; :::; n e j = 1; 2; :::; i� 1.

Considerando agora (5.7) com o número de componente k tendendo para o in�nito,

k !1, temos que

P (ci = jjc1; c2; :::; ci�1) =
nj

M + i� 1 (5.8)

para i = 1; 2; :::; n e j = 1; 2; :::; i� 1.
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A probabilidade de ci 6= j, é dada por

P (ci 6= jjc1; c2; :::; ci�1) = 1�
i�1X
j=1

nj
M + i� 1 (5.9)

= 1� 1

M + i� 1

i�1X
j=1

nj

=

M + i� 1�
i�1X
j=1

nj

M + i� 1

=
M

M + i� 1

ou seja, (5.9) é a probabilidade a priori de yi não pertencer a nenhum dos clusters das i�1

primeiras observações. Sendo necessário a "criação"de um novo cluster para yi associando

a este uma densidade f com parâmetros(s) gerados da distribuição G0, para i = 1; 2; :::; n

e j = 1; 2; :::i� 1.

Em resumo, temos que a probabilidade a priori para ci dado c1; c2; :::; ci�1, com k !

1, é dada por

P (ci = jjc1; c2; :::ci�1) =
nj

M + i� 1 (5.10)

P (ci 6= jjc1; c2; :::; ci�1) =
M

M + i� 1G0

para i = 1; 2; :::; n e j = 1; 2; :::; i� 1.

Assim, temos que (5.10) representa a probabilidade a priori para �1; �2; :::; �k, através

de c = (c1; c2; :::; cn), como sendo uma mistura de distribuições, com uma parte continua,

gerada segundo uma distribuição paramétrica G0 e uma parte discreta, que repete os

valores das componentes anteriores. Com isso, temos que alguns valores de �1; �2; :::; �k

podem ser iguais e cada observação associada a um mesmo �j pertence a um mesmo

cluster é modelada por uma densidade comum f(�j), para j = 1; 2; :::; i� 1.

Portanto, temos que o limite do modelo (5.4) para k !1, é equivalente ao modelo de

misturas de processo Dirichlet em (4.16), devido a correspondência entre as probabilidades

condicionais para �i em (4.17) e (5.10) (ver, MacEachern e Müller, 1998 e Neal 1998).

Como em (4.18), temos que (5.10) condicionado sobre todas variáveis indicadoras in-
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dexadas de 1 a n exceto a i-ésima (denotamos este vetor por c�1 = (c1; c2; :::; ci�1; ci+1; :::; cn)),

é dada por

P (ci = jjc�i) =
n�i;j

M + n� 1 (5.11)

P (ci 6= jjc�i) =
M

M + n� 1G0

onde n�i;j é a quantidade de ci�, para i� 6= i, que são iguais a j (ci�= j), para i = 1; 2; :::; n

e j = 1; 2; :::; k e k !1.

Como feito em (4.21), combinando (5.11) com a função de verossimilhança L(�jjyi) =

f (yij�j) (baseada apenas na observação yi, isto é, a função de verossimilhança e o valor

da densidade f com parâmetro(s) �j no ponto yi) temos que a probabilidade condicional

de ci dado c�i, é dada por

P (ci = jjc�i) = b
n�i;j

M + n� 1f (yij�j) (5.12)

P (ci 6= jjc�i) = b
M

M + n� 1q0iP (�jjyi)

onde,

q0i =

Z
g0(�j)f (�j) d�j, (5.13)

e

P (�jjyi) =
g0(�j)f (yij�j)Z
g0(�j)f (yij�j) d�j

/ g0(�j)f (yij�j) (5.14)

é a distribuição a posteriori de �j dado que ci 6= j e yi, e

b =

�
Mq0i + n�i;jf (yij�j)

M + n� 1

��1
(5.15)

é a constante normalizadora apropriada, para i = 1; 2; :::; n, j = 1; 2; :::; k e k !1.

De�nidas as probabilidades condicionais de cijc�i; yi, temos que dado os valores de

c = (c1; c2; :::; cn), temos formado uma estrutura de clusters �1; �2; ::: de observações

similares. Para cada cluster �j temos uma função de verossimilhança associada, que é
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dada por

L
�
�jjy�j

�
=

njY
i=1

f
�
y�j j�j

�
(5.16)

onde y�j =

0@y1
�j

; y2
�j

; :::; ynj
�j

1A representa as nj observações pertencentes ao cluster �j,

j = 1; 2; :::; k e k !1.

Dessa forma, temos que a distribuição a posteriori do(s) parâmetro(s) �j da dis-

tribuição de probabilidades associada ao cluster �j dado as observações y�j , é dada por

P
�
�jjy�j

�
/ L

�
�jjy�j

�
g0(�j). (5.17)

De�nidas as probabilidades condicionais de cijc�i; yi e a distribuição a posteriori dos

parâmetros associados a cada cluster formado, dado os valores de c1; c2; :::; cn, é proveitoso

deduzir um método de amostragem para o modelo com mistura in�nita equivalente ao

modelo MPD.

5.2.1 Gibbs Sampling para modelos conjugados

Quando k tende para o in�nito, k ! 1, não podemos representar explicitamente

o número in�nito de clusters �j, j = 1; 2; :::. Dessa forma, para viabilizar o método

representamos somente os �j que são associados a pelo menos uma observação (ver Neal,

1998). Isto é, fazemos j = 1; 2; :::; k�, onde k� e a quantidade de clusters associado a pelo

menos uma observação. Dessa forma a amostragem se torna equivalente a amostragem

de um modelo com mistura �nita de distribuições.

Como mencionado na seção 4.4, se as densidades f e g0 são conjugadas a integração

envolvida no cálculo de q0i pode ser feita analiticamente e a amostragem de �i se torna

computacionalmente fácil. Logo, podemos utilizar o método Gibbs sampling para se obter

amostras das distribuições condicionais de �i, para i = 1; 2; :::; n, como descrito a seguir:

Algoritmo 2: Considere um estado da cadeia de Markov consistindo de c1; c2; :::; cn e

� =
�
�j : j 2 f1; 2; :::; k�g

�
. Repetidamente amostre como a seguir, até obter convergência

para o número de componentes k� e para os parâmetros das distribuições associadas aos

clusters:
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- Tire um valor para cijc�i; yi com probabilidades de�nidas pela equação (5.12);

i) se o valor de ci é associado a algum cluster já presente no estado da cadeia

de Markov, então para todo c = (c1; c2; :::; cn) e j 2 f1; 2; :::; k�g tal que ci = j, gere um

valor para �jjy�j de sua distribuição a posteriori como em (5.17), para i = 1; 2; :::; n;

ii) se o valor de ci não é associado a nenhum dos j clusters das outras observações,

para j = 1; 2; :::; k�, faça k� = k�+1 e crie um novo cluster para yi associando a este uma

distribuição de probabilidades com parâmetro(s) �k� gerados da distribuição a posteriori

P (�k�jyi), como em (5.14). Adicione esta nova componente ao estado da cadeia deMarkov.

iii) se algum cluster �j, j = 1; 2; ::k�, presente no estado da cadeia de Markov

não possuir nenhuma observação, então faça k� = k� � 1 e retire este cluster do estado

da cadeia de Markov.

Este método é utilizado por Bush e MacEachern (1996) e por West, Müller e Escobar

(1994). Como no caso do primeiro método Gibbs sampling descrito (algoritmo 1 - seção

4 do Capítulo 4), esta abordagem se torna viável somente se podemos calcular q0i e

amostrar de P (�jjyi), para i = 1; 2; :::; n, j = 1; 2; :::; k�. Isto geralmente, é possível

quando as densidades f e g0 são conjugadas. Para procedimentos de simulação, onde f e

g0 não são conjugadas ver MacEachern e Müller, 1998 e Neal, 1998.

Como temos n observações, o número de clusters formados pode ser no maximo n,

k� = n, ou seja � = (�1; �2; :::; �n). Dessa forma, sugerimos para facilitar a implementação

do algoritmo 2, considerar o número de componentes k� = n no método Gibbs sampling,

em vez de considerar k� variando (algoritmo 2), e seguir os passos do algoritmo 2.1 abaixo.

Algoritmo 2.1: Considere um estado da cadeia deMarkov consistindo de c1; c2; :::; cn

e � =
�
�j : j 2 f1; 2; :::; ng

�
. Repetidamente amostre como a seguir, até obter convergên-

cia:

� Tire um valor para cijc�i; yi com probabilidades de�nidas pela equação (5.12), ou

seja

Amostre c1 de
�
c1jc2 = cp�12 ; c3 = c

p�1
3 ; :::; cn = c

p�1
n

�
Amostre c2 de

�
c2jc1 = cp1; c3 = c

p�1
3 ; :::; cn = c

p�1
n

�
...

...
...

Amostre cn de
�
cnjc1 = cp1; c2 = c

p
2; :::; cn�1 = c

p
n�1
�
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- Dada a p-ésima seqüência gerada pelo método Gibbs sampling, temos um conjunto

de valores para as variáveis indicadoras cp = (cp1; c
p
2; :::; c

p
n), que podem ser cpi = j para

j = f1; 2; :::; ng ou cpi = n+1 se a observação yi não é associada a nenhum dos n clusters.

Assim:

i) se cpi é associado a algum cluster com pelo menos uma observação, isto é, cpi = j

para algum j 2 f1; 2; :::; ng tal que n�i;j > 0, então yi pertence ao cluster �j, que agora

tem mais uma observação, nj = nj + 1. Atualize �j da distribuição a posteriori como em

(5.17);

ii) se cpi não é associado a nenhum dos n clusters, isto é, c
p
i = n+1, aloque a observação

yi para um cluster que não possui nenhuma observação, ou seja, faça cpi = j para algum

j 2 f1; 2; :::; ng tal que n�i;j = 0. Feito isso, associamos a yi um cluster �j que não

possuía nenhuma observação e agora possui uma, nj = 1, e associamos a este cluster

uma nova distribuição de probabilidades com parâmetros �j gerados da distribuição a

posteriori (5.14);

iii) para os clusters sem nenhuma observação, isto é, nj = 0, gere para o(s) parâmetro(s)

�j, da distribuição de probabilidades associada a este(s) cluter(s), valores da distribuição

a priori G0.

Se P for todas as seqüência gerada pelo procedimento Gibbs sampling, então a obser-

vação yi será associada ao cluster �j se a proporção de vezes que yi foi associado ao cluster

�j for maior que a proporção de vezes que a observação yi foi associado a qualquer outro

cluster ao �nal das P seqüências geradas pelo método Gibbs sampling. Dessa forma, a

convergência para o número de cluster se da pela quantidade de clusters, dentre os n, que

possuem pelo menos uma observação o �nal das P seqüências geradas pelo método Gibbs

sampling.

Caso 3: Modelo com mistura in�nita com variâncias desconhecidas

Para ilustrar a aplicação da modelagem com mistura in�nita que é equivalente ao

modelo MPD e do algoritmo 2.1, consideramos o mesmo procedimento descrito para o caso

2: Variâncias desconhecidas, feita na subseção 4.4. Isto é, consideramos que as observações

y1; y2; :::; yn sejam distribuídas como uma mistura de distribuições normais com médias �i

e variâncias �2i (desconhecidas), isto é yi s N(�i; �2i ), e a seguinte modelagem equivalente
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ao modelo MPD, como em (5.4)

yijc; �; �j; �2j s N
�
�j; �

2
j

�
(5.18)

Z1; Z2; :::; Znjw1; w2; :::; wk s Multinomial (1;w1; w2; :::; wn)

�j; �
2
j jG0 s G0

w1; w2; :::; wn s Dirichlet

�
M

k
;
M

k
; :::;

M

k

�

com

M = a (constante), G0
�
�jj�2j

�
= N

�
0;
�2j
�

�
, G0

�
�2j
�
= IG

�
�

2
;
�

2

�
,

ou seja,

G0
�
�j; �

2
j

�
= N

�
0;
�2j
�

�
IG

�
�

2
;
�

2

�
e g0

�
�j; �

2
j

�
= f

N

 
0;
�2
j
�

! ��j� fIG(�2 ;�2 ) ��2j�

para a, �, � e � conhecidos e �xos, e

ci =

8<: j, se a variável latente Zij = 1

0, caso contrário
,

para i = 1; 2; ::; n e j = 1; 2; :::; k�.

A probabilidade condicional para cijc�i; yi, como em (5.12), é dada por

P (ci = jjc�i) =
n�i;j

M + n� 1fN(�i;�2i ) (yi) (5.19)

P (ci 6= jjc�i) =
M

M + n� 1q0iP
�
�j; �

2
j jyi
�

onde fN(�i;�2i ) (yi) é o valor da densidade da distribuição normal com média �i e variância

�2i no ponto yi, e

qoi = ft�(0;B(�+1)�� ) (yi) (5.20)

é o valor da densidade da distribuição t-Student com média zero, variância B(�+1)
��

e �

graus de liberdade, no ponto yi, e

P
�
�j; �

2
j j; yi

�
= N

�
yi

�+ 1
;
�2j
�+ 1

�
IG

�
�+ 2

2
;
� (�+ 1) + �y2i
2 (�+ 1)

�
(5.21)
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com distribuições condicionais dadas por

P
�
�jj; �2j ; yi

�
= N

�
yi

�+ 1
;
�2j
�+ 1

�
(5.22)

e

P
�
�2j jyi

�
= IG

�
�+ 2

2
;
� (�+ 1) + �y2i
2 (�+ 1)

�
, (5.23)

onde N
�

yi
�+1
;
�2j
�+1

�
e IG

�
�+2
2
;
�(�+1)+�y2i
2(�+1)

�
representam, respectivamente, a distribuição

normal com média yi
�+1

e variância
�2j
�+1

e a distribuição gama inversa com parâmetro

de forma �+2
2
e parâmetro de escala �(�+1)+�y2i

2(�+1)
(ver os cálculos de qoi e P (�ij�2i ; yi) em

caso 2: variâncias desconhecidas, na subseção 4.4.1 da seção 4.4), para i = 1; 2; :::; n e

j = 1; 2; :::; k�.

A constante normalizadora apropriada, como em (5.15), é dada por

b =

 
n�i;jfN(�i;�2i )

(yi) +Mft�(0;B(�+1)�� ) (yi)

M + n� 1

!�1
,

para i = 1; 2; :::; n e j = 1; 2; :::; k�.

Como sugerido no algoritmo 2.1, considerando k� = n, dados os valores de c =

(c1; c2; ::: ; cn) de�nidas como em (4.19), temos as quantidades (n1; n2; :::; nn) pertencentes

aos clusters �1; �2; :::; �n, respectivamente. Para cada cluster �j, como em (4.16), temos

uma função de verossimilhança associada, que é dada por

L
�
�jjy�j

�
=

nJY
i=1

f
�
y�j j�j

�
/
�
�2j
��nj

2 exp

8<:� 1

2�2j

njX
i=1

 
yi
�j

� �j

!29=;
que pode ser escrita sob a forma,

L
�
�jjy�j

�
/
�
�2j
��nj

2 exp

8<:� 1

2�2j

24 �y
�j

� �j

!2
+ (nj � 1) s2

�j

359=; (5.24)

onde y�j =

0@y1
�j

; y2
�j

; :::; ynj
�j

1A representa as nj observações pertencentes ao cluster �j e �y
�j

e

s2
�j
é a média e variância amostral das nj observações do cluster �j, respectivamente, para
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j = 1; 2; :::; n.

Logo, como em (4.17) a distribuição a posteriori dos parâmetros �j; �
2
j , da distribuição

normal associada ao cluster �j dado c = (c1; c2; :::; cn) e as observações y�j , é dada por

P
�
�j; �

2
j jy�j

�
/ L

�
�j; �

2
j jc; �j;y�j

�
g0(�j; �

2
j) (5.25)

/ L
�
�j; �

2
j jc; �j;y�j

�
f
N

 
0;
�2
j
�

! ��j� fIG(�2 ;�2 ) ��2j�

/
�
�2j
��nj

2 exp

8<:� 1

2�2j

24nj  �y
�j

� �j

!2
+ (nj � 1) s2

�j

359=;
�
�2j
�� 1

2 exp

�
� �

2�2j
�2j

��
�2j
��(�2+1) exp�� �

2�2j

�

/ exp

8<:� 1

2�2j

24nj  �y
�j

� �j

!2
+ (nj � 1) s2

�j

35� �

2�2j
�2j

9=;
�
�2j
����+nj+1

2
+1
�
exp

�
� �

2�2j

�

/ exp

8<:� 1

2�2j

24nj  �y
�j

� �j

!2
+ ��2j

359=;
�
�2j
����+nj+1

2
+1
�
exp

�
� �

2�2j
� 1

2�2j
(nj � 1) s2

�j

�
/ exp

(
� 1

2�2j

"
nj

 
�y2

�j

� 2�j �y
�j

+ �2j

!
+ ��2j

#)

�
�2j
����+nj+1

2
+1
�
exp

8<:� �

2�2j
�
(nj � 1) s2

�j

2�2j

9=;
/ exp

(
� 1

2�2j

"
nj�y

2

�j

� 2�jnj �y
�j

+ nj�
2
j + ��

2
j

#)

�
�2j
����+nj+1

2
+1
�
exp

8<:� �

2�2j
�
(nj � 1) s2

�j

2�2j

9=;
/ exp

(
� 1

2�2j

"
(nj + �)�

2
j � 2�jnj �y

�j

#)

�
�2j
����+nj+1

2
+1
�
exp

8><>:� �

2�2j
�
(nj � 1) s2

�j

2�2j
�
nj�y

2

�j

2�2j

9>=>;
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/ exp

8<:�nj + �2�2j

24�2j � 2�j
0@ nj �y

�j

nj + �

1A359=;
�
�2j
����+nj+1

2
+1
�
exp

8><>:� �

2�2j
�
(nj � 1) s2

�j

2�2j
�
nj�y

2

�j

2�2j

9>=>;
/ exp

8><>:� 1

2
�2j
nj+�

24�j �
0@ nj �y

�j

nj + �

1A352
9>=>;

�
�2j
����+nj+1

2
+1
�
exp

8>>>>><>>>>>:
� �

2�2j
�
(nj � 1) s2

�j

2�2j
�
nj�y

2

�j

2�2j
+

 
nj �y
�j

!2
2�2j (nj + �)

9>>>>>=>>>>>;
/ exp

8><>:� 1

2
�2j
nj+�

24�j �
0@ nj �y

�j

nj + �

1A352
9>=>;

�
�2j
����+nj+1

2
+1
�
exp

8><>:� 1

�2j

264� (nj + �) + (nj + �) (nj � 1) s
2

�j
+ nj� �y

�j

2

2 (nj + �)

375
9>=>;

= N

0@ nj �y
�j

nj + �
;
�2j

nj + �

1A IG
0B@�+ nj + 1

2
;

� (nj + �) + (nj + �) (nj � 1) s2
�j
+ nj� �y

�j

2

2 (nj + �)

1CA

onde N

 
nj �y

�j

nj+�
;

�2j
nj+�

!
e IG

 
�+nj+1

2
;
�(nj+�)+(nj+�)(nj�1)s2

�j
+nj� �y

�j

2

2(nj+�)

!
representam, respecti-

vamente, a distribuição normal com média
nj �y

�j

nj+�
e variância

�2j
nj+�

e a distribuição gama

inversa com parâmetro de forma �+nj+1

2
e parâmetro de escala

�(nj+�)+(nj+�)(nj�1)s2
�j
+nj� �y

�j

2

2(nj+�)
,

para i = 1; 2; :::; n e j = 1; 2; :::; n.

As distribuições condicionais utilizadas no método Gibbs Samplig para estimação dos

parâmetros, são dadas por

P
�
�jj�2j ;y�j

�
= N

0@ nj �y
�j

nj + �
;
�2j

nj + �

1A (5.26)
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e

P
�
�2j jy�j

�
= IG

0B@�+ nj + 1
2

;

� (nj + �) + (nj + �) (nj � 1) s2
�j
+ nj� �y

�j

2

2 (nj + �)

1CA (5.27)

para j = 1; 2; :::; n.

De�nido as probabilidades condicionais de cijc�i; yi, e a distribuição a posteriori de

�j; �
2
j jy�j , associado ao cluster �j, inicializamos o método Gibbs sampling fazendo c0i = i,

ou seja, inicialmente cada observação em um cluster, �i = yi e �2i = IG
�
�
2
; �
2

�
, para

i = 1; 2; :::; n, e a p-ésima sequência gerada pelo métodoGibbs sampling é feita da seguinte

maneira,

Amostre c1 de
�
c1jc2 = cp�12 ; c3 = c

p�1
3 ; :::; cn = c

p�1
n

�
(5.28)

Amostre c2 de
�
c2jc1 = cp1; c3 = c

p�1
3 ; :::; cn = c

p�1
n

�
...

...
...

Amostre cn de
�
cnjc1 = cp1,c2 = c

p
2; :::; cn�1 = c

p
n�1
�

com probabilidades de�nidas como em (5.19);

- Dada a p-ésima sequência gerada pelo método Gibbs Samplig, temos um conjunto

de valores para as variáveis indicadoras cp = (cp1; c
p
2; :::; c

p
n), que podem ser cpi = j para

j = f1; 2; :::; ng ou cpi = n+1 se a observação yi não é associada a nenhum dos n clusters.

Assim,

i) se cpi é associado a algum cluster com pelo menos uma observação, isto é, cpi = j

para algum j 2 f1; 2; :::; ng tal que n�i;j > 0, então yi pertence ao cluster �j, que agora

tem mais uma observação, nj = nj + 1. Atualize �j e �
2
j , respectivamente, de (5.26) e

(5.27);

ii) se cpi não é associado a nenhum dos n clusters, isto é, c
p
i = n+1, aloque a observação

yi para um cluster que não possui nenhuma observação, ou seja, faça cpi = j para algum

j 2 f1; 2; :::; ng tal que n�i;j = 0. Feito isso, associamos a yi um cluster �j que não possuía

nenhuma observação e agora possui uma, nj = 1, e associamos a este cluster uma nova
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distribuição normal com parâmetros �j e �
2
j gerados, respectivamente, das distribuições

condicionais (5.22) e (5.23);

iii) Para os clusters sem nenhuma observação, isto é, nj = 0, gere para o(s) parâmetro(s)

�j e �
2
j , da distribuição normal associada a este(s) cluster(s), valores da distribuição a

priori G0, onde

G0
�
�jj�2j

�
= N

�
0;
�2j
�

�
e G0

�
�2j
�
= IG

�
�

2
;
�

2

�

Terminada as p = 1; 2; :::; P sequência gerada pelo procedimento Gibbs sampling, a

observação yi será associada ao cluster �j se a proporção de vezes que yi foi associado ao

cluster �j for maior que a proporção de vezes que a observação yi foi associado aos outros

clusters ao �nal das P seqüências geradas pelo método Gibbs sampling. O número de

cluster formados será exatamente quantidades de clusters, dentre os n, que possuem pelo

menos uma observação ao �nal das P seqüências geradas pelo método Gibbs sampling.

Exemplo: Modelo com mistura in�nita com variâncias desconhecidas

Para o procedimento de simulação, consideramos os mesmos valores gerados na si-

mulação realizada nos exemplos para os casos 1 e 2, descritros na seção 4.4. Isto é,

yi s N (2; 1), para i = 1; 2; 3; 4; 5 e aplicamos a modelagem (5.18), comM = 1 e os hiper-

parâmetros foram escolhidos de forma a termos distribuições a priori pouco informativa,

para isto �zemos � = 0; 01, � = 2 e � = 2.

Como os cinco valores foram gerados de uma mesma distribuição normal, esperamos

que a modelagem com mistura in�nita detecte estes cinco valores como pertencentes a

um mesmo cluster, com parâmetros � e �2 próximos do verdadeiro valor que é 2 e 1,

respectivamente.

As probabilidades condicionais de cijc�i; yi, como em (5.19), são dadas por

P (ci = jjc�i) = b
n�i;j

1 + 6� 1fN(�i;�2i ) (yi) = b
n�i;j
6
fN(�i;�2i )

(yi)

P (ci 6= jjc�i) = b
1

1 + 6� 1q0iP (�jjyi) = b
1

6
q0iP (�jjyi)

onde

qoi = ft�(0;101) (yi)
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e

P
�
�j; �

2
j jyi
�
= N

�
yi
1; 01

;
�2j
1; 01

�
IG

�
2;
2; 02 + (0; 01)y2i

2; 02

�
com distribuições condicionais dadas por

P
�
�jj�2j ; yi

�
= N

�
yi
1; 01

;
�2j
1; 01

�

e

P
�
�2j jyi

�
= IG

�
2;
2; 02 + (0; 01)y2i

2; 02

�
.

A constante normalizadora apropriada é dada por

b =

 
n�i;jfN(�i;�2i )

(yi) + ft�(0;101) (yi)

6

!�1
.

Dados os valores de c = (c1; c2; :::; c5), temos que as distribuições condicionais dos

parâmetros da distribuição normal associada ao cluster �j, como em (5.26) e (5.27), são

dadas por

P
�
�jj�2j ;y�j

�
= N

0@ nj �y
�j

nj + 0; 01
;

�2j
nj + 0; 01

1A
e

P
�
�2j jy�j

�
= IG

0B@3 + nj
2

;

2 (nj + 0; 01) + (nj + 0; 01) (nj � 1) s2
�j
+ nj(0; 01) �y

�j

2

2 (nj + 0; 01)

1CA
para j = 1; 2; :::; 6.

De�nidas as probabilidades condicionais de cijc�i; yi e a distribuição a posteriori �j; �2j j

c; �j;y�j , aplicamos o método Gibbs sampling como descrito em (5.28).

Para análise de convergência geramos duas cadeias, cada uma com P = 20:000

amostras das quais as primeiras 10.000 foram descartadas e consideramos um salto de

5. Com isso obtemos para cada uma das cadeias uma amostra de tamanho 2.000. Para

cada cadeia calculamos a proporção de vezes que cada observação yi foi associada a cada

um dos n clusters e associamos cada yi ao cluster que possuir maior proporção de associ-
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amento. As Tabelas 23 e 24, mostram as proporções de associamento de cada observação

yi com cada um dos n clusters, respectivamente, para a cadeia 1 e cadeia 2, i = 1; 2; :::; 5.

Nas duas cadeias todas as observações foram identi�cadas como pertencentes a um

mesmo cluster (cluster 2 na cadeia 1 e cluster 3 na cadeia 2, ver a proporções em destaque).

Os resultados apresentados na Tabela 25 foram baseados nos valores gerados para os

parâmetros da distribuição normal associada as observações destes dois cluster, ou seja, a

média e o intervalo de credibilidade foram calculados baseados nos 4000 valores (2000 dos

parâmetros da distribuição normal do cluster 2 da cadeia 1 + 2.000 dos parâmetros da

distribuição normal do cluster 3 da cadeia 2). O verdadeiro valor da média e da variância

da qual as observações foram geradas, N (2; 1), está contido nos intervalos de credibilidade

de 95%. Para veri�car a convergência dos valores gerados para os parâmetros � e �2 da

distribuição normal associada aos clusters, utilizamos o diagnóstico de Gelmam e Rubin

disponível no recurso CODA. Como os cinco valores foram detectados como pertencentes

a um mesmo cluster (nas duas cadeias geradas), então não temos evidências de que as

cinco observações pertençam a distribuições de probabilidades diferentes.

Tabela 23: Proporção de associamento, cadeia 1.

Observações �1 �2 �3 �4 �5

y1 0,1709 0,2260 0,2198 0,1593 0,2240

y2 0,1638 0,2298 0,2203 0,1606 0,2263

y3 0,1663 0,2296 0,2207 0,1595 0,2238

y4 0,1601 0,2296 0,2220 0,1645 0,2241

y5 0,1635 0,2296 0,2210 0,1596 0,2263

Tabela 24: Proporção de associamento, cadeia 2.

Observações �1 �2 �3 �4 �5

y1 0,1595 0,2034 0,2366 0,1937 0,2067

y2 0,1543 0,2076 0,2371 0,1946 0,2064

y3 0,1540 0,2026 0,2386 0,1947 0,2099

y4 0,1533 0,2053 0,2349 0,1978 0,2086

y5 0,1531 0,2042 0,2369 0,1974 0,2084
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Tabela 25: Valores obtidos dos valores gerados para os parâmetros

da distribuição associada aos clusters 2 e 3.

Parâmetros Média Int. de Cred. (95%) Diag. Gelmam e Rubin

� 2,0126 (-0,2805 ; 4,1069) 1

�2 1,0644 (0,1942 ; 3,9651) 1

5.3 Aplicação: Análise da expressão gênica

Utilizando a modelagem (5.4) para análise da expressão gênica, temos ummodelo com

mistura in�nita equivalente ao modelo de misturas de processos Dirichlet que "aglomera"

níveis de expressão gênica. Com isso obtemos clusters de genes que apresentam níveis de

expressão similares.

Aqui voltamos para a situação de uma condição de tratamento, como descrito nos

Capítulos 2 e 3.

Assim, para cada gene g em estudo, g = 1; 2; :::; G, temos um conjunto de variáveis

observáveis xcg1; :::; x
c
gnc e x

t
g1; :::; x

t
gnt , independentes, representando o logaritmo dos níveis

de expressão do gene g na situação controle (c) e tratamento (t), onde

xcg1; :::; x
c
gnc s N

�
�gc; �

2
gc

�
xtg1; :::; x

t
gnt s N

�
�gt; �

2
gt

�
com �xgc e �xgt sendo a média amostral das observações de controle (c) e de tratamento (t),

respectivamente, onde

�xgc s N

�
�gc;

�2gc
ngc

�
�xgt s N

�
�gt;

�2gt
ngt

�

com genes diferentes sendo tratados independentemente.

Considere � g como sendo o efeito de tratamento para o gene g, dado por

� g = �gt � �gc: (5.29)
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Assim,

dg = �xt � �xc, (5.30)

que é a diferença entre a média amostral de tratamento e a média amostral de controle,

que chamamos de estatística do efeito de tratamento. Logo, dg é gerado segundo uma

distribuição normal com média � g e variância �2g,

dg s N
�
� g; �

2
g

�
; (5.31)

onde

�2g =
�2gc
nc
+
�2gt
nt
:

Para análise da expressão gênica sobre o efeito de tratamento para cada um dos genes

g, g = 1; 2; :::; G, utilizamos o modelo com mistura in�nita em (5.4). Portanto, temos que

dgjc; �; � j; �2j s N
�
� j; �

2
j

�
(5.32)

Z1; Z2; :::; ZGjw1; w2; :::; wk s Multinomial (1;w1; w2; :::; wk)

� j; �
2
j s G0

w1; w2; :::; wk s Dirichlet

�
M

k
;
M

k
; :::;

M

k

�

com

M = a (constante), G0
�
� jj�2j

�
= N

�
0;
�2j
�

�
, G0

�
�2g
�
= IG

�
�

2
;
�

2

�
, (5.33)

ou seja,

G0
�
� j; �

2
j

�
= N

�
0;
�2j
�

�
IG

�
�

2
;
�

2

�
com densidade

g0
�
� j; �

2
j

�
= f

N

 
0;
�2
j
�

! (� g) fIG(�2 ;�2 )
�
�2g
�

para a, �, � e � conhecidos e �xos e

cg =

8<: j, se a variável latente Zij = 1

0, caso contrário
,
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para g = 1; 2; ::; G (Quantidade de genes em estudo), j = 1; 2; :::; k e k !1.

Logo, a probabilidade condicional para cgjc�g; dg, como em (5.12), é dada por

P (cg = jjc�g) =
n�g;j

M +G� 1fN(�j ;�2j) (dg) (5.34)

P (cg 6= jjc�g) =
M

M +G� 1q0iP
�
� j; �

2
j jdg

�
onde fN(�j ;�2j) (dg) é o valor da densidade da distribuição normal com média � j e variância

�2j no ponto dg, e

qog = ft�(0;B(�+1)�� ) (dg) (5.35)

é o valor da densidade da distribuição t-Student com média zero, variância B(�+1)
��

e �

graus de liberdade no ponto dg, e

P
�
� j; �

2
j jdg

�
= N

�
dg
�+ 1

;
�2j
�+ 1

�
IG

�
�+ 2

2
;
� (�+ 1) + �d2g
2 (�+ 1)

�
(5.36)

com distribuições condicionais dadas por

P
�
� gj�2g; dg

�
= N

�
dg
�+ 1

;
�2j
�+ 1

�
(5.37)

P
�
�2j jdg

�
= IG

�
�+ 2

2
;
� (�+ 1) + �d2g
2 (�+ 1)

�
, (5.38)

onde N
�
dg
�+1
;
�2j
�+1

�
e IG

�
�+2
2
;
�(�+1)+�d2g
2(�+1)

�
representam, respectivamente, a distribuição

normal com média dg
�+1

e variância
�2j
�+1

e a distribuição gama inversa com parâmetro de

forma �+2
2
e parâmetro de escala

�(�+1)+�d2g
2(�+1)

(os cálculos de qoi e P
�
� j; �

2
j jdg

�
é semelhante

aos apresentados no caso 2: variâncias desconhecidas, na subseção 4.4.1 do Capítulo 4),

para g = 1; 2; :::G e j = 1; 2; :::; k�.

A constante normalizadora apropriada, como em (5.15), é dada por

b =

 
n�g;jfN(�j ;�2j)

(dg) +Mft�(0;B(�+1)�� ) (dg)

M +G� 1

!�1
.

para g = 1; 2; :::; G e j = 1; 2; :::; k�.

Com sugerido no algoritmo 2.1, fazendo k� = G (quantidade de genes em estudo),
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dado os valores de c = (c1; c2; ::: ; cn) de�nidas como em (5.34), temos as quantidades

n1; n2; :::; nG pertencentes aos clusters �1; �2; :::; �G, respectivamente. Para cada cluster

�j, como em (5.24), temos uma função de verossimilhança associada, que é dada por,

L
�
� j; �

2
j jd�j

�
/
�
�2j
��nj

2 exp

(
� 1

2�2j

"�
�d
�j

� �j
�2
+ (nj � 1) s2

�j

#)
(5.39)

onde onde d�j =

0@d1
�j

; d2
�j

; :::; dnj
�j

1A representa as nj medidas pertencentes ao cluster �j

e �d
�j

e s2
�j
é a média e a variância amostral das medidas pertencentes a este cluster, para

g = 1; 2; :::; G e j = 1; 2; :::; G.

Logo, como em (5.25) a distribuição a posteriori dos parâmetros � j e �2j , da distribuição

normal associada ao cluster �j dado c = (c1; c2; :::; cn) e as observações d�j , é dada por

P
�
� j; �

2
j jd�j

�
= N

0@ nj �d
�j

nj + �
;
�2j

nj + �

1A (5.40)

IG

0B@�+ nj + 1
2

;

� (nj + �) + (nj + �) (nj � 1) s2
�j
+ nj� �d

�j

2

2 (nj + �)

1CA ,
para g = 1; 2; :::; G e j = 1; 2; :::; G.

As distribuições condicionais, como em (5.26) e (5.27), utilizadas no método Gibbs

Samplig para estimação dos parâmetros, são dadas por

P
�
� jj�2j ;y�j

�
= N

0@ nj �d
�j

nj + �
;
�2j

nj + �

1A (5.41)

P
�
�2j jd�j

�
= IG

0B@�+ nj + 1
2

;

� (nj + �) + (nj + �) (nj � 1) s2
�j
+ nj� �d

�j

2

2 (nj + �)

1CA . (5.42)

De�nido as probabilidades condicionais de cijc�i; yi, e a distribuição a posteriori de

� j; �
2
j jd�j inicializamos o método Gibbs sampling fazendo c0i = i, ou seja, inicialmente

cada observação em um cluster, � g = dg e �2g = IG
�
�
2
; �
2

�
, para g = 1; 2; :::; G e a p-ésima
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sequência gerada pelo método Gibbs sampling, p = 1; 2; :::; P , e a determinação do cluster

associado a cada dg, para g = 1; 2; :::; G, é feita como em (5.28).

Terminadas as P seqüências geradas pelo método Gibbs sampling, temos formados k;

clusters de níveis de expressão similares devido ao efeito de tratamento, onde k; representa

a quantidade de clusters, dentre os G possíveis, que possuem pelo menos uma observação.

Para determinarmos quais dos k; clusters de genes apresentam evidências para níveis de

expressão diferentes entre controle e tratamento, supomos que:

- se o cluster �j, j = 1; 2; :::; k
;, é composto por medidas de níveis de expressão que

não apresentam evidências para níveis de expressão diferentes entre a situação de controle

e a situação de tratamento, então as medidas dg dos genes g que são associados a este

cluster, são gerados de uma distribuição normal com média zero e variância �2�j
M0

. Esta

condição chamamos de modelo M0.

- se o cluster �j, j = 1; 2; :::; k
;, é composto por medidas de níveis de expressão que

apresentam evidências para níveis de expressão diferentes entre a situação de controle e a

situação de tratamento, então as medidas dg dos genes g que são associados a este cluster,

são gerados de uma distribuição normal com média ��j (para ��j 6= 0) e variância �2�j
M1

.

Esta condição chamamos de modelo M1.

Para cada um dos modelos temos as respectivas verossimilhanças, dadas por

LM0

�j

 
�2�j
M0

jd�j

!
/
 
�2�j
M0

!�nj
2

exp

8><>:� 1

2�2�j
M0

njX
i=1

d2i
�j

9>=>; (5.43)

LM1

�j

 
��j ; �

2
�j
M1

jd�j

!
/

 
�2�j
M1

!�nj
2

exp

8><>:� 1

2�2�j
M1

njX
i=1

 
di
�j

� ��j

!29>=>; (5.44)

/
 
�2�j
M1

!�nj
2

exp

8>>><>>>:�
nj

�
�d
�j
� ��j

�2
+ (n� 1) s2

�j

2�2�j
M1

9>>>=>>>;
para j = 1; 2; :::; k;.

Considerar se há ou não evidências para níveis de expressão diferentes para as medidas
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de um determinado cluster �j, equivale a considerar o modelo M0 ou M1 como sendo o

modelo que melhor explica as medidas de níveis de expressão dg pertencentes ao cluster �j,

para g = 1; 2; :::; G e j = 1; 2; :::; k;. Dessa forma, consideramos a abordagem bayesiana

e o critério DIC (como descrito abaixo), para selecionar qual o modelo mais adequado e

assim determinar se o cluster é composto por medidas de níveis de expressão diferentes

ou não.

Optamos por utilizar o critério DIC e não o fator de Bayes devido ao cálculo da apro-

ximação do fator de Bayes ser inviável para algumas situações, tais como, quando uma

grande quantidade de genes com variância pequena é associada a um mesmo cluster. O

cálculo do valor da função de verossimilhança, associado a este cluster, se torna indetermi-

nado computacionalmente, devido a variância ser pequena e estar elevada a um expoente

"grande".

5.3.1 Abordagem bayesiana e DIC

Para a abordagem Bayesiana, devemos especi�car distribuições a priori para os

parâmetros �2�j
M0

��j e �
2
M1

�j

, para j = 1; 2; :::; k;, dos modelos M0 e M1, respectivamente, e

fazemos inferências baseados em suas distribuições a posteriori.

Consideramos o conjunto de hiperparâmetros $ = (�; �; �) e as distribuições a priori

usuais, normal e gama inversa dadas por

�

 
�2�j
M0

!
= IG

�
�

2
;
�

2

�

ou seja

�

 
�2�j
M0

!
/
 
�2�j
M0

!�(�2+1)
exp

8><>:� �

2�2�j
M0

9>=>;
e

�

 
��j j�

2
�j
M1

!
= N

0B@0; �
2
M1

�j

�

1CA
ou seja,
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�

 
��j j�

2
�j
M1

!
/
 
�2�j
M1

!� 1
2

exp

8><>:� �

2�2�j
M1

�2�j

9>=>;
e

�

 
�2�j
M1

!
= IG

�
�

2
;
�

2

�
ou seja,

�

 
�2�j
M1

!
/
 
�2�j
M1

!�(�2+1)
exp

8><>:� �

2�2�j
M1

9>=>; ,
para j = 1; 2; :::; k;.

Aplicando o teorema de Bayes, temos que a distribuição a posteriori para o modelo

M0 é dada por

�

 
�2�j
M0

jd�j

!
/ LM0

 
�2�j
M0

jd�j

!
�

 
�2�j
M0

!
(5.45)

/
 
�2�j
M0

!�nj
2

exp

8><>:� 1

2�2�j
M0

njX
i=1

d2i
�j

9>=>;
 
�2�j
M0

!�(�2+1)
exp

8><>:� �

2�2�j
M0

9>=>;
/

 
�2�j
M0

!���+nj
2

+1
�
exp

8><>:� �

2�2�j
M0

� 1

2�2�j
M0

njX
i=1

d2i
�j

9>=>;

/
 
�2�j
M0

!���+nj
2

+1
�
exp

8>>>><>>>>:�
1

�2�j
M0

0BBBB@
� +

njX
i=1

d2i
�j

2

1CCCCA
9>>>>=>>>>;

A distribuição a posteriori para o modelo M1 é dada por

�

 
��j ; �

2
�j
M1

jd�j

!
/ LM1

�j

 
��j ; �

2
�j
M1

jd�j

!
�
�
��j

�
�

 
�2�j
M1

!
(5.46)
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/
 
�2�j
M1

!�nj
2

exp

8>>><>>>:�
nj

�
�d
�j
� ��j

�2
+ (n� 1) s2

�j

2�2�j
M1

9>>>=>>>;
 
�2�j
M1

!� 1
2

exp

8><>:� �

2�2�j
M1

�2�j

9>=>;
 
�2�j
M1

!�(�2+1)
exp

8><>:� �

2�2�j
M1

9>=>;
/ exp

8>>><>>>:�
nj

�
�d
�j
� ��j

�2
+ (n� 1) s2

�j

2�2�j
M1

� �

2�2�j
M1

�2�j

9>>>=>>>;
 
�2�j
M1

!���+nj+1
2

+1
�
exp

8><>:� �

2�2�j
M1

9>=>;
/ exp

8>>><>>>:�
nj

�
�d
�j
� ��j

�2
2�2�j
M1

� �

2�2�j
M1

�2�j

9>>>=>>>;
 
�2�j
M1

!���+nj+1
2

+1
�
exp

8><>:� �

2�2�j
M1

�
(n� 1) s2

�j

2�2�j
M1

9>=>;
/ exp

8><>:� 1

�2�j
M1

�
nj �d
�j

2 � 2�jnj �d
�j
+ nj��j + ��

2
�j

�9>=>;
 
�2�j
M1

!���+nj+1
2

+1
�
exp

8><>:� �

2�2�j
M1

�
(n� 1) s2

�j

2�2�j
M1

9>=>;
/ exp

8><>:� 1

2�2�j
M1

�
(nj + �)�

2
�j
� 2��jnj �d�j

�9>=>;
 
�2�j
M1

!���+nj+1
2

+1
�
exp

8><>:� �

2�2�j
M1

�
(n� 1) s2

�j

2�2�j
M1

�
nj �d
�j

2

2�2�j
M1

9>=>;
/ exp

8><>:�nj + �2�2�j
M1

0@�2j � 2�j
0@ nj �d

�j

nj + �

1A1A
9>=>;
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�2�j
M1

!���+nj+1
2

+1
�
exp

8><>:� �

2�2�j
M1

�
(n� 1) s2

�j

2�2�j
M1

�
nj �d
�j

2

2�2�j
M1

9>=>;
/ exp

8>>><>>>:�
1

2

�2�j
M1

nj+�

0@�2�j � nj �d
�j

nj + �

1A2

9>>>=>>>;
 
�2�j
M1

!���+nj+1
2

+1
�
exp

8>>><>>>:�
�

2�2�j
M1

�
(n� 1) s2

�j

2�2�j
M1

�
nj �d
�j

2

2�2�j
M1

+

�
nj �d
�j

�2
2�2�j
M1

(nj + �)

9>>>=>>>;
/ exp

8>>><>>>:�
1

2

�2�j
M1

nj+�

0@�2�j � nj �d
�j

nj + �

1A2

9>>>=>>>;
 
�2�j
M1

!���+nj+1
2

+1
�
exp

8><>:� 1

�2�j
M1

0@� (nj + �) + (nj + �) (n� 1) s2�j + nj� �d2�j
2

1A
9>=>;

= N

0B@ nj �d
�j

nj + �
;

�2�j
M1

nj + �

1CA IG
0@�+ nj + 1

2
;

� (nj + �) + (nj + �) (n� 1) s2
�j
+ nj� �d

2

�j

2

1A
para j = 1; 2; :::; k;.

Para análise da expressão gênica, selecionamos o modelo M0 ou M1, para um deter-

minado cluster �j, j = 1; 2; :::; k
;, utilizamos o DIC.

Para cada um dos modelos, M0 e M1 e um determinado cluster �j, temos que as

deviances, como em (3.14), são dadas por

DM0

�j

 
�2M1

�j

!
= �2 logLM0

 
�2�j
M0

jd�j

!
(5.47)

/ �2 log

264 �2�j
M0

!�nj
2

exp

8><>:� 1

2�2�j
M0

njX
i=1

d2i
�j

9>=>;
375

/ nj log

 
�2�j
M0

!
+

njX
i=1

d2i
�j

�2�j
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DM1

�j

 
��j ; �

2
�j
M1

!
= �2 logLM1

 
��j ; �

2
�j
M1

jd�j

!
(5.48)

/ �2 log

2666664
 
�2�j
M1

!�nj
2

exp

8>>>>><>>>>>:
�
nj

 
�y
�j

� ��j

!2
+ (n� 1) s2

�j

2�2�j
M1

9>>>>>=>>>>>;

3777775

/ nj log

 
�2�j
M1

!
+�

nj

�
�d
�j
� ��j

�2
+ (n� 1) s2

�j

�2�j
M1

para j = 1; 2; :::; k;.

O valor DIC associado aos modelos M0 e M1, como em (3.15), são dados por

DICM0

�j

= �DM0

�j

+ PDM0

�j

DICM1

�j

= �DM1

�j

+ PDM1

�j

onde

PDM0

�j

= �DM0

�j

�D
 
��2�j
M0

!

PDM1

�j

= �DM1

�j

�D
 
��j; �

2
�j
M1

!

com ��2�j
M0

sendo a média dos valores gerados para �2�j
M0

de sua distribuição a posteriori (5.45)

e ���j ; ��
2
�j
M1

sendo a média dos valores gerados para ��j ,�
2
�j
M1

de sua distribuição a posteriori

(5.46), para j = 1; 2; :::; k;.

O cálculo do valor DIC para os modelos M0 e M1, segue os mesmos passos descritos

na seção 3.4.

5.3.2 Simulação

Desenvolvemos para o modelo com mistura in�nita e para o DIC, o mesmo estudo de

simulação realizado para os métodos estatísticos anteriores, com objetivo de veri�car seu
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comportamento na detecção de clusters com e sem evidências para níveis de expressão

diferentes, quando consideramos diferentes afastamentos na média e na variância (ou

ambos) das observações de tratamento com relação as observações de controle. Porém,

agora, utilizamos 100 genes (simulados) ao invez de 1000 genes (simulados) como nos

métodos anteriores. Isto foi feito devido ao tempo de simulação com 1000 genes ser muito

"alto".

Os hiperparâmetros utilizados para a formação dos clusters foram os mesmos da si-

mulação realizada para o modelo MPD. Isto é, M = 1, � = 0; 01, � = 2, � = 2, � = 1 e

� = 0; 5.

Os diferentes valores para � foram utilizados para veri�carmos a sensibilidade do

modelo com mistura in�nita na detecção dos clusters com relação a escolha dos hiper-

parâmetros.

Para cada valor de �, temos as probabilidades condicionais dadas em (5.34) e as

distribuições condicionais dos clusters com pelo menos uma observação (n�i;j � 1) dadas

em (5.41) e (5.42).

Para aplicação do métodoGibbs sampling, utilizamos P = 1000 iterações. Para de�nir-

mos os clusters, calculamos a proporção de vezes que cada medida dg foi associada ao

cluster �j durante as P = 1000 iterações realizadas e de�nimos os clusters como descrito

em (5.28).

De�nidos os clusters, aplicamos o critério DIC como descrito na subseção 5.3.1 uti-

lizando m = 1000, para detectar os cluster que apresentam evidências para diferença. Os

hiperparâmetros utilizados no cálculo do DIC foram os mesmo utilizados na formação dos

clusters. Por exemplo, se utilizamos � = 2 para formar os clusters também utilizamos

� = 2 para calcular o valor DIC associado aos modelos,M0 eM1, de cada cluster formado.

As Tabelas 26, 27 e 28 mostram as quantidades de genes (simulados) detectados com

evidências para diferença e a quantidade de clusters formados (indicados pela letra C à

direita de cada valor de �) para cada valor de � e  utilizados.

Cada linha mostra as quantidades de genes detectados com evidências para diferença

e a quantidade de clusters formados para  �xo e � variando. Cada coluna mostra a

quantidade de genes detectados com evidências para diferença e a quantidade de clusters

formados para � �xo e  variando.
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Afastando-se da média de controle (� 6= 0) e para  = 0; 25 e  = 1, o modelo com

mistura in�ta e o DIC detectam todos os genes (simulados) como pertencentes a um

mesmo cluster que apresenta evidências para diferença (ver Tabelas 26, 27 e 28).

Esta característica já era esperada, pois como as observações de tratamento são geradas

de uma distribuição normal com média �gt = �gc + � e variância �
2
gt = (�gc)

2então

� g = � e devido a "pequena" variabilidade de controle �2c = 0; 04, todas as medidas dg são

concentradas em torno de �, para g = 1; 2; :::100. Logo, temos somente um cluster com

evidências para diferença devido suposição do modelo M0 no critério DIC, que considera

que dg foi gerada de um distribuição normal com média zero e variância �2�j
M0

, para j =

1; 2; :::; 100. Por exemplo, quando utilizamos � = 0; 5 e  = 1, temos formado apenas um

cluster, indicado por C1, com evidências para diferença. Como pode ser observado na

Figura 16. Para � = 2, � = 1 e � = 0; 5 os resultados são os mesmos.

Para � �xo, Tabelas 26, 27 e 28, a medida que aumentamos o valor de , isto é,

aumentamos a variabilidade das observações de tratamento com relação as observações

de controle, o modelo com misturas in�nita e o DIC detectam uma quantidade maior de

clusters. O que é positivo, pois como temos medidas dg mais dispersas devido aos valores

da condição de tratamento serem gerados de uma distribuição normal com uma maior

variabilidade, temos uma maior heterogeneidade.

Por exemplo, para � = 0 e  = 16 temos 3 cluster formados, que indicamos por C1,

C2 e C3, onde:

- C1 : composto por medidas dg somente positivas;

- C2 : composto por medidas dg positivas e negativas;

- C3 : composto por medidas dg somente negativas;

com C1 e C3 sendo detectados com evidências para diferença . Ou seja, para � = 0

aumentando o valor de  temos uma quantidade maior de medidas dg distante da reta

y = x. Isto justi�ca o fato de aumentarmos o valor de , aumentar a quantidade de

clusters formados e aumentar a quantidade de genes detectados com evidências para

diferença do que a variação  anterior (ver Figuras 17, 18 e 19).
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Para � = �0; 5 e  = 9 também temos três clusters C1, C2 e C3, onde:

- C1 : composto por medidas dg somente positivas;

- C2 : composto por medidas dg positivas e negativas;

- C3 : composto por medidas dg somente negativas;

com C1 e C3 sendo detectados com evidências para diferença. Ou seja, para � = �0; 5

aumentando o valor de  temos uma quantidade maior de medidas dg distante de � = �0; 5

e próximos a reta y = x. Isto justi�ca o fato de aumentarmos o valor de , aumentar

a quantidade de clusters formados e diminuir a quantidade de genes detectados com

evidências para diferença do que a variação  anterior.

Os resultados obtidos com � = 2, � = 1 e � = 0; 5 são semelhantes, como pode ser

observado pelas Tabelas 26, 27 e 28.

Para � = �0; 5 e � = 0, a quantidade de clusters formados sempre é a mesma, com

� = 2, � = 1 e � = 0; 5, porém há uma diferença na quantidade de genes pertencentes

a cada cluster e conseqüentemente há uma diferença na quantidade de genes detectados

com evidências para diferença. Esta diferença é provocada pelos genes com medidas dg

na "fronteira" dos clusters formados, pois estas medidas �cam alternando de clusters

dependendo da escolha do valor �. Isto é, para medidas dg na "fronteira" dos clusters

formados a escolha dos hiperparâmetros das distribuições a priori pode in�uenciar o

gene a pertencer a um determinado cluster e conseqüentemente ser detectado ou não

com evidências para diferença. Por exemplo, podemos notar pelas Figuras 17, 18 e 19,

que mostram os clusters formados com � = 2, � = 1 e � = 0; 5, que alguns genes na

"fronteira"dos clusters formados mudam de cluster ao mudarmos o valor de �.

Para � = �1 e � = �0; 8 os resultados são iguais tanto em quantidade de clusters for-

mados quanto em quantidade de genes detectados com evidências para diferença. Porém,

ocorre o mesmo problema com os genes com medidas dg nas fronteiras dos clusters for-

mados.

Portanto, temos que o modelo com mistura in�nita é sensível a escolha dos hiper-

parâmetros levando a resultados diferentes. Assim, devemos ter certa atenção para de�nir-

mos os valores dos hiperparâmetros, se possível nos basear na opinião de um especialista ou
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utilizar métodos empíricos. Pois assim estaremos trabalhando com informação a priori

o que possivelmente minimizará esta mudança de clusters pelas medidas dg na "fron-

teira"dos clusters formados.

Tabela 26: Quantidades detectadas com evidência para diferença e quantidades de cluster s, com �=2.

�

 -1,0 C -0,8 C -0,5 C 0,0 C 0,5 C 0,8 C 1,0 C

0,25 100 1 100 1 100 1 0 1 100 1 100 1 100 1

1 100 1 100 1 100 1 0 1 100 1 100 1 100 1

4 100 2 100 2 100 2 09 3 100 2 100 2 100 2

9 100 3 100 3 90 3 45 3 93 3 100 3 100 3

16 100 3 100 3 86 3 47 3 68 3 100 3 100 3

Tabela 27: Quantidades detectadas com evidência para diferença e quantidades de cluster s, com �=1.

�

 -1,0 C -0,8 C -0,5 C 0,0 C 0,5 C 0,8 C 1,0 C

0,25 100 1 100 1 100 1 0 1 100 1 100 1 100 1

1 100 1 100 1 100 1 0 1 100 1 100 1 100 1

4 100 2 100 2 100 2 09 3 100 2 100 2 100 2

9 100 3 100 3 90 3 45 3 100 3 100 3 100 3

16 100 3 100 3 86 3 47 3 72 3 100 3 100 3

Tabela 28: Quantidades detectadas com evidência para diferença e quantidades de cluster s, com �=0,5.

�

 -1,0 C -0,8 C -0,5 C 0,0 C 0,5 C 0,8 C 1,0 C

0,25 100 1 100 1 100 1 0 1 100 1 100 1 100 1

1 100 1 100 1 100 1 0 1 100 1 100 1 100 1

4 100 2 100 2 100 2 09 3 100 2 100 2 100 2

9 100 3 100 3 100 3 45 3 95 3 100 3 100 3

16 100 3 100 3 90 3 47 3 80 3 100 3 100 3
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Figura 16: cluster C1, Figura 17: clusters formados,

� = 0; 5 e  = 1. � = 0,  = 16 e � = 2.

Figura 18: clusters formados, Figura 19: clusters formados,

� = 0,  = 16 e � = 1. � = 0,  = 16 e � = 0; 5

5.3.3 Aplicação

Aplicamos o modelo com mistura in�nita equivalente ao modelo de misturas de

processos Dirichlet (MPD), dado em (5.32) e o DIC no experimento realizado com células

da bactéria Escherichia Coli com relação aos padrões IHF+ e IHF�, já utilizado nas
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aplicações dos métodos estatísticos anteriores.

Como citado, dispomos de 434 genes, g = 1; 2; :::; 434, e uma condição de tratamento.

Para cada um dos genes temos cinco medidas de níveis de expressão para a situação de

controle (c) e cinco medidas de níveis de expressão para a situação de tratamento (t). Isto

é,

- xc1; :::; x
c
nc=5: representa as 5 medidas dos níveis de expressão para o g-ésimo gene

sob a situação de controle (c);

- xt1; :::; x
t
nt=5: representa as 5 medidas dos níveis de expressão para o g-ésimo gene

sob a situação de tratamento (t);

- �xgc: média dos níveis de expressão do g-ésimo gene na situação de controle (c);

- �xgt: média dos níveis de expressão do g-ésimo gene na situação de tratamento (t);

- dg = �xgt � �xgc: é a estatística do efeito de tratamento para o g-ésimo gene, para

g = 1; 2; :::; 434.

Os hiperparâmetros utilizados na formação dos clusters e no cálculo DIC, foram os

mesmos utilizados na simulação. Para cada valor de �, temos as probabilidades condi-

cionais dadas em (5.34) e as distribuições condicionais dos clusters com pelo menos uma

observação, dadas como em (5.41) e (5.42).

De�nidas as probabilidades condicionais e as distribuições condicionais dos clusters,

aplicamos o método Gibbs sampling como em (5.28) com P = 5000 iterações.

Formados os cluster, aplicamos o critério DIC para detectar quais cluster apresentam

evidências para diferença, utilizando m = 5000 e os mesmo hiperparâmetros utilizados na

formação dos clusters.

As Figuras 20, 21 e 22 mostram as médias de controle e de tratamento para cada um

dos genes g, g = 1; 2; :::; 434, destacando os clusters formados e os clusters que apresentam

evidências para diferença.

Para � = 2; distribuição a priori IG (1; 1) para a variância, 4 clusters foram formados,

C1, C2, C3 e C4 onde:

- C1 : é composto por 3 medidas dg somente positivas;

- C2 : é composto por 103 medidas dg somente positivas;

- C3 : é composto por 243 medidas dg positivas e negativas;



5. MODELO COM MISTURA INFINITA 124

- C4: é composto por 85 medidas dg somente negativas;

com C1, C2 e C4 sendo detectados com evidências para diferença (ver Figura 20).

Para � = 1; distribuição a priori IG(1; 0; 5) para a variância, 4 clusters foram forma-

dos, C1, C2, C3 e C4 onde:

- C1 : é composto por 6 medidas dg somente positivas;

- C2 : é composto por 121 medidas dg somente positivas;

- C3 : é composto por 210 medidas dg positivas e negativas;

- C4 : é composto por 97 medidas dg somente negativas;

com C1, C2 e C4 sendo detectados com evidências para diferença (ver Figura 21).

Para � = 0; 5, distribuição a priori IG(1; 0; 25) para a variância, 4 clusters foram

formados, C1, C2, C3 e C4 onde:

- C1 : é composto por 16 medidas dg somente positivas;

- C2 : é composto por 143 medidas dg somente positivas;

- C3 : é composto por 188 medidas dg positivas e negativas;

- C4 : é composto por 87 medidas dg somente negativas;

com C1, C2 e C4 sendo detectados com evidências para diferença (ver Figura 22).

Comparando com resultados obtidos com as aplicações dos métodos anteriores, temos

que:

- Todos os genes detectados com evidências para diferença pelo teste-t e pelo

modelo de misturas de processos Dirichlet (MPD) também foram detectados pelo modelo

com mistura in�nita e DIC;

- Dos detectados pelo fator de Bayes e pelo critério DIC (Capítulo 3), somente

os genes próximos a reta y = x, (genes 273, 323, 366 e 370 - Fator de Bayes e genes 273,

323, 370 - Critério DIC) não foram detectados pelo modelo com misturas in�nita e DIC.

Os resultados obtidos com o modelo com mistura in�nita e DIC para os genes com

medidas dg distantes da reta y = x são satisfatórios, pois estes genes são detectados como
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pertencentes a um cluster que apresenta evidências para diferença.

Porém, como observado na simulação, ocorrem problemas com os genes commedidas dg

na fronteira do cluster C3 com C2 e C4, devido estes genes g mudarem de cluster quando

mudamos o valor de � e consequentemente mudarem sua condição de com evidências

para diferença para sem evidências para diferença, ou vice-versa. Ou seja, o modelo

com mistura in�nita é sensível a escolha dos hiperparâmetros das distribuições a priori,

levando a diferentes conclusões, isto é, a formação de clusters com quantidades diferentes

de genes e consequentemente a detecção de diferentes genes g com evidências para níveis

de expressão diferentes.

Acreditamos que este fato pode ser resolvido a partir da opinião de um especialista da

área genética, nos fornecendo informação para de�nirmos os valores dos hiperparâmetros

e assim trabalhar com informação a priori sobre as medidas dg, g = 1; 2; :::; G, e obter

clusters satisfatórios com relação as medidas na "fronteira" dos clusters formados.

Dessa forma, se temos informação para de�nirmos os valores dos hiperparâmetros,

acreditamos que a utilização do modelo com mistura in�nita e do critério DIC se mostra

como ferramentas estatísticas adequada para identi�car clusters de genes com e sem evidê-

cias para diferença baseados no efeito de tratamento, quando comparamos uma situação

de tratamento com uma condição de controle.

Figura 20: Médias controle e tratamento e clusters formados, com � = 2.
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Figura 21: Médias controle e tratamento e clusters formados, com � = 1.

Figura 22: Médias controle e tratamento e clusters fomados, com � = 0; 5.



Capítulo 6

Considerações Finais

Nesta dissertação descrevemos, adaptamos e desenvolvemos métodos estatísticos apli-

cados à análise da expressão gênica, com objetivo de identi�car genes que apresentam

evidências para níveis de expressão diferentes quando comparamos situações de interesse

(tratamentos) com uma situação de controle.

Os aspectos relacionados ao desenvolvimento dos experimentos com arranjos de DNA

são abordados no Capítulo 1. Neste Capítulo descrevemos o processo de desenvolvimento

para obtenção dos níveis de expressão dos genes, nas situações de tratamento e controle

para posteriormente serem analisadas.

No Capítulo 2, descrevemos e aplicamos o teste t proposto por Baldi e Long (2001)

na análise da expressão gênica através de um estudo de simulação e com a aplicação a

dados de níveis de expressão gênica reais obtidos de um experimento realizado com as

células da bactéria Escherichia Coli (ver Ar�n et al., 2000). Tanto na simulação quanto

na aplicação o teste t mostrou uma de�ciência, pois detectou evidências para diferença

somente quando a diferença estava presente na média com as variâncias sendo próximas

(ver, por exemplo, Figuras 2 e 3).

Motivados pelo trabalho de Baldi e Long (2001) propomos para análise da expressão

gênica a utilização da inferência bayesiana e dos métodos de seleção de modelos fator

de Bayes e DIC. Para a análise bayesiana utilizamos distribuições a priori conjugadas e

pouco informativas. Para o cálculo do fator de Bayes utilizamos uma aproximação via

método Monte Carlo.

Como o fator de Bayes é in�uenciado pelas distribuições a priori, isto é, quando com-
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paramos dois modelos, um com distribuição a priori informativa e outro com distribuição

a priori não informativa para os parâmetros, o primeiro modelo é privilegiado pelo fator

de Bayes1. Devido a isto, utilizamos uma equalização para os parâmetros das distribuições

a priori dos modelos M0 e M1 de modo que as distribuições a priori sejam equivalentes

e dessa forma buscamos não privilegiar um dos modelos, M0 ou M1.

Tanto na simulação quanto na aplicação, o fator de Bayes e o critério DIC se mostraram

sensíveis à escolha dos hiperparâmetros, ou seja, devemos ter certa atenção para de�nirmos

os valores dos hiperparâmetros.

Com o objetivo de reduzir as restrições para as análises dos dados de níveis de expressão

gênica, no Capítulo 4 descrevemos um dos principais métodos a priori em inferência

bayesiana não paramétrica, conhecida como processo Dirichlet.

Com a utilização do processo Dirichlet (PD) a priori utilizamos à inferência bayesiana

com uma especi�cação a priori não paramétrica sobre todas as classes de possíveis funções

de distribuição G(y) de uma variável Y , onde G(y) = P (Y � y) (Ver, Ibrahim 1998). As-

sim, temos que se uma distribuição de probabilidades desconhecida G possui distribuição

a priori de�nida por um processo Dirichlet, G s PD, signi�ca que sua medida induzida

g, representa uma medida de probabilidade pertencente a um espaço de funções de dis-

tribuição, portanto não podendo ser indexada por um número �nito de parâmetros, o que

caracteriza o processo Dirichlet como sendo não paramétrico (ver Walker et al., 1999).

Descrevemos o modelo de misturas de processos Dirichlet (MPD) que é essencial-

mente um modelo bayesiano hierárquico que remove a suposição de uma distribuição

paramétrica para os parâmetros do modelo paramétrico em estudo, substituindo-a por

uma distribuição qualquer G que possui distribuição a priori de�nida por um processo

Dirichlet com parâmetro de concentração M e distribuição base G0 (isto é, medida base

Mg0).

Aplicamos o modelo de misturas de processo Dirichlet (MPD) na análise da expressão

gênica utilizando modelos conjugados. Pois o uso de modelos conjugados torna a imple-

mentação computacional mais viável e a amostragem mais e�ciente (ver MacEachern e

Muler, 1998, Neal, 1998 e Dahl, 2002). Devido a isto, utilizamos os hiperparâmetros M ,

�, � e � �xos e de tal forma que as distribuições a priori obtidas sejam não informativas

1Para maiores detalhes ver Kass e Raftery (1995) ou Missão (2004).
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(ver Tabela 21 e Figura 15).

Desenvolvemos para o modelo MPD o mesmo estudo de simulação realizado para o

teste t, para o fator de Bayes e para o critério DIC e aplicamos este aos dados reais obtidos

do experimento realizado com as células da bactéria Escherichia Coli.

Como o fator de Bayes e o critério DIC, o modelo MPD se mostra sensível a escolha

dos hiperparâmetros. Ou seja, alterando o valor dos hiperparâmetros os genes detectados

com evidências para diferenças são diferentes. À medida que temos informação a priori

o modelo MPD se mostra con�ável na detecção dos genes com evidências para diferença.

Muitas vezes o interesse é de identi�car e analisar grupos (ou cluster) de genes. Devido

a isto, no Capítulo 5 descrevemos e desenvolvemos um procedimento de "aglomeração"

de níveis de expressão gênica2, baseados nos efeitos de tratamento, utilizando um modelo

com mistura in�nita que é equivalente ao modelo de misturas de processo Dirichlet.

Como no modelo de misturas de processos Dirichlet, utilizamos os hiperparâmetros

�xos de modo a manter a conjugação e facilitar a implementação computacional e tornar

a amostragem mais e�ciente (ver Dahl, 2002).

O modelo com mistura in�nita também se mostra sensível a escolha dos hiperparâme-

tros. Esta sensibilidade ocorre nos genes com estatísticas do efeito de tratamento dg na

"fronteira" dos clusters formados, devido estes trocar de cluster quando mudamos o valor

dos hiperparâmetros. Para os genes com medida dg distantes da reta y = x, o método

se mostra e�ciente, mesmo para distribuições a priori não informativas, detectando estes

genes como pertencentes a um cluster com evidências para diferença.

Com os resultados obtidos com procedimento de simulação e com os dados reais,

obtidos do experimento realizado com as células da bactéria Escherichia Coli (ver Ar�n

et al., 2000), utilizados nesta dissertação, temos que

- O teste t não se mostra como um método estatístico e�ciente para se obter resultados

satisfatórios na análise da expressão gênica. Pois detecta evidências para diferenças de

médias com variâncias de tratamento e de controle razoavelmente estáveis, como pode ser

observado pelos valores da Tabela 1 e pelas Figuras 2 e 3;

- Os resultados obtidos com o fator de Bayes e com o DIC são similares. Comparado ao

teste t, estes dois métodos apresentam um desempenho melhor, pois detectam evidências

2que chamamos de cluster.
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para diferença tanto com relação à variação na média quanto com relação à variação na

variância, ou ambos (ver Tabelas 4, 5, 6 e 9, 10, 11 e Figuras 4 a 9);

- O modelo de misturas de processos Dirichlet (MPD) detecta evidências para diferença

de médias, independente se esta possui ou não diferença de variâncias entre as observações

de tratamento e as observações de controle. Comparado ao teste t, o modelo MPD a-

presenta um desempenho melhor. Pois, por exemplo, na aplicação este método detectou

os genes mais distantes da reta y = x, no grá�co das médias, com evidências para dife-

rença enquanto que o teste t não os detectou (ver Figuras 2 e 3 e Figuras 12, 13 e 14).

Grande parte dos genes identi�cados com evidências pelo modelo MPD também foram

identi�cados pelo fator de Bayes e pelo DIC, como pode ser observado pelas Figuras 4 a

9 e Figuras 12, 13 e 14;

- Com a utilização do modelo com mistura in�nita e do DIC identi�camos clusters de

genes com e sem evidências para diferença, devido ao efeito de tratamento. Na aplicação os

genes identi�cados com evidências para diferença pelo teste t e pelo modelo MPD também

foram identi�cados por este método. Com relação ao identi�cados com evidências para

diferença pelo fator de Bayes e pelo DIC, somente os genes com média de tratamento e

de controle próximos a reta y = x no grá�co das médias, identi�cados pelo fator de Bayes

e pelo DIC (ver Figuras 4 a 9), não foram identi�cados pelo modelo com mistura in�nita

e pelo DIC (ver Figuras 20, 21 e 22).

En�m, esta dissertação aborda cinco métodos estatísticos que pode se aplicados na

análise da expressão gênica: teste t, fator de Bayes, DIC, modelo MPD e modelo com

mistura in�nita e DIC. Cada um com suas características, como discutidos no texto.
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